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Anotace

Tato bakalarska prace se zabyva problematikou automatizované detekce falesSnych
zprav. V praci je shrnuta problematika v aktualnim kontextu a kratce i historie
vyvoje faleSnych zprav. Cilem prace je navrh a implementace systému, ktery by byl
schopen automaticky rozpoznat faleSné zpravy svysokou presnosti predikce.
Vtéto praci je vyuzito nékolik metod strojového uceni a analyzy textu.
Z implementace vychazeji konkrétni vysledky a jsou diskutovany s moZnosti

dalSiho vyvoje modelu.

Annotation

Title: Automated detection of fake news

This Bachelor Thesis deals with the issue of automated detection of fake news. The
work summarizes the issue in the current context and briefly also the history of
the development of fake news. The aim of the work is to design and implement a
system that would be able to automatically recognize fake news with high
prediction accuracy. In this work, several methods of machine learning and text
analysis are used. The results of the implementation are then presented and the

results and possibilities for further development of the model are discussed.
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1 Uvod

Za posledni roky, nejen kvili pandemii nemoci Covid-19, stouplo mnoZstvi
dezinformacnich, nenavistnych a manipulativnich zprav daleko vice nez kdy
predtim. Dalsi velky pripad Sifeni faleSnych zprav je aktualni krize na Ukrajiné. Zde
je velice obtiZzné jednotlivé zpravy rozeznat a kvalifikovat jejich pravost. Dalsim
faktorem ovliviiujicim dezinformacni scénu jsou pravidelné politické volby. Tyto
volby jsou velmi ¢asto tak vyostiené, Ze se spolectnost takika rozdéluje. Do urcité
miry je to zplisobeno pravé Sitenim faleSnych zprav cilenych nejen na strach, ale i
na jiné lehce napadnutelné lidské vlastnosti. Spolecenska diskuse je moZny zptlisob
boje proti faleSnym zpravam. Jednou z moZnosti je automatizovana detekce za
pomoci strojového uceni. Av§ak naucit pocita¢ rozeznat vyznam jednotlivych slov
nebo i celého textu, je velmi obtiZné. Jak tedy naucit pocitac alespoii do jisté miry
porozumét zpravam, které jsou denné vkladany na internet? Cilem této prace je

tedy navrZeni moZnosti detekce faleSnych zprav za pomoci strojového uceni, a

dalSich metod tak, aby z prace vzeSly co nejlepsi vysledky a uspésné porovnani.

1.1 Trend

v, e

Fale$né zpravy byly, jsou a budou existovat neustale. Jejich Sifeni je v kazdé dobé
regulovano jinymi zptisoby. V dne$ni dobé je vsak jejich Siteni témér neregulovano,
a to zacind prerlistat v nebezpecnou, avsak ucinnou zbran. Pokud jsou fale$né
zpravy dlouhodobé neregulované, je poté o to obtiZnéjsi Ctenare presvédcit o jejich
nepravosti. Cim déle jsou ¢tenafi s fale$nymi zpravami ve styku, tim spise se tyto
zpravy pro Ctenafe stanou pravdivymi a poté uZ je takika nemozné kohokoliv
presvédcit o opaku, at uZ jsou dlikazy jakékoliv. Chceme-li navrhnout ucinné
reSeni pro jejich detekci, je nejprve nutné si je priblizit, vyobrazit jejich aktualni

trend a specifikovat postup detekce a vyhodnoceni.



1.2 FalesSné zpravy

FaleSnymi zpravami jsou mysleny cilené 1zivé nebo klamavé prispévky stavéné na
klamavém nebo jinak manipulativnim zakladu. Naptiklad Paul Watzlawick v knize
sJak skutetna je skute¢nost?: mylné predstavy, klamani, porozuméni.“ [1]
argumentuje, Ze fale$né zpravy byvaji ¢asto vysledkem naSich mylnych predstav a
toho, jak interpretujeme a chapeme informace, které prijimame. Naproti tomu Jifi
Taborsky popisuje faleSné zpravy jako nastroj pro manipulaci s lidmi. To podklada
védeckymi studiemi a experimenty, které byly vtomto oboru provadény. [2Z]
NejvétSim problémem faleSnych zprav dnesSni doby je jejich rychlé Sifeni, a to
zejména mezi uzivateli socidlnich siti a emailovych klientii, ¢imZ se miiZe ovlivnit
verejné minéni. Je velice obtiZné urcit, jak moc velky vliv faleSné zpravy maji, ale
lze soudit, Ze celkem velky. Pokud by vliv nemély, pravdépodobné by je nikdo jiz
nevyuZival a nemusel by se tento problém vilibec Fesit. Je ale velmi obtiZné faleSné
zpravy primo vyvratit, neni-li dostatek informaci a dlikaz. Pfi vyvraceni faleSnych
zprav je ale i stejnym problémem ctenafe seznamit s dikazy, vedouci

k zodpovézeni otazky proc je zprava hodnocena jako falesna.

1.3 Aktualni kontext

Na zakladé vyro¢ni zpravy Bezpeénostni informaéni sluzby CR z roku 2020 [3] se
béhem pandemie zvysila vilna negativnich reakci vii¢i zavedenym opatienim. BIS
prisuzuje tuto skutecnost dezinformatortim, ktefi se podileli i na poradani

protestnich akci.

Nejsdilenéjsi clanek na platformé Facebook z roku 2019 dle prizkumu portalu
businessinsider.com [4] byl: ,Trumpiiv dédecek byl pasdk a dariovy podvodnik, jeho

otec ¢lenem KKK".

Nejsdilen&jsi ¢lanek v CR na zakladé priizkumu portalu investigace.cz [5] byl v roce
2021: ,Soria Pekovd potvrdila, Ze nékdo vyrdbi umélé laboratorni kmeny SARS-Cov-X
a vypousti je obrazné receno jako z jeskyné, kterou je potreba najit a zavrit! BioloZka
znovu potvrdila, Ze virus se nechovd jako prirodni izoldt a nejnovéjsi mutace z Velké

Britdnie”.


http://businessinsider.com
http://investigace.cz

Pred vznikem internetu, a tedy moZnosti tvorit dezinformace daleko rychleji a
efektivnéji, 1ze brat jako jednu z nejvétSich dezinformacnich kauz tu s tabakovymi
firmami v USA. Jiff Taborsky ve své knize [2] zmiiiuje, Ze béhem 50. let dvacatého
stoleti tabakové firmy dokazaly dlouho tvrdit, Ze je koufeni zdravé. A to i ve chvili,
kdy se zacaly objevovat studie, které tvrdily opak. Tabakové firmy zvolily, i pres to,
Ze védély, jaky maji tabakové vyrobky vliv na lidské télo, tvrdy boj, a to vSemi
prostredky. Mezi nimiz jsou hlavné dezinformace. Tabakové firmy si dokonce
zacCaly vyrabét vlastni studie. Dalo by se tedy rict, Ze zvolily vidinu zisku pred

lidskym zdravim, a to je vysoka cena.

Pokusime-li se nalézt néjaky pocatek dezinformaci na webu, zasadnim milnikem je
oznacovan dle autorti Haigha T., Haigha M. a Kozaka [6] zacatek ukrajinské krize v
roce 2015, kdy vznikaly prvni vétsi dezinformacni weby, které zacaly masivné
manipulovat ¢i dezinterpretovat déni, ¢imz mohly sehrat svou roli v dals$im déni.
Dal$im milnikem byla migra¢ni krize do Evropy, a s ni nariist agrese a nevole vici
nim. Dale pak dle Laudera nejista kampan a volby v USA, kde vyhral Donald Trump.

Nejaktualnéji pak pandemie Covid-19 a aktualni krize na Ukrajiné.

Otazkou tedy muZe byt, zda faleSné zpravy mohou skute¢né ovlivnit politicko-
spoletensky vyvoj. Tato otazka je podrobovana zkoumani. Dle Allcotta &
Gentzkowa [7] bylo prokazano napriklad to, Ze voli¢i Donalda Trumpa sdileli

nékolikanasobné vice faleSnych zprav nez volic¢i Hillary Clinton.

Neni prokazano, kdo za faleSnymi zpravami stoji. Pokus investigativnich novinart
poukazal na dva rlzné typy zdroji. Prvni typ dezinformacnich webl je
pravdépodobné tvoren pod vidinou zisku. Zpravodajské servery publikuji takové
zpravy, aby naldkaly nejvys$s$i moZny pocet ¢tenaili, a weby poté osadi velkym
mnozstvim reklam. V tomto pripadé jsou zpravy zvétSiny neSkodné a ctenar se
z nich nedozvi nic nového. Zde je ale dost ¢asto vyuZivan tzv. ,clickbait”. Autofi
zamérné publikuji takovy titulek, aby naldkal co nejvyssi pocet ¢tenari. Dost ¢asto

titulek nemusi primo interpretovat stejné informace jako zbytek zpravy. Pfikladem



clickbaitu miZe byt titulek ceského tydeniku Dotyk.cz: ,Archeolog zjistil, kdy
nastane skutecny konec svéta podle mayského kalenddre. Je to prekvapivé.” (Mala
2023) [8]. V tomto pripadé se pravdépodobné nejedna o faleSnou zpravu. Titulek je
vykonstruovan tak, aby na né&j klikl co nejvyssi pocet &tenait. Ctena¥ z titulku
ziskava pocit, Ze se dozvi nezvratné nebo azZ neuvéritelné informace, ackoliv to tak
mnohdy neni. Druhym typem je ovliviiovani politického déni v zemich. Podle
Kudrny [9] vedou stopy zejména v Evropé hlavné do Ruska. Jejich piisobeni je
patrné i v dalSich zemich Evropy. Pro priklad Russia Today nebo Sputnik jsou
zpravodajské servery splvodem a spravou zRuska. A v dalSich ptipadech
nasazovani lidi do riiznych diskusi v masivnim méritku, ¢imZ diskuse zaplavuji ve

prospéch svych zajmu.

Ackoliv neexistuji primé dlikazy plsobeni Ruska v oblasti dezinformaci,
Bezpetnostni informa¢ni sluzba CR na to vjejich vyroéni zpravé zroku 2020
upozornuje:
»V oblasti ruskych vlivovych aktivit ziistalo
i v loriském roce prioritou prosazovdni ruskych
zdjmu prezentovanych sice jako zdjem Cesky,
nicméné skutecné ceské zdjmy poskozujicich.
V globdlnim kontextu priibézné silil paradox
ruskych vlivovych operaci, kdy narativ smérem
k ruskému publiku hldsal, Ze Rusko je obklopeno
neprdteli, zatimco narativ urceny k ceskému
(resp. globdlnimu) publiku zdiirazrioval, Ze

Rusko je nase spdsa.“ (BIS, 2020) [3]

V roce 2022, kdyZ zacala krize na Ukrajiné, bylo nékolik zpravodajskych serverti
statem zablokovano, jelikoZ se Sirila opravdu velka vlna dezinformaci. Toto ovSem
moc nepomohlo, a bylo spiSe kontraproduktivni. Dezinformatofi prisli na to, jak
blokaci obejit, proto by bylo potfeba vytvorit nastroj, ktery dokaze obsah
zanalyzovat béhem chvilky, kdykoliv a kdekoliv.


http://Dotyk.cz

2 Moznosti detekce faleSnych zprav, pfristup k datiim

[ kdyZ se proti faleSnym zpravam bojuje vSemoZnymi zplisoby jako je napf.
vzdélavani, prevence nebo i seriézni média, nedafi se vii¢i zdvaZnosti problému
dostatectné branit. A proto je dost pravdépodobné potieba zasahnout daleko tvrdsi
zbrani jako je napriklad automatizovana detekce zprav a pripadné oznaceni
takovych zprav. V prvni fadé je potireba dostat moZnost ovéiovani faktl k lidem,
ktefi si fakta sami od sebe nedovedou ovérit [10]. Je tedy potreba tyto zpravy
ovérovat (i kdyby jen Caste¢né) automatizované, uz jen z hlediska jejich poctu je
velmi nerealné je ovérovat manualné. Pro uspéSny boj je tieba zpravy ovérovat i
dostatecné rychle, nejlépe ve fazi, kdy se jeSté nestihly rozsirit. Podle Matthew
Liebermana jiz nebude mit vyvraceni zpravy zadny vliv, neudéla-li se to dostate¢né

vcas [11].

Podle vyzkumniki je potieba zvolit dvé cesty, jednak cestu osvéty a vzdélavani a
zaroven vyvinout automatizované nastroje, které pomohou vSem pfri boji proti
faleSnym zpravam [12]. Spoustu spole¢nosti se jiz nékolik let ohrazuje a vynaklada
snahu proti faleSnym zpravam bojovat. Facebook do boje dal nemalé penize, aviak
dezinformatofi si stale hledaji kreativnéjsi zpilisoby, jak ochrany obchazet, a tak
snaha spoletnosti moc neni vidét. DalSim problémem socidlnich siti je to, Ze
potiebuji vykazovat zisky a dost ¢asto na to pouZivaji metody, které jsou casto
povazovany aZ za nemoralni. Socidlni sité pracuji na principu udrzeni pozornosti
uZivatele co nejdéle, aby tedy dosahli co nejlepsich vysledkii. Mnohdy sahaji i na
choulostiva témata (mezi nimiz je tfeba i politika) a uZivateli tedy zobrazuji i
agresivnéjsSi témata, ktera obsahuji zavadéjici informace jen, aby je udrZeli na
vlastni socidlni siti co nejdéle. Timto se pak téma faleSnych zprav na socialnich
sitich dostava do konfliktu, protoZe pokud by s nimi socialni sit méla bojovat,
zplsobila by si tim vlastné skody a musela by vynaloZit asili pro nalezeni jiné cesty
k ziskim. Zde se nabizi otdzka, jak moc je tento boj s faleSnymi zpravami
v kompetenci statnich subjektii. Ma-li mit nad timto bojem néjakou moc stat, jak

velkou moc, tak aby nedoslo k nechténym efektiim jako je naptiklad cenzura? Jak



moc maji byt faleSné zpravy regulované a jestli neni ta spravna cesta

transparentnost, informovanost a vzdélavani?

2.1 Data

Pro uspésnou detekci faleSnych zprav za pomoci strojového uceni je potireba mit
ziskana ovérend data vCetné jejich zdrojli a autorti. Daty se rozumi velké mnoZstvi

vyhodnocenych jak uz faleSnych zprav, tak i téch nefaleSnych a relevantnich.

K datlim se lze dostat nékolika zplisoby. Existuji rtizné datasety (datové balicky,
obsahujici spousty vyhodnocenych zdznamii), které Ize ziskat v ramci vyzkumu, ¢i
ke studiu volné na internetu. Ackoliv jsou to mnohdy data adekvatni a ovérena, pro
tuto praci byly vynechany, jelikoZ se nehodi do konstrukce systému pro
automatizovanou detekci faleSnych zprav. Systém bude ziskavat data v jiné (kratsi)
podobé, nez je datasety obsahuji, a proto je jejich vyuZziti nevhodné. Pro detekovani

faleSnych zprav a jejich porovnavani byla vyuzita moznost posledni.

Dals$i mozZnosti je vyuZiti sbéru dat, kdy dochazi k pravidelnym navstévam zdroji
dat (zpravodajské servery, nebo jiné zdroje na zakladé specifické studie). Sbér dat
lze provadét piimo, tzn. automat prejde na zdroj, ziska data vyuZzitim , cteni” textu
neboli tzv. web-scrapping. Web-scrapping je technika pro kompletni staZeni
webové stranky a jeji plné automatické analyzy zdrojového kédu. Z takové analyzy
jsou poté staZena data, jako napiiklad obsah ¢lankd, nebo jakékoliv jiné stranky.

Tato technika miiZe byt mnohymi weby odsuzovana, nebo i pfimo zakazana.

Jinou, a v této praci vyuZitou moZnosti u zpravodajskych serverd, je vyuziti RSS
(Realy Simple Syndication; RDF Site Summary). Jedna se o strukturované clanky
zpravodajskych serverii ve formatu pro snadnéjsi strojové cteni pro riizné Ctecky,
zpravodajské kanaly a dalsi. Format téchto ¢lanki je tvoren skrze znackovaci jazyk
XML, a obsahuje zpravidla titulek ¢lanku, kratky uryvek, datum zverejnéni, odkaz a
dalsi vyuzitelné informace. BohuZel RSS mnohdy neobsahuje autora ¢lankd, a tak

bude potreba zvolit vhodny zplisob, jak jej ziskat, nebo predikovat.



2.2 Moznosti detekce faleSnych zprav

MoZnosti pro detekci faleSnych zprav je nékolik. Lze vyuzit NLP (Natural Language
Processing, Cesky zpracovani prirozeného jazyka), pro zpracovani velkého
mnozstvi textovych i netextovych dat. NLP techniky se vyuZzivaji pro ,porozuméni“
obsahu textli, extrahovani uZite¢nych informaci a dat jako napiiklad jména, citaty
(prohlaseni), odkazy, adresy a spousty dalSich dat. NLP by mohlo byt vhodné a
vyuzitelné pri predikci autora zpravy. Napriklad by model mohl dostat titulky a
uryvky zprav a jejich autord, které by zanalyzoval a udélal si analyzu chovani a
stylu psani autori. Nasledné by podle tohoto zplisobu predikoval autora novych

dosud nevyhodnocenych zprav.

Strojové uceni je ve vysledku dost rozsahlé a 1ze ho vyuZit nékolika zptlisoby. Jeden
ze zplsobi je zakladni pouziti, ¢imZ je mysleno rozpoznani s datasetem faleSnych
zprav a postupné rozsirovani a uceni dalSich faleSnych zprav. Strojové uceni lze
také vyuZzit pro hledani spojitosti mezi riznymi zpravami riiznych zdroji. Jde tedy
0 porovnavani zprav mezi sebou a vyhodnocovat jejich podobnost na zakladé textu

a predchozich porovnani.

Samotné zakladni strojové uceni neni natolik spolehlivé, a je treba pro klasifikaci
zavadéjicich (faleSnych) zprav vyuZit vice zpiisobli najednou a tyto detekce
provazat napr. skérem s vyuZitim vahy podle specifikované diileZitosti. U detekce
zprav by to mohlo byt napriklad vyuziti zdroje, zpravy, jejilho obsahu, autora a
dal$ich moZnosti. Provazani je tieba udélat takovym zpiisobem, kdy budou mit
relevantni data vyssi diileZitost, oproti datiim, které maji niZsi relevantnost. Stejné
tak by mély mit prednost ta data, ktera jsou ovérena. A mezi témito vahami udélat

takovy systém, ktery stanovi presné skore.

Detekce, ktera vyhodnocuje zpravy takovym zptlisobem, Ze jeho vystupem je pouze
informace ,pravdiva/faleSnd“ nemiize nikdy plnohodnotné fungovat. Piedevsim
proto, Ze lidem mnohdy takovy zplisob analyzy a vyhodnoceni zprav nestaci a

vétSinou k tomu vyZzaduji transparentni informace, jak k tomuto vysledku systém



dospél. Nejlépe s uvedenim piresného postupu vyhodnoceni, pfiznakd, které byly
pfi vyhodnocovani uvaZeny a brany v potaz. Nelze tedy nikomu tvrdit, Ze ,Tato
zprava je falesna.” z divodu ,,ProtoZe proto.“. Vhodné hodnoceni by mohlo vypadat
napiiklad nasledovné: ,Tato zprava je pravdépodobné falesna, a to z diivodi:
nedostatec¢né, nebo Zadné zdroje, titulek je clickbaitového typu, a zprava obsahuje
ten a ten zasadni argumentacni faul, méjte se na pozoru!“. Takové vyhodnoceni
fekne o mnoho vic nez to predchozi. Ale i tak to nemusi byt dostacujici a pro
mnoho lidi nepfijatelné, nebo zavadéjici. Vzdy je potieba myslet na to, Ze je lepSi,
aby takova analyza byla provadéna zpiisobem: ,Tady jsou data pro¢ by zprava
mohla byt zavadéjici, nebo relevantni.“. Oproti zpiisobu ,Tady jsou data, proc¢ je
zprava fale$na, nebo pravdiva.“. Cilem automatizované detekce faleSnych zprav je
tedy vhodné primarné ctenare informovat a dat mu néjaky nadhled nad aktualni

¢tenou zpravou.

Aby se tedy mohly zpravy automatizované detekovat, je potieba navrhnout takovy

systém, ktery bude provadét analyzu s co nejvyS$si presnosti a transparentnosti.



3 Navrh vlastniho systému

Systém byl navrZen scilem sbéru dat tak, aby nedo$lo kZadnému naruSeni
piimého autorského dila autorti zprav. Ziskavany jsou pouze titulky a ¢asti zprav,
pokud to situace umoZiiuje, je u kazdé zpravy uveden zdroj i autor. Systém je
koncipovan tak, aby byl zasah osobniho usudku co nejmensi, a vZdy byla stanovena

jasna pravidla klasifikace. I pies to nemiiZe byt lidsky faktor plné eliminovan.

3.1 Manualni klasifikace faleSnych zprav

Aby mohl automatizovany systém zacit fungovat, je tieba mit ziskana zakladni
data. Ktomu je tfeba mit spravné vyhodnocena data. Zprava je povaZovana za
zavadéjici (faleSnou) v pripadé, kdy je jeji manualné vyhodnocené skére pod 0
bodil. Kazda zprava ma pocatecni skdre, které je 0 bodil. Z tohoto skoére se poté na
zakladé ruc¢ni kontroly odecitaji body a to za: zavadéjici nebo nedohledatelné
zdroje, neodpovidajici obrazky (tim se rozumi obrazky, které ke zpravé
nepripadaji, jsou dohledatelné u obsahové jinych zprav), zasadni argumenta¢ni
fauly (viz 3.1.1) a neovéritelna fakta. Pri manualni Kklasifikaci jsou taktéz
zohlednény shodné zpravy u jinych zdrojl, které jsou u klasifikace k dispozici. U
manualni klasifikace nehraje roli zdroj ani autor (ackoliv je skére obou zminénych
objektii k dispozici a ve findle je skdre této zpravy zahrnuto jak k autorovi, tak ke
zdroji). Tim je hlavné mysSleno to, Ze se pri klasifikaci nehledi na preference osoby,
ktera zpravu klasifikuje. Osoba taktéZ své preference v hodnoceni nesmi zohlednit,
doslo by tak ke zkresleni a nauceni této preference i automatizovanou klasifikaci.
Aby byla moZnost pricitat skére i k autorovi, ktery neni bohuzel ziskavan plné

automaticky, je potreba pri manualni klasifikaci doplnit autora rucné.

3.1.1 Argumentacni fauly

~Argumentacni fauly (neboli recnické triky, argumentacni klamy apod.)
jsou v diskuzi pouZivdny za ucelem presvédceni oponenta Ci publika o
sprdvnosti tvrzeni mluvciho bez ohledu na logickou platnost samotnych
argumentii. Mohou ptisobit na emoce i na rozum, miiZe se jednat o primy

utok, ale i o manipulativni vsuvky. Nékdy se mohou dokonce jevit jako



skvélé argumenty, nicméné podstata argumentacni faulii spocivd v tom,

Ze jejich logické zdvery neni mozné aplikovat obecné.” (Bezfaulu.net) [13]

Z této citace je celkem jasné, Ze se argumentacni fauly déli do nékolika kategorii.
Mezi tyto kategorie patfi: diiraz na rozum, diiraz na emoce, manipulativni obsah,

chybna pric¢ina, chybné vyvozeni a ttok.

Diiraz na rozum lze popsat apelem na nase zazité predstavy. Cilem je tedy Ctenari,
nebo posluchacdi predlozit takova fakta, ktera si lze podloZit né¢im napft. zazitym,
co uz zname. Prikladem miZe byt fraze: ,VZdy to tak bylo, tak tomu tak musi byt i

ted’.“.

Naproti tomu diiraz na emoce si zaklada na potvrzovani pravdy skrze emoce.
Mnohdy je tento typ argumentacnich faulli velmi ucinny, jelikoZ je jeho typem
lidska emoce, ktera neni nijak naro¢né ovlivnitelna. VyuZivat se miiZe naptiklad pri

nedostatku diikaz, kdy se poté lidé uchyluji k vyuziti emoci.

Manipulace obsahem je technika, pri které se manipuluje predné se zavérem,
ktery maji dokazovat. Mnohdy by to mohlo byt ozna¢ovano piimo za 1Zi, ale nemusi
tomu byt vZdy. Prikladem mitiZe byt naptiklad situace, kdy si autor vybere jen ty
dliikazy, které mu napomohou k manipulativnimu zivéru a pritom vynecha
podstatny zbytek dlikazl, ktery mliZe utvaret zavér uplné jiny.

Chybna pric¢ina je vyuZivana v pripadech, kdy se zjevu A a jevu B vyvozuje
souvislost, ktera nema mezi jevy nutné Zadnou realnou souvislost. Pro priklad by
se mohl uvést jev A: ,V Ceské republice se zvySila mira dopravnich nehod.“ a poté
jev B: ,Pocet silni¢nich staveb je rekordni.“. Z téchto dvou jevii by poté mohlo jit
vyvodit ,JelikoZ se stavi rekordni pocet novych silni¢nich staveb, zvySila se mira
dopravnich nehod.“. Toto tvrzeni nemusi byt nutné pravdivé, ani nijak ovérené, a

proto by to byl argumentac¢ni faul chybné priciny.
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Chybné vyvozeni je mirné podobny chybné pricing, ale v tuto chvili se zaméruje
na disledek. Prikladem chybného vyvozeni miZe byt: ,Z Ukrajiny utikaji jen ti
bohati, ted’ jsem nedavno vidél jet drahého mercedesa s ukrajinskou poznavaci
znackou.“. Tento piiklad je ukdzkou diikazu anekdotou, coZ je nejznaméjsi

z kategorie chybnych vyvozeni.

Posledni kategorii je utok. Tato kategorie se objevuje skoro v kaZzdé politické
diskusi. Cilem je zaméfeni se na osobu oponenta, a nikoliv jeho argumenty, které
diskutuje. MliZe to byt pro priklad ,Nemdate pravdu, na to jste prili§ mlady a jesté

jste nic nezazil“.

Aby mohla byt zprava oznaCena jakoZto obsahujici argumentacni faul, bylo
specifikovano, Ze musi byt zasadni. Tim je mySleno to, Ze argumentacni faul musi
zpravu ovlivnit natolik, aby bylo jasné zretelné, Ze byl ve zpravé pouZzit pravé

argumentacni faul.

3.2 Princip funkce systému

Funkce systému se déli na nékolik fazi a témi jsou: zakladni sbér dat, zakladni
zpracovani (porovnani sjiZ stavajicimi daty), urceni skére a vysledna rucni
kontrola. Aby tento model mohl viibec fungovat je vyZadovano mit manualné
vyhodnocend data do zac¢atku, na kterych miiZe model poté zacit stavét své vypocty

a predikce. Navrhovany systém tedy bez vstupnich naucenych dat postrada smysl.

3.2.1 Hodnoceni faleSnych zprav

JelikoZ pomoci strojového uceni nelze jednozna¢né oznacit zpravu nebo clanek
jako faleSny nebo nepravdivy, bude v ramci navrhovaného systému prirazovano
zpravam skoére. Skoére (viz 3.1) urcuje divéryhodnost zpravy, tzn. vyssi skére

oznacuje vyssi diivéryhodnost.
Skére zprvu ovliviiuje ovéritelnost (tzn. je-li zprava interpretovana vice

relevantnimi zdroji dodava to diivéryhodnosti), poté je ovlivnéno i na zakladé

skore z predchozich zprav zdroje, taktéZ skore ostatnich zprav vyhodnocenych
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jako shodné. Témito Cisly je poté utvoreno skoére pro zpravu a je poté odvozena
divéryhodnost zpravy. Skore zpravy je sestaveno tedy zprvu skérem zdroje, které
je brano jako ,odrazovy mustek” pro skdre, k tomuto skore je poté zpriimérované
skore podobnych zprav. Skére podobnych zprav je skladano zprocentualni
podobnosti zpravy, predikovaného skére (nebo pripadné jiZ manualniho skore,
pokud byla podobna zprava jiZ vyhodnocena) a vahy, ktera se stanovuje na zakladé
toho, zda-li ma podobna zprava skére predikované, nebo jiZ manudlni. Kde

manualni ma vahu vyssi.

Skoére zdroje je utvoreno priimeérem skére zprav tohoto zdroje. Skére autora je
tvofeno primeérem skére jeho zprav. Jak skoére zdroje, tak skoére autora
uprednostiiuje ty zpravy, které jsou jiZ manualné ovérené, tzn. tyto zpravy maji

oproti ostatnim vyssi vahu v celkovém zpriimérovani.

Vytvorené skore za pomoci automatického procesu neni findlni a je podrobeno
manualni kontrole, ktera specifikuje presné skore. Nasledné jsou uchovavany

skore obé, pro pozdéjsi kontrolu presnosti predikci.

3.2.2 Sbér dat

Systém ma k dispozici manualné specifikované zpravodajské servery, ze kterych
pravidelné cerpa clanky a data. Pro sbér dat je zvolena metoda vyuZivajici RSS
kanaly, kde se ziskavaji v pravidelnych intervalech data (v aktualnim systému je to
jednou za 60 minut). Pro tuto cast byla zvolena knihovna ,feed-extractor®.
Knihovna ziskda data a prevede je na univerzalni objekt, ktery je poté snadno
zpracovatelny. K tomuto zpracovani je mu k dispozici pouze odkaz na RSS kanal
zdroje jakoZto argument. Z téchto dat jsou ziskavany: titulek, kratky popis a datum

zverejnéni. Tato data jsou poté uloZena do databaze pod odpovidajici zdroj.
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3.2.3 Diceitiv koeficient kostky

Pro zakladni zpracovani zprav je nutné znat funkci Diceova koeficientu kostky.
Tato metoda vyuZziva k porovnani s ostatnimi titulky pocetni obsah stejnych dvojic
sousednich znaki tzv. bigramy. Diceliv koeficient se pocita jako 2krat pocet prvki
spole¢nych pro obé mnoZiny déleno souctem poctu prvkli v kazdé mnoZiné.

VzoreCek pro vypoCet podobnosti dvou vét vypada nasledovné:

PODOBNOST = 2 * POC. STEJNYCH. BIGRAMU / (POC. BIGRAMU VETY A + POC.
BIGRAMU VETY B)

Méjme tedy véty A a B, tedy: A = “Venku je pékné pocasi” a B = “Dnes je opravdu

pékné pocasi”. Nejprve rozdélime kaZdou vétu na bigramy.

Pro vétu A to bude tedy:

[ LY ) B (L ) B ] “« n o nrsoun »” «u » «u M "

“Ve", “en", “nk", “ku", "u . ] , ]e , e i p", “ék", “kn", “ne , e . p , po , OC . Ca .

»” o u_rm

“as”, “si”.

Pro vétu B to bude:
“Dn", “ne", “eS", "S “, n j", “je", "e “, n O", “Op", “pr", “ra", “aV", “Vd", “du", "u “, n p", “ék",
” « ” «u Y N ” «u ”n u_rm

“kn”, “né”, "é “, " p”, “po”, “oc”, “¢a”, “as”, “si”.

“o:_ 0N «u “wun”n

Pocet bigramii spoletnych pro obé mnoZiny vét je 12 (jsou to: “je”,“e “,

»” LTINS ) (" ) AN (]

p”,“€k”,“kn”,“né”,“é “,” p”,“po”,“oc”,“¢a”,“as”). Pocet bigrami ve vété A je 19. Pocet

bigramii ve vété B je 26.

Diceliv koeficient pro tyto dvé mnoZiny se tedy vypocita pro tyto véty nasledovné:

PODOBNOST = (2 *12) / (19 + 26) = 24/45 ~ 0.53

Z tohoto vypoctu je patrné, Ze je podobnost mezi témito vétami 0.53. (resp. 53%)

13



3.2.4 Zakladni zpracovani

Po prijeti ¢lanki jsou nejprve nové zpravy porovnany s jiz ziskanymi, maximalné
48 hodin starymi zpravami s vyuzitim strojového uceni a Diceova koeficientu
kostky. Poté jsou propojeny ty clanky, které maji podobné odpovidajici titulky
nebo obdobné odpovidajici kratky popis, ¢imZ se specifikuji obsahem shodné
zpravy zjinych zdroji. Tato ¢ast doda clanku jistou divéryhodnost v podobé
kladného skore, ale také je zohlednéno jiZ vytvorené skore téchto zprav. Tzn. je-li
zprava interpretovana vice relevantnimi (divéryhodnymi) médii, nabyva na
divéryhodnosti (je vice pravdépodobné, Ze zprava nebude podvrh, pakliZe o ni
piSe vice nezavislych autorl zriznych zdroji). Relevantnim médiem se rozumi
zdroj, jez ma ziskané skdére nad hranici 1 bodu. Pod touto hranici jsou zdroje
povaZzovany za nespolehlivé, nebo zavadéjici. Zpravy, které se nenachazi u jinych
zdrojii, neziskaji Zadné skére v této fazi. V této fazi je taktéZ predikovan autor,
jelikoZ neni ziskavan automaticky, predikce probiha na zakladé matematické
metody TF-IDF (Term Frequency-Inverse Document Frequency). Tato metoda je
vyuzivana kurceni dileZitosti jednotlivych slov v dokumentu nebo textovém
uryvku. Porovnani probiha na zakladé jiz klasifikovanych zprav autorti stejného
zdroje, které jsou uskupeny jako korpus (elektronicky soubor autentickych textd,
ve kterém je mozZné jednoduSe vyhledavat jazykové jevy, z pravidla slovni spojenti)
zprav. Z tohoto korpusu poté metoda porovnava relativni ¢etnost vyskytii slov
v porovnavané zpravé. Na zakladé tohoto porovnani je poté vybran ten autor, ktery

ma nejpodobnéjsi styl psani a je tedy vysledkem predikce.

3.2.5 Vyhodnoceni skore

Po vyhodnoceni obsahu shodnych zprav, je u zpravy vyhodnoceno skore.
Vyhodnoceni probiha na zakladé skére predchozich zprav stejného autora a zdroje.
Zde je provedena kontrola ve formé porovnani skore autora a zdroje, ma-li autor
znacné vySSi skore neZ zdroj, pro ktery piSe, predpoklada se, Ze je tento autor
divéryhodnéjsi nez cely zdroj. Resp. je zde predpoklad, Ze se autor nepodili na
zavadéjicich zpravach a je mu to pfi zpriimérovani se zdrojem zohlednéno. Toto

skore je poté spojeno s jiZ predpripravenym skorem z faze porovnani s ostatnimi
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¢lanky a je utvoreno finalni skére automatické detekce, které je poté zapsano a

predano na manualni kontrolu.

3.2.6 Manualni kontrola

V posledni fazi je nepovinna manualni kontrola automatického vyhodnoceni,
kontrolu Ize brat i jako ¢astecné strojové uceni. Manualni kontrolou lze skére
zpravy uplné prepsat, a to v pripadé Ze automatické vyhodnoceni nebylo
provedeno uspésné. Stejné tak lze pri manualni kontrole oddélit ty zpravy, které
nejsou ke kontrolované zpravé relevantni, ¢imZ se provede celé automatické
vyhodnoceni znovu, jiZ bez pripojenych zprav. Zpravy vyuZivané pri
vyhodnocovani skore, které jsou manualné zkontrolované, maji vy$si vahu neZz
zpravy dosud nezkontrolované. Ztoho vyplyva, Ze jsou uprednostiiovany
predchozi zkuSenosti a obzvlasté ty, které ma systém potvrzené ,ucitelem”. Na
zakladé manudlni kontroly je taktéZ vypocitavano procento uspésnosti odhalovani
nedlvéryhodnych (faleSnych) zprav. Stejné tak je i zaznamenavan vyvoj tohoto
procenta v ¢ase a v poctu zkontrolovanych zprav pro méreni vykonu a uspésnosti
systému. Pri manualni kontrole je taktéZ kontrolovan predikovany autor a

v pripadé Spatné predikce je k vyhodnoceni i pfipsan spravny autor.

3.3 Struktura systému

Aplikace je stavéna na skriptovacim jazyku JavaScript a nadstavbé Node]S. Pro
Diceliv koeficient kostky je vyuZita knihovna ,string-similarity“. K uchovani dat je
zvolena databaze MariaDB a pro komunikaci s ni je vyuzita knihovna , mysql2“.
Systém je provozovan na serveru, ktery ma operac¢ni systém Windows Server 2019
Datacenter. Pro opakovany cyklus byla zvolena knihovna ,cron”, ktera zajistuje
pravidelné volani funkci. Pro predikci autord byla zvolena knihovna ,natural®,

presnéji jeji TF-IDF trida.
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id source clickbait

name title faults

url body facts

score sulbliied M et

link firstArticle sources

manualScore secondArticle images

predictedScore score

predictedAuthor relevant

predicted

articles_authors

id author_id

resolved

name
source

score

Obr. 1 - Ukdzka struktury databdze, Zdroj: vlastni tvorba skrze dbdiagram.io

3.3.1 Struktura databaze

Hlavni tabulkou databaze jsou clanky, resp. tabulka ,articles“, ve které jsou
uchovavany veSkeré zpravy. Kazda zprava ma zdroj (source), titulek, kratky
uryvek (body), datum publikovani (published), odkaz, manualni skére (vychozi 0),
predikované skore, predikovaného autora a datum manualni klasifikace. Tabulka
zdrojii ,,sources“ obsahuje zdroje, z kterych jsou ¢lanky ziskavany. Nachazi se zde
nazev, odkaz k RSS a skdre zdroje. Tato tabulka je taktéZ spojovana se zpravami a
autory. Autofi jsou manualné dopliiovani pfi manualni klasifikaci. Kazdy autor ma
jméno, zdroj, pro ktery piSe a skdre vypoctené na zakladé jeho zprav. JelikoZ miiZe
zprava obsahovat vice autor(, jsou autofi propojeni se zpravami skrze tabulku
sarticles_authors®, ktera slouZi pouze k propojovacim tucelim. P¥i vyhodnoceni
podobnych zprav jsou tyto moZné propojeni uvadény v tabulce ,articles_links“ tato
tabulka obsahuje id prvni a druhé zpravy, které jsou si podobné, skére podobnosti,
poté priznaky, zdali je toto propojeni relevantni (obé zpravy pojednavaji o stejném
tématu). Posledni tabulkou je tabulka ,article_values®, ktera zaznamenava hodnoty

manualni klasifikace, veskeré priznaky, které mliZe zprava mit.
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3.3.2 RozvrzZena struktura

e

Hlavni ¢ast systému, zodpovédna za automatizovanou detekci, je stavéna pro
neustaly béh. Systém je objektové orientovany. Hlavni tfida ma cyklus opakovany
kazdych 60 minut, ktery ziska a zpracuje nové zpravy pomoci instance objektu
FeedAnalyzer. Dale ma systém kdispozici tfidu ArticleAnalyzer, ktera provadi
vyhodnoceni zprav a nasledné je provedeno urceni skore. Komunikaci s databazi
obstarava trida Database stavéna na knihovné ,mysql2“. V pravidelném intervalu

je taktéZ provadéna predikce autorii zprav.

3.3.3 Struktura rozhrani

Pro rozhrani byl vyuZzit framework Svelte-Kit. Rozhrani je stavéno strukturalné bez
objektii. VeSkera komunikace probiha skrze API rozhrani. Rozhrani vyobrazuje
pokazdé nahodné zvolenou nevyhodnocenou zpravu. Kni vyobrazuje seznam
zprav vyhodnocenych jako podobnych s moZnosti je odebrat. VSechny zpravy lze
skrze odkaz rozkliknout a prejit ke zdroji. U vybrané zpravy je formular pro
manualni kontrolu, zde se zaSkrtavaji ty priznaky, které zprava spliiuje. (viz. 3.1)
Pfi potvrzeni kontroly je nahodné vyobrazena dalSi zprava. U kazdé zpravy je
taktéZ nutné manudlné uvést jejiho autora, ktomu je vrozhrani nachystané

textové pole.

[ #79561 | Zdroj zprivy LT 4T AN Vyhodnacent + Vyhodnotit | Preskodit tuto zpravu
Kratky Uryvek zpravy, ktery je dostupny skrze RSS i
Autor (Predikce: Predikovany autor)
Relevantnost
@D Titulek neobsahuije clickbait @D zpriva mé relevantnost

@D zpriva neobsahuje zasadni argumentaéni fauly @D Zprava obsahuje relevantni zdroje

@D zpriva neobsahuje neovéfitelna fakta @D zprivaneobashuje zavadéjici obrazky
a4
Podobné clanky
) BN Titulek podobné 1) BT Titulek dalsi podobné
zpravy zpravy,

Kratky Uryvek zpravy. Kratky tryvek dal3i zpravy.

Obr. 2 - Ukdzka vyhodnoceni zprdvy ve webovém rozhrani, Zdroj: vlastni tvorba
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Webové rozhrani je dostupné na adrese https://fakenews.svelte.neoloop.cz. Na
této adrese je moZné provadét manuadlni klasifikaci zprav. TaktéZ je v rozhrani
moZznost ovérit predikci libovolné zpravy vloZenim titulku, uryvku, nebo i url
adresy. Neni povinnost vloZit vSechny tfi parametry, s vy$S$im poctem parametrd je
ale predikce skore vyssi. Obsahuje-li databaze vloZenou zpravu a je-li jiZ manudalné

ovérend, webové rozhrani nabizi jeji klasifikaci véetné jiz znamych priznakd.

3.4 Hlavni funkce

vvvvvv

¢ast systému, byly vyjmuty a uvedeny zde v praci. Mezi nejhlavnéjsi funkce je pro
piiklad razena funkce, ktera ziskava aktudlni zpravy ze zdroji. Vyhodnocovaci
funkce pro predikci skoére, nebo i autora. A rozhrani APl pro komunikaci

s webovym rozhranim.

3.4.1 FeedAnalyzer

Trida FeedAnalyzer obsahuje pouze jednu funkci a tou je analyze. Tato funkce
ziska a zpracuje do javascriptového objektu RSS objekt z adresy zdroje pomoci
knihovny feed-extractor. Po dokonceni extrakce zprav je provedena automaticka
predikce skére vSech novych zprav, taktéz je ovérena podobnost ostatnich zprav

skrze tridu ArticleAnalyzer.

analyze (url) {
return new Promise((resolve, reject) => {
extract (url) .then(data => {
resolve (data) ;
}) .catch(err => reject (err));

1)

Ukdzka 1 - Funkce analyze v objektu FeedAnalyzer, Zdroj: viastni tvorba
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Funkce analyze je vyuZita pti pravidelném ziskavani zprav ze zdrojt. K tomu slouZi
funkce grabArticles. Funkce nejprve z databaze ziska vSechny zaznamenané zdroje,
a poté kazdy postupné zkontroluje pomoci funkce analyze, ktera ze zdroje ziska
vSechny aktualni zpravy. Ty jsou poté ovéreny, zdali uzZ neexistuji a pokud ne, jsou

zaznamenany pro dal$i analyzu.

function grabArticles () {
Db.query( SELECT *
FROM sources ).then(res => {

res.forFEach (source => {
FeedRnalyzer.analyze (source.url) .then(articles =>
articles.entries.forEach((article) => {
Db.query( SELECT id
FROM articles
WHERE 1link = ?

AND source = ?°,
[article.link, source.id]).then(check => {
if (check.length === 0) {
let date =
article.published.includes ("Z") ?
article.published.replace('T', ' '").replace('Z2', '') : new
Date () .toISOString().slice (0, 19).replace('T', ' ");

Db.query ( INSERT INTO articles
(source, title, body, published, 1link, predictedScore) VALUES
(2, 2, 2, 2, 2?2, ?);°, [source.id, article.title,
article.description, date, article.link, source.score]);
}
DN
b
}).catch(err => {
console.log( ${source.name} error S${err}’)

Ukdzka 2 - Funkce grabArticles pro ziskdni novych zprdv, Zdroj: vlastni tvorba
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3.4.2 Predikce autora

K predikci autora je vyuZzita funkce predictSource, ktera vyZaduje parametr

sourceld, ¢imzZ je mySleno ID zdroje, prifazené vytvorenou databazi. Funkce ziska

7w

ecC

z

vSechny dosud manudlné neovérené Clanky vybraného zdroje a provede predikci

s vyuzitim TF-IDF.

function predictSource (sourceld) {

const tfidf new TEfIdf () ;

Db.query( SELECT title,body,author id FROM articles LEFT JOIN
articles authors aa on articles.id aa.article id WHERE source
aa.autho;_id IS NOT NULL, [sourceId]).then(artzcles => {

? AND

articles.forEach(article => {
tfidf.addDocument (article.title + "
article.author_id);

" 4+ article.body,

b
Db.query( SELECT id,title,body FROM articles WHERE manualScore

?°, [sourceld]).then(newArticles => {
newArticles.forEach (newArticle => {
let maxMeasure = 0;
let mostLikelyAuthor
let predctedAuthors

AND source

null;
[1:

tfidf.tfidfs (newArticle.title + + newArticle.body,
measure) {

if

function (i,
(measure > maxMeasure) {
maxMeasure measure;

mostLikelyAuthor tfidf.documents[i].__key;

}

let item = predctedAuthors.find(a => a.id ===
tfidf.documents[i].__key);
if(item) {
item.measure += measure;
item.measure /= 2;
} else {
predctedAuthors.push ({
id: tfidf.documents[i].
measure: measure,

__key,

if (maxMeasure > 20) {
Db.execute ("UPDATE articles
SET predictedAuthor
WHERE id 2?7 [mostLikelyAuthor
mostLikelyAuthor, newArticle.id]);
console.log( ${newArticle.id} author is ${maxMeasure}
probably ${mostLikelyAuthor}!");
}

?

null ?

4

0

}) i
}) i
1)

Ukdzka 3 - Funkce pro predikci autora zprdv, Zdroj: viastni tvorba
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3.4.3 ArticleAnalyzer

K predikci je vyuzita tiida ArticleAnalyzer, ktera ma funkci predictScore, vstupnimi

argumenty jsou v8echny zpravy, vSechna spojeni mezi zpravami, v§echny zdroje a

pristup kinstanci databaze z modulu mysql2. Funkce postupné projde kazdou

zpravuy, a pokud nema jeSté vyhodnocené manudlni skdre, vypocte se na zakladé

podobnych zprav a skére zdroje predikované skdre. U podobnych zprav maji vyss

vahu ty zpravy, které uz byly manualné zkontrolovany. Skére se pocita na zakladé

vzorce: podobnost zpravy * skoére zpravy * vaha. Takto vypocltené skoére se

zprimeéruje se vSemi podobnymi zpravami a skérem zdroje. A poté je predikované

skore zapsano ke zpravé v databazi.

predictScores (articles, links, sources, Db) {

articles.forEach((article) => {
let source = sources.find(src => src.id === article.source);
if (parseFloat(article.manualScore) === 0) {
let score = parseFloat(article.predictedScore);
let similarLinks = links.filter(link => (link.firstArticle ===
article.id || link.secondArticle === article.id) &&
parseInt(link.predicted) === 0);

if (similarLinks) {
similarLinks.forEach ((link) => {
let id = link.secondArticle !== article.id ?
link.secondArticle : link.firstArticle;
let similarArticle = articles.find(articl => articl.id
=== id);

let addScore =
if(parseFloat (s
addScore =
(parseFloat(similarArticle.predictedScore)* (parseFloat(link.score))*0.2);
} else {
addScore =
(parseFloat(similarArticle.manualScore) * (parseFloat(link.score))*0.5);

}

0;
imilarArticle.manualScore) === 0) {

score = (score + addScore) / 2;
1)
}
score = score !== 0 ? (score + parseFloat(source.score)) / 2
parseFloat(source.score);
if(score !== parseFloat(article.predictedScore))
Db.query ( UPDATE articles SET predictedScore = ? WHERE id = ?°, [score,

article.id]);
}
}) i
}

Ukdzka 4 - Funkce predictScores, kterd provaddi predikci skdre, Zdroj: vliastni tvorba
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ArticleAnalyzer ma poté i funkci pro analyzu podobnosti zprav. Podobnost se
vypocitava na zakladé funkce z vyuzité knihovny ,string-similarity”, presnéji tedy
konstanta stringSimilarity a jeji funkce findBestMatch, ktera zanalyzuje titulek
s ostatnimi zpravami a ztoho nasledné vrati nejpodobnéjsi titulky. Funkce

analyzeArticles, ktera vypada nasledovné:

analyzeArticles (articles, min = 0.4) {
let links = [];
let analyzedTitles = [];
let data = Array.from(articles, (a) => a.title);
let £ true;
articles.forEach((article) => {

let title = article.title;

if(lanalyzedTitles.includes (title) && title.length < 300) {
data.splice (data.indexOf (title), 1);
let analyzed = stringSimilarity.findBestMatch(title, data);

let relevantItems = analyzed.ratings.filter(item => item.rating
> min) ;

if(relevantItems.length > 0) {

let toBeLinked = [];
analyzedTitles.push(title);
relevantItems. forEach ((rItem) => {
analyzedTitles.push(rItem.target);
let foundArticle = articles.find(a =>
a.title.includes (rItem.target));

toBelLinked.push ([ foundArticle.id, rlItem.rating]);
b

links.push({id: article.id, others: toBelLinked});

}) i

return links;

Ukdzka 5 - Funkce analyzeArticles pro urceni podobnosti zprdv, Zdroj: vlastni tvorba

Tato funkce se poté vola z funkce manageSimilarities(). Funkce ziska z databaze
vSechny ¢lanky napsané za posledni 2 dny a poté pomoci funkce analyzeAlrticles
z tridy ArticleAnalyzer provede analyzu podobnosti zprav. Podobné zpravy poté
zapiSe zpét do databaze, aby byla moznost toto spojeni pozdéji vyuzit pfi urceni

skore.
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function manageSimilarities () {
Db.query( SELECT id, title, published
FROM articles
WHERE published >= DATE ADD(CURDATE(), INTERVAL -2
DAY); *) .then(res => { N
if (res.length > 0) {
let links = Articlator.analyzeArticles (res);
links.forEach ((link) => {
link.others.forEach((other) => {
if (link.id !== other[0]) {
Db.query( SELECT *
FROM articles links
WHERE (firstArticle = ? AND secondArticle
= ?)
OR (firstArticle = ? AND secondArticle
, [link.id, other[0], other[0], link.id]).then(check => {
if (check.length === 0) {
Db.query ( INSERT INTO articleslinks
(firstArticle, secondArticle, score)

?)

VALUES (2, 2, ?)°, [link.id,
other[0], other[1]]1);

Ukdzka 6 - Funkce manageSimilarities, kterd analyzuje zprdvy a jejich podobnost,

Zdroj: vlastni tvorba

JakoZto relevantni podobnost mezi zpravami byla zvolena hranice 0.4 bodi, coz

4

odpovida 40%. (klasifikace podobnosti je v rozmezi 0-1, kde 1 znamena , totoZné*)
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3.4.4 API

Dalsi dileZitou funkci systému je API (Application Programming Interface), které
je pripravené pro praci s rozhranim. Funkéné odpovida standardnimu REST API.
Pro API byly navrzeny tfi end-pointy, které plni veSkeré potirebné funkce k obsluze

rozhrani.

3.4.4.1 End-point /unlink

Tento end-point slouZi pro rozpojeni propojeni dvou zprav, které spolu nesouvisi.

app.post ("/unlink", (reqg, res) => {
let body = reqg.body;
Db.query ( UPDATE articles links
SET relevant = 0
WHERE
(firstArticle = ? AND secondArticle = ?) OR
(firstArticle = ? AND secondArticle = 7)),
[body.firstArticle, body.secondArticle,
body.secondArticle,
body.firstArticle]) .then(data => {
res.json ({status: "ok"});

Ukdzka 7 - End-point /unlink, Zdroj: vlastni tvorba

3.4.4.2 End-point /article

Tento end-point navraci vJSON formatu nahodné zvolenou zpravu ktera jesté
nebyla manualné klasifikovana. VJSON (JavaScript Object Notation) objektu je
zprava (titulek, kratky obsah, odkaz, zdroj, predikovany autor). Pokud ma zprava
néjaké podobné zpravy, tak jsou vJSON objektu i tyto vSechny podobné zpravy
vCetné jejich zdrojl. Tento objekt je poté zpracovan vrozhrani do uZivatelsky

privétivé podoby.

app.get ("/article", (reqg, res) => {
Manager.getRandomUnseenArticle (
res.send(article);
)

) .then (article => {

1)

Ukdzka 8 - End-point /article
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getRandomUnseenArticle () {

return new Promise( (resolve, reject) => {
Db.query( SELECT articles.*,
av.*,

au.name as authorName,
sources.name as source,
sources.score as sourceScore,

sources.id as sourceld
FROM articles
JOIN sources ON source = sources.id

LEFT JOIN articles values av on articles.id =
av.article
LEFT JOIN authors au on articles.predictedAuthor

= au.id
WHERE manualScore = 0
ORDER BY RAND ()
LIMIT 1) .then(res => {
Db.query( SELECT *
FROM articles links
WHERE firstArticle = ?
OR secondArticle = ?°, [res[0].id,
res[0].id]) .then(sims => {
res[0] .similarArticles = [];
if (sims.length > 0) {
let ids = Array.from(sims, (a) => a.firstArticle !==
res[0].id ? a.firstArticle : a.secondArticle);
sims.forEach( (sim) => {
Db.query( SELECT articles.*,
articles links.score as

similarityScore,
articles links.relevant as
relevantArticle,

s.score as
sourceScore,
S .name as source
FROM articles
JOIN articles links
ON firstArticle =
articles.id OR secondArticle = articles.id
JOIN sources s on
articles.source = s.id
WHERE (firstArticle IN (?)
OR secondArticle IN (?))
AND articles.id !'= ?
GROUP BY articles.id’, [ids, ids,
res[0].id]) .then(sime => {

res[0] .similarArticles = sime;
resolve (res[0]);
}) i
1)
} else {
resolve (res[0]);

Ukdzka 9 - Funkce getRandomUnseenArticle, Zdroj: vlastni tvorba
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3.4.4.3 End-point /classify

Tento end-point ofekava data o manualni klasifikaci zpravy, resp. jeji id, jednotlivé
priznaky a autora. VSechna tato prijata data jsou poté zahrnuta do databaze a je

taktéz vypocteno a upraveno nové skore zdroje a autora.

app.post("/classify", (req, res) => {

let body = reqg.body;

let authors = body.author.includes(",") ? body.author.split(",")
[body.author];

authors.forEach (author => {
Db.query( SELECT *
FROM authors
WHERE name LIKE 7
AND source = ?°, ["$" + author + "&",
body.source]) .then((result) => {
if (result.length > 0) {
Db.query ( UPDATE authors
SET score = (score + ?) / 2
WHERE id = ?°, [body.score, result[0].id]);
Db.query( INSERT INTO articles_authors (article_id,
author_id)
VALUES (?, ?)°, [body.id, result[0].id]);
} else {
Db.query( INSERT INTO authors (name, source, score)
VALUES (?, ?, ?); , [author, body.source,
body.score]).then((inserted) => {
Db.query ( INSERT INTO articles_authors (article_id,
author_id)
VALUES (?, ?)°, [body.id,
inserted.insertId]) ;
1)
}
1)
b

Db.query ( UPDATE articles
SET manualScore = ?,
resolved = NOW()
WHERE id = ?°, [body.score, body.id]);
Db.query ( UPDATE sources
SET score = ?
WHERE id = ?°, [body.sourceScore, body.source]);
Db.query( REPLACE INTO articles values (article, clickbait, faults,
facts, relevant, sources, images)
VALUES (2, 2, 2, 2, 2, 2,
?);°, [body.id, body.clickbait, body.faults,
body. facts, body.relevant, body.sources, body.images]);
res.json({status: "ok"});

}) i

Ukdzka 10 - End-point /classify, Zdroj: vlastni tvorba
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4 Shrnuti vysledku

Pro systém bylo béhem casového intervalu zhruba ptl roku nasbirdno zhruba
80.000 rtiznych zprav z47-mi rlznych zdrojli. Manudlné Kklasifikovano pro
sledovani vyvoje presnosti skore a autorii bylo zhruba 1.200 ndhodné vybranych
z nich. Divodem manudlni klasifikace je hlavné slusny zdklad dat, na kterych lze
pozorovat vyvoj automatizované detekce. Tim lze fict, Ze ¢im vice manudalné
ovérenych dat, tim je model vice natrénovan. Z tohoto poctu klasifikovanych zprav

byly poté utvoreny odpovidajici grafy a prehledy jejich vyvoje.

4.1 Zdroje zprav

Do systému byly pro predikci namatkové pridany tyto servery (uvadény vc. url

adresy):

- Novinky.cz (https://novinky.cz),

- ac24.cz (https://www.ac24.cz),

- AENews (https://aeronet.news),

- idnes.cz (https://idnes.cz),

- Seznam zpravy (https://www.seznamzpravy.cz),
- Parlamentni listy (https://www.parlamentnilisty.cz),
- Ceské noviny (https://www.ceskenoviny.cz),

- TN.cz (https://tn.nova.cz),

- CT 24 (https://ct24.ceskatelevize.cz),

- CNN Prima NEWS (https://cnn.iprima.cz),

- Aktualné.cz (https://www.aktualne.cz),

- tadesco.org (https://tadesco.org),

- islamizace.cz (https://www.islamizace.cz),

- echo24.cz (https://echo24.cz),

- iRozhlas.cz (https://irozhlas.cz),

- Lidovky.cz (https://lidovky.cz),

- Hospodarské noviny (https://hn.cz),

- Kresadlo.com (https://kresadlo.com),

- RefleX (https://www.reflex.cz),
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Britské listy (https://www.blisty.cz),

E15 (https://www.e15.cz),

Tyden.cz (https://www.tyden.cz),

prahalN (https://www.prahain.cz),

pravda24 (https://pravda24.cz),

newsbox.cz (https://newsbox.cz),

CzechCrunch (https://cc.cz),

Dotyk.cz (https://www.dotyk.cz),

Pravy prostor (https://pravyprostor.net),

Zvédavec (https://zvedavec.news),

Pravdivé (https://pravdive.eu),

VIP Noviny (https://www.vipnoviny.cz),

Vék Svétla (https://veksvetla.cz),

Nejvic info (https://www.nejvic-info.cz),

Dtlezité24 (https://zpravy.dt24.cz),

Otevti svou mysl (https://otevrisvoumysl.cz),
RaptorTV (https://raptor-tv.cz),

Zvedavec.news (https://zvedavec.news),

Nova republika (https://www.novarepublika.online),
Vase véc (https://vasevec.parlamentnilisty.cz),
Incorrect (https://www.incorrect.cz),
Necenzurovana pravda (https://necenzurovanapravda.cz),
Aha! (https://www.ahaonline.cz),

Blesk (https://www.blesk.cz),

Antimeloun (http://www.antimeloun.cz),

Ceska véc (https://ceskavec.com),

Kosa Nostra (https://vlkovobloguje.wordpress.com),
Denik N (https://denikn.cz)
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4.2 Vysledky predikce autoru

Manualni klasifikaci se podarilo zvysit presnost predikce autort aZ na 30%. Je zde
ale nutné podotknout, Ze pfi manualni klasifikaci jsou zpravy vybirany nahodné a
systém nemusi znat vSechny autory daného zdroje. Dokud neni autor manudlné
pridan, systém ho nezna. Presnost predikce je tedy vzdy pocitana od predchozi
stovky vyhodnocenych dat. Tzn. pfi ruc¢ni klasifikaci 500 zprav je provedena
predikce autorl (systém tedy znd autory 500 predchozich zprav). Pfi dosaZeni
dalSi stovky je predikce provedena znovu, ale jiZ obsahuje dalSich 100 zprav a
autori. A takto byla predikce provadéna vzdy znovu na dalSich datech. Pro kvalitn{
predikci je tedy potieba daleko vét$i mnoZstvi dat a znalost veskerych autord a
jejich zprav. Je dleZité podotknout, %e predikci zkresluje CTK (Ceska tiskova
kancelar), které je prisuzovano autorstvi 31% manualné zkontrolovanych zprav (z
1200) at' uZ jsou primo z jejich server(, nebo i z jinych. Na 1.200 zprav z riznych

zdrojii je zaznamenano zhruba 500 autord.
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Obr. 3 - Graf vyvoje presnosti (v %) predikce autort pri manudlni predikci, Zdroj:

vlastni tvorba
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4.3 Vysledky predikce skore zprav

Presnost je vypocitana pomoci rozdilu mezi manualnim skérem a predikovanym
skorem. Predikované skére se vZdy po 100 manualné zkontrolovanych zpravach
prepocitava. Zpilisob prepocitani funguje na principu, kdy se z poslednich 100
manualné ovérenych zprav ziska jejich manualni skoére, a to se porovna
s predikovanym u téchto zprav. Na zakladé priiméru manudlnich a predikovanych
skére se poté spocita jejich primér a tim je ziskana presnost. UZ pri klasifikaci

prvnich 300 zprav se presnost vySplhala nad 70%.
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40
30

Pfesnost predikce (v %)

20
10

100 200 300 400 500 600 700 800 900 1000 1100 1200
Pocet manualné vyhodnocenych zprav

= Pfesnost predikce

Obr. 4 - Graf vyvoje presnosti (v %) predikce skdre zprdv, Zdroj: viastni tvorba

Lze tedy predpokladat, Ze se bude s narlistajicimi daty pifesnost postupné zvysovat.
Z aktualnich dat lze zjistit, Ze primérné skore manudalné klasifikovanych zprav je
3.14 a priimérné skoére predikovanych dosud neklasifikovanych zprav je 2.81.
Rozdilem mezi manudlnim a predikovanym skérem je tedy 0.33 bodi. Lze tedy
vyobrazit primérny vyvoj jednotlivych priznaki zprav podle skére. V grafu je
maximum 1, coZ by mohlo mit vyznam napf. ,urcité obsahuje“ a minimum 0, které
si Ize vynaloZit jako ,neobsahuje”. MlZeme tedy sledovat, jak vypadaji primérné
zpravy se skorem zapornym, ale i kladnym. Na zakladé téchto dat by byla moZnost

tyto priznaky predikovat. Z grafu lze vypozorovat, Ze zpravy se skoérem pod -3
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body budou dost pravdépodobné obsahovat zavadéjici obrazek. Clickbaity se
objevuji v priibéhu celého grafu od nejniZ$tho skére az k4 bodim, z toho lze
predpokladat, Ze se objevuji napri¢ zpravodajskymi servery a jsou vyuZzivany jak u
faleSnych zprav, tak i u ostatnich. Je to tedy celkem béZny prvek. Ostatni priznaky

ubyvaji v plynulém spadu aZ ke skoére 4 bodi.
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e (lickbait Zasadni argumentacni fauly

Neovéritelna fakta == N\ erelevantni, nebo neexistujici zdroje

Zavadeéjici obrazky

Obr. 5 - Graf zmén priznaki podle skdre zprdvy, Zdroj: vlastni tvorba

Data o priznacich si Ize vyobrazit taktéZz v celkovém poctu existenci pri manualni
klasifikaci 1.200 zprav. Nejméné casté jsou zavadéjici obrazky, které se objevuji
nejcastéji pri skore nizS§im neZ -3 body. Nejcastéjsi jsou zasadni argumentacni
fauly, které se ve zpravach vyskytuji celkem casto. Je tedy mozné, Ze jsou vkladany
s néjakym umyslem. Pro toto by mohlo byt dobré vytvoreni detekéniho modelu na

specifické argumentacni fauly.
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Obr. 6 - Graf poctu jednotlivych priznaku ve zprdvdch, Zdroj: vlastni tvorba

4.4 Vysledky predikce zdroju

Pti predikci skére zdroje je vypocitavan priimér skére zprav. Na zakladé téchto dat

o v

miiZeme vytvorit graf v némZ miiZeme porovnat priimérné skére vyhodnocenych

zprav, skére zdroje a primér predikovaného skére dosud nevyhodnocenych zprav.
(24
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Obr. 7 - Graf predikce u 5 nejvyse hodnocenych zdroju, Zdroj: vlastni tvorba
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Graf ukazuje nadhodnoceni skore 4 zdroji z 5. NejpodobnéjSi skére zdroje a
vyhodnocenych zprav maji Ceské noviny, které jsou fazeny aZ jako paté. Ve vétsiné
pripadii jsou vSechny 3 skére v rozsahu maximalné 1,5 bodu od sebe. Pti vys$Sim
mnozstvi manualné ovérenych zprav by se olekavalo sblizeni téchto skore. Graf

r s

z druhé strany neboli od nejnizsich skore vykazuje nasledujici udaje.
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Obr. 8 - Graf predikce u 5 nejniZe hodnocenych zdroji, Zdroj: vlastni tvorba
U zapornych zdrojii jsou u prevazné vétSiny predikované zpravy bliZe ke skére
zdroje nez-li ty vyhodnocené. Vysvétleni tohoto jevu by mohlo byt jednoduché.
Zprav, kde je skore nizsi nez 0 je pocetné méné, resp. i celkovy pocet zprav ze
zdrojii s nejniZsim skére je daleko méné neZ ostatnich. Je tedy pravdépodobné, Ze
se mlZe manualni a predikované skoére rozchazet o néco vice, nez skére u kladnych
zprav. Bylo by tedy potfeba ziskat daleko vice zprav (jak manualné ovérenych, tak i

predikovanych) ztéchto nejniZe hodnocenych zdrojii, aby se manudlni a

predikované skore vice sblizilo.

4.5 Ostatni vysledky

Béhem analyzy zprav bylo taktéZ zjiSténo, Ze je u zhruba jedné tretiny zprav
prisuzovano autorstvi CTK (Ceské Tiskové Kancelati). CTK je instituci vydavajici

nejen zpravodajstvi, které nasledné mohou vyuZzivat ostatni zpravodajské servery.
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Av3ak pti hlubéi analyze téchto zprav bylo zji$téno, Ze je mnohdy uveden CTK jako
jediny autor zpravy, at uz byla zprava publikovdna na jakémkoliv zdroji. TéZ bylo
zjisténo, Ze existuji zpravodajské servery, které vydavaji zpravy pouze s autorstvim
CTK a neni u 7adné jiné zpravy uveden jiny autor. MiiZeme se tedy podivat na

strukturu pfipisovaného autorstvi na zakladé manualni predikce.

u CTK = Redakce = Ostatni

Obr. 9 - Graf autorstvi zprdv podle manudlni klasifikace, Zdroj: vlastni tvorba

Porovnani k tomuto grafu je predikované autorstvi u dosud nevyhodnocenych

zprav, které vypada nasledovné.

8

u CTK = Redakce = Ostatni

Obr. 10 - Graf autorstvi zprdv podle predikce, Zdroj: vlastni tvorba
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Z grafli autorstvi je patrné, Ze predikce odpovida v maximalnim rozdilu 3% od
manualné prifazenych autorti. Mohlo by to tedy znamenat, Ze se predikce bliZi

skutecnosti.

fvv s

naproti tomu nejvyssi je 4.6 u CT 24. Z 47 zdroji ma skére niZsf neZ% 0 bod@ 13

z nich. Kladné skére ma tedy 34 zdroj.

Priimérné skére vsSech dosud pridanych autorii je 3.05 bod{, coZ je vice neZ
nadpriimeér $kaly, kterd se mtiZze pohybovat od -5 do 5. Priimérné skdre autorti je
od priimérného skére klasifikovanych zprav vzdalené asi jen o 0.09 bodd, coZ je
témér neznatelny rozdil a lze tedy predpokladat, Ze se budou tato skore vyvijet

vzajemné podobné.

Pro statisticky prehled lze specifikovat i pomér poctu autorli na pocet zprav. Z jiz
ziskanych dat miiZeme Fici, Ze na 1.200 zprav je prisuzovano jejich autorstvi
celkem 541 autortim. (s tim, Ze mohou mit nékteré zpravy i vice autort, neZ pouze
jednoho) Z 1.200 zprav je dle predchozich grafii 31% piisuzovano CTK, je tedy
logické, %e 828 zprav nema za autora CTK. Naopak 372 zprav ma uvedeno jako

autora CTK.
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5 Shrnuti

Prvnim krokem k vytvoreni modelu pro detekci faleSnych zprav je studie literatury
a souvisejicich zdrojt. Dalsim krokem bylo sestaveni systému pro sbér zprav z RSS
zdrojii v pravidelnych intervalech. Aby byla moZnost ovéreni relevantnosti, bylo do
systému sbéru zprav implementovano automatizované porovnavani podobnosti
novych zprav svyuzitim Diceova koeficientu kostky. Béhem sbéru zprav byl
navrzen model predikce faleSnych zprav na zakladé podobnosti s ostatnimi

zpravami.

Béhem ziskavani zprav doSlo kneotekdvanému zadrhelu v podobé témér
stoprocentni absence autori v RSS datech nékterych zdroji. Aby byla moZnost
vyuzit i autorovo skoére musel byt model upraven tak, aby dovedl predikovat i
autory. Pro predikci autort byla vyuZita matematicka metoda TF-IDF, ktera dovede
na zakladé jiz prirazenych zprav k autoriim vyhodnotit nejpravdépodobnéjsiho
autora na zakladé skladby textu v titulku a uryvku zpravy. JiZ vyhodnoceni autori

byli ziskani behem manualnich kontrol.

Aby mohl model zacit predikovat bylo nutné zajistit jiz vyhodnocena data, bylo
zkonstruovano webové rozhrani za pomoci frontend frameworku Svelte-Kit. Aby
mohla fungovat manualni predikce bylo nutné pfrijit na zakladni priznaky faleSné
zpravy. Zakladem je tedy ustanoveni takovych hodnotitelnych ptiznaki, které
dopomohou k tspésné a co nejtransparentnéjsi detekci faleSné zpravy. Na zakladé
vyzkumu byly zvoleny parametry: clickbaitovy titulek, relevantnost, zasadni
argumentacni faul (viz 3.1.1), zavadéjici obrazky a neexistujici nebo nerelevantni
zdroje. S témito parametry a s co nejvy$si nezaujatosti zapocala manualni kontrola

na nahodné volenych zpravach.
Manualni kontrola byla provedena na 1200 zpravach. Po vyhodnoceni kazdé sté

zpravy byl model spustén pro predikci na dosud nevyhodnocenych zpravach.

Predikce se ke kazdé zpravé ulozila (predikce je skoére zpravy a pravdépodobny
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autor). Obdobné bylo pri kazdé sté zpravé zapsano zvyhodnocenych zprav
manualni skore a predikované skore, které bylo uvedeno ve vysledcich presnosti.

Takto nasbirana data byla poté manualné analyzovana a bylo z nich zjiSténo jaké je
procento uspésSnosti predikce skore, jaké je procento uspésnosti predikce autora a
vSechna skore zdrojii, autori a zprav. Pii manudlni Kklasifikaci bylo sbirano
vyplnéni jednotlivych poli, jako napf. titulek neobsahuje clickbait atp. Tato data
jsou poté v zavéru zminéna jako potencionalni vylepSeni detekéniho systému do
budoucna, kde by mohla byt vyuZita pravé pro predikci vSech priznaki
jednotlivych zprav. Nejpravdépodobnéji s vyuzitim vyhodnocenych ptiznaki
zdroje a priznakli nejpravdépodobnéjsiho autora ze stejného zdroje. S vyuZitim
autorova priimeéru (nebo néjakého sestaveného a pozorovaného chovani autora)

by mohla byt sestavena pravdépodobna predikce vSech priznaki.

V posledni fazi byla vyhodnocena a zanalyzovana data jeSté ovérena. Tim je
mySleno, Ze byl zkontrolovan proces ziskani téchto dat. Bylo zkontrolovano, zda
nedoSlo k syntaktické chybé (napf. Spatné napsana posloupnost podminek, nebo
Spatné zapsané znaky v podminkich) pri zapisu SQL dotazli pro ziskavani

specifickych dat.
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6 Zavery a doporuceni

Z téchto vysledktl je patrné, Ze pro predikci autorstvi u zprav je zapotrebi daleko
veétSi mnoZstvi dat, ze kterych lze 1épe rozeznat autory. Také je potfeba mit seznam
vSech autort a jejich zprav. TudiZ p¥i presnosti predikce autorii je necelych 30%
nedostatecné a nelze tedy predikovat autory pri 1.200 klasifikovanych zprav.
Hlavnim diivodem by mohlo byt to, Ze pfi tomto mnoZstvi klasifikovanych zprav
nejsou ziskani zdaleka vSichni autofi, ktefi by mohli byt u zpravy uvedeni. Pri
provadéni Klasifikace, ale lze Fict, %e p¥i Klasifikaci pouze autora CTK by mél tento
model daleko vys$Si presnost, nez které aktualné nabyval, je to predné ztoho

dtivodu, Ze je autorstvi pro CTK uvadéno u spousty zprav.

Predikce skore zprav je na zakladé manualné ovérenych zprav vice neZ obstojné.
Presnost nad 85% pfi klasifikovanych 1.200 zprav (viz 4.3) potvrzuje funk¢nost
predikce skore, kde je predpoklad, Ze by se s dalSimi klasifikovanymi zpravami
presnost zvySovala. Je vSak diileZité pripomenout, Ze by bylo vhodné pro zvyseni
presnosti a vétSiho rozsahu dat pro analyzu zahrnout do predikce i autora zpravy,
bohuZel vSak spoustu zpravodajskych serverti autora v RSS kanalu neuvadi a nelze
snimi tedy pracovat vjednodu$$i mire. Zarovenn by bylo vhodnéjsi zvolit pro
strojovou analyzu kompletni zpravy namisto jejich tryvkd, ale pro to by se musela
zvolit jina metoda ziskavani zprav. Prikladem je web-scapping, ktery ale nemusi
byt jednoduSe implementovatelny, naptiklad kvili tomu, Ze méa KkaZdy
zpravodajsky server rlizné postavené webové stranky. A hlavné i zlegalnich

dtivodi, kde by byl mnohdy zapotiebi souhlas.

Nejvétsi slabinou modelu je snejvysSi pravdépodobnosti lidsky usudek, ktery
miiZe pfi manualni klasifikaci u nékterych zdroji ovlivnit priznaky i vysledné
hodnoceni. Je proto potieba manudlni Kklasifikaci za pomoci lidskych zdrojt
maximalné eliminovat. Pfipadnou moznosti by mohlo byt specifikovani takovych
kritérii klasifikace, které by byly natolik specifické, Ze by v nich nemohl lidsky

usudek hrat Zadnou roli.
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Dalsi casti, ktera by byla tfeba jesté zvazit, a pripadné prehodnotit, jsou priznaky.
MoZna by bylo vhodnéjsi zvolit jiné, nebo je jeSté rozvést a pridat dalSi. Napriklad
by bylo vhodné zahrnout priznak typu komerc¢ni zprava (béhem manualni
klasifikace bylo odhaleno nékolik takovych zprav). Do urcité miry by bylo vhodné
néjakym priznakem i technicky stav zpravodajského serveru, pokud se jedna o
zastaralé neudrZované stranky, kde nékteré odkazy nefunguji, urcité by to
nepridalo na diivére. A takto by se dalo najit urcité spousta dalsich priznakd, které

by Sly zahrnout do hodnocent.

Systém by se mohl dale rozvijet v predikci jednotlivych pfiznakdi u zpravy na
zakladé jiz vyhodnocenych zprav. Samoziejmé v prvni radé podle kompletnich a
zprimérovanych dat zdroje zpravy a autorova hodnoceni a priiméru jeho
priznakil. Diky takové predikci by model mohl dokézat transparentné informovat
Ctenare, co s nejvyssi pravdépodobnosti zprava obsahuje a na co si dat pozor, nebo
pripadné si dohledat. Pokud by se u této predikce vytvorila vysoka presnost,
systém by mél byt schopen dokonce predpovédét priznaky zpravy, kterou autor
jesté nepublikoval. Zde by ale bylo tieba sledovat vyvoj priznakii u zprav autora
vramci Casového okna, na zakladé, kterého by mohl byt utvoreny prediktivni
model chovani autora. Avsak u nékterych serverti jsou autofi napt. Redakce, kde je
predikce chovani daleko komplikovanéjsi, protoZe za tento profil mlize vydavat i
nékolik autori najednou.

Tento model by mohl byt napriklad vyuZit u néjakého rozsiteni do prohliZecd,
které by po otevieni urcitého ¢lanku na zpravodajském webu informoval o skére

toho ¢lanku a jednotlivych bodech, jak k tomu model doSel.
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