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Anotace 

Táto dizertačná práca skúma možnosti využitia dát diaľkového prieskumu Zeme (DPZ) pre 

odhad charakteristík a parametrov rastových modelov lesných porastov, stanovenie a odhad 

ich dynamiky a popis dôležitých parametrov ako je napríklad bonita porastu. Práca využíva 

dáta leteckého laserového skenovania a to viac-intervalové, konkrétne boli použité dáta 

z bezzásahovej oblasti národného parku České Švýcarsko z roku 2005 poskytnuté 

Technickou Univerzitou v Drážďanoch a dáta získané na katedre hospodárskej úpravy lesa, 

fakulty lesníckej a drevárskej, Českej Zemědělskej Univerzity v Prahe z roku 2019. 

Dizertácia je postavená na štyroch vedeckých prácach. Prvá práca (Melichová et al., 2023) 

popisuje kvantifikáciu úbytku lesa pomocou moderných gisových metód, konkrétne 

automatickej úpravy komplexných polygónov holín z rozdielových skenov. Druhá práca 

(Surový & Melichová, 2023) popisuje možnosti využitia metód strojového učenia 

a pokročilých štatistických metód pre odhad zásob lesných porastov.  

Tretia práca (Melichová et al. 2024) by sa dala považovať za kľúčovú pre dizertačnú tému, 

popisuje možnosti využitia bitemporálneho lidarového skenu pre odhad parametrov 

rastovej funkcie a pomocou metód strojového učenia popisuje možnosti odhadu bonity 

daného porastu. Práca porovnáva možnosti odhadu relatívnej aj absolútnej bonity 

a porovnáva presnosť a správnosť pri použití len metrík laserového skenu, a v kombinácii 

metrík a veku porastu. Vek sa ukazuje ako parameter významne ovplyvňujúci kvalitu 

modelu, ale aj keď dnes nie je priamo z dát DPZ dostupný, opakovaným dlhodobým 

skenovaním je možné ho získať napríklad metódou popísanou v článku 1.  

Posledný článok (Surový et al., v tisku) je technická štúdia využitia nízkonákladových 

skenerov pre pozemné dáta.   

Celkovo táto dizertačná práca významne prispieva k štúdiám možnosti využitia laserových 

dát ako alternatívy alebo doplnku pozemných meraní, umožňujúc tak do budúcna 

získavanie väčšieho množstva a kvalitnejších dát a prispieť tak nielen k informácii o stavu 

lesa ale aj o jeho vývoji, raste, produkcii ci stave ohrozenia a tým pomôcť lepším 

rozhodnutiam o hospodárení pripadne o jeho ochrane.  
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Annotation 

This dissertation thesis explores the possibilities of using remote sensing data (RS) to 

estimate characteristics and parameters of forest stand growth models, determine and 

estimate their dynamics, and describe important parameters such as site index. The work 

utilizes airborne laser scanning data, specifically bitemporal data, with data from the 

untouched area of České Švýcarsko National Park in 2005 provided by the Technical 

University of Dresden and data obtained from the Department of Forest Management, 

Faculty of Forestry and Wood Sciences, Czech University of Life Sciences in Prague in 

2019. 

The dissertation thesis is based on four scientific papers. The first paper (Melichová et al., 

2023) describes the quantification of forest loss using modern GIS methods, specifically 

the automatic updating of complex clear-cut polygons from difference scans. The second 

paper (Surový & Melichová, 2023) describes the possibilities of using machine learning 

methods and advanced statistical methods to estimate forest stand resources. 

The third paper (Melichová et al., 2024) could be considered crucial to the dissertation 

topic, describing the possibilities of using bitemporal lidar scanning to estimate growth 

function parameters. It also explores the use of machine learning methods to estimate site 

index. The paper compares the possibilities of estimating relative and absolute site index 

and compares the accuracy and correctness when using only lidar metrics and in 

combination with stand age. Age proves to be a significantly influential parameter in the 

model's quality, and although it is not directly available from RS data today, repeated long-

term scanning can obtain it, for example, using the method described in paper 1. 

The last paper (Surový et al., in press) is a technical study of the use of low-cost scanners 

for ground data. 

Overall, this dissertation significantly contributes to the studies of the potential use of lidar 

data as an alternative or complement to ground measurements, enabling the acquisition of 

larger quantities and higher-quality data in the future. It contributes not only to information 

about the state of the forest but also its development, growth, production, or threat status, 

thereby aiding better decisions regarding management or conservation. 

 

Keywords: growth models, bitemporal laser scan, airborne laser scanning. 



 

 

 

 

Prehlásenie 

Prehlasujem, že som dizertačnú prácu Produktivita dřevin na geografickém celku využitím 

moderních materiálů DPZ pro modelování lesa spracovala samostatne pod vedením Doc. 

Ing. Petra Surového, PhD. a všetky použité pramene uvádzam v zozname použitým 

zdrojov. Som si vedomá,  že zverejnením dizertačnej práce súhlasím s jej zverejnením 

podľa zákona č. 111/1998 Zb. o vysokých školách v platnom znení, a to bez ohľadu na 

výsledok jej obhajoby. 

 

V Praze dňa 30.1.2024                                                 Ing. Zlatica Melichová 

 

 

 

 

 

 

 

 

 

 

 

 

 



 

 

 

 

Poďakovanie 

V prvom rade by som chcela poďakovať svojmu školiteľovi, váženému doc. Ing. Petrovi 

Surovému, PhD., za odborné vedenie počas celej doby štúdia, trpezlivosť a cenné rady. 

Ďalej by som chcela poďakovať všetkým kolegom, s ktorými som mala tú česť 

pracovať,  za ich podnetné pripomienky. V neposlednej rade moje poďakovanie patrí 

rodine a priateľom, za ich podporu počas celého štúdia.  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 

 

 

 

Obsah 
1 Úvod ........................................................................................................................... 14 

1.1 Rastová dynamika ............................................................................................... 15 

1.1.1 Empirické modely ........................................................................................ 16 

1.1.2 Štrukturálne modely ..................................................................................... 17 

1.1.3 Procesné modely .......................................................................................... 17 

1.2 Časovo- hierarchická úroveň ............................................................................... 18 

1.3 Hierarchicko- priestorová úroveň ....................................................................... 20 

2 Ciele práce ................................................................................................................. 22 

3 Klasické meranie stromových charakteristík ............................................................. 22 

3.1 Hrúbka stromu ..................................................................................................... 22 

3.2 Výška stromu ...................................................................................................... 22 

3.3 Zisťovanie hrúbkového prírastku ........................................................................ 23 

3.4 Senzory diaľkového prieskumu Zeme ................................................................ 23 

3.4.1 Pasívne systémy ........................................................................................... 24 

3.4.2 Aktívne systémy .......................................................................................... 25 

3.4.3 Elektromagnetické žiarenie .......................................................................... 26 

4 LiDAR ....................................................................................................................... 28 

4.1 Vývoj technológie ............................................................................................... 28 

4.2 Letecké laserové skenovanie ............................................................................... 29 

4.3 Konštrukcia laserového skeneru ......................................................................... 30 

4.3.1 Laserová jednotka ........................................................................................ 30 

4.3.2 Skener .......................................................................................................... 30 

4.3.3 Kontrolná jednotka ...................................................................................... 32 

4.3.4 GPS .............................................................................................................. 33 

4.3.5 Navigačná jednotka ...................................................................................... 34 

4.4 Výstup z leteckého laserového skenovania ......................................................... 35 

4.5 Využitie LiDARU v lesníctve ............................................................................. 36 



 

 

 

 

4.5.1 INDIVIDUAL TREE DETECTION ........................................................... 37 

4.5.2 AREA-BASED APPROACH ...................................................................... 38 

5 Metodika .................................................................................................................... 39 

5.1 Národný park České Švýcarsko .......................................................................... 39 

5.2 Zonácia Národného parku ................................................................................... 41 

5.3 Geomorfologické členenie .................................................................................. 42 

5.4 Pedologické charakteristika územia .................................................................... 42 

5.5 Hydrológia ........................................................................................................... 43 

5.6 Floristicko-fytogeografická charakteristika ........................................................ 44 

6 Charakteristika prirodzenej lesnej vegetácie ............................................................. 45 

6.1 Letecké laserové dáta z roku 2005 ...................................................................... 46 

6.2 Letecké laserové dáta z roku 2019 ...................................................................... 49 

6.3 Softwarové spracovanie dát ................................................................................ 50 

6.3.1 PDAL - Knižnica abstrakcie bodových dát ................................................. 51 

6.3.2 Filtovanie, klasifikácia, rasterizácia bodového mračna a generovanie DTM

 52 

6.4 Detekcia holín ..................................................................................................... 52 

6.5 Využitia metód strojového učenia a pokročilých štatistických metód pre odhad 

zásob lesných porastov .................................................................................................. 54 

6.6 Detekcia prírastku ............................................................................................... 55 

6.6.1 Štatistické modelovanie a tvorba modelov na základe strojového učenia ... 57 

6.7 Odhad hrúbky stromu za pomoci terestriálnych laserových skenerov ................ 57 

7 Výsledky .................................................................................................................... 60 

7.1 Automatická detekcia holín odvodená z lidarových dát ..................................... 60 

7.2 Využitia metód strojového učenia a pokročilých štatistických metód pre odhad 

zásob lesných porastov .................................................................................................. 76 

7.3 Odhad prírastku a bonity z bitemporálnych lidarových dát ................................ 86 



 

 

 

 

7.4 Odhad hrúbky stromu za pomoci  terestriálneho pozemného a mobilného 

laserového skeneru ....................................................................................................... 113 

8 Diskusia ................................................................................................................... 126 

9 Záver ........................................................................................................................ 130 

Referencie ........................................................................................................................ 131 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 

 

 

 

 

Zoznam obrázkov 

Obrázok 1: Klasifikácia modelov lesa na základe metód modelovania (Fabrika & Pretzsch, 

2011) .................................................................................................................................. 16 

Obrázok 2: Klasifikácia modelov podľa časovo-hierarchickej úrovne (Fabrika & Pretzsch, 

2011) .................................................................................................................................. 19 

Obrázok 3: Klasifikácia modelov podľa hierarchicko-priestorovej úrovne (Fabrika & 

Pretzsch, 2011) ................................................................................................................... 21 

Obrázok 4: Pasívny systém diaľkového prieskumu Zeme (vľavo), aktívny systém diaľkové 

ho prieskumu Zeme (vpravo) ............................................................................................. 24 

Obrázok 5: Elektromagnetická vlna (Mason & Schmetz, 1992) ....................................... 27 

Obrázek 6: Elektromagnetické spektrum (Eckerstorfer & Bühler, 2015) ......................... 28 

Obrázok 7: Druhy skenovacieho mechanizmu (Wujanz, 2016) ........................................ 30 

Obrázok 8: Schéma znázorňujúca základné princípy fungovania a hlavné systémové 

komponenty technológie ALS (Fernandez-Diaz et al., 2014) ........................................... 31 

Obrázok 9: LiDAR s diskrétnym návratom a plným priebehom vlny (Daly, 2011) ......... 32 

Obrázok 10: Druhy stop podľa typu skeneru (Fernandez-Diaz et al., 2014) ..................... 32 

Obrázok 11: Princíp určovania polohy pomocou globálneho systému určovania polohy 

(GPS) ................................................................................................................................. 33 

Obrázok 12: IMU s 2 typmi senzorov ............................................................................... 34 

Obrázok 13: IMU s 3 typmi senzorov ............................................................................... 35 

Obrázok 14: Mračno bodov z leteckého laserového skenovania ....................................... 36 

Obrázok 15: Výsledok detekcie individuálnych stromov (ITD) založený na údajoch ALS v 

kombinácii s prístupom local maxima. Čierne kríže označujú jednotlivé stromy.(Fatehi et 

al., 2017). ........................................................................................................................... 38 

Obrázok 16: Schéma The Area-Based Approach (White et al. 2013) ............................... 39 

Obrázok 17: Národný park České Švýcarsko (https://www.region-

ceskesvycarsko.cz/oblasti/ceske-svycarsko/)..................................................................... 40 

Obrázok 18: Hydrologická sieť NPČŠ .............................................................................. 44 

Obrázok 19: TopoSys, ukážka konštrukcie skeneru s optickými vláknami (Wehr & Lohr, 

1999) .................................................................................................................................. 46 

Obrázok 20: TopoSys Falcon II (Dolanský, 2004) ............................................................ 46 

Obrázok 21: Vzor skenovania systému TopoSys ALS (Wehr & Lohr, 1999) .................. 47 

https://czuvpraze-my.sharepoint.com/personal/melichovaz_fld_czu_cz/Documents/dizertačka.docx#_Toc157599966
https://czuvpraze-my.sharepoint.com/personal/melichovaz_fld_czu_cz/Documents/dizertačka.docx#_Toc157599966


 

 

 

 

Obrázok 22: Trajektória letu v NPČŠ v roku 2005 (Trommler, 2007) .............................. 48 

Obrázok 23: Skener Leica ALS70-CM.............................................................................. 49 

Obrázok 24: Povrchová stopa skenovacieho systému Leica ALS70 (Leica ASL70-CM) 49 

Obrázok 25: Zobrazenie ako pracuje nástroj Minus(Minus (Spatial Analyst), ArcGIS Pro 

3.2) ..................................................................................................................................... 53 

Obrázok 26: Polygón holiny klasifikovaný za pomoci LLS .............................................. 54 

Obrázok 27: Príklady použitia algoritmu RANSAC v rôznych situáciách. Horný riadok 

ukazuje použitie RANSAC pri neúplnom skenovaní kmeňa; dolný riadok ukazuje použitie 

RANSAC pri rôznych metódach skenovania. ................................................................... 58 

 

Zoznam tabuliek 

Tabuľka 1: Zonácia NPČŠ ................................................................................................. 41 

Tabuľka 2: Špecifikácia zberu údajov z roku 2005 ........................................................... 47 

Tabuľka 3: Špecifikácia zberu údajov z roku 2019 ........................................................... 50 

Tabuľka 4: Ukážka metadát prekonvertovaných pomocou TopoSys Converter V.2.2.0 .. 50 

 

Zoznam Grafov  

Graf 2: Zobrazujúci úhrn zrážok v NPČŠ .......................................................................... 41 

 

 

 

 

 

 

 

 

 

 

https://czuvpraze-my.sharepoint.com/personal/melichovaz_fld_czu_cz/Documents/dizertačka.docx#_Toc157599974
https://czuvpraze-my.sharepoint.com/personal/melichovaz_fld_czu_cz/Documents/dizertačka.docx#_Toc157599974
https://czuvpraze-my.sharepoint.com/personal/melichovaz_fld_czu_cz/Documents/dizertačka.docx#_Toc157599974


 

 

 

 

Zoznam použitých symbolov a skratiek 

3D  three-dimensional   trojdimenzionálny 

ABA  Area Based Approach   plošný prístup 

ALS  Airborne Laser Scanning  letecké laserové skenovanie 

CAD   Computer-Aided Design  počítačom podporované projektovanie 

DBH  Diameter at breast height  prsná hrúbka 

dGPS  Differential Global Positioning  diferenciální globální poziční systém 

System 

DPZ       diaľkový priezkum Zeme   

DTM   Digital Terrain Models  digitální model terénu 

FOV  Field of View    uhol záberu 

GIS  Geographic Information Systém geografický informační systém 

GPS   Global Positioning System  globální poziční systém 

CHKO       chránená krajinná oblasť 

CHM  Canopy Height Model  model výšok korún 

IDT  Individual Tree Detection  Individuálna detekcia stromov 

IMU  Inertial Measurement Unit  inerciálna meračská jednotka 

INS  Inertial Navigation System  inerciálneho navigačného systému 

InSAR  Interferometric synthetic aperture   Interferometrický radar so syntetickou 

radar      aperturou 

kHz       kilohertz 

LHP       lesný hospodársky plán 

LIDAR Light Detection And Ranging detekování a meranie svetla 

LLS       letecké laserové skenování 

L-systémy      Lindenmayerove systémy 



 

 

 

 

MAE  mean absolute error   stredná absolútna chyba 

MAX       maximum 

MIN       minimum 

NIR  Near Infrared    blízke infračervené 

NP       národný park 

NPČŠ       Národný park České Švýcarsko 

PCT90       deväťdesiaty percentil 

PDAL  Point Data Abstraction Library knižnica abstrakcie bodových dát 

POS  Position and orientation systém poziční a orintační systém 

PPS  Puls per second   pulz za sekundu 

RADAR Radio Detection and Ranging rádiové rozpoznávání a zaměřování 

RANSAC Random sample consensus  Náhodný výberový konsenzus 

RMSE  Root Mean Squared Error  střední kvadratická chyba 

RS  remote sensing   diaľkový priezkum Zeme 

SAR  Synthetic aperture radar 

SONAR Sound Navigation And Ranging zvuková navigácia a meranie 

STD  Standard Deviation   smerodajná odchýlka 

SUM       suma 

TLS   Terrestrial Laser Scannig  pozemné laserové skenovanie 

VIS  vissible    viditeľné 

 

 

 

 



 

 

14 

 

 

1 Úvod 

Dynamika a rast lesa predstavujú neoddeliteľnú súčasť hospodárenia s lesom. Pre 

dosiahnutie trvalej udržateľnosti lesného hospodárenia je nevyhnutné disponovať 

informáciami o súčasnom stave a budúcom raste lesa (Riofrío et al., 2023). Od prvých 

inventarizácií založených na trvalých plochách a ich opakovaných meraniach sa 

technológia odhadu rastu lesa/stromov vyvíjala prostredníctvom dendrochronologických 

metód až po sofistikované 3D techniky založené na meraniach architektúry (Antonelli, 

1992,Perttunen, 2008). Trojrozmerné údaje z diaľkového prieskumu Zeme, či už ide o dáta 

z laserového skenovania alebo digitálnej fotogrametrie, poskytujú čoraz presnejšie 

informácie o stavbe porastu (Tompalski et al., 2018). V súčasnosti sa však na odhad 

taxačných veličín a monitorovanie lesa využíva prevažne národná inventarizácia lesov, 

ktorej priestorové pokrytie nie je dostatočné vzhľadom na veľkosť a počet inventarizačných 

plôch a na rozlohu lesa (Avitabile & Camia, 2018). Hodnotenie rastu z diaľkového 

prieskumu je možné prostredníctvom opakovaných meraní (v odlišných časových 

intervaloch) rovnakého stromu alebo porastu, pričom rozdiely v meraniach priamo 

odhadujú rast. Predovšetkým v chránených oblastiach, kde sa zásahy minimalizujú a 

dochádza k prirodzenému vývoju lesa, môže byť diaľkový prieskum Zeme využitý na 

odhad rastovej dynamiky lesa. História tejto problematiky zaznamenala príspevky 

mnohých autorov(Næsset & Gobakken, 2005,X. Yu et al., 2008,Tompalski et al., 2016);, 

ktorí zhodnotili využitie diaľkového prieskumu Zeme na odhadovanie rôznych 

charakteristík porastu. Dáta z opakovaného leteckého laserového skenovania sa dajú  

využiť nielen na hodnotenie rastu ale aj na odhad produkčnej schopnosti stanovišťa tzv. 

bonity (Noordermeer et al., 2020,Socha et al., 2020)   

Rastové a produkčné modely sú rozhodujúcim nástrojom pre hodnotenie rastu 

a udržateľnosti  produkcie. Odhad bonity je podstatnou zložkou týchto modelov na 

hodnotenie kvality stanovišťa (Riofrío et al., 2023). V Českej republike sa na hodnotenie 

kvality stanovišťa používa bonita. V súčasnosti je najpoužívanejšou veličinou výška 

porastu, ktorá vychádza z priemernej alebo dominantnej výšky porastu (Weiskittel et al., 

2011). Bonita môže byť absolútna alebo relatívna. Relatívna bonita vyjadruje relatívnu 

kvalitu stanovišťa, zatiaľ čo absolútna bonita priamo udáva hodnoty priemerných  alebo 

stredných výšok porastov, zvyčajne v 100 rokoch. Bonita je priamym indikátorom kvality 
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porastu na danom stanovišti, určuje jeho produkciu, rýchlosť rastu či kvalitu očakávanej 

produkcie zo sortimentačného hľadiska. Dynamika a rast stromov a porastov je popisovaná 

v čase pomocou rastových modelov, u ktorých je práve bonita ich hlavným indikátorom, 

napríklad vo forme asymptoty, to jest hornej hodnoty, ktorú je schopný daný jedinec alebo 

porast dosiahnuť. Veda, ktorá sa zaoberá popisom, či už matematickým alebo slovným 

alebo algoritmickým, toho ako sa stromy a porasty vyvíjajú je rastová dynamika (z 

anglického forest growth), a je obsahom výuky predmetov ako modelovanie rastu lesa, 

náuka o produkcii lesa a podobne.  

 

1.1 Rastová dynamika  

Dynamika rastu lesa popisuje, ako sa jednotlivé stromy a les ako celok v priebehu času 

menia a vyvíjajú. Dynamiku rastu lesa ovplyvňuje množstvo faktorov, vrátane podmienok 

prostredia, druhovej skladby, disturbancií a spôsobov hospodárenia. Zachytenie 

a porozumenie týmto zmenám je dôležité pre vývoj porastov, spôsob ich následného 

obhospodarovania a taktiež ich adaptácie na klimatickú zmenu. V prípade lesa, kedy sa 

naše rozhodnutia odzrkadlia o niekoľko generácii neskôr, možnosť otestovať si apriori 

správnosť navrhovaného postupu je výhodou. Jednou z možností je simulácia, kedy 

s počítačovým modelom nahrádzame reálny systém a tak vieme vidieť správanie reálneho 

systému v budúcnosti. Simulátory lesných ekosystémov sú počítačové programy, ktoré 

napodobňujú chovanie lesných ekosystémov. Tieto simulátory umožňujú modelovať rôzne 

typy lesov, vrátane rôznych druhov drevín, vekových tried a štruktúr lesa a taktiež by mal 

vedieť reagovať na podmienky prostredia, hospodárske zásahy a sociálne faktory. 

Výstupy z týchto simulátorov nezahŕňajú len produkciu, ale aj štruktúru lesa, biodiverzitu, 

biomasy, náklady a výnosy. Stochastické prvky by mali byť tiež zakomponované do 

modelu, na rozdiel od rastových tabuliek, ktoré sú okrem iných nevýhod deterministické, 

to jest neudávajú možný rozptyl predpovedí, a môžu hlavne pre laika pôsobiť zavádzajúco.  

Modely lesa sú rozdelené do niekoľkých skupín, kvôli lepšej orientácii. Prvou a základnou 

klasifikáciu je rozdelenie modelov podľa Metódy modelovania. Toto rozdelenie je na 

základe používaných algoritmov a na základe toho ako pristupujeme k modelovaniu. 

Klasifikáciu zobrazuje trojuholník modelov (Obrázok 1). Na vrchole tohto trojuholníka sa 

nachádzajú Empirické modely. Tieto modely sú najviac agregované a konštruované na 

základe štatistických vzťahov odvodených z empirických meraní. Na jednej strane sú 
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štrukturálne modely, na modelovanie morfológie stromov na základe topológie orgánov a 

architektúry rastliny. Na druhej strane sú procesné modely, ktoré sa sústreďujú na 

fyziologické procesy ako sú fotosyntéza, respirácia a alokácia. Strany trojuholníka popisujú 

hybridné modely, ktoré kombinujú dva rôzne modelovacie prístupy. Semi-empirické 

modely sú príkladom hybridných modelov, ktoré sú bližšie k empirickým modelom. Ďalším 

príkladom sú funkčno-štrukturálne modely, ktoré kombinujú procesné a štrukturálne 

modelovanie a sú bližšie k štrukturálnym modelom. 

 

Obrázok 1: Klasifikácia modelov lesa na základe metód modelovania (Fabrika & 

Pretzsch, 2011) 

1.1.1 Empirické modely  

Empirické modely (známe aj ako biometrické, štatistické alebo korelačné modely) sa 

zameriavajú na zmenu biometrických veličín v čase. Tieto modely sú odvodené z 

empirických dát a štatistických metód, čo znamená, že sú platné len pre základný súbor dát, 

z ktorého boli odvodené. Ak sa chcú použiť na iný súbor dát, je potrebné ich kalibrovať a 

upraviť parametre modelu. 

Empirické modely využívajú ako prvotný vstup stavové premenné ako hrúbku a výšku 

stromov, kruhovú základňu a zásobu porastu. Môžu sa tiež zaoberať modelovaním biomasy 

a alokáciou prvkov. Tieto premenné sú odvodené zo vzťahov k prvotným výstupom 

modelu. 
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Empirické modely môžu zahrnovať modelovanie tvaru kmeňa a koruny stromov, štruktúry 

porastu, konkurencie medzi stromami, odumierania stromov a rastu stromov. V závislosti 

na charaktere modelu sa vyberajú príslušné skupiny submodelov. Výsledkom sú 

aktualizované stavové premenné lesného porastu. Tieto modely sa podľa úrovne 

modelovania ďalej delia na stromové, frekvenčné a porastové, semi- empirické.  

1.1.2 Štrukturálne modely  

Štrukturálne modely (tiež známe ako morfologické modely) sa zameriavajú na vývoj 

morfológie jednotlivých stromov na základe topológie orgánov a architektúry stromu. Tieto 

modely používajú matematický aparát odvodený z fraktálnej geometrie a sú založené na 

rekurzívnom nahrádzaní reťazcov, ktoré je popísané rastovými gramatikami.Rastové 

gramatiky definujú morfologické rysy rastliny, ktoré sú generované prostredníctvom 

takzvaných Lindenmayerových systémov (L-systémov). Tieto modely môžu byť 

deterministické, stochastické, kontextovo-senzitívne, parametrické a ďalšie, v závislosti od 

ich charakteru.Štrukturálne modely sa snažia odvodiť štruktúru stromu, zahrňujúc 

formovanie kmeňa, vetiev, listov a plodov. Ich výstupy sú morfologické rysy stromov, ktoré 

neskôr môžu slúžiť na odvodenie biometrických stavových premenných, biomasy a obsahu 

chemických prvkov. Tieto modely môžu byť využívané na modelovanie jednotlivých 

stromov alebo populácií stromov s konkurenčnými vzťahmi medzi jednotlivými jedincami. 

Existuje niekoľko nástrojov a systémov pre štrukturálne modelovanie rastlín, vrátane 

univerzálnych modelovacích nástrojov na L-systémy, ako aj špecializovaných modelov, 

ktoré zahŕňajú črty procesných modelov. Tieto modely môžu byť využité na generovanie 

realistických vizuálnych reprezentácií rastlín pre rôzne účely vrátane systémov typu CAD 

a virtuálnej reality (Fabrika & Pretzsch, 2011). 

1.1.3 Procesné modely 

Procesné modely sa v súčasnosti rýchlo rozvíjajú a majú viacero ekvivalentných názvov, 

vrátane ekofyziologických modelov, biochemických modelov, biogeochemických 

modelov, mechanistických modelov, kauzálnych modelov a "flux" modelov. Tieto modely 

sa zameriavajú na modelovanie kauzálnych procesov v lesných ekosystémoch na úrovni 

fyziológie stromov. 

Procesné modely sa spoliehajú menej na empirické údaje a štatistické vzťahy a viac na 

ekofyziologické poznanie biologických procesov. Experimenty pre tieto modely sú 

finančne náročnejšie a komplexnejšie, zahŕňajúce podrobné merania klimatických 
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podmienok, pôdy, kolobehu vody, svetelného žiarenia, vrátane fotosyntézy, respirácie a 

iných procesov. Tieto merania sú často priebežné počas celej sezóny. 

Procesné modely sa zameriavajú na modelovanie rôznych biologických procesov vrátane 

absorpcie svetla, intercepcie, evapotranspirácie, fotosyntézy, respirácie, alokácie, 

senescencie a ďalších. Ich výstupy zahŕňajú alokáciu uhlíka v biomase stromov a primárnu 

produkciu biomasy. 

Kalibrácia procesných modelov je často náročná a vyžaduje hľadanie správnych 

systémových parametrov, ktoré môžu zahŕňať rôzne ekofyziologické veličiny alebo 

konštanty. Tieto modely majú všeobecnejšiu platnosť a môžu byť aplikované na rôzne 

úrovne ekosystémov. Existuje mnoho rôznych modelov s rôznymi prístupmi a zameraním 

na konkrétne aspekty ekofyziológie stromov a lesných ekosystémov (Fabrika & Pretzsch, 

2011). 

1.2 Časovo- hierarchická úroveň 

V lesnom prostredí prebiehajú procesy od bunky až po celú biosféru. Hierarchické úrovne 

v živote lesa nie sú definované len priestorovo, ale aj časovo. Zmeny na rôznych úrovniach 

sú časovo ovplyvnené pozíciou v hierarchii, a to od buniek až po biosféru a trvajú sekundy 

až tisícročia (Obrázok 2). Taktiež nadradené úrovne ovplyvňujú tie podradené pomocou 

riadiacich parametrov a podradené úrovne zase ovplyvňujú nadradené pomocou signálov. 

Pre každú hierarchickú úroveň sa vytvárajú špeciálne modely (Fabrika & Pretzsch, 2011).  
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Obrázok 2: Klasifikácia modelov podľa časovo-hierarchickej úrovne (Fabrika & Pretzsch, 

2011) 

 

Ekofyziologické modely popisujú rastové zmeny na úrovni orgánov prostredníctvom 

kauzálnych procesov, ako je fotosyntéza, dýchanie a alokácia. Tieto modely sa zaoberajú 

procesnými vzťahmi a minimalizujú použitie štatistických vzťahov alebo ich vôbec 

nepoužívajú. Často modelujú procesy s denným intervalom. Táto skupina modelov je 

najpočetnejšia a najrozmanitejšia. 

Stromové modely pri modelovaní rozkladajú porast na jednotlivé stromy a simulujú ich 

vzájomné interakcie ako priestorovo-časový systém. Tieto modely sa zväčša zameriavajú 

na štatisticky odvodený systém rovníc na riadenie rastového správania jednotlivých 

stromov v závislosti na ich rastovom nastavení. Z časového hľadiska typicky pracujú s 

minimálnym modelovým intervalom jedného roku. 

Porastové modely sú v podstate najstaršími metódami modelovania vývoja porastov, ktoré 

sa zameriavajú na sumárne a priemerné porastové veličiny. Tieto modely v podstate 

zahŕňajú všetky typy rastových tabuliek. Avšak za skutočne vhodné a presnejšie modely sa 

považujú tie, ktoré obsahujú dobre formulované biometrické zákony prostredníctvom 

matematických rovníc a sú implementovateľné do počítača. Existujú špecifické prípady, 

ktoré predstavujú prechod medzi modelmi zameranými na stromy a porasty. Sú to modely 
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s výpoveďou o frekvencii počtu kmeňov (napríklad v hrúbkových stupňoch). Modely sú 

riešené na báze diferenciálnych rovníc, regresných modelov prepisu rozdelenia početností 

alebo stochastických evolučných modelov. Základnou jednotkou týchto frekvenčných 

modelov je skupina stromov, ktoré patria do rovnakej zatrieďovanej kategórie (napríklad 

hrúbkový stupeň alebo veková trieda). Vzhľadom k tomu, že porastové modely simulujú 

zmeny celej populácie (porastu) alebo zmeny v distribúcii početnosti, časovým horizontom, 

ktorý je modelovo relevantný, je obdobie desiatich rokov (decénium) alebo dokonca päť 

rokov.  

Sukcesné modely sa zaoberajú dynamikou rastu v rozsiahlych systémoch, ktoré sa skladajú 

z mozaikovitých a čiastkových plošných jednotiek. Ich základnou modelovou jednotkou je 

spoločenstvo stromov. Tieto modely sú zamerané predovšetkým na predpovedanie 

dlhodobej sukcesie neobhospodarovaných lesných porastov a na dôsledky zmenených 

rastových podmienok v produkcií biomasy. Z časového hľadiska sa zaujímajú o zmeny, 

ktoré sa vzťahujú na stáročia. Medzi predstaviteľov týchto modelov patria tzv. "gap" alebo 

"patch" modely. 

Biómové modely sú podobne zamerané ako sukcesné modely, ale zameriavajú sa na celé 

krajiny alebo dokonca kontinenty a z časového hľadiska môžu analyzovať zmeny pre väčšie 

časové intervaly.   

Pri modelovaní je potrebné si uvedomiť cieľ modelovania, potrebnú úroveň priestorového 

rozsahu, potrebný časový interval modelovania ako aj úroveň detailnosti existujúcich 

vstupných údajov a úroveň detailnosti požadovaných výstupných údajov. Je dôležité použiť 

vhodný model pre danú hierarchickú úroveň. Môže sa stať, že pre konkrétnu úroveň 

neexistujú modely a v tom prípade je možné použiť vyššiu alebo nižšiu hierarchickú 

úroveň. Presun z vyššej úrovne na nižšiu sa nazýva "downscale" a opačný presun "upscale" 

(Fabrika & Pretzsch, 2011).  

 

1.3 Hierarchicko- priestorová úroveň 

Klasifikácia modelov v tejto úrovni sa zameriava na sledovanie chovania lesných 

ekosystémov pod vplyvom klimatických zmien alebo po rôznych prirodzených a umelých 

narušeniach. Tieto modely sa využívajú na nájdenie vhodnej varianty obhospodarovania 

lesa v súvislosti s udržaním trvalosti produkcie lesa a plnenia mimoprodukčných funkcií 

lesa. Hierarchické úrovne môžeme rozdeliť do ôsmich kategórii a to: orgán, jedinec, 
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veľkostná trieda, veková trieda, populácia alebo druh, funkčný typ, bioskupina stromov 

(„patch“ alebo „gap“) a spoločenstvo, respektíve ekosystém alebo bióm. Priestorové úrovne 

môžeme rozdeliť do piatich kategórii, kde sa jedná  o trojrozmernú pozíciu, dvojrozmernú 

pozíciu, bioskupinu, porast alebo región.  

Trojrozmerná poloha vyžaduje informácie o presnom umiestnení jednotky 

v trojrozmernom priestore, definovaný súradnicami x, y, z. V dvojrozmernom priestore 

stačí informácia o horizontálnom umiestnení (súradnice x, y). Pri ostatných úrovniach je 

dostačujúce identifikovať príslušnosť jednotky k bioskupine, porastu alebo regiónu.  

Na obrázku 3 je zobrazených všetkých 13 modelov do tzv. šachovnice modelov. Každá 

kategória predstavuje špecifický typ modelu so štandardnou polohou v tejto šachovnici. 

Niektoré typy modelov majú viacero štandardných polôh, ktoré závisí od použitia (Fabrika 

& Pretzsch, 2011).  

 

 

 

Obrázok 3: Klasifikácia modelov podľa hierarchicko-priestorovej úrovne (Fabrika & 

Pretzsch, 2011) 
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2 Ciele práce 

Hlavným cieľom práce je navrhnúť a popísať metódu na spracovanie leteckých lidarových 

dát s ich využitie pre odhad rastovej dynamiky. 

Práca je zameraná na zisťovanie zmien v lesných ekosystémoch na základe bitemporálnych 

dát, kvantifikáciu úbytku a prírastkov pomocou technológie LiDAR. Výstupy by mali 

poskytnúť podklady pre tvorbu rastových modelov a postupy pre odhad produktivity 

v danom území. V práci sú spracované dve hypotézy: 

1. Letecké laserové snímkovanie je možné využiť pre odhad rastovej dynamiky na 

veľkom územnom celku (celoplošne). 

2. Dáta z výškového prírastku je možné využiť na odhad bonity. 

3 Klasické meranie stromových charakteristík  

K tradičným spôsobom získavania porastových veličín z lesa patria nástroje ako priemerky, 

výškomery a pásma. Pomocou nich ešte stále získavame veličiny ako výška stromu, hrúbka a ďalšie, 

ktoré potom slúžia na výpočet ďalších charakteristík a používajú sa taktiež na overenie presnosti 

výsledkov získaných pomocou diaľkového prieskumu Zeme.  

 

3.1  Hrúbka stromu 

Medzi základnú dendrometrickú veličinu patrí hrúbka priečneho prierezu kmeňa, čo je 

vzdialenosť dvoch rovnobežných dotyčníc vedených protiľahlými bodmi obvodu prierezu.  

Tradičné metódy merania hrúbky stromov zahŕňajú použitie priemerky alebo obvodového 

pásma pripevneného kolmo na os kmeňa, štandardne vo výške 1,3 m nad pätou kmeňa. 

Hrúbka  sa môže merať aj v iných výškach napríklad pri päte kmeňa alebo v rôznych 

percentách výšky kmeňa. Pri meraní hrúbky stromu za použitia priemerky je potrebné 

dodržiavať pravidlá merania ako je správne umiestnenie priemerky, správna výška a aby sa 

priemerka dotýkala kmeňa v troch bodoch (Kuželka  et al., 2014). 

3.2 Výška stromu 

Výška stromu sa meria za pomoci výškomeru, ktorý slúži na nepriame meranie výšok. 

Nepriame meranie výšok je založené na dvoch princípoch, geometrickom a 

trigonometrickom. Výškomery, ktoré sa používajú na meranie využívajú dve technológie 

a to ultrazvukové meranie alebo laserové meranie v závislosti od hustoty porastu. Výška 
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stromu sa nemeria na každom strome v poraste, ale meria sa výška reprezentatívnej vzorky 

stromov. Dôvodom je menšia variabilita výšky stromov v rámci porastu a dreviny v 

porovnaní s hrúbkou stromu (Sun et al., 2020).  

3.3 Zisťovanie hrúbkového prírastku  

Hrúbkový prírastok definujeme ako rozdiel medzi hrúbkou  na konci a na začiatku 

sledovanej periódy dĺžky n.  Na zisťovanie prírastku existujú deštrukčné a nedeštrukčné 

metódy. V prípade dlhodobého sledovania  postačuje meranie pomocou milimetrovej 

priemerky alebo obvodového pásma. V prípade, že chceme mať informácie o  prírastku 

v priebehu vegetačného obdobia je vhodné použiť dendrometre. Ak by sme chceli zisťovať 

prírastok do minulosti, využijeme analýzu letokruhov, ktoré sú viditeľné na vývrtoch 

získaných pomocou Preslerového nebožieca (Kuželka  et al., 2014).  

3.4 Senzory diaľkového prieskumu Zeme 

Alternatívnou metódou získavania dát o lese a v podstate alternatívou merania lesa sú dáta 

diaľkového prieskumu Zeme. Dáta z rôznych nosičov ako sú satelity, lietadla, drony ci 

pozemne nosiče je možné v princípe získavať dvoma spôsobmi a to za pomoci merania 

aktívneho alebo pasívneho signálu.  

Existujú dve základné klasifikácie diaľkového prieskumu Zeme na základe zdroja signálu, 

ktorý využívajú na skúmanie objektu: aktívne a pasívne (Van Genchten, 2008) (Obrázok 

4). Pasívne aj aktívne systémy merajú množstvo svetla odrazeného od objektov 

transformáciou svetelného signálu na elektrický výstup.  Oba typy senzorov zaznamenávajú 

intenzitu signálu v rámci intervalu vlnovej dĺžky, známej ako „pásmo“ alebo „kanál“, 

špecifickej šírke v rámci elektromagnetického spektra (Turner et al., 2003). Spektrálne 

rozlíšenie senzoru je definované šírkou pásiem v elektromagnetickom spektre, ktoré dokáže 

detegovať. Táto charakteristika určuje schopnosť senzoru  identifikovat spektrálne rozdiely. 

Každý objekt má odlišný spektrálny podpis, založený na  tom, ako  odráža alebo vyžaruje 

elektromagnetické žiarenie. Vyšší počet pásiem z užšou spektrálnou šírkou  (Turner et al., 

2003).  



 

 

24 

 

 

Obrázok 4: Pasívny systém diaľkového prieskumu Zeme (vľavo), aktívny systém 

diaľkové ho prieskumu Zeme (vpravo) 

3.4.1 Pasívne systémy 

Pasívne systémy nevyžarujú vlastné žiarenie, ale závisia na zachytávaní žiarenia 

vyžarovaného daným objektom alebo na detekcii odrazeného žiarenia od tohto objektu 

(Mason & Schmetz, 1992). Najbežnejším typom žiarenia, ktoré detegujú pasívne senzory 

je viditeľné svetlo (Van Genchten, 2008). Pri tomto type zberu dát, optická oblasť zahŕňa 

predovšetkým viditeľné žiarenie, infračervené žiarenie, tepelné infračervené a mikrovlnné 

žiarenie (Zuzulová et al., 2020). Avšak negatívum tejto technológie je že, diaľkový 

prieskum Zeme  pasívnymi senzormi je ovplyvnený premenlivými podmienkami na oblohe. 

To zahrňuje znečistenie, prach, uhol slnečného zenitu a  oblaky, ktoré predstavujú 

premenlivé osvetlenie naprieč krajinou a tak isto môžu ovplyvňujú vlnovú dĺžku 

dopadajúceho svetla. Uhly dopadu žiarenia sa menia počas dňa aj počas ročných období 

(Fitzgerald, 2010). Pasívne senzory môžeme taktiež rozdeliť na priame  a nepriame , podľa 

toho, či využívajú odrazené slnečné žiarenie alebo využívajú vlastné vyžarovanie objektu  

(Di & Yu, 2023). Pasívne senzory sa využívajú na monitorovanie krajinného pokryvu 

a monitoring využívania pôdy. Údaje popisujúce odrazenú alebo emitovanú energiu zo 

zemského povrchu sú štatisticky alebo vizuálne analyzované na identifikáciu objektov 

(Turner et al., 2003). Medzi prístroje s pasívnym systémom zaraďujeme nasledovné 

(Zuzulová et al., 2020):  

1. Akcelerometer: prístroj na meranie zrýchlenia: dva typy - jeden pre translačné 

zrýchlenie a druhý pre uhlovú akceleráciu objektov. 



 

 

25 

 

2. Hyperspektrálny rádiometer: pokročilý multispektrálny senzor detegujúci stovky 

úzkych spektrálnych pásiem, ktorý umožňuje jemné rozlišovanie cieľov na základe 

ich spektrálnej odozvy. 

3. Obrazový rádiometer: je schopný skenovať s cieľom poskytnúť dvojrozmernú 

sústavu pixelov na tvorbu obrazu, pričom skenovanie sa vykonáva mechanicky 

alebo elektronicky. 

4. Rádiometer: kvantitatívne meria intenzitu elektromagnetického žiarenia v 

špecifických pásmach, často identifikovaných podľa časti spektra, ktorú pokrývajú. 

5. Sounder: Meria vertikálne rozloženie atmosférických parametrov, ako je teplota, 

tlak a zloženie, pomocou multispektrálnych informácií. 

6. Spektrometer: deteguje, meria a analyzuje spektrálny obsah dopadajúceho 

elektromagnetického žiarenia, zvyčajne pomocou mriežok alebo hranolov na 

rozptýlenie žiarenia na spektrálne rozlišovanie. 

7. Spektrorádiometer: meria intenzitu žiarenia vo viacerých pásmach vlnovej dĺžky 

(multispektrálne), často s vysokým spektrálnym rozlíšením, určené na diaľkové 

snímanie špecifických geofyzikálnych parametrov. 

8. SONAR: (Sound Navigation And Ranging) SONAR je v tomto prípade pasívna  

technológia, ktorá len príma ale nevysiela  zvukové signály vysielané inými 

objektami. Táto metóda sa využíva hlavne na detekciu akustických signálov v 

podmorskom prostredí (Maranda, 2008).  

 

3.4.2 Aktívne systémy 

Na rozdiel od pasívnych systémov, aktívne systémy nepoužívajú prirodzený zdroj žiarenia, 

ale sami vysielajú žiarenie. Toto vyslané žiarenie je zachytené a zaznamenané po odraze 

od objektu alebo prostredia. Aktívne systémy zvyčajne operujú v oblasti rádiového a 

mikrovlnného žiarenia. Medzi typy používaného žiarenia patrí svetlo, ultrazvuk alebo 

röntgen. Pri týchto technikách sa vyžaduje laserový vysielač a prijímač (Zuzulová et al., 

2020, Van Genchten, 2008). Štruktúra vegetácie a nadmorská výška terénu sa často meria 

pomocou aktívnych senzorov. Systémy detekcie svetla a merania svetla (LiDAR) pracujú 

vo viditeľnom až blízkom infračervenom pásme, zatiaľ čo rádiová detekcia a meranie 

vzdialenosti (RADAR) vyžaruje žiarenie o dlhších mikrovlnných vlnových dĺžkach. 

Charakteristiky energetických impulzov ovplyvňujú intenzitu a pravdepodobnosť spätných 

signálov. Sila a čas spätného signálu sa používajú na opis fyzikálnych vlastností objektov, 
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ktoré sa sledujú diaľkovým snímaním (Turner et al., 2003).  Medzi prístroje s aktívnym 

systémom zaraďujeme nasledovné: 

1. RADAR: (Ratio Detection and Ranging) je systém založený na vysielaní dlhých 

mikrovlnných signálov atmosférou a následnom zachytávaní odrazeného žiarenia 

od terénu. Radarový systém obvykle pracuje v oblasti vysokofrekvenčnej alebo 

mikrovlnnej časti vysokofrekvenčného spektra a slúži k určovaniu polohy a/alebo 

pohybu objektov (Zuzulová et al., 2020) (Sardar, 1997). 

2. SAR: (Synthetic Aperture Radars) je typ radaru obsahuje softvérové postupy na 

senzore na matematické zlepšenie priestorového rozlíšenia a na zvládnutie 

viacerých snímok toho istého objektu (Hay, 2000).  

3. InSAR: (Interferometric Synthetic Aperture Radar (InSAR) InSAR využíva dva 

alebo viac radarových snímok so syntetickou clonou (SAR) určitej oblasti na 

analýzu a získanie informácií o topografii a deformačných vzoroch krajiny(Lu et 

al., 2007).  

4. SONAR: (Sound Navigation And Ranging) atívny SONAR vysiela do vody 

akustický signál alebo pulz zvuku. Pokiaľ je v dráhe nejaký predmet, zvuk sa odrazí 

od predmetu a vráti sa ako ozvena spať do sonarového prevodníka. Stanovením 

doby medzi zvukovým impulzom a jeho príjmom môže prevodník určiť vzdialenosť 

a veľkosť objektu (https://oceanservice.noaa.gov/facts/sonar.html). 

5. LiDAR: (Light Detection and Ranging) tento systém meria čas, ktorý lúče svetla  

potrebujú k dopadu na predmet alebo povrch a návratu späť do laserového skeneru. 

Táto technológia bude podrobnejšie popísaná nižšie.  

 

3.4.3 Elektromagnetické žiarenie 

V predchádzajúcom opise jednotlivých technológii bolo spomenuté elektromagnetické 

žiarenie. Elektromagnetické žiarenie je druh energie, ktorá sa šíri priestorom vo forme vĺn 

(Obrázok 5). Skladá sa z kmitajúcich elektrických a magnetických polí, ktoré sú kolmé na 

seba navzájom a na smer pohybu žiarenia (Verhoeven, 2018). Rýchlosť pohybu cez priestor 

sa rovná rýchlosti svetla (2.998 × 108 m/s)(Percuoco, 2014). 

 

Elektromagnetické žiarenie vyžarujú všetky objekty nad absolútnou nulou (0 K, −273 °C). 

Stefan-Boltzmanov zákon opisuje celkové množstvo energie, ktoré objekty vyžarujú: 

https://oceanservice.noaa.gov/facts/sonar.html


 

 

27 

 

M= σ𝑇4                                                     

kde M je celkový výstup (emitovaný žiarivý tok na jednotku plochy) z povrchu materiálu 

(W m−2), σ je Stefanova–Boltzmanova konštanta (5,6 × 10−8 W m−2 K−4) a T je absolútna 

teplota emitujúceho materiálu (K). Celkové množstvo energie vyžarovanej objektom preto 

rýchlo rastie s teplotou (Hay, 2000).  

Elektromagnetické vlny vznikajú kmitaním nabitých častíc a môžu sa šíriť atmosférou aj 

vesmírnym vákuom. Tieto vlny majú rôzne vlnové dĺžky, pričom kratšie vlnové dĺžky 

zodpovedajú vyšším frekvenciám. Rádiové, mikrovlnné a infračervené vlny majú dlhšie 

vlnové dĺžky, zatiaľ čo ultrafialové, röntgenové a gama žiarenie majú oveľa kratšie vlnové 

dĺžky. Viditeľné svetlo patrí do stredu spektra. Iba tento úzky rozsah energie je 

detekovateľný ľudským okom, zatiaľ čo na detekciu ostatných foriem elektromagnetického 

žiarenia sú potrebné špecializované prístroje (Obrázok 6).  

 

Obrázok 5: Elektromagnetická vlna (Mason & Schmetz, 1992) 

 

Svetlo možno merať vo viditeľnom (VIS, približne 400-700 nm) a blízkom infračervenom 

rozsahu (NIR, približne 700-2500 nm). Odrazové vlastnosti rastlín, ktoré sú určené ich 

absorpciou, transmitanciou alebo odrazivosťou svetla, súvisia s fyziologickým stavom 

rastlín (Erdle et al., 2011). 
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Obrázek 6: Elektromagnetické spektrum (Eckerstorfer & Bühler, 2015) 

 

4 LiDAR 

Pojem LiDAR pochádza z anglického termínu (Light Detection and Ranging). Okrem tohto 

termínu, môžeme používať aj ekvivalentné pojmy ako laserový skener alebo pomenovanie 

technológie ako laserové skenovanie (Dolanský, 2004). Technológia LiDAR (Light 

Detection And Ranging) určuje vzdialenosť medzi pozemnými objektmi a senzormi, ktoré 

merajú čas, za ktorý sa vyslaný impulz energie vráti do snímača (Meng et al., 2010). Ide o 

technológiu, ktorá poskytuje trojrozmerné informácie o objektoch na zemskom povrchu. 

Tieto informácie sa potom môžu použiť na vytvorenie digitálneho modelu povrchu a terénu, 

a to aj v oblastiach s hustým lesným porastom (Cățeanu & Ciubotaru, 2021). V závislosti 

od metódy zberu údajov možno laserové skenovanie rozdeliť do dvoch kategórií: 

1. Pozemné laserové skenovanie, ktoré sa delí na statické (Olofsson et al., 2014) a 

(Liang et al., 2016) a mobilné (Liang et al., 2018) a (Pierzchała et al., 2018). 

2. Letecké laserové skenovanie sa využíva na všetkých troch úrovniach (nízko, stredne 

a vysoko letiace platformy). Na satelitnej úrovni je to pomocou satelitu GEDI 

(Saarela et al., 2018). 

 

4.1 Vývoj technológie  

Vývoj LiDAR-u prešiel od vynálezu Rubínového lasera Theodorom Maimanom v roku 

1960 štyrmi etapami. Laserové diaľkomery, ktoré sa pôvodne používali na vojenské účely, 

sa postupne zmenšili, zvýšila sa ich účinnosť a rozšírili sa v rôznych oblastiach. Problémy, 

ako napríklad nízka presnosť za každého počasia a možné poškodenie očí, však podnietili 

vývoj tretej generácie laserových diaľkomerov. Táto generácia rieši problémy s 

bezpečnosťou očí, elektronickou technológiou, spotrebou energie a presnosťou. Výskum a 

aplikácie sa rozšírili po celom svete, pričom rôzne laserové diaľkomerné systémy sa 
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zameriavajú na jednozväzkové, dvojrozmerné a trojrozmerné merania. Kľúčové 

technologické pokroky v optických systémoch a spracovaní signálu v 80. rokoch 20. 

storočia viedli k vyspelým produktom v 90. rokoch. Trh s hardvérom a dátovými produktmi 

LiDAR zaznamenal značný rast. Okrem toho technológia LiDAR našla uplatnenie v 

bezpilotných lietadlách (UAV) a autonómnom riadení (Wang et al., 2020, Nelson, 2013). 

4.2 Letecké laserové skenovanie  

Z technológii, ktoré používajú LiDAR je najviac rozšírené letecké laserové skenovanie pre 

svoju dostupnosť a veľkosť záujmového územia, ktoré je v rozsahu tisícoch hektárov. 

Keďže typická oblasť lesného podniku alebo celku sa pohybuje v rozsahu 10 tisíc hektárov,  

dokáže táto technológia efektívne pokryť túto oblasť počas jedného letu (Surovỳ & 

Kuželka, 2019). 

Pri leteckom laserovom skenovaní je najčastejšie systém LiDAR nesený lietadlom 

s pevným krídlom, rotorovým alebo ultraľahkým lietadlom. Pri leteckom laserovom 

skenovaní sa pulz svetla o známom smere emitovaný skenerom najskôr dostane na povrch 

(napríklad listy korún stromov) a časť fotónov, z ktorých je lúč svetla tvorený sa odrazí 

naspať. Zariadenie emitujúce laser rozpozná tieto odrazené fotóny a vypočíta čas medzi 

počiatočnou emisiou a ich návratom. Následne zariadenie vypočíta polohou odkiaľ tento 

odraz prišiel, za pomoci známych veličín ako je rýchlosť pulzu (rýchlosť svetla), miesto 

emisie, smer pulzu a doba letu pulzu. Avšak nejedná sa len o jeden odraz od povrchu korún. 

Svetelné pulzy často produkujú viacnásobné ozveny, pretože nie všetky fotóny sú odrazené 

od prvého povrchu kontaktu. Niektoré prechádzajú ďalej, až pokým sa neodrazia od 

ďalšieho povrchu. Prvá ozvena pochádza od nevyššieho povrchu zatiaľ čo posledná 

pochádza od terénu. V hustých tropických lesoch môže byť posledná ozvena taktiež vnútra 

koruny. Zariadenie okrem polohy zaznamenáva aj intenzitu navráteného pulzu. Moderné 

lidarové systémy dokážu emitovať až 800 000 pulzov za sekundu. Každý pulz môže mať 

viacero ozvien  a pre každú ozvenu je zaznamenaná poloha. Ako už bolo spomenuté, 

výsledkom je mračno bodov s X, Y, Z súradnicami (Lundemo et al., 2017). 

Hustota bodových mračien z leteckého laserového skenovania  závisí od: 

1. Rýchlosti merania skenera a skenovacieho mechanizmu 

2. Výšky letu a rýchlosti 

3. Šírky a prekryvu letových línii 
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4.3 Konštrukcia laserového skeneru  

Laserové skener sa skladá z laserovej diaľkomernej a skenovacej jednotky, polohového a 

orientačného systému (POS), ktorý pozostáva z integrovaného diferenciálneho globálneho 

polohovacieho systému GPS  (DGPS) a inerciálnej meracej jednotky (IMU) (Habib et al., 

2010, Sopchaki & Sampaio, 2016,Wehr & Lohr, 1999). 

4.3.1 Laserová jednotka   

Medzi hlavné súčasti laserovej jednotky patrí laser, vysielacia a prijímacia optika, detektor 

signálu, zosilňovač, počítadlo času a potrebné elektronické komponenty (Baltsavias, 1999). 

4.3.2 Skener 

Letecké laserové skenovanie sa vykonáva v dvoch dimenziách, bez ohľadu na platformu, 

ktorá je použitá k získaniu dát. Prvý rozmer je v smere letu lietadla a je dosiahnutý pohybom 

lietadla smerom dopredu. Druhý rozmer, všeobecne kolmý ku smeru letu, sa získava 

pomocou skenovacieho mechanizmu, zvyčajne oscilačným zrkadlom, rotačným zrkadlom,  

Palmerovým (eliptickým) skenerom alebo skenerom s optickými vláknami (Obrázok 7). 

Celkový uhol záberu v priečnom smere potom určuje šírku záberu, čiže, zorné pole (FOV). 

V praxi býva zorné pole zvyčajne v rozsahu 20-30°, avšak existujú aj systémy s FOV 70° 

(Dolanský, 2004) (Obrázok 8). 

 

 

 

 

 

Obrázok 7: Druhy skenovacieho mechanizmu (Wujanz, 2016)     
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Obrázok 8: Schéma znázorňujúca základné princípy fungovania a hlavné systémové 

komponenty technológie ALS (Fernandez-Diaz et al., 2014) 

 Druhy skenovacieho mechanizmu (Wujanz, 2016) 

Lidarové skenery, ktoré sa v súčasnosti používajú môžeme rozdeliť na druhy a to: Discrete 

Return alebo tzv. full-waveform (Obrázok 9). Z hľadiska aplikácie  to vedie odlišnému 

počtu dosahov zaznamenaných pre každý emitovaný laserový impulz a následným 

podstatným rozdielom v spracovaní a analýze (Ussyshkin & Theriault, 2011). 

Prvé Discrete Return senzory umožňovali zaznamenávať zvyčajne jeden diskrétny návrat 

buď prvý alebo posledný, alebo dva návraty prvý a posledný. To s zmenilo v roku 2000, 

keď sa zaviedli viacnásobné návraty, zvyčajne 3-5 na jeden impulz (Salas, 2021). 

Senzory full-waveform, zaznamenávajú celý profil odrazeného signálu v pevne 

stanovených časových intervaloch typicky 1 ns (odpovídá 15 cm vzdálenosti) (Ussyshkin 

a Theriault, 2011). 
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Obrázok 9: LiDAR s diskrétnym návratom a plným priebehom vlny (Daly, 2011) 

 

Kombinácia pohybu lietadla a typu skenovacieho mechanizmu s zanecháva na zemi rôzne 

typy st ô p.Obrázok 10a znázorňuje príklad pozemnej dráhy skeneru s oscilačným 

zrkadlom, obrázok 10b znázorňuje príklad pozemnej dráhy skeneru s rotačným zrkadlom, 

obrázok 10c znázorňuje príklad pozemnej dráhy eliptického skeneru a obrázok 10d skener 

s optickým vláknom. (Fernandez-Diaz et al., 2014).  

 

Obrázok 10: Druhy stop podľa typu skeneru (Fernandez-Diaz et al., 2014) 

 

4.3.3 Kontrolná jednotka  

Skener a laserová jednotka navzájom komunikujú prostredníctvom (riadiacej) jednotky. 

Vnútorné hodiny tejto jednotky sa periodicky synchronizujú s hodinami prístroja GPS 
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pomocou signálu PPS (puls per second) generovaného vnútornými hodinami prijímača 

GPS. Všetky namerané údaje (uhol a dĺžka) sú spojené s časom interných hodín a ďalej sa 

synchronizujú pomocou PPS s časom GPS (Dolanský, 2004). 

4.3.4 GPS  

GPS je navigačný systém, ktorý využíva 32 funkčných satelitov na obežnej dráhe okolo 

Zeme. Každý satelit je vybavený  atómovými hodinami. Satelity najskôr nastavia hodiny v 

prijímači GPS synchronizáciou s atómovými hodinami v satelite. Satelity potom neustále 

posielajú informácie (rýchlosťou svetla) o presnom čase do prijímača GPS. Porovnaním 

času daného satelitom a času v prijímači GPS sa vypočíta čas prenosu signálu. Vzdialenosť 

k satelitu sa potom vypočíta vynásobením času prenosu signálu rýchlosťou svetla., Presnú 

polohu možno určiť trigonometricky Obrázok 11). Pri meraniach zo štyroch satelitov sa 

robí aj odhad nadmorskej výšky. Signál z družíc je ovplyvnený atmosférou a odrazom od 

rôznych prekážok pred dosiahnutím prijímača. Tak vzniká  chyba vo vypočítanej 

vzdialenosti k satelitu, a tým aj vo vypočítanej polohe. Túto chybu je možné znížiť použitím 

diferenciálneho GPS (dGPS). Na dosiahnutie dGPS, porovnávajú stacionárne prijímače 

umiestnené na známych miestach na Zemi svoju fixnú polohu s polohou danou satelitmi. 

Korekčné signály sú odosielané prostredníctvom rádiových vĺn z týchto fixných prijímačov 

cez diferenciálny prijímač k prijímaču GPS (Larsson, 2003). 

 

 

Obrázok 11: Princíp určovania polohy pomocou globálneho systému určovania polohy 

(GPS) 
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4.3.5 Navigačná jednotka 

IMU ( Inertial Measurement Unit)  technológia sa používa na meranie rýchlosti, orientácie 

a gravitačnej sily. Staršia technológia pozostáva z dvoch typov senzorov, akcelerometrov a 

gyroskopov. Akcelerometer sa používa na meranie zotrvačného zrýchlenia. Zatiaľ čo 

gyroskop meria uhlové pootočenie. Neskôr sa technológia IMU rozvinula o ďalší typ 

snímača – magnetometer. Magnetometer meria magnetický smer ložiska, takže môže 

zlepšiť údaje gyroskopu (Ahmad et al., 2013). 

 

4.3.5.1 IMU s dvoma typmi senzorov 

Tento typ pozostáva z gyroskopu a akcelerometra. Každý snímač má zvyčajne dva až tri 

stupne voľnosti definované pre osi x, y a z.  Hodnoty zrýchlenia získané z akcelerometra a 

uhlová rýchlosť z gyroskopu sú uchovávané oddelene. Uhly je možné merať z oboch 

snímačov, takže obe dáta môžu byť kalibrované na získanie presnejších údajov (Ahmad et 

al., 2013). 

 

 

Obrázok 12: IMU s 2 typmi senzorov 

   

4.3.5.2  IMU s tromi typmi senzorov                                                                                                                     

Tento typ IMU sa skladá z akcelerometra, gyroskopu a magnetometra . Magnetometer sa 

používa na meranie uhla natočenia, takže môže byť kalibrovaný na dáta gyroskopu. Tento 

typ snímača je vhodný pre výpočet dynamickej orientácie v krátkom a dlhom období. 

Nevýhodou používania magnetometra je, že pokiaľ sa IMU používa v prostredí, ktoré je 

obklopené feromagnetickým kovom, môže byť meranie ovplyvnené narušením 

magnetického poľa (Ahmad et al., 2013).  
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Obrázok 13: IMU s 3 typmi senzorov 

 

4.4 Výstup z leteckého laserového skenovania 

Výstupom z laserového skenovania je bodové mračno, ktorého každý bod obsahuje 3D 

súradnice X,Y,Z a intenzitu (Obrázok 14). Bodové mračno v takomto stave je potrebné 

vyfiltrovať tj. zbaviť chybných bodov a klasifikovať, to znamená body zaradiť do 

jednotlivých tried ako zem, vegetácia, cesty a podobne (Roberts et al., 2019). Po týchto 

krokoch z neho môžeme počítať digitálne modely. V lidarových dátach sú pozemnými 

bodmi (ground) merania z holého zemského terénu a sú najnižšími povrchovými prvkami 

v danej oblasti. Non- ground body sú merania z objektov nad terénom ako sú napríklad 

budovy, stromy, kroviny atď.  Na ich oddelenie existuje široká škála filtrov 

a  klasifikačných algoritmov. Dôležitá hľadiska pri výbere pozemného filtra zahrnujú počet 

a typ návratu, ktoré sa majú použiť pre pozemné filtrovanie, kroky preprocessingu, formát 

vstupných dát, iteračné charakteristiky a ďalšie  (Meng et al., 2010):  

Pozemné filtre môžeme rozdeliť do niekoľkých kategórii: 

1. Segmentation- and Cluster-based Filters 

2. Morphological Filters 

3. Directional Scanning Filters 

4. Contour-Based Filters 

5. TIN-Based Filters 

Pre správnu identifikáciu pozemných bodov je dôležité porozumieť ich fyzikálnym 

charakteristikám, ktoré ich odlišujú od tých non-ground. Zemský povrch môže byť 
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rozdelený do štyroch kategórii na základe ich fyzikálnych charakteristík (Meng et al., 

2010): 

1. Najnižšia nadmorská výška 

2. Strmosť zemského povrchu 

3. Rozdiel nadmorské výšky zemského povrchu 

4. Homogenita zemského povrchu 

 

Obrázok 14: Mračno bodov z leteckého laserového skenovania 

Ako už bolo spomenuté, niektoré impulzy z leteckého laserového skenovania sa odrazia od 

korunovej vrstvy a niektoré prenikajú nižšie (Stereńczak, 2011).  Digitálny model terénu 

(DTM) je reprezentácia povrchu terénu (Forkuo, 2008). Digitálny model povrchu (DSM) 

predstavuje digitálny model terénu obohatený o prírodné a umelé objekty.  Rozdielom 

medzi tými dvomi digitálnymi modelmi dostaneme výškový model korún (CHM) 

(Morsdorf et al., 2009).  

 

4.5 Využitie LiDARU v lesníctve 

Prvé začiatky využívania dát z leteckého laserového skenovania v lesníctve sa datujú 

do roku 1976, kedy v Rusku (Solodukhin et al., 1979)na zoťatej breze a smreku vytvárali 

jednoduché laserové profily. Neskôr dospeli k záveru, že takýto prístroj zo zvýšeným 
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výkonom by mohol byť využiteľný na meranie lesných zápojov (Nelson, 2013). 

V osemdesiatych rokov potom začali pokusy s implementáciou laserového skenovania pri 

inventarizácii lesa, kedy sa už nemerala len výška stromu ale boli prvé pokusy o odhad 

zásoby porastu, kruhovej základne alebo biomasy (Næsset, 2002,Nilsson, 1996,Næsset, 

1997). V tomto období nastal aj komerčný rozvoj lidarového merania vďaka integrácii 

Globálneho Pozičného Systému (GPS) a Inerciálneho Navigačného Systému (INS) 

v deväťdesiatych rokoch a tým sa uľahčilo presné pozíciovanie skenera (Steinvall et al., 

2001).  

Postupne sa LiDAR začal častejšie používať pri meraní lesa a vegetačnej štruktúry na 

ekologické účely, pri rozlišovaní druhov drevín až po používanie pri inventarizácii lesa 

(Lundemo et al., 2017).  

Na odvodenie informácii o lesoch sa najbežnejšie používajú dva prístupy: the Area- based 

approach (ABA) a individual tree detection (ITD) (Xiaowei Yu et al., 2010). Metóda ITD 

vyžaduje lokalizovanie vrcholu stromu a vymedzenie koruny. Následne sú atribúty 

odvodené z vlastností bodového mračna v každej vymedzenej korune. Nevýhodou tejto 

metódy je, že je náchylná na chyby spôsobené nepresnosťou pri identifikácii stromov 

a následnej nad alebo pod segmentácii korún. Pri Area- Based Approach porastové atribúty 

sú odhadované pre bunku mriežky, založené na metrikách sumarizujúcich rozdelenie 

bodového mračna vo vnútri bunky. Bunka mriežky je teda základnou jednotkou a ponúka 

viac priestorových detailov ako inventarizácia založená na polygóne. Taktiež sa vyhýba 

systematickým chybám často zavádzaným pri ITD ako opísali (Tompalski et al., 2018). 

4.5.1 INDIVIDUAL TREE DETECTION 

Hlavným problémom ITD je segmentácia stromov, krok k rozdeleniu celkových bodov do 

zoskupení, ktoré predstavujú jednotlivé stromy. Existujú dve hlavné stratégie segmentácie 

stromov a to rastrové a bodové. Pri rastrovej stratégii sa kovertuje 3D model na Canopy 

Height Model (CHMs),a potom sa detekujú vrcholy stromov pomocou 2D image 

processing zobrazovacích techník ako sú local maxima, region growing a watershed alebo 

inverse watershed. Pri druhej stratégii sa segmentujú stromy priamo na základe 3D bodov 

technikami ako rule-based distance a height tresholding, voxel-based, graph-based 

a kernel-based method (Xiao et al. 2019). 

Pri používaní Individual Tree Detection (ITD) (Obrázok 15) prístup je dôležitý krok už 

spomínaná segmentácia, pri ktorej boli skúmané rôzne metodiky. Autori (Xiao et al., 2019) 
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vo svojom článku hodnotili algoritmus stredného posunu pre segmentáciu leteckých 

lidarových dat a detekciu vrcholu stromu na validáciu výsledkov segmentácia. 

Implementovali algoritmus z hľadiska Kernel shape,  adaptability a váhy. Výsledky z troch 

rôznych datasetov ukázali, že crown- shaped kernel neustále ukazuje o 7% lepšie výsledky 

ako ostatné varianty. 

 

 

Obrázok 15: Výsledok detekcie individuálnych stromov (ITD) založený na údajoch ALS 

v kombinácii s prístupom local maxima. Čierne kríže označujú jednotlivé stromy.(Fatehi 

et al., 2017). 

4.5.2 AREA-BASED APPROACH 

Area-Based Approach sa vykonáva dvoma krokmi:  

1. V prvom kroku sa údaje ALS získavajú pre celú záujmovú oblasť, merané stromové 

veličiny sa získavajú na skusných plochách a sú vyvinuté prediktívne modely ako je 

regresia a neparametrické metódy. Na vývoj modelu sa ALS mračno bodov pripne na 

zodpovedajúcu oblasť skusných plôch. Metriky, čo je popisná štatistika, sa vypočítajú z 

pripnutého normalizovaného ALS bodového mračna a zahŕňajú odvodenie výšky, výškové 

percentily, a zápoj. Atribúty, ktoré nás zaujímajú sa merajú na skusných plochách ako výška 

a hrúbka alebo sú modelované ako objem alebo biomasa. Pre každú skusnú plochu. 

Pozemné skusné plochy by mali reprezentovať celú populáciu a obsahovať celý rozsah 

variability. 
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2. V druhom kroku je model aplikovaný na celú oblasť záujmu na generovanie wall-

to wall odhadov a máp konkrétneho atribútu inventarizácie lesa. Rovnaké metriky, ktoré sú 

vypočítané pre pripnuté ALS bodové mračno, sú generované pre wall-to-wall ALS data. 

Prediktívne rovnice vyvinuté v prvom kroku sú potom aplikované do celej záujmovej 

oblasti pomocou wall-to-wall metrík. Vzorková jednotka je bunka mriežky, ktorej veľkosť 

závisí na veľkosti pozemných plôch. Akonáhle sa aplikujú prediktívne rovnice, každá 

bunka mriežky bude mať odhad pre atribút záujmu (White et al. 2013) (Obrázok 16). 

 

 

Obrázok 16: Schéma The Area-Based Approach (White et al. 2013) 

 

5 Metodika 

V tejto kapitole bude predstavená oblasť výskumu, použité senzory a popísaný postup 

spracovania dát. 

5.1 Národný park České Švýcarsko 

Študijnou oblasťou bol Národný park český Švýcarsko (Obrázok 17).   
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Obrázok 17: Národný park České Švýcarsko (https://www.region-

ceskesvycarsko.cz/oblasti/ceske-svycarsko/) 

Národní park České Švýcarsko sa nachádza v okrese Děčín a leží medzi obcami Hřensko, 

Chřibská a Brtníky. Táto oblasť sa nachádza v blízkosti štátnej hranice s Nemeckom a 

oddeľuje ju od Národného parku Saské Švýcarsko. Národný park České Švýcarsko bol 

založený  v roku 2000. Od 1.6.2017 bola Správa národného NP České Švýcarsko taktiež 

poverená výkonom štátnej správy na území chránenej krajinnej oblasti Labské pískovce 

(CHKO). Rozloha NP České Švýcarsko je 7933 ha a rozloha CHKO je 24372 ha.  

Podnebie v tejto oblasti sa vyznačuje skôr oceánskym typom (s menšími teplotnými 

rozdielmi medzi ročnými obdobiami a väčším množstvom zrážok). 

Priemerný ročný úhrn zrážok sa pohybuje okolo 800 mm (Graf 1). S postupom regiónu od 

západu na východ sa celkový úhrn zrážok zvyšuje (napríklad v roku 2022 dosiahol na 

stanici Na Tokání 718,6 mm). 

Teplotné podmienky v oblasti sa líšia v závislosti od lokality: Najvyššia priemerná teplota 

sa pohybuje okolo 9 °C v údolí Labe, zatiaľ čo severná časť parku a CHKO dosahuje 

priemernú teplotu okolo 7 °C, rovnako ako vrcholy Vysokého Sněžníka. V roku 2021 bola 

zaznamenaná priemerná ročná teplota vzduchu vo výške 2 m nad zemou okolo 7,6 °C 

(stanica Na Tokání). Vzhľadom na rozmanitý reliéf majú mikro- a mezoklimatické pomery 

významný vplyv na NP a CHKO a prejavujú sa v  hlboko zarezaných údoliach vodných 

tokov, kde dochádza k tzv. klimatickej inverzii, ktorá vedie k zvratu vegetačných stupňov 

(vegetačná inverzia). 
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Graf 1: Zobrazujúci úhrn zrážok v NPČŠ 

((https://www.npcs.cz/sites/default/files/rozbory_kap2.pdf).) 

5.2 Zonácia Národného parku 

Územie NP je rozdelené do štyroch zón s popisom cieľa, ktorý majú plniť.  

ZÓNA A JEJ CIEĽ PERCENTUÁLNE ZASTÚPENIE 

1 - prírodná - cieľom je zabezpečiť 

nerušený priebeh dejov 

15,6 % 

2 - prírode blízka - cieľom je zabezpečiť 

nerušený priebeh dejov 

18,9 % 

3a - sústredenej starostlivosti o prírodu – 

cieľom je “trvalá starostlivosť“ 

10,5 % 

3b - sústredenej starostlivosti o prírodu – 

cieľom je  “zaistenie nerušeného priebehu 

dejov“ 

54,7 % 

4 – kultúrnej krajiny- cieľ nie je stanovený 0,3 % 

Tabuľka 1: Zonácia NPČŠ (https://www.npcs.cz/sites/default/files/rozbory_kap2.pdf). 
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5.3 Geomorfologické členenie  

Národný park České Švýcarsko patrí podľa geomorfologického členenia do Děčínskej 

vrchoviny, konkrétne k Děčínským a Jetřichovickým stenám. Toto územie tvorí východný 

okraj Krušnohorskej sústavy a na západe hraničí s Krušnými horami, na juhu s Českým 

stredohorím a na severe so Šluknovskou pahorkatinou. 

Reliéf územia sa začal formovať už od obdobia po ústupe kriedového mora, ale výrazné 

zmeny nastali až koncom treťohôr a najmä počas štvrtohôr. Významný vplyv na krajinu 

mali tektonické pohyby, alpínske horotvorné procesy a striedanie ľadových a 

medziľadových dôb. Tento proces viedol k intenzívnej riečnej erózii hornín a postupnému 

odstráneniu menej spevnených partií a polôh v pieskovcoch, ktoré vytvorili jedinečný reliéf 

v porovnaní s inými pieskovcovými oblasťami v Európe. 

Národný park sa vyznačuje pieskovcovým povrchom s mnohými priesekmi 

neovulkanických bazaltových hornín. Nachádzajú sa tu rozsiahle plošiny s hustou sieťou 

údolí, často lemovaných výraznými kaňonmi a roklinami. Juhozápadnou časťou NP 

prechádza hlboko zarezaná roklina rieky Kamenice a najvyšším bodom je kužeľ 

Růžovského vrchu (619 m n. m.), na ktorom sa rozkladá Národná prírodná rezervácia 

Růžák.  

K významným krajinným útvarom patria skalné steny, mestá a bludiská, ale aj najväčší 

pieskovcový skalný most v Európe - Pravčická brána. V národnom parku možno pozorovať 

aj ďalšie útvary, ako sú skalné veže, previsy, rímsy a skalné okná. Prírodné procesy, ako sú 

erózia  skalného podkladu a akumulácia sedimentov, stále formujú túto oblasť 

(https://www.npcs.cz/sites/default/files/rozbory_kap2.pdf).  

Stabilitu horninového podložia ovplyvňuje geologická stavba, morfologické pomery a 

klimatické zmeny, ktoré môžu viesť ku geodynamickým pohybom.  

 

5.4 Pedologické charakteristika územia  

Pôdne podmienky v Národnom parku České Švýcarsko úzko súvisia s geologickou stavbou 

územia. Väčšinu hornín (85,5 %) tvoria zvetrané kvádrové pieskovce. Tieto pôdy sú ľahké, 

piesočnaté alebo hlinitopiesočnaté, silne kyslé, v humusovej vrstve až veľmi silne kyslé a 

majú nízku zásobu prístupných živín.  
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Pôdy vytvorené na pieskovcoch (dystrické kambizeme)  sú piesočnaté až hlinitopiesočnaté, 

silne kyslé a majú málo prístupných živín. Pôdy na bazaltoch (2,5 % územia) sú dobre 

zásobené vápnikom, horčíkom a fosforom ale majú nízky obsah draslíka. Tieto pôdy sú 

stredne až mierne kyslé.  Na sprašových hlinách  (5,5 % územia) sú pôdy piesočnato-hlinité 

až ílovito-hlinité, tiež silne kyslé, s nízkou zásobou živín a vyskytujú sa tu typy ako 

kambizeme a luvizeme. 

V úzkych dnách údolí sa nachádzajú deluviálne a aluviálne sedimenty (6,5 % územia). Na 

týchto pôdach sa nachádzajú kambizeme oglejené, gleje, fluvizeme a rašeliniská. Tieto 

pôdy sa môžu líšiť zložením a obsahom živín, ale vplyv vysokej hladiny podzemnej vody 

môže nepriaznivo ovplyvniť rast 

stromov(https://www.npcs.cz/sites/default/files/rozbory_kap2.pdf.). 

5.5 Hydrológia 

Celá oblasť Labských pieskovcov vrátane Národného parku České Švýcarsko podľa 

geologického vymedzenia patrí k Severnému moru. 

Charakteristickým znakom Českého Švýcarska (Labských pískovcov) je nedostatok 

vodných tokov v porovnaní s okolitými oblasťami, čo je dôsledkom vysokej priepustnosti 

geologického podložia. Väčšina významných tokov, ako napríklad Kamenice v Lužických 

horách, Křinice vo Šluknovskej pahorkatine a mnohé menšie toky, napríklad Doubický 

potok a Bílý potok vo Šluknovskej pahorkatine pramenia mimo územia Labských 

pískovcov. To isté platí aj o Brtnickom potoku, ktorý pramení pri obci Brtníky. 

Hlavnou hydrografickou osou tejto oblasti je rieka Labe, podľa ktorej dostali názov Labské 

pískovce. Rieka Labe preteká Labskými pískovcami v úseku medzi Děčínom a Hřenskom 

v dĺžke približne 12 km, kde vytvorila jedinečný pieskovcový kaňon.  

Na území národného parku tečú dva hlavné vodné toky, Kamenice a Křinice, spolu so 

svojimi prítokmi. Oba tieto vodné toky sú  prítokmi Labe (Obrázok 18) 

(https://www.npcs.cz/sites/default/files/rozbory_kap2.pdf). 
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Obrázok 18: Hydrologická sieť NPČŠ 

 

5.6 Floristicko-fytogeografická charakteristika 

Z fytogeografického hľadiska je pre České Švýcarsko dôležitá poloha na rozhraní 

hercýnskej a sudetskej oblasti, ktorá sa vyznačuje silným vplyvom oceánskeho podnebia s 

výskytom mnohých subatlantických druhov. Špecifický mikroklimatický a edafický 

charakter umožňuje výskyt boreálnych  a subboreálnych druhov na zatienených skalných 

expozíciách a na dne údolí, prípadne na malých rašelinickách. 

V Českom Švýcarsku je podstatne menšie zastúpenie kvetinových prvkov mediteránneho a 

ponticko- juhosibírskeho charakteru. Vyskytujú sa tu len jednotlivé lokality subpontických 

druhov, napríklad na Růžovskom vrchu. 

Podľa Skalického fytogeografické členenie Labských pískovcov rozdeľuje oblasť na štyri 

podokresy. Väčšina územia NP České Švýcarskoko spadá pod Jetřichovické skalné mesto, 

kde sa vyskytujú druhy (sub)montánneho charakteru. Ružovská planina a kaňon Labe 

zasahujú do parku len čiastočne. Podokres Děčínsky Sněžník do národného parku 

nezasahuje (https://www.npcs.cz/sites/default/files/rozbory_kap2.pdf). 
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6 Charakteristika prirodzenej lesnej vegetácie 

Národný park je z väčšej časti pokrytý lesmi, ktoré zaberajú viac ako 97 % jeho rozlohy. 

Základné jednotky prirodzenej lesnej vegetácie na úrovni skupiny:  

Na pieskovcovom podklade dominujú acidofilné bučiny skupiny Luzulo-Fagion, ktoré však 

v súčasnosti boli čiastočne prevedené na smrekové alebo borové monokultúry. V týchto 

lesoch prevláda buk lesný (Fagus sylvatica), v roklinách k nim pristupuje platan (Acer 

pseudoplatanus), smrek obyčajný (Picea abies) a zriedkavo jedľa biela (Abies alba). 

Bylinný podrast je zvyčajne chudobný. 

Acidofilné dúbravy skupiny Genisto germanicae-Quercion sa vyskytujú vo fragmentoch 

na plošinách. Stromové poschodie tvorí dub letný (Quercus robur), dub zimný (Q. petraea), 

borovica lesná (Pinus sylvestris)a jarabina obyčajná (Sorbus aucuparia). V krovinovej 

úrovni dominuje krušina jelšová (Frangula alnus). Stále dobre zachované (ale väčšinou bez 

dubu) sú porasty borovicových dúbrav na horných plošinách Jetřichovického skalného 

mesta s typickými krovitými porastmi brusníc (Vaccinium vitis-idaea) a čučoriedok 

(Vaccinium myrtillus). 

Acidofilné bory skupiny Dicrano-Pinion sú viazané na extrémne polohy na vrcholoch 

pieskovcových skál. V týchto porastoch dominuje borovica lesná (Pinus sylvestris) a breza 

biela (Betula pendula), ale v posledných desaťročiach sú tieto reliktné bory ohrozené 

inváziou borovice hladkej (Pinus strobus). 

Lužné lesy skupiny Alnion incanae sú rozšírené len riedko pozdĺž väčších tokov 

a v prameništných polohách. V stromovej vrstve sa vyskytuje jelša lepkavá (Alnus 

glutinosa), jaseň štíhly (Fraxinus excelsior) a v smrekovo-jelšových porastoch aj smrek 

obyčajný (Picea abies). 

Kvetnaté bučiny skupiny Fagion sú obmedzené na čadičové horniny. Tu prevláda buk lesný 

(Fagus sylvatica) a bohatá bylinná vrstva. 

Sutinové lesy skupiny Tilio-Acerion sú väčšinou viazané na iné ako pieskovcové substráty. 

Najhodnotnejšie porasty sa nachádzajú na čadičovom Růžovskom vrchu. 

V malom rozsahu sú zastúpené aj podmáčané smrečiny v inverzných roklinách patriacich 

do skupiny Piceion excelsae (https://www.npcs.cz/sites/default/files/rozbory_kap2.pdf). 

 

https://www.npcs.cz/sites/default/files/rozbory_kap2.pdf
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V práci sú použité bi-temporálne dáta z Národného parku České Švvýcarsko. Prvé laserové 

letecké skenovanie bolo vyhotovené  v roku 2005 spoločnosťou TopoSys Topographische 

Systemdaten GmbH, Biberach v rámci projektu GeNeSiS Technickej univerzity v 

Drážďanoch (TU Dresden). Hustota bodov pri laserovom skenovaní bola v priemere 4 

body/m2. Druhé laserové dáta boli z roku 2019 vyhotovené komerčnou spoločnosťou 

Primis.  Hustota bodov počas laserového skenovania bola v priemere 15 bodov/m2. 

6.1 Letecké laserové dáta z roku 2005 

Letecké laserové skenovanie z roku 2005 bolo vyhotovené spoločnosťou TopoSys 

Topographische Systemdaten GmbH, Biberach. Ako skenovací systém bol použitý skener 

Fallcon II (Obrázok 20). Tento typ skeneru používa optické vlákna, ktoré za pomoci malého 

zrkadla sú nasmerované do lineárneho zväzku optických vlákien (Obrázok 19). Laserový 

pulz je vysielaný vždy pod rovnakým uhlom. Problémom tohto skeneru je  úzky uhol záberu 

a  pevnom počte bodov v priamom smere vrátane ich uhlovej vzdialenosti (Dolanský 2004).  

  

Obrázok 20: TopoSys Falcon II (Dolanský, 2004) 

                                           

Obrázok 19: TopoSys, ukážka 

konštrukcie skeneru s optickými 

vláknami (Wehr & Lohr, 1999) 
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Obrázok 21: Vzor skenovania systému TopoSys ALS (Wehr & Lohr, 1999) 

 

Špecifikácia zberu údajov 

Zodpovedná spoločnosť Toposys Topographische Systemdaten GmbH, 

Biberach 

Počet letov 16 

Časový rozsah letov 14.4.-01.05.2005 

Priemerná výška letu nad zemským povrchom 1200 m 

Rozlíšenie výšok laserových meracích bodov 0,01 m 

Počet dátových pásov 281 plus3 pruhy naprieč 

Veľkosť pixelu ortofotomapy ( L1_DAT) 0,50 m  

Rozmer dlaždíc ortofotomapy (L1_DAT) 2000x2000 m2 

Počet dlaždíc (L1_DAT) 238 

Primárny referenčný systém ETRS-TM 33, elipsoidné výšky 

Typ senzoru Falcon II 

Špecifikácia laserové jednotky 

Rozsah 1600 m  

Šírka skenovania 14,3° 

Efektivna rýchlosť merania  83000 za sekundu 

Vlnová dĺžka  1560 nm 

Záznam dát prvé odraz, posledný odraz a intenzita  

Tabuľka 2: Špecifikácia zberu údajov z roku 2005 
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Obrázok 22: Trajektória letu v NPČŠ v roku 2005 (Trommler, 2007) 
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6.2 Letecké laserové dáta z roku 2019 

Letecké laserové skenovanie z roku 2019 bolo vyhotovené spoločnosťou Primis. Ako 

skenovací systém bol použitý skener Leica ALS70-CM (Obrázok 23). Tento typ skeneru 

používa oscilujúce zrkadlo (Obrázok 24), kde je vysielaný signál vychýlený kmitajúcim 

zrkadlom, ktoré sa otáča v rámci určitého rozsahu. Zrkadlo sa zrýchľuje a spomaľuje pred 

a po dosiahnutí bodov otáčania. Výsledkom je meniaca sa hustota bodov. Kombinácia 

dvoch ortogonálne umiestnených zrkadiel, ktoré kmitajú kolmo na seba vedie k tzv. 

kamerovým skenerom, ktoré dokážu zachytiť dáta len v rámci určitého zorného poľa 

(Wujanz, 2016).  

 

Obrázok 23: Skener Leica ALS70-CM 

 

Obrázok 24: Povrchová stopa skenovacieho systému Leica ALS70 (Leica ASL70-CM) 
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Špecifikácia zberu údajov 

Zodpovedná spoločnosť PRIMIS spol. s r. o. 

Multispektrálna kamera Leica RCD30 

Priemerná výška letu nad zemským povrchom Od 579 to 1069 m 

Časový rozsah letov  Apríl 2019 

Primárny referenčný systém  

Typ senzoru Leica ALS70-CM 

Špecifikácia laserové jednotky 

Šírka skenovania 50° 

Efektívna rýchlosť merania  231 kHz 

Vlnová dĺžka  1064 nm 

Záznam dát prvé odraz, posledný odraz a intenzita  

Tabuľka 3: Špecifikácia zberu údajov z roku 2019 

6.3 Softwarové spracovanie dát 

Laserová dáta z roku 2005 boli v binárnom dátovom formáte 3d3 a 3d3i  (formát od 

spoločnosti TopoSys) a majú štruktúru podľa typu použitého skeneru. Pre ďalšie 

spracovanie bolo potrebné v prvom rade previesť dáta do textového formátu pomocou 

nástroja TopoSys Converter V.2.2.0. Pretože sa jednalo o veľký objem dát, bolo potrebné 

územia rozdeliť na menšie časti a konvertovať ho postupne. Týmto softwarom boli dáta 

exportované do  základného textového súboru so záznamami ku každému bodu v tvare 

X,Y, Z, T ( čas), I (intenzita, u dát posledného odrazu) (Bruna et al., 2012).   

Metadáta údajov konvertované systémom TopoSys 

  

dat2349003f.3d3 

dat2349003f.txt 

dat2349003i.3d3i 

dat2349003i.txt 

Metóda  TSC 2.2.0 TSC 2.2.0 

počet měřících bodů 340565 339260 

Xmin 3.430.146.4 3.430.146.4 

Xmax 3.430.974,1 3.430.974,1 

Ymin 5.652.762,9 5.652.762,9 

Ymax 5.653.056,8 5.653.056.8 

Zmin 279,7 279,7 

Zmax    509,9 

Tabuľka 4: Ukážka metadát prekonvertovaných pomocou TopoSys Converter V.2.2.0 
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Neusporiadané mračno, ktoré má okolo 12 miliárd bodov bolo potrebné vyfiltrovať a 

klasifikovať. V tejto dobe existuje množstvo softwarových riešení na spracovanie 

laserových mračien bodov, ale treba si uvedomiť, že tie, čo sú vhodné na spracovanie 

pozemných laserových skenov nemusia byť vhodné na spracovanie leteckých. V našom 

výskumne sme doteraz vyskúšali štyri softwarové riešenia: 

 

1. Trimble RealWorks: Tento software importuje a spracováva rozsiahle 3D dáta 

prevažne z pozemných skenerov od tejto spoločnosti. Otvorí aj dáta z leteckého 

laserového skdenovania, ale v dôsledku veľkého počtu bodov je to časovo náročné 

a software s tým má značné problémy. 

2. ArcGIS LAStools Toolbox: Spravovanie LiDARových dát v programe ArcGIS si 

vyžaduje pokročilú 3D Analyst licenciu. Toolbox poskytuje niekoľko funkcionalít 

od editácie a práce s laserovým mračnom, cez pokročilejšie techniky klasifikácie až 

po detekciu jednotlivých stromov. Nevýhodou je cena licencie a taktiež doba 

spracovania. 

3. CloudCompare: CloudCompare je software na spracovanie 3D bodového mračna. 

Pôvodne bol navrhnutý na porovnávaní dvoch hustých bodových mračien. Následne 

bol rozšírený na všeobecnejší software na spracovanie bodových mračien. Software 

je zdarma, ale nevýhodou je rýchlosť spracovania, pretože software nevie 

spracovávať dáta na pozadí, čo má za následok neschopnosť i po otvorení tak 

veľkého mračna čokoľvek s ním robiť.   

4. PDAL: PDAL je Point Data Abstraction Library. Jedná sa o C / C ++ knihovňu a 

aplikácie pre preklad a spracovanie dát mračien bodov. Neomeduje sa iba na dáta 

LiDAR, avšak mnoho nástrojov v knihovne majú svoj pôvod v LiDAR. Balíčky 

sme spúšťali pomocou príkazového riadku v programe Anaconda Navigator. Toto 

riešenie je s otvoreným zdrojovým kódom a zároveň schopné spracovať veľký 

objem dát.  

 

6.3.1 PDAL - Knižnica abstrakcie bodových dát 

 

PDAL je knižnica C ++ na kódovanie a manipuláciu s bodovými mračnami. Okrem 

knižnice s kódmi poskytuje PDAL aj sadu aplikácií, ktoré môžu používatelia pohodlne 
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používať na spracovanie, filtrovanie, kódovanie a dotazovanie sa na dáta bodových 

mračien. V našom prípade sme knižnicu použili na filtrovanie, klasifikovanie, rasterizáciu 

bodového mračna a generovanie DTM. 

PDAL knižnicu sme spúšťali cez desktopové grafické užívateľské rozhranie Anaconda 

Navigator.   

6.3.2 Filtrovanie, klasifikácia, rasterizácia bodového mračna a generovanie DTM 

Filtrovanie a klasifikácia sa uskutočnili za pomoci knižnice  PDAL, ktorá bola spustená v 

prostredí Anaconda Navigator. PDAL bol použitý na klasifikáciu pozemných bodov 

technikou jednoduchého morfologického filtra (SMRF), ktorá je založená na hľadaní 

minimálnej z-tovej hodnoty vo zvolenom bufferi a uhlovom spojení s najbližším bodom. 

Algoritmus rozlišuje body do dvoch skupín na pozemné a nepozemné. Filter odľahlých 

hodnôt najprv iba klasifikuje odľahlé hodnoty s hodnotou klasifikácie 7. Tieto odľahlé 

hodnoty sa potom pri spracovaní SMRF ignorujú pomocou možnosti ignorovať. Nakoniec 

pridáme filter rozsahu, aby sme vyčlenili len pozemné body (t. j. hodnota klasifikácie 2) 

(PDAL, 2022a).  

Pomocou PDAL sme vygenerovali rastrový povrch s použitím plne klasifikovaného mračna 

bodov pomocou PDAL writers.gdal. Schopnosť PDAL generovať rastrový výstup 

poskytuje modul writers.gdal (PDAL, 2022b). 

PDAL bol použitý k vytvoreniu povrchu výškového modelu s využitím výstupu z 

filtrovania. PDAL operácia writers.gdal a GDAL k vygenerovaniu výškového a 

kopcovitého povrchu z bodového mračna (PDAL, 2022c).  

6.4 Detekcia holín 

V prípade, že  chceme odhadovať prírastky v lesných ekosystémoch, je v prvom rade 

potrebné odhadnúť úbytok stromov, či už sa jedná o prirodzené odumieranie alebo je 

úbytok spôsobený ľudskou činnosťou. Technológia diaľkového prieskumu Zeme poskytuje 

nástroje na mapovanie medzier v poraste (Zielewska-Büttner et al., 2016) a umožňuje 

tvorbu digitálneho modelu povrchu a digitálneho modelu terénu (Xiaowei Yu & Maltamo, 

2006). Tieto modely sa následne  môžu využiť na generovanie normalizovaného modelu 

výšok (Canopy Height Model), ktoré slúžia ako základ pre analýzy v lesníctve (Maltamo et 

al., 2004). Ako validačné dáta k leteckým laserovým skenom boli v našom prípade použité 

holiny zakreslené v lesnom hospodárskom pláne.  
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Na tvorbu Normalizovaných modelov výšok (CHM) sme v našom prípade použili software 

ArcGIS Pro Esri ® a nástroj Minus. Týmto nástrojom  sa odpočíta hodnota druhého 

vstupného rastra od hodnoty prvého vstupného rastra po jednotlivých bunkách. 

 

Obrázok 25: Zobrazenie ako pracuje nástroj Minus (Minus (Spatial Analyst), ArcGIS Pro 

3.2)  

Keďže sa jednalo v tomto prípade o multitemporárne laserové skeny z rokov 2021, 2020 a 

2019, tak sme odčítali data z  roku 2021 a 2020, aby sme vytvorili holiny z roku 2021, a to 

isté sme urobili pre laserové súbory údajov z rokov 2020 a 2019, aby sme vytvorili holiny 

z roku 2020.   Následne sme pomocou nástroja Erase odstránili prekryv polygónov ALS z 

rokov 2020 a 2021 a potom sme ich spojili pomocou nástroja Merge. Rok 2021 a 2020 sa 

nevyhodnocoval samostatne pretože v lesnom hospodárskom pláne na rok 2021 bola 

zahrnutá aj plocha holín na rok 2020. 

Odčítaný raster (Obrázok 26) zobrazujúci holiny je geograficky aj polohovo správne, avšak 

je pre pozorovateľa môže byť nečitateľný, preto by bolo vhodné jeho tvar upraviť. Okrem 

tohoto problému obsahujú polygóny aj diery, ktoré predstavovali jednotlivo stojace stromy.  
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Obrázok 26: Polygón holiny klasifikovaný za pomoci LLS 

Pre uzavretie dier vo vnútri polygónu sme použili nástroj Eliminata Polygons Part. Ako 

"podmienku" sme vybrali plochu, ktorá odstránila časti menšie ako stanovená hodnota; v 

našom prípade bola prahová hodnota 4000 m2 a bola zvolená na základe pravidla, že 

jednotky menšie ako 0,4 ha sa nevylišujú. 

Tvary polygónov sme upravili pomocou nástroja Simplify Polygons, pri ktorom sme 

otestovali všetky 4 zjednodušovanie algoritmy, ktoré tento nástroj ponúka aj ich toleranciu 

zjednodušenia. 

 

6.5 Využitia metód strojového učenia a pokročilých štatistických metód pre 

odhad zásob lesných porastov   

Ako študijné dáta sú v tomto prípade použité pozemné dáta z rôzne veľkých plôch, ktoré 

sú v tomto prípade definované ako kompaktná jednotka lesa viditeľná na rastovej vrstve s 

rozlíšením 1 m vytvorenej za pomoci LiDARových dát. Na rovnakej dátovej sade boli 

následne skúšané štatistické techniky a to Partial Least Squares Regression, Stepwise 

Linear Regression a Random Forest. Hlavným dôvodom požitia tých štatistickým metód, 

ktoré budú podrobnejšie opísanie nižšie je testovanie všetkých dostupných prediktorov a 

buď konštrukcia modelu, alebo výber tých pramenných, ktoré sú pre model najdôležitejšie. 
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Software na spracovanie používame R studio a nasledujúce  balíčky: (https://CRAN.R- 

project.org/package=pls), caret balíček (https://CRAN.R-project.org/package=caret) a 

balíček Random Forest (https://cran.r-project.org/package=randomForest). 

Predtým ako sme hodnotili jednotlivé štatistické metódy v R Studiu, boli pre polygóny 

pozemne meraných plôch získané rastrové charakteristiky: MIN, MAX, RANGE, MEAN, 

STD, SUM, MEDIAN, PCT90 v software ArcGIS Pro Esri ® za pomoci nástroja Zonal 

Statistics a Table.  

Hodnoty MIN, MAX, RANGE predstavujú minimum, maximum a rozsah hodnôt výšky v 

danom polygóne a vzťahujú sa k extrémnym hodnotám v oblasti, obvykle MIN predstavuje 

zem, v prípade, že zem nie je, tak predstavuje najnižšiu vegetáciu. MEAN, MEDIAN a 

PCT90 sú bodové odhady výšok jednotlivých buniek v rámci polygónu. V prípade, pokiaľ 

ide o les tak sa odhady nevzťahujú k priemernej výške stromov, ale sa vzťahujú k 

priemernej výške buniek v danom polygóne, čo znamená, že pokiaľ má polygón nižšiu 

hustotu stromov a to sa odrazí v charakteristikách rastru (viac buniek s nulovou výškou), 

bude hodnota MEAN nižší. Môže nastať extrémny prípad kedy, polygón o rozlohe jedného 

hektáru bude obsahovať len jeden solitérny strom s výškou 30 m, bude mať hodnotu MEAN 

blízko nule alebo pravdepodobne menej ako jeden meter, pretože MEAN predstavuje 

priemernú hodnotu buniek. Pre MEDIAN a PCT90 to platí tiež ale sú menej citlivé na 

problém spojené s plochou. SUM je súhrnná hodnota všetkých výšok v polygóne, v 

podstate ide o vynásobení priemeru plochou, takže zohľadňuje veľkosť polygónu a výšky 

jednotlivých buniek. STD je smerodajná odchýlka a má popisovať variabilitu výšok 

jednotlivých buniek, ktorá obvykle súvisí s hustotou porastu alebo zásobou. Väčšia 

odchýlka môže znamenať redšie postavenie stromov, menší odchýlka potom predstavuje 

uzavretejší zápoj. 

6.6 Detekcia prírastku  

Pre účely odhadu rozšírenia čistej biomasy sme vylúčili údaje, kde bol prírastok väčší ako 

15 m, čo zodpovedá najväčším prírastkom zisteným v českých rastových a výnosových 

tabuľkách(Černý, M., Pařez, J., Malík, 1993). Taktiež sme vylúčili záporný prírastok, ktorý 

možno chápať buď ako ťaženú plochu, alebo ako vplyv nejakého narušenia spôsobujúceho 

zníženie výšky (zlom vrcholu stromu, poškodenie snehom a pod.).   

Na detekciu zmien sme v tomto prípade použili nástroj Change Detection v ArcGIS Pro 

Esri ®., ktorý umožňuje vykonávať analýzu zmien medzi rastrovými dátovými súbormi.  
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Geoprocesingové nástroje v rámci sady nástrojov Change Detection umožňujú vykonávať 

základné analýzy detekcie zmien medzi rastrovými dátovými súbormi. Okrem toho je 

možné použiť funkciu Compute Change raster (Výpočet zmeny rastra) na detekciu zmien 

medzi dvoma sadami rastrových údajov v reálnom čase . 

 

Na zisťovanie zmien v časovom rade rastrových snímok máme možnosť použiť buď nástroj 

Analýza zmien pomocou CCDC, alebo nástroj Analýza zmien pomocou LandTrendr. 

Každý z týchto nástrojov možno prepojiť s nástrojom Detect Change Using Change 

Analysis Raster (Zistiť zmeny pomocou nástroja Analýza zmien rastra), aby ste zistili 

podrobnosti o čase a rozsahu zmien pre každý časový rad pixelov (Detekcia zmien v 

programe ArcGIS Pro, ArcGIS Pro 3.2). 

Na číselný popis zmien v oboch obdobiach využívame zonálnu štatistiku ako zdroj dát. 

Nižšie uvedené premenné sú získavané automaticky ako potencionálne prediktory:  

1. MEAN - priemer všetkých buniek v rastri hodnôt, ktoré patria do rovnakej zóny ako 

výstupná bunka;  

2. MAXIMUM - najväčšia hodnota všetkých buniek v rastri hodnôt, ktoré patria do 

rovnakej zóny ako výstupná bunka,  

3. MEDIAN - mediánová hodnota všetkých buniek v rastri hodnôt, ktoré patria do 

rovnakej zóny ako výstupná bunka,  

4. MINIMUM - najmenšia hodnota všetkých buniek v rastri hodnôt, ktoré patria do 

rovnakej zóny ako výstupná bunka,  

5. PERCENTIL 90 - percentil všetkých buniek v rastri hodnôt, ktoré patria do rovnakej 

zóny ako výstupná bunka,  

6. RANGE - rozdiel medzi najväčšou a najmenšou hodnotou všetkých buniek v rastri 

hodnôt, ktoré patria do rovnakej zóny ako výstupná bunka,  

7. SMERODAJNÁ ODCHÝLKA – smerodajná odchýlka všetkých buniek v rastri 

hodnôt, ktoré patria do rovnakej zóny ako výstupná bunka, 

8.  SÚČET - celková hodnota všetkých buniek v rastri hodnôt, ktoré patria do rovnakej 

zóny ako výstupná bunka,  

9. VARIABILITA - počet jedinečných hodnôt pre všetky bunky v rastri hodnôt, ktoré 

patria do rovnakej zóny ako výstupná bunka (Zonal Statistics as Table (Spatial 

Analyst, ArcGIS Pro 3.2) 
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Ako verifikačné dáta bola použitá bonita v danom území, z lesného hospodárskeho plánu 

z roku 2017.  

6.6.1 Štatistické modelovanie a tvorba modelov na základe strojového učenia 

Štatistická analýza bola vykonaná pomocou softvéru R vo verzii 4.2.3 (R Core Team, 

2023). V prvom kroku boli prírastky modelované nad vekom respektíve nad priemernou 

výškou. K fitovaniu prírastkového tvaru Chapmanovej-Richardsonovej funkcie bol použitý 

nelineárny balík (nls2).  

V druhom kroku sa pre vytvorenie modelu použila Stepwise Regression, kedy všetky 

východzie premenné boli dostupné z dát diaľkového prieskumu Zeme: prvá sada z roku 

2005 a druhá z rozdielu medzi rokmi 2005 a 2019. Použité premenné boli štandardné 

premenné Zonal Statistic z ArcGIS Pro.  

V treťom kroku bol zaradený prístup strojového určenia pre tvorbu modelu použitím 

balíčka RandomForest. Pomocou matice zámeny a podľa presnosti poskytnutej z modelu 

bola odhadnutá presnosť modelu. Pri absolútnej aj relatívnej bonite boli hodnoty 

transformované na faktory a modelované ako diskrétne triedy.  

 

6.7 Odhad hrúbky stromu za pomoci terestriálnych laserových skenerov 

V prvom kroku boli normalizované všetky bodové mračná a vytvorený 4 cm rez vo výške 

1,3 m nad zemou. Pomocou nástroja CloudCompare (https://www.danielgm.net/cc/) boli 

z týchto rezov extrahované všetky sekcie prináležiace stromom, okrem tých poškodených, 

čo vo výsledku bolo 60 sekcii. 

V druhom kroku bol počet bodov v sekciách redukovaný na 600, za pomoci algoritmu 

náhodného podvýberu v programe CloudCompare, kvôli výpočetnej limitácii 

implementovaného  Random Sample Consensus.  

Ransac funguje na základe hlasovania o najčastejší nájdený polomer z tzv. náhodnej vzorky 

bodov v rámci daného súboru dát. Body sa môžu vyberať náhodne zo súboru dát alebo sa 

môžu testovať pre každú kombináciu bodov (tzv. brute force approach). Naša 

implementácia je závislá od druhého z uvedených spôsobov, a preto je schopná pracovať 

len so súbormi údajov s menej ako 600 bodmi, inak by výsledkom boli miliardy iterácií s 

príslušným množstvom údajov potrebných na uloženie a vyhodnotenie výsledkov. Pre 

väčšinu stromov stačí 600 bodov. Algoritmus potom pre každú trojicu bodov uloží veľkosť 

https://www.danielgm.net/cc/
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a polohu kruhu a najčastejšie sa vyskytujúca trojica sa potom považuje za správnu (Obrázok 

27 hore).  

 

 

Algoritmus funguje dobre pre akúkoľvek sadu údajov a jeho výsledky sú najlepšie pre 

statický LiDAR (TLS), najmä preto, že počet správnych bodov na povrchu je najvyšší.  Na 

obrázku 27 dole je znázornený príklad algoritmu v praxi. Vľavo je sken TLS analyzovaný 

algoritmom RANSAC, ktorý je schopný dosiahnuť chybu 2 cm v porovnaní s pozemným 

meraním; v strede je viacnásobný sken Livox, ktorého výsledkom je komplexný sken (hoci 

zvonku vizuálne v poriadku), ale pomerne komplexný pre automatickú analýzu, čo má za 

následok chybu 5 cm v odhade priemeru. Na úplne pravej pozícii je jeden priechod Livox 

s chybou odhadu priemeru 0,7 cm. 

Okrem metódy Ransac boli dáta analyzované pomocou balíka R FORTLS (Molina-Valero 

et al., 2022). Balík FORTLS implementuje automatizovaný prístup, v ktorom sa síce 

niektoré parametre môžu definovať pred spracovaním, ale výstupy (v tomto prípade DBH) 

sa získajú ako konečný súbor údajov. Pokiaľ ide o odhady DBH, uvažuje sa o dvoch 

prístupoch: 1) jeden patrí algoritmu RANSAC implementovanému vo funkcii 

Obrázok 27: Príklady použitia algoritmu RANSAC v rôznych situáciách. Horný 

riadok ukazuje použitie RANSAC pri neúplnom skenovaní kmeňa; dolný riadok 

ukazuje použitie RANSAC pri rôznych metódach skenovania. 
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"circleRANSAC" a 2) druhý je založený na prekryve pravidelných štvorcových sietí na 

stromových sekciách, pričom za stred stromovej sekcie sa považuje bod v sieti, v ktorom 

je minimalizovaný rozptyl vzdialeností medzi ním a všetkými bodmi v zhluku. Týmto 

spôsobom je priemer vzdialeností odhadom polomeru. Nakoniec sa za odhad DBH 

považuje najlepší z týchto dvoch prístupov z hľadiska rozptylu polomeru (a preferencie 

RANSAC). 
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7 Výsledky 

Výsledky výzkumu sú podrobne rozpísané v publikovaných článkoch.  Prvý článok  sa 

zaoberá na automatickou detekciou holín odvodenú z lidarových dát. V druhom článku  sa 

za pomoci lidarových dát odhadujú zásoby lesných porastov ABA prístupom. Tretia 

publikácia sa zameriava na odhad prírastku a bonity pomocou bitemporálnych laserových 

dát a štvrtá publikácia je zameraná na odhad hrúbky stromov za pomoci terestriálneho 

a mobilného laserového skeneru.   

 

7.1 Automatická detekcia holín odvodená z lidarových dát 

Benchmark for Automatic Clear-Cut Morphology Detection Methods Derived from 

Airborne Lidar Data. 

V článku sa skúmal vplyv štyroch algoritmov na zjednodušenie tvarov detegovaných holín 

na základe údajov z leteckého laserového skenovania (ALS). Význam detekcie holín 

spočíva v presnom určení rozsahu týchto oblastí. Využitie ALS pre detekciu holín 

predstavuje presnú metódu, avšak ich tvar má nepravidelné okraje, ktoré môžu byť ťažko 

čitateľné. Pre lepšiu čitateľnosť bolo nevyhnutné zjednodušiť tieto tvary. 

V článku boli testované štyri algoritmy pomocou softvéru ArcGIS Pro na zjednodušenie 

tvarov holín: algoritmus na zachovanie kritických bodov (Douglas–Peucker), algoritmus na 

zachovanie kritických ohybov (Wang–Müller), algoritmus na zachovanie váženej plochy 

(Zhou–Jones) a algoritmus na zachovanie účinnej plochy (Visvalingam–Whyatt). Údaje o 

skutočných plochách holín pochádzali z lesného hospodárskeho plánu. 

Výsledky ukázali, že algoritmus Wang–Müller bol najlepší z testovaných štyroch 

algoritmov pri zjednodušovaní tvarov detekovaných holín. Využitie tohto algoritmu viedlo 

k výraznému zníženiu času potrebného na úpravu polygónov na menej ako 1 % času 

potrebného na manuálne vytvorenie týchto oblastí.  
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7.2 Využitia metód strojového učenia a pokročilých štatistických metód pre 

odhad zásob lesných porastov  

A Note on Statistical Techniques and Biological Background in Analysis of Remote 

Sensed Data in Forest Inventory 

V tejto práci využívame niekoľkých štatistických metód na hodnotenie lesných zdrojov v 

súvislosti s inventarizáciou lesov, najmä otázky veľkosti dátových sád, kde čas a zdroje 

potrebné na získanie údajov sú často v protiklade k veľkosti vzorky a analýze všetkých 

potenciálnych parametrov potenciálnych modelov. Dáta sme porovnali dvomi regresnými 

technikami a jednu metódu strojového učenia (RandomForest) na analýzu prediktorov pre 

odhad objemu dreva. Všetky hodnotené techniky poskytli podobné výsledky z hľadiska 

presnosti a relatívne podobné z hľadiska najdôležitejších premenných vybraných na 

modelovanie. Ukázalo sa, že niektoré premenné viedli k nesprávnym predpovediam pri 

testovaní na nezávislých údajoch a ich odstránenie z modelu zlepšilo presnosť. Preto sme 

dospeli k záveru, že v menších súboroch údajov by sa pri predikcii a extrapolácii údajov 

mohla vziať do úvahy biologická analýza prediktorov. 
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7.3 Odhad prírastku a bonity z bitemporálnych lidarových dát 

Bitemporal aerial laser scans as an alternative to site index estimation: A case study 

in the Bohemian Switzerland National Park. 

V štúdii bol použitý Chapman-Richardsov rastový model pre odhad parametrov rastovej 

krivky. Dynamika prírastku má typický nelineárny tvar s nižšími počiatočnými hodnotami, 

nasledovanými vyššími hodnotami (mladý vek) a potom dosahuje hodnoty, kde sa zvyčajne 

ustáli dosiahne svoju asymptotu. Takéto správanie sa očakáva vo všetkých rastových 

krivkách, pretože opisuje typický biologický vývoj organizmu, a väčšina rastových kriviek 

sa dá ľahko prispôsobiť takýmto dátam. Tieto rastové modely by mohli byť využité na 

hrubé odhady budúcich prírastkov výšky, ako je uvedené v štúdii Woo et al. (2020). 

Zmienená asymptota sa potom často využíva práve pre odhad bonity porastu. Okrem 

odhadu bonity pomocou rastovej krivky, sme v práci skúšali odhad bonity už verifikovanej 

na zemi v LHP, pomocou vlastností bitemporálneho skenu. Inými slovami, vedecká 

hypotéza bola, že je možné odhadnúť bonitu stanovišťa. V prvej časti článku je na odhad 

bonity použitá metóda stepwise regression, na odhad parametrov lineárneho modelu za 

predpokladu, že bonita má rozdelenie aspoň blízke normálnemu.  

Model1 bol  využívajúci LiDARové metriky (a vo verzii „a“ aj vek) pre odhad absolútnej 

bonity za pomoci lineárnej regresie. Medzi prediktory bola zahrnutá premenná vek získaná 

z LHP. Zahrnutie veku pomocou Stepwise regression zvýšilo koeficient determinácie 

o niekoľko percent.  

Model2 využíva metódu strojového učenia, konkrétne RandomForest na určenie absolútnej 

bonity bez veku. Ako najdôležitejšia premenná je zvolený medián rozdielov. Model2a 

využíva metódu strojového učenia, konkrétne RandomForest na určenie absolútnej bonity 

s veku. Podobne ako pri lineárnej regresii je najdôležitejším prediktorom vek. 

Model3 sa zaoberá odhadom relatívnej bonity bez veku. Medzi najdôležitejšie premenné 

patrí opäť medián rozdielov. Model3a sa zaberá použitím strojového učenia na odhad 

relatívnu bonitu s vekom ako prediktorovú premennú, pričom vek je najdôležitejším 

prediktorom. Výsledná presnosť je najvyššia spomedzi všetkých modelov, vek je 

najdôležitejším prediktorom a opäť medián rozdielov patrí medzi najvplyvnejšie premenné. 

Na druhej strane, rozdiel oproti modelu bez veku je v tomto prípade pomerne malý. 
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7.4 Odhad hrúbky stromu za pomoci  terestriálneho pozemného a mobilného 

laserového skeneru 

Tree Diameter Estimation Using a Low-Cost Mobile Laser Scanner: A Comparative 

Analysis.  

Tento článok  sa zameriava na hodnotenie vhodnosti nových nízkonákladových systémov 

LiDAR pre odhad priemeru kmeňa stromu. Jeho previazanie na tému PhD je dané hlavne 

využitím LiDARovej technológie a možnosťou opakovaného skenovania s touto 

presnosťou získať do budúcna dáta pozemných prírastkov pre koreláciu s leteckým 

lidarom.  

Porovnáva sa poloautomatická detekcia pomocou algoritmu RANSAC a ručná detekcia 

stromov s plne automatickou extrakciou pomocí voľne dostupného balíčku FORTLS v 

softwaru R. 

Jediný sken ukázal najnižší počet zistených stromov pre obe metódy spracovania. V prípade 

zariadenia Mapry však jedno skenovanie ukázalo vyššiu presnosť (v MAE aj RMSE) ako 

viacpriechodový prístup. Podľa referenčných zariadení (TLS a ZEB) vykazovali podobné 

výsledky vo všetkých štatistikách. FORTLS zistil menej stromov ako manuálna extrakcia 

sekcií stromu a presnosť v odhadoch DBH bola vo všetkých prípadoch o niečo nižšia s 

výnimkou ZEB, ktorá sa ukázala byť o niečo vyššia. 

Z výsledkov štúdie vyplýva, že nový nízkonákladový mobilný skener má potenciál 

poskytnúť presný odhad priemeru kmeňa stromu. Je však dôležité zobrať do úvahy, že 

presnosť môže byť ovplyvnená spôsobom skenovania a spracovania dát.  
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8 Diskusia 

Dynamika a rozvoj lesa predstavujú neoddeliteľnú časť hospodárskej úpravy lesa. Pre 

dosiahnutie trvalo udržateľného hospodárenia v lesoch je nevyhnutné disponovať 

informáciami nielen o súčasnom ale aj  budúcom stave lesa. Možnosť získavať 

trojrozmerné údaje z diaľkového prieskumu Zeme je v tomto kontexte kľúčová a už dlhú 

dobu sa javí použitie dát diaľkového prieskumu Zeme ako vhodná alternatíva alebo doplnok 

pre presnejšie, správnejšie  a v neposlednom rade aj lacnejšie získavanie dát o lesoch.  

K tomu aby sme sa dopracovali k získaniu informácii o zmenách zásob porastu je najskôr 

potrebná presná detekcia, toho čo sa z lesa odstránilo alebo odumrelo. Ak by sme sa 

nezameriavali na oblasť inventarizácie lesa tak presná detekcia plochy holín je tiež dôležitá 

v oblasti znižovania emisií a zachytávaní CO2, na čo má vplyv ťažba (Pilli et al., 2016). 

Kartografická generalizácia je podstatná činnosť pri tvorbe mapových výstupov (Allouche 

& Moulin, 2005). Autori sa v predchádzajúcich štúdiách zameriavali na úpravu tvarov 

polygónov za pomoci zjednodušovacích algoritmov, ktoré sú v súčasnosti dostupné 

v software ArcGIS Pro Esri®. Za pomoci týchto algoritmov vieme zjednodušiť zobrazenia 

tvarov striech budov, plány mestských obytných oblastí alebo zachovať krivky trajektórie 

z údajov z GPS vo vozidle (Zielewska-Büttner et al., 2016). Naša štúdia ukázala vhodnosť 

využitia tejto technológie v Lesníckom sektore, kedy sa v ňom čoraz viac využívajú 

nástroje diaľkového prieskumu Zeme.  

Na zjednodušenie tvarov holín sme otestovali algoritmy Zhou-Jones, Visvalingam-Whyatt, 

Douglas-Peucker a Wang-Müller integrovaných do softwaru ArcGIS Pro Esri®. 

Porovnania z predchádzajúceho výskumu ukázali, že algoritmus Douglas-Peucker bol 

vhodný na kompresiu údajov a odstránenie nadbytočných detailov polygónov ale za cenu 

straty topologických charakteristík pôvodnej línie.  Na druhej strane algoritmus na 

zjednodušenie ohybu (Wang-Müller) zachoval viac bodov, čím zachoval topológiu bližšiu 

pôvodnej línii (Alves et al., 2006). 

Praktické využitie týchto algoritmov bolo ilustrované na úprave polygónov holín  

identifikovaných pomocou leteckého laserového skenovania. Ručné spracovanie, sa 

ukázalo ako zdĺhavé a málo efektívne, najmä pri práci so značným počtom polygónov. V 

našom konkrétnom prípade bolo potrebné upraviť 29 polygónov, čo zahŕňalo celkovo 16 

649 vrcholov polygónov vytvorených z ALS. Porovnanie ukázalo, že manuálna úprava bola 
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až dvakrát pomalšia ako použitie týchto nástrojov, čo zdôrazňuje praktické výhody 

automatickej úpravy. 

Hodnotenie lesných zdrojov a znalosť situácie v lese má zásadný význam pre rozhodovanie 

na úrovni krajiny alebo štátu. Tradične sa na tento účel používajú terestrické metódy 

spojené so štatistickými technikami, ktoré zahŕňajú extrapoláciu údajov na nemerané 

oblasti alebo výpočet súhrnných hodnôt pre veľké regióny. Národné inventarizácie lesov 

(NFI) sa považujú za moderné a presné nástroje na hodnotenie lesných zdrojov, ktoré sa 

pravidelne vykonávajú vo vyspelých krajinách. Tieto NFI, ktorých cieľom je poskytovať 

aktuálne a súhrnné údaje o stave a vývoji lesov, sa často dopĺňajú technikami diaľkového 

prieskumu Zeme. Tieto dáta sa väčšinou používajú ako orientačné informácie na určenie 

prítomnosti alebo neprítomnosti lesných porastov alebo ako náhrada za inventarizačné dáta 

zo zkusných plôch v prípade nedostupnosti. Pri získavaní vzoriek najmä v prírodných, 

prírode blízkych lesných oblastiach však môže byť požadovaná hustota vzoriek 

nedostatočná na získanie spoľahlivých a presných súhrnných hodnôt, pretože jednotlivé 

plochy je náročné extrapolovať na susedné oblasti, ktoré sa môžu líšiť. Na odhad 

porastových veličín z DPZ sa môžu použiť dve metódy: Individuálna detekcia stromov 

a Plošný prístup (Yu et al. 2010).  V  prípade keď chceme charakterizovať celú plošnú 

jednotku použijeme plošný prístup založený na štatistickým modeloch a metódach (Surový 

& Kuželka, 2019). 

V práci sme vykonali porovnanie rôznych techník štatistického modelovania objemu dreva 

a analýzu prediktorov na základe údajov diaľkového prieskumu Zeme, presnejšie 

rasterizovaných lidarových skenov. Všetky hodnotené techniky poskytli podobné výsledky 

z hľadiska presnosti a relatívne podobné z hľadiska najdôležitejších premenných vybraných 

na modelovanie. Ukázalo sa, že niektoré premenné viedli pri testovaní na nezávislých 

datach k nesprávnym predpovediam a ich odstránenie z modelu zlepšilo presnosť. Preto 

sme dospeli k záveru, že v menších súboroch údajov by sa pri predikcii a extrapolácii 

údajov mohla zohľadniť biologická analýza prediktorov. 

Z dát diaľkového prieskumu Zeme dokážeme okrem získania informácii o aktuálnom stave 

lesa, predikovať aj jeho vývoj. Predchádzajúce štúdie zdôrazňujú potenciál údajov 

leteckého laserového skenovania (ALS) na modelovanie a pozorovanie vlastností lesa, 

najmä bonitu (Guerra-Hernández et al., 2021). (Tompalski, Coops, White, Wulder, et al., 

2015) použili ALS na odhad dominantnej výšky porastu, pričom využili časové rady 
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Landsat na identifikáciu oblastí s disturanciami na odhad veku porastu. Nelineárna regresia 

s využitím vodiacej krivky bonity bola použitá na fitovanie pre porasty vo veku 7 až 32 

rokov, pričom validácia bola vykonaná pomocou diaľkového prieskumu Zeme, 

inventarizačných údajov a existujúcich modelov. Táto metóda odhadu údajov je vhodná 

najmä pre mladé porasty v oblastiach, kde chýbajú komplexné inventarizačné údaje o 

lesoch. 

Po odvodení bonity je možné predikovať výšku porastu v danom veku. (Tompalski, Coops, 

White, & Wulder, 2015) skúmali presnosť odvodenia výšky z tradičných bonitných kriviek 

v porovnaní s krivkami odvodenými z leteckého laserového skenovania (ALS), pričom 

odhalili významné rozdiely ovplyvnené faktormi, ako je zložitosť porastu a pokryvnosť 

korún. Na modelovanie indexu stanovišťa je možné použiť parametrické a neparametrické 

modely, pričom parametrické modely vykazujú vyššiu presnosť, najmä ak sú zahrnuté 

informácie o veku (Watt et al., 2015). Na mapovanie a predpovedanie bonity sa taktiež 

využíva opakované laserové skenovanie, pričom intervaly od piatich rokov sa ukázali ako 

dostatočné (Socha et al., 2017).  

Od využitia technológie ALS pri inventarizácii lesov uplynulo už niekoľko rokov a v 

súčasnosti môžeme využívať opakované skenovanie s časovým odstupom až 15 rokov 

(Noordermeer et al., 2019). V našej štúdii sme v intervale 14 rokov úspešne odhadli bonitu 

v  jemnejšej mierke (v prípade absolútnej bonity) až po hrubšiu mierku v prípade 

relatívneho bonity. Opakované laserové skenovanie (pätnásť rokov) sa môže použiť aj pri 

odhade bonity pomocou priamych a nepriamych metód. Pri priamej metóde môžu terénne 

pozorovania predstavovať regresiu vekovo-výškovej bonity voči metrikám výšky 

odvodeným z údajov ALS z prvého časového bodu a zmenám v metrikách ALS 

odrážajúcich rast výšky počas obdobia pozorovania. V týchto dvoch časových bodoch sa 

najprv modelovala Hdom pomocou príslušných metrík ALS ako prediktorov bonity, 

odvodených z počiatočnej Hdom, odhadovaného prírastku Hdom a dĺžky obdobia 

pozorovania pomocou empirických kriviek bonity. Oba prístupy prinášajú uspokojivý 

odhad bonity (Noordermeer et al., 2018). V našej štúdii sme namiesto toho použili strednú 

výšku porastu a dokázali sme, že vo všetkých prípadoch patril medián výšky lidarových dát 

vždy medzi najdôležitejšie prediktory. Na druhej strane sa vo všetkých modalitách 

(regresia, strojové učenie) ukázalo, že vek sa zlepšil zahrnutím premennej vek. Na prvý 

pohľad sa zdá, že vek nie je priamo dostupný z materiálov diaľkového prieskumu Zeme. 
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Dôsledné dlhodobé monitorovanie však môže vymedziť holiny alebo disturbancie a 

definovať počiatočné obdobie pre novú generáciu stromového porastu. Takéto mapovanie 

sa dá v súčasnosti tiež ľahko realizovať(Melichová et al., 2023) a plochy holín s veľmi 

vysokým rozlíšením mapovania možno analyzovať na účely predikcie prežívania vegetácie 

(Hüttnerová et al., 2024). 

Porovnanie, ktoré vykonali (Bollandsås et al., 2019) , poukázalo na presnosť modelovania 

indexu lokality na základe jednorazových hyperspektrálnych údajov, bitemporálnych 

laserových skenov a ich kombinácie. Údaje z ALS použité v tejto štúdii boli získané 

v dvoch časových obdobiach s dvanásťročným rozdielom. Hyperspektrálne údaje boli 

získané tým istým letom ako údaje ALS.  Údaje ALS v kombinácii s hyperspektrálnymi 

snímkami vykazovali zanedbateľný príspevok hyperspektrálnych údajov v porovnaní so 

samotnými bitemporálnymi údajmi ALS. V prípadoch, keď sú k dispozícii len spektrálne 

dáta, je stále možné zostaviť prediktívne modely bonity  H40 (ktoré sa v Nórsku používa 

na vyjadrenie produktivity lesa). Aj v súčasnosti je pri rozhodovaní o tom, aké dáta sa 

použijú, dôležitý finančný aspekt. Priame metódy využívajúce bitemporálne ALS a DAP 

preukázali najvyššiu presnosť s  najnižšími celkovými nákladmi (Noordermeer et al., 2021). 

Na základe nameraných prírastkov z biteporálnych dát diaľkového prieskumu Zeme je 

možné skonštruovať rastové modely a odhadnúť bonitu (Noordermeer et al., 2018). V našej 

štúdii sme prírastkovú funkciu odvodili na základe Chapman-Richard rastovej funkcie a dát 

z opakovaného leteckého laserového skenovania.  

V prípade lesníctva sa stále viac dostáva do pozornosti potreba reakcie obhospodarovania 

lesa na klimatickú zmenu. Dáta z diaľkového prieskumu Zeme sa čoraz viac dostávajú  do 

popredia kvôli dostupnosti, efektívnosti zberu dát a ploche ktorú je potreba pokryť. NFI vie 

pri zbere dát pokryť len obmedzené územie v porovnaní s celkovou rozlohou lesov. 

Upevnenie nástroja DPZ ako napríklad mobilného laserového skeneru na lesný traktor 

umožňuje  zvýšiť plochu hodnotenia (Čerňava et al., 2019).  Atribúty stromov ako výška, 

priemer v prsnej výške, a objem sú základnými parametrami pre výpočet ďalších 

charakteristík stromov za pomoci alometrických modelov. Väčšina týchto modelov sa 

zameriava na priemer stromu (Barbosa et al., 2019). Naša štúdia hodnotí schopnosť nových 

nízkonákladových lidarových systémov odhadovať hrúbky stromov. Odhad hrúbky 

predstavuje dôležitý údaj pre mnohé aspekty, od lesníctva (Karel Kuželka et al., 2020), cez 

mestské stromové systémy, okolie ciest a koľajníc, až po mnohé ďalšie. Porovnávali sme 
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poloautomatické meranie pomocou algoritmu RANSAC a manuálnu detekciu stromov a 

plne automatickú extrakciu pomocou voľne dostupného balíka FORTLS. FORTLS 

vykazoval vo väčšine prípadov o niečo nižšiu presnosť ako RANSAC, keďže prístup 

RANSAC pozostával z manuálne vybraných sekcii stromov. Tým sa vyhol mnohým 

zložitým situáciám (listy, vetvy atď.)s ktorými sa algoritmy implementované v systéme 

FORTLS museli vysporiadať kvôli automatickému prístupu. V prípade zariadenia Mapry 

to bolo ešte zjavnejšie, pretože táto technológia generovala viac šumu vo svojich mračnách 

bodov. Výkonnosť zariadenia Mapry vykazuje pri oboch metódach spracovania 

jednoznačne lepšie výsledky ako pri úplnom skenovaní, čo je spôsobené najmä nesprávnym 

vyrovnaním dlhších trajektórií, ako uvádzajú iní autori (Čerňava et al., 2019). 

 

9 Záver 

Táto práca sa zaoberá možnosťami využitia laserových dát pre odhad rastu a dynamiky 

lesných porastov. Výsledky boli publikované v troch prijatých prácach a jednej, ktorá je 

v recenznom konaní. Celkove boli popísané tri základné kroky pre odhad rastu a to: 

detekcia úbytku pomocou automatického vylíšenia holín, možnosti využitia strojového 

učenia a lineárneho modelovania pre odhad zásob, odhad bonity stanovišťa pomocou 

bitemporálneho laserového skenu a možnosti využitia nízkonákladových laserových 

prototypov pre získavanie pozemných dát o lesných porastoch. Zrejme najdôležitejšou 

prácou je odhad bonity, kde bola preukázaná dobrá kvalita odhadu bonity len pomocou dát 

z LiDARu, a bolo preukázané, že doležitý prediktor – vek porastu, dnes sice nie je 

k dispozícii z DPZ dát, ale opakovaným a dlhoročným skenovaním bude možné ho získať 

například aj automaticky ako to bolo popísané v článku o automatickej detekcii holin. 

Laserové skenovanie je relevantnou alternatívou k pozemnému zberu dát, a jeho širšie 

používanie pomôže nielen statickej inventarizácii, tj kde je koľko lesa, ale hlavne 

k pochopeniu dynamiky a rastu lesa, a tým aj ku krokom k jeho lepšiemu 

obhospodarovaniu alebo jeho ochrany.  Dúfam, že svojím kúskom k tomu prispeje aj táto 

dizertačná práca.  
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