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Abstrakt

Tato diplomova praca sa zaobera detekciou ohia a dymu z obrazového signalu.
Riesenie prace vyuziva kombinaciu konvolucnej a rekurentnej neurénove;j siete. Vo
vyslednych modeloch strojového ucenia st vyuzité inception moduly a bloky dlhej
kratkodobej pamaite. Teoreticka Cast’ opisuje vybrané modely strojového ucenia
pouzivané pri rieSeni ulohy detekcie poziarov v statickych a dynamickych
obrazovych datach. Sticast’'ou rieSenia prace je tiez obrazova databaza obsahujuca
videozaznamy a statické snimky vyuzité na trénovanie navrhnutych neuronovych
sieti. V zavere prace su zhodnotené jej vysledky.

KPucové slova

oheri, dym, detekcia, video, strojové ucenie, CNN, konvoldcia, neurénova siet’,
RNN, rekurentna neuronova siet, LSTM

Abstract

This diploma thesis deals with the detection of fire and smoke from the image
signal. The approach of this work uses a combination of convolutional and recurrent
neural network. Machine learning models created in this work contain inception
modules and blocks of long short-term memory. The research part describes selected
models of machine learning used in solving the problem of fire detection in static
and dynamic image data. As part of the solution, a data set containing videos and
still images used to train the designed neural networks was created. The results of
this approach are evaluated in conclusion.
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UvoD

Systémy detekcia ohnia a dymu v obrazovych datach na tento ucel vyuzivaja prostriedky
strojového ucenia. Plamene a dym sprevadzaju Specifické charakteristiky. Modely
strojového ucenia je mozné natrénovat’ na vyhl'adavanie prave tychto typickych
priestorovych, farebnych a ¢asovych charakteristik. Na ziskavanie tvarovych a
farebnych vyznamnych znakov, pristup v tejto praci vyuziva konvolu¢nti neurénovu
siet' s dvoma inception modulmi. Casové hl'adisko priebehu poziarov nasledne
kontroluje rekurentna neurénova siet’ s blokmi dlhej kratkodobej pamite.

Vyhodou poplasnych systémov s vyuzitim strojového ucenia je moznost ich nasadenia
v uz existujucich sietach priemyselnych kamier. Ked'ze odpada potreba budovania sieti
senzorov pokryvajucich kontrolované priestory, je tito moznost ekonomicky
vyhodnejsia nez klasické senzorové systémy. DalSou motivaciou je ochrana zdravia
0s0b. Varovné systémy vyuzivajice strojové ucenie dokazu poskytnut’ informacie o
vyskyte a rozsahu vznikajuceho poziaru uz v jeho pociatku. Kamerovy zaznam zaroven
poskytuje moznost’ vykonat’ kontrolu ¢clovekom v bezpecnej vzdialenosti od ohniska
poziaru. Vd'aka v€asnej detekcii a naslednému varovaniu, pripadne spusteniu
automatického hasenia je mozné znizovat’ §kody na majetku a chranit’ zdravie oséb v
blizkosti zainajuceho poziaru.

Text tejto diplomovej prace zacina zhodnotenim motivacie detekcie ohila a dymu, spolu
s popisom najcastejSich rizik sposobujucich poziare. Motivacia spociva v ochrane
zdravia a majetku. Inteligentné systémy detekcie ohia a dymu tiez umoziiuju priame
prepojenie so systémami automatizacie budov a domacnosti. Mozu tak povolat
zachranné zlozky, predat’ im informaciu o priebehu poziaru, spusti hasiace systémy a to
vSetko v zna¢ne kratkom Case. Za vznikom poziarov zvycajne stoja l'udské chyby,
technické poruchy alebo prirodné vplyvy. Nasledky mézu byt ekonomické, ak sa jedna
o poskodenie majetku alebo zdravotné a to v pripade, kedy nastava ohrozenie zivota
0sdb.

Teoreticky Gvod tejto prace je rozdeleny do niekol’kych tematickych celkov. Prvym z
nich je tvod do problematiky detekcie poziarov. Tu su vysvetlené klasické senzorové
systémy varovania pred poziarmi, spolu so systémami vyuzivajucimi strojové ucenie.
Su tu popisané ich vlastnosti, vyhody, nevyhody a pripady odpora¢aného nasadenia v
praxi.

Nasleduje sekcia, v ktorej su popisané aktualne pristupy k rieSeniu tlohy detekcie ohria
a dymu v obrazovych datach. Kazdy z pristupov sa odliSuje minimalne jednou
zaujimavou vlastnostou, ktora ho oddel'uje od tych ostatnych. Opis kazdého z
aktualnych pristupov obsahuje jeho zakladnu charakteristiku, so zameranim na unikatny
prvok.

Text pokracuje vysvetlenim pojmov strojové ucenie, hlboké ucenie a neuronova siet’.
Niekol'ko vybranych architektur neuronovych sieti pouzivanych v procese detekcie
ohiia a dymu zo statickych snimok alebo videa je popisanych do va&sej hibky. Jedn4 sa
napriklad o konvolu¢nu neurénovu siet alebo bloky dlhej kratkodobej paméte. V tejto
Casti sa tiez nachadza objasnenie procesu trénovania neurénovych sieti, spolu popisom
problémov , ktoré v tomto kroku mozu nastat’.

Sucastou rieSenia tejto diplomovej prace je tvorba obrazovej databazy. Z tohto dovodu
je urcita Cast teoretického uvodu venovana prave vlastnostiam popisujucim dataset.
Sucastou popisov jednotlivych vlastnosti datasetov su odporacania zabezpecujiuce
kvalitnu formu vstupnych dat neurénovych sieti vo faze trénovania.
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Nasledujuca Cast’ textu obsahuje navrh rieSenia. Deli sa vSak na niekol'ko Casti. Prva z
nich obsahuje popisy softvérovych nastrojov vyuzivanych pri realizacii rieSenia tejto
diplomovej prace.

Dalou &ast'ou navrhu rieSenia je popis procesu tvorby datasetu. Motivaciou tvorby
novej obrazovej databazy je mala ponuka hotovych datasetov pre tento ucel. Dostupné
datasety zvycCajne nie su pocetné. Tento proces zacina vyhl'adavanim obrazkov v
roznych jazykoch, €o zaruci vacsi pocet unikatnych snimok. Obrazové data je vSak
potrebné spracovat a teda zmenit ich tvar na taky, aky ocakéava vstupna vrstva
neuronovej siete.

Poslednou ¢astou textu su vysledky trénovania a vyuzitia nevrhnutych neurénovych
sieti.
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1.MOTIVACIA DETEKCIE POZIAROV

Poziar je udalost ktoru, sprevadzaja Specifické javy. Tieto je mozné vyhl'adavat’ a tak
detegovat’ ohent alebo dym. Spdsobov pristupu k danej problematike je niekolko.
Typickymi st mechanické a chemické detektory reagujuce na teplo vytvarané horenim
alebo na zmenu chemického zlozenia atmosféry ovplyvnenej spalovanim materialov.
Tieto ale neumoziiuju vizualnu kontrolu a ani vyhodnotenie rozsahu vzniknutého poziaru.
Takze pri kontrole varovania moze dojst k ohrozeniu zivota zamestnancov alebo
zasahujucich zloziek. Uzivatel fyzickych a chemickych systémov sa zaroven pripravuje
o informacie, ktoré naopak poskytuji systémy detekcie ohnia a dymu s vyuzitim
obrazovych dat z kamery alebo sieti bezpeCnostnych kamier. Tie prehl'adavaju vizualny
obsah, ktory poskytuju kamery a vyhodnocuju pritomnost’ plametiov alebo dymu. Pritom
je mozné zobrazit' dianie v oblasti, kde systém deteguje poziar a tak skontrolovat
a posudit povahu situacie, pritomnost osob. Niektoré z aktualnych systémov moézu
poskytovat’ informacie o rozsahu poziaru a mieste jeho wvzniku, o napomaha
zasahujucim zachrannym zlozkam v efektivite hasenia a kontrole rozSirovania oblasti
zasiahnutej plamenmi. Elektronicka, automatickd detekcia ohfia a dymu zvycajne
vyuziva modely strojového ucenia.

V nasledujucich sekciach tejto kapitoly su opisované najcastejsie dévody vzniku
poziarov, ich nasledky a faktory ovplyviiujuce ich spravanie ako napriklad prostredie,
¢i okolnosti vzniku. Nasleduje rozbor nasledkov poziarov v rdznych profesionalnych
prostrediach, ale aj domacnostiach.

Dalej si vtejto kapitole zhodnotené a porovnané mechanické, chemické
a elektronické systémy detekcie ohiia a dymu. Nachadzaju sa tu ich vyhody a nevyhody,
spOsoby implementacie, a vyuzitia v roznych priestoroch.

1.1 Rozbor vzniku a rizik poZziaru

V spolo€nosti vzdy existovala potreba chranit majetok a zivoty pred vplyvmi
poziarov. Specialnu pozornost vyzaduju miesta, na ktorych méze oheii vytvorit velké
finan¢né skody a miesta s velkym vyskytom osob. Prikladom su velké stanice osobnej
prepravy, letiska, obchodné centra, kultirne strediské. Z hl'adiska vyroby a sluzieb su to
sklady tovarov, materialov, d’alej vyrobné haly, parkoviska pracovnej techniky, serverové
farmy a d’'alSie. Ohen tiez zapriCinuje vel'ké environmentalne Skody ato zvycajne na
lesom poraste, pripadne na agrarnej pdde, ak sa jedna o poziare, ktoré je tazké
kontrolovat alebo su v pokroCilom §tadiu horenia, s ktorym je narocné bojovat
s ohl'adom na vynalozené prostriedky, techniku a personal [1].

1.1.1 Vznik poziaru

Poziare mézu vznikat' réznymi sposobmi. Zvycajne ich zavitiuje nedbanlivost 0sob
a technické poruchy. V pripade lesnych a pol'nohospodarskych poziarov toto nebezpecie
podporuju obdobia s nepriaznivym pocasim. Sucho a nedostatok podnej vlahy je
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nebezpeénym faktorom pri vzniku a §ireni ohnisk. Dal§im z prirodnych faktorov, ktoré
stazuju boj spoziarmi je vietor, ktory podporuje Sirenie plameriov a nasledné
zvacSovanie postihnutych oblasti. Medzi technické poruchy je mozné zaradit' chyby
v elektroins§talacii, plynovodoch ainych inzinierskych sietach. Tyka sa to ako
domacnosti, tak aj verejnych priestranstiev a fabrik [1], [2], [3],

1.1.2 Technické pric¢iny

Vyrobné haly casto vyuzivaju elektrické stroje so silnopridovymi motormi, ktoré
mozu vytvarat iskry. Tie pri uniku nebezpecnych latok predstavuju riziko iniciatora
poziaru, v pripade Ze sa na unik nepride vcas alebo sa latky neodstrania vcas. Vyskyt
elektrickych oblukov a iskier je tiez mozny v spinacoch, ak su ich kontakty opotrebované
pouzivanim. Nebezpecie vznika aj v elektroins§talacii, a to pri preruSeni izolacie vodicov
a nahodnych nezelanych dotykoch nekrytych cCasti elektroinstalacie, ktora je stale pod
prudom. Iskrenie mdze vyvolat vzajomny kontakt zivych a odizolovanych Casti, pricom
ak sa v blizkosti takto vzniknutej poruchy vyskytuju napriklad unikajace plyny, paliva,
Cistiace chemikalie alebo oleje, moze vzniknut nebezpecny poziar. Vzplanutie moze
nastat’ aj pri styku s horl'avymi prachmi pochadzajucimi napriklad z uhlia, dreva, obilnin,
kovov a syntetickych organickych materialov [4], [3].

Tymto problémom by mala predchadzat pravidelna kontrola elektroinstalacie,
pracovnych zariadeni, prenosovych sustav, nadrzi a potrubi obsahujucich nebezpecné
latky. Pre priestory s vyskytom toxickych latok a potencidlnych nebezpecnych latok
navysSe platia Specialne opatrenia pre elektrické a komunikacné vedenia a zariadenia [5].

V pracovnych priestoroch administrativneho typu su rizikom, podobne ako vo
vyrobnych halach, chyby, ktoré nastavaju v rozvodoch elektrickej energie, pri ktorych
nastava kontakt s horlavymi materialmi. Tymi st napriklad plastové diely vybavenia
pracovnych priestorov, izolacia stien, nabytok a iné rizikové vybavenie. Znacny podiel
§kod spdsobenych horenim ma svoj pociatok v kuchynkach a miestnostiach uréenych na
prestavky zamestnancov. Tu sa vyskytuju vykonné spotrebi¢e ako mikrovinné rury a
rychlovarné kanvice, s ktorymi sa ¢asto zaobchadza nepozorne a do rozvodnej siete su
zapojené aj cez noc, Casto bez dozoru. Neopatrné zachadzanie zapricifiuje opotrebenie
izolaCnych casti zariadeni. Izol4cia nasledne straca svoju funkciu, €¢im vznika riziko
kontaktu vodicov alebo vodi¢a skrytom pripadne inou vodivou cCastou. Nastava
elektricka porucha, ktora méze zapriCinit’ prehrievanie materidlov v blizkosti poruchy.
V zavislosti na ich povahe, tieto mézu vzplanut a rozSirovat ohiiom postihnutt plochu.
Vyssie popisané riziko vznika aj v beznych domacnostiach, kde sa nachadza casto vécsie
mnozstvo spotrebiCov s vysokym vykonom, s najrozsirenej§imi zastupcami ako pracky,
susicky, chladnicky, elektrické varné dosky a riry na peCenie. V mnohych domécnostiach
bola elektroinstalacia osadzovana pred mnohymi rokmi a postupné opotrebenie vodicov
a dalsich dielov, menovite vypinacCov, svietidiel aroéznych uzlov siete zapriciiuje
zvySenie rizika poziaru [3], [6].

Poskodenie ¢i technicka porucha na vedeniach vysokého napitia st dal§imi
z potencialnych pri¢in vzniku poziarov. Prikladom je preruSenie vedenia, spdsobené
padom stromu, jeho konara, vplyvmi pocasia alebo lesnou pracovnou technikou.
Vzniknuty elektricky vyboj nesie potencialne nebezpecie vznietenia okolitého porastu.
Svoju ulohu pri takejto udalosti zohrava aj povaha prostredia v okoli poruchy c¢i
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poskodenia. V miestach so suchym listim alebo travou sa moznost vzniku poziaru
vel'kych rozmerov zvicsuje.

1.1.3 Cudské chyby

Castym dovodom vzniku poziarov ako v prirode, tak aj v domacnostiach
a v pracovnom prostredi je nedbanlivost’ 0sdb vyskytujucich sa v tychto priestoroch.

V domécnosti su vystavované rizikam vo vel'kej miere kuchynské priestory. Chyby
poCas varenia alebo peCenia vznikaju neopatrnym konanim ludi pri zaobchadzani
s olejmi s vysokou teplotou, plynovymi variémi a nedostatocnou pozornostou pocas
pecenia. Hasenie plameniov nevhodnym spdsobom modze situaciu radikalne zhorsit
a spdsobit’ tak rychly postup poziaru a zvacSenie nasledkov ohna [7], [8].

Vykurovanie je dal§im zrizikovych faktorov v domacnostiach. Nedodrziavanie
predpisanej vzdialenosti medzi ohrievacimi telesami a materialmi ako napriklad
obleCenie, zavesy alebo nabytok, méze viest’ ku kontaktu alebo prehrievaniu materialov
a ich naslednému vzplanutiu. Toto riziko moze nastat’ pri vyuzivani elektrickych
prenosnych ohrievacov, ale aj statickych vykurovacich telies [7], [8].

Samostatnym problémom v domacnostiach vykurovanych pouzitim tuhého paliva st
poziare kominov. Zanedbanim pravidelného cistenia dochadza k zanaSaniu kominov
sadzami. Ak sa nahromadi kritické mnozstvo a teplota v komine dosiahne dostato¢nu
hodnotu, sadze vzplani. Takto vyvolané horenie v komine nemusi byt detegované
okamzite a nemust sa §irit’. Tento proces vSak negativne ovplyviuje Strukturalnu integritu
telesa kominu. Postupné oslabovanie zavini unikanie tepla z komina. Teplo pdsobi na
okolit¢ materidly ako nosné, drevené casti strechy, rizikové materidly tepelnej
izolécie, predmety nachadzajuce sa v podkrovi a iné horlavé materialy v blizkosti telesa
komina. Tieto nasledne predstavuju riziko vzniku poziaru, ktory moze postihnut’ velka
Cast budovy a mat’ za nasledok finan¢né Skody alebo zdravotné nasledky [7], [9].

Sviecky sa podielaju na mnozstve doméacich poziarov. Pri€inou je nedostato¢na
pozornost’ pocas ich horenia. Riziko poziaru vznika, ak osoby nedodrziavaju bezpecnu
vzdialenost od potencidlne horlavych materialov, ktorymi st napriklad zaclony, kusy
oblecCenia, dekoracie alebo papier v roznych podobach. Sviecky a iné podobné zdroje
otvorené¢ho plamefnia nesmu byt ponechané bez dozoru. Odportca sa zhasinat’ sviecky
pred opustenim miestnosti, v ktorej sa nachadzaju a nenechéavat’ ich zazaté pred spanim.
SvieCky je taktiez ziadice pocas pouzivania udrziavat vo vhodnych, stabilnych
povrchoch odolavajucich vplyvom vytvaraného tepla a zarovenl mimo miest, na ktorych
moze prievan zapriCinit' stret plameria s inym objektom. V pripade, ak sa tieto zasady
nedodrzia, nastava hrozba vznietenia objektov v bezprostrednej blizkosti svieCok.
Ponechanie zazatej svieCky na parapetnej doske okna ma vel'mi nebezpeCny potencial
zapalenia zavesov. Situacia sa zhorSuje, ak sa k tomu prida otvorené okno a nasledny
prievan, ktory je schopny spomenuté zavesy rozhybat a sposobit’ tak ich kontakt
s plameniom [8], [10], [7].

Dal§im z ohrozujucich predmetov, ktory sa neodporuca nechéavat' bez dozoru, su
zapalené cigarety. Zapri€ifiuju totiz velku Cast doméacich poziarov. Nebezpecnymi sa
stavaju napriklad, ak st ponechané na nestabilnych povrchoch, pri€om hrozi prevrhnutie
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popolnika spolu s cigaretou. V zavislosti na materialy, na ktory dopadnt. Nedostato¢na
pozornost’ potom cigarete poskytne dostatok Casu na to, aby sa material, v pripade, zZe je
horlavy, vznietil. Tato situacia zvyCajne nastava, ak si dana osoba zapali cigaretu
a nasledne zaspi. Postel'na bielizen, pripadne Cast’ obleCenia alebo koberec, pri kontakte
sfiou zaCinaju horiet a nastdva ohrozenie zivota a majetku. V pripade ze si tuto
skutocnost osoba nevSimne vcCas, nastdva riziko udusenia splodinami horenia.
Nedbanlivost’ pri zhasinani cigaretovych ohorkov aich nasledné odhadzovanie do
odpadkového koSa, ¢i uz v domécnosti alebo na verejnosti je d’'alSou z znebezpeCenych
chyb, ktorych sa ludia dopustaju. Nedostatocne zhaseny ohorok moéze zapriCinit
zapalenie obsahu smetnej nadoby a jej poziar. Okolité objekty sa v zavislosti na povahe
pouzitych materialov podliehaju na hrozbe rozsirovania ohia. V tomto pripade problémy
sposobuje aj Cerstvy horuci popol, vysypavany do odpadkov. Odhadzované cigaretové
ohorky su tiez astou pric¢inou lesnych poziarov [10], [7], [2].

Za zmienku stoja aj d’alSie faktory zvySovania poctu poziarov.

Nedbanlivost’ pri zaobchadzani so zabavnou pyrotechnikou patri medzi vinnikov
lesnych poziarov. V4€Sim prispievatelom st vSak ohnisk4 zakladané na miestach, kde to
je zakazané, na miestach s podmienkami podporujicimi riziko vznietenia vegetacie alebo
nedostatocne uhasené ohniska, ktoré bez dozoru pokracuju v tleni. Navstevnici, ktori
prichadzaju do lesov a prirodnych parkov za ticelom kempovania ¢asto podcenuju rizika
spojené so zakladanim otvorenych ohriov.

Vojenské arealy zvycCajne pokryvaju velké rozlohy prirodnych oblasti a cviCenia
s niektorymi druhmi municie moézu spdsobit’ pociatok horenia suchych trav a porastov
v tychto zonach.

Motorové vozidla a pracovné stroje mozu tiez zavinit poziare vyschnutych uzemi
krajiny. Stciastky a diely dosahujiice vysoké teploty, ako napriklad rozpalené vyfuky
a katalyzatory, st po kontakte so suchou travou na provizérnych parkoviskéach a polnych
cestach schopné zapocat’ jej horenie. Dopravné nehody automobilov predstavuju riziko
uniku paliva, spolu s pritomnostou elektrickych iskier sposobenych poskodenim
rozvodov vozidla. Tymto spdsobom vznikd poziar s moznostou jeho rozsirovania [1],
[11],[12].

1.1.4 Prirodné vplyvy

Blesk méa najvacsi podiel na vznikoch poziarov spomedzi vSetkych prirodnych
vplyvov. Uz v minulosti, pred tym ako sa ¢lovek stal jednym z najvyraznejSich vinnikov,
stal blesk za vacSinou poziarov prirodnych oblasti. Suché pocasie zvyc€ajne zvySuje
pravdepodobnost’ vzniku poziaru a ul'ah¢uje nezelané a nebezpecné Sirenie poziarov [2],

[1].

Blesky dosahuju vel'mi vysoké tepoty a nemusia sa vyskytovat vyhradne pocas
burok. Vo viacerych Castiach sveta je jav s nazvom suchy blesk relativne bezny. Tento
druh vyboja nastava, ked’ burka vznika vplyvom vysokych teplot. V tomto pripade ale
vznikd vo vysokych vrstvach atmosféry. Vytvara sa dazd ale vplyvom prechodu
vzduchom pod oblakmi, ktory je este stale suchy, sa kvapky vyparia skor nez dopadnu na
zem. Blesk sa ale dostane cez vSetky vrstvy atmosféry a zasiahne povrch zeme. Ked'ze
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dazd nedokaze zvlh¢it pddu a rastliny, po zasahu mftveho stromu alebo suchej vegetacie
nastava jej vznietenie [13].

Nebezpeénym druhom vybojov je blesk so stalym pridom, niekedy nazyvany aj
hortci blesk. Bezny blesk vytvori v atmosfére vodivi cestu, ktorou prejde jeden alebo
viac separovanych vybojov nahromadeného naboja. Vyboje netrvajua dlho a v porovnani
s bleskami so stalym pridom nesposobuju tak vyrazné zvySovanie teploty. Nazyvame ich
aj chladnymi bleskami. Horuci blesk sa lisi tym, ze vytvorenou vodivou cestou elektricky
naboj prechadza neprerusene, ¢im vplyva na miesto kontaktu s povrchom dlhsiu dobu nez
bezny - chladny blesk. V prirode nastava aj ich kombinacia, ktora prestavuje podobné
riziko ako samotny horuci blesk. Nebezpecie nastava na zaklade relativne dlhodobého
pOsobenia naboja na zasiahnuty objekt. VacSie mnozstvo ¢asu umozni vyraznejSie
zahrievanie miesta zasahu, a tak aj material, ktory by sa nezapalil vplyvom bezného
blesku s kratkodobymi vybojmi, nezvladne zataz v podobe nahromadeného tepla
a vzplanie. Takto moze nastat’ lesny poziar alebo poziar suchého porastu [14], [11].

Vel'ky vplyv na nasledky poziarov a ich chovanie ma na svedomi vietor, aj ked poziar
nedokaze sam zapriCinit. Jeho tazko predvidatelny charakter, spolu s jeho funkciou
dodévania kyslika ohtiu, signifikantne zvySuje nasledky anapoméha rozSirovaniu
poziarov. Dal§im z negativnych aspektov vetra je jeho schopnost prenagat horiace
Ciastocky materialu vzduchom a zakladat’ tak nové ohniska. Zmena smeru fikania vetra
vyrazne komplikuje snahu hasi¢ov dostat’ horenie pod kontrolu a tym aj samotné hasenie
poziarov. Vel'ké poziare mozu ovplyviiovat lokalne pocasie, vratane smeru vetra, jeho
sily a rychlosti. V niektorych pripadoch vznikaji veterné viry, schopné prenasat’ horiaci
material spolu s troskami na vel'ké vzdialenosti. So stupajucou rychlostou vetra, stipa aj
rychlost’ §irenia, pricom zvySovanie rychlosti sposobuje aj samotny poziar [15], [16].

1.2 Nasledky pozZiarov

Pri vSetkych spomenutych pripadoch modze nasledky a priebeh poziaru zmiernit
vCasna detekcia a posudenie zavaznosti arozsahu poziarov. Ak je pri tom mozné
vynechat' I'udsky zasah v podobe kontroly a posudku, uSetria sa tym potencialne straty na
zivotoch alebo zranenia o0sOb. Poziare vyrobnych priestorov ohrozuju zdravie
zamestnancov a zaroven zapriiuju straty spojené s oneskorenim vyroby, poskodenia
vybavenia, pracovnych strojov a objektov. Tieto straty pre firmy spdsobuju ekonomické
problémy. Miesta, v ktorych ohefl napachal environmentalne Skody, ostavaji netirodné
a zivoCichy byvajice na danom uUzemi prichadzaji o prirodzeny habitat. Nasledky
poziarov m6zu mat’ nielen lokalny charakter poskodzujuci kvalitu zivota I'udi a zvierat
v blizkosti ohiiom zasiahnutych oblasti, ale ovplyviiuji aj globalnu povahu a funkcie
atmosféry. ZhorSuyje sa kvalita ovzduSia alatky vznikajuce pri horeni podporuju
sklenikovy efekt.

1.2.1 Zdravotné nasledky

Pri boji s poziarmi Casto dochadza k ohrozeniu zdravia astratdm na Zzivotoch.
Statistika hasi¢ského zachranného zboru zroku 2018 pre Cesku republiku hovori
o poziaroch s celkovym poctom 20 720. Pritom celkova sposobena Skoda bola 2 870 476
400 ceskych korun. Poziare v tomto roku sposobili 100 timrti. Zranenych o0sob bolo
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celkovo 1466, z toho 251 profesionalnych hasi¢ov a 173 dobrovolnych hasicov [17],
[11].

Dalsim z nasledkov prejavujucich sa na obyvatel'och nachadzajucich sa v blizkosti
poziarov su zdravotné tazkosti. Dym a popol predstavuju riziko pre dychacej sustavy
Cloveka, §peciadlne u l'udi s alergiami a chorobami tykajucimi sa oblasti dychacich ciest.
V zavaznych pripadoch modze dokonca dochadzat k trvalému poskodeniu pluc
a respiracnych organov. NajvysSie ohrozenie sa zvycajne tyka ludi, ktori prisli do
priameho kontaktu s plameiimi alebo dymom a hasi¢ov bojujacich s ohiiom v uzavretych
priestoroch budov a v jeho bezprostrednej blizkosti [1], [11].

1.2.2 Ekonomické nasledky

Poziare maju aj ekonomické nasledky. Maju napriklad podobu strat na majetku a jeho
opravach alebo su to ceny protipoziarnych zasahov. V pripade vyrobnych hal nastavaja
straty spOsobené pozastavenim vyroby, ktoré sa pricitavaju k tym materidlnym. V tomto
pripade dochadza aj k ohrozeniu zamestnancov, pracovnych strojov a obchodnych
priestorov zasiahnutych firiem. Stratou vybavenia, montaznych hal a prostriedkov na
vyrobu nastava aj riziko prepustania zamestnancov. Ak je poziarom postihnuté izemie
fariem, tieto zkratkodobého hladiska prichddzaja oturodu avybavenie. Avsak
z dlhodobého pohl'adu nastavaju problémy s urodnostou a vyuzitelnostou pddy, ktora
eroduje vplyvom ohna ale aj vody, a inych latok pouzivanych pri haseni. V agrikultirne;
sfére s v ohrozeni aj chovné zvierata. Ohen Casto ni¢i aj domovy, pozemky a majetok
I'udi. Napachané skody so sebou nesu socialne a financné tazkosti ich majitelom, a
obyvatel'om. VSeobecne su vydavky spojené s novou vystavbou poskodenych objektov,
¢i uz su to domy alebo industrialne budovy. V pripadoch, kedy dochadza k strate
vegetacie, je potrebné zohl'adnit” aj prostriedky potrebné k vysadbe rastlin. Rozsah skod
sa pri tom moze pohybovat v rozmedzi od zahrad a parkov az po lesy, a rozl'ahlé krajinné
oblasti [2], [1], [11].

1.2.3 Nasledky lesnych poziarov

Lesné poziare sa hasia spomalovaémi horenia, ktoré casto obsahuju latky so
schopnostami dlhodobo, negativne ovplyviiovat biologické vlastnosti pddy. Miesta, na
ktorych boli pouzité hasiace prostriedky tieto latky akumuluju v zemine niekol'ko rokov,
pocas ktorych znizuju jej urodnost. To mé za nasledok zmeny biodiverzity a zlozenia
budtcej vegetacie v postihnutej oblasti [2], [1].

Okrem spominanych chemikalii pédu znehodnocuje priamo ohen, pri¢om tento nici
vSetky ulomky materidlov poskytujice vyzivu pre vegetaciu. Tym sa vytracaju z pody
vyzivné latky podporujice rast a poskytujiice priaznivé podmienky pre zivot roznych
druhov rastlin. Vel'ké mnozstvo vody, spolu s chemikéliami pouzivanymi na hasenie
rozsiahlych poziarov, nasyti podu. Ak mnozstvo pouzite] vody presiahne absorpéné
schopnosti zeminy, voda sa za¢ne hromadit’. Nasledne spdsobuje er6ziu pody a nariisa jej
integritu. Absencia a poskodenie korenovych systémov dalej oslabuje krajinu.
Nasledkom erdzie a nasytenia zeme vodou je zvySené riziko zaplav a zosuvov pody.
Regeneracia takto degradovanych oblasti je naro¢na na pracu a vyzaduje si nemalé
mnozstvo finanénych prostriedkov. Poskodena krajina nedokaze dostato¢ne vyzivovat
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a podporovat’ rast vegetacie, Co stazuje Usilie jej obnovy. V pripade zalesnenych oblasti
sa jedna o vysadzanie stromov, ktoré by vratili krajine jej povodné vlastnosti a charakter.
Biodiverzita je v§ak vyrazne obmedzena. S postupovanim lesnych a pol'nych poziarov
moze dojst’ k postihnutiu mestskych a rezidentnych oblasti, kde dochadza k ohrozeniu
obyvatel'stva a majetku verejnosti. Pripadné rozSirovanie ohnisk postihne industrialne
oblasti, kde zapricifiuje materialne Skody spolu sich ekonomickymi nasledkami.
Pol'nohospodarske oblasti maji po poziaroch dlhodobo znizenu urodnost. Tym vznikaju
pre farmarov d’alSie problémy s jej obhospodarovanim a ekonomickymi stratami [2], [1],
[11].

Rozne faktory spojené s poziarmi velkych krajinnych oblasti prispievaju tiez
k znecistovaniu ovzdusSia a naslednym negativnym zmenam podnebia. Spal'ovanie rastlin
a stromov produkuje oxid uhlidity, ktory je vyznamnym prispievatelom k zva¢Sovaniu
vplyvu sklenikového efektu atmosféry. V pripade straty velkych zalesnenych ploch sa
zaroven vytrati ich funkcia dodavania kyslika do ovzdusia. Poziare zasahujtce krajinu
s velkou rozlohou a vyraznym zalesnenim spominanymi spdsobmi nésledne negativne
ovplyviiuji kvalitu ovzdusia, ako na lokalnej urovni priamym znecistenim vzduchu
popolom a Casticami uvolfiujucimi sa pocas horenia, tak na globalnej tUrovni
uvolniovanim latok prospievajucich k zhorSovaniu dopadov efektu globalneho
oteplovania [2], [1], [11].
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2. TEORETICKY UVOD

Tato Cast’ sa venuje teoretickej stranke zamerania tejto diplomovej prace. Nachadza
sa tu rozbor aktualnej situacie v oblasti detekcie ohna a dymu, spolu s popisom
a porovnanim spdsobov vyuzivanych v praxi. Dalej tato ¢ast’ obsahuje popis niekol’kych
aktualnych pristupov vyuzivajucich rézne metddy a spdsoby detekcie ohia, a dymu
v statickych scénach alebo videozdznamoch. Niektoré z nich su vhodné aj pre aplikéciu
v sietach bezpecnostnych kamier, v realnom case.

Dalej su tu popisované teoretické opisy objasiiujuce metody vyuZivané pri
vypracovani rieSenia tejto diplomovej prace. Patria sem metody uprav obrazu vyuzivané
pocas predspracovania snimok vyuzivanych na trénovanie neurénovych sieti. Popisané
su tu aj Upravy aplikované na obsah sltiziaci ako vstup pre natrénované modely strojového
ucenia vyhodnocujuce obsah spracovavanych obrazovych dat. Tie nasledne rozhodnu
o vyskyte plameriov alebo dymu v analyzovanych scénach.

Existuje zna¢né mnozstvo druhov neurénovych sieti, ktoré sa liSia svojou topologiou,
vyuzivanymi matematickymi alebo logickymi postupmi a zameranim ich vyuzitia.
Mnohé z nich su potencialne vyuzitelné v oblasti detekcie ohfia a dymu. Teoreticky tivod
obsahuje opis sieti vybranych na zaklade vyuzitia pocCas rieSenia tejto diplomovej prace,
pripadne vyuzitia v pracach opisovanych v sekcii aktualny pristup 2.2.

Tato Cast’ obsahuje tiez popis procesu tvorby datasetov statickych snimok a video
zaberov vyuzivanych pri trénovani a testovani modelov strojového uc¢enia. Vysvetlené st
tu pojmy a vlastnosti kvalitného datasetu ale aj obmedzenia a problémy, na ktoré je
mozné narazit’ pocas ziskavania, spracovania a kategorizacie obrazovych dat.

2.1 Uvod do problematiky detekcie poZiarov

Poziarne varovné systémy ¢asto vyuzivaju na detekciu ohtia a dymu senzory. Spdsob
fungovania a mechanické ¢i chemické principy vyuzivané v senzoroch sa lisia. Na trhu
su preto dostupné rozne druhy vhodné do rozdielnych prostredi. Poziarne alebo dymové
senzory Casto vytvaraju siete pokryvajuce plochu nimi kontrolovaného prostredia.
Alternativny pristup k detekcii poziarov vyuziva strojové uCenie. Zaznamy ziskavané
pomocou priemyselnych kamier alebo inych digitdlnych monitorovacich systémov sa
analyzuju pomocou modelov strojového ucenia, ktoré vyhodnocuju pravdepodobnost’
vyskytu dymu alebo plameriov v snimanych priestoroch. Oba pristupy maju svoje
pozitivne a negativne stranky. Zaroven sa vyuzivaju ich kombinacie, ¢im sa zvySuje
spolahlivost’ detekcie poziarov. Tato Cast prace popisuje zakladné charakteristiky
pristupu s vyuzitim strojového ucenia a Standardnych senzorovych sieti spolu s vhodnymi
pripadmi ich nasadenia v praxi.

2.1.1 Senzorové systémy

Poziarne senzory su elektrické zariadenia urCené na detekciu a varovanie v pripade
vyskytu prejavov poziarov v mieste ich insStalacie. V tomto odvetvi su rozSirené dva
principy fungovania takychto senzorov. Jeden z principov zaznamenava zmeny teploty
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a druhy princip analyzuje chemické zlozenie atmosféry vo svojom okoli. Tepelné senzory
su schopné reagovat’ na zmenu teploty v mieste svojej instalacie. Detektory dymu menia
svoj stav pri kontakte s Casticami a latkami obsiahnutymi v dyme [18].

Tepelné senzory reaguju na pritomnost’ plameniov v ich blizkosti. Primarne st stavané
na pracu v uzavretom priestore. V exteriéroch sa mdze zmenSovat' oblast’ ktoru su
schopné kontrolovat’. Spdsobuje to skutocnost’, ze na otvorenom priestranstve sa teplo zo
zdroja Siri avyzaruje do okolia Tl'ahSie, a zarovenl v kratSom case nez sa to deje
v uzavretych miestnostiach. Preto teplo nemusi ovplyvnit’ senzor za rovnaky cas, ako by
to bolo v aplikacie v interiéri [18], [19].

Jeden zo sposobov detekcie ohna u tepelnych senzorov vyuziva princip ohybu
bimetalovych pasikov vplyvom teploty. Bimetalovy pasik sa obycajne vyuziva ako
spinaC. Pri jeho zahriati sa rozpoji kontakt ktory bimetal predstavuje, ¢im signalizuje
narast teploty. Kalibracia tepelnej citlivosti bimetalového pasika je definovana
vlastnostami materidlov z ktorych je zlozeny, najmi ich tepelnou rozt'aznostou. Tieto
detektory maju nizky pocet faloSnych hlaseni, ale ich nevyhodou je ¢as ktory uplynie do
doby, kedy sa bimetalovy pasik zahreje a rozopne kontakt [18], [19].

Druhy rozSireny princip fungovania tepelnych senzorov vyuziva termistory
zaznamenavajuce teploty v ich okoli. Termistor poskytuje riadiacemu ¢lenu signal, ktory
reprezentuje informaciu o nameranej teplote. V pripade kedy nastane predom definovana
zmena meranej teploty alebo teplota presiahne nastavenu maximalnu hladinu, senzor to
vyhodnoti ako riziko pritomnosti poziaru. Na zaklade tejto informéacie odosle riadiacemu
zariadeniu hlasenie, pripadne okamzite spusti poplach [18].

Tepelné detektory su niekedy zostavené z dvoch kontaktov, ktoré pred ich spojenim
deli plastova izolacia. Ked' sa vplyvom tepla pretavi, kontakty sa spoja a detektor hlasi
poziar. V historii sa Casto pouzivali detektory obsahujuce kov s nizkou teplotou tavenia
fungujuce na podobnom principe. Kontakt vsak tvori samotny roztaveny kov [18].

Alternativny spdsob detekcie tepelného ziarenia zdroja poziarov v interiéroch
vyuziva paralelne vedené optické vlakna osadené do stropu miestnosti. Teplo ovplyviiuje
prenos svetla optickymi vldknami a pomocou analyzy posunu elektrickej a magneticke;j
zlozky svetla ako elektromagnetickej viny, je nasledne mozné zdroj tepla v miestnosti
detegovat’ a aj lokalizovat [18].

Senzory dymu maju tri zakladné koncepcie, a to opticku, ionizanu a nasavaciu, ktora
sa vyskytuje aj pod nazvom vzorkovacia [20].

Optické detektory dymu vyuzivaji princip rozptylu svetelného luca. Zdrojom
svetelného luca su prevazne infraervené LED diddy. Funkciu optického senzoru
zabezpecuje fotodioda. Taje v optickej komore ulozena pod takym uhlom, ktory nedovoli
dopadaniu foténov zinfracervenej LED. Ak sa v optickej komore objavi aj malé
mnozstvo dymu, jeho Gastice rozptylia svetelny lu&. Cast’ rozptyleného svetla dopadne na
fotodiodu a senzor zacne hlasit poplach. Optické detektory dymu patria medzi
najspolahlivejsie na trhu. Vyznacuju sa vysokou spol'ahlivostou a nizkym vyskytom
faloSnych hlaseni [19], [20].
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Ionizacné detektory dymu sa skladaja z ionizacnej komory, v ktorej s umiestnené
dve vodivé elektrody a malé mnozstvo radioaktivneho prvku americia 241. Tento prvok
funguje ako zdroj alfa Castic ionizujticich atomy kyslika a dusika v ioniza¢nej komore.
Ionizované prostredie vytvara medzi elektrédami vodiva cestu, ktorou preteka
konstantny, maly prad. Po tom ako sa dym dostane do ionizacnej komory, zane
pohlcovat’ generované alfa Castice a znizi tak ionizaciu prostredia v komore a s flou sa
znizi aj vodivost' cesty medzi elektrédami. To mé za nésledok preruSenie vodivého
spojenia ¢o vyvola poziarny poplach. Z dévodu nachylnosti na falo§né poplachy a z toho
vyplyvajucej nizkej spolahlivosti sa odporuca spolu s ionizaCnymi detektormi dymu
pouzit aj optické senzory. Ziarenie vytvarané v ionizaénych detektoroch je dostatoéne
malé na to, aby predstavovali nebezpecie pre ¢loveka [19], [20].

Nasavacie, oznacované aj ako vzorkovacie detektory dymu, odoberaju vzorku
vzduchu v miestnosti a analyzuju jej zlozenie, priCom sa vyhodnocuje pritomnost
Specifickych latok spolu s ich mnozstvom. Latky, ktorych pritomnost sa skiima, vznikaja
spalovanim roznych materidlov. Tieto detektory sa moézu insStalovat v rozvodoch
vzduchotechniky alebo sa vzduch z miestnosti privadza cez potrubie priamo k senzoru.
Vyuzivaja sa tiez pri procesoch automatizacie budov, ¢o umoziuje, v pripade vyskytu
poziaru, automaticky spustit’ opatrenia zamedzujtice Sireniu dymu a ohna do dalSich
miestnosti [18], [21].

Vyuzitie technologii a principov senzorov ohfia a dymu zélezi na prostredi v ktorom
su nasadené, atiez na charaktere potencidlneho poziaru na danom mieste. Sklady
horlavych latok a paliv predstavuji vacsie riziko vyskytu rychlo sa Siriacich plamefiov
s nizkym zadymenim. Preto existuje predpoklad efektivnejSej detekcie pomocou
tepelnych senzorov. Naopak v priestoroch s pritomnostou mnozstva plastovych
materidlov je mozné predpokladat’ poziar sprevadzany vyraznym zadymenim. Preto je
v tomto pripade vhodnejsie vyuzit detektory dymu. Senzory funguji samostatne ale Casto
vytvaraju siete. Zalezi pri tom na rozlohe kontrolovanych objektov [19], [22], [23].

Princip fungovania senzorov ohiia a dymu obmedzuje radius, v ktorom su schopné
samostatne kontrolovat pritomnost poziarov. V pripade ich aplikacie vo vacsich
priestoroch, sa preto spajaju do sieti. Umiestnené su tak, aby sa ich radiusy detekcie
prekryvali, ¢im zarucia spol'ahlivé pokrytie pozadovanej plochy. Nevyhodou je potrebny
stavebny zasah do priestorov kde su siete senzorov instalované. To sa netyka nasavacich
detektorov dymu, ked'ze tieto su ¢asto sucastou vzduchotechniky budovy. To znamena,
ze na pokrytie vacsich ploch postacuje nizsi pocet v porovnani s ostatnymi druhmi
senzorov [19], [22], [24].

2.1.2 Systémy strojového ucenia

Alternativhym sposobom detekcie ohna a dymu k fyzickym senzorom, je vyuzitie
strojového ucenia. Videozdznam z kamier sa spracovava pomocou natrénovanych
neurénovych sieti, ktoré rozhoduje oriziku pritomnosti poziarov. Spdsobov
implementacie detekcie ohna a dymu pomocou strojového ucenia je mnoho. Popis
niekol'kych vybranych postupov sa nachadza v sekcii 2.2 [22].

Motivaciou vyskumu moznosti vyuzitia neurénovych sieti a strojového ucenia
v oblasti detekcie poziarov je snaha obmedzit’ vyskyt l'udskej chyby pri vyhodnocovani
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zavaznosti poziaru. PocitaCové systémy totiz dokdzu detegovat’ poziar uz v pociato¢nom
Stadiu a zmiernit tak rozsah napachanych $kod. U cCloveka existuje moznost, ze
nespravne posudi zavaznost' poziaru a vystavi tak riziku zivoty 'udi a majetok. Aplikacia
mechanizmov strojového ucenia je vhodna na spolupracu so systémami automatizacie
budov a objektov. Po tom ako je detegovany poziar, systém bud’ samostatne privola
zachranné zlozky, alebo odosle hlasenie zodpovednej osobe. Vynechava sa tak potreba
osobnej kontroly ¢lovekom, o zvySuje bezpecie a eliminuje ohrozenie zdravia sposobené
ohriom. Kontrola sa vykondva vizualne pomocou monitorovacieho zariadenia, na
bezpe¢nom mieste. Automatizovany proces oznamovania poziarov je schopny reagovat’
uz na pociatku vzniku poziaru, teda rychlejsie nez clovek. Vd'aka tomu je mozné vCas
varovat’ I'udi v okoli zainajuceho poziaru spustenim poplachu. Systémy so strojovym
ucenim dokazu tiez lokalizovat epicentrum poziaru v priestore a zarovefi zhodnotit
rozsah plamerniov. Zasahujucim zlozkam tak systém poda hlasenie s popisom spravania
ohnia a jeho polohou [11], [25].

Spolo¢nym stavebnym prvkom vacSiny pristupov je hlboké strojové ucenie.
Konkrétne sa jedna o konvolu¢né neuronové siete. Ich detailnejsi popis obsahuje sekcia
2.6.1. Konvolucné neurénové siete si vhodné na analyzu obrazovych dat, a teda aj
jednotlivych snimok videozdznamov. Obraz sa analyzuje matematickym procesom
konvolucie. Tento proces odhaluje takzvané vyznamné vlastnosti scén na snimkach.
Informacie o tvare a charaktere objektov, sa nau¢i model strojového ucenia pocas procesu
trénovania, a to na zaklade podobnosti na obrazkoch datasetu. Snimky v datasete sluzia
na trénovanie, validaciu atestovanie modelu strojového ucenia. Viac informacii
o datasetoch sa nachadza v Casti 2.6.5. Ku konvolucnej neurdnove;j sieti sa pripajaju aj
dalsie architektury neurénovych sieti. Napriklad v praci [26] sa neuronové siete
vyuzivaju v architektire pamét'ovych blokov zohladiujucich casové hladisko priebehu
poziarov. Pamitové bloky pracuju s datami ziskanymi predradenou konvolucnou
neuroénovou sietou tak, ze na ich zaklade upravuju pravdepodobnost’ vyskytu ohiia alebo
dymu na videu. Na kazdej spracovavanej snimke sa vyhodnoti pritomnost’ plamenov
a dymu pomocou konvolu¢nych vrstiev. Nasledne pamat'ové bunky docCasne ukladaju
informéciu o vyskyte ohna. V pripade, kedy konvolu¢na vrstva rozhodne, Ze sa na
niekol'kych snimkach po sebe objavuje poziar, doCasna pamét s kazdou snimkou zvysSuje
pravdepodobnost’ vysledného pozitivneho rozhodnutia. Po prekroCeni urcitej hodnoty
pravdepodobnosti pozitivneho hlasenia systém spusti poziarny poplach. Tento proces je
do vicsej hibky popisany v 2.2.6. Dogasna pamit sa zavadza ako krok zniZzujici po&et
faloSnych pozitivnych hlaseni [25], [26] , [22].

Jednou z hlavnych nevyhod systémov detekcie ohila a dymu s vyuzitim strojového
ucenia je vysoky pocet falo§nych hlaseni poziarov. Tie nastavaju ked’ systém pozitivne
vyhodnoti scénu pripominajucu plamene alebo dym. Ohefi moze pripominat nocné scéna
ulice s poulicnymi lampami, ¢i svetlami aut, alebo odraz na podlahe interiéru. Mylna
identifikacia dymu nastava pri scénach s vyskytom pary, oblakov alebo hmly. Problémy
s dosahovanou presnostou vyvijanych systémov su sposobené ich nedostatocnou
schopnostou prispdsobit’ sa diverzite tvarov, farieb a charakterov poziarov. Detekciu
komplikuju tiez svetelné a poveternostné podmienky dynamicky ovplyviiujiice povahu
ohria a dymu na snimkach. Tieto faktory totiz menia ich ¢asové a vizualne vlastnosti na
ktorych analyze je zalozena vicsina existujucich detekénych systémov [11], [23].

Jednou z najviacsich vyhod vyuzitia strojového ucenia v systémoch detekcie ohna
a dymu je moznost vyuzitia uz existujucich sieti, alebo individualnych bezpecnostnych
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a priemyselnych kamier. Eliminuje sa tak potreba radikéalnych stavebnych zasahov do
budov a s nimi spojené naklady na material, a pracu. Vyuzitim uz nainstalovanych kamier
Setri Cas potrebny na sprevadzkovanie tychto systémov. Rozne timy vyskumnikov, ako
napriklad tym v praci [25], sa zameriavaji na prisposobenie svojich systémov rozlicnym
podmienkam vyuzitia. Niektoré z nich pracuju na moznosti kvalitnej detekcie poziarov
na hardvéri s nizkym vykonom alebo za pouzitia zariadeni internetu veci. Prave tieto
systémy sa vyznaCuju implementaciou plytSich neuronovych sieti, ktoré nie su tak
naroéné na vypodtovy vykon ako ich hibsie verzie. Hibkou sa v tomto pripade mysli pocet
vrstiev v architektire pouzitej neuronovej siete. Vysledny natrénovany model sa
u plytSich sieti vyznacuje malou velkostou v pamiti zariadeni. Preto je chod
nenaro¢nych systémov s kompaktnymi neurénovymi siefami mozny aj na starSom
a menej vykonnom hardvéri. Ekonomicka stranka zavadzania tychto systémov je teda
priazniva, ked’ze nie je potrebné investovat do zvySovania vykonu dostupnych
vypoctovych prostriedkov. [23], [25],

Vysoka komplexnost modelov strojového ucenia pouzivanych vo vykonnych
systémoch detekcie poziarov s vysokou presnostou komplikuje ich nasadenie v praxi.
Naopak, cenou za nenarocné systémy je ich nizsia dosahovana presnost’ detekcie, spolu
so zvySenym poctom faloSnych hlaseni. ZlozitejSie systémy vyzaduji na svoj
bezproblémovy chod vykonny hardvér, ¢im sa v pripade nutnosti jeho nakupu zvysuje
cena ich zavedenia [23].

Skalovatelnost rieseni poskytovanych koncovému zakaznikovi je naopak pozitivnou
strankou diverznej komplexnosti dostupnych systémov detekcie ohila a dymu za pouzitia
strojového ucenia. Zakaznik si tak moze vybrat’ ekonomicky najvyhodnejsi systém na
zaklade svojich moznosti a poziadaviek. Medzi ne patri napriklad rozloha a typ
kontrolovanych priestorov, vykon dostupného hardvéru, a v neposlednom rade rozpocet
vyhradeny na implementaciu systému hlasenia poziarov [23].

Vel'kou vyhodou strojového ucenia s obrazovym vstupom, v porovnani s tepelnymi
senzormi a detektormi dymu, je ich schopnost detegovat plamene, adym aj
v exteriéroch. Moznosti aplikacie senzorov ohiia s detektormi dymu je v tomto pripade
znacne obmedzena velkost'ou radiusu, v ktorom st schopné odhalit’ poziar [23].

2.1.3 Zhodnotenie typov poziarnych systémov

Porovnanie klasickych senzorov a strojového ucenia spolupracujuceho s kamerami
v oblasti detekcie ohia a dymu ukazuje, ze vyuzitie pocitaca v spolupraci s kamerami
ponuka o mnoho viac moznosti nez bezné detektory dymu a ziaru. Systémy pouzivajuce
modely strojového u¢enia mozu tiez znizovat’ cenu nakladov potrebnych na ich zavedenie
do prevadzky. Oba spdsoby detekcie poziarov maju ale svoje vyhody a nevyhody. V tejto
Casti textu sa nachadza ich stru¢né zhrnutie [23], [25].

Tepelné senzory a detektory dymu su v praxi vyuzivané uz dlhu dobu, ich
spol'ahlivost’ a nedostatky su dobre zname. Radius v ktorom su jednotlivé senzory
schopné detegovat’ priznaky poziarov je relativne maly. Z toho dovodu sa na miestach
s vel'kou rozlohou vyuzivaju siete detektorov, ktorych budovanie je pracovne narocny
proces. Zalezi vSak na konkrétnej technoldgii. Napriklad nasavacie, alebo inak nazyvané
vzorkovacie detektory dymu dokazu odoberat’ a analyzovat’ vzorky vzduchu z celych
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miestnosti. Tu sa vSak prejavuje d'al§i problém, atym je oneskorenie ich detekcie
zapricinené potrebou priameho kontaktu detektoru s ¢asticami dymu alebo vyzarovanym
teplom. Toto oneskorenie sa ale li§i v zavislosti na pouzitej technoldgii. Niektoré
detektory dokazu zaznamenat' CcCastice dymu alebo zmenu teploty rychlejSie nez
pociatocné Stadium poziaru zaznamena systém s poc¢itacovym videnim. Rychle detektory
viak so sebou nesu riziko zvyseného poétu falognych poplachov. Dalsou nevyhodou je
potreba osobnej kontroly miesta na ktorom detektor hlasi oheni, Co predstavuje
potencialne ohrozenie zivota ¢loveka vykonavajuceho tuto kontrolu. Klasické senzory
maju ale aj svoje vyhody. Verzia poziarnych alarmov s detektormi dymu a tepla je na
miestach, na ktorych sa eSte nenachadza existujica siet bezpecnostnych kamier
ekonomicky vyhodnejsia, nez instalacia kamier a hardvéru potrebného na ich prevadzku.
Senzory st tiez cenovo pristupné pre vyuzitie v malych priestoroch. V zavislosti na type
poziarneho senzoru sa s jeho vyuzivanim spaja aj periodicka udrzba [22], [25], [26].

Systémy vyuzivajice strojové ucenie poskytuju viac funkcii nez bezné detektory
dymu a tepla. Kamery umoziiuja vzdialenu kontrolu poziarnych hlaseni, ¢im sa eliminuje
potreba osobnej navstevy rizikového miesta a potencidlneho ohrozenia zdravia osob.
Strojové ucenie navySe ponuka moznost rozboru a vyhodnotenia rozsahu, polohy
a zavaznosti prebiehajuceho poziaru. Tieto informdacie s prospesné pre zasahujiuce
zachranné zlozky, ktoré dokazu efektivnejSie zachranit' osoby a majetok zasiahnuty
poziarom. Niektoré systémy ponukaju moznost automaticky zabezpecCit priestory
inteligentnych objektov pred rozSirovanim ohna alebo dymu, azarovedl mozu
kontaktovat’ hasi¢ov. Rychlost’ detekcie je vyssia nez je tomu u niektorych fyzickych
senzorov alebo I'udi. Cena zalezi na dostupnosti hardvéru potrebného na prevadzkovanie
detekCnych systémov na mieste inStalacie. Existujtca siet priemyselnych kamier vyrazne
znizuje pociatocnu cenu zavedenia tychto systémov, ked’ze odpadaju naklady na ich
nakup. V opacnom pripade zalezi na rozsahu kontrolovanej plochy a rozpoctu potrebného
na jej pokrytie klasickymi detektormi dymu a tepla. Velkou vyhodou pocitacovych
systémov je ich schopnost’ fungovat’ v exteriéroch, o nie je samozrejmost’ou klasickych
senzorov. Vyuzitie detekcie pomocou strojového ucenia je vhodné v priestoroch
akejkol'vek vel'kosti, to znamena, ze poskytuje Siroka skalovatel'nost’ takychto systémov.
Existuje predpoklad, zZe strojové ucenie aplikované v existujucich kamerovych sietach je
ekonomicky vyhodnejSie nez nakup a instalacia konvenénych detektorov dymu, a ohna.
Z dlhodobého hl'adiska su pozitivnou strankou systémov s vyuzitim strojového ucenia aj
nizke naklady na udrzbu [11], [23], [25], [26].

Na dosiahnutie najlepsich vysledkov presnosti a spol'ahlivosti detekcie poziarov je
vhodné pouzit’ strojové ucenie v kombinacii s klasickymi senzormi citlivymi na
pritomnost dymu alebo salavého tepla. V takom pripade je potencialne poziarne hlasenie
potvrdené dvoma spOsobmi, ¢im sa potlaca vyvolavanie faloSnych poplachov.
Potencialne najvhodnejSim typom senzoru na spolupracu s pocitaCovym videnim je
vzorkovaci detektor dymu, ktory je schopny analyzovat vzorku vzduchu z celej
miestnosti a moze byt umiestneny v rozvodoch vzduchotechniky [23], [25].

2.2 Aktualny pristup

V tejto Casti teoretického uvodu diplomovej prace sa nachadza popis pristupov
k rieSeniu detekcie ohnia a dymu v statickych snimkach a videozdznamoch. Autori
opisovanych prac vyuzivaju rézne procesy predspracovania vstupnych dat, postupy a
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modely strojového ucenia. Pri tom sa zameriavaji ako na aplikdciu na vykonnom
hardvéri, tak na vyuzitie v zariadeniach s nizkym vykonom, aké sa vyuzivaju v oblasti
internetu veci.

2.2.1 Pristup s generovanim snimok

Praca popisana v [24] je zalozenad na konvolucnej neurdnovej siete (CNN z angl.
Convolutional Neural Network - konvolu¢na neurénova siet), tak ako velka cast’
konkuren¢nych pristupov. Pri ich pouziti je vSak potrebny dataset s velkym poctom
snimok.

Autori narazili na v§eobecny pociato¢ny problém detekcie ohiia a dymu z obrazovych
dat, a to je absencia pocCetnejSieho datasetu pre tréning neurénovych sieti na tento tcel.
Preto vytvorili novy dataset pozostavajuci z 2440 obrazkov ohna a dymu. Dataset vSak
nie je pristupny verejnosti, ¢im sa nevyriesil problém dostupnosti verejného datasetu tejto
oblasti [24].

Za prinos azmenu vV tejto oblasti tvorcovia povazuju vyuzitie generativnych
kontradiktornych sieti (GAN z angl. Generative Adversarial Network) na generovanie
novych obrazov z uz existujucich dat, ¢im zvacsili objem datasetu. Pre tento el bolo
navrhnutych niekolko technik pre vylepsenie a modifikaciu povodnych obrazov.
Techniky umoziovali zmenu pocasia, rocného obdobia a dennej doby. Napriklad
situacia, ktora sa odohravala pocas leta bola transformovana do zimného obdobia, alebo
obraz zaznamenany za dia bol pozmeneny tak, aby pripominal no¢ny cas. Ukazka takto
vytvorenych dat zobrazuje Obr. 1 [24].

Obr. 1 Ukazky novo generovanych obrazov z prace [24] a) su povodné obrazky,
b) nové zimné obrazky, c) nové no¢né obrazky [24]
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Vdaka tomuto postupu autori obmedzili aj problém s preucenim neurénovej siete
[24]. Pri tvorbe obrazkov so zmenou ro¢ného obdobia autori vyuzili cyklicky
konzistentné kontradiktérne siete (CycleGAN z angl. Cycle-Consistent Adversarial
Networks) a na nich postaveny preklad z jedného obrazu na druhy [24].

Neparovy preklad z jedného obrazu na druhy sa snazi zachytit' vyznamné vlastnosti
obrazkov z jedného setu, v tomto pripade zimnych snimok narodného parku a nasledne
sa ich metoda pokusa aplikovat’ na obrazky z inej zbierky. Tento proces prebieha bez
trénovania na manualne parovanych snimkach. Zmienend metoda umoznila vytvorit
nové, zimné tréningové obrazy zletnych snimok. Zakladom prekladu obrazkov su
generativne kontradiktorne siete (GAN), ktoré z ndhodného Sumu vytvaraju vystupny
obraz. Podmienené generativne kontradiktorne siete sa ucia mapovat pomocou
generatoru. Ten sa snazi vytvorit obraz, ktory nebude odlisiteIny od redlneho obrazu. Na
to sluzi diskriminator trénovany na detekciu generovanych obrazov nepodobajucich sa
realnym snimkam [27], [24], [28].

Tvorcovia tiez otestovali adaptivinu kusovu linearnu aktivacnu funkciu (APL z angl.
Adaptive Piecewise Linear Activation - adaptivna kusova linearna aktivacia), ktorou
nahradili zvy€ajne vyuzivanu aktiva¢nu funkciu rektifikovanej linearnej jednotky (ReLU
— z angl. Rectified Linear Unit) v konvolu¢nych vrstvach konvolu¢nej neurénove;j siete.
Vd'aka tomu dosiahli rychlejSie stupanie presnosti konvolucnej siete v ohl'ade na pocet
epoch trénovania. APL jednotky tiez zabezpecCili lepSie vysledky presnosti siete.
Konkrétne sa jednalo o zlepSenie presnosti pri trénovani o 1,34% oproti aktivacne;j
funkcii ReLU [24].

Najlepsie dosiahnuté vysledky tejto metody boli 97,15% miery presnosti, 96,18%
miery detekcie a 1,33% falo$nych detekcii a to za vyuzitia konvolu¢nej neurdnove;j siete
s aktivaénymi funkciami APL s trénovacim datasetom o vel'kosti 12830 obrazkov [24].

2.2.2 Pristup s kompaktnou neurdonovou siet’ou

Praca zo zdroja [25] sa zaobera detekciou ohria a dymu pomocou monitorovacich
kamier a ich inteligentnych modernych variant.

Tvorcovia sa rozhodli vyuzit konvolu¢nu neurénovu siet’. Tie s Standardom v oblasti
danej problematiky, avSak prinasaju nevyhodu v podobe datovo rozmerného, finalneho,
natrénovaného modelu. Pristup sa ale zaobera aplikaciou na nevykonnom hardvéri, ktory
by potencialne nemusel dokazat' obsluzit konvencny model detekcie ohna a dymu. Ako
priklad zariadenia autori uvadzaju Raspberry Pi 3. Preto sa autori rozhodli navrhnut
vlastni, odl'ahCenu, vypocetne nizko naronu konvolucni neurénova siet. Hlavnym
dovodom je rychle spracovanie a vyhodnocovanie obrazovych dat na menej vykonnych
zariadeniach a v ¢o najkratSom cCase. Tu vSak vznika problém kompromisu medzi
vysokou presnostou detekcie a objemovo kompaktnym, hardvérovo nenaroénym
modelom neurénovej siete. Na zaklade tohto obmedzenia nastava pokles presnosti
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rozpoznéavania ohnia a dymu, a zaroven narastd pocet faloSnych hlaseni. Autorom sa ale
podarilo dosiahnut’ presnost’ detekcie 94,50% a mieru falo§nych hlaseni 8,87% [25].

Jednym z prinosov tohto pristupu je velkost’ vytvorenej konvolucnej siete 3MB.
Autori ju porovnavaju s jednou zo znamejSich sieti AlexNet s velkostou 238 MB.
Rozdiel je vyrazny avSak prezentované vysledky navrhnutého modelu na totoznom
hardvéri sa priblizuja existujucim konkurenénym modelom [25].

Lokalizacia a posudzovanie zavaznosti poziaru je d’al§im z bodov, ktory sa autori
rozhodli adresovat. Vyuzivaja pri tom mapy vyznamnych vlastnosti, ktoré boli
experimentalne zvolené ako citlivé na oblasti s vyskytom plameniov. Tieto sa d’alej
spajaju a binarizuju, ¢im vznikaji segmenty predstavujuce Cast’ obrazu, na ktorej sa
nachadza ohen. Oblasti je nasledne mozné lokalizovat’ a na zaklade poctu pixelov, ktoré
zaberaju, posudit’ aj zavaznost’ a relativne rozmery poziaru [25].

2.2.3 Pristup s vyuzitim pamétovych sieti

Pristup autorov popisany v [23] sa zaobera hlbokym strojovym ucenim s ucelom
detekcie ohna vo videach. Jednym z hlavnych prinosov tejto prace je zohl'adriovanie
asového hladiska pri rozhodovani o potencialnych poziaroch. Dal§im zo splnenych
cielov autorov je Siroky dataset pozostavajuci zvidei a stacionarnych obrazov.
Navrhovana metdda tiez vyuziva ako model strojového ucenia, namiesto beznej
a rozSirenej konvolu¢nej neuronovej siete jej modifikovanua verziu, rychlejsiu regionalnu
konvolu¢nu neurénovu siet’ (R-CNN z angl. faster Region-based Convolutional Neural
Network - rychlejsia regionalna konvolu¢na neurénova siet’) [23].

Rychlejsia regionalna konvolu¢na neurénova siet' sa v tomto pripade pouziva ako
model pre detekciu objektov. Tie sa delia do dvoch kategorii. Prvou z nich je oblast
s podozrenim vyskytu ohtia a zahffia ohenl a dym. Druhd kategoria je pomenovana ako
segment bez ohiia, sem patria objekty, ktoré nie st relevantné pri vyhodnocovani vyskytu
a zavaznosti poziaru. Model obsahuje CNN extraktor vyznamnych vlastnosti ktory
zaznamenava oblast’ o nieCo vacS§iu nez analyzovany segment s podozrenim vyskytu
ohnia. Vd’aka tomu extraktor zbiera viac kontextovych informacii. Nasledne ohraniCujuce
ramceky lokalizuju tri kategorie objektov: ohefi, dym a oblast’ bez ohiia. Pojem oblast’
bez ohna ale v tomto pripade pomenuva triedu objektov zastreSujiicu objekty, ktoré nie
su spojené s ohiom spolu s objektmi, ktoré je tazké odlisit od ohna a dymu, ako
napriklad ziaru salavého tepla z komina na nocnej oblohe alebo oblaky. Obsah ramc¢ekov
sa premieta na naucené mapy vyznamnych vlastnosti v poslednej vrstve R-CNN siete,
s cielom extrahovat’ odpovedajtce priestorové vlastnosti [23].

Sumarizované priestorové vlastnosti objektov, ktoré poskytne R-CNN siet sa
v druhej Casti systému akumuluju v Case. Tento krok umoziiuje vyhodnocovanie a
zuzitkovanie dynamickych vlastnosti objektov pri rozhodovani o pravdepodobnosti
vyskytu poziaru alebo dymu. Spociatku sa rozhoduje o pritomnosti poziaru
z kratkodobého hl'adiska. Na to sa vyuzivaju dva stupne s dlhou kratkodobou pamét'ou
(LSTM zang. Long Short-Term Memory), ktora je zaloZzena na rekurentnych
neurénovych sietach (RNN z angl. Recurrent Neural Network). Nasleduje treti stupen,
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v ktorom sa spajaju vacsinové hlasy kratkodobych rozhodnuti na zaklade ktorych vznika
dlhodobé rozhodnutie o pritomnosti poziaru. Tu sa tiez posudzuje informacia predana
z R-CNN siete popisujuca vel'kost’ plochy postihnutej poziarom, ¢im je mozné zohladnit’
¢i sa plamene alebo dym dynamicky zvdcSuju alebo zmensuju. Tymto sposobom sa
zaznamenava a posudzuje zavaznost’ poziaru [23].

Autori zvolili postup rozhodovania podobny 'udskému spravaniu, pricom cClovek je
schopny vyhodnocovat' okolnosti a zavaznost na zéklade spravania potencialneho
poziaru v Case.. Preto ich navrhnuty systém vyhladéava oblasti s potencidlnym vyskytom
ohria adymu. V dalSich krokoch sa zameriava na vyhodnocovanie dynamickych
a priestorovych vlastnosti ohna a dymu prave v tychto oblastiach. Metoda tak umoziiuje
popis zavaznosti a rozmerov plametiov, ¢o spolu s diZkou vyskytu ohiia pomaha pri
eliminacii faloSnych detekcii. Vysledna presnost’ navrhnutej metody dosahovala 95%,
falo$né negativne rozhodnutia 1,73% a falosne pozitivne rozhodnutia 3,04%. ZlepSenie
rozhodovacej schopnosti nastava s narastajicim Casom spracovavaného videa a teda
ziskavanim dalSich, novych informacii. Tvorcovia udavaju presnost finalneho
rozhodovania systému v 30 sekundach videa s hodnotou 96,73%, pricom pocas d’alSich
dvoch minut videa, hodnota postupne stiipala na 100% presnost’ [23].

2.2.4 Pristup s prehP’adavanim mapy vyznamnych vlastnosti

Pristup popisovany v [29] sa zameriava na detekciu ohila a dymu vo videu. V procese
je pouzita konvolu¢na neurénova siet’. Autori ale zaviedli Ciastocne nekonvencny postup.

Ako vstup je pouzivany cely obraz vo farebnom priestore RGB (RGB z angl. Red
Green Blue) anie jeho vyrezy, vznikajuce prechadzanim obrazu posuvnym oknom
menSich rozmerov, ¢o je jeden z Siroko vyuzivanych postupov pocitacového videnia.
Namiesto toho ohenn vyhladavaji az v poslednej mape vyznamnych vlastnosti, ktora
prehl'adava spominané posuvné okno. Najdené oblasti s vyskytom ohfia a dymu su
nasledne premietané na pdvodny obraz, kde farebne vyznacuju plochu zasiahnuta
plamenimi a dymom. Oblasti su farebne odlisené, ako je mozné vidiet na obrazku ¢.
***(obr zelena cervena projekcia) . Cervend plocha sa premieta na oblast s vyskytom
ohnia a zelena plocha vyznacuje dym [29].
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Obr. 2 a) povodny obrazok, b) mapa vyznamnych vlastnosti, ¢) detekcia na mape
vyznamnych vlastnosti, d) projekcia detekcie na povodnom obrazku [32]

Prehladavanie mapy vyznamnych vlastnosti poslednej vrstvy konvolucnej siete,
namiesto prehl'adavania celého, pdvodného, vstupného obrazu, bolo zavedené z dovodu
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zrychlenia fungovania celého systému. Aplikéacia v praxi bola totiz zamyslana s pouzitim
zivého zaznamu bezpecnostnych kamier ako vstupu do vytvoreného systému. V pripade
spracovania zivého videa je pozadovana vysoka rychlost' spracovania obrazu, ktorou
navrhovana metoda disponuje. Vysledna presnost detekcie ohfia a dymu testovana
autormi, dosahovala 97,9% [29].

2.2.5 Pristup s vyuzitim inception modulov

Autori prace [30] sa zamerali na navrh konvolu¢nej neurénovej siete, ktora mala
zvysit’ presnost’ detekcie a znizit’ pocet faloSnych pozitivnych hlaseni, v porovnani s uz
dostupnymi systémami. Navrhnuty systém je wureny pre vyuzitie Vv sietach
bezpecnostnych kamier.

Navrhnuty systém hlbokého ucenia je v tomto pripade inSpirovany architekturou
GoogleNet [31], ato pre jej lepsSiu presnost’ klasifikacie v porovnani s konkurencnymi
pristupmi. Rozhodovacim faktorom je tiez menSia velkost vysledného modelu
strojového ucenia, ¢o umoziuje nasadenie na menej vykonnom hardvéri v pripade
vyuzitia so sietami bezpecnostnych kamier [30].

Pristup vyuziva takzvané inception moduly, ktoré zabezpecuju prisposobenie siete na
rozne rozmery objektov relativne na rozmer vstupného obrazu. Umoziluju totiz vyber
filtra, ktory je najviac relevantny pre konkrétny vstup. Vd’aka tomu je siet schopna
vyhl'adat’ objekt bez ohl'adu na to, aka velku plochu spracovavaného obrazu zabera.
Zaroven sa tymto krokom obmedzuje zvySovanie komplexnosti vyslednej konvoluc¢ne;
neuronovej siete. Inception moduly totiz uskutocriuju svoje konvolucie na jednej urovni
Struktury siete. Tym sa siet’ sice rozsiruje, no zaroveii nenarasta jej hibka, vdaka Gomu je
mozné znizit vypoctové naroky na pouzity hardvér. Fungovanie inception modulov je
SirSie popisané v Casti ***[inception modules kapitola odkaz] [32], [33], [30].

Tvorcovia testovali niekolko nastaveni parametrov modelov strojového ucenia,
pricom hladali optimalne rieSenie. V tomto kroku bola zvolenad stratégia ucenia
s prenosom uz ziskanych poznatkov, to znamen4, ze proces ucenia nezacina od pociatku,
ale pouzivaju sa poznatky ziskané pri rieSeni iného problému. Parametre boli upravované
na zaklade trénovacich dat, ich kvalite a povahe konkrétneho problému. Po niekol'kych
testoch vznikla finalna architektura schopna detekcie ohia v interiéroch aj exteriéroch, za
pouzitia zdznamu z bezpecnostnych kamier. Vysledna presnost’ detekcie vytvoreného
systému bola 94,43%, miera faloSnych pozitivnych hlaseni 0,054% a miera falo§nych
negativnych hlaseni 1,5%. Miera falosnych hlaseni sa podla slov autorov nepodarila
znizit na predpokladant uroven [30].

2.2.6 Pristup s vyuzitim modulov dlhej kratkodobej pamiite

Préaca z [26] na rieSenie problému detekcie ohiia a dymu vo videu vyuziva navrhnuta
siet DCLRN (z ang. Deep Convolutional Long-Recurrent Networks — HIlboké
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konvolu¢né dlhé rekurzivne siete). Vstup je konvertovany z RGB obrazkov videa do
podoby optického toku. Tato kombinacia zabezpecuje dobru spolahlivost’ systému a
vysoku presnost’ detekcie poziarov.

Systém navrhnuty autormi tejto prace spaja konvolu¢ni neurénovu siet’ s modulmi
dlhych kratkodobych paméti LSTM. Ich spojenim vznik4 siet DCLRN. Konvolu¢na
neurénova siet’ sa vyuziva na ziskavanie priestorovych vlastnosti, ktoré sa nasledne
spracovavaji vLSTM  moduloch zaznamenéavajucich  dynamické  vlastnosti
analyzovaného videa. V tomto procese sa spracovava postupnost’ 16 snimok videa. Takto
ziskané vlastnosti sa spajaju do jedného vysledného rozhodnutia o vyskyte poziaru.
Clanky dlhej kratkodobej pamite LSTM su detailnejsie popisané v Gasti ***[kapitola
LSTM] a konvolu¢né siete priblizuje kapitola ***[kapitola CNN] [26].

Detekciu ohna nachadzajuceho sa v relativne malej vzdialenosti od kamery zvladaju
spolahlivo oba typy sieti, samostatné CNN aj DCLRN. Neuronové siete DCLRN su ale
schopné rozpoznat’ aj oher, ktory je vzdialeny od kamery a teda zabera malu Cast’ obrazu,
kedy pri pouziti samotnej konvolu¢nej neurdénovej siete mézu nastat’ komplikacie. AvSak
problém, s ktorym sa DCLRN siete vyrovnavaju tazko nastdva pri scénach, ktoré
pripominaji plamene alebo dym, ako napriklad pohybujuce sa svetla alebo hmla.
V takom pripade nastavaju falo§né pozitivne detekcie [26].

Ako vstup sa vyuziva opticky tok ziskany z RGB snimok videa. Ten popisuje posun
objektov medzi dvoma snimkami, a teda reprezentuje zmenu obrazu v ¢ase. Po vypuknuti
poziaru sa jeho dynamické vlastnosti menia radikalne a v pomerne predvidatel'nej miere.
Presnost’ detekcie sa vyuzitim optického toku zvysila o 3,3% [26].

Vytvoreny systém zabezpecuje kontinualnu analyzu videa, s vyhl'adavanim vyskytu
ako ohna tak aj dymu. Je ho ale mozné vyuzit aj pre statické obrazy, nie je to vSak jeho
primarna funkcia. Vyznamnou vyhodou tohto procesu je uCenie sa ako priestorovych tak
dynamickych vlastnosti videa, ¢o zlepSuje spol'ahlivost vyhl'adavania a umoziuje skoré
vyhl'adavanie plameniov a dymu. Autori dosiahli presnost’ detekcie 93,3% [26].

2.2.7 Pristup s oh’adom na zariadenia internetu veci

Autori prace opisanej v [34] sa zaoberali problémom velkosti modelu strojového
ucenia a tak vytvorili vlastny model s nazvom FireNet. Ten ma byt maly objemom dat,
ale zarovenn sa ma vyznaCovat spolahlivostou porovnatelnou s konkurencnymi
systémami. Mala vel'kost’ zarucuje moznost’ aplikacie v zariadeniach internetu veci (IoT
z angl. Internet of Things — internet veci) a to v redlnom Case.

V tomto pristupe je namiesto objemnej konvolu¢nej neurénovej siete a hlbokého
strojového ucenia nasadena plytka neuronova siet’, ktora je od pociatku vytvorena autormi
prace. Tato, na rozdiel od bezne pouzivanych konvolu¢nych sieti s mnohymi vrstvami,
umoziuje spracovanie videa v redlnom Case s velkym poctom snimok za sekundu.
Aplikacia je mozna aj na menej vykonnom hardvéri. Ako priklad autori uvadzaju
testované zariadenie Raspbery Pi 3B so schopnostou spracovavat’ 24 snimok za sekundu.
Tento postup Setri naklady na zavedenie systému v praxi. Siet FireNet pozostdva zo
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Strnastich vrstiev a vyuziva tri znich ako konvolu¢né. Vysledny datovy objem
natrénovaného modelu FireNet dosiahol priblizne 7,45 MB, o je v porovnani
s vel'kostou konvencnych modelov priblizne 150 MB vyrazna redukcia vel'kosti [34].

Dalsim prinosom tvorcov je dataset vlastnoruéne natocenych videi v naro&nych
prostrediach. Tymto krokom sa pokusili vysporiadat’ s problémami uz exitujacich
datasetov ktoré pdvodne tvorcovia vyuzivali. Menovite slabd dostupnost objemnych
datasetov, a ich nedostatocna diverzita. Sicast'ou prace bol aj dataset statickych obrazkov
plameniov a situacii pripominajucich oheni, ktoré boli pri trénovani zakomponované
medzi obrazy bez vyskytu ohila. Pomahaju tak model naucit’ lepSie odliSovat’ narocne
definovatel'né scény, ako napriklad svetla aut alebo zapady slnka, od tych, ktoré naozaj
zaznamenavaju poziar. Tymto krokom je mozné znizit pocet faloSnych pozitivnych
hlaseni modelu [34].

Vytvoreny systém bol testovany a je pripraveny na nasadenie v praxi. Je schopny
obmedzit falo§né a oneskorené hlasenia. Poskytuje tiez moznost na dialku overit
hlasenia, kedze poskytuje vizudlnu spiatnu védzbu v redlnom cCase v podobe sprav
vyuzivajucich internet veci [34].

Vysledna presnost’ detekcie ohna za pouzitia testovacieho datasetu vytvoreného
autormi je v praci uvedend s hodnotou 93,91%, avsak pri trénovani modelu na datasete
z prace [35] stupla dosahovana presnost’ detekcie na 96,53%.

2.3 Strojové ucenie

Strojové ucenie je odvetvie oblasti umelej inteligencie. Umeld inteligencia sa zaobera
tvorbou programov schopnych rieSit problémy kreativne a priblizit' sa tak l'udskému
zmyS$laniu. Pod nazvom strojové ucenie su zastreSené systémy, ktoré sa dokazu
automaticky ucit’ schopnosti bez nutnosti priameho programovania. Systém sa svoju
ulohu nau¢i samostatne na zaklade skumania predlozenych dat. KIaCovym bodom
vyuzivania strojového ucenia je znizovanie potreby l'udského zasahu pri vytvarani
takychto systémov. Ucenie prebieha pomocou vyhladdvania vzorov a Statistickych
informacii vo vel'kom objeme trénovacich dat. Nasledne sa naucené informacie vyuzivaju
na analyzu novych, neznamych dat. Modely strojového ucenia sa lisia ich architekturou
a cielovym ucelom. Su schopné spracovavat rozne druhy dat, od textu, reci, Cisel alebo
databaz udajov, az po obrazky, videozaznamy, zivé prenosy a zdznamy spravania
pocasia, ¢i 'udi na socialnych siet'ach. Moznosti aplikacie sa teda Siroké. Sofistikované
systémy dokazu vylepSovat’ svoju presnost za chodu. Schopnost’ prispdsobit’ sa novym
datam a zaroven na ich zéklade vylepsit svoj vykon vyuzivaju napriklad systémy
autonomneho riadenia vozidiel. Jednou z motivéacii vyuzivania modelov strojového
ucenia je optimalizacia procesu tvorby zlozitych algoritmov. Ich nasadenie, v porovnani
s klasickym programovanim, Setri Cas a zarovern je mozné dosiahnut najefektivnejsSie
rieSenie ulohy v takmer I'ubovolnej oblasti. Strojové u€enie prinieslo pokrok napriklad
v oblastiach rozpoznéavania reci inteligentnymi asistentmi, predpovedania zmien pocasia
a v neposlednom rade zjednodusili a zrychlili analyzu obrazovych signalov. Téato praca
sa zaobera prave detekciou ohia a dymu v obrazovych datach videozaznamov, ktoré sa
v podstate skladaju z postupnosti snimok. Proces strojového ucenia je zalozeny na
vyuzivani roznych algoritmov v podobe neurénovych sieti [29], [36], [37], [38].
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Proces strojového ucenia moze prebiehat s dozorom alebo bez dozoru. Kombinaciou
oboch pristupov vznika strojové ucenie s ¢iastoénym dohl'adom znamen4, ze menSia ¢ast’
trénovacich dat je popisana §titkami a zvysok vzoriek ostava bez oznacenia [36].

Strojové ucenie s dozorom vyuziva na trénovanie neuronovej siete data oznacCené
takzvanymi Stitkami. Kazdy §titok popisuje jednu z tried vstupnych dat. Pocet tried nie je
vyslovene obmedzeny a kazda z nich kategorizuje data, ktoré ma natrénovany model
vyhladavat, pripadne predpovedat. Stitok sa prideluje kazdej vzorke trénovacich dat a
predava neuronovej sieti informaciu otom, do ktorej triedy konkrétna vzorka
tréningového datasetu spada. Neurénova siet’ vd'aka tomu spol’ahlivejsie rozliSuje, ktoré
vzory najdené v datach najlepsie reprezentuju danu triedu [36], [38].

Opacny pristup predstavuje strojové ucenie bez dozoru. To znamena, ze neurébnova
siet’ sa uc¢i informacie z nekategorizovanych vstupnych dat, bez akéhokol'vek oznacenia.
Algoritmus v dostupnych datach vyhladava akékol'vek vzory a nie je vhodny na
rozliSovanie obsahu do tried. Odporu¢anym pouzitim je vyhl'adavanie skrytych suvislosti
v datasete [36], [38].

2.4 Hlboké ucenie

Hlboké ucenie je podkategoriou strojového ucenia. Vyuziva neurdénové siete,
pomocou ktorych analyzuje rozne vlastnosti vstupnych dat. Jeho zamerom je vyhl'adavat
aj najmensie vzory, a neskimat’ data len ako celok. Hlbokym sa tento pristup nazyva
preto, lebo neuronové siete, ktoré vyuziva, sa skladaji z velkého mnozstva vrstiev.
O hlbokom strojovom uceni sa da hovorit' v pripade, ak neurénova siet obsahuje Sest’
a viac skrytych vrstiev. Presné Cislo oddelujuce hlboké neurdnové siete od plytkych
neexistuje. Siete oznacované ako hlboké vsak zvycCajne obsahuju vyrazne vy$si pocet
vrstiev nez Sest’. Vrstvy zabezpeCuju nelinearne spracovanie vstupnych dat, priCom v nich
vyhladavaji vyznamné vlastnosti. Tie su nasledne organizované do niekolkych trovni
abstrakcie. Na priklade spracovania obrazovych je mozné demonstrovat’ ich funkciu. Prva
vrstva dokaze rozpoznat' hrany, d’alSia uroven abstrakcie vyhl'ada jednoduché tvary, ako
napriklad kruh, nasleduje vrstva schopna rozoznat' objekty ako koleso a jej nadradena
vrstva deteguje automobil. Kazda predchadzajuca vrstva predstavuje vstup pre ta
aktualnu, ktora je vstupom pre nasledujucu vrstvu siete. Takyto postup dat vrstvami
neuronovej siete sa nazyva transformacia. Oproti plytkym neuronovym sietam sa hlboké
ucCenie vyznacuje schopnostou naucit sa omnoho hlbSie urovne abstrakcie
a reprezentacie objektov v modeli strojového ucenia. NajcCastejSie sa vyuziva v ulohach
rozpoznavania reci, spracovania obrazovych dat alebo pri tvorbe predikcii [38], [39].

2.5 Neuronova siet’

Neurénové siete su algoritmy pozostavajuce zniekol'kych vrstiev vzajomne
prepojenych uzlov. Uzly, alternativne nazyvané neurony, su spojené v acyklickom grafe.
Alternativne pomenovanie je prenesené z neuréonov nachadzajacich sa v 'udskom mozgu,
z ktorého Cerpa princip fungovania umelych neurénovych sieti inSpiraciu. Kazdy
z neurénov implementuje dve matematické funkcie, jedna z nich je prenosova a druha
aktivatna. Struktiru jedného neurdnu zobrazuje obrazok Obr. 3Chyba! Nenasiel sa
ziaden zdroj odkazov.. Prenosova funkcia zohl'adiuje vahy vsetkych vstupov jedného
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uzlu a s¢ita ich hodnoty. Prah aktivacnej funkcie v zavislosti na tomto vazenom sucte urci
vystupni hodnotu neur6nu, v rozsahu O az 1. Vystupna hodnota, ktora uzly dalej
posielaju ostatnym prepojenym uzlom, je ekvivalentom aktivacie alebo necinnosti
biologickych neurénov v mozgu [40].

vahy

vstupy

aktivacna
funkcia

(p_..

aktivacia

vstupna
vetva

prenosova
funkcia

prahova hodnota

Obr. 3 Struktira jedného neurénu [41]

Typ aktivacnej funkcie definuje programator. Prikladom modze byt Casto vyuzivana
funkcia ReLU. Jej priebeh je na obrazku Obr. 4.

-3 -2 -1 0] 1 2 3

Obr. 4 Priebeh aktiva¢nej funkcie ReL.U [42]

Kazda umela neurénova siet’ sa sklada z troch zakladnych vrstiev. Vstupna vrstva
slizi na vkladanie informécii, ktoré d’alej posuva minimalnej jednej alebo viacerym
skrytym vrstvam. Tie obsahuju uzly prepojené vazenymi spojeniami, ktoré sa staraju
o samotnu analyzu dat. Posledna skrytd vrstva je prepojend s vystupnou vrstvou,
sluziacou na vyhodnotenie finalneho vystupu neurénove;j siete. Toto zakladné rozlozenie
zobrazuje obrazok Obr. 5. S ohl'adom na funkciu konkrétnej neurénovej siete sa meni jej
architektara, sposob prepojenia neuronov a ich aktivacné funkcie [40], [41].
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Obr. 5 Struktira umelej neuronovej siete [41]

2.5.1 Proces trénovania neurdonovej siete

Trénovanie je iterativny proces upravy vah spojeni medzi uzlami neuronovej siete.
Na pociatku je hodnota vah zvyc¢ajne nastavena nadhodne. NajrozsirenejSie je trénovanie
neuroénovych sieti so spatnym Sirenim chyby. Funkcia pre vypocet straty, alebo chyby
predikcie triedy vzorky dat porovna o¢akavany vysledok, stitok, s predikciou stanovenou
doprednym prechodom casti tréningovych dat neuronovou sietou, po tom ako vsetky jej
neurony na vstupné data aplikovali svoje transformacie. Cielom ucenia neurénovych sieti
je dosiahnut’ ¢o najmensiu hodnoty straty, o znamena ze vysledok predikcie neurénove;j
siete sa uplne zhoduje s ocakavanou hodnotou [42], [43].

Po tom ako s vypocita strata, tato informacia sa spétne §iri vrstvami neurdnovej siete,
od vystupnej vrstvy, cez vSetky skryté vrstvy, az ku vstupnej. Prave neurony skrytych
vrstiev sa podielaju na kalkulécii predikcie triedy analyzovanych dat. Kazdy znich
dostava len isti Cast’ informacie o strate, na zaklade toho, v akom rozsahu sa podiel'a na
kalkulécii vystupu. Podl'a prijatej informacie sa upravia vahy prepojeni medzi neurénmi.
Po uprave vah spojov v celej sieti sa spusti d’alSia iteracia ucenia. Na vstupnu vrstvu siete
sa privedu tréningové data, postupuju skrytymi vrstvami neurénov s pozmenenymi
hodnotami vah ich spojeni ana vystupe sa znova vypocita strata medzi novo
predikovanym, a oakavanym vystupom. Tento proces sa opakuje do vtedy, ked’ sa strata
¢o najviac priblizi nule. Ked tato skutoCnost nastane, trénovanie sa ukonci a cela
architektira neurénovej siete aj s nastavenymi vahami sa ulozi. Vznik4 natrénovany
model strojového ucenia, vyuzitelny na predikciu prislusnosti novych dat do dostupnych
tried. [42], [44].

Jednym z hlavnych cielov vyuzitia strojového ucenia je generalizacia. To znamena,
ze sa model dokaze dobre prispdsobit’ novym datam a spravne ich vyhodnotit’. Opakom
su klasicky programované aplikacie, ktoré dokazu vyhodnocovat len vstupy ktoré im boli
naprogramované, aktoré poznaju. Model strojového ucenia, ktory zvlada dobre
generalizaciu, poskytuje Siroku flexibilitu, v porovnani so Standardnym postupom
programovania. Model strojového ucenia s dobrou generalizaciu by nemal vykazovat
ziadne nedostatky, avSak beznymi nedostatkami ktoré sa pri trénovani neurénovych sieti
vyskytuju je preucenie (z anglického overfitting) a poducenie (z anglického underfitting).
Pri trénovani neurénovych sieti existuje ciel’ naucit’ ich spravne mnozstvo vyznamnych
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vlastnosti, alebo vzorov. Ak sa ich model strojového ucfenia nauci privela, nastava
preucenie. Opacnym pripadom je poducenie, teda stav kedy sa model nenaucil dostatok
vzorov. Oba nedostatky, preuCenie aj poducenie, spdsobuju, ze natrénovany model
klasifikuje nespol'ahlivo. Je teda nevhodné ho na tento ucel pouzivat [45], [46].

Poducenie Spravne naucenie Preucenie
(Underfitting) (Robustny model) (Overfitting)

Obr. 6 Poducenie, spravne naucenie, preucenie [46]

Preucenie nastava, ak sa model nauci reagovat na vSetky data v tréningovom datasete
¢o najpresnejsie. To znamena ze sa dokonale prisposobi trénovacim datam, ale zaroveni
nedokaze spol'ahlivo klasifikovat’ nové data. Dovod je ten ze model strojového ucenia sa
pocas fazy trénovania nezameral na vyznamné vlastnosti jednotlivych tried, ale naucil sa
dokonale rozpoznavat’ kazdu vzorku z tréningového datasetu jednotlivo. Z toho vyplyva
aj nazov preucenie. Ak teda model vystavime datam, s ktorymi sa doposial’ nestretol,
nemusi ich klasifikovat’ korektne. Je tu Sanca ze s mu podari vyhodnotit’ vzorku spravne,
ale nedokaze medzi triedami rozliSovat spolahlivo. Tym klesd jeho schopnost
prispdsobit’ sa novym datam. Zaroveri sa zhorSuje aj generaliz4cia natrénovaného modelu
[45], [46].

Poducenie znamena ze model strojového ucenia sa nedokazal vo faze trénovania
naucit’ dostatony pocet vzorov, nedokézal odhalit' rozdiely tried a spojitosti medzi
vzorkami dat v nich. ZvycCajne sa vyskytuje v dosledku nedostatku trénovacich dat.
Poducenie znizuje presnost’ klasifikacie natrénovaného modelu a tiez jeho schopnost
generalizacie [45], [47].

PreucCeny model sa snazi v novych datach vyhladavat konkrétne vzorky testovacich
dat, ktoré poCas ucenia memoroval, ¢im zavadza subjektivitu. Poduceny model sa na
druhu stranu nenaucil dostatok vzorov. Pri u¢eni modelov strojového ucenia je potrebné
najst rovnovahu medzi tymito dvoma stavmi. ZvyCajne to znamena zastavit' proces
ucenia potom, ako sa model uz naucil dostatok vyznamnych vlastnosti, ale zaroven skor
nez zatne memorovat tréningovy dataset. Bod v ktorom nastane tato rovnovaha
zobrazuje. Kompenzovat' nachylnost modelu k poduceniu je mozné skratenim casu
trénovania, zvySenim poctu vzoriek v tréningovom datasete alebo zvySenim
komplexnosti modelu. Naopak, znizenim komplexnosti, pouzitim menSieho objemu
trénovacich dat & predizenim &asu trénovania sa bojuje proti preudeniu. Tento proces
zobrazuje Obr. 7. Sposob pouzitia kompenzacnych opatreni ako aj vyskyt preucenia
a poucenia je pre kazdy typ neuronovej siete rozdielny [45], [46], [47].
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Obr. 7 Vplyv poducenia a preucenia na chybu [48]

2.6 Architektiry vyuzivané pri detekcii poZiarov

Na detekciu ohila a dymu vo videu, je mozné vyuzit dve charakteristiky dynamickych
obrazovych dat. Prvou z nich su priestorové a farebné vlastnosti statickych obrazkov,
alebo jednotlivych snimok videozdznamu. Na ziskavanie vyznamnych vlastnosti
zalozenych na farebnych a priestorovych vzoroch obsahu scén na statickych snimkach sa
najcCastejSie vyuzivaju konvolu¢né neuronové siete. Na zlepSenie ich efektivity je mozné
do nich implementovat inception bloky. Charakteristiky ohnia a dymu premenné v Case,
takzvané dynamické alebo tiez Casové vlastnosti dokazu zaznamendvat rekurentné
neuronové siete. V nich je mozné vyuzit LSTM vrstvy dlhej kratkodobej pamite. V tejto
Casti prace su popisané vSetky spomenuté siete a ich prvky, spolu s opisom fungovania
generativnych kontradiktornych sieti, ktoré vyuzivaju niektoré aktualne pristupy na
augmentaciu datasetov.

2.6.1 Konvoluéna neuronova siet’

Konvolu¢né neuronové siete (CNN) su typom hlbokého strojového ucenia. Ich
zvyCajnym spdsobom vyuzitia je analyza obrazovych dat. Ich konvolucné vrstvy sa
skladaju na seba a kazd4 z vrstiev dokaze rozpoznavat vzory nachadzajuce sa na
snimkach. Pociato¢né vrstvy rozpoznavaju jednoduché prvky ako napriklad hrany,
nasledujuce vrstvy vyhl'adavaju jednoduché tvary a posledné vrstvy uz deteguju objekty
ako budovy, kolesa alebo postavy. Pocas trénovania konvolucna siet’ vyhl'ada spolocné
vzory tréningovych dat, nauci sa ich charakteristiky a prideli im vahy, podl'a toho, ako
vyznamne prispieva konkrétny prvok k detekcii pozadovanych objektov. Natrénovany
model je schopny vyhl'adavat’ nau¢ené prvky na analyzovanych snimkach a nasledne ich
klasifikovat. Vyhodou konvolucnych sieti je ich moznost” spracovat obrazové data a to
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bez potreby ich predspracovania. Architektura konvolu€nej neuronove;j siete je zobrazena
na Obr. 8 [49], [50].

vystup
] — auto
] — motorka

1]

O O — lietadlo

konvoliicia + ReLU pooling  konvohicia + ReLU pooling
N
Y

ziskavanie vyznamnych vlastnosti klasifikacia

-~ ystup

Obr. 8 Architektira konvolu¢nej neurdénovej siete [49]

Vstupom konvolu¢nej neurdnovej siete st snimky vo forme trojdimenzionalneho
pol'a. Toto pole sa pre kazdu zo snimok sklada z troch dvojdimenzionalnych poli hodnot
pixelov, jedno pre kazda farbu z palety RGB. Konvolu¢na neurénova siet ma dve
zakladné cCasti. Blok konvolucie, obsahujuci konvoluc¢né a pooling vrstvy. Tento blok je
zodpovedny za ziskavanie vyznamnych znakov (anglicky features). Druhy blok
pozostava z plne prepojenych vrstiev a na zaklade dat z bloku konvolucie vykonava
klasifikaciu. Proces ucenia konvolu¢nej neurénovej siete vyuziva na upravu vah
jednotlivych neurénov spitné Sirenie chyby [49], [50].

Konvolu¢na vrstva na vyhl'adavanie vzorov na vstupnych obrazoch vyuziva filtre.
Filtre su matice, ktoré obsahuju Ciselne zaznamenané vzory. Vyskyt tychto vzorov v
obrazovych datach sa kontroluje pomocou procesu konvoltucie. Obr. 9 zobrazuje
maticovu a vizualnu reprezentaciu filtra krivky [49], [50].

0 0 0 30 0 0 0

pixelova reprezentacia filtra vizualizacia filtra detekcie krivky

Obr. 9 Pixelova reprezentacia a vizualizacia filtra [49]
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Konvolucia je operacia aplikovana na vstupni maticu a teda dvojrozmerné pole,
zvyCajne popisujuce obrazové data. Konvolicia na tito maticu aplikuje filter. Filter
prekryva len ur€enu, relativne malu Cast’ vstupného obrazku a postupne sa posuva po celej
jeho matici. V kazdom kroku sa vynasobia prekryvajuce sa hodnoty filtra, matice obrazku
a vysledky tohoto nasobenia sa sCitaju a tvoria jednu hodnotu vystupu operacie
konvolucie. Vyssia hodnota suctu znamena vacsiu pravdepodobnost vyskytu daného
vzoru filtra v Casti vstupnej matice, ktorua filter prave prekryva. Jeden krok konvolucie
zobrazuje Obr. 10. Po tom ako filter prejde celou vstupnou maticou, vypocitané hodnoty
vytvoria nové dvojrozmerné pole vystupu. Proces konvolucie sa nachddza na Obr. 10.
Vystupné pole popisuje vyskyt hladanych vzorov vo vstupnej matici. Pocet filtrov
konvolu¢nej vrstvy je mozné zvolit’ pri jej konfiguracii. Konvolu¢né vrstvy vyuzivaju
aktivacnu funkciu ReL U, ktora upravuje vystup funkcie konvolucie. Ak je vystupna
hodnota zaporna alebo nulova, ReLU ju nastavi na nulu. Kladné hodnoty ostani
nezmenené. Priebeh aktivacnej funkcie ReLLU zobrazuje Obr. 4 [49], [50].
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Obr. 10 2D konvolucia [51]

V pripade kedy stred filtru dorazi na okraj snimky, jeho Cast preCnieva za okraj matice
snimky. Vypocet konvolucie v takomto bode by bol nespravny, ked’ze vel'ka Cast filtra
neprekryva ziadne hodnoty s ktorymi by sa mohol vynésobit. Oblast za hranicou
vstupnej snimky neobsahuje ziadnu informaciu. Sucet vynasobenych prekryvajtcich sa
hodnét by bol teda nizsi nez v ostatnych bodoch snimky. Skresl'ovaniu vysledkov
konvolucie na okrajoch matice vstupnej snimky sa predchadza pouzitim vyplne (anglicky
padding). Aplikacia vyplne nahradi chybajuce hodnoty za okrajmi vstupnej matice
nenulovymi. Obr. 11 zobrazuje miesta za okrajom, ktorych sa problém rieseny vypliiou
tyka. Sposobov ako vyplnit' tito oblast’ je niekol'ko. Napriklad je mozné kopirovat
hodnoty poslednych okrajovych pixelov, zrkadlit hodnoty pixelov snimky za jej okraj
alebo oblast vyplnit konStantnou hodnotou [49], [50].
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Obr. 11 Vypln (angl. padding) [49]

Druhou castou bloku konvolucie v konvoluénych neurénovych sietach je vrstva
pooling. Tieto vrstvy sa vkladaju medzi konvoluéné vrstvy. Funkciou pooling vrstiev je
znizovat’ dimenzionalitu a poCet parametrov neuronovej siete, ¢im sa znizi jej narok na
vypoltovy vykon. DalSou uZito&nou vlastnostou pooling vrstiev je ich schopnost
extrahovat’ dominantné vyznamné vlastnosti, ktoré nie st ovplyvnitel'né rotaciou alebo
priestorovymi zmenami. Takto napomahaju efektivnemu uceniu vyhl'adavanych prvkov.
Pooling vrstva prechadza jej vstupné pole hodnot oknom s urcenou Sirkou a vyskou.
Existuja dva druhy pristupu k vypoctu vystupu z hodnot v okne. Average pooling (v
preklade z angliCtiny priemerny) vypocitava ich priemernti hodnotu. Max pooling v okne
vyhladd maximalnu hodnotu, ktord predstavuje jeden zdznam vo vystupnej matici
pooling vrstvy. Tento proces zobrazuje Obr. 12. Max pooling tiez potlaca Sum, kedze
odstrani zaSumené aktivacie. Preto sa v konvolu¢nych neurénovych sietach vyuziva
CastejSie nez average pooling [49], [50].

max pooling

20|30
112 37
12|20 30
8 |12] 2
34/70|37| 4 average pooling
112/100f 25| 12 13| 8
79|20

Obr. 12 Proces pooling vrstvy [49]

Nasleduje klasifikaény blok konvolucnej siete. V principe sa jedna o plytka
neuroénovu siet obsahujucu zvycajne dve az tri skryté plne prepojené vrstvy. Posledna,
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vystupna vrstva zvyCajne vyuziva aktivacna funkciu softmax regression, vykonavajucu
klasifikaciu dat z konvolu¢ného bloku neurdnovej siete do niekolkych tried. Vsetky
vyS§Sie popisované prvky sa spajaju do vyslednej konvolucnej neurénovej siete, ktora je
schopna klasifikovat’ vstupné data v podobe RGB obrazkov. Architektira vysledne;j
konvolu¢nej neurdnove;j siete je zobrazena na Obr. 8 [49], [50]

2.6.2 Inception modul

Inception modul bol pouzity v modeli strojového ucfenia GoogLeNet, ktora je
popisana v dokumente s nazvom ,,Going Deeper with Convolutions* ***(going deeper),
vydanom v roku 2015 Christianom Szegedym a tymom. Je to vykonny nastroj vyuzivany
v konvolu¢nych neurénovych sietach, v ktorych nahradza samostatni konvoluénu vrstvu.
Neurénové siete zvycajne obsahuju niekol’ko po sebe iducich inception modulov [52],
[33].

Zakladna architektura jedného inception modulu pozostava z paralelnych
konvolucénych vrstiev s rdéznou velkostou filtrov (zvy€ajne 1x1, 3x3 a 5x5). Pooling
vrstvy su dolezitou sucastou konvoluénych neurénovych sieti, pre to paralelné
konvoluéné vrstvy doplifia jedna max pooling vrstva s filtrom o velkosti 3x3. Hodnoty
vel'kosti filtrov a jadra vyhodnotili ako vhodné tvorcovia siete modelu GoogleNet.
Architektiru jedného inception modulu modelu GoogleNet zobrazuje Obr. 13.
Implementécia paralelnych konvoluénych vrstiev umoziiuje sieti naucit' sa vyznamné
prvky scén v roznych meritkach. V porovnani s beznou konvolu¢nou vrstvou, inception
modul tymto spdsobom znizuje citlivost na velkost vyhladavaného prvku na
analyzovane] snimke. Vystupy vSetkych paralelnych prvkov inception modulu su
nasledne zretazené, ¢im sa spoja do jednotného vystupu pristupujuceho do nasledujice;
vrstvy [31], [52].

Bezné konvolucné siete pozostavaju z konvolucnych vrstiev zoradenych v sérii, o v
pripade hlbokych neurénovych sieti zvysuje vypoctovu narocnost modelu. Inception
modulov tento problém riesia pridanim jednej konvolucnej vrstvy s vel'kost'ou filtra 1x1
sériovo ku kazdej konvolucnej vrstve. Tymto sposobom sa znizuje dimenzionalita
modelu, ¢o zvySuje efektivitu vypoctov prebiehajucich v neurénovej sieti. Tieto
konvolu¢né vrstvy je mozné vidiet na Obr. 13. Cielom vyuzitia inception modulov je
zvySenie efektivity ucenia neuroénovej siete znizovanim vypoctovej naro¢nosti. Siet’ sa
ich aplikaciou rozsiruje, jej hibka sa v§ak meni menej nez v pripade vyuzitia sériovo
prepojenych beznych konvolucnych vrstiev. Pomahaju tiez bojovat’ proti preuceniu
(overfitting) [31], [33].
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Obr. 13 Inception modul siete GoogleNet [31]

2.6.3 Rekurentné Neuronové Siete (RNN)

Rekurentna neurénova siet’ je urCena na spracovanie sekvencii dat. Zohladiuju tak
Casové hladisko analyzovanych dat, ako napriklad pohyb a zmena velkosti plameriov.
Rekurentny charakter siete znamena, ze na kazdy prvok sekvencie sa aplikuje rovnaka
analyza a vystup siete je zavisly na predoslych vypoctoch. Da sa povedat, ze RNN siete
maju pamét’ zaznamenavajucu informacie vypoctov, ktoré uz prebehli [53].

Neuronové siete sa skladaju z troch vrstiev. Vstupna vrstva, skryta vrstva a vystupna
vrstva. Rekurentné neuronové siete pridavaju do skrytej vrstvy slucku predstavujicu
skryty stav. Sluzi ako spoj medzi analyzou aktudlneho a predchadzajuceho prvku
sekvencie. Informécia z predchadzajuceho kroku sa nachadza s skrytom stave, ktory
predstavuje paméat. Tato informacia vstupuje spolu s d’alsim prvkom sekvencie. RNN
siet rozbalenu v Case popisuje obrazok Obr. 14 [54].

Vystup

stav ]
WA H = [AR{AllA}l—fA]
® & . ¢

Vstup

Obr. 14 Jeden ¢len RNN a jej vizualizacia rozbalena v case [55]
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2.6.4 Architektiura LSTM

LSTM z anglického long short term memory znamena dlha kratkodoba pamat’.
Neurénoveé siete LSTM st druhom rekurentnych neurénovych sieti (RNN) a su vhodné
pre spracovanie sekvenénych dat. Dokéazu sa naucit informéaciu z dat rozlozenych v Case.
Problémom RNN sieti je miznuci gradient pocas spédtného Sirenia chyby. Gradient je
parameter neurdnovej siete vyuzivany pri aktualizacii vah. Ak ma tento parameter nizku
hodnotu, neprispieva k uprave vah a teda ani k uceniu siete dostatocne efektivne.
Postupné znizovanie hodnoty gradientu sposobuje nedostatocné naucenie prvych blokov
RNN siete. Siet si tak nedokaze zapamétat’ dlhodobé suvislosti v datach a da sa povedat’,
7e trpi kratkodobou pamatou. Jednym z rieeni su bloky LSTM. Struktura jedného LSTM
bloku je zobrazena na Obr. 15 [56], [57].

LSTM

zabudacia brana stav bunky

predosly
stav  +

predosly
skryty

stav

bunky

vstupna vystupna
brana brana

@ ® 8 o -

sigmoid tanh bodové bodové vektorové
nasobenie séitanie zret'azenie

Obr. 15 LSTM blok [56]

Vo svojej strukture LSTM bloky vyuzivaju brany, ktoré reguluju tok dat. Stav bunky
prenasa informéciu medzi asovymi bodmi, pricom brany mdzu z tohoto toku informacie
odoberat’ a pridavat. Pridavanie informacie prestavuje jej zapamitanie a naopak
odoberanie spdsobuje zabudnutie informéacie v sieti, vo faze uCenia. Brany sa ucia
rozliSovat’ relevantné informacie, a odstrariovat tie nerelevantné. Vyuzitie aktivacne]
funkcie sigmoid v branach, zabezpecuje, ze ak sa informacia vynasobi nulou, siet’ ju
odstrani a zabudne, ale vynasobenie jednotkou nezmeni jej stav. Hodnoty medzi jedna a
nula urcuju do akej miery je informacia prechadzajuca branou relevantna [56], [57].
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Jeden blok obsahuje tri brany. Prva je zodpovedna za zabudanie, druha je vstupna a
tretia je vystupna. Vstup kazdej z bran kombinuje novua informaciu a predosly skryty stav,
ktory predstavuje paméit. Prva brana rozhodne o tom ¢i sa ma vstupna informacia
zachovat’ alebo zabudnut. Druha brana spolupracuje s aktiva¢nou funkciu hyperbolicky
tangens (tanh) a spolu zabezpecuju aktualizaciu stavu bunky. Sigmoid funkcia brany
rozhoduje o relevancii informacie a tangens sluzi na regulaciu siete. Nasledne sa
predchadzajuci stav bunky vynasobi vystupom prvej brany a scita s aktualizovanym, teda
novym stavom bunky. Hodnota vystupnej brany ovplyvnena jej aktivacnou funkciou
sigmoid sa vynasobi s aktualizovanym stavom bunky regulovanym funkciou
hyperbolicky tangens. Ich kombinacia vytvara aktualizovanu informaciu, ktord bude
obsiahnutd v novom skrytom stave bunky a teda v jej paméti. Vystup jedného LSTM
bloku, ktory sa postva do d’alSieho casového bodu, je novy stav bunky a novy skryty stav
bunky [56], [57].

2.6.5 Generativna Kontradiktorna Siet’

Generativna Kontradiktorna Siet’ je forma hlbokého strojového ucenia bez ucitela.
Sklada sa z dvoch neurénovych sieti. Jedna spiiia funkciu generatoru a druhou je
diskriminator. Najc¢astejSie su siete GAN vyuzivané na generovanie novych obrazkov,
ktoré pre ¢loveka vyzeraju autenticky. Su schopné menit’ povahu scén alebo vytvarat
nové snimky spajanim prvkov naucenych obsiahnutych v trénovacich datach generatoru.

Generativna siet’ je trénovana pomocou autentickych dat a jej cielom je vyuzivat z
nich naucenu informaciu, aplikovat’ ju na iné data a tak vznikaju nové syntetické data.
Spracovavané data su zvycajne obrazového charakteru. Po tom ako sa generator nauci
spolahlivo generovat’ syntetické snimky, posuva ich na vstup diskriminatora. Generator
sa pri tom pokusa €o najviac priblizit autentickym obrazom a oklamat’ tak diskriminator,
ktory rozliSuje medzi redlnymi snimkami a syntetickymi obrazkami. Rozdiel medzi
autentickymi a syntetickymi snimkami nasledne ovplyviiuje vykon siete pomocou
spéatného Sirenia chyby. Obrazok Obr. 16 zobrazuje schému fungovanie siete GAN [58],
[59].
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Obr. 16 Schéma siete GAN [59]

Prikladom moze byt zmena ro¢ného obdobia na snimke. Generator je natrénovany na
zimnych snimkach. Ich charakteristiky aplikuje na letné obrazky a diskriminator
vyhodnoti mieru zhody syntetickych dat s autentickymi. Vysledkom su novo
vygenerovang, presvedcivé, zimné obrazky [24].

2.7 Vlastnosti datasetov

Dataset je usporiadana kolekcia obrazkov. Jeho ucelom je poskytnut utriedené a
kategorizované data pre proces trénovania modelov strojového ucenia. Snimky, ktoré
obsahuje su zaradene do tried zastupujucich objekty a scény, ktoré je potrebné rozliSovat
v oblasti, na ktoru je zamerany. V pripade detekcie ohia a dymu su triedy zvycajne
definované ako oheri, dym a neutralne snimky, ¢o znamena také, ktoré neobsahuju zabery
ohtia ani dymu [60].

V tejto Casti textu su popisané vlastnosti datasetov, ako aj procesy s nimi spojené.

2.7.1 Triedy datasetu

Kazdy dataset obsahuje niekol’ko tried. Tie delia vSetky snimky datasetu do kategorii
podla charakteru zobrazovanych scén. Pocas trénovania je kazdej snimke pridelené
oznacenie triedy, do ktorej patri. Podl'a neho sa kontroluje trénovanie neuronovej siete.
Toto oznacenie je aj vystupom detekcie obrazovych dat po prechode neuréonovou siet'ou.
Natrénovana neuronova siet vyhodnocuje s akou pravdepodobnost'ou a do ktorej triedy
patri vyhodnocovany snimok. Nasledne snimku na vystupe prideli oznaCenie triedy. Pocet
tried ateda oznaCeni zavisi na pocte odliSnych scén, pripadne objektov, ktoré ma
neuronova siet’ rozoznavat' [60].
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2.7.2 Vyvazenie a pocetnost’

Pri deleni obrazkov do tried je vhodné dodrzat’ niekol’ko postupov. Idedlny dataset by
mal byt spravne vyvazeny, dostatoCne pocetny a obsahovo diverzny. Takyto dataset
poskytuje vo faze trénovania neuronovej siete hlbokého ucenia velké mnozstvo réznych
informécii, vdaka ktorym vznika spolahlivy a presny natrénovany model strojového
ucenia. V praxi je narocné dosiahnut zabezpeCenie spomenutych aspektov a preto
existuju zasady, ktoré maju za ulohu usmernovat’ skladbu datasetu tak, aby sa tomu
idealnemu, Co najviac podobal. Zasadami si: vysoka pocetnost, vyvazenie, diverzita
a nasledna generalizacia trénovacich dat.

Vysoka pocetnost’ znamena vel'ky pocet obrazovych dat zahrnutych v datasete a teda
vel'ké mnozstvo vzoriek vyhodnocovanych scén. Ak je dataset pouzity pri trénovani
konvolu¢nych neurénovych sieti, tieto vyzaduju jednotky az desiatky tisic snimok. So
zvySujucim sa poctom snimok sa zvySuje aj Sanca naucit model kvalitni informaciu
o posudzovanych scénach. Tak sa zvySuje jeho presnost’ detekcie pozadovanych udalosti.

Vyvazeny dataset je taky, ktory obsahuje totozné mnozstvo snimok v kazdej z jeho
tried. To znamena, ze ak trieda ohenl obsahuje desat obrazkov plameriov, trieda dym
a trieda neutralnych obrazkov by mali mat tiez prave 10 obrazkov. Dosiahnut toto
kritérium nie je vyrazne narocné, ale v praxi je dostacujuce ak, sa poCty snimok v triedach
¢o najviac priblizuju. Tiez plati, zZe so zvySujicim sa poc¢tom vzoriek klesa vplyv efektu
vyvazenia datasetu na kvalitu rozliSovacej schopnosti natrénovaného modelu strojového
ucenia. To plati pre pripadny, vzh'adom na pocetnost obrazkov v triedach, relativne maly
rozdiel poctu obrazov v jednotlivych triedach. V pripade, kedy neddjde k uspesnému
vyvazeniu datasetu sa model strojového ucfenia nauci informaciu, ze véicSina
prichadzajucich obrazkov patri do jednej triedy, ktora je zastipena v najvacSom pocte.
Pri vyuziti takto nespravne natrénovaného modelu na detekciu, tento rozhodne, ze
prevazna Cast’ prichadzajucich obrazov patri do jednej najpocetnejSej triedy. Takéto
spravanie je nevhodné na vyuzitie v praxi. Vyvazeny dataset naopak zabezpecuje
natrénovanie spol'ahlivého modelu, schopného spol'ahlivo a objektivne rozliSovat medzi
scénami spadajucich do jednotlivych tried [61].

2.7.3 Diverzita

Dataset je diverzny v pripade, kedy zahfiia rozne alternativy scén tried. Prikladom
moze byt obrazok horiaceho auta na krajnici cesty za slne¢ného diia. Alternativou by bol
autobus v plamefioch v podzemnej garazi s umelym osvetlenim. Farby dymu aj plameriov
budu za roznych svetelnych podmienok odlisné, tiez silueta horiaceho objektu a absencia
oblohy zvySuje doraz na oblast’ obrazu s vyskytom plamenov, ¢i dymu. Dym casto meni
farbu podl'a okolitého svetla a typu horiacej latky. Vhodné je zahrnut scény réznych
objektov ako napriklad domu, interiéru, vyskovej budovy, vozidiel alebo poziarov
vegetacie. Spravny model strojového ucenia by mal dokazat detegovat pozadované
objekty a javy za akychkol'vek podmienok. Preto je dolezité zahrnit’ snimky obsahujuce
rozne sfarbeny dym aj plamene, rozli¢né denné doby (defi, noc, skoré rano, ...) a scény
vo viacerych poveternostnych podmienkach (dazd’, sneh, sucho, oblacno, ...). Dym je
Casto biely alebo cCierny z dovodu spalovania odliSnych materidlov, pricom drevo
zvycCajne sposobuje svetly dym a plasty naopak tmavy odtieii dymu. Prikladom mézu byt
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aj dymovnice, ktoré je vhodné detegovat, ale vyskytuji sa vroéznych farebnych
prevedeniach. Dovodom zahffiania takychto snimok v triedach datasetu su rozne zmeny
svetla dopadajuceho na snima¢ kamier a fotoaparatov ovplyviujuce farebnu
charakteristiku nasnimaného obsahu. Neutralne zdbery mézu byt v urcitych situaciach
chybne interpretované ako oheri alebo dym. NajnaroCnejSie scény obsahuju zapady
a vychody slnka, pricom, ak svetlo prenikd pomedzi listy stromov, moze pripominat
prave plamene. Dal§im prikladom st pouli¢né lampy s oranzovym svetlom alebo svetla
aut prechadzajucich nonymi ulicami a cestami. V pripade dymu je mozné, ze ddjde
k chybnej pozitivne] identifikéacii oblakov alebo hmly. Takto vznikaju falo§né poplachy,
ktoré znizuju spol'ahlivost detekcie. Vdaka spracovaniu snimok zachytenych za
rozliénych svetelnych podmienok je model schopny naucit sa dobre rozoznéavat
pozadované scény a objekty na nich aj v naro¢nych podmienkach.

Vysledkom spolo¢ného snazenia popisanych zasad je generalizacia detekcie modelu
strojového ucenia, ktora zarucuje vysoku presnost’ detekcie ohria a dymu za réznorodych
podmienok a v rozli¢nych situaciach. Vdaka tomu je mozné zarucit' Siroké nasadenie
vysledného natrénovaného modelu strojového ucenia ajeho spolahlivé fungovanie v
Sirokom spektre situdcii.

2.7.4 Delenie podl’a vyuzitia

Cely dataset je deleny podl'a tried jeho obsahu. To v§ak nie je jediné delenie, ktorému
podlieha. Pri vyuziti v trénovani neurénovych sieti sa jeho obsah vyuziva na tri ucely.
Najvacsia Cast’ snimok sa vyuziva na trénovanie, d’alSia Cast’ je urCend na validaciu
neurénovej siete v procese trénovania a posledna Cast je vyhradend na testovanie
uspesnosti detekcie natrénovaného modelu strojového ucenia. Vo vysledku tak vznikni
tri datasety, a to tréningovy, validacny a testovaci. Toto rozdelenie je nutné pre spravne
vyhodnotenie detekcie vykonavanej nau¢enym modelom strojového ucenia. Ak by sa mal
model trénovat’ a aj validovat’ na totoznych datach, nenaucil by sa rozliSovat’ vyznamné
znaky objektov a scén, ktoré ma vyhl'adavat, ale zapamatal by si snimky zahrnuté vo
vstupnych datach. To znamena, ze by data len memoroval bez toho, aby sa ich ucil
rozliSovat. Ak ma neskdr detegovat na datach, ktoré mu nikdy doposial neboli
predlozené bez toho, aby nadobudol vedomosti o vyznamnych vlastnostiach objektov,
v rozpoznavani zlyhava. Presnost’ ako aj miera faloSnych hlaseni je vysoka a model nema
ziadne vyuzitie. Ak model namiesto ucenia len memoruje data, tato skuto¢nost’ sa tiez
nazyva preucenie alebo anglicky overfitting [62], [63].

Rozdelene datasetu teda zabezpeCuje dodrzanie objektivnych podmienok pri
posudzovani uspesnosti modelu strojového ucenia v jeho tlohe. To znamena, ze vd’aka
tomuto kroku nenastane pripad kedy je model vyhodnocovany s vyuzitim tych istych dat
pomocou ktorych bol trénovany [62], [63].

Preto sa ¢ast’ snimok z celého datasetu oddeli a sluzi ako validacny dataset. Ten sluzi
na objektivne vyhodnocovanie vykonu modelu pocas nastavovania jeho parametrov.
Tento postup sa opakuje a ovplyviiuje nastavenie bodov neuronovej siete pocas toho ako
prebieha proces trénovania. Z validaénych dat sa vS§ak model priamo neuci ziadne nové
informéacie, model je nimi ovplyvilovany nepriamo [62], [63].
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Testovacie data oddelené z celého datasetu sa pozivaju, podobne ako tie validacné,
na objektivne vyhodnocovanie uspesnosti detekcie modelu. Avsak aplikuju sa az na vstup
natrénovaného modelu, takze ziadnym spdsobom neovplyviiuju parametre modelu. Ich
ucel je vylucne zamerany na posudenie reakcie nau¢eného modelu na nové data, ktoré
nikdy nemal moznost’ spracovat’. Takto sa overuje napriklad vysledna presnost alebo
miera faloSnych detekcii modelu, ale aj d’alsie metriky popisujuce schopnost’ reagovat’ na
nové data. Vznika tak obraz o tom, ako by si natrénovany model pocinal v realnych
podmienkach jeho nasadenia, v praxi. Preto je vyhodné pomocou metrik ziskanych
spracovanim testovacich dat porovnavat testované modely, urcovat’ ich kvalitu a tiez
nastavovat’ parametre v d’al§ich iteraciach trénovania vytvaranych neurénovych sieti
[62], [63].

Trénovanie Validacia Testovanie

Obr. 17 Vizualizacia rozdelenia datasetu

Existuje niekol’ko preferovanych, empiricky overenych spdsobov rozdelenia celého
datasetu na Casti vyhradené pre trénovanie, validaciu a testovanie. Pomery, v ktorych je
dataset rozdeleny je vSak mozné a v niektorych pripadoch aj vhodné upravit' podla
potreby a charakteru modelov strojového ucenia, ale aj samotnych dat. Typické
pociatocné percentualne podiely delenia datasetu zobrazuje Chyba! NenaSiel sa ziaden z
droj odkazov.Chyba! NenaSiel sa ziaden zdroj odkazov. [62].

tab. 1 Typické moznosti delenia datasetu [62]

Trénovanie Validacia Testovanie

70 % 15 % 15 %

80 % 10 % 10 %

60 % 20 % 20 %
2.7.5 Augmentacia

Augmentacia alebo rozsirovanie datasetu je proces, ktory zvacsuje pocet obrazkov
bez nutnosti vyhl'adavania novych dat. To sa deje pomocou geometrickych modifikacii,
ktoré sa aplikuju na uz existujuce snimky v datasete, ¢im vznika unikéatny obraz. Proces
zabezpeCi znésobenie pocetnosti datasetu. Neuronové siete takyto obraz zvycajne
povazuju za novu informaciu. Vyuzitie augmentacie je zalozené prave na tejto ich
vlastnosti. ZvacSovanie poctu obrazkov v tréningovom datasete je sposob ako bojovat
sich nedostatkom v pripade, kedy su tieto vyuzivané na trénovanie konvolu¢ne]
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neuronovej siete. Konvolucné siete totiz zvyCajne potrebuju na svoje ucenie relativne
vel'ké mnozstvo tréningovych snimok. Je to ¢asto podmienka toho, aby dosiahli dobré
vysledky [64], [65].

Augmentacia ma dva bezné spdsoby implementacie. ZvycCajne, takmer urcite v
pripade ak sa jedna o malo pocetné datasety, sa vyuzije takzvany offline sposob. To
znamena, Ze augmentacia prebieha na celom datasete a modifikované obrazy sa ukladaju
na dalSie vyuzitie. Takto sa nasobi pocet snimok v datasete poctom uprav jednotlivych
obrazkov. To méa vSak za nasledok vyrazné zvacsenie poctu snimok, ¢o je pri malom pocte
povodnych originalnych obrazkov ziaduce. Nasledne sa novovytvorené obrazy pridaja
k existujucim do jedného datasetu. Jeho obsah sa privadza na vstup neuronovej siete
pocas fazy trénovania. Naopak v pripade, ze je povodny dataset uz pred rozSirenim
pocetny, navySenie moze byt prili§ narocné na vel'kost' pamitového priestoru, ktory
zabera. V tomto pripade je vyhodné pouzit takzvanu online implementéciu, teda obrazy
modifikovat po skupinach tesne pred tym ako st privadzané na vstup neurdnovej siete
pocas jej trénovania. Modifikované snimky sa teda ukladajt len do€asne a objem datasetu
sa tak nezdvihne. Tento variant v§ak spdsobi zvySent Casovu naro¢nost’ na proces ladenia
zvolene] neuronovej siete, pretoze Upravy sa vykonavaji odznova pri kazdom spusteni
cyklu trénovania neurénovej siete ateda po kazdej zmene jej parametrov. Uspora
pamétového priestoru je vSak vyhodou pri archivacii a zdielani vytvoreného datasetu
[64], [65].

Medzi vyuzivané obrazové modifikacie patria: preklopenie po horizontalnej,
pripadne vertikalnej osi, orezanie obrazu, rotacie na jednu zo stran, priblizenie a posun.
Horizontalne preklopenie je ekvivalentom zrkadlenia, a napomaha neurénovej sieti
nebrat’ do uvahy orientaciu objektov na obrazkoch. Vyuzitie vertikalneho preklopenia nie
je az také Casté, ked'ze vacSina beznych scén ma zachovanu prirodzenu orientaciu.
Rotaciu obrazu je nutné limitovat' na mensie hodnoty. Pri velkych hodnotéach rotacie sa
charakter objektov moze vyrazne menit, ¢o nemusi byt' v konkrétnom pripade vyuzitia
prospesné. Meni sa tu tiez rozmer obrazku. Ak je to mozné, na kompenzaciu sa vyuziva
orezanie obrazka alebo sa chybajuce cCasti interpoluju. Priblizenim sa mysli orezanie
okrajov snimky vo zvolenej vzdialenosti od okrajov. Posun je kombinaciou orezania na
niekol’kych okrajoch obrazu, pri€om protil'ahlé okraje je mozné doplnit’ interpolovanim.
Objekt na obrazku sa tak posunie do inej Casti scény [64], [65].

Pri pouziti rotacie alebo posunu je vhodné aplikovat’ interpolaciu obrazu na miestach,
kde po uprave vznika miesto bez obrazovej informacie. Pixely za hranicami pévodnych
snimok, zvycajne su to okraje a rohy novo vzniknutych obrazov, su implicitne vyplnené
jednou farbou, Casto Ciernou alebo Sedou. V zavislosti na parametroch a charaktere
pouzitej neuronovej siete, taito moze pixel bez informacie ignorovat’ alebo ich povazuje
za obsah snimky. V druhom spominanom pripade nastava problém, ked’ze Cierne alebo
Sedé miesta sa mozu negativne ovplyviiovat efektivitu pocas trénovania a presnost
vysledného natrénovaného modelu strojového ucenia, pripadne zapricinovat chybnu
identifikaciu analyzovanych scén. Tento problém riesi interpolacia, ktord na zaklade
znameho obsahu dopliia pixely na miestach, kde obrazova informacia po modifikaciach
chyba. Typickymi sposobmi interpolacie je zrkadlenie obrazu od jeho okraja, kopirovanie
okrajovych pixelov alebo kopirovanie obrazku po vSetkych strandch podobne ako pri
dlazdiciach [64].
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Pri generovani unikatnych obrazov z existujucich dat su napomocné aj generativne
kontradiktorne siete (pod skratkou GAN z anglického generative adversarial network).
Vyuzivaji sa na transformovanie scén do inych poveternostnych podmienok, rocnych
obdobi alebo dennych dob. Siet sa snazi pozmenit' charakter upravovanej scény tak, aby
sa podobala napriklad no¢nym, ¢i zasnezenym scénam, na ktorych bol model trénovany.
Princip fungovania sieti GAN je detailnejSie popisany v 2.6.5. Na tento ucel ich vyuzivaju
aj autori pristupu opisovanom v 2.6.5 [27], [24], [64].
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3.NAVRH RIESENIA

Tato kapitola popisuje moznosti a postupy rieSenia praktickej Casti tejto diplomove;j
prace. Na zaciatku je spomenuty pouzity softvér.

3.1 Pouzity softvér

V tejto Casti textu sa nachadza popis softvéru vyuzivaného pri spracovani
a vyhodnocovani rieSenia tejto diplomovej prace. Jedna sa o programovaci jazyk,
virtualne prostredie, v ktorom je nainStalovany, vyvojové prostredie pre zvoleny
programovaci jazyk a bali¢ky vyuzivané pri implementacii procesov strojového ucenia.
Sekcie su venované vSetkym spominanym prvkom samostatne, pricom obsahuju ich
struény popis, sposob vyuzitia, oznaCenie verzie pouzivanej v tejto praci. Ak je to
potrebné popisy obsahuju poznamky zahfiiajuce aspekty instalacie a spravy vyuzitého
softvéru, ktoré mozu potencialne spdsobovat’ problémy.

3.1.1 Python

Python je interpretovany, objektovo orientovany, vy$§i programovaci jazyk
s dynamickou sémantikou. Python mé otvoreny zdrojovy kod, ¢o umoziuje jeho
bezplatné vyuzitie. Syntax jazyku Python je relativne jednoducha a zameriava sa na
prehl'adnost kodu. Vdaka tomuto dorazu na Citatelnost’ skriptov je tvorba kodu rychla a
efektivna. Python tiez podporuje balicky rozsirujuce jeho funkcionalitu, z ktorych tato
praca vyuziva napriklad TensorFlow a Keras, ktoré si zamerané na implementaciu
strojového uCenia. Programovaci jazyk Python nevyzaduje krok kompilacie a preto je
proces tvorby kodu, jeho ladenia a testovania rychly. V pripade, kedy interpreter narazi
na chybu v kéde a nevyvola vynimku, vypiSe zoznam neukoncenych volani funkecii spolu
s hodnotami ich argumentov, v anglictine znamy pod nazvom stack trace. Ten moze
obsahovat’ informacie, ktoré ul'ahcia proces rieSenia vzniknutej chyby [66].

V tejto praci je inStalacia zabezpecend a spravovana systémom Anaconda. Vyuzivana
je verzia Python 3.6.9.

3.1.2 Anaconda

Anaconda je systém na spravu bali¢kov, kniznic a virtualnych prostredi pre mnohé
programovacie jazyky, medzi ktoré pari aj jazyk Python. Grafické prostredie pre tento
systém sa nazyva Anaconda Navigator a umoziuje vyhladavanie a rychlu instalaciu
balickov spolu sich sucastami.Zaroveni sprostredkuje kontrolu aktualizacii uz
nainstalovanych balickov a kniznic prikazov a ich naslednu instalaciu. Druhou kl'a¢ovou
funkciou systému Anaconda je schopnost vytvarat a spravovat’ virtualne prostredia.
Kazdé znich pritom moze obsahovat inStalaciu ktorejkol'vek z dostupnych verzii
programovacieho jazyka Python a rozne bali¢ky ¢i kniznice prikazov. Takto vytvorené
prostredia su Uplne separované a navzajom nezavislé. Tvorba nového virtualneho
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prostredia je jednoducha a rychla. Vyuzitie tejto funkcie zjednodusuje rieSenie problémov
s kompatibilitou  kniznic = navzdjom  alebo  kompatibilitou  kniznic = vo
vztahu s jednotlivymi verziami jazyka Python. V praci je vyuzita verzia jadra systému
Conda 4.7.12 spolu s grafickym prostredim Anaconda Navigator vo verzii 1.9.7, ktorého
prostredie zobrazuje Obr. 18 [67], [68].

2 Anaconda Navigator - [m] X
File Help
{) ANACONDA NAVIGATOR 0 ‘ Sign n to Anaconda Cloud
ﬁ Home
Q Installed v Channels Update index... tensor, X
=
L 1) e base (root) Name ~ T Description Version
Deep learning library for theano and .
& &
. betaeny > @ kerss O tensorflow ’
g Learning
Tensorboard lets you watch tensars
I board A 200
& tensorboar o) flow
- Community
tensorflows D Tensorflow is s machine learning library. 2
<
tensorflow-base ) Tensorflow is 2 machine learning library,
base package contains only tensorflows.
Documentation tensorflows- 3 2

estimator

Developer Blog

- a [ ]

Create Clone Import  Remove 5 packages available matching "tensor”

Obr. 18 Prostredie programu Anaconda Navigator

3.1.3 PyCharm

Programovat v jazyku Python je mozné aj bez pouzitia IDE tretich stran. Po inStalacii
balika Python je k dispozicii zakladné vyvojové prostredie so skratkou IDLE, ¢o z
anglického Integrated Development and Learning Environment znamena integrované
vyvojové a vzdelavacie prostredie. Jeho grafické prostredie Obr. 19. Moznosti spravy
projektov a predikcie prikazov si vSak v porovnani srieSeniami tretich stran znacne
obmedzené. IDLE poskytuje zakladné néstroje formatovania a ladenia. Viac moznosti
a inteligentnej$iu navigaciu poskytuje integrované vyvojové prostredie zname tiez pod
skratkou IDE (z anglického Integrated Development Environment) od vydavatel'ov
tretich stran [69].
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| & *11_Training.py - C:\Users\denis\PycharmProjects\BetaCode\ll_... — O *

File Edit Format Run Options Window Help

import tensorflow as tf -~
i - matplotlikb.pyplot as plt
import numpy as np
print ("Tensorflow version: ", (tf. version )
# dataset loading
mnist = tf.keras.datasets.mnistc
(x train, y train), (x test, vy test) = mnist.load data()
# normalization
®_train = tf.keras.utils.normalize(x train, axis=l)
S —
# model tvpe
model = tf.keras.models.Sequential ()
W
Lrn:& Col: 0

Obr. 19 IDLE integrované vyvojové a vzdelavacie prostredie jazyka Python

Tato praca otestovala niekol'’ko vyvojovych prostredi a pre d’alSie vyuzitie voli jedno,
ktoré sa prejavuje jednoduchost'ou vyuzivania a intuitivnou navigaciou v jeho obsahu. Je
to vyvojové prostredie PyCharm od vydavatel'a JetBrains vo verzii Comunity Edition
2019.3.3 [70]. Zakladné rozlozenie prvkov a grafické prostredie IDE PyCharm zobrazuje

Obr. 20.

i

BetaCode

F 1:Project

Obr. 20 Integrované vyvojové prostredie PyCharm

IDE PyCharm umoziiuje spravu projektov aupravy skriptov napisanych
v programovacom jazyku Python. Vyber a zmenu nain§talovanej verzie jazyka Python

ul'ahcuje karta v konfiguracii tohoto vyvojového prostredia. Jej pomocou je mozné
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vyberat’ z pomedzi virtualnych prostredi vytvorenych v programe Anaconda Navigator.
Tato moznost’ je napomocna pri rieSeni problémov kompatibility verzii jazyka Python a
jednotlivych wverzii kniznic vyuzivanych pre spracovanie obrazu aimplementaciu
strojového ucenia.

Integrované vyvojové prostredie PyCharm taktiez ponuka inteligentné dokoncovanie
prikazov, reviziu kédu za chodu, s funkciou zvyraziiovania chyb, kedy zvycajne navrhne
ponuku ich rychlych oprav. Zvyraznovanie syntaktickych chyb funguje pre vSetky
balicky prikazov pouzivané v tejto praci spol'ahlivo, avsak pre niektoré Specifické prikazy
kniznic tretich stran nie je dostupna ponuka moznych oprav. Tato nevyhoda vSak nema
vel'ky negativny vplyv na pracu pocas vytvarania kodu [71].

Dal3ou z pozitivnych funkcii je zvyraziovanie syntaxe a kla¢ovych slov prikazov
kniznic aich atributov, ktoré vyrazne ul'ahCuju orientaciu v skriptoch a zlepSuje
prehl'adnost’ kodu. ZlepSena prehl'adnost’ priamo ulahuje eliminaciu chyb pri pisani
kodu [70], [71],

Vel'kou vyhodou je aj moznost spolahlivo ajednoducho vyhladavat premenné,
metody a funkcie, avyuzit' pri tom ich bezpecnu refaktorizaciu. Pomocou nej sa
vyhl'adaju vsetky pripady vyuzitia hladanej premennej, metddy, ¢i funkcie v celom
projekte. Nasledne méa uzivatel moznost’ skontrolovat vplyvy zmeny na kod v suboroch
projektu a rozhodnut’ o aplikovani refaktorizacie. Ta sa potom postara o uskuto¢nenie
uprav na vSetkych dotknutych miestach v celom projekte. Vd'aka tejto funkcii sa znizuje
riziko naruSenia prepojeni medzi premennymi a miestami ich vyuzitia a plynulého
fungovania kodu. V neposlednom rade je priamo v IDE PyCharm mozné spustat a ladit
vytvarané projekty. [70], [71],

3.1.4 TensorFlow

TensorFlow je kniznica s otvorenym koédom vyvinutd spolo¢nostou Google za
ucelom implementacie procesov strojového ucenia, hlbokého ucenia, Statistickych
a prediktivnych analyz. Jej kI'u€ovou funkciou je spracovanie tenzorov [72].

Tenzor je matematicky objekt pozostavajuci z prvkov, ktoré podliehaju zmenam
v zavislosti na pravidlach zohl'adriujicich zmenu suradnic. Jednoduchsia predstava
tenzoru je jedno alebo viac dimenzionalne pole dat. Tenzorom moze byt reprezentovany
napriklad viac dimenzionalnym vektorom alebo maticou, teda aj maticou pozostavajucou
z vektorov alebo maticou obsahujucou d’alSie matice. Vizualnu reprezentaciu takychto
datovych objektov zobrazuje Obr. 21Chyba! NenaSiel sa ziaden zdroj odkazov. [72],
[73], [74].
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Obr. 21 Vizualna reprezentacia viacdimenzionalnych datovych poli [61]

Architektura kniznice TensorFlow vyuziva grafy datovych tokov s priebeznymi
vysledkami vypoctov. Vd’aka tomu je vhodna na paralelné spracovanie vel'kych objemov
dat, teda aj na vyuzitie v oblasti neurnovych sieti. Paralelné spracovanie dat sa mdze
vykonéavat' na beznych procesoroch (CPU) alebo grafickych procesoroch (GPU).
Vyskumnici firmy Google disponuju Specializovanymi procesormi operujucimi
s tenzormi (TPU), ktoré vyuzivaji na zrychlenie procesov kniznice TensorFlow [72],
[74].

Uzivatel zadefinuje pozadované procesy, ktoré sa budu aplikovat' na data. Tieto
procesy sa spoja do grafu a podla neho sa postupne vykonavaju. Data maju pocas
prechodu grafom podobu tenzorov [72], [74].

Tensorflow pontika rozhranie API (z anglického Application Programming Interface,
v preklade rozhranie pre programovanie aplikacii) vysokej ale aj nizkej urovne.
Prednostne sa odporuca vyuzivat rozhranie vysokej urovne, ktoré je vytvorené tak, aby
bolo jednoducho citateI'né a vyuzitel'né clovekom. Zjednodusuje zapis kodu na spravu
datovych tokov a vyvoj aplikacii. Pre skusenejsich uzivatel'ov je tiez k dispozicii aj API
nizkej urovne pod nazvom TensorFlow Core. Za cenu prace s komplikovanejSimi
prikazmi a syntaxou, spristuptiuje rozsirené nastroje vhodné pri experimentovani a ladeni
aplikacii [72].

Kniznica TensorFlow do verzie 1.9 pri niektorych funkciach pouziva rozdielnu syntax
nez TensorFlow od verzie 2.0 vyssie. Pri prechode na verziu 2.0 totiz tvorcovia zaviedli
niekol’ko kl'i€ovych zmien, ktoré maja za ciel’ eliminovat redundanciu, zrychlit’ pracu

57



s kniznicou a upratat’ zdrojovy kod tak, aby bolo prostredie viac konzistentné nez vo
verziach 1.9 astarSich. Aj ked’ tato aktualizacia zdrojového kodu TensorFlow prinéasa
mnoho vylepSeni, spdsobuje tiez komplikécie pri konverzii existujacich skriptov, ktoré
boli napisané s vyuzitim starSich verzii. Pre tento pripad je mozné dohl'adat navody na
prechod na TensorFlow 2.0. Tento proces je vSak viac ¢asovo narocny. Niektoré Casti
existujucich skriptov vyuzivajuce funkcie kniznice TensorFlow 1.9 a starSich, funguju aj
po aktualizacii. Pri spustani takychto skriptov sa v okne konzoly objavi varovanie
o zmenach v syntaxi jednotlivych dotknutych funkecii [75].

V praci sa vyuziva verzia TensorFlow 2.1.0. Kniznica TensorFlow je od verzie 2.0
oficialne pripravena na vyuzitie rozhrania vyssej urovne Keras, ktoré si dava za ciel
zvysit efektivitu prace s touto kniznicou.

3.1.5 Keras

Keras je API vysokej urovne. Toto rozhranie je napisané v programovacom jazyku
Python. API Keras pritom nevykonava operacie nizkej irovne samostatne, ale vyuziva na
to backend aplikacie, implicitne sa jedna o TensorFlow. Cielom API Keras je poskytnut
jednoduché rozhranie umoziujuce rychlu a efektivnu implementaciu tloh hlbokého
ucenia pre kniznicu TensorFlow. Poskytuje zakladné stavebné Struktiry a abstrakcie
prinosné pri rieSeni uloh strojového ucenia. Od verzie TensorFlow 2.0 je Keras
primarnym rozhranim pre programovanie aplikacii [76], [77].

Zakladnymi datovymi Strukturami rozhrania Keras su vrstvy a modely. Na tvorbu
jednoduchych architektur neurénovych sieti postacuje sekvencny model, ktory je
zalozeny na skladani vrstiev na seba. V tomto pripade ma kazda vrstva prave jeden
vstupny tenzor. Na realizaciu zlozitejSich architektir je potom vhodné vyuzit Keras
functional API. Toto rozhranie dovol'uje vytvarat nelinearne, acyklické smerové grafy
zlozené z vrstiev. A tak vyhovuje realizacii komplexnych neurénovych sieti s viacerymi
vstupmi alebo vystupmi a so zdielanim vrstiev. Functional API dovoluje tiez pisanie
celych modelov strojového uc€enia od pociatku pomocou objektov vlastnych tried. Medzi
preddefinované vrstvy rozhrania Keras patria napriklad plne prepojena vrstva, aktivacna
vrstva alebo 2D konvolucna vrstva [77], [76], [78], [79].

Vzajomna kompatibilita verzii API Keras, platformy TensorFlow a programovacieho
jazyka Python moze byt za urcitych okolnosti nedokonala. V tejto praci spdsobovala
tazkosti niekolko krat. Problémy sa zvyCajne prejavovali chybovymi hlaSkami
o nekompatibilite starSej verzie niektorej zo spominanych kniznic s novSou verziou
jazyka Python alebo inou kniznicou. Chybové hlasenie v IDE PyCharm cCasto detailne
upozornilo na chybu kompatibility API Keras v spolupréci s kniznicou TensorFlow.
Hléasenia obsahovali informaciu o aktualnych verzidch oboch kniznic, spolu
s navrhovanou moznost'ou opravy alebo odkazom na dokumentaciu niektorej z tychto
kniznic. Kvalita a detailnost hlaseni sa liSila v zavislosti na konkrétnej vyuzivanej funkcii
sposobujuce] nekompatibilitu. Problémy sa vyriesSili vzdjomnym testovanim roznych
verzii oboch kniznic v odli§nych virtualnych prostrediach vytvorenych pomocou systému
Anaconda. Vzajomne kompatibilné a funkéné verzie obsahuje Chyba! Nenasiel sa Z
iaden zdroj odkazov.. V tejto praci sa vyuziva verzia Keras 2.3.1.
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3.1.6 Tensorboard

TensorBoard je nastroj poskytujici meranie a vizualizaciu parametrov popisujucich
priebeh trénovania, a hodnotenie vysledkov testovania modelov strojového ucenia.
ZabezpeCuje sledovanie a zaznam parametrov, ako napriklad strata alebo presnost,
v jednotlivych epochach trénovania a validacie. Nasledne umoziiuje tieto data vykreslit
do grafov. Poskytuje tak prehl'adné zobrazenie priebehov trénovania modelov strojového
ucenia vo faze ladenia a optimalizacie neuronovych sieti [80], [81].

Vizualizacia priebehov zaznamenavanych parametrov vyuziva webové prostredie.
TensorBoard pri tom nevyuziva pripojenie na internet. Nastroj TensorBoard vytvara
vlastny lokalny server na ktory je mozné sa pripojit’ cez webovy prehliada¢ po zadani
vygenerovane] adresy. Adresa za zobrazi po spusteni lokalneho serveru pomocou
prikazového riadku virtualneho prostredia Python. Spustanie nastroja TensorBoard
zabezpecuje prikaz ktorému je potrebné predat’ cestu k adresaru, ktory obsahuje zdznamy
parametrov kalkulovanych pocas validacie, testovania alebo ucenia modelu strojového
ucenia. Prikazovy riadok s prikazmi a adresou lokalneho serveru zobrazuje Obr. 22.
Prostredie virtuadlneho serveru s vizualizaciami ucenia a validacie zobrazuje Obr. 23.
Zaznamy je potrebné zapisovat’ a ukladat’ pomocou prikazu v skripte zabezpecujuicom
trénovanie neurénove;j siete [80], [81].

em32\cmd.exe - tensorboard --logdir=logs7

p armproject

charmProjects>cd betacode

--bind_all

Obr. 22 Spust'anie nastroja TensorBoard

Webové rozhranie sa sklada z niekol’kych kariet nastrojov a vizualizacii. Prvou z nich
je karta s nazvom skalary, Tu su zobrazené priebehy metrik zaznamenavanych pri kazdej
epoche trénovania. Poskytuje tiez moznost’ sledovat’ rychlost’, mieru ucenia a d’alSie
skalarne hodnoty. Grafy jednotlivych cyklov trénovania je mozné prekryvat
a porovnavat. Pre vacSiu prehladnost je kazdy zaznam cyklu vedeny pod vlastnym
nazvom aje mu pridelena vlastna farba priebehu v grafe. V prostredi karty skalary sa
nachadza zoznam vsetkych zaznamov v adresari. V fiom je mozné vybrat zaznamy, ktoré
sa zobrazia v spoloCnom grafe. Samotné grafy su interaktivne a webové poskytuje
moznost’ ich exportu do niekol'kych obrazovych formatov [80], [81].

Nasleduje karta pod nazvom grafy, ktora zobrazuje vizualizaciu vrstiev analyzovanej
neuronovej siete. Vd'aka tomu je mozné jednoducho kontrolovat architektiuru vysledného
modelu strojového ucenia. Na tejto karte je tiez mozné exportovat graf modelu do
niekol'kych obrazovych formatov [80], [81].
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Obr. 23 Prostredie programu TensorBoard

Tato praca vyuziva néstroj TensorBoard vo verzii 2.1.0. Pocas vyuzivania tohto
nastroja nastali problémy s otvaranim lokéalneho serveru v prehliadaci Google Chrome.
Nasledkom neznamej chyby nastavaji v nahodnom striedani dva druhy problému. Prvy
problém sa prejavuje neuspesSnym pripojenim k lokdlnemu serveru néastroja TensorBoard.
V prehliada¢i sa zobrazi prazdna stranka s chybovou hlaskou. V druhom pripade
pripojenie k lokalnemu serveru prebehne bez problémov, avSak neddjde k nalitaniu
zaznamov parametrov z pevného disku zariadenia. Webové rozhranie nastroja
TensorBoard nacita grafické prostredie s varovanim, ze sa nenasSli ziadne zaznamy
kalkulovanych parametrov. Oba problémy spolahlivo vyriesil prechod na prehliadac¢
Mozilla Firefox. Pocas jeho pouzivania nenastal ziaden problém so zobrazenim
nameranych udajov a ani s nacitavanim webového rozhrania.

3.1.7 Verzie softvérovych nastrojov

Tato Cast' textu obsahuje tabulku softvérovych nastrojov vyuzivanych v tejto
diplomovej praci, spolu s ich verziami.

tab. 2 Navzajom kompatibilné verzie pouzitého softvéru

Pouzity softvér Verzia
Python 3.6.9
Anaconda Conda 4.7.12 / Anaconda 1.9.7
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PyCharm Comunity Edition 2019.3.3

TensorFlow 2.1.0
Keras 2.3.1
Tensorboard 2.1.0

3.2 Pouzity hardvér

Hardvér dostupny pri vypracovani tejto diplomovej prace zobrazuje Chyba! NenaSiel s
a ziaden zdroj odkazov.. Pri vypracovani zadania nebolo mozné vyuzit graficku
akceleraciu vypoctov. Pouzivané zariadenie totiz nedisponuje grafickou kartou, ktora by
kniznice strojového ucenia podporovali a dokazali vyuzit. Graficka akceleracia na
podporovanych modeloch grafickych kariet znacky Nvidia urychl'uje proces trénovania
modelov strojového ucenia pomocou kniznic TensorFlow a Keras.

tab. 3 Hardvér vyuzity pri vypracovani

Pouzity hardvér Vyrobca Kapacita

Procesor Intel Core i5 5200U 4x 2,20 GHz / turbo 2,7GHz
Pamiat RAM 8 GB (2x 4GB) DDR3
Primérny pevny disk SSD Kingston A400 120 GB

Sekundarny pevny disk| HDD Samsung Seagate| 1TB

3.3 Proces tvorby datasetu

Jednym z ciel'ov tejto prace je vytvorenie rozsiahleho datasetu. Dataset obsahuje tri
triedy obrazovych dat. Jedna sa o videozdznamy a statické snimky. Tie su rozdelené do
tried oher, dym a neutralne snimky, teda také, ktoré neobsahuju oheri ani dym. Delenie
predstavuje rozdielne triedy, do ktorych sa snimky pocas trénovania a vyhodnocovania
delia.

3.3.1 Motivacia

Motivaciou pre vytvorenie takéhoto datasetu je slaba dostupnost’ hotovych datasetov.
Tie su zvyCajne malé, Co sa tyka poCtu snimok, pripadne video zaznamov. NavysSe sa
Casto viazu na prihlasovacie udaje Studentov a zamestnancov vyskumnych ustavov, skol
a edukacnych zariadeni. Pre verejnost bez Studijnych alebo pracovnych uctov v danych
ustavoch je teda vyuzitie znemoznené. V pripadoch, kedy sa nejedna o pristup za
prihlasovacou branou, sa vyuzivanie dat limituje pomocou licencii a réoznych podmienok
zaobchadzania s konkrétnym obsahom. Datasety, ktoré su bezplatné a pouzitelné bez
vyraznejSich obmedzeni su zvyCajne malo pocetné. Jeden z najznamejSich portalov
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poskytujucich obrazové, trénovanie data Image-net neobsahuje ziadnu sadu obrazovych
dat vtriede ohenl. Sady snimok su Casto zamerané na lesné poziare monitorované
z dial’kovo ovladanych dronov, pripadne z lietadiel a helikoptér hasi¢ského zachranného
zboru. Dostupnost’ tohto druhu dat je relativne dobra , ked'ze poziarnici, vlastnici
pozemkov a ich spravcovia takto monitoruju stav oblasti a priebehy poziarov. Poziare su
v tychto pripadoch snimané pohladom zvrchu a ziskané snimky su charakteristikou
obrazove] informacie v nich zahrnutej odliSné od rozpoznavania plamenov a dymu
sposobenych poziarmi na drovni horizontu. To znamena, ze pocas fazy trénovania
neuroénovej siete, neposkytnu dostatoCne vyznamné mnozstvo informacii, ktoré by
opodstatiiovalo ich vyuzitie.

Mnozstva statickych snimok bezne nepresahuju hranicu tisic obrazkov pre vSetky
triedy (oheni, dym a neutralne zabery) dohromady. V pripade video zdznamov sa pocet
pohybuje v len desiatkach kusov. Hlboké ucenie s vyuzitim konvoluénych sieti pocas
fazy trénovania pozaduje vyrazne vacsi pocet vstupnych obrazovych dat, nez su schopné
poskytnut’ spominané, nizko pocCetné datasety. Idealne Cisla sa pohybuju v tisickach az
desiatkach tisic obrazkov. Prave z tohto dovodu je zabezpecenie pocetne rozsiahleho
datasetu statickych snimok aaj video zdznamov sucastou klucovych bodov tejto
diplomovej prace.

Ziskavanie velkého mnozstva snimok Specifickych situacii, ale aj neutralnych,
vSeobecnych scén je naro¢na uloha. Hlavnou prekazkou je Cas, ktory je potrebny venovat
vyhladéavaniu, ukladaniu a triedeniu snimok.

3.3.2 Vyhladavanie

Prvym krokom je vyhladavanie zdrojov obrazkov. Mnohé portaly zamerané na
problematiku detekcie ohna, dymu alebo oboch situacii zaroveti, ako uz bolo spomenuté
vyssie, nedosahujii pocet potrebny na trénovanie neurénovych sieti hlbokého ucenia
alebo ich charakter obmedzuje vyuzitelnost pri obecnej detekcii poziarov. Po
prehl'adavani roéznych portalov a webovych stranok sa ako najvhodnej$i zdroj ukazala
stranka vyhladavania obrazkov Google. Dévodom je jej schopnost prehl'adavania
velkého mnozstva webovych stranok pomocou zvolenych klti¢ovych slov. Pri tvorbe
datasetu tejto prace su pri vyhl'adavani vyuzité kI'aCové slova v styroch réznych jazykoch,
a to anglictina, CeStina, slovencina a ¢instina. Anglictina a ¢estina boli vybrané pre ich
Siroké zastipenie v internetovom obsahu. Vysledky vyhladavania su vSak casto
irelevantné a neobsahuju pozadované situacie. Z tohto dévodu je nutné vsetky snimky
triedit’.

Jedinym spol'ahlivym sposobom je manualna kontrola obsahu vSetkych vyhl'adanych
obrazkov. Tento krok zabera vel'ka Cast’ ¢asu tvorby datasetu, ked’ze sa jedna o tisice
suborov. Kazdy obrazok je nutné vizualne skontrolovat, posudit ¢i je vhodny na
trénovanie a nasledne rozhodnut o jeho ponechani v datasete.

Dostupnost’ obrazov s vysokym rozliSenim je zna¢ne obmedzena. Dévodom moze
byt skutocnost, ze spravodajské webové stranky, ktoré su najCastejsie sa vyskytujiacim
zdrojom zaberov poziarov, vyuzivaju kompresiu snimok pred ich nahravanim na
spravodajské servery. Amatérsky fotografi a verejnost nemaju v pripade poziaru cas
a priestor vyhotovovat’ snimky s vysokym rozliSenim. Zachranné zlozky a vySetrovatelia
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aj v pripadoch, kedy zdznamy poziarov vyuzivaji na monitorovanie, vyskum alebo
vySetrovanie, nemozu tieto data spristupnit’ verejnosti.

3.3.3 Ziskavanie obrazovych dat

Ziskavanie obsahu z verejne dostupnych zdrojov je mozné uskutocnit’ niekol'kymi
spdsobmi. V prvotnej faze tvorby datasetu tato praca zvazuje tri potencialne postupy.

V tejto praci je zvoleny spdsob najvhodnej§i z hladiska casovej narocnosti
a uzivatel'ského pristupu a to je vyuzitie zasuvného modulu prehliadaca Mozilla Firefox
pod nazvom Batch Image Downloader [82]. Tento modul je mozné pouzivat’ bezplatne
a je zamerany na relativne prehl'adné, davkové stahovanie vel'kého mnozstva obrazkov
z akychkol'vek webovych stranok. V tomto pripade sa vyuziva na triedenie a stahovanie
obrazkov zo stranok vyhl'adavania obrazkov portalu Google. Zasuvny modul umoziuje
vyber kariet webového prehliadaca, na ktorych ma vyhladat, izolovat a importovat
obrazky do jeho grafického prostredia.

Dalej umoziiuje filtrovat nalitané obrazky podla velkosti, pomocou nastavenia
minimalneho poctu pixelov v horizontalnej a vertikalne; osi ato I'ubovolne, podla
poziadavky uzivatela. Tu je vSak vhodné upozornit na malé rozliSenie obrazkov
nachadzajucich sa na internete. Z dovodu uspory pamétového miesta na uloziskach
zvyCajne snimky pred nahravanim na servery prechadzaju kompresiou, ktora obmedzi ich
rozmery a d’alSie aspekty. Tento proces komplikuje vyhl'adavanie obrazov vo vysokom
rozliSeni. Preto nie je vhodné minimalne limity rozmerov pri filtrovani vysledkov
nastavit rozumne, s ohl'adom na kompromis kvality zobrazenia prvkov scény a maly
pocet dostupnych obrazkov vo vysokom rozliSeni. Postup filtracie v tejto praci navrhuje
minimalne hranice 150 pixelov a to v oboch osiach. Cislo bolo stanovené po zvaZeni
spomenutych obmedzeni a moznosti. Prostredie zasuvného modulu Batch Image
Downloader pre webovy prehliada¢ Mozilla Firefox zobrazuje Obr. 24. Na tomto obrazku
je tiez mozné vidiet nastavenie nazvov suborov a adresarov, nastavenie minimalnych
rozmerov a sposob oznacovania vybranych, vhodnych snimok.

vehicleOnFireDir

vehicleOnFire{Counter)

Obr. 24 Prostredie zaisuvného modulu Batch Image Downloader
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3.3.4 Triedenie

Prostredie zasuvného modulu umoziluyje tiez manualne triedenie nacitanych obrazkov
oznacovanim. Oznacené obrazky sa nasledne ukladaju na disk ato do vybraného
jestvujuceho alebo nového adresara. Obrazky je potrebné triedit’ rucne a zasuvny modul
ponuka uzivatel'sky jednoduché prostredie ulahcujice tento krok. Pred ulozenim je
mozné zadat novy nazov priecinku, do ktorého sa ulozia vybrané snimky alebo cestu
existujuceho adresara v pamétovom priestore. V tomto kroku je tiez priestor premenovat’
nazvy obrazkov pocas ukladania l'ubovol'nym textom s pridanim pocitadla do textu nazvu
stahovanych obrazov. V tomto pripade sa vyuziva nazov v podobe kl'ic¢ovych slov, spolu
s pocitadlom poctu snimok v konkrétnom vyhladavani. Tak sa zarucuje jedinecnost
nazvov, ¢im sa predchadza prepisovaniu a koliziam pri ukladani. Obrazky jednej triedy
sa pri tom zjednotia pod jednym heslom, ¢o zabezpeci prehl'adnost v adresaroch
jednotlivych tried vysledného datasetu.

3.3.5 Konverzia formatov

Dalsi krok je konverzia stiahnutych obrazkov. Zasuvny modul Batch Image
Downloader v prehliadaci Firefox stahuje a uklada obrazky v ich povodnych formatoch,
teda vo formatoch, v ktorych boli nahrané na servery webovych stranok. Pred d’alsim
vyuzitim je v§ak vhodné a potrebné zjednotit’ format vsetkych ziskanych obrazkov. Pre
tento ucel v tejto praci sluzi program XnConvert od dodavatel'a XnSoft ***[XNC]. Tento
nastroj postacuje na splnenie tloh konverzie obrazkov v réznych formatoch do jedného
spolocného. Pre kompaktnu vel'kost' vyslednych snimok a vSestrannost’ vyuzitia je na tito
ulohu vhodny obrazovy format JPEG. Program XnConvert ponuka moznost znova
premenovat subory alebo ponechat’ ich povodny nazov. Do nazvu je mozné pridat’ aj
vlastny text, pocitadlo, datum, velkost alebo nazov adresara, v ktorom sa nachadza,
pripadne kombinaciu tychto prvkov. Prostredie programu XnConvert zobrazuje Obr.
25Chyba! NenaSiel sa ziaden zdroj odkazov..

& XnConvert - o x

Input: 2948 file(s) ~ Actions[0f0] =~ Output  Status  Settings  About

Output
() source folder

Folder ~

@ Folder M:\dataset\REFINED 2 tOthers \SMOKE M L

Filename Format

Filename | smokesss£22 ~|[» PG - PEG | FIF =

oo Namelovercae W st L T

Options Multipage

When output files already exist | Ask - [ convert muitipage file to muitipage file (when possible)
[ keep folder structure [ convert all pages from multipage file

P parent fold After canversion
Keep original date ftime attributes 71 Open fle explorer
Clear the 'Tnput fle(s)
[ Close %nConvert

[] Preserve extension

[] Preserve Metadata

[ Preserve color profile

[] pelete original

[ Use CPU Cores 2

G -a [¥ Export for NConvert... E » 54 convert Close

Obr. 25 Prostredie XnConvert
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3.3.6 Augmentacia

Tato praca skiima a testuje oba konvencné sposoby augmentacie, ako online proces
predradeny nacitavaniu dat na vstup neuronovej siete pocas trénovania, tak offline postup
upravy snimok separovanej osi procesu trénovania siete.

Online augmentacia spociva v uprave dat tesne pred ich postupom na vstupnu vrstvu
neuronovej siete. Tento pristup praca testuje v prvych fazach vypracovania. Na tento ucel
sa vyuziva trieda ImageDataGenerator, balicka Keras [83]. Funkcie tohto API poskytuja
moznosti modifikacie vstupnych obrazov. Prikladom médze byt typicky vyuzivané
zrkadlenie v horizontalnej, Ci vertikéalnej osi, rotacia, ale aj zmena jasu, posun obsahu do
Styroch stran alebo priblizenie. Cely objem dat sa pri tom nespractiva sucasne, ale proces
uprav prebieha davkovo, pocas davkového predavania trénovacich dat neuronovej sieti
vo faze trénovania. Velkost' davok pri tom zavisi na nastaveni parametra batch_size vo
funkecii fit zabezpecujucej konfiguraciu modelu strojového ucenia.

V tejto praci sa v poCiatocnej faze testovania moznosti rieSenia ulohy augmentacie je
trieda ImageDataGenerator vyuzivana na rotaciu o nahodny uhol vrozsahu 0 az 15
stupniov, d’alej sa pouziva nahodny posun v horizontalnej aj vertikalnej osi v rozsahu 15%
rozmerov pdvodného obrazu, priblizenie az do 50% pdvodnej velkosti a horizontalne
zrkadlenie. Po uprave sa aplikuje vyplnenie zrkadlenim na oblasti nového obrazu, ktoré
sa nachadzaju za okrajmi pdvodnej snimky. Z jedného originalneho obrazku tak vznikaju
nové verzie. Priklad vstupnych dat a teda novo vytvorenych verzii zobrazuje Obr. 26.

Obr. 26 Snimky vytvorené pomocou online augmentacie

Proces online augmentacie dat je stiCast’'ou skriptu trénovania testovanej konvolucnej
siete. Nové, modifikované snimky sa generuju pri kazdom spusteni tohoto skriptu, a po
jeho ukonceni uz nie su dostupné, ani sa neukladaju pre d’al§ie vyuzitie. Nevyhodou je
potreba venovat online augmentacii Cas a vypoctovy vykon na jej ¢innost pri kazdom
spusteni procesu trénovania, teda pri kazdej zmene parametrov neurénovej siete pocas jej
ladenia.

Z dovodu Setrenia prostriedkov a moznosti ulozenia vytvaranych modifikovanych
obrazkov bola testovana aj offline augmentacia. Na jej realizaciu je vyuzivana kniznica
Pillow znama aj pod skratkou PIL [84]. Tato kniznica sprostredkuje nacitavanie,
spracovanie, upravy, ukladanie a vSeobecne spracovanie obrazovych dat zalozenych na
pixeloch.

Kniznica Pillow vS§ak neumoziuje jednoducho vyplnit, napriklad zrkadlit, miesto za
okrajmi pdvodného obrazu, ktoré vznikne po rotaciach. Preto je nasledne na pootoceny
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obraz aplikované aj priblizenie, ¢im modZze nastat’ relativne znizenie kvality obsiahnutej
informécie, ale zaroveni sa tymto sposobom potlacaji okraje s prazdnymi pixelmi.

Po spusteni skriptu offline augmentacie sa otvori okno, v ktorom je mozné vybrat
prie¢inok, ktorého obsah bude predstavovat origindlne data. Tie su nasledne
modifikované tromi sposobmi.

Prvym znich je horizontalne prevratenie, teda zrkadlenie scény. Vertikalne
zrkadlenie v pripade plameriov a dymu nema zmysel, ked’Zze oboje postupuju smerom
hore. Obrazy vertikalne prevratenych scén s ohfiom a dymom smerujucim dole sa bezne
nevyskytuju a preto je nevhodné vyuzivat tito moznost.

Dalej sa na pdvodné obrazy aplikuji rotacie na lavu aj pravi stranu a to v nahodnom
rozsahu od 10 do 20 stupiniov. Nasledne sa rotované snimky orezavaja v rozsahu 5 az 20
pixelov na kazdej zo stran obrazu. Takto je mozné eliminovat’ mnozstvo pixelov, bez
obrazovej informécie, vznikajucich na rohoch pootocenych snimok.

Po tom ako prebehne augmentacia na vybranych snimkach, tieto sa ukladaju do
novych, separovanych adresarov pre snimky s rotaciou na lavu apravi stranu,
a horizontalne prevratené snimky. Vzniknu tak tri nové verzie origindlneho obrazka
a pocet dat v takto rozSirenom datasete sa potencialne strojnasobi. Ulozené obrazky je
mozné opakovane vyuzivat ako vstup procesu trénovania modelu strojového ucenia, bez
nutnosti generovania argumentovanych dat pri kazdom spusteni ucenia neurénove;j siete,
tak ako je to pri online augmentacii. V pokrocilych Castiach vypracovania tejto prace sa
preto vyuzivaju data generované technikou offline augmentacie. Vyhodou je uspora €asu
a vypoctového vykonu pocas ladenia parametrov neuronovej siete.

3.4 Navrhované a testované pristupy

Tato Cast’ textu poskytuje nahl'ad do zvazovanych, testovanych a finalnych rieSeni
problematiky tejto diplomovej prace. Proces hladania ¢o Co najpresnejSe]
a najspol'ahlivejSej detekcie ohnia a dymu v obrazovych datach, ¢i uz statickych alebo
dynamickych, je iterativny proces postupnych uprav vSetkych parametrov
ovplyviiujucich vysledok riesenia.

3.4.1 CNN

Zakladnym stavebnym prvkom modelov strojového ucenia, ktoré st urcené na
spracovanie obrazovych dat, si konvolu¢né nervové siete (CNN). Z toho dovodu aj tato
praca implementovala ako prvy stavebny blok konvolu¢nu neurénovu siet. Prva verzia
tejto siete je implementovana pomocou sekven¢ného modelu kniznice Keras. Jeho princip
spoCiva v ukladani vrstiev neurénovych sieti na seba, ¢im poskytuje jednoduché
a prehl'adné prostredie na vytvaranie jednoduchych modelov strojového ucenia. Bezna
konvolucna siet bola testovana srdznymi zlozeniami architektir, pricom najlepSie
vysledky pre vstup o rozmeroch (150,150,3) poskytla relativne jednoducha architektara
s tromi konvolu¢nymi a dvoma plne prepojenymi vrstvami s aktivaénymi funkciami typu
ReLU, pricom za nimi nasleduje plne prepojend vrstva umoziujuca klasifikaciu dat,
vyuzivajica aktiva¢nu funkciu softmax. Obrazok Obr. 27 zobrazuje priebehy ucenia
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testovanych architektur. Obrazok pochadza zprvej fazy optimalizacie konvolucnej
neuronovej vrstvy, avSak kvoli zvySenej hustote priebehov a tym znizenej prehl'adnosti,
ma obrazok len orientany chrakter. Teoreticka stranka konvolu¢nych neurénovych sieti
je popisana v sekcii 2.6.1.
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Obr. 27 Priebehy optimalizacie CNN

Optimalizacia sekvencného modelu konvolucnej neurdénovej siete neposkytuje
uspokojivé vysledky presnosti atak sa naskytd moznost otestovat’ vyuzitie inception
modulov. Sekvencny model kniznice Keras neumoziuje vytvarat viac ako jedno vstupné
alebo vystupné spojenie s inymi vrstvami modelu. Na tento ucel sa vyuziva prostredie
Keras Functional API. Model netvoria po sebe nasledujuce vrstvy so sériovym
prepojenim, ale graf, v ktorom je mozné vytvarat mnohopocetné spojenia vrstiev.
Inception modul je mozné implementovat len pomocou rozhrania Keras Functional,
ked’ze podstatou inception blokov su paralelné konvolu¢né vrstvy roznych rozmerov
filtrov, spolu s paralelne pripojenou vrstvou max pooling. Praca od tohto bodu vyuziva
konvolu¢nt neurénovu siet’ s inception modulmi.

3.4.2 Inception modul

Inception moduly sluzia na zvySenie efektivity u€enia a vysledného modelu, spolu so
zlepSenim presnosti a znizenim vypoctovej naroc¢nosti. Ich teoreticka stranka je popisana
v Casti 2.6.2. Sekvencny model Keras nie je schopny vytvorit’ viac ako jeden vstup alebo
vystup jednej vrstvy architektiry neurénovej siete. Inception moduly v§ak medzi svojimi
Castami vyuzivaju viacpocetné vstupy aj vystupy. Preto je vyuzitie inception blokov v
konvolucnej neurodnovej sieti podmienené pouzitim funkéného API kniznice Keras. Toto
rozhranie umoziuje vytvarat architektury v podobe grafu, ktorého prvky su prepojené
viac pocetnymi vstupmi a vystupmi. Architektiru konkrétnej navrhovanej siete zobrazuje
Obr. 29. Na pociatku siete sa nachadza bezna konvolu¢na vrstva, ktora sluzi ako vstupna.
Nasledne, konvolu¢né vrstvy inception modulov vyuzivaju aktiva¢né funkcie typu ReL.U,
po nich nasledujuce dve plne prepojené vrstvy maju aktivacnu funkciu tanh a posledna
plne prepojena vrstva klasifikdcie vyuziva aktivacni funkciu softmax. Paralelné
konvolu¢né vrstvy v inception moduloch aplikuju tri Standardné vel'kosti filtrov: 1x1, 3x3
a 5x5.

Optimalizacia architektury tejto siete zahfila zmenu poctu inception modulov
a upravy parametrov plne prepojenych vrstiev. Vysledky st v porovnani s vyuzitim
beznych konvoluénych sieti lepSie, ¢o znamend ze prechod na model
s implementovanymi inception modulmi bol spravny krok. zobrazuje priebehy ucenia
testovanych architektir vo faze optimalizacie parametrov siete.
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Obr. 28 Priebehy optimalizacie CNN s inception modulmi
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Obr. 29 Konvolu¢ny model s vyuzitim dvoch inception modulov




3.4.3 LSTM

Na ucel zohl'adnenia ¢asovych suvislosti dat ziskanych zo snimok video sekvencii
vyuziva tato praca rekurentni neurénovu siet’ s dvoma LSTM blokmi dlhej kratkodobe;j
pamite, Jej vstupom je vektor 64 hodnot popisujuct jednu snimku videosekvencie.
Aktivaéné funkcie vrstiev LSTM st typu ReL U, nasleduje ich jedna plne prepojena vrstva
s rovnakou aktivacnou funkciou a model ukoncuje
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Obr. 30 Rekurentny model s vyuzitim blokov LSTM

dense_1: Dense

3.4.4 Kombinacia modelov LSTM a CNN

V tejto praci vznikol tiez skript kombinujici oba natrénované modely. Oba modely
sa v ilom nacitaju, z konvolucnej neurénovej siete sa odstrania tri posledné vrstvy tak,
by jej pne prepojend vrstva posuvala RNN modelu vektory so 64 hodnotami. Tie
predstavuju jednotlivé snimky. Spolocne tak mozu predikovat’ triedu do ktorej patri
analyzované video.

3.5 Pomocné funkcie

Skripty vytvorené v tejto praci vyuzivaju okrem implementéacie hlavnych modelov
strojového ucenia aj pomocné funkcie zabezpecujice spravu ich vstupnych a vystupnych
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dat. Tato cast’ textu popisuje tiez skripty vytvorené za uCelom ziskavania a
predspracovania dat uréenych na trénovanie a testovanie neuréonovych sieti.

3.5.1 Priprava trénovacich dat

Dataset vytvoreny v tejto praci je deleny do troch tried. Su to oheri, dym a neutralne
snimky. Pre dosiahnutie dobrej rozliSovacej schopnosti natrénovaného modelu strojového
ucenia je vhodné do triedy neutralnych snimok zahrnit’ scény pripominajice ohei alebo
dym. Su to napriklad obrazky zapadu alebo vychodu slnka, d’alej snimky oblakov, hmly,
pouli¢nych lamp, svetiel aut a rozsvietenych ulic ¢i budov. Medzi problémové scény
patria aj odlesky od reflektivnych povrchov. V pripade dymu sa casto vyskytuju farebne
odlisné pripady, v ktorych spalovany material udava farbu dymu. Najvyraznejsimi
prikladmi su plasty, ktoré zvyc€ajne vytvaraju ¢ierny dym, zatial’ o iné latky dymia Sedou
az bielou farbou. Pre zlepSenie spol'ahlivosti detekcie dymu je dblezité zahrnut' v triede
dymu tvoreného datasetu rozne farby dymu. Zlozenie datasetu v tejto praci zohladiuje
vyS§sie spominané okolnosti a zahffia aj snimky takto naro¢nych scén.

Oznacenie triedy sa snimkam pred zapoCatim trénovania neuronovej siete prideluje
na zéklade néazvu adresara, zktorého si nacitavané. Triedenie do adresarov je
uskuto¢nené manualne, kontrolou a presuvanim snimok. Snimky sa presuvaju jednotlivo
alebo vo vicSich Castiach. Pripravu trénovacich dat zabezpecuje samostatny skript
oddeleny od Casti trénovania modelu strojového ucenia.

Tento skript postupne nacitava vSetky snimky zadresdra obrazovej databazy.
Nasledne sa v cykle kazdy obrazok nacita, transformuje na trojrozmerné pole hodnoét. Tri
rozmery predstavuju zlozky farebného priestoru RGB, jedno dvojrozmerné pole hodnot
pixelov pre kazdu z troch farieb. V tomto bode ma pole dva rozmery pdvodného obrazku
atreti s hodnotou 3 definuje tri farebné zlozky. Rozmery nacitavanych obrazkov su
premenlivé, avSak neurénova siet oCakéava na svojom vstupe rovnaky tvar pol'a pre kazda
zo vzoriek. Funkcia upravy tvaru pola pretvori pole v ktorom je zapisany obrazok na
predom definovany tvar. V tomto pripade sa rozmery v osiach X a Y nastavia na 150
pixelov, pricom treti rozmer ostava na hodnote 3. Tato hodnota bola zvolena pokusne a je
kompromisom medzi mnozstvom obsiahnutej informécie anizkou vypoctovou
narocnostou. Vznikd tak trojrozmerné pole hodnoét pixelov obrazka nacitaného
z datasetu, s normalizovanymi rozmermi. Jedno takéto pole prestavuje jednu vzorku
trénovacich alebo testovacich dat. Kazda vzorka sa uklad4 do pola, spolu s Cislom jej
triedy. Vznikne tak pole trénovacich, pripadne testovacich dat. Nasledujuci krok zamieSa
poradie vzoriek v tomto poli, priom sa udrziava vizba vzorky a &isla triedy. Dalsi krok
pripravy dat rozdeli pole vzoriek na trénovaciu a testovaciu zlozku.

3.5.2 Rozdelenie dat podl’a vyuZzitia

Rozdelenie datasetu vyuzivaného v tejto praci je nastavené pomocou niekol'kych
krokov aniekolkych vyuzivanych metod. Dataset sa v druhom kroku pripravy
tréningovych dat deli na Cast’ ur€enu na testovanie (15% celého datasetu) a ast’ urenu
na fazu trénovania. Druha spominana ¢ast’ zahfila snimky na trénovanie a validaciu (85%
celého datasetu). Specializovana funkcia kniznice Keras nasledne rozdeli druhu, vagsiu
Cast’ datasetu na validacné data a data urCené na trénovanie. Vo vysledku je delenie
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nastavené tak ako zobrazuje Chyba! Nenasiel sa Ziaden zdroj odkazov.. Vizualizaciu p
rocesu delenia dat a stav vysledného rozdelenia datasetu zobrazuje Obr. 31. Takto
rozdelené trénovanie a testovacie data sa ulozia do Styroch suborov. Vzorky

tab. 4 Rozlozenie datasetu v tejto praci

Trénovanie Validacia Testovanie
70 % 15 % 15 %
100 %
Cely dataset
85 % 15 %
Trénovanie + Validacia Testovanie
70 % 15 % 15 %
Trénovanie Validacia Testovanie

Obr. 31 Rozlozenie datasetu v tejto praci

3.5.3 Ziskavanie snimok z videa

Rekurentna neurénova siet implementovana v tejto praci na svojom vstupe oc¢akava
sekvenciu hodndt, reprezentujicu kazdu desiatu snimku videa. Proces ziskavania snimok
z videa pracuje tak, ze z nacitaného videa postupne zaznamena kazdu snimku a kazdu
desiatu ulozi do trojdimenzionalneho pol'a podobnym postupom aky je popisany v Casti
3.5.1. Nasobok po ktorom sa snimky ukladaju je mozné regulovat zmenou jedného
parametru. Vytvoreny bol tiez skript, umoziujuci ulozit Tubovol'ny pocet snimok z videa.
To znamena ze kazdé video je reprezentované totoznym poctom snimok, nezavisle na
jeho dizke a teda celkovom podte snimok. Oba spdsoby majii svoje vyhody a nevyhody.
Prvy sposob ziskavania kazdej desiatej snimky bol zvoleny ztoho dévodu, ze pri
ziskavani pevného poctu snimok kazdého videa, moze dojst’ k skresleniu jeho Casovej osi,
¢im sa vlastne zrychli alebo spomali pohyb ohna a dymu. Tento jav by mohol negativne
ovplyviiovat ucenie Casovych suvislosti dat.

4.VYSLEDKY

Sekcia vysledkov obsahuje zhodnotené vysledky rieSenia tejto diplomovej prace.
Jedna sa o tri zakladné body: teoreticky rozbor problematiky, tvorba datasetu a tvorba
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algoritmu na detekciu ohnia a dymu vo videu. Tieto zakladné ulohy zahrfiaju niekol'ko
ciastkovych tloh. Tato Cast textu poskytuje strucny prehl'ad o splneni stanovenych ciel'ov
tejto prace.

Prvym bodom zadania bol prieskum sucasnych systémov detekcie ohiia a dymu, spolu
s naStudovanim modelov strojového ucenia ktoré vyuzivaju. Ziskané informacie sa
nachadzaju s teoretickom uvode tohto textu, spolu s popisom motivacie, vyhod a nevyhod
systémov detekcie poziarov vyuzivajucich strojové ucenie. V sekcii 2 sa tiez nachadzaju
detailnejSie opisy fungovania vybranych architektiur neurénovych sieti.

4.1 Vytvoreny algoritmus detekcie ohiia a dymu z videa

tab. 5 Vysledky testovania modelov

Model Presnost’ pocas testovania
CNN s 2 inception modulmi 85,5 %
RNN s 2 LSTM bloky 94,9 %

Testovanie bolo uskuto¢nené funkciou evaluate kniznice Keras, na unikatnych
testovacich datach.

Ako je vidiet' v tabul'ke presnosti modelov pocas testovania, Konvolu¢na neurénova
siet vyuzivajica dva inception moduly dosiahla na testovacom datasete presnost 85,5%.
Architekturu tejto siete zobrazuje Obr. 8. Tato siet’ sa naucila rozpoznavat vyznamné
vlastnosti a vzory vyskytujice sa v obrazovych datach. Po jej natrénovani sa model
rozbali, odstrania sa posledné dve vrstvy (regulacna a klasifikacnd), ¢im sa odhali vystup
plne jej prepojenej vrstvy poskytujici vektor 64 hodnoét popisujucich charakter
analyzovaného obrazku alebo snimky videa. Tento vektor slizi ako vstup rekurentnej
neuronovej siete vyuzivajucej bloky dlhej kratkodobej pamate LSTM, ktora zohladiuje
vlastnosti dat vyvijajace sa v ¢ase. Oba modely strojového ucenia sa tak podiel’aju na
finalnom rozhodovani o vyskyte ohia ¢i dymu na analyzovanom videu.

Vysledky presnosti navrhnutych sieti su ovplyvnené niekol'kymi faktormi, medzi
ktoré patri moznost vyskytu zaSumenych trénovacich dat, nedostatok hardvérovych
prostriedkov na efektivhu optimalizaciu uCenia implementovanych neuronovych sieti
astym spojend nedostacujica komplexnost' natrénovanych modelov. Potencialnym
rieSenim tychto problémov je ziskanie kvalitnejSich trénovacich dat, ktoré by
konkrétnejsie reprezentovali vyhl'adavané prvky scén, ¢im by sa zlepSila rozliSovacia
schopnost’ natrénovaného modelu. Druhou moznostou je zavedenie predspracovania
obrazovych dat takym sposobom, aby vynikli pozadované vyznamné vlastnosti obsahu.
Viacsie moznosti optimalizacie parametrov

4.2 Vytvorené datasety

Druhym cielom tejto diplomovej prace su databazy obrazovych dat a videozdznamov.
Obrazky do datasetov statickych snimok boli ziskavané vyhl'adavanim obrazkov portalu
google. Ten ale poskytuje pre kazdy z hladanych vyrazov obmedzené mnozstvo
obrazkov. Preto sa vo faze vyhl'adavania pouzivaju preklady anglickych fraz do ¢eského,
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slovenského, Cinskeho, korejského jazyka a hindCiny. Vd'aka tomuto kroku sa nasobi
pocet obrazkov vyhladanych portadlom google. Nasleduje rucné triedenie vhodnych scén,
reprezentujucich triedy datasetu (ohen, dym, neutralne). Dataset G_only pozostava len zo
snimok stiahnutych z portalu google images. Dataset G _other k snimkam ziskanym
z portalu google images pridava obrazové data z niekol'kych zdrojov inych vyskumnych
ustavov atimov: [85], [86]. Dataset G other norm je viac vyvazenou variantnou
G _other. G_other aug pridava augmentované data. Sposob ich augmentacie je opisany
v sekcii 3.3.6. Datasety obsahuju snimky ohria a dymu v roznych situaciach (horiace auto,
budova, ohnisko, poziar v kuchyni, ....), a v pripade neutralnych fotografii datasety
obsahuju zabery pouli¢nych lamp, svetiel aut na no¢nej ulici, zapady slnka, hmlu a iné
narocné scény pripominajice oheni a dym. Dovodom je zvySenie rozliSovacej schopnosti
modelov pracujucich s obrazovymi datami ziskanymi v narocnych podmienkach.

tab. 6 Vytvorené datasety

Nazov datasetu Celkovy pocet Ohen Dym Neutralne
G_only 12671 2948 2461 7262
G_other 17735 4475 3961 9299
G_other_norm 11485 4475 3961 7010
G_other_aug 49101 13425 7779 27897
Video 309 63 28 2018
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5.ZAVER

Cielom tejto diplomovej prace bolo nasStudovat, navrhnat, implementovat a
otestovat’ algoritmus na detekciou ohtia a dymu v obrazovych datach, konkrétne vo videu.

Teoreticka Cast’ prace zhodnotila aktualne pristupy, spolu s modelmi strojového
ucenia pouzivanymi na rieSenie tejto ulohy. V teoretickom rozbore sa tiez nachadza
zhrnutie motivacie detekcie poziarov pomocou systémov vyuzivajucich obrazové data a
strojové ucenie. Tieto systémy su porovnavané s klasickymi detektormi a senzorovymi
sietami, pricom sa vyhodnocuju ich vyhody, nevyhody, pripadne vhodné spdsoby
pouzitia jednotlivych druhov.

Navrh rieSenia vyuziva vizualne a ¢asové vlastnosti sprevadzajuce poziare. Oba javy,
oheri aj dym, sa prejavuju Specifickymi zmenami v cCase, spolu s charakteristickymi
farebnymi a priestorovymi vlastnostami ich zaznamu na obrazovych datach. Na zaklade
tychto poznatkov boli vybrané dva druhy neuronovych sieti, priCom kazda z nich je
vhodnd na detegovanie jednej z charakteristik poziaru. Na ucenie a vyhladavanie
priestorovych vyznamnych vlastnosti, spolu s farebnymi, bola uréend konvolu¢na
neurénova siet. Tento typ siete bol zvoleny z dovodu jej zamerania na spracovanie
obrazovych dat. Postupnymi iteraciami vytvaranych architektir boli do konvolucne;j siete
implementované dva inception moduly. Ich cielom bolo zlepsit rozliSovaciu schopnost
vyznamnych vlastnosti a zlepsit efektivitu siete. Fungovanie konvolucnej siete a
inception modulov je popisané v Casti prace 2.6 a opis jej konkrétnej implementacie sa
nachadza v sekcii 3.4, kde je zobrazena aj blokova schéma vybraného modelu.

Za ucelom analyzy vyznamnych vlastnosti z casového hl'adiska, pre sekvencie po
sebe iducich snimok videa, bola zvolené rekurentna neurénova siet. Tento typ siete je
vhodny na analyzu po sebe iducich sekvencii tdajov. Siet vytvorena v tejto praci vyuziva
bloky dlhej kratkodobej pamite LSTM, ktoré rieSia problém s kratkodobou pamétou
zakladnych rekurentnych sieti. Vstupom vytvorenej neuroénovej siete je postupnost
vektorov, obsahujucich 64 prvkov. Tento vektor je vystupom z predradenej konvolucne;j
siete, ktora analyzuje kazdu desiatu snimku videa. Teoreticky popis fungovania
rekurentnych neurénovych sieti a blokov LSTM sa nachadza v sekcii 2.6. Konkrétny
proces implementécie je popisany v Casti 3.4.3, kde sa nachadza aj blokova schéma
vybraného modelu neuroénove;j siete.

Dosiahnuta testovacia presnost samostatnej konvolucnej neurdnovej siete bola
85,5%. Toto Cislo bohuzial nedosahuje idealnu hodnotu pre vysoko spolahliva
klasifikaciu obrazovych dat. Vykon siete je ovplyvneny c¢asovou narocnost'ou
optimalizacie spojenou vysokou vypoctovou naroénostou komplexnejsich konvolu¢nych
sieti. Dostupny hardvér neposkytoval dostatoCny vypoctovy vykon na trénovanie
zlozitejSej architektury siete a ani na jej optimalizaciu s rozumnom cCase. RieSenim by
bolo vyuzitie akceleracie vypoctov na grafickom procesore, ktoré vyrazne urychl'uje
proces trénovania neurénovych sieti. Dal§im z moznych dévodov nizkej presnosti modelu
mozu byt takzvané zaSumené tréningové snimky, ktoré nereprezentuju dostatone dobre
vyhl'adavané vzory ohfla a dymu. Samostatna rekurentnd neurénova siet’ dosiahla
testovaciu presnost 94,4%. S ohl'adom na vysledné hodnoty testovacej presnosti, je
mozné konStatovat’, ze navrhnuty systém demonStruje sposob rieSenia detekcie ohna a
dymu vo videosekvenciach, aj v pripade, ked je jeho vykon dostatocny v rozsahu
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diplomovej prace, ale pre pouzitie v praxi by bolo potrebné podniknut’ kroky k jeho
zvyseniu.

Sucastou rieSenia tejto prace bolo vytvorenie obrazovej databazy vhodnej na
trénovanie testovanie navrhnutého systému detekcie ohna a dymu. Motivaciou tohto bodu
je slaba dostupnost’ rozsiahlych datasetov urenych na trénovanie modelov strojového
ucenia s cielom detegovat’ tieto javy. Dostupné datasety navySe zvyc¢ajne obsahuji malo
snimok, ¢o predstavuje komplikéciu pri trénovani konvolucnych sieti, ktoré su zname ich
narocnostou na vysoky pocet trénovacich dat. Z tohto dévodu boli vytvorené tri verzie
databaz statickych snimok a jeden dataset videozaznamov. Dataset videi spolu s jednou z
obrazovych databaz boli vyuzité na trénovanie neurénovych sieti implementovanych v
rieSeni tejto prace.
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