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Abstrakt

Préce se zabyva tvorbou systému, ktery na zakladé analyzy historickych burzovnich dat a
zprév z Twitteru predikuje budouci vyvoj trhu. Tweety ze dvou ruznych sad jsou analy-
zovany pomoci naladovych slovnikti nebo pies rekurentni neuronovou sit. Z vysledki této
analyzy a technické analyzy burzovnich dat je pomoci vrstvené neuronové sité provadéna
predikce. Dle predikce poté systém vytvori a otestuje obchodni strategii. V ramci prace je
navrzen a implementovan cely systém, ktery pomoci dat z analyzy tweetti dosahl zvyseni
vynosu nékterych obchodnich strategii o vice nez 25 %. Toto zlepSeni vSak plati jen pro
konkrétni data a casové obdobi.

Abstract

This master’s thesis describes creation of prediction system. This system predicts future
market development based on stock exchange data and twitter messages analysis. T'weets
from two different sources are analysed by mood dictionaries or via recurrent neural ne-
tworks. This analysis results and technical analysis of stock exchange data results are used
in multilayer neural network for prediction. A business strategy is created and tested based
on results of this prediction. Design and implementation of prediction system is described in
this thesis. This system achieved revenue increase more than 25 % of some business strate-
gies by tweets analysis. However this improvement applies for certain data and timeframe.
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Kapitola 1

Uvod

Obchodovani na burze je ¢asto povazovano za zajimavy zpusob zhodnoceni penéz. Proto je
pritahovano velkym mnozstvim lidi, kteri si pfeji rychlé zbohatnout. Kazdy se snazi ziskat
néjakou vyhodu, ktera by zlepsila jeho profit a minimalizovala rizika. Nékdo pfi obchodovani
véri vlastnimu citu a zkusSenostem, jiny zase pouzivd moderni vypocetni techniku, analyzu
trhu a matematické funkce. VSichni Gspésni obchodnici maji ale spole¢nou jednu véc a tou
je alespon zakladni obchodni plan, podle kterého tidi své obchody.

V dnesni dobé je uz podle autori [7] vétsina obchodi provadéna pomoci automatickych
obchodnich systémii, které ridi propracované obchodni plany. Tyto systémy se obvykle snazi
na trhu hledat opakujici se vzory, podle kterych predikuji budouci vyvoj trhu a obchoduji
bez pritomnosti obchodnika.

Twitter je nejpouzivanéjsi mikroblogovaci sluzba na svété, proto je mozné, ze néjakym
zpusobem reflektuje déni na trhu. Pravé tuto zavislost bych chtél v ramci diplomové prace
najit.

Cilem této prace je vytvorit systém, ktery bude analyzovat zpravy z Twitteru a histo-
rickd burzovni data, na zakladé kterych bude predikovat budouci vyvoj trhu. Systém by mél
hledat zavislosti mezi cenou akcii a tweety, kterou vyuzije k vylepseni obchodni strategie.

Pro tvorbu takového systému je nejdiive nezbytné seznamit se z teorii z oblasti burzy,
Twitteru a neuronovych siti. Také je potieba obstarat vhodné data, na kterych se bude
systém ucit a testovat. Poté se musi specifikovat zptisob analyzy tweett a zpusob predikce,
kterou bude provddét neuronovd sit. Nakonec by se méla otestovat funkénost vysledného
systému.

Kapitola 2 predstavuje burzovni trhy, popisuje vznik burzy a jeji rozdéleni. Dale je
vysvétlen zptisob obchodovani, princip kontraktt a vyznam obchodnich systému. Kapitola
konc¢i prehledem vlastnosti trhu, které se pouzivaji v jeho analyze. Dalsi kapitola 3 se zabyva
Twitterem. Uvadi jeho pouziti, zdkladni znaky a zptisob analyzy. Kapitola 4 obsahuje vyklad
teorie k neuronovym sitim. Nastiniuje princip fungovani umélého neuronu, spojovani do
sité a jeji uceni. Kapitola 5 popisuje datové sady, se kterymi bude systém pracovat, a
zpisob jejich predzpracovani. Jednu sadu burzovnich dat a dvé riizné sady zprav z Twitteru.
V kapitole 6 jsou navrzeny zakladni prvky systému a jejich spoluprace. Jsou zde popsany dva
zpusoby analyzy Twitteru a tvorba neuronové sité. Dalsi kapitola 7 potom priblizuje zptsob
implementace jednotlivych ¢asti vysledného systému a pouzité knihovny. Posledni kapitola
8 je zamérena na experimenty, ve kterych se cely systém otestuje. Cilem experimentd je
najit nejvhodnéjsi parametry pro chod systému a ohodnotit obchodni strategie. V zavéru
jsou zhodnoceny vysledky prace a navrhnuty sméry dalsiho vyvoje.



Kapitola 2

Burzovni trhy

Trh obecné miZzeme definovat jako misto, kde se setkava nabidka a poptévka po ruznych
produktech. Financni trh zabezpecuje pohyb penéz a kapitalu mezi ekonomickymi subjekty.
Hlavni funkci trhu je pfesun volnych finan¢nich prostfedkt od subjektd s jejich prebytkem
k subjektiim s jejich nedostatkem. [13]

Burzovni trh neboli burza je tedy organizovany trh. Zjednodusené feceno je to misto,
kde se mtize obchodovat.

V této kapitole bude nejprve popsan zptisob vzniku burzy. Poté bude detailnéji pri-
blizena samotné burza a s ¢im se na ni obchoduje. Dale budou nastinén zptsob jakym lze
na burze obchodovat a riizné techniky obchodovani. V dalsi ¢asti budou rozebrana automa-
tické obchodni systémy (AOS). V zavéru kapitoly budou predstaveny zékladni vlastnosti
burzy a shrnuty rtizné metody burzovni analyzy.

2.1 Vznik burzy

Prvni zminky o burze se obecné datuji do 14. stoleti, kdy zacali zejména Italsti obchodnici
obchodovat se sménkami a zlatymi/stfibrnymi mincemi. V 16. stoleti byla v Antverpéach
zaloZena organizace, kterd je povazovana za prvni burzu s cennymi papiry na svété. V 17.
stoleti pak zacali postupné vznikat i dalsi burzy v Evropé a Americe, pozdéji v 19. stoleti
pak po celém svété. [13]

Naproti tomu komoditni burzy, kde se obchoduje s futures kontrakty (viz 2.3), zacali
vznikat v Japonsku priblizné v 17. stoleti. V té dobé potifebovali japonsti péstitelé ryze
zajistit financovani sezénniho péstovani ryze. K zajisténi produkce museli ziskat potfebny
kapital pro pokryti ndklad@ na sadbu, mzdu zaméstnanci a sklizeni. Problém byl v tom, ze
nemély zaruku tspésné sklizné, a proto jim zadna banka nechtéla ptijcit.

Pokud vsak farmar dostate¢ny kapital nemél, mohl doposud nevypéstovanou ryzi ,,pred-
prodat “. Farmar tedy predpokladal, Ze dokdze vypéstovat jisté mnozstvi ryze v pozadované
kvalité. Odbératel zase védél, ze bude toto mnozstvi ryze v budoucnu (po sklizni) potiebo-
vat.

Farmar na sebe vzal jisté riziko a zavéazal se odbérateli k budoucimu dodani stanoveného
mnoZstvi ryze za predem domluvenou cenu - podepsali spolu kontrakt s budoucim datem
dodani. Domluvena cena obvykle pokryla pfedem planované naklady a zahrnovala i pat¥i¢ny
zisk pro farméare.

Tato smlouva byla vyhodna pro obé strany. Farmar mél jistého kupce, jesté predtim
nez zasel prvni seminko. Obchodnik pak dopfedu védél, jaké budou jeho presné naklady.



Netrvalo dlouho a zacalo se obchodovat se samotnymi futures kontrakty, protoze se
to ukézalo jako skvéli zpiisob rychlého zbohatnuti. Kontrakty zacali nakupovat lidé, kteii
ryzi nepotiebovali a neméli s ni vibec nic spoleéného. Délali to v nadéji, ze bude Spatna
aroda a oni budou moci své levné nakoupené kontrakty draze prodat s co nejvyssim ziskem.
Ovsem i toto obchodovani mélo své rizika. Pokud byla iroda bohatd, cena ryze klesla a tito
spekulanti museli prodat své kontrakty se ztratou.|[0]

Z tohoto zptusobu obchodovani se zrodila komoditni burza a dnes se futures kontrakty
na mnoho typt zbozi bézné obchoduji na burzach po celém svéte.

2.2 Burza

Burza je instituce, kterd mé na starosti organizaci trhu s investi¢nimi nastroji. Uastni-
kim obchodu burza poskytuje nejen potfebné informace, ale predevsim zaruku bezpec¢nosti
investic a plnéni zdvazkld. Burzovni obchod je presné vymezen platnymi zakony v daném
staté a na jejich dodrzovani dohlizi kontrolni organy burzy. Burza striktné reguluje burzovni
trh.[9]

Uzavirat obchody jsou zpravidla opravnéni jen c¢lenové burzy, ktefi musi plnit piisné
podminky. Ostatni obchodnici musi uzavirat obchody pouze skrze jejich prostfednictvi.
Obchod na burze vétsinou probihé v presné uréenou denni dobu.

Princip obchodovani na burze je jednoduchy. Chcete levné nakupovat a draze prodavat.
O cené praveé rozhoduje stav nabidky a poptavky. Kdyz nabidka prevazuje poptévku, cena
kleséd a naopak, pokud poptavka pfevysuje nabidku, potom cena roste. Takto stanovena
cena se nazyva kurz. Informace o aktudlnim kurzu je verejné pristupna stejné jako dalsi
informace, napriklad objem obchodi.

Nejvétsimi svétovymi burzami jsou New York Stock Exchange, NASDAQ Stock Market
a London Stock Exchange. V Ceské republice je nejvétsi burzou Burza cennych papirt
Praha.

2.2.1 Typy burz

Burzy se podle obchodovaného aktiva déli predevsim na:

Komoditni

Obchoduje se zde prevazné s komoditami, jako jsou napriklad ropa, kukufice, cenné kovy
ve formé futures kontraktid. Komoditni obchodovani je jedno z nejlikvidnéjsich, protoze
s komoditami obchoduje obrovské mnozstvi spekulantii. Je tedy v podstaté kdykoliv mozné
prodat nebo koupit jakoukoli komoditu.

NerozliSuje se zbozi riznych dodavatel, protoze jeho kvalita je garantovana.

Kromé futures kontraktt se obchoduji také komoditni derivaty jako jsou opce. Opce se
nezavazuji k budoucimu obchodu, ale davaji k nému prednostni pravo.

Akciové

Burzy s cennymi papiry - akciemi. Akcie potvrzuje, Ze jeji majitel je akcionar, tj. ze vlozil
ur¢ity majetkovy podil do akciové spolecnosti. Coz mu déava pravo podilet se na zisku
spolec¢nosti formou dividendy a tcastnit se na Fizeni spole¢nosti.

Obchoduji se zde také akciové derivaty, jejichz hodnota se odvozuje s hodnoty skupiny
akci a odrazi tak stav urcité oblasti trhu.



Forex

K burzam byva casto nespravné zarazovan i tento mezinarodni obchodni systém pro obchod
s ménovymi pary. Ridi se stejnymi pravidly nabidky a poptavky jako burza, ale vlastni burzu
nema a neni tedy nijak centralné regulovan.

Je to systém vzajemné propojenych bank, korporaci, vladnich instituci a brokerskych
spole¢nosti. Umoznuje obchodnikiim vydélavat na pohybech vzajemnych kurzi mezi mé-
nami. Jeho stfedni kurzy se povazuji za oficidlni svétové kurzy. Jednoznacéné nejlikvidnéjsi
a v poc¢tu obchodi nejvétsi trh svéta.

2.3 Futures kontrakt

Futures kontrakt je jakasi smlouva a budoucim prodeji zbozi. Pfesnéji, podle standardni
definice [0], 1ze futures kontrakt jednoduse charakterizovat jako dohodu dvou stran o né-
kupu/prodeji standardizovaného mnozstvi podkladového aktiva v predem specifikované
kvalité za danou cenu k danému budoucimu datu.

Akcie predstavuje majetkové pravo, na rozdil od toho futures kontrakt predstavuje po-
vinnost dodat nebo odebrat podkladové aktivum. Ve skutecnosti k fyzickému predani ob-
vykle nedojde, protoze se kontrakt dale proda.

Futures kontrakty je mozné obchodovat vyhradné na burzach. Vsechny futures kon-
trakty jsou tzv. standardizovany, coz znamena, ze se podkladova aktiva obchoduji ve stan-
dardizovanych jednotkach a v jasné definované kvalité. Jeden kontrakt je miniméalni jed-
notka jakou lze obchodovat, jeho cena zalezi na konkrétnim podkladovém aktivu.

Pakovy efekt

Zatimco na koupi ¢i prodej akcie potiebujeme vzdy 100 % jeji ceny, u futures kontrakt tomu
je jinak. Stac¢i na burze slozit pouze zalohu tzv. margin, diky které je mozné kontrolovat az
dvacetinasobné hodnotnéjsi podkladové aktivum.

Tento efekt déla komodity tolik atraktivni. Obchodnik muize za nepatrnou zalohu nakou-
pit obrovské mnozstvi komodit, na kterych pak i pfi minimalni zméné kurzu muize vydélat
nebo prodélat nékolikandsobné vice nez pii klasickém investovani. [10]

2.4 Zpusob obchodovani

Jak uz jsem zminil, na burze mohou obchodovat jen jeji ¢lenové. Proto musi mit vétsina
obchodnikt svého brokera, ktery zprostfedkovava obchod. Obchodnik mu tak mize telefo-
nicky nebo dnes uz vétsinou on-line zadavat obchodni piikazy. Broker je pak skrze svého
¢lena predavé na burzu, kde uskutecni obchod. Za tuto sluzbu si uctuje poplatek, kterému
se Tik4 komise. U intradenniho obchodovani se pohybuje do 10$.

Obchodovani probiha vstupovanim do obchodnich pozic, ve kterém kontrolujete kon-
trakty daného aktiva.

Dlouha pozice - pfedpokladate rust ceny a nakupujete. Chcete koupit levné, prodat
draz.

Kratka pozice - predpokladate pokles ceny a prodavate. Chcete prodat draze (aniz
by jste ho vlastnili), koupit levnéji.

Vydélavat tedy muzete at jde cena nahoru nebo dold.

Dalsimi dilezitymi ptikazy, které mize obchodnik zadavat jsou:



Stop-loss

Predem definovand krajni hranice, pfi které se automaticky vystoupi ze ztratové pozice.
Stop-loss byva oznacovan [6] jako zakladni ochrna proti finanénimu krachu, kdy inkasujeme
malou ztratu dfive, nez se rozroste do ztraty obii. Nikdy by se nemélo obchodovat bez
predem definovaného stop-lossu.

Stop-loss by se mél umisfovat predevsim s ohledem na obchodovanou formaci (jako
dtikaz nefunkéni formace) a jeho vySe by se méla odvijet od celkového kapitélu (1-5%).

Profit-target

Obchodni prikaz, ktery funguje na stejné principu jako stop-loss. Rozdilem je, Ze se jako
hranice pro vystup z pozice udava minimélni dosazeny zisk. Pouziva se jen nékdy a jeho
vyse se urcuje podle pfedpokladaného maximalniho zisku.

Oba tyto prikazy se mohou v pribéhu obchodovani prubézné posouvat.

2.4.1 Typy obchodnika

Kazdy zpisob obchodovani mé své vlastni obchodni strategie. V literatute [6] se obchodnici
déli podle ¢asového horizontu v jakém obchoduji:

Dlouhodoby poziéni

Na pomezi mezi obchodnikem a investorem, ktery nevydélava samotnym obchodovanim.
Dr# své tieba i nékolik tydnil az mésicti a vénuje tak obchodovani minimum ¢asu. Casto
obchoduje akcie a jeho zisk plyne i z dividend.

Pozi¢éni

Pozi¢ni obchodnik drzi své pozice oteviené déle nez den, obvykle nékolik dni, a podstupuje
tak vétsi riziko ndhlé zmeény kurzu. Sleduje primarné denni a tydenni grafy. Tento obchod-
nik zazivd méné stresu, protoze ma dostatek casu promyslet kazdy obchod. PrileZitosti
k obchodovani ma maximéalné nékolik tydné.

Intradenni

Obchoduje pouze béhem dne a své pozice drzi pouze nékolik minut, maximéalné par hodin,
nikdy vSak pres noc. Pracuje pfevazné s nékolika minutovymi grafy a spekuluje tak na
intradenni vykyvy trhi, které mohou byt velmi ziskové. Intradenni obchodnik se vystavuje
mensimu riziku, protoZe neustale sleduje vyvoj trhu a muzZe pfi nepfiznivé situaci okamzité
zareagovat a vystoupit z pozice. To znamené, ze musi obchodovani vénovat hodné casu.
Intradenni tradefi vstupuji do trhu a vystupuji z trhu i nékolikrat denné a casto maji jen
nékolik desitek vterin na rozhodnuti.

Skalper

Nejnarocnéjsi zptsob obchodovani. Drzi své pozice jen nékolik sekund a diky obrovskému
kapitalu profituji i na drobnych pohybech kurzu. Casové velice naro¢né, protoze ¢asto denné
uskutecni desitky obchodii.



2.4.2 Obchodni systém

vvvvvv

na zékladé obchodniho systému, coz je souhrn pravidel, kterymi se obchodnik fidi . Tyto
pravidla definuji jaké akce na trhu provadét v uréitych situacich trhu a stavech obchodnika.

Tento systém miize byt navrzen na zakladé analyzy trhu, matematickych a ekonomic-
kych souvislosti nebo zkuSenosti obchodnika. Mél davat jistou statistickou vyhodu v trhu,
kterd povede k dlouhodobym ziskiim. Potvrzeni pouZitych teorii a funkénost celého systému
se dikladné testuje na historickych datech.

Dulezitym kritériem pro méfeni tispésnosti obchodniho systému neni vysoka pravdé-
podobnost predpovédi vyvoje trhu, ale tzv. RRR (risk reward ratio) neboli pomér mezi
riskem a o¢ekavanym ziskem. Obchodnici se ho snazi minimalizovat, tak aby brali obchody
jen s vysSim potencidlem zisku nez velikosti risku.

Nepatrejte po vysoké pravdépodobnosti, ale radéji po vysokém RRR. [1(]

2.4.3 Automatické obchodni systémy

Existuji razné pristupy k obchodovéani. Podle [6] se déli podle tcasti obchodnika na:

Diskreéni obchodovani

P1i tomto pristupu k obchodovani se klade velky diraz na subjektivni tsudek obchodnika.
Obchodnik mtze mit detailni obchodni plan, kterého se drzi, ale kone¢né rozhodnuti vzdy
zavisi jen na samotném obchodnikovi.

Uspésnost tohoto zptisobu obchodovani je dana prevazné zkuSenostmi obchodnika a
jeho citem pro trh.

Mechanické obchodovani

Mechanické obchodovani je zaloZeno na presnych a jednoznac¢nych pravidlech o fizeni ob-
chodu. Vypracovany obchodni plan popisuje vSechny situace, které mohou na trhu nastat
a udava presny postup jak se v takovych situacich zachovat. Je tedy presné dané kdy, jak
a kolik obchodovat.

Vyhodou mechanického obchodovani je, Ze ho lze zautomatizovat, ¢imz vznikne auto-
maticky obchodni systém (AOS). Tvorba takového systému, ktery je schopen dlouhodobé
generovat zisk, je obtizny tkol. Pfinosem AOS je snadné zpétné testovani na historickych
datech, moznost obchodovat na rychlejSim timeframu nez zvladne ¢lovék a hlavné nezavis-
lost na obchodnikovi. Obchodnik tedy nemusi byt pfi obchodovani pritomen.

Nejlepsi obchodnici tyto zpiisoby kombinuji.[7] Vétsinu ¢asu se ¥idi pfesnymi pravidly
svého obchodniho planu a nechévaji si jen maly prostor pro vlastni rozhodovani, ¢imz
dosahuji vétsi efektivity nez samotné AOS, protoze jsou schopny odhalit nezvyklé situace
trhu.

Cilem této prace je vytvorit ¢ast AOS, kterd bude mit za kol analyzovat data a predi-
kovat vyvoj trhu.

2.5 Burzovni grafy

Grafy se na burze pouzivaji pro vizualizaci pohybu cen a obchodni aktivity. Existuje mnoho
typu grafi a zpusobt jak se na data z trhu divat. Grafy jsou zdkladnim nastrojem technické



analyzy a odli$né pristupy vyuzivaji ruzné typy grafi a dat.
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Obrézek 2.1: Ukazka svickového grafu. [Zdroj: [16]]

Na likvidnich trzich, kdy se obchoduje v podstaté neustéle, se cena méni kazdych nékolik
vtefin. Na grafech je proto dulezZité jejich ¢asové méritko - timeframe. Obvykle je na svislé
ose grafu kala hodnot a na vodorovné ¢as. Cas je v téchto grafech rozdélen podle timeframe
do interval a kazdy z nich agreguje data za dané ¢asové obdobi. Pouzity timeframe méa
u obchodniki vliv pfedevsim na frekvenci obchodi a pouzivéani stop-lossu. Protoze rychlejsi
timeframe nabidne vice prilezitosti k obchodu, ale zato mensi prumérny zisk na obchod.

Minimélni hodnota o kterou se mize trh pohnout se oznacuje jako tick. Je to nejmensi
povolena jednotka o kterou se miize zménit cena kontraktu . Hodnota ticku je individualné
definovand pro kazdé aktivum. Ridzné burzy mohou mit rizné velikosti kontrakti a také
rtizné hodnoty nebo velikosti tiki pro stejné aktiva.

Vétsina burz a brokert poskytuje cenova data ve formatu OHLC. Tato zkratka vyjadiuje
¢tvetici hodnot, jaké jsou agregovany z jednoho ¢asového intervalu:

e Open - oteviraci cena (cena na zacatku intervalu)
e High - nejvyssi cena

e Low - nejnizsi cena

e Close - uzaviraci cena

Pro vypocet technickych indikdtortu (viz 2.7) se ¢asto pouziva jen uzaviraci hodnota.

Tyto data se zobrazuji pomoci sloupcového nebo sviékového grafu (obr. 7.2), coz jsou
nejpouzivanéjsi cenové grafy.

Jeden sloupec/svicka (obr. 2.2) v nich reprezentuje pravé jeden ¢asovy interval a v ném
v8echny ¢tyii prislusné hodnoty. Rozlisuji se dva typy svicek podle toho, jestli cena v daném
casovém Tuseku stoupla nebo klesla. Pokud je close cena vyssi nez open cena, télo svicky
je bilé nebo zelené, coz znaci nartst ceny Pokud je to naopak, je télo svicky cerné nebo
cervené.

Jinym pouzivanym cenovy graf je tickovy graf. Jako tick data se oznacuje tplné,
neagregované stanoveni vSech cen jednoho aktiva v pribéhu casu. Tick reprezentuje jeden
provedeny obchod, ktery se muze skladat ze sparovani vice kontrakti. Tickové grafy jsou
tedy slozeny z jednotlivych provedenych obchodi. Graf se tak vykresluje v zavislosti na
aktivité trhu.



High ——= High ——=

<——— horni stin “<———  horni stin
Open —— Close —=
l <—— télo 1 <—— télo
Close — = Open ———=

‘ <—— spodni stin ‘ <—— spodni stin

Low — = Low —>

Obréazek 2.2: Svicka - ¢ast svickového grafu.

Podobnym ¢asto pouzivanym grafem je volume graf, ktery se vytvari na zakladé poctu
zobchodovanych kontraktti a ne obchodiu. Lépe ukazuje aktivitu trhu vzhledem k mnozstvi
obchodovanych kontakti.

2.6 Analyza trhu

Ukolem analjzy trhu je pfedpovéd budouciho vjvoje trhu, na zakladé které miZzeme gene-
rovat signaly pro vstup a vystup z trhu. Existuje technicka, fundamentalni a psychologicka
analyza trhu. Psychologicka se zabyva predevsim psychologii davu a analyzuje chovani lidi
na urcité situace na trhu.

Chtél bych v ramci této prace zkombinovat technickou analyzu a fundamentalni analyzu
zalozenou na zpravach z Twitteru, které budou dale blize popsany.

Technicka analyza

Technicka analyza je zaloZena na studiu grafti. Vychazi z predpokladu, Ze vnitini hodnota
aktiva je tézko vypocitatelna, a Ze se ve vyvoji kurzu objevuji opakujici se obrazce. Technicti
obchodnici hledaji v grafech razné formace, pracuji s indikatory, pouzivajli matematické
vzorce a analyzuji cenovy vyvoj trhu. Nemusi znat ani podrobnosti o obchodovaném aktivu,
vSe co jim staci je aktudlni graf cenového vyvoje. Nékteri analyzuji trh pouhym pohledem
na graf, zatimco jini vyuzivaji moderni statistické metody zkoumajici vztahy mezi mnoha
vlastnostmi trhu.

Dle [16] jsou u obchodnikt oblibené technické formace pozorovatelné na grafu pouhym
okem (patterns). V pribéhu historie obchodovani bylo dokézano, Ze ur¢ité formace na grafu
se objevuji znovu a znovu, a ze na zakladé takovychto formaci a ukazateli je mozné relativné
spolehlivé predvidat, jakym smérem trh v pristich dnech pujde. Diky tomu také znaji sva
pravdépodobna rizika jesté pred samotnym vstupem do obchodu.

Fundamentalni analyza

Fundamentalni analyza ze zabyva velmi detailnim zkouménim zdkladnich a podstatnych
ekonomickych, politickych, socidlnich, demografickych faktort a udalosti, které urcuji vyvoj
burzovnich kurzi.[12]

Zkouma i samotné podkladové aktivum a predpoklada, ze kazdé aktivum méa néjakou
vnitini hodnotu, kolem které se pohybuje aktuadlni kurz. Vnitini hodnota pomdahé zjistit
zda je aktivum momentélné podhodnoceno nebo nadhodnoceno.

Jedna se tedy o komplexni pristup, ktery se snazi zahrnou vSechny faktory z nej-
ruznéjsich odvétvi, které mohou cenu néjak ovliviiovat.
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2.7 Vlastnosti trhu

V ramci technické analyzy se vyziva zejména trendti, formaci na grafu, faktora (vlastnosti)
trhu a technickych indikatora.

Na zakladé téchto prvki, které pomahaji pri rozhodovani, se vytvari vhodna obchodni
strategie. Nejpouzivanéjsi jsou:

Trend

Trend je dlouhodobéjsi neménny smér trhu. O trendu se casto fika, zZe je to nejlepsi pritel
obchodnika. Vétsina obchodnich systémt je postavena pfedevSim na vcasném zachyceni
budouciho trendu. Dle trendu se trh déli na by¢i a medvédi. Jako trh byka se oznacuje
stoupajici trh. Naopak jako medvédi se oznacuje trh, ktery ma tendenci klesat. Vétsinu
¢asu v8ak trh netrenduje a jde tzv. do strany. [11]

Likvidita
Velmi dulezity faktor trhu, ktery lze chapat jako momentalni schopnost trhu plnit zavazky
neboli uskutecnit obchod. Dostatec¢né likvidni trh znamend, ze obchodnik mtize pozici ote-

vIit 1 uzaviit podstaté v libovolné situaci. Je-1i trh mélo likvidni, dochézi k vyrazné horsimu
plnéni piikazii, coz vede k horsi cené.

Volatilita

Dalsi dulezity faktor, ktery udava jak zivy a rychly dany trh je. Urcuje se na zakladé
rychlosti a velikosti zmény ceny. Na volatilnim trhu se da rychleji vydélat, ale stejné tak
rychle i prodélat.

Volume

Technicky indikator, ktery udava objem uzavienych obchodu za dany ¢asovy tsek. Udava,
jak hodné se v dany okamzik obchodovalo a tim odrazi likviditu trhu.

Open interest

Tento indikator vyjadfujici mnozstvi otevienych kontrakti v daném trhu v dané casové
periodé. Tedy kolik je v daném momenté drzeno dvojic dlouhé a k ni prislusné kratké pozice.
Stejné jako volume ¥ika, jak vysoka je likvidita daného trhu. Cim vyssi open interest, tim
je trh likvidnéjsi a pro nas tudiz zajimavéjsi.

Pokud open interest i volume soucasné stoupaji, znamena to potvrzeni trendu. Pokud
open interest i volume soucasné klesaji, znamena to, zZe je trend docela mozna na svém
konci a kazdou chvili tak muze dojit k jeho otoceni. [7]

Grafické vzory

Obchodnici ¢asto analyzuji trh pouhym pohledem na graf. Hledaji v ném jisté grafické
formace, které by mély napovédét dalsi vyvoj trhu. Poméahaji si tfeba trendovymi ¢arami,
které kopiruji smér trendu, a hledaji v nich uréité trojuhelnikové formace.

Déle jsou ¢asto pouzivany techniky zalozené na trovnich spupport a resistance (S/R),
protoze dle [16] jsou na trhu vidadny neustéle a funguji vzdy dobfe.
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Vychézeji z vlastnosti lidské psychiky upinat se k uréitym bodim trhu. Support je v ce-
novém grafu jakasi hranice nebo dno, pod které uz obchodnici nechtéji prodavat. Resistance
je oblast opacné, tedy strop, nad kterym uz obchodnici nechtéji nakupovat.

Z grafu jde poznat tak, ze se cena zasekla na urcité hodnoté, od které se odrazi. Po néjaké
dobé byvaji tyto hranice zpravidla prorazeny, coz obvykle znaéi nastup nového trendu. Cim
déle se cena do této rovné drzi, tim byva dana hranice silné&jsi.

Dle [16] maji S/R tirovné tendenci se v grafu opakovat, ¢imz ndm poskytuji mapu oblasti
historické nabidky a poptavky, kterd se v budoucnu mize opakovat.

Diky nim mutze mit obchodnik lepsi pfedstavu o maximéalné dosazitelném zisku svého
obchodu a umistuje do téchto trovni profit-target.

2.7.1 Indikatory

Indikator neboli ukazatel je obvykle matematicka funkce, které zvyrazni nékterou vlastnost
casové tady.
Nejznaméjsi a nejpouzivanéjsi jsou tyto indikatory:

Klouzavy prumér

Klouzavy priamér - MA (moving average) je jeden ze zdkladnich indikatori technické ana-
Iyzy. Podle [16] je jeho funkénost ¢asem ovéfend a ve své obchodni strategii ho pouziva
spousta obchodnikii.

Predstavuje aritmeticky primér n poslednich zaviracich cen, kde n je perioda klouzavého
prumeéru, kterd udava pocet historickych hodnot z nichz se pocita. Pouziva se k vyhlazeni
pribéhu ceny v case, ¢imz redukuje Sum.

Nejjednodussi pravidlo pro jeho obchodovéani je, Ze pokud cena protne klouzavy pramér
smérem doli, je toto povazovano za signal k prodeji. Pokud cena protne klouzavy prumér
smérem nahoru, je toto povazovano za signal k nadkupu.

Obvykle se ale pouziva kombinace vice klouzavych primérta z riznou periodou, které
zachycuji rizna historické obdobi a navzajem se tak doplnuji.

Neékdy se takto oznacuje jednoduchy klouzavy primér - SMA (simple moving average),
ktery se pocita podle vzorce ?77:

B+ P gt +Ppa

SMA(n) = . (2.1)

kde n je pocet historickych hodnot, z nichz se klouzavy priamér pocita a P; je uzaviraci
cena v Case t.

Kromé néj se také hojné pouziva exponencialni klouzavy primeér - EMA.

Jeho vypocet je podobny jednoduchému klouzavému prumeéru s tim rozdilem, Ze starsi
hodnoty maji ve vypoctu mensi vahu. Nejvyssi vahu mé tedy nejnovéjsi hodnota a smérem
ke starsim hodnotam klesd jejich vaha exponenciadlné. Jeho vypocet je dan rekurzivnim
vzorcem 2.1

2
EMAt(TL) = EMAt_l + ?(Pt - EMAt_l) (22)
n

kde n je pocet historickych hodnot, ze kterych se pocita, P; je uzaviraci cena v Case t a
EMA;_1 je hodnota v predchozim ¢asovém intervalu .
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RSI

Indikétor relativni sily trhu ( Relative Strength Index). Slouzi piedevsim jako doplnék
obchodni strategie, ktery méri silu a rychlost pohybu cen.

Jeho cilem je identifikovat pfekoupené a preprodané trhy. Indikator vraci hodnotu v roz-
mezi 0 az 100. Pokud je hodnota nad 80 je trh povaZovan za prekoupeny a pokud je mensi
nez 20 je preprodany. Vystup z téchto oblasti je povaZovan za signal k provedeni obchodu.

Vychéazi s poctu historickych cen, které jsou nad a pod cenou aktuélni. Stejné jako MA
ma parametr, ktery nastavuje jeho periodu, tedy pocet historickych hodnot, ze kterych se
pocita. Pro jeho vypocet se pouziva vzorci 2.2 a 2.3.

100
RSI(n) =100 — ————— 2.3
(n) 1+ RS(n) (2:3)
RS(n) = primeérnd velikost pohybu nahoru v poslednich n hodnotach (2.4)

primérné velikost pohybu doli v poslednich n hodnotach

CCI

CCI (Commodity Channel Index) je univerzalni indikator trhu, ktef{ méfi odchylku aktudlni
ceny od své priumérné hodnoty. Muze slouzit k identifikaci, Ze je trh pfekoupeny /pieprodany
nebo k detekci nového trendu.

Pocita se (viz. vzorec 2.4 porovnanim aktuélni ceny s cenou primérnou, kterd je spoc-
tena klouzavym priumérem z nékolika poslednich hodnot podle parametru indikatoru.

1 TP —SMATF(n)

CCIn) = 5015 D7 (n) (25)

kde TP je typicka cena sloZena, coz je pramér hodnot low, high a close, SM AT P je jed-
noduchy klouzavi primeér spoditany s typické ceny a M DTP je stfedni odchylka typické
ceny.

Obvykle se jeho hodnota pohybuje v rozmezi od -100 do 100, ale neni nijak limitovana.
Kladné hodnoty fikaji, ze je aktudlni cena vysi nez primérna a naopak.
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Kapitola 3

Twitter

Twitter ! je mikroblogovaci socialni sit. Umoziiuje svym uzivateliim posilat kratké pFispévky,
kterym se fika tweety.

Nejprve budou v této kapitole popsany zakladni principy a funkce Twitteru. Dale bude
priblizeno kym a jak je vyuzivan a nakonec budou zvazeny moznosti analyzy tweeti.

Obrazek 3.1: Logo socialni sité Twitter.

3.1 Zaklady

Twitter zalozil Jack Dorsey v roce 2006. Od té doby se z néj, predevsim diky jednoduchosti
pouziti, stala nejpouzivanéjsi mikroblogovaci sluzba. Aktivné ji kazdy mésic vyuziva 284
miliént uzivatelt, ktefl dohromady vygeneruji pie 500 miliont tweett denné.[17]

(.\ Jack Sledovat

e

just setting up my twttr

ITAARETIEETY e MZOBOWEE B

Obrazek 3.2: Prvni tweet.

Zakladnim principem Twitteru je tedy posilani zprav, které maji maximalné 140 znakd.
Do téchto textovych zprav je také mozné vlozit odkazy, obrazky a videa. Kazdy registrovany

ITwitter https://twitter.com/
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uzivatel mé svoji stranku, na které publikuje vlastni pfispévky. Kromé toho ma kazdy uziva-
tel také sviij Casovy prehled tzv. Timeline, na které se mu zobrazuji odebirané prispévky od
jinych uzivateld. Kazdy si tedy miize nastavit, které uzivatel chce sledovat (following) a tim
odebirat jejich prispévky, aby si je mohl precist. Navic funkce retweet umoznuje ,,preposlat “
tweet jiného uzivatele na svou vlastni zed, takZe ho uvidi i tvoji odbératelé.

3.2 Pouziti

vz

Hlavni myslenkou je kratce sdilet nejaktualnéjsi informace svého okoli a to v redlném case.
Twitter je pouzivan riznymi skupinami uzivateli k odliSnymi tcelim. Bézni jednotlivy
uzivatelé pres néj vétsinou komunikuji s prateli tim, Ze informuji o své aktualni ¢innost
nebo sdili své zajimavé postiehy a myslenky. Neziskové organizace a univerzity ho pou-
zivaji predevs8im k sdileni novinek a zprav z oblasti jejich ptisobeni. V komeréni sféfe ho
firmy vyuzivaji k publikovani aktualnich firemnich informaci nebo skrz néj propaguji své
zajimavé produkty. Nékdy vytvoii samostatny Twitter icet jednomu konkrétnimu, obvykle
vyznamnému, produktu, kde sdileji jen zpravy, které se ho tykaji. Tweety jim tak slouzi
jako bezplatna reklama. Informacni a sdélovaci sluzby uz zarfazuji publikovani na Twittru
do soucasti své prace. Obvykle zvefejni odkaz na cely ¢lanek spolu s jeho nazvem, struénym
obsahem nebo zajimavosti, ¢imz naldkaji na své stranky dalsi ¢tenate, které by dané téma
mohlo zajimat. Nejpopularnéjsi jsou na Twitteru stranky znamych osobnosti, jako jsou na-
priklad herci, zpévaci nebo politici. Touto cestou vedou verejny denik svych ¢innosti nebo
komentuji vefejné déni.

Mnoho uzivateli vSak nepouziva Twitter ke sdileni aktualit, ale jen jako pasivni zdroj
prijmu informaci. Dle [17] se 40 % uZzivatelii pfihlasuje ke svému G¢tu pouze proto, aby si
precetli novinky, ale sami nic nepublikuji.

Twitter je tedy socidlni sit, slouzici spiSe pouze k informovani neZ k interakci mezi
uzivateli. Na kazdy tweet muZe kdokoli zareagovat a odpovédét na néj, coz ale primarné
neslouzi k vedeni rozsahlych diskuzi, ale jen ke sdéleni struéného nazoru k danému tweetu.

3.3 Vazby

Tweety nespojuje jen autor a vazba odpovédi na ptvodni zpravu, ale uzivatelé mohou do
svych zprav vkladat tzv. hashtag. Hashtag je slovo nebo kratka fraze, kterd zac¢ina znakem
7 . Uzivatel jim mize zaradit tweet do néjakého konkrétniho kontextu nebo oblasti zajmu.
Diky tomu lze odliSit témata a typy jednotlivych Tweett a seskupovat je do kategorii. To
vede k prehlednéjsi orientaci a vyhledavani tweetu urcitého zamétfeni nebo z dané oblasti.

Podobné jako lze hashtagem oznacovat mista nebo udalosti, nabizi také Twitter moznost
oznadit konkrétni uzivatele, tim Ze se do zpravy pred jeho uzivatelské jméno vlozi znak ,, @“.
Vsechny tyto vazby pa mohou byt vyuzity v ramci analyzy.

3.4 API

Twitter poskytuje také programové rozhrani (API), které umoziiuje vytvaret programy a
webové aplikace, které s nim komunikuji. Diky tomu mtzeme skrze vlastni aplikaci nejen
tweety automaticky vytvaret a zverejiiovat, ale také v nich vyhledavat a ¢ist. Kazdy ziskany
tweet obsahuje nejen samotny text zpravy a jméno autora, ale spoustu dalsich metadat jako
je naptiklad jazyk, ¢asové pasmo, datum a Cas vytvoreni, externi odkazy, velikosti obrazki,
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pocet retweett atd. Cela struktura tweetu je v priloze A. Vyuziti tohoto API mé ale své
limity. Za 15 minut mzeme provést jen 180 dotazi na Twitter.[18]

Limity velmi znesnadnuji vytvofeni nastroje pro dolovani dat z Twitteru, protoze pro
ziskani potfebnych informaci je ¢asto tfeba mnoha dotazi. Pfedevsim je pti dolovani t¥eba
své dotazy rozlozit v Case, tak aby se nedosahlo limitu. Proto by ziskani vétSiho mnozstvi
dat trvalo velmi dlouho.

3.5 Analyza Twitteru

Twitter je povazovan za dobry zdroj dat k dalsimu studiu, protoZe obsahuje obrovské mnoz-
stvi zprav a tim i informaci. Protoze je pouzivan mnoha lidmi napfi¢ celou populaci, dokaze
zachytit vSeobecné vefejné minéni, z kterého lze déale odvodit budouci globalni vyvoj. Za-
meérenim na konkrétni oblasti 1ze potom analyzovat jen urcitou c¢ast populace, kterd ma
néco spolec¢ného.

Velkou prekazkou pri strojovém zpracovani tweetd je pochopit spravny kontext. Sebe-
lepsi nastroj nedokaze odhalit ironii nebo jazykova specifika. Dalsi problém je také odlisit
dulezité tweety od téch nedulezitych, coz je pfi tak ohromném poctu tweett zasadni pro-
blém.

Jednou z prvnich dutleZitych praci, ktera sa zabyva zavilosti mezi Twitterem a burzou
je [1]. Autofi v ni podle GPOMS (Google-Profile of Mood States) pfifazuji jednotliva slova
tweetu do jedné z Sesti nalad. Na zaklad€ toho urcuji miru vefejné nalady. Pomoci samo-
organizujicich fuzzy neuronovych siti nasly nejlepsi prediktivni korelaci mezi hodnotami
DJIA (Dow Jones Industrial Average) a naladou, kterou oznadcili jako ,klid“. Podle jejich
vysledkt se tato nalada odrazi na vybraném trhu za 3-4 dny.

V jiné préci [3] se slova v tweetech rozdélila do dvou kategorii - pozitivni (Stésti, nadéje)
a negativni (strach, nervozita). Pfi analyze se poté uvazoval pomér pozitivnich a negativnich
tweetd vuci celkovému poctu. Korela¢ni analyza nasla korelaci mezi timto pomérem a nék-
terymi burzovnimi indexy. Dalsim dutleZitym zjisténim bylo, Ze pocet followerl a retweett
nemaji na analyzu prakticky zadny vliv.

Autofi prace [2] si naptiklad vytvorily vlastni slovnik s 5 tisici nejobvyklejsimi slovy, kde
kazdému pritadili troven Stésti a smutku. Podle nich urcily pravdépodobnost stésti jednoho
tweetu a celého dne. S timto slovnikovym zptisobem doséhli 60 % tspésnosti v presnosti
predpovédi sméru vyvoje trhu, s posunem tweetti o 3 dny.

Dalsi prace [5] byla postavena na prvni préaci [1]. Na rozdil od ni ale rozdéluje slova do
¢tyfech nalad (klid, stésti, poplach a laskavost) podle své vlastni databaze nalad. Nejlépe
se osvédcili nalady stésti a klid, u kterych dosahli tspésnosti predikce sméru vyvoje trhu
75.56 %, pfi posunuti tweetd o 3-4 dny.

Posledni prace [15] testuje vice zptusobi analyzy Twitteru, pro ucely pozi¢niho i intra-
denniho obchodovani. V jednom zptisobu rozdéluje tweety na pozitivni a negativni, v dalsim
zase hleda slova a slovni spojeni, jejichz ¢etnost bude odpovidat pohybtim trhu. V ramci
pozi¢niho obchodovani prisel autor naptiklad na to, Ze cena nejcastéji klesala, kdyz se na
Twitteru nejvice psalo slovo ,,larges“. Ale u intradenniho obchodovani nenasel viibec zadnou
korelaci ani s jednim zptsobem analyzy.

Vsechny tyto prace ukazuji, Zze existuje zavislost mezi Twitterem a burzovnim trhem.
Vetsinou se jednd o néjakou globalni naladu jednoho celého dne, kterd se na trhu odrazi
béhem 3-5 dnd.
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Kapitola 4

Neuronoveé sité

Neuronova sit je vypocetni model inspirovany prirodou, ktery se snazi napodobit chovani
lidského mozku. Slouzi k hledani/modelovani slozitych vztahi mezi vstupy a vystupy sys-
tému. Chova se jako univerzalni aproximéator funkci, ktery se na zakladé vstupu a prislus-
nych vystupt dokéze natrénovat a potom se chova jako sledovany systém.
uceni. Jsou pouzivany zejména pii rozpoznavani, predikci nebo v fizeni autonomnich sys-
témi a dle [4] jsou vhodné i pro analyzu burzovnich dat.

V této kapitole budou popsany zakladni prvky neuronové sité, princip jeji funkce a
zpisob uceni. Dale bude nastinéno jejich pouziti v oblasti burzy.

4.1 Biologicky neuron

Neuron neboli nervova buiika je zdkladnim prvkem nervové tkané, kterd zpracovava, prenasi
a uchovavéa informace. Sklada se z téla, kratkych vybézki (dendriti) a dlouhého vybézku
(axonu). Dendrity jsou vstupy neuronu, které pfijimaji elektrické vzruchy. Pokud soucet
jejich napéti pfesahne urcity prah, neuron se aktivuje a vysle axonem elektricky impuls do
ostatnich neuroni, které jsou k nému pfes své denrity pfipojeny .

Rozhrani mezi dendritem jednoho a axonem druhého neuronu se nazyva synapse. Kazda
synapse ma svoji vahu, ktera urcuje ”dilezitost”a tim i velikost pfedavaného signalu. Uceni

Dendrit Axonalni

zakpnéem’

Ranvierly

Télo neuronu

zafez

Schwannova

Myelinova pochva  bufika
Buné&éné jadro y P

Obrazek 4.1: Biologicky neuron. [zdroj: http://cs.wikipedia.org/wiki/Neuron]
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neuronu spoc¢iva pravé jen v nastavovanim téchto synaptickych vah.
Lidsky mozek mé p¥iblizné 10! neurontl, kazd§ neuron mé obvykle 10? az 10° dendrit,
co# je celkem kolem 104 synapsi [14].

4.2 Umély neuron

Umeély neuron znazornén na obrazku 4.2 je zjednoduseny matematicky model biologického
neuronu, ktery napodobuje jeho chovani. Obecné je jeho vystup y dan rovnici 4.1, kde z je
vstupni vektor, f je bazova funkce, g je aktiva¢ni funkce a u je vnitfni potencional neuronu.

y=g(u) =g(f(z)) (4.1)

Neuron funguje tak, Ze jsou na jeho vstupu vloZeny hodnoty, které jsou modifikovany dle
prislusnych synaptickych vah a secteny bazovou funkci. Tim dostaneme vnit¥ni potencional
neuronu, ktery je predan do aktiva¢ni funkce, ktera z néj spoc¢ita vystupni hodnotu neuronu.

Xo=1
vstu synaptické rahova
neu ropr¥u Y ve{)hy odnota
X1
X2 aktivacni
funkce ot
vystu
Xs /oo T 1 Y nadrenu
\Ws ) —
)
D

Obréazek 4.2: Model umélého neuronu

Bazova funkce

Béazova funkce f nékdy oznacovana jako sumarizac¢ni udavé zpusob, jakym jsou jednotlivé
vstupy neuronu zkombinované. Vystupem bazové funkce je vnitini potencional neuronu u.

e Linearni bazova funkce - skalarni souéin vstupniho vektoru x a vahového vektoru w
n
u=f(x) =zw= g w;T;
i=1

e Radialni bazova funkce - vzdalenost vstupniho vektoru x od vdhového vektoru w.

u=fx) =
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Aktivaéni funkce

Aktivacni (pfenosovd) funkce g pocitd vystup neuronu z jeho vnitiniho potenciondlu a
prevede jej do mezi, které jsou na vystupu neuronu ocekavany.
V tabulce 4.1 jsou uvedeny nejéastéji se pouzivaji tyto aktivacni funkce [10]:

Linearni funkce y=g(u) =au+b

OW prou<0
Skokova (prahova) funkce y=g(u)=1¢ 1 pro u >0
Yola prou =70

Sigmoida y=g(u) = W%M

Hyperbolicky tangenc y = g(u) = tanh(u)

Tabulka 4.1: Aktivaéni funkce

L ——

a b c d

Obrazek 4.3: Aktiva¢ni funkce neuronu: a) linedrni, b) skokova, ¢) sigmoida, d) hyperbolicky
tangenc

4.3 Topologie sité

Samostatny neuron s prahovou aktiva¢ni funkci muize slouzit jako nejednodusi neuronova
sit - Perceptron. Pouziva se jako primitivni klasifikator, ktery je schopny fesit jen linedrné
separovatelné problémy [10]. Perceptron totiz rozdéli vstupni prostor na dva podprostory
a dokéaze kazdy vstupni vektor zafadit do jednoho z nich.

neuronti. Spojenim nékolika neuront vznikne neuronova sit, ve které si vhodné propojené
neurony predavaji signaly.

Topologie neuronové sité popisuje zpusob jakym jsou neurony vzajemné propojeny a
jejich pocet. Zpisob propojeni jednotlivych neuroni hraje nejvétsi roli ve funkcionalité a
a tvorbou sité.

Podle topologie 1ze rozlisit mnoho druhii modeld neuronovych siti, kde mé kazdy své
specifické vyuziti. Nejzndméjsi a nejpouzivanéjsi topologie je vrstvend (perceptronova) sit,
ve které je sif rozdélena na nékolik vrstev.

Obecné se sklada ze 3 typu vrstev - vstupni vrstvy, jedné nebo vice skrytych vrstev a
vystupni vrstvy (viz obrazek 4.4). Vrstvy jsou plné propojené, tj. vSechny neurony vstupni
vrstvy jsou propojeny se vSemi neurony skryté vrstvy a vSechny neurony skryté vrstvy jsou
propojeny se vSemi neurony vystupni vrstvy.

Vstupy sité jsou pfivedeny na pasivni neurony vstupni vrstvy, ktefi je pouze rozdéli
dalsi vrstvé neuront. Pracovni neurony ve skryté vrstvé vstupy transformuji (vyuzivaji
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Obrézek 4.4: Vicevrstva dopfednd sit

nelinedrni aktivaéni funkce, coz umoziiuje fesit nelinearni funkce) a vysledek predaji dalsi
vrstvé. Odezvou celé neuronové sité na vstupy jsou vystupy neuront ve vystupni vrstve.

Podle sméru toku dat se vrstvené sité déli na dopfedné (acyklické) a rekurentni (cyk-
lické). V doptednych sitich se signél §if{ vyhradné smérem od vstupnich neuronii k vystup-
nim. Neobsahuje zadné cykly a zpétné vazby, to znamend, Ze neexistuje propojeni vystupu
neuronu do vstupu neuronu ve stejné nebo predeslé vrstveé. Zato rekurentni sif musi obsa-
hovat alespon jednu zpétnou vazbu.

Nejpouzivanéjsi a v ramci této prace pouzita je dopfednd vrstevna sit (feedforward
neural network) se zpétnym Sifenim chyby, kterd je také oznacovéana dle ucici metody back-
propagation.

4.4 Ucenl neuronové sité

ey

presné definovat algoritmus transformace vstupid na vystupy, ale misto toho se jej sit naudci
sama.

Cilem uceni neuronové sité je nastavit vSechny synaptické vahy a upravit topologii, tak
aby se minimalizoval rozdil mezi odezvou sité na dané vstupy a vystupy pozadovanymi pro
tyto vstupy. Faze uceni neuronové sité se nazyva adaptivni. Po nauceni neuronové sité je
sit ve fazi vybavovani.

Uceni se mtze probihat dvéma zptisoby, bez ucitele a s ucitele.

Pfi ueni bez uéitele zname vstupni hodnoty, ale o¢ekévané /pozadované vystupy neexis-
tuji. Sit hleda spolecné vlastnosti jednotlivych prvki, podle kterych je sama t¥idi do skupin.
Na vstup sité jsou postupné predklddany jednotlivé vstupni vektory a sit se nakonfiguruje
tak, aby pro kazdy vstupni vektor existoval jednozna¢né uréeny vystup.

Pri uceni s uditelem se vyuziva zpétné vazby. Sif se trénuje pomoci dvojic vstupni vektor
a prislusny, pozadovany vystup.

Neuronové siti jsou prekladany vstupni vektory. Na zékladé aktudlniho nastaveni sité€ je
zjisténa jeji aktualni odezva (vystup). Tu porovnadme s pozadovanym vystupem a urc¢ime
chybu sité. Poté spocitdme korekci (dle typu sité), na zékladé které upravime hodnoty vah,

20



tak abychom snizili velikost chyby. Toto se opakuje dokud sif nedosidhne ndmi stanovené
minimdlni chyby, poté je sit adaptovana Existuje tedy jakysi vngjsi ucitel, ktery porovnava
pozadované a skutecné vystupy sité.

Backpropagation, neboli metoda zpétného Sireni chyby, je zdkladni a nejpouzivanéjsi

metoda pro uéeni neuronovych siti (kolem 80 % vsech aplikaci) [10]. Metoda je zaloZena na
principu uceni s ucitelem, kdy se pfi adaptaci vah vrstvenych siti vyuZiva zpétného Sifeni
chyby.

Samotny algoritmu uceni je sloZen ze t¥1 hlavnich fazi: dopredné Sifeni vstupniho signalu,
zpétné Siteni chyby a aktualizace vah na vstupech neuront. Tyto faze se cyklicky opakuji
dokud neni dosaZeno pozadované presnosti sité, maximalniho poctu iteraci nebo jiné pod-
rozhodnutim v trénovacim procesu.[10]

Pii dopfedném sifeni vstupniho signalu klasicky preddme vstupni vektor neurontim
jejimz vystupem bude odezva sité na vstup. Na zakladé rozdilu skute¢ného a pozadovaného
vystupu neuronové sité je definovana jeji chyba, pro kterou je vypocitan faktor. Zpétné
§ifeni chyby spociva v Sifeni vypocitanych faktort do predchazejicich vrstev. Protoze je
vystupni vrstva jedina, kterd muze porovnat vystup s pozadovanou hodnotou, musi Sifeni
chyby zacit od ni. Na rozdil od ptredchozi faze je signal $ifen opacné, tedy z vystupni vrstvy
smérem do vrstvy vstupni, proti ,,béznému“ propojeni neuronti. V posledni fazi je na zakladé
faktorti v kazdém neuronu spocitana lokalni chyba a podle ni upraveny vstupni véhy.

Mnotzina dvojic vstupt a prislusnych vystupt se obvykle rozdéli na trénovaci a testovaci
mnozinu. Trénovaci mnozinu pouzivame pii uceni sité. Prvky této mnoziny vklddame na
vstup sité a podle vystuptu adaptujeme vahy. Testovaci mnozZinu pouzivime pro testovani
odezvy sité. Pomoci ni se rozhodujeme, zda je sif naucend (mé dostateénou presnost) nebo
zda je tfeba sit dal ucit. Rozdéleni na dvé mnozZiny se provadi proto, aby byla neuronové sit
schopné zobecnovat, tj. spravné vyhodnocovat nezname vstupy. Pokud bychom rozdéleni
neprovedli nebo uéili sit p¥ilis dlouho, tak miZe dojit k pfeudeni sité. Potom by byla sit
schopna spravneé reagovat pouze na zndmaé data z natrénované mnoziny, ale Spatné na data
neznama.

4.5 Analyza burzovnich trhua

Podle [4] dosahli neuronové sité v poslednich letech vysoké popularity v oblasti analyzy
burzovnich trhi. Diky své schopnosti generalizace a modelovani nelinedrnich vztahi jsou
povazovany za idealni nastroj pro popis nelinearnich systému jakym jsou pravé trhy.

Jejich ¢innost je zaloZzena na tom, Ze se urcité situace na trhu casto opakuji. Neuronové
sité dokazi praveé takové opakujici se vzory chovani detekovat a zapamatovat si je. Potom,
kdyz se trh dostane do podobného stavu, ve kterém byl uz diive, je nauc¢ené neuronova sit
schopna s ur¢itou pravdépodobnosti predikovat jeho budouci vyvoj. Vychazeji tedy z dfive
ziskanych zkusSenosti a znalosti trhu.

Ve srovnani s modernimi statistickjmi metodami a metodami regresni analyzy vychazeji
neuronové sité velice tispésné. V nékterych testech je dokonce tispésnost jejich predpovédi
daleko vyssi. [4].

Neuronové sité se pouzivaji bud samostatné nebo se ve snaze o dosazeni lepsich vysledkt
¢asto kombinuji s jinymi metodami. Napriklad jsou udavany neuronové sité spolupracujici
s fuzzy logikou, modularni systémy slozené z vice siti, kde kazda vyuziva jina data, re-
kurentni sité, které si pamatuji predchozi stavy trhu nebo neuronové sité spolupracujici
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s expertnimi systémy.

Nejcastéji se vSak pfi obchodovani podle [4] vyuzivaji pravé vrstvené perceptronové sité,
ucici se na principu backpropagation (viz 4.4).

Obvykle se jako vstupy neuronové sité pouzivaji nejen historické hodnoty cen ale i
odvozena data, jako jsou rtzné indikatory technické a fundamentalni analyzy. Pfi tvorbé
neuronové sité ur¢ené k analyze trhu je pravé nejobtiznéjsi definovat vhodné vstupy. Tato
¢innost vyzaduje expertnich znalosti trhu, ¢etné analyzy a testovani. Nékdy je snaha tuto
¢ast zautomatizovat a zefektivnit, proto se k vybrani vhodnych indikatort a jejich optima-
lizaci pouzivaji napiiklad genetické algoritmy.
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Kapitola 5

Datové sady

Dulezity zaklad kazdé analyzy jsou vhodna data, ze kterych se budou informace ziskavat a
dale odvozovat. Ke své praci potfebuji datové sady, na kterych se bude vytvoreny obchodni
systém trénovat, a poté i testovat.

Systém bude tedy vychazet z technické analyzy, kterd vyzaduje cenova data z burzy, a
z fundamentalni analyzy Twitteru, pro kterou je potfeba velké mnozstvi tweett. Také bude
vyuzito nékolik pomocnych slovniki, které budou slouzit k analyze nalady a filtraci slov.

5.1 Burzovni data

Podarilo se mi ziskat historickd cenova data akcii téchto velkych firem: Apple, Amazon,
Google, Microsoft a Netflix. Konkrétné to jsou akcie aapl, amzn, goog, msft, nflx. Data jsou
ve formatu OHLC + Volume daného trhu.

Datova sada pokryva ¢asové obdobi témér od zacatku ledna do konce srpna 2014. Obsa-
huje kompletni informace z kazdého vSedniho dne (167 dni) z doby mezi 7:00 a 20:00 EST
(¢as burzy v New Yorku). Mezi 9:30 az 16:00, tedy v dobé kdy je burza oteviend, jsou na
minutovém timeframu. Cim jsou od tohoto ¢asového intervalu déle, tim jsou asové roze-
stupy mezi daty vet$i a nepravidelné. Informace mimo hlavni obchodni dobu napoméahaji
predstavit si zhruba vyvoj trhu, a na zakladé toho rozjizdét nékteré technické indikatory
s vétsi periodou.

Spoleénost | Akcie | Celkem OHLC zaznamu
Apple aapl 109 023
Amazon amzn 82 379
Google goog 80 940
Microsoft msft 76 400
Netflix nflx 82 915

Tabulka 5.1: Po¢et OHLC zaznamt pro kazdou akcii.

Tyto akcie jsou dostateéné volatilni pro intraday obchodovéani. Néktefi obchodnici [7]
povazuji akcie velkych spole¢nosti pro automatické obchodovani nevhodnad, protoze je dana
oblast trhu prilis nestala a tézko predikovatelna. Obavaji se také toho, Ze mohou byt velice
ovlivnéna fundamentéalnimi faktory, jako je tfeba nalada, ¢ehoz bych chtél pravé vyuzit.

Také jsou to velké spolecnosti, o kterych se obecné hodné mluvi, a proto o nich bude
mnoho zminek na Twitteru.
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5.2 Mala Twitter sada

Prvni sada tweetii patii k burzovnim datim. Kazd4 akcie z burzovnich dat (Apple, Amazon,
Google, Microsoft a Netflix) ma svoji vlastni sadu tweett. Tweety do jednotlivych sad byly
vybirdny zvlast podle né&jakého klicového slova souvisejicitho s danou firmou. Naptiklad
k akciim aapl spole¢nosti Apple se vybiraly vSechny tweety, které obsahovaly slova jako
apple, aapl, iphone, ipad atd.

Sada obsahuje vybrané tweety od zac¢atku ledna do konce fijna 2014 a to pouze z ob-
chodnich dni. Celkem jsou v této datové sadé ulozeny tweety z 218 dni. Jedné se o vSedni
dny, ve kterych byla burza oteviena.

V kazdém dnu jsou ulozeny pouze tweety v rozmezi osmi hodin od 13:00 do 21:00 UTC,
coz je 8:00 - 16:00 EST, tedy hodinu a pil pfed otevienim burzy az do jejiho zavieni. Tyto
tweety jsou tedy ze stejného casového obdobi jako burzovni data.

V této datové sadé je pouze Cas publikace a text jednotlivych tweetli, bez dalSich infor-
maci o autorovi ¢i jinych metadat.

Celkem tweetul | Prumér za den | Prumér za hodinu

Apple 100 754 550 462 176 57 772
Amazon 15 007 259 68 840 8 605
Google 67 257 736 308 521 38 565
Microsoft 6 563 210 30 106 3763
Netflix 7 373 256 33 822 4 228

Tabulka 5.2: Pocet tweettt v jednotlivych sadach.

5.3 Velka Twitter sada

Druhé sada tweetti je obsahlej$i nez prvni. Ziskal jsem ji z vefejného archivu'. Jedna se
o obrovskou sbirku vSech tweeti, které pochézeji z riznych zdroji a jsou psany v riaz-
nych jazycich. Autofi sady uvadi, ze tweety ziskali z néjakého vseobecného twitter proudu
(general twitter stream).

Data v této sadé jsou rozdélena po mésicich a zabalena v archivech o primeérné velikosti
45 GB. V kazdém archivu je pro lep$i orientaci a jednodus$si pouZiti vytvorena stromova
struktura. Na nejvyssi tirovni jsou slozky pro kazdy den, v nich jsou podslozky pro vSechny
hodiny daného dne. V sloZce hodin je pro kazdou minutu textovy soubor, ktery koneéné ob-
sahuje tweety, které byly vytvoreny pouze v dané minuté. Kazdy tweet je ulozen véetné vSech
metadat ve formatu JSON (viz pfiloha A), ktery lze také ziskat srze Twitter API (viz 3.4).

Archiv s daty pro leden neexistuje, proto mam pouze osm archivili pro mésice tnor az
zari, které zachycuji 234 dni - od 5. tnora do 30. zafi. Na rozdil od malé sady nejsou tweety
filtrovany podle klicovych slov ani nejsou vybrany jen z urcéitych dnt nebo ¢asi. Datova
sada tedy obsahuje kompletni zdznam vSech tweetit (z vybranych zdroji) v kazdé minuté
v pribéhu celého dne a to v kazdém dni z vybraného obdobi. Zachycuje tak kompletni
informace o aktivité a pribéhu celého dne, tedy i z obdobi, kdy se neobchodovalo.

V sadé pripadne na jednu minutu primérné 3 tisice tweetti, coz je 180 tisic tweetl za
hodinu. To je pfes 4 miliény tweetd za den, které kazdy den prumérné vytvoii pres 3.5
miliénu unikdtnich dennich uZivatelt. Celkem je tedy v této sadé okolo 900 milioni tweetl.

https://archive.org/details/twitterstream
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5.4 Slovniky

Tweety, které budu analyzovat, jsou prevazné v anglickém jazyce, proto potiebuji vhodné
anglické slovniky. K analyze nalad (vice v 6.2) pouziji ndladové slovniky, které jsou sloZeny
ze samostatnych slov.

Existuji dva typy naladovych slovniki. Jsou bud slovniky vyétové nebo slovniky hodno-
tové. Vyctovy slovnik obsahuje pouze seznam slov. Vsechna slova v ném maji stejnou tiroven
nalady, coz znamenad, Ze vSechna slova jsou ve slovniku z hlediska nalady tplné stejna. Na-
proti tomu ve slovniku hodnotovém je ke kazdému slovu pritazena hodnota, kterd udava
miru nalady daného slova. Miizeme tedy vzajemné porovnat jednotliva slova a urcit, které
predstavuje danou naladu vice a které méné. Dalo by se fict, ze vyc¢tovy slovnik je hod-
notovy slovnik, ve kterém maji vSechna slova stejnou hodnota. Nasel a pfipravil jsem si
nékolik volné dostupnych slovniki, které jsou dale popsany.

5.4.1 Hodnotové slovniky

Hodnoty nalady vSech slovniki jsem linedrné transformoval do intervalu od minus jedné do
jedné. Tim vSechny slovniky sjednotim a z transformované hodnoty bude hned zfejmé mira
nalady, aniz bych védél, co je to za konkrétni slovnik a musel to neustale pirepocitavat.

AFFIN?

Seznam slov, ktera byla manuéalné ohodnocena naladou od minus péti (negativni) do péti
(pozitivni). Pouzil jsem nejvétsi verzi AFFIN-111, kterd obsahuje 2 477 riznych slov.

LabMT?

Slovnik byl vytvofen kombinaci deseti tisic (10 192) nejpouzivanéjsich slov v New York
Times, Google Boock a Twitteru. Slova byla automaticky ohodnocena primeérnou hodnotou
$tésti od nuly do desiti podle Mechanical Turk.

SentiWordNet*

Tento slovnik je zaloZzen na WordNetu, coz je velka lexikalni databaze pro anglicky jazyk,
ktera slouzi jako nastroj ke zpracovani piirozeného jazyka. V této databazi se souvisejici
slova seskupuji do sad zvanych synsets, mezi kterymi jsou vytvoreny dalsi sémantické vztahy.

Naladovy slovnik tedy neni jednoduchy seznam slov, ale jsou v ném navic brany v po-
taz vazby mezi jednotlivymi slovy. Proto tento slovnik, na rozdil od pfedchozich slovniki,
nemam v textové podobé, ale vyuzivam jeho implementace v knihovné pro zpracovani pfi-
rozeného jazyka NTLK.

Vyslednou naladou je potom dvojce ¢&isel, ve které je zvlast uvedena mira pozitivni a
negativni nalady (nejsou navzajem zavislé), obé v rozmezi od nuly do jedné.

http://www2.imm.dtu.dk/pubdb/views/publication_details.php?id=6010
3http://neuro. imm.dtu.dk/wiki/LabMT
“http://sentivordnet.isti.cnr.it/
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5.4.2 Vyctové slovniky

Vétsina vyctovych slovniki je sloZena ze dvou ¢asti - seznamu pozitivnich slov a seznamu
negativnich slov. Kromé toho existuji také vyctové slovniky, které jsou zaméreny na jednu
konkrétni naladu, a maji tak pouze jeden seznam.

WordStat®
Klasicky vyctovy slovnik, ktery ma 5 536 pozitivnich slov a 9 520 negativnich. Je slozen
z nékolika starsich naladovych slovnikt a rozsifen o synonyma a dalsi souvisejici slova.

Opinion Lexicon®

Tento slovnik nalad se pouziva prevazné v akademické sfére, kde byl v roce 2004 vytvoren.
Od té doby se prubézné doplnuje dalsimi slovy podle vysledkt navazujicich akademickych
praci. Nyni obsahuje 2 006 pozitivnich a 4 783 negativnich slov.

Inquirer’

Obrovsky slovnik, ktery obsahuje skoro 12 tisic slov a 180 rtznych kategorii, jako jsou
nalady, oblasti pouZiti nebo typy slov. Kazda kategorie vlastné predstavuje samostatny
vyc¢tovy slovnik. Protoze se jednotlivé kategorie navzajem nevylucuji, mize byt jedno slovo
ve vice kategoriich. Ve slovniku je pro kazdé slovo uvedeno, do kterych vsech kategorii patii.

Nepouzil jsem vSechny kategorie, ale vybral jen nékolik, které jsou velké a vyznamné.
Nejvétsi a nejdulezitéjsi jsou kategorie pozitivnich a negativnich slov. Kromé nich jsem
také vybral nékolik kategorii obecnych néalad, které obsahovaly nejvice slov. Celkem je 6
kategorii, které jsou uvedeny v tabulce 5.3.

Nazev Pozitivni | Negativni | Sila | Slabost | Aktivita | Pasivita
Originalni oznaceni | Positiv Negativ | Strong | Week Active | Passive
Pocet slov 1637 2005 1475 647 1570 732

Tabulka 5.3: Vybrané kategorie ze slovniku Inquierer.

WordNet Affect®

Sest samostatnych vy étovych slovnikt konkrétnich nalad, které byly extrahovany z databaze
WordNet. Jednotlivé slovniky a jejich velikosti jsou v tabulce 5.4

Nalada Radost | Smutek | Nechuf/Odpor | Zloba | Ptekvapeni | Strach
Originalni oznaceni joy sadness disgust anger surprise fear
Pocet slov 400 202 53 255 71 147

Tabulka 5.4: Nalady ve slovniku WordNet Affect.

Shttp://provalisresearch.com/products/content-analysis-software/wordstat-dictionary/
sentiment-dictionaries/

Shttp://www.cs.uic.edu/~1iub/FBS/sentiment-analysis.html

"http://www.wjh.harvard.edu/~inquirer/homecat.htm

8http://wndomains.fbk.eu/publications/lrec2004.pdf
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5.4.3 Stopslova

Mimo néladové slovniky vyuziji také slovnik stopslov. Stopslova (StopWords) jsou ¢asto
pouzivané slova, které nenesou zddnou vyznamnou informaci. Obvykle maji pouze syntak-
ticky vyznam. VétSinou se jednd o predlozky, spojky nebo zajmena. Tato slova jsou tedy
pro analyzu neuziteéna a jen ji zbyteéné zatézuji, proto jsou z textu bézné vypousténa.
Nagel jsem si nékolik volné dostupnych? 10:11:12:13 seznamii anglickych stopslov, které
jsem zkombinoval. Vysledny slovnik jsem spojil dohromady se seznamem stopslov, ktery je
soucasti knihovny pro zpracovani jazyka NTLK. Celkem jsem ziskal unikatnich 984 stopslov.

5.5 Predzpracovani dat

Nedilnou soucasti kazdé prace s daty je jejich predzpracovani neboli priprava, kterd byva
tech problémy (chybéjici a nesmyslné hodnoty), vybrat z nich pouze relevantni udaje, které
budou potfeba pro dalsi praci, a reprezentovat je v podobé, kterd bude vhodna pro dalsi
pouziti.

velikosti a tim i ke zrychleni samotného zpracovani. Jelikoz budu zpracovavat datové sady
o desitkach GB, je jejich predzpracovani nezbytné, jinak by se s nimi nedalo v rozumném
Case pracovat.

Kromé toho mizeme v ramci predzpracovani udélat zakladni analyzu, diky ¢emuz si
udélame o datech lepsi predstavu. MuZzeme napriklad zjistit, jaké nesou informace, co obsa-
huji za poloZky, jak jsou rozdéleny, jakych nabyvaji hodnot, z jakého jsou obdobi nebo jestli
se jejich struktura v case néjak neméni. Tyto idaje mizeme pak dale vyuzit tak, aby se
s daty lépe pracovalo. Dale je popsana priprava burzovnich dat a predzpracovani datovych
sad tweetd v nékolika fazich.

5.5.1 Predzpracovani burzovnich dat

Protoze jsou burzovni data celkem malé (nékolik MB) a obsahuji pouze polozky, které budou
potieba, byla jejich priprava jednoducha. Spocivala jen v doplnéni chybéjicich hodnot.
Je to tfeba udélat, protoze algoritmy pro vypocet indikatorid potfebuji vSsechny hodnoty
z pocitaného intervalu, a kdyby jim néjaka chybéla, tak by nefungovaly spravné.

7 doby, kdy byla burza oteviena, jsou v datové sadé témér vSechny udaje. Chybi ma-
ximalné 2 hodnoty za den, které jsem doplnil primérem skuteénych hodnot, mezi kterymi
tato mezera lezela.

Mimo burzovni dobu jsou mezi daty rizné ¢asové rozestupy. Kazdy rozestup jsem cely
vyplnil stejnymi primérnymi hodnotami ze skuteé¢nych krajnich hodnot, mezi kterymi byl
rozestup. Cena se v této dobé obvykle pfilis neménila a drzela na podobné trovni nékolik
minut, takZe to nebude mit témér vliv na rozjezd nékterych indikatora.

Shttp://www.textfixer.com/resources/common-english-words.txt
Onttp: //xpo6.com/list-of -english-stop-words/
Upttps://code.google.com/p/stop-words/
2http: //www.ranks.nl/stopwords
Bhttp://www.lextek.com/manuals/onix/stopwordsi.html

27


http://www.textfixer.com/resources/common-english-words.txt
http://xpo6.com/list-of-english-stop-words/
https://code.google.com/p/stop-words/
http://www.ranks.ni/stopwords
http://www.lextek.com/manuals/onix/stopwords1.html

5.5.2 Extrakce velké Twitter sady

vvvvvv

Navic jsou vSechny tweety z jednoho mésice zabaleny do archivu, se kterym se Spatné
pracuje.

Proto jsem se rozhodl data z archivu extrahovat, ale zachovat jeho vnitini strukturu
slozek pro dny a hodiny tak, aby se v datech dalo lépe orientovat. Takze jsem v archivu
postupné prosel vsechny slozky a zpracoval textové soubory, ve kterych byly uloZzeny tweety
z jedné minuty. Vybral jsem z tweetd jen potfebné informace a ulozil je do stejné pojme-
novaného souboru uvniti stejné struktury slozek, ale jen mimo archiv.

Z kazdého tweetu (obsahoval vSechna data a metadata v JSON viz pfiloha A) jsem
vybral jen tidaje o case vytvoreni, id autora a text tweetu, které jsem pak ulozil v prosté
textové podobé, oddélené pouze oddélovacem. Informace o autorech tweetti jsem ukladal
zvl&st. Pro kazdy den jsem vytvoril seznam unikatnich autort, do kterého jsem ulozil au-
torovo id, jméno, jazyk a pocet followeri.

Protoze v sadé byly tweety psané ruznymi jazyky, nékteré byly dokonce psané arabsky
nebo japonsky, narazil jsem na problém s kédovanim riznych znakovych sad. Kvili tomu
jsem musel veskeré ziskané tidaje prevést do unicode a ulozit v escape' formatu tak, aby
byla jejich hodnota vSude zobrazitelna.

Navic proti diive uvedenému poctu tweetlt obsahovala tato datova sada dalsich asi 5 %
fidicich tweetil, které jsem preskocil a dal nezpracovaval. Tyto tweety bez obsahu maji
specialni vyznam a to obvykle ten, Ze informuji o smazani néjakého tweetu.

5.5.3 Filtrace velké Twitter sady

Velkou Twitter sadu nebudu pouzivat celou, protoze je prili§ obsahla (pramérné 50 tweetl
béhem kazdé vtefiny) a analyza vSech jejich tweetl by trvala netinosné dlouho. Musim z ni
tedy vybrat jen vhodnou cast.

U této sady tweetl mi ptjde spise o analyzu globalni nalady, nez o zaméfeni se pouze na
urcitou oblast tak, jak je to v malé Twitter sadé, kterd je cilena na konkrétni spolecnosti.

Rozhodl jsem se vybrat jen tweety uzivateli, ktefi maji alespon urcity pocet followeri.
Jsou tak teoreticky schopni zachytit globalni vefejné minéni 1épe nez tweety od uzivateld
s méné followery. Protoze vice followerd znamena, Ze si tweet pravdépodobné precte vic lidi,
které muze dal ovlivnit, a vice followeru také vétsinou znamend kvalitnéjsi obsah tweetl,
takze autor nepiSe zadné nesmyly, ale spiSe hodnotné reaguje na aktudlni svétové déni
Nebudu tak muset zbyteéné analyzovat tweety uZivatelt s par followery, kteri jsou v ramci
globalni déni zcela nevyznamni.

Jako pfijatelnd mi prisla hranice tisice followert. Protoze ve tweetech, které si muze
precist vice nez tisic lidi, by se uz mohl odrézet naznak globalni nalady. Uzivatelé s vice
nez tisicem followert vytvorili zhruba pétinu vsech tweetd v sadé, coZ lze povazovat za
dostatecné reprezentativni vzorek dat.

7 velké Twitter sady jsem tedy vyfiltroval a pro dalsi praci pouzil pouze tweety od
uzivateli, ktefl méli vice nez tisic followert.

5.5.4 Rozdéleni a filtrace slov

V této fazi jsem mél z obou sad pripraveny vSechny tweety, které budu analyzovat. Z malé
sady jsou to vSechny tweety a z velké jen ty, které prosli filtraci. Dalsi predzpracovani uz

14Ne-ASCII znaky jsou reprezentovany textovou podobou jejich hexadecimalni hodnoty s prefixem \w.
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bude pro obé sady stejné.

Kazdy tweet je ted jen Fetézec znakti. Aby jsme ho mohli analyzovat a zjistit podle
slovnikti naladu, je tieba z néj odstranit neuziteéné znaky a rozdélit jej na jednotliva slova.

Nejprve jsem odstranil vSechny ne-ASCII znaky a zbytek pfevedl na mald pismena,
protoze jsou slova ve vSech slovnicich sloZena jen z malych ASCII znakt. Poté jsem po-
moci regularnich vyrazt odstranil vSechny odkazy, celd uzivatelska jména zacinajici ,,@Q“ a
pocatecni znak ,,# “ z hashtagi. Odkazy a uzivatelskd jména vyradim, protoZe jsou obvykle
unikatni a nemaji tak zddnou vypovidajici hodnotu. Zatimco hashtagy ponecham, protoze
znaki za dva stejné znaky, protoze se v zadném slové tii stejné znaky po sobé nevyskytuji,
ale nékteti lidé nékolikrat znak zopakuji, kdyz chtéji slovo zdiraznit nebo projevit emoce.

Nasleduje rozdéleni tweetu na jednotliva slova. K tomu jsem pouzil velice uzite¢nou
funkci word_tokenize z knihovny pro zpracovani jazyka NTLK. Tato funkce je pfimo urcena
k rozdéleni anglického textu na slova a dokaze spravné zpracovat i nejriuznéji usporadany
text, ktery neni korektni. Pfi rozdélovani bere v tivahu nejen bilé znaky, ale i interpunkéni
znaménka a neznamé znaky, které pak oznaci jako samostatna slova.

Ted je kazdy tweet seznam slov. Déle jsem vSechna slova filtroval tak, aby ztstala jen
plnohodnotné slova, protoze se ve tweetech objevuji rtizné zkomoleniny, vymyslenda slova,
nesmyslné posloupnosti znakt nebo zkratky, které jsou pri analyze k nicemu. Nejprve jsem
ze slov odstranil vSechny znaky kromé pismen, ¢islic, pomlcky, podtrzitka a apostrofu, tedy
znaku ze kterych jsou slova normalné sloZena. Pak jsem odfizl pripadny apostrof, pomlcku
nebo podtrzitko ze zacatku a konce slova, protoze takové slovo neexistuje. D4l jsem vybral
jen slova, kterd méla alesponi t¥i znaky a nebyla oznacend jako ¢islo.

Poslednim krokem piedzpracovani dat z Twitteru bylo odstranéni stopslov. Tweet byl
uz rozlozen na jednotlivd plnohodnotné slova, takze jednoduSe stacilo odstranit z néj ta
slova, ktera byla ve slovniku stopslov.

5.5.5 Projekce pres slovniky

Zakladni myslenkou projekce pres slovniky je sniZit pocet slov ve tweetech, ale pfesto co
nejvice zachovat informaci o naladé. To lze provést tak, Ze v tweetech nechdm jen ta slova,
ktera se vyskytuji v néjakém naladovém slovniku. Zmensi se tak pocet slov, ale zachovam
informaci o néladé, protoze kdyz mam slovo, které neni v Zadném slovniku, bude vzdy
ohodnoceno nulou. Proto kdyz takové slovo tiplné vynecham nemélo by to mit na analyzu
nalady vyrazny vliv.

Zkombinovanim vSech slov ze vSech naladovych slovniki jsem vytvoril kompletni slovnik,
ktery obsahoval 25 671 unikatnich slov, u kterych je mozné urcit néjakou naladu. Projekci
jsem provedl pro obé Twitter sady az potom, co jsem zcela dokoncil jejich predzpracovani.
Kazdy tweet byl tedy seznam slov, z kterého jsem odstranil slova, ktera nebyla v kompletnim
slovniku.

Ve velké Twitter sadé jsem primérné odstranil 60 % slov a v malé Twitter sadé to
bylo primérné pouze 35 % slov. Takze ve velké sadé zistalo 40 % a v malé dokonce 65 %
puvodnich slov, coz ukazuje, Ze je priprava datovych sad kvalitni a dokaze tweet spravné
rozdélit a vyfiltrovat vhodna slova.

V tomto ptripadé se nejednalo o klasické pfedzpracovani dat, ale o vytvoreni dalSich
paralelnich datovych sad, protoZze mam v planu dal pouzivat sady puvodni, a také ty které
vznikly projekci ptes slovniky.
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5.6 Prevod c¢asu

Ve vSech datovych sadach, které jsem ziskal, byl ¢as uveden v jiném formatu nebo ¢asové
zoné. V akciovych datech je ¢as rozdélen do dvou sloupcti na den a hodinu s minutami, které
jsou v ¢asovém pasmu ET (UTC-5). V malé datové sadé tweetti je ¢as v ¢iselné podobé jako
den, hodina a minuta dohromady v ¢asovém pasmu UTC Ve velké datové sadé tweett to je
v dlouhé textové formé, ktera obsahuje i pfislusnou ¢asovou zénu. Ale pfimo v datové sadé
jsou tweety rozdéleny do slozek podle dni, ale v jiné ¢asové zéné posunuté o 6 hodin. Proto
jsem musel pii zpracovani jednoho dne nadist i slozku pfedchoziho dne, ale ¢asy brat jen
podle tdaju ve tweetech.

Aby se v dalsi praci 1épe z daty pracovalo, bylo potfeba prevést vSechny ¢asové hodnoty
na jeden forméat a do jedné ¢asové zény. V moji praci by stacilo rozliSovat ¢as jen na trovni
minut, protoZze s mensim timeframem nebudu nikde pracovat. J& jsem se ale rozhodl, Ze
budu vsechny ¢asové hodnoty uchovéavat v sekundach ve formatu Unix Timestamp. Zvolil
jsem si ho, protoZe je to univerzalni zptisob uchovani ¢asu, pro ktery existuje mnoho funkci
pro snadnou manipulaci a pfevod na ostatni ¢asové forméaty. Navic se u néj predejde Castym
pochybnostem o ¢asové zoné, protoze je implicitné v UTC.
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Kapitola 6

Navrh systému

Cilem této prace je vytvorit systém, ktery bude schopen analyzovat historicka burzovni data
a zpravy z Twitteru. Z vystupt analyzy by mél systém predikovat budouci vyvoj trhu. Na
zakladé predikce pak systém vytvori jednoduchou obchodni strategii, kterou otestuje.

Analyza burzovnich dat bude spoc¢ivat ve vypoctu technickych indikatort a v hledani
podobnych opakujicich se situaci trhu (vzort), které budou reprezentovany nékolika pred-
chozimi hodnotami ceny akcie. Analyza zprav z Twitteru bude provedena dvéma riznymi
metodami na obou sadach tweetti. V prvni metodé se bude podle nékolika naladovych slov-
nik® uréovat primeérnd nalada slov v tweetech. Druh4, trochu nestandardni metoda bude
charakterizovat text tweetld pomoci rekurentni neuronové sité.

Systém bude vysledky téchto analyz pfedavat do neuronové sité, ktera tak bude nepfimo
hledat vzajemné podobnosti a jejich souvislosti s budoucim pohybem ceny.

Datové sady
tweetl

Il:l Predzpracovani I[l Analyza textu
tweetll tweetl

Burzovni data

Obchodnik

Vizualizace

Obrazek 6.1: Schéma navrhu propojeni jednotlivych ¢asti systému.

Systém bude slozen ze tfi samostatnych ¢asti,jejichz spoluprace je znazornéna na ob-
razku 6.1. Prvni dvé mensi ¢asti systému budou mit za ikol pouze zpracovat a analyzovat
zpravy z Twitteru.

Prvni ¢ast bude obstaravat jen predzpracovani dat z Twitteru tak, jak to bylo popsano
v kapitole 5.5. Tato ¢ast bude pracovat zcela samostatné a vysledek ulozi do souborti, které
poté bude zpracovavat dalsi ¢ast systému. Druha cast systému bude vychazet z téchto
predzpracovanych tweeti, které bude analyzovat. V této ¢asti budou probihat obé metody
analyzy a jeji vystupy budou vektory nédlad a charakteristiky tweett, které se opét ulozi do
souborti.
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lecné obstaravat chod vysledného systému. Tyto prvky budou provadét zejména zpracovani
burzovnich dat a technickou analyzu, predikci, testovani obchodni strategie a vizualizaci.
Jadrem této ¢asti bude neuronovd sif, kterd by méla po nauceni predikovat budouci cenu.

Analyza tweetl tedy bude na rozdil od analyzy burzovnich dat umisténa do samostatné
bude analyza zprav z Twitteru provedena pouze jednou a uloZzi se. Dale se pak budou
vyuzivat pfedem vypocitané vektory. Doba analyzy burzovnich dat je naproti tomu vcelku
zanedbatelnd a muZze se provést i opakované. Kdyby se dopfedu zpracovala i burzovni
data, a spocitaly se vsechny potfebné indikatory pro rtzné periody na vSech pouZitych
timeframech, tak by ulozeni téchto dat zabralo nékolikanisobné vic mista nez datova sada
samotna. Jejich nacteni by pak nebylo o moc vyhodnéjsi nez samotny vypocet, protoze se
jednd jen o nékolik jednoduchych matematickych operaci.

Dale jsou v této kapitole popsany podstatné ¢asti celého systému.

6.1 Zpracovani burzovni dat

Jedinym predzpracovanim burzovnich dat je doplnéni chybéjicich hodnot viz 5.5.1. Dosta-
neme tak pro jeden den kolem 700 OHLCV hodnot zhruba mezi sedmou hodinou ranni a
osmou vecerni, které jsou na minutovém timeframu. D4l se bude pracovat s celym timto
dnem, tedy se vSemi hodnotami, ze kterych se ale nakonec pfimo pouziji jen nékteré. Pti
predikci se budou pouzivat jen hodnoty z doby, kdy byla burza oteviena. Proto se nakonec
z kazdého dne vzdy vystiihnou pouze hodnoty ze stejného casového tiseku, které se predaji
do neuronové sité. Ulozené hodnoty mimo obchodni dobu budou slouzit pouze k rozjizdéni
indikatori, ale pfimo se nepouziji.

Data jsou urcena k obchodovani na minutovém timeframu, ale systém bude analyzovat
vliv tweetl na obchodovani na nékolika riznych timeframech. Systém bude urcen hlavné
pro intraday obchodovani, kde bude obchodovat na nejpouzivanéjsich intraday timeframech
1,2, 5 a 10 minut. Vétsi timeframe by uz ztracel smysl, protoze bychom v ramci obchodniho
dne dostali jen nékolik hodnot.

Data bude nutné agregovat do vétSich timeframi. To se provede tak, Ze se vezmou
vSechny hodnoty (svicky) mensiho timeframu z intervalu o velikosti vét$iho timeframu.
7 nich se vezme maximalni high a miniméalni low, jako nové high a low. Jako nova open
hodnota bude pouzita open prvniho a jako nova close bude close posledniho. Tim ziskdme
z daného intervalu novou svicku na vétSim timeframu. Takto prepocitand data se budou
moci ulozit pro kazdou akcii a timeframe zvlast do samostatného souboru tak, aby se pristé
nemusely pocitat, ale stacilo je jen nacist.

V ramci technické analyzy budu z burzovnich dat poéitat pouze nejpouzivanéjsi [13]
technické indikatory, jako jsou MA, RSI a CCI (viz 2.7.1), s rtiznou periodou. Tyto indika-
tory se budou pocitat pro cely den, tedy i pro hodnoty mimo obchodni dobu. Pro kazdy den
dostaneme tolik hodnot indikatoru, kolik bude hodnot v datech. Kviili rozjezdu vypoctu
indikétorid, bude obvykle na zac¢atku kazdého dne nékolik hodnot nedefinovanych, ale zato
budou jednoduse prifazena k vychozim datim. Pifu vybéru dat z obchodni doby, pak bude
stacit vystfihnout z pole indikatort uplné stejnou ¢ast jako z dat.
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6.2 Analyza nalady

Obecné se nalada v textu muzZe analyzovat nékolika zptsoby. Nejvice pracné je, kdyz né-
kdo ruc¢né projde cely text a subjektivné ohodnoti vSechna slova nebo véty, coz je obvykle
nejpresné€jsi. Tuto metodu lze castecné zautomatizovat. Rucéné se ohodnoti jen ¢ast textu
a na zakladé podobnosti ve strukture vét nebo uspoiradani slov se automaticky urcéi nalada
v ostatnim textu. Existuje také zcela automaticky zpusob, ktery nahradi ru¢ni ohodnoco-
vani, ale lze s nim analyzovat jen nalady pozitivni a negativni. Pouzije se velkd databaze
recenzi napiiklad k filmim (IBDM) nebo zbozi (Amazon, eBay). Kazda recenze mé kromé
textu i vysledné hodnoceni autora, z kterého vyplyvéa, zda je recenze spise pozitivni nebo
negativni. Hledaji se slova nebo vétné konstrukce, které se nejcastéji vyskytuji u recenzi
s velmi nizkym nebo naopak vysokym hodnocenim.

ZjednodusSenim vysledkt téchto metod a to zanedbanim struktury vét a poradi slov,
muzeme ziskat pouze seznam slov, ktery odrazi danou naladu. Tato slova vytvori naladovy
slovnik, pomoci kterého se mutze urc¢it nadlada jednoho samostatného slova, bez ohledu na
to v jakém je kontextu. Pouziti slovniki je obecné nejpouzivanéjsi zptisob analyzy nalady
v textu, protoze existuji volné dostupné kvalitni slovniky a jejich pouziti je diky zanedbani
kontextu slov velmi jednoduché. Pro svou praci pouziji nékolik slovniki viz 5.4, z nichz jsou
nékteré vytvoreny rucné a jiné zcela automaticky.

Systém bude zjistovat, zda se v opakujicich dobach s podobnou niladou chové podobné
i burzovni trh. Proto neptijde o pfesnou naladu v tveetech jako takovou, ale spisSe o to nalézt
pomoci slovnik@i vhodnou hromadnou charakteristiku textu tweetd.

Nejmensi ¢asovy usek, na kterém budu naladu hromadné analyzovat, bude jedna hodina.
Kratsi doba by neméla smysl, protoze chci zachytit obecnou primeérnou naladu, ktera je
v mensich intervalech pfili§ proménlivd a mize byt ovlivnéna i jedinym tweetem. Mezi
napadem na tweet, jeho publikaci a pifipadné dobou nez si ho lidé pfectou casto ubéhne
i nékolik desitek minut, proto je vhodnéjsi seskupovat tweety z delsiho ¢asového obdobi.
Kromé nélady z kazdé hodiny budu zjistovat i souhrnnou ndladu za cely den, kterd by
mohla 1épe zachytit chovani trhu v rdmci dne.

Vstupy analyzy néalady tedy budou nékolik naladovych slovniki a dva seznamy plno-
hodnotnych slov v tweetech (prvni kompletni a druhy projekci pfes slovniky). Kazdé slovo
bude ohodnoceno pres vSechny slovniky, z ¢ehoz bude pro jedno slovo vytvoren naladovy
vektor. Tyto vektory budou pro vSechna slova v rdmci tweetu secteny a po pridani polozky
s poc¢tem slov vznikne vektor souhrnné nalady v jednom tweetu. Ve skupiné tweeti se jejich
naladové vektory také seCtou a k vyslednému vektoru se pridé poloZzka s poctem tweettl.
Tak vznikne findlni naladovy vektor, ktery charakterizuje naladu ve skupiné tweetti. Tento
vektor tedy obsahuje sumy jednotlivych nélad pro vSechna slova a pocet slov a tweet. Na-
lady se uchovavaji v podobé sum, protoze se tak celé vektory lehce kombinuji (s¢itaji) a da
se z nich vypoditat primérna nalada na jeden tweet, které se budou dal pouzivat. Finalni
vektor se potom bude pouzZivat cely nebo se z néj vyberou jen prvky z urcitych slovnik.
Vysledkem analyzy nalady tak bude naladovy vektor pro kazdou hodinu a jeden souhrnny
vektor pro cely den a to pro kazdou sadu tweetti zvI4st.

Vektor nalady pro kompletni sadu slov a sadu vytvofenou projekci se bude lisit jen
v poctu slov a tweettli, protoZe slova, kterd nejsou v zadném slovniku, budou mit nulovy
naladovy vektor. Staci tedy analyzovat naladu jen u mensi sady, kterd vznikla projekci, a
vysledné hodnoty pouzit i pro kompletni sadu, jen se musi zvlast spocitat slova a tweety.
7 jednoho vektoru sum nélad tak ziskdm dvé riizné primérné naladové charakteristiky.

Analyza nélady se provede pro malou i pro velkou sadu tweet. Ve findle tak bude
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k dispozici pro kazdou hodinu (den) a akcii ¢tyfi riizné naladové charakteristiky.

6.3 Analyza pomoci rekurentni sité

Kromé analyzy nalady existuji i jiné zpisoby jak charakterizovat text. Jednim z nich je
pouziti rekurentni neuronové sité a to konkrétné nastroje RNNLM!'.

Rekurentni sit je obecné neuronovd sit, ve které se signal nesiii pouze od vstupni vrstvy
k vystupni, ale dochazi k zpétnovazebnimu §ifeni informace. To vytvari jisty vnitini stav
sité, ktery umoznuje zohlednit dynamické ¢asové chovani a historicky kontext vstupnich
dat. Odezva sité, tak neni dana jen vstupem (jako je to u klasickych neuronovych siti), ale
zavisi také na vnitfnim stavu site.

RNNLM obsahuje rekurentni neuronovou sit zalozenou na jazykovych modelech. Tento
nastroj slouzi hlavné ke statické analyze textu, kterd ma Siroké uplatnéni napiiklad v au-
tomatickém rozpoznavani fec¢i nebo strojovém prekladu.

V své praci pouziji RNNLM k ziskani charakteristiky textu tweeti. Tato charakteris-
tika by mohla souviset s obchodovanim tim zptisobem, Ze trh se bude chovat podobné
v obdobich, které maji podobnou charakteristiku slov ve tweetech.

Systém bude pifimo vyuzivat hotového nastroje RNNLM, tak ze mu predd predzpra-
cované tweety z obdobi, které bude chtit charakterizovat. RNNLM na zakladé téchto slov
nauci sviij vnitini model, coz znamend, ze v rekurentni siti adaptuje vdhy mezi neurony a
jejich aktivacni hodnoty. Po nauceni se z rekurentni sité vezmou neurony posledni skryté
vrstvy. Tato vrstva lezi pfimo pfed vrstvou vystupni, a proto se jednéa o nejuzsi Fez celé sité
(bottleneck), kterym prochézeji vSechny informace. Aktivaéni hodnoty neuronti této vrstvy
pak odrazi charakteristiku vstupniho textu. V této praci pouziji rekurentni sit s deseti
neurony ve skryté vrstve.

Stejné jako u analyzy nalad se pri této analyze bude charakterizovat text pouze v ramci
kazdé jedné hodiny nebo kazdého jednoho dne. Také se budou charakterizovat zvlast kom-
pletni sady tweetu a sady vytvorené projekci pres slovniky, u kterych na rozdil od nélad
bude v charakteristice znatelny rozdil.

Aby se charakterizoval cely text a ne jen posloupnost jednotlivych slov a tweeti, protoze
poradi tweet v rémci nékolika minut je nevyznamné, budou do jednoho béhu RNNLM dany
vSechny tweety v ndhodném pofadi a navic stokrat zduplikovany. Tim se pro jednu skupinu
tweetlt vytvori ¢tyTi rizné charakteristiky, coz je tedy pro obé sady tweetl celkem osm
ruznych charakteristik pro kazdou hodinu (den) a akcii.

6.4 Neuronova sit

Jadrem celého systému bude vrstvend neuronové sit s jednou skrytou vrstvou, ktera se bude
udit metodou zpétného sifeni chyb. Tato sit se bude ucit predikovat budouci cenu akcii na
zakladé technické analyzy a analyzy textu tweett.

Volitelné parametry sité, jejichz vhodné hodnoty pro rtzné timeframy budu hledat
v rdmci experimenti, budou velikost skryté vrstvy, ucici faktor a pocet vektort, po kterych
se prepocita chyba. Sit tedy dostane vstupni vektory a prislusné vystupni vektory, které
predstavuji poZzadovany vystup sité. Samotné uceni bude probihat v iteracich, ve kterych
vzdy natrénuje sif na celou trénovaci sadu. Aby nedoslo k preuceni sité, tedy ke stavu,
kdy sit ztrati schopnost generalizace a perfektné tak reaguje na trénovaci sadu, ale Spatné

http://ronlm. org/
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na jind data, bude pfed kazdou iteraci trénovaci sada ndhodné rozdélena na trénovaci a
valida¢ni ¢ast v poméru 4:1. Na trénovaci ¢asti se sif nauci a na valida¢ni zjisti chybu
odezvy.

Po kazdé iteraci se vyhodnoti chyba sité a pokud se zvétsila, coz znamend, Ze se reakce
sité zhorsily, bude navracen stav sité z predchozi iterace. Vyhoda navratu k pfedchozimu
lepSimu vysledku bude pfedmétem jednoho z experimentt.

Pokud bude rozdil mezi aktualni chybou sité a chybou z predchozi iterace mensi nez
uréitd tolerance, poté bude udici faktor sniZen na polovinu, aby mohla sit zpfesnit svou
odezvu. Uceni skondéi bud po dosdhnuti maximalniho mnozstvi iteraci, nebo kdyZ ma4 byt
udici faktor zmenSen po tieti, coZ znamend, Ze se mezi iteracemi sit skoro neméni a proto
neni tfeba dal pokracovat.

6.4.1 Vstup a vystup

Neuronova sit nepfimo hledd vztah mezi vstupnim a vystupnim vektorem, proto by mély
vektory pokud moZno obsahovat pouze takové polozky, které by mohly byt teoreticky za-
vislé.

Hlavni ¢asti vstupniho vektoru bude nékolik historickych hodnot z bezprostifedné pred-
chozi doby, ¢imz jsem se inspiroval v [8]. Na rozdil od této prace, kde se pouziva piimo
typicka cena, ja budou do vektoru davat hodnoty, které budou vyjadfovat procentualni
zménu mezi historickou a aktualni typickou cenou akcie. Diky tomu se budou moci srovna-
vat vSechny historické vzory bez ohledu na skutecénou vysi ceny.

K tomuto vstupnimu vektoru se budou v rdmci experimentti pridavat aktualni hodnoty
indikatora (MA, RSI, CCI), u kterych se bude sledovat, jaky budou mit vliv na uceni a
odezvu site.

Vystupnim vektorem neuronové sité bude pouze jedna hodnota a to budouci cena akcie,
ktera bude zase vyjadfena jako procentudlni zména vici aktualni typické cené. Nebude se
jednat o cenu akcie v nasledujicim ¢asovém okamziku, ale o priimeér nékolika budoucich cen,
diky ¢emuz se ziskd smér dlouhodobéjsiho pohyb trhu a vyrusi se tak chvilkové vykyvy.

Do vstupniho vektoru budou potom pridavany vysledky z analyzy tweett, jak je znazor-
néno na obrazku 6.2 V rdmci experimentt se pfida bud cely vektor z analyzy nalad nebo jen
jeho urcité ¢asti. Vyzkousi se napriklad vysledky z jednotlivych slovniki nebo pocet slov a
tweetd. Z analyzy pomoci rekurentni sité se bude do vstupniho vektoru vzdy pridavat cely
vektor charakteristiky, protozZe jeho jednotlivé slozky nemaji samostatné zadny vyznam.

Cast vektoru z analyzy nalad

I
r Al

N1 N RsI col AvgPos | AvgNeg | AvgHappy | AvgSad | TwCnt wicnt

L J
1

Vektor z technické analyzy
N pfedchozich hodnot a technické indikatory

RSI cel c1 c2 ca ca cs ce o7 c8 co c1o

Vektor z charakteristiky rekurentni sité

Obrazek 6.2: Ukazka sklddani dvou ruznych vstupnich vektort.

Kromé charakteristiky z aktualni hodiny (dne) se vyzkousi charakteristika z nékolika
predchozich hodin(dni).
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Systém bude mit jeden vektor charakteristiky tweeti pro celou hodinu (den). Zatimco
burzovnich idaji bude mit z té doby nékolik. Proto se ke v§em vstupnim vektorim technické
analyzy v ramci hodiny (dne), pfida naprosto stejny vektor nalad. Dilezité bude, aby systém
pohlidal ¢asy a spravné namapoval dlouhodobé nalady na piislusna burzovni data.

6.4.2 Normalizace

Aby se dosahlo spravného fungovani sité, je tfeba aby hodnoty ve vstupnich a vystupnich
vektorech byly pouze z urcitého intervalu. Tento interval je dan aktivac¢ni funkci neuron,
coz bude u vSech neuronu sigmoida. Jeji pouZitelnd oblast z definiéniho oboru je zhruba
mezi minus jednou a jednou a obor hodnot saha od nuly do jedné. Proto je treba hodnoty
vstupnich vektort transformovat do intervalu od minus jedné do jedné a hodnoty vystupnich
vektorli do intervalu od nuly do jedné.

Vstupni vektory se budou normalizovat hromadné (ale kazda polozka zvlast), pred vstu-
pem do sité. Vezme se celd trénovaci sada a spocitd se prumérna hodnota jednotlivych
poloZek a smérodatnd odchylka. Od hodnot se poté odecte primér a vysledek se vydéli
smérodatnou odchylkou, ¢imz dojde k rozprostfeni hodnot a co nejlepsimu vyuziti vstup-
niho intervalu. Tento zptisob normalizace se oznacuje jako z-score.

Vystupni vektor, ktery bude udéavat procentudlni zménu ceny, kterd muze teoreticky
dosdhnout hodnot od minus jedné do jedné, se linearné transformuje pfimo do intervalu
nula az jedna.

6.5 Obchodni strategie

Systém bude obsahovat jednoduchou obchodni strategii, ktera bude vychazet prevazneé z vy-
sledku predikce. Zakladni myslenkou tispésného obchodovani je podle autora [7] obchodovat
méneé a vydélavat vice. To znamend, Ze je vyhodnéjsi provést méné obchodi, které jsou vice
vynosné, nez provést vice obchod, které jsou vynosné méné. Proto je tfeba provadét pouze
obchody, od kterych se ocekava vysoky vynos.

Na zakladé predikce se tedy budou vybirat jen situace, kdy je predikovana velkd zména.
Pro stanoveni dostatecné velké zmény bude vyuzita dosavadni primérna predikovana hod-
nota a jeji smérodatna odchylka. Pokud se bude predikovana hodnota liSit od primérné
hodnoty o vice nez dvé smérodatné odchylky, poté bude dan signal ke vstupu do pfislu-
$né pozice dle sméru predikce. P¥i normalnim rozdéleni ndhodné veli¢iny by se tak jednalo
o méné nez 5 % vsech hodnot, coz se d4 povazovat za dostate¢né maly pocet predikci, které
predikuji velkou zménu. Vystup pozice pak bude proveden na zakladé malého stoplossu,
nebo kdyz se predikce otoci a dostane se do neutralni nebo dokonce opacné situace.

Testovani obchodni strategie poté bude probihat jako klasické obchodovani, ale budou se
pouzivat pouze close ceny. Cast systému, ktera bude obchodovani provadét, bude postupné
dostavat jednotlivé predikované hodnoty a momentalni stav burzy, na zakladé kterych bude
okamzité vykonavat obchodni piikazy, tak jako by to bylo u skute¢ného obchodovani.

6.6 Vizualizace
Systém bude také schopen vhodné data vizualizovat ve formé nékolika pod sebou paralelnich

aktivnich grafii, ve kterych se bude moci urcita oblast pfiblizit nebo posunout. Tyto grafy
budou slouzit k otestovani funkénosti systému a demonstraci jeho vysledki.
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Protoze bude systém zaméfen na intraday obchodovani, bude nardz zobrazovat pouze
informace tykajici se jednoho dne. Pomoci tla¢itek pak ptjde mezi dny piepinat. Systém
také umozni kromé zobrazeni aktivnich grafi, ulozit jednotlivé dny jako obrazky.

Stézejnim grafem bude graf svickovy, ve kterém budou zobrazeny burzovni data. Do toho
grafu se bude také zaznamenavat prubéh klouzavého primeéru s dvéma riaznymi periodami.
Chybéjici burzovni data, které budou dopocitana jako priumeéry okoli, budou oznacena kiiz-
kem. Také se v tomto grafu budou pfipadné zobrazovat provedené obchody a to ve formé
obdélnikt s vysledkem obchodu. Tyto obdélniky budou mit barvu podle typu obchodu a
budou sahat od svicky, kdy se vstoupilo do pozice, po svicku, kdy se z pozice vystoupilo, a
to mezi jejich close hodnotami.

Dale budou zobrazeny dva mensi grafy jeden pro Volume a druhy pro technicky indikator
RSI nebo CCI. Posledni graf bude slouzit k porovnani predikovanych hodnot a budoucich
skutecnych hodnot, které se mély predikovat. Bude tedy obsahovat dvé kfivky, z nichZ bude
patrné, kde a jak moc byla predikce tispésné ¢i netispésna.

Na c¢asové ose téchto grafi bude uveden ¢as v ¢asovém pasmu ET, tedy ve vlastnim Case
burzy.
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Kapitola 7

Implementace

Vysledny systém se sklada ze tfi hlavnich modult, které odpovidaji jednotlivym velkym
castem systém, jak byly uvedeny v navrhu. Prvni modul predzpracuje tweety, druhy mo-
dul je analyzuje a tieti modul provadi predikci a testovani obchodni strategie. Vedle toho
obsahuje systém ¢tvrty maly fidici modul, ktery je urcen ke spousténi celého systému a
experiment.

Schéma na obrazku 7.1 zachycuje strukturu vysledného systému. U kazdé pracovni faze
je poznacena tfida nebo soubor, ktery tuto ¢ast prevazné obstarava.

Pfedzpracovani tweetd

(Preprocess)
fe==mmss=ssmmssssmsscsssssseea==== - Analyza tweeti
' | (Analysis
H StopSlova 1 (Analysis)
s
Velka sada . Naladové slovhiky
weetl :
1 Extrakce tweetd []I
(TwitExtract)

mj

Pfiprava slovnikd
(Dict)

Analyza nalady
(SentTweet,
SentTweets)

Vybeér tweetl :
(TwitBig) ~ |
iltrace a rozdéleni
slov
(Filter)

Mala sada
tweetu

T

Vytvoreni vektord

harakteristika pfes

" tni sit charakteristiky
Pfiprava tweeti res U::':hr‘ll si textu
(TwitSmall) ( ) (TwitSaver)

Obechodni systém '
(System) e mmmmmmmmaaay Lol 1

Priprava vektor(
charakteristiky
(SentVector)

Pfiprava
burzovnich dat a
indikatord
(Data, Indik)
Legenda:

Testovani
obchodovani
(Trader)

neuronové sité
(NeNet)

Vizualizace
(Graf)

= PF@dani dat k vizualizaci

Obrazek 7.1: Detailni schéma propojeni jednotlivych ¢asti vysledného systému.
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Cely systém je implementovan v jazyce Python, coZ je vysokoturoviiovy hybridni jazyk,
ktery se vyznacuje velmi kratkym a dobre ¢itelnym kédem.

V celém systému je hojné vyuzivand matematickd knihovna NumPy', kterd je uréena
pro praci s numerickymi daty. Tato knihovna poskytuje mnoho funkci pro pohodlnou praci
s velkymi a multidimenziondlnimi poli. Dokaze také celé pole ulozit do souboru a zpatky
nacist ve stejném formatu.

V této kapitole jsou dale moduly blize popsany a jsou kratce priblizeny funkce jejich
jednotlivych soubor.

7.1 Predzpracovani tweetu

Modul Preprocess slouzi k pfedzpracovani tweett. VSechen vystup se uklada do textovych
souborti pro dalsi pouziti.

TwitExtract

Kéd v tomto souboru provadi extrakci tweetlt z archivi velké Twitter sady. Nacitd denni
soubory kompletnich udaji o tweetech, které jsou ve formatu JSON. Vybira z nich pod-
statné polozky, které po minutach ukladd do souboru, a zvlast po dnech uklada unikéatni
uzivatele.

TwitSmall a TwitBig

V téchto souborech jsou stejnojmenné tridy, které pracuji s tweety ulozenymi v textovych
souborech. Poskytuji tak vrstvu, které se zadd datum a cas, a ona vrati seznam vsech
tweetd z daného obdobi. TwitSmall si umi malou sadu pfipravit a rozdélit soubord po
dnech. TwitBig nacte soubory tweetl a uzivatelli pfipravené v TwitExtract, které dokéze
provazat a muze tak filtrovat tweety podle poctu autorovych follower.

Filter

Tato knihovna obsahuje funkce pro predzpracovani textu tweett, tedy pro filtraci znaku a
rozdéleni slov. Jako vstup dostane pole Fetézcl, kde kazdy Tetézec je text jednoho tweetu.
Jako vystup vraci seznam poli s plnohodnotnymi slovy.

Pro zpracovani textu tweetu, jak je popsano v kapitole 5.5.4, vyuziva hlavné regularnich
vyrazi a pro rozdéleni slov funkci word_tokenize z knihovny pro zpracovani prirozeného
jazyka NTLK.

Helpers

Tato knihovna obsahuje pomocné funkce pro tvorbu adresaii a hlavné tfidu TimeConv,
ktera je urcena pro praci s casem. Tato tiida umoznuje jednoduchou konverzi mezi né€kolika
formaty casu navzajem.

http://www.numpy.org/
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7.2 Analyza tweetu

Modul Analysis, ktery mé za kol analyzovat predzpracované tweety a vytvorit vek-
tory naladové charakteristiky. K uloZzenym dattim pfistupuje prostfednictvim objektt t¥id
TwitSmall a TwitBig.

Dicts

Tento soubor obsahuje tfidu WordDicts, kterd zapouzdii praci se vSemi slovniky nélad
a stopslov, které jsou popsané v 5.4. Vybrané slovniky nacte, zpracuje, pfipadné spoji a
ostatnim objekttim je poskytuje ve formé pripraveného seznamu slov.

SentiTweet a SentiTweets

Tyto soubory obsahuji objekty stejnojmennych tfid, které analyzuji naladu v tweetech.
SentiTweet analyzuje a uchovava informace o jednom tweetu a jeho naladovy vektor. Ob-
jekt tfidy SentiTweets uchovava mnozinu objekt tfidy SentiTweet, a poskytuje agregacni
funkce k vypoctu celkové nalady ve vSech tweetech, které obsahuje.

S objekty se pracuje vzdy jen prostfednictvim SentiTweets, ktery z vystupu funkce
souboru Filter dostane vstupni pole poli slov. Po jednom tweetu pole rozdéli a preda do
objektt tfidy SentiTweet, kde probiha samotné ohodnoceni pres naladové slovniky.

RNN

Tato knihovna obaluje pouziti nastroje RNNLM, pro ziskani charakteristiky textu pomoci
rekurentni sité. Vyuziva hotovou aplikaci, kterou spousti pfes systémové funkce. Nejprve
pripravi soubor se vSemi slovy, které se maji analyzovat. Pf¥ipadneé je jesté stokrat ndhodné
zopakuje a pfeda jako parametr do RNNLM. Pocka na dokonéeni vypocétu a ze souboru
z vystupem preCte informace o skryté vrstvé, které predstavuji charakteristiku textu. Na-
konec po sobé vSechno smaze.

TweetSaver

Instance t¥idy TweetSaver Fidi veskerou analyzu tweet. Skrze TwitSmall a TwitBig do-
stava filtrovany seznam slov z predzpracovanych tweett. Slova z tweetd nechava ohodnotit,
jak ndladou v objektu t¥idy SentiTweets, tak charakteristikou pres rekurentni sif skrze
funkce z RNN. Primarné uklada souhrnné nalady za jednu hodinu, ale obsahuje i funkce pro
jeji agregaci do jednoho dne. Vysledné vektory charakteristiky textu ukladd do textového
souboru.

7.3 Systém

Modul System predstavuje samostatny predikéni a obchodni systém. Jako vstup nacita
vektory charakteristiky textu a burzovni data, u kterych provede technickou analyzu.

7 téchto dat vybere vhodné polozky, na zakladé kterych predikuje budouci pohyb trhu.
Uspésnost predikce a obchodni strategie pak otestuje a zobrazi podstatna informace.
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SentVector

Objekt tfidy SentVector nacita a ptripravuje vektory charakteristiky a nalady, které pfipra-
vil TwitSaver. Podle zadanych parametri, jako jsou typ charakteristiky, specifikace datové
sady, timeframe, posun a ¢as, vytvori kompletni vektor pro cely den. Na zékladé timeframu
rozkopiruje vektory charakteristiky z jedné hodiny do pfislusného pocétu vektorti.

Data

Objekt Data slouzi k praci s burzovnimi daty. Nacte informace ze soubort, provede jejich
jednoduché predzpracovani a pripadné je pfepocita na potfebny timeframe. Pfipravené sady
jednotlivych akcii a timeframi dokaze pro dalsi pouziti ulozit do souboru.

Indikator

Pomocny objekt tfidy Indikator je urcen k vypoctu indikatord texhnické analyzy. Pouziva
knihovnu TA-Lib?, ktera obsahuje funkce pro vipocet asi dvou set nejriiznéjsich technickych
indikatori. Dostane pouze hodnoty cen akcii z jednoho dne a vrati pribéh hodnot vybranych
indikatord z celého dne.

VectorCreator

VectorCreator je dulezity ridici objekt systému, ktery pripravuje vektory pro neuronovou
sit. Vsechna data dostava prostiednictvim objektt t¥idy Data, Indikator a SentVector.
7 téchto dat, tedy vektoru technické analyzy a charakteristiky textu, skldda kompletni
vektory, které jsou uréeny na vstup a vystup neuronové sité.

Dostéva kompletni denni data (i z doby kdy se neobchoduje), ze kterych az zde, tésné
pred vstupem do sité, vyfizne pouzitelnou cast. Na zakladé doby, kterou vyrezava, a ti-
meframu ziskd od objektu t¥idy SentVector odpovidajici vektory charakteristiky. Synchro-
nizuje tak data z technické a fundamentalni analyzy.

Pro jednodussi manipulaci vytvari vektory po jednotlivych dnech, kde je ze vsech dnu
vybrano stejné ¢asové obdobi a maji tak stejny pocet vektoru. Vytvorené vektory také muize
ulozit pro dalsi pouziti.

NeNet

Instance této t¥idy predstavuje neuronovou sit, kterd je urcena k predikci budouciho stavu
trhu na zékladé vektort vytvorenych objektem tfidy VectorCreator.

Neuronové sit je vytvofena prostfednictvim knihovny Theano®, ktera slouzi k efektiv-
nimu definovani, optimalizaci a vyhodnoceni matematickych vyrazt, které vyuzivaji vi-
cerozmérnd pole. Tato knihovna je silné provazana s diive zminénou knihovnou Numpy.
Poskytuje také transparentni vyuziti CUDA akcelerace, kterd umoznuje provadét vypocty
na GPU.

Pri vytvoreni musi tento objekt dostat vstupni a vystupni trénovaci vektory, podle je-
jichz dimenzi vytvor{ vrstvenou neuronovu sit. Z jednotlivych polozek vstupnich vektorid
také spocita primér a smérodatnou odchylku, které pouzije pro jeho normalizaci. Prace pro-
bih4 ve dvou krocich. Nejprve se sit natrénuje metodou trainNet na trénovacich vektorech.

Zhttp://mrjbq7.github.io/ta-1ib/index.html
3http://deeplearning.net/software/theano/
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Po tomto nauceni se miizou metodou testNet predat do sité vstupni testovaci vektory, které
musi byt stejného tvaru jako trénovaci. Vystupem této metody jsou predikované hodnoty
rozdélené po dnech tak, aby se s nimi dalo jednotlivé dal pracovat.

Objekt také umoznuje po nauceni ulozit (a zpétné nacist) do souboru kompletni stav
site, jako je jeji struktura, vdhy synapsi mezi neurony, aktivaéni hodnoty neuroni a udaje
k normalizaci vstupniho vektoru.

Trader

Objekt Trader obsahuje obchodni strategii, kterd je zalozena na predikci (viz 6.5). Na
vstupu dostane po dnech rozdéleny predikované hodnoty z neuronové sité a close hodnoty
ceny akcie z testovacich dni. Podle nich simuluje pribéh obchodovani a testuje tak tispésnost
obchodni strategie.

Close hodnoty ma jen jako informaci o aktualni cené, ale v ramci obchodni strategie je
nevyuziva. Dava obchodni signaly pouze na zakladé predikce a pripadné aktualni financéni
bilance. Obchodovani testuje na nékolika testovacich dnech, kdy obchoduje kazdy cely den
zv1ast.

Vystupem tohoto objektu je prubéh obchodovani, coz je obchodni list, ve kterém je pro
kazdy den uveden seznam obchodi s informacemi od kdy do kdy obchod probihal a jaky
mél financni vysledek.

Graf

Objekt tridy Graf vizualizuje podstatna data systému po jednotlivych dnech. Data dostava
od objektl tiid Data, Indikator, VectorCreator, NeNet a Trader. Pro vykresleni dat do
grafi vyuzivad knihovnu Matplotlib, kterda umoziuje vykreslit aktivni grafy, se kterymi lze
dale manipulovat, nebo graf ulozit jako obrazek. Jak je vidét na obrazku 7.2, zobrazuje
nékolik paralelnich grafa, tak jak jsou popsany v kapitole 6.6.
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Obrazek 7.2: Graficky vystup systému.
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7.4 Spoustéci soubory

Poslednim modulem systému je Main. Tento modul obsahuje objekty, které zapouzdiuji
pouziti systému a provadi experimenty.

Albert

Objekt tfidy Albert zapouzdiuje praci s celym systémem pro tvorbu vektoru, predikci,
obchodovani a vizualizaci. Pomoci jeho metod 1ze zadat parametry, podle kterych nastavi
jednotlivé ¢asti systému a pak Fidi cely pribéh chodu systému. Je to také spustitelné misto
aplikace, které inicializuje a spusti cely systém dle parametru v konfigura¢nim souboru.

Experiment

Funkce v tomto souboru vytvari jednotlivé experimenty. K inicializaci a spusténi systému
pouzivaji objekt tfidy Albert. Déale jsou zde také funkce, pomoci kterych jsou vysledky
experimentll agregovany a vyhodnoceny.
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Kapitola 8

Experimenty

Tato kapitola obsahuje popis a vyhodnoceni vSech experimentii. Pripravil jsem nékolik sad
experimentd, které by mély otestovat vysledny systém a pokusit se najit zavislost mezi
cenou akcii a zpravami z Twitteru a zhodnotit obchodni strategii. Prvni sada experimenti
ma najit nejvhodnéjsi kombinaci parametri neuronové sité. Druha sada experimenti bude
hledat nejlepsi prvky, které se pouziji z technické analyzy. Z nejlepsich vysledki pak bude
vychézet treti sada experimentl, ve které se pridaji vystupy z analyzy nalad Twitteru,
u kterych se bude sledovat vliv na tspéSnost predikce a vynos obchodovani. Stejné tak i
ve ¢tvrté sadé experimenti, kde se misto nalady piidéa vektor charakteristiky textu tweet,
ktery vznikl z analyzy pies rekurentni sit. V posledni sadé experimenti se vyhodnoti nejlepsi
obchodni systém a jeho vynos pro jednotlivé akcie.

Vstupni burzovni datovou sadu, kterda obsahuje 167 dni, rozdélim na trénovaci Cast,
kterd bude obsahovat prvnich 137 dni, a testovaci ¢ast se zbylymi 30 dny. V téchto dnech
budu provadét intraday obchodovéani na timeframech (TF) 1, 2, 5 a 10 minut. Pocet vektor,
které budou pfi jednotlivych timeframech pouZity je uveden v tabulce 8.1.

Neéktefi zkuSeni obchodnici [16] doporu¢uji neobchodovat na za¢atku a konci obchodni
doby, protozZe je v této dobé trh prilis nestaly a tézko predikovatelny. Proto v ramci prvniho
experimentu porovnam vysledky predikce z celého obchodniho dne a zkriaceného o ptl
hodiny na zacatku a na konci. Dal budu pouzivat jen tu dobu, ze které dostanu lepsi
vysledek predikce.

Poéet vektori Cely obchodni den | Ofezany obchodni den
(9:30 - 16:00) (10:00 - 15:30)
Timeframe Celkem Za den | Celkem Za den
1 53 430 390 45 210 330
2 26 715 195 22 605 165
5 10 686 78 9 042 66
10 5 343 39 4 521 33

Tabulka 8.1: Pocet vektoril v zavislosti na timeframu.

Uspésnost systému budu hodnotit dvéma zptisoby. Prvni je primérné chyba predikce
v testovacich dnech. Druhym je primérny vynos obchodovani béhem testovacich dnti. Tyto
dvé hodnoty na sobé nejsou zcela zavislé, a proto muize strategie postavena na horsi predikci
dosahovat vyssiho zisku, nez strategie s vice pfesnéjsi predikci. Nékdy prosté horsi predikce
muze prekvapivé davat vyhodnéjsi obchodni signaly.
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Pri hodnoceni systému budu pouzZivat primérné vysledky experimenti ze vSech akci,
protoze chci najit univerzalni strategii, ktera neni zavisla na konkrétni akcii.

8.1 Experiment 1 - nastaveni sité

Cilem této sady experimentu je najit nastaveni sité, s kterym se dosdhne nejmensi chyby
predikce, pro zakladni hledani vzort s historickym oknem 30 minut a budoucim oknem 10
minut.

Budu sledovat vliv vSech kombinaci parametrti s témito hodnotami:

e Délka obchodniho dne — cely, ofezany

e Navrat do lepsiho stavu — s navratem, bez navratu
e Ucici faktor — 0,05; 0,1; 0,5; 0,9

e Velikost skryté vrstvy — 10, 25, 50, 150, 500

e Velikost davky pfi uceni — 1, 5, 20, 50

Cilem prvni ¢asti experimentu bude porovnat tispésnost predikce celého obchodniho dne
a ofezaného obchodniho dne a zda je vyhodnéjsi po kazdé ucici iteraci, kterd zhorsila chybu
sit€, navratit predchozi stav sité.

Délka obchodniho dne | Navrat do lepsiho stavu
Timeframe Cely Ofezany S navratem | Bez navratu
1 0,09578 0,06533 0,08159 0,07952
2 0,09884 0,06736 0,08584 0,08036
5 0,10223 0,07486 0,09253 0,08456
10 0,11668 0,08722 0,10665 0,09725
Prumér 0,10338 0,07369 0,09165 0,08542

Tabulka 8.2: Primérna chyba predikce na testovacich datech.

Z vysledku v tabulce 8.2, kterd udava priamérné chybu predikce z experimenti pro
v8echny kombinace parametri, jednoznacné vyplyva, ze je pro kazdy timeframe vyhodnéjsi
pouzit pouze data z ofezaného obchodniho dne a po zhorSeni chyby pfi uceni nevracet
predchozi stav sité. VSechny dalsi experimenty uz budou probihat pouze s timto nastavenim.

Dalsi ¢asti experimentu bude hledat nejvhodnéjsi nastaveni neuronové sité, pro které
bude mit sit nejmensi pramérnou chybu predikce. Coz znamen4 zjistit hodnoty pro velikost
skryté vrstvy, velikost davky k uceni a ucici faktor.

V tabulce 8.3 jsou uvedeny priumeérné vysledky ze vSech timeframt, vsechny vysledky
rozdélené po timeframech jsou v pfiloze D. Z téchto vysledkid vyplyva, Ze je jen nepatrny
rozdil mezi jednotlivymi nastaveni, ale sif dosahuje nejmensi chyby predikce pii pouziti 25
neurond ve skryté vrstvé, 5 vektort v jedné ucici davce a faktoru uceni 0,5. Pro vSechny
dalsi experimenty se pouZije sif s témito parametry.
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Pramérna chyba predikce
Velikost davky

1 0,07346

5 0,07262

20 0,07401

50 0,07464

Uc¢ici faktor

0,05 0,07427

0,1 0,07389

0,5 0,07337

0,9 0,07846

Velikost skryté vrstvy

10 0,07320

25 0,07262

50 0,07321

150 0,07312

500 0,07522

Tabulka 8.3: Primérna chyba predikce pro rizna nastaveni sité.

8.2 Experiment 2 - technicka analyza

V této sadé experimenti se bude vychazet pouze z technické analyzy, z které se budou
hledat nejvhodnéjsi prvky tak, aby se dosdhlo nejmensi chyby predikce nebo nejvétsiho
zisku z obchodovani.

V prvni casti se bude hledat pocet minut, z nichz se pouziji historické hodnoty, ze
kterych se bude vyvaret vzor do vstupniho vektoru, neboli velikost historického okna. Bude
se hledat také pocCet minut, ze kterych se bude pocitat primérnd hodnota do vystupniho
vektoru neuronové sité, neboli velikost budouciho okna.

Experiment jsem provedl se vSemi kombinacemi téchto parametri:

e Délka historického okna — 10, 20, 30, 40
e Délka budouciho okna — 10, 20, 30

Timeframe | Poc¢et minut budouciho okna
10 20 30

1 0,06559 | 0,09510 0,11989

2 0,06707 | 0,09201 0,11277

5 0,07400 | 0,09574 0,11342

10 0,08560 | 0,10515 0,12087

Prumér 0,07306 | 0,09700 0,11674

Tabulka 8.4: Primérna chyba predikce v zavislosti na velikosti budouciho okna.

Nejprve jsem vyhodnotil vhodnou velikost budouciho okna, jako primér pres vSechny
velikosti historického okna. Podle vysledkt v tabulce 8.4 je pro vSechny timeframy jed-
noznac¢né nejvhodnéjsi budouci okno s velikosti 10 minut. Coz také odpovida skute¢nosti,
protoze je to nejmensi velikost okna, které je tak nejvice zavislé na predchozich hodnotach.
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Pro vyhodnoceni velikosti historického okna pouziji pouze prumeérné vysledky, které
jsem ziskal v kombinaci s budoucim oknem o velikosti 10 minut.

Timeframe | Velikost historického okna [min]
10 20 30 40

1 0,06435 | 0,06379 | 0,06550 | 0,06771

2 0,06674 | 0,06565 | 0,06720 | 0,06728

5 0,07380 | 0,07396 | 0,07408 | 0,07416

10 0,08501 | 0,08548 | 0,08580 | 0,08581
Pramér | 0,07248 | 0,07222 | 0,07315 | 0,07374

Tabulka 8.5: Primérna chyba predikce v zévislosti na velikosti historického okna.

V tabulce 8.5 jsou srovnany chyby predikce v zavislosti na velikosti historického okna,
které vychazeji pro vSechny timeframy téméi stejné. Uplné nejlépe pak pro viechny ti-
meframy vychézi historické okno o velikosti 20 minut. Jako zaklad vSech dalSich experi-
mentt se bude brat historické okno veliké 20 minut a budouci okno o velikosti 10 minut.

V dalsi ¢asti tohoto experimentu se budou hledat indikatory technické analyzy, které
vylepsi predikci zaloZzenou pouze na historickém okné. Budu testovat indikatory MA, RSI
a CCI s periodou 10, 20 30, 40 a 50 minut.

Pramérna chyba predikce Prumérny vysledek obchodovani
TF:1 | TF:2 | TF:5 | TF: 10 | TF: 1 | TF: 2 | TF: 5 TF: 10

Zadny | 0,06479 | 0,06705 | 0,07396 | 0,08578 9,74 | 3,714 | -5,56 -5,80
RSI

10 0,06497 | 0,06611 | 0,07265 | 0,08321 | 10,59 | -9,43 | -3,13 -5,25

20 0,06695 | 0,06719 | 0,07268 | 0,08310 | 17,12 511 | -841 -4,18

30 0,07188 | 0,06822 | 0,07302 | 0,08340 | 21,25 | 12,77 | -9,55 -10,15

40 0,07530 | 0,06887 | 0,07334 | 0,08391 | 22,54 | 13,35 | -7,88 -10,63

50 0,07876 | 0,06968 | 0,07370 | 0,08422 | 21,62 | 14,45 | -8,23 -12,64

Tabulka 8.6: Pramérné chyba predikce a vysledek obchodovani pfi pouziti indikatoru RSI.

Protoze je presnost predikce pro vSechny indikatory témér stejnéd, budu zde hodnotit
hlavné vyslednou obchodni bilanci. Jako jediny indikator, po kterém se vydélek systému
vyrazné zlepsil, je RSI s periodou 30, 40 a 50, coz je patrné z tabulky 8.6. Plati to ale
jen pro timeframy 1 a 2 minuty. Na ostatnich timeframech dochézi naopak ke zhorseni pre-
dikce. Ostatni indikatory nijak vyrazné nezlepsili predikci ani vynos obchodovani. Souhrnné
vysledky pro vSechny indikatory jsou v priloze D.

Pro dalsi experimenty pfidam do vstupniho vektoru indikator RSI s periodou 40 minut,
pouze na timeframech 1 a 2 minuty.

8.3 Experiment 3 - analyza nalady

V tomto experimentu se vezmeme nejlepsi vysledek z predchozich experimenti, tedy délka
vstupniho a vystupniho okna a indikatory technické analyzy, které dopadly nejlépe. K témto
vstuptim se ptrida vektor nalad nebo jeho ¢ast, u které se bude sledovat zda se predikce zlepsi
nebo zhorsi.
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Provedou se experimenty pro vSechny kombinace téchto parametrt vektoru nalad:

e Sada tweetd — mal4, velkd

e Obdobi analyzy — hodina, den

Kompletni vysledky experimenti jsou v tabulkach v pfiloze D. Nejvétsiho zlepseni ob-
chodni bilance se doséhlo kombinacemi parametrt uvedenych v tabulce 8.7.

Projekce pres slovniky — bez projekce, s projekci

Historické okno — aktualni doba, predchozi doba, predchozi 3 doby

Cast vektoru néalad — cely, pocet tweetl, pocet slov, slovnik LabMT, slovnik Inquirer
obecné nalady, slovnik SentiWordNet

Sada | Projekce | Obdobi | Pfedch. | Vektor nalad | Bilance | ZlepSeni

Timeframe: 1 22,5 0
velkd | bez projekce | hodina 0 cely 28,8 28 %
velkd | bez projekce den 3 cely 28,0 24 %
velkd | bez projekce den 3 pocet tweetli 28,5 27%
velka | s projekci hodina 0 LabMT 29,4 31%
velka | s projekci hodina 1 nalady Inquirer 28,3 25%
velka | s projekci hodina 3 nalady Inquirer 28,6 27%

Timeframe: 2 13,4 0
malé | bez projekce den 3 SentiWordNet 20,9 56 %
velkd | bez projekce | hodina 3 cely 19,8 48 %
velka s projekci hodina 3 cely 20,5 53%
velkd | bez projekce dny 3 cely 21,2 58 %

Timeframe: 5 -7,9 0
malé s projekci hodina 0 cely 0,2 profit
velka | bez projekce | hodina 3 cely 1,9 profit
velkd s projekci hodina 3 cely 2,1 profit

Timeframe: 10 -10.6 0
velka s projekci hodina 1 nalady Inquirer -1,8 0
velka s projekci hodina nalady Inquirer -1,8 0

Na timeframu 1 minuta se dosdhlo nejvétSich zlepSeni pouze s velkou Twitter sadou
a obdobi analyzy, projekce ani ¢ast vektoru nemély jednoznacny vliv. Maximalni zlepseni
obchodni bilance se pohybovalo kolem 30 %. Na timeframu 2 minuty byly nejuspésnéjsimi
parametry velkd Twitter sada a pouziti 3 predchozich celych vektort nalady. Zlepseni bi-
lance dosahovalo 50 %. Na timeframu 5 minut se naslo nékolik naladovych vektori, které
vytahly obchodni bilanci z minusu, ale dosahlo se jen zanedbatelného profitu. Na timeframu

Tabulka 8.7: Nejvyhodnéjsi vektory nalad.

10 minut Zadny naladovy vektor nedokazal otocit nepriznivou obchodni bilanci.
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8.4 Experiment 4 - analyza pies rekurentni sif

Podobné jako v predchozim experimentu se pracuje s nejlepsimi vysledky z technické ana-
lyzy, ale k nim se prida cely vektor, ktery vznikl analyzou pfes rekurentni sit. Bude se
experimentovat s vétSinou kombinaci téchto parametrii vektoru charakteristiky:

e Sada tweetd — mal4, velkd

e Obdobi analyzy — hodina, den

Projekce pres slovniky — bez projekce, s projekci

Historické okno — aktualni doba, predchozi doba, predchozi 3 doby

Pocet opakovani tweettt pro RNNLM — 1, 100

Jedinou vyjimkou je charakteristika po hodinach, ktera byla provedena jen na datech,
které vznikly projekci ptes slovniky. Vysledky vSech experimenti jsou uvedeny v priloze D.
Nejvétsiho zlepSeni vinosu dosdhly kombinace parametrid uvedené v tabulce 8.8

Sada | Projekce | Obdobi | Pfedch. | Opakovani | Bilance | ZlepSeni

Timeframe: 1 22,5 0
velkd | bez projekce den 3 1 28,0 24 %
velkd | bez projekce den 0 100 27,8 24 %
velkd | bez projekce den 3 100 27,5 22 %
mal4 | bez projekce den 0 100 27,6 23%
mal4 | bez projekce den 0 1 27,5 22 %

Timeframe: 2 13,4 0
velkd | bez projekce den 3 1 21,2 58 %
mal4 | bez projekce den 1 100 18,9 41%
mal4 | bez projekce den 3 100 18,0 34 %

Timeframe: 5 -10.6 0
malé s projekci hodina 1 1 1,5 profit
malé s projekci hodina 1 100 2,8 profit

Timeframe: 10 -7,9 0
velka ‘ s projekci ‘ hodina ‘ 3 ‘ 1 -1,8 0

Tabulka 8.8: Nejvyhodnéjsi vektory charakteristiky.

Na timeframech 1 a 2 minuty se nejvétSiho zlepSeni bilance dosdhlo pouze pouzitim
Twitter sad bez projekce, které byly analyzovany na obdobi jednoho dne. Na timeframu 1
minuta se dosdhlo zlepseni 0 24 % a na timeframu 2 minuty az 58 %. Stejné jako v predcho-
zim experimentu se na vyssSich timeframech nedosihlo Zddného vyrazného zlepseni, které
by bylo vynosné.

8.5 Experiment 5 - vyhodnoceni strategie

vvvvvv

lyz pro jednotlivé akcie a timeframy.
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Aby byly dalsi vysledky co nejbliZe skuteénému obchodovani, bude se uvazovat poplatek
5 USD za obchod a v ramci jednoho obchodu se bude pocitat s objemem 50 akcii dané
spole¢nosti.

Pro timeframe 1 minuta jsem vybral strategii, kterd je zaloZena na celém naladovém
hodinovém vektoru, ktery byl bez projekce vytvofen z velké Twitter sady. Na grafu na
obrazku 8.1, kde je znazornén stav uctu pro jednotlivé akcie, je patrné, Ze hlavni zisk tvori
obchodovéani akcii Netflixu. Obchodovéani akcii Microsoftu a Applu je naopak ztratové.
Celkovy zisk této strategie je 1 224 USD béhem 30 testovacich dni.

1600,00
1400,00
1200,00
1000,00
800,00
. 600,00
5 400,00
200,00

0,00 —_—

1 5 Tz ~T0Tr 17~13 14 15 16 17 18 19 20 21 22 23 24 5 5 30
200,00 M_a\// g —s p_/‘/_/v
-400,00
-600,00
Den
—Apple ——Amazon Google Microsoft ——Netflix ——Celkem

Obrazek 8.1: Primeérna nejlepsi obchodni strategie na timeframu 1 minuta.

Pro timeframe 2 minuty jsem vybral strategii, kterd vyuziva také cely naladovy vektor
z velké sady tweett, ale je to denni vektor s predchozimi tfemi hodnotami. Z grafu na
obrazku lze vydCist, Ze se nejvice na zisku podilelo obchodovéani akcii Netflixu a Amazonu.
Obchodovani akcii Applu a Microsoftu bylo opét ztratové. Souhrnny zisk této strategie je
1 984 USD.

2500,00
2000,00
1500,00

2 1000,00

500,00

0,00

1 2 3 4 5 6 7 8 9 10 11 12 13 w819 20222 23 24 25 26 i -

-500,00
Den

—Apple ——Amazon Google Microsoft ——Netflix ——Celkem

Obrazek 8.2: Pruimeérna nejlepsi obchodni strategie na timeframu 2 minuta.
Zajimavé je, ze strategie na minutovém timeframu ma vyssi primérny vydélek, ale nizsi

kone¢ny zisk. Je to dano tim, Ze se Castéji obchoduje a je tak placena velkd Castka na
poplatcich.
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Kapitola 9
Zaver

Cilem této prace bylo vytvorit systém, ktery analyzuje historicka burzovni data a tweety, na
zakladé ¢ehoZ predikuje budouci vyvoj trhu a vytvori obchodni strategii, kterou otestuje.

Nejprve jsem nastudoval funkci burzovnich trhid a principy tspésného obchodovani.
Také jsem nastudoval zéklady analyzy burzy, jak technické, zaloZené na indikatorech, tak
fundamentalni, kterd se snazi najit vnitfni hodnotu aktiva. Déale jsem se blize seznamil
s mikroblogovaci sluzbou Twitter a zptusoby jeji analyzy. Poté jsem prostudoval neuronové
sité a jejich vyuziti pii obchodovani na burze.

Dale jsem si obstaral datové sady, na kterych se bude obchodni systém ucit a testovat.
V jedné datové sadé jsou cenové hodnoty akcii péti velkych spolecnosti za dobu osmi mé-
sicii. Dalsi dvé datové sady obsahuji riizné zpravy z Twitteru ze stejného ¢asového obdobi.
Celkem mély obé sady vice nez miliardu tweett, které jsem nejdiive predzpracoval a poté
analyzoval dvéma odliSnymi metodami. V ramci pfedzpracovani jsem odstranil neznamé
znaky, jednotliva slova separoval a z nich vybral jen slova, kterd by mohla mit vypovidaci
hodnotu. Prvni metoda analyzy spocivala v pouziti nékolika naladovych slovnikt, podle
kterych jsem hodnotil jednotliva slova v tweetech. Druhd metoda vytvorila charakteristiku
textu jeho priichodem skrze rekurentni neuronovou sit.

Pro systém jsem vybral vrstvenou neuronovou sit, kterd se u¢i metodou zpétného Sifeni
chyby, jenz je schopna na trhu detekovat opakujici se vzory. Tato sif na zdkladé vystupi
technické a fundamentalni analyzy predikuje budouci pohyb trhu. Hlavnim vstupem sité je
historické okno nékolika pfedchozich hodnot ceny a vystupem priumér nékolika budoucich
hodnot ceny. Ke vstuptim sité jsou priddny nékteré technické indikatory. Tato sit je rozsifena
dvéma riznymi zpusoby. U prvniho je ke vstuptim sité pfidan vektor (nebo jeho ¢ast)
nalad, ktery byl vytvoren analyzou nalady. Druhym rozsifenim je pridani celého vektoru
charakteristiky, ktery vznikl analyzou pres rekurentni sit. Pro obé rozsifeni jsem hledal
nejvhodnéjsi tpravu datové sady a zpusob analyzy, ze které bude patrna zavislost Twitteru
a burzy, a pomuze tak zleps$it obchodni bilanci. Systém také obsahuje obchodni strategii,
ktera je zaloZend na vysledcich predikce.

Vysledny systém jsem v ramci experimentu dikladné otestoval a nasel nastaveni neu-
ronové sité, které je nejvhodnéjsi pro intradenni obchodovani na timeframech 1, 2, 5 a 10
minut. Nejvétsich vynosti dosahovalo obchodovani na timeframu 1 minuta. Ziskové bylo i
obchodovéani na timeframu 2 minuty, ale na vyssich timeframech bylo vétsinou obchodo-
vani prodéle¢né. Z vystupt technické analyzy bylo jako nejlepsi vstup pro neuronovou sit
vybrano historické okno o velikosti 20 minut a budouci okno o velikosti 10 minut. A pro
timeframy 1 a 2 minuty se ukézalo vyhodné pouzit také indikator RSI s s periodou mezi
30 a 50 minutami. V obou pfipadech rozsifeni sité o vysledky analyzy tweett se dosahlo
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maximéalniho zlepSeni vynosu nékterych strategii o 30-50%. Je to ovsem zlepSeni jen na
konkrétnich datech, které pravdépodobné nebude fungovat na jinych akcich nebo v jiném
¢asovém obdobi.

Dalsi vyvoj tohoto systému by se mohl uskutec¢nit v nékolika smérech. V prvni fadé
by se méla vylepsit jednoduché obchodni strategie pro vstup a vystup z pozice, ktera je
nejvétsi slabinou systému. Méla by vychazet z hodnot technickych indikatori a aktualniho
stavu trhu a ne jen z predikce.

Systém by se mohl stat samostatnym a fungovat v online rezimu jako plnohodnotny
automaticky obchodni systém. Z internetu by si sam stahoval a ukladal historickd burzovni
data a vybrané zpravy z Twitteru. Pomoci API, které nékteri brokeri poskytuji, by pak
sam déaval skutecéné obchodni signéaly.

Jinym smérem vyvoje by mohlo byt pouziti genetickych algoritmi, pomoci kterych by
se pro dany trh hledalo optimélni nastaveni neuronové sité a vhodné prvky vektori, které
by se pouzily k predikci a obchodovani.

Systém je jen tak dobry, jak dobra jsou data, se kterymi pracuje. Proto by mohlo zlepsit
vynos systému pouziti jinych slovnikt nalad nebo vstupnich datovych sad. Naptiklad tweety
by se mohli filtrovat dle specifické oblasti, tak aby se zacililo na konkrétni skupinu uzivatel,
kteri souvisi z vybranou burzou.
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Priloha A

Tweet

Piiklad struktury tweetu ziskaného skrze Twitter API ve formatu JSON (véetné vSech
metadat):

{ 1,
"id" => 12296272736, "small": {
"text": "test $TWTR Q@twitterapi "w'": 340,
text #hashtag http:\/\/t.co\/pbd0tmnZyu", "h": 255,
"created_at": "Thu Dec 12 07:15:21 +0000 2013", "resize": "fit"
"entities": { s
"hashtags": [{ ¥
"text": "hashtag", 1,
"indices": [23, 31] "contributors": null,
1, "retweet_count": null,
"symbols": [{ "in_reply_to_status_id_str": null,
"text": "TWIR", "geo": null,
"indices": [5, 10] "retweeted": false,
3, "in_reply_to_user_id": null,
"urls": [{ "user": {
"url": "http:\/\/t.co\/p5d0tmnZyu", "profile_sidebar_border_color": "CODEED",
"expanded_url": "http:\/\/dev.twitter.com", "name": "Gnip, Inc.",
"display_url": "dev.twitter.com", "profile_sidebar_fill_color": "DDEEF6",
"indices": [32, 54] "profile_background_tile": false,
oA "profile_image_url": "http://a3.twimg.com/.../icon_normal.png",
"url": "https:\/\/t.co\/ZSvIEMOPbS", "location": "Boulder, CO",
"expanded_url": "https:\/\/ton.twitter.com\/...cOkcq9FS. jpg", "created_at": "Fri Oct 24 23:22:09 +0000 2008",
"display_url": "pic.twitter.com\/ZSvIEMOPb8", "id_str": "16958875",
"indices": [55, 78] "follow_request_sent": false,
3, "profile_link_color": "0084B4",
"user_mentions": [{ "favourites_count": 1,
"screen_name": "twitterapi", "url": "http://blog.gnip.com",
"name": "Twitter API", "contributors_enabled": false,
"id": 6253282, "utc_offset": -25200,
"id_str": "6253282", "id": 16958875,
"indices": [11, 22] "profile_use_background_image": true,
1, "listed_count": 23,
"media": [{ "protected": false,
"id": 411031503833792512, "lang": "en",
"id_str": "411031503833792512", "profile_text_color": "333333",
"indices": [55, 78], "followers_count": 260,
"media_url": "https:\/\/ton.twitter.com\/...cOkcq9FS.jpg", "time_zone": "Mountain Time (US & Canada)",
"media_url_https": "https:\/\/ton.twitter.com\/...cOkcq9FS.jpg", "verified": false,
"url": "https:\/\/t.co\/ZSvIEMOPb8", "geo_enabled": true,
"display_url": "pic.twitter.com\/ZSvIEMOPb8", "profile_background_color": "CODEED",
"expanded_url": "https:\/\/ton.twitter.com\/...cOkcq9FS. jpg", "notifications": false,
"type": "photo", "description": "Gnip makes it really easy for
"sizes": { you to collect social data for your business.",
"medium": { "friends_count": 71,
"w": 600, "profile_background_image_url": "http://s.twimg.com/.../bg.png",
"h": 450, "statuses_count": 302,
"resize": "fit" "screen_name": ‘"gnip",
3, "following": false,
"large": { "show_all_inline_media": false
s 1024, 3,
"h": 768, "in_reply_to_screen_name": null,
"resize": "fit" "source": "web",
3, "place": null,
"thumb": { "in_reply_to_status_id": null
"w": 150, i
"hU: 150,
"resize": "crop"
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Priloha B

Obsah CD

Prilozené CD obsahuje tyto adresare:

tex — textova Cast prace ve formatu pdf, véetné zdrojovych kéda v NITEXu
src — zdrojové kddy systému

burza — historickd burzovni data

sentimentDicts — naladové slovniky

stopWords — slovniky stopslov

vectors — predzpracované vektory charakteristiky textu

experiment — kompletni vysledky vSech provedenych experimentt

rnn — soubory nastroje RNNLM

screen — slozka pro ukladani obrazki systému

cahe — slozka pro ukladani zpracovanych dat
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Priloha C
Pouziti sytému

Ke spusténi systému je tfeba mit nainstalovan Python a potiebné knihovny, coz jsou pfe-
dev§im NumPy, Theano, NTLK, Matplotlib, TA-Lib. Vysledny systém se spousti ve sloZce
/src/Main piikazem python Albert.py configFile. Kde configFile je cesta k souboru
s konfiguraci, jehoz format a vyznam jednotlivych poloZek je popsan niZze. Ve stejné sloZce
je pripraveno nékolik konfigura¢nich soubort.

Konfigurac¢ni soubor

Konfigura¢ni soubor musi mit slozen pouze z téchto poloZek:
e stock NAME — nazev akcie - aapl, amzn, goog, msft, nflx
e timeframe N — timeframe
e testDays N — pocetni poslednich dni, které se budou testovat
e 1r F — ucici faktor 0 - 1
e batchSize N — velikost jedné ucici davky
e betterPrev B — navrat do lepsiho stavu 0; 1
e hidden N — pocet neurond ve skryté vrstvé
e normal B — automatickd normalizace 0; 1
e in N — délka historického okna
e out N — délka budouciho okna
e rsi N — perioda indikatoru RSI
e cci N — perioda indikatoru CCI
e ma N — perioda indikdtoru MA
e imgName NAME — jméno souboru pro ulozeni obrazku systému do slozky screen
e savelast N — pocet dni, pro které se ulozi obrazky
e show B — zobrazit vysledek graficky 0; 1

e logFile FILE — jméno souboru pro uloZeni logl
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Priloha D

Vysledky experimentti

ey

Zde jsou zobrazeny detailnéjsi vysledky z nékterych provedenych experimenti.

TF Velikost davky UCdici faktor Velikost skryté vrstvy
1 | 5 | 20 [ 50 005 [ 01 | 05 | 09 10 [ 25 | 50 | 150
Pramérna chyba predikce

1 0,0672| 0,0650| 0,0643| 0,0646| 0,0680| 0,0626| 0,0659 | 0,0707| 0,0652| 0,0643| 0,0653| 0,0651

2 0,0671| 0,0665| 0,0670| 0,0688| 0,0689| 0,0652| 0,0678| 0,0716| 0,0670| 0,0667| 0,0671| 0,0672

5 0,0741| 0,0738| 0,0761| 0,0755| 0,0750| 0,0782| 0,0745| 0,0787| 0,0744| 0,0744| 0,0744| 0,0744

10 0,0854| 0,0851| 0,0886 | 0,0897| 0,0852| 0,0896| 0,0852| 0,0929| 0,0861| 0,0851| 0,0859 | 0,0858
Pram. | 0,0735| 0,0726 | 0,0740| 0,0746 | 0,0743| 0,0739| 0,0734| 0,0785| 0,0732| 0,0726 | 0,0732| 0,0731

Obchodni vysledek

1 4,3477| 4,9919| 0,9482| 0,8867|-0,7340 | 4,3086| 4,3117| 3,2882| 1,8402| 2,1236| 4,3778| 2,5579

2 1,8661| 0,5900 |-0,1538| 0,2635 |-0,4297| 0,0029 | 1,1780| 1,8147| 2,8468| 1,8458 | 1,3127|-0,9568

5 0,2696 | -1,1486 |-2,1427 |-2,8614 | 2,1445|-1,7529|-2,7432 |-3,5316| 0,0997 | 0,0952|-2,3028 |-1,6494

10 |-3,6896 |-4,5790|-5,1622 |-5,7232|-3,2015 |-6,4366 | -5,1174 | -4,3984 | -3,4602 |-2,4586 |-4,9674 | -5,8393
Pram. | 0,6984|-0,0364 |-1,6276 |-1,8586 | -0,5552|-0,9695 |-0,5927 | -0,7068 | 0,3316| 0,4015 |-0,3949|-1,4719

Tabulka D.1: Detailni vysledky experimentu 1.
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Pramérna chyba predikce Prumérny vysledek obchodovani
TF: 1| TF: 2 | TF: 5 |TF: 10| TF:1 | TF: 2 | TF: 5 | TF: 10
Zadny | 0,06479|0,06705|0,07396 | 0,08578 | 9,74362| 3,71454|-5,56174| -5,79958
MA
10 ]0,06469 |0,06687|0,07357 | 0,08684 | 6,76124 | -5,00268 |-4,72404 | -3,59872
20 |0,06484|0,06688|0,07393 | 0,08559| 4,51672|-2,44532(-3,27198| -4,18304
30 0,06480{0,06699|0,07390 | 0,08475|10,25462 | 2,71344(-6,29800| -3,29338
40 10,06590|0,06719|0,07393 | 0,08512| 7,82888| 5,82938|-5,01642| -5,09798
50 10,06626|0,06735|0,07400 | 0,08534| 4,95084| 0,34538|-3,28178| -3,97822
RSI
10 ]0,06497(0,06611|0,07265 | 0,08321|10,59254 | -9,49236|-3,13926 | -5,25893
20 |0,06695|0,06719|0,07268 | 0,08310|17,12568 | 5,11890(-8,41628| -4,18276
30 0,07188{0,06822|0,07302 | 0,08340|21,25658 | 12,77246 |-9,55310|-10,15614
40 |0,07530]0,06887|0,07334 | 0,08391 |22,54906 | 13,35422 |-7,88462|-10,63812
50 10,07876{0,06968|0,07370 | 0,08422|21,62644 | 14,45738 |-8,23782|-12,64960
CClI
10 ]0,06460|0,06654|0,07337| 0,08413 | 4,22922| -7,06890| 0,39584 | -3,25480
20 |0,06483|0,06660|0,07355 | 0,08415| 9,95096 | -2,77018 |-3,64942| -2,82820
30 0,06496|0,06678|0,07341 | 0,08411|10,44022 | -0,31788 |-4,02404 | -3,45002
40 |0,06536|0,06707|0,07355| 0,08399 |11,88622| 6,61818(-1,90152| -4,61388
50 10,06577{0,06733]0,07366 | 0,08408|12,56422| 4,91210(-2,84560| -4,70080

Tabulka D.2: VSechny vysledky experimentu 2.

TF: 1 Nalada po hodinach Nalada po dnech
Typ datové sady bez projekce s projekci bez projekce s projekci
Casovy interval o1 ]3]JoJ1[3]o]1]3]0o[1]3
Cast vektoru nalad Mala Twitter sada
Cely 21,2|19,8|18,8|27,0|22,1(17,6|27,1|24,5(25,2|27,6|22,6 | 25,7
Pocet slov 25,4120,6|24,7(25,4121,1(22,9|19,4|19,1{23,5|25,4|23,1[22,9
Pocet tweetti 23,2(21,6(22,9(25,5(|22,7(19,6|21,4|23,3(23,6(21,6/21,6(19,2
LabMT 23,0|20,8(19,7|23,2|22,0(21,9|26,3|23,5(24,6(25,6/19,5(21,9
Nalady Inquirer 24,1122,3(16,6|25,4|24,2(22,7(25,1|24,2(25,2(24,9|22,8|24,4
SentiWordNet 25,5(23,1/19,9|22,6(23,9(24,6|25,6|23,5(24,8(23,1|22,6 23,6
Velka Twitter sada
Cely 28,8123,4123,5|18,9|23,9(27,0|25,7|20,9 28,0|27,8|24,3|27,5
Pocet slov 21,1|20,8(24,9|20,4|23,0(25,6|22,7|20,9 24,7|22,8|25,2(23,0
Pocet tweetti 25,1(22,2(24,5|24,3|24,9(22,0|24,4|23,4(28,5(22,6/19,3|25,4
LabMT 27,4122,6(22,3(29,4|24,0(23,0|24,0|20,5(25,8|24,1|22,0(25,9
Nalady Inquirer 24,3128,1|27,8124,0|28,3(28,6|24,5|19,7(22,3|25,8/20,8(20,9
SentiWordNet 23,5(22,6(24,8|24,7|25,624,4|27,2|24,0(25,1|25,1|18,9(21,8

Tabulka D.3: Vysledky experimentu 3 na timeframu 1 minuta - obchodni bilance.
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TF: 2 Nalada po hodinach Nalada po dnech
Typ datové sady bez projekce s projekci bez projekce s projekci
Casovy interval oJ1[3]Jof[1r]3[]o]1[3]o0o]1]3
Cast vektoru nalad Mala Twitter sada
Cely 14,2(10,616,3|10,0(14,4|16,4|14,8|16,0|16,9|16,3|18,9|18,0
Pocet slov 12,9(15,2(12,3|13,0(11,5|13,0(12,8|14,0|13,9|12,3|15,8|16,4
Pocet tweetti 14,7(13,8|13,5|13,4|14,8(14,2|11,5|13,2|13,8|12,0|12,7|15,5
LabMT 15,3(15,1|14,7|16,1|14,5|14,2|15,8|15,6|13,1|15,8|15,4|12,9
Nalady Inquirer 13,8(13,8|15,7|11,4{16,4|15,1|12,1|14,8|17,1|14,4|16,1|15,9
SentiWordNet 13,2(12,612,4|13,5(12,4|12,4|10,6|17,2{20,9|12,5|12,6|16,0
Velka Twitter sada
Cely 14,4(18,4|19,8|15,6(18,0(20,5/11,0|13,5|21,2|13,6|12,5|16,7
Pocet slov 12,6(13,0(12,6|13,5(14,2|12,0|14,1|17,2|15,0|14,4|18,2| 15,6
Pocet tweetti 13,7(12,4|12,8|12,0(12,6|13,6|12,9|15,1|15,6|14,3|14,0|13,9
LabMT 14,3(12,4|14,7|15,5|14,2|15,7|15,0|14,9|14,4|14,2|16,3|15,7
Nalady Inquirer 11,6(15,3|17,6|14,3|12,6|15,1|13,6|12,7|12,3|13,3|13,8|14,1
SentiWordNet 14,6(10,2(12,4|13,7(12,3|12,7|12,8|11,8|13,5|11,7|14,3|14,0

Tabulka D.4: Vysledky experimentu 3 na timeframu 2 minuty - obchodni bilance.

TF: 5 Nalada po hodinach Nalada po dnech
Typ datové sady bez projekce | s projekci | bez projekce | s projekci
Casovy interval ojl1]3]oJ1[3[o]1][3]0]1]3
Cast vektoru nalad Mala Twitter sada
Cely -0,31-2,4|-1,8| 0,2(-2,3|-1,8(-2,7|-2,9(-3,3|-2,4|-3,7|-3,2
Pocet slov -2,91-3,5(-2,3(-2,7(-3,31-2,6 |-4,1|-3,6|-3,5(-4,0(-3,9|-4,0
Pocet tweetti -3,3|-3,4(-1,8(-3,3(-3,4/-1,8|-4,6-4,6|-3,6(-4,6-4,6 |-3,7
LabMT -3,21-5,1|-1,0|-3,1|-5,4{-0,9(-5,1|-4,1(-2,5|-5,3|-4,1|-2,7
Nalady Inquirer -2,91-3,2/-0,3(-3,0(-3,0| 0,0(-5,0|-4,2(-2,9|-5,0|-4,1|-3,2
SentiWordNet -3,5|-5,7(-2,8(-3,3|-5,81-2,6 -2,7|-6,0|-6,4|-2,9(-5,8-6,3
Velka Twitter sada
Cely -3,21-2,0( 1,9(-3,5(-3,8| 2,1|-4,6|-4,3|-3,6(-3,8(-4,6|-3,9
Pocet slov -3,7(-3,8(-3,2(-3,9(-3,9|-4,3|-3,7|-4,1|-3,2|-3,7|-4,1|-3,3
Pocet tweetti -3,5(-3,8(-3,4(-3,5(-3,7/-3,6-3,7|-3,9|-3,2{-3,7(-3,9|-3,3
LabMT -4,51-4,9-3,6|-4,5|-4,7(-3,1|-4,0|-4,0(-4,0|-4,2 |-4,3|-3,7
Nalady Inquirer -0,41-1,1/-0,21-0,3|-2,5| 0,9(-3,0{-4,0(-3,0|-2,1|-3,4|-2,9
SentiWordNet -3,81-4,1(-3,7|-3,3|-4,2|-3,2|-4,0|-4,3|-5,2|-4,1|-4,0|-5,0

Tabulka D.5: Vysledky experimentu 3 na timeframu 5 minut - obchodni bilance.
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TF: 10 Nalada po hodinach Nalada po dnech
Typ datové sady bez projekce | s projekci | bez projekce | s projekci
Casovy interval o[1]3]JoJ1[3[o]1][3]0]1]3
Cast vektoru nalad Mala Twitter sada
Cely -5,2|-4,8(-4,9(-4,5|-5,1|-5,8-4,7|-2,9|-6,5(-4,4|-3,6-6,8
Pocet slov -5,5|-5,7(-2,2(-5,7(-6,1|-2,6 |-6,6 |-5,7|-2,6|-6,6-5,7|-2,6
Pocet tweetti -4,91-5,5(-2,4(-4,9(-5,5[-2,4|-5,7|-5,5|-2,6|-5,7|-5,5|-2,6
LabMT -7,21-6,1|-4,5|-7,2|-6,1|-4,7|-6,2|-5,2(-5,3|-6,2 |-5,5|-5,4
Nalady Inquirer -5,01-3,1|-6,8(-5,1|-3,4|-5,4|-4,7|-5,8(-5,0|-4,7|-5,7|-5,1
SentiWordNet -7,41-4,6(-3,2(-6,8(-4,7/-3,31-3,2|-3,9|-5,6(-3,6(-3,8|-5,0
Velka Twitter sada
Cely -4,51-4,31-4,9|-4,0(-4,0|-5,1(-5,0|-4,0(-3,6|-4,6 |-3,2 |-3,2
Pocet slov -5,71-6,2(-4,0(-5,4|-5,5|-3,8/-6,0|-6,5(-2,9|-6,0|-6,6 |-3,1
Pocet tweetti -5,31-6,0(-3,9(-5,4/-6,0(-3,81-6,0|-6,6|-3,3|-6,0|-6,6-3,3
LabMT -6,21-6,2(-3,5(-6,3(-6,2(-3,2|-6,7|-6,0|-3,1|-6,7|-6,5|-4,8
Nalady Inquirer -3,51-2,0/-3,0|-3,7(-1,8(-1,8(-6,1|-2,9(-4,9|-5,8|-3,1|-5,2
SentiWordNet -5,2|-5,1(-5,3(-5,1(-4,9|-5,7|-6,2|-6,9|-5,2|-6,2|-5,8|-4,0

Tabulka D.6: Vysledky experimentu 3 na timeframu 10 minut - obchodni bilance.

Charakteristika | po hodinach po dnech

Typ datové sady s projekci bez projekce s projekci

Casovyinterval | 0 [ 1 | 3 | 0|1 [3]0]1]3

Timeframe: 1

Opakovani tweetu Mala Twitter sada

1 17,6(13,8| 19,8 (27,1|24,5|25,2|26,3|23,5|24,6

100 19,8118,2| 14,6 | 27,6 22,6 | 25,7 (25,6 19,5 |21,9
Velka Twitter sada

1 23,3125,6|17,3|25,7/20,9|28,0(24,0/20,5|25,8

100 20,1|21,4| 14,7(27,8[24,3|27,5|24,1]22,0(25,9

Timeframe: 2

Opakovani tweetu Mala Twitter sada

1 6,2]10,2]11,8]14,8[16,0]16,9[15,8]15,6] 13,1

100 9,1{11,4|16,8|16,3|18,9|18,0(15,8|15,4|12,9
Velka Twitter sada

1 16,7]13,3] 8,2[11,0[13,5]21,2[15,0[14,9]14,4

100 14,7110,6| 7,9(13,6(12,5|16,7|14,2|16,3|15,7

Tabulka D.7: Vysledky experimentu 4 na timeframu 1 a 2 minut - obchodni bilance.
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Charakteristika | po hodinach po dnech

Typ datové sady s projekci bez projekce | s projekci

Casovyinterval [ 0 [ 1| 3 |0 |1 [3]0[1]3

Timeframe: 5

Opakovani tweetu Mala Twitter sada

1 22 1,5] -2,2[-2,71-2,9]-3,3]-5,1]-4,1]-2,5

100 =341 27 0,1(-2,4|-3,7(-3,2|-5,3|-4,1|-2,7
Velka Twitter sada

1 -1,81-2,3| -1,7(-4,6(-4,3(-3,6(-4,0(-4,0|-4,0

100 -0,6(-14| -1,9/-3,8|-4,6(-3,9|-4,2(-4,3|-3,7

Timeframe: 10

Opakovani tweetu Mala Twitter sada

1 -3,5(-4,1| -2,3(-4,7(-2,9(-6,5|-6,2(-5,2|-5,3

100 -4,01-5,1| -2,5(-4,4|-3,6(-6,8|-6,2|-5,5|-5,4
Velka Twitter sada

1 -3,6(-3,7| -1,8/-5,0|-4,0|-3,6|-6,7|-6,0 (-3,1

100 -2,11-3,0| -4,5(-4,6(-3,2(-3,2|-6,7|-6,5|-4,8

Tabulka D.8: Vysledky experimentu 4 na timeframu 5 a 10 minut - obchodni bilance.
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