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Uvod

Analyza prezivania je odvetvim Statistiky zaobrajucim sa sledovanim subjektov
v Case az do doby vyskytu urcitej udalosti. Udalost, ktorej vyskyt ocakdvame, byva
vopred stanovend najmé podla tohto, v akom odvetvi Zivota sa pohybujeme, a aky
subjekt pozorujeme. Uvedme si niekolko prikladov.

S analyzou prezivania sa mozeme stretniat v kazdodennom Zivote, kde napriklad
ocCakavame zavadu na aute, a teda sledujeme c¢as do vyskytu poruchy od jeho zaktupenia.
Rézne situécie zo zivota mdzeme zahrnit do jednotlivych oblasti ako st technické
odbory (¢as od vyroby suciastky do jej zlyhania), sociologia (doba trvania manzelstva
do rozvodu, doba do ukoncenia pracového pomeru), ekonémia (doba od ziskania pozicky
do splatenia, doba do zamestnania sa po 8kole), ¢i medicina.

Prave v oblasti mediciny a lekdrstva je analyza prezivania najCastejSie pouzivané.
V tomto pripade sledujeme ¢as do vyskytu udalosti v skupine pacientov. Ttto skupinu
pacientov moézeme pozorovat od ich narodenia, alebo od diagnézy choroby do casu
umrtia. AvSak koniec pozorovania nie je nutne tmrtie, taktiez to moze byt doba do vy-
lie¢enia, hospitalizacie, navratu choroby. VoI'ba udalosti, ktort povazujeme za koniec
pozorovania pacientov zavisi od situacie a problému ktory riesime v dany moment.

V préci si prestavime zaklady analyzy prezivania, ako je jej obecna charakteris-
tika a pouzitie. V prvej Casti uvedieme zékladné pojmy analyzy prezivania, a taktiez
metody pre odhad funkcie prezitia. Ako sme si uviedli, analyza prezivania ma vyuzi-
tie v mnohych odvetviach, avSak pre lepsie znézornenie sa budeme v texte zaoberat
prave odvetvim mediciny, kde sledujeme spominant dobu prezitia pacienta. Nasledne
si v druhej casti prace ukazeme praktické vyuzitie v tejto oblasti a porovname jedno-
tilivée metody pouZivané v analyze prezivania. Cielom préace bude porovnat jednotlivé
odhady funkcie prezitia, a najst faktory ovplyviujice dobu prezitia pacientov s urcitou

chorobou.



Kapitola 1

Analyza prezivania

Analyza prezivania je jednou z odvetvi Statistiky, ktora sa zaobera sledovanim sub-
jektov v ¢ase az do doby vyskytu urcitej udalosti, pripadne zmenou ich stavu. Subjekt
zac¢iname pozorovat v ¢ase kedy nastane vstupnéa udalost (tzv. starting point), a sub-
jekt pozorujeme az do doby vyskytu nami sledovanej udalosti (tzv. ending point). |8]
Zaciatok a koniec pozorovania sa moze lisit od skiimaného odvetvia. Analyza prezivania
sa vyskytuje najméa v oblasti mediciny a lekarstva, kedy sledujeme ¢as od diagnostiky
choroby, resp. narodenia az do ¢asu umrtia. Koniec pozorovania nie je nutne tmrtie,
taktiez to moze byt doba do vyliecenia, hospitalizacie, navratu choroby a pod.

Cielom analyzy prezivania je najcastejsie odhadnut funkcie prezitia, porovnat ich,

a taktiez odhadnuat vplyv sledovanych vysvetlujicich premennych na dobu preZitia.

1.1. Cenzurovanie dat

V mnoho studiach zaoberajucich sa analyzou prezivania je ¢asto ¢asovo narocné
¢akat, kym nastane pozorovana udalost u kazdého subjektu, a teda st ukoncené skor.
Cenzurovanie déat sa objavuje v pripade, kedy nemame kompletni informéaciu o case
prezitia niektorych subjektov.

Doba prezitia je teda cenzurovand vtedy, ked u subjektu nastane pozorovana uda-
lost mimo dobu, kedy $tadium prebieha. [1] Sledovana udalost u subjektu moze nastat
pred zapocatim samotnej Studie. Taktiez ked subjekt urc¢ity Cas pozorujeme, avSak
az do konca Studie u neho definovana udalost nenastane (moéze nastat po ukonceni
studie, alebo nemusi nastat vobec). V oblasti lekarstva sa cenzurovanie objavuje i v

pripade straty kontaktu s pacientom ¢ tmrtia z inej ako sledovanej priciny. Cas prezi-
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tia subjektov, u ktorych sledované udalost nenastala, nazyvame cenzurovany.

Pri cenzurovani dat mozu nastat tri rozne situécie, a to:

1. Udaj je cenzurovany sprava (right censoring): Tento typ cenzurovania nastéva v pri-

pade, kedy u subjektu nastane pozorovana udalost az po skonc¢eni studie, pri-

padne, kedy nemame kompletnii informaciu o ¢ase prezitia. |3] Cenzurovanie

sprava sa v praxi vyskytuje najcastejsie.

m m O 0O w >

Weeks—p
2 4 6 & 10 12

X

' Study end

b

( RIGHT
—— Withdrawn &7 | CENSORED
N

Study end

Lost

—X

Obr. 1.1: Cenzurovanie dat sprava |3|

Princip cenzurovania sprava je znazorneny v Obr. 1.1. Nalavo je zaciatok $tu-

die a vpravo prerusovanou ¢iarou koniec Studie. Pozorované subjekty (pacienti)

st oznaceni pismenami A az F. Vodorovné priamky znazornuju ¢as, po aky boli

jednotlivi pacienti pozorovani. Dva pripady, kedy je na konci priamky X , znazor-

nuju, ze nastala skimana udalost. V styroch pripadoch sa vyskytuje cenzurovanie

sprava. U pacientov B a D doslo k cenzire z dovodu ukoncenia studie, a stano-

vena udalost mohla nastat az po $tudii. V pripadoch C a E doglo k cenzure z

dovodu odstupenia od studie a straty kontaktu.

2. Udaj je cenzurovany zlava (left censoring)- Nastava v pripade, kedy pozorovana

udalost nastane pred zaciatkom Studie.
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Obr. 1.2: Cenzurovanie dat zlava [3]

HIV exposure

Vhodnym prikladom méZe byt situécia, kedy sledujeme I'udi do ¢asu, kym maja
pozitivny HIV test (viz Obr.1.2). Prvym pozitiviym testom mozeme spozorovat
nastanie udalosti, ktoru je nakaza virusom HIV. Avsak v tomto pripade nevieme
jednoznacne urcit presny c¢as, kedy doslo k vystaveniu virusu a teda nevieme

presne urcit, kedy sa udalost vyskytla.

Udaj je cenzurovany intervalovo (interval censoring)-Vieme, Ze pozorovand uda-

lost sa nachadza medzi dvomi réznymi hodnotami, tj. v intervale. Napriklad, Ze sle-

dovana osoba zomrela niekedy medzi dvomi kontrolnymi vySetreniami.

HIV - HIV +
test test
t i Time
0 t, ? t,

P

Obr. 1.3: Intervalové cenzurovanie dat. |3|

HIV exposure

V tomto pripade, ¢lovek podstipil dva HIV testy, pricom prvy test bol nega-
tivny a druhy test uz pozitivny. Nevieme ale presne ur¢it, kedy doslo k nastaniu
udalosti, teda nakazenie HIV virusom. Vieme iba, Ze nékaza nastala v intervale

medzi ¢asom t; a ty (viz Obr.1.3)

Predoslé pripady st konkrétnymi realizdciami troch typov cenztrovania.

Prvym je cenzurovanie 1. typu, kde ma studia dopredu stanoveny cas trvania, a sub-

jekty st pozorované rovnakiu dobu. V pripade, Ze sa u jedinca udalost nevyskytne, je
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udaj cenzurovany sprava.

Dalej sa uvadza cenzurovanie 2. typu, kde studia kondf n-tym vyskytom stanovenej
udalosti.

V tretom pripade ide o ndhodné cenzurovanie, kedy cenzurovany ¢as subjektu je ne-
zéavisly na dobe udalosti. Prave v tomto type sa vyskytuje cenzurovanie dat v pripade
straty kontaktu s pacientom, odmietnutie pacienta pokracovat v $tudii ¢i ukoncenie

studie. |7]

Sledovant veli¢inu (dobu do vyskytu udalosti) zna¢ime pismenom Y a pozorujeme
n subjektov. C;, i=i,..,n znac¢ime veli¢inu, ktora moéze nadobudat len hodnoty 0 a 1.
V pripade, Ze udalost nastala, sa C; rovna 0. Naopak, v pripade Ze pozorovanéa udalost

Y behom studie nenastala a udaj bol cenzurovany je C; rovné 1. [1]

1.2. Funkcia prezitia

Cas, oznacCovany ako doba prezitia od zaciatku pozorovania az do vyskytu stano-
venej udalosti, pripadne cenzury, znac¢ime pismenom T. T je ndhodna veli¢ina, ktora
mdze nadubudat hodnoty vécsie, alebo rovné nule. Konkrétna realizacia veli¢iny T je
t.

Odhad funkcie prezitia je jednym z hlavnych cielov analyzy prezivania. Funkcia pre-
Zitia (survival function, survivor function) udava pravdepodobnost, Ze dany subjekt Zije
dlhsie ako konkrétny ¢as t. Znacime ju S(t) a je definované vztahom S(t)=P(T>t), kde
T je ndhodné veli¢ina udéavajica cas do nastatia udalosti, a t je dany ¢as. [1| Teoreticky
je funkcia prezitia zobrazenéd ako hladka krivka, nazyvajica sa krivka prezitia, ktora

mé nasledujtce vlastnosti:
e Krivka je nerastica.

e V Case t=0, kedy boli subjekty zaradené do studie, plati S(t)=S(0)=1. To zna-
mené, ze na zaciatku Studie u nikoho nenastala pozorovana udalost a teda prav-

depodobnost prezitia v ¢ase t=0 je rovna 1.

e V Case t=00, S(t)=S(c0)=0. A teda, teoreticky, ak by sme mali stadiu, ktora
nie je ¢asovo obmedzend, na konci by pozorovana udalost nastala u vSetkych

12



subjektov.To znamené, Ze pravdepodobnost prezitia klesne az k 0.

Vsetky vyssie uvedené vlastnosti sa tykaju teoretickej funkcie prezitia, v praxi sa ale vy-
skytuje schodovita funkcia prezitia. Je to z toho dévodu, Ze funkcia prezitia sa meni
iba v ¢ase, kedy nastane sledované udalost. Pre lep$iu nazornost je rozdiel vo funkcidch

prezitia uvedeny v obrazku.

Theoretical S(¢): S(¢) in practice:
9-1 | s
‘ (|
S()
S(r) (o) =0 —
o z
0 1 00 —p 0 t Study end

Obr. 1.4: Teoretickd funkcia prezitia, a funkcia vyskytujica sa v praxi [3]

Hlavny rozdiel vo vlastnostiach medzi uvedenymi funkciami je, Ze ¢as Stidie sa v praxi
nevyskytuje nekonecny. A teda moze dojst k pripadu, ze v ¢ase ukoncenia Studie ne-
nastala u vSetkych subjektov pozorovana udalost (viz Obr.1.4). Z toho dévodu odha-

dovana funkcia prezitia nemusi byt na konci $tudie nutne rovné nule. [3|

1.3. Funkcia hazardu

Funkcia hazardu hovori o aktualnom riziku vyskytu stanovenej udalosti v ¢asovom
okamihu t, avSak s podmienkou, Ze sa u daného subjektu udalost eSte nevyskytla.
Na rozdiel od funkcie prezitia, funkcia hazardu sa zameriava na zlyhanie/ vyskyt uda-
losti, teda napriklad vyskyt tmrtia. Pricom funkcia prezitia sa zameriava na nezlyha-
nie/ udalost sa este nevyskytla, napriklad prezitie. [3] Funkciu hazardu znacime h(t)

a je definovana nasledujucim vztahom.

PUt<T<t+ AT >
h(t) = tim ZULS <E tHr=4 (1.1)

At—0
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Moézeme teda vidiet, ze hodnota funkcie v ¢ase t hovori o pravdepodobnosti vyskytu
udalosti v intervale (t, t+A t), za podmienky Ze sa u subjektu udalost do ¢asu t
nevyskytla. [5] Celkové riziko vyskytu pozorovanej udalosti od zaciatku pozorovania

subjektu az do Casu t nazyvame kumulativna rizikova funkcia a je definovana ako:

H(t):/o Az) dx (1.2)

Hlavné charakteristiky funkcie hazardu si:

e funkcia je vzdy nezaporna, h(t)>0 Vt,

e funkcia nieje obmedzené zhora,

1.3.1. Vztah medzi funkciou hazardu a funkciou prezitia

Medzi funkciou hazardu h(t) a funkciou prezitia S(t) existuje vzajomny vztah.
Ak pozname funkciu prezitia, vieme nou vyjadrit funkciu hazardu. To isté plati i v opac-
nom pripade. Mo6zeme si vSimnut, Ze vzorci pre vypocet rizikovej funkeii (1.1) sa vy-
kytuje podmienend pravdepodobnost. Ked pouzijeme vztah vyplyvajici z definicie
o podmienej pravdepodobnosti!, a dosadime ho do ¢itatel'a funkcie hazardu dostaneme

nasledujuci vyraz:

Plt<T<t+At)N(T >t Plt<T<t+ At
Pt<T<t+At|]T >1)= (( P(T>t>) ( >>: (P(T>t) )

(1.3)
Funkcia preZitia bola definovana v kapitole 1.2, avSak tuto definiciu si mozeme dalej
rozvinat do tvaru S(t) = P(T'>t)=1— P(T <t)=1-— F(t).
Kde F(t) = P(T <t) je distribu¢na funkcia, ktora vyjadruje pravdepodobnost, ze hod-
nota ndhodnej veli¢iny T neprekro¢i konkrétny cas t. Teda Cas prezitia bude mensi alebo
rovny t.

Hustota pravdepodobnosti vyjadruje pravdepodobnost vyskytu stanovenej udalosti

__dF(t) _ d1-S@®) _  dS(t) __
= O _ d1S@) 40 gy,

v Case t a ziskame ju vztahom f(t)
Alebo je taktiez definovana ako

P(t <T <t+ At)
At—0 At

2] (1.4)

_ P(ANnB)
LP(A|B) = P4

14



Dalej s vyuzitim distribucnej funkcie F (t) a funkcie prezitia S(t), je mozné vyraz

(1.3) rozsirit do tvaru

Pit<T <t+At) F({t+At)—F(t)

— 1.
P(T >t) S(t) (1.5)
Tento vztah nasledne dosadime do definicie funkcie hazardu
F(t+A8)—F(t)
) — 5w Pi<T<t+At) [t
h(t) = lim At — 0— 20 _ — 1.6
(1) = lim A% = At S At S() (1.6)

Z derivacie zlozenej funkcie a taktiez pravidla pre derivaciu logaritmu moézeme pred-

chadzajuci vztah napisat v tvare
h(t) = ————=. (1.7)

Tento vysledok nasledne dosadime do vztahu (2) definujiceho kumulativnt funkciu

hazardu. Po uprave nésledne dostaneme vztah
H(t) = —In(S(t)) (1.8)

a vidime, Ze dostavame vzorec ktory vyjadruje suvislost medzi kumulativnou funkciou

hazardu a funkciou prezitia. Vztah eSte mozeme dalej upravit do tvaru
S(t) = e Joh@dr (1.9)
2]

1.3.2. Typy funkcie hazardu

V tejto casti si ukdzeme tri nazorné priklady, ako moze funkcia hazardu vyzerat.
Jednotlivé pripady st pritom dané rozdelenim veli¢iny T. BeZne sa pouzivaji exponen-

cidlne, Weibullovo a logaritmicko-normalne rozdelenie.

e Exponencialne rozdelenie

Tento typ rozdelenia je charakterizovany konstantnym tempom funkcie hazardu

viz Obr. 1.5. V pripade velkej hodnoty A je riziko vyskytu udalosti vysoké, a doba

15



prezitia nizka. V opa¢nom pripade, kedy je A nizke ¢islo, je riziko vyskytu udalosti
nizke, a o nie¢o dlhsia doba prezitia. [5]

Pre pripad kedy t>0, a A>0 plati:
Funkcia prezitia je v tvare: S(t) = e M

Hustota pravdepodobnosti: f(t) = \e™

V predchadzajucej kapitole bol odvodeny vztah pre funkciu hazardu (rovnica

6), ktory ked pouzijeme v tomto, a vSetkych nasledujucich pripadoch dostavame

funkciu hazardu v tvare: h(t) = A

hit)

1] t

Obr. 1.5: Funkcia hazardu pre exponenciélne rozdelenie 5]

Pripad konstantného tempa funkcie hazardu je napriklad pozorovanie zdravej

osoby, ktorej sa zdravotny stav nemeni.

Weibullovo rozdelenie

Je zobecnenie exponencidlneho rozdelenie, av8ak nepouZiva konstantna funkciu
hazardu. Funkcia zavisi na dvoch parametroch, a to v, a A, kde A je parameter

skalovania (v Obr. 1.6 je nastaveny na A = 1).

Pre v, A>0, a t>0 plati:
Funkcia hazardu: h(t) = Ay(\t)7 1
Funkcia prezitia: S(t) = e~(\)"

Hustota pravdepodobnosti: f(t) = Ay(At)7~te= )"
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hit)

4 =05
,

s A
0 1 2 3 i

Obr. 1.6: Funkcia hazardu pre Weibullovo rozdelenie [5]

Parameter v udava tvar krivky. V pripade kedy v>1, funkcia hazardu rastie, a na-
opak, kedy je v<1, funkcia hazardu klesa, viz Obr. 1.6 Pre pripad, kedy v=1,
dostavame spominané exponencialne rozdelenie.

Prikladom kedy v>1, m6zu byt pacienti s rakovinou, ktorym nezabera liecba a s dl-
hsou dobou rastie riziko tmrtia. V pripade y<1 si moézem predstavit pacientov,
ktori podstupili operaciu. Cim je dlhsia doba od operacie, tym sa znizuje riziko

amrtia.|5]

Logaritmicko-normélne rozdelenie

Najjedoduchsi pripad logaritmicko normalneho rozdelenia je definovany ako roz-
delenie premennej, ktorej logaritmus sa riadi normélnym rozdelenim. [5] V tomto
pripade je funkcia hazardu najskor rastiica do doby, kym dosiahne maximum,
a potom klesajica (viz Obr. 1.7).

Tento pripad moéze nastat pre pacientov s tuberkul6zou, kedy na zaciatku cho-
roby riziko rastie a potom postupne klesé.

Pre 0>0 a t>0 plati:

Funkcia hazardu: h(t) % 9]

1- gb(@), kde ¢ znac¢i hodnotu kumulativnej distri-

Funkcia prezitia: S(t)

bucnej funkcie normalneho rozdelenia.

Hustota pravdepodobnosti: f(t) = tm}%exp[ﬁ(lnt — w)?]. [10]
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Obr. 1.7: Funkcia hazardu pre Logaritmicko-normalne rozdelenie [5]
Rozdelenie zavisi na dvoch parametroch, a to p a o, ktoré su skalovacie para-

metre.Taktiez je kladne zosikmené, a ¢im vécsia je hodnota o, tym vicsie zosik-

menie nastane.
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Kapitola 2

Odhad funkcie prezivania

V analyze prezivania je ¢astou tulohou ¢o najlepsie odhadnit dobu prezitia - dobu
do vyskytu urcenej udalosti. Néasledne potom skiitmame rozne faktory, ktoré mézu mat
vyrazny vplyv na dlzku tejto doby. Existuje niekolko sposobov ako odhanit funkciu

preziti. V tejto kapitole sa im budeme venovat.

2.1. Tabul'ky prezitia

Tato metoda je oznacovana za najstarsi a najjednoduchsi pristup ako odhadnit
funkciu prezitia. Je taktiez nazyvané aj ako aktuarska metoda [7]. Jej postup je za-
lozeny na rozdeleni doby prezitia do intervalov, ktorych pocet (budeme oznacovat J)
je stanoveny dopredu. Tieto intervaly s najcastejsie rovnakej dlzky, avsak nie nutne
musi byt dlzka vietkych intervalov rovnaki. Vo vicsine pripadov je velkost intervalu
jeden rok, no pri dlhsich studidch sa vyskytuju i viacrocné intervaly, napriklad 5 ¢ 10

rocné.

Pocet, kolkokrat nastala pozorovana udalost v j-tom intervale, znac¢ime d;, kde j=1,...

Dalej R; je pocet subjektov v rizikovej skupine na zaciatku j-tého intervalu. A ¢; je
pocet subjektov, ktorf boli v j-tom interavale cenzirovany. Odhad fukcie prezitia je

definovany nasledovne:

J
i=1
kde,
d.
’ Rj—3

J.



Z definicii moézeme videt, Zze krivku prezitia odhadujeme ako sic¢in odhadnutych
pravdepodobnosti prezitia v jednotlivych intervaloch j=1,...,J. Pre cenzorované sub-
jekty vSak predpokladame, Ze v j-tom intervale ostavaji v priemere polovicu doby
intervalu.

Pre nazornost, si moézeme pouzitie vysvetlit na jednoduchom pripade. Na zaciatku

mame 100 pacientov, ktori patria do rizikovej skupiny (teda Ry = 100). Dalej bu-
deme predpokladat, ze v priebehu celej stiudie nedoslo k cenziire pacientov (¢; = 0, V),
a vieme, Ze pocas prvého intervalu zomrelo 15 pacientov (d; = 15). Potom pravde-
podobnost prezitia prvého intervalu (1;), za podmienky Ze pacient Zil na zaiatku in-
tervalu je podla vzorca (2.2) p; = 1 — % = 0,85. Teda je 85% pravdepodobnost,
7e pacient prezije prvy interval. Nasledne je v rizikovej skupine na zaciatku druhého
intervalu 85 pacientov (Ry = 85), a pocas tohto intervalu zomrelo 5 pacientov. Potom
pravdepodobnost Ze pacient prezije druhy interval (1) je po = 1 — % = 0,94. Tieto
pravdepodobnosti sa vSak tykaju samostatnych intervalov.
Pokial vSak chceme zistit pravdepodobnost, Ze pacient prezije druhy interval od za-
¢iatku studie, vyjdeme z podmienenej pravdepodobnosti, kde do podmienky zahrnieme
7e pacient prezil prvy interval, a nasobime ju pravdepodobnostou podmienky. Z vety
o podmienenej pravdepodobnosti teda plati P(I; N Iy) = P(Iy|1;).P(I;) = psp; Na-
koniec v kratkom priklade bude S(t)) = pop; = 0.94 % 0.85 = 0.799. Teda je 80%
pravdepodobnost, Ze sa pacient od zaciatku Studie dozije do konca druhého intervalu.
Tuato uvahu je vSak mozné rozsirit na l'ubovolny pocet intervalov, pokial mame k dis-
pozicii pocientov v riziku.

Typy tabuliek prezitia

e Kohortové tabulky prezitia (cohort life table). Tento typ tabuliek znézorhuje

pravdepodobnost timrtia subjektov z danej kohorty! pocas ich Zivota. Na zaciatku
intervalu je pocet subjektov v rizikovej skupine, ktori prezili (neboli cenzturovany,

ani nezomreli) v predchadzajucom intervale.

e Aktuélne tabulky prezitia (current life table). V tomto pripade tabulky znézor-

nuju sucasna pravdepdodobnost tmrtia pre rdzne vekové skupiny v danom roku.

Na zaciatku j-tého intervalu je uvazované skupina I'udi v ur¢itom veku, ktora parti

IKohorta je skupina I'udi, ktori st pozorovani poécas celej studie
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do rizikovej skupiny. Uvazovana skupina subjektov je tplne odlisna od rizikovej

skupiny v predchadzajiucom intervale. |7|

2.2. Kaplan-Meierov odhad funkcie prezivania

Kaplan-Meierov odhad je najznamejsia a najpouzivanejsia metéda pre odhad fun-
kcie prezitia. Patri k neparametrickym metdédam, pretoze nepredpoklada urcity znamy
typ rozdelenia veliciny T, a pri odhade funkcie prezitia nestaci iba odhadnit para-
metre daného typu rozdelenia. Odhad hodnét funkcie prezitia sa pocita vo vSetkych
okamihoch, kedy doslo k pozorovanej udalosti.

Casy, kedy doslo k sledovanej udalosti, oznatime ako t; < to < --- < ty, a st
zoradené vzostupne. Dalej n;, i=1,....k je pocet subjektov v riziku v ¢ase ¢;, €0 znamena,
7e subjekty patria do skupiny, u ktorych sa zatial nevykystla Zziadna udalost. A pocet
subjektov, u ktorych nastala pozorovana udalost v ¢ase t;, znac¢ime d;. [6] Odhad funkcie

prezitia je v tvare:
. d;
st =TLa-2 (23)
it <t ¢
Kde 1 — Z— znaci odhad pravdepodobnosti prezitia subjektu ¢asu ¢; (v tomto Case
u neho nenastane sledovana udalost), za podmienky, ze sa doZije tohto ¢asu ¢;. |2

Podmienka, 7Ze sa do ¢asu t; dozije, znamena, ze v ¢asoch t; az t; 1 u neho pozorovana

udalost nenastala, a taktiez ani v intervale (¢;_1,;).

0.8

0.6

0.4

Pravdepodobnost prezitia

0.2

.....

0.0

Obr. 2.1: Kaplan-Meierov odhad funkcie pezitia s 95% intervalom spolahlivosti. [6]

Ako mozeme vidiet v Obr. 2.1, tvar funkcie je schodovity, kde k poklesu odhadu
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dochadza vzdy v okamihu, kedy nastane pozorovani udalost, ¢o znizi odhad prav-
depodobnosti prezitia. Kazdéa zvisla ¢iarka znaci cenzurovany udaj. Z coho vyplyva,
ze subjekt ktory bol cenztrovany, nepatri do skupiny s vyskytom udalosti (nastal by

pokles funkcie), ale do skupiny subjektov v riziku.

2.2.1. Interval spolahlivosti

V Obr. 2.1 je preruSovanou ¢iarou zvyrazneny 95% inteval spolahlivosti pre odhad
funkcie prezitia. Avsak pre funkciu prezitia je mozné konstruovat [ubovolny 100(1—a)%

interval spolahlivosti, ktory mé tvar

[S(t) £ Z1—a)2 var(S(t))] (2.4)

kde 242 zna¢i 100(1 — a/2)% kvantil standardizovaného normélneho rozdelenia. Ako
moZzeme vidiet, pre vypocet intervalu spolahlivosti je potrebny rozptyl S(t), ktorého

odhad dostaneme pouzitim Greenwoodovho vzorca, ktory vyzeré nasledovne

d;

var(S(t)) = (5(1))* Z m[8]

it <t

(2.5)

2.2.2. Median prezitia

Pri Kaplan-Meierovom odhade funkcie prezitia sa ¢asto pouziva median prezitia.
Median definuje dobu, ktori pacient prezije s pravdepodobnostou 0.5. V pripade, kedy

je viac ako 50% dat cenzorovanych, nie je mozné median prezitia konstruovat. |5].

| 1
S

0 "\—I_‘

Median X

Obr. 2.2: Kaplan-Meierov odhad s medidnom funkcie pezitia . |3]

V obrazku 2.2 je znézorneny median prezitia, z ¢oho mozeme vidiet, zZe udéva
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hodnotu na x-ovej osi, teda ¢as. V praxi sa nam to moéze hodit najmé v pripadoch,

kedy porovnavame viac funkcii prezitia, a ako velmi sa od seba dané skupiny liSia.
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Kapitola 3

Porovnavanie dvoch alebo viacerych
funkcii prezitia

V praxi sa Casto vyskytuju pripady, kedy doba prezitia, napriklad po diagnostike
choroby, alebo len beznom zakroku, zavisi na roznych faktoroch. Ako faktory mozeme
uvazovat vSetko od nasho spdsobu zivota, pohlavia, az po vekova skupinu & spodsob
liecby. Avsak niektoré z nich st naozaj klucové v roznych situaciach. Preto sa pomo-
cou tychto faktorov porovnavaju dve, alebo i viac funkcii prezitia, a testujeme, ktoré
rozdiely su Statisticky vyznamné.

K tomu existuje niekolko testov, ako st napriklad: log-rank test, Tarone-Ware
test, Wilcoxonov test a Fleming-Harrington test. |1] Tieto testy porovnavaju Kaplan-
Meierove odhady funkcie prezitia pre rozne trovne faktorov, a testuju, ¢i st funkcie
prezitia pri roznych trovniach faktoru rovnaké, alebo je medzi nimi vyznamny rozdiel.

V tejto kapitole si uvedieme niektoré zo spomenutych testov.

3.1. Log-rank test

Log-rank test je jednym z najpouzivanejsich a najjednoduchsich testov, ktory sa
pouziva na overenie predpokladu o rovnosti fukncii prezitia pre rozne skupiny sub-
jektov. Taktiez sa oznacuje i pojmom Mantel-Haenszel test [4]. Jednéa sa v podstate
o chi-kvadrat test pre velké rozsahy pozorovani |3|. Pomocou log-rank testu overujeme
zhodu dvoch funkcii prezitia (pre dve skupiny), no da sa pouzit aj pre porovnavanie

vacsieho poctu skupin ako dua dve.

24



3.1.1. Log-rank test pre dve skupiny

V tomto pripade testujeme hypotézu:
Hy : S1(t) = Sa(t) Ve >0
Hy : Si(t) # So(t) Vt > 0,
kde S1(t) a Sy(t) su funkcie prezitia pre prvi a druha skupinu.

Na zaciatku predpokladame, ze mame n réznych usporiadanych ¢asov pre obe sku-
piny, kedy nastala pozorovand udalost. Pre kazdy ¢as ¢; mozeme néasledne zostavit
kontingenénu tabulku 2x2 (Tabulka 3.1), ktora obsahuje pozorované udalosti v danom
¢ase v oboch skupinach. Dalej musime zistit pocet vyskytov pozorovanej udalosti (dij)
a pocet subjektov v riziku n;;, kde ¢ zna¢i skupinu. [3]. V oboch skupinach sa pocet

subjektov moze lisit, a v niektorych stidiach méze byt dokonca i rovnaky.

Skupina | Pocet udalosti | Po¢et bez udalosti | Pocet v riziku
1 dlj nlj — dlj nlj
2 dzj nzj — dzj nzj
Celkom dj ’I’Lj — dj ’I’Lj

Tabulka 3.1: Tabulka pre test rovnosti funkcii prezitia pre dve skupiny v j-tom case.
4]

Nasledne rozsirime kontingen¢énu tabulku o o¢akévané Cetnosti, a taktiez o rozdiel
medzi pozorovanymi a odhadnutymi ¢etnostami. Hodnoty uvazujeme pre jednotlivé

skupiny v konkrétnom case t;. Ocakidvané pocty pre obe skupiny v j-tom case vypoci-

tame ako:
nlj
= (————=—)(dq; + do; 3.1
€15 (nlj —l—an)( 1j + daj), (3.1)
USY
= (—————)(dq; + da; 3.2
€2 (nlj +n2j>( 1j + daj), (3.2)

kde prva zatvorka oznacuje cast v rizikovej skupine zo vSektych subjektov, a druh&
zatvorka zna¢i pocet udalosti v oboch skupinéch v j-tom case. |3]

Testova Statistika pomocou ktorej budeme overovat hypotézu je

0; — E;)?
Log — rank statistika = ( ) =1,2 (3.3)

Var(O; — Ei)’z -
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kde O; a je stcet pozorovanych udalosti, a F; je sucet ocakavanych udalosti v i-tej

skupine. Rozptyl je v tvare

nyjna;d;(n; — d;)

var(0; — E;) = Z 5

7 ”j(”j —1)

(3.4)

Testova Statistika mé asymptoticky x? rozdelenie s jednym stupiiom volnosti a po-
rovnavame ju s jeho kritickou hodnotou.|4| Za platnosti Hy by pocet vyskytov udalosti
v oboch skupinidch mal byt priblizne rovnaky, a o¢akavané Cetnosti su blizke pozoro-
vanym Cetnostiam. Naopak vac¢si rozdiel medzi vyskytom udalosti znaci rozdiel medzi
skupinami.

10—

Drug 6-MP group

80 = —

20 i
Placebo group :

1

S 10 15 20 25
Time (weeks)

Obr. 3.1: Porovnanie dvoch funkcii prezitia pre pacientov s leukémiou. [11]

Na obrazku vidime nézorny priklad, ako mézu vyzerat odhady funkcii prezitia
pre dve rozne skupiny. Priklad je zamernay na pacientov s leukémiou, kde jednej sku-
pine bol podany placebo liek (vidime, ze funkcia prezita klesa rychlejsie), a druhej

skupine bol podany liek 6-MP (funkcia mé menej "schodov", klesa pomalsie).

3.1.2. Log-rank test pre 3 a viac skupin

Ako uz bolo spomenuté, log-rank test je mozné pouzit aj pre testovanie ekvivalen-
tnosti viac ako dvoch funkcii prezitia. Hy bude v tomto pripade predpokladat, ze vsetky
funkcie prezitia buda rovnaké.

Opét pracujeme s n roznymi ¢asmi, kedy doslo k sledovanej udalosti, a tentokrat
mame pocet skupin G > 2, ktoré budeme porovnavat. Potom e;; je pocet ocakavanych

vyskytov pozorovanej udalosti v i-tej skupine v j-tom cCase, a ma rovnaky tvar ako
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v predchadzajicom pripade, s jedinym rozdielom, Ze poc¢itame ocakévané Cetnosti pre
kazdu zo skupin. Dalej n;; je pocet subjektov v riziku a d;; je pozorovany pocet vysky-
tov udalosti, v oboch pripadoch uvazujeme i-tu skupinu v j-tom case. Celkové sucty
tentokrat mozeme vyjadrit vzorcami n; = 3.7 n; ad; = N7 dy;.

KedZe porovnavame viac ako dve skupiny, pouZivame len miesto rozptylu aj kova-

riancie jednotlivych rozdielov pozorovanych a odhadnutych poc¢tov udalosti pre vSetky

skupiny.
O;— Ei=> (dij—ey), i=1,...,G (3.5)
j=1
" nij(nj — ng)dij(ng — dj)
var(O; — E;) = I o0 3.6
(0= ) = 3 B (36)

CO’U(OZ‘ - EmOk - Ek> = Z

J=1

—nngidi(ny — d;)
n3(n; —1)

(3.7)

Potom d je vektor rozdielov O; E;, rovny d = (O1 — Ey,...,Og_1 — Eg_1).
AV je variantnd matica s rozptylmi Var(O; — E;) na digonale, a kovarianciami
Cov(0; — E;, O — Ei) mimo diagonalu, kde i,k = 1,...,G — 1. Nakoniec dostaneme

testovu Statistiku pre porovnavanie viacerych funkcii prezitia.
Log — rank statistika = d'V—'d (3.8)

a ma asymptoticky x? rozdelenie o G-1 stupiioch volnosti. [3]

3.2. Alternativy log-rank testu

Log-rank test je vhodné pouzit v pripade, kedy rozdiel medzi funkciami prezitia
narasté. AvSak ked dochadza ku krizeniu funkcii, je lepsie pouzit jeden z alternativnych
testov k log-rank testu. Nakolko préave tento test nieje schopny spravne posudit rozdiel
medzi krivkami.

Alternativne testy, ktoré je mozné pouzit, si zobecneny Wilcoxonov test (nazy-
vany aj ako Gehan test, resp. Breslow test), Tarone-Ware test, Fleming-Harrington
test a Peto test. VSetky tieto testy st zalozené na principe log-rank testu a pracuja

s oCakavanymi a pozorovanymi poc¢tami vyskytu udalosti.
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Testovu Statistiku pouzivame rovnaku pre vSetky testy, a je v tvare:

- W4 dZ — €45 2
Statistika pre skupinui = ZJ (i i) , 1=1,...,G (3.9)
var (3, wi(dij — €ij))

kde i znaCi skupinu, a j znazoriuje ¢as v ktorom nstala pozorované udalost. Z tohto
vzorca mozeme vidiet, Ze pokial za w; zvolime 1, dostavame testovt Statistiku pre
log-rank test. Alterantivne testy sa liSia v tom, Ze pri kazdom z nich volime int vahu

wj. |2] Pouzivané vyhy pre jednotlivé testy su uvedené v Tabulke 3.2.

Test Véahy w;
Wilcoxon test n;
Tarone-Ware test V7
Peto test S(t;)
Fleming-Harrington test | S(t;_1))?(1 — S(ty1)))?

Tabulka 3.2: Tabulka udavajtuca vahy pre testy o zhode funkcii prezitia [3].

Zobecneny Wilcoxonov test je rozsireny klasicky Wilcoxonov test pre cenzorované
data [4]. Vahy st v tomto pripade rovné poc¢tu subjektov v riziku, ¢o znamena, ze vahy
su vyssie pre rozdiely nachadzajuce sa na zaciatku doby pozorovania.|8|
Postupujucim ¢asom budu subjekty ubudat, ¢ uz z déovodu cenzirovania alebo vyskytu
udalosti, preto budi neskoér vahy mensie.

Testova statistika pre Tarone-Ware test je podobné tej z Wilcoxonovho testu, pre-
toze taktiez pracuje s poc¢tom subjektov v riziku, avSsak s jeho druhou odmocinou.
A teda aj v tomto pripade st vahy vySSie na zac¢iatku pozorovanej doby.

V pripade Peto testu sa ako vahova funkcia pouziva upraveny odhad celkovej funkcie
preZitia znaceny ako S. Detaily ohladom pouzitého odhadu je mozné najst na stranke!,
resp. v knihe [3| na str.74.

V testovej statistike Fleming-Harringtonovho testu je pouzity Kaplan-Meierov od-
had funkcie prezitia. Vahy pre casové okamihy ,kedy nastala udalost, su vysledky
Kaplan-Meierovho odhadu funkcie prezitia v ¢ase t; ; s vahou p, a 1-S(t; ) s va-

hou ¢, pre p,q > 0. V pripade, kedy je p > ¢, st vahy v tomto teste vyssie pre skorSie

Thttps: //cran.r-project.org/web/packages/survminer /vignettes /Specifiying _weights _in_log-
rank comparisons.html#peto-petos-modified-survival-estimate
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vyskyty udalosti. Naopak, kedy je p < ¢ st vahy vysSie pre neskorsie vyskyty udalosti.
Nakoniec ked je p, ¢ = 0, st vahy rovné 1, a z testu sa stane log-rank test.|12]

Vietky testové Statistiky spomenutych testov v tabulke 3.2 majua x? rozdelenie o G-
1 stupiioch volnosti, kde G je pocet porovnavanych skupin. Testy su taktiez vhodné

pre cenzurované data.

3.3. Vyber testu

Vsetky zo spominanych testov s roznymi vahami by mali mat relativne priblizné
vysledky, ktoré by viedli k rovnakému zaveru (platnost/zamietnutie nulovej hypotézy).
Najcastejsie pouzivany a uvadzany je log-rank test. Pokial maju testy roznu Statisticka
vyznamnost, je lepSie interpretovat vysledky viacerych testov, pretoze pomocou toho
moZzeme vidiet, kde priblizne sa funkcie prezitia moézu ligit. Napriklad ked pouZijeme
log-rank test a Hy zamietame, tak to znamena Ze je vyznamny rozdiel medzi funkciami,
avSak nevieme kde presne. Ak k tomu pouZzijeme i zobecneny Wilcoxonov test, s do-
razom na zaciatok Studie, a Hy budeme taktiez zamietat, vieme urcit, Ze rozdiel je
Statisticky vyznamny na zaciatku stidie. Je nutné, aby test nebol zvoleny na zaklade
toho, aky vysledok by bol vhodny pre nas (puzivatela testu). Test je preto dobré volit
podla uvaZenia, typu studie a potrebnej velkosti dorazu na jednotlivé vyskyty udalosti,

aby sme spravne zachytili rozdiel medzi skupinami. |4]
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Kapitola 4

Coxov model

V predchadzajicom pripade sa pouzivali doba prezitia (resp. vyskyt udalosti), a ka-
tegorialne premenné pri porovnéavani skupin. Avsak casto k tymto faktorom méame viac
informaécii o stave subjektu, ktorého mézu popisovat i spojité premenné.

Napriklad, v pripade onkologickych pacientov mozeme mat informaciu o kategorial-
nych faktoroch ako su pohlavie a typ zivotného $tylu (fajcenie, pitie alkoholu), ale aj
o spojitych premennych ako st mnozstvo urc¢itého typu buniek vo vzorku, hodnota
kysliku v krvi a mnoho dalsich.

Tieto vSetky premenné mozu vyrazne ovplyvnit dobu prezitia pacienta, a ozna-
¢ujeme ich ako nezavislé premenné. Prave pomocou Coxovho modelu vieme zahrnut
vacsie mnozstvo faktorov do modelovania funkcie prezitia. Coxov model patri do sku-
piny semiparametrickych metod, a je taktiez nazyvany aj ako

Coxov model proporcionalneho hazardu [1].

Tento nazov sa pouziva z toho dévodu, ze model je definovany pomocou rizikovej

funkcie. Rizikova funkcia so zahrnutym vplyvom faktorov je definované ako
h(t, 21, ., 2p) = ho(t)eP =T TPz = po(t)efr#1 | ePror (4.1)

Vyraz sa sklada z dvoch ¢asti, kde prva je hy a nazyva sa zakladny hazard [1], ktory je
spolo¢ny pre cely siibor subjektov a znac¢i ocakavané riziko za predpokladu, Zze nulovosti
vietkych uvazovanych faktorov. Druha cast je vplyv p faktorov z,...,z,, ktoré su
oznacované ako vysvetlujuce premenné. Velkost ich vplyvu je vyjadrend regresnymi
parametrami (31, ..., 3, ktorych hodnotu dopredu nepozname a musime ich odhadnut

I11].
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Tieto regresné parametre udavaji zmenu rizika vyskytu sledovanej udalosti, a teda
o kol'ko sa zvysi hodnota funkcie hazardu za jednotkové zvySenie konrétnej premennej
s predpokladom nemennych ostatnych faktorov. Pokial je regresny parameter kladny,
znaci to, ze riziko vyskytu sledovanej udalosti u subjektu je vyssie s vy$Sou hodno-
tou konkrétnej vysvetlujtcej premennej. Naopak, so zapornou hodnotou vysvetlujtcej
premennej je mensie riziko vyskytu udalosti, hovorime, Ze vysvetlujica premenna ma
s vysSou hodnotou protektivny tcinok [2].

Z predchéadzajucej rovnice je mozné vyjadrit vyraz

h(t, AR ,Zp)

ho(t) “2)

ktory sa nazyva relativne riziko (resp. podiel hazardu).|1| Relativne riziko vyjadruje
rast alebo pokles rizika, ktory je sposobeny vplyvom vysvetlujtucich premennych z1, . . ., z,.

Hodnota e je oznacovana ako HR (hazard ratio), a rozlisujeme 3 situacie
e 3, =0, znaci, ze i-ty faktor nemé ziaden vplyv na dobu prezitia,

e 3; > 0 (ekvivalentne ¢’ > 1), znaéi zvysenie vplyvu i-tého faktoru, ¢o sposobi

narast rizika vyskytu udalosti, a zniZzenie doby prezitia

e 3; < 0 (ekvivalentne e’ < 1), zna&i znizenie vplyvu i-tého faktoru, ¢o spésobuje

pokles rizika vyskytu udalosti, a zvySenie doby prezitia. [14]

4.1. Funkcia prezita

Tak ako v pripade Kaplan-Meiera, aj tu konstruujeme funkciu prezitia, avsak s vy-
uzitim Coxovho modelu. Odhad funkcie prezitia vyuziva vysvetlujice premenné, a jej
predpis je v tvare

S(t, Z) = Sy(t)r iz Aizd(13] (4.3)
kde Z = (z1,...,2,) je vektor vysvetlujucich premennych. A kedZe §; nepozname,
nahradime ich odhadnutou hodnotou f3;, taktiez aj So(t) hodnotou Sy(t).

Tieto odhady casto v praxi dostavame pomocou vyuzitia softwarovych programov
ako su R, Statistica a mnoho d'alsich.

Funkcia prezitia odhadnuta s Coxovym modelom je taktiez schodovité funkcia.

31



Kapitola 5

Praktické vyuzitie tedrie analyzy

preZivania

Ako bolo spominané v teoretickej ¢asti, najcastejSie sa s analyzou prezivania stre-

tavame prave v oblasti mediciny, kedy chceme zistit dobu prezitia od vyskytu udalosti

(najcastejsie diagnozy ur¢itou chorobou), a faktory ovplyviiujuce tiato dobu. Cielom

v nasledujucich kapitolach bude vyskusat si, a ukazat jednotlivé techniky analyzy pre-

Zivania,ktoré boli spomenuté vyssie, v praxi. Zaroven taktiez porovnat faktory, ktoré

by mohli mat najvacsi vplyv na dobu prezitia v réznych skupinach pacientov.

5.1. Datova sada a popis premennych

Datova sada s ktorou budem pracovat obsahuje udaje o pacientoch, ktorym bol

diagnostikovany urcity druh choroby. Prvych péar riadkov dét je vyobrazenych v Ta-

bulke 5.1.

ODBER VEK

POHLAVIE FAJCENIE FAJCENIEa ALKOHOL ALKOHOLa pS

grading  KONTROLA FSTAV

HPV.RNA Tc_PDIp

1968-04-19 59
1968-03-08 73
1968-01-04 50
1968-04-25 42
1968-05-04 59
1968-05-10 55

e

1

U

2

=

1

=

1

=

4

N ]

[ VRN

1978-06-15
1973-03-17
1969-11-09
1971-04-20
1974-12-28
1975-07-04

1

U

39.402723
53.744156
2.317807
33.900029
1.311571
17.238691

Tabulka 5.1: Ukazka dat

V ukézke mozeme vidiet prvych 6 pacientov, z celkovo pozorovanych 97, a tak-

tiez premenné v stlpcoch, ktoré blizsie charakterizuji stav pacientov. Dve premenné

st datumové, jedna premenna je kvantitativna a desat premennych je kvalitativnych.

32



Pre kazdého pacienta mame tdaj o datume odberu vzorku (stipec ODBER), ktory
znadi, ze od tohoto datumu bol pacient a jeho stav pozorovany. Druhy tdaj s datumom
je v stlpci KONTROLA, a zna&i posledny datum kontroly pacienta a jeho aktuélneho
stavu.

Dalej mame nasledujice adaje:
1. VEK
2. POHLAVIE:

(a) l-muz

(b) 2-zena

Nasledujuce stlpce st kodované ako 1-ano, 2-nie.

1. FAJCENIE: Udaj o tom, & dany &lovek pred diagnézou fajéil, alebo nie.
2. FAJCENIEa: Stlpec udava ¢ pacient po dignoze fajéil, alebo nefajéil.

3. ALKOHOL: Informécia, ¢i pacient pred diagnostikovanim choroby pil alkohol,

alebo nie.
4. FAJCENIEa: Udava, ¢ pacient po diagnoze konzumoval alhokol, alebo nie.

Premenné s inym kédovanim.

1. PS,GRADING: Obe premenné znacia v akom $tadiu bola rakovina zachytena.

Su skalované 1-5, pricom 1 znaci najlahsie a 5 najhorsie stadium.

2. FSTAV: Udaj znazoriuje stav pacienta v ¢ase poslednej kontroly. Méze sa vy-

skytnut Sest pripadov.

1-pacient Zije bez zndmok tumoru

(a
(b

2-pacient Zije s tumorom

d

)
)
(c) 3-pacient Zije, ale jeho stav nieje znamy
(d) 4-pacient zomrel s tumorom

)

(e) 5-pacient zomrel bez znamok tumoru
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(f) 6-pacient zomrel z neznamej pric¢iny
3. HPV.RNA: Znadi, ¢i méa pacient rakovinu virusového, alebo nevirusového pévodu.

(a) O-nie

(b) 1-ano

Posledna premenné je spojita (Tc_ PD2p), a udava vysledok laboratérneho vySetrenia,

kde hodnota znac¢i mnozstvo buniek urcitého typu vo vzorku.

5.2. Popisna Statistika

Aby sme si vedeli predstavit, ako skupina pacientov vyzeré, je dobré si predstavit

aspon zékladné informacie o pacientoch.

e Medzi pacientami je vAa¢Si poCet muzov, a to 78 (80.41%), zatial¢o Zien len 19
(19.59%). Vekové zlozenie skupin je priblizne rovnaké, pretoze priemerny vek zien
je 59 rokov a muzov 56. Avsak vek muzov sa pohybuje v rozmédzi od 29 do 84

rokov, zatial ¢o vek Zien méa mensi rozsah, a to 31 az 73 rokov.

e Celkovo sa u 45 pacientoch vyskytla rakovina virusového povodu, a u 52 pacien-
toch 8lo o rakovinu nevirusového pévodu. Rozdelenie podla pohlavia a rakoviny
virusového povodu si moéZeme pozriet v Tabulke 5.2, kde vzhladom k nepomeru

velkosti skupin st udavané aj relativne pocetnosti zasttipeni skupin.

nevirusovy povod virusovy povod

— 43 (55 %) 35 (54 %)
Zeny 9 (47 %) 10 (53 %)

Tabulka 5.2: Vyskyt pdovodu rakoviny rozdeleny podla pohlavia.

Vidime, Ze u muzov prevlada rakovina nevirusového povodu (55 %), a u Zien
prevlada skor rakovina virusového povodu (53 %). To, ¢i ma pohlavie alebo povod

rakoviny vplyv na dobu preZitia budeme skimat v dalSom texte.
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e Rozlisujeme Sest roznych kategorii pacientov podla ich stavu. Celkové pocty

st uvedené v Tabulke 5.3.

Stav pocet
Zije bez znamok tumoru 51
Zije s tumorom 2
Zije, stav neznamy 1
zomrel s tumorom 23
zomrel bez zndmok tumoru 12
zomrel, stav neznamy 8

Tabulka 5.3: Cetnostné tabulka uvadzajtica stav pacientov.

Ako moézeme vidiet, najvacsi pocet pacientov zije bez znamok tumoru, avSak
pocet pacientov, ktori zomreli s tumorom je taktiez celkom vysoky. Je zaujimavé
sa pozriet i na infroméciu, kolko pacientov mé v jednotlivych skupinéch rakovinu

virusového poévodu.

Stav pacientov podla pdvodu rakoviny

1.00

0.75

FSTAV

[ zije bez znamok tumoru
Zije s tumorom
Zije, stav neznamy
zomrel s tumorom
zomrel bez znamok tumoru
zomrel, stav neznamy

Podiel z celku
o
(4]
o

0.25

0.00

nevirusovy povod virusovy pévod

HPV.RNA

Obr. 5.1: Rozdelenie podla povodu choroby.

V Obréazku 5.1, vidime Ze vicSie percento pacientov s rakovinou virusového po-
vodu Zije bez znamok tumoru (62 % oproti 44 %). Naopak, vicsie percento pa-

cientov (33 % oproti 13 %), u ktorych sa rakovina virusového pévodu nevyskytla,
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zomrelo s vyskytujicim sa tumorom.

e A7 80 % pacientov uviedlo, Ze pred diagnostikovanim choroby faj¢ilo. Z celkového
poc¢tu muzov to bolo 83 %, a z celkového poctu Zien to bolo 68 %. To, ako sa

celkovy pocet a celkové percento zmenilo po zisteni diagnozy je v Tabulke 5.4.

Fajcenie pred diagnézou/ po diagnoze ano nie

ano 46 (47%) 32 (33%)
nie 0 (0%) 19 (20%)

Tabulka 5.4: Porovnanie poc¢tu pacientov, ktori fajcili pred/po dignoze

Percentuélne zatupenie pacientov, ktori fajcili pred diagnézou, sa po diagnoze
zmenilo z 80 % na 47 %, ¢o je takmer o polovicu. Naopak, ani jeden pacient
po diagnoze nezacal fajcit. Z hladiska pohlavia, percento muZov, ktori prestali
fajcit, je 30 % (zmena z 83 % na 53 %), a percento zien, ktoré prestali fajéit, je
42 % (zo 68 % na 26 %).

e Takmer rovnaky pocet pacientov ako v predchadzajucom pripade uviedlo, Ze pije
alkohol, a to 79 %. Z muZov to bolo az 87 %, a zo zien 47 %. To, ako sa tieto

hodnoty zmenili, je uvedené v Tabulke 5.5.

Alkohol pred diagnézou/ po diagnoze ano nie

ano 64 (66%) 13 (13%)
nie 0 (0%) 20 (21%)

Tabulka 5.5: Porovnanie po¢tu pacientov, ktori konzumovali alkohol pred/po dignoze.

V pripade alkoholu sa celkové percento nezmenilo tak velmi ako v predchadzaju-
com pripade. MnoZstvo pacientov, ktori prestali s konzumaciou alkoholu, je 13 %
(z celkovych 79 % na 66 %).Takisto aj v tomto pripade ziaden z pacientov nezacal
s konzumaciu alkoholu. Na toto mnozstvo sa moZeme pozriet taktiez z hladiska
pohlavia, kde prestalo pit alkohol 16 % muzov. Zaujimavé ale je, Ze ani jedna

zena s pitim alkoholu po diagndze neprestala.
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e Pred diagnostikovanim choroby fajcilo a pilo alkohol 66 pacientov, po diagnosti-
kovanf len polovica z toho poctu. Cize neskor ostalo presne 33 pacientov, ktorf

zaroven fajcili a konzumovali alkohol.

K dalgej analyze bude potrebné pridat dalsiu premenni, ktora bude obsahovat ¢asovy
udaj o tom, ako dlho sme jednotlivych pacientov pozorovali. Momentélne, ako sme
v Tabulke 5.1 videli, boli k dispozicii iba konkrétne datumy zaciatku a konca pozo-
rovania pacientov. K analyze prezivania a vytvaraniu jednotlivych grafov je vhodné
doplnit tdaj ¢asového rozmedzia tychto datumov. Vytvorena premenna uvadza dizku

pozorovania pacientov v rokoch.

5.3. Modelovanie funkcie prezitia

V tejto kapitole si ukdzeme odhad jednotlivych funkcii prezitia Kaplan-Meierovou
metodou, a porovname ich s vytvorenymi odhadmi pomocou Coxovho modelu.

K samotnému odhadu funkcie je potrebné poznat dobu preZitia pacientov (udévani
napriklad v dioch, tyzdinoch, rokoch). Dobu prezitia v nasich datach mame udana
datumom odberu a datumom poslednej kontroly. Pomocou tychto dvoch stipcov ur-
¢ime dobu prezitia jednotlivych pacientov v rokoch. Taktiez budeme potrebovat rozlisit
u pacientov ¢i doslo k pozorovanej udalosti alebo nie. Za pozorovanu udalost chapeme,
7e pacient zomrel. Preto jednotlivym pacientom priradime hodnotu podla premennej
FSTAV tak, Ze tym, u ktorych udalost nastala, priradime 1. Naopak pacientom, u kto-
rych sa udalost nevykytla, priradime 0. Nakoniec k Tabulke 5.1 pridame dva opisané

stlpce znazornené v Tabulke 5.6.

diff years STAV

10.15
5.02
1.85
2.98
6.65

7.15

_ O O = OO

Tabulka 5.6: Rozsirenie datovej tabulky.
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Po rozdeleni pacientov podla vyskytu udalosti dostavame pocet pacientov bez uda-
losti 54, a pocet pacientov s udalostou (ktori zomreli) 43.

Ako prva odhadneme zékladni funkciu prezitia spolo¢ni pre vsetkych pacientov,
bez ohladu na hodnotu akejkolvej vysvetlujucej premennej. Pre odhad pouZijeme
Kaplan-Meierovu metédu. Tuto funkciu na zaver porovname s funkciou prezitia odhad-
nutou pomocou Coxovho modelu pre vyznamné premenné. Dalej sa pozrieme na funkcie
prezitia vytvorené s pouzitim jednotlivych premennych, odhadnuté pomocou Coxovho

modelu a Kaplan-Meierovej metody.

5.3.1. Kaplan-Meierov odhad funkcie prezitia bez rozdelenia na
skupiny

Najskor si vykreslime zakladu funkciu prezitia pre ziskané data, ktoré zatial ne-
budeme nijak rozdelovat. Ako prvé si mozeme vypisat vzostupne usporiadané casy

priezitia.

0.12 0.42 0.44 0.56  0.76+  0.81+ 0.90 0.98 0.98 0.99
1.10 1.19+ 1.25 1.30  1.30+ 1.40 1.46 1.58 1.61+ 1.61+
1.65 1.65+ 1.74 1.79  1.80+ 1.81 1.83+ 1.85 1.88+ 1.94
1.95+ 1.97 1.97 233+ 255+  2.69+ 2.70 2.73  2.80+ 2.94+
298+ 299+  3.04+  3.15+ 3.30 3.36 3.47 3.61 3.67+ 3.68+
3.73 3.76  3.82+  3.95+  4.03+  4.20+ 4.33 4.39+ 4.48 4.61
4.83+ 498+  5.02+ 514+ 531+ 534+ 545+ 6.26+ 6.27+ 6.30
6.38+ 6.56+  6.65+  7.14+ 7.15 7.42 749 7.84+ 787+ T7.88+
797 811+ 834 842+ 844+ 84T+ 8.63 8.71+ 8.93 9.07+
9.32 9.73+ 10.03+ 10.15+ 10.42+ 11.23+ 12.51

Pri urcitych casoch je pripisané -+, ktoré znaci, ze nedoslo k sledovanej udalosti,
a teda mame cenziirované pozorovanie. Tento tdaj je v stipci STAV oznaéeny &islom 0.
Dalej pomocou funkcie survfit v programe R odhadneme funkciu prezitia, ktora vy-

zerd nasledovne.
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Funkcia prezitia
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Doba pozorovania (v rokoch)

Obr. 5.2: Kaplan-Meierova funkcia prezitia s 95% intervalom spolahlivosti.

V Obrazku 5.2 je odhadnuta funkcia prezita, v ktorej kazdy schod znazornuje pa-
cienta, u ktorého nastala pozorovana udalost. TaktieZ na obrazku mozeme vidiet 95%
interval spol'ahlivosti, ktory je znédzorneny Sedou farbou okolo funkcie prezitia. Na fun-
kcii sa nachadzaju i spominené +, kedy dochadza k cenzure pacienta. K vykreslenej fun-
kcii prezitia si mozeme prehladne vypisat aj zakadné charakteristiky. Tie v programe

R vypiseme pomocou funkcie summary, do ktorej vlozime odhadnuty model funkcie

preZitia.
time n.risk n.event n.censor estimate  std.error  conf.high conf.low
0.12 97 1 0 0.9896907 0.0103628 1.0000000 0.9697921
0.42 96 1 0 0.9793814 0.0147322 1.0000000 0.9515066
0.44 95 1 0 0.9690722 0.0181389 1.0000000 0.9352253
10.15 4 0 1 0.3074666 0.2675261 0.5194176 0.1820033
10.42 3 0 1 0.3074666 0.2675261 0.5194176 0.1820033
11.23 2 0 1 0.3074666 0.2675261 0.5194176 0.1820033
12.51 1 1 0 0.0000000 Inf NA NA

Tabulka 5.7: Charakteristiky funkcie prezitia pre cely subor pacientov.

V grafe funkcie prezitia nie vzdy presne vidime, v ktorych ¢asoch nastane sledo-
vand udalost, resp. u kolkych pacientov, pripade parametre intervalu spolahlivosti.
Preto je moZzné sa na tieto udaje pozriet blizie tak, ako st uvedené v Tabulke 5.7,

kde st vypisané prvé a posledné tri udaje (rozsirena verzia tabulky sa nachadza v
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Dodatku A). V tabulke je ako prvy ¢as, kedy nastane pozorovana udalost, a nasledne
stlpec n.event udava pocet udalosti, kol'ko v tento ¢as nastalo. Dalej méme n.risk, ¢o
znamené pocet pacientov v riziku. TaktieZ sa v tabulke nachédza pocet cenztrovanych
pacientov (n.censor) v danom ¢ase. Estimate je samotny odhad funkcie prezitia,
a po vynasobeni 100 udéva odhad percenta pacientov, ktori preziju dlhsie ako kon-
krétny ¢as. V poslednych dvoch stlpcoch st hodnoty 95 % intervalu spolahlivosti pre
odhad funkcie prezitia.

Na zaver vidime, Ze posledny cas je 12.5 roka. V tomto Case zostal jediny pacient
v riziku, u ktorého nastala sledovana udalost. Po tomto ¢ase i v hodnote estimate
vidime, Ze ziaden z pacientov a jeho stav nebol evidovany po tomto case, a teda 0
pacientov prezije tento ¢as. AvSak pacienti, ktori boli cenzurovany, mozu stale tento

¢as prezit, no taky dlhy udaj o nich neméame.

5.3.2. Odhad funkcie prezitia pomocou Coxovho modelu bez roz-
delenia na skupiny

Videli sme odhad zékladnej funkcie prezitia, ktora nezohladiiuje hodnoty inych
premennych ako je doba prezitia. AvSak o pacientoch méme viac informacii (vstupnych
premennych), ktoré boli pocas ich doby sledovania zozbierané, a moézu mat na dobu
prezitia vplyv. To, ktoré vstupné premenné st naozaj vyznamné a najviac ovplyviuja
dobu prezitia nevieme presne ur¢it len z grafu funkcie, a pohladu na zozbierané data.
K zisteniu vyznamnosti premennych, a ako prezivanie ovplyviuju vyuzijeme Coxov
model.

Najskor pre kazda premenni zvlast zistime vyznamnost v Coxovom modeli. Na-
sledne vyberieme vyznamné premenné a blizsie ich zanalyzujeme. Vstupné premenné a
ich vyznamnost v zakladom Coxovom modeli s konkrétnou jednou premennou st uve-

dené v Tabulke 5.8.
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vstupna premenné B\ odhad HR  p-hodnota

vek -0.02 0.98 0.223
pohlavie 0.07 1.07 0.8700
fajCenie -1.01 0.36 0.0400
fajcenie po diag -1.07 0.34 0.0020
alkohol -0.24 0.79 0.5600
alkohol po diag -0.22 0.81 0.5200
HPV.RNA -1.24 0.29 0.0005
bunky -0.006 0.99 0.0880

Tabulka 5.8: Vysledky vyznamnosti premennych v jednotlivych modeloch.

V tabulke su vysledky testu o nulovosti jednotlivych premennych a teda ich vztahu
k celkovému prezitiu. Uvedené st odhady parametru (3, ktorych hodnota odpoveda né-
rastu, resp. poklesu rizika vyskytu udalosti. Dalej mame hodnotu odhadu hazard ratio
(HR, eXp(B\ )), ktora popisuje zmenu rizika pri jednotkovej zmene vstupnej premennej.
Rozhodovat o vyznamnosti sa budeme na zakade p-hodnoty. Z porovnania p-hodony s
hladinou vyznamnosti o = 0.05 je zrejmé, Ze vyznamné premenné vstupujice do mo-
delu st virusovy pdvod choroby, fajéenie pred a po diagnoze.

Interpretaciu odhadu 3 a HR si predvedieme na spojitej premennej vek. Zaporna
hodnota odhadu /3 zna¢i mensie riziko vyskytu udalosti, a hodnota odhadu HR 0.98
udéva zmenu vyskytu udalosti pri jednotkovej zmene veku. Z tychto dvoch hodnét
vieme urcit, ze jednotkovy nérast veku znizuje riziko vyskytu udalosti 0.98krat. Kate-
goridlne premenné si blizsie rozoberieme v nasledujicom texte.

Najskor si podrobne prejdeme jednotlivé vysvetlujiuce premenné v modeli, a aky
vplyv maji na dobu prezitia. Nasledne vSetky vyznamné premenné spojime do jedného

kompletného modelu.

5.3.3. Porovnanie funkcii prezitia podl'a réznych vysvetl'ujacich

premennych

V uvode sme si ukézali, ako mdze vyzerat zakladné funkcia prezitia pre cely su-
bor pacientov bez prihliadania na dalsie faktory. V tejto Casti si uvedieme priklady,
kedy pacienti budu rozdeleni na viac skupin, a jednotlivé funkcie prezitia porovname.

Na priklady pouzijeme najmé tie premenné, ktoré vysli v predchadzajicom pripade
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vyznamné. Pre tieto premenné odhadneme funkcie preZitia podla Kaplan-Meierovej
metody i pomocou Coxovho modelu. Taktiez si pomocou Kaplan-Meierovej metody
mozeme vykreslit i premenné, ktoré v predchadzajiucom pripade nevysli ako Statisticky

vyznamné asociované s dlzkou doby prezitia.

Vplyv poévodu rakoviny na dobu prezitia
Ako prva vyznamné premennd v Coxovom modeli vy$la premennd tykajica sa povodu
rakoviny. Preto sa pozrieme na rozdiel funkcii prezitia medzi rakovinou virusového po-
vodu a rakovinou nevirusového povodu. Cetnosti pre jednotlivé skupiny st vyobrazené

v Tabulke 5.9.

HPV.RNA | celkovy pocet | vyskyt udalosti | cenzurovany pacienti | percento cenzirovanych

pacientov v skupine
ano (1) 45 17 28 62.22%
nie (0) 52 26 26 50%

Tabulka 5.9: RozloZenie v skupinach podla povodu rakoviny.

Vidime, Ze zastupenie v skupinach je takmer vyvazené. V pripade virusového po-
vodu zomrelo 17 pacientov, a v pripade nevirusového povodu 26. Graf pre odhadnuté
funkcie prezitia Kaplan-Meierovou metddou je znazorneny v Obr. 5.3a, kde je i zjedno-
dusena tabul'ka opisujtca vyvoj funckie preZitia, kde vidime meniaci sa pocet pacientov
v riziku. V grafe st znézornené aj 95% intervaly spolahlivosti.

Hned vedla, v Obr. 5.3b, st odhadnuté funkcie preZitia vytvorené Coxovym modelom.
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Obr. 5.3: Funkcie prezitia podla povodu rakoviny.

Vidime, ze postupom ¢asu narasté rozdiel medzi funkciami prezitia pre obe skupiny,
v oboch grafoch. V Kaplan-Meierovom odhade vidime ¢as prezitia dlhsi pre jednu
skupinu, a to pacientov s rakovinou s virusovym povodom. Krivka pre tychto pacientov
klesa pomalsie. Ci sa aj v tomto pripade potvrdi Statistickd vyznamnost premennej

overime. Vysledky st uvedené v Tabulke 5.10.

| Chi-sq df p-hodnota
Mantel-Heanszel test (Log-rank) | 133 1 0.0003

Tabul'ka 5.10: Test rovnosti funkcii preZitia na zaklade pdovodu rakoviny.

Vyznamnost sme overili pomocou log-rank testu, kde p-hodnota vysla 0.0003, ¢o je
mensia hodnota ako hladina vyznamnosti o = 0.05, na ktorej sme hypotézu testovali.
Preto hypotézu o rovnosti funkcii prezitia zamietame.

Tento test porovname s vysledkom Coxovho modelu s jednou vstupnou premennou.

-~

E se(g) p-hod  exp(B) testova Statistika lower 95% KI  upper 95% KI

HPV.RNA=1 -1.2379 0.3564 0.0005 0.29 12.07 0.1442 0.5831

Tabulka 5.11: Vysledky Coxovho modelu.

Ako bolo spomenuté v teoretickej ¢asti, hodnota regresného parametru je urc¢ena

pomerom rizik sledovanej udalosti v porovnavanych skupinach. Coxov model porovnava
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hodnoty rizika v druhej skupine vzhladom k prvej skupine. KedZe je v naSom pripade
premenna HPV.RNA koédovana 0,1, budeme vysledky interpretovat ako skupina pa-
cientov s virusovym povodo rakoviny (1), vzhladom k skupine pacientov s rakovinou
nevirusového povodu (0).

Pre premennii v modeli boli odhadnuté nasledujtice hodnoty: 3, smerodatna odychlka
pre 3, Waldova statistika, p—hodnota, hazard ratio ( exp(B\)), a 95% interval spolah-
livosti pre HR.

V Kaplan-Meierovom modeli sa potvrdila Statistickd vyznamonost, ktorid mozeme
urcit i z vysledku Coxovho modelu. A to pomocou odhadu 3, ktory je zaporny, ¢o znaci
mensie riziko vyskytu udalosti pre skupinu pacientov s virusovym pdévodom rakoviny.
Nasledne hodnota exp(B\ )=0.29 znadi, ze pokial méa pacient rakovinu virusového povodu
mé v ktoromkol vek okamihu 0.29krat nizsie riziko timrtia oproti pacientom s rakovinou
nevirusového pévodu. Tento rozdiel je viditeIny i v grafoch, kedZe funkcia preZitia pre

pacientov s virusovym povodom mé az do konca doby pozorovania vyssie pravdepo-

dobnosti prezitia.

Vplyv fajcenia pred diagnostikovanim rakoviny na dobu prezitia
Taktiez fajcenie pred samotnou diagnostikou choroby vyslo v Coxovom modeli s jednou
vysvetlujicou premennou vyznamné. Prave z toho dovodu si i tito premenna bliZsie

zanalyzujeme. Na jednotlivé pocetnosti v skupinach sa moézeme pozriet v Tabulke 5.12.

fajéenie | celkovy pocet | vyskyt udalosti | cenzurovany pacienti | percento cenzurovanych
pacientov v skupine

ano 78 38 40 51.28 %

nie 19 5 14 73.68 %

Tabulka 5.12: RozloZenie v skupinich podla fajéenia pred diagnozou.

Tentokrét je rozlozenie v skupinéch nevyrovnané, avsak v percentuélnom zastupeni
vidime, Ze vicSe percento pacientov bolo cenzirovanych v pripade, kedy pacienti pred
diagnostikovanim rakoviny nefajcili. Funkcie prezitia vytvorené Kamplan-Meierovou a

Coxovou metddou st v Obr. 5.4.

44



Porovnanie funkcii preZitia Porovnanie funkcif preZitia

1.00 1.00
8
;‘ﬁ
o 075
i ©
“;; = 0.75
g 3
§ 050 =%
kS B _— o
s Pred diagnézou el Fajéenie pred diagnézou
9 0.25 - 8 050 1
H : faJ?”‘/?'I/ S 2
i nefajéil/a %

0.00 (E“

G 25 5 75 10 125 & 025
= Doba pozorovania (v rokoch)
~g Podcet pacientov v riziku
> fajcil/a]78 49 24 12 3 1
% nefaj¢il/a19 14 1" 8 2 0 0.00
3t 0. 25 5 15 10 125 [ P [ 2
a Doba pozorovania (v rokoch) Doba pozorovania (v rokoch)
(a) Kaplan-Meierov model. (b) Coxov model.

Obr. 5.4: Funkcie preZitia podla fajéenia pred dignostikovanim rakoviny.

V tomto pripade vidime trochu odlisné odhady funkcii prezitia. V pripade Kaplan-
Meierovho odhadu sa ku koncu funkcie priblizuji. Taktiez pre skupinu pacientov, ktorf
pred diagnostikou nefajcili, st funkcie prezitia v oboch pripadoch trochu odlisné. To,
¢ vyjde vyznamny rozdiel v Kaplan-Meierovej funkcii prezitia, testujeme pomocou

log-rank testu.

| Chi-sq df p-hodnota
Mantel-Heanszel test (Log-rank) | 4.7 1 0.03

Tabulka 5.13: Test rovnosti funkcii prezitia na zaklade fajcenia.

I tentokrat z vysledku vidime, Ze rozdiel medzi funkciami prezitia je vyznamny.

Dalej sa pozrieme na vysledok Coxovho modelu.

B se(B) p-hod exp(B) testova Statistika lower 95% KI  upper 95% KI

FAJCENIE=2 -1.0105 0.4822 0.0361 0.3640 4.39 0.1415 0.9367

Hodnota regresného parametru je zaporna, ¢o sposobuje pokles rizika vyskytu uda-
losti a tym sa zvySuje doba prezitia pre pacientov, ktori pred diagnostikovanim rakoviny

nefajcili. Pre tuto skupinu je 0.364krat nizsie riziko Gmrtia.
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Vplyv fajCenia po diagnostikovani rakoviny na dobu prezitia
Dalsou vyznamnou premennou, ktort blizsie zanalyzujeme, je premenna obsahujtca
udaj ¢i pacienti po zisteni diagnozy fajcili alebo nie. Opat mame priblizne vyrovnané

skupiny, a ich pocetnosti st v nasledujtcej tabulke.

fajéenie | celkovy pocet | vyskyt udalosti | cenzurovany pacienti | percento cenzurovanych
pacientov v skupine

ano 46 25 21 45.65%

nie 51 18 33 64.71%

Tabulka 5.14: RozloZenie v skupinéch podla fajéenia po diagnoze.

V tomto pripade mézeme videt vacsi pocet pacientov v skupine, ktori po diagnoze
nefajcili, a taktiez aj mensi pocet u ktorych nastala smrt. Odhadnuté funkcie prezitia
Kaplan-Meierovou metodou sit v Obr. 5.5a. Vedla, v Obr. 5.5b, st odhadnuté funkcie
prezitia pomocou Coxovho modelu.
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Obr. 5.5: Funkcie preZitia podla fajéenia po dignéze rakoviny.

V pripade Kaplan-Meierovho modelu sa od za¢iatku funkcie prezitia mierne kri-
7ili, no postupujicim ¢asom medzi nimi narastal rozdiel. Taktiez si mézeme vSimnut,
7e 1 95% intervaly spolahlivosti sa prekryvaja len minimaélne, a opat je ¢as prezitia pre
jednu skupinu kratsi. V Coxom modeli je hned narastajuci rozdiel medzi odhadnutymi

funkciami, a st rovnako dlhé. Je to z toho dévodu, Ze Coxov model mé predpoklad

46



proporcionality hazardu, ¢o znamena, Ze riziko pacientov je vzajomne proporcionalne
v kazdom ¢asovom okamihu. To si mézeme vSimnut v Obr. 5.5b, kde vyskyt udalosti
(schod) nastane v oboch funkcidch v rovnaky ¢as. Preto je tento model vhodny v si-
tuacii, kedy mame nevyvazeny pocet pozorvani v skupinach. I tu vidime, ze funkcia
prezitia pre pacientov, ktori po diagnostike fajcili klesa rychlejsie, a pravdepodobnosti
prezitia st nizsie v jednotlivych ¢asovych okamihoch ako v opatnej skupine. Statisticku

vyznamonost overime taktiez pre Kaplan-Meierove funkcie prezitia.

| Chi-sq df p-hodnota
Mantel-Heanszel test (Log-rank) | 103 1 0.001

Tabulka 5.15: Test rovnosti funkeii prezitia na zaklade fajcenia.

Z testovania rovnosti odhadnutych funkcii prezitia mozeme na zaklade nizkej p -
hodnoty povedat, Ze funkcie prezitia st i v tomto pripade rozdielne. Na vysledok sa po-

zrieme 1 v Coxovom modeli.

E se(g) p-hod exp(g) testova Statistika  lower 95% KI  upper 95% KI

FAJCENIEa=2 -1.0679 0.3454 0.002 0.3437 9.56 0.1747 0.6765

Opét mame pri regresnom parametre B\ zapornui hodnotu, a teda pdjde o pokles
rizika vyskytu udalosti pre pacientov, ktori po diagnostike rakoviny nefajcili, oproti
tym, ¢o s fajéenim pokracovali. Hodnota hazard ratio je rovna 0.3454, a preto ide o

0.35krat nizsie riziko imrtia pre pacientov, ktori po dignostike rakoviny nefajcili.

KedZe sme si presli vysvetlujuce premenné, ktoré v Coxovom modeli s jednou pre-
mennou vysli vyznamné, mozeme sa pozriet i na premenné, ktoré nevysli vyznamné.
Konkrétne sa vykreslime funkcie prezitia pre premenné pohlavie a konzumacia alkoholu

po diagnostikovani rakoviny.

Vplyv pohlavia na dizku prezitia
Prvé porovnanie, ktoré nas v kazdom pripade napadne, je podla pohlavia. I ked je

zastupenie oboch pohlavi nevyrovnané, mohlo by mat vplyv na vyskyt rakoviny a jej
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priebeh. V Tabulke 5.16 su rozpisané pocty pacientov, rozdelenych do skupin podla

vyskytu udalosti a cenzury.

pohlavie | celkovy pocet | vyskyt udalosti | cenzurovany pacienti | percento cenzirovanych

pacientov v skupine
muzi 78 35 43 55.13%
Zeny 19 8 11 57.89%

Tabulka 5.16: Rozlozenie v skupinich podla pohlavia.

Graf pre odhadnuté funkcie prezitia je znazorneny v Obr. 5.6, kde je i zjednoduSena
tabul'ka opisujica vyvoj funckie prezitia. Taktiez vidime aj 95% intervaly spolahlivosti.
Funkcie niesu prilis odlisné, ¢asto sa prekryvaju, a jediny badatelny rozdiel je, Ze sku-
pina muzov mé dlhsiu dobu pozorovania, to v8ak mdze byt z toho dévodu, Ze pocet

muzov v skupine pacientov prevlada.
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Obr. 5.6: Kaplan-Meierove funkcie prezitia podla pohlavia.

Vyznamnost rozdielu medzi funkciami prezitia overime testovanim hypotézy o rov-

nosti odhadnutych funkcii.

| Chi-sq df p-hodnota
Mantel-Heanszel test (Log-rank) | 0 1 0.9

Tabulka 5.17: Test rovnosti funkcii preZitia na zaklade pohlavia.
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Z testu je v tabulke uvedena testova Statistika, pocet stupiiov volnosti a nasledne
p-hodnota, na zéklade ktorej test vyhodnocujeme. KedZe je p-hodnota=0.9, usudzu-

jeme, Ze nie je signifikantny rozdiel v dizke prezitia na zaklade pohlavia.

Vplyv konzumaécie alkoholu po diagnostike rakoviny
KedZe sa potvrdil rozdiel medzi skupinou faj¢iarov a nefajciarov, dalsi faktor ovplyv-
nujuci dobu prezitia by mohol byt aj konzumacia alkoholu po zisteni rakoviny. Taktiez
sa najskor pozrieme na jednotlivé pocetnosti v skupinéach, pocet vyskytov udalosti, a

pocet cenzurovanych pacientov.

alkohol | celkovy pocet | vyskyt udalosti | cenzurovany pacienti | percento cenzirovanych

pacientov v skupine
ano 64 30 34 53.14%
nie 33 13 20 60.60%

Tabulka 5.18: RozloZenie v skupinidch podla konzumécie alkoholu.

Tentokrat mame nevyvazené zastipenie pacientov v skupinach, a pocet pacientov,
ktori po diagnostikovani rakoviny pili alkohol je takmer dvakrat tak velky ako pocet
pacientov, ktori po diagnostikovani rakoviny nepili alkohol. Viécsia skupina pacientov
ostala pri konzumacii alkoholu, a v tejto skupine nastala udalost u tridsiatich pacientov
(46.86%), v pripade kedy pacienti nepili alkohol zomrelo trinast z nich (39.4%).
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Obr. 5.7: Kaplan-Meierove funkcie prezitia podla alkoholu po diagnéze rakoviny.
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Medzi odhadnutymi funkciami nie je narastajici rozdiel. AZ do pribliznie siedmeho
roku vidime vyssie hodnoty pravdepodobnosti prezitia u skupiny pacientov, ktori alko-
hol nepili. Av8ak ku konci doby pozorovania su funkcie prezitia podobné. Taktiez ich

intervaly spolahlivosti sa prekryvaju.

| Chi-sq df p-hodnota
Mantel-Heanszel test (Log-rank) | 04 1 0.5

Tabulka 5.19: Test rovnosti funkcii prezitia na zaklade konzumacie alkoholu.

Tentokrat vysokd p-hodnota znaci, Ze nieje vyznamny rozdiel medzi rozdielnymi

skupinami pacientov podla konzumécie alkoholu.

5.3.4. Optimalny Coxov model

V teoretickej ¢asti bolo spomenuté, ze pouzitie Coxovho modelu oproti Kaplan-
Meierovej metode ma ti vyhodu, ze vieme do modelu zahrnat i viac vstupnych pre-
mennych naraz. V predchadzajicom pripade sme si ukazali vyznamnost jednotlivych
premennych v modeli. Tentokrat bude tlohou vytvorit optimélny Coxov model, v kto-
rom bude zahrnuty vac¢si pocet vstupnych premennych, ktoré nam poskytnu viac ino-
formaécii tykajucich sa doby preZitia vzhladom ku charakteristikdim pacientov.

Analyzou vstupnych premennych a ich interakcii bol vytvoreny Coxov model, kde
boli ponechané len vyznamné premenné, resp. interakcie. Najdeny optiméalny Coxov

model je uvedeny v Tabulke 5.20.

-~

B se(B) p-hodnota HR lower 95% KI  upper 95% KI

HPV.RNA=4no 0.121  0.516 0.815 1.12 0.41 3.10
FAJCENIEa—nie 0.174  0.537 0.746 1.19 0.42 3.41
BUNKY -0.013  0.005 0.019 0.99 0.97 0.99
VEK -0.021  0.018 0.239 0.98 0.95 1.01
HPV.RNA=ano:FAJCENIEa=nie  -2.097  0.838 0.012 0.12 0.02 0.64
bunky:VEK -0.0005 0.0002 0.015 0.99 0.99 0.99

Tabulka 5.20: Optimalny Coxov model

V tabulke st pre premenné uvedené odhady parametru (3, smerodatna odchylka

pre B\ , p-hodnota, hazard ratio (exp(g)), a 95% interval spolahlovosti pre hazard ratio.
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Znovu podla p-hodnoty vieme uré¢it vyznamnost jendnotlivych premennych.
Nasledujtice interpretéicie vysledkov optimélneho Coxovho modelu uvazujeme pri

fixnych hodnotach ostatnych premennych uvedenych v modeli.

Vyznamny interakény ¢len vysiel medzi virusovym povodom rakoviny a fajéenim
po diagnostike rakoviny. V rizikovej funkcii sa teda bude vyskytovat vplyv premennych
HPV.RNA, FAJ CENIEa a ich interakcia. Tato zavislost je v modeli popisana pomocou
nasledujicich ¢lenov:

Pi*Ipv.rNa=1 + Po*lipajcenip=y + B3*¥LimpvrNa=1*LpascEnTE=2)

kde Ijpodmienkq) je indikdtorova funkcia, ktord nadobiida hodnotu 1, ak je podmienka
splnena, a hodnotu 0, ak nieje podmienka splnené. Po dosadeni odhadov 31, B2 a (3
dostavame

Tento sicin je rovny:
e (0 pokial m4 pacient nevirusovy povod a fadi,
e (0.121 pokial mé pacient virusovy povod a fajéi,
e 0.174 pokial m4 pacient nevirusovy povod a nefajci
e -1.795 pokial mé pacient virusovy povod a nefajéi.

Rizika tychto pripadov méZzeme porovnat nasledujucim spésobom. Prvy pripad zna-

zoriuje efekt povodu choroby vzhladom na skupiny fajéiarov a nefajciarov.

la Uvazujeme pacientov ktori fajéia. Ti, ktori maja virusovy povod, maju podla
modelu e®121=1.12krat vyssie riziko vyskytu udalosti, oproti pacientom, ktori
maju nevirusovy povod. Rozdiel vSak nie je signifikantny. Riziko teda mozeme

povazovat za rovnaké v oboch skupinach.

1b V tomto pripade uvazujeme skupinu nefajciarov. T1i, ktorf maja virusovy povod

maji nizsie riziko tmrtia e%174~209—(. 15krat.

2a Pacienti, ktorf maji nevirusovy povod a nefajcia, maju %! =1.19krat vyssie

riziko imrtia oproti pacientom, ktorf majua taktiez nevirusovy povod, ale fajcia.
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[ v tomto pripade rozdiel nieje vyznamny, a teda riziko v oboch skupinidch mozeme

povazovat za rovnaké.

2b Pacienti s virusovym povodom rakoviny, ktori nefajéia, maja e®121-299—0.14krat
nizsie riziko vyskytu udalosti oproti pacientom, ktorf maja virusovy povod rako-

viny a fajcia.

Druhé vyznamna interakcia je medzi poc¢tom buniek vo vzorku a vekom pacienta.
Ich zavislost je v modeli popisana nasledovne:
B4¥BUNKY + (Bs*VEK + S¢*BUNKY*VEK,
kde tentokrat za BUNKY a VEK dosadzame konkrétne hodnoty. Po dosadeni odhadov
B4, Bs, Bs dostavame
-0.013*BUNKY-0.021*VEK-0.0005*BUNKY*VEK.
Odhad pB; = —0.013 udava zavislost doby prezitia na poc¢te buniek, ak je vek rovny
jeho priemernej hodnote (57 rokov), nakolko sme veli¢inu VEK na zaciatku analyzy
pre lepSiu interpretaciu centorvali. 5, udava zavislost doby prezitia na veku, ak je pocet
buniek rovny priemernej hodnote 40. Taktiez bola veli¢ina BUNKY centorvana pre lep-
Siu interpretaciu. Analogicky mozeme fixovat hodnotu veku na akejkolvek hodnote a
dostaneme zévislost na poc¢te buniek, avSak regresny koeficient sa bude menit podla
hodnoty zafixovanej vo veku. Napriklad pre vek=30 dostavame
-0.013*bunky-0.021%30-0.0005*%bunky*30= (-0.013-0.015) *bunky-0.63,
regresny parameter je tak rovny -0.018, ¢o odpoveda zniZeniu rizika exp(—0.018) =
0.98krat pri jednotkovej zmene poc¢tu buniek u pacientov s vekom 30 rokov.

Mozeme vSak zafixovat i pocet buniek, napr. 10, a skumat rozdiely podl'a veku.
-0.013%10-0.021*VEK-0.0005*%10*VEK=(-0.021-0.005) *VEK-0. 13, a regresny para-
meter je tak rovny -0.026, ¢o odpoveda znizeniu rizika exp(—0.026) = 0.97krat pri

jednotkovej zmene veku u pacientov s po¢tom buniek vo vzorku 10.
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Zaver

Cielom bakalarskej prace bolo zoznamit sa s teériou analyzy prezivania, jej praktic-
kym vyuzitim, a taktiez pouzitie v redlnom pripade. Vyuzitie analyzy prezivania sme
si ukazali najma v praktickej ¢asti, kde bolo hlavnou tlohou porovnat funkcie prezitia
a najst faktory, ktoré by mohli ovplyviovat dobu prezitia pacientov.

V prvej casti sme sa zoznamili s tedriou analyzy prezivania. Prva kapitola obsahuje
teoreticky zaklad a vysvetlenie zékladnych pojmov, ktoré si nézorne ukazané i po-
mocu kratkych prikladov a obrézkov. Tieto pojmy st nevyhnutné na pochopenie témy
a naslednu pracu. V dalsej kapitole sme sa zoznamili s rdéznymy typmi odhadov fun-
kcie prezivania, a prislusnymi intervalmi spolahlivosti. Nasledne sme si uviedli testy,
pomocou ktorych funkcie prezivania porovnavame, a tym zistujeme, ¢ je rozdiel medzi
funkciami Statisticky vyznamny. V poslednej kapitole teoretickej ¢asti sme si predsta-
vili i semiparametricky pristup modelovania funkcie prezitia, a to Coxov model s jeho
charakteristikou.

V druhej ¢asti bakalérskej prace sme pracovali s redlnou situéciou, kedy vyuzivame
analyzu prezivania. Najskor sme si predstavili datova sadu, ktora obsahovala udaje
o pacientoch s druhom rakoviny. Zastipenie jednotlivych kategorii a rozdelenie pacien-
tov sme si mohli podrobne prezriet v kontingen¢nych tabulkich. Néasledne bola od-
hadnuta zakladna funkcia prezitia pre vSetkych pacientov pomocou Kaplan-Meierovej
metody. Taktiez sme si ukazali odhady funkcie prezitia pomocou Coxovho modelu,
na zaklade ktorého sme uréili vyznamnost jednotlivych vstupnych premennych.

Z vyznamnych vstupnych premennych boli vytvorené odhady funkcii prezitia po-
mocou Kaplan-Meierovej metody i Coxovym modelom. Nésledne sme v grafoch videli
rozdiely medzi pouzitymi metodami. Dalej sme odhadli zmenu rizika vyskytu uda-
losti pre rozne skupiny pacientov rozdelenych podla vstupnej premennej. Na zaver bol

vytvoreny optimalny Coxov model, do ktorého boli zahrnuté vysvetlujtce premenné,
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ktoré vzajomne najviac prispievaju k odhadu funkcie prezitia. Ukazalo sa, Ze premenné,
ktoré najviac vplyvaji na dobu prezitia, st pocet buniek urc¢itého typu vo vzorku krvi,
vek, virusovy povod rakoviny a to, ¢i pacient po diagnostikovani rakoviny fajcil, alebo
nie. Na dobu prezitia pacientov mozu posobit i iné faktory, ktoré vSak v tejto praci
neboli blizsie analyzované.

Prinos prace spoc¢iva nielen v predstaveni teoretického zakladu analyzy prezivania,
ale aj ukazke jej praktického vyuZitia v oblasti mediciny. AvS8ak nakolko je tato Sta-
tistickd metoda vSestrannd, je mozné ju pouZit i v akomkolvek inom odvetvi. Verim,
7e tak ako mne, tak aj Citatelovi tato praca predstavila ako velmi je prinosné pou-
Zivat prave analyzu preZivania, a aké zaujimavé, niekedy aj klic¢ové informécie moze

poskytnut.
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Dodatok A

time mn.risk n.event n.censor estimate std.error  conf.high conf.low
0.12 97 1 0 0.9896907 0.0103628 1.0000000 0.9697921
0.42 96 1 0 0.9793814 0.0147322 1.0000000 0.9515066
0.98 90 2 0 0.9271553 0.0286013 0.9806137 0.8766112
1.10 87 1 0 0.9060836 0.0328984 0.9664323 0.8495033
1.46 81 1 0 0.8631844 0.0408738 0.9351805 0.7967310
1.74 75 1 0 0.8301069 0.0466900 0.9096549 0.7575152
1.81 72 1 0 0.8075157 0.0506033 0.8917120 0.7312694
1.97 66 2 0 0.7605083 0.0588278 0.8534504 0.6776878
2.33 64 0 1 0.7605083 0.0588278 0.8534504 0.6776878
2.70 61 1 0 0.7480410 0.0611059 0.8432160 0.6636085
2.94 58 0 1 0.7355736 0.0633752 0.8328585 0.6496524
3.04 55 0 1 0.7355736 0.0633752 0.8328585 0.6496524
3.15 54 0 1 0.7355736 0.0633752 0.8328585 0.6496524
3.61 50 1 0 0.6800586 0.0745430 0.7870412 0.5876182
3.76 46 1 0 0.6511200 0.0806367 0.7626041 0.5559336
3.95 44 0 1 0.6511200 0.0806367 0.7626041 0.5559336
4.03 43 0 1 0.6511200 0.0806367 0.7626041 0.5559336
4.39 40 0 1 0.6352390 0.0843329 0.7494134 0.5384592
4.48 39 1 0 0.6189508 0.0882429 0.7358150 0.5206474
5.02 35 0 1 0.6026626 0.0921848 0.7220082 0.5030445
5.45 31 0 1 0.6026626 0.0921848 0.7220082 0.5030445
6.26 30 0 1 0.6026626 0.0921848 0.7220082 0.5030445
6.65 25 0 1 0.5811390 0.0990999 0.7057226 0.4785485
7.14 24 0 1 0.5811390 0.0990999 0.7057226 0.4785485
7.87 19 0 1 0.5053382 0.1278379 0.6492291 0.3933384
8.11 16 0 1 0.4756125 0.1414885 0.6276080 0.3604275
8.47 12 0 1 0.4439050 0.1574195 0.6043461 0.3260575
8.63 11 1 0 0.4035500 0.1840430 0.5788353 0.2813453
8.93 9 1 0 0.3587111 0.2185422 0.5505139 0.2337337
9.07 8 0 1 0.3587111 0.2185422 0.5505139 0.2337337
9.73 6 0 1 0.3074666 0.2675261 0.5194176 0.1820033
10.03 5 0 1 0.3074666 0.2675261 0.5194176 0.1820033
10.42 3 0 1 0.3074666 0.2675261 0.5194176 0.1820033
11.23 2 0 1 0.3074666 0.2675261 0.5194176 0.1820033
12.51 1 1 0 0.0000000 Inf NA NA

Tabulka A.1: Rozsirené tabulka opisujuca fuknciu prezitia v Obr. 5.2



