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VyVv0j neuronoveé sité pro rozpoznavani objektu v
digitalnim obrazu

Abstrakt

Cilem této bakalai'ské prace je vytvofit a natrénovat neuronovou sit’ pro rozpoznavani
digitalnich obrazl palmyrské abecedy.

Teoretickd ¢ast popisuje zékladni pojmy umélé inteligence a neuronovych siti, typy
jejich architektur a principy fungovani. Uvadi také, v jakych oblastech a jaké tlohy dnes
neuronové sité pomahayji fesit.

Prakticka ¢ast se sklada z ptipravy dat a jejich rozSiteni pro trénovani, sestaveni

architektury neuronové sité, trénovani modelu a analyzy vysledka.

Klicova slova: neuronova sit’; strojové vidéni; rozpozndvani objektu; Keras; Python



Development of a neural network for object recognition

In a digital image

Abstract

The aim of this bachelor thesis is to build and train a neural network for recognizing
digital images of the Palmyrene alphabet.

The theoretical part describes the basic concepts of artificial intelligence and neural
networks, types of their architectures and principles of operation. It also shows in which
fields and what tasks neural networks help to solve today.

The practical part consists of preparing data and augmenting it for training, building
the neural network architecture, training the model, and analysing the results.

Keywords: neural network; computer vision; object recognition; Keras; Python
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1 Uvod

Umélé neuronoveé sité se od svého vzniku pouzivaji v mnoha oblastech lidského zivota,
coz je zvlasté patrné v poslednich letech, a to diky rostoucimu poctu specialistii na neuronové
sit¢ a také diky vzniku nastroju a frameworku, které jsou dostupnéjsi a srozumitelné pro
zacateCniky a pouzivaji se k trénovani umélych neuronovych siti. Umélé neuronové sité se
uspeésné pouzivaji v Siroké fade loh, jako je rozpoznavani vzori, prognozovani, detekce
zéavislosti, komprese dat, fidici ulohy a mnoho dalSich. Jednou z dalezitych oblasti prakticke
aplikace neuronovych siti jsou rozpoznavaci ulohy. V modernim svété se rozpoznavani
vzoru stale vice pouziva v kazdodennim Zivoté lidi. Metody a algoritmy teorie rozpoznavani
jsou Siroce pouzivany v mediciné (diagnostika Iékatrskych snimkil), geologii (zkoumani
pfirodnich zdroji na Zemi), robotice (robotické vidéni), astronomii, analyze obrazu,
identifikaci lidi, automatickém navrhu atd.

V souvislosti s vySe uvedenym je téma bakalaiské prace zaméfend na zkoumani a
vyvoj modelu neuronové sité, ktera rozpoznava obrazy. Relevance tohoto programu je
zpusoben Sirokym pouzitim podobnych technologii, a v disledku toho je velmi popularni na

trhu program pro rozpoznavani obrazu.
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2 Cil prace a metodika

2.1 Cil préace

Cilem prace je naprogramovat a naucit neuronovou sit, jejimz ukolem bude

rozpoznavat objekty v digitalnim obrazu.

2.2 Metodika

V prvni teoreticke ¢asti prace bude sezndmeni se s konceptem neuronove sit¢ a umélé
inteligence, principem strojového vidéni. Bude popsan pichled nastroju a zdroju, které se
pouzivaji pro uceni neuronovych siti, véetné¢ toho, jaky dopad maji neuronové sit€¢ na
popkulturu, a také se seznamit s rozSitenym pouzivanim neuronovych siti v naSem zivoté. V
druhé praktické ¢asti praci bude softwarova dokumentace naprogramované neuronové sité
ve vy$§im jazyce Python s vyuzitim frameworku Keras, a nauceni sité pomoci datové sady
palmyrské abecedy, vypracovana podle standardi softwarového inZzenyrstvi. Proces uceni
modelu neuronové sit¢ bude mit Ctyfi faze: 1) Piiprava dat, ze kterych se sit’ bude ucit. 2)
Rozhodnuti o poctu vrstev pouzitych v modelu, jaka bude velikost vstupni a vystupni vrstvy,
jaké aktivacni funkce budou pouzity. 3) UcCeni modelu a jeho ptfizpisobeni datim. Pti
tréninku modelu je nejvétsi pozornost vénovana mnozstvi ¢asu pottebného k tréninku sité.
4) Vyhodnoceni u¢innosti modelu na takové testovaci sad¢, ktera nebyla pouzita k uceni, a

také vytvotfeni matice zaména jeji analyza pomoci klasifika¢nich metrik.
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3 Teoreticka vychodiska

3.1 Uméla inteligence

Historie vzniku pojmu Uméla Inteligence se datuje od 1éta roku 1956, kdy se na
Dartmouth College konal seminaf, kde se setkavali zdjemci o modelovani lidské mysli.

Seminaf v Dartmouthu trval dva mésice, béhem nichz byly schvéleny hlavni body
nové védecké oblasti a ndzev navrzeny Johnem McCarthym "artificial intelligence".
Seminate se zucCastnilo 10 lidi, ktefi byli spojeni s problematikou vyzkumu inteligence,
neuronovych siti, teorie her.

Hlavnim cilem bylo: simulovat uvazZovani, inteligenci a tvirc¢i procesy pomoci
pocitact.

B&hem seminaie byl formulovan jeden z hlavnich principti tvorby umélé inteligence —
zména reakci na proménlivé prostiedi.

Takovouto metodu uceni lze nazvat ,pokusem a omylem®, to znamena, Ze stroj
umistény v ur¢itém prostiedi a s prihlédnutim ke kritériim selhani / Gispéch lze vycvicit k
ucelnému chovani. [1]

Hlavnim problémem je, ze védci v soucasnosti nejsou schopni presné urcit, jak aktivita
neuronit v mozku pfispiva k feSeni problémii. A piestoze se optimistick¢é progndzy
nenaplnily a béhem téchto dvou mésicti se seminaf nestal mistem Zadnych velkych objevil,
ale byl to prave on, kdo dal start védeckym objeviim v oblasti umél¢é inteligence.

V roce 1976 Joseph Weizenbaum, v té dob& profesor pocitatovych véd na
Massachusetts university of technology, napsal knihu ,,Computer Power and Human
Reason®, jejimZ tématem bylo rozliSovat mezi lidskou mysli a strojem, Ze sila poc¢itacovych
vypocetnich systémul nikdy nepieroste do lidské mysli, protoze jsou zasadné odlisné. Tam,
kde se ¢lovek tidi opatrnosti a moudrosti, ma stroj pouze algoritmy. [2]

I po vice nez ptl stoleti maji inteligentni systémy spiSe uzké oblasti pouziti. Naptiklad
programy vytvofené porazit osobu ve videohfe, neni schopen odpovédét na otazky nebo

identifikovat pfedméty na fotografii.
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3.2 Neuronova sit’

Biologicka neuronova sit’ je sekvence neuronti spojenych synapsemi.

Cendrt

Ranvierowvy Synapse

Schwannowy
burky

ad Myelinovad pochva
adro

obrézek 1 - struktura biologické neuronové sité

Buiika neuronu je navrzena tak, aby pfijimala zvenci, zpracovavala, ukladala,
pienasela a vydavala informace ven pomoci elektrickych a chemickych signalt.

Synapse jsou spojeni, pres které vystupni signaly nékterych neuronti vstupuji do
vstupt jinych, ¢imZ spojuji neuronové buiiky a tvoii neuronové sité. Kazdé takové spojeni
je charakterizovano svou vahou

Umélé neuronové sité jsou matematickym modelem, stejné jako jeho softwarova ¢i
hardwarova implementace, postavené na principu biologickych neuronovych siti. To
znamena, ze jsou zjednodusenym modelem biologického analogu a nejsme schopni pomoci

modernich technologii pfesné vytvofit mechanismus lidského mozku. [3]

3.2.1 Neuron a Bias

Strukturalni jednotkou neuronové sit¢ je neuron. Kazdy neuron piijima data,
zpracovava je a poté je predava dalSimu neuronu. D¢li se na tfi hlavni typy: vstup (Zlutd),

skryty (zelena), vystup (Cervena).
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obrézek 2 - neuronova sit
Neuronova sit’ se mtize skladat z mnoha neuront, takzvanych ,,vrstev®.
e Prvni vrstva je vstup, ktery pfijimd informace, mtiZe to byt napt. obraz, zvuk.
e Skryta vrstva, skladajici se z n-poctu skrytych vrstev. Data se dostavaji do skrytych
vrstev, kde jsou jim ptitazeny urcité vahy.
e Na konci je vystupni vrstva, kterd by méla vydavat odpovédi, naptiklad to, co je
Znazornéno na obrazku.

Bias neuron je typ neuronu pouzivany ve vét$iné neuronovych siti. ZvIlastnosti tohoto
typu neuronu je, ze jeho vstup a vystup vzdy se rovna 1 a nikdy nemaji vstupni synapse. Bias
neurony mohou byt bud’ pfitomny v neuronové siti, jeden na vrstvu, nebo zcela chybét.
Spojeni bias neuronil je stejné jako u béznych neuront — se v§emi neurony dalsi irovné, s
vyjimkou, zZe synapse mezi dvéma bias neurony nemtize byt. Proto je 1ze umistit na vstupni
vrstvu a vSechny skryté vrstvy, ale ne na vystupni, protoze prosté¢ nemaji s ¢im vytvaret
spojeni.

Bias neuron je potfeba k tomu, aby bylo mozné ziskat vystupni vysledek posunutim
grafu aktivacni funkce.

Také bias neuron pomaha v piipadé, kdy vSechny vstupni neurony ptijmou jako vstup
0 a bez ohledu na to jakou maji vahu, jsou vSechny 0 budou ptevedeny na dalsi vrstvu, ale
ne v piipadé pritomnosti bias neuronu.

Pfitomnost nebo nepfitomnost bias neuront je hyperparametr. [4]
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3.2.2 Synapse

Synapse je spojeni mezi dvéma neurony a ma pouze jeden parametr — hmotnost. Diky

hmotnosti se vstupni informace méni, kdyz se pienasi z jednoho neuronu do druhého.

input output

W1 =01
W2 =03
W3 =0.2

obréazek 3 - interakce vah
Neuron, ktery ma vétsi vahu, jeho informace bude dominantni v dal§im neuronu. Vahy

jsou distribuovany nahodné pfi aktivaci neuronové sité. [4]

3.2.3 Datova sada, Epocha, Batch, Iterace

Datova sada jsou data, na kterych se neuronova sit’ trénuje. Bézn¢ se data rozd€luji na
trénovaci mnozinu, valida¢ni mnoZinu a testovaci mnozinu.

Pro efektivni zpracovani velkého mnozstvi dat je tfeba pouzit parametry (epocha,
velikost davky, iterace), protoze Casto neni mozné nacist vSechna data do zpracovani
najednou.

Tento problém se fesi tak, Ze se data rozdéli na mensi ¢asti, které se postupné nacitaji,
a na konci kazdého kroku se aktualizuji vahy neuronové sité a pfizptisobuji se datim.

Epocha se zvySuje pokazdé, kdyZ neuronova sit’ projde celou trénovaci sadou.

Protoze jedna epocha je pro pocita¢ ptili§ velkd, je soubor dat rozdélen do malych

davek (batch).

Iterace jsou poctem davek potiebnych k dokonceni jedné epochy.

3.2.4 Hyperparametry

Hyperparametry jsou ru¢né vybrané hodnoty, a jsou zaloZeny na metod¢ pokust a
omyld.

Muizete rozlisit nékolik takovych hodnot:

16



e Rychlost uceni
e Pocet skrytych vrstev
e Pocet neuronti ve vrstveé
Spravny vybér hyperparametri pozitivné ovlivni vysledek vystupu. Nicmén¢ presny
jejich vybér, ptichazi se zkuSenostmi a nejlepsim fesenim by bylo nastudovat rizné piiklady

neuronovych siti na internetu.

3.3 Aktivaéni funkce

Aktivaéni funkce je zptisob, jak normalizovat vstupy. S velkym poctem vstupi jej
provedeme aktivacni funkci a ziskdme vystup v pozadovaném rozsahu.

Je neuron: H =X (vaha * vstup)

Hodnota H mize byt libovolna v rozmezi od minus nekone¢na a plus nekonecna. Ve
skute¢nosti neuron nezna hranici, po které nasleduje aktivace. Pro tento ucel se rozhodli
piidat aktivacni funkci. Aktiva¢ni funkce kontroluje hodnotu H vytvofenou neuronem, aby
zjistila, zda by vnéjsi spojeni méla povazovat tento neuron za aktivovany, nebo jej lze

ignorovat. [5]

3.3.1 Heavisideova funkce

Prvni véc, kterou je tfeba rozhodnout, je to, co povazovat za aktivacni hranici pro
aktivacni funkci. Pokud je hodnota H vétsi nez néjaka prahova hodnota, povazujeme neuron

za aktivovany. Jinak fikdme, Ze neuron je neaktivni.

|..2_ TT T T 17T TT T 1T L LU B N I

Lo~
0a -

G =

0.2 =

._____..._____

wa | ]

g e B

obrazek 4 - heavisideova funkce
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1, 2>0
H@%:{J 2<0

Funkce pfijima hodnotu 1 (aktivovana), kdyz je H> O (hranice) a hodnota 0 (neni
aktivovana) jinak.

Je to jednoduchy zplisob, ale ma své nevyhody. Predstavte si pfipad, kdy je potieba
vice neuroni pro klasifikaci mnoha tfid: tfidal, tfida2, tfida3 atd. Co by se stalo, kdyby
aktivovanych bylo vice nez 1 neuron? VSechny neurony budou mit z aktivacni funkce vystup
1. V tomto piipad€ se objevuji otdzky, jaka tfida by méla byt nakonec ziskana pro dany
objekt. [5]

3.3.2 Linearni funkce

Linearni funkce mé dva linearni useky, kde se aktiva¢ni funkce rovna minimalni a

maximalni dovolené hodnoté.

-0.5 0 0.5

obréazek 5 - linearni funkce

Tato volba aktiva¢ni funkce umoznuje ziskat spektrum hodnot, a to nejen binarni
odpovéd’. Je také mozné spojit n€kolik neuronti dohromady a pokud je aktivovan vice
neurond, rozhoduje se na zékladé maximalni hodnoty. Ale 1 tady jsou problémy.

Nezalezi na tom, kolik vrstev mame. Pokud jsou vSechny od ptirody linearni, pak
posledni aktivaéni funkce v posledni vrstvé bude pouze linearni funkci od vstupli na prvni
vrstve.

To znamena, ze dvé vrstvy (nebo n-vrstvy) mohou byt nahrazeny jednou vrstvou.

Ztratili jsme moznost délat sestavy z vrstev. [5]
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3.3.3 Sigmoidni funkce

Sigmoid je nelinedrni a kombinace téchto funkci produkuje také nelinedrni funkci.

Timto zptisobem mizeme spojit vrstvy.
1-

0.5

L | 6 | L J
-6 -4 -2 0 2 4 6
obrazek 6 - sigmoidni funkce

1
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Dalsi vyhodou takové funkce je, Ze je nebinarni, takze aktivace je na rozdil od

Heavisideovy funkce analogova. Sigmoid ma také hladky gradient.

Sigmoid skute¢né vypada jako vhodna funkce pro klasifikacni ukoly. M4 za cil piinést
hodnoty na jednu stranu kiivky (naptiklad na horni x=2 a dolni x=-2). Toto chovani ndm
umoziuje najit jasné hranice pii predpoveédi.

Dalsi vyhodou sigmoidy nad linearni funkci je nasledujici. V prvnim ptfipadé mame
pevny rozsah hodnot funkce [0,1], zatimco linearni funkce se méni v mezich (- inf, + inf).
Tato vlastnost sigmoidll je velmi uzite¢na, protoze nevede k chybam v piipadé velkych
aktivacnich hodnot.

Dnes je sigmoid jednou z nejcastéjSich aktivacnich funkci v neuronovych sitich. Ale i
ona ma nedostatky.

Kdyz se blizi konce, sigmoidy maji tendenci reagovat na zmény slabé. To znamena,
7e gradient v takovych oblastech ma malé¢ hodnoty. A to zase vede k problémim s
gradientem zmizeni. V takovém piipadé je hodnota ptechodu mala nebo zmizi. Neuronova

sit’ se odmita dale vzdélavat, nebo to déla velmi pomalu. [5]
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3.3.4 Hyperbolicka tangenta

Hyperbolicky tangens je velmi podobny sigmoidovi. A opravdu je to upravena
sigmoidni funkce. Proto ma tato funkce stejné vlastnosti jako u sigmoidl, které byly
pfezkoumany dfive.

inrh hncian

net

DET

nzr

K2

0t

0

z

obréazek 7 - hyperbolicka tangenta

2
1+e—2%

f(x) = tanh(x) =

Tato funkce je také nelinearni, dobie se hodi pro kombinaci vrstev a rozsah funk¢nich

hodnot je [-1, 1]. Nema proto smysl se obavat, Ze aktiva¢ni funkce bude pietizena velkymi
hodnotami.

Rozhodnuti, zda zvolit sigmoid nebo tangens, zavisi na pozadavcich na amplitudu

gradientu. Stejné jako sigmoid ma hyperbolicky tangens problém se zmizenim gradientu. [5]
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3.3.5 Rektifikovana linearni jednotka (ReLu)

ReLu je nelinearni funkce a jakakoli jina funkce miize byt aproximovana kombinaci
ReLu. Vréati hodnotu x, pokud je x kladné, jinak 0. Oblast platnych hodnot ReLu je [0, inf).

10 }

rna
T

T T
obrézek 8 - ReLu
flz) = 27 = max(0, z)

ReLu je nelinearni funkce a jakéakoli jind funkce muze byt aproximovana kombinaci
ReLu. Vrati hodnotu x, pokud je x kladng, jinak 0. Oblast platnych hodnot ReLu je [0, inf).
vypocetnich zdrojii, coz urychluje fyzickou dobu uceni neuronové sité, je to dobré pro
vytvaieni hlubokych neuronovych siti. Také pomoci ReLU mizeme deaktivovat nékteré
neurony, coz op¢t zrychli nasi neuronovou sit’.

Ale, jako u kazdé funkce, u ReLLU existuji nedostatky, je to zpisobeno tim, ze zaporné
vstupni hodnoty budou davat na vystupu nulovy gradient, coz negativné ovlivni proces uceni
neuronové sit€ z diivodu nedostatku aktualizace vahovych koeficientli. Tento problém je
caste¢né vyteSen modifikaci ReLU, v niZ pti zdpornych hodnotéach vstupnich parametri je
pfitazena urCitd linedrni funkce s malym koeficientem proporcionality, ktery umoziuje

zbavit se nulového gradientu a v procesu uceni upravit vahy. [5]

3.3.6 Jak vybrat aktiva¢ni funkci?

Na tuto otazku neexistuje jednoznacna odpoveéd’. Kazda z uvazovanych funkci ma své
charakteristické vlastnosti, vyhody a nevyhody. Zadna z funkci neni univerzalni. Nelze
jednoznacné fict, ve kterém piipad¢ se ma pouzit ReLu, sigmoid nebo tangens. KdyZ znate
nékteré vlastnosti funkce, kterou se snazite aproximovat, zvolte aktivacni funkci, ktera

aproximuje pozadovanou funkci 1épe a vede k rychlejSimu uceni.

21



3.4 Typy architektury neuronovych siti

V soucasné dobé¢ existuji desitky typu architektur neuronovych siti, rozebereme

nékolik z nich.

3.4.1 Perceptron

Perceptron je prvnim modelem neuronové sité, skldda se ze dvou vrstev, vstupni
vrstvy, do které dodavame data, a vystupni vrstvy, ktera dava jako odpoveéd’ 0 nebo 1, podle

toho, zda vstup dosahl urc¢itého iroven nebo ne.

obréazek 9 - perceptron

Takova architektura nemohla pracovat s nékterymi typy logickych uloh a bylo potieba
ji vylepsit. ReSenim bylo zavést skrytou vrstvu, v podstaté je to ndkolik perceptront

piipojeno postupné. [6]

3.4.2 Vicevrstvy perceptron

Vicevrstvy perceptron — sklada se ze tii nebo vice vrstev. Kazdy uzel ve vrstvé je
piipojen ke kazdému uzlu v dalsi vrstve, ¢imz je sit’ pIn€ propojena. Pokud existuji vice nez
dvé skryté vrstvy, povazuje se to za hlubokou neuronovou sit’ (Deep Feed Forward, DFF).

[6]

obrazek 10 - vicevrstvy perceptron
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3.4.3 Konvoluéni neuronova sit’

Konvolu¢ni neuronova sit’ (Convolutional neural network, CNN) — vyuziva variaci
vicevrstveho perceptronu. Prvni vrstvy komprimuji informace, pak normalni perceptron

zpracovava komprimované informace a vydava odpoved. [6]

obréazek 11 - konvolucni neuronovd sit

3.4.4 Dekonvoluéni neuronova sit’

Existuji také Dekonvolu¢ni sit¢ (Deconvolution Network) — ve skutecnosti tyto

neuronové sité€ provadéji operace v obraceném poiadi nez CNN. [6]

obrazek 12 - dekonvolucni neuronova sit

3.5 Princip fungovani neuronovych siti

Pojd’'me si na ptikladu rozebrat princip fungovani neuronovych siti.
Existuje sit’ se dvéma vstupnimi neurony (A1l a A2), jejich odpovidajicimi vdhami (w1
a w2) a skrytym neuronem (H).

Podame na vstup:

Al=1
A2=0
wl=04
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w2 =0,7

Musime vypocitat vazenou castku (Weighted Sum). Jednd se o soucet vstupnich
signall vynasobenych jejich hmotnosti.

Pouzivame vzorec: Hinput = (A1*w1) + (A2*wW2)

To znamena vstupni data neuronu Hinput=1 * 0,4+ 0 *0,7 = 0,4.

Vzhledem k vstupnim dattiim mtzeme ziskat vystupni data dosazenim vstupni hodnoty
do aktiva¢ni funkce.

Aktivacni funkce je funkce, kterd bere jako argument vaZeny soucet. Hodnota této

funkce je vystupni neuron Houtput.

Pouzivame vzorec: Houtput = factivation (Hinput)
A tak budeme opakovat pro vSechny vrstvy, dokud se nedostaneme k vystupnimu

neuronu. [7]

3.5.1 Gradientni sestup

Gradient sestup je metoda nalezeni minimalni hodnoty funkce ztraty. Minimalizace
jakékoli funkce znamena nalezeni nejhlubsSiho tdoli v této funkci. Funkce se pouziva ke
kontrole chyby v prognoézach modelu strojového uceni. Najit minimum znamena dostat co
nejmensi chybu nebo zvysit pfesnost modelu. ZvySujeme presnost tim, ze prochazime

trénovaci datovou sadu pfi nastaveni parametrti naS§eho modelu (vahy a bias).

J(6,.0,) .

obrazek 13 - graf ztratové funkce
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Vv

modelu. V tom pomiize matematicka analyza. Prostfednictvim analyzy vime, ze sklon grafu
funkce je derivaci funkce vzhledem k proménné. Tento sklon vzdy ukazuje k nejblizsi

prohlubni.

dJ

dient =
gradien =

Initial
Weight

Minima

v

w
obrézek 14 - gradientni sestup

Na obrazku 3.14 vidime graf ztratové funkce s jednou vahou. Nyni, kdyz spocitame
sklon (oznacime to 0J/ Ow) ztratové funkce vzhledem k jedné vaze, dostaneme smér, kterym
se musime pohybovat, abychom dosahli lokalnich minim.

Kdyz prochdzime vSechna tréninkova data, neustale ptidavame hodnoty 0J/ 0w pro
kazdou vahu. Protoze ztrata zavisi na ptikladu tréninku, 0J/ ow se také neustale méni.
Shromazdéné hodnoty pak vydélime poctem tréninkovych ptikladi, abychom ziskali
prumér. Tento pramér pak pouZzijeme k Upraveé kazdé hmotnosti.

Kromé¢ ztratové funkce vyzaduje sestup gradientu také gradient, ktery je 0J/ ow
(derivace ztratové funkce s ohledem na jednu vahu, provedend pro vSechny véhy). 0J/ ow

zavisi na volbé ztratové funkce. Nejb&znéjsi ztratovou funkci je sttedni kvadratické chyba.

1+ | |
1(6) = Ez(hﬁ (x®) - ym)z
=1

Derivace této funkce s ohledem na jakoukoli vadhu (tento vzorec ukazuje vypocet

gradientu pro linearni regresi):

0 _ 2 3 T <0 _ ®y,0)
aejMSEw)—mZ(e x — y0)
i=1
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Problém u vétSiny modeld nastava s koeficientem rychlosti uc¢eni. Faktor rychlosti

uceni si Ize ptredstavit jako ,,krok spravnym smérem*, kde smér vychazi z 0J/ ow.

Repeat until convergence {

0, — 0; —a2-J(0)

j ] 98,

}

alpha — je koeficient rychlosti uceni, j — lezi v rozmezi od 0 do mnozstvi vahy a Théta-
j je véha j ve vektoru vah.

Vypocitame 0J / Théta-j (gradient hmotnosti Théta-j) a pak krok velikosti alpha v
tomto sméru. To znamenad, Ze klesame po gradientu.

Je dilezité nastavit rychlost uceni na vhodnou hodnotu, ktera pomize gradientu
sestupu dosédhnout lokdlnich minim. Proto je lep$i nevolit ptili§ vysoké nebo nizké hodnoty.
Pokud je velikost kroku piilis velka, pfekoname minimum: to znamend, Ze mineme
minimum. Pokud je krok pfili§ maly, pouzivdme velmi mnoho iteraci, abychom se dostali

na minimum. [8]

3.6 Metody uceni, Chyby, Matice zimén

Existuji dv€ hlavni metody trénovani neuronove sité — je to s ucitelem (supervised) a

bez ucitele (unsupervised).

3.6.1 Supervised a Backpropogation

Supervised — je metoda uéeni, kde budeme v roli ucitele, a neuronova sit” je student.
Dévame vstupni data a hldsime pozadovany vysledek, takZe neuronova sit’ pochopi, o co se
musi v procesu uceni snazit.

Zabyva se takovou problematikou jak:

e Regrese — délat predpovédi na zakladé dat.
e Kilasifikace — Na zaklad¢ dat pfedpovézte jednu z uvedenych odpoveédi.

Algoritmus zpétného Sifeni chyby (Backpropogation) — populdrni algoritmus uceni
vicevrstvych perceptronti. Odkazuje se na metody vyuky s ucitelem, takze vyZaduje, aby
ucebni piiklady mély cilové hodnoty. Je také jednim z nejznamé;jsich algoritml strojového

uceni.
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Pro posouzeni chyby konkrétniho ptikladu tréninku bereme to, co se ukaze na vystupni
vrstvé v siti a to, co podle nas sit’ méla vydat, a skladame ctverec rozdilu mezi slozkami.
Tim, ze to zopakujeme pro vSechna data ze vzorku a zprimérujeme vysledek, dostaneme
celkovou chybu celé sité. Zajimame se o negativni gradient funkce chyby, kterd informuje o
tom, jak je tfeba zménit vahy a posunout jejich spojeni, aby bylo dosazeno co nejlepsiho
vysledku. Backpropogation je algoritmus pro vypocet tohoto gradientu.

Jadrem algoritmu je pouziti vystupni chyby neuronové sit€¢ pro vypocet hodnot

korekce hmotnosti neuronti ve skrytych vrstvach.

k
E=1%(y—1vy")?
i—=1

k — pocet vystupnich neurond sité, y — cilova hodnota, y’' — skute¢na vystupni
hodnota.

Pti kazdé iteraci probihaji dva prichody siti — vpfed a vzad. Po piimce se vstupni
vektor $ifi ze sitovych vstuptli na jeji vystupy a tvoti n¢jaky vystupni vektor odpovidajici
aktualnimu (skute¢nému) stavu vah. Potom se vypocita chyba neuronové sité jako rozdil
mezi skuteCnymi a cilovymi hodnotami. Na opacném priachodu se tato chyba rozsituje z

vystupu sité na jeji vstupy a provadi se korekce vahy neuronti podle pravidla:
OEq,

Aw;i(n) = —m
ﬂtﬂ-ﬁ 9

wiji — je vaha i spojeni j neuronu, 1 — parametr rychlosti uceni, ktera je umoziuje
dale tidit hodnotou kroku korekce Awij;is cilem vice pfesné nastaveni na minimum chyby a
voli se experimentalné v procesu uceni (se méni v intervalu od 0 do 1).

Vystupni soucet j neuronu je:
]

S = E Hi e
i—1

Muzeme ukazat, ze:

SE aE 255 AE

_ — I ——
g 55 g ! 255
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Z posledniho vyrazu vyplyva, ze diferencidl 0S;j aktiva¢ni funkce neuronti v siti f{S)
musi existovat a nesmi byt v zddném bod¢ roven nule, tj. aktivaéni funkce musi byt
diferencovatelnd na celé Ciselné ose. Proto se pro Backpropogation pouzivaji sigmoidni
aktivacni funkce, naptiklad hyperbolicky tangens.

Algoritmus tedy vyuziva tzv. stochasticky gradientni sestup, ,,pohybujici se* v
multidimenzionalnim vdhovém prostoru ve sméru anti-gradientu, aby bylo dosazeno minima
chybove funkce.

V praxi trénink nepokracuje do jemného nastaveni sit¢ na minimum chybovych funkci,
ale pouze do dosazeni pomérné piesného ptiblizeni. To umozni na jedné strané snizit pocet

iteraci uCeni a na druhé strané se vyhne pteskolovani sité. [9][10]

3.6.2 Unsupervised

Unsupervised je vzacné€j$i druh uceni. Zde se neptame neuronové sité na pozadovanou
odpoveéd’, neuronova sit’ ma pouze vstupni dataset.

Pouzivaji tento druh uceni piedevsim pro clustering, tj. neuronova sit’ se nezavisle
snazi naucit seskupovat data, ktera jsou si podobna nebo jsou spojena riznymi proménnymi.

Non clustering, nékdy pouzivaji termin , koktejlova party*“ — k nalezeni struktury v

chaotickém prostiedi, ptikladem je definice konkrétniho hlasu v davu lidi.

3.6.3 Chyby underfitting a overfitting

Chyba je procentni hodnota, kterd ukazuje rozdil mezi pozadovanou odpovédi a
vyslednym vysledkem. Chyba se pocita kazdou epochu a méla by klesat. Pokud se tak
nestane, znamena to, ze dochazi k chybnému vypoétu v tréninku. Resenim mize byt zadani
hyperparametrii, ale pokud to nepomiize, pak je problém v architektufe neuronové sité.

Nedouceni (underfitting) je ukonceni trénovaciho procesu neuronové sité predtim, nez
dosahne stavu, ktery poskytne dostate¢né malou chybu na trénovaci datové sad¢.

K nedoufeni miize dojit z rlznych divodi. Uzivatel miZe napiiklad nastavit
neuspeSné podminky ukonceni tréninku (pocet iteraci, hodnota tréninkové chyby atd.).
Navic je mozné, Ze konfigurace modelu, kterd neodpovidd feSenému problému, nebo
neuspésna trénovaci sada, prosté nedovoli algoritmu pfibliZit se optimu.

MozZné fesSeni pii underfitting:

e Pfidani novych parametrit modelu

e Pouzijte k popisu modelu, funkci s vy$sim stupném
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e Snizeni regulariza¢niho koeficientu
Pteuceni (overfitting) — je pfipad, kdy je neuronova sit’ presycena daty, v dusledku
¢ehoz "neu¢ se" na datech, ale "pamatuj" je. Podanim novych vstupnich dat narazime na
chybu, ktera ovlivni vysledek. Naptiklad ddme datovou sadu s obrazkem cerné kocky a
fekneme, ze je to kocka, a kdyz neuronova sit’ uvidi bilou kocku, nebude schopna urcit, ze
je to kocka, nebo klasifikovat ¢erného psa jako kocku.
Existuje n¢kolik zptsobi, jak vyiesit preuceni. Zde jsou nékteré z nich:
e Netrénovat neuronovou sit’ dlouho na stejnych datech nebo velmi podobnych
e Snizit pocet parametrti
e Samostatné zobrazit vSechny parametry a nechat jen dulezité

e Regularizace — nechat vSechny parametry, ale snizit jejich hmotnost nebo velikost
[11]

3.6.4 Matice zamén a Klasifika¢ni metriky

Matice zamén (matice chyb) je tabulka, ktera umoznuje vizualizovat uc¢innost
klasifikacniho algoritmu porovndnim piedpovézené hodnoty cilové promeénné s jeji

skute¢nou hodnotou.

Confusion matrix, with normalization 07
anemone JELM 007 000 000 007 007 000 000 000 007 014 000 000
coral 014 005 009 005 000 000 005 005 005 005
& . 06
aab{ 000 014 . 000 000 000 000 000 000 000 000 007 0.00
fish { 000 011 011 m 000 003 003 000 006 000 003 006 011
05
hermit { 006 006 003 000 QGEEM 003 003 003 000 003 016 003 000
kingcrab { 004 007 007 007 004 m 011 004 000 007 004 004 000
z
B ockfish{ 006 009 009 006 003 006 000 000 006 006 009 003 04
w
=
seaurchin { 008 000 000 000 008 004 004 000 004 008 004 000
shadow { 000 000 006 012 000 000 000 000 000 000 000 006 Los
shrimp { 008 008 004 000 008 012 008 000
squid{ 008 008 000 000 017 000 000 000
0.2
starfish { 007 007 007 007 007 007 007 000
turbidity { 000 003 007 010 000 000 000 000 003 000 000 003
T T T T o1
e > © o & © B3 S & K > > &
& & & <« & & & S S Ny &° &
é"’e *© ® <°°¢ 43’& L R
Predicted label
0.0

obrazek 15 - piiklad matice chyb

29



Ptipady na diagondle matice zdmén jsou klasifikovany spravné, piipady mimo
diagonélu jsou chyby.

Na matice zamén stoji za to vénovat pozornost nejprve diagonalnim hodnotam, které
jsou zvyraznény tmavsi barvou. Tato Cisla ukazuji, v kolika ptipadech se predpovéd modelu
a skute¢na hodnota shodovaly, tj. shoda mezi tim, jak model identifikoval data, a tim, co
jsou data ve skutecnosti.

Vsechna ¢isla mimo diagondlu jsou chybné ptredpovédi modelu, tato Cisla ukazuji,
kolikrat se model mylil a ktera data zaménil.

Z matice chyb pak lze vypocitat nékolik metrik souvisejicich s riznymi potiebami. V
této praci jsou vypocteny nasledujici metriky: Precision, recall u F-score.

Precision (pfesnost) — Ize interpretovat jako podil polozZek, které klasifikator oznaci za
pozitivni a které jsou skute¢né pozitivni.

Recall (UplInost) - ukazuje, jaky podil objektt pozitivni tfidy ze vSech objektl pozitivni
ttidy algoritmus nalezl.

Cim vyssi Precision a Recall, tim 1épe. V realném Zivotd viak nelze dosahnout
maximalni pfesnosti a tiplnosti soucasné a je tfeba hledat né¢jakou rovnovahu.

F-score — je harmonicky primér mezi dvéma hlavnimi metrikami Precision a Recall.
F-skdre redukuje tyto metriky na jediné ¢islo, které dosahuje maxima pii maximalni aplnosti
a presnosti a blizi se nule, pokud je jeden z argumentl blizky nule. Na zakladé tohoto
hodnoceni bude mnohem snazsi rozhodnout, zda jsou zmény algoritmu k lepSimu, ¢i nikoli.

[12]

3.7 Rozpoznavani obrazu

Teorie rozpoznavani obrazu je obor informatiky, ktery se zabyva vyvojem identifikaci
a klasifikaci konkrétnich objektli, procesi, situaci z celkové hmotnosti na obrazku.

V nasi dobé informacniho pietizeni, kdy cloveék nemiize vyrovnat se s timto husty tok
informaci, je problém rozpoznavani obrazi ziskava stale vétsi vyznam, a stale vice pfitahuje
pozornost riznych primyslovych odvétvi.

Existuji tfi hlavni metody rozpoznavani grafickych obrazii:

e [terani metoda, kdyZ prochazite pohled na objekt pod riiznymi Uhly, métitky,
posuny. U pismen iterujte pismo, vlastnosti pisma atd.
e Hledat obrys objektii a prozkoumat jeho vlastnosti, jako je pfitomnost uhlf, spojitost

atd.
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e Pouziti umélé neuronové sité. Tato metoda bude vyzadovat velkou sadu piiklada
uloh rozpozndvani se spravnou odpovédi nebo vytvoieni specidlni struktury
neuronove sité, ktera zohlediuje specifika ulohy.

S rozpoznavanim obrazl pracuji i dal$i podobné oblasti, jako je pocitatové vidéni,

zpracovani obrazu, a strojové vidéni. [13][14]

3.7.1 Poclitatové vidéni

Pocitacové videéni je soubor technik pro vyuku stroju k ziskavani informaci z obrazku
nebo videa. Aby pocita¢ naSel na obrazcich urcité predméty, musi se to naucit. K tomu je
vytvofen trénovaci vzorek, z nichz ¢ast obsahuje hledany objekt a druha ¢ast naopak
neobsahuje. Déle ptijde strojové uceni, pocitac analyzuje obraz ze vzorku, urcuje, jaké znaky
a jejich kombinace ukazuji na pfitomnost hledanych objektt, a vypocita jejich vyznam. Po
dokonceni Skoleni, pocitacové vidéni lze pouzit v praxi. Pouziva se v oblastech, jako jsou:
video dohled, syst¢émy modelovani objektl a prostiedi (topografie), systémy interakce stroje

a C¢loveka, rozsitena realita atd. [14][15]

3.7.2 Zpracovavani obrazu

Zpracovani obrazu — nebo analyza obrazu, se zaméfuje na praci s dvojrozmérnymi
obrazky.
Pouziva se jak pro piijem obrazu na vystupu, napiiklad televizniho vysilani, a pro

ziskani dalSich informaci, jako je definice textu, identifikace osoby atp. [13]

3.7.3 Strojové vidéni

Strojové vidéni je aplikace pocitacového vidéni pro primysl a vyrobu a od
pocitacového vidéni se lisi tim, Ze oblast zajmu a aplikace je zaméfena na vstupné-vystupni
zafizeni a pocitaCové sité, které jsou urceny k fizeni vyrobnich zafizeni. Jednou z
nejbéznéjSich aplikaci je kontrola primyslového zbozi, jako jsou automobily, léky,

potraviny. Lidé pak kontroluji ¢ast zboZzi a vyvozuji zavéry o kvalité kontroly. [15]

3.7.4 Princip rozpoznavani obrazu

Pro pocita¢ je obraz sadou pixell, z nichZ kazdd ma svou vlastni hodnotu jasu nebo
barvy. Aby stroj ziskal pfedstavu o obsahu obrazku, je zpracovan pomoci specialnich
algoritmi. Nejprve jsou identifikovana potencidlné vyznamnd mista, coz lze provést

nékolika zpiisoby.
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Jednou z takovych metod Gaussian Blur je dolnopropustny filtr, ktery vyhlazuje
nerovnomérné hodnoty pixeli v obrdzku ofiznutim nejvysSich hodnot. Na obrazek se
pouziva n¢kolikrat pomoci riznych poloméri rozostieni, pak se vysledky porovnavaji mezi
sebou, a to umozni identifikovat nejkontrastnéj$i momenty, svétlé body a zalomeni Car.
Jakmile jsou nalezena vyznamna mista, pocita¢ je popisuje v ¢islech.

Zaznam fragmentu obrazku v Ciselné podobé se nazyva deskriptor. S jeho pomoci
muzete presné porovnavat fragmenty obrazu bez pouziti samotnych fragmentd.

Pro urychleni vypoétu pocita¢ provadi clustering, tedy rozdéleni deskriptorti do
skupin.

Do stejného clusteru spadaji podobné deskriptory z riznych obrazki.

Po clusteringu se dulezité stdva pouze Cislo clusteru s deskriptorem, ktery je nejvice
podobny datiim.

Piechod od deskriptoru k ¢islu clusteru se nazyva kvantizace (Quantization) a samotné
¢islo clusteru je kvantované ¢islo. Kvantizace vyrazné snizuje mnozstvi dat, kterd je tfeba
zpracovat v pocitaci.

Na zaklad¢ kvantovani deskriptory, poc¢ita¢ miize porovnat obraz a rozpoznat objekty
na nich. Stroj porovnava sady kvantovanych deskriptort z riznych obrazkt a vyvozuje, jak

jsou oni nebo jejich jednotlivé fragmenty podobné. [13][14][16]

3.8 Programy pro vytvareni a uceni neuronovych siti

Neuronove sité jsou vytvaieny a trénovany piedevsim v Pythonu, ale ¢asto schopnosti
jazyka nestaCi na efektivni implementaci. Pro praci s neuronovymi sitémi by tedy byla
plati, Ze neuronovou sit’ mizete napsat v jakémkoli Turingové kompletnim programovacim
jazyce. Ale popularita urc¢itych jazykl pro tento kol je zplisobena skute¢nosti, ze pro urcity
jazyk bylo napsano vice pomocnych knihoven, coz snizuje mnozstvi prace. Takze v Pythonu
se takovy vyvoj dostal tak daleko, Ze neuronové sit€ mohou byt napsany v n€kolika fadcich
kodu.

3.8.1 Framework a knihovny

Framework je sada nastroji a standardnich implementaci, které umoziuji rychlejsi
vyvoj jakéhokoli softwarového produktu. Termin "framework" je pomérné vagni a mize

znamenat mnoho riznych véci v zavislosti na kontextu. Frameworkem muze byt cokoli, co
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se pouziva pii vyvoji aplikaci: knihovna, soubor mnoha knihoven, soubor skriptii, nebo
jakykoli software potiebny k vytvoteni aplikace. [17]

Nejpopularnéjsi frameworky pro praci s hlubokym ucenim:

Deep Learning Framework Power Scores 2018
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obrazek 16 - nejpopuldrnési frameworky roku 2018

3.8.2 TensorFlow

TensorFlow je open source knihovna vytvofena pro Python tymem Google Brain.
Zpracovava mnoho rtiznych algoritmi a modell, coz umoznuje uzivateli realizovat hluboké
neuronové sité pro pouziti v takovych ukolech, jako je rozpoznavani a klasifikace obrazu, a
zpracovani piirozeného jazyka.

TensorFlow funguje tak, ze implementuje fadu uzli zpracovani, z nichz kazdy
piedstavuje matematickou operaci, a celd fada uzla se nazyva ,,graf*. Tato knihovna pracuje
se statickym vypocetnim grafem. To znamend, Ze nejprve definujeme graf, pak spustime
vypolty a v piipad¢ potifeby provedeme zmény v architektufe, znovu vycvicime model.
Tento pfistup je zvolen v zajmu efektivity, ale mnoho modernich néstrojii neuronovych siti

je schopno zohlednit upfesnéni v procesu uceni bez vyznamné ztraty rychlosti uceni.

[18][19]

3.8.3 PyTorch

PyTorch — pracuje na dynamicky aktualizovaném grafu. To znamena, ze vam
umoziiuje provadét zmény v architekture v procesu. PyTorch mize pouZzivat standardni
debuggery jako pdb nebo PyCharm. Proces trénovani neuronové sité je jednoduchy a jasny.

Ale na rozdil od TensorFlow je popsany framework hlubokého uceni mnohem méné
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flexibilni pti podpofie riznych platforem. PyTorch také nema nativni nastroje pro vizualizaci

dat. [18]

3.8.4 Keras

Keras je doplnék TensorFlow, CNTK a Theano. Lze jeho vSak povazovat za
framework, protoze se pouziva k vytvareni kompletnich feSeni, jako je Mask R-CNN a
face classification. Také pokud jde o feSeni uloh rozpoznavani obrazii a strojového
ptekladu, Keras je vZdy povaZovan za alternativu k TensorFlow a PyTorch, protoZe se
snadno pouziva, snadno se u¢i a ma dobrou dokumentaci. Je vhodny pro malé projekty,
protoze je tézké na ném vytvorit néco velkého, Keras jasné prohraje TensorFlow ve vykonu

neuronovych siti. [18][19]

3.8.5 Caffe

Caffe je systém hlubokého uceni zesileny C, C++, Pythonem a MATLABEM. Mezi
ostatnimi frameworky vynika svou rychlosti a mobilitou, stejné jako svou uziteCnosti pii
zobrazovani konvolu¢nich neuronovych systému. Pouziti knihovny C++ poskytuje ptistup

k systémim hlubokého sitového archivu Caffe Model Zoo. [19]

3.8.6 MXNet

MXNet je systém hlubokého uceni. Podporuje Python, R, C++ a Julia. Framework
umoziuje klientovi kdédovat v raznych programovacich dialektech. Backend je napsan v
C++ a CUDA (hardwarova a softwarova paralelni vypocetni architektura), takze MXNet

muze $kalovat a pracovat s vice GPU. [19]

3.8.7 Microsoft Cognitive Toolkit

Microsoft Cognitive Toolkit (CNTK) je open source sada ndstroji pro hluboké uceni.
Framework popisuje neuronové sité jako sérii vypocetnich krokl prostfednictvim
orientovaneho grafu. Poskytuje uzivateli moznost snadno implementovat a kombinovat
oblibené typy modelil, jako jsou dopiedné DNN, konvolucni neuronové sité a rekurentni

neuronové sité. [19]

3.9 Neuronové sité v naSem zivoté

Stroje jsou v dne$ni dob¢é schopné fesit stdle vice procest, za které lidé diive

odpovidali. Navic je kvalitn€j$i a v mnoha ptipadech levnéjsi. Neuronové sité jsou jiz nyni
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pevné integrovany do naseho kazdodenniho zivota. Vyhledédvaci algoritmy od spole¢nosti
Google a Apple jsou postaveny na neuronovych sitich. Online ptekladatelé vyuzivaji pii své
praci neuronovou sit. Sluzby doporuceni produktl, které vidime na mnoha webovych
strankéch, jsou také zalozeny na neuronovych sitich.

Popularita neuronovych siti zvlasté rychle roste po roce 2010. Az do roku 2010 prosté
neexistovala zadna dostatecné velka databaze, ktera by kvalitativné trénovala neuronové sité
k feSeni urcitych tkold, zejména souvisejicich s rozpoznavanim a klasifikaci obrazu.
Neuronové sité proto Casto chybovaly: pletly si kocku se psem, nebo jesté hif, obrazek
zdravého organu s obrazkem organu postizeného nddorem.

V roce 2010 se ale objevila databaze ImageNet obsahujici 14 miliond obrazka ve 22
000 kategoriich. ImageNet byl mnohokrat vétSi nez existujici databadze obrazka a byl
ptistupny kazdému specialistovi. S takovymi objemy dat se neuronové sit€ mohly naucit
délat témef bezchybna rozhodnuti. [20]

Déle jsou uvedeny nékteré piiklady uspéSného pouziti neuronovych siti v riznych

oblastech lidského zivota.

3.9.1 Zdravotnictvi

Nejvétsi Sifeni neuronovych siti v medicing se dostalo pravé v oblasti prace s obrazky.
Pracovni postupy lékaiskych organizaci jsou neoddélitelné spojeny se sbérem, zpracovanim
a analyzou riiznych medicinskych obrazovych dat: x-ray, pocitacova tomografie a tak dale.

Prvnim lékem vytvoifenym pomoci neuronové sité¢ a zafazenym do faze klinickych
zkousek byl 1ék DSP-1181. Byl vyvinut spolecnosti Exscientia ve spolupraci s japonskou
farmaceutickou spole¢nosti a je uréen pro 1é¢bu pacientd s obsedantné-kompulzivni
poruchou. Vyzkumnikiim obvykle trva asi pét let, nez takové léky vyvinou. Uméla
inteligence si s timto Ukolem poradila za jeden rok.

Analyza DNA je perspektivni a aktivné se rozvijejici oblasti aplikace neuronovych
siti. Naptiklad nastroj vyvinuty Michiganskou statni univerzitou provadi geneticky vyzkum
a umoznuje lidskému genomu urcit jeho vysku s presnosti na tii centimetry, predpovidat
vyvoj tak zdvaznych onemocnéni, jako je rakovina, infarkt a identifikovat mutace, které
ovliviiuji hustotu kostni tkdng, a dokonce i piredpovédét uroven vzdélani, kterého mize

dosahnout ¢loveék.

35



Program Voice2Med Setii Cas lékare vyplnovat rizné druhy dokumentace. Diky
hlasovému vypliiovani zdravotni dokumentace. Sluzba obsahuje specializované slovniky,

které umoziuji spravné rozpoznani Iékarskych termind. [21]

3.9.2 Dopravni prostiedek

Bezpilotni automobily — koncept, na kterém pracuje vétsina velkych korporaci, stejné
jako technologické spole¢nosti (Google, Uber a dalsi) a startupti, které piti své praci spoléhaji
na neuronové sité. Neuronové sité jsou zodpovédné za rozpoznani okolnich objektt, at’ uz
je to jiné auto, chodec nebo jina piekazka. Potencidl umélé inteligence v této oblasti neni
omezen na autopilota. Auta, integrovany do internetovych véci, bude shromazd’ovat
informace o preferencich cestujicich a automaticky regulovat teplotu v kabiné, hlasitost

radia, polohy sedadel a dal$i parametry.

3.9.3 Zemédélstvi

Inzenyti spoleCnosti Microsoft spole¢né¢ s védci z ICRISAT pouzivaji umélou
inteligenci k urceni optimalniho ¢asu vysevu v Indii. Aplikace, ktera pouziva Microsoft
Cortana Intelligence Suite, také sleduje stav pudy a vybira potiebna hnojiva. Pivodné se na
programu podilelo jen 175 zemédélcii ze sedmi vesnic. Zacali s vysevem az po prislusSném

SMS oznameni. V dusledku toho sklizeli 0 30-40 % vice nez obvykle. [24]

3.9.4 Bezpecnost

Vyvojovy tym z University of Technology Sydney pfedstavil drony pro hlidkovani
plazi. Hlavnim ukolem dronti bude hledani zraloki v pobieznich vodach a varovani lidi na
plazich. Analyzu video dat provadé¢ji neuronové sité, coz vyrazné ovlivnilo vysledky:
vyvojari tvrdi, Ze pravdépodobnost detekce a identifikace Zralokl je az 90 %, zatimco
operator sledujici video z dront Gspé$né rozpozna zralokl pouze v 20-30 % piipadu. [22]

Analyza provedena spolecnosti Deep Instinct ukazala, Ze nové verze virovych
programu se prakticky neli$i od ptedchozich, zména je od 2 % do 10 %. Self-learning model
vyvinuty Deep Instinct, na zdklad¢ téchto informaci je schopen s vysokou presnosti urcit

infikované soubory. [23]
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3.9.5 Uméni a zdbava

Dftive se mélo za to, ze strojové uceni nikdy nemlize nahradit clovéka v uméni. Ale
souCasné neuronové sit€¢ mohou kreslit obrazy, sklddat hudbu, restaurovat filmy a psat
¢lanky.

Nasleduje ne€kolik prikladl pouziti neuronovych siti v uméni a zdbave.

Deepfake — je specialni technologie, kterd je pomoci neuronovych siti a dat schopna
vytvaret nové obrazky zalozené na jinych. S jeho pomoci miizete zménit stavajici tvafe na
uplné jiné.

DALL-E — tuto sluzbu vytvofila nekomeréni spolecnost OpenAl, zaloZzend na
algoritmu gpt3. SluZzba vytvoii obrazek na zakladé anglickych popisnych slov. Pfi jejich
vytvareni bere neuronova sit’ v ivahu 12 miliard parametri, mezi které patii barva, vyska,
umisténi a nazvy objektu. Diky tomu je DALL-E schopen vytvaiet realistické fotografie
neexistujicich objekti. [25]

Generative Pre-trained Transformer 3 (gpt3) — jeden z nejdokonalej$ich programa,
ktery chape jazyky, stejn¢ je vyvinut spole¢nosti OpenAl. Program je schopen na zakladé
prvnich napsanych vét, dopsat cely ¢lanek nebo maly ptibéh. Je schopen napodobit partnera
v textovém chatu na socidlni siti, pficemz odbornici potvrzuji, Zze gpt3 rozumi i pomérné
specializovanym otazkam. [26]

A to byla jen mala ¢ast toho, ¢eho jsou moderni neuronové sité schopny. Kazdy rok
vytvaii vice a vice databazi a tréninkovych sad, diky cemuz se vyvoj a trénink neuronovych
siti stava snadnéjsSim a dostupnéjSim, coz vede k nartistu zajemcl o toto odvétvi a vzniku

novych typti neuronovych siti pro feSeni nejrtiznéjsSich kazdodennich i globalnich problémii.
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4  Vlastni prace

4.1 Cil

Cilem praktické ¢asti je vytvofit a natrénovat neuronovou sit' pro rozpoznavani
digitalnich obrazka palmyrské abecedy. Vzhledem k malému poctu obrazkii v datovém
souboru je jednim ztkoli augmentovat obrazky, tj. rozsifit objem dat pomoci jejich
modifikace. Nakonec se provede vyhodnoceni modelu neuronové sit¢ pomoci Matice
zamen.

Neuronova sit’ byla vytvofena a natrénovana v programovacim jazyce Python (verze
3.9.6) ve vyvojovém prostiedi Jupyter Notebook, kde je mozné okamzité vidét vysledek
provadéni kodu a jeho jednotlivé fragmenty.

Cely datovy soubor pro uceni a testovani neuronové sité byl ziskdn od Ing. Adéla

Hamplova.

4.2 Priprava dat na Skoleni

Prvnim krokem pii praci s daty, at’ uz jde o analyzu dat nebo trénovani neuronovych
siti, je priprava téchto dat. Hlavni kroky tohoto procesu zahrnuji shromazd’ovani, filtrovani
a oznaCovani nezpracovanych dat do podoby vhodné pro algoritmy strojového uceni a
nasledné zkoumani a vizualizaci dat. Tyto postupy zabiraji vétSinu Casu vénovaného
strojovému uceni.

Pro tuto bakaléiskou praci byl poskytnut soubor dat rozdéleny do 28 slozek, pricemz
kazda slozka odpovidala ndzvu jednoho z pismen palmyrské abecedy. Kazda slozka
obsahovala pfiblizné 390 az 500 obrazku ptislusSného pismene a velikost kazdého obrazku
byla 224x224 pixela.

Pti ptipravé téchto dat jsem se rozhodl vytvoftit tfi datové sady:

e Treéninkovy soubor dat
e Ové&fovaci soubor dat
e Soubor dat pro testovani
K trénovani se pouZziva tréninkova sada dat, na které se model uc¢i skryté pfiznaky a

vzorce v datech.
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K ovéteni vykonnosti modelu béhem trénovani se pouziva ovétovaci soubor dat. Tento
proces poskytuje informace, které pomadahaji adekvatné upravit hyperparametry a
konfigurace modelu.

Testovaci sada je samostatny soubor dat, ktery se pouziva k testovani modelu po
dokonceni trénovani. Poskytuje objektivni kone¢nou metriku vykonnosti modelu z hlediska
presnosti predpoveédi.

Kazdy soubor obsahuje 28 slozek s pismeny, ale trénovaci soubor nyni obsahuje 279
obrazkl v kazdé slozce, ovétovaci a testovaci sada obsahuji po 60 obrazk?.

Takové nerovnomérné rozlozeni dat je nezbytné pro spravné trénovani neuronove sité,

kdy vétSina dat jde na trénovani a pouze 10-20 % celkovych dat jde na ovéfovani a testovani.

4.3 Pripojeni potfebnych knihoven

Po dokonceni pfipravy dat je moZné zacit vytvaret neuronovou sit’.

Nejdiive je nutné zapojit vSechny potifebné knihovny, které budou v této praci pouzity.

import os

import tensorflow as tf

import seaborn as sn

import numpy as np

from keras.models import load model

from keras.optimizers import Adam

from keras.preprocessing.image import ImageDataGenerator

from keras.models import Sequential

from keras.layers import Conv2D, MaxPooling2D, Dense, Flatten, Dropout,
Activation

import matplotlib.pyplot as plt

from keras.callbacks import EarlyStopping, ModelCheckpoint

from sklearn.metrics import confusion matrix, classification_report

%matplotlib inline

Zde jsou propojeny Tenserflow, Keras, Seaborn, Matplotlib a Sklearn.

Tenserflow a Keras pomohou pracovat se samotnou neuronovou siti a poskytnou riizné
komfortni funkce pro trénovani a na¢itani modelu a také funkci pro monitorovani trénovani,
kterd pomlze ulozit model po kazdé epoSe a zastavit trénovani v piipad€, Zze dojde k

preskoleni.
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Numpy, Seaborn, Matplotlib, Sklearn jsou potiebné pro praci s grafy, maticemi, stejné

jako schopnost podporovat matematické funkce na vysoké drovni.

4.4 Propojeni datovych souborii

Dalsim krokem je ptipojeni dat.

train_dir = ('D:/Neural_network_(Denis_Voinkov)/train'")
val dir = ('D:/Neural_network_(Denis_Voinkov)/val')
test dir = ('D:/Neural_network_ (Denis_Voinkov)/test')
(224, 224)

20

image_size

batch_size

Bylo rozhodnuto vytvofit tfi proménné: train_dir, val_dir, test_dir které
obsahuji cestu k pfislusné slozce s daty.

Zde jsem také vytvofil proménnou image_size obsahujici velikost obrazku, ktera je
v tomto piipad€ 224x224 pixeld.

ProtoZe nemizeme prohnat celou sadu dat neuronovou siti najednou, musime ji
rozdélit do nékolika davek, proménnd batch_size urcuje velikost jedné davky, protoze

mame malou sadu dat, pouzijeme velikost 20 obrazkii na davku.

4.5 Vytvoreni generatoru obrazki

45.1 RozSireni dat

Rozsiteni dat je vytvofeni novych dat ze stavajicich dat. RozSifeni lze pouZzit na
jakykoli typ dat, od cisel po obrazky. Stavajici fotografie 1ze naptiklad deformovat, otacet a
ofezévat, aby se zvysil pocet snimkd.

Generator obrazki je vytvoren na zakladé tfidy ImageDataGenerator.,

train_datagen = ImageDataGenerator(rescale=1. / 255,
rotation_range=20,
width_shift range=0.2,
height_shift_range=0.2,
zoom_range=0.2,

fill mode="nearest")
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erotation_range urcuje maximalni pocet stupiid, o které lze obrazek otocit
ewidth_shift_range posune obrazek o 20 % na Sirku
eheight shift_range posune obrazek o 20 % na vysku

e zoom_range zvetsi obrazek o 20 %

Keras pii pouziti tohoto generatoru ndhodné vybere nékolik téchto variant a pouzije je
na pivodni obrazek.

Bylo testovano nékolik variant, jak silné bude generator deformovat obrazek.
Nastaveni se silné€j$i deformaci poskytovala vysledky nevhodné pro trénovani neuronové
sité, protoze pismena Casto presahovala hranice obrazu.

Ptiklad augmentace pismene Aleph, ktera neni vhodna pro pouziti pti Skoleni:
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obrazek 17 - priklad Spatné augmentovaného obrazu

4.5.2 Kontrola augmentace obrazu

Pro kontrolu spravné funkce generdtoru je tieba vybrat libovolny obrazek z

trénovaciho souboru dat, v tomto ptipadé¢ bylo vybrano pismeno Aleph.

image file_name = train_dir + '/Aleph//Aleph (105).jpg"
img = tf.keras.utils.load _img(image_file name, target size=(224, 224))
plt.imshow(img)
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Vysledek je nasledujici:

0

100

150

obrazek 18 - pismeno Aleph z trénovaciho souboru dat

Toto pismeno Aleph z trenovaciho souboru dat neni zadnym zpusobem rozsifeno.

Dale provedeme augmentaci vybraného obrazku pomoci generatoru.

x
1l

plt.

tf.keras.utils.img_to_array(img)
x.reshape((1,) + x.shape)
0
batch in train_datagen.flow(x, batch_size=1):
plt.figure(i)
imgplot = plt.imshow(tf.keras.utils.array_to_img(batch[@]))
i+=1
if 1% 4 == 0:
break

show()

Protoze generator mize bézet neomezené dlouho, je tfeba zadat ukonceni cyklu.
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Na zaklad¢ toho bylo ziskédno nékolik vysledkli augmentace obrazu:

0 0 0

50 50 50
100 \

100 \ A( 100
~ 150 B / \

150 \ 150

200 200 200

0 50 100 150 200 0 50 100 150 200 0 50 100 150 200

obrazek 19 - priklad augmentace obrazu
Vysledné obrazky vykazuji posuny na vysku, sitku a oto¢eni o nékolik stupn, i kdyz
se obrazky pftili§ nelisi, k tréninku neuronové sité to staci. Z toho miizeme vyvodit zavér, ze

generator funguje spravné a je ptipraven k pouziti na celou trénovaci sadu dat.

4.5.3 Generatory pro trénovani, ovérovani a testovani

Na zaklad¢ augmentovanych obrazki z trénovaciho souboru dat je vytvoren specialni

generator trénovacich dat.
train_generator = train_datagen.flow from directory(
train_dir,
target _size=image_size,

batch size=batch_size,

class _mode="categorical')

class_mode pouziva categorical, protoZze tento dokument ma 28 tfid pro predikci,
ttidu pro kazdé pismeno, coz je pro vzajemné se vylucujici oznaceni. Naptiklad: pes nemuize
byt kocka, ¢lovék neni pes atd.

Vzhledem k tomu, Ze b&hem validace a testovani neni rozSifeni dat potieba, je

specialng€ pro tyto operace vytvoien dalsi samostatny generator.
test_datagen = ImageDataGenerator(rescale=1. / 255)

Tento generator déli hodnotu kazdého pixelu Cislem 255, takze vstup do neuronové

sité je meziO a 1.
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Z tohoto generatoru jsou pak vygenerovany nasledujici dva, které slouzi k ovéfeni a

otestovani modelu.

Generator dat pro ovéfeni na zakladé obrazkl z ptislusného katalogu:

val generator = test _datagen.flow_ from directory(
val_dir,
target_size=image_size,
batch_size=batch_size,

class_mode="categorical')
Generator dat pro testovani na zaklad¢ obrazku z ptislusného katalogu:

test_generator = test_datagen.flow_from_directory(
test dir,
shuffle = False,
target _size=image_size,
batch_size=batch_size,

class _mode="categorical')

4.6 EarlyStopping

Keras nabizi velmi uzite¢nou funkci zpétnych volani (callbacks), pomoci které lze
implementovat mnoho praktickych funkci. V této praci jsou vyuzity dvé funkce, a to
EarlyStopping a ModelCheckpoint.

early stop = EarlyStopping(monitor='val_loss', min_delta=0.001,
patience=10, mode='auto')
chkpt = ModelCheckpoint("D:/Neural_network_(Denis_Voinkov)/model_1.h5",
monitor="val_loss',
save_best only=True,
mode="auto")

callbacks = [early_stop, chkpt]

EarlyStopping pomdaha automaticky zjistit pfetrénovani neuronové sit¢ a zastavit

uceni.
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Funguje to nasledovné: po kazdé epose se zkontroluje hodnota val_loss, tj. ztrata na
ovefovacich datech, pokud se tato hodnota snizi, vSe je v poradku, uceni pokracuje a funkce
checkpoint po uspésné epose ulozi model. V piipadé, ze se val_loss nezméni, nedojde po
takové epose k ulozeni. Parametr patience (trpélivost) urcuje, kolik epoch musi projit bez
snizeni hodnoty val_loss pied ukonc¢enim tréninku.

cvvr

neuronoVveé sité bude ukoncen pied zahajenim jejiho preskolovani.

4.7 Vytvoreni neuronové sité

Dalsim krokem, jakmile jsou sady dat pfipraveny a nastaveny, je vytvoieni
architektury neuronové sité.

V ptipad¢ této prace byla pouzita Konvolucni neuronova sit, protoze tento typ
neuronoVve sité je nejvhodné;jsi pro tlohy klasifikace digitalnich obraz.

Samotna architektura CNN, pocet skrytych a plné propojenych vrstev se muze liSit a
jejich parametry mohou byt riizné a nejsou presné definovany.

Pro teseni ikolu bylo natrénovano celkem 6 riznych modeli neuronovych siti s riznou

vvvvvv

bakalarské praci.

model = Sequential()

model.add(Conv2D(16, (5, 5), input shape=(224, 224, 3)))
model.add(Activation('relu’))
model.add(MaxPooling2D(pool size=(2, 2)))

model.add(Conv2D(32, (5, 5)))
model.add(Activation('relu’))
model.add(MaxPooling2D(pool size=(2, 2)))

model.add(Conv2D(64, (5, 5)))
model.add(Activation('relu'))
model.add(MaxPooling2D(pool size=(2, 2)))

model.add(Conv2D(128, (5, 5)))
model.add(Activation('relu'))
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model.add(MaxPooling2D(pool size=(2, 2)))

model.add(Flatten())
model.add(Dense(1024))
model.add(Activation('relu'))
model.add(Dropout(0.2))
model.add(Dense(256))
model.add(Activation('relu"))
model.add(Dropout(0.2))
model.add(Dense(28))
model.add(Activation('softmax"))

Tato architektura je pomérn¢ tradicni pro problémy klasifikace obrazu. Stiida
konvoluéni vrstvy a max pooling vrstvy, pfi¢emz jedna konvoluce ma velikost 5x5. Na konci
je cast s plnym propojenim pro klasifikaci a vystupem je 28 neuroni podle poctu tfid v
datové sad¢.

Sit” vytvofena k feseni problému je hluboka a vyuziva 11 vrstev:

e 4 konvolu¢ni vrstvy
e 4 max pooling vrstvy

e 3 pln¢€ propojené vrstvy

4.7.1 Konvoluéni neuronova sit’

Podivejme se podrobnéji na architekturu konvolu¢ni neuronové site.

model = Sequential() - vytvofi se fetézova sit, kde vrstvy nésleduji jedna za
druhou.

model.add(Conv2D(16, (5, 5), input shape=(224, 224, 3))) - konvolucni
vrstva, kterd pracuje s dvourozmérnymi daty, vrstva ma 16 map ptiznakl, velikost
konvolu¢niho jadra 5x5, velikost vstupnich dat 224x224x3, coZ odpovid4d 3 obrazovym
kanalim pro barevny kod RGB a velikosti obrazu 224x224 pixelt.

model.add(Activation('relu')) - jako aktivacni funkce se pouziva ReLu.

model.add(MaxPooling2D(pool size=(2, 2))) - vrstva max pooling s redukci
dimenzionality 2x2.

Nasleduje nékolik dalSich podobnych vrstev, kde se méni pouze velikost map

ptiznakda.
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Po konvolu¢ni kaskadé nasleduje klasifikator, ktery na zékladé¢ znakti nalezenych

konvoluéni siti urci, do které tfidy objekt na obrazku patfi.

4.7.2 Plné propojena cast

Podivejme se nyni blize na architekturu plné€ propojené ¢asti neuronové site.

model.add(Flatten()) - prevede sit’ z dvourozmérné reprezentace na plochou.

model.add(Dense(1024)) - plné propojena vrstva obsahujici 1024 neuronti a
vyuzivajici aktivaci ReLu. Poté nasleduje dalsi vrstva s 256 neurony.

model.add(Dropout(0.2)) - technika prevence overfittingu, je ndhodné vypnuto
nékolik neuronti s pravdépodobnosti 20 %, takze zbyvajici neurony v siti musi samy vybrat
vahy.

model.add(Dense(28)) - vystupni vrstva s 28 neurony podle poctu tfid v souboru
dat.

model.add(Activation('softmax')) - na této vrstvé pouziva aktivani funkci
softmax, kterd odpovida pravdépodobnosti vyskytu urcité tfidy, pricemz celkova vystupni

hodnota vSech 28 neuront je rovna jedné.

4.7.3 Kompilace modelu

Jakmile je sit’ nastavena, méla by byt zkompilovana.

model.compile(loss="categorical_ crossentropy’,
optimizer=Adam(),

metrics=['accuracy'])

Vola se metoda model.compile, ktera jako chybovou funkci pouziva kategorialni
crossentropii, coz je vhodné, pokud je vystupem pravdépodobnost vyskytu ttid.

Optimalizovat pomoci Adam — jednoho z nejefektivnéjsich optimaliza¢nich algoritmt
pro trénovani neuronovych siti.

Jako métitko pouzivame accuracy (pfesnost).

4.7.4 Trénovani neuronové sité

history = model.fit(
train_generator,

steps_per_epoch=100,
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epochs=100,
validation_data=val_generator,
validation_steps=25,

callbacks = callbacks)

Pro trénovani sit¢ volame metodu fit. Trénujeme sit’ pomoci train_generator, jehoz
vystupni data jiz zohlediuji augmentaci obrazu, a protoze generator muze bézet nekonecné
dlouho, je nutné zadat pocet krok na epochu steps _per_epoch.

Dale je tfeba zadat pocet epoch. Vzhledem k tomu, ze zpétna volani EarlyStopping
byla propojena, bylo zadano 100 epoch, protoze neexistuje moznost pietrénovani.

Pro ovéteni val_generator je rovnéz urCen generator dat, a protoze tento generator

miize bézet neomezené dlouho, je urcen konkrétni pocet krokt - 25.

Vysledek uceni:
Epoch 32/100
100/160 [ =========] - 1005 993ms/step - loss: 8.6186 - accuracy: @.810@ - val loss: ©.4307 - val_accuracy: 0.8960
Epoch 33/100
100/1@0 [ =========] - 995 991ms/step - loss: 0.5661 - accuracy: 0.817@ - val_loss: @.5657 - val_accuracy: ©.8840
Epoch 34/100
100/1@0 [ =========] - 995 986ms/step - loss: ©.6264 - accuracy: 0.806@ - val loss: @.5056 - val_accuracy: @.8660
Epoch 35/100
100/1@0 [ =========] - 985 982ms/step - loss: ©.511@ - accuracy: 0.8350 - val loss: @.5586 - val_accuracy: @.87¢0
Epoch 36/100
100/1@0- [ =========] - 995 086ms/step - loss: ©.5526 - accuracy: 0.827@ - val loss: @.5610 - val_accuracy: @.8340
Epoch 37/100
100/1@0- [ =========] - 1015 1s/step - loss: ©.4957 - accuracy: 0.855@ - val_loss: ©.6492 - val accuracy: ©.8380
Epoch 38/100
100/1@0- [ =========] - 995 089ms/step - loss: 0.5436 - accuracy: 0.8365 - val loss: 0.5299 - val_accuracy: ©.8780
Epoch 39/108
100/100 [ =========] - 0995 085ms/step - loss: 0.5416 - accuracy: 0.8345 - val_loss: 0.5214 - val_accuracy: 0.8780
Epoch 46/100
100/100 [ =========] - 0995 992ms/step - loss: 0.4987 - accuracy: 0.8502 - val_loss: 0.4912 - val_accuracy: ©.8900
Epoch 41/168
100/100 [ =========] - 995 986ms/step - loss: 8.4643 - accuracy: 0.8630 - val loss: 8.6576 - val accuracy: ©.8580
Epoch 42/100
100/100 [ =========] - 108s ls/step - loss: 0.4482 - accuracy: 09.8627 - val loss: 0.4996 - val accuracy: ©.8820

obrazek 20 - vysiedek uceni neuronové sité

V epose 32 byl ulozen model s nejniz8i hodnotou val loss a pfesnosti predikce 89,6 %
na ovéfovacich datech. Dalsi epochy nevykazovaly zlepSeni vysledku a nebyly uloZeny,

takZe trénink byl ukoncen v epose 42.
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5 Testovani a analyza vysledkii

5.1 Testovani modelu

Po vytvofeni a u¢eni modelu je tieba provést jeho testovani a analyzovat vysledky.

Vyhodnoceni kvality sit¢ pomoci metody evaluate.

score = model.evaluate(test_generator)

print("Accuracy on test data: %.2f%%" % (score[1]*100))

Accuracy on test data: 78.33%

Vysledek presnosti predikce na testovacich datech: 78.33 %
Ackoli se vysledek testu neblizi idealnim 100 %, lze ho stale povazovat za pomerné

slusny.

5.2 Grafy presnosti a ztraty

Grafy kvality uceni pomohou Iépe si piedstavit, jak probihalo Skoleni, jak se zlepsila
piesnost a se snizily ztraty.

Zobrazeni podilu spravnych odpovédi na trénovaci a validacni sad¢ dat:

plt.plot(history.history[ "accuracy'],
label="training accuracy")

plt.plot(history.history['val accuracy'],
label="validation accuracy')

plt.xlabel('Epoch of training')

plt.ylabel('Training and Validation accuracy')

plt.legend()

plt.show()
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Vysledek:
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obrazek 21 - graf presnosti
Graf ukazuje plynuly nartst pfesnosti predikce sité, coz je dobrym ukazatelem toho,
ze model byl spravné natrénovan. Neexistuji ani zadné zndmky pietrénovani, které se
obvykle projevuje jako plat6 na grafu.

Zobrazeni grafu chyb na trénovaci a valida¢ni sad¢ dat:

plt.plot(history.history['loss'],
label="training loss"')

plt.plot(history.history['val_loss'],
label="validation loss")

plt.xlabel('Epoch of training')

plt.ylabel('Training and Validation loss')

plt.legend()

plt.show()
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Vysledek:
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obréazek 22 - graf ztrat
Graf ztraty je podobny pfedchozimu a ukazuje, jak se hodnota loss s kazdou epochou
snizovala.

Vysledek vypada ptijateln€ a lze soudit, ze uceni probe€hlo spravné, ale po 32. epose
hodnota val loss pfestala klesat a naopak vzrostla, coz mize ukazovat na to, ze zacalo
pretrénovani.

Model byl vsak ulozen naposled v epose 32, proto nebyl model pieskolovan.

5.3 Matice zamén

V dal$im kroku se podivame na matici zamény a na hodnoty Precission, Recall a F1-
Score, které poskytuje knihovna SciKit Learns.

Pted konstrukci matice chyb je vSak nutné vytvotit generator predikci:

predictions = model.predict(test_generator,
steps=None,
max_queue_size=10,

workers=0,
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use_multiprocessing=False,

verbose=1)

predicted = np.argmax(predictions, axis=1)
trueClass = test_generator.classes[test_generator.index_array]

classlLabels = list(test generator.class_indices.keys())

Kde proménna predicted uchovava predikované hodnoty a proménna trueClass
uchovava referencni hodnoty.

Poté se vygeneruje matice chyb a klasifika¢ni zprava:

print('Confusion Matrix')

cm = (confusion matrix(y true=trueClass, y pred=predicted))

plt.figure(figsize=(30,20))

sn.set(font_scale=1.4)

sn.heatmap(cm, annot=True, annot kws={"size": 12}, cmap="Blues"',
xticklabels=classlLabels, yticklabels=classlLabels)

plt.show()

print()

print('Classification Report')

print(classification_report(test_generator.classes, predicted,

target names=classlLabels))
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Vysledky:

1 0 0 0 [ [ [
10 0 0 0 0 0 [
20 0 0 0 0 0 [}
Aleph 0 0 0 [] [] 0
Ayin 2 5 0 14 0 [
Beth 0 0 0 0 2 6
Daleth 0 0 0 1 0 0 5 2 0 0 2 1
Gimel 0 0 0 0 0 0 0 17 0 0 [
He o 0 0 0 [ [ 0 0 0 0 [
Heth 0 0 0 0 1 0 0 1 1 [ 0 [
Kaph 0 0 0 0 0 0 0 0 1 0 H [
Lamedh © 0 0 0 8 2 8 3 0 6 1 3
Left © 0 0 0 0 0 0 0 0 0 0 [
Mem © 0 0 2 0 0 0 0 0 0 0 [
Nun © 0 0 0 [ [ 0 0 0 0 2 1
Nun_final 0 0 0 0 0 0 0 0 0 0 0 [
Pe 0 0 0 0 0 0 0 0 0 0 0 [
Qoph 0 0 0 0 a a 0 0 0 0 0 a
Resh 2 0 1 1 18 0 4 0 1 1 0 [
Right o 0 0 0 0 0 0 0 0 0 0 [
Sadhe 0 0 ] ] [ 1 0 0 0 ] ] [
Samekh 0 0 0 0 [ [ 0 0 0 [ [ [
Shin 0 0 0 0 a a 0 0 0 0 0 [
Taw 0 0 ] ] [ [ 0 0 0 ] ] [
Teth 0 0 0 0 [ [ 0 0 0 [ [ [
Waw 0 0 6 0 a a 0 0 0 0 0 [
Yodh 0 0 1 ] [ [ 0 0 0 ] ] [
Zayin 0 0 0 0 [ [ 0 0 0 [ [ [
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obrézek 23 - matice zameén
Jak je vidét z matice, klasifikator rozpoznd vétsSinu obrazkl spravné. Diagonalni prvky
matice jsou jasn¢ zvyraznény. V ramci nékterych tiid (Daleth, Heth, Lamedh, Resh) v§ak

klasifikator vykazuje nizkou ptesnost.
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Pro podrobnégj$i analyzu matice chyb pouzijeme klasifika¢ni metriky:

Classification Report

precision recall fil-score  support

1 .97 1.ea 8.98 08

18 1.ea a.8a .89 60

28 8.88 68.98 8.93 60

Aleph 8.91 a.85 68.88 60
Ayin 8.5a8 8.55 8.52 60
Beth 8.78 g8.48 8.68 08
Daleth 8.26 68.838 8.13 60
Gimel 8.77 a.6a 8.6e7 08

He 8.67 1.ea 8.8a8 60

Heth 8.28 8.13 8.18 08
Kaph .89 8.93 8.91 60
Lamedh 8.12 a8.85 8.a7 608
Left .97 1.ea 8.98 60

Mem 8.93 8.95 .94 60

Mun 8.53 a.8a@ g8.64 60
Mun_final 8.98 1.6a 8.99 60
Pe .56 1.8 a.72 08

Qoph 8.83 1.6a 8.91 60
Resh 8.68 a8.25 8.37 08
Right 1.ea 1.ea 1.ea 60
Sadhe 8.58 8.93 8.72 68
Samekh 8.86 1.ea 8.92 60
Shin 8.79 1.6a 8.88 60

Taw 8.98 a8.88 8.93 60

Teth 1.86 8.97 8.98 60

Waw 1.ea a8.98 8.95 08

Yodh 8.87 8.98 8.92 60
Zayin 1.ea 1.8 1.6a 08
accuracy 8.79 1688
macro avg 8.77 8.79 8.76 1688
weighted avg 8.77 8.79 8.76 1688

obrazek 24 - klasifikacni metriky

Vysledky modelu budeme analyzovat pomocl metriky Fl-Score jako nejlepsiho
odhadu kvality Kklasifikatoru.
Na zéklad¢ této metriky miiZzeme konstatovat, Ze vétSina tfid je odhadovana v rozmezi
70 % az 98 %, coz je ukazatel dobfe vycvicené neuronové site.
Existuje vSak i n€kolik tfid s vyrazné nizkym hodnocenim:
e Daleth s vysledkem 13 %
e Heth s vysledkem 18 %
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e Lamedh s vysledkem 7 %
e Resh s vysledkem 37 %

5.4 Shrnuti vysledki

Po otestovani dat a analyze grafii platnosti a ztrat Ize konstatovat, Ze samotné skoleni
probéhlo spravné a nebyly zjistény zadné zjevné chyby.

Co se tyCe kvality predikce, je na pftijatelné urovni a s vysokou pravdépodobnosti
dokaze odhalit vétSinu pismen palmyrské abecedy.

Nejvétsim problémem pro model jsou pismena Daleth, Heth, Lamedh, Resh.
Neuronova sit’ vét§inou nedokaze tato pismena identifikovat a dosahuje nizkych vysledkd.

Resenim tohoto problému a celkovym zlepSenim kvality udeni miize byt zvétseni
datového souboru. V praci je pouzita augmentace dat, ktera pomaha umeéle zvetsit mnozstvi
dat, ale neni idealnim feSenim a nemuize pln¢€ nahradit velké mnozstvi dat, coz ukazuji
vysledky zkoumaného modelu. Kvalitativni soubor dat obvykle obsahuje ptiblizné 80 000
obrazku, z nichz 60 000 je uréeno K trénovani a zbytek ke kontrole a testovani modelu.

Také je diillezité vénovat pozornost nejen objemu dat, ale 1 jejich kvalité, aby model

mohl béhem uceni spravné rozpoznat obrazek a jeho detaily.

obrazek 25 - nevhodny obraz pro uceni
5.5 Obrazek a predpovéd

Nakonec miiZzeme vysledky predikce vizualizovat a podivat se na nékolik obrazki s jejich
ttidou a predikci.

def predict_one(model):
image batch, classes_batch = next(test_generator)
predicted_batch = model.predict(image_batch)
for k in range(@,image_batch.shape[0]):
image = image_batch[k]
pred = predicted_batch[k]
the_pred = np.argmax(pred)
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predicted = target_names[the_pred]

val pred = max(pred)

the_class = np.argmax(classes_batch[k])

value = target_names[np.argmax(classes_batch[k])]

plt.figure(k)
isTrue = (the_pred == the_class)
plt.title(str(isTrue) + ' - class: ' + value + ' - ' + 'predicted: ' +

predicted + '[' + str(val_pred) + ']")
plt.imshow(image)
predict _one(model)

Vysledky:

Trueo- class: Qoph - predicted: Qoph[0.9999912]

Trueo— class: Zayin - predicted: Zayin[0.9958662]

VeI s A

100

obrazek 27 - priklad predikce ¢.1 obréazek 26 - prikiad predikce ¢.2

200

obrazek 29 - piiklad predikce ¢.3 obrézek 28 - prikilad predikce ¢.4
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True - class Samekh - predicted: Samekh[0.87844115]

obrazek 31 - priklad predikce &5

True class Taw - predlcted Taw[O 99997437]

obrazek 32 - priklad predikce ¢.7

57

Tru% class: Kaph - predicted: Kaph[O 9959293]

100

obrazek 30 - priklad predikce ¢.6

True class Nun predlcted Nun[O 6371274]

150

obrazek 33 - priklad predikce ¢.8



Zavér

Cilem této prace bylo vytvofit a natrénovat neuronovou sit' pro rozpozndvani
palmyrské abecedy, pfipravit trénovaci soubor dat a vybrat nejvhodnéjsi architekturu
neuronove sité pro ulohu klasifikace obrazu.

Domnivam se, ze cile byly splnény, protoze konecny model neuronové sité vykazuje
78% uspeSnost predikce na testovacich datech a je schopen rozpoznat vétSinu pismen
palmyrské abecedy s vysokou piesnosti, coz podporuji i vysledky hlubsi analyzy modelu
pomoci matice chyb, metrik, graf ztrat a presnosti. Nicméné tento model neni idedlni a ma
problémy s rozpoznanim Ctyf pismen abecedy: Daleth, Heth, Lamedh, Resh. Nejedna se o
kriticky problém a Ize jej vyfesit dodateénym tréninkem na vét§im objemu dat.

Na zakladé analyzy tohoto problému Ize dojit k zavéru, Ze nejdilezitéjsi ¢asti pii praci
s neuronovymi sitémi jsou data, na kterych bude probihat trénovani a testovani. Architekturu
a hyperparametry modelu Ize snadno a rychle ménit a samotny proces trénovani trva obvykle
n¢kolik minut az hodin, ale nejvice Casu zabere vytvoieni datového souboru.
Shromazd'ovani velkého mnozstvi dat je pracné a ¢asove narocné, zejména pokud jde o data,
jako je starovéka abeceda, ktera se pouzivala jiz pied naSim letopoétem. Pravé dostupnost
velkého mnozstvi dat shromdzdénych riznymi institucemi, korporacemi a vyzkumnymi
organizacemi, zpusobila v poslednich letech zdjem o neuronové sité a jejich Siroké vyuziti
jak pro komer¢ni ucely, tak pro vyzkum, 1ékafstvi, a dokonce i pro umeéni.

Pti psani této prace jsem ziskal mnoho teoretickych znalosti v oblasti analyzy dat a
navrhu neuronovych siti. Tyto znalosti jsem dokazal vyuzit v praxi, naptiklad pti vybéru

spravné architektury neuronové sité€, aktiva¢nich a ztratovych funkei, interpretaci vysledka.
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https://d.docs.live.net/f00bc4d638687deb/Plocha/zaverecna_prace%20.docx#_Toc120738353
https://d.docs.live.net/f00bc4d638687deb/Plocha/zaverecna_prace%20.docx#_Toc120738354
https://d.docs.live.net/f00bc4d638687deb/Plocha/zaverecna_prace%20.docx#_Toc120738356
https://d.docs.live.net/f00bc4d638687deb/Plocha/zaverecna_prace%20.docx#_Toc120738357
https://d.docs.live.net/f00bc4d638687deb/Plocha/zaverecna_prace%20.docx#_Toc120738358
https://d.docs.live.net/f00bc4d638687deb/Plocha/zaverecna_prace%20.docx#_Toc120738359
https://d.docs.live.net/f00bc4d638687deb/Plocha/zaverecna_prace%20.docx#_Toc120738360
https://d.docs.live.net/f00bc4d638687deb/Plocha/zaverecna_prace%20.docx#_Toc120738361
https://d.docs.live.net/f00bc4d638687deb/Plocha/zaverecna_prace%20.docx#_Toc120738362
https://d.docs.live.net/f00bc4d638687deb/Plocha/zaverecna_prace%20.docx#_Toc120738363

7.2 Seznam pouzitych zkratek

CNN — A convolutional neural network (Konvolu¢ni neuronova sit’)

ReLu — Rectified linear unit (Rektifikovana linearni jednotka)
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Prilohy

Odkaz na projekt na GitHubu:

DenisVVoinkov/neural-network-for-object-recognition: Creation and training of a neural

network for recognition of digital images of the Palmyra alphabet. (github.com)
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https://github.com/DenisVoinkov/neural-network-for-object-recognition
https://github.com/DenisVoinkov/neural-network-for-object-recognition
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