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ABSTRAKT

Cilem bakalarské prace je seznamit se s problematikou konvolu€nich neuronovych siti
pro segmentaci obrazu. Toto téma v sobé zahrnuje cely obor pocitacového vidéni.
Zvlastni pozornost je veénovana procesu segmentace obrazu. Dale se prace vénuje
zakladnim principim umeélych neuronovych siti, struktufe konvoluc¢nich neuronovych
siti a zeyména pak popisu jednotlivych architektur sémantické segmentace. Soucasti
prace je ukazka praktickych aplikaci segmentace obrazu. Dilezitou casti je databaze
obrazi SYNTHIA, kde jsou ukazany jeji vlastnosti. V zavéru prace jsou podrobnéji
popsany podminky a pozadavky na vykon hardwaru a potfebny software pro dobry chod
sit€. Bylo vyuzito frameworku Keras, ktery jiz obsahuje funkce pro praci s neuronovymi
sitémi.

KLICOVA SLOVA

Neuronové sit€, konvolucni neuronové sité, segmentace, strojové uceni, hluboké ucent,
pocitacové vidéni, klasifikace

ABSTRACT

The aim of the bachelor thesis is to learn more about the problem of convolutional
neural networks for image segmentation. This theme encompasses the whole field of
computer vision. Particular attention is paid to the image segmentation process.
Furthermore, the thesis deals with the basic principles of artificial neural networks, the
structure of convolutional neural networks and especially with the description of
individual semantic segmentation architectures. Part of the thesis is an example of
practical applications of image segmentation. An important part is the SYNTHIA
database of images, where its properties are shown. At the end of the thesis, the terms
and requirements for hardware performance and software needed for good network
performance are described in more detail. The Keras framework has already been used,
which already includes functions for working with neural networks.

KEYWORDS

Artificial neural network, convolutional neural network, segmentation, machine
learning, deep learning, computer vision, classification
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1 UvoD

Stale pretrvava trend, snahy ulehCovat si zivot. S ¢imz souvisi rychlost veskerého déni
at uz ve védé nebo i v zpusobu normalniho Zivota. Proto se snazime vyvijet nové
technologie, které nam pomohou. Jednou z téchto technologii je automatické ziskavani
informaci o tom, jaké objekty se v obraze nachazeji. Obraz je potfeba segmentovat a
vzniklé oblasti klasifikovat. Tyto operace s obrazy se v dnesni dob¢ zacinaji vice a vice
vyuzivat. Zkazdé strany nas obklopuje velké mnozstvi dat, které musime né&jak
zpracovat.

Jako nazorna ukazka, kdy potfebujeme zpracovat velké mnozstvi obrazovych
dat, mize slouzit tato prace. Je zaméfena na segmentaci neboli rozdéleni obrazu do
jednotlivych spojitych Casti, které se daji Iépe vyuzit pii nasledném zpracovani. Tyto
zpracovana data z kamery vyuziva firma Artin pro svij projekt Roboauta. Jde o dalsi
projekt z dnes tak moderni oblasti samofizenych aut na jejimz vyvoji pracuji také ve
velkych firmach jako je Google nebo Tesla.

Druha kapitola prace je zaméfena na pocitacové vidéni. Postupné bude popsan
cely fetézec zpracovani obrazu od nasnimani kamerou, pres predzpracovani, segmentaci
az po popis a klasifikaci obrazu. Nejvétsi diraz je kladen na Cast o segmentaci obrazu a
jeji razné varianty. V casti o klasifikaci bude popsano, jak funguje neuronova sit’. Jeji
zékladni principy, architektura sité, matematicky popis neuronu a metody uceni.

Pfi praci s obrazovymi daty se vyuziva konvolu¢ni neuronova sit. V kapitole
Ctyfi je popis architektury sit€¢ a na to navazuji kjednotlivym vrstvam. Jsou to
konvolucni vrstva, pfenosova funkce a sdruzovani. Princip uceni sité, jehoz zakladem je
nastavovani vah neuronu. U¢it vSak celou sit’ od nuly je velmi pracné a Casové narocné
proto se vyuzivaji jiz pred-ucené sit€, které se upravi (douci) na nasich datech.

Velmi dilezitou roli hraje databaze obrazka. Podle toho jak velkou a kvalitni
mame databazi nam do zna¢né miry ovlivni i vysledné nauceni sité¢. Ve své praci
pouzivam databazi obrazu, kterou mi dodala firma Artin.

Sedma kapitola je pfimo zaméfend na implementaci sit€. Je zde popsany cely
postup mé prace, jenz zacal vybérem hardwaru. Nasledovala instalace potiebného
softwaru a popis zdrojového kodu, jenz stoji za praci celé konvolucni neuronové sité.
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2 POCITACOVE VIDENI

PocitaCové vidéni (computer vision) je odvétvi vypocetni techniky zabyvajici se
ziskavanim informaci z obrazu. Obsahuje cely proces od snimani obrazu pies
zpracovani, segmentaci a popis az po vyhodnoceni (obr. 1). Vybér vhodnych operaci
vede k dobrému vysledku. Pokud jiz od zacatku vime, k ¢emu bude obraz pouzit je
vhodné k tomu sméfovat jednotlivé kroky. V nasledujicich kapitolach budou popsany
jednotlivé ¢asti tohoto fetézce [17].

Ni2&i droven l Vy&&i Groven
Zpracovani + b =  ZFpracovani
|
|
|
|
|
al:jr.-l:lhr |
|
nl:]eh I:[|ianmr — AD I—Prnd:plal:mrhl H Segmentace I:—“ﬂ—{ Flasitikace i
zijr'lm :
_' |
mallani :
|
|
|
Obr. 1 Retézec zpracovani obrazu [22]
2.1 Snimani obrazu

Snimanim rozumime pifevedeni nékteré optické veliiny na elektrickou. Snimacimu
zafizeni je potifeba vénovat mnoho pozornosti. Snimaci zafizeni, vhodné osvétleni atd.
maji na dal8i zpracovani rozhodujici vliv [31].

Pro osvétleni snimané scény je mnoho zpusobu, jaky typ osvétleni pouzit.
Musime si vSak hlidat vSechny vlastnosti jednotlivych svitidel. Dilezitym parametrem
je blikani, které pouhym okem sice vidét nemuzeme ale ve vysledném obraze je to
poznat. Prikladem svitidel, které blikaji je zafivka nebo zarovka, opacnym piikladem je
LED osvétleni. Nekdy se pouziva pouze slunecni zafeni, avSak je zde riziko velkého
rozestupu intenzity.

Objektivy delime podle ohniskové vzdalenosti, zmény ohniska, clona a
specialnich vlastnosti (pf. mikroskopické).

Hlavni funkci senzoru je prevedeni svételného signalu na elektrické, pro tuto
funkci se vyuziva fotoelektricky jev v polovodi¢ich. Senzory se zde déli opét do
nekolika kategorii.
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Prevodnik z analogovych hodnot na digitalni, v sobé zahrnuje proces vzorkovani
a kvantovani. VétSinou jiz soucasti kamery [22].

2.2 Predzpracovani obrazu

Na vstupu této ¢asti jsou digitalni data z kamery, které je potifeba poupravit pro dalsi
zpracovani, ovSem stale je na vystupu obraz. Hlavnim cilem segmentace je tedy potlacit
Sum, odstranit zkresleni a potlacit ¢i zvyraznit rysy obrazu. Popisu Ctyfi zakladni
metody pro pfedzpracovani obrazu. Vyuziva se nadbyteCnosti udaji v obraze (sousedni
obrazové body maji vétSinou témer stejnou hodnotu) [22].

2.2.1 Bodové jasové transformace

Pti jasové korekci ménime pouze jednotlivé body v obraze, ktery mohly byt pozménéné
odlisnym hardwarem. Urcitd jasova hodnota v obraze je transformovana na jinou bez
ohledu na jeji pozici [22]. Prikladem operaci (viz obr. 2), které se zde provadéji je:
inverze, ekvalizace histogramu, kontrast, prahovani.

255 1
\\\
]
\\\

Nektere priklady:

1 - negativ (inverze)

2 - po tastech linearni =
zvyien kontrasta

3 - memi piipad 2 =
prahovani

0 255 P

Obr. 2 Transformace jasové stupnice [22]

2.2.2 Geometricka transformace

Tato transformace se pouziva pro odstranéni geometrického zkresleni, které vzniklo pfi
$patné thlu objektu vici snimané ploSe nebo Sirokouhlym snimacem. Priklad takového
zkresleného obrazu lze vidét na obr. 3. Dalsi moznosti pouziti je zména rozliseni
obrazu, posunuti nebo otoCeni. Pfi téchto operacich se setkavame s Castymi problémy.
V transponovaném obraze mohou vznikat diry nebo naopak se né€kolik pixelt mapuje na
totéz misto, Cast puvodniho obrazu muize lezet mimo obraz. Je potfeba najit vzdy
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spravnou transformacni funkci. Moznymi feSenimi je aritmeticky pramér Ctyf
nejblizsich sousedu nebo linearni, kubicka interpolace [22].

T X

Obr. 3 Geometricka transformace [22]

23 Lokalni predzpracovani

Lokalni pfedzpracovani vyuziva pro vypocet vystupni hodnoty obrazového bodu pouze
lokalni okoli ve vstupnim obraze. Tuto metodu muizeme rozdélit do dvou kategorii:
vyhlazovani obrazu (filtrace) a detekce hran [31]. Cely tento mechanismus pracuje na
principu diskrétni konvoluce, jenz bude popsana v kapitole 4.2.1.

2.3.1 Filtrace obrazu

Castym cilem filtrace je vyhlazeni $umu v obraze. Konvoluéni vrstva prochazi cely
obraz filtrem, ktery muize mit vice moznosti rozlozeni hodnot. Zakladni metodou je
pramérovani. Tento filtr pfifadi novy jas bodu jako aritmeticky prameér jast jeho okoli.
Lokalni aritmeticky primér mtzeme i upravit zvySenim vahy ve stiedu filtru, viz obr. 4.

1 11 | 111 ! 1 2 1
111 zvy8eni vahy stfedu: hzm 121 nebo 4-sousedi: h:]_ 24 2
111 111 1 2 1

Obr. 4 Priklad filtru pro pramérovani [22]

Dalsi moznosti, jak zvolit typ filtru je Gaussovo rozlozeni, ktera dava duraz na stied
masky. Tyto metody primeérovani maji jako velkou nevyhodu rozmazani hran v obraze.
Tento problém Ize vyfesit rozlozeni hodnot v masce pouziti medianu. Tento typ ma jako
vyhodu redukci rozmazéavani hran, ale jeho velkou nevyhodou je, ze poskozuje tenké
cary a ofezava ostré rohy [31].

Filtrace metodou rotujici masky se snazi podle homogenity okoli najit
k filtrovanému bodu cast jeho okoli, ke kterému pravdépodobné patfi.

13



2.3.2  Detektory hran

Hrana v obraze je vlastnost obrazového elementu a jeho okoli. Pii detekci hran se
vychazi z toho, ze hrana je misto, kde se skokové méni hodnota jasu. Hrana je uréena
velikosti gradientu a smérem.
Hranice oblasti obrazu jsou tvofeny hranami, které mizeme najit pouzitim nékterého
hranového operatoru:
e Robertstv operator
o vyuziva okoli 2x2
o nevyhodu velka citlivost na Sum, z davodu pouZiti malého okoli
e operator Prewittové
o hodnota gradientu odhadovana z okoli 3x3
o pokracuje se ve sméru, ktery ma nejvetsi modul gradientu
e Sobeltv operator
o pracuje podobné jako Prewittove, avSak vétsi diraz na centralni buriku
o nejvice se vyuziva pro detekci vodorovnych a svislych hran
e Cannyho hranovy detektor
o vyuziva konvoluce Gausianu se obrazem a nasledné derivace ve sméru
gradientu
o pro urCeni dilezitych hran se vystup detektoru jesté prahuje
o pouziva se prahovani s hysterezi, vytvari souvislé hrany

Vystupem tohoto operatoru je obraz, kde jsou hrany zduraznény ale muze
obsahovat dalsi artefakty odpovidajici nehomogenitam v obraze. Proto je nutno obraz
jesté upravit, obvykle postaCuje prahovani. Na obr. 5 je ukéazka detekce hran
z barevného obrazu.

Metody tedy pracuji na principu nalezeni lokalnich maxim v prvni derivaci
signalu nebo v nalezeni prichodu nulou po druhé derivaci. NejcCastéji je vyuzivana
konvoluce obrazu s maskou, ktera aproximuje prvni derivaci.

Dal§im vyuzitim hranového detektoru je ostfeni obrazu. Vyuziva se casto
v tiskafském primyslu pro zvySeni kontrastu obrazu [31].
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Obr. 5 Detekce hran [26]
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24 Segmentace obrazu

Detekce objektti ve snimku je velmi dialezitym prvkem kazdé operace zahrnujici praci
s obrazem. Uplatriuje se v riaznych oblastech, od zpracovani lékaiskych snimkt, pres
zabezpeceni (pf. kontrola, zda je vSe na svém misté) az po vyuziti u fotoaparatu
(detekce obliceje nebo usmévu) [36] [31].

Hledani objektt patii mezi analyzu obrazu. K t€émto tkonim se pouziva praveé
metoda segmentace obrazu, jejimz hlavnim ukolem je rozdélit obraz do takovy Casti,
které maji uzkou souvislost s oblastmi redlného svéta zachyceného na obraze nebo maji
spoleCné vlastnosti. Tyto vlastnosti (charakteristiky) zavisi na typu objektu, ktery se
snazime rozpoznat. Pokud rozpoznadvame banany od jablek bude jako charakteristiku
objektu volit tvar (kulatost) ptipadné barvu [17]

Zakladni charakteristiky:
e Dbarva — mizeme pouzit primérnou nebo jen jednu nami zvolenou,
e konvexnost, konkavnost,
e tvar objektu — napt. kulaty, excentricky,
e plnost objektu — pomér obsahu pozadi ku obsahu objektu.

Vysledkem segmentace je soubor vzajemné se neprekryvajicich oblasti. Podle vysledku
délime segmentaci na kompletni (oblasti odpovidaji objektim) a netplnou (oblasti
odpovidaji jen urcitym vlastnostem). Velku vyhodou tohoto procesu je snizeni objemu
dat. Problémem vSak muze byt nejednoznacnost vysledka nebo Sum.

24.1 Segmentace prahovanim

Mezi nejstarsi a zaroven vypocetné nejjednodussi metody segmentace se fadi prahovani
(tresholding). Vyuziva se vSak vétSinou pouze u jednoduchych pfipada (pfedméty na
bilém pozadi). Objekty jsou charakterizovany konstantni odrazivosti ¢i pohltivosti
svého povrchu. Vyuzijeme hodnoty jasu k odd€leni objektt od pozadi. Volba spravné
velikosti prahu je zasadni pro uspéSny vysledek. V idealnim piipadé je vystupem
prahovani kompletni segmentace celého obrazu. AvSak u nehomogenniho obrazu
(obsahuje rizn¢ jasné useky) nelze urcit jednotny prah. Existuje ale zakladni metod, jak
urcit hodnotu prahu, naptf. adaptivni prahovani, svice prahy, prahovani s hysterezi.
Dulezitou roli pifi volbé, jakou metodu prahovani pouzijeme hraji histogramy. Podle
histogramu se urcuje 1 hodnota prahu v nékterych pfipadech, nazorna ukazka je na obr.
6. Pokud mame obraz Cernobily vznikne histogram intenzity jasu, kde na ose x mame
stupné (0 = Cernd az 255 = bila) a na ose y pocet odpovidajicich obrazovych bodu. Tuto
operaci muzeme popsat vztahem,
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1, fl,j<T
g(i,j) = 2.1
0, f@nN=T

kde T predstavuje hodnotu prahu.

Vsechny body, které maji po segmentaci hodnotu 1 jsou objekty. Body
s hodnotou 0 jsou pixely pozadi. Toto vSak je jen ukazka pfi vyuziti jednoho prahu, se
kterou se v praxi neda moc pracovat [3].

Histogram
Original 1 Naprahovany obraz, prah = 125

Ornginal Histogram Naprahovany obraz, prah = 89
1
08 S
06
04
02 “
0 b

0 5 100 150 200 250

69

Obr. 6 Histogram a segmentace pomoci jednoho prahu [26]

2.4.2 Segmentace narustinim oblasti

Tyto metody pomahaji najit body, které maji néjakou spolecnou vlastnost. Spojovani
segmentu jde postupné od jednoho bodu az po celou oblast. Inicialni pixely jsou
rozmistény rovnomérné nebo nahodné, segment pak vznika iterativnim rozristanim.
Zakladni mysSlenkou je rozclenit obraz maxima souvislych oblasti, aby z hlediska
vlastnosti byly homogenni. Vyhodou téchto metod je schopnost segmentovat i takovy
obraz, ktery obsahuje zna¢né mnozstvi Sumu [31].

Mezi regionalni metody tedy patfi:
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e spojovani oblasti
e Stépeni oblasti
e Stépeni a spojovani

e watershed

Spojovani homogennich oblasti - pred zapocCetim operace je potieba obraz rozd¢lit na
mnoho malych oblasti, nasledné definujeme kritérium pro spojovani obrazovych bodu.
Operace je dokonCena, pokud jiz nelze spojit zadnou oblast, aniz bychom porusili
vstupni kritérium [26]. Cely proces je nazorn¢ zobrazen na obr. 7.

Priklad:
Pokud rozdil jasi dvou sousednich oblasti je m - I —
mensi nez 5, pak tyto oblasti spoj. 34 pd | | 2 krok
34 H_‘ - 7 -
sl 57 —— 3 krok

Obr. 7 Metoda spojovani oblasti [26]

Stépeni oblasti — je principialné opagny postup nez spojovani. Cely obraz délime tak
dlouho dokud jednotlivé oblasti neodpovidaji zvolenému kritériu. Mizeme se vSak
dostat pokazdé k jinému vysledku v zavislosti na volbé vychoziho bodu.

Stépeni a spojovani — vyuZiti pyramidalni reprezentace v ramci &tvercovych oblasti
v obraze. Pokud je dana oblast v trovni pyramidy nehomogenni je rozdélena na 4 dalsi
podoblasti. Pokud jsou nasledné vSechny 4 oblasti homogenni 1ze je zpatky spojit [26].
Ukazka celého postupu je na obr. 8.

o0 *L; .[l.

N g -

11

Obr. 8 Spojovini a Stépeni [26]
Watershed (vodni predél) — obraz je chapan jako topograficky reliéf, kde jas vstupniho

obratu urcuje vySku terénu (Cerna nejnize, bila je nejvysSi). Postupné je terén
zaplavovan, vznikaji tedy oblasti se stejnym indexem.
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243 Sémantické metody segmentace

Segmentace je rozdéleni obrazu do nekolika Casti se stejnymi vlastnostmi, avSak bez
jakéhokoli pokusu o pochopeni toho, co tyto cCasti predstavuji. Kdezto sémanticka
segmentace se pokousi rozdélit obraz do sémanticky vyznamnych casti a klasifikovat
kazdou cCast do jedné z predem urCenych kategorie (silnice, ¢lovek, auto atd.) [19].
Metody, jak toho l1ze dosahnout a konkrétni architektury jsou v kapitole 5.

2.5 Popis

Cilem popisu je urcit bud Ciselny vektor pfiznakd nebo neciselny syntakticky popis
charakterizujici tvarové vlastnosti oblasti. Popis objektd je proces, kdy ziskavame
pfiznaky ze segmentovanych dat. Pfiznaky neboli charakteristické rysy slouzi pro
naslednou klasifikaci objekt. Na pfiznaky jsou dany naroky [31]:

e invariantnost — pfiznaky jsou nezavisle na zméné jasu, kontrastu, rotaci apod.,

e spolehlivost — objekty v jedné tfidé maji podobnou hodnotu ptiznakd,

e diskriminabilata — objekty z jinych tfid musi mit jiné hodnoty pfiznakd,

o efektivita vypoctu — ptiznaky lze jednoduse detekovat,

e (Casova invariance — pfiznak je stejny i pfi dynamickém zpracovani obrazu.

Vstupnimi daty pro popis je v idealnim pfipade poloha a tvar objektu v obraze. Cilem
popisu je vlastné matematickd reprezentace objektu vektorem X (pifiznakovy vektor).
Tento vektor je vSak pfili§ velky pro dalsi zpracovani, proto je nutné jej redukovat
pomoci metod selekce nebo extrakce [16].

2.6 Klasifikace

Klasifikace je poslednim krokem pfi zpracovani obrazu a Casto se vyskytuje jako
nepostradatelny prvek jinych fidicich strategii. Témét vzdy jsou k dispozici informace o
moznych skupinach tfizeni. Na zakladé dostupného popisu jsou objekty ¢i oblasti
klasifikovany a soblastmi se dale pracuje jako se samostatnymi jednotkami
charakterizovanymi informacemi o tfidé, ke které nalezi. [31] Spravna volba
klasifika¢niho algoritmu je pro usp&ch zasadni. Popisu Vam nyni jeden za zakladnich
klasifika¢nich algoritmu, a to umélou neuronovou sit’.
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3 UMELA NEURONOVA SIT

Uméla neuronova sit’ je paralelni distribuovany systém vykonnych prvka modelujicich
biologické neurony, které jsou ucelné usporadany tak, aby systém byl schopen
pozadovaného zpracovani informaci [21]. Tento algoritmus byl vytvofen na zaklade
fungovani lidského mozku, bylo zjisténo, ze mozek pracuje na principu posilani
impulsi mezi mnoha spojenymi buikami nazyvanymi neurony. Tedy jiz od zacatka
prvnich pocitaca, bylo za cil vytvofit algoritmus, ktery by napodoboval neurony a jejich
éinnost v lidském mozku [33].

3.1 Princip sité

Neuronova sit' je tvofena matematickymi modely neuronu, kde kazdy zpracovava
vahové uskupeni a generuje vystup. Neurony jsou topologicky usporadany do struktury
komunikujici pfes orientované ohodnocené spoje. Kazda sit' muze byt tedy jina. Zalezi
na typu neuronu (resp. typ prenosové funkce), topologickém usporadani a strategii
uceni. Z obrazku ¢. 9 vidime, Ze jsou neurony uspotradany do jednotlivych vrstev.
Neurony v jedné vrstvé nejsou propojené, kdezto mezi vrstvami je plné propojeni.
Kazdy spoj je ohodnocen vahou, ktera pfedstavuje intenzitu prochazejiciho signalu.
V tomto usporadani je vzdy jedna vstupni vrstva a jedna vystupni, ale skrytych vrstev
muze byt vice.

Doptedna neuronova sit’ predstavuje dynamicky systém, kde kazdy neuron
pracuje samostatné. Dopfednou je nazyvana, protoze se signal Sifi pouze jednim
smérem, a to od vstupu k vystupu. Takova sit’ se vyznacuje robustnosti a odolnosti vici
poskozeni. Dokaze tedy poskytnou relativni vystupy 1 pii poSkozeni né&kterych
obrazovych elementd. Tato topologie je vSak jen jednou z mnoha moznosti usporadani
neuront. Existuje cela fada dalSich konceptd, at uz zavedeni zpétné vazby nebo
propojeni kazdého neuronu s kazdym.

Vstupni Skryta vrstva Vystupni

Vstup 1
Vstup 2
Vstup 3

Vstup 4

Obr. 9 Uspoiadani neuronu do vrstev [23]
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Kazda NS ma dvé faze. Prvni fazi je vzdy ucici se, kdy sit’ na zakladé€ tréninkové
mnoziny ucéi své parametry. Nasledné prechdzi do aktivni faze, kdy na zakladé
predlozenych vstupu, produkuje vystupy a parametry sité se jiz nemeéni [23].

3.2 Matematicky model neuronu

Vstupem do neuronu je vektor o n prvcich. Kazdy vstupni prvek ma svou vahu, ktera
udava jeho propustnost (dalezitost). Vnitini potencial neuronu je hodnota, ktera vznika
porovnanim vSech vstupnich vahovych prvki sectenych s prahem, viz obr. 10.

Kazdy vstupni prvek je tedy nasoben svou vahou, kde:

(= Z; wyr; — N (3.1)
Vstupy ,

% 1 Vahy

Vnitini potencial neuronu
X 2

Vystup
X 3 o§) — v
pfenosova funkce
X 4
Xxn h
Prah

Obr. 10 Matematicky model neuronu [25]

Prenosova funkce pak provadi obecnou nelinearni transformaci. Zakladni pfenosové
funkce jsou na obr. 11. Obvyklou podminkou pro wvybér funkce je jeji
diferencovatelnost, coz nam dava vyhodu pfi vyuziti ucicich algoritmu na zakladé
gradientni metody.
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Existuji i dalsi koncepce neuront, kde je vystup vycCislen vzdalenosti vektoru x od

vektoru vah w. Dal§i moznosti jsou vinkové sité, vyc€isluyji rozdil mezi vstupnim

signalem a posunutou vinovou funkci kazdého neuronu. Vlkové sité€ se hojné vyuzivaji

pfi analyze signal a obrazu [25].

y

............. I— skokova funkce

o© g |

o
| e

v

Obr. 11 Pienosové funkce. [25]

3.3 Principy uceni

1
po Eastech linearni funkce 0(§) — { g

>

1
gley= =y

o(€) =tanh (7¢) =

hyperbolicky tangent

1-ef
1+¢e?

Vstupni vahy w piredstavuji pamét neuronu. UcCeni obstarava adaptacni algoritmus,

ktery nastavuje vahy. Tento proces probiha iterativn€, kdy algoritmus ma k dispozici

mnozinu vstupnich dat a k tomu odpovidajici vystupni (spravna feSeni). Pii feSeni

postupuje na zakladé analogie, sjiz znamymi vzory. Nastaveni vah tedy odpovida

nalezeni nejvystiznéjsi transformace vstupnich vektorti na vystup.

Velkou vyhodou NS je schopnost nalezeni spravné transformace i v téch

ptipadech, kdy to analyticky je feSitelné jen velmi sté€zi nebo vubec. Postacuje k tomu

velké mnozstvi tréninkovych dat, na kterych se mize dana sit’ spravné€ naucit. Musime

si vSak také uvédomit, ze ackoliv jsou NS vybornym nastrojem pro feseni obtiznych

uloh, neni zde zaruCeno, Ze vzdy dojdeme k pozadovanému vysledku. Uceni muze

skoncit 1 netispéchem [4].
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3.3.1 Uceni bez ucitele

Uceni bez ucitele je metoda strojového uceni, ktera hleda skrytou strukturu v datech.
Pracuje na principu shlukové analyzy, tudiz hleda ve vstupnich datech podobné
elementy, které jsou tfidény do skupin (pocet skupin muze byt znam predem), ve
kterych maji tyto objekty podobné vlastnosti. Tedy neni zde v pribéhu uceni zadna
kontrola, zda u€eni postupuje spravnym smérem. Do uceni nijak nezasahujeme, tedy
celé uceni vychazi pouze z informaci ziskanych ze vstupni mnoziny dat. UCeni je tedy
trvalého charakteru, jelikoz nevime, kdy je jiz naucen spravné. Jde o tzv. Kohonenovu
sit neboli se ji také fika samo organizujici mapa [32].

3.3.2 Uceni s ucitelem

V tomto piipadé ma adaptacni algoritmus dostateCnou mnozinu dvojic vstup ku
odpovidajicimu vystupu. Ma tedy konkrétni pfiklady spravné transformace, které
vyuziva k adaptaci vah, nauceni sité do pozadovaného tvaru. Mnozina dat je rozdélena
na dvé Casti tréninkova a testovaci. Pomér neni pfesné dan, je tieba jej volit vzhledem
k povaze ulohy. Obvykle tréninkova mnozina obsahuje zhruba 70 %-80 % dat z celkové
mnoziny dat.

Algoritmus predklada postupné jednotlivé prvky a zjistuje odchylku od ofekavaného
vystupu a nasledné provadi korekci vah. Tento postup, nez projde celd testovaci
mnozina se nazyva epocha. K nauceni sité je obvykle potfeba stovky az tisice epoch.
Okamzik zastaveni uceni je nejCastéji volen dosazenim urcité hodnoty celkové chyby,
kdy prohlasime sit' za naucenou. K zastaveni uceni také muze dojit, pokud se chyba
ustali na néjaké hodnoté a jiz dale neklesa.

Vykonnost nauCené sité pak oveéfime pomoci testovaci mnoziny. Kritérii spravného
nauceni je vice, nejcastéji je to vSak stfedni kvadraticka odchylka mezi nalezenymi
vystupy a ocekavanymi. Pokud je vykonnost nad testovaci mnozinou dobra,
predpokladame, ze bude pfiblizné stejné dobra i u vstupti mimo nasi mnozin [33].
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34 Zpracovani obrazu

Neuronové sité (napt. s u¢enim Backpropagation) zaloZené pouze na vrstvach neuront,
které bychom chtéli vyuzit pro rozpoznavani a klasifikaci obrazli, nemusi byt tim
nejlepsim feSenim. Aby totiz bylo mozné efektivné pracovat s invariantnimi vstupnimi
obrazy (rotace, zména jasu atd.), bylo by nutné sit' udélat velmi hlubokou (mnoho
vrstev, mnohdy dosahujici 20 az 50 vrstev) a i poCet neuroni by musel fadové
odpovidat poctu pixeld. To je sice skute¢né mozné zafidit (ostatné€ zaplatime za to ,,jen”
strojovym Casem), ovSem stale zde narazime na principialni omezeni klasickych
vrstvenych neuronovych siti — jednotlivé neurony se uci izolovan€ od ostatnich
neuront, zatimco na vstupu mame ,,plovouci obrazek. Bylo by tedy vyhodné&jsi se
zam¢éfit na vylepSeni samotné architektury neuronové sité specializované prave na to, ze
na vstupu bude mit bitmapu, a tudiz by sousedni neurony mély né¢jakym zpusobem
sdilet své vahy na vstupech. Moderni trendy jsou v pouziti konvolu¢ni neuronové sit¢,
které se pouzivaji primarné pro praci s obrazovymi daty.
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4 KONVOLUCNI NEURONOVE SITE

Konvolu¢ni neuronové sité (CNN) jsou nastrojem pro praci s rozpoznavanim obrazu
nebo zvuku. Konvolu¢ni Cast se stara o predzpracovani obrazu, které nasledné preda ve
formé vektoru do NS na vstup. Jinak feCeno, konvolucni vrstva extrahuje uzitecné
informace z obrazu automaticky, aby snimi nasledné klasifikator mohl pracovat.
Dokaze tedy 1épe redukovat pocet vstupnich parametra [12].

4.1 Struktura konvolu¢ni neuronové sité

Zakladnim rozdélenim CNN je na extrakci pfiznakd, tedy konvoluce, a klasifikace
pomoci NS. V kapitole Cislo 3. byl popsan postup, kdy NS dostane na vstupu vektor
hodnot, které projdou pres sérii skrytych vrstev, které byly vzdy plné propojeny
s predchazejici vrstvou. Posledni vrstva se nazyva vystupni a reprezentuje jiz rozdéleni
do kategorii.

Jako vstupni data se pouzivaji obrazky s malym rozliSenim. A to naptiklad jen 32x32x3
(32 vyska, 32 §itka, 3 vrstvy — barevny obraz RGB). Tedy kazdy neuron pii plném
propojeni by musel mit 32x32x3 = 3072 vah. Coz jesté neni az tak velké cislo, avSak
pokud bychom méli vétsi obraz. Jiz se budeme dostavat na desitky tisic vah. Z tohoto
divodu jiz neni mozné mit pln€ propojeny vSechny neurony [6].

4.2 Architektura sité

Z obrazu ¢. 12 vidime, ze konvolucni sit’ se sklada z nékolika vrstev, kdy kazda ma
jinou funkci. Pouzivame tfi hlavni typy funkci:

e konvolucni vrstvu,

e aktivacni funkeci,

e sdruzeni/pod vzorkovani.

\ Icature maps fea 1(uv$\\om
C

\ Input feature maps leatuvc n‘aps \
32x 32 28 x 28 14x14

1 .

5x5 \
\ convolution

2

x5 \ R - .
\——..——.—.———.——.__ 1 S —

feature extraction classification
Obr. 12 Schéma architektury CNN [9]
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4.2.1 Konvoluc¢ni vrstva

Konvoluéni vrstva (CONV) aplikuje filtr/masku na vstupni obraz. Velikost masky si
muizeme zvolit, napt. 5x5x3. Opét zde mame vysku, Sitku masky a taky jeji hloubku (tfi
barevné vrstvy RGB). Kazdy pixel ma svou barvu, ktera je popsana ¢islem. Maskou se
postupné prochazi cely obraz a nasobime jednotlivé pixely s hodnotami masky. Tyto
vysledky secteme a vysledkem bude jedno ¢islo. Cely tento postup je nazorné vykreslen
na obr. 13. Maska se vSak nemusi posouvat pouze po jednom kroku, muze se také
posouvat o vétsi pocet kroku. Tim, ze pouzivame masku o urcité velikost, dojde ke
zmensSeni obrazku [9] [10].

x, Plvog,

7 ;.
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165\16

Obr. 13 Konvoluce

Ve vétsing pripadu se vSak obrazek prochazi vice filtry najednou. Mame tedy
naptiklad 6 filtrG a kazdy z nich vytvofi dvou rozmérnou aktivacni mapu. Na obr. 14
vidime, jak nam roste pocet aktiva¢nich map v jednotlivych vrstvach, ale zarover se
mapy zmensuji. Jednim divodem je velikost masky a druhym pouziti sdruzovaci vrstvy

[61[7].
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C3: f. maps 16@10x10
INPUT C1: feature maps S4: f. maps 16@5x5
S2: f. maps

6@28x28
32x32 cs: | .
6@14x14 II— I'I_ T2 " F&:layer QUTPUT
|

| Ful\conrl.ection ‘ Gaussian connections
Subsampling Convolutions ~ Subsampling Full connection

Convolutions

Obr. 14 Princip konvolucni vrstvy [10]

Volba velikosti masky také souvisi s mnozstvim parametrt, které bude dana
funkce muset mit. Jako priklad mizeme uvést filtr 5x5x3 ktery se obvykle pouziva na
vstupu. Celkové to tedy bude 5x5x3 coz se rovna 75 vaham, které budou muset byt jako
parametr. Vzdy je nutno jeSté pripocCitat prah, tudiz jesté plus jedna. Prakticky ptiklad
vypoctu: mame obraz o velikosti 32x32x3 a aplikujeme na né& 6x filtr velikosti 5x5x3.
Na tento vypocet pouzijeme vzorec 3.1 [24].

(N-F) / krok+1 (3.1)
Kde:
N... velikost obrazku
F ... velikost masky

Po dosazeni: (32-5)/1+1 =28 (3.2)

Vysledny obraz bude velikosti 28x28x6

V ptipadech, kdy volime vétsi krok nez jedna a nevychdzelo by nam tak
obsahnout cely obraz, aniz bychom nevynechali zadny obrazovy bod, pouziva se funkce
zero-padding. Tato funkce dokaze zvétSit obraz o jeden bod. Na hrany obrazu vlozi
nulové pixely, coz se projevi jako nepatrny Cerny ramecek.
Pokud mame vice konvolucnich vrstev za sebou, coz se v praxi pouziva mizeme jiz
hovofit jako o hlubokém uceni (deep learning) [20].

4.2.2 Prenosova funkce

V kapitole 3.2 jiz bylo popséano, jak funguje matematicky model neuronu. Nyni se
dostavame k jeho prenosové funkci. Zakladni jsou tyto Ctyfi funkce:
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Obr. 15 Sigmoida [14]
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stale nevyhoda saturace

tanh(g)

Obr. 16 Tanh() [14]

neni zde problém se saturaci
vypocetné efektivni
konverguje az 6x rychleji nez sigmoida

nebo tanh |
vystup neni centrovan kolem nuly ) : ' g
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Obr. 17 ReLLU [14]
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Obr. 18 Leaky ReLU [14]

28



Mezi dalsi funkce jesté patfi Maxout a ELU. Doporucuje se pouzivat ReLU, a rozhodné
pii uceni CNN nepouzivat sigmoida [14].

4.2.3 Sdruzeni

Sdruzeni (pooling) ma za ulohou progresivné redukovat velikost reprezentovanych dat a
tim redukovat mnozstvi parametri piredavanych do sit€. Tato vrstva pracuje nezavisle
na hloubce vstupu. Nejpouzivanéjsi je tato vrstva pfi pouziti masky 2x2 aplikované
s krokem 2. Redukuje tak 75 % ze vstupnich dat. Tedy na vystup se dostane jedna
ctvrtina vstupnich dat [5]. Ukazka zmenSeni velikosti obrazu je na obr. 19.

224x224x64

-

112x112x64
pool . /]
@ I
! 4

)

J

——— — N 112
224 downsampling .
112

224

Obr. 19 Zmensovani obrazu [6]
Mame dva typy této funkce, a to vybérem maxima z dané masky nebo praméru, viz obr.

20, pii pouziti MAX, se vzdy aplikuje maska, a z té se vybere nejvyss§i hodnota. Pro
piiklad, kdy je pouzita funkce vybérem priméru se z danych hodnot pod maskou

vypocita pramér [20].
max pooling
20 30
112| 37
12120, 30| O
8 |12| 2
34701 37| 4 average pooling
112/100] 25 | 12 13 8
79120

Obr. 20 Moznosti sdruzovani [14]
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4.3 Uceni CNN

Uceni spociva v nastaveni hodnot filtrii, kterymi se prochazi obraz v konvolucni vrstveé.
Pred zahajenim uceni jsou hodnoty filtru ndhodné rozdéleny. Nejlepsi moznosti na
zacatku uceni, je pouziti Gaussova rozlozeni se smérodatnou odchylkou sqrt(2/n), kde n
je poet vystupnich neurond. Spatnou volbou jsou piili§ mala nebo naopak velka &isla.
Sit' je schopna filtry nastavit prostfednictvim procesu uceni, ten probiha tak, ze CNN
dostane velké mnozstvi obrazl, kde ke kazdému obrazu je pfifazen popis. Prochazi se
tedy postupné cela tréninkova sada, kdy davame na vstup postupné obrazy a na vystupu
hodnotime, jestli byl pfifazen spravny popis k danému obrazu [10]. Dalsim krokem je
nastaveni vah na vstupech neuront, bylo jiz vysvétleno v kapitole 3.3.

4.4 Princip vybavovani

Vybavovani neboli aktivni rezim sité, vyuzivan k vlastnimu pouziti naucené sité na
dany vystup. Muze se jednat o jednorazovy proces nebo iteracni [21].

4.5 Pred-ucené sité

Naucit celou neuronovou sit’ je 1 pro vykonné pocitace, velmi ¢asové narocné. Takové
uceni zabere fadove dny, nekdy az tydnech pii opravdu velkych sitich. V praxi se tedy
nasledné jen doladit na nase pozadovana data. Sit€ jsou pojmenované vétSinou po svych
tvarcich, ve kterych je implementovana i jejich originalni architektura. Z literarni
reSerSe mne nejvice zaujalo téchto Sest siti [6].

AlexNet — prvni sit’, kterda v roce 2012 ve vét§i mife zpopularizovala CNN v oblasti
pocitaCového vidéni. Sit ma podobnou architekturu jako LeNet, ale ma hlubsi a vétsi
konvoluéni cast (po jedna CONV vrstve ithned nasleduje POOL vrstva).

LeNet — prvni uspésna aplikace CNN jiz vroce 1990. Byla pouzivana pro cCteni
zazipovanych souboru nebo Cteni Cislic a dalsi aplikace.

ZFNet — jedna se o vylepSenou sit AlexNet. Zejména rozsifeni velikosti stfednich
konvoluc¢nich vrstev, zmenseni kroku a velikosti filtru na vstupni vrstvé.

GooglLeNet — sit zroku 2014. Dramaticky snizili poCet parametrii (na 4 miliony,
v porovnani s 60 mil od AlexNet).

VGGNet — ukazali, ze hloubka sit€¢ ma kritické parametry pro dobry vykon. Pouziva
stale stejnou masku konvoluce. A to 3x3 a pro sdruzovani masku 2x2. Jejich model je
k pouziti v knihovné Caffe.

ResNet — obsahuje specialni preskakovaci spojeni. Nema plné propojenou vystupni
vrstvu.
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4.6 Praktické aplikace CNN pro segmentaci obrazu

V praxi se CNN pouzivaji v mnoha riznych odvétvich techniky, od systému strojového
vidéni pres vyhledavaci, diagnostické a asistencni systémy az po autonomni vozidla.
Uvedu ctyfi priklady, kde je vyuziti téchto siti velmi piinosné a posunulo vyvoj
v nekterych oblastech kuptedu.

4.6.1 Automatické rozpoznani stavu elektroméru

Fotografie je snimana pomoci mobilniho telefonu, kde byla nasledn€ implementovana
aplikace pro Android na rozpoznani Cislic. Na obrazku je detekovana plocha Ciselniku a
nasledné jednotliva Cisla, ktera jsou rozpoznavana za pomoci neuronové sité. Je zde
vyuzito segmentace obrazu, pro naslednou klasifikaci vystupu bylo pouzito vektorové
pole (SVN). Byla pouzita knihovna OpenCV pro problematiku segmentace [13].

4.6.2 Detekce mobilniho robota zpracovanim obrazu

Pomoci metody segmentace prahovanim byl hledan mobilni robot, ktery se pohyboval
po mistnosti. Obrazky byly foceny kamerou umisténou na stropé€ kolmo k zemi (obr. 21)
Aby bylo mozno pouzit tuto metodu segmentace musel byt mezi robotem a pozadim
dostate¢ny kontrast. Byl zde ovSem problém odliSit pozadi od snimaného objektu, byly
tedy na robota umistény kontrastni znacky, které pomahaji najit objekt v obraze.
Konkrétné se jedna o bile body na cerném robotovi [27].

Obr. 21 Fotografie mobilniho robota, pohled od stropu [27]
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4.6.3 Analyza zdravotnickych obrazi

Konvoluc¢ni neuronové sit€ v poslednich nékolika letech pretvofili 1ékatrskou analyzu
obrazu. Architektura U-Net je jednou z nejzname;jsich architektur CNN pro
sémantickou segmentaci a dosahla pozoruhodnych uspéchii v mnoha aplikacich
segmentace medicinskych obraza.

V této aplikaci vSak byla architektura U-Net porovnavana s architekturou
DriNet, ktera se sklada ze tfi hlavnich blokt. Jmenovity konvolu¢ni blok s hustymi
spoji, dekonvolucni blok se zbytkovymi pocatecnimi moduly a sdruzovaci blok.
Navrzena architektura DriNet prekonala U-Net ve tfech naro¢nych ulohach, a to tfidéni
cerebrospinalnich tekutin v CT mozku, multi-organova segmentace CT obrazu bficha a
segmentace mozkovych nadord na MR obraze [17].

4.6.4 Segmentace satelitnich snimku

Segmentace obrazu je téma strojového uceni, kde je potieba nejen kategorizovat to, co
je vidét v obraze, ale také pracovat az na urovni pixeli. Vychazime ze satelitniho
snimku a cilem je segmentovat na reprezentaci mapy, kde se véci v obrazku
automaticky kategorizuji (obr. 22). Nejprve jsou satelitni snimky vybaveny 20
pouzitelnymi pasmy. Pokud Cervena, zelena a modra predstavuji 3 pasma (RGB), 20
pasem obsahuje mnohem vice informaci pro neuronovou sit, a tim uleh¢i uceni a
kvalitu predpovédi. Pro nauceni bylo k dispozici pouze 25 satelitnich snimku, avSak
jednotlivé Casti byly navic trénovany pomoci databaze obrazi CIFAR-10 a CIFAR-100.
Byla pouzita architektura U-Net a to hlavné kvali schopnosti naucit se i z malého
mnozstvi obrazu [18].

Obr. 22 Segmentace satelitniho snimku [18]

32



5 SEMANTICKA SEGMENTACE

Sémanticka segmentace obrazu je porozuméni obrazu na urovni pixeld, tj. chceme
kazdému pixelu priradit tfidu objektl. Zatimco sémanticka segmentace / analyza scény
byla od roku 2007 soucasti komunity pocitacového vidéni, hlavni prilom pfichazi az
v roce 2014, kdy byly poprvé pouzity plné konvolu¢ni neuronové sité. PIné konvolucni
sit¢ (FCN) se pouzivaji pro sémantickou segmentaci pfirozenych obrazd, pro
multimodalni lékafskou analyzu obrazu a segmentaci multispektralniho druzicového
obrazu.

Jednim z popularnich pfistupi k hlubokému uceni byla klasifikace oblasti se
stejnymi vlastnostmi, kde kazdy pixel byl oddélen¢ zarazen do tiid pomoci okoli
obrazového bodu kolem néj. Hlavnim divodem pouziti té€chto blizkych oblasti bylo, ze
klasifikacni sité maji obvykle plné pfipojené vrstvy, a proto vyzaduji obrazy s pevnou
velikosti.

Az vroce 2014 byla popularizovana architektura CNN pro husté predpovédi bez
jakychkoli pln€ propojenych vrstev. To umoznilo vytvaret mapy segmentace pro obraz
libovolné velikosti a bylo také mnohem rychlejsi ve srovnani s pfistupem klasifikace
stejnych oblasti. Kromé plné propojenych vrstev je jednim z hlavnich problému pfi
pouziti CNN pro segmentaci spojovani vrstev. Sdruzovani vrstvy maji vlastnost, ze
vytazuji informaci o poloze bodu. Nicméné sémantickd segmentace vyzaduje presné
zarovnani tfidicich map, a proto pottebuje informaci o poloze zachovat.

Tento problém je feSen architekturou dekodéru - kodéru. Kodér postupné snizuje
prostorovy rozmér spojovanim vrstev a dekodér postupné obnovuje detaily objektu a
prostorové rozméry. V nasledujici Casti bude popsano 6 zéakladni architektur, které
ukazuji postupny vyvoj segmentacnich architektur [19] [28].

5.1 FCN

Plné propojené vrstvy (fully connected layers - FCN) v klasifikacnich sitich lze
povazovat za konvolu¢ni s jadry, které pokryvaji celé vstupni oblasti. To odpovida
vyhodnoceni pavodni klasifikacni sit€ na prekryvajicich se vstupnich oblastech, ale je to
mnohem efektivnéjsi, protoze vypocet je sdilen pres piekryvajici se oblasti se stejnymi
vlastnostmi. Funkce jsou slouceny zriznych fazi kodéru, které se 1isi v hrubosti
sémantickych informaci.

Po konvoluci plné propojenych vrstev v pred ucené siti jako VGG, je mapy tieba
stale vzorkovat kvuli slouCeni operaci v systémech CNN. Dulezitym aspektem pro
architekturu sémantické segmentace (obr. 23) je mechanismus pouzivany pro
prevzorkovani segmentacnich map s nizkym rozliSenim pro vstupni rozliSeni obrazu
pomoci naucenych dekonvoluci (jsou inicializovany pomoci bilinearnich interpolacnich
filtrl) nebo Castecné zamezeni snizeni rozliseni v kodéru pomoci dilata¢nich konvoluci
[28].

5.2 SegNet

Zména u SegNet, oproti FCN, spociva ve zpusobu, jakym dekodér vzorkuje vstupni
mapu s nizkym rozliSenim a taky jiz zde nejsou plné€ propojené vrstvy. Konkrétné
dekodér pouziva indexy sdruzovani vypocitané v “max-pooling “ odpovidajiciho kodéru
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pro provadéni nelinearniho vzorkovani, obr. 24. Eliminuje se tim potfeba uceni se
ptevzorkovani. Vzorkované mapy jsou fidké, poté vsak projdou pres konvolu¢ni vrstvu
s tréninkovymi filtry, které vytvareji husté mapové vrstvy. Cely princip vidime na obr.
25. Avsak tato architektura dosahuje horsich vysledkt nez FCN nebo PSPNet [19].

forward/inference

backward/learning

X

RGB Image

Obr. 24 SegNet - rozsirovani [28]

Convolutional Encoder-Decoder

Pooling Indices
.l .

I Conv + Batch Normalisation + RelU
I Pooling I Upsampling Softmax

Obr. 25 Architektura sité SegNet [19]

Output

Segmentation

34



5.3 PSPNet

PSPNet modifikuje zakladni architekturu ResNet pfidanim dilatacni konvoluce a funkci
po inicializa¢ni sdruzovaci vrstvou. Sit’ analyzované pyramidové scény (pyramid scene
parsing network - PSPNet) vyuziva schopnost globalniho spojovani informaci z rizné
velkych regionti (viz obr. 26). Proto se to nazyva pyramidova scéna jdeme od velkych
Casti obrazu k mensi, kde se jiz jen dolad’uji detaily [28].

- —fonv-m
\ T —*|CONV|—> T x
J i o | —~fov— 1] :
—[CNN]- —[poo}— I | _._.
o x i
CONCAT
(a) Input Image (b) Feature Map (c) Pyramid Pooling Module (d) Final Prediction

Obr. 26 Architektura sité PSPNet [28]

54 RefineNet

Obecné zdokonalovaci sit s vice cestami, to je RefiNet. Vyuziva vSechny vstupy pfi
vice rozliSenich v prubéhu procesu odbéru vzorka, spoji extrahované funkce a prenese
je do dalsi faze, aby umoznila pfedpoveéd s vysokym rozliSenim. Timto zpisobem
mohou hlubsi vrstvy, které zachycuji sémantické prvky vyssi urovng, byt pfimo pouzity
k vyhlazeni jemn€ zrnitého obrazu z predchozich konvoluci (obr. 27). Zavadi fetézové
sdruzeni, které dokaze zachytit kontext pozadi z vétsi oblasti obrazu. Jednotlivé Casti
sité vyuzivaji zbytkové pripojeni k identifikovani myslenkovych map, které umoznuji
efektivni konecné uceni. Dekodér tedy spojuje bloky snimace s vysokym rozliSenim
s bloky s nizkym rozliSenim z pfedchoziho bloku. Kazdy blok tedy propojuje vice
funkeci pro zachyceni kontextu na zéklade shodnych vrstev [19].

RefineNet

< o 2
& %
,(-\oe > | Refinenet | >

s 2
% S A
1/16 g;"-i = @O\W—’(@':J*@J

8o 4 A 1/16
RefineNet | > W) 1/32

Prediction

Obr. 27 Ukazka architektury sité RefineNet [19]
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5.5 Dilata¢ni konvoluce

Sdruzovani snizuje rozliSeni obrazu pii segmentaci, proto tato architektura pouziva
dilata¢ni vrstvu konvoluce, ktera umoznuje exponencialni zvétSeni zorného pole bez
snizeni velikosti obrazu, viz obr 28.

Obr. 28 Dilata¢ni sdruzovaci vrstva [28]

Posledni dvé sdruzovaci vrstvy jsou odstranény a nahrazeny dilatacni
konvolué¢ni vrstvou. Konvoluce mezi 3 a 4 vrstvou ma dilataci dva, poté jiz je velikost
dilatacni mezery Ctyfi. Timto zpisobem ziskame husté mapy predpoveédi bez zvyseni
poctu parametra [28].

5.6 U-Net

Architektura sité¢ U-Net se sklada ze zadavaci cesty k zachyceni kontextu a symetrické
roz§ifovaci cesty, ktera umoziiuje piesnou lokalizaci obrazovych bodu. Této siti staci
k nauceni mensi poCet obrazii nez predchozim sitim. Je také velmi rychla, segmentace
obrazu o velikosti 512x512 pixelt trva méné nez jednu sekundu na vykonné GPU.

U-Net jednoduse zfetézuje mapovaci prvky kodéru s mapovacimi vlastnostmi
dekodéru v kazdé fazi, ¢imz vytvari strukturu podobnou zebtiku, viz obr. 29.
Architektura diky zkratkovym spojenim umoznuje dekodéru v kazdé tazi uceni ziskat
relativni vlastnosti, které jsou ztraceny pii sdruzovaci vrstvé v kodéru [28].
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Obr. 29 Architektura sité U-Net [28]
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6 DATABAZE OBRAZU

V ramci bakalafské prace pracuji s databazi obrazu SYNTHIA. Jedna se o syntetickou
sbirku snimku s anotaci. Byla vytvorena za ucelem uceni sémantické segmentace a pro
pochopeni scény v kontextu scénait fizeni. Sklada se ze sbirky fotorealistickych snimka
vykreslenych z virtualniho mésta. Navic pfichazi s pfesnymi sémantickymi anotacemi
na arovni pixeld [30]. Podrobné jsem prozkoumal vlastnosti této databaze a zjistil jaké
moznosti nabizi.

6.1 Vlastnosti

Predstaveni vlastnosti databaze obrazi a co vSe nam muZze nabidnout. Je k dispozici
velkd variace moznosti at’ uz rozdilné prostiedi zménou denni doby nebo jinym pocasim
[30].
e velké mnozstvi dat: vice nez 200 000 obrazku v rozliseni HD z video streamu a
na 20 000 snimku z nezavislych scén,
e rozmanitost scén: Evropska meésta, dalnice, zelen,
e mnoho druhti dynamickych objektt: auta, chodci, cyklisté,
e vice témat pro vSechna roc¢ni obdobi,
e podminky osvétleni a pocasi: dynamické stiny, nékolik dennich rezimu (vychod
slunce, poledne, zapad slunce), no¢ni rezim, dést’, snih, mlha,

e snimace: 8 kamer RGB, obraz z celych 360°, 8 snimaca hloubky.

6.2 Popis databaze

Muzeme si vybrat jednotlivé typy scén z velké nabidky moznosti, Scéna, kterou ted’
uvidite je ze zapadu slunce (slunecny den, poloha meésto), konkrétné se jednd o
SYNTHIA-SEQS-05-SUNSET. Pii otevieni databaze objevite 4 podslozky:

a) RGB — obsahuje standartni barevné obrazky 1280x760 pouzivané pro trénovani,
nazornou ukéazku vidime na obr. 30,

b) depth — obsahuje obrazky v HD rozliSeni, kde hloubka je zakodovana do 3
kanalu v centimetrech, viz obr. 33,

¢) GT/color — obsahuje png soubory (jeden pro kazdy obraz), anotace je dana
pomoci barevné reprezentace a slouzi predevsim pro vizualizace, nikoliv pro
uceni, viz obr. 31,

d) GT/labels — obsahuje opét png soubory, ovSem zde jsou dany pomoci 2 kanalu,
prvni obsahuje tfidu pixelt, ve druhem je dano unikatni ID pro dynamické
objekty, viz obr 32,

e) CameraParams — slozka obsahuje textovy soubor s globalni pozici kamery a
dal§imi parametry pro zpétnou 3D rekonstrukci.
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Obr. 30 RGB obraz Synthia [30]

Obr. 31 GT/color obraz Synthia [30]
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Class R G B ID
Void @ @ g 8
Sky 128 128 128 1
Building 128 e g 2
Road 128 64 128 3
Sidewalk e e 192 4
Fence % 64 128 5
Vegetation 128 128 e 6
Pole 192 192 128 7
Car &4 @ 128 8
Traffic Sign 192 128 128 9
Pedestrian % 64 a 18
Bicycle e 128 192 11
Lanemarking e 172 e 12
Reserved - - - 13
Reserved - - - 14
Traffic Light e 128 128 15

Obr. 32 GT/1abels rozdéleni objektu do tiid [30]

Ve slozkach s obrazy jsou dalsi podslozky, kde prvni vrstva rozdé€luje obrazy na
stereo_left/right. V dal§i vrstvé je jest€é rozde€leni na 4 pohledy: vpied, vzad, vlevo,
vpravo. To odpovida 8 kameram, o kterych jsem se jiz zminil.

Obr. 33 Depth — zobrazeni hloubky obrazu [30]
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7 IMPLEMENTACE SITE

Mym ukolem v této ¢asti bylo znovu zprovoznit a pochopit, jak celd jiz navrhnutd sit
funguje. Vychazel jsem z diplomové prace Ing. Ondieje Zapletala [35]. Mél jsem
k dispozici text jeho prace a zdrojovy kod.

7.1 Vybér grafické jednotky

V kapitole 4 jiz bylo popséano, ze konvolu¢ni neuronové sité maji velké pozadavky na
vykon vypocetni techniky. A to hlavné na grafickou jednotku (GPU), ale samoziejmé
nesmime opomenou procesor nebo pamét RAM. V ramci vybéru GPU jsem zpracoval
tabulku, kterd porovnava dvé velmi vykonné karty.

GeForce GTX
Tesla C2075 1080
CUDA cores 448 2560
Core clock 1150 MHz 1721 MHz
Bus Type PCI-E 2.0 x16 PCI-E 3.0x16
Memery size 6 GB 8 GB
Memory Clock 1500 MHz 10010 MHz
Memory Bus 384 bit 256 bit
ROPs 48 64
Memory Type GDDRS5 GDDRS5X
Process Technology 40 nm 16 nm
Pixel fill rate 27.6 gigapixels/s | 110.91 gigapixels/s

Texture fill rate

32.2 gigatexels/s

277.28 gigatexels/s

Texture units 56 160
Single Precision | 130 4 GRLOPS | 8872.96 GFLOPS
performance
Double Precision | 5,5 5 Gy ops | 277.28 GFLOPS
performance
Memory bandwidth 144 GB/s 320.32 GB/s
Dual-link DVI-D
Outup ports DVI HDMI-2.0b

Display Port-1.4 *3

Tabulka 1 Porovnani GPU

V tabulce 1 je porovnani dvou karet: GPU Tesla C2075 a GeForce GTX 1080. U
vétSiny parametrt byl lepsi karta GeForce, avSak u dvou parametra byla lepsi karta
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Tesla. Kdyz jsem nasledné studoval, jak funguji vypocCty a co vSe se v GPU d¢&je béhem
uceni sité, zjistil jsem, ze pravé parametr Double precision performance, je jednim
z nejdulezitéjSich parametrd pro urychleni vypoctu. Coz vlastné znamena, ze procesor
grafické karty zvladne pracovat Iépe s 64 bitovymi daty. A jelikoz vétSina obrazku je 64
bitov4, je to pro nas velmi prospésné. Kdyz jesté prihlédnu k cené, karta Tesla je asi 4x
drazsi ale jelikoz byla tato karta ve Skole k dispozici, nebylo jiz se tfeba dale rozhodovat
a zvolil jsem GPU Tesla C2075. VSechny hlavni parametry pouzitych komponentd
pocitaCe jsou uvedeny v tabulce 2.

GPU Tesla C2075
CPU Intel Core 15 650, 3,2GHz
RAM 4 GB

Tabulka 2 Parametry pouzitého Hardwaru

7.2 PoZzadavky sité

Zdrojovy kod na klasifikaci obrazu, se kterym jsem mél pracovat byl napsan panem
Zapletalem v programovacim jazyce Python. Aby bylo mozno kéd spustit je potieba
nainstalovat program, ktery zvladne prelozit jazyk Python do strojového kodu, aby jej
mohl procesor vykonat. J4 jsem pouzil program PyCharm od spolecnosti JetBrains.
Zacal jsem instalaci softwaru Anacondu. Coz je distribuce s otevienym zdrojovym
kédem jazyku Python pro rozsdhle zpracovani dat, prediktivni analyzu a veédecké
vypocty. Jehoz cilem je zjednoduseni prace [9]. Nyni bylo potieba oteviit Anaconda
Prompt, coz je verze prikazového radku, ve kterém jsem zadal toto pro aktualizaci [1]:

conda update conda
conda update --all

Nasledné bylo zapotiebi, stahnout a nainstalovat dva programy pro podporu a spravu
GPU (aby bylo mozno efektivné pouzivat GPU pfi uceni sité). A to CUDA Toolkit 9.0 a
cuDNN. Nyni jsem musel nastavit cestu v uzivatelsky proménnych ve vlastnostech
systému k cuDNN. Poté jsem vytvoril prostredi pro python 3.6 a aktivoval Tensorflow
nasledujici pfikazem:

conda create -n tensorflow python=3.6 numpy scipy matplotlib spyder
activate tensorflow

Instalace Tensorflow a Keras
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Pipinstall--ignore-installed—upgrade
https://storage.googleapis.com/tensorflow/windows/gpu/tensorflow_gpu-1.0.1-cp35-
cp35m-win_amd64.whl

pip install keras

Keras je vlastné rozhrani pro programovani vysokorychlostni neuronové sité [2].
Instalace je hotova, nyni jiz staci spustit dané skripty bud’ pfes konzoli v ptikazovém
fadku nebo za pomoci programu PyCharm.

7.3 Popis programu pro klasifikaci obrazu

Pro implementaci CNN byl pouzit sekvencni model Keras, coz je koncept

ktery je vhodny pro modelovani neuronovych siti. Cela sit’ je postavena na vrstvach. Je
potteba vytvofit ekvivalentni topologii, aby bylo mozno vyuzit frameworky. Model je
vytvofen volanim sekvencniho konstruktoru Sequential(), jednotlivé vrstvy jsou
pfidavany funkci add [35].

Model = Sequential()
model.add(layer),

kde layer je definice vrstvy.

7.3.1 Rozdéleni do vrstev

Vsechny vrstvy byly vytvofeny na zakladé této struktury (vychazi z knihovny Keras),
ktera byla jiz teoreticky vysvétlena v kapitole 4

Konvoluéni vrstva

Konvoluce mé architekturu nasledujici struktury

Conv2D(filters=n, kernel size=(z, z), strides=(s, s), padding="valid’,
input_shape=shape),

kde n je pocet filtrt, z je velikost jadra filtru, s je pocet pixelt v kroku a input_shape
definuje velikost vstupni matice.

Prenosova (aktivacni) vrstva

Chcete-li pridat prenosové funkce na vystup vrstvy, nesmime jeSt€ zapomenout na
uzivatele, ktery si muze vybrat, jakou funkce pouzije.
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Activation(activation_function),

kde aktivation_function je ‘softmax’ nebo ‘ReLU’.

Obé specifikace jsou ekvivalent, protoze Keras automaticky pouziva linearni
prenosovou funkci pro kazdou vrstvu.

Sdruzovaci

tato vsrstva je specifikovana jako
MaxPooling2D(pool_size=(z, z), strides=(s, s)),

kde pool_size definuje velikost filtru a strides udava velikost kroku

PIné propojena vrstva

Posledni plné propojenou vrstva, kterd jiz provadi rozdéleni do kategorii.

Dense(num_of _units),

kde num_of _units je poCet neurona v posledni plné propojené vrstvé. Dava tak pocet
moznych vyslednych klasifikaci [35].

7.3.2 Rozdéleni kodu na funkéni celky

V kapitole 7.3.1 byly popsany jednotlivé vrstvy teoreticky, tato kapitola vSak jiz
rozdeluje koéd na funkeni celky, které se plné shoduje s realnym rozdélenim kodu v mé
aplikaci.

Application.py

Hlavni &ast pro piistup ke knihovnam Keras. Cek4 v nekone&né smyéce na konfiguraéni
soubor v databazi. Co 60 sekund se dotazuje, zda je néjaky novy model na u€eni. Kdyz
je nalezen novy zahaji uCeni, volanim funkci a podprogramu. zacne trénovaci proces.
V zavislosti na nastaveni aplikace bézi u¢eni CNN na GPU.

Dataset_prepare.py

Skript pfipravuje data na proces uceni. V prvnim kroku nacte a pfevede obrazky na
vhodnou velikost, aby byly vSechny obrazy stejné, jiz prfednastavené, velikosti a poté je
ulozi do vice rozmérného pole. Data jsou nasledné nahodné€ rozdelena mezi trénovaci a
testovaci mnozinu v ur¢itém pomeéru. Jako posledni ¢ast se je§t€¢ provede prevod zn
rozmérného pole na format float32.
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Evaluation_model_creator.py

V tomto skriptu se vytvari konfiguracni soubor pro testovani modelu namisto uceni.

Evaluator.py

Model slouzi k vyhodnocovani a trénovani vytvorenych modelt.

Extracto.py

Testovani knihovny Keras

Loggers.py

Timto skriptem jsou vytvafeny protokoly o pribéhu trénovani, testovani, formatu a
dalsich dulezitych udalostech, které nastaly béhem procesu uceni. Tyto data jsou
ulozeny, a lze tak zpétné zjistit, zda vSe probéhlo spravné a poptipadé, kde nastala
chyba

Model_creator.py

Vytvaii modely modelim knihovny Keras. Vytvaii model celé CNN, pies ktery budou
prochéazet vSechny vstupni data. Nastavuje vlastn€ jednotlivé vrstvy a jejich parametry.
Kolik bude konvolucnich vrstev, jak velka bude maska, zda bude nasledovat aktivacni
funkce a zda se pouzije sdruzovaci vrstva.

Konkrétni nastaveni parametri modelu:

model = Sequential ()
layerl = Conv2D(48, (11, 11), strides=(4), padding='same',
input shape=shape)

model.add (layerl)
model.add (Activation('relu'))

model.add (MaxPooling2D(pool size=(3, 3), strides=(2, 2)))
layer2 = Conv2D(64, (5, 5), padding='same')

model.add (layer?2)

model.add (Activation('relu'))

model.add (MaxPooling2D(pool size=(3, 3), strides=(2, 2)))
layer4 = Conv2D(95, (3, 3), padding='same')

model.add (layer4d)

model.add (Activation('relu'))

layer5 = Conv2D(64, (3, 3), padding='same')

model.add (layer))
model.add (Activation('relu'))
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7.3.3 Kompilace modelu

Pokud je struktura modelu specifikovana jesté pred tim, nez muze byt naucena.
Potrebujeme funkci, ktera optimalizuje procedury a nadefinuje matici. Tato metoda je
nazvana compile.

7.34 Proces ucéeni

Proces uceni se v kerasu nazyva modelovani (model fitting). Nabizi dva typy metod fit a
fit_generdtor. Prvni metoda nacte datovou sadu jen jednou a pouzije ji k trénovani sité.
Avsak tuto metodu nelze pouzit na vSechny typy dat. Pfi pouziti druhé moznosti
pouzijeme vlastnost jazyka Python nazvanou generator. Tento generator bere data
z databaze obrazki v nekonecné smycce. V zavislosti na nastaveni mize generovat jak
trénovaci data nebo testovaci.

Dalsi velkou vyhodou pouziti fit_generator metody je, ze béhem toho, jak se
model uc€en v GPU, je mozno pfipravovat dal§i varku dat paralelné. Toto je velmi
uzite¢na funkce, protoze nedochazi k zpomalovani procesu uceni [35].

7.4 Struktura slozek

Aby program spravné fungoval je potfeba vytvofit si strukturu slozek, jak Ize vidét nize.
Do slozky images dame obrazky a do slozky tools vlozime samotny program.

— datasets
— images
F— logs
— models
— tools

|—— application.py
|—— dataset prepper.py
|—— evaluator.py

|—— loggers.py

|

|

|

| |—— extractor.py
|

| |—— model creator.py
| }— requirements txt

L trained_models

Je potfeba spustit programy v tomto poradi:
a. dataset_prepare.py
b. model_creator.py
c. application.py
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7.5

Rozdily mezi pouzitim konvolu¢ni neuronové sité pro klasifikaci a segmentaci obrazu,

Hlavni rozdily mezi sitémi

jsou v neékterych bodech dost zasadni. Zde je vypsany odliSnosti mezi architekturami

siti.

a)

b)

c)

d)

€)

Problém pii pouziti CNN pro segmentaci jsou sdruzovaci vrstvy. Maji totiz
vlastnost, ze odstrani informaci o poloze bodu. Nicméné sémanticka segmentace
vyzaduje presné zarovnani tfidicich map, a proto potiebuji informace o poloze
zachovat.

U klasifikace je vysledkem hluboka sit' (jde pouze o procentualni vyjadreni, do
které tfidy bude objekt zatfazen), segmentace vSak vyzaduje nejen rozliSeni na
urovni obrazovych bodd (coz bézna CNN dokaze nabidnout) ale navic také
mechanizmus projektu v rozliSeni prvkt naucenych v riznych fazich kodéru na
prostor pixelu.

Pfi sdruzovani dochazi ke zmenSovani obrazu, proto je tfeba u segmentace
pouzivat navic dekodovaci mechanizmus, ktery dokaze zvétSit obraz opét do
pavodni velikosti.

Potrebujeme FCN, tedy pln€ propojené vrstvy, kdezto klasickda CNN nema4 jiz
vSechny vrstvy spojené.

Pro trénovani segmentace potiebujeme jiné databaze obrazu a zpisob uceni je
také odlisni.

47



8  ZAVER

Pfi vybéru mé semestralni prace mne zaujalo téma neuronovych siti a s tim spojena
klasifikace obrazii pomoci konvolu¢nich neuronovych siti. Na bakalafské praci jsem
spolupracoval s firmou Artin, ktera mi dodala data na zpracovani. Po konzultaci mi
firma doporucila preformulovat zadani z klasifikace obrazu na segmentaci. Jelikoz
v Artinu pravé pracovali na projektu Roboauta a zrovna na zminéné segmentaci,
rozhodl jsem se toto téma piijmout s vidinou uplatnéni mé prace v redlném projektu.
Jedna se o rozvijejici se oblast autonomniho fizeni, které mé velmi zaujalo.

Béhem mého studia jsem se ve Skole nesetkal s pfedmétem, ktery by se zabyval
podobnym tématem. Z tohoto divodu jsem si musel ziskat informace samostudiem a
naslednou konzultaci s vedoucim prace. Popsal jsem cely fetézec zpracovani obrazu
v pocitacovém vidéni, kde jsem se zaméfil hlavné na ¢ast segmentace. V této Casti jsem
zpracoval zakladni metody segmentace obrazu a velkou cast této kapitoly vénoval
sémantické segmentaci, kterou jsem mél pouzit pro vlastni aplikaci.

Mym zadanim bylo znovu rozchodit diplomovou praci Ondieje Zapletala, ktera
se vénovala klasifikaci objekti do pfedem danych tfid pomoci konvolu¢ni neuronové
sité. Pfi znovu zprovoziovani sité jsem fesit problémy s vybérem spravného hardwaru,
bylo nutno zjistit jaky je tfeba presné software abych mohl naplno vyuzivat vykon GPU.
V textu diplomové prace O. Zapletala nebyla tahle ¢ast ohledné softwaru popsana,
zjistoval jsme tedy vSechny informace znovu. Prace byla napsana v jazyce Python,
s timto jazykem jsem se doposud nesetkal, a to bylo dalSi ztizeni pfi feSeni mé
bakalarské prace

Dal§im bodem zadani bylo upravit sit O. Zapletala pro segmentaci obrazu. Po
urCitém Case studovani dané problematiky jsem zjistil, ze zménit sit' z klasifikace
obrazu na segmentaci nepujde tak lehce. Segmentace vyZzaduje velmi rozdilnou
architekturu, nez jakou jsem mél nyni v kodu k dispozici, a nejen tuto rozdilnost by bylo
potfeba zménit. Musel bych tedy provést radikalni zmény sité, dokonce az takové, ze by
stalo za Gvahu zacit psat cely program znovu. Hlavni rozdily mezi sitémi jsou vypsany
v kapitole 7.5.

Nyni jiz vim, jaké jsou architektury pro sémantickou segmentaci obrazu.
V dal§im pokracovani by bylo potfeba tyto architektury podrobnéji prozkoumat a vybrat
tu nejvhodnéjsi a nasledné ji implementovat, coz by mohlo byt pro mé naslednym
zadanim diplomové prace.
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