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Abstrakt

Prace se zabyva problematikou komprese vah neuronové sité pomoci techniky Weight-
Sharing a optimalizaci parametri této techniky pomoci nekonvenénich optimalizac¢nich
algoritmti. Divodem optimalizace je snizeni paméfové, respektive energetické naroc¢nosti
vypocétu odezvy neuronové sité. Cilem je navrhnout systém, ktery dokaze pfijmout neuro-
novou sit a snizit jeji pamétovou naroc¢nost, a ovérit pouzitelnost této metody na nékolika
pripadovych studiich. Prace prozkoumava vyuziti riznych optimaliza¢nich algoritmi, do-
datecnou kompresi pomoci kvantizace nad technikou Weight-Sharing a navrhuje metodu
ladéni vysledku kvantizace pro zlepseni presnosti. Tyto postupy jsou nejdfive vyzkousSeny
na siti Le-Net-5 a nasledné aplikovany na kompresi sité MobileNet_ v2.

Abstract

This thesis deals with the problem of neural network weights compression using the tech-
nique of Weight-Sharing and parameter optimization of this technique by unconventio-
nal optimization algorithms. The reason for the optimization is decreasing the memory
or energy demands of the neural network response calculation. The aim is to design a
system that accepts a neural network and reduces its memory demands. Its functionality
is demonstrated with the help of several experiments. The thesis investigates the use of
various optimization algorithms, additional compression using the quantization above the
Weight-Sharing technique, and proposes the quantization results tuning method to improve
accuracy. These procedures are first tested on the Le-Net-5 network and then applied for
the MobileNet_ v2. network compression.
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Kapitola 1

Uvod

Pocitace jsou v dnesni dobé velkymi pomocniky v kazdodennim zivoté nejen v praci, ale
i ve volném case. Jsou nam neustile po ruce, at uz ve formé mobilniho telefonu, note-
booku, jsou také soucasti automobilti, domécich spotiebi¢ti a podobné. Jejich uzitecnost je
v soucasnosti prohlubovana velkymi pokroky v oblasti strojového uceni, ve kterém se dari
vyuzivat principy ze svéta biologie a uplatnit je pii feSeni komplexnich tiloh. Reseni tako-
vym zpusobem byva v soucasné dobé cCasto kvalitnéjsi nez konvené¢ni pristupy. Prikladem
zminéného Teseni je neuronova sif, jejiz atomické prvky — neurony — jsou inspiroviny ner-
vovymi bunkami. Specidlnim pripadem takovéto sité je pak konvoluéni neuronovd sit (dale
pouze CNN z anglického ,,Convolutional neural network“). CNN jsou uzite¢nymi a moder-
nimi néstroji v informatice v oblasti klasifikace ¢i segmentace obrazu a dalsich odvétvich.
Dosahuji v téchto tlohach velmi dobrych vysledkt a jsou povazovany za $picku. Mohou slou-
zit naptiklad pii autonomnim izeni vozidel [20], poStovnich sluzbach [4] nebo klasifikaci ¢i
segmentaci dat z oblasti mediciny [22].

Jejich nasazeni ovSsem vyzaduje velké mnozstvi vypocetni sily. Nejsou proto prilis vhodné
k pouziti v prenosnych zafizenich napédjenych na baterii. Jak bylo zjisténo v [35], nejvice
energie pii inferenci (tj. vypo¢tu odezvy) neuronové sité je vyuzito pro pristup do paméti.
Neuronové sité dnesni doby mohou mit nékolik desitek milioni parametru (napi. ResNet-
50 vyuziva pres 23 milioni parametri). Z tohoto duvodu je jednim z kli¢a k energetické
optimalizaci sité snizeni jeji paméfové narocnosti, neboli komprese vah ziskanych po na-
trénovani sité. S rostouci kompresi ovSsem obecné klesi pfesnost vystupu inference. Diky
struktufe neuronovych siti je ovsem mozné dosdhnout pomérné vysoké komprese za cenu
nizké ztraty presnosti [35].

Cilem prace je seznamenti se s problematikou komprese neuronovych sit{ a jejimi riznymi
technikami. Déle bude implementovina komprese vah technikou sdileni vah (dédle pouzito
anglické ,Weight-Sharing“) a bude demonstrovana komprese jednoduché i slozité CNN pro
klasifikaci obrazu. Nad vytvorenou implementaci budou provedeny experimenty, jejichz ci-
lem bude vyzkouset a porovnat rizné optimaliza¢ni a shlukovaci algoritmy pro dosazeni co
nejlepsitho poméru komprese a ztraty presnosti. Vyzkouseny budou také rtizné trovné nasa-
zeni techniky Weight-Sharing. Nakonec bude také navrzena a vyzkousSena technika zlepsujici
presnost klasifikace pfi zachovani stejné komprese.

Prace se v kapitole 2 zabyva soucasnym stavem v oblasti CNN, jejich kompresi a pro-
stredky, které jsou ke kompresi potiebné, hlavné optimaliza¢nimi algoritmy a shlukovacimi
algoritmy. Popsany jsou také neuronové sité vyuzité v této praci.

V kapitole 3 je navrzena implementace komprese typu Weight-Sharing, dodatecné kvan-
tizace nad jmenovanou technikou a technika fine-tuning pro zlepseni vysledkt ziskanych



kompresi. Tato kapitola popisuje také navrh optimalizace parametri téchto metod pomoci
optimaliza¢nich algoritmt a tcelové funkce. Samotnd implementace tohoto navrhu je obsa-
hem kapitoly 4. Z implementace Teseni vychézi kapitola 5, kterd predstavi a vyhodnoti sadu
experimenti cilenych na efektivni feseni problematiky komprese neuronovych siti. Prace je
uzaviena shrnujici kapitolou 6.



Kapitola 2

Neuronové sité a jejich
optimalizace

Tato kapitola shrne souc¢asny stav technologie neuronovych siti, jejich optimalizace a technik
k tomu potirebnych. Sekce 2.2 bude vénovana samotnym neuronovych sitim, konvolu¢nim
neuronovym sitim a jejich efektivnimu zpracovavani. Ke konci této sekce budou predstaveny
sité Le-Net-5 a MobileNet_ v2, které jsou dale v praci vyuzity. Nasledné v sekci 2.3 budou
shrnuty optimaliza¢ni algoritmy, které budou déle pouzity pii feSeni a implementaci této
prace. Ke kompresi je vyuzito shlukovani, proto mu bude vénovidna sekce 2.4. Na zaver
kapitoly budou v sekci 2.5 shrnuty rizné techniky komprese neuronovych siti.

2.1 Neuronové sité

Oblast strojového uceni, jak jiz ndzev napovida, nabizi algoritmy se schopnosti uceni, tedy
prizptisobeni se konkrétnimu problému misto primého naprogramovani feseni problému.
Tato schopnost v soucasné dobé pomaha zvladat tikoly, které jsou konvenénimi algoritmy
tézko tesitelné. Hlavni vyhodou schopnosti uceni se je, ze neni tieba algoritmy specificky
programovat pro feseni daného tkolu. Diky tomu je mozné vyuzit stejny algoritmus pro
feseni nékolika rtiznych problémi bez nutnosti zmény kdédu, pouze napiiklad natrénovanim
na jiné datové sadé (pirikladem muze byt sit Le-Net-5 [31], kterd je schopna klasifikovat
data jak z datasetu MNIST [7], tak z datasetu FashionMNIST [38]). Mezi takové tlohy jsou
razeny napriklad klasifikace nebo regrese, které v soucasné dobé nachazeji velkého vyuziti
v ruznych odvétvich primyslu a vyzkumu. Velkd ¢ast téchto pristupt je inspirovana jevy
z oblasti biologie, od chovani kolonii Zivo¢ichtu (naptiklad kolonie véelstva snazici se najit
optimélni cestu k potravé — Bees Algorithm [15]) az po komplexni procesy probihajici v evo-
luénim vyvoji organismu (evoluéni algoritmus, ktery bude detailnéji popsan v sekci 2.3).
Jednou z takovych inspiraci byla nervova bunka, jez vedla v roce 1943 k vytvoreni modelu
umélého neuronu Warrenem McCulochem a Walterem Pittsem [23], ktery pracoval s binar-
nimi vstupy. Pozdéji se tento model vyvinul v aktudlné pouzivanou reprezentaci umélého
neuronu definovanou nésledovné:

a= f(;wixi+b> (2.1)

kde vystup a oznacuje vystup neuronu — aktivaci, w znaci vektor vah prislusného neuronu,
x znad¢{ vektor vstupu neuronu a b znaci bias neuronu (nékdy se v ¢eské literature pouziva



Obrazek 2.1: Vypocetni model neuronu — znaceni je stejné jako v rovnici 2.1

oznac¢eni prah). Neuron vzdy provede soucet soucinu vSech n vstupu s patfiénymi vahami
a pri¢te k nim svij bias, pricemz vahy a bias jsou parametry neuronu, které jsou ménény
v pribéhu uceni. Tento vypocet je znazornény i na obrazku 2.1. Ve vzorci je prezentovana
linedrni bézova funkce, 1ze se ale setkat i s radidlni bézovou funkei [5], ovSem v rédmci
této prace se budeme zabyvat pouze sitémi s linedrnimi bazovymi funkcemi. Funkce f
predstavuje aktivacni funkce, které se dale déli na spojité, nespojité a po ¢astech spojité.
Mezi nejcastéjsi predstavitele aktivacnich funkci patii:

1

Sigmoida (spojitd): f(u) = Trew (2.2)
Hyperbolicky tangens (spojitd): f(u) = tanh(u) (2.3)
ReLu (po ¢astech spojitd): f(u) = { g: gig Z i 8 , (2.4)
kde u = i w;x; + b (2.5)

i=1
(2.6)

Pro efektivnéjsi pocitani aktivace neuronu je mozné prevést vypocet z rovnice 2.1 na
maticové nasobeni nasledujicim zptsobem:

a = f(wx) (2.7)

kde stejné jako v puvodnim vyrazu a znaci aktivaci neuronu a f znaci aktivacni funkci.
V tomto piipadé ale w znac¢i matici s jednim Ffadkem a n + 1 sloupci, kde ve sloupcich
[1,2,...,n] je véha pro prislusny vstup z,, a na pozici wy je ulozen bias. Nasledné x znaci
matici vstupu s jednim sloupcem a n + 1 fadky, kde na pozicich [1,2,...,n| jsou vstupy
neuronu a na pozici Xg je hodnota 1. Je tedy zfejmé, ze maticové nasobeni téchto dvou matic
je ekvivalentni k pivodnimu vypoctu pomoci sumy. Navic, pokud matici vah rozsirime tak,
ze pridame Tadky riznych neuronu ve stejném forméatu, muzeme nariz vypocitat aktivaci
celé sady neurontl zvanych vrstva.

Jak jiz inspirace nervovymi bunkami naznacuje, neurony mohou byt propojeny, aby
tvorily komplikovanéjsi strukturu — neuronovou sit. Existuje nékolik rtznych architektur
takovych siti. Déleny mohou byt nasledovné:

1. PIné propojena sif — kazdy neuron je propojen se vSemi ostatnimu neurony v této siti.
Vahy mezi dvéma neurony mohou byt rtzné.



Vstup neuronové sité
Vystup neuronové sité

Vystupni
vrstva

Skryta vrstva

Obrazek 2.2: Priklad schématu jednoduché dopfedné neuronové sité se skrytou vrstvou
neuront.

2. Plné propojenda symetricka sit — opét je kazdy neuron propojen se vSemi ostatnimi
neurony v siti, ovSem tentokrat musi platit, ze vahy mezi dvéma neurony jsou stejné
(tedy pokud mame neuron a a neuron b, potom wg, oznacujici vahu spoje z neuronu
b k neuronu a musi byt stejnd jako vaha wpyg).

3. Vrstvova (nebo také vrstevnatd) sit — neurony jsou usporddény do vrstev, pri¢emz
neurony vrstvy n nemohou ovlivnit vrstvy mensi nez n (tedy v této siti mohou exis-
tovat konexe neuroni v ramci vrstvy).

4. Acyklicka sit — stejné jako vrstvova sit, ovSem nejsou povoleny konexe neuront v ramci
vrstev.

5. Dopredna sit — Acyklicka sif, kde neurony vrstvy n mohou ovlivnit pouze neurony
vrstvy n + 1.

Pokud se v architekture nachazi neurony, které maji néjakou pfimou i neprimou vazbu
samy na sebe, oznacujeme sif jako rekurentni. Ve zminéném seznamu jsou prvni tii typy
rekurentnimi sitémi. Pro takové sité je nutné vyuzit jim specifickych pristupti uceni.
siti usporadany do plné propojenych vrstev. Prvni, neboli vstupni vrstva prijima vstup
neuronové sité. Na opac¢ném konci se nachédzi vrstva vystupni, ktera udava vystup celé sité.
Mezi nimi se poté muze nachazet libovolny pocet skrytych vrstev. Pravidlem v doptfednych
neuronovych sitich je, ze kazdy neuron skryté vrstvy je pripojen pouze na neurony predeslé
vrstvy a jeho vystupy jsou pripojeny na neurony nasledujici vrstvy. Pokud je kazdy jeden
neuron z jedné vrstvy propojen s kazdym neuronem z predeslé vrstvy, jedna se o plné pro-
pojenou vrstvu. Priklad takové plné propojené sité je znazornén na obrazku 2.2. Sit, ktera
mé velké mnozstvi vrstev, se nazyva hlubokd neuronova sit (zkracené DNN z anglického
»Deep neural network*).

Dale muzeme sité délit podle jejich aplikace, jako jsou: asociace, klasifikace, shlukovani,
predikce, optimalizace a podobné. V praci budou vyuzity pouze sité pro klasifikaci.

Jiz bylo zminéno, ze dulezitou vlastnosti neuronovych siti je schopnost se ucit. V ramci
této prace bude prestavena typicka technika pro klasifikacni sité — uceni s ucitelem, tedy



v datové sadé budou dostupné dvojice trénovaciho vstupu a jeho pozadovaného vystupu.
Uceni probiha diky upravé vah a hodnot biasu, které se vyuzivaji pii vypoctu aktivace
neuronu. Nejc¢astéjsim zpusobem tuprav téchto vah je algoritmus Backpropagation (Cesky
algoritmus zpétného siteni chyby) [32]. Pro pouziti algoritmu je nutné, aby aktivacni funkce
vSech neuront byly diferencovatelné, a je tieba dodat ticelovou funkei (oznacovana také jako
chybova funkce nebo anglicky ,,Loss function®). Ta je v pribéhu uéeni minimalizovana, tedy
meéla by vyjadfovat odchylku odezvy sité od pozadované hodnoty vystupu pri prilozeni
daného vzoru na vstup. Minimalizace probihd pomoci metody gradientniho sestupu, ktera
urcuje zmény vah jako zapornou hodnotu aktualniho gradientu. Samotny gradientni sestup
1ze realizovat nasledujicimi zpusoby:

o Stochasticky pristup, Stochastic Gradiend Descent (SGD): Prvky se z trénovaci mno-
ziny vybiraji ndhodné, zména vah se provadi po kazdém prvku.

o Dévkovy pristup, Batch Gradiend Descent (BGD): Spoc¢te se suma chyb pro vSechny
prvky, zména vah se tedy provadi az po vyhodnoceni vsech prvku.

o Mini-Batch Gradiend Descent (MBGD): Spocte se suma chyb pro zvoleny pocet
prvki, které jsou ndhodné zvoleny z trénovaci mnoziny, nasledné se provede tUprava
vah (kombinace ptredchozich dvou ptistupti).

2.2 Konvolu¢ni neuronové sité

Dilezitym pokrokem bylo vytvoreni konvoluénich neuronovych siti. Ty k soucasné popsa-
nému modelu priddvaji konvoluéni vrstvy, aktivaéni vrstvy a seskupujici filtry. Operace
konvoluce bude pro lepsi zndzornéni predstavena pro dvourozmérna data, kde je zadana
nasledujicim vztahem:

b d
Lnew(u,v) = Y > h(i ) I(u+iv+5) (2.8)

i=—aj=—c

kde Ieq (1, v) je hodnota novych dat na pozici u, v, kterd je vypocitana jako soucet soucinu
hodnot puvodnich dat I s konvolu¢nim filtrem A o rozmérech a+b a c+d. V praxi ¢asto plati
a = b = ¢ = d, tedy rozméry masky se daji vyjadrit jako (2a+1)-(2a+1). Operace konvoluce
je znazornéna na obrazku 2.3. Do operace konvoluce vstupuje jesté parametr ,,Stride®, ktery
urcuje pocet poli, o které se posune konvoluc¢ni jadro pri kazdé iteraci vypoctu, a parametr
,Padding®, ktery popisuje $itku doplnéni okraji origindlnich dat zadanou hodnotou (opét
zndzornén na obrazku 2.3). Konvoluéni vrstva typicky obsahuje vice konvoluénich filtru
a prijiméa vice nez jeden vstupni kandl — predstavuje hloubkovou dimenzi vstupnich dat
dané vrstvy. Piiklad vice vstupujicich kanald do konvolu¢ni vrstvy je znazornén na obrazku
2.5, kde je Tesena problematika klasifikace obrazu. S konvoluénimi vrstvami tzce souvisi
aktivacni vrstvy, které na kazdy prvek nové vytvorenych dat aplikuji nékterou z aktivacnich
funkeci, tak jako u klasického neuronu, ktery byl popsany vyse.

Seskupujici (anglicky ,,Pooling“) filtry jsou urceny k redukci rozméra dat. Pro jejich
¢innost je treba definovat velikost masky a typ seskupeni. Mezi Casté typy se radi napriklad
operace maxima — vybere maximalni hodnotu z masky, minima — vybere miniméalni hodnotu
z masky a priméru — vypoéita primér v masce. Cinnost takovych filtri je zndzornéna na
obrazku 2.4.
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Plvodni data Nova data

00 |0|0|0|0]O Konvoluéni jadro

0 |104|254|204( 6 (238| 0 0o|1]|0 374
0| 2 |88 |155(43 (65| 0 0o|1]|0

0 |195| 32 |103(175(58 | O 0o|1]|0

0 |188|63 |99 |32 (192| 0

0 [235]|242| 62 [203|103| O

104 *0+254*1+204*0+2*0+88*1 +

155*0+195*0+32*1+103*0

Obrazek 2.3: Priklad principu operace konvoluce nad 2D daty s parametry ,,Stride“=1
a ,Padding“=1. Sedé vyznacend pole v pivodnich datech jsou vytvorena diky volbé para-
metru ,,Padding®.

Konvoluéni neuronové sité jsou v soucasné dobé velice uspésné predevSim v oblasti
pocitacového vidéni. Za prvni konvoluéni neuronovou sit je povazovan Le-Net5 [31], ktery
byl navrzeny pro klasifikaci ruéné psanych ¢islic (bude podrobnéji rozebran v sekci 3.1). Za
prilomovou CNN by se dala oznacit Alex-Net [18], kterd zvitézila v roce 2012 v soutézi
»,ImageNet Large Scale Visual Recognition Challenge* (ILSVRC) [6]. Soutéz se zaméfuje
na detekci a klasifikaci objektt v obrazku. Od tohoto ro¢niku byla kazdoro¢né vitézna sit
zalozena na néjaké varianté konvoluéni neuronové sité.

Jak je z rovnic 2.7 a 2.8 patrné, pri vypoctu inference konvolucni neuronové sité jsou
nejcastéjsimi operacemi nasobeni a s¢iténi, které se oznacuji jako MAC operace (z anglic-
kého ,,Multiply-and-accumulate®). Ty dle [39] zastupuji vice nez 99% operaci, a proto jisté
vyrazné prispivaji k ¢asové a energetické naroc¢nosti feseni. Konvoluéni neuronové sité se od
prilomového Alex-Netu vylepsovaly hlavné v oblasti kvality vysledku. Naptiklad v samotné
soutézi ILSVRC, kde dosahl Alex-Net Top-1 presnosti kolem 63%, presahuji dnesni feSeni
hranici 90% presnosti [37]. OvSem tento vyvoj se velmi podepsal na slozitosti struktur a po-
¢tu parametru siti, s ¢imz také roste vypocetni narocnost trénovani a inference. Napriklad
Alex-Net provede pti vypoctu inference priblizné 371 miliont MAC operaci, kdezto novéjsi
ResNet-50 [12] s 25,6 miliony parametry (Top-1 pfesnost na ImageNetu 80,9%) provede
3,9 miliard MAC operaci dle [35]. Existuji i sité zamétené na efektivni vypocet, napriklad
MobileNet_ v2 s 3,5 miliony parametrti, ktery provede 585 milioni MAC operaci s Top-1
presnosti na ImageNet 71,8% (ddle popsén v sekci 2.2.2).

Tyto naro¢né operace by nemohly byt rozumné provedeny bez pouziti hardwarové ak-
celerace pomoci grafickych karet, nebo specializovanych TPU [17] (z anglického , Tensor
Processing Unit“) ¢i jiného specializovaného hardware. Ty je sice mozné vyuzit pfi tréno-
vani na vykonnych strojich, kde energeticka spotfeba neni tak velkym faktorem, ovSem pro
cilovd zafizeni by energetickd néroc¢nost neoptimalizovanych feseni byla nep¥ipustnd (na-
priklad v mobilnim telefonu, autonomnim vozidle, IoT zafizeni, apod.). Tato skutecnost je
prokdzana v praci [39], podle které neni mozné na nejnovéjsim chytrém mobilnim telefonu
provadét inference sité Alex-Net v redlném case déle nez hodinu, nez dojde energie v baterii.
Proto je klicem k efektivnéjsi inferenci CNN optimalizovat pocet MAC operaci. Energeticka
naro¢nost MAC operaci plyne predevsim z ptistupu do paméti pro hodnoty vah ¢ prvka
konvolué¢nich jader. Z tohoto duvodu je komprese téchto prvkia klicem k efektivnimu vy-
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Plivodni data

171| 50 {230 39 | 94 | 59

206| 18 | 44 | 50 | 6 |140 Max Pooling Min Pooling Average Pooling

203|205 95 (215|177 58 206 (230|140 18|39 | 6 111.25|90.75 | 74.75
79 |117 111|254 | 82 (142 205|254 (177 79 | 95 | 58 151 (168.75(114.75
171(118 139|143 236 | 28 231203 |236 26 | 65 | 28 136.5 | 137.5110.25

26 (231| 65 |203 | 48 (129

Obrézek 2.4: Piiklad seskupujiciho (anglicky ,,Pooling®) filtru s maskou velikosti 2x2. Ba-
revné oznacCeni znazornuje oblast seskupeni.
1. sada filtrd

I
1

—

[

]
L 2

| 2 kanaly
2. sada filtru

3 kanaly

Obrazek 2.5: Priklad prace s kandly ve vrstvé konvoluéni neuronové sité. Vstupem jsou
tTi kanaly predstavujici RGB slozky obrazku. Dvé sady ti konvoluc¢nich filtrti poté podle
vstupu vytvari dva vystupni kanaly.

hodnoceni konvolu¢ni neuronové sité. Dale budou podrobnéji popsany konkrétni neuronové
sité dulezité pro tuto praci.

2.2.1 Le-Net-5

Jedna se o jednoduchou dopfednou konvoluéni neuronovou sit, kterd byla pivodné navrzena
pro Kklasifikaci ru¢né psanych ¢islic pro postovni sluzbu Spojenych stati americkych pro
strojové tiidéni zasilek podle postovniho smérovaciho ¢isla. Jedna se o jednu z prvnich
konvolu¢nich neuronovych siti, kterd byla navrzena Yannem LeCunem v roce 1998 [31].
Sklada se z péti vrstev, které jsou znazornény v tabulce 2.1 nebo také na obrazku 2.7.
Vstupnimi daty pro tuto sit, jak je patrné z tabulky, jsou Sedoténové obrazky o rozméru
32 x 32 pixelu. Piimo psané ¢islice v tomto formatu poskytuje dataset MNIST [7], ten
obsahuje 60 tisic popsanych trénovacich vstupu a 10 tisic popsanych validac¢nich vstupt.
Priklad téchto dat je zndzornén na obrazku 2.6. Je vsak mozné natrénovat sit i pro klasifikaci
jinych cila, jako napiiklad na datasetu Fashion MNIST [38], kde je cilem urcovat rtzné
odévy. V soucasné dobé se tato sit casto vyuziva k demonstraénim ¢i testovacim ucelim
pro techniky nad konvolué¢nimi neuronovymi sitémi, pro jeji nizkou vypocetni narocnost.
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Obrazek 2.6: Priklad vstupa z datasetu MNIST spoleéné s pravdépodobnostmi klasifikace
do dané tridy sité Le-Net-5

C3: f. maps 16@10x10
C1: feature maps S4: f. maps 16@5x5

INPUT B@26x28
3z S2: f. maps CS: layer .
B@14x14 Y I::ﬁ. layer C:HTPUT

|
| Full wnA ection | Gaussian connections
Convolutions Subsampling Convolutions  Subsampling Full connection

Obrazek 2.7: Schéma struktury neuronové sité Le-Net-5 pro klasifikaci ¢islic z datasetu
MNIST".

‘ Vrstva Kanala ‘ Vystup | Jadro ‘ Stride | Aktivaéni funkce ‘
Vstup 1 32 x 32 — — —
Konvoluéni 6 28 x 28 | 5 x5 1 Tanh
Avg Pooling 6 14 x14 | 2x2 2 -
Konvoluéni 16 10x10 | 5x5 1 Tanh
Avg Pooling 16 5X%X5H 2 x2 2 -
Konvoluéni 120 1x1 5 x5 1 Tanh
PIné propojena 84 - - - Tanh
Plné propojena 10 - - - Softmax

Tabulka 2.1: Struktura sité Le-Net

2.2.2 MobileNet v2

MobileNet_ v2 [33] je neuronova sit patiici do t¥idy siti MobileNets zaméfené na efektivni
zpracovani vstupnich dat na mobilnich zarizenich p¥i soucasném zachovani rozumné pres-
nosti. Pracuje s daty, kterd poskytuje dataset ImageNet [6]. Ten obsahuje obrazky, které
1ze dle obsahu zaradit do jedné z tisice t¥id (ptikladem mohou byt pneumatika, hrad, kosté,
panda apod.). Lze jej vyhodnocovat i na subdatasetech, jako napiiklad Imagenette [14],
ktery obsahuje reprezentanty z 10 skupin (¢i jeho rozsifenou variantu Imagewang). Pres-
nosti se Casto urcuji podle metrik Top-N, kde N znadci, v kolika nejpravdépodobnéjsich
tridach urcenych siti se muze spravnd odpovéd nachazet. Zjednodusené receno, pokud je

'Obrazek pievzat z https://www.researchgate.net/figure/The-architecture-of-LeNet-5-23-a-
CNN-used-for-digits-recognition-for-the-MNIST-dataset_fig2_ 321665783.
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zvolena metrika Top-5, pak se odpovéd povazuje za spravnou, je-li spravna tiida mezi péti
nejpravdépodobnéjsimi tiidami dle vystupu neuronové sité. Na ImageNetu ma tato sit Top-
1 presnost klasifikace 71,88% a Top-5 presnost 90,29%.

Sité architektury MobileNet vyuzivaji Depthwise Separable Convolutions — rozdéleni
operace konvoluce na dvé vrstvy. Prvni se nazyva Depthwise convolution, kterd vyuziva
jeden filtr pro kazdy vstupni kanal. Na vzniklé tensory je poté aplikovana Pointwise 1 x 1
konvoluce. Diky tomuto pristupu je dosazeno velké tspory parametri. Detailnéji je tento
pristup popsén v [13] a je znézornén na obrazku 2.8.

Déle byla architektura rozsitena praci [33], kterd pridava bloky vrstvy zvané Bottleneck
znazornéné na obrizku 2.8, které mohou obsahovat rezidualni propojeni. Vysledna sit je
charakterizovana v tabulce 2.2.

| Vrstva | Vstup | Vystupnich kanala | Opakovani | Stride ‘
conv2d 2242 x 3 32 1 2
bottleneck 1122 x 32 16 1 1
bottleneck 1122 x 16 24 2 2
bottleneck 562 x 24 32 3 2
bottleneck 282 x 32 64 4 2
bottleneck 14% x 64 96 3 1
bottleneck 142 x 96 160 3 2
bottleneck 72 % 160 320 1 1
conv2d 1 x 1 7% x 320 1280 1 1
avgpool 7 X 7 7° x 1280 — 1 —
conv2d 1 x1 | 1 x 1 x 1280 1000 -

Tabulka 2.2: Struktura sité MobileNet_ v2 — opakovani znaci, kolikrat za sebou se dany
blok s identickym nastavenim nachazi

I Add l

conv 1x1, Relub 1

\ conv 1x1, Linear

A

T | conv 1x1, Linear ]
Dwise 3x3,
f stride=2, Relu6

Dwise 3x3, Relué T

Dwise 3x3,
stride=s, Relu6b

3

Conv 1x1, Relu6

Conv 1x1, Relu6

D i 1

iﬁputI 3 C - ihpt;'t"-j

Stride=1 block Stride=2 block

MobileNetV1 MobileNetV2

Obrézek 2.8: Bloky pouzité v sitich typu MobileNet”? — vlevo Depthwise separable convolu-
tion, vpravo Bottleneck bloky.

!Obrézek  prevzat z  https://developer.ridgerun.com/wiki/index.php?title=GstInference/
Supported_architectures/MobileNet. Origindly obrazki jsou zdrojem pievzaty z [33].
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2.3 Optimalizac¢ni algoritmy

Pro ucely implementované komprese neuronové sité, kterd bude popsana déle v sekci 2.5,
je tfeba vyuzit optimaliza¢niho algoritmu. Cilem takovych algoritmu je snazit se vyhledat
takové hodnoty proménnych, pro které dana tcelova funkce nabyva maximalni ¢i minimalni
hodnoty. V praxi pak tato funkce reprezentuje urcity problém, ktery je tfeba optimalizovat,
napiiklad ndvrh obvodu [24], ndvrh antén [21], nebo v pfipadé této prace uréeni parametru
pro kompresi neuronové sité. Optimalizac¢ni algoritmy mizeme délit do dvou kategorii: jed-
noucelové — optimalizuje jedno kritérium v zadaném systému (napiiklad pouze spravnost
obvodu) a viceticelové — optimalizuje vice kritérii najednou (napiiklad spréavnost obvodu
a jeho cenu). Pfi vyuziti vicekriteridlni optimalizace je tfeba spravné vyvazit vliv jednotli-
vych aspekti, aby v prubéhu optimalizace nedoslo k upfednostnéni jednoho kritéria pred
ostatnimi (napfiklad v piikladu s optimalizaci obvodu vznikne nefunkéni obvod s minimem
komponent). Samotny optimalizaéni algoritmus poté urcuje, jaké hodnoty se do tucelové
funkce pro vyhodnoceni vlozi.

Nejjednodussi z optimaliza¢nich algoritmu je ndhodné vyhleddvani (anglicky ,,Random
Search®), které se vyuziva jako reference pro vyhodnocovani efektivity ostatnich optimali-
zacnich algoritmt. Operuje na principu ndhodného vyhledavani — tedy do kazdé optimali-
zované proménné dosadi nahodnou hodnotu, a poté provede vyhodnoceni pomoci tcelové
funkce. Jeho vystupem v Case je posloupnost hodnot ucelové funkce, pricemz kandidatni
feSeni vedouci na nejlepsi hodnotu tcelové funkce povazujeme za feseni optimalizac¢niho
problému. Nevyhodou ndhodného prohleddvani je, ze algoritmus nedokaze predat zjisté-
nou informaci o vhodnosti nebo nevhodnosti kandidatnich feseni do dalsich iteraci. Pokud
by néktery z porovnavanych optimalizacnich algoritmt dosahoval statisticky horsich vy-
sledkt nez ndhodné vyhledavani, pak neni efektivni, je chybny (chybné implementovany
nebo chybné nastavené parametry), nebo feseni problému ma zvlastni charakter (problém
hledani jehly v kupce sena).

Dalsim predstavitelem optimaliza¢nich algoritmu je geneticky algoritmus [25] (zkrdcené
GA). Inspiraci tohoto pfistupu je evoluéni vyvoj zivocisnych druht. Algoritmus pracuje se
skupinou Teseni, kterd se oznacuji jako populace. Konkrétni feSeni je oznaceno jako jed-
notlivec a jeho seznam hodnot pro ticelovou funkei se nazyvéa jako chromozom (jednotlivé
hodnoty jsou pak oznacovany jako geny). Misto tcelové funkce se pouzivd pojem fitness
funkce, nebof urcuje fitness hodnotu — kvalitu jedince z hlediska evoluce. GA pracuje ite-
rativné nasledujicim zpusobem:

1. Nahodné vygeneruje poc¢ate¢ni populaci o daném poctu jedinct.
2. Ohodnoti vsechny jedince pomoci fitness funkce.

3. Vybere rodice ke kiizeni.

4. Provede kiizeni jedincii.

5. Provede mutace jedinc.

6. Pripravi novou populaci o stejném poctu jedinct, jaky byl v generaci predchozi, a po-
kud nebylo splnéno ukoncovaci pravidlo, pokracuje od bodu 2.

Populace v takovéto jedné iteraci GA je oznacovana za generaci. Jak bylo zminéno,
prvotni populace je vygenerovana nahodné, obdobné jako u algoritmu Random Search.
Selekce rodic¢u se ridi pravidlem, zZe jedinci s vyssi fitness maji vétsi Sanci podilet se na
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Obrazek 2.9: Priklad seskupujictho druhti kiiZzeni v rdmci GA

tvorbé dalsi generace, pricemz jedinec muze byt vybran jako rodi¢ vicekrat. Takovy vybér
muze byt deterministicky, tedy vybere se potfebny pocet nejlepsich jedincii, nahodny vybér
sefazené generace, kde pravdépodobnost vybéru odpovida fitness hodnoté jedince, nebo
turnajem jedinct.

Jakmile jsou vybrany pary rodi¢u pro vytvoreni novych potomku, prechédzi se ke kiizeni.
Mezi metody ktizeny patii nasledujici:

¢ Jednobodové — ndhodné se vygeneruje bod kiizeni a jedinci si za timto bodem prohodi
Casti svych chromozomt.

e Vicebodové — ndhodné se vygeneruje vice bodu krizeni, mezi kterymi se ¢asti chro-
mozomu prohazuji.

e Uniformni — ndhodné se pro kazdy gen vybere, ze kterého rodice se do potomka
prevezme.

Metody jsou zndzornény na obrazku 2.9. Je nutné zduraznit, ze pri jedné takové operaci
kiizeni jsou vytvoreni dva komplementiarni potomci, jak je ukdzano i na obrazku. Po vy-
tvoreni novych jedinci jsou provedeny mutace, tedy ndhodné zmény nékterych gent noveé
vytvorenych potomku s uréitou pravdépodobnosti. Nasledné se z nové vytvorenych potomku
vytvori nova generace populace a cyklus se opakuje. Pfi vytvafeni nové generace je mozné
uplatnit elitismus, tedy princip, kdy n nejlepsich jedincii z minulé generace je zafazeno i do
generace noveé.

GA tedy oproti metodé ndhodného prohledavani vyuziva znalosti optimalizovaného pro-
storu béhem prizkumu a snazi se prohledavat nadéjna mista — kiizeni jedinct s dobrou fit-
ness hodnotou. Mutace zajistuji schopnost algoritmu prohledavat novéa reseni, je ale tfeba
je dobte vyvazit. Pii prilis vysoké pravdépodobnosti mutace se z GA stava ndhodné pro-
hledavani a pri prilis nizké pravdépodobnosti hrozi uvaznuti algoritmu v lokalnim optimu.

Particle swarm optimization [28] (zkrdcené PSO, ¢esky optimalizace hejnem ¢astic) je
také jednim z predstavitel optimaliza¢nich algoritmu. Inspiraci pro tento algoritmus byl
pohyb ptaciho hejna pti hledani potravy. Podobné jako GA pracuje se skupinou feseni, ktera
se zde nazyva hejno (anglicky ,swarm®). Konkrétni fesen{ je urceno ¢astici v n-rozmérném
prostoru. Céstice je komplexni struktura, kterd uklada nésledujici informace:
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e Polohu x - n-rozmérny vektor reprezentujici feseni.
e Rychlost v - n-rozmérny vektor, kde kazdy prvek reprezentuje rychlost v dané dimenzi.

 Vlastn{ nejlepsi pozice Xmy best - n-rozmérny vektor reprezentujici nejlepsi feseni, na
kterém se dana Castice v priabéhu béhu algoritmu nachazela.

Algoritmus nejprve vygeneruje nové hejno, kde kazdé Castici prifadi v kazdém roz-
meéru ¢ ndhodnou pozici x; z intervalu < Z;jow, Timaz >, Kde Tjiow znaci minimalni a imq.
maximalni hodnotu v daném rozméru i. Obdobné je prifazena pocatecni rychlost v; z in-
tervalu < —Vimaz, Vimaz >, Kde Vima, znacéi maximalni rychlost v dané dimenzi. Nasledné
je nastaven pocatecni vektor Xy pest vSech ¢astic na aktualni pozice x. Poté se provede
ohodnoceni kazdé Castice a urci se nejlepsi ohodnoceni v celém hejnu. Pro kazdou castici
se v dalsim kroku vypocita jeji nova rychlost a pozice pomoci néasledujicich vyrazi:

Vn = WV + ¢prp(Xmy best — X) + Cg7g(Xbest — X) (2.9)
Xpn =X+ V (2.10)

kde vy a x, znaci novou rychlost, respektive polohu ¢astice, w znaci koeficient setrvacnosti,
ktery se doporucuje volit z intervalu < 0,4;0,9 >, v, Xmy best, X jsou symboly ze struktury
dané ¢astice, ¢, a ¢4 jsou kognitivni a socidlni koeficienty, které se doporucuji volit stejné,
obvykle 2.05, r, a ry jsou ndhodnd ¢isla z intervalu < 0,1 >, Xpest predstavuje nejlepsi
pozici hejna. Pokud jesté nebyl dosazen pozadovany pocet iteraci, tak algoritmus pokracuje
opétovnym ohodnocenim ¢astic a posunem. Algoritmus po skonceni vrati nejlepsi nalezenou
pozici v prostoru.

Oproti GA a ndhodnému prohledavani vyzaduje algoritmus PSO pro sviij vypocet spo-
jity prohledavaci prostor pro castice, kdezto ostatni zminéné algoritmy dokazi pracovat
i s diskrétnim prostorem. Pokud je ale pozice ¢astic diskretizovana do potfebnych hodnot,
lze PSO vyuzit i pro prohledavani diskrétniho prostoru. Problémem PSO by mohlo byt usta-
leni Teseni - tedy situace, kde se vSechny ¢astice dostanou na pozici, ktera je v aktudlnim
béhu nejlépe hodnocend, prohledavani prestava a hrozi uviznuti v lokalnim optimu.

Poslednim predstavenym optimalizaénim algoritmem je BH (,,Black hole“) [19]. Ten je
inspirovany fyzikou Cernych dér, jak z nazvu vyplyva. Podobné jako PSO pracuje s body,
které se v prohleddavaném prostoru nazyvaji hvézdy. Na zacatku svého béhu tedy vygeneruje
N hvézd a vyhodnoti jejich tcelovou funkci. Nejlepsi nalezené feseni se oznaci jako cervi
dira. Ostatni body jsou poté atraktované k této dife, ¢imz méni pozici v prostoru. Pohyb
je popsan nasledujicim vyrazem:

xi(t+ 1) =x;3(t) + r * (xBu — xi(t)) i=1...m (2.11)

kde x;(t), x;(t+1) znaci pozici hvézdy x; v ¢ase t respektive t+1, r zna¢i ndhodnou hodnotu
z intervalu < 0,1 > a xgm znadci pozici aktudlni cervi diry. Index i poté znaci posouvanou
hvézdu, pricemz plati, ze m = N — 1 (samotnd pozice ¢ervi diry se neméni). Po zméné pozic
pritahovanych ¢astic se opét vyhodnocuje ticelova funkce a pripadné se uréi nova cervi dira.
Nésledné se urci polomér horizontu udélosti nasledujicim vyrazem:

f(xBH)

b= i)

(2.12)
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kde R znaé¢i dany polomér horizontu udalosti a f() znaci ucelovou funkci (ostatni znaceni
je stejné jako ve vyrazu 2.11). Pokud se nékterd hvézda dostane pod horizont udalosti
(vzdalenost konkrétni hvézdy a cerné diry je mensi nez R), pak tato hvézda zanikd a vznikd
misto ni nova s ndhodnou pozici v prohledavaném prostoru. Diky tomuto mechanismu nikdy
nedojde k ustédleni algoritmu v néjakém z lokdlnich maxim a prohledavani bude neustéle
pokracovat.

2.4 Shlukovani

Shlukovani je tloha, kterd ma za cil roztiidéni vstupnich dat do skupin, které jsou si v za-
danych metrikdch podobné. Trénovaci data v tomto piipadé nemaji zadné popisy, da se
tak hovorit o tloze strojového uceni bez ucitele. Prostor, ve kterém shlukovani probih4,
se d4 jednoduse predstavit jako n-dimenzionalni, kde n je rovno poctu zvolenych metrik
pro porovnavani. Shlukovaci algoritmy poté v tomto prostoru tvoii skupiny prvka podle
jejich vzajemnych vzdalenosti. Z tohoto divodu je tieba dat diraz na to, aby vzdalenosti
jednotlivych metrik byly porovnatelné — ¢astym reSenim je normalizace.

Piikladem takového algoritmu je K-Means [16]. Toto shlukovani probihéd nasledujicim
zpusobem:

1. V prostoru se ndhodné urci k centroidu.
2. Kazdému bodu ze zadané mnoziny se priradi nejblizsi z centroidu.

3. Vypocita se nova pozice centroidu jako tézisté podle prifazenych dat.

S

. Opakuje se od kroku 2, dokud nedojde k ustdleni.

Vystupem je pak prifazeni vSech vstupnich bodu do prislusnych shluka a centroid pro
kazdy shluk. Dilezité pro tento algoritmus je mit normalizované rozméry ve vSech dimen-
zich, aby vzdalenosti navzdjem korespondovaly a bylo mozné spravné urcovat pritazeni
bodd.

Pro podobné ucely by bylo mozné vyuzit i Gaussian Mixture Model (GMM) trénovany
pomoci EM algoritmu na vstupnich datech (EM algoritmus definovany déle). Princip spo-
¢iva ve vytvoreni modelu daného poctu gaussovskych rozlozeni, ktera co nejlépe popisuji
dany prostor. Gaussovska neboli normalni rozlozeni jsou definovand nasledovné:

1 (@=p)?
2 —
p(z) = N(z|p,07) = e 207 2.13
(z) = N(z|p, %) Womom (2.13)
1
parn = argmax p(x|p, o?) = N an (2.14)
n n
1
o2 = argmax p(x|p, 02) = N Z(:pn — parr)? (2.15)
g n

kde x znaéf sadu trénovacich dat, p a 02 znadi stiedni hodnotu, respektive rozptyl, pri¢emz
pmr a o3y, znadl odhady s maximaln{ vérohodnosti stiedn{ hodnoty, respektive rozptylu
vzhledem k trénovacim datim x.

Samotny GMM je definovany jako:

p(x) =Y plzl2)P(z) = Y N(@|pe, 07)Cat(z = c|r) (2.16)
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kde z znad¢i skrytou proménnou (zjednodusené fec¢eno urcéuje, jakou komponentou je dany
bod vygenerovany), ¢ znad¢i index gaussovské komponenty, Cat znaé¢i diskrétni rozdéleni.

EM algoritmus (z anglického , Expectation Maximization*) je iteracni algoritmus pro
odhad parametri modelu s maximélni aposteriorni pravdépodobnosti (MAP). Cilem je
maximalizovat nésledujici pravdépodobnost:

Inp(X|n) = Q(q(Z),n) + ( (2)) + Dk(q(Z)|[p(Z|X, n)) (2.17)
Pomocna funkce: Q(q(Z),n) Z ) Inp(X, Z|n) (2.18)
Z
Entropie rozdéleni: H(q Z Z)Ing(Z (2.19)
Z

Z|X,n)

K-L divergence: D1 (q(Z)||p(Z|X,n)) = — Z q(Z)1n i <2 (2.20)
Z

kde ¢(Z) je pravdépodobnostni rozdéleni pres skrytou proménnou, Dy, oznacuje Kullbac-
kova—Leiblerovu divergenci, ktera udava rozdilnost dvou rozdéleni, X oznacuje trénovaci
mnozinu dat a n oznacuje parametry trénovaného modelu (v pfipadé GMM kovarianénich
matic gaussovskych komponent, tedy 7 = (pe, 02, 7). EM algoritmus maximalizuje tuto
pravdépodobnost ve dvou krocich:

1. Krok E: ¢(Z) := P(Z|X,n) — Pro GMM se d4 zjednodusené fict, ze se body mékce
pritadi k jednotlivym gaussovskym komponentdm (Uréi se pravdépodobnosti, pro
kazdou z nich, Ze do nich dany bod patfi. Soucet vSech pravdépodobnosti nalezici
k jednomu budu je roven jedné). Vypocet této pravdépodobnosti popisuje nasledujici
rovnice:

_ N($n|NCa Ucz)ﬂ'c
Sop N (zrlpn, o),

(2.21)

2. Krok M: n;41 = argmax Q(q(Z), n;) — Opét pro GMM se da Fici, Ze se vypocitaji nové
7

hodnoty fic, 02 a 7. s maximalni vérohodnosti vzhledem k pfifazenym datim. Lze
popsat nasledujicimi rovnicemi:

Zn Yneln
— &nlnetn 2.22
luC Zn 'Ync ( )
_ 2
52— 2nln = fe)” (2.23)
> n Yne
7o = 2 e (2.24)

Zc Zn Tne

Pokud budou tyto dva kroky EM algoritmu iterativné opakovany, bude natrénovan
model. Ten poté bude mozné pouzit k rozrazeni bodu jako jejich prirazeni k jednotlivym
gaussovskym komponentdm. Z definice norméalniho rozdéleni je také mozné ziskat stredni
hodnotu.
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2.5 Komprese neuronové sité

Jak jiz bylo naznaceno v sekci 2.2, komprese neuronové sité obvykle vede k nizsi energe-
tické narocnosti jejiho vypoctu. Prace zkouméa pouze naroCnost inference — vyhodnoceni
neuronové sité na vstupu (nesnazi se optimalizovat proces uceni). To je mozné provést diky
tomu, Ze neuronové sité maji z podstaty své architektury velké mnozstvi redundance v ramci
struktury a parametrii, pri¢emz neni vzdy potfebnd pro presnou inferenci [11, 35]. Bohuzel
ale s rostouci kompresi zpravidla roste i chyba sité, a je tedy nutné ke kompresi pristupo-
vat systematicky. Pro uloZeni neuronové sité je tieba zapsat hlavné strukturu a potiebné
parametry (vahy a biasy). Komprese lze dosdhnout tfemi zédkladnimi cestami:

e zménou vypocetni struktury sité, kterda vede k mensi siti, tedy mensi narocnosti jak
na vypocet, tak na pamétovou narocnost pro ulozeni vah [34]. Do této kategorie lze
zaradit techniku protezavani [2] (anglicky ,,Pruning®), kterd se zaméfuje na odstranéni
nejméné dulezitych vah (pokud je vdha 0, lze odstranit pfislusny propoj);

« tupravou dat modifikaci vah sité, jejiz hlavnim zastupcem je kvantizace [3] se zdmérem
usporit prostor zménou presnosti dat;

 aproximaci aritmetickych operaci, coz je zajimavé hlavné pti vyuziti akceleratoru [10].

Tato prace se bude vénovat kompresi pomoci Gpravy a modifikace vah sité. Proto budou
techniky této cesty popsany podrobnéji.

Myslenka techniky Prunning [2] spoé¢iva v tom, ze komplexni konvoluéni neuronové
sité vyuzivaji vice parametri, nez je tfeba k presné inferenci, a je tak tedy mozné tyto
vahy identifikovat a ze systému odstranit. Neni tak pouze redukovana kapacita paméti
vah, ale je i pfimo redukovan pocet operaci, které je nutné pro inferenci neuronové sité
provést. Plné propojené vrstvy v CNN vyuzivaji pomérové nejvétsi pocet vah a dovoluji
tak vysokou kompresi pomoci této techniky. Na druhou stranu konvolu¢ni vrstvy CNN sice
koncentruji pomérové méné vah, ovsem jsou puvodem vétsiny operaci pfi vypoctu. Proto
i nizka komprese v téchto vrstvach vede k vysoké tspore energie, nebot jsou vahy vyuzivany
opakované. Profezavani lze implementovat dvéma zptisoby.

(a) Takzvané tidké profezévani (anglicky ,sparse Prunning“) posoudi kazdou véhu
zvlast, zdali je uzitetna k vypoctu, ¢i nikoliv. Tento postup typicky vede k nizsi ztraté
presnosti, ovSem nedokéze systematicky vylepsSit energetickou naroc¢nost vypoctu, nebot je
tézké akcelerovat ridké tensory. Je proto vyuzivan predevsim pro snizeni zabrané kapacity
ulozisté. Za ucelem zjednoduseni vypoctu se vyuziva sofistikovanéjSich metod prorezavani,
které odstranuji méné potiebné vahy ve vzorech. Diky tomu je umoznéna akcelerace vypo-
étu.

(b) Dalsim zpusobem, jak modifikovat vahy, je modifikovat jejich reprezentace. V poci-
tacich jsou ¢isla v paméti reprezentovana binarné, pricemz obecné plati, ze ¢im vice bita
¢islo zabira, tim presnéjsi je, pripadné jeho reprezentace mize mit vyssi rozsah. Pokud tedy
ve vahéch sité neni tfeba takova mira presnosti ¢i tak velky rozsah, je mozné ¢isla zakédo-
vat pomoci reprezentaci s nizSim poc¢tem bitti a dosdhnout tak pozadované komprese. Toto
je myslenka kvantizace vah. Pro hlubsi pochopeni je nejprve treba predstavit reprezentace
Cisel, se kterymi se pri vypoctech pracuje.

Nejcastéji se pri programovani pracuje s typy int a float. Prvni zminény popisuje
celd ¢isla (odsud plyne jeho nézev z anglického ,integer, coz znamend celé ¢islo). Déle se
pak hodnoty int rozdéluji podle poctu bitu vyuzitych k reprezentaci a podle toho, zdali
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Float32

Float16

Znaménko | Exponent | Mantisa

Float8

Obrézek 2.10: Ruzné typy reprezentace float. float32 je definovan podle IEEE 754 [1].
float16 byl do jmenovaného standardu pfidan v revizi z roku 2008. float8 byl pfevzat
z prace [20].

jsou se znaménkem ¢i bez néj (,,unsigned“). Hodnota ¢isla v desitkové soustavé se poté
z reprezentace o n bitech vypodita tak, ze se pro kazdy bit na pozici i v rozsahu 0 az n — 1
vypocita 2¢ a tyto hodnoty se sectou. Pokud je ¢islo se znaménkem, jeden bit je vyhrazeny
pro znaménko a rozsah pozic ¢ je snizeny na 0 az n — 2. Prehled raznych pouzivanych
reprezentaci typu int je znazornén v tabulce 2.3. Pokud uvazujeme pevnou fadovou ¢arku
(tj. nékolik biti je vyhrazeno pro celou ¢dst a dalsi bity pro desetinnou ¢&st), vypocet
rozsahu se provede obdobné.

Typ | Bita | Znaménko Rozsah
ma2 | 2 e
et | 61 | T

Tabulka 2.3: Nejcastéjsi reprezentace ¢isel typu int

Druhym zminénym zpusobem reprezentace je typ float ktery je popsany standardem
IEEE 754 [1]. Jak jiz ndzev napovidé, jedna se o zpusob uloZeni ¢isel s pohyblivou ¢arkou
(z anglického ,floating point number“). Zde se pole n biti déli do t¥{ skupin: znaménko s,
exponent e a mantisu m. Toto déleni je znazornéné i na obrazku 2.10. Vypocet hodnoty
z reprezentace je poté proveden pomoci vyrazu 2.25. Jak je i ve vzorci zndzornéno, reprezen-
tace float Setf{ jeden bit mantisy implicitni jedni¢kou (jelikoz se jedné o reprezentaci, kde
se mantisa nasobi exponentem, je zarucené, ze na tomto misté vzdy jednicka bude). Déle
specifikace obsahuje popis specialnich hodnot, pokud jsou jmenované tifi ¢asti ve specific-
kych hodnotéch (mezi specidlni hodnoty se fadi napiiklad nula, nekone¢no, nebo hodnota
NaN — Not a Number). V zapise

(=1)%-1,(m) - 2* (2.25)

je z zéklad ¢iselné soustavy, coz je v tomto piipadé 2 (ostatni oznaceni popsana vyse). Z to-
hoto vyrazu a daného typu ulozené hodnoty float lze poté zjistit reprezentované intervaly,
které jsou znizornény v tabulce 2.4.
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Typ Bitid | E | M | Nejvetsi ¢islo | Nejmensi kladné ¢islo
float32 | 32 | 8 | 23| 3,40 x 1038 1,17 x 10738
float16 | 16 | 5 | 10 65540 6.10 x 107
float8 8 |41 3 15360 0.125

Tabulka 2.4: Rzné druhy typi float. float32 je definovan podle IEEE 754 [1]. float16
byl do jmenovaného standardu ptidan v revizi z roku 2008. £1loat8 byl pievzat z prace [26].

Pokud porovname tyto dva zminéné typy, je patrné, ze prace s typem int je daleko
jednodussi nez vypocty s typem float, pricemz jednodussi vypocty vedou k jednodusSsimu
hardware a nizsi energetické naroc¢nost vypoctu. Na druhou stranu ¢isla s plovouci rado-
vou Carkou poskytuji Sirsi rozsah cisel. Nejcastéji se u neuronovych siti vyuziva vypocet
s aritmetikou float32. Kvantizace tedy ke kompresi pristupuje tak, ze nahradi hodnoty
v jedné reprezentaci za podobné hodnoty v reprezentaci jiné. Klasickym prikladem muze
byt prevedeni neuronové sité z vypoctu nad float32 do float16, diky cemuz je dosazeno
dvojnasobné komprese, nebot nova reprezentace vyzaduje poloviéni pocet biti. Zména re-
prezentace ovsem muze vést ke snizeni presnosti sité.

Vyuzivaji se i pristupy, kde je kvantizace uplatnéna jiz béhem uceni a sit se tak na
metodu miize prizpusobit a dosdhnout tak lepsich vysledki, nez kdyby se trénovala na
puvodni reprezentaci a poté prevedla na jinou. Timto zpusobem lze sif natrénovat tak, ze
jejl vahy jsou reprezentovany typem int, coz s sebou prinasi benefity efektivniho vypoctu
na jednodussim hardware.

Tato prace se bude vénovat predevsim technice Weight-Sharing, kterou lze zatradit jako
podkategorii kvantizace, nebof pracuje se stejnou myslenkou — tedy nahrazenim ¢isel jinou
reprezentaci. Tato technika se ale neupina na existujici reprezentace ¢isel, ale misto toho vy-
tvaii své vlastni. Pracuje néasledujicim zptsobem: nejprve vezme zadanou skupinu vah. Pro
tuto skupinu provede operaci shlukovani na predem zadany pocet skupin, typicky pomoci
algoritmu K-Means popsaného v sekci 2.4. Nésledné je vytvorena tabulka, kterd obsahuje
dvojice klic-hodnota, pricemz klicem je myslen identifikator shluku a hodnotou zastupce
daného shluku, ¢asto pozice pritazeného centroidu. Poté jsou vahy ve struktufe nahrazeny
odkazy do této tabulky podle jejich prifazeného shluku. Tento postup je zndzornén na
obrazku 2.11.

Nejcastéji se komprese provadi pro skupiny vah ve vrstvach — tento typ bude nejvice
vyuzivany v této praci. Pro uplnost bude ale v kapitole 5 porovnan s postupem, kdy se
jako dand skupina vezmou veskeré vahy v celé siti. Existuji ovSem i jiné ptistupy [27].
Zjednodusené fec¢eno tedy technika Weight-Sharing vyuziva robustnosti neuronové sité tak,
ze podobné hodnoty nahradi jejich zastupcem a do struktury tuto hodnotu ulozi tsporné
jejim klicem, pricemz plati, Ze ¢im nizsi je pocet klic¢a, tim vysSsi komprese Ize docilit.
Konkrétné pokud by se podarilo veskeré vahy vrstvy reprezentovat pouze dvéma hodnotami,
pak je mozné jejich klice zakdédovat do jednoho bitu, a teoreticky bychom tak dosahli 32-
nasobné komprese (pokud neni zapocitana paméfova ndrocnost tabulky). Teoreticky by
mohlo byt mozné nahradit celou vrstvu pouze jednou hodnotou a ulozit tak vahy jedné
vrstvy jako jedno ¢islo, ovSem v praxi toto nahrazeni vede k velké ztraté presnosti sité,
a pokud by nevedlo, nejspiSe by bylo mozno optimalizovat samotnou strukturu sité. Tento
pristup vede k velké tspore paméti, jak bude demonstrovano v kapitole 5, ovsem je pomérné
naro¢ny na spravné urceni parametri. Je totiz nutné pro kazdou skupinu vah uréit, na kolik
shlukt se bude dana skupina redukovat, pricemz je tieba podotknout, ze se vrstvy v siti

22



Pdvodni vahy sité Shlukovani Weight-Sharing

04 |02 |-01 |07 |-04 04 | 02 |-01 |07 |-04 o | 3 | 1 4 | o 0 |[-035

00 |01 |05 |o02]-03 00 | 01 [ 05 | 02 |-03 2 | 2 | 4|3 o 1 |-0175

06 | 02 |-04 | 00 | 04 06 | 02 |-03 | 00 | 01 4 |3 | o | 2|2 2 |[006

03 | 04 |-02[-02]| 06 03 | 04 |-02 [-02]| 06 o | 3 | 1 1 4 3 |o28

04 |-04|-02| 01|07 04 | -04 [-02| 01|07 3 [ o | 1 2 | 4 4 |o062
5x5x32 = 800 bitl 5x5x3 = 75 bitli 5x(3+32) = 175 bitl

75 + 175 = 250 bitl

Obrazek 2.11: Priklad techniky Weight-Sharing. V levé matici jsou zndzornény ptvodni vahy
sité. V prostfedni matici jsou vahy rozdéleny pomoci shlukovaciho algoritmu do 5 skupin.
Nakonec jsou v pravé matici nahrazeny vahy indexy skupin a je vytvorena prekladova
tabulka, kde pro kazdou skupinu je vybran centroid jako zastupce. Pod matici puvodnich
vah a matici s komprimovanymi vahami je zndzornén potfebny pocet bitu pro ulozeni.

navzajem ovliviiuji, a je tak potreba nalézt globalné optiméalni parametry. Navrh a reseni
této problematiky budou uvedeny v nasledujici kapitole.
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Kapitola 3
Navrh reseni

V této kapitole budou predstaveny nosné myslenky, které budou tvorit spojeni mezi teorii
popsanou v kapitole 2 a implementaci, kterd bude rozvedena v kapitole 4. Nejprve bude
v sekci 3.1 popsan navrh samotné komprese pomoci techniky Weight-Sharing. Nasledné
bude rozvrzen navrh pouzitych optimalizac¢nich algoritmu, které budou vyuzity v sekci 3.2.

3.1 Navrh algoritmu komprese

Cilem prace je pouziti komprese Weight-Sharing a provedeni experimenti s touto techni-
kou. Je tfeba podotknout, Ze pro vyhodnoceni efektu komprese neni nutné resit ulozeni vah,
a prace se tedy nebude zabyvat implementaci efektivniho ulozeni. Zaméri se na vyhodnoceni
dopadu komprese vah na vykon sité a navrh efektivniho zpisobu urcovani spravnych pa-
rametra pro techniku Weight-Sharing. Déle se poté pokusime prohloubit kompresi pomoci
dodatecné kvantizace nad zastupci techniky Weight-Sharing, a v neposledni fadé se poku-
sime navrhnout ladici techniku (déle ,fine-tuning®), jejimz tikolem bude zvySeni presnosti
sité pti zachovani dané trovné komprese.

Jako cil komprese byly vybrany dvé neuronové sité. Prvni z nich je Le-Net-5 popsana
v sekci 2.2.1, ktera byla zvolena pro své jednoduché vyhodnoceni. Tato sif v experimentech
klasifikuje vzory z datasetu MNIST [7] — tedy ukolem je klasifikace ruéné psanych éislic
zadanych jako Sedoténovy vstupni obraz o rozmeérech 32 x 32 pixeli. Struktura sité je vy-
znacend na obrazku 2.7. Podstatné je, ze sit se sklada z péti vrstev pracujicich s vahami —
tfemi konvolu¢nimi vrstvami a dvéma plné propojenymi vrstvami. Tyto vrstvy, konkrétné
jejich vahy, budou cilem komprese algoritmu, bud jako celek a nebo jednotlivé po vrstvach.
Komprese po vrstviach pro techniku Weight-Sharing bude zakédovana jako seznam péti
hodnot [z1, z9, x3, 24, T5] tak, ze kazdé x,, uréuje pocet shlukt nad vahami v dané vrstvé n.
Vrstvy budou v seznamu zastoupeny od vstupu sité k vystupu, tedy prvni konvoluéni vrstva
je v seznamu oznacena jako x1 az po posledni plné propojenou vrstvu oznacenou jako xs.

Druhou zvolenou siti je Mobilnet_ v2 pro porovnani tspésnosti techniky s praci [8],
kterd se zabyva také metodou Weight-Sharing, ovsem nezavadi dodatecnou kvantizaci ani
metodu ladéni vysledné sité. Sif v experimentech klasifikuje vstupni obrazky z datasetu
Imagenette. Jak sit tak dataset jsou popsany v sekci 2.2.2. Pro kompresi je podstatné, ze
se sit sklada z 53 vrstev obsahujicich vahy, které je mozné zpracovat. Jejich reprezentace je
obdobna jako u sité Le-Net-5. Presnost sité je mérena na datasetu Imagenette.

Nejprve bude popsan zpusob komprese pres cely model. Pri aplikaci této metody se vy-
tvori skupina vah z celého modelu, zvoli se pocet shluku a kvantiza¢ni parametr. Zpracovani
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Obrazek 3.1: Ukéazka vzdalenosti mezi body funkce hyperbolicky tangens

vah poté funguje, jak bylo nastinéno v sekci 2.5, tedy vahy se shromazdi do jednoho pole
a provede se nad nim shlukovani pomoci algoritmu K-Means popsaného v sekci 2.4 s vyu-
Zitim pozadovaného poc¢tu shluki (jedno-dimenzionalni shlukovéani). Vysledné centroidy se
poté pomoci techniky kvantizace a daného parametru prevedou do pozadované presnosti.
Hodnoty ptivodnich vah se nahradi pfirazenymi upravenymi hodnotami centroidi clusteri.
Nyni je mozné zméfit dopad komprese na presnost sité vyhodnocenim na pozadovaném
datasetu.

Obdobné pracuje i komprese pres vrstvy. Zvoli se poradi [p1,pa,...pn], které popisuje,
v jakém poradi se maji jednotlivé vrstvy zpracovavat. Zpracovani vrstvy poté funguje, jak
bylo nastinéno v sekci 2.5, tedy vSechny vahy vrstvy se shromazdi do jednoho pole, provede
se nad nim shlukovani pomoci algoritmu K-Means s vyuzitim pfifazeného poctu shluku
k dané vrstvé. Vysledné centroidy také prevedou do pozadované presnosti a nahradi se jimi
vahy v dané vrstvé a uzamknou se proti trénovani. Nyni je oproti predchozimu pfistupu
mozné zbylé neuzamcené vahy sité dotrénovat a zvysit tak presnost. Jedna se ale o vysoce
vypocetné naroc¢nou operaci, kterd nebude v experimentech provadéna.

Jako parametry kvantizace je mozné zvolit t¥i nédsledujici kvantizac¢ni presnosti (jsou
také znazornény na obrazku 2.10 a v tabulce 2.4):

1. £4 — float32 — puvodni zdkladni presnost hodnot vah v siti dle IEEE 754.
2. £2 — float16 — reprezentace plovouci fadové ¢arky na 16 bitech dle IEEE 754.

3. f1 — float8 — reprezentace plovouci fadové ¢arky na 8 bitech inspirované podle
prace [26].

Do kompresi zasahuje jiz zminéna technika fine-tuning. Ta pracuje diky prevedeni pro-
storu shlukovani technikou K-Means do druhé dimenze tak, aby shluky byly orientované
vice kolem primérné hodnoty ze seznamu vah. Kazdé vaze v seznamu je priddna druha
dimenze pomoci nasledujiciho vyrazu:

y = spread - (maz(w) — min(w)) - tanh(focus - (x — mean(w)) (3.1)
kde w je dana skupina vah, spread a focus jsou parametry techniky fine-tuning. Zjednodu-
Sené Feceno se souradnice druhé dimenze vypocita dosazenim vahy do funkce hyperbolického
tangentu, pricemz jako nulovy bod tangentu je zvolen prumér vah v dané skupiné. Duvodem
zvoleni funkce hyperbolického tangentu je to, Ze je tak dosazeno zvétseni vzdéalenosti kolem
nulové hodnoty a naopak relativniho snizeni vzdalenosti dal od nulové hodnoty. Tento fakt
je znazornén na grafu 3.1. To nasledné vede shlukovaci algoritmus K-Means k vytvoreni vice
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shlukt pravé kolem priaméru vah, kde se nachazi nejvice hodnot, a tim padem bude tento
rozsah presnéji reprezentovan a teoreticky by mohla byt dosazena vyssi presnost. Tento
prostor 1ze modifikovat zminénymi parametry spread a focus, pricemz parametr focus za-
meéfuje pusobeni kolem primeéru a spread ovliviiuje u¢innost techniky. Efekt na konkrétnich
vahach bude znazornén v sekci 5.5. Samotny proces fine-tuningu probiha tak, Ze je zvolen
seznam hodnot, na které jsou jednotlivé vrstvy komprimovany, a hledaji se takové hodnoty
parametru focus a spread, které zvysi presnost sité na datasetu.

Po provedeni libovolné z kompresi se ulozi informace o poc¢tu shluka v dané vrstvé
Ci celém modelu, kvantiza¢nim parametru, puvodnim poctu vah sité a jejich presnosti.
Tabulka techniky Weight-Sharing neni pfimo vytvaiena, pouze je simulovian dopad této
techniky. Tyto hodnoty budou déle slouzit k vyhodnoceni tspésnosti komprese.

Prvni metrikou — ukazatelem ¢innosti komprese — je kompresni pomér (dale zkraceno
na CR podle anglického ,,Compression Rate*). Tato metrika popisuje, kolikrat je nové reseni
zmenseno oproti puvodnimu stavu. Pocita se podle néasledujiciho vzorce:

P - bits,

CR =
p - bitsg + k - (bitsy, + bitsy)

(3.2)

kde p znadi pocet vah ve vrstvé, bits, znaci presnosti pivodni hodnoty (kolik bitu je tfeba
pro ulozeni), bitsy znadi, kolik bitu je tfeba pro ulozeni klice do tabulky hodnot, k znadci
pocet fadki tabulky hodnot a bits,, zna¢i ulozenou presnost v tabulce (kolik bitu je tfeba
pro ulozeni sdilené hodnoty). Neformalné feceno se pocita, kolikrat se novy model véetné
své tabulky (jmenovatel zlomku) vejde do stejného prostoru jako puvodni model (Citatel
zlomku).

Pro tcely prace bude model s komprimovanymi vahami vyhodnocovan na testovaci sadé
datasetu a vznikne tak metrika presnosti. Pro vizualizaci vSak bude prevedena na ztratu
presnosti sité po kompresi pomoci nasledujictho vyrazu:

AL = ACCOM-g - ACCcurrant (33)

kde AL znaci ztratu pfesnosti (z anglického ,Accuracy Loss“), ACCyig znaci presnost
originalni nezménéné sité a ACCeyrrent znaci presnost aktualné méreného modelu. Metrika
je pouzita predevsim pro vizualizaci, ve vypoctu se vyuziva ACCeyrrent-

Pro vizualizace bude také vyuzito zndzornéni Pareto dominantnich bodi. Bod A domi-
nuje bod B, pokud je A alespon stejné dobré podle vsech kritérii a lepsi alespon v jednom
kritériu nez je B. Mnozina bodt, které nejsou dominovany jinym bodem, tvoti Pareto linii.
Prikladem muze byt zndzornéni Pareto linie na obrazku 5.8. V projektu bude vzdy krité-
riem komprese (¢im vyssi, tim lepsi) a ztrdta presnosti (¢im nizsi tim lepsi) pfi zndzornovani
Pareto linii.

3.2 Optimalizac¢ni algoritmy pro techniku Weight-Sharing

V této sekci budou popsany optimaliza¢ni algoritmy pouzité k urcéeni poc¢tu shluka pro
kazdou vrstvu sité pro techniku Weight-Sharing. Dtvod pouziti optimaliza¢nich algoritmu
oproti prohledavani hrubou silou spoc¢iva v mnozstvi moznych feSeni a ve vypocetni naroc-
nosti ucelové funkce. Velikost prostoru lze obecné vyjadrit jako rozsah shlukti umocnény na
pocet vrstev. Je-li uvazovan jednoduchy priklad, kde pro kazdou vrstvu sité Le-Net-5 bude
mozné volit podet shlukt z hodnot [1,2,...,50], prohledavaci prostor nabizi 50° rtiznych
moznosti. JelikoZ na sobé hodnoty vzajemné zavisi, neni mozné tento prostor prilis zjed-
nodusit. Pokud bychom uvazovali, ze vyhodnoceni kazdého prvku trva jednu milisekundu,
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zabralo by vyhodnoceni celého prostoru tfi a pil dne, redlné ovsem vyhodnoceni jednoho re-
Seni trva kolem jeden a ¢tvrt sekundy na procesoru AMD Ryzen 4700U, tedy touto metodou
by vyhodnoceni trvalo zhruba 12 let.

Prostor je mozné redukovat pomoci techniky popsané v [9]. Redukce probihd tak, ze po-
stupné jsou pro vrstvy separatné zkouseny jednotlivé pocCty shluki s jinak nemodifikovanou
siti. Pokud presnost klesne pod urcitou mez, tak je konkrétni pocet shlukti pro konkrétni
vrstvu z prohleddavaného prostoru vyrazen. Predpoklada se, ze jiz neni mozné dosahnout
predchozi presnosti ani s pravami ostatnich vrstev, kdyz nedosahuje pozadované presnosti
ani s puvodnimi vahami ve zbytku sité. Vyhodou je, Ze naro¢nost tohoto vypoctu neni
exponencialni, ale je urcena rozsahem shluka krat pocet vrstev, pricemz diky exponenci-
alni slozitosti prostoru prohledavani mize mit i vyfazeni malého poc¢tu moznych shluki ve
vrstvé velky vliv na velikost prohledavaného prostoru.

Optimaliza¢ni algoritmy ve vétsiné pripadech o¢ekdvaji uc¢elovou (také fitness) funkei pro
hodnoceni feseni. Tato funkce popisuje konkrétni feseni, pficemz je mozné bud funkci ma-
ximalizovat (maximum funkce znamend nejlepsi feSen{) ¢i minimalizovat (minimum funkce
znamend nejlepsi feseni). Pro ucely Weight-Sharingu proto byla v rdmci této prace vytvo-
fena nasledujici ucelova funkce, kterd vychazi z metrik popsanych v minulé sekci néasledu-
jicim zptsobem (tuto funkci se algoritmy snaz{ maximalizovat):

1
Fit = (3.4)

ACCcurren CReurren 2
\/(1 B ACCtargett )2 +(1 - CRtargett)

kde ACCeyrrent & C Reyrrent znaci presnost, respektive kompresi aktualné hodnoceného re-
seni, ACClarget & CRyarger znaci cilovy idealni bod v téchto velic¢inach. Cil (neboli ,target®)
je pro optimalizaci nastaven bud pevné, anebo jej lze dynamicky upravovat. Duvod upravo-
vani je podlozen experimenty v sekci 5.3, kde bylo zjisténo, Ze je narocné tyto cile spravneé
pro neuronovou sit odhadnout, pricemz spravné nastavené cilové hodnoty jsou klicové pro
prohledavani. Z tohoto divodu byl navrzen dynamicky systém upravy cilovych hodnot
béhem vypoctu. Kazdé feseni bude hodnoceno na zakladé metriky presnosti a komprese.
Nejprve je na zacatku prohledavani zvolena pocatecéni cilova hodnota jak v ose komprese,
tak v ose presnosti. Déle jsou zvoleny hrani¢ni hodnoty tpravy a rozdil dpravy. Poté jsou
pii kazdém vyhodnoceni optimaliza¢nich algoritmi nejprve vyhodnoceny dil¢i metriky pro
hodnotici funkci. Ty jsou porovnany s cilovou hodnotou. Pokud néjaka kombinace téchto
hodnot prekond v obou aspektech hrani¢ni hodnoty a soucasné alespon v jednom aspektu
cilovou hodnotu, je cilovd hodnota v daném aspektu upravena na tuto nové objevenou
hodnotu s pfidanym rozdilem tpravy (z duvodu zamezeni déleni nulou).

Jak bylo v sekci 2.3 naznaceno, budou vyuzity ¢tyii optimaliza¢ni algoritmy: ndhodné
prohledavani, Geneticky algoritmus, Particle Swarm Optimization a Blackhole algorithm.
V nasledujici ¢asti textu bude popsano, jak jsou vyuzity pro optimalizaci parametru kom-
prese pomoci techniky Weight-Sharing, jejiz ndvrh je zminény v predchozi sekci. Platit tedy
bude, ze tcelova funkce je definovana rovnici 3.4 a komprimovana reprezentace je kédovana
jako seznam hodnot v predem daném rozmezi se stejnou délkou, jako je pocet vrstev zadané
neuronoveé site.

Technika nahodného prohledavani je navrhové velmi jednoducha. Pro ndhodné kombi-
nace hodnot n-prvkového seznamu kédujictho kompresi, kde kazdéd pozice popisuje pocet
shlukt pro danou vrstvu, vyhodnoti jejich tcelovou funkci. Jejim vystupem bude nalezena
pozice s nejlépe ohodnocenou hodnotou ucelové funkce.

U genetického algoritmu je navrh nasledujici: za chromozom jedince bude zvolena repre-
zentace komprese, pro vyhodnoceni jedince bude vyuzita tucelova funkce. Po vyhodnoceni
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fitness se prechazi k vytvafeni pari pro kiizeni. Vybér je realizovin pomoci algoritmu ru-
lety, kde jsou ndhodné vybrani jedinci s pravdépodobnosti vybéru imérnému své hodnoté
ucelové funkce (fitness). Vybere se takovy pocet pari, aby vytvorily novou populaci o stejné
velikosti, jako je ta aktualni. Dostupné je bud jednobodové anebo uniformni krizeni. Mu-
tace jsou provadény tak, ze pro kazdy gen chromozomu se s danou malou pravdépodobnosti
provede jeho zména na nékterou z moznych hodnot. Do nové populace je pocitan taky vy-
brany pocet elitnich jedinct, tedy jedinct s nejvétsi hodnotou fitness z minulé populace,
ktefi neprochazeji mutaci. Vypocet trva predem stanoveny pocet generaci pro dany pocet
jedinct v generaci.

Céstice algoritmu Particle Swarm Optimization se pohybuji v n-dimenzionalnfm pro-
storu reprezentujicim pocet shluki pro kazdou vrstvu sité (kédovani komprese). Problémem
ovSem je, ze tento algoritmus pracuje ve spojitém prostoru. Proto se pri vypoctu tcelové
funkce pozice Castic diskretizuji. Rychlosti ¢astic jsou také reprezentovany spojité, ovsem
je pro né zavedeno omezeni na maximalni rychlost, aby se piiliS neroztékaly po prostoru.
Tato tprava se osvédcila pii experimentovani. Vsechny ostatni principy tohoto algoritmu
zustavaji zachovany.

Nasledné byl pro prohledavani vytvoren algoritmus spojujici prvky Particle Swarm Opti-
mization a Blackhole algorithm. Ziklad algoritmu tvoii samotné PSO. Jak jiz ale bylo feceno
v samotném teoretickém popisu PSO, pokud se vsechny ¢astice sejdou v lokdlnim optimu,
PSO nepokracuje v hledani a zustane v tomto optimu. Oproti tomu algoritmus Blackhole
Castice opét vraci do prostoru a pouziva pro hledani, pokud se piiblizi prilis k aktualné
nejlepsimu nalezenému feseni. Toto chovani tedy bylo pridano k jadru PSO néasledovné: je
pevné urcen polomér a maximalni rychlost, pfi které muze byt castice restartovana. Na-
sledné, stejné jako v Blackhole algoritmu, pokud se ¢astice nachéazi ve vzdalenosti od nejlepsi
castice kratsi nez je polomér a souCasné ma nizsi rychlost nez stanoveny prah, je ndhodné
umisténa do prostoru, jeji rychlost je ndhodné urcéena a vynuluje se nejlepsi nalezena pozice.
To motivuje algoritmus vice prohleddvat prostor. Jelikoz je pro potieby Weight-Sharingu
nutno pozice Castic diskretizovat, je mozné této vlastnosti vyuzit. Namisto vybéru c¢astic
k restartovani porovnanim vzdalenosti s polomérem je mozné urcit, zdali nereprezentuji
stejné reseni. Pokud ano a soucasné je jejich rychlost pod limitem, jsou restartovany. Rych-
lostni limit slouzi k tomu, aby mohly ¢astice kmitat okolo nejlepsiho feseni a prohledavat
i blizka sousedni Teseni.

V nasledujici kapitole bude popsana implementace FeSeni a zptisob spousténi projektu.
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Kapitola 4

Implementace

V této kapitole bude stru¢né popsana implementace realizujici navrh zminény v predchozi
kapitole. Projekt je implementovan v jazyce Pyhton (konkrétné vyvijeno pro Python3.10).
Tento jazyk podporuje rizna programovaci paradigmata, véetné objektové orientovaného,
které je v implementaci projektu vyuzito. Nejprve bude popsdna implementace neurono-
vych siti a jejich komprese, poté implementace optimalizac¢ni algoritmi. Popisy implemen-
taci budou struéné a pro podrobnéjsi informace se doporucuje nahlédnout do programové
dokumentace, ktera je dostupnd skrze soubor site/index.html (dokumentace generovina
nastrojem MkDocs'). Nakonec bude popsan postup piipravy prostfedi a spusténi projektu.

4.1 Neuronové sité a komprese

Tato sekce nejprve popise implementaci datasetti, neuronovych siti a nasledné implemen-
taci jejich komprese. Pro realizaci datasetii a neuronovych siti je vyuzita knihovna PyTorch
[29]. Implementace i data datasett se nachazeji ve slozce data. Implementace je vytvorena
pro dva datasety — MNIST a Imagenette (technicky by tato implementace méla podporovat
i kompletni ImageNet). Dataset MNIST je poskytnut samotnou knihovnou PyTorch (jeho
stazeni a vytvoreni rozhrani pro nacitdni), pficemz nad implementaci knihovny je vybu-
dovan objekt, ktery data rozdéli do trénovaci, testovaci a valida¢ni sady pro jednodussi
pouziti (pfi tvorbé lze zvolit jejich poméry). Jeho implementace je realizoviana v souboru
data/mnist.py. Ddle jsou pro tento dataset vytvoreny pomocné funkce pro trénovani sité,
ovéreni presnosti a podobné v souboru data/utils/mnist_utils.py.

Stejnou formu ma i implementace datasetu Imagenette. Ta ovSem nema podporu v kni-
hov-né PyTorch, a proto jsou funkce jejiho stahovani a rozbalovani implementovany zvlast.
Opét je ale dataset dostupny ve formé obalujiciho objektu, ktery poskytuje trénovaci, va-
lida¢ni a testovaci mnoziny datasetu (opét lze zvolit jejich poméry). Dataset nad daty
také automaticky provadi transformace predepsané knihovnou PyTorch pro model Mobile-
Net_ v2 a zajisti prevadéci soubor popisujici, ktery vystup sité reprezentuje jakou ImageNet
tr¥idu. Podpurné funkce pro ImageNet dataset jsou obdobné jako v predchozim pripadé do-
stupné v souboru data/utils/imagenet_utils.py.

Soubory neuronovych siti se nachizeji v adresari models, pficemz pro kazdou sit je
vytvorena slozka s vlastni implementaci a ulozenymi daty nalezicimi k siti. Implementace
samotné neuronové sité Le-Net-5 (popsand v sekci 2.2.1) véetné nacitani datasetu je in-

!dostupné na https://www.mkdocs.org/
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spirovdna a z Casti pievzata z vefejného zdroje”, nebot se price nezabyva implementaci
sité, ale jeji kompresi. Implementace zahrnuje dvé varianty sité — s aktivaénimi funkcemi
hyperbolického tangentu a s aktiva¢nimi funkcemi ReLu.

Daéle program automaticky zajistuje natrénovani zvolené neuronové sité a ulozeni jejiho
stavu do podadresare modelu saves, pripadné pokud je pozadovany soubor ukladajici stav
nalezen, je z néj sit nactena.

Sit MobileNet_ v2 je poté poskytnuta samotnou knihovnou PyTorch z duvodu jedno-
dussi replikovatelnosti experimentt a mozného porovnani vysledk s ostatnimi implementa-
cemi. Implementace je ale schopna prijimat jakoukoliv sit implementovanou v knihovné Py-
Torch. Pokud sit pracuje s daty ze sady ImageNet, je mozné ji pfimo propojit s Imagenette
implementaci popsanou vyse, a pouze pomoci zadani nazvu modelu provadét experimenty
se zvolenym modelem.

Samotné nosné soubory techniky Weight-Sharing a implementace optimalizaci se na-
chézi v souboru utils/weight_sharing.py. Zplsob implementace pracuje na bazi kont-
roléru, kterym je tiida trida WeightShare. Ta kontroluje objekty t¥idy Layer. Druha ze
zminénych tiid reprezentuje jednu z vrstev sité (k ni mé pritazenou referenci), kterou je
mozné komprimovat za pouziti nasledujicich metod:

e share_weight — vahy pfifazené vrstvy zkomprimuje metodou Weight-Sharing na da-
ny pocet zastupcu. Pro kompresi jsou dostupné shlukovaci algoritmy K-Means, Mini-
Batch K-Means a Gaussian Mixture model implementovany knihovnou sklearn [30].

e set_reset a reset, které umoznuji ulozeni, respektive nacteni stavu sité.
e compression_rate, kterd vypocitd kompresni pomér vrstvy dle rovnice 3.2.

Ttida WeightShare prijima cely model, vytvaii si pole instanci tiid Layer pro vSechny
potfebné vrstvy a poskytuje nasledujici metody:

e share — pro kompresi modelu technikou Weight-Sharing po vrstvach.
e share_total — pro kompresi modelu technikou Weight-Sharing pres cely model.

e compression_rate — pro vypocet aktualniho kompresniho pomeéru, ktery reaguje
na typ komprese, ktery byl proveden.

e set_reset a reset — pro ulozeni stavu, respektive navriaceni na uloZeny stav.

e get_optimized_layer_ranges — pro urceni presnosti komprese jednotlivych vrstev
zvlast pro optimalizaci prohleddvaného prostoru. Jejim parametrem je soubor, ze
kterého jsou data nactena. Pokud soubor chybi, nebo v ném chybi potiebna data,
jsou dopocitana.

e finetuned_mod — implementace techniky fine-tuning popsané v sekci 3.1. Prijima
seznam poctu shlukl pro jednotlivé vrstvy, podle kterych je sit komprimovana. Poté
je snaha najit pro pevné nastaveni parametru spread takovy parametr focus, pro
ktery dosdhne sit na testovacim datasetu nejvyssi presnosti, pficemz vypocet probiha
po vrstvach od vstupni k vystupni vrstvé a iterativné pres parametr focus. Opét je
mozno data nacitat a ukladat do souboru jako v predchozi funkci.

2Zdroj je zminén ve zdrojovém kédu — https://github.com/erykml/medium_articles/blob/master/
Computer?20Vision/lenet5_pytorch.ipynb
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Podporovan je jak béh na CPU, tak akcelerovany béh na GPU, ovsem shlukovani probiha
vzdy na CPU a vysledek je poté presunut do zafizeni, kde se dana sif nachazi. Implementace
v tomto ohledu pfizpusobi sviij vypocet podle toho, na kterém zafizeni se neuronova sit
pouziva.

Dalsim prvkem techniky je dodateéna kvantizace, jejiz implementace se nachazi v ad-
resafi utils/float_prec_reducer. Zde je implementovan objekt, ktery prijme pole hod-
not a prevede je na pozadovany typ, pficemz mozné jsou float32 (bez tprav), float16
a float8. Na instanci této tiidy ma referenci objekt WeightShare.

4.2 Optimalizacni algoritmy

Implementace optimalizac¢nich algoritmu jsou vytvoreny velice podobné jako implementace
jiz. zminéné komprese. Kazdy optimaliza¢ni algoritmus tvoii své jedince (at uz chromo-
zomy, ¢astice, hvézdy nebo ndhodné vybéry) jako objekty, které jsou ndsledné manipulo-
vany fidicim objektem realizujicim dany typ optimalizacniho algoritmu. Podrobnéji jsou
implementace optimalizac¢nich algoritmi popsiny nize:

e Random search — implementace se nachazi v souboru utils/rnd/rnd.py. Pro kom-
patibilitu s ostatnimi algoritmy byla i tato optimalizace implementovana stylem kon-
troléru s vyuzitim objektu Individual, ktery predstavuje aktudlné zkoumany prvek
v prostoru, a RandomController, ktery poskytuje funkcionalitu prohledavani.

e Genetic algorithm — implementovan v adresaii utils/genetic. Prohledavani je poté
implementovano v souboru genetic.py, kde kontrolérem je GeneticController a je-
dince zastupuje tfida Individual. Ddle slozka obsahuje soubor genetic_config.py,
ktery popisuje algoritmy parovani, kfizeni, mutaci a elitismu. Obsahuje i rizné im-
plementace téchto tkonu a je mozné je zde prenastavit.

e Particle Swarm Optimization — implementovan v souboru utils/pso/pso.py. Ob-
dobné jako v predchozich pripadech je kontrolérem PSOController a ¢astice zastupuje
tfida Particle, ktera obsahuje metody pro pohyb ¢astic a uklada k tomu potfebné in-
formace. Jak bylo nastinéno diive, ¢astice se pohybuji ve spojitém prostoru a nasledné
se provadi konverze do diskrétniho prostoru vyzadovaného technikou Weight-Sharing.

o Particle Swarm Optimization s Blackhole tpravou — jeji implementace je pouze roz-
sffenim predchoz{ implementace dodanim logiky ohledné poloméru a restartovanim
Castice na ndhodnou pozici v prostoru.

Vsechny kontroléry si pri inicializaci vytvori potiebnou populaci zkoumanych hodnot
a metoda run nasledné realizuje dané prohledavani. Dale jsou také vsechny algoritmy vy-
tvareny tak, aby byly schopné béhu v nestabilnim prostredi, kde miize kdykoliv dojit k padu
¢i odpojeni od vypocetnich prostiedki (napiiklad prostiedi Google Colab, nebo pii vypr-
Seni ¢asu na vypocetnim clusteru). Tedy po kazdém stanoveném poctu iteraci je vytvoren
soubor, kde je ulozeny priubéh optimalizace (realizovano pomoci knihovny Pandas [36]).
7 tohoto souboru je poté mozné optimalizaci inicializovat a pokracovat tak ve vypoctu.
Soucasné jsou tato data vyuzita k vytvareni vizualizaci prubéhu optimalizace.

Pro testovani algoritmi je mozné spoustét pfimo jmenované soubory, kde se provadi
demonstrace optimalizaci jednoduché tlohy pro vyzkouseni funkcionality implementace.

Dilezitym prvkem pro optimaliza¢ni algoritmy je fitness funkce. Pro jiz zminéné dy-
namické vlastnosti je vytvorena implementace v souboru utils/fitness_controller.py.
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Ta realizuje pouze dynamickou upravu prvka vypoctu fitness funkce, samotny vypocet
hodnoty ucelové funkce je nutno definovat zvlast. Implementace také podporuje nacitani
z ulozenych dat. Funkéné probiha vypocet fitness tak, ze se nejprve urci diléi hodnoty, tedy
presnost a komprese dané sité podle daného jedince. Néasledné se tyto hodnoty jako dvojice
porovnaji s hrani¢nimi hodnotami. Pokud obé dvé hodnoty nepresihnou danou hranici,
nejsou dale brany v potaz. Tato bariéra je zde prevazné pro odfiltrovani vylozené Spatnych
feSeni (napriklad maximdalni komprese, ale nulovd presnost). Jestlize dvojice takto projdou
filtraci, jsou jejich hodnoty jednotlivé porovnavany s cilem. Kdyz je cilovd hodnota v né-
jakém aspektu prekondna, je za cil uréena nova hodnota s pridanou konstantou. Nasledné
je po tomto zpracovani vypocitana fitness hodnota pro vsechny jedince z populace podle
stejného cile.

4.3 Spousténi a béh

Tato sekce popisuje postup vytvoreni prostiedi pro béh projektu, spousténi, prohliZzeni
vysledkl, a také nastinuje prubéh vypoctu. Jak jiz bylo zminéno, systém je vytvoreny
v jazyce Python, je tedy tfeba mit zajistény interpret, nejlépe pro Python3.10. Potirebné
knihovny jsou shrnuty v souboru requirements.txt a pomoci piikazu:

pip install -r requirements.txt

je prostredi stahne a nainstaluje. Alternativné je mozné pro béh vytvorit virtualni prostiedi
napiiklad pomoci systému Anaconda®, ve kterém se vytvoii nové virtualni prosttedi pomoci:

conda create -n [nazev] python=3.10

Poté se prostredi aktivuje pres prikaz:

conda activate [nazev]

a opét pomoci pip install -r requirements.txt se v tomto virtudlnim prostiedi nain-
staluji vSechny potfebné knihovny (pro béh Python notebooki je tfeba pridat jesté balik
Jupyter). Pro deaktvaci prostiedi je tfeba pouzit

conda deactivate.

Pred popisem spousténi vSak bude nejprve struéné vysvétleno, jak vypocet probiha,
a které prvky je tfeba nastavit pii spousténi programu. Soubory vyuzivajici CLI zptsob
spousténi vypoctu jsou implementovany v adresari compress_optim. Pro konfiguraci béhu
je predevsim dulezity soubor compressor_config.py, ktery obsahuje nastaveni optimali-
zacnich algoritmu, cile komprese, optimalizace prostoru, typ sité a podobné. Konfigurace
se uklada a nacita ze soubort typu .yaml. Ocekavana prace s touto konfiguraci spociva
v nastaveni pozadovanych hodnot pro dany experiment a ulozeni této konfigurace spole¢né
s daty experimentu. Poté je mozné konfiguraci vyuzit pro opakovani méteni ¢i vyhodnoceni
vysledk.

Dalsi dulezité nastaveni je tfeba provést specificky pro geneticky algoritmus v souboru
utils/genetic/genetic_config.py. Toto nastaveni je vSak uloZeno ve stejném konfigu-
racnim souboru jako v predchozim pripadné a je z néj také nacitano.

3Dostupné na https://www.anaconda.com/
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Vypocet tedy nejprve nacte tuto konfiguraci. Poté nacte dataset (pokud neni nalezen
lokélné, je stazen a rozbalen do potfebné struktury), nacte nebo natrénuje piislusnou neu-
ronovou sit (v pripadé siti pracujicich s Imagenetem jsou natrénované sité stazeny pomoci
knihovny PyTorch), a vytvori potfebné relace mezi siti a implementaci techniky Weight-
Sharing. Nasledné, pokud je zvolen pristup komprese pres cely model, je tato komprese
provedena a vypocet konéi (vysledky jsou ulozeny). Jinak je provedena optimalizace pro-
hleddvaného prostoru, bud vypoctem anebo opét nactenim z prislusného souboru (optima-
lizaci je mozné zakézat v konfiguraénim souboru). Poté je vytvoren objekt pro ovladani cile
fitness FitnessController a spusti se piislusna optimalizace.

Pro jednotlivé béhy jsou dostupné programy v souborech lenet_compression.py pro
pokus se siti Le-Net-5 a net_compression.py pro pokus na siti pracujici s datasetem
ImageNet /Imagenette. Oba dva programy obsahuji nasledujici parametry (lze také vypsat
pomoci parametru -h nebo -help.):

o -comp [alg], -compressor [alg] — vybér komprese / optimaliza¢niho algoritmu
z nasledujicich moznosti:
— random — ndhodné prohleddvani po vrstvach
— genetic — genetické prohledavani po vrstvich

— pso — PSO prohledavani po vrstvach

blackhole — PSO s BH upravou prohledavani po vrstvach

— total — prohledavani komprese pres cely model
e -pop [N], -num_population [N] — velikost populace pro prohledavani
e -its [N], -num_iterations [N] — pocet iteraci prohledavani
e -—up [N], -upper_range [N] — horni hranice po¢tu shlukt pro kazdou vrstvu
e -1o [N], -lower_range [N] — spodni hranice poc¢tu shlukd pro kazdou vrstvu

e -hp, ~hide — nezobrazi graf prohleddvani na konci vypoctu (piiklad grafu na obrézku
5.8)

e -sv, -save — ulozi graf prohledavani
e -cfs [FILE], -config_save [FILE] — ulozi konfiguraci
e -cfl [FILE], -config_load [FILE] — nacte konfiguraci

e -sf [FOLDER], -save_folder [FOLDER] — zvoli slozku, kam bude uklidan prubéh
vypoctu, a kde se bude nachézet vysledek

Pro spousténi vice béhti je dostupny Bash skript run_test.sh. Na zacatku tohoto sou-
boru se specifikuji typy optimalizaci, slozky experimenti a rozsahy prostoru. Skript poté
pro vsechny slozky nacte jejich dané konfigurace. Ocekava se, ze jsou ve slozce. Pokud neni
konfigurace dostupné, vytvori se s aktualnim nastavenim.

Poslednim zpusobem jsou piilozené Python notebooky. Ty jsou vSak implementovany
pouze pro experimenty s Le-Net-5 ve slozce notebooks/lenet_compression/lenet_[typ
komprese] _compression.ipynb. Veskeré nastaveni se provadi pfimo v noteboocich.
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Kapitola 5

Vyhodnoceni experimenti

V této kapitole budou v samostatnych sekcich popsany a vyhodnoceny experimenty prove-
dené nad implementaci techniky Weight-Sharing nad siti Le-Net-5 [31], pracujici s datase-
tem MNIST [7] (sit popsdna v sekci 2.2.1). Sit Le-Net-5 mé v experimentech dva zdstupce,
jednoho s aktiva¢nimi funkcemi hyperbolického tangentu a druhého s aktivacnimi funkcemi
Rectified Linear unit. Obé varianty byly natrénovany se ztratovou funkci kiizové entropie
a optimalizatorem Adam. Trénovano bylo na 100 epochéach, pricemz byly vybrany takové
vahy, které béhem trénovani dosahly nejnizsi hodnoty ztratové funkce na valida¢nich datech.
Vysledné sité jsou znazornény v tabulce 5.1. Vice druhti této sité bylo uzito proto, ze vétsina
modernich siti tuto aktivacéni funkci také pouziva. Proto byly pokusy provedeny i s touto
siti. Cilem kompresi bude ziskat co nejkomprimovanéjsi sif, ktera bude mit maximéalné jedno
procento ztraty presnosti.

Druh sité | Zdkladni presnost [%] | Cilend minimaln{ pfesnost [%]
Le-Net Tanh 98,64 97,64
Le-Net ReLu 98,46 97,46

Tabulka 5.1: Sité Le-Net pro pokusy

Pro pokusy se sitémi vétsiho rozsahu jsou zvoleny sité, které jsou volné dostupné po-
moci knihovny PyTorch! [29], kvili své snadné reprodukovatelnosti vysledkt a moznosti
porovnani s ostatnimi vyzkumy. Zvolenou siti je MobileNet_ v2 popsana v sekci 2.2.2. Jeji
vysledky v neupravené verzi na datasetu Imagenette a Imagewang jsou znazornény v ta-
bulce 5.2.

Dataset Subset | Top-1 ACC [%)] | Top-5 ACC [%]
Trénovaci 83,09 96,57
Imagenette | Valida¢ni 82,32 96,17
Testovaci 82,89 96,47
Trénovaci 82,63 96,40
Imagewang | Valida¢ni 79,54 94,99
Testovaci 80,11 95,74

Tabulka 5.2: Presnosti sité MobileNet_ v2 na rtznych subdatasetech ImageNetu dostupnych
na [14].

'Piehled modelt je dostupny na https://pytorch.org/vision/stable/models. html
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5.1 Optimalizace technikou Weight-Sharing pres cely model

Prvni experiment provéii u¢innost komprese pomoci techniky Weight-Sharing pres cely
model pro porovnani ¢innosti pristupu po vrstviach se shlukovacim algoritmem K-Means.
Jelikoz je celd komprese jednoduse popsatelnd jednim parametrem — poctem shlukt pro
celou sif — neni nutné zapojovat do vypocétu zadny optimalizacni algoritmus. Soucasné, jeli-
koz v nasledujicich experimentech bude optimalizace providéna v prostoru, kde na kazdou
vrstvu pripadne pocet shluki z intervalu [1,2,...50], bude i zde pro kompresi pfes cely mo-
del zvolen tento prostor. Algoritmus pro prohleddni tohoto prostoru bude velmi jednoduchy
— postupné pro kazdy prvek z daného intervalu provede kompresi sité a zapise vysledné hod-
noty. PTi tomto experimentu nebude vyuzita metrika fitness, ale pouze jeji dil¢i parametry.
Vysledky tohoto algoritmu jsou zndzornény v grafech na obriazku 5.1 a v tabulce 5.3.

Komprese modelu Le-Net-5 Tanh Komprese modelu Le-Net-5 RelLu
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(a) Vysledky se siti Le-Net-5 Tanh (b) Vysledky se siti Le-Net-5 ReLu

Obrazek 5.1: Porovnani vysledk kompresi (origindlni presnost float32)

Z vysledkt tedy vyplyva, Ze timto zptsobem lze dosdhnout nejvyse kompresniho po-
méru 10.66 s prijatelnou ztratou presnosti. Moznost hlubsi komprese nabizi pouze doda-
teCna kvantizace na presnosti floatl6 a float8. Proto bylo provedeno i méreni s timto
nastavenim a vysledky téchto pokusii jsou nize na obrazcich 5.2, 5.3 a tabulce 5.3.
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Obrazek 5.2: Porovnani vysledkt kompresi se snizenim piesnosti na float16

Komprese modelu Le-Net-5 Tanh

Hranice presnosti
® Nejlepsi nalezené reseni
Prislusnd ztrata presnosti

10 20 30 40 50
Pocet shlukd

(a) Vysledky se siti Le-Net-5 Tanh

N
v

N
)
Kompresni pomér (CR)

=
%]

10

Ztrata presnosti (AL) [%]

10

Obrazek 5.3: Porovnani vysledkia kompresi
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Druh sité | Kvantizace | Pocet shlukai | CR | ACC [%] | AL [%]

6 10,6642 | 97,90 0,74

7 10,6638 | 98,20 0,44

float32 3 10,6634 98,38 0,26

9 7,9977 | 98,12 0,52

6 10.6649 | 97,90 0,74

7 10.6646 | 98,20 0,44

Tanh floatl6 3 10.6643 98,38 0,26
9 7.9982 | 98,12 0,52

7 10,6650 | 98,18 0,46

float8 ) L% - 030

10 7,9983 | 98,44 0,20

11 7,0982 | 98,30 0,34

7 10,6638 | 97,64 0,82

11 7,0971 | 98,12 0,34

float32 13 7,0966 97,80 0,66

14 7,0964 | 98,14 0,32

7 10,6646 | 97,64 0,82

11 7,9979 | 98,12 0,34

ReLu float16 13 7,9975 97,80 0,66
14 7,9972 | 98,14 0,32

19 6,976 | 97,58 | 0,88

float8 23 0.397] bl X

28 6,3965 | 97,80 0,66

29 6,3963 | 97,54 0,92

Tabulka 5.3: Nejleps{ vysledky se ztradtou presnosti pod 1% s riznymi kvantizacemi

7 vysledku je patrné, ze dodateéna kvantizace nepomohla ke znatelné vétsi kompresi.
Globalni komprese sice umoznuje ulozeni pouze jedné tabulky, coz je oproti metodé kom-
prese po vrstvach vyhodou, ovSem technika Weight-Sharingu vice tézi z moznosti ulozit
klice na co nejmensi pocet bitli. Soucasné je ale pri globalni kompresi nutné ulozit néjaky
minimalni pocet hodnot pres celou sit pro zachovani presnosti. Z tohoto divodu se zda
komprese pres vrstvy piinosnéjsi, protoze umozni ulozit v nékteré z vrstev méné hodnot
a snizit tak bitovou zatéz kli¢u ve strukture, coz by mélo vést k vétsi kompresi. Toto tvrzeni
bude ovéfeno v dalsim experimentu.

Konecnym vysledkem tohoto experimentu tedy je maximalni kompresni pomér zhruba
10,66. Zajimavym poznatkem také je, ze komprimovat sit Le-Net s aktivacnimi funkcemi
1 z grafi je patrné, ze sit je daleko citlivéjsi na zasahy ve vahach a presnosti jsou daleko
rozkmitanéjsi nez u druhé sité.
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5.2 Optimalizacni algoritmy nad technikou Weight-Sharing

V tomto experimentu budou vyhodnoceny uspésnosti jednotlivych optimalizacnich algo-
ritma vyuzitych pro optimalizaci techniky Weight-Sharing pracujici po vrstvach se shlu-
kovacim algoritmem K-Means. Jednotlivé algoritmy budou porovnany pri vyuziti stejného
poc¢tu vyhodnoceni tcelovych funkci s cilem urcit jejich dspésnost a pouzitelnost pri reseni
tohoto problému. Testovany budou algoritmy zminéné v kapitole 3, tedy Random search,
Geneticky algoritmus, Particle Swarm Optimization a Particle Swarm Optimization obo-
haceny o prvky z Blackhole algoritmu.

Komprese bude provadéna pro vSech pét vrstev obsahujicich vahy, kde kazda vrstva bude
shlukovédnana [1,2, ..., 50] hodnot zvl4st. Tento prostor ovsem bude redukovan pomoci zmi-
néného postupu popsaného v [9], ktery zméri presnost kazdého poctu shluku jednotlivé pro
vSechny vrstvy. Jelikoz se v tomto experimentu nebude sif béhem komprese pietrénova-
vat, plati, ze pokud nékterda vrstva pri kompresi na jisty pocet shluka zpusobi velky pad
presnosti sité i bez komprese ostatnich vrstev, jedna se o pocet shlukt, ktery neni treba
déle zkoumat, 1ze jej rovnou ze zkoumaného prostoru vyradit. Vysledky jsou zndzornény na
grafech na obrazku 5.5 — provedeno rovnou pro vice reprezentaci, které budou cilem zkou-
mani v dalSich experimentech. Limitem pro pripusténi hodnoty do dalsiho prohledavani je
97% presnost sité po kompresi jedné dané vrstvy. Je nutné podotknout, Ze tento vypocet
je proveden pouze jednou, jeho vysledek ulozen a pouzit pro vSechny béhy jednotlivych
algoritmi, tedy vSechny pracuji nad stejnym prostorem. Podobné byl zafixovan algoritmus
K-Means, kterému byl nastaven pevny pocatecni stav.

Uéelové (fitness) funkce, kterd je popsana v kapitole 3, bude nastavena na pevny cilovy
bod popsany v tabulce 5.4. Pevnym bodem je mysleno, Ze se v prubéhu optimalizace bod
nepohybuje, jak je popsano v sekci 3.1.

Druh sité | Cilova presnost [%] | Cilovd komprese
Le-Net Tanh 99 14
Le-Net ReLu 99 18

Tabulka 5.4: Sité Le-Net pro pokusy

Kazdy algoritmus je cilen, aby béhem svého béhu ucinil 400 evaluaci tucelové funkce,
pricemz komprese probihé bez preuceni v poradi od vstupu k vystupu. Konkrétni nastaveni
jednotlivych algoritmt jsou nésledujici:

1. Néhodné vyhleddvani (dale znaceno jako RND) — 400 ndhodnych vzorku z prostoru.

2. Geneticky algoritmus (dale znac¢eno jako GA) — 36 generaci s 12 potomky, pfi¢emz
se polita s jednim elitnim jedincem (tedy geneticky algoritmus vyuzije pouze 397 vy-
hodnoceni téelové funkce). Vyuzit je vybér rodi¢t pomoci rulety, po kterém nésleduje
jednobodové kiiZzeni a mutace s pravdépodobnosti 20% na kazdém genu.

3. Particle Swarm Optimization (déle znaceno jako PSO) — maximalni rychlost v kazdé
dimenzi je 4, hybnost byla zvolena 0.8, vyuzito 20 ¢astic ve 20 ¢asovych cyklech.

4. PSO modifikované s Blackhole (déle znaceno jako BH) — podobné nastaveni jako
v pripadé PSO, ¢astice jsou resetovany, pokud reprezentuji stejny bod, jako nejlepsi
FeSeni a maji rychlost nizsi nez 25% maximalni rychlosti ¢astice.
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Obrazek 5.4: Porovnani nejlepsich vysledki optimalizaci z 11 béhi

Pro vSechny algoritmy bylo s timto nastavenim provedeno jedenact béhi.

Provedené optimalizace prostoru jsou znazornény v grafech na obrazku 5.5. I presto,
ze podle grafu na prvni pohled vypada, ze k velké tspore nedoslo, je tfeba si uvédomit,
ze i odstranéni jedné hodnoty poctu shlukt pro nékterou z vrstev vede k pomérné velké
redukci prostoru. Kupiikladu v pripadé optimalizace pro sit Le-Net-5 Tanh s pfesnosti
float32 (z obrazku 5.5a) se prostor z 50°, coz je 3,125- 108, redukuje na 48 - 48 - 49 - 49 - 49,
coz je 2,71063296 - 108, tedy redukce prostoru zhruba o 13,3%.
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Obrazek 5.5: Znazornéni provedenych optimalizaci pro jednotlivé typy siti a jednotlivé pres-
nosti.
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Obrazek 5.6: Pribéh vyvoje fitness pro zkoumané optimaliza¢ni algoritmy z 11 béhta. Vy-
sledky algoritmu ndhodného prohledavani byly pro jednodusi vyobrazeni seskupeny po dva-
ceti tak, aby korespondovaly s ostatnimi. Median je znazornén plnou ¢arou
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‘ Typ sité Le-Net-5 | Tanh H ReLu |

Algoritmus presnost [%] | AL% CR presnost [%] | AL% CR
RND 97,72 0,92 | 15,4455 97,52 0,94 | 10,7899
98,12 0,52 | 15,4301 97,60 0,64 | 10,6862
GA 98,02 0,62 | 18,0307 97,64 0,82 | 12,3310
97,98 0,66 18,0472 97,66 0,80 | 12,3134
PSO 97,92 0,72 | 18,0101 97,58 0,88 | 11,9071
97,74 0,90 | 17,8216 97,54 0,92 | 11,7772
- 98,06 0,58 | 17,9959 97,56 0,90 | 11,9992
97,38 0,76 | 17,9959 97.82 0,64 | 11,9913
Tabulka 5.5: Nejlepsi dosazené vysledky se siti Le-Net-5
Nalezena reseni pro Le-Net-5 Tanh Nalezena reseni pro Le-Net-5 RelLu
o : ¢ + b S :‘ . Y I.:-. ++ [50 e
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(a) Vysledky se siti Le-Net-5 Tanh (b) Vysledky se siti Le-Net-5 ReLu

Obrazek 5.7: Znézornéni nejlepsich objevenych reseni v kazdém béhu - TARG oznacuje
cilovy bod tucelové funkce

Jak je z prilozenych grafii 5.4 a 5.6 zrejmé, vSechny t¥i pokrocilejsi optimalizacéni al-
goritmy dosahuji vyrazné vyssi Uspésnosti nez nahodné prohledavani. Dale lze potvrdit
poznatek z minulého experimentu, ze neuronovou sit s aktiva¢ni funkci hyperbolicky tan-
gens lze komprimovat daleko 1épe nez sit s ReLu. Dilezitym poznatkem také ovsem je, Ze
algoritmy PSO a BH bylo daleko naroc¢néjsi nastavit tak, aby dosdhly uspokojivych vy-
sledkdt v porovnani s genetickym algoritmem. Kazdopadné v nasledujicich experimentech
jiz bude algoritmus RND vypustén.

Pokud je upusténo od hodnot ticelové funkce a jsou prozkouména data samotna, je pa-
trné, ze pro sit Le-Net Tanh byl cil nastaven Spatné, nebot byla presazena cilovd hodnota
(zelené oznacené hodnoty v tabulce 5.5). Jelikoz tcelova funkce hodnoti Feseni jako vzda-
lenost k cilovému bodu, pak feSeni lepsi nez ta nalezena by byla ohodnocena htre, protoze
by se nachéazela dale od tohoto cilového bodu, coz neni optiméalni chovani. Lze uvést jed-
noduchy priklad: Pokud by bylo nalezeno feseni se ztratou presnosti 18 a feSeni se stejnou
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Obrazek 5.8: Priklad prozkoumanych bodi v jednom béhu optimalizace PSO se siti Le-Net-
5 ReLu

presnosti, ovsem kompresi 20, ucelova funkce by lépe ohodnotila prvni moznost, protoze
mé nizsi vzdalenost k cili. Resenim by samoziejmé bylo zvolit 1épe cilovy bod, oviem to
je velmi naro¢né odhadnout, nebot je k tomu zapotrebi hluboké pochopeni a prozkoumani
vlastnosti sité. Touto problematikou se bude zabyvat nasledujici experiment.

Pri ohlédnuti zpét k predchozimu experimentu je mozné ovérit tvrzeni, Ze optimali-
zace po vrstvach skutecné vede k vétsimu kompresnimu poméru a soucasnému zachovani
presnosti, narozdil od komprese pies cely model. Komprimace po vrstvach prvniho reseni
algoritmem GA z tabulky 5.5 sité Le-Net Tanh bez dodatecné kvantizace byla provedena
pomoci hodnot [5,6,7,2,2]. Pokud pomineme tabulky s hodnotami, jsou t¥eba k ulozeni
kli¢t v jednotlivych vrstvach pocty bitu [3,3,3, 1,1], zatimco nejlepsi komprese pres cely
model bylo dosazeno poc¢tem shlukii 6, coz znamend, ze vSechny klice potfebuji 3 bity na
ulozeni. Jelikoz je v modelu pocet téchto klict k ulozeni v fadech desetitisict, je vyhodnéjsi
ulozit vice tabulek a ziskat tak nizsi bitovou zatéz klic¢u, nez se snazit Setfit na tabulce
a rozsirovat kli¢e. Z tohoto divodu je technika Weight-Sharing efektivnéjsi po vrstvach.

Zajimavosti je, ze kompresi 1ze dosdhnout i vyssi presnosti, nez kterou méla originalni
sit. Tento fakt je zndzornény v grafu 5.8. Nastaveni komprese s nejvyssi presnosti dosaho-
valo v tomto konkrétnim piipadé presnosti 98.72% (coz znamend zlepSeni presnosti o 0.26%)
s kompresnim pomérem 5.3366. Teoreticky by se tak dala technika pouzit i pro lehké dou-
covani sité, pokud by byla tcelova funkce zamérena pouze na presnost. Je vsak mozné, ze
puvodni sif mohla byt lepe natrénovana a pak by tato technika v této tiloze neobstéla.

43



5.3 Dynamické cile optimalizace

Jak jiz bylo naznaceno v minulém experimentu v sekci 5.2, tento experiment se bude zabyvat
uréenim spravného cile optimalizace pro ucelovou funkci. Jednou z moznosti je vlastnosti
sité nastudovat a diky tomu urcit spravny cil. Tato moznost by ovSem nejspise vyzadovala
nékolik evaluaci a nezanedbatelné mnozstvi dalSich vypoc¢ti. Z tohoto divodu byl navrzen
dynamicky cil ic¢elové funkce, jehoz navrh je popsany v 3.2 a implementace v 4.2. Vyzkousen
bude ve dvou rezimech:

1. Prednastaveny dynamicky — na zacatku bude cil nastaveny stejné jako v predchozim
experimentu podle tabulky 5.4, pouze nebude staticky.

2. Extrémni dynamicky — na zacatku bude cil nastaveny na hodnoty presnosti 1% a kom-
presniho poméru 1. Predstavuje tak extrémni nastaveni dynamického cile, pficemz se
zkouma, zdali se dokaze takto nastaveny systém sam pomoci dynamicnosti dostat
k podobnym ¢i lepsim vysledkim nez v predchozim piipadé.

Daéle maji tyto dva zkoumané piistupy spoleéné nastaveni hrani¢nich hodnot a rozdily
upravy podle nasledujici tabulky:

Druh parametru | Pfesnost [%] | Komprese
Hraniéni hodnoty 97 1
Rozdil tpravy 0,1 0,1

Tabulka 5.6: Spole¢né nastaveni parametri pro dynamicky cil

Tyto hodnoty byly vybrany nasledujicim zptsobem: Hraniéni hodnoty jsou zvolené
podle zakladnich vlastnosti neupravené sité. Kompresni pomér neupravené sité je 1, pres-
nost je lehce snizena zakladni presnost sité. Rozdily dprav jsou v obou metrikach zvoleny
tak, aby dochéazelo k ipravam v rozumnych krocich.

Nastaveni optimalizacnich algoritmu zustava stejné jako v experimentu 5.2, pouze je
vynechany Random Search optimaliza¢ni algoritmus, ktery podle ti¢elové funkce nepracuje
a nevyuziva jeji hodnoty. V tomto experimentu je opét zvoleny shlukovaci algoritmus K-
Means.

44



Ztrata presnosti [%]

Ztrata presnosti [%]

1.0

0.8

0.6

0.4

0.2

0.0

-0.2

-0.4

1.0

0.8

0.6

0.4

0.2

0.0

-0.2

-0.4

-0.6

® @

+ B 8 @

+ B 8 @

Nalezena reseni pro Le-Net-5 Tanh

x = » = x x
° n
PS ° .X(l X m ’xx [ ] . n 3 - x 5
X o . X . C o
e z" x o
2% e
. x @ x’.‘ LI
° } %
x L 3 x x
x - X
[ ] ® L o
xx
||
@
Typ cile
staticky
extremni dynamicky
prednastaveny dynamicky
Typ bodi
BH
GA
PSO
Cil
Paretova fronta +
14 16 18 20

Kompresni pomér

(a) Vysledky se siti Le-Net-5 Tanh

Nalezena reseni pro Le-Net-5 RelLu

® 0" so: ®aX
L D [ ] II..
aX © ® x"x
oo & o O
[ ) x "
n n L1}
x
m X o x -
n
| |
*
Typ cile
staticky

extremni dynamicky
prednastaveny dynamicky
Typ bodl

BH

GA

PSO

Cil

Paretova fronta

10 11

%X e o
"""'5_ oy U e
X )’(< !. Y8
x = I
o *
o ©®
x
12 13

Kompresni pomér

(b) Vysledky se siti Le-Net-5 ReLu

14

22

15

Obrazek 5.9: Porovnani pribéhi optimalizaci s raznymi nastavenimi cila
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Druh sité | Druh cile | Opt. alg. CR Presnost [%)] | AL [%)]
GA 18,0471 97,08 0,66

staticks GA 18,0307 98,02 0,62

PSO | 18,0101 97,92 0,72

BH 17,9959 98,06 0,58

GA | 19,9595 97,68 0,96

. PSO | 19,9428 97,72 0,92

Tanh | pred. dyn. —5em——51001 97,80 0,84
BH 10,4001 97,80 0,84

PSO | 19,9428 97,72 0,92

ext. dyn. GA 19,4245 98,18 0,94

BH 19,4001 97,68 0,84

BH 10,1855 98,44 0,82

GA 12,3310 97,64 0,82

staticks GA 12,3134 97,66 0,30

GA 12,0777 97,70 0,76

GA 12,0673 97,72 0,74

BH | 12,8488 97,54 0,92

. GA 12,7096 97,88 0,58

ReLu | pred. dyn. —pm 12,6691 97,54 0,92
PSO | 12,3196 97,66 0,30

GA 12,7529 97,58 0,90

ext. dyn. BH 12,7108 97,76 0,98

GA 12,7001 97,80 0,96

GA 12,6571 97,54 0,90

Tabulka 5.7: Vysledky optimalizaci s riznymi druhy cili

7 tabulky lze vycist, ze diky dynamickému nastaveni cile bylo mozné dosdhnout vy-
sledki, které se vice blizi stanovené hranici pfesnosti, pricemz bylo dosazeno vyssi komprese.
Soucasné lze tict, ze pro sif ReLu byl cil nastaveny pomérné dobre, protoze se vysledky prilis
nelisi mezi riznymi typy cili. Déale z tabulky vyplyva, ze oba pristupy nastaveni dynamic-
kého cile vedly k podobnym vysledkt, i kdyz pti extrémnim nastaveni bylo dosazeno vétsiho

rozptylu Feseni.
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5.4 Weight-Sharing a kvantizace hodnot

V tomto experimentu bude prozkouman vliv dodate¢né kvantizace zastupci jednotlivych
shlukt s cilem ziskani vyssi presnosti. Pro dodateénou kvantizaci budou zvoleny typy
float16 a float8, znazornéné na obrazku 2.10. Pro méfeni budou vyuzity poznatky z mi-
nulych experimentd, hlavné zapojeni dynamickych cili. U téch se ukazala jako nejlepsi
varianta dynamického nastaveni, kde se zvolil cil v ramci hodnot statického cile a bylo
povoleno dynamické chovani. Jelikoz ale dopfedu neni znamo, jak sit na zménu presnosti
zareaguje, bylo zvoleno extrémni nastaveni cile, které v minulém experimentu dosahlo také
uspokojivych vysledkt. Déle je nastaveni témér totozné s predchozim experimentem. Je
ale dulezité zminit, ze pro kazdou presnost je vygenerovana vlastni redukce prostoru, jejiz
vysledky jsou zndzornény na obrazku 5.5. Vysledky jednotlivych vyhledavani jsou obsazeny
v tabulce 5.8 a na obrazku 5.10. Cilem tohoto experimentu je prozkoumaéani reakce sité na
prevody do rtiznych reprezentaci ¢isel v prekladovi tabulce techniky Weight-Sharing, proto
bude k vizualizaci vyuzita Paretova fronta vytvorena ze vSech nalezenych reseni. Znazornéna
je na obrazku 5.11.

Zde se kazda ze siti projevuje jinak. Klasickd implementace Le-Net-5 Tanh vykazuje
minimalni rozdily mezi riznymi druhy kvantizace a da se tak fici, ze ztrata presnosti vyvazi
kompresi a neni dosazeno zadného znatelného vylepseni. Na druhou stranu Le-Net-5 ReLu
vyuzila dodatec¢nou kompresi na float16 a podarilo se dosdhnout znatelné lepsich vysledku
(vyssi kompresni pomér az o 1,4). Kvantizace na £loat8 uz vsak byla pfilis agresivni a doslo
ke znacné ztraté presnosti. Z vysledku lze tedy vyvodit, ze dodateénd komprese muze byt
prinosnd, ovSem zalezi na dané siti.

Druh sité | Kvantizace | Opt. alg. CR Presnost [%)] | AL [%)]

PSO | 19,9428 97.72 0,02

£loat32 GA | 194245 98,18 0,04

BH | 19,4004 97,68 0,84

GA | 20,5451 97,68 0,96

Tanh float16 PSO 20,5368 97,72 0,92
PSO | 20,5288 97.86 0,78

GA 19,7939 97,86 0,78

float8 GA 19,2935 97,72 0,92

GA | 19,1924 97,74 0,90

GA | 12,7529 97,58 0,90

£loat32 BH | 12,7108 97,76 0,08

GA | 12,7001 97.80 0,96

BH | 14,1083 97,54 0,02

ReLu float16 BH 13,5730 97,64 0,82
GA 13,3997 97,52 0,94

PSO | 12,7201 97,43 0,08

float8 PSO 11,5933 97,56 0,90

GA 11,3367 97,54 0,92

Tabulka 5.8: Vysledky optimalizaci s riznymi dodateé¢nymi kvantizacemi
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Obrazek 5.10: Znazornéni nejlepsich objevenych feseni v kazdém béhu pro rtzné reprezen-
tace Cisel a riizné optimaliza¢ni algoritmy.
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Obrazek 5.11: Znazornéni Paretovych front jednotlivych komprimovanych modeli s riznymi
kvantizacemi
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Vysledky experimentu je mozno vyhodnotit statisticky pomoci vhodné zvoleného line-
arnitho modelu. Model je zvolen tak, Ze se snazi vysvétlit zjiSténou ztratu presnosti jako
kvadratickou funkci vysledného kompresniho poméru samostatné v kazdé ze t¥i skupin vah
(float32, float16, float8). Polynom druhého stupné byl zvolen jako vhodny model pro
skutec¢nost, ze pri urcitém nizsim poméru komprese dochazi ke zlepseni presnosti sité, ztrata
presnosti je v urc¢itém useku zaporna a polynom dokaze modelovat zménu trendu. Kom-
plexni linedrni model je pak kombinaci t¥{ samostatnych regresnich kiivek (pro skupiny
float 8, 16, 32), na kterych odhaduje 3 x 3 regresni koeficienty. V nasledné analyze rozptylu
modelu je mozné rozhodnout, zda jsou regresni kiivky tii skupin vyznamné odlisné.

Model byl pouzit pro experimentalni data sité Le-Net-5 Relu (1203 bodu) a sité Le-Net-
5 Tanh (1622 bodi) a redukovana data z Paretovy fronty pro shodné experimenty téchto
siti (66 zdznamu pro sit Le-Net-5 ReLu a 83 zdznamu pro Le-Net-5 Tanh).

U sité Le-Net-5 Relu je patrné z modelu i z jeho grafické prezentace, ze vahy float16
maji nejmensi ztratu presnosti pii rostouci kompresi (viz vypoctené parametry v tabulce
B.2), lepsi nez float32, zatimco komprese float8 vykazuje ocekévatelné horsi vysledky
a nedochazi u ni ke zlepSeni presnosti ani pri nizké kompresi. Model ANOVA doklada vy-
znamny rozdil mezi skupinami t¥{ regresnich k¥ivek pro sit ReLu. Nésledna analyza rezidui
neodhalila nadmérnou nehomogenitu rezidui, v datech je ¢asteéna systematicka heteroske-
dakicita’, zptisobend tim, Ze pfi nizsich kompresnich pomérech byvaji rozdily u jednotlivych
méfeni za danych podminek mensi nez u velkych kompresnich poméru.

U sité Le-Net-5 Tanh je situace odlisné, kvadraticky trend ztraty presnosti je potvrzen
jen pro kompresi float8, a ztraty presnosti u ruznych skupin vah se chovaji velmi podobné.
Model ANOVA signalizuje méné vyznamny rozdil mezi skupinami vah. Vysoké signifikance
jsou dany znac¢nym rozsahem modelovaného souboru.

Kontrasty mezi sitémi jsou zvyraznény, jsou-li ve vyse popsaném modelu pouzita jen
data ziskand z Paretovy fronty. Statistické modely jsou zndzornény na grafech v obrazcich
B.2 a B.3.

2Nekonstantnost rozptylu
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5.5 Zkouska fine-tuning metody

Tento experiment se bude zabyvat vyzkouSenim fine-tuning metody popsané v sekci 3.1
definovanou rovnici 3.1. Zjednodusené v ni jde o modifikaci prostoru, ve kterém je prova-
déno shlukovani za téelem dosazeni vyssi presnosti pii stejné kompresi (pocet shluku pro
kazdou vrstvu je pevné dany). V ndvrhu byly predstaveny parametry spread a focus, expe-
rimentalné bylo zjisténo, ze parametr focus ma na zménu presnosti vétsi vliv, proto prvni
algoritmus pracuje néasledujicim zptsobem:

1. Pevné se zvoli parametr spread, pole moznych hodnot pro parametr focus, vytvori se
index ukazujici na prvni vrstvu sité [ a zalozi se prazdné pole pro vysledné hodnoty
results.

2. Ulozi se aktudlni (origindlni) vdhy v siti a provede se zadand komprese.

3. Vytvori se index h ukazujici na prvni prvek moznych hodnot focus a zalozi se pro-
ménna best e

4. Vrstva [ se obnovi z ulozenych hodnot a provede se komprese (se stejnym algoritmem,
s jakym byla feSeni vyhleddvana — v tomto piripadé K-Means) s danym parametrem
focus danym indexem h a vyzkousi se presnost.

5. Pokud je proménnd best,.. bez hodnoty nebo plati, Zze aktualni presnost je vyssi nez
bestace, Tesults[l] se nastavi na hodnotu focus|h| a besty.. se prepise na aktudlni
presnost.

6. Inkrementuje se h, pokud je h mensi nez délka pole hodnot parametru focus, opakuje
se vypocet od bodu 4.

7. Inkrementuje se [, pokud je I mensi, nez je pocet vrstev v modelu, opakuje se vypocet
od bodu 3.

Pro algoritmus jsou zvoleny takové fetézce kompresi, které vychazely jako nejlepsi v mi-
nulych experimentech, parametr spread byl zvoleny na pevnou hodnotu 2 a pole hodnot
pro parametr focus nastaveno jako [0,0.2,0.4,0,6...9.8]. Je tfeba podotknout, Ze pii na-
staveni focus na hodnotu jsou vSechny souradnice y bodu rovné 0, a je tak zastoupena
i moznost ,bez modifikace“ (dprava prostoru a jeji vliv na rozdéleni shluku je zndzornén
na obrazku B.1). Pfi této implementaci je pro Le-Net-5 nutné vyhodnotit sit 250krat (50
prvku pole hodnot focus x 5 vrstev sité). Vysledky této metody jsou znézornény v tabulce
5.9 (rozsifené vysledky jsou v tabulce B.1).

Druh sité | Kvantizace CR ACC [%] | ACC ft [%] | AL [%] | AL ft [%]
float32 | 19,0428 | 97.72 98,10 0,02 0,54
Tanh | floati6 | 205451 | 97,68 98,02 0,96 0,62
float8 19,7939 97,86 98,04 0,78 0,60
float32 | 12,7520 | 97,58 97.80 0,90 0,66
ReLu float16 14,1083 97,54 97,66 0,92 0,80
floats | 12,7201 | 97,48 97,78 0,08 0,68

Tabulka 5.9: Vysledky optimalizaci s ruznymi dodateénymi kvantizacemi (ft oznacuje vy-
sledky s technikou fine-tuning)
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Z vysledkt vyplyva, ze touto technikou je mozné snizit ztratu presnosti oproti nekom-
primované siti az o tfetinu. Jedn4 se vSak o relativné vypocetné naro¢nou operaci (nalezeni
kompresniho fetézce vyzadovalo 400 evaluaci, fine-tuning vyzadoval 250 evaluaci). Z tohoto
duvodu byla snaha o nalezeni metriky, kterd by korelovala s presnosti a nebylo by tak nutné
sit vyhodnocovat, coz by vedlo k tisporam. Byly prozkoumany dvé metriky:

1. Clustering Inertia — ¢tverec vzdalenosti bodu k centroidu v rdmeci shluku (v rozsiteném
prostoru).

2. Delta vah — vzdélenost origindlni vahy ke svému zastupci (v nerozsifeném prostoru).

Vykonost téchto metrik je naznacena na obrazku 5.12, kde bude detailnéji rozebrana tiprava
na siti Le-Net-5 Tanh s dodateénou kvantizaci na float16. Vysledkem této operace pro
pevné hodnoty spread = 2 jsou hodnoty focus = [2.0,2.8,4.8,6.4,0.0]. Vylepseni se ne-
projevilo pouze na testovacim datasetu, ale i na validaénim (ptvodni: 98,20% fine-tuned:
98,28%) a trénovacim (puvodni: 98,37%, fine-tuned: 98,44%). Bohuzel se vsak ani jedna
z navrzenych metrik nejevi jako dobra nahrada za vypocet presnosti, nebot korelace nebyly
konzistentni v jednotlivych vrstvach (napfiklad delta vah ukazuje kladnou korelaci v 5.12¢,
ovsem zapornou korelaci v 5.12b).

Byly provedeny i pokusy s cilem nahradit tento deterministicky postup optimaliza¢nim
algoritmem PSO, nebot se jedné o spojity prostor. PSO ovsem nedokéazal se stejnym poctem
evaluaci dosdhnout zdaleka tak dobrého vysledku a v nékterych pripadech i zhorsil ptivodni
presnost komprimované sité.
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Vrstva 0 - feature_extractor.0
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(e) Metoda fine-tuning a metriky na paté vrstvé

Obrazek 5.12: Pribéh metody fine-tuning na siti Le-Net-5 Tanh

52



5.6 Zkouska shlukovacich algoritmi

Posledni experiment se siti Le-Net-5 zkousi riuzné shlukovaci algoritmy. Cilem bude zjistit
jednak jejich schopnost poskytovat dobra reSeni, ale i ¢asovou naroc¢nost kompletni kom-
prese. Vyzkouseny budou nasledujici moznosti:

¢ K-Means: Klasicky K-Means algoritmus popsany v sekci 2.4.

e Mini-Batch K-Means — M-B K-Means: Variace K-Means algoritmu navrzena pro re-
dukci Casové narocnosti klasické implementace K-Means.

e Gaussian mixture model — GMM: Popsany v sekci 2.4.

Vsechny tyto algoritmy jsou implementovany pomoci knihovny scikit-learn [30]. Ostatni
nastaveni jsou identickd jako u extrémniho dynamického cile z experimentu 5.3. Casy jsou
méfeny na procesoru AMD Ryzen 7 4700U pfi podobnych podminkach. Vysledky jsou
znazornény na grafech v obrazcich 5.13, 5.14 a v tabulce 5.10.

Casy zpracovani pro Le-Net-5 Tanh Casy zpracovani pro Le-Net-5 ReLu
2.00 Cas 2.00 Cas
B Shlukovani mmm Shlukovani

1.75 wmm Presnost 1.75 wmmm Pfesnost

i[s]
i[s]

€ 1.50 € 1.50
\© \©
> >
o o

§ 1.25 § 1.25
a a
N N

@ 1.00 @ 1.00
0 0
> >

£0.75 £0.75
> U
S

2 0.50 °2 0.50
a a

0.25 0.25

0.00 . 0.00 L
K-Means Mini-Batch K-Means GMM K-Means Mini-Batch K-Means GMM
Shlukovéci algoritmus Shlukovéci algoritmus
(a) Vysledky se siti Le-Net-5 Tanh (b) Vysledky se siti Le-Net-5 ReLu

Obrazek 5.13: Primeérné c¢asy zpracovani potomka

Druh sité | Shlukovdni | ACC ¢as [ms] | S. ¢as [ms] | ACC ¢as [%] | S. ¢as [%]
K-Means 601,1 603,3 49,91 50,09
Tanh M-B K-Means 610,9 106,1 85,20 14,80
GMM 735.5 10102 12,13 57,87
K-Means 518.,6 790,0 39,63 60,37
ReLu M-B K-Means 531,7 115,8 82,11 17,89
GMM 760,3 12083 38,62 61,38

Tabulka 5.10: Casové rozdily zpracovani potomka jednotlivych typt shlukovani (ACC cas
— Cas vyhodnoceni sité, S. ¢as — ¢as shlukovani vah)
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Obrazek 5.14: Puasobeni riuznych shlukovacich algoritmt na sité Le-Net-5 - Paretovy fronty

Nejprve je tieba poukazat na chybu méreni, nebot pro shlukovani pomoci GMM byl
celkové béh pomalejsi (vyhodnoceni presnosti sité trvalo déle nez u ostatnich, prestoze
bylo nastaveno totozné). Z tohoto divodu se nedaji pomérovat piimo ¢asy. Misto toho
vsak lze pomérovat poméry cast, které operace zabraly. Z téch lze Tici, ze nejvice casu
trvalo shlukovini GMM a o trochu méné casu klasické K-Means. Mini-Batch K-Means
shlukovalo zdaleka nejrychleji, ¢asto skoro dvakrat rychleji nez klasické K-Means. Tato
rychlost je ovSem vykoupena vysledky, kterych metoda dosahla, jak lze vidét v grafech 5.14,
kde nejlepsich vysledkti dosahuje algoritmus K-Means. Zde vSak rozdily nejsou tak drastické
jako v c¢asech.

Pro zhodnoceni ztraty presnosti se vzrustajici kompresi mezi riznymi algoritmy byl po-
uzit shodny statisticky model jako v experimentu popsaném v sekci 5.4. Zpracovana byla
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data z Pareto fronty pro ztratu presnosti do 1%. V pripadé obou siti se vypocitané para-
metry (diléi kvadratické regrese) jednotlivych algoritmi od sebe statisticky odlisuji. U sité
Le-Net-5 Relu je nejlepsim kandidatem algoritmus K-means, Pro sif Le-Net-5 Tanh ma
mensi ztratu presnosti algoritmus K-means u nizsich kompresi, zatimco algoritmus GMM
dava lepsi vysledky v piipadé vyssiho kompresniho poméru (nad 16). Vysledky jsou zné-
zornény v tabulce B.3 a v grafech na obrazku B.4.

5.7 Experimenty na MobileNet_ v2

Se znalostmi ziskanymi pri predeslych experimentech na siti Le-Net-5 bude proveden pokus
o kompresi sité MobileNet_ v2 popsané v sekci 2.2.2. Sit obsahuje 53 vrstev, které je mozné
optimalizovat technikou Weight-Sharing. Jako shlukovaci algoritmus byl pro svoji rychlost
vybran Mini-Batch K-Means, nebof se jedna o velkou sit a je tfeba vypocet urychlit. Sit
bude pfi kompresi dodateéné kvantizovdna na reprezentace typu float32 (bez dodateéné
kvantizace), float16 a float8. Prohledavaci prostor bude inspirovany praci [8] z divodu
moznosti nasledného porovnédni vysledku. V préaci [8] bylo dosazeno kompresniho poméru
4,85 se ztratou presnosti 1,43% v prohleddvacim prostoru 2-120 shluktl na jednu vrstvu.
Presnost se bude méfit na testovacim subsetu datasetu Imagenette (origindlni validaéni
subdataset rozdélen v poméru 70% na testovaci dataset a 30% na pouzity validaéni), opét
s cilem urychleni vypoctu oproti vyhodnocovani na ImageNetu. Metrikou presnosti bude
Top-1 ACC. Cilem je doséhnout podobnych, pripadné lepsich vysledkil nez ve jmenované
praci pomoci aplikace dodatecné kvantizace a metodou dodate¢ného fine-tuningu.

V prvnim kroku je provedena optimalizace vyhledavaciho prostoru pro vsechny kvanti-
zaCni typy s hranici top-1 presnosti 82,5%, jejiz vysledky jsou zndzornény na obrazku 5.15.
Jiz z téchto optimalizaci je mozné vycist, Ze redukce presnosti z float32 na float16 méla
velmi maly dopad na chovani sité. Na druhou stranu nemize experiment déle pokracovat
s kvantizaci na float8, protoze pro nékteré vrstvy nebyly nalezeny pocty shluku, které by
splnovaly kritérium. Z graft lze také vycist, ze nejcitlivéjsimi na kompresi jsou vrstvy 1 a 7
(soupis vrstev branych v potaz béhem komprese je znézornén v tabulce B.4). Optimalizace
prostoru vede k jeho obrovské redukei z cca 1, 57 x 10M° moznych kombinaci na 8, 10 x 10101
v piipadé float32 a na 8,58 x 100! v piipadé float16.

Dalsim krokem experimentu je tedy komprese samotni. Pro optimalizaci je vybran
Geneticky algoritmus, protoze jak bylo fe¢eno v experimentu 5.2, je jednodussi jej nastavit
pro dosazeni dobrych vysledkt. Zvolené nastaveni je nasledujici:

e Vybér rodi¢t pomoci algoritmu rulety.
o Uniformni kfizen{ rodi¢u (zndzornéno na obrazku 2.9).
o Mutace pro kazdy gen s pravdépodobnosti 1%.
e Jeden elitni jedinec v kazdé generaci.
e 12 jedinci v kazdé generaci (véetné elitniho jednice).
Pro fitness funkci je zaveden dynamicky cil s nasledujicim nastavenim:
o Pocatecni cil — CRigrget = 4,7, ACClarger = 0,79

e Limit pro upravu cile — CRyreshoid = 1,0, ACClreshotd = 0,79
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Optimalizace pro sit MobileNet v2 float32
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Obrazek 5.15: Optimalizace prohleddvaciho prostoru pro sif MobileNet_ v2 s riznym na-
stavenim kvantizace

o Odsazeni cile pti Gpravé — CRyffset = 0,1, ACCofpser = 0,001

Cil je nastaven pomoci znalosti ziskanych z préce [8], pficemz je umoznén posun k lep-
$im vysledkim. Jak bylo ukdzano v experimentu 5.3, pfednastaveny cil lehce vylepsi Sanci
na nalezeni lepsiho feseni. Prohleddvani bylo provedeno pro obé kvantizace po 58 generaci.
Pro ziskani hodnot presnosti je opét vyuzit testovaci subset datasetu Imagenette. Vysledky
budou poté ovéfeny i na trénovacim a valida¢nim subdatasetu Imagenette a na subdatasetu
Imagewang (rozdélen na trénovaci, validaéni a testovaci stejné jako Imagenette). Prostor
nalezenych feseni je znazornén v grafech na obrazku 5.16. V poslednim kroku byla na naleze-
nych feSenich provedena technika fine-tuning. Ta byla uplatnéna stejné jako v experimentu
5.5 pomoci modulace parametru focus pres hodnoty [0,0.2,0.40.6,...,9.8]. Vysledky jsou
znazornény opét v tabulce 5.11.

7 vysledku je bohuzel patrné, Ze zvoleny subdataset neni uplné spravny, nebot lze po-
zorovat pretrénovani sité pouze na data z Imagenette a Spatnou generalizaci na dalsi data
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Q | CR | Dataset | typ ACC | Subset | ACC [%)] | AL [%] | ft ACC [%)] | ft AL [%]
Train | 80,27 2,82 82,75 0,34
g Top1l [ Valid | 80,96 1,36 83,17 -0,85
= Test 80,67 D 83,91 -1,02
%0 Train | 95,31 1,26 96,07 0,50
o g Top5 | Valid | 95,07 1,10 95,41 0,76
Sg 3 Test 95,23 1,24 96,06 0,41
S| = Train | 79,62 3,01 81,99 0,64
“ e Top1l [ Valid | 70,03 9,51 70,11 9,43
g Test 72.55 7,56 71,86 8,25
g Train | 95,09 1,31 95,75 0,65
g Top5 | Valid | 92,27 2,72 93,03 1,96
Test 93,38 2,36 92,29 3,45
Train | 80,47 2,62 82,34 0,75
2 Topl [ Valid | 81,73 0,59 84,28 1,96
= Test 80,13 2,76 82,96 -0,07
%0 Train | 95,25 1,32 95,77 0,30
© g Top5 | Valid | 95,32 0,85 95,83 0,34
» = Test 95,12 1,35 96,06 0,41
S s Train | 79,41 3,22 81,50 1,13
i e Topl [ Valid | 65,78 13,76 69,43 10,11
g Test 63,70 11,41 72,43 7,63
$ Train | 94,92 1,48 95,61 0,79
g Top5 | Valid | 91,00 3,09 92,86 2,13
Test 91,93 3,81 92,87 2,87

Tabulka 5.11: Pfesnosti pro rizné komprimované sité MobileNet_ v2. Modré radky znazor-
1uji datasety pouzité p¥i kompresi a pii fine-tuningu. Cervené znazornéné vysledky ukazuji
pripady, kdy metoda fine-tuning zklamala a zhor$ila vyslednou presnost. (vysvétlivky: Q —
kvantizace, CR — kompresni pomér, ACC — presnost, Train — trénovaci subdataset, Valid —
valida¢ni subdataset, Test — testovaci subdataset, ft — fine-tuning)

z ImageNetu. Z tohoto duvodu nelze feseni moc dobre porovnat se zminénymi vysledky
v projektu [8]°. I pfesto lze oviem pozorovat zajimavé vlastnosti jednotlivych piistupi,
hlavné vykony mezi riznymi datasety. Problémy generalizace plynou hlavné ze samotné
komprese, nebot jiz pii jejim provedeni se objevuji nejvétsi propady presnosti u rozsire-
ného datasetu Imagewang. Dodateénd komprese v tomto pripadé dle vysledku také spise
uskodila, nebof se nepodarilo dostateéné vyvazit jeji ztratu presnosti kompresi. Technika
fine-tuning ovSsem ve vétsiné ptripadl vyrazné zlepsila vysledek komprese.

3y préci [8] je pfi kompresi 4.85 dosazeno ztraty Top-1 presnosti klasifikace na ImageNet 1.43%
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Obrazek 5.16: Prozkoumana feseni pro MobileNet_ v2 s dodateénymi kvantizacemi
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Kapitola 6
Zaver

V ramci diplomové prace se mi podarilo nastudovat problematiku tykajici se kompresi
neuronovych siti a s ni souvisejici problematiku optimalizace parametri pomoci riuznych
optimaliza¢nich algoritmt, kterou jsem popsal v kapitole 2. Diky tomu byl vytvoren na-
vrh a implementace této techniky v kapitolach 3 a 4. Projekt je zaméfeny na prozkoumani
techniky Weight-Sharing, jeji rozsifeni o pridavnou kvantizaci za ti¢elem dosazeni vyssi kom-
prese a vytvoreni metody fine-tuning s cilem zvyseni pfesnosti pri zachovani kompresniho
poméru.

Nasledné byla provedena fada experimentt se sit{ Le-Net-5 pro ziskani znalosti ohledné
techniky Weight-Sharing. Nejprve experimenty porovnaly schopnosti techniky pii pfistupu
shlukovani pres vrstvy a pres cely model, kde byla potvrzena vyssi efektivita pristupu pres
vrstvy. Déle byl vyzkousen zpusob optimalizace parametri pro tuto techniku s dynamickym
cilem, ktery poskytuje vétsi spolehlivost dosazeni hrani¢nich vysledkt pri optimalizaci. Pro
optimalizaci byly vyuzity razné optimalizac¢ni a shlukovaci algoritmy. Byl zkoumé&n i pristup
dodate¢né kvantizace nad technikou Weight-Sharing. Znalosti ziskané z téchto experimenttu
byly dale vyuzity pri pokusu o kompresi slozitéjsi sité MobileNet_ v2.

Vysledky bohuzel nebyly porovnatelné s jinymi projekty z divodu nevhodné zvoleného
datasetu. Na druhou stranu se podarilo objevit zajimavou metodu k vyladéni vysledku,
kterd ve vétsiné pripadech vedla k vylepSeni feseni. Také se podafilo navrhnout a imple-
mentovat systém, ktery automaticky komprimuje konvoluéni neuronové sité, cemuz pomohla
implementace ucelové funkce na bazi vzdalenosti k idedlnimu bodu a dynamicky pohyb to-
hoto bodu. Déle byla prozkoumana dodateéna kvantizace nad technikou Weight-Sharing.

Dalsi ptipadné pokracovani prace by se mohlo zabyvat napriklad odhadem presnosti bez
nutnosti inferenci nad prislusnym datasetem s vidinou dalstho zrychleni vypoctu, nebof tato
¢ast ohodnoceni jedince zabira podstatnou ¢ast vypoctu, jak je patrné z experimentu po-
psaného v sekci 5.6. Dalsim smérem je jisté hlubsi prozkoumani techniky fine-tuning, kde
hlavnim vylepsenim by byl odhad parametri bez nutnosti méfeni presnosti sité nad da-
tasetem a sofistikovanéjsi iprava prostoru pomoci funkce, ktera bude vice na miru vaham
sité. To by mohlo vést k zapojeni techniky do samotné optimalizace, kde by se operace fine-
tuning mohla provadét na vsech jedincich, aby byla nalezena jesté lepsi feseni. Piipadné
lze tuto techniku vyzkouset i na jinych sitich s jingmi shlukovacimi a optimaliza¢nimi al-
goritmy. Mozné by bylo také zhodnotit vliv pfetrénovani sité béhem procesu komprese
Ci prozkouméani pristupu, kde bude komprese Weight-Sharing aplikovana na sif jiz béhem
trénovani.
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Priloha A

Obsah pamétového média

Pamétové médium
| doc — dokumentaéni materidly (text prace, prezentace, plakéit apod.)
| _site — programova dokumentace (pristup pres soubor index.html)
| _src — zdrojové soubory
| compress_optim — Implementované komprese pro CLI spousténi
| _compressor_config.py — Konfigurac¢ni soubor komprese
| bh_compressor.py — Komprese s upravenym PSO pomoci Blackhole
| genetic_compressor.py — Komprese s Genetickym algoritmem
| _pso_compressor.py — Komprese s PSO
| random_compressor.py — Komprese s ndhodnym prohledavanim
| total_compressor.py — Komprese pfes cely model
| _data — Implementace a ukladani datasett
|__utils — Nastroje pro datasety
download.py — Implementace stahovani dat
imagenet_utils.py— Nastroje pro imagenet datasety
mnist_utils.py — Nastroje pro MNIST datasety
| _imagenette.py — Implementace Imagenette datasetu
| mnist.py — Implementace MNIST datasetu
|_models — Data a implementace modelu (pfevzaty kéd oznacen)
| _notebooks — Python notebooky projektu
| _results — Hrubé vysledky projektu (dostupné namétrené hodnoty)
| _utils — Nastroje pro kompresi
| _float_prec_reducer — Implementace dodatecné kvantizace
| _genetic — Implementace genetického algoritmu
| _pso — Implementace PSO
|__rnd — Implementace ndhodného prohledavani
| fitness_controler.py — Implementace ticelové funkce
| _plot.py — Implementace nékterych grafi
| weight_sharing.py — Implementace komprese technikou Weight-Sharing
| lenet_compression.py — CLI program pro kompresi Le-Net
| _net_compression.py — CLI program pro kompresi siti pracujici s Imagenetem
| _net_finetune.py — CLI program pro techniku fine-tuning siti pracujici s Imagenetem
| _net_range_opt.py — CLI program pro redukci prostoru siti pracujici s Imagenetem
| _requirements.txt — Pozadované knihovny projektu
| _run_test.sh — CLI skript pro béh velkych méfeni
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Priloha B

Prilohy
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Obrazek B.1: Znazornéni rozdilnych hodnot focus pro fine-tuning techniku na druhé vrstvé
sité Le-Net-5 Tanh

65



99

Druh sité | Kvantizace | Opt. alg. | Seznam komprese CR | ACC [%)] | AL [%)] | ACC ft [%)] | AL ft [%)]
float32 | PSO 3.3,8,2 2] | 190428 | 97,72 | 0,92 98,10 0,54
Tanh | floati6 GA 3,5,3,2,2 | 205451 | 97,68 | 0,96 98,02 0,62
floats GA 3,35 3,2,2] | 19,7930 | 97,86 | 0,78 98,04 0,60
float32 GA 3.4,6,4,7 12,7529 | 97,58 | 0,90 97,30 0,66
ReLu | floatié BH 2,6,8, 11,4 | 14,1083 | 97,54 | 0,92 97.66 0,80
floats PSO | [2, 50,10, 21, 4] | 12,7291 | 97,48 | 0,08 97,78 0,68

Tabulka B.1: Rozsifena tabulka s vysledky metody finetuning




Sit | Data | Parametr | float32 float16 float8 ANOVA p
e 1 -0.5538719 | -0.5682642 | -0.3701156 | < 2 x 10716
§ x 0.0800053 | 0.0825578 | 0.0403864 | <2 x 1016

< 4 z2 -0.0002572 | -0.0005991 | 0.0013816 0.01063

S 9 1 -0.1343557 | -0.0671488 | -0.1396088 | < 2.2 x 1016
= x -0.0273199 | -0.0318044 | -0.0302206 | < 2.2 x 10~16
¥ 22 0.0038474 | 0.0036057 | 0.0038717 | 1.824 x 10~ 1
g 1 -0.720564 | -0.826532 | 0.098072 | <2.2x 10716
§ x 0.069947 | 0.091885 | -0.015030 | < 2.2 x 10~ 16

= 4 x2 0.005212 | 0.002919 | 0.007721 | 7.182 x 10~

~ 9 1 0.292941 | 0.356248 | -2.396726 | < 2.2 x 10~ 16
g x -0.200111 | -0.196759 | 0.384156 | <2.2x 10~ '®
¥ x2 0.019131 | 0.016748 | -0.008770 | 6.111 x 10~ 10

Tabulka B.2: Vysledky statistického zkouméni dopadu dodateéné kvantizace. ANOVA p
sloupec znaci p hodnotu testu ANOVA nad parametrem modelu.

Le-Net-5 Tanh Le-Net-5 ReLu
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(a) Statistické modely pro sit Le-Net-5 Tanh (b) Statistické modely pro sit Le-Net-5 ReLu

Obrazek B.2: Statistické modely pfes vSechna data pro Le-Net-5 — zkouméani dodatecné
kvantizace

67



Le-Net-5 Tangh - Pareto fronta
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(a) Statistické modely pro sit Le-Net-5 Tanh

Obrazek B.3: Statistické modely pres data z Paretovy fronty pro Le-Net-5 — zkoumani

dodatecéné kvantizace
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Sit | Parametr | K-Means | Mini-Batch K-Means GMM ANOVA p

- 1 0.321165 -0.244520 -0.975998 | <2.2x1071°
g x -0.205035 -0.076583 0.089064 | <2.2x 1016
= z2 0.019343 0.013574 0.004996 | <2.2x 101°
- 1 -0.1761495 -0.0118622 -0.2560869 | < 2.2 x 10716
3 x -0.0217882 -0.0493379 0.0109553 | < 2.2 x 10716
A x? 0.0036616 0.0053062 0.0019365 | 2.085 x 10~ 10

Tabulka B.3: Vysledky statistického zkoumani dopadu rtznych shlukovacich algoritmu.
ANOVA p sloupec znaé¢i p hodnotu testu ANOVA nad parametrem modelu.

Le-Net-5 Tanh - shlukovani

Le-Net-5 ReLu - shlukovani
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Obrazek B.4: Statistické modely pres data z Paretovy fronty pro Le-Net-5 — zkoumani

riznych shlukovacich algoritmt
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| Index | Jméno vrstvy Pocet vah H Index | Jméno vrstvy | Pocet vah ‘

0 features.0.0 864 27 features.10.conv.0.0 24576
1 features.1.conv.0.0 288 28 features.10.conv.1.0 3456
2 features.1l.conv.1 512 29 features.10.conv.2 24576
3 features.2.conv.0.0 1536 30 features.11.conv.0.0 24576
4 features.2.conv.1.0 864 31 features.11.conv.1.0 3456
5 features.2.conv.2 2304 32 features.11.conv.2 36864
6 features.3.conv.0.0 3456 33 features.12.conv.0.0 55296
7 features.3.conv.1.0 1296 34 features.12.conv.1.0 5184
8 features.3.conv.2 3456 35 features.12.conv.2 55296
9 features.4.conv.0.0 3456 36 features.13.conv.0.0 55296
10 features.4.conv.1.0 1296 37 features.13.conv.1.0 5184
11 features.4.conv.2 4608 38 features.13.conv.2 55296
12 features.5.conv.0.0 6144 39 features.14.conv.0.0 55296
13 features.5.conv.1.0 1728 40 features.14.conv.1.0 5184
14 features.5.conv.2 6144 41 features.14.conv.2 92160
15 features.6.conv.0.0 6144 42 features.15.conv.0.0 153600
16 features.6.conv.1.0 1728 43 features.15.conv.1.0 8640
17 features.6.conv.2 6144 44 features.15.conv.2 153600
18 features.7.conv.0.0 6144 45 features.16.conv.0.0 153600
19 features.7.conv.1.0 1728 46 features.16.conv.1.0 8640
20 features.7.conv.2 12288 47 features.16.conv.2 153600
21 features.8.conv.0.0 24576 48 features.17.conv.0.0 153600
22 features.8.conv.1.0 3456 49 features.17.conv.1.0 8640
23 features.8.conv.2 24576 50 features.17.conv.2 307200
24 features.9.conv.0.0 24576 51 features.18.0 409600
25 features.9.conv.1.0 3456 52 classifier.1 1280000
26 features.9.conv.2 24576 — - -

Tabulka B.4: Vrstvy sité MobileNet_ v2 uvazované pri kompresi. Nazvy jsou uréeny imple-
mentaci poskytnuté knihovnou Pytorch a je v nich oznacen také typ vrstvy.
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