VYSOKE UCENI TECHNICKE V BRNE

Fakulta elektrotechniky
a komunikacnich technologii

DIPLOMOVA PRACE

Brno, 2019 Bc. Michal KomlosSi



VYSOKE UCENI TECHNICKE V BRNE

BRNO UNIVERSITY OF TECHNOLOGY

FAKULTA ELEKTROTECHNIKY
A KOMUNIKACNICH TECHNOLOGII

FACULTY OF ELECTRICAL ENGINEERING AND COMMUNICATION

USTAV TELEKOMUNIKACI

DEPARTMENT OF TELECOMMUNICATIONS

TRASOVANI POHYBUJICIHO SE OBJEKTU V OBRAZOVE
SCENE

TRACKING OF MOVING OBJECT IN VIDEO

DIPLOMOVA PRACE
MASTER'S THESIS

AUTOR PRACE Bc. Michal Komlosi
AUTHOR

VEDOUCI PRACE Ing. Jifi Pfinosil, Ph.D.
SUPERVISOR

BRNO 2019



VYSOKE UCENI FAKULTA ELEKTROTECHNIKY

TECHNICKE A KOMUNIKACNICH
V BRNE TECHNOLOGII

Diplomova prace

magistersky navazujici studijni obor Telekomunikaéni a informaéni technika
Ustav telekomunikaci

Student: Bc. Michal KomloSi ID: 164307
Rocénik: 2 Akademicky rok: 2018/19
NAZEV TEMATU:

Trasovani pohybujiciho se objektu v obrazové scéné

POKYNY PRO VYPRACOVANI:

Provedte analyzu stavajicich metod pro sledovani trajektorie pohybujiciho se objektu v obrazové scéné. Na
zakladé ziskanych znalosti navrhnéte algoritmus pro sledovani pohybu rGznych objektl, ktery bude vhodné
kombinovat vybrané metody. Algoritmus dostane na vstupu informaci o po€atecni pozici daného objektu v obraze,
a poté jiz bude zcela autonomné zaznamenavat jeho pohyb napfi¢ obrazovou scénou. Algoritmus by si mél
poradit s do€asnym piekrytim nebo zmizenim sledovaného objektu ze scény. Navrzeny algoritmus implementujte
ve vybraném programovacim jazyce a ovéfte jeho spolehlivost nad zaznamy z realného prostredi.

DOPORUCENA LITERATURA:

[1] GU, Irene a Zulfiqgar KHAN. Online Learning and Robust Visual Tracking using Local Features and Global
Appearances of Video Objects. Object Tracking. InTech, 2011, 89-118.

[2] SUGANDI, Budi, Hyoungseop KIM, Joo Kooi TAN a Seiji ISHIKAWA. Object Tracking Based on Color
Information Employing Particle Filter Algorithm. Object Tracking. InTech, 2011, 69-88.

Termin zadani: 1.2.2019 Termin odevzdani: 16.5.2019

Vedouci prace: Ing. Jifi Pfinosil, Ph.D.
Konzultant:

prof. Ing. Jifi MiSurec, CSc.
pfedseda oborové rady

UPOZORNENI:

Autor diplomové prace nesmi pfi vytvareni diplomové prace porusit autorska prava tretich osob, zejména nesmi zasahovat nedovolenym
zpusobem do cizich autorskych prav osobnostnich a musi si byt piné védom nasledkd poruseni ustanoveni § 11 a nasledujicich autorského
zakona €. 121/2000 Sb., v€etné moznych trestnépravnich disledkd vyplyvajicich z ustanoveni ¢asti druhé, hlavy VI. dil 4 Trestniho zakoniku
€.40/2009 Sb.

Fakulta elektrotechniky a komunika¢nich technologii, Vysoké uceni technické v Brné / Technicka 3058/10 / 616 00 / Brno



ABSTRAKT

Tato diplomova praca sa zaoberd moznostami trasovania pohybujiceho sa objektu v
obraze. Vysledkom prace je navrhnuty a v programovacom jazyku C# implementovany
algoritmus, ktory vylepsuje funkciu existujiceho algoritmu.
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ABSTRACT

This master thesis deals with tracking the moving object in image. The result of the
thesis is designed algorithm which is implemented in the programming language C+#-.
This algorithm improves the functionallity of an existing tracking algorithm.
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UVOD

Pocitacova vizualna detekcia a rozpoznavanie objektov v obraze je v poslednej de-
kade jednou z najvacsich vyziev v oblasti informatiky. Ide o snahu, aby pocitace
boli schopné rozpoznat sledovant scénu podobne, ako to dokaze Iudsky mozog. Jej
vyuzitie je velmi Siroké, ¢i uz v bezpecnostnych systémoch (identifikdcia opravne-
nych oséb a pod.), v priemysle alebo v medicinskej oblasti (detekcia tumorov v tele
pacienta).Najmé v bezpecnostnych systémoch je potom okrem detekcie, dolezité aj
sledovanie trasy pohybu objektu a to napriklad v pripade potreby sledovania pohybu
aut na dialnici.

Tato diplomova praca sa venuje teoretickému popisu a nasledne porovnaniu niekto-
rych vybranych algoritmov pre trasovanie pohybujiceho sa objektu v obraze.
Hodnotenie tspesnosti algoritmov prebieha porovnanim vyslednych nameranych st-
radnic polohy sledovaného objektu, so suradnicami jeho skutoc¢nej pozicie.
Vysledkom prace je ndvrh algoritmu, ktory sa snazi o zlepsSenie vlastnosti jedného
z testovanych algoritmov, a aplikacia, ktora sleduje vyznaceny objekt v obraze, pri
¢om vyuziva dany optimalizovany algoritmus.

Samotna aplikacia je napisand v programovacom jazyku C# a vyuziva kniznicu
OpenCv resp. EmguCv. Obsahuje grafické uzivatelské rozhranie, pomocou ktorého
je mozné zvolif a prehrat lubovolné video, v ktorom bude nasledne uzivatelom vy-
brany objekt na sledovanie. Vyber sledovaného objektu je mozné urobit pomocou

kurzoru mysi.
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1 DETEKCIA OBJEKTOV V OBRAZE

1.1 Eliminacia pozadia

Eliminacia pozadia sa velkou mierou podiela na celkovej tspesnosti trasovacieho
algoritmu. Pre spravny navrh modelu pozadia je nutné myslieft na dynamicky sa
meniace vlastnosti obrazu, ako je napriklad zmena osvetlenia scény a pod. Je teda
potrebné vytvorit model pozadia, ktory sa bude vediet adaptovat na rézne zmeny
parametrov obrazu.

V podkapitolach 1.1.1 az 1.1.4 su vybrané a zjednodusene popisane niektoré algo-

ritmy na elimindciu pozadia. [9]

1.1.1 Metdéda Frame Difference

Jedna sa o najjednoduchsiu metédu eliminacie pozadia. Zaklada sa na odpocitani
aktudlneho snimku, od snimku, ktory bol definovany ako pozadie. Vécsinou sa ako
snimok pozadia pouzije prvy snimok spracovavaného videa. Vysledny rozdiel pixelov
snimkou Ta je potom porovnavany s prahovou hodnotou T,. Ak plati ze Th > T,
pixel patri do popredia.

Kedze pri vyuzivani tejto metédy nedochadza k zmenam v modeli pozadia, nie je
prilis vhodna pre pouzitie v redlnom case. Jej vyhodou je vsak nizka vypoctova

narocnost a teda rychlost. [2]

1.1.2 Metdéda Approximate Median

Metéda Approximate Median sa zakladd na ukladani predchadzajtcich snimkov,
ktorych median urcuje model pozadia. Ako pozadie je teda definovany pixel, ktory
sa nachadza v strede usporiadanej rady pixelov. Snimka popredia je potom ziskané
obdobne ako v predchadzajicej metode a teda odcitanim aktualneho snimku od
snimku pozadia. Sticasne dochadza k aproximacii medidnu zo vzajomného porovna-
nia pozadia a aktualneho snimku. Hodnota jasu pixelu na pozadi je zvySena o jedna,
ak je hodnota jasu pixelu aktudlneho snimku vyssia. Naopak, ak je tato hodnota
nizsia, hodnota jasu na pozadi je znizena.

Téato metdda je pre pouzitie v redlnom case vhodnejsia ako metoda Frame Difference,
kedze model pozadia sa dynamicky meni v case. AvSak jej nevyhodou je pamétova

narocnost, pretoze predchadzajice snimky je potrebné ukladat. [2]
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1.1.3 Metéda Mixture of Gaussians (MOG)

MOG vyuziva Gaussové rozdelenie pravdepodobnosti. Pre kazdy pixel vSetkych po-
vrchov, je urcend rada funkcii hustoty pravdepodobnosti. Pre pripad jednokanélo-

vého obrazu v stupnoch sedi, vyzera pravdepodobnostné funkcia nasledovne:

fx) = e ¥ (L1)

x — je prave spracovavany pixel snimku
i, — oznacuje strednti hodnotu F(X) n-tého pozadia
o, — smerodajna odchylka

02 — rozptyl pravdepodobnosti D(X) n-tého povrchu

Potom povrch ktorého krivka pravdepodobnosti je najvyssia predstavuje pozadie
a krivka s nizSou hodnotou pravdepodobnosti moze definovat sledovany objekt.

Tato metoda sa uplatnuje hlavne tam, kde dochadza k urcitym periodickym zme-
nam na pozadi. Je taktiez vhodna pre pouzitie v redlnom case vdaka priebeznym

aktualizadcidm modelu pozadia. [2]

1.1.4 Samoorganizacné neurénové siete

Samoorganizacné neurénové siete funguji na principe automatického ucenia bez
ucitela. Siete na zdklade urcitych vztahov reaguji na data na vstupe spravnou hod-
notou na vystupe.

Tieto siete st koncipované ako dvojrozmerné usporiadanie neurénov, kde je kazdému
pixelu priradena skupina n % n neurénov. Pre kazdy uzol danej siete je vypocitana
funkcia vazenych linearnych kombinacii, ktoré s na vstupe siete. Kazdy uzol mozno
opisat pomocou vahového vektora a kombinacia vsetkych vahovych vektorov potom
definuje model pozadia. Pociatoény model pozadia je potom stanoveny z prvého
snimku vo videu, kde hodnoty jednotlivych vahovych vektorov v n % n maticiach
koresponduju s hodnotami prislusného pixelu v snimke.

Ked sa pixely dalsiecho snimku dostantii na vstup siete, déjde k sutazi na zaklade
euklidovskych vzdialenosti medzi vstupom a neurénmi siete. Neurén, ktory ma tito
vzdialenost najmensiu, sa stava vifazom. Stcasne je vytvorena snimka vzdialenosti
Dt. Postupnym porovndvanim s hodnotou prahu € je ziskan4d maska popredia. Model
pozadia je vzapéti urcéeny aktualizaciou vahovych vektorov ur¢enych z predchadza-

jucej snimky.
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Téato metoda je z dovodu vypoctovej narocnosti vhodna na pouzitie v realnom case,

len vo videu do ur¢itého rozlisenia. [14]

1.2 Region

Regién mozeme definovat ako ohranicené okolie sledovaného objektu, ziskané pred-
chadzajicim spracovanim. Region byva oznaceny spravidla stvoruholnikom a repre-
zentovany jeho sturadnicami, ¢o umoznuje nizsiu vypoctovi naroc¢nost. Takéto ozna-
cenie objektu vsak presne nekopiruje jeho tvar, ¢o moéze byt neziadice v urcitych

typoch aplikécii.

1.3 Model

Pod pojmom model mozeme v tomto kontexte chapat objekt, ktory bol vytvoreny
na zaklade predchadzajicich vedomosti o objektoch, ktoré sa vyskytuji v obraze.
Modely st najcastejsie vytvarané manualne.

Pre sledovanie pohybu o0s6b sa pouziva analyza syntézou. Najprv je z predchadza-
juceho pohybu predikovana zadkladna poloha postavy pre nasledujicu snimku. Na-
sledne je predikovany model syntetizovany a porovnany so skuto¢nymi datami, ¢im
je urcend podobnost medzi tymito datami. Tohoto vysledku sa da v zavislosti na
pouzitom algoritme dosiahnuf bud rekurzivne, alebo pomocou vzorkovacich tech-
nik, az kym nie je najdena spravna poloha postavy a model moze byt aktualizovany.

Definiciu modelu pre prvy zaber je nutné riesit individualne.

1.4 Priznaky

V algoritmoch pouzivajicich priznaky, st z obrazu vyberané segmenty, ktoré su
zlucené do vysokouroviovych priznakov a priznaky st potom priradované medzi
snimky. Priznakové algoritmy je mozné rozdelit do tychto kategorii:

o lokdlne (segmenty ¢iar, kriviek...)

« globélne (plocha, farba...)

« zavislostné (napr. geometrické vztahy medzi priznakmi)
Algoritmy tychto kategérii mozu byt medzi sebou vhodne kombinované v zaujme
zlepsenia vysledku.
Priznakové algoritmy je mozné pouzivat v redlnom case vdaka ich dobre adapta-
cii v dvojrozmernom obraze. AvSak tspesnost detekcie zaloZzenej na priznakoch je

pomerne nizka. [3]
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2 PREDIKCIA POHYBU A TRASOVANIE DE-
TEKOVANYCH OBJEKTOV V OBRAZE

2.1 Algoritmus BOOSTING

Tento sledovac je zalozeny na online verzii algoritmu AdaBoost, ktory vyuziva in-
terne HAAR kaskadu. Tento klasifikator sa musi ucit za behu na zaklade pozitivnych
a negativnych prikladoch objektu.

Pociato¢ény ohranicujuci region predany uzivatelom alebo detekénym algoritmom sa
povazuje za pozitivny priklad sledovaného objektu. Ostatné pixely, mimo oznaceni
oblast, st povazované za pozadie. Pri dalSom snimku klasifikator vypocita skore pre
vsetky pixely v blizkosti predchadzajiceho umiestnenia objektu. Nové umiestnenie
objektu je miesto, kde je skore maximéalne. Takto vznika dalsi pozitivny priklad ob-
jektu pre klasifikdtor a ten sa néasledne aktualizuje.[12]

Algoritmus BOOSTING je pomerne zastaraly a jeho vykonnost je v porovnani s

novsimi sledovacmi iba podpriemerné. [11]

2.2  Algoritmus MIL

Princip tohoto sledovaca je podobny, ako u vyssie opisovaného algoritmu BOOS-
TING.

Najvécsi rozdiel je v tom, ¢o sledovac¢ povazuje za dalsi pozitivny priklad pre ucenie.
Kym algoritmus BOOSTING berie ako pozitivny priklad len momentalnu polohu
objektu, MIL hlada dalSie pozitivne priklady aj v tzkom susedstve tejto polohy.
Takyto pristup sa na prvy pohlad nemusi javif ako spravny, kedze na niektorych po-
zitivnych prikladoch nemusi byt sledovany objekt presne v strede vybranej oblasti.
MIL tracker vsak nerozdeluje priklady na pozitivne a negativne ale rozdeluje ich do
pozitivnych a negativnych ,vreciek“. Nie vsetky priklady v pozitivnhom vrecku su
potom naozaj pozitivne. Staci ak je pozitivny iba jeden z nich. Ak sledova¢ MIL
neoznacil polohu objektu presne, je stale velmi velka Sanca Ze v pozitivhom vrecku
sa nachadza aj presny obrazok na zéklade ktorého sa klasifikator aktualizuje.|[12]
Vykonnost tohoto sledovaca je dobra a jeho chybovost je mensia ako u BOOS-
TING sledovaca. Nevyhodou je Ze zlyhanie sledovania nie je spolahlivo hldsené

uzivatelovi. [11]
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2.3 Algoritmus KCF

Sledova¢ KCF (Kernelized Correlation Filters), stavia na myslienkach predchadza-
jucich dvoch algoritmov. Tento sledovac¢ vyuziva fakt, ze niekolko pozitivnych pri-
kladov, ktoré pouziva algoritmus MIL, ma velké navzajom sa prekryvajice plochy.
Tieto data vedu k urc¢itym matematickym vlastnostiam, ktoré potom KCF sledovac
vyuziva tak, aby bolo samotné sledovanie rychlejsie a presnejsie.

Pouzitie tohoto sledovaca je odportcané pre vacsinu aplikacii. Jeho nevyhodou je ze

sa nedokaze uzdravit z Gplnej oklizie.[12] [11]

2.4 Algoritmus TLD

TLD - Tracking, learning and detection. Ako uz samotny nazov napoveda, tento
sledovac rozdeluje proces sledovania do troch tloh:

1. sledovanie

2. ucenie

3. detekciu
Algoritmus sleduje objekt snimok za snimkom a detektor lokalizuje vsetky vystupy,
ktoré boli doposial sledované a v pripade potreby sledovac opravi. Z chyb sa detektor
aktualizuje (uci) aby sa podobnym chybdam v budicnosti vyvaroval.[12]
Vysledkom je vsak to, Ze oznacenie regiénu, teda vystup sledovaca, ma tendenciu
trochu skakat. Napriklad v scéne kde algoritmus sleduje chodca, mé tento sledovac
tendenciu preskocit na iného chodca ak sa tento v scéne nachadza tiez.
Vyhodou TLD sledovaca je, Ze najlepsie sleduje zmeny velkosti sledovaného objektu

v obraze. [11]

2.5 Algoritmus MEDIANFLOW

Tento sledovac sleduje trajektériu objektu dopredu aj dozadu a meria rozdiel medzi
tymito trajektoriami, ¢o mu umoznuje spolahlivo urcit skutoény smer pohybu ob-
jektu v sekvencii obrazkov, ale aj detektovat zlyhanie.

Sledovac¢ funguje najlepsie v pripade, ak je pohyb maly a predvidatelny.
Jednoznacne najvicsou vyhodou je spolahliva detekcia zlyhania algoritmu, ktora
je uzivatelovi hlasena, na rozdiel od ostatnych algoritmov, ktoré pokracuju aj ked
sledovanie zlyhalo.[12] [11]

15



2.6 Kalmanov filter

Umoznuje predpovedat polohu a upresnit ju na zaklade stucastného merania. Bol
vyvinuty vedcom Rudolfom Kalmanom, pre potreby filtracie Sumu z elektrickych
signalovm v rokoch 1960-1961. Svoje uplatnenie vSak nasiel v Sirokom spektre od-
vetvi (letectvo - autopilot).

Cely princip Kalmanovho algoritmu je mozné vysvetlit tak, ze ide o spriemerovanie
nepresnosti nameranych hodnot od odhadovanych hodnot, teda pravdepodobnosti,
ze namerana hodnota je spravna. T.j. k odhadu najblizsich nasledujicich poloh ob-
jektu, dochadza na zaklade priebehu predchédzajtucich chyb, resp. na zaklade ich
rozptylu.

Predikcia nasledujiceho stavu prebieha podla vztahu:

.T,; = A:L’k,1 + Wi_1 (2.1)

Odhad odchylky podla vztahu:

P, = AP, AT +Q (2.2)

x;, — predikovany stav filtra pre stcasny stav k

P, — odhad chyby pre momentalny stav

A — n X n prechodova matica oznacujica vztah medzi predoslym a stic¢asnym stavom
systému

wg_1 — hodnota procesného Sumu

Q — kovaria¢na matica procesného sumu

2.7 Sledovanie verzus detekcia

Sledovacie algoritmy st vacsinou rychlejsie ako detekéné. Dovod je celkom jedno-
duchy. Ak uz bol objekt v scéne detekovany,sit zndme informéacie o jeho polohe v
predchadzajicom snimku, smere jeho pohybu a jeho rychlosti. Dobry sledovaci algo-
ritmus tieto nazhromazdené data vyuzije, zatial ¢o detekény algoritmus zacina vzdy
prakticky on nuly.

Ucinné sledovacie systémy ¢asto vyhody oboch pristupov kombinuju a pri pouziti

sledovacieho algoritmu, vykonavajui detekciu na kazdom n-tom snimku.
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3 NASTROJE POUZITE NA POROVNANIE SLE-
DOVACICH ALGORITMOV

3.1 Microsoft Visual Studio 2017

Visual Studio je najpopularnejsim vyvojovym prostredim pre aplikécie, spustitelné
na operacnych systémoch Windows, od firmy Miscrosoft. Toto vyvojové prostredie
pontka Siroku podporu programovacich jazykov a technologii platformy , .NET“.
Pouziva sa pre vyvoj vsetkych druhov aplikacii, od konzolovych cez desktopové az po
webové aplikédcie a sluzby. Editor kodu vo Visual Studiu podporuje tzv. IntelliSense,
ktory je schopny detekovat chyby a samostatne navrhnit opravu chyb v kode, ¢o
velmi ulahcuje pracacu programatorovi. Testovanie aplikécii za behu, zase poniika

vstavany debugger, ktory pracuje ako na trovni stroja tak na trovni kédu. [15]

3.2 Programovaci jazyck C#

Jedna sa o elegantny a typovo bezpecny objektovo orientovany programovaci jazyk,
pomocou ktorého je mozné na platforme .Net vyvarat rozne typy aplikacii, od kon-
zolovych az po webové. Syntax jazyka je pomerne jednoducha a lahko osvojitelna
pre kazdého, kto uz niekedy programoval v jazykoch ako JAVA alebo C++.

Jazyk C# zjednodusuje vela zlozitosti jazyka C++ a to ako po stranke syntaxe,
tak aj napriklad pri praci s paméatou. Pre uvolnovanie pamati nie si potrebné des-
truktory. Tento proces je rieseny automaticky pomocou tzv. garbage collector-u.
Zdrojovy kod je kompilovany do tzv. intermediate language (IL). Tento skompilovany
kéd je potom spolu s dalsimi zdrojmi (napr. bitové mapy), ulozeny na disku v spus-
titelnom stbore, typicky s koncovkou .exe alebo .dll, ktory nazyvame ,assembly “.
8]

Priebeh vytvorenia spustitelného siiboru mozeme vidiet na obrazku 3.1

3.3 OpenCyv

OpenCV je kniznica zamerand hlavne na pracu s obrazom v redlnom case a na poci-
tacové videnie. Kniznica je Siritelna zadarmo ako pre komercné, tak pre akademické
ucely. Priamo pouzitelna je v jazyku C/C++, s generatorom rozhrania SWIG tiez v
jazykom Python, Java alebo Octave. [10] Pre iné programovacie jazyky (C#, Perl...)
existujui rozne wrappre, cez ktoré je mozné v kode volat funkcionalitu OpenCy.
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Visual C# Project

c# Source | |__Resources |
File(s) References
L w
| C# Compiler |

l Craates

Managed Assembly (.exe or .dil}
MSIL Metadata

IL metadata & references
loaded by CLR

.NET Framework j

Common Language Runtime
Security / Garbage
Callection / JIT Compiler

Uses .NET Framework

Class Libraries

Converted to native

machine code
v

Operating System |

Obr. 3.1: Priebeh kompildcie jazyka c# a jeho vzfah s .net Frameworkom (obr.
prevzaty od []])

3.3.1 EmguCyv

EmguCyv je wrapper kniznice OpenCv ktory sprostredktva metédy a objekty tejto
kniznice pre prostredie .NET, teda pre jazyky ako je C#, Visual Basic, Visual C++,
IronPython a pod. [4]

3.4 Accord Net

Accord Net Framework je volne dostupnd kniznica algoritmov pre platformu .NET.
Obsahuje metdédy urcéené na pracu s obrazom alebo zvukom, a jeho spracovavanie.
Kniznica je napisana v jazyku C# a jej obsah je velmi dobre zdokumentovany spolu
s uzitotnymi prikladmi. [6], [I]

Okrem iného pontka funkcionalitu Kalmanového filtru, ktora bola pouzita pre rie-

Senie tejto diplomovej prace
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4 POROVNANIE USPESNOSTI VYBRANYCH
ALGORITMOV

4.1 Skutocna pozicia

Skuto¢na pozicia (ang. Ground truth) je termin pouzivany v statistike a strojovom
uceni, ktory predstavuje nieco, ako kontrolu vysledkov a presnosti strojového ucenia
oproti skutoénému svetu. [13]

Tento termim bol prevzaty z metrolégie, kde sa ako groud truth oznacuju informacie
ziskané priamo na urc¢itom mieste.

Pri testovani tspesnosti jednotlivych sledovacich algoritmov bolo pouzité volne do-
stupné video, stiahnutelné z internetovej stranky https://motchallenge.net/vis/
PETS09-S2L1. Stranka motchallenge sa zaoberd spravodlivym hodnotenim algorit-
mov sledovania objektov v obraze.

K pouzitému videu s nazvom ,PETS09-S2L1“, je na tejto stranke dostupna sku-

tocna pozicia, ako vo vizudlnej, tak aj v textovej podobe.

Obr. 4.1: Video reprezentujtce skutoéni poziciu

Ako je vidiet na obrdzku [1.1] vo vizudlnej podobe skuto¢ni poziciu predstavuje
jedine¢né vyznacenie kazdého sledovaného objektu (v tomto pripade osoby), po celi

dobu jeho pritomnosti v obraze.
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https://motchallenge.net/vis/PETS09-S2L1
https://motchallenge.net/vis/PETS09-S2L1

Tak ako bolo spomenuté vyssie, skutocna pozicia pre toto testovacie video je do-

stupné aj v textovej forme, kde poskytuje este presnejsie informacie.

1,9,4959,1568,31.03,75.17,1,-4.1554,-7.3591,0
1,15,258,219,32.913,88.702,1,-11.306,-5.5995,0
1,19,633,242,42.336,681.074,1,-9.0323,-12.587,0
2,9,4597,1568,31.03,75.17,1,-4.1744,-7.3156,0
2,15,263,218,32.774,88.505,1,-11.21,-5.6516, 0
2,1%,627,242,42.16,81.387,1,-9.0791,-12.485,0
3,9,455,159,31.03,75.17,1,-4.2787,-7.314,0
3,15,26¢8,21¢,32.605,88.263,1,-11.06,-5.6643,0
3,19,019,242,41.938,81.766,1,-9.1492,-12.342,0
4,9,4592,1¢0,31.03,75.17,1,-4.3919,-7.2505,0
4,15,275,215,32.415,87.999,1,-10.891,-5.714Z,0
4,19,¢610,242,41.683,82.175,1,-9.2726,-12.214,0
5,9,469,161,31.03,75.17,1,-4.5045,-7.2679,0
5,15,281,214,32.227,87.725,1,-10.784,-5.785¢6,0
5,1%9,601,242,41.39,82.581,1,-9.34258,-12.067, 0

Obr. 4.2: Ukazka skutoc¢nej pozicie v textovej forme

Dolezitych je najmé prvych Sest ¢isel, ktoré su oddelené c¢iarkou. Prvé ¢islo ozna-
cuje poradové ¢islo snimky videa. Snimky si ¢islované je od 1 az po n, kde n
predstavuje celkovy pocet snimkov videa. Druhé cislo predstavuje identifikaciu sle-
dovaného objektu (jeho jedineéné ID). Dalsie dve é&isla, st stradnice X a Y regionu
(Stvoruholnika), ktorym je objekt pocas sledovania oznaceny. Dalej nasleduje ¢islo,

ktoré definuje sirku tohoto stvoruholnika, a Sieste ¢islo vyjadruje jeho vysku.

Ak sa teda pozrieme na obrazok [4.2] kde sa nachddza ukazka groud truth v textove;
forme, mézeme sa z prvého riadku dozvediet, ze na prvej snimke sa objekt s ID =
9, nachadza v regione so siradnicami X = 499, Y = 158 a velkostou 31,03 x 75,17
pixelu.

Ulohou hodnoteného sledovacieho algoritmu je dosiahnut vysledky, ktoré budd ¢o

mozno najviac odpoved skutocne pozicii.
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4.2 Aplikacia pre porovnanie algoritmov

Pre tcel testovania tspesnosti sledovacich algoritmov, bola v rdmci vypracovania
zadania tejto prace vytvorenad jednoducha aplikaciu v jazyku C#. Ide o aplikaciu
typu WPF, pomocou ktorej je mozné prehravat video a sledovat pohyb urcitého

objektu pomocou vybraného trackeru z kniznice OpenCyv, resp. EmguCv.

Obr. 4.3: Prostredie aplikacie pre testovanie sledovacich algoritmov

Prostredie testovacej aplikacie je velmi jednoduché. V Tavom hornom rohu sa na-
chadza tla¢itko ,,Open“ pomocou ktorého, uzivatel vyberie testovacie video. Dalej je
hned na pravo od tlacitka moznost vybrat testovany algoritmus. Video je nésledne
prehrané priblizne v prostriedku uzivatelského rozhrania (vid obrazok .

Priamo v zdrojovom kéde aplikicie je zadand pociatocna pozicia sledovaného ob-
jektu, ktora je prevzata zo skutocnej pozicie a v obraze vyznacena Stvoruholnikom
cervenej farby. Pozicia tohoto Stvorholniku, je vo vSetkych dalsich snimkoch videa
vysledkom testovaného algoritmu. Okrem vyznacenia tohoto vysledku priamo v Ul
aplikacie, je dalsim krokom jeho zaznamenanie do textového siboru, ktorého format
je podobny ako format textovej skutocnej pozicie (¢islo snimku, ID, X, Y, Sirka,
vyska), s rozdielom, Ze ako oddelovaci znak je namiesto ¢iarky pouzity tabulator,
z dovodu jednoduchsieho vlozenia vysledkov z textového stiboru do programu MS
Excel. Vysledkom prace tohoto programu je teda textovy stubor, uréeny na porov-

nanie so skuto¢nou poziciou.
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4.3 Vysledky porovnania

Pre porovnavanie tspesnosti sledovacich algoritmov, bol zo skutoc¢nej pozicie vy-
brany objekt s ID = 9. Pociato¢na pozicia a velkost regionu, v ktorom sa objekt (v
tomto pripade osoba) nachadzala na prvom snimku videa, bola zadand do iniciali-

zacnej metody daného algoritmu.

4.3.1 Algoritmus Boosting

Boosting tracker si v teste neviedol vobec zle. Aj ked ide o najstarsi z testovanych
algoritmov, sledovaného objektu sa dokézal drzat v porovnani s ostatnymi velmi
dlho, a to aj v pripadoch kedy stala sledovana osoba z velkej Casti skryta za inym
objektom. Sledova¢ zlyhal az v momente, kedy v blizkosti sledovanej osoby precha-
dzala ind osoba, ktort potom zacal algoritmus sledovat. Tato osoba z obrazu po
chvili zmizla a v tom momente sa algoritmus Boosting chytil na jeden zo statickych
objektov vo videu, ktorého sa potom drzal az do konca.

Z grafu na obrézku [£.4, mozeme vidiet Ze az po snimku s poradovym ¢islom 160,
st sturadnice X,Y algoritmu a skutocnej pozicie takmer rovnaké. Potom doslo k zly-
haniu a sledovaniu inej osoby asi po snimku 210. Od tohoto miesta uz algoritmus
sledoval spominany staticky objekt, a teda stradnice X a Y sa uz nemenili.

Velkou nevyhodou tohoto algoritmu je, ze zlyhanie sledovania nevie spolahlivo de-
tektovat.

BOOSTING Tracker

@ X (ground truth) Y(ground truth) X Y
800
700
600
500 &
400 N e
300
200
100
0
TNRARES N8N OB S Y8 ASRNELARNR38ARS
e AT A NN NN T NN NN OO ONNMNNIDN
PORADOVE CiSLO SNIMKY

Obr. 4.4: Porovnanie vyslednych stradnic X a Y z trasovacieho algoritmu BOOS-

TING so skutoc¢nou poziciou
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4.3.2 Algoritmus MIL

Algoritmus MIL v teste dopadol horsie ako predosli algoritmus a to vo vSetkych
ohladoch. Sledovat cielovy objekt sa mu darilo iba na zaciatku videa, priblizne pr-
vych 30 snimkov. V momente kedy bol sledovany objekt v obraze prekryty inym
objektom, algoritmus okamzite zlyhal. Toto zlyhanie vsak ani neodhalil a po zvysok
videa zostalo sledovanie zaseknuté na jednom bode.

Okrem toho bol algoritmus MIL pomerne pomaly a naroény na vypoctovy vykon.

MIL Tracker

800
700
600 /\
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\ N\
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@ X (ground truth) —esssseY(ground truth) X

Obr. 4.5: Porovnanie vyslednych suradnic X a Y z trasovacieho algoritmu MIL so

skutocnou poziciou

4.3.3 Algoritmus KCF

Tento algoritmus s ohladom na vacsinu sledovanych parametrov dopadol podobne
ako algoritmus MIL. V okamihu kedy vo videu sledovana osoba prejde poza lampu
poulicného osvetlenia, algoritmus zlyhd, ¢o vSsak neodhali a pokracuje v sledovani
nespravneho objektu.

Na obrazkoch [4.5 a [4.6] je vidiet, Ze vysledné siradnice pre MIL a KCF st takmer
rovnaké. V porovnani s algoritmom MIL bol KCF menej naroény na vypoctovy

vykon.
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KFC Tacker
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@ X (ground truth) —esss=Y(ground truth) X Y

Obr. 4.6: Porovnanie vyslednych stradnic X a Y z trasovacieho algroritmu KCF so

skutocnou poziciou

4.3.4 Algoritmus TLD

Spravanie algoritmu TLD bolo tplne iné, ako vsetkych ostatnych algoritmov. Tracker
v podstate neustédle preskakoval z jedného objektu na iny a v danej scéne, kde sa
nachadzalo vela podobnych objektov sa javil ako absolttne nepouzitelny. Ako jediny
z testovanych algoritmov vyraznejSie menil velkost vyznaceného regiénu v obraze.

Bol vsak pomerne naro¢ny na vypoctovy vykon.

TLD Tracker
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Poradové ¢islo snimku
e X (ground truth) —essseY(ground truth) X Y

Obr. 4.7: Porovnanie vyslednych stradnic X a Y z trasovacieho algoritmu TLD so

skutocnou poziciou
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4.3.5 Algoritmus MedianFlow

MedianFlow dokazal sledovat cielovy objekt taktiez len velmi kratky cas, ale na
rozdiel od inych algoritmov svoje zlyhanie spolahlivo odhalil, a oznamil uzivatelovi.
Tuato vlastnost mézeme povazovat za velmi velki vyhodu, pretoze, ak algoritmus v
trasovani objektu zlyhd, je mozné jednoducho vykonat detekciu cielového objektu v
obraze znovu, a pokracovat v sledovani.

Algoritmus MedianFlow bol v porovnani s ostatnymi algoritmami pomerne vypoc-

tovo nenarocny.

MedianFlow Tracker
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Obr. 4.8: Porovnanie vyslednych siradnic X a Y z trasovacieho algoritmu Median-

Flow so skuto¢nou poziciou
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4.4 Test s pouzitim Kalmanového filtra

Jenou z moznosti ako vylepsit vysledky sledovacich algoritmov v porovnani so sku-
tocnou poziciou, bolo pouzit Kalmanov filter. Ako uz bolo povedané Kalmanov filter
sa pouziva na odhad buducej polohy objektu na zaklade spriemerovania predché-
dzajucich odchyliek od oc¢akévanej hodnoty. S ohladom na predchadzajiice merania,
bol predpoklad, Ze zapojenie Kalmanového filtra, by malo byt prinosom najméa pre
sledovaci algoritmus TLD, ktorého priebeh stradnic, X resp. Y, bol velmi skokovy.
Meranie a porovnanie nameranych vysledkov s Ground Truth bolo vSak vykonané
pre vsetky testované algoritmy. V nasledujucich podkapitolach su teda prezentované

vysledky tychto merani.

4.4.1 Algoritmus Boosting a Kalmanov filter

Testovanie sledovacich algoritmov v spolupraci s Kalmanovym filtrom prebehlo v
rovnakom poradi ako testovanie bez jeho pouzitia, a teda prvé hodnoty boli ziskané
pre algoritmus Boosting.

Na obrazku je mozné vidiet, ze v Kalmanov filter nepriniesol ziadnu vyraznejsiu
zmenu priebehu stradnic X a Y. Niektoré z nameranych hodndt boli mierne pres-
nejsie, iné vsak zasa menej presné. Kalmanov filter sa teda v tomto merani nejavil

ako prinosny pre celkovi tspesnost algoritmu v porovnani so skuto¢nou hodnotou.

Boosting Tracker + Kalman
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Obr. 4.9: Porovnanie vyslednych siradnic X a Y z trasovacieho algoritmu Boosting

a Kalmanového filtru, so skutoé¢nou poziciou
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4.4.2 Algoritmus MIL a Kalmanov filter

Dalsim algoritmom, ktory podstipil ,vylepsenie“ Kalmanovym filtrom, bol sledo-
vaci algoritmus MIL.

Ako je mozné vidiet na obrazku vysledok opét nebol velmi povzbudivy. Na
zaklade vykonaného merania, je mozné tvrdif, ze Kalmanov filter nemal pre dany

algoritmus v podstate ziadny prinos.

MIL Tracker + Kalman
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Obr. 4.10: Porovnanie vyslednych stradnic X a Y z trasovacieho algoritmu MIL a

Kalmanového filtru, so skuto¢nou poziciou
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4.4.3 Algoritmus KCF a Kalmanov filter

Spolupréaca algoritmu KCF a Kalmanovho filtru taktiez (ako v predchadzajuicich pri-
padoch) nepriniesla vysledky, ktoré by bolo mozné z akéhokolvek pohladu pokladat

za prinos.

KCF Tracker + Kalman
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Obr. 4.11: Porovnanie vyslednych stradnic X a Y z trasovacieho algoritmu KCF a

Kalmanového filtru, so skuto¢nou poziciou
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4.4.4 Algoritmus TLD a Kalmanov filter

Na zdklade predchadzajiceho testovania algoritmu TLD a vedomosti o fungovani
Kalmanového filtra, sa jeho pouzitie, na korekciu vysledkov merania daného algo-
ritmu, javilo ako potencionalne prinosné.

Vysledok ale nenaplnil vysoké ocakavania. Je mozné konstatovat, Zze doslo k zlepse-
niu, nie vsak k tak velkému aby bolo mozné oznacil Kalmanov filter za vyraznejsi

prinos pre uspesnost algoritmu.

TLD Tracker + Kalman
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Obr. 4.12: Porovnanie vyslednych suradnic X a Y z trasovacieho algoritmu TLD a

Kalmanového filtru, so skuto¢nou poziciou
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4.4.5 Algoritmus MedianFlow a Kalmanov filter

Pri testovani spoluprace algoritmu MefianFlow a Kalmanového filtru, boli ocakéava-
nia naplnené.

Kedze algoritmus svoju pracu ukonc¢i v momente ako strati sledovany objekt, nebolo
mozné predpokladat, ze pouzitie Kalmanového filtru si v tejto aplikacii najde velké

vyuzitie.

MedianFlow Tracker + Kalman
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Obr. 4.13: Porovnanie vyslednych stradnic X a Y z trasovacieho algoritmu Median-

Flow a Kalmanového filtru, so skutocnou poziciou

4.4.6 Celkové zhodnotenie aplikacie Kalmanového filtru

Na zéaklade merani v tejto kapitole diplomovej prace, mozeme konstatovat, ze po-
uzitie Kalmanového filtru spolu s testovanymi sledovacimi algoritmami, malo pre
uspesnost daného algoritmu len maly, alebo Ziadny prinos.

Takéto vysledky bolo vSak mozné ocakavat na zaklade principu fungovania jednot-
livych algoritmov. Vynimkou je snat iba algoritmus TLD, u ktorého bola ocakavané

vyssia miera zlepSenia.
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5 NAVRH OPTIMALIZACIE ALGORITMU
MEDIANFLOW

Ako uz bolo spomenuté v predchadzajicich kapitolach, algoritmus MedianFlow po-
skytuje jeho uzivatelovi informéciu o zlyhani sledovania objektu velmi spolahlivo.
Téato vlastnost, ndm poskytuje dobry priestor na jeho optimalizaciu, pretoze v pri-
pade ak algoritmus zlyhd, mozeme detekénym algoritmom sledovany objekt znovu
najst a trasovanie obnovif.

Problémom takéhoto pristupu je vsak fakt na ktory poukéazal aj test algoritmu TLD,
v tretej kapitole tejto prace. Ak pocas trasovania objektu dochédza k jeho opédtovnej
detekcii, hrozi ze detektor vyhodnoti ako ciel objekt, ktory je sledovanému objektu
podobny. V scéne kde je napriklad viac podobnych, pohybujtcich sa Tudi je takato
chybnd detekcia velmi pravdepodobna.

Navrhnuté rieSenie je nasledujuce.:

Algoritmus si bude pamétat vzdy posledni, tspesne oznacent polohu sledovaného
objektu. Ak v dalsej snimke trasovanie zlyha, detekény algoritmus vyhlada novi po-
lohu daného objektu. Ak bude pozicia vysledku detekéného algoritmu prilis vzdialena
poslednej znamej polohe objektu, tak sa namiesto tohoto vysledku pouzije prave pre-
dosla poloha.

Popis navrhnutého optimalizovaného algoritmu je na obrézku
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5.1 Ukazka implementacie algoritmu

public Image<Bgr, byte> Detect
(VideoCapture capture, Image<Gray, Byte> image_ object, ref Rectangle rectangle)
{

var imageFrame = capture.QueryFrame ()?.Tolmage<Bgr, Byte > ();

prev = rectangle;

if (imageFrame == null)
return null;

if (!trackingOn || image_object == null)
return imageFrame;

do
{
var grayframe = imageFrame.Convert<Gray, byte >();
if (!trackerInitialized)
{
FFTService.Instance.DetectObject (grayframe , image object, ref rectangle);
if (!prev.IsEmpty && (Math.Abs(prev.Location.X — rectangle.Location.X) > 90
|| Math.Abs(prev.Location.Y — rectangle.Location.Y) > 90))
{
rectangle = prev;
}
if (tracker == null)
{
tracker = new Tracker ("MEDIANFLOW" );
trackerInitialized = tracker.Init(grayframe.Mat, rectangle);
¥
return imageFrame;
}
trackerInitialized = tracker.Update(grayframe.Mat, out rectangle);
}
while (!trackerlInitialized);

return imageFrame;

}

Vyssie sa nachadza uryvok kédu, resp. metdda, ktora vykonava prave zmienent
funkcionalitu, teda akési vylepsenie prace sledovacieho algoritmu MedianFlow.
Ako moézeme vidief, metdda vracia spat do hlavného vlakna aplikacie dve hodnoty.
V prvom rade vrati vzdy nasledujici obrazok z prave prehravaného videa, priamo
pomocou navratovej hodnoty typu Image<Bgr, byte>. Dalej, pomocou referenénej
hodnoty je mozné ziskat vysledny obdlznik (ang. rectangle), ktory slizi pre oznacenie
sledovaného objektu v obraze.
Priebeh metédy v aplikacii je nasledovny:
o Metdda je vyvolana pre kazdy ,, Tick“ ¢asovaca (ang. timer), ktory je nastaveny
v hlavnom vldkne aplikécie s periddou 40 milisektind
e Do metédy su predané vstupné hodnoty, t.j.:
1. parameter VideoCapture capture, ktory obsahuje data, prehravaného
videa
2. parameter Image<Gray, Byte> image_object, ktory obsahuje vzor
objektu ktory ma byt sledovany. V tomto pripade ide o vyrez z obrazku
videa, na zaklade akcie uzivatela pomocou kurzoru mysi
3. referenény parameter ref Rectangle rectangle, ktory obsahuje data
polohy tuspesne detekovaného resp. sledovaného objektu. Aby bola hod-

nota tohoto parametru prenesend do hlavného vlakla aplikacie, je po-
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trebné vyuzitie kltuc¢ového slova ref, pretoze objekt typu Rectangle nie

je referencny typ (jednd sa o Struktiru ,struct")

5.1.1 Detailny popis fungovania metédy ,,Detect*, krok za

krokom

V prvom kroku si metéda, pomocou parametru capture, zisti nasledujici obrazok
videa. Dalsim krokom je zapamétanie si poslednej polohy sledovaného objektu do
premennej prev.

Nasleduje podmienka, ktora kontroluje, ¢i sa podarilo nac¢itat dalsi obrézok z videa.
Ak nie, metdéda konci a vracia null. Nasledne metdda skontroluje ¢i je sledovanie
zapnuté a zaroven ¢i bol vybraty nejaky vzor. Ak nie, znamena to ze uzivatel zatial
nevybral ziadny objekt v obraze, a teda nie je potrebné dalej pokracovat na algorit-
mus sledovania, ¢i detekcie ale stac¢i vratit nezmeneny obrazok.

Po prechode tymito elimina¢nymi podmienkami, vstupuje kod do cyklu do while,
ktory je iterovany az do momentu tspesnej inicializacie resp. tspesnej aktualizacie
pozicie pouzitého sledovaca.

V prvej casti cyklu sa vykona pokus o detekciu vzoru v obrazovej scéne pomocou
datekéného servisu FFT. Ak je detekovany objekt prilis vzdialeny od prechadzaju-
cej detekcie, resp. v prvom behu metddy, prilis vzdialeny od pévodne vyznaceného
objektu, pouzije sa predchadzajica rep. pévodné poloha.

Dalej prebehne kontrola referencie premenne tracker. Ak zatial neukazuje na inicia-
lizovany objekt sledovaca, resp. ak ukazuje na hodnotu null, do premenne priradime
ukazatel na novu instanciu sledovaca, ktory zaroven inicializujeme pomocou prvej
vybranej alebo detekovanej hodnoty.

Po inicializacii sledovaca dany cyklus a aj celd metdda koncia a do hlavného vlakna
je vrateny sucasny obréazok.

Pri kazdom dalSom volani metédy je cyklus do while vykonany iba jeden krat v
pripade tspechu sledovaca. Ak aktualizacia polohy pomocou sledovaca neprebehne
uspesne, cyklus sa vykona znovu, s pokusom detekovat novi polohu sledovaného
objektu.
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Obr. 5.1: Vyvojovy diagram navrhnutého algoritmu

34



5.2 Vysledky porovnania optimalizovaného

algoritmu so skutocnou poziciou

Optimalized MediaFlow Tracker
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Obr. 5.2: Porovnanie vyslednych siradnic X a Y z optimalizovaného trasovacieho

algoritmu MedianFlow so skuto¢nou poziciou

Optimalizovany algoritmus bol testovany voci skutoc¢nej pozicii rovnako, ako
vSetky algoritmy v predchddzajicej kapitole. Na obrazku [5.2] je vidiet, Ze optimali-
zovany algoritmus si viedol podstatne lepsie ako pévodny. Jeho nevyhodou je vSak
Castd potreba detekcie, ktord je pomerne niro¢né na vypoctovy vykon. Dalsou nevy-
hodou je, ze v momente, ked sa uz sledovany objekt v obraze nenachédza, algoritmus

zacne spravidla trasovat iny objekt.

35



5.2.1 Pridanie Kalmanového filtru

Rovnako ako v pripade ostatnych sledovacich algoritmov, aj v tomto pripade bolo
vykonané meranie aj s pouzitim Kalmanového filtru.

Vysledny efekt vsak nebol pre sledova¢ prinosom, ako je to mozné vidiet na obrazku
0.0

Optimalized MedianFlow + Kalman
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Obr. 5.3: Porovnanie vyslednych siradnic X a Y z optimalizovaného trasovacieho

algoritmu MedianFlow, pri pouziti Kalmanového filtru, so skuto¢nou poziciou
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5.3 Aplikacia vyuzivajuca optimalizovany
sledovaci algoritmus

Stucastou prilohy k tejto praci je zdrojovy kod aplikicie, implementovanej v prog-
ramovacom jazyku C#, ktord aktivne vyuziva vyssie popisovany, optimalizovany
algoritmus na sledovanie objektov vo videu.

Pri implementacii bola pouzitd kniznica EmguCV vo verzii 3.2.

Rozhranie aplikécie je velmi jednoduché. Obsahuje iba tlacitko na vybratie siboru

z disku a plochu, na ktorej si zobrazené jednotlivé snimky prehravaného videa (vid

obrazok .

"7 MainWindow - [m] x

Obr. 5.4: Aplikacia vyuzivajica optimalizovany algoritmus

Po stlaceni tlacitka ,,Open® a vybere videa, sa video automaticky zacne pre-
hravat. Uzivatel moze pomocou kliknutia a podrzania lavého tlacitka mysi oznacit
[ubovolny objekt v prehravanom videu. Tento objekt bude nésledne sledovany po
celi dobu prehravania videa. Pre ulahc¢enie prace s programom, je v momente stla-
cenia lavého tlacitka mysi prehravanie pozastavené. Video v prehravani pokracuje
automaticky po uvolneni tlacitka.

Tato aplikacia bola vyvijané a testovana vo vyvojovom prostredi Visual Studio 2017.
Pre tspesni kompilaciu zdrojového kédu, ktory je sucastou prilohy, je potrebné
uspesné stiahnutie externych kniznic. Visaul Studio vykona ich stiahnutie automa-

ticky z tzv. nuget-u.
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6 ZAVER

Téato diplomova praca bola zamerana na sticasné moznosti trasovania pohybujicich
sa objektov vo videu.
Popisuje funcionalitu sledovacich algoritmov:

o Algoritmus BOOSTING

o Algoritmus MIL

o Algoritmus KCF

o Algoritmus TLD

o Algoritmus MEDIANFLOW
Vybrané sledovacie algoritmy boli najprv teoreticky popisané, nasledne implemen-
tované pomocou kniznice EmguCV a nakoniec aj otestované voci skutocnej pozicii.
Dalej bol vykonany pokus v ktorom sledovacie algoritmy mali spolupracovat s Kal-
manovym filtrom. Kalmanov filter vsak nebol vyrazne prinosny, ¢o je mozné tvrdit
na zaklade vysledkov merania.
Po vzhliadnuti na vsetky nadobudnuté informéce bol navrhnuty, implementovany a
otestovany algoritmus, ktory sa snazi o zlepSenie vlastnosti jedného z testovanych
algoritmov. Vysledkom tejto prace je potom funkéna aplikacia typu WPF, imple-
mentovand v programovacom jazyku C#, ktora dany algoritmus aktivne pouziva.
V prilohe k tejto praci sa nachadza cast nameranych dat. Kompletné data z vyko-
nané¢ho merania, ako aj spustitelny zdrojovy kod aplikacie je stucastou prilozeného
CD.
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A SKUTOCNA POZICIA A NAMERANE DATA
PRE JEDNOTLIVE SLEDOVACIE ALGORITMY

Nasledujuce prilohy zobrazuji ukazku nameranych dat pre optimalizovany sledovaci
algoritmus a skutoénii poziciu (Ground Truth). Ide o prvych 100 meranych obrazkov.

Kompletné data z merani je mozné najst na prilozenom CD.

A.1 Skutocna pozicia objektu s ID = 9 (prvych
100 obrazkov)

GROUND TRUTH
FrameNr ID X Y Width Height

1 9 499 158 31,10 75,17
2 9 497 158 31,03 75,17
3 9 495 159 31,03 75,17
4 9 492 160 31,03 75,17
5 9 489 161 31,03 75,17
6 9 487 162 31,03 75,17
7 9 484 163 31,03 75,17
8 9 481 163 31,03 75,17
9 9 478 165 31,03 75,17
10 9 474 166 31,03 75,17
11 9 469 167 31,03 75,17
12 9 463 168 31,03 75,17
13 9 458 170 31,03 75,17
14 9 451 171 31,03 75,17
15 9 445 173 31,03 75,17
16 9 438 174 31,03 75,17
17 9 432 175 31,03 75,17
18 9 425 176 31,03 75,17
19 9 418 177 31,03 75,17
20 9 412 178 31,03 75,17
21 9 407 178 31,03 75,17
22 9 402 178 31,03 75,17
23 9 398 178 31,03 7517
24 9 394 178 31,03 7517
25 9 390 178 31,03 7517
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GROUND TRUTH

FrameNr ID X Y Width Height

26 9 387 178 31,03 75,18
27 9 385 178 31,03 75,19
28 9 384 178 31,03 7520
29 9 383 178 31,03 7521
30 9 382 178 31,03 75,23
31 9 382 178 31,03 75,24
32 9 381 178 31,03 7526
33 9 381 179 31,03 7527
34 9 380 179 31,03 75,29
35 9 380 179 31,03 7531
36 9 379 179 31,03 75,32
37 9 379 180 31,03 75,34
38 9 379 180 31,03 75,35
39 9 378 180 31,03 7537
40 9 378 180 31,03 75,39
41 9 377 180 31,03 7540
42 9 377 181 31,03 7542
43 9 376 181 31,03 7543
44 9 376 181 31,03 7545
45 9 375 181 31,03 7547
46 9 375 181 31,03 7549
47 9 375 181 31,03 75,52
48 9 375 181 31,03 75,55
49 9 374 182 31,03 75,59
50 9 374 181 31,03 75,63
51 9 374 181 31,03 7567
52 9 374 181 31,03 7571
53 9 374 181 31,03 75,75
54 9 374 181 31,03 75,79
55 9 374 181 31,03 75,83
56 9 373 181 31,03 7587
57 9 373 181 31,03 75091
58 9 373 181 31,03 75,95
59 9 373 181 31,03 75,99
60 9 373 181 31,03 76,04
61 9 373 181 31,03 76,08
62 9 373 181 31,03 76,12
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GROUND TRUTH

FrameNr ID X Y Width Height

63 9 373 181 31,03 76,16
64 9 372 181 31,03 76,20
65 9 372 181 31,03 76,24
66 9 372 181 31,03 76,28
67 9 372 181 31,03 76,32
68 9 372 181 31,03 76,36
69 9 372 181 31,03 76,40
70 9 372 181 31,03 76,44
71 9 372 181 31,03 76,48
72 9 371 181 31,02 76,52
73 9 371 181 31,01 76,56
4 9 371 181 30,99 76,60
75 9 372 181 30,97 76,64
76 9 372 181 30,94 76,69
77 9 372 181 30,90 76,73
78 9 372 181 30,86 76,77
79 9 372 180 30,83 76,81
80 9 372 180 30,79 76,85
81 9 373 180 30,75 76,89
82 9 373 180 30,72 76,94
83 9 373 180 30,68 76,98
84 9 373 180 30,64 77,02
85 9 373 180 30,61 77,06
86 9 373 180 30,57 77,10
87 9 374 179 30,53 77,14
88 9 374 179 30,49 77,19
89 9 374 179 30,43 77,23
90 9 375 179 30,36 77,27
91 9 376 179 30,27 77,32
92 9 377 179 30,14 77,36
93 9 378 179 30,00 77,41
94 9 379 179 29,85 77,46
95 9 380 179 29,69 77,50
96 9 380 179 29,54 77,55
97 9 380 178 29,38 77,60
98 9 380 178 29,22 77,65
99 9 380 178 29,06 77,69
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GROUND TRUTH
FrameNr ID X Y Width Height
100 9 380 178 28,91 77,74

A.2 Namerané hodnoty pre navrhnuty optimali-

zovany sledovaé¢ (prvych 100 obrazkov)

Optimalized MedianFlow
FrameNr ID X 'Y Width Height

1 9 499 158 31 75
2 9 497 159 31 75
3 9 496 160 31 5
4 9 492 162 31 5
) 9 489 162 31 75
6 9 486 164 31 75
7 9 483 166 31 75
8 9 478 165 31 75
9 9 477 168 31 75
10 9 473 167 31 75
11 9 466 169 31 75
12 9 464 171 31 75
13 9 459 174 31 75
14 9 459 174 31 75
15 9 459 174 31 75
16 9 459 174 31 75
17 9 459 174 31 5
18 9 459 174 31 75
19 9 459 174 31 75
20 9 459 174 31 75
21 9 459 174 31 75
22 9 459 174 31 75
23 9 459 174 31 75
24 9 459 174 31 75
25 9 459 174 31 75
26 9 459 174 31 75
27 9 403 233 31 75
28 9 402 232 31 75
29 9 400 232 31 75
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Optimalized MedianFlow

FrameNr ID X Y Width Height

30 9 399 232 31 75
31 9 399 231 31 75
32 9 400 231 31 75
33 9 401 230 31 75
34 9 401 231 31 75
35 9 401 231 31 75
36 9 401 231 31 75
37 9 369 182 31 75
38 9 368 181 31 75
39 9 369 181 31 75
40 9 370 180 31 75
41 9 371 179 31 75
42 9 373 179 31 75
43 9 374 179 31 5
44 9 314 179 31 75
45 9 374 180 31 75
46 9 374 181 31 75
47 9 373 181 31 5
48 9 372 182 31 75
49 9 371 182 31 75
20 9 371 182 31 75
o1 9 371 182 31 75
52 9 371 182 31 75
33 9 371 182 31 75
o4 9 371 182 31 75
95 9 371 182 31 75
26 9 371 182 31 75
o7 9 371 182 31 75
o8 9 371 182 31 75
29 9 375 185 31 75
60 9 375 185 31 5
61 9 375 185 31 75
62 9 375 185 31 75
63 9 375 185 31 75
64 9 375 185 31 75
65 9 370 181 31 75
66 9 370 181 31 75
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Optimalized MedianFlow

FrameNr ID X Y Width Height

67 9 369 180 31 75
68 9 369 182 31 75
69 9 369 185 31 75
70 9 369 182 31 75
71 9 369 181 31 75
72 9 369 180 31 75
73 9 369 181 31 75
74 9 369 186 31 75
75 9 369 186 31 75
76 9 369 186 31 75
77 9 369 186 31 75
78 9 369 186 31 75
79 9 369 186 31 75
80 9 369 186 31 5
81 9 369 186 31 75
82 9 369 186 31 75
83 9 369 186 31 75
84 9 369 186 31 5
85 9 369 186 31 75
86 9 371 181 31 75
87 9 372 180 31 75
88 9 372 180 31 75
89 9 374 180 31 75
90 9 375 180 31 75
91 9 375 180 31 75
92 9 375 180 31 75
93 9 375 180 31 5
94 9 375 180 31 75
95 9 375 180 31 75
96 9 375 180 31 75
97 9 383 179 31 5
98 9 382 179 31 75
99 9 381 179 31 75
100 9 378 179 31 75
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