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Aplikace Machine learningu pro ziskavani dat z dokumenti

Abstrakt

Tato prace se zabyva vytvofenim programu, schopného automatizovat proces
Cteni urCitych predem definovanych informaci z velkého mnozstvi strukturovanych PDF
dokumentti. Velky duraz je kladen na klasifikaci dokumentt, z divodu definovani malé
skupiny vzajemné si velmi podobnych dokumenti a nasledného usnadnéni identifikace
informaci z této jasn€ vymezené skupiny dokumentl. Pro testovani programu byly vybrany
protokoly z méfeni na rentgenovych zafizenich. Byly porovnany dvé klasifikacni metody
uceni bez ucitele, konkrétné K-Means a DBSCAN. Ob¢ vybrané klasifikacni metody byly
shledany vhodnymi pro aplikaci na tfizeni vybraného typu dokumentii. Dale program
vyuziva metodu uceni s ucitelem, konkrétné rozhodovaciho stromu, pro nalezeni potfebnych
informaci. Program byl aplikovan na jednu vybranou tfidu protokold a Cteni informaci
bylo testovano na tfech typech textovych informaci. Bylo zjisténo, ze pokud se potfebna
informace nachazi v dokumentu na podobném misté, je metoda rozhodovaciho stromu
relativné vhodna, ovSem pro ¢teni informaci, které se v dokumentech nachazi pokazdé na

jiném misté, nemusi byt tato metoda pfili§ efektivni.

Klic¢ova slova: python, PDF, machine learning, analyza textu, text mining, klasifikace

dokumenttl, document intelligence



Machine learning application for obtaining data from
documents

Abstract

This work presents a software program designed to automate the process of extracting
predefined data from a large set of structured PDF documents. The focus is on document
classification, which aims to group together very similar documents, thus streamlining the
information retrieval process. The chosen document type for the study is measurement
protocols for X-ray devices. Two unsupervised learning methods, namely K-Means and
DBSCAN, were evaluated for their effectiveness in document classification. Both methods
were found to be suitable for sorting the target document type. A supervised learning method,
specifically decision tree, was employed for reading the predefined data. The program was
tested on one selected protocol class, and the performance was evaluated for three different
types of textual information. The results indicate that the decision tree method is relatively
effective when the predefined information is consistently located in a similar position in
every document. However, for data located in different positions within the document, this

method may not be as effective.

Keywords: python, PDF, machine learning, text analysis, text mining, document

classification, document intelligence



Obsah

1 Uvod 1
2 Cil prace a metodika 12
2.1 Cilprace . . . . . . . . . 12
22 Metodika . . .. .. 12
3 Teoreticka ¢ast prace 13
3.1 Umélainteligence . . . . . . . . . . .. ... 13
3.1.1 Zaméfeni umélé inteligence . . . . . . . ... ... L. 13
3111 Uleni . . . . . . .. 13

3.1.1.2 Uvazovani . . . . .. ... .. ... 13

3.1.13 ReSeniproblémd . . . . . . .. ... ... .. ... ... 14

3.1.1.4  Vnimani . . . . ... 14

3.1.1.5 Pouzivanijazyka . . . . . . .. ... ... 14

3.1.2  Zakladni princip fungovani umélé inteligence . . . . . . . . . . .. 15

3.1.3 Neékteré dulezité podoblasi umélé inteligence . . . . . . . . .. .. 15

3.1.4  Stru¢ny historicky ptehled vyvoje umélé inteligence . . . . . . . . 16

3.1.5 Vyuziti umélé inteligence v soucasnosti . . . . . .. ... ... .. 19

32 StrojovéuCeni . . . . . ... 20
3.2.1 Vyuziti strojovéhouceni . . . . . .. .. ... ... 20
3.2.2 Princip fungovani strojovéhouceni . . . . .. ... ... . 21

3.2.3 Zakladni metody strojovéhouceni . . . . . .. ... ... 22
323.1 Uc€enisucitelem) . ... ... ... ... ... ... .. 22

3232 UcCenibezucitele. . . . .. ... ... ... ... .... 22

3233 Casteénéudeni suditelem . . . . .. . ... .. ... .. 22

3234 Zpétnovazebniuceni . . . . .. ... 23

3.24 Modely strojovéhouceni . . . . . .. .. ... 23
324.1 Modely ueni sucitelem . . . . ... ... ... ... L. 23

3242 Modely uCeni bezucitele . . . ... ... ... ... .. 26

3243 Modely zpétnovazebnihouceni . . . . . . ... ... .. 27

3.2.5 Komplikace spojené s aplikaci strojovéhouceni . . . . . . . . . .. 28
3.2.5.1 Overfitting a underfitting . . . . . . . .. ... ... .. 28

3.2.5.2 Deterministické problémy . . . . . . . .. ... ... . 29

3253 Nedostatekdat . . . . ... ... ... ... ... 30

3254 Nespravnaaplikace . . . ... ... ... ... ... .. 31

3.2.5.5 Interpretovatelnost . . . . . . . ... ... ... ... .. 32



3256 Etika . ...

Prakticka cast prace

4.1 Podrobny popis feSeného problému . . . . . . ..o

42 Volba programovaciho jazyka
43 Stavba dokumentd . . . . . .
44 Souborovy systém . . . . . . .
4.5 Skladba programu . . . . . . .
451 Iniciace . . . . . ...

452 Zpracovani soubori .

453 Umélainteligence . . . . . . . ... ... ... ...
453.1 Klasifikace dokumenta . . . . . .. ... ... ... ..
4532 Ctenidatzdokumentt . . . . . . . .. ... .. .. ...
5 Vysledky a diskuse
5.1 Klasifikace dokumenta . . . . . . . .. ..
52 Cteni datzdokumentd . . . . . . . . ...
53 Funk¢ni program . . . ...
6 Zavér
7 Seznam pouzitych zdroju
8 Seznam obrazku, tabulek a zkratek
8.1 Seznamobrazkd . . . . . . . . ..
82 Seznamtabulek . . . . . ...
8.3 Seznam pouzitych zkratek . . . . ... ..o
Prilohy

A

Prepisy zdrojovych kodu

A1 vpars libspy . . ... ... ..
A2 funcpy . ......... ..
A3 mainpy . ...........

Textovy vystup programu

10

33
33
34
34
34
37
37
39
39
39
40

42
42
45
47

S1

52

56
56
57
58

59

59
59
62
76

80



1 Uvod

S rozvojem pocitacti a informacnich technologii se dnesni doba nevyhnuteln¢ dostala do
bodu, kdy jsou stale Castéji kladeny riizné naroky na digitalizaci dat. Tato skute¢nost oteviela
zcela nové moznosti dostupnosti informaci. Enormni mnozstvi shromazdénych dat je vsak
vysoce neefektivni analyzovat manualn€ a proto se stale Cast€ji setkavame s riznymi formami
automatizace procesu jejich analyzovani, tfidéni a ziskavani cilenych informaci. Diky rozvoji
umélé inteligence zacaly vznikat rovnéz rizné jeji podoblasti zabyvajici se pravé hromadnou
analyzou velkého objemu dat. Vyvoj technologii umélé inteligence vyrazné prispél ke
zjednoduseni a zefektivnéni mnoha naro¢nych procesu spojenych nejen s datovou analyzou.

Tato prace se zabyva vyuzitim jedné z oblasti umeélé inteligence, konkrétné
strojového uceni, k automatizaci hromadného zpracovani digitalizovanych dat v podobé
PDF dokumenti. USelem navrzeného programu je zjednoduseni prace s daty v jednom
z vyzkumnych ustavii. Tento ustav ma pfistup k velkému mnozstvi protokolti z méfeni
ve formatu PDF, které obsahuji cenné informace z hlediska porovnavani a zpracovavani
statistickych prizkumi. Protoze manualni dohledavani dat v jednotlivych protokolech
zabira enormni mnozstvi Casu, zustava velky potencial dostupnych informaci nevyuzit.
Cilem navrzeného programu je navrhnout mozny zptisob automatizace tohoto procesu Cteni
pottfebnych dat s co mozna nejmensi nutnou interakci ze strany uzivatele a ziskana data ulozit

ve formé snadno Citelné pro pracovniky ustavu.
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2 (il prace a metodika

2.1 Cil prace

Hlavnim cilem bakalarské prace je navrhnout program automatizujici proces Cteni
konkrétnich informaci z definované mnoziny dokumentt.
Dil¢i cile prace jsou:
» zpracovat literarni reSersi na téma Machine learning se zaméfenim na oblasti vyznamné
z hlediska ziskavani dat z dokumentu,
» navrhnout a popsat Machine learning algoritmus schopny extrahovat definovana data
z definované mnoziny dokument,

 implementovat algoritmus v jazyce Python pro vybrany typ dokumenta.

2.2 Metodika

Teoreticka Cast prace se opira predevsim o studium odborné literatury a slouzi jako resSerse
feSené problematiky se zaméfenim na algoritmy a metody pouzité v praktické Casti prace.

Pro vyhledavani odbornych zdroji byla vyuzita rovnéz védecka databaze ScienceDirect

2
2

2
2

s vyuzitim raznych kombinaci kli¢ovych slov ”python”, ”machine learning”, ’text mining”,
”PDF”, ”document classification” a dalsi.
Prakticka cast je zaméfena na vyvoj programu schopného precist konkrétni informace
z definované mnoziny PDF dokumentt. Program je psan v jazyce Python za pouziti knihovny
sklearn. Velka pozornost byla vénovana pfipravé dat, predevsim klasifikaci dokument do
malych velmi podobnych skupin. Pro tento ucel byly porovnany dvé klasifikacni metody
dostupné v knihovné sklearn, K-Means a DBSCAN (kapitola 3.2.4.2). Data byla nasledné
Ctena z jedné vybrané skupiny protokolti a byla k tomu vyuzita metoda rozhodovaciho stromu
(kapitola 3.2.4.1). Kromé& knihovny sklearn byly déle pouzity python knihovny os, sys, shutil,
10, numpy, pandas, csv, matplotlib, filecmp a pdfminer.
Pro vyvojové diagramy je pouzita nasledujici anotace:
+ Sipka - smér zpracovani
* oddélnik se zaoblenymi rohy - pocatek, nebo ukonceni zpracovani
+ kosoctverec - vétveni postupu na zaklade splnéni podminky
» obdélnik - dil¢i krok zpracovani (funkce, nebo skupina funkci vykonavajici urcity
ukol)
* obdélnik s vinovkou na spodni strané - soubor, pfipadné skupina souborti
Zavéry bakalarské prace jsou formulovany na zakladé syntézy teoretickych poznatku

a vysledkt praktické Casti.
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3 Teoreticka ¢ast prace

3.1 Uméla inteligence

Umeéla inteligence (Artificial Intelligence, Al) je obor informatiky zabyvajici se tvorbou
systému schopnych napodobovat nékteré lidské dovednosti, napiiklad schopnost vnimat,

chépat, planovat, rozhodovat se a ucit se [1].

3.1.1 Zaméreni umélé inteligence

Discipliny Al se v soucasnoti zamétuji pfedev§im na nasledujici prvky lidské inteligence:

uceni, uvazovani, feSeni problému, vnimani a pouzivani jazyka [2].

3.1.1.1 Uceni

Schopnost ucit se je aplikovana v nejriznéjsich formach Al Nejjednodussim prikladem uceni
je tzv. rote learning (mechanické uceni), neboli uceni metodou pokus - omyl. Princip rote
learningu je, ze program nahodile provadi urcitou akci, dokud nedospéje k pozadovanému
vysledku. Jakmile uspéje, zapamatuje si jak k vysledku dospél, aby pii pfisti prilezitosti jiz
nemusel nahodile hadat, ale mohl postupovat cilené. Naro¢n¢jsi z hlediska uceni je metoda
generalizace. Cilem této metody je, aby systém dokazal vyuzit pfedchozich zkuSenosti na
nové problémy podobného charakteru. Na rozdil od rote learningu by tedy systém mél byt
schopen najit odpoveéd i na problém, se kterym se dosud explicitn€ nesetkal tim, ze aplikuje

feseni dle néjakého predchoziho vzoru. [2]

3.1.1.2 Uvazovani
U soucasnych Al systému rozliSujeme dva hlavni typy uvazovani, deduktivni a induktivni [2]:

» Deduktivni - charakteristické pro deduktivni uvazovani je, ze pravdivost vstupd
garantuje pravdivost vystupu. Naptiklad: Pan Novdk miize byt pouze v prdci, nebo
doma. Doma neni, to znamena, Ze musi byt v praci. S deduktivnim uvazovanim se
setkdvame v matematice a logice, kde je na zaklad& nékolika malo axiomd! vybudovan

rozsahly a nevyvratitelny systém vét (vyroku, teorému).

 Induktivni - v pfipadé induktivniho uvazovani je zahrnut element nejistoty, tedy ze
pravdivost vstupt do jisté miry podporuje pravdivost vystupu, ale bez zadné garance.
Naptiklad: Predchozi nehody podobného charakteru byly zpiisobeny selhdanim lidského

! Axiom je tvrzeni, které je pfedem pokladano za pravdivé [3].
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Vv

uvazovanim se muzeme setkat ve védé, kdy jsou na zakladé shromazdénych dat
vytvareny modely popisujici a predpovidajici dalsi chovani. Jakmile se vyskytnou

anomalni data, musi byt vytvofeny model upraven.

Ve vyvoji modelti uvazovani v soucasné Al bylo dosazeno signifikantnich pokrokt, nicméné
k opravdovému uvazovani nestaci pouze vyvozovat zavery, ale vyvozovat zaveéry relevantni
ve vztahu ke konkrétni situaci. V tomto ohledu se uvazovani fadi mezi nejslozite)si
problematiky moderni Al [2]

3.1.1.3 ReSeni problémi

V souvislosti s Al mizeme feseni probléma definovat jako systematické prohledavani
mnoziny moznych akci, aby bylo dosazeno néjakého predem definovaného cile, nebo

feSeni [2]. ReSeni problémui délime na specialni a obecné [2]:

 Specialni (special purpose) - je Sité na miru pro konkrétni problém a muze tedy

vyuzivat velmi specifické charakteristiky situace, do niz je problém zasazen.
* Obecné (general purpose) - je aplikovano na Siroky rozptyl riznych typt problému.

Prikladem feSeni problémi muize byt volba vitézného tahu, nebo sekvence tahti v deskové

hie, nebo vytvoreni matematického dikazu [2].

3.1.1.4 Vnimani

Jedna se o schopnost snimat okolni prostfedi pomoci riznych smyslovych receptorti -
nejCastéji obraz a zvuk. Analyza obrazu je zkomplikovana faktem, ze se urcity objekt muze
jevit odliSné v zavislosti na uhlu, z néhoz je pozorovan, a na osvétleni. Rozpoznavani
okolnich objektd muze byt u Al systému vyuzito v oblastech jako rozpoznavani tvari,
fizeni autonomnich vozidel, nebo navigovani robota po budové a sbirani definovanych

predméta. [2]

3.1.1.5 Pouzivani jazyka

Posledni oblasti, na niz se vyvoj Al zaméfuje, je schopnost interpretovat a pouzivat lidskou
feC [2]. Jazyk miZe byt nejen mluveny projev, nebo souvisly text, ale také mnozina symbol
a znaku s urCitym vyznamem dle spoleCenské konvence (napiiklad vystrazné symboly, nebo
dopravni znaceni) [2]. Specifikum lidského jazyka oproti pouhému souboru znaceni je vSak
jeho schopnost generovat neomezené mnozstvi vét a formulovat libovolnou myslenku [2].
Védecka komunita se neshoduje v ndzorech, co znamena, ze pocita¢ "rozumi lidské feci” [2].

Ackoliv pocitac teoreticky dokaze komunikovat na trovni rodilého mluvciho, sam o sobé
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neni schopen chéapat vyznam jednotlivych vét, pouze spojuje knihovnu slov a pravidel do

souvislé feci (argument Cinského pokoje) [4].

3.1.2 Zakladni princip fungovani umélé inteligence

(1) Datovy vstup: (2) Zpracovani dat (3) Vystup:
- Zvukova stopa (algoritmus, pravidla): - Uspéch
- Text _ | - Interpretace _ | - Neuspéch
- Obrazek " | - PFedpovéd g
- Kontext - Provedeni akce
A
t [ } \ 4
(5) Prizplsobeni: (4) Zhodnoceni:
- Dat - Analyza
- Algoritmu - - Zpétna vazba
- Pravidel -

Obrazek 1: Zakladni ukazka fungovani Al (upraveno podle [1]).

Na obrazku 1 je popsan zakladni princip fungovani Al (1) Vstupnimi daty pro Al mize
byt naptiklad zdznam fteci, text, obrazova data, apod. (2) Al nasledné zpracovava velké
objemy vstupnich dat a prostfednictvim souboru algoritmi a pravidel data interpretuje,
vytvaii predpovédi a pfijima rozhodnuti. (3) Vystupem kazdého cyklu je bud tuspéch -
predpovéd se povedla, bylo pfijato spravné rozhodnuti, nebo neuspéch - predpovéd se
nepovedla, vystup je chybny. (4) Na zakladé vystupt provede Al zhodnoceni a (5) navrhne
zmény procesnich algoritmt, pravidel, atd. pro zlepSeni vysledkl v dal§im kroku cyklu. Novy
soubor upravenych algoritmt a pravidel znovu aplikuje na vstupni data a cyklus opakuje,

dokud neni dosazeno pozadovanych vysledka. [1]
3.1.3 Nékteré dulezité podoblasi umélé inteligence
Podoblasti a aplikaci Al je nepieberné mnozstvi, jmenujeme alespon nékteré nejdulezité;si:

* Machine learning (Strojové uceni) - algoritmy a techniky Al schopné automatického
uceni a vylepsovani se na zakladé souboru ptedchozich zkusSenosti, bez potieby

explicitniho programovani [1].

» Data mining (Vytézovani dat) - metody filtrovani, tfidéni a klasifikace dat z vétSich
datovych celku, jejichz acelem je odhaleni méné patrnych vzorct a souvislosti mezi
jednotlivymi daty [1].
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* Robotika - konstrukce robotu [1].

» Neuronové sité - vypocetni model Al, simulujici chovani struktury neuront v lidském

mozku [1].

» Computer vision (Pocitac¢ové vidéni) - algoritmy Al schopné interpretovat obrazova
data (grafy, tabulky, obrazky, videa) [1].

» Multiagentni systémy - simulace prostfedi, v némz se nachazi nekolik samostatnych
agentl, z nichz kazdy ma néjaké vlastni cile a funkce [5].

» Natural language processing (Zpracovani prirozeného jazyka) - nastroj Al pro
pochopeni, rozpoznani, interpretovani a vytvafeni pfirozeného lidského jazyka
ateci[1].

3.1.4 Strucny historicky prehled vyvoje umélé inteligence

Zrod myslenky umélé inteligence
Koncept strojui, schopnych inteligentniho uvazovani, nékdy dokonce natolik inteligentniho,
ze stroje pfevezmou plnou kontrolu nad svétem, Clovéka odjakziva fascinoval a prvni
vize umélé inteligence a jejich moznosti se neobjevily nikde jinde nez v literatufe. Uz
v fecké mytologii se objevuji zminky o bronzovém mechanickém obru jménem Talos, ktery
stiezil ostrov Krétu [6]. V pribehu 20. stoleti se myslenka myslicich stroji a robotl stale
vice rozvijela [7]. Slavny autor sci-fi literatury Isaac Asimov piedstavil kolem roku 1950
v souboru povidek J4, robot slavné Tti zakony robotiky, shrnujici etiku chovani Al ve vztahu
k ¢lovéku a zakladni pozadavky na budouci vyvoj a vyuzivani Al [8].

V poloving 20. stoleti zaroven doslo k prechodu od pouhych napada a predstav v beletrii
k realny debatam ve védeckych kruzich [7]. MySlenkou na skute¢né vytvoreni umeélé sité
neuronu, simulujici nékteré funkce skutecného lidského mozku, se zacala zaobirat stale Sirsi
komunita védct, matematikd a filosoft, jednim z nichz byl napfiklad i britsky matematik
a kryptoanalytik Alan Turing [7]. Turing v roce 1950 ve své praci Computing Machinery and
Intelligence koncipoval principy a pozadavky pro postaveni realného inteligentniho stroje
a zpusoby jak otestovat jeho inteligenci [2], [9].

Turinguv test

Zakladni otazkou, kterou se Turing ve své praci zabyval bylo, zda je stroj schopen myslet
a jak definovat hranici kdy fekneme, ze je jiz stroj schopen myslet [9]. Tuto problematiku
nastinil pomoci hry s nazvem Imitation Game, ktera pozdéji vesla ve znamost jako Turingtiv
test (obrazek 2). Principem testu je, Ze jedna osoba (obrazek 2 - C) poklada otazky dvéma

neznamym respondentim, z nichZ jeden je stroj (obrazek 2 - A) a druhy ¢lovék (obrazek 2
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- B) [9]. Jako hranici, kdy jiz mizZeme tvrdit, Ze je stroj schopen myslet, definoval Turing
okamzik, kdy osoba pokladajici otazky (obrazek 2 - C) jiz nebude schopna rozlisit, ktery

z respondentu je stroj a ktery ¢loveék [9].
s ™ B
= o

C

[,
[,

Obrazek 2: Grafické znazornéni Turingova testu: A a B predstavuji respondenty - pocitac
a Clovéka, C osobu pokladajici otazky ( [10]).

Vyvoj pocitacu

V dobé¢ kdy Turing ptisel s konkrétnimi koncepty Al v§ak za myslenkovymi pochody védecké
komunity silné€ zaostaval vyvoj pocitaci. Tehdejsi pocitace se fadily do tzv. prvni generace
pocitacl a dokazaly pouze provést konkrétni pokyny, ale jiz nebyly schopné tyto pokyny
ukladat [7], [11]. Navic provoz tehdejsich pocitaci byl financné narocny a pfistup k nim
si mohly dovolit pouze velké firmy, nebo prestizni univerzity [7]. V obdobi od padesatych let
zaCaly vznikat prvni pocitace druhé generace, vybavené prvnimi tranzistorovymi klopnymi
obvody a feritovymi pamétmi [11]. Pocitace druhé generace disponovaly oproti pocitactim
prvni generace vys$si operacni rychlosti, vlastni fidici jednotkou a nebyly tak finanéné naro¢né

na provoz, coz umoznilo dalsi rozvoj AI[11].

Zrod prvnich programu

Prvnimi programy aplikujici principy Al byly programy simulujici rizné hry. Roku 1951
napsal Christopher Strachey, nékdejsi Turingv spoluzak a pozd¢ji feditel vyzkumné skupiny
Programming Research Group na Oxfordské univerzite, prvni program hrajici klasickou hru
dama. Roku 1952 byl Anthony Oettingerem z Cambridgeské univerzity piedstaven program
s nazvem Shopper, ktery se stal prvni demonstraci strojového uc¢eni (Machine Learning, ML).
Hra simulovala prostiedi nakupniho domu s osmi obchody a postavu nakupujiciho. Jakmile
dostal nakupujici instrukei, kterou polozku ma zakoupit, za¢al nahodné prochazet obchody
a hledal danou polozku v nabidce jednotlivych obchodi. Pii kazdé navstéveé si zaroven

nakupujici zapamatoval n€kolik ndhodnych jinych polozek z nabidky daného obchodu, takze
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pokud pfi dalsi instruktazi dostal za ukol nakoupit stejnou polozku, nebo nékterou, kterou jiz

lokalizoval, nehledal jiz ndhodné, ale Sel cilené pfimo do spravného obchodu. [2]

Logic Theorist

Kazdy novy projekt ¢i koncept je ve svém vyvoji do urcité miry zavisly na financni
podpore a dostupnych zdrojich. Vzhledem k tomu, ze cely koncept Al existoval prevazné
ve fantaskni literatufe a myslenkovych konstruktech, bylo pro pfilakani pozornosti investort
tteba dokazat, ze je koncept Al realizovatelny. Vyznamnym milnikem se proto stala
konference Dartmouth Summer Research Project on Artificial Intelligence, na niz byl roku
1956 piedstaven program Logic Theorist. Program, jehoz autory byly Allen Newell, Cliff
Shaw a Herbert Simon, napodoboval schopnosti ¢loveéka fesit problémy a je mnohymi
povazovan za prvni program umélé inteligence. Tato udalost nejen prokazala, Ze je myslenka
zrodu Al realizovatelna, ale rovnéz pfitdhla pozornost mnoha autorit oboru a pfispéla

k vyznamnému rozvoji Al v nasledujicich dvaceti letech. [7]

Rozvoj Al ve 20. stoleti
V nasledujicim obdobi dochazelo k prudkému rozvoji pocitaci a soubéznému rozvoji
Al Pocitace dokazaly uchovavat vétsi mnozstvi informaci a pokynu, byly stale rychlejsi,
levnéjsi a dostupnéjsi [7]. Dochazelo k rozvoji vysSich programovacich jazyka a s nimi
i k vylepSovani algoritm strojového uceni [7]. Vznikalo mnoho slibnych projektd, z nichz
nekteré presveédCily 1 vladni instituce, aby investovaly do dal§iho vyvoje Al [7]. Mezi
takové projekty patfil naptiklad General Problem Solver (Simons a Newell, 1972), ktery
byl schopen fesit dobfe definované problémy jako dokazovani logickych, ¢i geometrickych
teorému, feSeni slovnich uloh a Sachu [7], [12]. Dalsim takovym projektem byl naptiklad
projekt ELIZA (Weizenbaum, 1966), chatovaci bot, schopny vést s uzivatelem primitivni
konverzaci [7], [13]. Jednalo se o rany piiklad zpracovani pfirozeného jazyka (Natural
language processing) [13].

V osmdesatych letech 20. stoleti jiz existovaly pocitace Ctvrté generace a k rozvoji
Al rovnéz prispélo rozsifeni nastroji algoritmizace a dalsi financni investice [7], [11]. Byly
predstaveny prvni techniky hlubokého uceni, neboli deep learningu (Hopfield, Rumelhart),
které umoznovaly pocitacim ucit se na zakladeé predchozich zkuSenosti, a vznikl prvni
expertni systém (Feigenbaum) - program, ktery shromazd'oval odpovédi na v§echny mozné
myslitelné otazky od expert v oboru, na zakladé ¢ehoz byl pak schopen jiz samostatné
odpovidat na pokladané odborné otazky [7]. Roku 1997 doslo k dalSimu vyznamnému zlomu
ve vyvoji Al, kdyz byl velmistr svéta v Sachu Gary Kasparov porazen pocitacem, konkrétné
programem Deep Blue od spolecnosti IBM, coz byl velky aspéch v oblasti vyvoje programt
zalozenych na rozhodovani [7]. Rovnéz doslo k velkému pokroku v oblasti rozpoznavani feci

a rozpoznavani emoci (napfiklad robot Kismet, obrazek 3) [7].
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Rozvaha Znechuceni

Obrazek 3: Robot Kismet, 2003, schopny rozpoznavat a napodobovat lidské emoce (upraveno
podle [14]).

3.1.5 Vyuziti umélé inteligence v soucasnosti

Uméla inteligence je v soucasné dobé aplikovana na obrovské mnozstvi oborti a sluzeb.
VétSina z nas ji vyuziva v kazdodennim zivot€ aniz by si toho mozna byla védoma.

Nejtypictejsimi priklady Al v soucasnosti jsou:

* Vyhledavac Google - co déla z webového vyhledavace od firmy Google velmi mocny
nastroj soucasnosti je pravé Al Tento vyhledava¢ je dnes schopen nejen ucinné
vyhledavat na zakladné zadanych hesel, ale je také schopen doporucit konkrétni ¢ast
videa s moznou odpovédi, nebo na zakladeé zadanych hesel doporucit soubor otazek
a odpovédi, které mohl mit uzivatel na mysli [15]. Zaroven umi Google seskupovat

rizné souvisejici zpravy dle jejich tematického zaméreni.

* Doporuceni ve webovych sluzbach - rizné webové sluzby zacaly Al vyuzivat pro
pfizptsobeni riznych doporuceni pro konkrétniho uzivatele. Velmi rozsifené je vyuziti
Al na raznych socialnich sitich pro zobrazovani prizpisobeného obsahu, ¢i navrh
kontakti (Twitter, Facebook, Instagram) [15]. Nekteré E-shopy vyuzivaji Al pro
navrhy dalsiho zbozi, které by uzivatel mohl chtit zakoupit (Amazon, Alza) [15], [16].
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» Streamovaci sluzby - at' uz jde o filmy, videa, muziku, rizné streamovaci sluzby
vyuzivaji Al pro doporuceni novych médii, Sitych uzivateli pfimo na miru (Netflix,
YouTube, Spotify) [15].

* Internetova reklama - mnohy jisté zazil ten nepifijemny okamzik, kdy si prohlizel
né&jaké zbozi a nasledujicich nékolik dni na n&j vidél reklamu na kazdé webové strance,
kterou navstivil. I toto ma na svédomi AL UCelem je piizptisobit zbozi nabizené
reklamou tak, aby se reklama dostala k lidem, které by doopravdy mohla zaujmout,

a méla tak co nejefektivnéjsi dopad [15].

» Navigace, mapy, cestovani - nékteré sluzby map (Google, Apple) a navigaci vyuzivaji
Al naptiklad k tomu, aby poskytly aktudlni informace o provozu a vypocitaly
nejrychlejsi trasu. Sluzba Uber vyuziva Al k vyhledani vhodného auta a nacenéni

sluzby. Stejné tak vyuzivaji Al 1 n¢které platformy pro vybér letenek a dalsi. [15]

* Videohry - herni primysl je pravdépodobné jeden z prvnich, ktery zacal Al hojné
vyuzivat. Zacalo to jednoduchym generovanim levelt a obtiznosti, dale Al algoritmy
vytvareji pocitaCové oponenty, imitujici redlného hrace, v zavodnich hrach jsou ostatni
vozidla rovnéz fizena AIl. Velmi zajimavou aplikaci Al v hernim primyslu jsou
pocitaCem vytvorené charaktery (NPC) v herni sérii Middle Earth, které se vyvijeji

na zakladé interakci s hra¢em a dalSich hernich faktort. [15]

Al je aplikovana rovnéz napiiklad na rozpoznavani spamu v emailové posté, pro ruzné
virtualni asistenty (Siri, Cortana, Alexa), pfevody textu na fec, rozpoznavani tvari, rizné
druhy predpovédi (predvidani poruchy stroje, vyvoje akcii, apod.), optimalizace cen, prace

s Big Data a jiné datové analyzy [17]. Vycet dalSich vyuziti miize pokracovat do nekonecna.

3.2 Strojové uceni

Strojové ucené (Machine learning, ML) je jednou z podoblasti Al zamé&fujici se na schopnost
stroje ucit se [18]. Kombinaci zpracovani dat a pouzitim riznych metod a algoritma se
ML snazi imitovat lidskou schopnost ucit se z predchozich zkuSenosti a postupné zlepSovat
ptresnost svého usudku [18].

ML se stal vyznamnou soucasti datové védy [18]. Nachazi uplatnéni ve zpracovani

obrovského mnozstvi dat, jejich klasifikaci a identifikaci jemnych vazeb a vzorcu [18].

3.2.1 Vyuziti strojového uceni

ML je velmi popularni a extrémné rozSifenou podoblasti Al Jeho aplikaci je obrovskeé

mnozstvi, uvedeme nékteré z téch nejznaméjsich [18]:
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* Rozpoznani feci - jedna se o schopnost prevadét mluvenou fe€ na text. ML algoritmy
k tomu vyuzivaji metod natural language processingu (zpracovani prirozeného jazyka),
vice v kapitole 3.1.3. Rozpoznavani fe¢i byva v soucasnosti jiz béZnou vybavou vétsiny

mobilnich zafizeni, vyuzivaji jej virtualni asistenti apod.

» Zakaznické sluzby - diky ML je dnes mnoho webovych stranek nabizejici sluzby
zakaznikiim vybaveno chatboty. Chatbot je automatizovany nastroj, ktery je schopen
komunikovat se zakaznikem, odpovidat na Casto kladené otazky, poskytovat rizné
rady pfizptisobené preferencim zakaznika, navrhovat zakaznikiim podobné, nebo
souvisejici produkty a pfi prodeji oblecCeni, nebo bot naptiklad navrhovat spravné

velikosti.
» Computer vision (Pocitacové vidéni) - viz kapitola 3.1.3.

» Systémy doporuceni - schopnost nabizet personalizované sluzby nebo produkty. Tato
oblast vyuziti ML byla jiz rozebirana v n¢kolika bodech v kapitole 3.1.5, naptiklad
metody nabizeni souvisejicich produktt na platformach jako Amazon, ¢i Alza, nebo

doporuceni na riznych streamovacich platformach.

» Automatické obchodovani s akciemi - diky ML maji zajemci o obchodovani
s akciemi moznost automatizovat mnoho souvisejicich tkond. Nastroje ML jsou
navrzeny pro optimalizaci obchodnich portfolii a automaticky provadi tisice az miliony

obchodu denné.

3.2.2 Princip fungovani strojového uceni

Proces uceni ML lze rozdélit na tii hlavni Casti [18]:

1. Proces rozhodovani - ML algoritmy pracuji se vstupnimi daty a vytvari rozhodovaci
model, jehoz vystupem jsou odhady, nebo piedpovédi. Obecné vzato jsou algoritmy

ML vyuzivany bud’ k predikci, nebo klasifikaci.

2. Chybova funkce - tato funkce slouzi k popisu pravdivosti vystupti modelu. Pokud jsou
dostupné informace o spravnych vystupech, chybova funkce mize porovnat vystupy

modelu s o¢ekavanymi realnymi vystupy a zhodnotit chybovost vytvoreného modelu.

3. Proces optimalizace modelu - proménné modelu jsou upraveny tak, aby byla snizena
odchylka mezi odhady modelu a ofekavanymi vystupy. Algoritmus bude opakovat
cyklus zhodnoceni a optimalizace modelu tak dlouho, dokud nedosahne pozadované

presnosti.

21



3.2.3 Zakladni metody strojového uceni

Existuje nékolik moznosti, jakym zpisobem pfistupovat k ML problémum. Na obrazku 4

jsou symbolicky znazornény prub€hy procesu uceni u tii z téchto piistupa.

(oznacena data) (neoznacena data) (stavy a akce)
Vstup Vstup Vstup

l l

Chyba Chyba
zpétna vazba
Zhodnoceni Zhodnoceni
Vystup Vystup Vystup
(mapovani) (tridy) (stav/akce)

Obrazek 4. Symbolické grafické znazornéni procesu uceni pro rizné druhy ML (upraveno
podle [19]).

3.2.3.1 Uceni s ucitelem)

Uceni s ucitelem (Supervised Machine Learning, SML) je metoda, kde algoritmus nejprve
pracuje s daty, u nichz je znamy pozadovany vystup (data jsou “oznacena”). Model
je postupné optimalizovan, aby vyhovoval oznaCenym vstupnim datim. Nasledné model
zpracovava nova, jiz neoznacena data a snazi se na zakladé oznaceného setu dat odhadnout

jejich vystup. Typickym piikladem SML je linearni regrese. [20]

3.2.3.2 Uceni bez uclitele

Uceni bez ucitele (Unsupervised Machine Learning, UML) je metoda, kde algoritmus pracuje
s daty, u nichz neni pfedem znamy spravny vystup (data jsou “neoznacena”). Jsou hledany
vzajemné podobnosti a souvislosti mezi jednotlivymi daty, na zakladé ¢ehoz jsou data
shlukovana do mensich celkti. Typickym prikladem UML jsou razné druhy tfizeni. [20]

3.2.3.3 Castecéné uceni s ucitelem

Casteéné udeni s uditelem (Semi-Supervised Machine Learning, SSML) je metoda, ktera
nabizi kombinaci SML a UML. Béhem uceni vyuziva algoritmus mensi set ozna¢enych
dat a zaroven extrahuje soubor vlastnosti z vétsi skupiny neoznacenych dat. Toto feSeni je
idealni v ptipadech, kdy z jakéhokoliv divodu neni mozné dodat SML algoritmu dostatek

oznacenych dat k vytrénovani modelu. [18]
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3.2.3.4 Zpétnovazebni uceni

Zpétnovazebni uceni, nékdy zvané také posilujici uceni (Reinforcement Machine Learning,
RML), je metoda principem velmi podobna SML [18]. Pfi RML se algoritmus uci urcité
akce v zavislosti na souboru vstupnich stava [19]. Po provedeni akce shromazdi algoritmus
zpétnou vazbu z okolniho prostredi, ktera je nasledné vyuzita k posileni dalsiho cyklu uceni
a zpresnéni modelu [19], [18]. Jedna se o metodu pravdépodobné nejpodobnéjsi principu
skute¢ného lidského uceni - algoritmus provadi akce metodou pokus-omyl, negativni zpétna
vazba z okoli je pro n¢j signalem ke zméné postupu [19], [18]. Zpétné vazbe se také nekdy

fika odmena - ¢im pozitivnéjsi zpétna vazba je, tim vyssi odmena [19].

3.2.4 Modely strojového uceni

V souvislostt s ML systémy je tzv. modelem mySlena matematickd reprezentace
vystupu procesu uceni, neboli ML model je néco jako program, ktery generuje vystupy
a predpovédi [19]. ML model je odliSny pojem od algoritmu ML. Algoritmus je procedura,
nebo metoda, ktera pracuje s daty, aby odhalila skryté souvislosti a opakujici se vzorce, ¢imz
generuje model [19]. Formulovano jinymi slovy, algoritmus, ktery je trénovan na datech, se
stava modelem [19]. Modely ML jsou rozdélovany do tfi zakladnich skupin na zakladé metod
ML (viz kapitola 3.2.3): modely SML, modely UML a modely RML.

3.2.4.1 Modely uceni s ucitelem
Modely SML jesté dale délime na dvé podskupiny - regrese a klasifikace [19].
Regrese

U modeli regrese je vystupem jedina proménna v podobé konstanty [19]. Priklady regrese

mohou byt:

1. Linearni (popf. obecna, polynomicka) regrese - jedna se o jeden z nejjednodussich
modeld ML [19]. Slouzi k predpovédi jedné vystupni hodnoty, na zakladé mnoziny
vstupnich hodnot [19]. Matematickou reprezentaci linearni regrese je rovnice primky,

tedy vystupni hodnotu ziskame za zakladé rovnice:
Y=ar+0b (1)

kde = znaci vstupni hodnoty a a, b jsou parametry piimky [19]. Grafické znazornéni
modelu se nachézi na obrazku 5. Cilem modelu je nalézt rovnici pifimky, ktera nejlépe

vyhovuje trendu vstupnich dat.
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Data
Regresni krivka
(spojnice trendu)

Zavisla proménna

Nezavisla promé&nna

Obrazek 5: Grafické znazornéni linearni regrese (upraveno podle [19]).

Stejny princip jako model linearni regrese maji i modely obecné linearni regrese
(multiple linear regression) a polynomické regrese [19]. V piipadé obecné linearni

regrese pracujeme se soustavou n linearnich rovnic:
Yi=0bo+bi-xy+by-Tig+ ... +by- Ty 2)

kde i € {1,2,...,n}, x;,..., x4 znali vstupni hodnoty a by, ..., b, jsou parametry
ptfimky [21].

V ptipadé€ polynomické regrese pracujeme s rovnici:
Y =by+b -x+by-224...+b, 2" 3)
kde x znaci vstupni hodnoty a by, ..., b,, jsou parametry polynomu [22].

. Rozhodovaci strom - oblibeny model ML, ktery lze vyuzit jak pro regresi, tak pro
klasifikaci [19]. Jedna se o rozhodovaci proces vétvici se v kazdém novém uzlu.
Uzly reprezentuji testy, nebo atributy, vétve symbolizuji vystup daného procesu [19].
Vyhodou tohoto modelu je jeho snadna implementace, nevyhodou je, Ze je obtizné az

nemozné zajistit presnost vystupu [19].

. Nahodny les - tento model pracuje se souborem velkého mnozstvi rozhodovacich
stromi [19]. Kazdy rozhodovaci strom samostatné zhodnoti vstupni hodnoty
a vyhodnoti vystup [19]. Timto vznikne mnozina mnoha vystupl jednotlivych
stromt [19]. Pfi regresnich problémech se za finalni vystup povazuje pramér celé

mnoziny vystupt [19].

. Neuronova sit’ - jak jiz bylo naznaceno v kapitole 3.1.3, neuronova sit’ je model, ktery
simuluje funkci neurond a nervovych spojeni v lidském mozku, pomoci propojeni

miliont virtualnich neuront [19]. Grafické znazornéni stavby neuronové sité se

24



nachazi na obrazku 6. Z obrazku 6 lze vycist, ze se model neuronové sité sklada
z mnozstvi vrstev, z nichz jedna tvori fadu vstupt a jina zase fadu vystupt. Mezi nimi
se nachazi jedna, nebo vice skrytych vrstev, obsahujici vzajemné propojené neurony.
Neuron reprezentuje matematickou funkci, ktera ptijima a tfidi informace v zavislosti

na specifické architekture sité [23].

Vrstva vstupii Skryteé vrstvy Vrstva vystupii

i oo

LA %
99,9
/NN

Obrazek 6: Grafické znazornéni neuronoveé sité (upraveno podle [19]).

he i o

Vstup 1
Vystup 1
»

Vstup 2

Vstup n

Klasifikace

Klasifikacni modely slouzi k tomu, aby na zakladé technik SML byly schopny rozttidit
vstupni data do nékolika kategorii [19]. V piipadech, kdy problém méa pouze dvé mozné
kategorie, mluvime o tzv. binarni klasifikaci (Binary classification) [19]. V ptipadech, kdy
ma problém vice nez dvé kategorie, mluvime o tzv. klasifikaci s vice tfidami (Multi-class
classification) [19]. Priklady klasifikace mohou byt:

1. Rozhodovaci strom - princip jiz popsan v této kapitole v Casti Regrese.

2. Nahodny les - princip jiz popsan v této kapitole v ¢asti Regrese. Jedinym rozdilem
je zhodnoceni vystupni hodnoty - pfi klasifika¢nich problémech je jako finalni
vystup vybrana hodnota, ktera se v mnoziné vystup jednotlivych stromt vyskytuje
nejcasteji [19].

3. Logisticka regrese - tento model je pouzivan pro klasifika¢ni problémy a principem
se podoba linearni regresi [19]. Jeho vystupem je Cislo mezi 0 a 1, reprezentujici

pravdépodobnost, s jakou dany vstup patii do urcité kategorie [19].

4. Support vector machine (Podpurny vektor) - tento model 1ze pouZit i pro feSeni
regresnich problému, ale Castéji byva pouzivan u klasifikacnich problému [19].
Principem tohoto modelu je hledani hranice, jiz by bylo mozné rozdélit skupinu dat
do jednotlivych kategorii [19]. Grafické znazornéni tohoto modelu se nachazi na

obrazku 7
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Obrazek 7: Grafické znazornéni modelu support vector machine (upraveno podle [19]).

5. Naive Bayes (Naivni Bayesiuiv klasifikator) - nazev je odvozen od Bayesovy véty?,

na které je model vystavén [19]. Vystupni kategorie je urCena na zaklad¢ vztahu:

P(z|Y)- P(Y)
(Vi) = =25 @
kde * = (z1,%9,...,x,) je vektor zavislych vstupnich vlastnosti, P(Y) je

apriorni pravdépodobnost (class probability) a P(Y'|x) je vérohodnost (conditional
probability) [25], [26]. Pfedpokladem modelu je, ze jednotlivé vlastnosti jsou na
sobé vzajemné nezavislé a kazda ma pro urCeni vystupu stejnou vahu [26]. Princip
modelu vysvétlime na ptikladu hry golfu. Méme mnozinu vstupnich vlastnosti z =
(rain, hot, false) a vystup roven y = Ne [26]. Potom P(Y'|x) v rovnici 4 znaci
pravdépodobnost, ze nebudeme hrat golf, pokud podminky pocasi budou a) nejspis
bude prset, b) je vedro, c) nefouka [26].

3.2.4.2 Modely uceni bez ucitele
Modely UML jsou vyuzivany pievazné k feseni nasledujicich tii ¢innosti [19]:

1. Klastrovani - nebo také shlukovani, je model umoziujici seskupovani dat do
mensSich skupin na zékladé vzajemnych souvislosti a podobnosti. Klastrovanim lze
segmentovat obraz’, nebo analyzovat statisticka data. Mezi Casto uzivané algoritmy

klastrovani patfi napfiklad K-means Clustering, Hierarchal Clustering, nebo DBSCAN

?Bayesova véta v teorii pravdépodobnosti uvadi vztah mezi dvéma pravdépodobnostmi vzajemné opaénych
podminénych jevi [24].

3Segmentace obrazu znamen4 rozdéleni obrazu na nékolik ¢asti (podobrazil), z nichz pixely v kazdé z nich
maji pfibuzné vlastnosti [27].
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(Density-Based Spatial Clustering of Applications with Noise). Grafické znazornéni

principu klastrovani se nachazi na obrazku 8.
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Obrazek 8: Grafické znazornéni klastrovaciho modelu (upraveno podle [19]).

2. Association Rule Learning (Asocia¢ni analyza) - cilem tohoto modelu je
identifikovat zavislosti jednoho vstupu na jiném a dokaze rozpoznat velmi zajimavé
vztahy jednotlivych proménnych uvniti velkého souboru dat. Model nachazi nejcastéjsi
uplatnéni v oblastech jako Market Basket Analysis*, nebo Web Usage Mining’. Mezi
Casto uzivané algoritmy association rule learningu patii napiiklad algoritmus Apriori,

Eclat, nebo FP-growth algoritmus.

3. Redukce dimenze - dimenze souboru dat oznacuje mnozstvi vlastnosti, nebo
proménnych definovanych uvnitf tohoto souboru. Ackoliv byva vySe dimenze
obvykle spojena s piesn€j§im vystupem, pfilis velké mnozstvi proménnych muize vést
k nékterym problémuam, jako napfiklad overfitting (viz kapitola 3.2.5.1), nebo pokles
efektivity algoritmu spojeny se spotiebou pfilis velkého mnozstvi vypocetniho vykonu.
V takovych ptipadech se nabizi moznost automatického snizeni dimenze, aniz by
doslo k pfili§ velkym zménam v poskytnutych informacich. Mezi algoritmy redukce
dimenze patii napiikad PCA (Principal Component Analysis), nebo Singular Value

Decomposition.

3.2.4.3 Modely zpétnovazebniho uceni

Algoritmy RML dé¢lime na model-based a model-free. Model-based algoritmy funguji na
principu pochopeni okolniho prostfedi a vytvoreni modelu na zakladé interakci s timto
prostfedim - vzdy se snazi najit nejefektivnéj§i moznou akci k dosazeni pozadovaného

vysledku [30]. Model-free algoritmy se uci prostednictvim zjisténi nasledkt svych akci skrze

*Market Basket Analysis (analyza nakupniho kosiku) je metoda identifikace souvislosti mezi objekty
pozorovanim toho, které skupiny produktii, nebo sluzeb se Casto vyskytuji spolecné v jedné transakci [28].

>Web Usage Mining je podoblast data miningu zabyvajici se extrakci Sirokého spektra informaci dostupnych
skrze webové stranky [29].
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zkuSennosti - tedy nejprve nékolikrat provedou urcitou akci a teprve na zaklade zjisténych
vystuptl optimalizuji sviij postup pro zvyseni pozitivni zpétné vazby [30]. Priklady modelt
RML jsou nasledujici [19]:

1. Q-Learning - model-free algoritmus zaloZeny na Bellmanové rovnici®, ktery je
navrzen pro prostifedi v némz nejsou piedem znamy zadné preferované stavy ani neni
definovano, co je povazovano za pozitivni zpétnou vazbu [19], [30]. Q-learning neni

vhodny pro soubory dat s velkym po¢tem moznych stavi a akci [30].

2. Deep Q-Network - model vyuzivajici Q-Learningové algoritmy uvnitf neuronové
sité [19]. Resi problém Q-Learningu pro prostiedi s velkym podtem moznych stavi
a akci [30].

3. SARSA (State-Action-Reward-State-Action) - jedna se o algoritmus zalozeny na

markovském rozhodovacim procesu’ [19].

3.2.5 Komplikace spojené s aplikaci strojového uceni

Jakkoliv fascinujici jsou moznosti ML a jakkoliv nesCetné jsou jeho aplikace v usnadiiovani
naseho kazdodenniho zivota, existuje i odvracena strana, sestavajici z riznych limitd,
problému a nepfesnosti. Podivejme se na nékteré komplikace spojené s ML, s nimiz je nutné

pocitat.

3.2.5.1 Overfitting a underfitting

Dulezitou vlastnosti kazdého ML modelu musi byt schopnost vhodn€ zobecnit dostupna data,
aby byl model schopen co nejptesnéji predpovidat dalsi vystupy. V ptipadech, kdy je model
nastaven nevhodné, mize dochazet k overfittingu, nebo underfittingu [33]. Na obrazku 9 jsou
oba tyto problémy graficky znazornény na ptikladu regrese.

Underfitting (obrazek 9 - A) oznauje piipad, kdy je model natolik nevhodné
koncipovan, Ze nejen neni schopen predpovidat trend pro nova (neoznaCend) data, ale
nedokaze dostate¢né zobecnit ani jiz dostupna (oznacend) data [33]. Underfitting nebyva
problémem tak Casto jako overfitting, protoze existuji mnohé prostredky jak jej snadno a v€as
odhalit [33].

K overfittingu (obrazek 9 - C) dochazi v ptipadech, kdy je model pfili§ presné

napasovan na dostupna data, v dusledku Cehoz jiz nevystihuje spravny trend pro nova

®Bellmanova rovnice uvadi, Ze dlouhodoba odména z uréité akce je rovna kombinaci odmény z aktudlni
akce a o¢ekdvané odmény z budoucich akci [31].

"Markovsky rozhodovaci proces je matematicky proces pouzivany pro modelovani rozhodovacich problémi
v prostiedi, kde je pfedem znama Cast preferovanych stavi a spravnych akci [32].
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Obrazek 9: Generalizace dat u ML modelt - A underfitting, B optimalni fit, C overfitting.

data [33]. K overfittingu dochazi Castéji u nelinearnich modeld, nebo modelt bez parametr,
jako jsou napfiklad rozhodovaci stromy (viz kapitola 3.2.4.1, ¢ast Regrese). Overfitting je
pii sestavovani ML modeld velmi Castym problémem, protoze to, Ze model umi pracovat
s urCitym vzorkem dostupnych dat neznamena, ze bylo dosazeno optimalniho zobecnéni [33].
Metody jak omezit riziko overfittingu jsou nasledujici [33]:

+ Resamplovaci metody - resamplovani ® umozfiuje zhodnotit pesnost vytvoreného
ML modelu. Jednou z oblibenych resamplovacich technik je k-fold cross validation,
ktera umoznuje vytrénovat model nékolikrat po sobé (k krat) na riznych
podmnozinach pavodniho souboru dat. Diky tomu lze vytvofit jiz pomérmné dobry

odhad, s jakou presnosti se bude model chovat pro nova data.

* Validacni soubor dat - pokud mame k dispozici dostate¢né mnozstvi dat, je dalsi
moznosti vytrénovat ML model pouze na ¢asti dostupnych dat a jejich druhou cast
uchovat mimo trénovaci proces k ovéfeni (validaci). Valida¢ni soubor dat, u nichz jsou

predem znamy spravné vysledky, miZe byt poté vyuZit pro otestovani chovani modelu.

3.2.5.2 Deterministické problémy

Algoritmy ML jsou stochastického (ndhodného), nikoliv deterministického charakteru.
Rozdil mezi stochastickym a deterministickym algoritmem je znazornén na obrazku 10.
Zjednodusené rfeCeno, deterministicky algoritmus bude produkovat pfi stejnych vstupnich
podminkach stale stejné vystupy [35]. Stochasticky algoritmus ov§em muze i pii stejnych
vstupnich podminkach generovat pfi kazdém svém spusténi trochu jiny vystup [35].
Pouziti ML tedy muze byt problematické pro nékteré deterministické problémy, pfi nichz
ocekavame stejné chovani modelu pfi daném souboru vstupnich podminek [36]. Pfikladem

deterministického problému mohou byt napiiklad modely pro piedpovéd pocasi [36].

8Resampling je soubor statistickych technik slouZici ke zjisténi dodate¢nych informaci o daném souboru
dat [34]. Pouzitim n¢které z te€chto technik mizeme docilit zvysSeni celkové presnosti souboru, nebo v ramci
souboru odhalit nejistoty [34].
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Ackoliv je mozné vytvorit a vytrénovat ML model pro predpovéd pocasi, model nebude
schopen do hloubky chapat fyzikalni zakony, jimiz se opravdové piedpovédni modely
fidi [36]. ML model mize byt za uréitych podminek aspésny i pii predpovedi pocasi, ale

uz nebude chapat, ze napiiklad hustota nemuze byt zaporna [36].

A béh 1/70 > béh 12@
-0 -0
-0 -0

Obrazek 10: Grafické znazornéni principu deterministickych (A) a stochastickych (B)

algoritmu: ¢o jsou vstupni podminky, ¢;, g2 a g3 jsou vystupy pro rizna spusténi algoritmu.

3.2.5.3 Nedostatek dat

Vsechny ML modely jsou zaloZzeny na procesu uceni a mnohé z nich k tomuto procesu
pottebuji velké mnozstvi dat. Paklize je model trénovan na nedostateCcném mnozstvi dat,
l1ze oCekavat, ze jeho vystupy a odhady budou velmi nepiesné a model muze byt zcela
nepouzitelny, nebo jen malo uziteCny. [36].

Souvisejicim problémem je nedostatek kvalitnich dat. Aby ML model fungoval spravné
a byl schopen co nejpresnéjsich predpoveédi, musi byt trénovan na pravdivych datech. Paklize
je model trénovan naptiklad na datech obsahujicich mnoho chyb a nejistot, 1ze o¢ekavat, ze
takovy model bude rovnéz vysoce chybovy pfi ¢inéni dal§ich predpovédi. [36]

Problematickym se rovnéz ukézalo pouziti ML modelu, ktery byl trénovan na souboru
dat v urcité situaci, na data z jiné situace [36]. Prikladem muize byt pouziti ML algoritmu
s mamografickou’ databazi [36]. Mamografické databaze obsahuji ve velké vétsing data
pacientek s bilou barvou pleti [36]. Nicméne¢ se ukazalo, ze hrozba umrti na rakovinu prsu je
vyrazné vyssi pro pacientky s ernou barvou pleti, kvili celé fadeé genetickych i situacnich
faktort [36], [38], [39]. V takovém pripadé skuteCnost, ze jsou ML modely trénovany
pfevazné na pacientkach s bilou barvou pleti, m4 neptfiznivé dopady pouzije-li se takovy

model pro vytvareni predpovédi pro pacientky s ¢ernou barvou pleti [36].

9Mamografie je ndzev rentgenového vysetfeni zenské prsni tkané [37].
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3.2.5.4 Nespravna aplikace

Prudky vyvoj raznych ML metod piirozené zpusobil, ze ML zacal expandovat do riznych
odvétvi praimyslu i védy. V roce 2019 na védecké konferenci varovala statisticka Genevera
Allen z Rice University, ze nespravné pouzivani metod ML zplsobuje krizi ve védecké
komunité [40]. Védci totiz zacali vyuzivat metody ML pro vyhledavani souvislosti mezi
daty ve svych vyzkumech, aniz by dobfe porozuméli principim zvolenych ML metod [40].
Slepé pouzivani ML takovymto zpusobem cCasto vedlo k tomu, ze se ML fixoval na Sum
v datech, misto na realné souvislosti dat [40]. Kvili tomu nebyly vysledky reprodukovatelné
a vyzkumnici zkoumajici stejny problém na podobnych datech za pouziti ML metod
shledavali, ze se jejich vysledky viibec nepiekryvaji, ackoliv by mély [40].

Pouziti nahodnych ML metod, bez pochopeni toho, jak model doSel k danym
vysledkim, se muze velmi vymstit [36]. ML model muze totiz zdanlivé fungovat i kdyz
bude aplikovan nespravné [36]. Pfikladem muze byt i jiz v kapitole 3.2.5.2 zminény problém
vyuziti ML k predpovédi pocasi. ML metody budou fungovat i kdyz budou aplikovany na
deterministicky problém jako je predpoveéd pocasi, ale nebudou rozumét zakonim fyziky
a na jejich vysledky se proto nebude mozné spoléhat [36]. Ptipady nespravné aplikace

u stochastickych problémt mtiizeme rozdélit na dva hlavni ptipady [36]:

» P-hacking - tento pojem oznacCuje proces, kdy jsou ML metody pouzity na
prohledavani obrovskych objemt dat, dokud neni nalezena statisticky vyznamna
souvislost. Takto rozsahlé soubory dat mohou mit tisice az miliony proménnych
a hladina statistické vyznamnosti pro vét§inu vyzkumi je p < 0.05, tedy nalezeni
statisticky vyznamnych souvislosti neni velky problém. Problémem je, ze takovymto
zpusobem nalezené souvislosti mohou byt falesné, protoze se ML model muze
zafixovat na Sum v datech a pokud vysledky interpretuje osoba nedostatecné vzdélana

v oblasti ML, muze tyto falesné vysledky vydavat za realné souvislosti mezi daty.

* Rozsah analyzy - existuje vyznamny rozdil mezi analyzou pomoci ML modelt
a statistickym modelovanim. Zatimco statistické modelovani je potvrzujiciho
charakteru, ML modely maji prizkumny charakter. Pfi statistickém modelovani je
nejprve vybran konkrétni problém, ktery chceme popsat teoretickym modelem, je
vybran urcity pocet faktord, které bude model zahrnovat a nasledné je peclivé navrzena
hypotéza a fada experimentu jak hypotézu otestovat a potvrdit. Pokud jsou ale objemy
dat pfilis velké a mnozstvi proménnych (faktortl) prili§ vysoké, je nemozné stanovit
kone¢ny pocet hypotéz pro podobny model. Prizkum dat pomoci ML metod muze
byt v takovém pripadé jediny zpusob, jak odhalit souvislosti v datech, ale tento druh
pruzkumu bude postradat mnoho kvalit klasického statistického modelu. V mnoha

ptipadech je ML aplikovan 1 na problémy, kde by bohaté stacily jiné statistické metody,
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které by byly schopné poskytnout vyrazné vétsi mnozstvi informaci a byly méné

chybové nez ML.

3.2.5.5 Interpretovatelnost

Bez ohledu na to, jak pfesny a uziteCny dokdze ML model byt, jeho vysledky bude ¢ist
a interpretovat Clovék. Paklize nejsou vystupy modelu interpretovatelné, mize byt cely
model investory smeten ze stolu jako nepouzitelny. To, jestli bude dany model zhodnocen
danym clovékem jako interpretovatelny, se odviji od celé fady faktord, které dalece
prekracuji hranice technickych dovednosti. Podstatnou soucasti interpretovatelnosti modelu
je zdtvodnéni jak bylo dosazeno danych vysledki. ML model miZze dosahnout vysoké
presnosti dalSich predikci, ale jiz nemusi byt schopen odivodnit a validovat sva rozhodnuti,
ktera k vysledku vedla. Jak by v takovém piipadé bylo mozné presvédCit investora, aby
divéfoval vystupim daného modelu, paklize ani samotny vyvojal nevi, jak bylo vysledka
dosazeno. Z téchto divodu je interpretovatelnost jednou z velmi dulezitych kvalit kazdého

ML modelu, ktery je zamyslen pro pouziti v praxi. [36]

3.2.5.6 Etika

Obecné jsou s vyraznym pokrokem v technologiich vétSinou spojeny i n&jaké formy
socialnich a etickych kontroverzi. ML a obecné cela véda o Al se ve svété zaslouzili
o obrovsky posun ve sbéru dat a praci s daty a programy v této oblasti jsou jiz natolik vyvinuté,
ze vyvstal v celku oCekavany problém - lidé zacali v nékterych piipadech véfit datim
a algoritmiim vice, nez vlastnimu tsudku a logice. Divéra v technologie ma své vyhody
1 nevyhody. Technologie a programy vyrazné usnadiuji, zefektiviluji a automatizuji nasi
praci. Na druhou stranu obcas nékteré technologie z pohodlnosti svadi ke slepé duvére, jako
napfiklad GPS navigace. Mnoho lidi ma tendence duvériveé nasledovat navigaci navrzenou
trasu, aniz by je napadlo usudek navigace zpochybnit a vybrat radéji trasu dle vlastniho
usudku. Dalsi ¢asto diskutovanym problémem je, kdo ptfevezme zodpoveédnost v pfipadé,

ze Al zpusobi n€jakou skodu, napiiklad kdyz autonomni vozidlo zptisobi nehodu. [36]
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4 Prakticka ¢ast prace

Cilem praktické Casti této bakalarské prace je sestrojeni algoritmu (programu), ktery bude
schopen Cist pfedem definovana data ze skupiny piibuznych PDF dokumentu. Prakticka Cast
této prace vznikla ve spolupraci s vyzkumnou instituci Statni ustav radiaéni ochrany (SURO).
Program je navrzen pro specifické potieby tohoto ustavu, aby pomahal se sbérem dostupnych
dat pfi feSeni vyzkumnych ukolt. Program byl testovan na konkrétnich realnych protokolech,

poskytnutych se svolenim Statniho ufadu pro jadernou bezpe&nost (SUIB).

4.1 Podrobny popis FeSeného problému

SURO je vefejnou vyzkumnou instituci zabyvajici se odbornou &innosti v oblasti ochrany
obyvatelstva pfed ionizujicim zafenim'®. Pro podporu své ¢innosti ma ustav pristup k velké
databazi protokolll z méfeni na riznych zdravotnickych rentgenovych, Ci terapeutickych
zafizeni.

Kazdé zafizeni, schopné generovat ionizujici zafeni, je vedeno v evidenci SUIB. Kazdy
drzitel takového zafizeni, je ze zakona!! povinen zajistit, aby byla v pravidelnych intervalech
kontrolovana funk¢nost zatizeni [43]. Tyto kontroly jsou provadény v intervalech a rozsahu
definovanych ve Vyhlasce o radiacni ochrané a zabezpeceni radionuklidového zdroje ( [43])
pomoci jedné z nasledujicich zkousek [43]:

» Prejimaci zkouska (PZ) - provadi se pii zakoupeni nového zafizeni, nebo napiiklad
pfi jeho presunu na jiné pracoviste.

» ZKkouska dlouhodobé stability (ZDS) - provadi se v pravidelnych intervalech (napf.
jednou za rok, jednou za 3 roky apod.) a dale pti dalSich mimotadnych situacich,
napfiklad pfi divodném podezieni na nespravnou funkci pfistroje, apod.

» ZKkouska provozni stalosti (ZPS) - provadi se v pravidelnych intervalech, zpravidla
mésicnich, za Gcelem prubézné kontroly spravné funkcnosti zafizeni.

V pripade zkousek PZ a ZDS je vystaven protokol, ktery vystavuje osoba, i firma majici
opravnéni danou zkousSku vykonéavat. Tyto protokoly jsou shromazdovany v centralnim
registru SUJB ve formatu PDF. Vzhledem k pottu zafizeni na uzemi Ceské Republiky
a pomémé Gastého intervalu jejich povinné pravidelné kontroly je v registru SUJB
shromazdéno obrovské mnozstvi dokumenti. Protokoly obsahuji z vyzkumného hlediska
cenné informace, které jsou vSak pohibeny v obrovském mnozstvi PDF dokumenttl, protoze

manualni vypisovani potfebnych informaci zabira obrovské mnozstvi ¢asu.

Tonizujici zafeni je oznaceni pro takové zafeni, které ma dostate¢nou energii k odtrzeni elektronu
z elektronového obalu atomu, schopné zpusobit chemické zmény v latce [41]

I Atomovy zdkon (zakon &. 263/2016 Sb.) [42]

33



Pro zacatek bylo cilem prozkoumat moznosti automatizace procesu Cteni téchto dat
z PDF protokolt, tedy vytvorfit program, ktery by dokazal protokoly vhodnou metodou
zpracovat a aplikovat vybrané ML algoritmy. Program by mél vyzadovat co nejnizsi
Casovou investici ze strany uzivatele a jeho vystupy by mély byt dobfe interpretovatelné pro
zaméstnance SURO, potazmo SUJB.

4.2 Volba programovaciho jazyka

Pro implementaci programu byl zvolen jazyk Python. Existuje celd fada programovacich
jazykl vhodnych pro konstrukci ML modeld, kromé Pythonu jsou to napfiklad JavaScript,
R, nebo C++ [44]. Pro implementaci programu v této praci byl zvolen jazyk Python z toho
dtivodu, Ze pracovnici SURO, kteii budou program vyuZivat, maji zkusennost pravé s timto
programovacim jazykem a budou proto schopni program snadnéji spravovat. Kromé toho je
Python nejen velmi intuitivni a oblibeny jazyk na vzestupu, ale rovnéz v ném existuje mnoho

velmi uziteCnych knihoven pfizpasobenych pro praci s ML [44].

4.3 Stavba dokumentu

Jak jiz bylo zminéno v Casti 4.1, dokumenty, které bude program v praxi zpracovavat, jsou
PDF protokoly z méfeni na riznych zafizenich schopnych generovat ionizujici zafeni. Pro
ucely této prace byly vybrany pouze protokoly z méfeni na jednom typu rentgenového
zafizeni. VSechny protokoly maji legislativou stanoveny rozsah uvedenych informaci
a testovanych parametrt, diky ¢emuz je pfedem dano, jaké kapitoly a informace musi kazdy
protokol obsahovat. Neni vSak stanovena zadna jednotna §ablona pro podobu protokolu, takze
ackoliv je o obsahu protokolu pfedem rozhodnuto, kazda osoba/firma vystavujici protokol
ma trochu jiny zpusob zapisu potifebnych informaci a pouziva svou vlastni Sablonu. Osob,
& firem provad&jici méfeni je na uzemi Ceské Republiky omezené mnozstvi, takze jeden
typ zafizeni nemiva vice nez 15 az 20 riznych Sablon protokold. Dale vétsina protokolt
vystavenych konkrétni osobou, ¢i firmou miva pouze velmi omezené mnozstvi variant,

zpravidla ne vice nez 3.

4.4 Souborovy systém

Pro ucely snadné orientace ve vystupech programu a bezproblémové interakce uzivatele
s programem byl navrzen systém soubord v adresafi, v némz bude program pracovat.
Souborova struktura je znazornéna na obrazku 11. Program sestava ze tfi soubort:
* pars_libs.py - obsahuje vSechny uzivatelem definované parametry a pouzité knihovny
* func.py - obsahuje vSechny funkce

* main.py - tidi cely program.
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Obrazek 11: Popis souborové struktury - Sedé podbarveni znaci adresate, bilé soubory.
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Tyto tfi soubory jsou umistény v kofenovém adresati, v némz se dale nachazi dva adresare:
* PDF - tento adresaf je urCen pro interakci s uzivatelem. Obsahuje:

— labels.xlIsx - soubor, do néhoz uzivatel manualné dopliuje urcita data z vybraného
vzorku protokolt (pfiprava pro SML). Ukazka struktury souboru se nachazi

v tabulce 1.

— adresar newData - adresar slouzici k nahravani vS§ech novych PDF dokument.
Obsahuje vSechny neoznaCené dokumenty (tedy ty, které nemaji zaznam

v labels.xlsx).

— adresar trainingData - obsahuje vSechny oznacené dokumenty PDF (ty, z nichz

byla vypsana data do labels.xlsx).

» Al -tento adresar je internim pracovnim adresafem programu a v§echny soubory v ném
jsou spravovany a tvoreny vyhradné programem, bez jakékoliv intervence ze strany
uzivatele. Obsahuje:

— manager.xlsx - tento soubor program vytvaii a vyuziva za uelem ziskavani
informaci o dostupnych dokumentech a pro ukladani novych informaci. Ukéazka

struktury souboru se nachazi v tabulce 2.

— adresar TXT - obsahuje vsechny dokumenty PDF pievedené to textové formy,

ktera je pro program citelné&jsi.

— train_data.csv - soubor slouzici jako vstup pro SML algoritmus. Soubor je
vytvaren automaticky a obsahuje nazev textového souboru, obsah textového
souboru, informaci hledanou v daném souboru (pfecteno ze souboru labels.xlsx)

a fadek na némz se hledana informace v souboru nachazi.

— output.xlsx - soubor obsahujici hlavni vystup celého programu, tedy prectena
urcita data z novych dokumentt PDF.

file name | txt name | infol | info2 | info3
filel.pdf | filel txt
file2.pdf | file2.txt
file3.pdf | file3.txt
filed.pdf | filed txt
fileS.pdf | fileS.txt

Tabulka 1: Struktura souboru /PDF/labels.xlsx.
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Tabulka 2: Struktura souboru /Al/manager.xIsx.

4.5 Skladba programu

file name location labeled | converted | classl | class2
filel.pdf | C:\root\PDF\trainingData\file1.pdf 1 1 0 1
file2.pdf | C:\root\PDF\trainingData\file2.pdf 1 1 0 1
file3.pdf | C:\root\PDF\newData\file3.pdf 0 1 -1 0
file4.pdf | C:\root\PDF\newData\file4.pdf 0 1 -1 0
fileS.pdf | C:\root\PDF\newData\file5.pdf 0 1 -1 2
file6.pdf | C:\root\PDF\trainingData\file6.pdf 1 1 -1 0
file7.pdf | C:\root\PDF\newData\file7. pdf 0 1 2 3

Program je rozdélen do tii logickych celki: iniciace, zpracovani souborti a ¢ast umélé

inteligence, jejiz soucasti je jednak klasifikace dokumentd, jednak Cteni dat z dokumentu.

Zjednoduseny vyvojovy diagram pribéhu programu se nachazi na obrazku 12.

4.5.1 Iniciace

programu. Paklize pfedpoklady splnény nejsou a iniciace je tudiz neuspésna, program bude

vvvvv

ukoncen. Kromé kontroly nutnych predpokladu se iniciacni Cast rovnéz stara o dalsi potfebné

ukony, nutné k hladkému b&hu programu. Akce provedené béhem iniciace jsou nasledujici:

1. Kontrola pracovnich adresaifu - kontrola existence pracovnich adresait

(viz souborova struktura na obrazku 11). Pokud néktery z adresaiti dosud neexistuje,

je zalozen.

2. Podminka ¢€.1 - kontrola zda existuje soubor /PDF/labels.xlsx. Jeho neexistence ma

za nasledek ukonceni programu.

3. Spravné umisténi dokumentu - jsou nactena data ze souboru /PDF/labels.xlsx

a je zajisténo, aby se vSechny v souboru uvedené (oznacené) dokumenty nachézely

v adresati /PDF/trainingData, zatimco vSechny ostatni dokumenty aby byly umistény
adresati /PDF/newData.

4. Podminka ¢.2 - kontrola jestli se v adresati /PDF/trainingData stale nachazi n¢jaké

dokumenty (pokud se 1 po pfedchozi operaci v adresafi stale nachazi néjaké dokumenty

znamena to, ze existuji néjaké oznacené dokumenty pro tréning SML modelu). Pokud

je adresar prazdny, program je ukoncen.
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Obrazek 12: Zjednoduseny vyvojovy diagram programu pro ¢teni dat z dokumentt.
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Jak je jiz naznaCeno v predchozich bodech, pro uspésnou iniciaci je nezbytné, aby existoval
soubor /PDF/labels.xlsx a aby slozka /PDF/trainingData nebyla ke konci inicia¢niho
procesu prazdna. Duvody pro tyto podminky jsou prosté. Program ma slouzit pro Cteni dat
z dokumentt, k ¢emuz vyuziva SML. Paklize neexistuji zadné oznacené dokumenty, na nichz

by bylo mozno vytrénovat model, nema viibec smysl pokracovat.

4.5.2 Zpracovani souboru

V této Casti dochazi ke vS§em nezbytnym piipravam dat pro sestaveni ML modelt. Jedna se

o dva hlavni ukoly:

1. Aktualizace Fidictho souboru - zalozeni/piepsani souboru /Al/managerxlsx. Je
vytvoren seznam vSech dostupnych dokumenti (tedy téch nachazejicich se bud’
v adresati /PDF/trainingData, nebo /PDF/newData) a ke kazdému dokumentu jsou

do souboru /Al/manager.xlsx ulozeny nasledujici informace:

* nazev dokumentu
» kompletni adresa dokumentu (kde se dokument nachazi)
* zda je dokument oznacen, ¢i nikoliv

+ zda byl dokument jiz konvertovan do textového formatu, ¢i nikoliv.

Ridici soubor slouzi ostatnim funkcim programu pro snadné a rychlé ziskani

potiebnych informaci o souborech a k ukladani novych informaci.

2. Konverze na text - ze souboru /Al/manager.xisx zjisti, které dokumenty PDF dosud
nebyly konvertovany do textového formatu, tyto soubory konvertuje a vzniklé TXT

verze dokumentu ulozi do adresare /A1/TXT.

4.5.3 Uméla inteligence

Al sekce se rozpada na dvé samostatné aplikace ML. Aplikace na klasifikaci dokumentu
(UML) a aplikace na ¢teni dat z dokumentt (SML).

4.5.3.1 Klasifikace dokumentu

Prace byla v ohledu klasifikace dokumenti volné inspirovana publikaci Zext mining of
accident reports using semi-supervised keyword extraction and topic modeling ([45]), v nizje
feSen obdobny problém - publikace se vénuje navrzeni vhodného zptisobu extrakce informaci
z velkého mnozstvi reportti o nehodach. Publikace se vénuje riznym metodam klasifikace
téchto reportd do mensich skupin v zavislosti na pficinné nehody, aby byla usnadnéna
nasledna analyza nehod. V naSem pfipad¢ pracujeme s ¢astecné strukturovanymi dokumenty

ve formé protokold, jejichz struktura se 1i§i v zavislosti na tom, jaky subjekt protokol vystavil.
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Klasifikace dokumentt je tedy dilezita z toho hlediska, Ze podaii-li se rozdélit protokoly do
malych skupin dle zhotovitele, dana mala skupina protokolt bude jiz mit velmi obdobnou
strukturu a bude snazsi vyhledat v dokumentu potfebné informace. Klasifikace (respektive
spise klastrovani) dokumentt v této bakalaiské praci probiha za pouziti vSech dokumentt
dostupnych v podadresatich /PDF formou UML. Pro tcely nalezeni optimalniho modelu

pro klasifikaci dokumentd byly implementovany dvé rizné UML metody:

1. K-Means - tato metoda klastrovani patfi mezi nejoblibenéjsi pro svou jednoduchou
implementaci a vypocetni efektivitu. Nevyhodou této metody je, Ze je potieba predem
stanovit pocet tiid/shluka £, do kterych se budou data délit. Pro pfiblizny odhad kolik
tfid je pro zvolenou metodu optimalni byla vyuzita metoda lokte (Elbow Method). Tato
metoda spociva v tom, ze je metoda K-Means aplikovana na dany dataset s ménici se
hodnotou poctu shlukt & a pro kazdou aplikaci je stanovena suma Ctverct vzdalenosti
kazdého bodu k centru nejbliz§iho shluku. Takto vzniklé body jsou vyneseny do grafu,
v jehoz tvaru by mél byt patrny zlom v urcité hodnoté £, z cehoz lze usoudit optimalni
hodnotu £ pro dany dataset. [20]

2. DBSCAN - narozdil od metody K-Means, tato metoda nepotfebuje zadny
predpokladany pocet tiid. Pocet tfid je urCen automaticky na zakladé analyzy hustoty
shlukti v jednotlivych oblastech. Dilezitym parametrem této metody je parametr
epsilon, definujici ur¢itou vzdalenost - body vzdalené od sebe v ramci této vzdalenosti
jsou povazovany za tfidu/shluk. Body, které se nevejdou do definované vzdalenosti

jsou povazovany za Sum (algoritmus jim piifadi hodnotu -1). [20]

Pro ucely testovani klasifikace byla vybrana skupina cca 180 protokolt jediného typu
rentgenového zafizeni od sedmi riznych zhotoviteld. Ugelem klasifikace bylo roztiidit
protokoly dle jednotlivych zhotovitell (tedy do sedmi tiid). U kazdého protokolu byla predem
zjisténa tiidni pfislusnost a protokoly byly pro prehlednost pojmenovany shodné dle ptislusné

tfidy (dvoupismennym kddem skupiny a Cislem).

4.5.3.2 Cteni dat z dokumentii

Ze souboru /Al/managerxisx byla zvolena jedna tfida dokument a pro tuto tfidu byla
z kazdého dokumentu do souboru /PDF/labels.xlsx vypsana informace o typu rentgenového
zafizeni, o firmé zhotovujici protokol a o naméfené davkové veli¢ing pii jednom z testd. Pro
Cteni dat byla zvolena metoda SML rozhodovaci strom. Algoritmus se pokousi uhodnout
Cislo fadku, na némz se nachazi pozadovana informace. Pro zpfesnéni vysledkd byla do
algoritmu implementovana vlastnost, ktera urCuje skupinu vyrazi, které se na radku urcité
nemohou vyskytovat (naptiklad jedna-li se o nazev typu rentgenového zaftizeni, nazev nikdy

neobsahuje tecky, dvojtecky apod.). Paklize algoritmus ur¢i fadek obsahujici néktery z téchto
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zakazanych vyrazd, odhad zahodi a pokusi se uréit fadek znovu. Pro ucely srovnavani

vysledkt byla data prectena ze skupiny zkuSebnich protokolti ¢tyfmi riznymi zpusoby:

1. zpusob 1 - set dat pouzitych pro trénink modelu obsahoval 10 dokumenti (pro

vyzkouseni vykonu modelu trénovaném na malém poc¢tu dokumenti)

2. zpusob 2 - set dat pouzitych pro trénink modelu obsahoval 10 dokument a navic

vlastnost rozpoznavani zakazanych vyrazi

3. zpusob 3 - set dat pouzitych pro trénink modelu obsahoval alesponi 50 dokumentu (pro

ucely srovnani vykonu modelu trénovaném na malém a stfednim poctu dokument)

4. zpusob 4 - set dat pouzitych pro trénink modelu obsahoval alesponi 50 dokumentt

a navic vlastnost rozpoznavani zakazanych vyraza

Definovany model pracuje pfedev§im s pozici dané informace v textu, tedy v novém
dokumentu se snazi odhadnout ¢islo fadku, na némz se bude potiebna informace nachazet.
Cislo fadku pak pievadi zpét na textovou informaci a cely vystup uklada do souboru
/Al/output classX xlsx, kde ”X” symbolizuje Cislo identifikované tridy.

Skript si umi poraditi s ptipadem, kdy jsou dokumenty k analyze rozlozeny do nékolika
tfid. Rozdéli tréningovy dataset dle téchto tfid a trénuje model vzdy na setu dokumenti
ze stejné tiidy. Tento model nasledné aplikuje na set novych dokumentt, opét pouze na
dokumenty klasifikované ve stejné tiid€, pro niz byl model trénovan.
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S Vysledky a diskuse

5.1 Klasifikace dokumentu

Ilustracni ukazka toho, jak vypadal vystup klasifikace dokumentt a nachazi na obrazku 13.
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souboru /Al/manager.xlsx. Sloupce obsahujici klasifikaci byly pro piehlednost obarveny.

13: Ukéazka c¢asti vystupu klasifikace programu - na obrazku je ukazan vzhled
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epsilon = 0.5 epsilon = 0.8 epsilon =1
pocet | tiida zastoupeni | tfida zastoupeni | tfida zastoupeni
skupina 1 13 0 38% 0 62% 0 100%
-1 62% -1 38%
skupina 2 6 1 100% 1 100% 100%
skupina 3 16 -1 100% 2 100% 2 100%
skupina4 | 54 2 20% 3 97% 100%
3 59% 4 9%
4 9%
-1 11%
skupinaS | 65 5 60% 5 98% 4 100%
6 22% -1 2%
-1 18%
skupina 6 6 -1 100% 100% 100%
skupina 7 | 21 7 86% 100% 6 100%
-1 14%

Tabulka 3: Klasifika¢ni metoda DBSCAN pro rizné zvolené hodnoty parametru epsilon.
Hodnota epsilon = 0.5 odpovida 10 tiidam, epsilon = 0.8 odpovida 9 ttidam a epsilon = 1

odpovida 7 ttidam. Sloupec pocet uvadi pocet dokumentt v dané skupin€, sloupec zastoupeni

uvadi procentualni zastoupeni dokumenta dané tfidy v dané skupiné dokumenta.

k=10 k=9 k=7
pocet | tiida zastoupeni | tfida zastoupeni | tfida zastoupeni
skupina 1 13 6 100% 4 100% 4 100%
skupina 2 6 7 100% 0 100% 5 100%
skupina 3 16 4 100% 5 100% 3 100%
skupina 4 | 54 9 20% 2 100% 1 100%
3 70%
2 9%
skupinaS | 65 5 97% 7 68% 91%
1 3% 1 26% 9%
6 6%
skupina 6 6 7 100% 8 100% 5 100%
skupina 7 | 21 8 90% 3 100% 2 100%
0 10%

Tabulka 4: Analyza klasifika¢ni metody K-Means pro rtizn€ zvolené hodnoty parametru
k. Hodnota k& odpovida poctu tiid. Sloupec pocet uvadi pocet dokumentti v dané skuping,

sloupec zastoupeni uvadi procentualni zastoupeni dokumentt dané tfidy v dané skupiné.
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Na obrazku 13 mazeme sledovat strukturu popsanou v tabulce 2. V souboru se nachazi
dva sloupce se tiidami, kazdy ze sloupct je vystupem jiné klasifikacni metody. Sloupce
obsahujici tfidy byly pro ptehlednost dodate¢né obarveny. Z obrazku je patrné, ze kazda
klasifika¢ni metoda pouziva nezaporna cela Cisla (tedy vCetné nuly) pro oznaceni tiidy,
metoda DBSCAN navic pouziva hodnotu -1 pro dokumenty, které identifikovala jako Sum
(nezafadila je do zadné tfidy). Podrobngjsi analyza vystupu klasifikace metodou DBSCAN
se nachazi v tabulce 3 a metodou K-Means v tabulce 4.

Pro ucely srovnani obou metod byly pro obé metody vybrany trojice parametra tak,
aby byl vystupni pocet tiid u obou metod stejny. V tabulce 3 si Ize povSimnout, Ze metoda
DBSCAN pro volbu epsilon = 0.5 nebyla schopna zaradit velké mnozstvi protokolt do
zadné tidy (hodnota -1), nekdy nebyla schopna celé skupiny protokola identifikovat jako
samostatné tfidy (napt. skupinu 3 a skupinu 6). Diky postupnému zvySovani parametru
epsilon byla metoda schopna identifikovat vétsi mnozstvi protokold a pro hodnotu parametru
epsilon = [ bylo dosazeno presné shody. Pokud by ovSem tato metoda byla aplikovana na
neznamy dataset s neznamym poctem tiid, mize byt vhodné stanoveni parametru epsilon
obtizné, protoze neexistuje zadna pevna reference dle niz by bylo mozné urcit, zda je
stanoveny pocet tiid spravny.

Metoda K-Means (tabulka 4) vykazuje velice dobré vysledky pro vSechny tfi volby
parametru £. Ani v jednom piipadé nebylo sice dosazeno presné shody, nicméné tiidy
byly urCeny vice mén¢ spravné, vSechny dokumenty byly pfifazeny néjaké tiidé, poptipadé
doslo k jemn¢jSimu déleni do vice tfid v ramci jedné skupiny protokolu. V tabulce 4
si 1ze rovnéz povsimnout skuteCnosti, ze skupiny 2 a 6 byly metodou K-Means ve dvou
pfipadech identifikovany jako jedna tiida, nebot’ protokoly od pfislusnych dvou zhotovitela
maji podobnou stavbu.

Aby mohla byt metoda K-Means pouzita pro neznamy dataset, je tfeba nejprve urcit
pfiblizny pocet tfid, ktery lze v datasetu oCekévat. Pro tento ti¢el byla vyuzita metoda lokte

(kapitola 4.5.3.1). Pro sestaveni grafu byl vyuzit nasledujici kod:

distortions = []
for i in range(l, 19):
km = KMeans(n_clusters=i, init='k-means++', max_iter=100, n_init=1)
km.fit(data)
distortions.append(km.inertia_)
plt.plot(range(l, 19), distortions, marker='o')
plt.xlabel('Number of clusters')
plt.ylabel('Distortion')
plt.tight_layout ()
plt.xticks(np.arange(0, 20, 2))
plt.show()
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Uvedeny kod provadi osmnact iteraci pro parametr £ = / az k = 18 a pocita chybovost

metody pro dany pocet tfid. Vysledny graf pro nas zkusebni dataset se nachazi na obrazku 14.
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Obrazek 14: Vystup metody lokte (Elbow Method).

Obrazek 14 neukazuje zadny vyznamny zlom, ktery by jednoznacné urcoval optimalni
pocet tfid, presto lze z tvaru vysledné kfivky usoudit, ze optimalni pocet tiid bude
pravdépodobné nékde mezi k = 5ak = 8.

Pocty protokola v jednotlivych skupinach jsou velmi nerovnomémeé rozdélené, skupiny
4 a 5 obsahuji vétsi mnozstvi pres 50 protokold, skupiny 2 a 6 jsou naopak velmi malé. Obé
klasifika¢ni metody si byly schopné s touto nerovnovahou poradit a na vysledné urceni ttid
tato skuteCnost nehrala vyznamny vliv. To je dobré znameni, protoze u datasetu neznamych
protokoll se rovnéz tézko podafi zajistit stejnomérné rozdéleni jednotlivych skupin protokola
a je proto dobfe, ze to pro vybrané klasifika¢ni metody neznamena zadnou prekazku.

Pro aplikaci ve vysledném programu byla nakonec vybrana metoda K-Means, protoze
u ni Ize diky metodé lokte urcit piiblizny pocet trid, které 1ze v datasetu oCekavat a protoze

vzdy vSechny protokoly bez vyjimky pfifadi néjaké urcité tride.

5.2 Cteni dat z dokumenti

Pro cast algoritmu hledajici potfebnou informaci v textu je dulezita spravna klasifikace

dokumentt. Algoritmus pro Cteni dat se spoléha na nalezeni spravné pozice informace v textu.

45



K tomu potiebuje, aby skupina protokold, na nichz je model trénovan, byla co nejpodobné;si
a pozadovana informace v nich byla na co nejpodobné&jsim misteé.

Vystup Cteni dat z dokumentl, které bylo realizovano pomoci SML metody
rozhodovaciho stromu, se nachazi v tabulkach 5, 6 a 7. Mezi vystupy pro jednotlivé typy
informaci jsou na prvni pohled patrné velké rozdily.

V ptipadé cteni informace o typu rentgenového zafizeni (tabulka 5), 1ze z tabulky vy¢ist,
Ze u zpusobu, kde byl pro trénink modelu pouzit dataset pouze deseti protokolu, jsou vysledky
velmi chabé. Ani dataset o poctu 55 protokolt se nezda plné dostacujici. V ptipadé zptsobu 1
a 3 se algoritmus nékolikrat trefil do fadku bezprostfedné sousedicim s pozadovanym radkem
(oranzové podbarvena pole). Z tabulky 5 lze vycist, Ze na zpfesnéni vysledkii nema tak
vyrazny vliv zvétSeni datasetu tréninkovych dokumentd, jako spi§ implementace vlastnosti
rozpoznavani zakazanych vyrazi. V piipadé€ zpusobu 2 a 4 byly zakazany vyrazy dvojteCka
(©), teCka () a prazdny fadek. Paklize algoritmus pii svém odhadu urcil bud’ prazdny radek,
nebo fadek obsahujici jeden ze zakazanych vyrazi, pokusil se ucinit novy odhad. Nejlepsich
vysledkti bylo dosazeno aplikaci zptusobu 4, tedy pouzitim vétSiho datasetu pro tréning
modelu a aplikaci vlastnosti rozpoznavani zakazanych vyrazi. Je potieba rovnéz zminit, ze
informace o typovém oznaceni rentgenového zatizeni se v protokolu nachazi relativné blizko
zacatku, ale malokdy se nachézi vzdy na presné stejném radku.

Informace o firmé zhotovujici protokol byla naopak nalezena témér pokazdé
(tabulka 6), bez ohledu na velikost tréninkového datasetu a dalsi Upravy algoritmu. Tato
informace se v protokolech nachazi velmi blizko zacatku a nachazi se téméf pokazdé na
stejném fadku, pro algoritmus bylo proto velice snadné tuto informaci spravné identifikovat.
V pripadé zpusobu 3 a 4 v jednom piipadé nebyla informace o firmé nalezena. Pii¢innou je
pravdépodobné stochasticky charakter ML metod, nic neindikuje, ze by byl zptisob 3 a 4 pro
urceni obdobné informace mén¢ vhodny, nez zptusob 1 a 2.

Nejhorsi shody bylo dosazeno pii hledani infoirmace o davkové veli€in€ (tabulka 7).
Pti pouziti zptisobu 4 byla v nékolika pripadech nalezena spravna informace, ale chybovost
odhadu v ostatnich pfipadech byla zna¢na. Tento vysledek neni nijak piekvapivy, protoze
hledana informace se v protokolech nachazi témeér ke konci, ale co je dilezitéjsi, existuji
rovnéz znacné rozdily v poloze dané informace, protoze u daného testu existuje nékolik
raznych podpfipadd, jakym zpisobem se dana davkova veliCina stanovuje, a proto se tato
veliina vzdy nachazi v textu na trochu jiném misté. Vzhledem k okolnostem bylo tedy
naopak prekvapenim, ze byl algoritmus v pfipad€ zptsobu 4 schopen si i s takto vysokou
variabilitou poradit a informaci v textu hned v nékolika pfipadech nalézt. Piesto pouha
aplikace metody rozhodovaciho stromu pravdépodobné pro vyhledavani takového typu
informace neni pfili§ vhodna. Pro extrakci podobného typu informace by bylo vhodnéjsi
nalézt vice komplexni feSeni, mozna prozkoumat i moznosti algoritmd nesouvisejicich se

strojovym ucenim.
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Velikost tréninkového datasetu v poctu pouhych 10, nebo 50 dokumentd je relativné
mala a znaénym zvétSenim tréninkového datasetu by pravdépodobné mohlo byt dosazeno
lepSich vysledkt. Duilezité je vSak si uvédomit, ze ¢im vétsi bude tréninkovy dataset, tim
vetsi mnozstvi €asu je nutné investovat do manualniho vyhledavani potfebnych informaci.
Navic, kdyby mél byt program aplikovan na neroztfizenou skupinu dokumentti, musela by
byt velikost tréninkového datasetu znacné vétsi, aby kazda tfida méla dostatecné zastoupeni
v tréninkovém datasetu, ale v takovém pfipad€ jiz zna¢né nartusta mnozstvi dokumentd, které
je nutno zpracovat rucné. Vzhledem k tomu, ze ma program Setfit co nejvetsi mnozstvi ¢asu
uzivatele, byla jeho vykonnost testovana na malé az stfedni velikosti tréninkového datasetu
pro otestovani, zda-li i takto malé mnozstvi dokument postacuje pro trénink modelu.
Z vysledkli v tabulkach 5, 6 a 7 Ize ucinit zavér, ze i model trénovany na takto malém
datasetu muze dosahovat uspokojivych vysledku, je-li aplikovan pro extrakci informaci, které

se v textu nachazi na podobnych pozicich.

5.3 Funk¢ni program

Soucasti vysledka prace je rovnéz funkéni program. Prepisy kodu jednotlivych soubort
programu se nachazi v ptiloze A. Program poskytuje uzivateli rovnéz zpétnou vazbu v podobé
textového vystupu, v niz uzivatele informuje o uspésnosti provedeni jednotlivych operaci.

Ukazka textového vystupu programu se nachazi v ptiloze B.
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text precteny metodou rozhodovaciho stromu - typové oznaceni rentgenového zarizeni
oCekavany text zpusob 1 zpusob 2 zpusob 3 zpusob 4
1 | X-Mind DC Vytisk €. : Satelec X-Mind DC Satelec
2 | X-Mind DC Kryt rentgenky: Tubus: X-Mind DC
3 | ProX vyrobni ¢islo Planmeca Oy | jméno a pfijment
4 | CS 2200 Kryt rentgenky:
5 | CS2200 Kryt rentgenky:
6 | Prostyle Intra Prostyle Intra vyrobni ¢islo Prostyle Intra Prostyle Intra
7 | RXDC Hypersphere | RX DC Hypersphere | RX DC Hypersphere HyperSphere
8 | RXDC Myray CEFLA s.crl. RX DC Myray CEFLA s.crl. | RX DC Myray
9 | Gendex eXpert DC | ZARIZENI Gendex Gendex eXpert DC Gendex
10 | Mindent 70 DC BMT as. Mindent 70 DC Rozdélovnik
pocet dokumentu: 10 10 55 55
zakazané vyrazy: ne ano ne ano

Tabulka 5: Ukazka dat preétenych metodou rozhodovaciho stromu. Cteni bylo provedeno &tyfmi zptisoby, dopliiujici informace k jednotlivym
zpusobum jsou uvedeny pod tabulkou: po¢et dokumentt znaci kolik dokumenti bylo pouZito pro trénink modelu, zakazané vyrazy znaci, zda byla
v algoritmu pouzita dodatecna vlastnost detekce zakazanych vyrazi. Zelené podbarvena pole oznacuji spravné uhodnuté informace, oranzové
podbarvena pole oznacuji ptipad, kdy se algoritmus trefil do fadku bezprostfedné sousediciho s hledanou informaci. Text obsahujici citlivé

informace byl nahrazen Cervenym textem popisujicim jaka informace se v textu piavodné nachazela.
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text precteny metodou rozhodovaciho stromu - zhotovitel
oCekavany text zpusob 1 zpusob 2 zpusob 3 zpusob 4
1 | Firma XY s.r o. Firma XY s. r. 0. | Firma XY s. r. 0. | Firma XY s. r. o. | Firma XY s. 1. 0.
2 | Firma XY s. 1. 0. Firma XY s. r. 0. | Firma XY s. r. 0. | Firma XY s. r. o. | Firma XY s. 1. 0.
3 | Firma XY s.r o. Firma XY s. r. 0. | Firma XY s. r. 0. | Firma XY s. r. o. | Firma XY s. 1. 0.
4 | Firma XY s. 1. 0. Firma XY s. r. 0. | Firma XY s. r. 0. | Firma XY s. r. o. | Firma XY s. 1. 0.
5 | Firma XY s.r o. Firma XY s. r. 0. | Firma XY s. r. 0. | Firma XY s. r. o. | Firma XY s. 1. 0.
6 | Firma XY s.r. o. Firma XY s. r. 0. | Firma XY s. r. 0. | Firma XY s. r. o. | Firma XY s. 1. 0.
7 | Firma XY s. 1. o. Firma XY s. r. 0. | Firma XY s. r. 0. | Firma XY s. r. o. | Firma XY s. 1. 0.
8 | Firma XY s.r o. Firma XY s. r. 0. | Firma XY s. r. 0. | Firma XY s. r. o. | Firma XY s. 1. 0.
9 | Firma XY s. . o. Firma XY s. 1. 0. | Firma XY s. r. 0. | IC: &islo
10 | Firma XY s. . o. Firma XY s. r. 0. | Firma XY s. r. 0. | Firma XY s. r. o. | Firma XY s. 1. 0.
pocet dokumentu: 10 10 55 55
zakazané vyrazy: ne ano ne ano

Tabulka 6: Ukazka dat preétenych metodou rozhodovaciho stromu. Cteni bylo provedeno &tyfmi zptisoby, dopliiujici informace k jednotlivym
zpusobum jsou uvedeny pod tabulkou: pocet dokumentt znaci kolik dokumentt bylo pouzito pro trénink modelu, zakazané vyrazy znaci, zda
byla v algoritmu pouzita dodate¢na vlastnost detekce zakazanych vyrazi. Zelené podbarvena pole oznacuji spravné uhodnuté informace. Text

obsahujici citlivé informace byl nahrazen Cervenym textem popisujicim jaka informace se v textu pavodné nachazela.
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text precteny metodou rozhodovaciho stromu - kerma
oCekavany text zpusob 1 zpusob 2 zpusob 3 zpusob 4
1 | Ki=1,60 mGy 5.3 Polotloustka 0,30 Ki = 1,60 mGy
2 | Ki=0,51 mGy
3 | Ki=0,60 mGy Kerma na konci... RozliSeni pfi vysokém... | vzdalenost ohnisko - detektor
4 | Ki=0,77 mGy Strana: 4/9 Na snimku se nesmi... Ki=0,77 mGy
5 | Ki=0,77 mGy Strana: 4/9 Na snimku se nesmi... Ki=0,77 mGy
6 | Ki=0,36 mGy ANO Na snimku fantomu nesmi...
7 | Ki=0,49 mGy 3,5x4,5cm Pritomnost artefaktu. .. Pritomnost artefaktu. ..
8 | Ki=0,74 mGy Ki= 0,74 mGy Ki= 0,74 mGy
9 | Ki=0,82 mGy Strana: 4/7 Strana: 4/7 shoda U
10 | Ki= 1,46 mGy Referencni OD v intervalu... | RozliSeni pfi vysokém... | 60 kV > 1,5 Minimalni OD <0,3...
pocet dokumentu: 10 10 50 50
zakazané vyrazy: ne ano ne ano

Tabulka 7: Ukazka dat preétenych metodou rozhodovaciho stromu. Cteni bylo provedeno &tyfmi zptisoby, dopliiujici informace k jednotlivym
zpusobum jsou uvedeny pod tabulkou: pocet dokumentt znaci kolik dokumentt bylo pouzito pro trénink modelu, zakazané vyrazy znaci, zda

byla v algoritmu pouzita dodate¢na vlastnost detekce zakazanych vyrazi. Zelené podbarvena pole oznacuji spravné uhodnuté informace.



6 Zavér

Cilem této bakalaiské prace bylo vytvorit program v jazyce Python, ktery dokaze Cist predem
definované informace z definované skupiny PDF dokumentt. S vyuzitim metod strojového
uceni se podatilo naplnit tento cil a vytvofit program, ktery umi 1) klasifikovat dokumenty
metodou DBSCAN a K-Means a 2) Cist preddefinované informace z danych dokument
pomoci metody rozhodovaciho stromu. Program byl testovan na skupiné protokol z méfeni
na rentgenovych zafizenich. Cteni definovanych informaci bylo testovano na jedné vybrané
tfidé protokold s velikosti tréninkového datasetu v poctu 10, nebo 50 protokolu. I s takto
malym tréninkovym datasetem bylo dosazeno relativné uspokojivych vysledkt v ptipad€, ze
se definovana informace v dokumentech nachézela na ptiblizné podobném misté a kdyz byl
algoritmus doplnén o vlastnost, kdy z vysledkt vyluoval skupinu definovanych zakazanych
vyrazl. V pripadé, kdy se informace v dokumentech nachazely na velmi rozdilnych mistech,
metoda rozhodovaciho stromu jiz nebyla pftili§ efektivni a tréninkovy dataset v poctu 50

protokolt byl nedostatecny.
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Supervised Machine Learning (Uceni s ucitelem)

Unsupervised Machine Learning (Uceni bez ucitele)

Semi-Supervised Machine Learning (Castetné uéeni s uditelem)

Reinforcement Machine Learning (Zpétnovazebni ucenti)

Non-player character (Pocitacem vytvoreny herni charakter)

Density-Based Spatial Clustering of Applications with Noise (Nazev algoritmu)
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Priloha A Prepisy zdrojovych kédu

A.1 pars_libs.py

1 import os

» from os.path import splitext

3 import sys

4+ import shutil

5 import io

¢ import numpy as np

7 import pandas as pd

8 import csv

9 import matplotlib.pyplot as plt

1o import filecmp

12 from pdfminer.pdfinterp import PDFResourceManager, PDFPagelnterpreter
13 from pdfminer.converter import TextConverter
14+ from pdfminer.layout import LAParams

15 from pdfminer.pdfpage import PDFPage

17 from sklearn.feature_extraction.text import TfidfVectorizer
18 from sklearn.cluster import KMeans

1v  from sklearn.cluster import DBSCAN

20 from sklearn.feature_extraction.text import CountVectorizer
21 from sklearn.tree import DecisionTreeClassifier

22

23

mnn
24

25

26 USER INFORMATION

27
23 - place all new PDFs to the /PDF/newData directory

2 - pick some of the mew PDFs and fill out their data to /PDF/labels.zlsz

30 - fill the wvartiables in 'USER DEFINED wartiables' section!

51— run /main.py

2 let the AI take care of the rest...

3y
34 WARNINGS:

35— don't change any file or folder names

e
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NOTES:

- program will place PDFs correctly within the newData or trainingData directories,
you don't have to care about <t

- program will treat every determined class individually, training and applying

reading algorithm always on only one class at time

# define column from labels to process

feature = 'company'

# define forbidden ezxpressions for given feature

forbidden = ['M&feni', 'IC:']

# number of characters to read from TXTs within the classification part, selection
# should contain firm header, mnot confusing AI with rest of the document

charNo = 300 # setting to -1 will mean to read whole TXT

# length of lines splitting captions in console prints

caption_bar_length = 40

caption_bar_charl

caption_bar_char2

# default working folder (folder where main.py is placed)
defaultDir = os.getcwd()

# following folders will be automatically created, tf nmon existent
pdf_mainDir = fr'{defaultDir}\PDF'

pdf_trainingDataDir = fr'{pdf_mainDir}\trainingData'
pdf_newDataDir = fr'{pdf_mainDir}\newData'

ai_mainDir = fr'{defaultDir}\AI'

txt_mainDir = fr'{ai_mainDir}\TXT'
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78

79

80

81

# source/result files
labels = fr'{pdf_mainDir}\labels.xlsx'

manager = fr'{ai_mainDir}\manager.xlsx'

train_data = fr'{ai_mainDir}\train_data.

csv'
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A.2  func.py

from pars_libs import

# checks folder existence - creates it if not exzistent
def checkFolder(path):
:param path: folder path

:return —

Checks if given folder exists. Unly when not, creates the folder including all

parent directories and informs user changes were made.

mnn

pathExist = os.path.exists(path)
os.makedirs(path, exist_ok=pathExist)
if not pathExist:

print (f"- new directory created. {path}")

# terminates the program (console friendly)
def terminate():

mnn

:return —

Terminating the program in a dignified manner when running from console. User
will be informed what probably went wrong and the window will be closed after

user tnteraction.

mnn

input ("\nWorking data discrepancy or absence, program will be terminated."
"\nMake sure there are some records in /PDF/labels.xlsx file, and that "
"those records have corresponding PDFs available at /PDF/trainingData."
"\nPress enter to exit.")

sys.exit()
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79

# lists all files with certain extension in defined folder
def listFiles(path, extension):
:param path: folder path
:param extension: type of extension to find ('.pdf', '.txt', ...)
"ignore extension' option will result in listing all files

:return LIST

Returns files in given folder (either all, or those with chosen extension).

mnn

if extension == 'ignore extension':

filelList [f for f in os.listdir(path)
if os.path.isfile(os.path.join(path, £))]

else:

filelList [f for f in os.listdir(path)

if os.path.isfile(os.path.join(path, f)) and extension in f]

return filelList

# get number of line in tzt containing certain text
def getLineNumber(fileName, searchString):
with open(fileName, encoding="utf8") as f:
for i, line in enumerate(f, start=1):
if searchString in line:

return i

# joins list of lists into one flatt list
def flatten(listOfLists):

mnn

:param listOfLists: list of multiple list variables

:return LIST

Function takes wvalues from multiple lists and joins them into single list.

mnn

flatted_list = [item for sublist in listOfLists for item in sublist]
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return flatted_list

# converts PDF to text

def convertPdfToText (sourcePath):
:param sourcePath: path to PDF file
:return STRING

This %s simple PDF to text converter.

nmnn

with io.StringI0() as retstr:
with TextConverter (PDFResourceManager(), retstr, codec='utf-8',
laparams=LAParams()) as device:
with open(sourcePath, 'rb') as f:
interpreter = PDFPagelnterpreter (PDFResourceManager(), device)
for page in PDFPage.get_pages(f, set(), maxpages=0, password='',
caching=True, check_extractable=True):

interpreter.process_page (page)

return retstr.getvalue()

# converts TXT to one string
def txtToString(sourcePath, extent=-1):
:param sourcePath: path to TXT file
:param extent: i1f set to a positive number, it will return first x= characters
of TXT file, otherwise it will return whole TXT as one string

:return STRING

nmnn

with open(sourcePath, 'r', encoding='utf8') as f:
string = f.read()
if extent > O:

string = string[:extent]

return string
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# checks agreement between labels and documents, ensures right document placement
def checkLabels(sourcePath, trainingDataDir, newDataDir):

:param sourcePath: path to labels file

:param trainingDataDir: path to training PDFs

:param newDataDir: path to new PDFs

:return —

This s a complex function ensuring all documents within a PDF folder are
correctly placed
1) checks duplicates between trainingData and newData folders, keep files in
trainingData and deletes duplicates from newData folder
2) checks labels.zlsz records and ensures:
- all files with a record (labeled data) are placed in trainingData
- the rest (unlabeled data) is placed in newData

- records lacking a corresponding PDF file are deleted

mnn

# get a list of all files with a record in labels (exclude nan wvalues)
labels_df = pd.read_excel(sourcePath, index_co0l=0)

labels_files
labels_files
#print (labels_files)

labels_df.index.values.tolist()

[x for x in labels_files if str(x) != 'nan']

# get a list of all PDF files im trainingData folder
training files = listFiles(trainingDataDir, '.pdf')

#print (training_files)

# check if files from trainingData have some duplicates in newData, delete them
duplicates = filecmp.cmpfiles(trainingDataDir, newDataDir, training files) [0]
if duplicates:

print(f"- deleting duplicates from newData. {duplicatesl}")

for file in duplicates:

os.remove (fr'{newDataDir}\{file}")
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# get a list of all PDF files im newData folder
new_files = listFiles(newDataDir, '.pdf')

#print (new_files)

# iterate through labeled documents and check their placement/existence
(1
(1

for file in labels_files:

move_files

drop_files

if file in training files:
# document exzists and is correctly placed
pass

elif file in new_files:
# document exzists but is wrongly placed
move_files.append(file)

else:
# document doesn't exist in expected folders

drop_files.append(file)

# 1f there are some misplaced documents, move them
if move_files:
print(f"- moving from newData to trainingData. {move_files}")
for file in move_files:
shutil.move (fr'{newDataDir}\{file}',
fr'{trainingDataDir}\{file}"')

# 1f there are some labels lacking corresponding PDF, ask permission and delete

if drop_files:
answer = input(f"- documents not found. {drop_files} Do you wish to "
r"delete their records in /PDF/labels.xlsx? (y/n)")

if answer == 'y':
labels_df_drop = labels_df.drop(drop_files)
labels_df_drop.to_excel(labels)
print(r"-- /PDF/labels.xlsx file updated.")

else:

terminate ()
# 1f there are PDFs in trainingData, which lack a label, move them to newData

unlabeled = list(set(training files) - set(labels_files))
if unlabeled:
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200 print (£f"- moving unlabeled PDFs to newData. {unlabeled}")

201 for file in unlabeled:
202 shutil.move(fr'{trainingDataDir}\{file}"',
203 fr'{newDataDir}\{file}"')

204

205

ws # updates manager

27 def updateControlFile(control_file, trainingDataDir, newDataDir, txtDir):

208 mnn

209 :param control_file: path to manager

210 :param trainingDataDir: path to training PDFs

211 :param newDataDir: path to new PDFs

212 :param txtDir: path to TXTs

213 :return -

214

215 This function checks out content of /PDF and /TXT folders and creates

216 the manager.zlsz file. This file contains information about available PDFs,
217 1f they were converted to TXT and if they are labeled or mot. Later this file
218 serves the AI algorithms to get and store needed information.

2o "

220

21 # create blank dataFrame

0 control_df = pd.DataFrame(data={'file name': [],

23 'location': [],

24 'labeled': [],

25 'converted': [],

226 } )

27 control_df = control_df.set_index('file name')

228

229 # get a list of all PDF files im trainingData folder
230 training files = listFiles(trainingDataDir, '.pdf')
231

232 # get a list of all PDF files im newData folder

233 new_files = listFiles(newDataDir, '.pdf')

234

235 # get a list of all TXT files im TXT folder

236 txt_files = listFiles(txtDir, '.txt')

237

238 # go through all avatilable PDFs

239 for file in flatten([training files, new_files]):
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279

# find out, <f file has record in labels

if file in training files:

labeled = True

location = fr'{trainingDataDir}\{file}'

else:

labeled = False

location = fr'{newDataDir}\{filel}'

# find out, <f file was converted to TXT
if f'{splitext(file)[0]}.txt"' in txt_files:

converted = True

else:

converted False

# update control dataFrame

new_data_df = pd.DataFrame([[location, labeled, converted]l],

columns=['location', 'labeled', 'converted'],

index=pd.Index([file], name='file name'))

control_df = control_df.append(new_data_df)

# write changes to control file
control_df = control_df.sort_index()
control_df.to_excel(control_file)

print("- /AI/manager.xlsx created.")

# sorting control dataFrame

# convert all PDF from list to TXT in /TXT folder

def pdfToTxt(file_list, txt_targetDir):

mnn

:param file_list: list of file paths (those files will be converted)

:param tzt_targetDir: path to folder, where converted files will be saved

:return —

mnn

# convert only new documents, ignore those already converted

if file_list: # 4f the list s not blanc, then

print(£f"- converting {len(file_list)} files.")

# progress bar - defining length

print("-" * len(file_list))

68



280

281 for file in file_list:

282 # extract file mame (no path, no extension)

283 file_name = splitext(os.path.basename(file)) [0]

284 # define new file path (where TXT will be saved)

285 file_target_path = fr'{txt_targetDir}\{file_namel}.txt'
286

287 with open(file_target_path, 'w', encoding='utf-8') as f:
288 f.write(convertPdfToText(file))

289 f.close()

290

291 # progress bar to show something ts happening (conversion takes time)
292 print("[", end='")

293 print O

294

295

96 # prepares data for a model

297 def classification_dataPre(control_df, sourceDir, no_of_chars):

298 mnn

299 :param control_df: dataFrame from control file

300 :param sourceDir: path to folder containing TXT files

301 :param no_of_chars: number of first X character from TXT file for the ML to
302 work with (this number should be suffictent to contain all header

303 information, but not too large to confuse ML with rest of the document)
304 :return SPARSE MATRIX, LIST

205 "

306

307 # get data from control file

308 txt_files = [f'{splitext(file_name) [0]}.txt' for file_name

309 in control_df.index[control_df['converted'] == True].tolist()]
310

311 # convert relevant TXT documents into one list of strings (input data format)
312 documents = [] # to store documents in form of strings

313 file_names = [] # to store corresponding PDF documents names

314 for file_name in sorted(txt_files):

315 documents.append (txtToString(fr' {sourceDir}\{file_name}', no_of_chars))
316 file_names.append(f'{splitext(file_name) [0]}.pdf"')

317

318 # pre-process string inputs to wvectors

319 vectorization = TfidfVectorizer(max_df=0.7) # maz_df 0.7 - 1.0
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X = vectorization.fit_transform(documents)

return X, file_names

# generates elbow method diagram
def classification_elbowMethod (X, max_range):
:param X: vectorized documents data
:param maz_range: maximum number of classes for the diagram

rreturn: -

nmnn

distortions = []
for i in range(1l, max_range):
km = KMeans(n_clusters=i, init='k-means++', max_iter=100, n_init=1)
km.fit(X)
distortions.append(km.inertia_)
plt.plot(range(l, max_range), distortions, marker='o')
plt.xlabel('Number of clusters')
plt.ylabel('Distortion')
plt.tight_layout ()
plt.xticks(np.arange(0, (max_range+l), 2))
plt.show()

# builds up classification model with a DBSCAN method
def classification_DBSCAN(control_df, X, file_names, eps):
:param control_df: dataFrame from control file
:param X: vectorized documents data
:param file_names: relevant indices of the control file dataFrame
:param eps: maximum distance between two samples in one class (model parameter)

:return DATAFRAME

nmnn

# create classifying model
cl_model = DBSCAN(eps=eps, min_samples=5)
cl_model.fit(X)

cluster_numbers = cl_model.labels_
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360 total_clusters = len(np.unique(cluster_numbers))

362 # save classes and corresponding PDF names in a dataFrame format
363 classification_dic = {'file name': file_names,

364 'class_DBSCAN': cluster_numbers}

365 predicted_classes_df = pd.DataFrame(data=classification_dic)

366 predicted_classes_df = predicted_classes_df.set_index('file name')
367

368 # merge data from control file with determined classes

369 control_df = pd.concat([control_df, predicted_classes_df], axis=1)
370 print (f"- DBSCAN method used, total {total_clusters} classes determined"
371 f" for epsilon {eps}.")

372

373 return control_df

36 # builds up classification model with a K-Means method
377 def classification_Kmeans(control_df, X, file_names, clusters):

378 nmnn

379 :param control_df: dataFrame from control file

380 :param X: vectorized documents data

381 :param file_names: relevant indices of the control file dataFrame
382 :param clusters: number of classes

383 :return DATAFRAME

184 win

385

386 # create classifying model

387 cl_model = KMeans(n_clusters=clusters, init='k-means++', max_iter=100, n_init=1)
388 cl_model.fit(X)

389

390 cluster_numbers = cl_model.labels_

391 total_clusters = len(np.unique(cluster_numbers))

392

393 # save classes and corresponding PDF names in a dataFrame format
394 classification_dic = {'file name': file_names,

395 'class_K-Means': cluster_numbers}

396 predicted_classes_df = pd.DataFrame(data=classification_dic)

397 predicted_classes_df = predicted_classes_df.set_index('file name')
398

399 # merge data from control file with determined classes
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439

control_df = pd.concat([control_df, predicted_classes_df], axis=1)

print(f"- K-Means method used, {total_clusters} classes in total.")

return control_df

# prepares training dataset

def data_reading_dataPre(feature_name, label_data, output_file):
:param feature_name: mame of column in labels
:param label_data: dataFrame from labels
:param output_file: csv training data file

rreturn:

nmnn

with open(output_file, 'w', newline='', encoding="utf8") as csv_file:
writer = csv.writer(csv_file)

writer.writerow(['file', 'text', 'target information', 'line number'])

for filename in label_datal['txt_name'].tolist():
with open(os.path.join(txt_mainDir, filename),
'r', encoding="utf8") as text_file:
text = text_file.read()
feature = label_data.loc[label_datal['txt_name'] == filename,
feature_name] .iloc[0]
line_number = getLineNumber (os.path.join(txt_mainDir, filename),

feature)

writer.writerow([filename, text, feature, line_number])

# uses dectision tree method to extract information

def data_reading decisionTree(train_file, new_docsDir, new_docs, output_file):
:param train_file: csv training data file, created with other function
:param new_docsDir: the TXT directory
:param new_docs: list of TXT names of documents to process with trained model
:param output_file: files containing results

rreturn: -

nmnn
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# Load the training data (manually labeled examples)

train_df = pd.read_csv(train_file)

# Preprocess the text in the training data
vectorizer = CountVectorizer()

#vectorizer = TfidfVectorizer()

train_X = vectorizer.fit_transform(train_df['text'])

#train_X = vectorizer. fit_transform(train_df['text'])

# Train a decision tree classifier to predict the line number

clf = DecisionTreeClassifier()
#clf = RandomForestClassifier(n_estimators=100)

clf .fit(train_X, train_df['line number'])

# Create an empty DataFrame to store the extracted information and line numbers

extracted_df = pd.DataFrame(columns=['text', 'line_number'])

# Loop over each new document and extract the target information

for doc in new_docs:
doc_path = os.path.join(new_docsDir, doc)
with open(doc_path, 'r', encoding="utf8") as f:

new_text = f.read()

# Preprocess the text in the new document

new_X = vectorizer.transform([new_text])

# Use the decistion tree classtifier to predict the line number

predicted_line = clf.predict(new_X) [0]

# Extract the predicted line from the new document
lines = new_text.split('\n')
if predicted_line < len(lines):

extracted_info = lines[predicted_line] .strip()

else:

extracted_info

# Add the extracted information and line number to

the DataFrame

extracted_df = extracted_df.append({'text': extracted_info,

'line_number':
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ignore_index=True)

# Write the extracted information and line numbers to the CSV file

extracted_df.to_excel(output_file, index=False)

# uses decision tree method with addition of forbidden ezxpr. to extract information

def data_reading_decisionTree_expressions(train_file, new_docsDir, new_docs,

forbidden_expressions, output_file):
:param train_file: csv training data file, created with other function
:param new_docsDir: the TXT directory
:param new_docs: list of TXT names of documents to process with trained model
:param forbidden_expressions: list of string expressions, that can never appear
in searched feature
:param output_file: files containing results

rreturn: -

mnn

# Load the training data (manually labeled examples)

train_df = pd.read_csv(train_file)

# Preprocess the text in the training data
vectorizer = CountVectorizer()

train_X = vectorizer.fit_transform(train_df['text'])

# Train a decision tree classifier to predict the line number
clf = DecisionTreeClassifier()

clf .fit(train_X, train_df['line number'])

# Create an empty DataFrame to store the extracted information and line numbers

extracted_df = pd.DataFrame(columns=['text', 'line_number'])

# Loop over each new document and extract the target information
for doc in new_docs:

doc_path = os.path.join(new_docsDir, doc)

with open(doc_path, 'r', encoding="utf8") as f:

new_text = f.read()
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# Preprocess the text in the new document

new_X = vectorizer.transform([new_text])

# Use the decistion tree classtifier to predict the line number

predicted_line = clf.predict(new_X) [0]

# Search for the desired information in the wvicinity of the predicted line
lines = new_text.split('\n')
# Search up to 10 lines before the predicted line
start_line = max(predicted_line - 10, 0)
# Search up to 10 lines after the predicted line
end_line = min(predicted_line + 10, len(lines))
extracted_info = None
for line_idx in range(start_line, end_line):
# Extract the line of text and check tf it contains any forbidden expr.
line_text = lines[line_idx].strip()
if any(expr in line_text for expr in forbidden_expressions):

continue # Skip this line if it contains a forbidden ezpression

# Extract the desired information from the line
if line_idx < predicted_line:
extracted_info = line_text
elif line_idx == predicted_line:
if extracted_info is Nome:
extracted_info = line_text
else:
extracted_info += ' ' + line_text
else:

break # Stop searching after the predicted line

# Add the extracted information and line number to the DataFrame
extracted_df = extracted_df.append({'file_name': os.path.basename(doc_path),
'text': extracted_info,
'line_number': predicted_line},

ignore_index=True)

# Write the extracted information and line numbers to the CSV file

extracted_df.to_excel(output_file, index=False)
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A.3 main.py

from func import *

if

__name__ == '__main__

#

# Program initiation

#

print('\n' + caption_bar_charl * caption_bar_length)

print("Program initiation")

print(caption_bar_char2 * caption_bar_length)

# For the successful initiation, there must be some records in /PDF/labels.zlsz
# and corresponding PDFs must be placed in the trainingData or newData folder.
# If these conditions are not met, there is mo reason to continue.

# Part of the intitiation is also ensuring all PDFs are placed correctly.

# create working folders, if non existent (stating subdirectories suffice)

print ("\nChecking working folders...")

for folder in [pdf_trainingDataDir, pdf_newDataDir, txt_mainDir]:
checkFolder (folder)

print ("Working folders ok.")

# 1f excel with labels doesn't exist, terminate
if not os.path.isfile(labels):

terminate()

# check agreement between training PDFs placement and records in labels
print ("\nChecking labels and file placement...")

checkLabels(labels, pdf_trainingDataDir, pdf_newDataDir)

print("Labels ok, placement ok.")

# 1f there are no files in trainingData folder, terminate
if not os.listdir(pdf_trainingDataDir):

terminate()

#
# Data processing

#

print('\n' + caption_bar_charl * caption_bar_length)

print("Data processing")
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print (caption_bar_char2 * caption_bar_length)

# This section ensures, there is the control /AI/manager.zlsz file and keeps it
# up to date. It is safe to delete control file, program will create new one,

# but only reason for that would be user intervention in the file, which s

# strongly forbidden.

# Other task of this section %s PDF to TXT conversion, if mot done already.

# update information in manager (create manager if necessary)
print ("\nCreating manager...")
updateControlFile(manager, pdf_trainingDataDir, pdf_newDataDir, txt_mainDir)

print ("Manager ok.")

# read updated data from manager

manager_df = pd.read_excel(manager, index_col=0)

# list all files that weren't converted to TXT yet

convert_name_list = manager_df.index[manager_df['converted'] == False].tolist()
# get paths to those files

convert_file_list = []

for name in convert_name_list:

convert_file_list.append(manager_df.loc[name, 'location'])

# convert given files to TXT and save them in /TXT folder
print ("\nPDF to TXT conversion...")
pdfToTxt (convert_file_list, txt_mainDir)

print("Conversion ok.")

#
# AT
#

print('\n' + caption_bar_charl * caption_bar_length)

print ("AI")

print (caption_bar_char2 * caption_bar_length)

# Unsupervised machine learning ts used to all available PDFs (in both training
# and new folders) to determine document classes. Results are saved to manager.
# Supervised machine learning s used to training PDFs. Model is trained

# separately for each document class stated in manager.

print("\nClassifying documents...")
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# get actualized manager information
manager_df = pd.read_excel(manager, index_col=0)
# preprocess data

data, indices = classification_dataPre(manager_df, txt_mainDir, charNo)

# classify document with DBSCAN method
distance = 1

manager_df = classification_DBSCAN(manager_df, data, indices, distance)

# show elbow method diagram for K-means

classification_elbowMethod(data, 19)

# user number of classes input for K-means with check
while True:
try:
classes_number = int(input("- enter number of classes:"))
break
except ValueError:
print ("WARNING! You have to enter an integer - try again.")

continue

# classtify document with K-Means method

manager_df = classification_Kmeans(manager_df, data, indices, classes_number)

manager_df.to_excel (manager) # save all to control file

print("- classes saved to /AI/manager.xlsx.")

print("Classification ok.")

print ("\nReading documents...")

# get actualized manager information

manager_df = pd.read_excel(manager, index_col=0)

# read labeled data and preprocess them for a model
label_df = pd.read_excel(labels, index_col=0)
data_reading_dataPre('company', label_df, train_data)

print("- creating /AI/train_data.csv.")

78


file:///nReading

120

121

122

123

124

125

126

127

128

129

130

131

132

133

134

135

136

137

138

139

140

141

142

143

144

145

# loop through determined classes

for class_number in set(manager_df['class_K-Means']):

# define list of nmew documents to process (always from one class at time)
# all documents in given class
docs_list_all = manager_df.index[
manager_df ['class_K-Means'] == class_number] .tolist()
# all new documents to process
docs_list_new = listFiles(pdf_newDataDir, '.pdf')
# documents to process from the given class in TXT format
docs_list = [f.replace('.pdf', '.txt') for f in

[x for x in docs_list_all if x in docs_list_new]]

# define output file mame

output_file = fr'{ai_mainDir}\output{class_number}.xlsx'

# extract information with decision tree method and forbidden expressions
if docs_list:
data_reading decisionTree_expressions(train_data, txt_mainDir, docs_list,
forbidden, output_file)
print(f"- saving results for class {class_number} to "
f"{os.path.basename (output_file)} ({len(docs_list)} documents).")
else:

print (f"- no documents to process for class {class_numberl}.")

print ("Reading ok.")
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Priloha B Textovy vystup programu

Program initiation

Checking working folders...
Working folders ok.

Checking labels and file placement...

- moving from newData to trainingData. ['ral.pdf', 'ra24.pdf', 'ra40.pdf']
- moving unlabeled PDFs to newData. ['ra64.pdf', 'ra65.pdf']

Labels ok, placement ok.

Data processing

Creating manager...
- /AI/manager.xlsx created.

Manager ok.

PDF to TXT conversion...

Conversion ok.

Classifying documents...

- DBSCAN method used, total 4 classes determined for epsilon 1.
- enter number of classes:3.5

WARNING! You have to enter an integer - try again.

- enter number of classes:3

- K-Means method used, 3 classes in total.

- classes saved to /AI/manager.xlsx.

Classification ok.

Reading documents...
- creating /AI/train_data.csv.
- no documents to process for class O.

- saving results for class 1 to outputl.xlsx 5 documents.
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- saving results for class 2 to output2.xlsx 4 documents.

Reading ok.
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