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Abstrakt

Cielom tejto prace bolo zostrojif algoritmus na detekciu Iudskej tvare z nekvalitnych zdro-
jovych snimkov a nasledne vylepsSenie obrazu ludskej tvare. Vysledkom prace je aplikacia s
grafickym rozhranim, ktora zo vstupnych snimok detekuje objekty ludskej tvare a nédsledne
tieto zdetekované tvare vylepsuje z hladiska kvality a velkosti. Pri vytvarani aplikicie boli
pouzité siucasné techniky a algoritmy, ako st neurénové siete, ktoré tvorili zaklad pre de-
tekciu ako aj pre vylepsenie obrazu, S3F' D na detekciu a v neposlednom rade GAN siete
na vylepsenie obrazu. Stcastou prace je testovanie jednotlivych casti aplikicie v preddefi-
novanych scenaroch ako aj testovanie komplexného behu aplikacie.

Abstract

The aim of this thesis was to construct an algorithm for the detection of human face from
poor quality source images and subsequently improving the image of human face. The result
of the work is an application with a graphical interface which detects human face objects
from the input images and then improves these inherited faces from the point of quality
and size. When creating the application, current techniques and algorithms such as neuron
networks were used. They formed the basis for detection and image improvement, S3F D
detection and last but not least the GAN network to improve the image. Part of the thesis
is testing the individual parts of the application in predefined scenarios as well as testing a
comprehensive run application.
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Kapitola 1

Uvod

Ulohou tejto bakalarskej préce je detekovat Tudské tvare zo zdrojovych snimok a nésledné
vylepsenie obrazu. Konkrétne sa zameriavame na nekvalitné zdrojové snimky, u ktorych je
detekcia a nasledny proces vylepSenia obrazu naroc¢nejsi. Detekcia v dnesnej dobe dosahuje
uctihodné vysledky, ale detekovanie ludskych tvari v nizkom rozliseni je oblast, v ktorej
je velmi tazko dosiahnut milnik, ktory by urcoval ¢i je vysledok dostatocny alebo nie. V
stcasnosti sa ¢lovek stretdva s coraz vacsim poc¢tom snimok, ktorych zdroj je nekvalitny
fotoaparat alebo kamera. To nasledne stazuje proces detekovania, ktory je neoddelitelnou
sucastou dalsich procesov, ako napr. rozpoznavanie, identifikicia alebo vylepsenie obrazu.

V sucasnosti je nevyhnutné aby praca s obrazovymi datami z hladiska kvality bola co
najjednoduchsia, ¢im sa zjednodusi celd praca s danymi obrazovymi datami. Velkym prob-
lémom, ktory ostava aj v dnesnej dobe, je pouzivanie nie velmi kvalitnych zachytavajacich
zariadeni, ktoré pridévaja snimke réznorodé defekty, ako napr. Sum, kontrast ¢i rozmazanie.

Prinosom tejto prace je aj pouzitie vyslednej aplikicie policiou Ceskej republiky na
detekciu a rozpoznavanie tvari potencidlnych pachatelov pri dokazovani viny v trestnych
konaniach.

V kapitolach 2 a 3 sa citatel moze oboznamif s dnesnymi technikami a algoritmami,
ktoré sa vyuzivaji na detekciu a samotné vylepsenie obrazu. V kapitole 4 sa citatel zo-
znami jednak s ndvrhom vyslednej aplikécie, a to od navrhu techniky pouzitej na detekciu
cez navrh algoritmu na vylepSenie obrazu az po navrh grafického rozhrania vyslednej ap-
likacie. V tejto kapitole st zahrnuté aj Specifikacie testovacich procesov ako pre detekciu
tak aj pre vylepsienie obrazu. V poslednej casti tejto kapitoli sa citatel dozvie viac o apli-
kécii z hladiska pouzitych kniznic, programovacieho jazyka a pod. V kapitole 5 je zhrnuté
testovanie jednotlivych casti aplikacie, ako su detekcia a vylepsenie obrazu. V kapitole 6
st zhrnuté dosiahnuté vysledky, ¢o sa v praci nepodarilo a taktiez sa tam nachadza cast o
moznom vylepseni aplikécie.



Kapitola 2

Detekcia tvare

Detekcia tvare je priebeh identifikdcie tvare v danom prostredi. Pre Tudsky mozog je tato
uloha jednoduché a prirodzené, nakolko mozog dokaze rozoznavat a uchovavat vzhlad tvare
uz od narodenia. Na druhej strane, pre stroj, je proces detekcie a identifikdcie tvare zlozity
a komplikovany, ale nie neriesitelny. Aspektmi, ktoré stroju znacne stazuja tento proces su
predovsetkym mimika a nizka kvalita celého podkladu obrazu [38].

2.1 Prehlad existujacich algoritmov

Metddy, ktoré sa pouzivajui na detekciu tvare, je mozné z hladiska pouzitia neurénovych
sieti rozdelit do dvoch zakladnych kategdrii:

e Tradi¢né metody
o Metédy zalozené na hibkovom uceni
Tradiéné metddy

Zakladom tradi¢nych metdéd st rucne vytvorené funkcie. Tradi¢né metddy s schopné do-
siahnut detekciu v redlnom case na CPU (centrdlna procesorova jednotka z angl. central
processing unit), ale chyba im adaptécia na zmenu vyrazu tvare a adaptédcia na slabé osvetle-
nie tvare. Taktiez nie st vhodnym rieSenim na detekciu tvare pri nizkom rozliseni. Typickym
a najznamejsim prikladom takychto metdd je Viola-Jones detektor [38].

2.1.1 Viola-Jones detektor

Viola-Jones detektor je ramec na detekciu tvare ¢loveka, ktory navrhli Paul Viola a Michael
Jones v roku 2001. Celd funkénd logika algoritmu prebieha v styroch krokoch [38]:

o Haar feature Selection
e Creating an integral image
o AdaBoost training

e Cascading classifiers



Haar feature Selection

7 hladiska fyziognémie vsetky ludské tvare vykazuja urciti podobnost.

Prikladmi beznych ¢it, ktoré sa pouzivaji na vytvorenie Haar funkcie, si: oblast oka,
ktord je tmavsia ako Spicka nosa, oblast hornych lic, ktord je tmavsia ako regiéon oci a
umiestnenie oc¢i, Gst a nosa. Tieto Crty sa urcuju prostrednictvom algoritmu a pouzivaju
sa ako stcast vyhladdvania v obrazku, a to vo forme obdlznikov. Teda kazd4 oblast, resp.
regién, tvare je reprezentovana jednym obdlznikom [25].

Obr. 2.1: Priklad obdlznikov. Prevzaté z [29)].

Creating an integral image

Obdlznikové dtvary, ktoré si zobrazené na obrazku 2.1 sa efektivne vypoéitavaji prostred-
nictvom metédy integralnych obrazkov. Integralny obrazok na mieste x,y obsahuje sucet
pixelov hore a dolava z x,y vratane:

i(zy) = Y i@y, (2.1)

m/§x7y/§y

kde 7i(x, y) je integralny obrazok a i (x, y) je povodny obrézok, prostrednictvom nasledujicej
dvojice opakovani:

s(z,y) = s(x,y — 1) + i(z,y) (2.2)
ii(z,y) =ii(z — 1,y) + s(z,y),

kde s(z,y) je kumulativny sucet riadkov, s(z,—1) = 0 a ii(—1,y) = 0 integralny obraz
mozno vypocitat jednym prechodom pévodnym obrazom [29].

Adaboost training

Adaboost je klasifikator, ktory slizi na klasifikaciu obrazku. Adaboost klasifikator sa sklada
z malého poctu funkcii zredukovanych z velkej skupiny klasifikatorov.

Vsetky funkcie, ktoré si vypocitané, nie st nevyhnutne siicastou tvare, a preto je nepot-
rebné, aby sa nadbytoc¢né funkcie zahodili. To sa deje prave pomocou klasifikatora. Adaboost
klasifikator je velmi efektivny, pretoze vsetky funkcie, ktorych je viac ako 160000, dokaze
zredukovat na niekolko stoviek. Na zdklade tejto redukcie je mozné AdaBoost zobrazit aj
ako selektor funkcii [25].



Cascading classifiers

Obdlzniky, ktoré reprezentuji jednotlivé vyznamné érty tvare, sa uréuji prostrednictvom
Haar funkcie a nasledne sa vyhodnocuji pomocou suboru klasifikatorov. Kazdy v poradi
po sebe nasledujuci klasifikator je o nieCo zlozitejsi. Kaskadovité klasifikatory slizia na
odhalenie falosnej detekcie a nasledne na ukoncenie klasifikacie. V opa¢nom pripade prie-
beh klasifikacie kaskadovite pokrac¢uje na nasledujici klasifikator. Princip klasifikacie je
znazorneny na obrazku 2.2.

Krok 1

Fodoblast obrazka Predstavuje obrazok tvar?

h 4

Krok 2
Predstavuje obrazok tvar?

i Mie je to tvar

Krok n
Predstavuje obrazok tvar?

h 4

detekovana tvar

Obr. 2.2: Postup klasifikdcie obdlznikov. Prevzaté z [28].

Metédy zaloZené na hibkovom uéeni

Druhou skupinou metdd, ktoré sa zameriavaju na detekciu tvare, st metédy zalozené na
hibkovom uéeni. Tieto metédy vyuzivajd princip neurénovych sieti. V porovnani s tradic-
nymi metédami dokdzu dspesne rozpoznaf tvar aj pri nizkom rozliseni obrazku. Typickymi
prikladmi metéd zalozengch na hibkovom uéeni st [38]:

e CNN 2.1.2

e Faster R-CNN 2.1.3
« YOLO 2.14

e« SSSFD 2.1.5

2.1.2 CNN

Konvolu¢nd neurénova siet, skratene CNN (z angl. convolutional neural network), je kate-
goériou neurdnovej siete, ktord sa vyuziva v oblastiach spojenych s klasifikaciou a rozpozna-



vanim obrazu. Typickymi prikladmi architektiir CNN siete st ResNet [12], VGG [36] a iné
[4].

CNN patri do skupiny tzv. feed-forward neurénovych sieti, pre ktori je typické, ze vo
svojej architektire vytvara acyklicky graf [35]. CNN sa dalej sklada bud z filtrov, z jadier
alebo z neurénov, ktoré obsahuja charakteristické hmotnosti alebo parametre a tzv. biases.
Struktira CNN pozostdva z nasledujticich éasti [4]:

e konvolucné vrstvy,
e pooling vrsty,
o rektifikovand linedrna jednotka, skratene ReLU (z angl. Rectified Linear Unit),

e plne prepojené vrstvy.

il

convolution « nonlinearity max pooling WiBg

[reoococoddddadd

(‘NN NN N NN NN

convolution + pooling layers fully connected layers

Obr. 2.3: Konvoluéna neurénova siet. Prevzaté z [4].

Konvolucéna vrsta

Konvolu¢né vrstva predstavuje hlavny stavebny prvok konvolucnej siete, ktory vykonava
vacsinu vypoctovych tloh. Primarnym tcelom konvoluénej vrstvy je extrakcia prvkov zo
vstupnych tdajov, ktorymi si obrazky. Kazda konvolu¢na vrstva sa sklada z niekolkych
filtrov. Filter slizi na detekovanie Specifickej vlastnosti zo vstupného obrazku. Je to matica
o velkosti N x N, ktora sa prelozi cez vstupny obrazok a prostrednictvom skalarneho sic¢inu
sa urcia nové hodnoty pixelov. Z Vyslednych hodndt sa vytvoria aktivaéné mapy, ktoré sa
nasledne nacitaju ako vstupné tdaje do dalsej konvolucnej vrstvy. Pocet filtrov v konkrétnej
konvoluénej vrstve udéva vysledny pocet aktivacnych map [4, 17].

Pooling vrstva

Pooling vrstva znizuje rozmernost kazdej aktivacnej mapy, pricom nadalej obsahuje najdo-
lezitejdie informéacie. Vstupné obrazky sa delia do mnoziny neprekryvajicich sa obdlznikov.
Kazd4 oblast je vzorkovand nelinedrnou operéaciou. Typickym prikladom nelinedrnej ope-
racie je priemer alebo maximum. Pooling vrstva dosahuje lepsiu generaliziciu, rychlejsiu
konvergenciu, je odolnd voci skresleniu a zvycajne je umiestnend medzi konvolucné vrstvy
[4].



Rektifikovana linearna jednotka

Rektifikovand linedrna jednotka, skratene ReLU, je operécia po prvkoch, ¢o znamena, ze sa
aplikuje na kazdy pixel a vSetky negativne hodnoty na mape prvkov sa zrekonstruuji na
nulu. Aby sme pochopili ako funguje ReLU predpokladdme, Ze existuje neurdénovy vstup
dany ako x, a ze usmernovac je v literatire pre neurénové siete definovany ako [4]:

f(x) = max(0, ). (2.4)

Plne prepojena vrstva

Plne prepojend vrstva zabezpecuje, ze kazdy filter v predchadzajtcej vrstve je pripojeny ku
kazdému filtru v nasledujtcej vrstve. Vystupny obraz je vystupom z konvolu¢nych, pooling
a ReLU funkcii. Cielom plne prepojenej vrstvy je vyuzitie tychto funkcii na klasifikdciu
vstupného obrazu do roéznych tried na ziklade stiboru testovacich tdajov. Plne prepojena
vrstva vyuziva aktivaéni funkciu Softmax, ktord zaistuje, ze sicet pravdepodobnosti vy-
stupu z plne pripojenej vrstvy je 1. Funkcia Softmax vezme vektor lubovolnych skére so
skuto¢nou hodnotou a roztlaéi ho na vektor hodnét, ktoré st z rozsahu 0—1, a ktoré davaju
svojim suctom vysledok 1 [4].

2.1.3 Fast R-CNN

Fast R-CNN berie ako vstup cely obraz a sibor navrhov objektov. Sief najskor spracuje
cely obraz s niekolkymi konvoluénymi a maximalnymi pooling vrstvami a vytvori konvo-
luénti mapu funkeii. Potom pre kazdy ndvrh objektu Rol (region zdujmov z angl. region
of interests) extrahuje z aktivacnej mapy vektor znakov s pevnou dizkou. Kazdy vektor je
privadzany do sekvencie tplne spojenych vrstiev, ktoré sa nakoniec rozvetvuju do dvoch
surodeneckych vystupnych vrstiev:

o vytvara odhady pravdepodobnosti funkcie softmaxu cez triedy K objektov, plus triedu
»pozadia®“ typu catch-all

e vydéava 4 redlne ohodnotené ¢isla pre kazdi z K tried objektov

Kazda sada styroch hodno6t kéduje pozicie rafinovaného vymedzovacieho boxu pre jednu z
tried K [8].

Pooling vrstva Rol

Pooling vrstva Rol vyuziva maximélny pooling na prevod prvkov vo vnutri ktorejkolvek
platnej oblasti zdujmu na mali aktiva¢ni mapu s pevnym priestorovym rozsahom H x W,
kde H a W st hyperparametre vrstvy, ktoré su nezévislé na ktorejkolvek konkrétnej Rol.
Kazdé Rol je definovand Stvoricou n-tic (r, ¢, h, w), ktord urcuje jej lavy horny roh (r,c) a
jej vysku a sirku (h,w) [8].



softmax regressor

FC FC
FCs
Conv Rol feature
feature map vector _ .

Obr. 2.4: Architektira Fast R-CNN. Prevzaté z [3].

2.1.4 YOLO

You only look once, skratene YOLO, sa vyuziva na detekciu objektov. YOLO vzhliada na
detekciu cielov ako na regresny problém [14, 32].

V stcasnosti si k dispozicii dve verzie YOLO modelu. YOLOv1 je zékladnym modelom,
ktory je znédzorneny na obrazku 2.5. YOLOvV2 je novsou verziou, ktorej zaklad vychadza z
YOLOv1. V porovnani s predoslou verziou, nova verzia je schopné predpokladat objekt pri
roznom rozliseni a dosahuje vyssiu tspesnost pri detekeii objektov [6].

Princip algoritmu

Algoritmus YOLO je mozné rozdelit do niekolkych etap. V prvej etape je vstupny obra-
zok rovnomerne rozdeleny. Vystupom prvej etapy je obrazok, rozdeleny na subor malych
stvorcov, ktory vizualizuje siet o velkosti S x S. V nasledujicom kroku sa pre kazdy ramik
S predikuje B pocet ohrani¢enych ramcov s pravdepodobnostami ich nalezitosti detekcie a
pravdepodobnostami vztahovat sa do jednotlivych definovanych tried. V poslednom kroku
st vyselektované len také ohranicené ramce, ktoré dosahuji najvyssie pravdepodobnostné
skore. Ostatné ohranicené ramce sa zahadzuju [14].

Firal dedections

Class probability map

Obr. 2.5: Priebeh Algoritmu YOLO. Prevzaté z [21].



2.1.5 SSSFD

Single shot scale invariant face detector, skratene S®F D, vychadza z modelu SSD, konkrétne
z jeho viacuroviiového mechanizmu, a z Faster R-CNN, a to z jeho RMP casti [18, 22, 37].

e Base Convolutional Layers Extra Convolutional Layers
R _ (VG616 through Posls layer)

“ f
v 'S 'l
e { MormalizationLayers )
!.' Detection Layers ] i g\ ? g g g
5 ! 5 E 5 . 2 Predicted g g B
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: * Conwd_3 = & £ Layers & i &
: * Conws_3 : S & £ £ £l £
: = Conv_fc? : : i 1
i - Com6l | i i ! ! |
* Comi72 ¢ C Multi-task Loss Layer: sefumaxiess and SmoothLilos )

Obr. 2.6: Architektiira S3FD. Prevzaté z [37].

Hlavnou inovaciou, vdaka ktorej sa podarilo posuntuf detekciu na vysSiu droven, je
riesenie detekcie tvare z hladiska velkosti, a to pre stredné az velmi malé tvare [37].

Pouzitim siefovej architektiry so Sirokym stiborom vrstiev spojenych s kotvami, z angl.
anchors, ktorych velkost kroku sa postupne zdvojnasobuje od 4 do 128 pixelov, sa docielilo
rozpoznanie aj mensie tvare. Prostrednictvom takejto siefovej architektiry sa zaistuje, aby
rézne rozpétie tvari malo primerané vlastnosti na detekciu vo vhodnych vrstvach spojenych
s kotvami [37].

Architektira S2FD je zobrazena na obrazku 2.6. Na obrazku sa takisto nachidza jedna
CNN siet 2.1.2, ktorej architektira je VGGnet [36]. Nie je to ale klasickd architektira
VGGnet [36]. Plne prepojené vrstvy v poradi 6 a 7 sa prostrednictvom podvzorkovania
ich parametrov zmenia na konvoluéné vrstvy. Bezprostredne za ne sa pridavaja dalsie kon-
volucéné vrstvy. Tie sa postupne zmensuju, a tak vytvaraja viacrozmerné aktivacné mapy

[37).
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Kapitola 3
Vylepsenie kvality objektu tvare

Této kapitola ponika prehlad technoldgii, ktorych hlavnou tlohou je vylepsit, resp. opravit,
zli prezentaciu objektu tvare v obrazku, ktord je nevyhnutnym aspektom pre neskorsiu
manipulaciu a pracu s nou.

Medzi najcastejsie typy poskodenia obrazku, ktoré spésobuji ¢iastoénu alebo celkovi
deforméaciu obrazku patria: rozmazanie, Sum, nizka kvalita osvetlenia, kontrast, nizke roz-
liSenie obrazka, okltzia a mnoho dalsich. K spomenutym typom poskodeni dochidza ne-
vhodnym zvolenim systému, ktory pontka nizku kvalitu rozliSenia; v dosledku velkej vzdia-
lenosti snimajiceho objektu od objektivu fotoaparatu alebo kamery a v neposlednom rade
prostrednictvom réznych chyb v spracovavani obrazu [20)].

Kvalita objektu tvare ako aj celkova kvalitativna reprezentacia obrazku su velmi dblezité
pre dalsie kroky, ako napriklad identifikdcia tvare, kamerové zabery ¢i rekonstrukcia tvare.
Na vyriesenie problémov, kedy je velmi naroc¢né pracovat so vstupnym obrazkom, kvoli
¢astym poskodeniam, sa pouziva tzv. super-rozliSenie tvare [16].

Super-rozliSenie tvére, skratene SR (z angl. super-resolution ), zndme tiez ako tvarova
halucinécia, z angl. face hallucination, sa zameriava na generovanie vysoko kvalitnych, skra-
tene HR (z angl. high resolution ) obrazkov, kde vstupnymi détami si obrazky v nizkom
rozliSeni, skrdtene LR (z angl. low resolution) [2].

3.1 Prehlad dostupnych technolégii

Metody, ktoré sa vyuzivaju na vylepsenie tvare, je mozné z hladiska pouzitia neurénovych
sieti rozdelit do tychto skupin:

o Metédy zalozené na histograme
o Interpolaéné metédy

e Super resolution

Metody zalozéne na neuronovych sietach

Met6dy zalozené na histograme

Tieto metdédy pracuju s kontrastom jednotlivych obrazkov, ktory transformuji k dosiahnu-
tiu kvalitnejSej vizualizacii obrazka. Medzi zakladné algoritmy, ktoré reprocesuju kontrast
snimok su:
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e Vyrovnanie histogramu

o Adaptivne vyrovnanie histogramu

3.1.1 Vyrovnanie histogramu

Téato technika patri k zakladnym technikim na vylepsenie obrazu. Kazdému pixelu na
obrazku je priradend hodnota z intervalu < 0,255 >, kde 0 predstavuje ciernu farbu a
hodnota 255 predstavuje bielu farbu. Po tomto rozdeleni sa vytvori histogram s pocetnostou
jednotlivych hodnét pixelov. Pre vysvetlenie, v pripade ak je obraz tmavej farby jednotlivé
pixely budi mat nizsie hodnoty, tym padom najvicsie zoskipenie pixelov bude v oblasti 0.
Ulohou algoritmu vyrovnania histogramu je zvysit kontrast kazdemu pixelu obrazu. Inymi
slovami, pre kazdt hodnotu pixelu j priradi novii hodnotu pixelu £ pomocou rovnice 3.1.

J ,
kzzz%, (3.1)

=0

kde N je pocet jednotlivych pixelov danej hodnoty kontrastu a T je pocet vsetkych pixelov
[26].

Velkym problémom tejto techniky je, ze zvysSuje kontrast obrazu ako celku. To znamen4,
ze oblasti s vyskytom Sumu budt spracované, ¢im sa zvysi nechceny jas v zasumenej oblasti
ako je mozné vidiet na obrazku 3.1.

Obr. 3.1: Spracovanie $umu. Zdroj'.

3.1.2 Adaptivne vyrovnanie histogramu

Adaptivne vyrovnanie histogramu sa taktiez pouziva na vylepsenie kontrastu v obrazkoch.
Lisi sa od vyrovnania histogramu adaptivnou metédou, ktord pocita niekolko histogramov,
kde kazdy histogram zodpoveda samostatnej ¢asti obrazka. Adaptivne vyrovanie histogramu
na rozdiel od klasickej techniky vyrovnania histogramu vylepsuje obraz transforméaciou
kazdého pixelu pomocou transformacnej funkcie odvodenej od susednej oblasti. Znizuje
tak ¢ast Sumu v regiéonoch obrazu. Tato technika taktiez podporuje vylepsenie kontrastu v
sivych a farebnych obrazoch [11].

Thttps://www.youtube.com/watch?v=poR-cFh3PDI&t=248s&ab_ channel=DeepEigenDeepEigen
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Obr. 3.2: Vylepsenie obrazu pomocou adaptivneho vyrovnania histogramu. Prevzaté z [11].

Interpolac¢né metody

Zakladom interpolacnych metdd je interpola¢na technika, u ktorej sa odhaduje nasledujica
hodnota funkcie pomocou aproximéacie. Medzi zdkladné interpolacné metédy patri [27]:

o Interpolacia najblizsicho suseda
o Bilinedrna interpolacia
o Bikubicka interpolacia

Princip interpolécie je zobrazeny na obrazku 3.3.

o ® % "0
o ® 2 2 & 9 9
*eee EEEREEERE.
L L B I
Expanded 2 ® 2 2 2 " 0
LN N N
P L B B B BN BN N
e ® & 2 & 0
i® Original Image
L L B B B B
# Interpolated Image

Obr. 3.3: Princip interpolécie. Prevzaté z [27].

3.1.3 Interpolacia najblizsieho suseda

Interpolécia najblizsieho suseda je zédkladnou technikou interpolacie. V porovnani so vset-
kymi interpolac¢nymi metédami je interpolacia najblizSieho suseda najjednoduchsia a na
spracovanie dat ¢asovo najmenej naro¢na. Principom interpolacie najblizsieho suseda je, ze
interpolacny pixel sa nahradi najblizsim pixelom. Tato metdéda je vhodna na spracovanie
obrazku, ktory mé kontiry HR, ale pozdlz okrajov sii badatelné nedostatky [27].

3.1.4 Bilinearna interpolacia

Bilinearna interpolacia vyuziva linedrnu interpolaciu na dopocitanie vyslednej hodnoty pi-
xelu. Princip algoritmu je zndzorneny na obrazku 3.4 a mozno ho rozdelit do dvoch bodov.

Majme bod P, ktorého pozicia je x a y. Hodnota bodu P sa vypocita na zaklade
stvorice bodov, ktorych pozicia a hodnota st zname. V prvom kroku algoritmu sa vyrataji
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linedrnou interpoldciou hodnoty novych dvoch bodov E a F', a to bud v horizontalnom
alebo vertikalnom smere. V druhom kroku sa opét linedrnou interpolaciou novovzniknutych
bodov F a F vyjadri hodnota bodu P v opacnom smere. Poradie, v akom smere sa prevedie
interpolacia, je Iubovolné [10].

(oYl FEYB)
. N,
:
f’}:\
"y
'/_L‘ﬁ\- S (- fr-l-:\ruﬁ\
N A N AN

Obr. 3.4: Bilinedrna interpolacia. Prevzaté z [10].

3.1.5 Bikubicka interpolacia

Bikubicka interpolacia, z angl. Bicubic interpolation , je v porovnani s bilinedrnou interpo-
laciou z hladiska kvality vystupného obrazku podstatnejsie vykonnejsia. Princip algoritmu
bikubickej interpolacie je z vacsej Casti zalozeny prevazne na algoritme bilinedrnej interpo-
lacie. Hlavnym rozdielom, ktorym vylepsuje kvalitu vystupu, je, Ze na vypocet neznameho
pixela pouzije 16 okolitych bodov. Pomocou kubického polynému tretieho radu je realizo-
vany vypocet, ktory je zndzorneny v rovnici 3.2 [7]:

=az® + b2’ +cx+d (3.2)

Super resolution

Super resolution (SR) je jedna z mnohych metdd, ktord sa vyuziva na vylepSenie resp. na
ziskanie ¢o najlepsej reprezentécie obrazu z hladiska celkovej kvality obrazu. Na ziskanie
pozadovanej kvality obrazu sa pouziva jedna alebo stibor snimok nizkej kvality jednej a tej
istej scenérie [24].

Predpokladdme, ze I} predstavuje obraz s nizkym rozlisenim (LR) a Iy predstavuje
zodpovedajuci obraz s vysokym rozlisenim (HR), pricom I7, je mozné ziskat degradac¢nym
procesom [f, a to nasledovnym sposobom:

I = D(I;9), (3.3)

kde D predstavuje degradacény proces a 0 predstavuje parametre v tomto procese (zmensend
velkost, prirodny alebo umely Sum a faktory rozmazania). Takto ziskany I stréca vela
detailov a vysokofrekvencénych informaécii, a preto je nevyhnutné obnovit tieto stratené
informécie [31].

Avsak v ojedinelych pripadov degradacény proces D je nezndmy (nie je mozné uréit, ako
Iy degeneruje do I1), z ¢oho vznikd klacovy problém, ako pomocou daného I obrétit
proces D tak, aby reverzny vysledok Iy mohol byt ekvivalentny voci definicii Iz. Tento
proces je vyjadreny pomocou vztahu:

Iy = F(Ip30), (3.4)
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kde F znazornuje inverzny proces procesu D, inymi slovami je to samotny SR a 6 je
reprezentaciou niektorych SR parametrov (ako napriklad ndsobenie prevzorkovania, para-
metre vah pri hibkovom uéeni a pod.) [31].

V sucasnosti velkym problémom nielen pre oblast pocitacového videnia ale v niektorych
pripadov aj pre samotného c¢loveka ostava zaostrenie objektu, ktory sa pohybuje velmi
rychlo. V préci [23] je pouzitie tvz. ¢asového super rozliSenia jednou z metdéd ako toto
zaostrenie prostrednictvom stroja mozné docielit.

Metédy zaloZené na neurénovych sietach

Met6dy zalozené na neurénovych sietach sa lisia od interpolac¢nych metod z hladiska pou-
zZitia technoldgii na vylepsenie obrazu. Interpola¢né metédy vyuzivaja na riesenie problému
zakladné matematicka metddy, ako interpolaciu, ¢i Euklidovski vzdialenost. Metody, ktoré
s postavené na neurénovych sietach dosahuji omnoho kvalitnejsie vystupné obrazky.

Neurénové siete patria do odvetvia hibkového ucenia, ktorého hlavnym cielom je nau¢it
sa odvodit vztah medzi vstupom a vystupom priamo z datovej prezentacie [1].

V stcasnosti je k dispozicii velké mnozstvo metdéd zalozenych na neurénovych sietach.
Od zakladnych CNN 2.1.2; GAN metdd, az po rdzne vylepsSenia tychto metdod. V tejto sekeii
sa pozrieme na prehlad existujtcich rieSeni postupov na vylepsenie obrézka [1].

3.1.6 Vylepsenie obrazu pouzitim CNN

CNN siete, ktoré sme definovali v sekcii 2.1.2, st velmi uzito¢né aj v oblasti zvysenia kvality
obrazka.

Prikladom pouzitia CNN v oblasti zvysenia kvality ludskej tvare z obrazku, je pouzitie
dvoch samostatngch CNN. Ulohou prvej CNN je premietat HR obrazky do spolo¢nej oblasti.
Ulohou druhej CNN je samotné mapovanie LR obrézkov do spominanej spolo¢nej oblasti
[34].

Na konstrukciu oboch CNN sa pouziva architektira siete VGGnet [36], konkrétne jej
verzia s trindstimi konvolu¢nymi vrstvami a tromi plne prepojenymi vrstvami. Prviit CNN,
ktora slizi na extrakciu vlastnosti tvare, mozno nazvat feature extraction CNN, skratene
FECNN. Posledné dve plne prepojené vrstvy FECNN st vynechané, ako je vidiet na ob-
razku 3.5. Vstupom pre spominani FECNN je obrazok, ktory rozmerovo musi zodpovedat
velkosti 224 x 224 pixelov, a ktory je vo vysokom rozliseni. V pripade, ze vstupny obrazok
nemd dané rozmery, tak sa prostrednictvom bikubickej interpolacie 3.1.5 pretransformuje
do pozadovanej velkosti [34].

F:3x3 Fi3x3 \ F:3x3 | F:3x3 F:3x3
\224x224%3/ |\ 224x224x64 112x112x128 | 56x56x256 | 28128512 \ 1axl4x512 )\ 7w7xs12 )\ Ixlx4096
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Obr. 3.5: Architektira FECNN. Prevzaté z [34].

Druhé siet CNN pozostdva z dvoch cCasti. Prva cast prvotnej siete je tvorend piatimi
konvoluénymi vrstvami, ktoré slizia na vylepSenie vstupného obrazu. Vstupom tejto casti je
LR obraz o velkosti 224 x 224, ktory je interpolovany tradi¢nymi metédami 3.1.2. Vystupom
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podsiete je obraz s rovnakou velkostou, ktory putuje ako vstup do druhej podcasti. Druha
podcast siete je z hladiska funkcie a architektiri, ako je zndzornené na obrazku 3.6, rovnaka
ako FECNN. Taktto siet mozno jednotne nazvat ako SRFECNN, pretoze v prvej podcasti

vylepsuje obraz a v druhej podcasti uz vykondva ¢innost ako siet FECNN [34].
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Obr. 3.6: Architektira SRFECNN. Prevzaté z [34].

3.1.7 Vylepsenie obrazu pouzitim GAN
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Generative adversarial network , skratene GAN, je typ neurénovej siete, ktort skon-

struoval a zdizajnoval pan Ian Goodfellow [9].

GAN je vyuzitelnd aj v oblasti vylepsenia obrazu. GAN syntetizuje HR obrazky po-
uzitim vstupnych obrazkov, ktoré st v nizkej kvalite. Tato siet dokaze vytvarat obrazky
tvare, ktoré dosahuju vysoku kvalitu. Hlavnou nevyhodou, ktorou GAN siet disponuje, je,
ze vyzaduje velké mnozstvo pocitacového vykonu pri trénovani, a taktiez mnozstvo casu

potrebného na trénovanie vysledného modelu [33].

—]

Global Discriminator D,

Local Discriminator D,

Obr. 3.7: Architektira GAN. Prevzaté z [33].
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Architektiru GAN siete mozno rozdelit do dvoch ¢asti, ¢o je zndzornené aj na obrazku
3.7:

o Generator
e Diskriminator

Kazda z tychto dvoch casti tvori samostatnd neurénovi sief, inymi slovami, kazda cast
GAN siete, ma svoju vlastnd neurénovu siet. Architektira neurénovej siete u generatora a
u diskriminatora je volitelnd. Sti¢casne ale prebiehaji rézne experimenty, ktorych cielom je
urcit, aky typ architektiry je najvhodnejsi na pouzitie. Nasledujtci popis vychadza z U-net
siete [13].

Generator

Generator je cast siete, do ktorého pri vstupe prichadza LR obrazok. Pouzitim patvrstvovej
CNN sa extrahuju znaky priamo z LR obrazka a postupnym zvicSsovanim priestorového
rozliSenia az na 8-nasobok sa docieli extrakcia aktivacnych map. Vdaka tejto extrakcii
znakov na aktivacnej mape, sa predide interpolacnym defektom vlastnosti, ktoré vznikaju
pouzitim interpolaénych met6d 3.1.2 [33].

Vygenerované obrazové vlastnosti sa paralelne pouziji na generovanie HR tvare s roz-
mazanim, skratene HRB, a na generovanie HR tvare bez pouzitia rozmazdvania, skratene
HR. Potom sa takto vytvorena aktivacna mapa vyuzije pred poslednou konvoliciou, vid
obrazok 3.7, na vygenerovanie HR obrazku tvare.

Diskriminator

Diskriminator predstavuje klasifikdtor, ktorého hlavnou tdlohou je rozhodnuf, ¢i vystupny
obrazok vytvoreny generatorom, je skutoé¢nym obrazom tvare alebo sa jedné o vytvor, ktory
nekoresponduje s tvarou, a ide teda o chybovy obraz [33].

Prostrednictvom predtrénovanych architekttir neurénovych sieti, ako st napriklad Res-
Net [12] ¢ rozne varidcie VGGnet [36], mozeme docielit roznorodé vysledky.

Vylepsenim tejto metédy je SRGAN [15], alebo ESRGAN [30], ktoré uz eliminuji prob-
lém z hladiska spotrebovaného ¢asu na trénovanie modelu.
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Kapitola 4

Navrh a implementacia

Tato kapitola je zlozend z Styroch celkov. Prvy celok obsahuje vyber a zdévodnenie vyberu
jednotlivych algoritmov na rieSenie ¢asti detekcie tejto prace. Druhy celok taktiez obsahuje
vyber a zdovodnenie vyberu jednotlivych algoritmov na rieSenie Casti vylepSenia obrazu
tejto prace. Treti celok je tvoreny grafickym ndvrhom vyslednej aplikacie a posledny celok
je tvoreny popisom implementéacie celej aplikacie.

Po prestudovani dostupnych rieseni v oblasti detekcie Iudskej tvare a naslednom vylep-
seni obrazu z nekvalitnych zdrojovych snimkov som sa rozhodol pouzit v oboch pripadoch
neurénové siete. Neurénové siete pontikaji spolahlivejsie vysledky ako spominane interpo-
lacné metédy 3.1.2, metddy zaloZené na histograme 3.1 alebo tradiéné metody 2.1, ktoré
nie su zalozené na neurénovych sietiach.

4.1 Detekcia

Na detekciu tvare som sa rozhodol pouzit uz existujice riesenie. Jedn4 sa o detektor S>F D',
ktory dosahuje velmi dobrt presnost detekcie tvare aj z nekvalitnych snimok. Tento detek-
tor, resp. jeho model, dosahuje presnost okolo 70 %. Mojim cielom je docielit vyssiu presnost
detektora natrenovanim modelu.

Ako trénovaciu sadu vyuzijem WIDERFACE” dataset, ktory obsahuje Sirokiu $kalu
Tudskych tvari a okrem iného obsahuje aj Tudské tvare s réznymi predmetmi, ako napr.
Satku, okuliare, masku a pod.

4.1.1 Trénovacia sada

Trénovacia sada je jedna z najdolezitejsich nevyhnutnych prerekvizit. Je potrebné na tréno-
vanie modelu danej neurénovej siete. Prostrednictvom vysledného modelu je neurénova siet
plne funkéna na plnenie réznorodych tloh. Na detekciu Tudskej tvare je potrebna trénovacia
sada, ktord pontika Siroku skalu Iudskych tvari, a to aj takych, ktoré st detektorom tazko
rozpoznatelné. Najvacsim problémom, ¢o stazuje vyber trénovacej sady, je, ze detekcia musi
byt schopna detekovat tvéare z nekvalitnych zdrojovych obrazkov. Dalsim problémom, ktory
vznika, je schopnost zdetekovat aj mensie tvare.

Po prestudovani si dostupnych trénovacich sdd som sa rozhodol pre WIDER FACE”
testovaciu sadu, ktord méa zaber na rézne rozmery Iudskych tvari. Tato sada taktiez obsahuje
zmes obréazkov, na ktorych je tvar tazko rozpoznatelna, t.j. je zakryta Satkou, slnecnymi

'k6d dostupny z https://github.com/louis-she/sfd.pytorch
2dataset dostupny z http://shuoyang1213.me/WIDERFACE
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okuliarmi, alebo tvarou prechiadza dym, para a pod. Testovacia sada obsahuje viac nez
32000 trenovacich obrazkov, na ktorych sa nachadza viac ako 393 000 tvari.
4.1.2 Anotacia testovacej sady

Anotécia testovacej sady je zapis, pomocou ktorého je dany objekt jednoznacne identifiko-
vatelny. WIDER FACE vyuziva na identifikdciu objektu, teda ako anotaciu, textovy formaét.
Jeho anotéacia sa sklada z nasledovnych parametrov:

o relativna cesta k danej snimke,
e pocet ludskych tvari na danej snimke,

o atributy identifikujice poziciu tvare v snimke: [pozicia x, pozicia y, Sirka, vyska,
rozmazanie, vyraz, ilumindcia, validita, absorpcia, postoj].

! 6‘— -Parade/@_Parade_marchingband_1_1004.]jpg
418
119 210 38 46 8 0 0 @2 0 1
155 406 49 55 0 1 @ 0 @ 1
330 406 46 43 1 00001
429 229 37 470100160
648 188 42 52 0 2 © 0 @ @
688 204 3843 000001
771 205 3547 12000 1
811 229 35 34 0010060

Obr. 4.1: Ukazka obrazka a naslednej textovej anotacie.

Na obrazku 4.1 je zobrazena anotacia daného obrizka s jednotivymi atribitmi, ktoré
jednoznacne identifikuji Tudska tvar na obrazku.

4.1.3 Trénovanie modelu

Nevyhnutnou stcastou fungujiceho a spolahlivého systému je natrénovanie modelu danej
neurénovej siete. Zo vsetkych etdp vyvoja samotného detektora je tato etapa z Casového
hladiska najnarocnejsia. Rozhodujicim faktorom, ktory urcuje trvanie etapy (t.j. ¢i bude
trvat kratsie alebo dlhsie), je vypoctova sila pocitaca.

Na trénovanie modelu som pouzil vypoctové stredisko MetaCentrum?®. MetaCentrum je
virtudlna organizacia, ktorej infragtruktira ma zaber po celej Ceskej republike. Pontika vy-
poctovy vykon bezplatne vSetkym akademickym pracovnikom a taktiez studentom. Okrem
iného pontuka aj velkokapacitné tilozné priestory.

4.1.4 MetaCentrum

Pre pouzivanie tejto organizédcie bola potrebna registracia. Kedze VUT (Vysoké uceni tech-
nické v Brne) je v uzkej spolupréci s touto organizaciou, prihlasenie prebehlo jednoducho, a
to prostrednictvom verifikicie danej institicie, v mojom pripade VUT. Po prihlaseni moze
uzivatel vyuzivat vsetky dostupné servery. Celd infrastuktira sa sklada z dvoch casti:

3https://metavo.metacentrum.cz/
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e cCelné uzly,
e vypoctové uzly.

Celné uzly slizia na vzdialené prihlisenie, kde st ulozené vietky data daného uzivatela.
Tieto uzly neslizia na zlozité vypocty, slizia skér na spojenie medzi uzivatelom a vypoc-
tovym uzlom. Na spustenie programu, resp. tlohy, sa vyuzivaji vypoctové uzly. Uzivatel
specifikuje o aké vypoctové parametre ma zaujem a systém ich vyhodnoti na zaklade do-
stupnosti zdrojov. V pripade, ze zdroje si dostupné, systém odosle tlohu do vypoctového
uzla. V opa¢nom pripade systém odosle tilohu na spracovanie do vypoc¢tového uzla az v case,
kedy budu zdroje opét dostupné. Tymto sa tloha odosle do tzv. cakacej fronty a systém
naplanuje cas jej spustenia na danom vypoctovom uzle.
V MetaCentre sa rozlisované dve typy uloh:

 interaktivne ulohy,
o davkové tlohy.

Rozdiel medzi tymito dlohami je, ze interaktivne tlohy sa zadavaju prostrednictvom
prikazového riadku (parametre ako st velkost RAM, pocet CPU, pocet GPU a pod.).
Dévkové tlohy sa pisu pomocou skriptu, kde skript s prislusnymi informéciami sa odosle
prikazom gsub [19].

4.1.5 Priebeh trénovania

Trénovanie bolo z ¢asového hladiska vskutku naro¢né. Ovplyviiovala to hlavne vytazenost
GPU vypoctovych uzlov. To spdsobilo ¢akanie a predlzovanie celého trénovania. Dalsfm as-
pektom, ktory ovplyvnilo dobu trénovania, bolo obmedzenie pouzivania GPU vypoctovych
uzlov na maximéalne 24 hodin. V désledku tychto problémov mi trénovanie trvalo celkovo
13 dni. Vysledny model po validécii dosahuje presnost v priemere 75%, ¢o sa nemusi javit
ako dostatocné, ale aj napriek tomu dosahuje celkom uspokojivé vysledky:

Obr. 4.2: Vysledky natrénovaného modelu. Obréazky dostupné z internetu.
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Na stibore obrazkov 4.2 su viditeIné pocetné defekty obrazkov, ako napr. slabéd kvalita
obréazka, prekrytie tvare nejakym predmetom alebo mensia velkost tvare, s ktorymi si model
poradil. V neposlednom rade st viditelné nepresnosti modelu ako napr. nepresné vyhod-
notenie tvare alebo nedetekovanie tvare, ktoré si sposobené nedostatonym natrenovanim
modelu.

4.1.6 Konfiguracia trénovania

Konfiguracia trénovania modelu je nevyhnutnou sucastou trénovania. Je to subor para-
metrov, ktoré ovplyvnuju cely priebeh trénovania. V prilozenych zdrojovych siboroch sa
nachadza v prie¢inku detection konfiguracny subor config.py . Tento stibor vyuziva nastavi-
telné parametre, ktoré sa odzrkadlia pocas trénovania. Nadcasovost a volnost tohto skriptu
umoznuje uzivatelom spustanie tréningu v dvoch variantoch - za pouzitia grafickych vypoc-
tovych kariet alebo prostrednictvom RAM. Oba varianty sa lisia v kli¢ovom aspekte, ktory
rozhoduje o ¢asovej naroc¢nosti daného tréningu.

4.1.7 Spustenie trénovacieho procesu

Trénovaci proces sa spusta pomocou skriptu main.py. VSetky dodatoéné parametre, ako st
batch size alebo rychlost ucenia, sa definuje v spominamom konfigura¢nom skripte. Skript
okrem samotnej inicializécie tréningového procesu umoznuje pokracovanie tréningu od uz
existujiceho natrénovaného modelu.

Nevyhnutnou tpravou je stiahnutie trénovacej sady. Ako trénovaciu sadu som pouzil
trénovaciu sadu WIDER FACE, ktora je popisand v podkapitole 4.1.1. Samotné stiahnutie
a usporiadanie celej trénovacej sady st popisané v prilozenom sibore README.md . Okrem
iného je tu moznost pouzitia podpornej kniznice tensorboard, ktord vizualizuje samotné
trénovanie, a tak pontka sledovanie vyvoja trénovacieho procesu po jednotlivej iterécii,
resp. epochy.

Samotny priebeh trénovania je tiez mozné sledovat v textovom logovacom sibore, kde
st zaznemenané jednotlivé iteracie daného tréningu s prislusnymi ¢iselnymi hodnotami, ako
napr. stratovost pocas trénovania. Po dokonceni celej epochy sa vygeneruje aj priemerna
presnost identifikacie objektu.

4.1.8 Spustenie detekcie

Samotny proces spustenia detekcie na zadanej vstupnej snimke sa uskutocnuje prostrednic-
tvom skriptu detector.py. Tento skript sa spista pomocou nasledovnych argumentov:

e —model ndzov modela na pouzitie,

e —image nazov vstupnej snimky,

e —save__to cesta ulozenia vystupnej detekcie,

e —face_save cesta ulozenia jednotlivych detekovanych Tudskych hlav,

e —keep pocet predpovedi na ponechanie. Implicitnd hodnota je 150.

4dostupné z url: https://pytorch.org/docs/stable/tensorboard.html
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4.2 Vylepsenie obrazu

Na vylepsenie obrazu som pouzil taktiez uz existujice riesenie. Priklonil som sa k pouzitiu
GAN siete, konkrétne o variantu ESRGAN®, ktord vylepsuje klasickiit GAN siet a taktiez
urychluje trenovaci ¢as modelu siete. Ako trénovaciu sadu pouzijem Flickr-Faces-HQ Data-
set’, ktory obsahuje $irokt skalu Iudskych tvéari v priestore ale aj samostatnt sekciu, ktorej
stucastou su len Iudské tvare.

4.2.1 Trénovacia sada

Prostrednictvom trénovacej sady pri vylepSovani obrazu sa definuje ako sa dand neurénova
siet bude vo svojej findlnej faze spravat. Trénovacia sada ovplyvnuje ¢i vylepSenie obrazu
bude zalozené vylicne na skvalitneni obrazu, ¢i bude zalozené len na zvac¢seni obrazu alebo
kombinaciou oboch tychto fenoménov. Problém, ktory vznikd pri vylepSovani obrazu v
tejto préci je, ze vstupné snimky budid v nizkej kvalite a zaroven vac¢sina vstupov bude
mat mali velkost. Preto sa trénovacia sada musi zamerat na dva aspekty, ktoré musia byt
zakomponované v trénovacej sade, aby dand siet bola schopné jednoznacne interpretovat
jednotlivé vstupné snimky. Tymito aspektami st velkost a rozliSenie.

Na zéklade tychto skutocnosti som sa rozhodol pouzit trénovaciu sadu Flickr Faces
HQ Dataset’, ktora obsahuje Siroku $kalu Iudskych tvari. Obsahuje aj predpripraventi sadu
snimkov Tudskych tvari, ktoré si vo vysokom rozliseni a maju fixn velkost, ktora je 1024 x
1024. Tato sada obsahuje vyse 70 000 réznorodych Tudskych snimok, t.j. od malych deti az
po starsich Tudi, obsahuje ludské tvare s okuliarmi, Ssatkami, réznymi vyrazmi tvare a pod.

Obr. 4.3: Ukazka snimok z trénovacej sady Flickr Faces HQ) Dataset.

Na obrazku 4.3 je mozné vidiet tkazky snimok z prislusnej trénovacej sady. Vsetky
obrazky obsiahnuté v tejto sekcii trénovacej sady st vo vysokom rozliseni a maju pevnu
velkost.

4.2.2 Zostavenie trénovacej sady

Pre zostavenie trénovacej sady pre samotny trénovaci proces GAN siete 3.1.7 je potrebné
pévodny trénovaci dataset rozdelit do dvoch samostanych trénovacich sad. Prva sada, ozna-
covana ako HR sada, je tvorena snimkami z povodneho testovacieho datasetu Flickr Faces

Szdrojové stibory dostupné z https://github.com/BlueAmulet/ESRGAN
Sdataset dostupny z url: https://github.com/NVlabs/ffhq-dataset
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HQ Dataset. Druha sada, oznacovana ako LR sada, je tvorena snimkami z novovzniknutej
testovacej HR sady. Samotny proces upravy LR snimkov sa odvija od vstupu, ktory sa
ocCakava pre dani sief. KedZe sa na vstupe ocakava snimka malého formatu a nizkej kvality,
bolo nevyhnutné tieto predispozicie zakomponovat do samotného procesu.

Na zostavenie HR sady som pouzil skript createHRDataset.py . Kedze testovacia sada
obsahuje velké mnozstvo podpriecinkov a zaroven si snimky o velkosti 1024 x 1024, tak
sa pomocou uz spominaného skriptu premiestnia vsetky snimky do jedného priec¢inku, pri-
com kazda snimka sa zmensi na velkost 256 x 256. Tato velkost sa upravuje z dévodu
zjednodusenia trénovacieho procesu.

Podobnym sp6sobom doslo k zostaveniu LR sady, na ktord bol pouzity skript createL R-
Dataset.py. V tomto pripade sa ale velkost snimky znizila az Stvornasobne oproti velkosti
snimky z HR sady. Tymto sa splnili aspekty spominané v sekcii 4.2.1 a to, ze vysledna
snimka spracovand touto sietou bude Stvorndsobne vicsia oproti vstupnej snimke a z kva-
litativneho hladiska vylepsena.

Obr. 4.4: Uprava datasetu na prisluiné snimky s vysokym a nizkym rozlienim

4.2.3 Trénovanie modelu

Trénovacie zdrojové sibory neboli siicastou zdrojovych stiiborov, ktoré st definované v sekcii
4.2. Preto som pouzil trénovacie zdrojové sibory’, ktoré st predpripravené na trénovaci
proces.

Prvotné trénovanie modelu bolo inicializované prostrednictvom organizacie MetaCen-
trum 4.1.4. Problémom ale bolo, ze vypoctovy uzol z nezndmej priciny nedokézal iniciali-
zovat trénovaci proces. Po tomto probléme som si prostrednictvom firmy IT4BI® zabezpecil
stukromny vypoctovy server bez GPU podpory. Vzhladom na to, ze podpora GPU nebola
zabezpecena, bolo potrebné zredukovat dataset na necelych 1000 snimkov. Zoznam para-
metrov, ktoré boli pouzité na inicializdciu trénovacieho procesu su zaznacené v tabulke 4.1.
V désledku toho, zZe trénovanie modelu tejto neurdénovej siete nebolo mozné inicializovat na
servery s GPU podoporou, celkovy cas straveny na samotnom trénovani bol velmi velky.
Priemerny cas straveny na jednej iterdcii predstavoval 16 mintt, ¢o sposobilo, ze trénovaci
proces zabral vyse 22 dni. Bolo vykonanych 2 000 iteracii ¢o v prepocte na epochy, znamena
okolo 666 epoch. Pocas trénovacieho procesu sa ukladali hodnoty vah periodicky po dokon-
¢eni 200 epoch a samotny diskriminator a generator obdobne periodicky po dokonceni 300
epoch.

"zdrojové stibory dostupné z https://github.com/BlueAmulet/BasicSR,
8odkaz na webovi stranku https://www.it4bi.com/
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4.2.4 Konfiguracia trénovaciaho procesu

Sucastou inicializacie trénovacieho procesu je konfigura¢ny sibor, ktory obsahuje nastavi-
telné parametre, ktoré sa aplikuji na dany trénovaci proces. V tabulke 4.1 s definované
hodnoty zékladnych parametrov, ktoré boli pouzité pri trénovani modelu ESRGAN siete.
Celkova konfiguracia trénovacieho procesu sa nachadza v sibore train_template.yml, ktory
je stucastou zdrojovych trénovacich stborov.

H Parameter Hodnota H

batch size 32
learning_rate  0.0001
device CPU
HR_ size 256
iterations 10 000

Tabulka 4.1: Konfiguracia trénovacieho procesu.

4.2.5 Inicializacia trénovacieho procesu
Trénovaci proces sa spusti pomocou skriptu train.py s nasledujticimi parametrami:
e —opt konfiguracny subor,

o —simple spusti ukladanie logovacich hldsok do stiboru.

4.3 Spustenie vylepsSovania obrazu

Po dspesnom dokoceni trénovacieho procesu ESRGAN siete, sa vytvoria dva modely - gene-
rator a diskriminator. Generator je model, ktory sa vyuzije na samotné vylepSenie obrazu.
Spustenie testovacieho procesu sa vykonava prostrednictvom skriptu test.py, ktory sa na-
chadza v prie¢inku FSRGA N-test.

Tento skript sa spusta s pouzitim nasledujicich argumentov:

e —name__of model ndzov natrénovaného modelu,
e —input prie¢inok so vstupnymi snimkami,

e —output priec¢inok s vystupnymi snimkami,

e —cpu s moznostou pouzitia GPU alebo CPU.

Vysledné vylepsené snimky Tudskych tvari sa ulozia do priec¢inka, ktory sa zadefinuje
prostrednictvom vstupného argumentu. V opac¢nom pripade sa tieto novovzniknuté snimky
Tudskych tvari ulozia do preddefinovaného priec¢inka results.

4.4 Mozné problémy pri trénovani GAN sieti

Trénovanie GAN sieti so sebou prindsa mnoznostvo problémov, na ktoré doposial neexistuje
unikatne riesenie, a ktoré by tieto problémy uplne eliminovalo. Preto sa sicasné vyskumy
zaoberaju analyzou tychto problémov, ¢o by malo za nésledok ich odstrénenie [5].
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Medzi najcastejsie problémy, ktoré spésobuju zlyhanie trénovacieho procesu, je, ze dis-
kriminétor je prilis dobre natrénovany. To sposobuje, ze generdtor moze pri trénovani zly-
hat kvoli tzv. miznicim gradientom. To ma za nasledok, ze aktualizacia vah na dosiahnutie
najoptimalnejsich hodnét bude prebiehat velmi malymi zmenami a pri dokonceni epochy
neprinesie ziadne zlepsenie z hladiska pokroku pri uceni. Opakom je situécia, kedy aktuli-
zéacia vah bude prebiehat velmi prudkymi zmenami, ¢o spésobi prudké zmeny hodndt vah
a narofnost najdenia optimélnej hodnoty véh [5, 3].

Moznymi postupmi ako tomuto procesu zabranit je pouzitie tvz. Wasserstein loss , ktora
zabranuje postupnému miznutiu gradientu [5].

4.5 Uzivatelské rozhranie

Na prepojenie detekcie a vylepsenia obrazu, ktoré tvoria majoritni cast programu, som
sa rozhodol vytvorit grafické rozhranie. Hlavnym cielom pri vytvarani grafického rozhrania
bolo vytvorif a prisposobif toto rozhranie tak, aby bolo jednoduché na ovlddanie a na pracu
s pomerne slozitou tématikou pre uzivatela. Vysledkom je aplikacia s grafickym rozhranim,
ktora je jednoduché na obsluhu a intuitivna na pripadnu analyzu medzivysledkov, resp.
vysledkov.

4.5.1 Navrh uzivatelského rozhrania

Prioritou grafickej podoby rozhrania je poskytnat uzivatelom jednoduchost, intuitivnost
ovlddania a v neposlednom rade dostupnost pre sirokt skdlu uzivatelov. Podoba vysledného
navrhu grafického rozhrania je zobrazena na obrazku 4.5.

Detect&Enhance O

Detect Enhance Importimage

Obr. 4.5: Grafické uzivatelské rozhranie - hlavna obrazovka.
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Ako je mozné vidiet na obrazku 4.5, vstupom bude obrazok, ktory sa vlozi prostrednic-
tvom aktivovania ikony Import image lokadlne z pocitaca. Nasledne sa po spusteni programu
kliknutim na ikonu Detect vykona detekcia Iudkych tvari, kde vysledna snimka zdetekova-
nych Tudskych tvari nahradi pévodnt snimku. Po tejto operacii sa objavi nova ikona FEn-
hance , ktorej tlohou je zdetekované ludské tvare vylepsit z hladiska kvality. Tato ikona je
po dobu, pokym nie je vykonana detekcia Tudstkych tvari zo zdrojovej snimky, bez moznosti
pouzitia.

Vysledkom operacie vylepSenia je okno s posuvnym obsahom, ktoré pozostava z vysled-
nych snimkov vylepSenych zdetekovanych Tudskych tvari.

4.5.2 Grafické podporné kniznice

Grafické rozhranie aplikdcie umoznuje uzivatelom zjednodusit pouzitie vyslednej aplikacie,
ktora svojim obsahom a implementaciou stazuje spustenie celého procesu.
Na implementaciu grafického rozhrania aplikdcie sa vyuziva programovaci jazyk python’,
ktory obsahuje rozne podporné kniznice, ktoré ulahc¢uju vyvoj daného grafického rozhrania
Medzi najfrekventovanejsie kniznice, ktoré jazyk python poskytuje na implementéciu
grafického rozhrania, patria'’:

o Tkinter
o Kivy

PyQT je kniznica, ktora je postavend na platforme QT'!. Prostrednictvom tejto plat-
formy vzhlad aplikacie je skonstruovany vo vyvojovom grafickom prostredi, kde uzivatel si
zostavy potrebny vzhlad a nasledne logiku aplikacie separatne vyvyja a napaja na existujuci
dizajn.

Tkinter je standarté grafické rozhranie jazyka python. Praca prostrednictvom tejto kniz-
nice je jednoduchd a intuitivna. Radi sa medzi najjednoduchsie grafiké kniznice jazyka
python z hladiska néroc¢nosti prace s nou.

Kivy je kniznica jazyka python , ktora je skonstruovand na rychly vyvoj aplikacii. Je to
multiplatformova kniznica, ktord poniika graficky navrh aplikdcie prostrednictvom jazyka
Kivy, ktory svojou $truktiirou sa podobé na jazyk css'”. Najcastejsie sa pouziva pri vyvoji
hier.

4.6 Implementacia

4.6.1 Detekcia a vylepsenie obrazu

Oba algortimy st implementované programovacim jazykom python, ktory pontka Sirokt
skalu kniznic. Tieto kniznice ndm na jednej strane ulahc¢uju tvorbu neurénovych sieti a na
druhej strane obsluhu tychto sieti ako aj trénovanie modelu danej siete, samotné testovanie
modelu a pod. Konkrétne sa jednd o verziu 3.8, ktora bola pouzitd aj pre detekciu aj pre
vylepSenie obrazu. Na pracu s neurénovymi sietami bola vyuzita kniznica Pytorch'® vo verzii

“https://www.python.org/
Ohttps: //analyticsindiamag.com/8-python-gui-frameworks-for-developers/
Hhttps://www.qt.io/
2https: //www.w3.org/Style/CSS/Overview.en.html
Bhttps://pytorch.org/
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1.8.0. Tato kniznica sa vyuzila aj na modelovanie samotnych architektir neurénovych sieti.
Ako hodnoty vah boli pouzité predtrénované hodnoty z VGG16 architektiry.

Préca s obrazom ako takym bola zabezpedend prostrednictvom kniznice opencv'® vo
verzii 4.5.2.52 a pomocou kniznice Pillow'” vo verzii 8.1.2. Na zobrazenie detekovanjch
Iudskych tvari a zobrazenie vyslednej detekcie sa pouzila matplolib'® kniznica vo verzii
3.4.1.

Vysledkom st dva priecinky, pricom kazdy priec¢inok reprezentuje jednotlivi operéciu -
Detection ako detekcia Iudksych tvari a ESRGAN ako vylepSenie obrazu prostrednictvom
GAN siete.

4.6.2 Grafické rozhranie

Grafické rozhranie je implementované pomocu jazyka python. Na tato cast algoritmu som
sa rozhodol pouzif graficka kniznicu tkinter , a to z dvoch dévodov. Prvym a zdsadnym
dovodom bola nenaroc¢nost udrzby zdrojovych kédov a fakt, ze tato kniznica je stucastou
grafického rozhrania python. Inymi slovami, tito kniznicu nie je potrebné externe instalo-
vat, pretoze je obsiahnutd jazykom python. Druhym dévodom bola moja skisenost s touto
kniznicou a praca s nou v roznych operacnych systémoch, napr. Windows, Linuz, Uniz a
pod.

Aplikécia sa spasta pomocu skriptu mainApp.py, ktory sa nachddza v hlavnom prie-
¢inku Detect& Enhance. Koncepcia aplikacie je zalozend na vybere vstupného obrézka. Po
uspesnom nacitani obrazka je uzivatel schopny spustit proces detekcie, ktorého vysledkom
st detekované Tudské tvare. Tie sa néasledne ulozia do priec¢inku faces s prislusnym nazvom
podpriecinku pre jednoducht navigaciu. Po tomto procese sa uzivatelovi spistupni findlna
etapa aplikdcie - vylepsenie obrazu. Po tejto etape sa uzivatelovi zobrazia vysledne snimky
Tudskych tvari s velkostou 256 x 256 ako separatne okno s posuvnym algoritmom na pre-
chadzanie celym zoznamom danych Iudskych tvari.

Detect&Enhance -

detect&Enhance —

Import image

ﬁ LT

Obr. 4.6: Ukazka vystupov z aplikacie.

<< | Exit| == |

Na obrazku 4.6 st ukdzané jednotlivé prechody aplikdcie, akymi st ivodna inicializacia
aplikacie s naslednou moznostou vyberu snimky na detekovanie, proces detekcie a nasledny
vystup procesu vylepSenia obrazu v podobe koldze snimok.

“https://pypi.org/project /opencv-python/
Bhttps:/ /pypi.org/project /Pillow/
https://matplotlib.org/
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Kapitola 5

Testovanie

Na otestovanie praktickej casti bakalarskej prace bolo nevyhnutné zostavit sadu testova-
cich snimok, ktoré ¢o najlepsie overia presnost natrénovanych modelov neurénovych sieti.
Stcastou testovacich dat boli snimky rozdelené na zéklade dvoch parametrov. Co sa tyka
casti o detekcii Tudskych tvari, tak ich rozdelovacimi parametrami, ktoré vytvorili adekvatne
testovacie sady, boli poc¢etnost Iudskych tvari na danej snimke a kvalita danej snimky. Prva
cast testovacej sady bola prevazne zlozend zo snimok, ktoré boli vyuzité na trénovanie da-
ného modelu s malou pocetnostou vyskytu Iudskych tvari a pomerne dostatocnou kvalitou
snimok. Druhé c¢ast testovacej sady bola zalozend na snimkach, ktoré z hladiska pocetnosti
ludskych tvari, vykazovali narast, ¢o malo za lohu otestovat detektor z kvantitativneho
hladiska a zaroven bola znizena kvalita danych snimok. Posledna sada bola zalozené na redl-
nych snimkach dostupnych z internetu, ako napr. Google Earth', snimky z réznych ¢lankov
a dennikov a ¢ast snimok pozostavala z datasetu QMUL-TinyFace”, ktory je zlozeny expli-
citne z malych ludskych tvari.

Druhou c¢astou préace bolo vylepsenie obrazu. Testovanie tejto ¢asti prebiehalo v dvoch
fazach. Prvou fazou bolo testovanie tejto ¢asti prace pomocou trénovacich sad, ktoré boli vy-
tvorené na vyhodnotenie tispesnosti natrénovania modelu neurénovej siete tohto algoritmu.
Druhou fazou bolo testovanie snimkami, ktoré presli detekciou prostrednictvom detektora.
Tym sa jednak otestovala funkcnost a presnost samotného detektora ako aj nasledného
vylepsenia obrazu.

5.1 Testovanie detektora

Testovanie detektora prebiehalo prostrednictvom linuxovej distribiicie Ubuntu 20.4 a Har-
dwarového vybavenia, ktoré pozostavalo z: Intel i7-1065G7, 16GB RAM, integrovanej gra-
fickej karte Intel IRIS PLUS GRAPHICS a dedikovanej grafickej karty NVIDIA GeForce
MX250.

Testovanie prebiehalo v dvoch rezimoch, a to pomocou integrovanej grafickej karty a
prostrednictvom dedikovanej grafickej karty. Vo vSeobecnosti sa vysledky z jednotlivych
rezimov nijak vyznamne neodliSujd, ale rozdiel mézeme badat v jednom aspekte, a tym
je strojovy cas. Kdezto pouzitim integrovanej grafickej karty sa strojovy cas pohyboval
priemerne okolo piatich sekind na jednu detekciu pouzitim dedikovanej grafickej karty sa

"https://www.google.sk/intl/sk/earth/
Zhttps://qmul-tinyface.github.io/
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tento strojovy Cas znizil v priemere na dve sekundy, ¢o sposobilo znizenie o 60 % a urychlenie
testovania.
5.1.1 Testovacia sada ¢. 1

Této sada obsahovala okolo 500 ndhodnych snimok z trénovacieho datasetu, ktory sa vyuzil
na trénovanie samotného modelu.

Obr. 5.1: Vysledna detekcia testovacej sady ¢. 1.

Na obrazku 5.1 sa viditelné v ojedinelych pripadoch aj chybné detekcie, pri ktorych
sa domnievam, ze vznikli ako nasledok nedostato¢ného natrénovania modelu. Tieto chybné
detekcie ale zatienuje fakt, ze model identifikoval v tejto testovaciej sade 100 % Tudskych
tvari. Vysledné statistiky nahodne vybratych snimok z tejto sady st zhrnuté v tabulke 5.1.

H Cislo snimky Pocet Tudskych tvari Detekované Tudské tvare Nadbytocné detekcie H

1 4 4 3
2 3 3 2
3 3 3 1
4 2 2 1
S 3 3 1
6 3 3 0
7 4 4 3
8 4 4 2
9 2 2 2

Tabulka 5.1: Vysledky testovacej sady ¢. 1.

Ako z tabulky 5.1 vyplyva, st pozorovatelné nadbytocné detekcie u niektorych snimok
viac a u niektorych je detekcia vyhodnotend bez nadbytocnych chybnych detekcii.
5.1.2 Testovacia sada ¢. 2

Tato sada obsahovala menej testovacich snimok, ale déraz bol kladeny na snimky so zvy-
senym poctom ludskych tvari a v neposlednom rade aj kvalita samotnych snimok bola
zhorsend. Celkovy pocet snimok tejto testovacej sady predstavoval 400 snimok.

29



Obr. 5.2: Vysledna detekcia testovacej sady ¢. 2.

Na obréazku 5.2 vidime dvojicu vyslednych detekcii. Je mozné videt, ze detektor rozoznal
pomerne tazsie detekovatelné ludské tvare. Cast tvari aj napriek tomu zostala mimo obor
detekovanych tvari, ¢o ma opét za nasledok nedostato¢né natrénovanie modelu. V tabulke
5.2 st opat nadhodné vybraté snimky z tejto testovacej casti pre vizualizaciu tspesnosti
detektora.

H Cislo snimky Pocet Iudskych tvari Detekované Iudské tvare Nadbytoéné detekcie H

1 10 6 2
2 8 3 0
3 11 4 0
4 25 16 )
5 10 9 1
6 23 19 11
7 8 8 0

Tabulka 5.2: Vysledky testovacej sady ¢. 2.

7Z tabulky 5.2 vyplyva, Ze detektor tazsie zvlada detekovanie véicsieho mnozstva Iudskych
tvari z jednej snimky a taktiez dialka, z ktorej bola snimka vytvorend, pridava na narocnosti
detekcie. Z tejto sady detektor vyhodnotil ispesne necelych 68 % Tudskych tvari.

5.1.3 Testovacia sada ¢. 3

Posledné testovacia sada bola zlozena z ndhodnych snimok z redlneho zivota, kde doraz
sa klddol na nizku kvalitu snimky a pocetnost Iudskych tvari na snimke. Celkovy pocet
testovacich snimok bol 600.
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Obr. 5.3: Vysledna detekcia testovacej sady ¢. 3.

Ako je mozné vidief na obrazku 5.3, vstupné snimky boli velmi nejasné a tvare boli
tazko detekovatelné. Ale aj napriek tomu detektor vratil uspokojivé vysledky. V tabulke
5.3 st znéazornené nahodné snimky z testovacej sady pre znazornenie schopnosti detektora
rozpoznéavat objekt Tudskej tvare.

H Cislo snimky Pocet Iudskych tvari Detekované Iudské tvare Nadbytocéné detekcie H

1 9 8 3
2 3 2 2
3 7 ) 1

Tabulka 5.3: Vysledky testovacej sady ¢. 3.

Prostrednictvom hodnot z tabulky 5.3 detektor dosiahol presnost necelych 79 % a z&-
roven 73 % v ramci celej testovacej sady.

5.2 Testovanie vyleSenia obrazu

Testovanie vylepsenia obrazu neprebehlo podla stanovenych scendrov a testovacich snimok.
Vysledny model, ktory vznikol trénovacim procesom v casti 4.2.3, pri spusteni zakazdym
vrati snimku Ciernej farby. Usudzujem, ze tento vysledok bol dosiahnuty z nizkeho poctu
iteracii, ktoré boli vykonané pocas trénovacieho procesu. Taktiez som vyskisal aj model,
ktory vysiel ako vysledok z trénovacieho procesu prvych 1000 iterécii, a ktory dosahoval
lepsich ¢isel z hladiska presnosti, pricom vysledok bol rovnaky.

Po tomto netspechu som sa znova pokusil inicializovat trénovaci proces a po prvych 500
iterdciach som otestoval vysledni funkénost modelu.

Obr. 5.4: Vysledky modelu na vylepsenie obrazu.
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Na stuibore obrazkov 5.4 vidime naznak siluet ludskych tvari. Ale aj napriek tomu je pocet
iteracii, ktoré boli uskuto¢nené pocas trénovacieho procesu, primalo. Parametre, ktoré boli
pouzité na trénovanie tohto modelu boli identické ako paramtere, ktoré boli pouzité na
trénovanie prvotného modelu.
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Kapitola 6

Zaver

Cielom tejto bakalarskej prace bolo vytvorit algoritmus zalozeny na dvoch rozliénych ale
zato nadvézujucich Casti, a to detekcia Tudskych tvari a vylepsenie obrazu tychto ludskych
tvari. Vysledkom préace je aplikacia, ktorad je schopné detekovat Tudské tvare na vstupnych
snimkach. Priemerné presnost detekcie dosahuje okolo 70 %, ¢o aj odpoveda presnosti do-
siahnutej z prebranych zdrojovych stiborov'. Taktiez tato aplikicia podporuje vylepsenie
obrazu vstupnych ludskych tvari, ale kvoli nedostato¢nému natrénovanému modelu dosa-
huje tato cast neuspokojivé vysledky.

Toto spravanie mdzeme pripisat ako dosledok pouzitia serveru bez GPU podpory, ¢o
znaé¢ne predizilo trénovaci proces a znemoznilo otestovat model ¢astejsie pocas trénovacieho
procesu, a tym zmenit inicializa¢né parametre pre samotny trénovaci proces. Nasledny
druhy pokus o natrénovanie modelu dopadol o nieco lepsie s mierne zlepsenymi vysledkami.

Najvac¢sim prinosom tejto prace pre mna bolo preskimanie problémov detekcie Tudskych
tvari na snimkach s nizkym rozliSenim, vylepsenie obrazu, priaca s neurénovymi siefami,
ktorych vyriesenie by prinieslo obrovsky technologicky posun v rozpoznavani, detekcii a
vylepsovani obrazu.

Moznym vylepsenim, ktoré by tuto aplikdciu posunuli na vyssiu droven, by mohlo byt
skombinovanie dvoch trénovacich sid na detekciu - WIDER FACE a Tinyfaces”. To by
zaistilo detekciu velmi malych Tudskych tvari a taktiez detekcia by bola schopné detekovat
tvare aj vo velmi nizkej kvalite snimok. Taktiez by mohla zaistit detekciu a vylepsenie
obrazu v redlnom case vo videu.

Thttps://github.com /louis-she/sfd.pytorch
Zhttps://qmul-tinyface.github.io/
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