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Anotace

Cilem prace je popsat principy strojového a hlubokého uceni, vysvétlit
problematiku predikce cen, porovnat pristupy v algoritmizaci predikce, vysvétlit
moznosti implementace v Pythonu a vneposledni radé realizovat ukazkovou
aplikaci zaméfenou na predikovani vyvoje ceny automobilu od okamZiku jeho
uvedeni na trh. Behem praktické ¢asti je pouZito vicero pristupli v experimentech,
jejichz vysledky jsou analyzovany a rozebrany. Prace ma praktické vyuziti
v odvétvich jako ptjcovani a prodej automobilli, bankovnictvi, pojistovnictvi,

automobilovy priamysl atp.

Annotation

Title: Prediction of car prices

The aim of this work is to describe the principles of machine and deep learning,
explain the issue of price prediction, compare approaches in predicting algorithms,
explain implementation options in Python and last but not least implement a sample
application aimed at predicting car price from the moment it is launched. During the
practical part, several approaches are used in experiments, the results of which are
analyzed and decomposed. The work has practical use in sectors such as rental and

car sales, banking, insurance, automotive industry, etc.
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1 Uvod

V dnes$ni dobé se hodné mluvi o umélé inteligenci, ktera se uplatiiuje v mnoha
odvétvich, aniz bychom si to nékdy plné uvédomovali. Lidsky cas je pro nas velice
cenny a je i drazsi ve srovnani se strojovym. Kromé finan¢nich dspor vsak prace
strojii prindsi mnohé dalsi vyhody, ale bohuzel i uskali. Jednou z odvétvi, kde se
hojné vyuZziva umélé inteligence, je ekonomie. Tento obor se ¢asto snazi predpovidat
chovani urcitych indikator( v pribéhu casu.

Touzil jsem vytvorit praci, ktera by méla presah do vicero odvétvi v praxi
a nebyla Uzce spjata pouze s jednim konkrétnim vyuzitim na miru. Proto jsem se
rozhodnul vytvorit praci, jejimZ jddrem je predikovani ceny automobilu. Vhodné
optimalizovany nastroj muze slouzit nejen Sirokému portfoliu podnikd, ale také
koncovym zakazniktm.

Mym motiva¢nim motorem bylo také nahlédnout do oboru umélé inteligence, s
kterym jsem jako programator jeSté nemél moZnost se seznamit jinak neZ jako
pouhy uzivatel. Velkou oblibou mi je také vyuziti Python programovaciho jazyka

a s nim souvisejici technologie.

1.1 Cil

Cilem této diplomové prace je vytvorit uceleny soubor potiebnych teoretickych
poznatkli presahujici samotnou podstatu informacnich technologii a umélé
inteligence smérem k ekonomii. Teorii jsem se rozhodl prevést do praktického
vysledku v podobé spustitelného programu, ktery uZzivateli poskytne hmatatelné
vysledky. Vysledky jsou adekvatné interpretovany pro vyvozeni zavéri v podobé

srovnani, grafli a tabulek.

1.2 Metody

Pri pripravé diplomové prace jsem provedl reSersi literatury, na zakladé které
jsem jako vhodnou technologii zvolil programovaci jazyk Python s frameworkem

Keras, umoznujici snadnou implementaci umélé neuronové sité.



Pro ziskavani dat jsem vytvoril automatizovany nastroj taktéZ v jazyce Python,
ktery pomoci web scrape techniky postupné ziskava potrebna data o automobilech

z internetového portalu www.sauto [1].



2 Teoreticka cast

V této kapitole je rozebran veskery teoreticky zaklad pottebny pro dalsi postup v
praci. Vysvétleni postupuje z obecnéjsiho okruhu umélé inteligence pres strojové
ueni azZ po konkrétnéjsi vysvétleni neuronovych siti spadajicich do hlubokého
uceni. Dale je potreba vysvétlit ekonomicky pohled na problematiku predikce ceny
automobilu. Poslednim potfebnym oborem k seznameni se s jeho teorii jest
matematika. V matematickém popisu teorie je probrano nékolik vhodnych ptistupti
k transformaci dat, které se nasledné implementuji. Vystupy z implementaci budou
slouzit k porovnani a vybrani nejpresnéjStho modelu pro samotnou predikci.
Zavérecna podkapitola vysvétli moZnosti Pythonu a jeho dostupnych technologii,

které jsou vhodné pro pouZiti této prace.

2.1 Uméla inteligence

Uméla inteligence (dale jen Al = Artificial Intelligence) je v dnesni dobé vSude
kolem nas. Mnozi lidé se ji boji, jelikoZ predstava, Ze vlak je fizen naprogramovanym
strojem a v kabiné strojvedouciho neni zadny c¢lovék, se nemusi libit kazdému.
Nékterym lidem tenhle trend prijde naopak zajimavy az fascinujici, jaky potencial s
sebou prinasi do této moderni doby. Pravdou je, Ze nasi predci snili o stvoreni
myslicich strojd, jiZ od starovékého Recka (pfevazné v literarnich dilech). Prace Ady
Lovelace [2] definovala v poloviné 19. stoleti, jak programovat rizné bloky kédu,
aniz by fyzicky v té dobé existoval pocitac, ktery by byl schopen program spustit.
Svym dilem predstihla prvni pocitace ptiblizné o 100 let.

Velmi vyznamnym milnikem ranné historie umélé inteligence byl rok 1997, kdy
tehdejSiho svétového Sachového velmistra Garry Kasparova porazil pocitac.
Tehdejsi stroj firmy IBM byl naprogramovany striktné na bazi predpocitani
moznych tahli a vyhodnoceni moznych strategii dopiredu. Program tehdy jesté
nemusel mit ponéti o SirSim svété, protoZe ten Sachovy je omezen pouze na 64 poli
s predem definovanymi pohyby postavicek, které lze snadno kompletné definovat
formalnimi pravidly.

vivs

vibec, ptitom pro pocitace jedny z nejlehc¢ich. Dikazem je praveé vitézstvi pocitace



nad Kasparovem v Sachu, v opacném kontrastu se vSak teprve pred nedavnymi lety
pocitace naucily rozpoznavat mluvenou fec¢, coz odpovida primérnym schopnostem
Clovéka. Kazdodenni Zivot ¢lovéka vyzaduje velkou spoustu znalosti o svété kolem
nas. VétSina téchto znalosti jsou subjektivni a intuitivni, proto je velice obtiZné
vSechny vazby kolem nas formalné vyjadrit. Stejné jako lidi, i pocitace musi
postupné zachytit tyto znalosti k tomu, aby se chovaly inteligentné. Jednou z
klicovych vyzev oboru Al je odpovéd na otazku - jak ziskat neformalni znalosti do
pocitace.

V dnedni dobé bereme umélou inteligenci jako prosperujici oblast s mnoha
praktickymi vyuZitimi a aktivnimi védeckymi tématy. Typicky vyuZivame Al k
automatizovani rutin, porozuméni ¢i rozpoznani feci a obrazkd, tvorbé diagnostik v
mediciné, podpoie védeckych vyzkumi atd.

Oblast Al je aktualné velice badané. Naptiklad na portalu Web of Science je jiZ
8004 prispévki za cely rok 2019 s presahem do 13. 1. 2020, vice ¢i méné spjatych

pravé s Al oborem.
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Obr. 1: Vysledky vyhledani praci s tematikou Artificial Intelligence
Zdroj: Web of Science



2.2 Strojové uceni

Autofi riiznych Al projektl se pokouseli pevné naprogramovat znalosti o svété
formalnimi jazyky. Pocita¢ nasledné pomoci pravidel, logickych operaci
a odvozovani mohl argumentovat o prohlasenich. Takovy pristup Al je zaloZen na
znalostni bazi (anglicky knowledge base). Problémy, kterym celi systémy postavené
na pevné naprogramovanych znalostech, naznacuji, Ze systémy Al potifebuji umét
ziskat znalosti extrahovanim vzori ze surovych dat. Tato dovednost je znama jako
strojové uceni (dale jen ML = Machine Learning).

ML umoZnilo pocitaclim teSit problémy skute¢ného svéta, které jsou pro lidstvo
znacné subjektivni. Subjektivni problém znamend, Ze kazdy clovék ma na dany
problém jiny pohled ¢i nazor, na zadkladé svych dojmi a zkuSenosti. Od podobné
subjektivity je stroj odstinén a umi tedy problém resit objektivné bez piredsudki
a zaujeti. Mezi takové algoritmy patii napr. logisticka regrese, ktera umi doporucit
provedeni cisarského fezu v porodnictvi [3]. DalSim prikladem je vyuZiti
jednoduchého algoritmu - naivni Bayes, ktery se béZné pouZiva pro rozliSovani e-
mail{, zda se jedna o spam, nebo vyzadanou posta.

Metody ML jsou zaloZeny na trénovacich algoritmech s cilem identifikovat v
datech vztahy, tvorit predikéni modely a délat rozhodnuti. Cim ,lep$i“ vstupni
trénovaci data jsou, tim jsou lepsi vysledky algoritmi. Klasickym ptikladem je
klasifikace obrazkd, kdy clovék roztiidi datovou sadu do kategorii (napft. pes, kocka)
a algoritmus se nauci rozpoznavat obsah obrazki. Nasledné algoritmus zatazuje do
kategorii testovaci obrazky [4].

Velky vliv na vykonnost Al algoritmli ma& reprezentace vstupnich dat
a dodatecnych informaci. VySe zminény algoritmus pro doporuceni pouziti
cisarského rezu by bez dodate¢nych informaci vloZenych 1ékarem, nemohl nikdy
spravné urcit postup. Kazdd informace dopliujici reprezentaci dat je
charakteristicka vlastnost (anglicky feature). Nasledné algoritmus na zakladé dat
napr. vloZzenych snimki z magnetické rezonance a lékaiského reportu, umi
korelovat ke spravné predikci s moZnymi komplikacemi.

Dalsi dopad na vykonnost mtize mit vybér vhodné datové struktury s operacemi

nad nimi. Typicky se jedna o prohledavani v datovych kolekcich, které maji vhodnou



strukturu a jsou inteligentné indexovany. Tak jako pro lidi je snazsi zpravidla pocitat
s arabskymi cislicemi neZ s fimskymi, urcité algoritmy zase uprednostiiuji polarni
soustavu soufadnic oproti kartézské (Obr. 2). Polarni soustava umozni vhodné;si

kategorizaci dat vstupniho vzorku, napft. jednoznacnost pohlavi.

v" ‘"r*

Obr. 2: Rozdil datové reprezentace. Vlevo kartézska, vpravo polarni soustava
souiadnic
Zdroj: kniha Deep Learning [2]

Casto je velice obtizné znat veskeré kli¢ové vlastnosti, které by mély byt
extrahovany. BéZnym ukolem Al byva rozpoznavani predmétu v obrazu, napf.
detekce automobilu. Lze postupovat od identifikovani kol a nasledné zbytku vozidla.
Kolo ma jednoduchy geometricky tvar, ale zaroven se v obraze muze objevit artefakt
(napft. vrZeny stin jiného predmeétu, slunecni odraz, prekazejici predmét v popredi
atd.), ktery mtiZze pohled stroje na tento tvar mystifikovat, coz povede ke Spatné
identifikaci. Dalsim ptikladem chyby detekce mtze byt rozpoznani auta oproti
slonovi v obraze. V pripadé fotografie hoticiho auta miize plamen pokryvajici auto
rozs$irit tvar subjektu pravé do podoby slona a algoritmus mylné detekuje ohen jako
soucast vozidla a urci vysledny predmét jako slona [5].

Algoritmy, které jsou zavislé na kategorizovani vzorkl jsou nachylné i kvili
samotné kategorizaci. Tuhle problematiku zminila Kris Howard! [6] béhem své
prednasky, kde prezentovala svoji praci s detekci pletaciho stehu z fotografii

hotovych vytvori. K naprogramovanému vytvoru vyuzila Sirokou vefejnost z celého

1 Konference Build Stuff, listopad 2019, Vilnius, Litva. Ucastnil jsem se osobné. (Zaznam:
https://youtu.be/0lqyYJ19vuM)



svéta. Lidé ji v prvni fazi poslali fotografie pletenych dél a v druhé fazi méli
identifikovat pouZitou pletaci techniku. Problémy nastaly v obou fazich. Verejnost
zasobovala Kris fotografiemi, které neobsahovaly viibec Zadné upletené subjekty. V
druhé fazi se objevily identifikacni chyby, pramenici z terminologie pleteni, ktera se
lisSila napii¢ zemémi a kontinenty, napft. stejnému stehu byl prifazen jiny nazev v
USA ajiny v Australii.

Podobné chyby v detekci obrazu se daji reSit rozsifenim algoritmd, tak aby se
ucily rozpoznavat vstupni data, a nejen pouze mapovaly vstup na vystup. Takovy
pristup se oznacuje jako uceni reprezentace (anglicky representation learning).
Metodika typicky pouZiva mechanismus tzv. autoencoder, ktery je schopny vstupni
data zakodovat do své interni reprezentace, které ¢lovék nemusi rozumét (napf.
znacky automobilek preloZi na cela ¢isla). Nasledné autoencoder umi reprezentaci
dekddovat opét do podoby vstupnich dat, tak aby byl vysledek pouZitelny.
Autoencoder je béZné stavény tak, aby béhem transformaci s sebou nesl vSechny
informace a o nic nepriSel. Je jich nékolik druhti a kazdy cili na jiné pouziti
a vyuZitelnost.

Pro dalsi eliminaci chyb a spravné navrzeni algoritmi je nutné oddélit variacni
faktory, které charakterizuji pozorovana data. Jsou to pravé vlastnosti, které nejsou
ihned ziejmé z pohledu stroje. Pfi rozpoznavani mluveného slova to je napriklad
vék, pohlavi, nebo prizvuk fe¢nika. U detekce vozidla to miZe byt poloha auta, jeho
barva, nebo dhel a jasnost slunec¢niho svitu. Nejcastéjsi chybou v mnoha Al
projektech z redlného svéta je pravé kombinace faktord, jelikoZz kazda takova
variace ovliviiuje jiny usek dat, které jsme schopni sledovat. Ve vztahu
k problematice automobilti - pri detekci ve Spatnych svételnych podminkach, se
Cervena bude jevit vice jako barva Cernd; tvar siluety vozidla bude zaleZet na dhlu
pohledu. Proto je tedy nutné oddélit variace faktort a vynechat ty, které potrebné
nejsou. Nékdy se na prvni pohled mutze zdat, Ze uCeni reprezentace nam moc
nepomahd, protoZe néktera data se jevi priliS abstraktni, napft. urceni prizvuku z
feci, mize byt nékdy skoro tak obtiZné, jako pivodni problém urcit fecnika. Pravé
na podobné sloZité problémy uz nam pomaha hluboké uceni, které je schopné tento
problém rozlozit do vice potfebnych ucicich reprezentaci skrze tzv. neuronovou sit.

Ucelené souvislosti podoblasti Al 1ze znazornit za pomoci diagramu.



Diagram 1: Diagram znazornujici zminéné podoblasti Al jako jeji
podmnoziny s typickym vyuzitim.
Zdroj: vlastni zpracovani



2.3 Hluboké uceni

Druhou podoblasti Al, kterou zminim, je hluboké uceni (dale jen DL = Deep
Learning). DL je vhodné zejména pro intuitivnéj$i problémy. Takové reSeni
umoznuje pocitaci ucit se ze zkuSenosti a porozumét svétu v ramci hierarchickeé sité,
pricemZz kazdy prvek je definovan dale ve vztahu k dalSimu prvku sité.
Shromazd'ovanim znalosti ze ziskanych zkuSenosti se tento pristup vyhyba nutnosti
specifikovani znalosti Clovékem. Hierarchie umoziuje pocitaci pochopit
komplikované vazby skladanim vrstev od jednodussich po slozitéjsi celky. Graf
popisujici celou strukturu, ma plno vrstev a bude hluboky. Odtud tedy vznikl nazev
oboru hlubokého uceni.

Stejné jako predchozi ML je potreba pouZit trénovaci data, avSak s tim rozdilem,
ze ¢lovék nemusi extrahovat data na dil¢i kategorie. Misto toho jsou data vloZena
ptrimo do algoritmu, ktery sdm urci, co za objekt se vyskytuje v obrazku. [7]

Myslenka DL prinasi vice perspektiv, jak mlizeme na reSenou problematiku
pohliZet. Jednou z nich je osvojeni spravné reprezentace dat, tou dalsi je umoZnéni
nauceni pocitace vicekrokovym programem. O spravné reprezentaci dat jiZ bylo
reCeno dost vySe, a proto se zaméfim na druhou perspektivu. V podstaté si lze
predstavit kazdou vrstvu uceni, jako stav paméti pocitace po provedeni néjaké sady
paralelnich operaci. Sité s vétsi hloubkou mohou provést vice operaci v sekvenci.
Sekvencni operace nabizi velkou silu, protoZe pozdéjsi operace mohou odkazovat
zpét k vysledklim z predeslych operaci. Navzdory tomuto tvrzeni, ne vzdy je kazda
informace v aktivaci vrstvy nezbytné zakdédovana z variace faktord, ktera by
vysvétlovala vstup. Reprezentace také uchovava stav informace, ktery napomaha v
béhu programu, tak aby vstup daval smysl. Zminény stav je analogicky podobny
mechanismim bézZné pouzivanym v pocitacovych programech, jako citace, nebo
ukazatele. Nema vliv na samotny obsah vstupu, ale napomaha modelu v organizaci
zpracovani.

Pro prehlednost je vhodné u vétsi sité umét zmérit jeji hloubku. Hloubku DL
modelu mizeme mérit dvéma hlavnimi zpisoby. Prvnim je pohled zaméreny na
poctu sekvencnich operaci, které musi byt spustény k vyhodnoceni architektury.

JednoduSe reCeno se jedna o délku nejdelSi mozZné cesty napri¢ vyvojovym



diagramem (anglicky znamé jako flowchart), ktery popisuje, jak dany model ze
vstupl dosahne patfi¢nych vystupl. Druhym pouzivanym zplsobem zejména v
pravdépodobnostnich modelech, je hloubka grafu popisujici vzajemné relace mezi
prvky modelu. Hloubka vypoctového grafu neni smeérodatna, protoZe délka
vyvojového diagramu vypoctli miize byt mnohem vétsi neZ vhodnéjsi graf relaci
entit modelu. Divodem je samotny princip DL, kdy porozuméni jednodussi
struktury vede k pochopeni slozitéjsi, proto tedy vypocet vstupni reprezentace
miiZe byt zbytecné vétsi, nezZ tomu ve skutecnosti miize byt v piipadé zaméreni se
na samotné vazby v modelu. Napt. detekce usi v obrazku, kde jedno ucho mtiZe byt
ve stinu a mize se jevit, Ze objekt ma pouze jedno ucho, avsak pokud je detekovan
oblicej, pravdépodobné bude mit i dvé usi. Dany model by mél tedy dvé vrstvy, jedna
pro usi a druhd pro oblicej. Kdezto graf vypocti by mél hloubku 2n, pokud
zpresnime nas$ odhad kazdého prvku vzhledem k ostatnim n-krat.

Neexistuje jednotné stanovisko pro urceni spravné hloubky modelu, protoZe pro
kazdy model se hodi jiny pristup a jiné urceni nejmensich prvk modelu z kterych
se vytvori vysledny graf. Stejné tak neexistuje hranice, od které by se urcilo, zda se
jedna o hluboky model spadajici do DL oblasti. Obecné se vSak vychazi z toho, Ze DL

zahrnuje vétsi mnozstvi ucicich vrstev a funkci nez tradi¢ni ML.

2.4 Uméla neuronova sit

V této podkapitole vysvétlim zaklady neuronovych siti (dale jen NS), které spadaji
do hlubokého uceni. Zejména uvedu popis fyziologického neuronu, umélého
neuronu, uceni sité a druhu NS.

Mnoho algoritmi a postupli v informatice je inspirovano prirodou. Lidé se
Hluboké ucenti se zrovna tak inspirovalo u nervové tkané. Neuron je zakladni funk¢ni
a stavebni jednotkou ZivocisSné nervové soustavy. Soustava neuronti se vyznacuje
zvySenou mirou drazdivosti a vodivosti, je tedy schopna vést smyslové vzruchy.
Neurony samotné se skladaji z téla (soma), dvou druhti vybézki (dendrity, axony) a
nervového zakonceni. Dendrity jsou typem zakonceni, které do neuronu ptijimaji
informace z receptord ¢i ostatnich neuront. Informace je v téle neuronu dale

uloZena a transformovana. Axon je naopak vybéZzkem zodpovédnym za prenos
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informace ven z neuronu do dal$iho, pripadné k efektoru. Pocet vybéZzki ma vliv na
klasifikaci neuronu, déli se pak na unipolarni, bipolarni a multipolarni. Informace
mezi neurony je predavana pies misto, kde se neurony potkavaji, takové misto se
oznacuje jako synapse. [8]

Dendrit

Ranvierowy Synapse
zarezy

Schwannowy
bunlky

Jad Myelinova pochva
adro

Obr. 3: Lidsky neuron
Zdroj: Anatomie neuronu [9]

Neuron si prijatou informaci uchovava a dalSimi signdly se informace sc¢ita a
probiha tak transformace. Tato vlastnost neuronu je velice diileZita a vypichuje tak
funk¢nost celé nervové soustavy. Clovék dik takové soustavé je schopen vnimat, ucit
se, uchovat si informaci a v pripadé potieby si na ni vzpomenout. Uméla neuronova
sit vyuziva vSech vlastnosti nervové soustavy.

NS maji jisté vyhody i nevyhody. Mezi vyhody lze brat fakt, Ze neni potieba hledat
vztahy mezi proménnymi [10]. Data jsou jednoznac¢na a tim se eliminuje ¢asova
narocnost s objevovanim relaci ve vzorku dat. Kromé toho, dalsi analyza dat mize
vést k narustu chybovosti. NS je nelinearni aproximator, ktery je vhodny k reSeni
velice komplexnich problémd, jako napft. chovani cestujicich a ekonomicky vyvoj.
Dals$i vyhodou je Cetnost propojeni neuront a jejich paralelni zapojeni, které
umoznuje Sifeni informace riznymi sméry. VSe uvedené dohromady umoziuje
spoustu kombinaci Sifeni informace v ramci NS, to vede krobustnosti celého
systému. Pokud dojde ke zkresleni informace v jednom useku, tak to na vypocet jako
takovy, nema velky dopad. Nejbéznéji zminovanou nevyhodou NS je dojem, Ze se
jedna o tzv. ,black box“ (¢esky ¢erna skifiika). Casto totiZ neni patrné, k jakym

vypocetnim operacim dochazi v transformacnich vrstvach. Takeé je nékdy narocné
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pochopit interpretaci parametrq, které do vrstev vstupuji a vystupuji, zejména v

hlubokych sitich se snadno ztraci prehled.

2.4.1 Perceptron

Zakladnim stavebnim prvkem neuronovych siti je perceptron. Nazev vznikl z
matematického oznaceni modelu neuronu znamého z biologie. Analogicky pak
vicevrstva perceptronova sit je verejné znama neuronova sit, stejné tak jako
perceptron je umély neuron.

Perceptron ma jeden az N vstupd (obdoba dendritli) a jeden vystup (obdoba
axonu). Kazdy prechod mezi neurony (synapse) je doplnén o vahu vstupu tzv.
synapticka vaha. Samotny perceptron obsahuje tzv. potencial neuronu (nékdy
uvadéno jako prahova hodnota, nebo vnitini potencial). Pri prekonani potencialu
dojde k nabuzeni perceptronu a nasledné indikaci signalu dal svym vystupem v
podobé prenosové funkce (v nékterych literaturach znamé jako funkce prechodu,

nebo aktivacni funkce).[11]

Inputs Weights

Activation
function

(9) —

Obr. 4: SloZeni umélého neuronu
Zdroj: ¢lanek ,Perceptrons - The First Neural Networks“ [12]

Vaha vstupu urcuje dtlezitost konkrétniho vstupu. Neuron je v tomhle misté
schopny uloZit si naucenou informaci a zreprodukovat v pripadé potifeby. BEhem

uceni sité se vahy mohou adaptovat a ménit dileZzitost vstupu.
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V neuronovych sitich se da vyuzit Siroka Skala prenosovych funkci. Vybrat tu
spravnou pro NS reSici urcity problém neni vZdy snadné. AvSak nejcastéji pouzivané
funkce jsou napft. jednotkového skoku, signum, sigmoidalni, linearni, satura¢ni a
hyperbolicky tangent. Vybér prenosové funkce ma zasadni vliv na konvergenci

vypoctu nauceni NS.

d) e) f)

Obr. 5: NejpouZzivanéjsi prenosové funkce vyuzivané v hlubokém uceni.
a) jednotkovy skok, b) signum, c) linearni, c) hyperbolicky tangent, d) sigmoidalni,
e) saturacni

Zdroj: MATLAB dokumentace Deep Learningu [13]

Klasickym prikladem, kde Ize vyuZit samotny perceptron bez nutnosti komplexni
NS, je klasifikace, nebo jiné jednoduché rozhodovani. Viz Obr. 6, kde jsou
zaznamenany prvky do dvou rozmeérnych soufadnic. Pro vhodnéjsi reprezentaci
a snadnéjsi vyhodnoceni by soutadnice mély byt transformovany pied vstupem
perceptronu. Perceptron ma nastavené rozliSeni bodii na zakladé prenosové funkce.
Pak miiZe perceptron snadno rozliSit prvky pomoci signum funkce, ktera urci bilé

prvky v pripadé kdy x < 0 a analogicky ¢ernym prvkem se stane s x > 0.
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Obr. 6: Demonstrace vyuziti perceptronu v klasifikaci 2D prvka na ¢erné a
bilé.
Zdroj: Deep learning with Python [14]

2.4.2 Uceni neuronové sité

Tahle kapitola popisuje nejcennéjsi vlastnost neuronovych siti, kterou je uceni
problému pouze na zakladé predkladanych vzora. Uceni NS ma tedy za cil nastavit
vahy modelu tak, aby vytvarely spravnou odezvu vystupniho signalu na dané
vstupni signaly. Po celém procesu uceni 1ze nahliZet na vytvoreny model jako na
»black box“ a FeSeni aplikovat na danou problematiku.

Vstupni nasbirana data se rozdéli do dvou mnoZin mezi trénovaci a testovaci.
V nékterych pripadech lze pouZit také tieti mnoZinu tzv. valida¢ni. Neurony sité se
u¢i na trénovacich datech. Byva zvykem, Ze tato sada je do poctu vzorki
nejpocetnéjsi. Trénovaci vzorky sady obsahuji mezi sebou vzory, které NS
rozpoznava a kontinualné se uci, v dlsledku uceni se nastavuji vahy a hleda
nejvhodnéjsi konfigurace. Béhem trénovani je vhodné urychlit experimentovani
monitoringem chyb, tim odhalime idealni pocet krokii trénovani sité. Velky pocet
kroku totiz zdanlivé nemusi konvergovat ke spravné konfiguraci. To mize vézt
k nedostatecné obecnosti modelu a jinym chybam z preucenosti. Valida¢ni mnoZina
oproti uceni slouzi ke kontrole tréninku a v pripadé, Ze trénink sméruje Spatnym
smeérem, trénink zastavi. Je to vhodny mechanismus k zabranéni preuceni. Posledni
testovaci mnoZzina slouzi k ovéreni jiZ naucené sité. Vzorky z této mnoziny nebyly
soucasti uceni, a praveé proto jsou vhodné k testovani jizZ naucené nakonfigurované
sité.

Uceni NS miize probihat podle dvou odlisSnych strategii. Prvni strategie vyuziva
uceni s ucCitelem a druha bez ucitele. V prvnim pripadé s ucitelem, se NS snaZzi
prenastavit vahy porovnanim aktualniho vystupu s poZadovanym, tak aby se

konkrétnim vstupem sniZil rozdil mezi skute¢nym a poZadovanym vystupem. Oproti
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tomu uceni bez ucitele podobnou dynamiku postrada a zaméruje se na konzistenci
vystupu. Jinymi slovy sit se snaZi poskytovat stejnou odezvu na podobné, nebo
stejné vstupni vektory.

Vahy neuronii byvaji nejCastéji inicializovany na ndhodna cisla v predem
stanoveném intervalu, anebo jsou vSechny vdhy nastaveny na stejnou hodnotu.
NavrZzenym modelem NS se snazime minimalizovat chybovost sité. Chybovost

miiZeme vyhodnotit pomoci chybové funkce a v optimalné ucici siti by tato funkce

méla kaZdou iteraci klesat. Algoritmus uceni je odlisSny s kazdym modelem odliSnym

NS.

2.5 Druhy neuronovych siti

Neuronové sité se daji rozlisit podle rtiznych aspekti do mnoha skupin, napt. dle
poCtu neurond, usporadani, Sifeni informaci, typu vyuZitych neuronti, nebo
algoritmu uceni.

Ohledné usporadani sité a Sireni informaci se pouziva pristup cyklicky a acyklicky
(neboli dopredny). Cyklické uspotadani si lze predstavit jako zapojeni neuroni v
kruhu, tedy informace se do daného neuronu miize vratit i poté co z néj jiz odesla.
Oproti tomu dopredné acyklické wusporadani takovou strukturu vylucuje
a informace postupné prochazi systémem neuronu, aniz by se méla moznost vratit.
Druhy zminény pristup je vyuZit v této praci, jelikoZ je vhodnéjsi pro samotnou
predikci.

Pro dplnost zde uvedu opak ,jednoduché sité“ v podobé perceptronu a tim je
praveé vicevrstva NS (v nékterych literaturach Multi Layer Perceptron). Model NS
(viz Obr. 7) v takovém piipadé musi mit minimalné 3 vrstvy - vstupni, alespon jednu
vnitini (v nékterych literaturach se popisuji jako skryté vrstvy, coZ neprispiva k
pochopenti ,black boxu“) a vystupni (nékdy se uvadéji vrstvy bez vstupni, v tom
pripadé je minimalni pocet vrstev 2).

Vicevrstva NS se dale miize liSit algoritmem uceni. Nejcastéji se voli Back

Propagation Errors, Hebovské uceni, sdruzené gradienty, uceni s ucitelem atd.
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Obr. 7: Schéma vicevrstvé neuronové sité.
Zdroj: Skripta Uméla inteligence a neuronové sité [15]

2.5.1 Dopredna NS

V kapitole 2.4.2 uz byl nastinén princip dopredné neuronové sité, coz je zaroven
i Cesky vyraz FNN. Patii mezi nejjednodussi ANN (inteligentni NS), kde data nebo
vstup putuje jednim smérem, informace se tedy nijak necykli. Data prochazi skrz
vstupni uzly a opoustéji sit’ vystupnimi uzly. Doptredna sit mize, ale nemusi mit vice
skrytych vrstev.

Ve své podstaté sit mlze vypadat jako na Obr. 7. Spocita se suma vstupt s vahou
uzlu a privede na vystup, kde se rozhodne, zda je vysledna hodnota nad tzv.
prahovou hodnotou (obvykle hodnota 0). Neuron posle signal dal s hodnotou 1 v
pripadé prekroceni prahové hodnoty, pokud hodnota bude pod tou prahovou odesle
hodnotu -1 (pfenosova funkce signum).

Tento typ NS se nejcastéji trénuje pomoci metody Backpropagation [16] (cesky
lze prelozit jako zpétné Sifeni chyb). Vzhledem kumélé NS a chybové funkci,
vypocitava metoda gradient chybové funkce s ohledem na vahy sité. Predstavuje
zobecnéni delta pravidla pro perceptrony k vicevrstvym doprednym NS. Slovo
doprednd v nazvu vychazi ze skutecnosti, Ze vypocet gradientu postupuje zpét pies
sit, pricemz gradient konecné vrstvy vah se vypocitava jako prvni a gradient prvni
vrstvy vah se poéita jako posledni. Caste¢né vypoéty gradientu z jedné vrstvy se
znovu pouZiji pti vypoctu predchozi vrstvy. Tento zpétny tok chybovych informaci
umoziuje efektivni vypocet gradientu v kazdé vrstvé oproti naivnimu pristupu
vypoctu gradientu kazdé vrstvy zvlast. Popularita algoritmu v poslednich letech

vzrostla pravé diky velkému vyuZiti v neuronovych sitich pro rozpoznavani obrazu
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a reCi. Povazuje se za efektivni algoritmus a diky inovativnim implementacim

vyuziva vyhod specializovanych GPU pro vykonnostni zlepSeni.

2.5.2 Radial Basis Function NS

Zkracené RBF je sit radidlnich jednotek s pevnym poltem vrstev a vyuziva
stejnojmennou aktivacni funkci. Ve své podstaté se jedna o jediny rozdil oproti
dopredné siti FNN. Algoritmus pracuje se vzdalenosti bodu ke stfedu. RBF sité maji
dveé vrstvy, v prvni vnitini vrstvé se vstupy kombinuji s RBF funkci a poté je vystup
téchto funkci zohlednén pri vypoctu stejného vystupu v dalSim ¢asovém kroku, coz
je v podstaté pamét. Neurony mohou byt tedy dvojiho druhu, radialni
a perceptronové. Na zacatku uceni jsou nastaveny vahy prvni vrstvy a u druhé se
nastavuji stejné jako u jinych vicevrstvych NS, avSak oproti nim je u RBF sité
rychlejsi uceni.

Praktickym piikladem vyuziti RBF sité mize byt systém obnovy energie. Systémy
dodavky energie vzristaji do velikosti, tak i do komplexity a oba tyto faktory zvysuji
riziko vypadku proudu [17]. Po vypadku proudu je nutné dodavku obnovit co
nejrychleji a stabilné. RBF sit’ by tedy prvné méla obnovit dodavku do mist, ktera
jsou kriticka pro potrebu a fungovani dalSich lidi (zdravotnické zatizeni, policie,
hasici, obecni infrastruktura atp.). Poté obnovit dodavku vedeni a rozvoden, které
slouzi pro Sirsi zakladnu lidi. Méla by dat vyssi prioritu opravam, které co nejrychleji
zvysi provozuschopnost co nejvétsimu poctu lidi a v posledni fadé obnovit dodavku

do mensich c¢tvrti, jednotlivych domovi a podnikd.

2.5.3 Rekurentni NS

Rekurentni NS funguje na principu uloZeni vystupu vrstvy a jejiho zpétného
vloZeni na vstup, coZ napomaha predpovidat vysledek vrstvy. Prvni vrstva funguje
stejné jako u doptredné NS se souctem vah a uzlli. Proces rekurentni NS zacing,
jakmile je vypocet z prvni vrstvy k dispozici, to znamen3, Ze kaZdy neuron si bude
pamatovat nékteré informace, které mél v predchozim kroku. Takové chovani
umoznuje kazdému neuronu slouzit jako pamétova buiika. DileZité je myslet na to,
jaké informace budeme potrebovat pro pozdéjsi pouZiti a nechat sit pracovat v

prednich vrstvach. Pokud je predikce Spatnd, pouzijeme rychlost uceni, nebo korekci
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chyb k malym zménam, abychom postupné zlepSovali samotnou predikci béhem
zpétného Sireni chyb. Schéma RNN miize vypadat napf. jako na Obr. 8, kde jsou dvé
vnitini vrstvy, coZ z ni déla hlubokou NS. Dle schématu by mohlo byt milné
vyvozovano, Ze se jedna hlavné o reflexivni relaci, ale cyklické usporadani mize

probihat i mezi vrstvami, a ne pouze v rdmci té samé.
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Obr. 8: Hluboka rekurentni NS
Zdroj: The mostly complete chart of Neural Networks [18]

Typicky se tato sit’ pouZiva v analyze textu, protoZe pro potiebné rozhodnuti
analyzy je potreba znat Sirsi kontext slov, pripadné vét. Umoziiuje to pravé cyklické
proudéni informace a vliv iteraci predchozich uzli na nasledujici. V kalifornské
laboratofi Baidu Artificial Intelligence vyvinuli ndstroj Deep Voice [19] inspirovany
tradi¢ni strukturou prevodu textu na iec, ktery byl nahrazen rekurentni NS. Text je

nejprve pireveden na foném a nasledné jej model audio syntézy prevede na rec.

2.5.4 Konvoluc¢ni NS

Konvolu¢ni NS je opét podobna dopredné v tom smyslu, Ze i zde jsou pouzity vahy
a odchylky (anglicky bias). OdliSuji se od ostatnich druhi NS pouzitymi
konvolu¢nimi buiikami (nebo sdruzujici vrstvy) a jddra. Kazda cast slouzi jinému
ucelu. Jadra ve skuteCnosti zpracovavaji vstupni data a sdruZujici vrstvy je
zjednodusuji, coZ ma za cil redukci prebytecnych dat, kterd pro sit a vypocty nejsou
potieba.

Predni vyuziti nachazi ve zpracovani signalii a obrazu, kde prebira pozici po
proslulém frameworku OpenCV. V praxi to nasledné funguje tak, Ze se urci velikost
podmnoZiny obrazu (napt. 3x3 pixelu) a tato oblast zacne byt od levého horniho
rohu detekovana (napf. hrany objektu). Postupné se toto okno vybéru posouva po

celém obrazu, vystupem takové vrstvy bude napt. zvyraznény obrys télesa
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a v dalSich vrstvach mlize probéhnout tieba klasifikace objektu. Konvolu¢ni NS je
hojné vyuzita v zemédélstvi, nebo pri predpovédi pocasi, kde probiha analyza
satelitnich snimkl. V zemédélstvi diky tomu miZeme predikovat rlist a vynos
konkrétnich dzemi.

Na Obr. 9 je priklad hluboké konvolucni NS, kde riizové uzly bez krouzku jsou

typu jadra a s krouzkem konvoluéni (sdruZujici), zelené jsou skryté vnitini uzly.
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Obr. 9: Hluboka konvolu¢ni NS
Zdroj: The mostly complete chart of Neural Networks [18]

2.5.5 Kohonenova NS

Cilem Kohonenovy NS je vlozit vektory libovolného rozmeéru do diskrétni mapy
slozené z neurond. Mapa potiebuje byt dale trénovana, aby vytvorila vlastni
organizaci trénovacich dat. Béhem trénovani mapy pozice neuront zlstava
konstantni, ale méni se vahy v zavislosti na hodnotach. Tento samo organizujici se
proces ma nékolik fazi a prinasi novy termin ,vzdalenost k butice”.

Prvni je inicializace vah na nizkou hodnotu a vloZeni vektori. V dalsi fazi se hleda
vitézny neuron, ktery je urcen jako nejbliz§i k danému bodu. Neurony spojené s
vitéznym se posunou také smérem k bodu. Vzdalenost mezi bodem a neurony se
pocitd pomoci euklidovské vzdalenosti, priCemZ neuron s nejmensi vzdalenosti
vyhrava. Prostrednictvim iteraci jsou body seskupovany a kaZdy neuron pak

predstavuje druh shluku.

19



Kohonenovy NS jsou vhodné k rozpoznavani vzorci v datech. Pouziti nachazi
v medicinskych analyzach pro kategorizaci dat, kde svysokou presnosti umi

Kklasifikovat pacienty s onemocnénim ledvin [20].
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Obr. 10: Kohonenova NS
Zdroj: The mostly complete chart of Neural Networks [18]

2.6 Matematicky zaklad

Jak jiz bylo drive v této praci nastinéno, NS vyuzivaji nékteré zakladni
matematické operace. Pokusim se v této kapitole alespon povrchné nastinit jejich
princip, tak abych se vyhnul dojmu , blackboxu®. Hlubsi vysvétleni matematickych
operaci by bylo nad ramec cile této prace a k dosaZeni vysledku to neni potreba znat
dopodrobna. Diky existujicim technologiim, jsme od téchto nizkouroviiovych
zakladl odstinéni. Je vSak vhodné mit alesponi elementarni ponéti.

Strojové uceni vyuziva zakladni datovou strukturu tenzor. Tenzor lze chapat jako
kontejner pro ¢iselna data. Tenzory mohou mit riizny pocet dimenzi (v nékterych
zdrojich se uvadi jako osy). Pocet os 1ze zobrazit pomoci knihovny NumPy atributem
ndim.

Skalar je tenzor bez dimenzionalniho rozméru (0D) a ma tedy 0 os. V Python
knihovné NumPy lze skalar reprezentovat pomoci float. PoCet os nad float hodnotou
|ze zjistit atributem ndim, kde ndim je rovno O.

Jednorozmérnym (1D) tenzorem je vektor a ma tedy presné jednu osu. Hodnota

ndim je rovna 1.

2.6.1 Matice

Matice je datova struktura s dvourozmérnou dimenzi. Tento typ tenzoru ma tedy

2 osy, kde prvni osa se typicky oznacuje jako radky a druha jako sloupce. V knihovné
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NumPy se matice typicky zobrazuje jako dvourozmérné pole, kde kazdé vnorené
pole oznacuje radek a konkrétni hodnoty pole (podle indexu) jsou sloupce.

Pokud matice nabyva vice rozmért, tak se zvysuje i dimenze samotného tenzoru.
Napf. pokud v knihovné NumPy matici A duplikuji na B a C, které vloZim do nového
pole, vznikne 3D matice, a tedy 3D tenzor. Dimenze mohou analogicky podobné

narustat dale.

AB,C= (é i) > array([[[L 2], [3, 4]],
[[1, 2], [3, 4]1,
[[1, 2], [3, 4]1]

2.6.2 Tenzorové operace

JelikoZ tenzor je nejcastéji matice, nebo n rozmérné pole, pracujeme s tenzory
obdobné a vyuZivime béZné operace nad témito strukturami. Casto je potieba
ofiznout data (napt. zahozeni poslednich sloupcli matice). Data, ktera potom tecou
do modelu je mnohdy nutné rozporcovat do davek (anglicky batches), a ty poté
postupné servirovat do sité.

Kromé vysSe zminénych dprav se na tenzory aplikuji i Cisté matematické operace.
Mezi elementarni patii sc¢itani, nasobeni, od¢itani atp. V NS se Casto pouzivaji tzv.
element-wise operace, tedy operace po prvcich. Mezi takové operace patii i funkce
relu, ktera je obdobou hledani maxima mezi vybranymi prvky. Vyhodou podobnych
operaci je jednoduchost implementace, neni totiZ nutné prochazet v zanofenych
cyklech mezi prvky tenzort.

Dalsi transformacni operaci miize byt zména tvaru tenzoru, kde dochazi ke
zméné v seskupeni radkt a sloupct, tak aby byl splnén cilovy tvar. Upraveny tenzor

musi mit samozi'ejmé stejny pocet prvki jako pocatecni.

2.6.3 Gradient

Jak jiZ bylo drive zminéno, NS vyuZziva vah k rozhodovani natrénovanych dat. Sit
své vahy neboli koeficienty umi optimalizovat. Déla tak diky skutecnosti, Ze vSechny
operace pouzité v siti jsou diferencovatelné a 1ze vypocitat gradient ztrat s ohledem
na koeficienty sité. Nasledné diky tomu je sit schopna posunout koeficienty

opac¢nym smérem gradientu a tim se ztrata snizi.
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Je-li funkce (operace) diferencovatelna, 1ze pak rict, Ze funkce ma v kazdém bodé
derivaci, typicky jsou to hladké spojité funkce. Derivaci tenzorové operace je
gradient. MiZeme o gradientu smyslet jako zobecnéném konceptu derivace, funkci

s parametry (napf. funkce s tenzorem jako jejim parametrem).

2.6.4 Tenzorova data

Prakticka Cast se vénuje predikci cen automobilu, kde Ize vyuzit Casové rady, a
proto se omezim jen na popis téchto dat. Jen ve zkratce je vSak dobré zminit, Ze
vektorova data jsou uloZena ve 2D tenzoru (priklady, funkce), ¢asové rady
a sekvencni data ve 3D tenzoru (priklady, casové udaje, funkce), obrazky ve 4D
tenzoru (priklady, vyska, Sitka, kanaly) a videa v 5D tenzoru (priklady, ramy, vyska,
$itka, kanaly).

3D tenzor je vhodné pouZit vZdy, kdyZ zaleZi na ¢ase nebo poradi hodnot. Data
mohou byt zak6dovana jako posloupnost vektort, a proto bude davka dat kddovana

jako 3D tenzor. Casové ose dle konvence patii osa s indexem 1.

Pliznaky {

Obr. 11: 3D tenzor casové rady NS
Zdroj: Deep Learning with Python [14]

) .fK Priklady

v
Casové (seky

2.7 Predpovidani a predikce cen

V této casti bych rad zminil nékolik pohledii na samotnou predikci ceny
automobilu. Jsou to aspekty, které nelze prejit a maji vliv na samotny proces. Po této
kapitole bude patrné, které atributy vozidel je potreba znat, jaky vypocletni
mechanismus se pouZivad kurceni ceny a nastinéni problematiky casovych tad

vyuzité v ekonomické predikci.

2.7.1 Cena automobilu

Abychom mohli urcit cenu automobilu, je vhodné znat ekonomicko-pravni

pohled na pozorovany subjekt. Automobil patfi mezi majetek movity.
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Charakterizujici vlastnosti jsou pohyblivost a premistitelnost. Z hlediska ucetnictvi
je vSak v ramci zakonnych norem bran movity majetek podobné jako nemovity s
mensimi rozdilnostmi [21]. Ocefiovani majetku se vénuje cely samostatny obor,
ktery zde rozebirat vice nehodlam. Mizu alespon nastinit metody vyuZivané
experty. Vychazeji totiZ ze zakladnich modelii a jako takové prezentuji zjednoduseni
skutecnosti. Cilem téchto metod je urceni ceny majetku a srozumitelné popsani jeji
tvorby. V procesu ocenovani hraje vsak roli i faktor samotného experta, jeho
subjektivni pohled, zkusenosti, vinimani skutec¢nosti a celkovy um. V ndvaznosti na
kapitolu DL je patricné, Ze i expert uzivd zkuSenosti Sirstho svéta, a ne pouze
skutecCnosti zaloZené na ziskanych datech.

Zakladni pristupy vychazeji z teorie hodnoty [22]. Napf. tyto tfi nejpouZzivané;jsi
- principy porovnavaci, vynosovy a princip majetkové substance.

Prvnim zminénym, je porovnavaci princip, ktery je postaven na porovnani
oceniovaného majetku s cenami podobného majetku, vyhodnocenymi v nedavné

dobé. Model zaloZeny na tomto principu 1ze matematicky popsat:

1
V—lz k
_n pl L
n

Kde V je vysledna trzni hodnota majetku, pi realizovana cena podobného majetku,
ki koeficient vzajemné podobnosti porovnavanych majetki a n pocet porovnavani.
Obecnym problémem tohoto pristupu, je urceni rozsahu podobnosti porovnavanych
majetkdl. V pripadé automobilt to takovy problém neni, protoZe porovnat totoZné
modely s podobnymi atributy bude snazs$i neZ porovnat naptiklad nemovitost
s odlisSnymi atributy navic v odliSnych lokalitach.

Druhym rozsifenym pristupem je vynosovy princip, kde vlastnik ocekava
generovani zisku v budoucnu, typicky prondjmem. Matematicky lze tento pristup

popsat nasledovné:

N
C,J:;-mo

Kde Cv je ocekavany diskontovany vynos, N predpokladany budouci vynos z majetku
a p zvolena kapitaliza¢ni mira v procentech. Tahle metoda vSak imérné zavisi na
zkuSenostech ocenujiciho experta, protoZe hodnoty N a p se v dobé ocenovani

vztahuji k pritomnosti. Je potifeba aby odhadce vyhodnotil znamé hodnoty
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z minulosti do pritomnosti a na zakladé znamych dat odhadnul vyvoj veli¢in do
budoucna, avSak s maximalnim horizontem tfi let vzhledem k trznimu prostredi,
nad tuto mez je vysledek zkreslen. Navic tento pristup ma vétsi zpozdéni vici
nynéjsi trzni situaci neZ pouziti porovnavaciho principu.

Poslednim zminénym je princip majetkové substance, vhodny zejména na trhy
s charakteristicky pomalym vyvojem a neménnou cenou. Matematicky se jedna
pouze o soucet hodnoty hmotnych ¢asti s hodnotou nehmotnych ¢asti majetku. Tato
metoda tedy neni vhodna pro ocenovani automobili v zemich s rozvinutou
ekonomikou, pouzitelna je mozna tak v zemich tretiho svéta.

Veskeré terminy, postupy a nutné vypocty k ocenéni automobilu jsou definovany
v doporucené technické normé Znalecky standart ¢.1/2005 vydany Ustavem

soudniho inZenyrstvi v Brné.

2.7.2 Casové rady

VétSina statistickych metod je zamérena na pouziti v nezavislych experimentech
nebo ve vysledcich prizkumi, kde usporadani pozorovani nema zadny zvlastni
vyznam (napf. biologie, agronomie, sociologie). V ekonomii maji data ¢asto podobu
sekvenci pozorovani jedné nebo vice proménnych poiizenych k urcitému datu,
avSak takové pozorovani nemize byt povazovano za nezavislé. Zakladni definice
Casové tady tik3, Ze se jedna o jakoukoliv kone¢nou, nebo nekonec¢nou sekvenci
pozorovani sefazenou v case (Xt: t € T) [23].

Casové fady lze délit podle riiznych kritérii. Mezi né patfi napt. doba méieni
a nahodnost. Kratkodobé casové rady jsou z pravidla kratsi isek do jednoho roku.
Analogicky ty dlouhodobé zaznamenavaji usek delSi neZ rok. Kromé casového
intervalu pozorovani, se ¢asto déli rady podle ,detailnosti“. Tedy jestli je fada spojita
nebo diskrétni.

Spojita ¢asova rada obsahuje hodnotu proménné X: neptetrzité (napt. namérené
fyzikalni hodnoty). Casovy index t miiZe nabyvat ve$kerych hodnot v daném
intervalu a oboru realnych cisel. Ve svété ekonomie jsou vSak takové Casové rady
pomeérneé vzacné.

Diskrétni casové rady jsou oproti spojitym béZnéji pouzZivané. Zejména v

ekonomii. Prvky ¢asové rady jsou diskrétni tehdy, kdyz soubor moznych hodnot t je
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diskrétni mnozinou, tedy T je podmnoZinou celych cisel. Dale se diskrétni ¢asové
Fady daji rozlisit v zavislosti na reprezentaci pozorovani. Prvnim typem miiZe byt
sledovani okamzité Urovné (cena, objem skladu). Druhym typem mohou byt

kumulované toky za urcité obdobi (prijem, spotieba).

2.8 EXxistujici prace

Predikce cen automobilii za pomoci Al je docela rozsirené téma, jemuZ se
vénovalo mnoho vyzkum. UZ v roce 2009 zvetejnila v Hamburgu svou diplomovou
praci Mariana Listiani [24]. Ve svém vyzkumu se vénovala vyuZitim regresniho
modelu vytvoreného pomoci SVM (Support Vector Machines), ktery dovedl
predikovat cenu automobilu, ktera byla pronajimana s vétsi piresnosti, nez umoznila
vicerozmérna regrese, nebo jednoducha vicendsobna regrese. Dlivodem je, Ze
vyuziti SVM je vhodnéjsi pri feseni datovych sad s vice rozméry a je méné nachylné
k chybam vedoucim k underfitting €i overfitting.

DalSi prace [25] z roku 2011 byla postavena na modelu BP NN (Back Propagation
Neural Network) pro predikci ceny pouzitého automobilu. Model bral v potaz
nékolik atributd: ujeté kilometry, odhadovanou zivotnost a znacku automobilu.
NavrZeny model byl postaven tak, aby se mohl vyporadat s nelinearnimi vztahy v
datech, coZ nebyl ptipad predchozi prace s regresnim modelem a SVM. Nelinearni
model dokazal 1épe predpovidat ceny automobili s vétsi presnosti nez jiné linearni
modely.

V dalsi praci [26] byly pouZity rizné algoritmy z oblasti ML. Jmenovité k-nejblizs{
sousedé, vicenasobna linearni regresni analyza, rozhodovaci stromy a naivni Bayes
pro predikci cen automobilii na Mauriciu. Soubor dat pouzity pro predik¢ni modely
byl manudlné ziskdn z tamnich novin pouze z rozmezi jednoho mésice, ponévadz
Casova prodleva miZe mit dopad na cely vysledek. PouZity byly nasledujici atributy
- znacka, model, objem motoru, pocet najetych km, rok vyroby, barva exteriéru, typ
Fazeni a cena. Vysledek prace odhalil, Ze metody rozhodovaci strom a naivni Bayes
nebyly schopny predikovat a klasifikovat numerické hodnoty. Navic, omezena
velikost testovaci sady nemohla mit vysokou klasifikacni vykonnost (ddajna

presnost mensi nez 70 %).
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Posledni prace [27] opét vyuZiva model postaveny na vicendsobné linedrni
regresi pro predikci cen aut. Sada dat byla sesbirana béhem dvoumési¢niho
intervalu a obsahoval nasledujici atributy - cena, objem motoru, barva exteriéru,
datum publikovani inzeratu, pocet zobrazeni reklamy, posilova¢ rizeni, pocet
najetych km, typ rafkd, druh prevodovky, typ motoru, mésto prodeje, mésto
registrace, model, znacka, verze a rok vyroby. Se zvolenym nastavenim autofi
dosahli vysoké presnosti 98 %.

Ve vSech vySe zminénych pracich autofi pouzili pro predikéni model jediny
algoritmus ML zaloZeny na regresi, nebo neuronovou sit' se zpétnou propagaci.
Modely se svymi vysledky odliSuji v presnosti, coZ je dlisledek nevhodné zvolenych
modelt, algoritmii a v neposledni radé datovych sad pro trénovani Al. Proto bych
rad zvolil model ANN (Artificial NN), ktery by mél 1épe reflektovat nelinearni vztahy
mezi trénovacimi daty. Trénovaci data pro predikéni model budou sesbirana z

Ceského prodejniho portalu www.sauto.cz.

2.9 Moznosti implementace v Pythonu

TensorFlow je end-to-end open source platforma pro machine learning.
Disponuje komplexnim flexibilnim ekosystémem nastrojti, knihoven a komunitnich
zdrojli, ktery umozinuje vyzkumnikim pouzit nejmodernéjsi technologie v ML
a vyvojairim snadno vytvaret a vydavat aplikace pohanéné ML. [28]

Dals$i moZnosti je pouzit framework Keras. Jeho API rozhranti je ur¢ené pro deep
learning psany v Pythonu, ktery funguje na vrchni ¢asti vrstvy ML platformy
TensorFlow. Byl vyvinut se zdmérem umoZnit rychlé experimentovani a odstinit
uzivatele od zbyte¢né nizko droviiové realizace. Vizi frameworku je myslenka, Ze
klicem k dobrému vyzkumu je schopnost byt co nejrychleji schopny ptejit od napadu
k vysledku [29].

V praktické casti této prace se vénuji implementaci pomoci frameworku Keras.
Jakjiz bylo nastinéno drive, jsou potreba i riizné knihovny. Pro matematické metody
je vhodné vyuzit NumPy. Kromé potfebnych operaci poskytuje i potiebné datové
struktury. Knihovna je vysoce optimalizovana pro maximalni vyuziti vypocetniho

vykonu a jeho jadro je psano v jazyce C [30].
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Velice zadanou knihovnou je Pandas. Poskytuje rychly, vykonny, flexibilni
a snadno pouZitelny open source nastroj pro analyzu a manipulaci s daty v Pythonu.

Dale existuji dalsi rozsahlejsi projekty a sady nastrojt. Jednim z nich je SciPy, coz
je uceleny ekosystém potiebnych nastroji. Mimo jiné obsahuje zminéné NumPy
a Pandas, dale vSak Matplotlib pro vykreslovani grafti, interaktivni python konzoli,
SymPy a dalsi [31]. Alternativou SciPy je do jisté miry podobny Scikit-learn, ktery
primo obsahuje SciPy a dalsi vhodné nastroje a knihovny [32].

Modely umélych neuronovych siti mohou byt implementovany a spoustény v
prostredi Jupyter Notebook [33]. Jedna se o open source webovou aplikaci, ktera
umoziuje vytvaret a sdilet dokumenty obsahujici Zivy kod, rovnice, vizualizace atd.
Vyhodou je také pribézny minimalizovany nahled do datovych struktur, béhem

transformaci.
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3 Prakticka cast

Cilem této prace je vyuzit hluboké uceni k predikovani ceny automobilu. Je tedy
potireba nastavit model NS pomoci Keras frameworku, model nechat trénovat na
znamych datech a pak nasledné nechat predikovat cenu konkrétniho vozu.
Vystupem je predikovana aktualni cena daného vozu. Napf. uvazujme scénar, kde
chci prodat viiz Skoda Octavia o ur¢ité motorizaci a kondici. Jako prodejce mé bude
zajimat cena, za kterou budu moci automobil inzerovat k prodeji. ProtoZe znam
parametry prodavaného vozu i postup, jak je zakddovat, tak aby model s takovym
vstupem umél pracovat a predikovat cenu, data daného vozu nachystam a poslu na
vstup sité.

Aby vsak algoritmus mohl zacit trénovat, potiebuje sadu dat. Pro tento tcel jsem
vytvoril web scrape nastroj, jehoz cilem je stdhnout v zestihlené podobé veskeré
zaznamy z prodejniho portalu www.sauto.cz.

V posledni fazi jsou data pouzita v python skriptu, kde se transformuji skrze
neuronovou sit. Jedinym vystupem sité je aktualni cena daného vozidla, kterou
mohu pouZit k prodeji daného vozidla (viz ptiklad ze zacatku kapitoly).

Nové reSeni spociva v ucelené sadé programij, které jsou vhodné pro predikci cen

automobill na ¢eském trhu. Pripad uziti je znazornén na nasledujicim diagramu 2.

Sauto.cz Data
web scraper processing

Data Transformation to CSV

Car price Lettheamagel Load data to

prediction result sl pred|.ct f bl ANN and train
potencial car

Diagram 2: Vysoko uroviovy pohled na cely proces
Zdroj: vlastni zpracovani
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Jak jiZ bylo vySe zminéno, nastroje Carscraper a Carpricer, jsem naimplementoval
v Pythonu (verze 3.6). Jsou multiplatformni a kdokoliv s pristupem na GitLab [34],
si miize zdrojové kody naklonovat a spustit. Repositate Carscraper jsou dostupné
zde:

https://gitlab.com/zedbe/carscraper

https://gitlab.com/zedbe/carpricer

3.1 Priprava dat

Scraping [35] nastroj napsany v Pythonu jsem pojmenoval Carscraper. Jeho
ukolem je projit postupné vSechny stranky s inzerci osobnich automobild, které jsou
bud’ nové, predvadéci, nebo ojeté. Sada dat by neméla obsahovat tedy napr.
nabourand auta, nebo vozy prodavané na nahradni dily.

Kazda strana obsahuje maximalné 15 automobili. Z kazdé strany tak o kazdém
automobilu Carscraper ziska nasledujici atributy: znacka, model, rok vyroby,
najezd (kilometry), cena (Ceskd koruna), typ motoru (podle paliva)

a vygenerovanou url pro pfipadnou manualni kontrolu, nebo budouci detailné;jsi

scrapovani.
znacka model rok najezd cena palivo url
vyroby
Alfa 145 1997 208700 39000 | Benzin http://...
Romeo
Alfa 146 1997 245940 12800 | CNG+benzin | http://...
Romeo
Alfa 146 2000 324258 14000 | Nafta http://...
Romeo
Alfa 146 1998 200000 39000 | Benzin http://...
Romeo

Tabulka 1: Vizualni podoba vzorku scrapovanych dat
Zdroj: vlastni zpracovani
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Carscraper Setf{ spoustu Casu, jelikoZ projit manualné ptiblizné 90.000 inzeratt
by zabralo vyrazné delsi ¢as nez nechat pustény tento nastroj, kterému podobné
kvantum vzorkil trva sesbirat bez paralelniho zpracovani kolem 30 min. Nastroj
béhem svého procesu zobrazuje do terminalu ukazatel ispéchu (anglicky progress
bar) s procenty i pomérem zpracovanych znacek vii¢i celku. AZ Carscraper dokonci
svou praci, ulozi shromazdéna data do *.csv souboru.

Béhem ziskavani dat mliZe uZivatel vidét ,progress bar” vystihujici v jaké fazi se

nachazi.

2% Completed 15/134

Obr. 12: Progress bar slouzici jako zpétna vazba programu uzivateli
Zdroj: vlastni zpracovani

3.1.1 Carscraper implementace

Carscraper je zaroven submodulem [36] Carpricer repositare. Je tedy zbytecné
klonovat repositare separované.
Pro spusténi scrapovaciho nastroje je potieba mit pro python interpreta

nasledujici knihovny:

requests
EIEETS pd

datetime datetime, timedelta
oS
carscraper.create_logger create logger

Posledni importovand funkce create_logger je pomocna ve vedlejSim
stejnojmenném souboru. Vraci vytvorenou instanci loggeru z knihovny logging
[37], ktera je k dispozici, aby mohla byt vyuzita. Logger ma v sobé nastaveny
format i droven zaznamenavani udajii. Kromé toho ma nastaveny i FileHandler
pro zapis do souboru na urcité misto. Vystupem Carscraperu jsou 2 textové soubory.
Jeden s priponou *.log a druhy s priponou *.csv. Z mista, kde se spusti, vytvori
adresar outputs. V ném zanoreny dal$i adresar s oznacenim data spusténi a uvnitt

kone¢né 2 zminéné soubory. Soubory maji stejny nazev jako adresar, v némz se
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nachazeji. Pouze s pridanym sufixem znazornujici ¢as spusténi, tak aby bylo moZné
rozpoznat vydolovana data, pokud se nastroj spusti vicekrat béhem dne. V *.csv
souboru jsou data potifebna k predikci a v *log souboru se nachazi tidaje z béhu
nastroje (ID procesu / vlakna, ¢asové razitko, iroven logovani, modul, ¢as spusténi
a dokonceni, celkovy ¢as dolovani dat). Samoziejmé pokud adresarova cesta jiz
existuje, soubory se do ni jen uloZi.

Jakmile je otdazka souborového systému vyresena, spusti se dolovani zavolanim:

brands = list dict 2 list list(extract brands())

Metoda extract_brands obsahuje prvni request na server. Response serveru se
prevede do json formatu, nasledné jsou dostupné informace o zna¢ce automobilky.
Pokud nejsou Zadné inzeraty dané znacky, tak se do vyslednych dat znacka ani
nedostane a pokracuje dalsi znackou. Celé zpracovani znacek probihd objektové

v nasledujici hierarchii (viz Diagram 3).

Brand 1-m 1.n
Name
Model Car
Id
Name Noar
Url .
id Mileage
Count
Count Price
Models[] _
1 Cars[] 1 Fuel
extract_models
- 0 extract_cars() Complete_url

Diagram 3: Diagram trid popisujici strukturu i dolované atributy
Zdroj: vlastni zpracovani

Jakmile program ziska od serveru potfebné tidaje o znacce, zavola konstruktor
tridy Brand a vytvori jeji instanci k dané znacce. V konstruktoru se zaroven vola
metoda extract_models (v cyklu vytvari instance tiidy Model a piidava do pole

Models). Princip se opakuje a v konstruktoru se vold metoda extract_cars, ktera
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vola konstruktor tridy Car. Vzniknou tedy instance aut odpovidajici danému
inzeratu a spadajici do modelového oznaceni dané znacky a predaji se do pole Cars.

Posledni zminéna extrak¢ni metoda prochazi se zadanym filtrem stranku po
strance, kde je maximalné zobrazeno 15 inzerati (pocet nelze navysit). Zjistil jsem,
Ze webova stranka je schopna zobrazit maximalné 667 stranek, a na www.sauto.cz
neni moZné tedy postupné dojit azZ na stranu 668, i kdyz dalsi inzeraty v daném filtru
nejsou zobrazeny vSechny. Je to snadno zjistitelné napt. pii prochazeni webu bez
filtrovani znacky a modelu, jelikoZ portal obsahuje priblizné 90.000 inzerattl
osobnich automobild, ale bez uzsiho filtrovani postupnym strankovanim je schopna
zobrazit pouze 15*667 = 10.005 inzeratli. Proto jsem tedy nucen posilat vice
requestl az na uroven s filtrovanim konkrétnich modelti. Nejprodavanéjsi model
Skoda Octavia ma priblizné 8.000 inzeratti a nehrozi tedy u tohoto modelu, Ze by
nastroj nevydoloval veSkeré inzeraty zdtvodu prekroCeni mozného limitu
zobrazeni.

Diagram 3 navic vizudlné zobrazuje cilové atributy zelenou barvou. KdyzZ se
Carscraper vyskytuje v daném stavu, kdy ma k dispozici pole kompletnich objekti s
daty, prevadi jej metodou 1ist _dict_2 list list vtrojrozmérném cyklu z pole
objektii na dvourozmérné pole. Kazdé pole v poli vystihuje pravé jeden inzerat (viz

Tabulka 1, odpovida 1 radek).

brands list dict 2 list list(extract_brands())
columns [

]

df = pd.DataFrame(brands =columns)
df.to_csv( .format(output_root
output_dir, output file))

Tuto strukturu v proménné brands jiZ knihovna pandas umi pretvorit do
dataframu [38] s pomoci proménné columns, ktera v poli definuje oznaceni sloupcii.

Vytvoreni dataframe snadno uloZi do vystupniho souboru *.csv.
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3.2 Navrh prototypu predikovani ceny

Druhym implementovanym nastrojem a zaroven Kklicovym v této praci, je
Carpricer. Napsany je téZ v Pythonu a Ize jej spustit pfimo v jupyter notebooku. Jeho
ukolem je nacist sesbirana data (jako dataframe) z cesty, ve které je jiZ uloZeny *.csv
soubor. Nasledné z dataframe odstrani nepotiebné sloupce (Cislovani a url). V této
fazi ma model nachystana veskera data, ale jeSté se vSemi nebude moct pracovat v
neciselné podobé. Carpricer tedy rovnou rozdeéli data urcené pro osu X, coZ jsou
vesSkeré udaje kromé cen, které pripadnou ose Y. Nasledné pietransformuje sloupec
oznacujici znacku, model a typ motoru (kategoricky rozliSené, napt. veSkeré vozy
Skoda budou mit ¢fselnou hodnotu 84). Nyni jsou data nachystana k trénovani
a implementovany model s nimi bude moci pracovat a hledat vztahy mezi jejich
hodnotami. Ddle je potieba vytvorit sekvenéni model [39], nad danym modelem

vytvofrit vrstvy a nakonfigurovat.

Read
{path}/{filename}.csv

Split values to X,
. Drop columns
Y axis
Transform strings to [ Create model |
number values | keras.Sequential() |
Run model i Add layers & p
training | compile the model

Predict potencial car price 1
against trained model |

Diagram 4: Flowchart definujici nastroj Carpricer
Zdroj: vlastni zpracovani

Data i model jsou k dispozici, proto se miize spustit trénovani modelu nad
nachystanou sadou dat. Po urcité dobé (zavislé na nastaveni modelu a trénovani) je
model schopny prijmout nova data, v naSem pripadé znazornujici potencialni auto

v dané podobé a predikovat jeho aktualni hodnotu.
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Po skonceni predikce nového automobilu modelem ziskavame konec¢ny vysledek.

Tedy odhad ceny s urcitou chybou.

3.2.1 Carpricer implementace

Carpricer pokracuje tam, kde Carscraper skoncil. Pomoci pandas otevie *.csv s

vydolovanymi daty:

pd.read_csv(path)

Jak jiz bylo zminéno v predchozi kapitole, pouZivdm sekvencni model
frameworku Keras, kde postupné pridavam vrstvy od vstupni aZ po vystupni. U
prvni vstupni vrstvy definuji dimenzi vystupu z vrstvy, aktiva¢ni funkci typu RELU
[40] a vstupni dimenzi. U druhé vrstvy uz neni potireba definovat vstupni dimenzi,
jelikoZ to rozpozna sama. U posledni vystupni vrstvy plati to, co u druhé, navic neni
potieba aktivacni funkce, protoZze je ryze vystupni, tedy definuji jako
jednodimenzionalni. Pro nakonfigurovani sité pouZiji metodu Compile,

s optimalizac¢ni funkci adam [41] a ztratovou funkci mean_squared_error [42].

add(keras.layers.Dense(5, activation='relu',
input_shape=(5, )))

add(keras.layers.Dense(5, activation="relu'))

add(keras.layers.Dense(1))

compile(optimizer="adam', loss='mean_squared_error')

Poté stac¢i model natrénovat nad nasbiranymi daty. K tomu slouZi metoda fit.
Prvni dva argumenty prijmou data z X a Y os. Tretim argumentem nastavuji pocet
iteraci trénovani a poslednim ¢tvrtym callback s pred¢asnym zastavenim, pokud se

5 iteraci za sebou vysledky méni nevyrazné.

model.fit (X1, Y1 =

=[keras.callbacks.EarlyStopping(

34



Poslednim krokem je nachystani testovaného vozu, kterému chceme predikovat
jeho cenu. Pomoci knihovny numpy [43] nachystam nova vstupni data pro predikci
a predam metodé predict, kde druhy argument batch_size oznacuje velikost

vzorku (1).

numpy np

test car = np.array([
(model.predict(test _car.reshape(

3.2.2 Validace prototypu

Pro celkovou analyzu, jak se model dspésné trénuje nad daty jsem pouZil metodu
train_test_split [44] na rozdéleni nasbirané sady dat z knihovny sklearn
s pomérem rozdéleni dat do 80% trénovacich vici 20% testovacich. Bohuzel
vysledek presnosti viici ztratovosti se mi nepodarilo zmérit s vypovidajici hodnotou
(viz Obr. 13). Osa X odpovida iteracim epoch a osa Y ildajné piresnosti modelu, ktera

by byla 0.

0.000014

0.000012

0.000010

0.000008

0.000006

0.000004

0.000002

0.000000

history.history[ "val_acc'][-1]

6.8

Obr. 13: Méreni metriky presnosti nad valida¢nimi daty
Zdroj: vlastni zpracovani

3.2.3 Predikce prototypu

Pro predikci nového vozu je potieba znat jeho udaje [znacka, model, rok

vyroby, pocet najetych km, typ motoru] a ,zakédovat” tak, aby prvni, druha a pata
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hodnota odpovidala kategoriim pouZitych v trénovani modelu. Viz zavér predchozi
kapitoly. V tomto ptipadé se tedy jedna o Skoda (84) Octavia (552) rok vyroby 2016
s najezdem 58233 km a naftovym motorem (6).

Vysledkem mi je: [[ 365646.5 ]]. ProtoZe se jedna o inzerat, ktery jsem umistil
mezi testovanymi daty (posledni fadky poli), mél mit hodnotu 235.000,- CZK.

Obr. 14: Zaznamenany inzerat pred ,,zak6dovanim*
Zdroj: vlastni zpracovani

3.3 Uprava prototypu

Z predeslych kapitol je patrné, Ze vysledky nejsou optimalni a je potieba zlepSit
prediktivni model a 1épe vyhodnotit chybovost vysledki.

Auto palivo
Skoda Octavia benzin
Skoda Superb nafta
Suzuki Vitara hybrid

Tabulka 2: Kategorizace automobili podle druhu paliva
Zdroj: vlastni zpracovani

Dal$im problémem se jevi tzv. fiktivni proménna (anglicky dummy variable)
[45]. Obecné lze proménné, tedy sledované hodnoty ze sady dat rozdélit mezi

kvantitativni a kvalitativni (nékdy uvadéné jako kategorické). Kvantitativni
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proménné jsou typicky vycislitelné hodnoty. V pripadé této prace se jedna o najeté
kilometry, ceny, a stari vozu. Naopak kvalitativni proménné jsou ty, které vystihuji
néjakou kategorii. Opét se v této praci jedna o urceni znacky automobilu, modelu
a druh paliva (viz Tabulka 2). Fiktivni proménna je termin, ktery se pouZziva
v souvislosti s kvalitativnimi hodnotami. Fiktivni je proto, Ze misto oznaceni
kategorie ve formé retézce, ziskd Ciselnou hodnotu, se kterou miliZe model sité

daleko snaz pracovat. Transformace by nasledné vypadala viz Tabulka 3.

auto benzin nafta hybrid
Skoda Octavia 1 0 0
Skoda Superb 0 1 0
Suzuki Vitara 0 0 1

Tabulka 3: Prevod kategorizovanych informaci na fiktivni proménné
Zdroj: vlastni zpracovani

V Carpricer prototypu jiZ takovy mechanismus byl c¢aste¢né implementovan
pomoci LabelEncoder [46]. AvSak je vhodné nasledné pouZit také OneHotEncoder
[47], ktery v prototypu chybél. Diky kombinaci téchto encoderd, Ize predejit situaci
tzv. pasti fiktivni proménné (anglicky dummy variable trap). Jedna se o scénar, kde
jsou nezavislé proménné multikolinearni. Pokud jsou proménné multikolinearni,
znamena to, Ze jsou vysoce korelovany a lze tedy jednu proménnou predikovat na
zakladé ostatnich. ReSeni spoc¢iva vtom, Ze miizeme jednu fiktivni proménnou
zrusit, protoZe jsme schopni zruSenou hodnotu zjistit na zakladé hodnot ostatnich.
Tedy napf. z tabulky 3 bychom mohli zrusit sloupec s hodnotou hybrid (pokud by
nebyli dalsi kategorie) a informaci, zda se jedna o hybridni automobil, zjistime
z hodnot benzin = 0 a nafta = 0. Lze odstranit jakoukoliv z fiktivnich proménnych.
VZdy musime pamatovat na zakladni pravidlo, Ze pocet fiktivnich proménnych
nezbytnych k reprezentaci jediné kategorie, je rovny poctu fiktivnich proménnych -
1. Napr. pokud tedy budu mit v kategorii paliva pouze 3 druhy (benzin, nafta,
hybrid), celkovy poc¢et mohu zredukovat na 2.
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7 v v

Zminéné resSeni vede tedy ke sniZeni redundance dat a sniZeni standartni chyby.
Samotna kolinearita proménnych je velice duilezita ve fazi verifikace modelu. Pokud
jsou proménné modelu multikolinedrni mohou vzniknout pochybnosti o specifikaci
modelu a relevantnosti proménnych.

Dalsi dprava se tyka samotné vstupni sady dat. Prvotni sada postrada udaj
o prevodovce. Tato informace (advert_gearbox_cb) je snadno dosaZitelna z
odpovédi serveri portdlu www.sauto.cz bez potieby posilani dodatec¢nych

pozadavkd. Je to natolik diilezita a relevantni informace ovliviiujici cenu automobilu,

Ze je nutné doplnit jeji ziskani do Carpricer a spustit dodate¢né scrapovani.

3.3.1 Implementace uprav

Na zakladé drive navrzenych uprav predik¢niho modelu je potieba zacit Upravou
Carscraper. V jiZz zanorené struktuie pozadavku na server staci pridat vybranou
proménnou (advert_gearbox_cb), kterd miliZe podle interniho vyctu nabyvat
jednu z hodnot 0, 1, 2, 3. Kazda z téchto Ciselnych hodnot symbolizuje kategorii dle
www.sauto.cz slovniku (codebook) viz nasledujici obrazek. Prevodovka
soznacenim 0 nemd u inzeratu vyplnény udaj (proto undefined hodnota

v poslednim sloupci).

automatic

Obr. 15: Vystup se zjiSténymi kategoriemi, dekddovanym znacenim a pocty
aut dle typu pirevodovky
Zdroj: vlastni zpracovani
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Vzhledem ke zjiSténym faktlim, je patrné, Ze nezanedbatelné mnozstvi inzerati
nema vyplnény druh prevodovky (2545 vozidel) a poloautomatickou prevodovku
ma zanedbatelny pocet inzeratl (38 vozidel). Manudlni prevodovku ma vétsina
vozidel (50495 vozidel) a automatickou neceld polovina (24111 vozidel).
Poloautomatické prevodovky jsou v dnesni dobé spiSe historickym preZitkem
a samotny pocet by mohl zbytecné ovlivnit vysledny model, proto této mnoZiné
vozidel zaménim typ prevodovky na manudlni. U vozidel s nedefinovanou
prevodovkou ménim typ také na manudlni prevodovku z prostého diivodu, kterym
je pridana hodnota vozidla v pripadé, Ze ma automatickou prevodovku. Za vozidla
s automatickou prevodovkou se béZné priplaci a inzerenti by byli sami proti sobé,
pokud by opomnéli tento typ vyplnit. Pfedpokladdm tedy, Ze jim na navySeni
hodnoty inzerovaného vozu nesejde a vychozim typem razeni ziistane manualni.

Transformace vypada nasledovné pomoci metody replace z knihovny Pandas [48].

Obr. 16: Transformace typti pirevodovek se zménou znaceni a naslednym
ovérenim poctu vozidel
Zdroj: vlastni zpracovani

Zprovedené transformace je patrné, Ze jsem vyuzil uvolnéni Kkategorie
s hodnotou 0 pro vozidla s automatickou prevodovkou. Udélal jsem tak z divodu
nastinéni ,dummy variable trap“ mechanismu. JelikoZ jsem zredukoval 4 kategorie
oznacujici druh ptrevodovky na 2, dale vim, Ze po aplikaci mechanismu ziskam
jedinou fiktivni proménnou (pocet = 2-1), ktera bude nabyvat binarni hodnoty

(napf. pro automatiku = 0 a manual = 1).
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Knihovna sklearn od verze 0.22 zménila svou funkcionalitu a je pro dany zamér
(vedle jiz zminénych enkodérti) nutné pouzit tiidu ColumnTransformer [49], kde
jednim z parametri je OneHotEncoder. Diky této aktualizaci jiZ neni nutné, aby této

transformaci predchazelo vyuziti LabelEncoder, ktery umi hodnoty pievést na

Ciselné hodnoty. Implementace vypada nasledovné.

Obr. 17: ,Dummy variable trap“ mechanismus aplikovan na typ razeni
Zdroj: vlastni zpracovani

Po transformaci sloupce oznacujici druh razeni, je sloupec presunut na prvni
pozici. Navic diky parametru drop=‘first* se zahodila prvni fiktivni proménna
oznacujici automatickou prevodovku. Z toho vyplyva, Ze manudlni prevodovku lze
najit pod hodnotou 1 a automatickou pod 0. Past aplikuji stejné i na sloupec
oznacujici druh paliva. Druhti paliva a moznych kombinaci je celkem 7, jak je vidét

nad vy¢tem moji datové sady.

Obr. 18: Vycet druhii paliva z datové sady
Zdroj: vlastni zpracovani

Po samotné transformaci na fiktivni proménné a nasledné ztraté jedné z nich,

vypadaji data ve védeckém rezimu PyCharm jako na Obr. 19. Sloupec s indexem 6
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obklopeny modrou barvou znazornuje jiZz znamy druh prevodovky. Nové vSak
vznikly sloupce ohranic¢ené zelené barvou s indexy 0-5 reprezentujici druh paliva

inzerovanych vozidel. Po opétovném aplikovani mechanismu pasti jsem zredukoval

pocet druhti paliva ze 7 na 6.

Obr. 19: Nahled na transformovanou datovou sadu se 13 vzorky ve védeckém
rezimu PyCharm
Zdroj: vlastni zpracovani

Pro lepsi prehlednost datové struktury a podobnost s pivodni datovou sadou,
presouvdm obé kategorie na pozice poslednich sloupci. N rozmérné pole pod
proménnou X1, kterou jsem do ted ménil, si prevadim zpét do dataframe, jelikoZ se
s touto datovou strukturou knihovny Pandas pracuje 1épe, pokud potiebuji ménit
poradi sloupcl. Nejprve potiebuji vratit stavajici oznaceni sloupcli (proménna
old_cols), abych nemusel pracovat s indexy, coZ by velice pravdépodobné vedlo
k chybé. Nasledné staci pohodlné piredat novou sekvenci nazvi sloupct (proménna

new_cols) a obsah datové struktury se presklada.

pandas DataFrame
old cols=|[

new_cols=[

]
df_arranged = DataFrame( =X1 =old_cols)

df_arranged = df_arranged[new_cols]
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Preskladany dataframe znovu prevedu na n rozmérné pole se ztratou popisu
sloupcti. Sloupce nesouci informaci o znacce a modelu automobilu (typ retézce)

transformuji pomoci tiidy LabelEncoder na ¢iselné hodnoty.

sklearn.preprocessing LabelEncoder
X = df_arranged.iloc[: :].values

= LabelEncoder()
] = leX.fit_transform(X[: 1)
] = leX.fit_transform(X[: 1)

Po vSech upravach a optimalizaci dat ziskavam nasledujici strukturu (viz Obr.
20). Sloupce s oznacenim znacky a modelu jsou prevedeny do Ciselné kategorie.
Stejné tak i sloupce s oznacenim paliva a druhu razeni, kde navic probéhla aplikace

,dummy variable trap“ s redukci n-1 fiktivnich proménnych.

model

Obr. 20: Reprezentace 13 vzorkii datové struktury po transformacich ve
védeckém rezimu PyCharm
Zdroj: vlastni zpracovani

Sit by tuto naformatovanou datovou sadu v podobé tenzort uZ mohla absorbovat
a zacit se nad ni trénovat. Porad ale data nejsou tolik optimalni a rozdélena na
trénovaci a testovaci. Jak jiz bylo feceno u prototypu, k rozdéleni dat pouZiji metodu
train_test_split. Trénovaci data vici testovacim jsou rozdélena v poméru 2:1
diky parametru test_size, ktery urcuje, kolik prvkl zdatové sady pripadne
testovaci podmnoZiné a zbytek trénovaci. Naptr. mam-li sadu s 90 000 prvky podle
poméru 2:1, trénovaci podmnoziné by piripadlo 60 000 prvki a trénovaci 30 000.

Metoda se zaroven stara o ndhodné zamichani prvkl v sadé pred tim, neZ provede
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samotné rozdéleni. Pro pripomenuti, pod proménnou X jsou veSkeré klicové

vlastnosti vozidel a pod Y jsou ceny inzerovanych vozidel.

sklearn.model selection train_test split

X _train, X test, Y train, Y test = train_test split(
X, Y =

Hodnoty tenzori by mély byt obvykle upraveny na malé hodnoty napiiklad
vintervalech [-1, 1] nebo [0, 1]. ProtoZe jsou data heterogenni a hodnoty piiznaki
nabyvaji riznych intervalli, musim provést normalizaci hodnot. Pouzivam k téhle
operaci tridu StandardScaler [50]. Samoziejmosti je potfeba normalizovat data

jak trénovaci, tak testovaci.

sklearn.preprocessing StandardScaler
scaler = StandardScaler()
X _train = scaler.fit_transform(X_train)
X test = scaler.fit transform(X_test)

Nyni staci nastavit sit pomoci sekvenéniho modelu frameworku Keras. Oproti
konfiguraci prototypu jsem zménil pocet jednotek ,neuronti“ v prvnich dvou
vrstvach (10), lépe je pojmenoval (parametr name) a velikost vstupu jednotek jsem
urcil dynamicky diky vlastnosti shape. Aktiva¢ni funkce vrstev ziistala stejna relu,
avs$ak az na vystupni vrstvu (layer3), kde jsem ji smazal, a tak se z ni stala linedrni
vrstva. Tato vystupni vrstva je typicka pro pouZiti v regresnich dlohach, kde se

pokousime predikovat jednu spojitou hodnotu.

keras
model = keras.Sequential()

model.add(keras.layers.Dense( =

= =(X_train.shape[1], )))
model.add(keras.layers.Dense( =

= ))

model.add(keras.layers.Dense(
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model.compile(

Kromé uminénych uprav vrstev, jsem pri kompilaci modelu zménil optimalizator z
adam na rmsptop. Pro odhaleni, zda je model nakonfigurovan spravné
a konverguje k optimalnimu poméru mezi poduc¢enim a pireucenim sité, jsem vyuzil
regrese specifické metriky: mean_squared_error, mean_absolute_error,

mean_absolute_percentage_error acosine_proximity.

3.3.2 Validace

V prvotnim navrhu modelu jsem pouZil ztratovou funkci stredni kvadratické
chyby (anglicky mean squared error, zkratka MSE). BéZné se pouziva na tento typ
regresnich uloh, takze zde by problém byt nemél. Jednim z diileZitych divodd, pro¢
samotna validace ptivodniho navrzeného modelu byla zkreslena a nepouZzitelna, je
pouZziti nevhodné metriky presnosti (anglicky accuracy, zkratka ACC). Pro
vyhodnoceni stiedni kvadratické chyby miizu vyuZit metriku stifedni absolutni
chyby (anglicky mean absolute error, zkratka MAE). Znamena absolutni hodnotu
rozdilu mezi predikci a cilem. Cilové (hodnoty proménné Y) a predikované hodnoty
jsou vjednotkach ceskych korun, napt. odchylka s hodnotou 1000 znamen3, Ze
predikce se v priiméru lisi o 1000 korun.

Nyni lze spustit samotné trénovani sité nad pripravenymi daty, které jsou
rozdéleny do trénovacich a valida¢nich neboli testovacich. Pocet epoch jsem navysil
na 50, protoZe nikdy nevime, kolik epoch bude stacit siti k nalezeni optimalni
hranice pred prvotnim natrénovanim. Modelu je servirovana datova sada,

rozporcovana do mensich davek o velikosti 16 vzorkd.

history = model.fit(X train, Y_train

Y_test) =

Diky knihovné matplotlib, si mohu opét hodnoty metrik hlidajici validaci

modelu reprezentovat na grafu (viz Obr. 21).
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matplotlib.pyplot plt
plt.plot(history.history|[
= )

plt.plot(history.history][

Krivka se zelenou barvou oznacuje hodnoty metriky MAE nad valida¢nimi daty
a s modrou nad trénovacimi daty. Na grafu je vidét, Ze kolem paté epochy nastava
zlom. Do zlomu se model vyrazné uci (poduceni) a chybovost se sniZuje. Po zlomu
dochazi k preuceni. Model pak zac¢ina byt sice vice optimalizovan, na druhou stranu
ztraci generalizaci, coZ vede ktomu, Ze model prestane byt schopny spravné
predikce nad daty, které nemél k dispozici pri trénovani. Takovy jev je nezadouci.

Validation MAE

400000 4 = MAE
— Validation MAE

320000 -

300000 4
bl

MA

250000 1

200000
_\_\_‘_‘_‘_‘—|—

——————

D 10 0 30 40 50
Epachs

Obr. 21: Graf metriky MAE nad trénovacimi i valida¢nimi daty béhem 50
epoch
Zdroj: vlastni zpracovani

Re$enim je sniZeni poc¢tu epoch trénovani modelu. Pro uSetfeni casu
pretrénovani, Ize nad dostupnymi metrikami zamérit graf do Sesté epochy a odhalim
tak klicovou zlomovou epochu.

Z grafu (Obr. 22) je patrné, Ze zlom prichazi v paté epoSe. Diky verbose rezimu
pfi trénovani modelu se staci podivat na detail dané epochy a je vidét, Ze odchylka

nad valida¢nimi daty (val_mean_absolute_error) je priblizné 182 510,- CZK.
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Obr. 22: Graf metriky MAE s vyfrezem na prvnich 6 epoch
Zdroj: vlastni zpracovani

Po opétovném pietrénovani modelu béhem péti epoch ziskdvam nad valida¢nimi
daty hodnotu MAE (val_mean_absolute_error): 162 951,- CZK. Chybovost se

tedy jesté snizila.

3.3.3 Predikce

Predikci ceny automobilu nad upravenym modelem provadim obdobné, jako
u prvotniho prototypu. Zasadnim rozdilem je, Ze predikovany viiz musi projit
stejnymi transformacemi nad daty (zména kédovani a ,dummy variable trap“). Je
tedy nutné automobil pridat do vstupni datové struktury dataframe (nejpohodInéji

nakonec).

predicted car = pd.DataFrame({

X = X.append(predicted_car)

Poté co data vozu projdou optimalizaci, je nutné viiz vyjmout z datové sady pred
rozdélenim a promichanim. Pokud se tak nestane, uz se k zakédovanym datim
automobilu tézko dostaneme, a navic neptijde spustit trénovani modelu, protoze

bude jeden zaznam u osy X (vlastnosti vozidla) prebyvat oproti ose Y (cena vozidla).
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Odebrani tedy provedu vyriznutim vzorku ze sady a uloZim do stejné proménné

predicted_car.

predicted car

X = X[:- 2]

Poslednim krokem je samotna predikce automobilu. Jak je z ukdzky koédu vyse
patrné, zvolil jsem Skodu Octavia se stejnymi parametry jako u prototypu. Pfed
predanim dat o predikovaném vozidle modelu provadim dodatetné Skalovani
velkého rozptylu hodnot, pouZit je jiz existujici objekt scaler, ktery skaloval pred
trénovanim trénovaci i testovaci sady, proto mam jistotu, Ze i vybrané vozidlo bude

Skalovano podle stejného méritka.

print (p

[[228704.98]]

Obr. 23: Ukazka kédu a vysledek predikce ceny automobilu Skoda Octavia
Zdroj: vlastni zpracovani

Vysledna predikovana cena pro dany viiz Skoda Octavia je ptiblizné 228 704,-.

3.4 Uzivatelské rozhrani

Cilem této prace neni vytvorit grafické uzivatelské rozhrani. Aplikace jsou
spustitelné v termindlu, pripadné v nékterém vyvojovém prostredi. V této kapitole
bych rad shrnul, jak zdrojovy kéd zprovoznit, spustit a pripadné upravit.

Jak jiz bylo zminéno v kapitole 2.9 , kromé potiebné verze Python verze 3.6, je
nutné doinstalovat knihovny Keras, NumPy, Pandas, Scikit-learn a Matplotlib. Ze své
zkuSenosti mohu doporucit instalaci knihoven do virtualniho prostredi (systémovy
venv, conda atp.). M4 to cisté preventivni diivod. Ne jednou se mi stalo, Ze verze
knihoven byly mezi sebou nekompatibilni a pokud se knihovny instaluji pfimo do
systémového prostiedi, zména na kompatibilni verzi nemusi byt vZdy snadna.
V takovém piipadé je snadnéjsi virtudlni prostiedi se Spatnymi verzemi knihoven

jednodusSe smazat a vytvorit novou. Dava to také svobodu mit nastavenych vice
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proménnych mezi riiznymi projekty a jednoduse prostiedi prepinat (napi. projekty
postavené na starSich ¢i novéjsich verzich Pythonu se sdruZenymi knihovnami).
Osobné mohu doporucit prostfedi Anaconda [51]. M4 ptijemné grafické rozhrani
i schopny terminal. Nejvice jsem vSak ocenil zaméreni na technologie s datovou
védou, coz prinasi komfort v podobé kompatibility verzi knihoven (zejména Keras
béZici nad TensorFlow).

Je mi blizké vyvojové prostiedi od spolecnosti JetBrains [52] a jako programovaci
jazyk uptednostiiuji jejich produkt PyCharm [53], ktery nabizi vSe potiebné na
jednom misté, 1ze si v ném nakonfigurovat zminéné conda prostredi, potiebné
prerekvizity stdhnout z repositarli, naklonovat z GitLab projekt Carpricer (diky
vnoienému submodulu Carscraper se nemusi klonovat vice projektii) a spustit.

Pro lepsi pochopeni jednotlivych krokt je kéd strukturovan do blokd Jupyter
Notebook. Lze tak snadno postupné bloky spoustét klavesovou kombinaci
(Ctrl + Enter). PyCharm umoziiuje kromé selektivniho spousténi blokd spustit
vSechny dohromady sekvencné. Vedle spusténych bloka s vysledky je mozné vyuZzit
védecky mod, ktery funguje interaktivné s debug reZimem. Védecky reZim se s
kazdou zménou v datovych strukturach obnovuje a lze vidét zmény napft. v
tabulkach ¢i grafech bez potieby vyuziti knihoven tretich stran.

Zdrojovy kod s priponou *.ipynb indikuje pravé pouziti s jupyter notebook. Neni
vSak problém tento kéd napf. ulozit jako soubor *.py a spustit primo skrz terminal
a Python interpreta. Vysledek je pak stejny jako kdyz se v PyCharm spusti kod s
prikazem ,Run All“ a na konci béhu se zobrazi predikovana cena automobilu.

Pro predikci automobilu vlastniho zadani je potreba v kddu Carpricer upravit

proménnou predicted_car, jak je zminéno v kapitole 3.3.3.
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4 Shrnuti vysledku

Vytvofend sada programli dokazala, Ze je schopna ziskat datovou sadu
automobilti prodavanych v Ceské republice na portale www.sauto.cz a predikovat
cenu vozidla pomoci modelu umélé neuronové sité.

Prototyp modelu NS byl navrZen jako sekvencni se tfemi vrstvami, kde prvni dvé
vrstvy mély kazda 5 jednotek a posledni vystupni jedinou jednotku. Optimaliza¢ni
funkce pri kompilaci modelu byla zvolena ,,adam®. Dale u prototypu byla vybrana
Spatna metrika ke zhodnoceni validace trénovani nad daty. Nakonec i samotna
predikce vozidla Skoda Octavia byla zna¢né nepiesna. Model predikoval cenu
365 646,- CZK, ale hodnota inzerovaného vozidla byla 235 000,- CZK. Predikce se
tedy minula o 130 646,- CZK, coZ je narust ceny o 55,6 %.

Na zdkladé nepresné predikce prototypu, jsem se rozhodl optimalizovat model
i samotnou datovou sadu. Nastroj Carscraper jsem upravil o ziskani ddaje druhu
prevodovky vozidel. Vlastnosti vozidel jsem vhodnéji pievedl na fiktivni proménné
a aplikoval na patficné proménné ,dummy variable trap“, ¢imZ jsem sniZil
multikolinearitu a redundanci dat. Po této fazi jsem ziskal v datové sadé pouze
Ciselné udaje, které vSak mély casto hodnoty Sirokého rozptylu. Proto jsem

potieboval hodnoty Skalovat na daleko mensi interval.

prototyp vysledny model
400 000 K¢

350 000 K¢

365 646 K¢

300 000 K¢

250 000 K¢ 235 000 K¢

cena

200 000 K¢ 228 705 K¢
150 000 K¢
100 000 K¢

50 000 K¢

0 Ke

inzerovana cena

m predikovana cena

Obr. 24: Graf predikce ceny automobilu prototypem a vyslednym modelem
Zdroj: vlastni zpracovani
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Vyslednou sadu vzorki jsem rozdélil podle poméru 2:1 na trénovaci a testovaci
(valida¢ni) data. Se sekvenénim modelem jsem rtizné experimentoval. Protoze jsem
nemél tuSeni, jak bude model konvergovat k optimalnimu zlomu mezi poducenim
a preucenim, zacal jsem model trénovat na 500 epochach. Postupné jsem pocet
epoch sniZoval, az jsem zjistil, Ze optimalni mez je 5 epoch. Zaroven jsem
zdvojndasobil pocet jednotek v prvnich dvou vrstvach modelu na 10, pouzil jsem
optimaliza¢ni funkci ,rmsprop“ a zménil valida¢ni metriky na nejbéznéji pouzivané
pro regresni typ uloh. Model jsem poté nechal predikovat stejny automobil (opét
Skoda Octavia se stejnymi parametry) a ziskal jsem vyslednou cenu 228 705,- CZK,

coZ byl pokles o necelé 3 %.
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5 Zavéry a doporuceni

Vysledkem prace je teoretické shrnuti problematiky hlubokého uceni a prakticka
ukazka vyuziti umélé neuronové sité k predikci ceny automobilu na ¢eském trhu.
Pro implementaci reSeni bylo nasledovano znamych doporuceni z publikované
oborové literatury a technickych dokumentaci. Vysledny program je schopny
predikovat cenu automobilu s odchylkou ceny 3 % oproti inzerované cené.
S pouzitim Python jazyka je moZné skripty spustit na kazdé bézné platformé.
Implementace predikce ceny automobilu popsand v této praci za pouziti
frameworku Keras je originalni a neni mi zndma Zadna alternativni ¢i konkurencni
prace.

Kromé programu k predikci, jsem vyvinul nastroj, ktery dokaZe ziskat data
z prodejniho portalu www.sauto.cz pomoci metody web scrape. Nastroj je schopny
ziskat priblizné 70 000 zaznami za 20 minut a béZi plné automatizované.

Vysledek je pouzitelny pro osoby prodavajici a kupujici automobily, webové
sluzby (napr. jako rozsifeni recenzi o novych automobilech), pojistovny
(vyhodnoceni pojistek pokryvajici automobily), bankovnictvi (poskytovani ivérd na
vozidla) a dalsi podnikatelské subjekty. Kromé komercniho vyuziti se nabizi také
studijni, obzvlast pro zajemce z oblasti predikovani pomoci hlubokého uceni.

Béhem implementace a experimentovani s modelem jsem zjistil, Ze dspésSnost
modelu neuronové sité je tak vysokd, jak jsou kvalitni nasbirand data a jejich
nasledné optimalizovani. S ndslednou tpravou dat a modelu umélé neuronové site,
jsem ziskal presnéjsi predikci samotného automobilu.

Reseni ale odhalilo také problémy, které by stily za dal$i badani. Pfesnost
predikce cen méné rozsifenych znacek a modell se znacné zkreslovala. Spektrum
inzerovanych automobilii bylo veliké. Srovndme-li vzorky podle ceny zjistime, Ze
nejlevnéjsi vozidla mohou byt za sméSnou cenu jednotek tisic korun ceskych
a nejdrazsi vozidla maji hodnotu desitek milionu korun ceskych. Kromé velkého
cenového rozdilu hraje roli rozloZeni poctu inzerati mezi znackami a modely. Napf-.
vozidel zna¢ky Skoda je minimalné ¢tvrtina vSech zaznami (priblizné 20 000 z
80 000 inzerati), kdezto vozidel Aston Martin je jen nékolik jednotek (3). To zanasi

do modelu dalsi zkresleni, zejména pro znacky s nedostatkem vzork v datové sadé.

51



Chybéjici vozidla by bylo nutné doplnit z jinych zdrojti, uméle vygenerovat, nebo
odstranit.

Kromé zminéného problému s daty, ktery spadd pievazné do datového
inZenyrstvi, by bylo vhodné dale zkoumat vliv zvySeni poctu vrstev modelu

s odliSnymi aktivacnimi funkcemi a zménou poctu jednotek v kazda vrstveé.
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