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Abstrakt

Tato praca sa zaobera neurénovym strojovym prekladom pre tzv. low-resource jazyky. Cie-
lom bolo pomocou experimentov vyhodnotit sticasné techniky a navrhnat ich vylepsSenia.
Prekladové systémy v tejto praci vyuzivali architekttiru neurénovych sieti transformer a boli
natrénované pomocou frameworku Marian. Vybranymi jazykovymi parmi pre experimenty
boli slovencina s chorvatéinou a slovencina so srbéinou. V experimentoch boli predmetom
skimania techniky transfer learning a semi-supervised learning.

Abstract

This thesis deals with neural machine translation (NMT) for low-resource languages. The
goal was to evaluate current techniques by using the experiments and suggest their im-
provements. The translation systems in this thesis used the neural network transformer
architecture and were trained by the Marian framework. The selected language pairs were
Slovak with Croatian and Slovak with Serbian. The subjects of the experiments were the
transfer learning techniques and semi-supervised learning.
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Kapitola 1

Uvod

Ludia v dnesnom svete su v styku s technolégiami na kazdodennom poriadku. Okrem iného
ich vyuzivaju aj na ziskavanie informacii a komunikiciu medzi sebou. Problém nastava
vtedy, ak s texty v jazyku, ktorému dotyény Clovek nerozumie. Z tohto dévodu sa vyna-
klada velké usilie pri vyvijani strojového prekladu.

Vdaka intenzivnemu rozvoju strojového ucenia sa za posledné roky spravil v preklade
pomocou pocitaca velky pokrok. Pri prekladani medzi svetovymi jazykmi je castokrat kva-
lita prekladu na vysokej irovni. Ak st prekladané vety jednoduché bez zlozitej terminologie,
tak vysledok sa dokonca moéze priblizovat prekladu vytvorenym ¢lovekom. Je to vdaka vel-
kému mnozstvu dostupnych viet, ktoré si prelozené do obidvoch jazykov, pomocou ktorych
sa prekladovy systém nauci prekladat.

Ak sa ale preklada medzi jazykmi, ktoré nemaju k dispozicii na ucenie taky objem dat,
tak vysledné preklady stracaju na kvalite.

Cielom bakalarskej prace je pokusit sa pomocou experimentov pri uc¢eni prekladovych
systémov dosiahnuf kvalitnejsie preklady pre takéto jazykové pary. Na zaklade vysledkov
porovnat jednotlivé techniky trénovania a zistit, ktoré faktory pozitivne alebo negativne
ovplyvnuju kvalitu vzniknutych prekladacov. Pomocou tychto pozorovani nésledne navr-
hnuat vylepSenia pre otestované techniky ucenia.

V nasledujicej kapitole 2 je popisany postupny vyvin strojového prekladu, spolo¢ne
s opisom sucasnych technik, ktoré riesia tito problematiku. V kapitole 3 st popisané data,
ktoré boli pouzité ¢i uz na trénovanie, validaciu alebo testovanie vyslednej kvality prekladov.
Kapitola 4 zahfna pripravu na samotné experimenty, t.j. volba jazykov, ndstrojov na tré-
novanie a spracovanie dat ako aj pouzitych technik. Kapitola 5 obsahuje popis priebehu
jednotlivych experimentov a ich vysledky.



Kapitola 2

Low-resource neurénovy strojovy
preklad

2.1 Strojovy preklad

Jeden z prvotnych cielov v oblasti informac¢nych technol6gii bol automaticky preklad Ifubo-
volného textu z jedného jazyka do druhého. Strojovy preklad je ale velmi naro¢na tloha
najmé kvoli variabilite a komplexnosti fudského jazyka.[7]

Vysledkom vyvoja v poslednych desatrociach, do ktorého sa zapajali Iudia z komerénej
aj akademickej sféry, boli tieto met6édy|[7]:

e Pravidlovy strojovy preklad,
o Statisticky strojovy preklad,

e Neurénovy strojovy preklad.

2.1.1 Pravidlovy strojovy preklad

Najstarsia metoda strojového prekladu, oznacovand ako RBMT (anglicky Rule-Based Ma-
chine Translation). Principom tohto systému je vytvorenie jazykovych pravidiel zdrojového
a cielového jazyka a slovnika medzi tymito jazykmi. Pravidla st casto vyvijané lingvistami
a zahfnaji sémantickl, syntaktickii a morfologickt stranku jazyka. Text sa prelozi na za-
klade informécii ziskanych zo slovnika a gramatickych pravidiel.[7] V sicasnosti sa pouziva
pre preklad low-resource jazykov napriklad open-source platforma Apertium'[].

2.1.2 Statisticky strojovy preklad

Néstupom vykonnejsich pocitacov sa mohol zac¢at naplno vyvijat Statisticky strojovy pre-
klad (SMT, anglicky Statistical Machine Translation). Tento systém potrebuje velké mnoz-
stvo paralelnych dat - r6zne priklady textov v zdrojovom jazyku, ktoré si prelozené Tudmi
do cielového jazyka. Na zaklade tychto dat si prekladovy systém vytvori slovnik obsahujtci
pravdepodobnosti jednotlivych prekladov. Existuju viaceré pristupy SMT, a to:

o Preklad zalozeny na slovach,

e Preklad zalozeny na syntaxi,

"https://apertium.org
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o Frazovy preklad (PBMT - anglicky Phrase-Based Machine Translation),
o Hierarchicky frazovy preklad.[6]

SMT bol desatroc¢ia dominantnou prekladovou paradigmou. Najpouzivanejsie praktické
implementécie SMT st systémy PBMT, ktoré prekladaji na zaklade fraz — sekvencii slov.[39]

Pred prichodom priameho neurénového strojového prekladu boli neurénové siete este
ako sucast SMT systémov iba ¢iasto¢ne tspesné. ISlo o zapojenie neurénového jazykového
modelu namiesto n-gramového modelu. AvsSak podstatou tohto pristupu je stale preklad
zalozeny na frazach, a preto zdedil aj nedostatky PBMT systémov. Boli vykonané aj dalsie
experimenty navrhovanych pristupov pre ucenie frazovych reprezentacii alebo end-to-end
learning prekladov s neurénovymi sietami. V konec¢nom dosledku priniesli vSak horsiu cel-
kovt presnost prekladov v porovnani so Standardnymi systémami PBMT.[39]

2.1.3 Neurénovy strojovy preklad

Pokusy v minulosti o koncept end-to-end learning strojového prekladu mali iba limito-
vany uspech. Vdaka velkému tsiliu zainteresovanych ITudi v tejto oblasti sa kvalita prekladu
postupne blizila drovni systémov PBMT. Pravdepodobne prvy uspesny pokus o preko-
nanie PBMT bolo dosiahnutie zlepSenia o 0,5 BLEU skére (algoritmus na ohodnotenie
kvality strojovo prelozeného textu) v porovnani s najmodernejSim phrase-based systémom.
Tento pokrok bol opisany v praci Neural Machine Translation of Rare Words with Subword
Units od Rica Sennricha a ostatnych[31].[39] Neural machine translation by jointly learning
to align and translate[3] a Sequence to Sequence Learning with Neural Networks[34] patria
medzi dalsie prace, v ktorych bolo rovnako ukizané dosiahnutie porovnatelnych vysledkov
neurénového strojového prekladu v porovnani s PBMT.

Od tej doby bolo navrhnutych vela novych technik pre dalsie zlepsenie neurénového
strojového prekladu. Presnost prekladu tychto systémov bola slubnd, ale zatial chybali
systematické porovnania s rozsiahlymi systémami PBMT.[39]

Neurénovy strojovy preklad (NMT, anglicky Neural Machine Translation) je tretou
generaciou pristupov k strojovému prekladu. Po kombinovanych systémoch SMT a neuré-
novych sieti nastalo tsilie zamerané vyhradne na NMT. Prvé kroky zahinali pouzitie konvo-
laénych a rekurentnych sieti. Tieto modely dokézali produkovat kvalitné preklady pre kratke
vety, ale s rasticou dizkou vety boli menej presné. Pridanie mechanizmu pozornosti (an-
glicky attention) prinieslo konkurencieschopné vysledky. S niekolkymi dal$imi vylepSeniami
sa NMT stal novou modernou v strojovom preklade.[20]

V priebehu jedného alebo dvoch rokov bola celd oblast vyskumu strojového prekladu za-
merand na neurénové siete. Pre lepsiu predstavu o rychlosti prechodu: Na zdielanej lohe,
ktort organizovala Konferencia o strojovom preklade (WMT — Conference on Machine
Translation[1]), bol v roku 2015 predlozeny iba jeden NMT systém. Bol sice konkurencie-
schopny, ale prekonali ho tradi¢né SMT systémy. O rok neskor systém NMT vyhral po-
rovnavania takmer v kazdom jazykovom pare. V roku 2017 boli takmer vSetci zicastnené
systémy zalozené na NMT.[20]

NMT podobne ako SMT potrebuje na trénovanie modelov korpusy — paralelné data
zo zdrojového jazyka do cielového jazyka. Vyhodou tohto pristupu je, ze sta¢i natrénovat
iba jeden model a nie je potrebné mat hned niekolko prepojenych specializovanych modelov,
ako to bolo pri SMT.[7]



Standardné NMT systémy sa skladaji z kodéru, dekodéru a mechanizmu pozornosti.
Existuje viacero réznych pristupov zalozenych na principe kodér-attention-dekodér. V na-
sledujucej sekcii bude popisand architektira neurénovych sieti nazyvané transformer, ktora
je v NMT v stucasnosti najpouzivanejsia. Kodér je uréeny k vytvoreniu vektorov zo zdrojo-
vej vety a dalej dekodér pouziva tito reprezentaciu vety na predikciu symbolov v cielovom
jazyku. Mechanizmus pozornosti zlepSuje proces generovania prekladu uré¢enim, na ktord
Cast zdrojovej vety je treba dat vac¢si doraz.[24]

2.1.4 Transformer

Google Brain a ich spolupracovnici publikovali ¢lanok[37], v ktorom predstavili nov archi-
tektaru, transformer, zaloZzent iba na mechanizme pozornosti. Tento typ NMT prekondva
vo vacsine pripadov vsetky ostatné NMT modely vratane konvoli¢nych a rekurentnych
sieti, ako aj PBMT systémy[11]. Dosahoval kvalitnejsie vysledky a trénovanie trvalo kratsiu
dobu, vdaka moznosti lepSej paralelizdcie[4].
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Obr. 2.1: Kvalita prekladu z angli¢tiny do nemciny: BLEU skére (vyssie je lepSie) pre-
kladovych modelov na standardnych datach WMT newtest2014 z angli¢tiny do neméiny|[37].

Attention

Myslienkou mechanizmu pozornosti je pozrief sa na sekvenciu slov zo vstupu a rozhodnuf,
ktoré slova su dolezité pre generovanie konkrétneho vystupného slova. Pred transformerom
sa pouzivala attention iba medzi dekodérom a kodérom — pri spracovani vystupu kodéra
dekodérom nemali vSetky pozicie rovnaka vahu, ale urcovala sa pomocou attention dyna-
micky pre kazdé generované slovo. V transformeri sa okrem tejto dekodér-kodér attention
pouziva aj tzv. self-attention priamo pri vytvarani reprezenticii v kodéri a tiez v dekodéri
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Obr. 2.2: Kvalita prekladu z angli¢tiny do francuzstiny: BLEU skére (vyssie je
lepsie) prekladovych modelov na Standardnych déatach WMT newtest201) z anglictiny
do francizstiny[37].

nad poziciami uz vygenerovanych slov. To pomaha modelu pochopit slovo, ktoré aktualne
spracovava vdaka prepojeniu na ostatné relevantné slova vo vete, ktoré spolo¢ne tvoria kon-
text. Napriklad pri spracovani vety ,Potom ¢o odisiel otec prec, bolo celej rodine za nim
smutno.“, moze byt pri preklade potrebné zistit, na ktoré slovo sa zdmeno ,nim* odkazuje.
Self-attention riesi tento problém zahrnutim tejto informéacie do reprezentacie slova ,nim“
v hlbsich vrstvach kodéru.[37]

Funkcia Attention v transformeri pouziva tri vektory: dopyty (Q — queries), kluce (K
— keys), hodnoty (V — walues). Vystupom je vaZeny stucet hodnét, kde vahy sa pocitaju
z queries a klucov.

Funkcia Attention je definovand nasledovne:

Attention (Q, K, V) = softmax (Q—KT) v (2.1)
Vi

kde dy je odmocnina rozmerov vektorov klicov. Tato normalizacia pomaha stabilizovat
gradienty pri trénovani. Aplikovanim funkcie softmax ziskame distribiiciu nad celou sekven-
ciou pouzitim skaldrneho stcinu queries (ktoré reprezentuji skryty stav vSetkych pozicii
v sekvencii) a kltucov. Z tejto distribtcie st ziskavané vahy jednotlivych hodnot (ktoré tiez
zaznamenavaju skryty stav, podobne ako queries). To vedie k vyslednému vektoru, kde st

zdoraznené relevantné slova alebo ich vlastnosti.[37]



Attention je pouzitd separatne v kodéri a dekodéri ako self-attention, kde vSetky queries,
klice a hodnoty pochadzaju z predchadzajucej vrstvy. Taktiez sa pouziva kodér-dekodér
attention, kde kltice a hodnoty pochadzaju z kodéra a queries z dekodéra.[37]

Multi-Head Attention

Ak by NMT pouzival iba jednu attention, sustredil by sa vylucne iba na niektoré pozi-
cie z predchadzajucej vrstvy, pricom by sa ignorovali ostatné relevantné slova. Pri modeli
transformer je toto riesiené pouzitim niekolkych hldv (anglicky heads) v kazdej vrstve,
kazdé s vlastnou linedrnou transformaciou, ¢o vedie k sibeznému sledovaniu réznych casti
vstupu.[37]

Funkcia Multi-Head Attention je definované nasledovne:

MultiHead (Q, K, V) = Concatenate (heady, ..., heady) W© (2.2)

kde head; = Attention <QWZ-Q, KWk, VWZ-V)

kde projekéné matice W5/V g4 trénovatelné matice odligné pre kazda attention head
a h je pocet hldv. Konkatendcia (zretazenie) v multi-head attention sa potom linedrne
premieta pomocou matice W9.[37]

Positional Encoding

KedZe tato architektira nepouziva rekurentné alebo konvolicne siete, je potrebné si neja-
kym sposobom uchovat informéciu o pozicii kazdého slova. To je zabezpecené pridanim tzv.
pozi¢ného zakédovania (positional encoding) na vSetky vstupné slova, ¢o umoznuje NMT
identifikovat poradie slov.[37]

Absolutne pozicné zakdédovanie slova pos je definované nasledovne:

PE(pos 2i) = sin <pos /100002i/dmodel) (2.3)

PE(pos,2i+1) = cos <pos/100002i/dmodez>

kde 7 je rozmer (dimenzia) v pozi¢nom zakédovani PE — kazdy rozmer PE zodpoveda si-
nusoide. Pozi¢né zakédovanie je pridané do word embeddings a je pouzité ako vstup pre prvia
vrstvu transformera.[37]

Zhrnutie architektiry transfomer

Architektira transformera sa spoliecha na mechanizmus self-attention, ktory odstranuje
vSetky rekurentné operacie z predoslého pristupu. Kvoli absencii rekurentnosti bol pridany
tzv. positional-encoding na zachovanie si informacie o poradi slov. Vdaka paralelnému spra-
covaniu symbolov zo vstupu sa urychlilo spracovanie vstupu a ucenie. Rozsirenim tradi¢ného
mechanizmu pozornosti sa namiesto jedného vypoctu pozornosti poc¢ita hned niekolkokrat
(multihead attention), ¢o riesi problém koreferencie’ ako aj iné problémy[4]. Podrobne;jsi
opis architektiry transformer je v origindlnej praci Attention Is All You Need[37].

*https://ufal.mff.cuni.cz/pdt2.0/doc/manuals/cz/t-1layer/html/ch08.html
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2.2 NMT v low-resource

Rychly vyvoj systémov NMT viedol az k tvrdeniam, ze preklady jazykovych parov s velkym
mnozstvom trénovacich dat (anglicky high-resource), ako napriklad angli¢tina-¢instina[l12]
alebo angli¢tina-cestina[5], sa blizia pri urcitych podmienkach trovni Tudského prekladu
(anglicky human parity). Avsak na dosiahnutie takejto trovne systémy NMT potrebuji
dostato¢né mnozstvo a kvalitu dat.

Presna definicia jazykovych parov, ktoré patria do kategérie low-resource, neexistuje. Je
potrebné zvazit vsetky aspekty dostupnych jazykovych zdrojov ako aj jazyk samotny. Jeden
z aspektov je doména paralelnych korpusov. Pod doménou sa rozumie zdroj dat - napri-
klad titulky, literattura, spravodajstvo, lekarske spravy, IT, dokumentécie a mnoho dalsich.
Kazdy z nich pouZiva iny slovnik, $tyl pisania a méa odlisny obsah. Dalej mozno rozliso-
vat formalitu a sentiment textu. Problém je ten, Ze té istd informaécia, moéze byt napisana
pozitivnou, neutrdlnou a negativnou formou[26]. VSetky tieto faktory ovplyviuju kvalitu
korpusov. Ak Specifickd doména obsahuje velké mnozstvo paralelnych viet, tato doména sa
povazuje za high-resource. Systém, ktory je trénovany na vsSeobecnych datach a preklada
vety zo $pecifickej domény, nemusi dosahovat dostato¢ne kvalitné preklady. Napriklad spo-
lo¢ny zdroj paralelnych viet pre low-resource jazyky je Biblia, ktora je prelozend do viac
ako sto jazykov a obsahuje velmi Specificky text[9].[17]

Vysoko ohybné jazyky (napriklad ¢estina, slovenéina) komplikuju definiciu low-resource
jazykov, pretoze prindsaju problém velkej variabilnosti tvaru slov, a preto si vyzaduja viac
paralelnych viet v porovnani s menej ohybnymi jazykmi na dosiahnutie porovnatelnych
vysledkov[10].

Treba eSte poznamenat, ze jazykovy par, ktory je dnes povazovany za low-resource, ne-
musi byt v budiicnosti brany ako par s malym mnozstvom trénovacich dat. Bud kvéli novym
dostupnym datam alebo vdaka vylepseniam trénovacich technik NMT.[17]

Existuje niekolko technik NMT na zlepsenie vysledkov pre low-resource jazykové pary:

e Transfer learning,
o Unsupervised learning,
e Semi-supervised learning,

o Viacjazy¢ny model (anglicky Multilingual model) — jeden zdielany model pre viacero
jazykovych smerov: one-to-many, many-to-many a many-to-one[35],

o Preklad s pivotom (anglicky Pivot-based translation) — vyuzitie pomocného jazyka
(pivot) na medzipreklad, napriklad pre preklad z angli¢tiny (en) do slovenciny (sk) sa
pouzije ako pivot ¢estina (cs) a preklad bude prebiehat nasledovne: en—cs—sk[16],

e a iné.

2.2.1 Transfer learning

Hlavna myslienka transfer learning-u je odovzdanie naucenych znalosti z jedného modelu
na druhy. Tato technika vyuziva znalosti z naucenych tloh na zlepSenie vykonu na sivi-
siacej tlohe a obvykle sltzi k znizeniu mnozstva pozadovanych trénovacich dat. Najskor sa
predtrénuje rodi¢ovsky model (anglicky parent model) a pomocou neho sa natrénuje model
pre low-resource jazykovy par, ktory sa oznacuje ako potomkovsky model (anglicky child
model). Ked sa pouzije uz predtrénovany model na inicializdciu nového potomkovského



modelu, tak model nezacne trénovanie s ndhodnymi vahami, ale s vAhami od rodi¢ovského
modelu.[17][18]

Torrey a Shavlik vo svojej préaci[36] popisali, ako moéze transfer learning zlepsit celkovy
vykon. Konkrétne:

e zlepSenie pociato¢ného vykonu na zaciatku trénovania v porovnani s ndhodne inicia-
lizovanym modelom, ked si ich ilohy rovnaké,

e skratenie ¢asu potrebného na dosiahnutie maximéalneho vykonu,
¢ zlepsenie drovne findlneho vykonu v porovnani s modelom bez transfer learning-u.

V sfére spracovania prirodzeného jazyka (NLP - anglicky Natural Language Processing)
boli metdédy transfer learning-u uspesne aplikované na rozpoznévanie reci, klasifikaciu do-
kumentov, analyzu sentimentu a mnoho dalsich[38]. Uspech pouzitia transfer learning-u
vsak nie je vzdy garantovany. Napriklad ak prendsa ucenie z malo stuvisiacej tlohy, mdze to
obmedzit potencidlny findlny vykon na cielovej tlohe[40].

Rodicovsky aj potomkovsky model méze pouzit rozdielne jazykové pary. Pre rodica,
ktory preklada z jazyka XX do jazyka YY (XX—YY) existuji tieto 3 scendare:

e Spolo¢ny zdrojovy jazyk - scenar, kde je zdrojovy jazyk rovnaky pre rodica aj po-
tomka. Inak povedané, potomkovsky model prekladd XX—AA.

e Spolocny cielovy jazyk - scenar, kde je cielovy jazyk rovnaky pre oba modely, a teda
potomkovsky model prekladda AA—YY.

« Ziadny spoloény jazyk - scenar so ziadnym zdielanjm jazykom, to znamena, Ze po-
tomkovsky model prekladd AA—BB.[17]

Ak chceme predtrénovat rodi¢ovsky model s inym jazykovym parom ako ma potomok,
je potrebné vyriesit problém s nezhodou medzi rodi¢ovskym a potomkovskym slovnikom.
Existuju dva typy pristupov, ktoré riesia tento problém:

o cold-start[19],

o warm-start[18].

Cold-start

Cold-start pristupy pouzivaju vsSeobecné rodicovské modely, ktoré nie st pocas trénova-
nia nijak upravené podla potomkovského jazykového paru. Ak rodicovsky model pouziva
slovnik, ktory sa z velkej ¢asti prekryva s potomkovskym slovnikom, tak mézeme igno-
rovat rozdiely a trénovat potomka pomocou rodi¢ovského slovnika. Druhou moznostou je
transformovat rodi¢ovsky slovnik pred trénovanim potomka rdoznymi spdsobmi tak, aby
vyhovovali potrebam zvoleného jazykového paru potomka.[17]

Vsetky cold-start pristupy sa spoliehaji na schopnost neurénovych sieti rychlo pris-
posobit rodi¢ovské parametre novym podmienkam. Napriklad premapovanie rodicovskych
subwords embeddings na nestvisiace potomkovské subwords embeddings (subwords v pre-
klade podretazce — blizsie popisané v podsekcii 4.3.1).[17]
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Warm-start

Vo warm-start pristupoch si trénovacie data potomka dostupné uz v ¢ase trénovania ro-
di¢ovského modelu a vdaka tomu je mozné vykonat kroky na pripravu rodic¢a na transfer
learning. Nevyhody cold-start rieseni su také, ze pri priamom pouziti rodi¢ovského slov-
nika, mdze byt v niektorych pripadoch nevyuzita velka cast slovnika. Pri transformovani
slovnika je zas nutné znova natrénovat nahodne priradené potomkovské embeddings. Warm-
start metdédy dokazu tieto problémy vyriesSif pripravenim rodi¢ovského modelu v predstihu
na nadchadzajuci transfer learning pre potomkovsky jazykovy pér.[17]

Zakladnou myslienkou riesenia tychto problémov je priame pouzitie Specificky uprave-
ného slovnika podla potomka pocas trénovania rodi¢ovského modelu, ako je mozné vidiet
na prilozenom obrazku 2.3. Pouzitie potomkovského slovnika pre rodi¢ovsky model oslabi
jeho vykon, kvoli obmedzovaniu slovnej zasoby, avSak pri transfer learning-u neupriamu-
jeme pozornost na findlnu kvalitu rodicovského modelu, ale na vysledky potomkovského
modelu.[17]

D Parent
vocab. AN
Parent Parent
corpus | "> Merged corpus Balanced
vocab. vocab.
Child Merged
Child N vocab. TN corpus
i Child
corpus | "> corpus

Obr. 2.3: Proces vytvarania spolo¢nych slovnikov: Spojeny slovnik (nalavo) a Vyva-
zeny slovnik (napravo). Prevzaté z [17].

2.2.2 Unsupervised learning

Unsupervised learning v NMT vyuziva na trénovanie iba jednojazycné (anglicky monolin-
gual) korpusy, tato technika bola navrhnutéd pre tie scendre, kde zvoleny jazykovy par ma
len velmi mélo alebo ziadne paralelné data. Aj ked bolo navrhnutych niekolko pristupov,
obvykle maju spolo¢né:

e trénovanie spolo¢ného modelu pre oba smery, zdrojovy jazyk—cielovy jazyk a cielovy
jazyk—zdrojovy jazyk,

o pouzivanie iterativnych spatnych prekladov (anglicky back-translations),

o denoising autoencoder.[15]

Tieto metody st inicializované bud cross-lingual word embeddings alebo cross-lingual ja-
zykovymi modelmi[30]. Aplikovanim samostatného denoising autoencoder-u priamo na word-
by-word (slovo po slove) preklady z cross-lingual word embeddings sa mozeme vyhnut dl-
hému iterativnemu trénovaniu[28]. Na zlepSenie vykonu, ale na tkor efektivnosti bola na-
vrhnutd kombinacia unsupervised NMT s unsupervised PBMT[25].

11



Zdielanie modelu medzi rozlicnymi prekladovymi tlohami sa ukéazalo pri preklade low-
resource jazykovych parov ako efektivne. Je to kvoli podobnosti prirodzenych jazykov. Na-
ucit sa reprezentovat nejaky jazyk poméaha pri reprezentovani inych jazykov, napriklad
prenosom znalosti o vSeobecnych struktirach viet[2].

Na trénovanie obojsmerného modelu je potrebné mat bilingvalne data, ktoré sa ziska-
vaju pomocou jednojazycnych textov. Metddy unsupervised NMT generuju syntetické dvoj-
jazycéné data prostrednictvom spéatnych prekladov. PreloZzenim jednojazycénych dat v zdro-
jovom a cielovom jazyku vzniknd pseudo-paralelné data pre oba smery prekladu. Syntetické
data by nemali byt vytvorené iba raz na zaciatku, ale opakovane pocas trénovania. V ranych
fazach trénovania je kvalita prekladov generovanych modelom nizka. Preto sa aktualizuja
trénovacie data, vdaka ¢omu sa prekladovy model zlepsuje. Zlepseny model pre smer zdro-
jovy jazyk—cielovy jazyk spétne prelozi jednojazycné zdrojové data, ¢o zdokonali model
pre smer cielovy jazyk—zdrojovy jazyk a naopak. Tento cyklus sa nazyva iterativny spatny
preklad, ktory je znazorneny na obrazku 2.4.[13]

Pociatoény model ma tendenciu generovat preklady s malym preskupenim slov, ktoré nie
su velmi presné a plynulé, ak je slovosled zdrojového a cielového jazyka odlisny. Trénovanie
na takychto datach brani modelu menif poradie slov, ¢o moéze sposobit zacarovany kruh
vytvaranim eSte menej preskupenych syntetickych péarov viet pri dalsich krokoch.[15]

Kvoli tomuto problému unsupervised NMT pouziva denoising autoencoder. P6vodné vety
su umelo poskodené, napriklad vymazanim alebo permutaciou slov. Denoising autoencoder
vezme poskodenil vstupnil vetu a trénuje model na preskupenie slov a vytvorenie origindlnej
vstupnej vety, ¢o pomaha pri generovani plynulejSich vystupov. Tento proces trénovania
sa deje individualne pre oba jazyky. Potom, ako je model nauceny tieto poskodené vety
zotavovat, je lepsie tento denoising autoencoder uz dalej nepouzivat alebo znizit jeho vahu.
V neskorsich fizach trénovania sa model zlepSuje v preskupovani slov a kvalite prekladu.[15]

Kim, Graga a Ney vo svojej praci ukéazali, ze aj jednoduchy semi-supervised alebo super-
vised baseline model s menej ako 50 tisic paralelnymi vetami dokaze prekonat ich najlepsi
unsupervised systém. Ak existuje aspon malé mnozstvo bilingvalnych dat, tak neodpori-
¢aju pouzit tento pristup.[15] Vzhladom na to, Ze mojim zvolenym jazykovym péarom je
slovenc¢ina—chorvatéina, kde existuje viac paralelnych dat, ako je spominana hranica, som
dosiel k zaveru, ze tdto metdda pre moju dvojicu nebude vhodna.

2.2.3 Semi-supervised learning

Metoda semi-supervised learning vyuziva paralelné korpusy spoloc¢ne aj s jednojazyénymi
datami. Idea tohto pristupu je taka, ze najskor sa natrénuju prekladové modely v oboch
smeroch iba pomocou paralelnych dat (supervised learning) a nasledne sa tymito modelmi
vzajomne prelozia jednojazycéné data, vdaka comu vznikna tzv. pseudo-paralelné data, ktoré
su pridané do trénovacej sady. Modely st opatovne trénované na novych datach spoloc¢ne aj
s poévodnymi trénovacimi datami. Napriklad pre smer sloven¢ina— chorvatcéina sa monolin-
gvalne data z chorvatciny spatne prelozia do slovenciny, zo ¢oho vznikne dvojica viet, kde
je prelozena veta ako zdrojova veta a povodnd prekladand veta je cielovou vetou. Dalsou
alternativou je vytvorit najskor unsupervised learning model iba z jednojazycénych dat a na-
sledne vytvorif trénovacie data zo pseudo-paralelnych dat a dostupnych paralelnych dat.
Vacsinou sa pouziva priblizne 50% paralelnych a 50% pseudo-paralelnych dat, ale tispech
sa moze docielit aj inym pomerom — ¢i uz vacsim alebo aj mensim mnozstvom monolingval-
nych dat. Napriek jednoduchosti principu spatného prekladu pri semi-supervised learning-u
sa tato technika ukézala vo vela pripadoch ako efektivna.[32][15]

12



target source source target

translation sentence translation sentence
T i | i
sourceftarget source/target
joint vocabulary Joint vocabulary
i i
N 4 ™
decoder decoder
n | L) 1) i)
encoder encoder
: _J - _/
; :
sourceftarget source/target
joint vocabulary Jjoint vocabulary
T i I i
solrce target target source
sentence  translation sentence  translation

(a) (b)

Obr. 2.4: Iterativny spédtny preklad pre trénovanie obojsmerného sequence-to-
sequence modelu: Model najskor prelozi monolingual vety (plné sipky) a potom je tré-
novany s prelozenymi vetami ako vstup a origindlne vety su pouzité ako referencny preklad
(prerusované sipky). Tento proces alternuje medzi (a) zdrojovy jazyk—cielovy jazyk a (b)
cielovy jazyk—zdrojovy jazyk. Prevzaté z [15].
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Kapitola 3

Data

Pre prekladovy smer slovenc¢ina—chorvatéina som pouzil paralelné korpusy JW300 vl1,
DGT v2019, QED v2.0a, bible-uedin v1, EUbookshop v2, TildeMODEL v2018 dostupné
z OPUS', z ktorych som vytvoril trénovaciu sadu. Na vytvorenie valida¢ného datasetu bolo
pouzitych prvych 3000 viet z korpusu JW300 v1. Na testovanie pre vSetky prekladové smery
bola pouzité testovacia sada TedTalks. Na detokenizaciu testovacej sady, ktora bola uz pre-
dom tokenizovana, bol pouzity detokenizér Moses”. Hodnoty v tabulkach 3.1, 3.2, 3.3 a 3.4
st zaokrithlené. Trénovacie, validaéné a testovacie sady st navzajom disjunktné.

Korpus sk tokeny | hr tokeny | vety
JW300 v1 15,2M 15,3M 0,9M
DGT v2019 13,8M 13,9M 0,7M
QED v2.0a 1,6M 1,6M 0,1M
bible-uedin v1 0,7M 0,7M 31,1k
EUbookshop v2 0,1M 0,1M 3,9k
TildeMODEL v2018 42,0k 0,1M 1,9k
Spolu 31,3M 31,6M 1,7M

Tabulka 3.1: Trénovacia sada slovenéina— chorvatéina: pocet jednotlivych tokenov
a viet v pouzitych korpusoch, ktoré sa spojili do jednej trénovacej sady.

Korpus cs tokeny | hr tokeny | vety
JW300 v1 16,4M 16,6M 1,0M
DGT v2019 13,9M 13,9M 0,7M
QED v2.0a 2,0M 2,0M 0,1M
bible-uedin v1 0,7M 0,7M 31,1k
EUbookshop v2 0,1M 0,1M 4,1k
TildeMODEL v2018 88,9k 42,0k 1,8k
Tatoeba v2020-05-31 99 110 27
Spolu 33,2M 31,1M 1,8M

Tabulka 3.2: Trénovacia sada ceStina— chorvatcéina: pocet jednotlivych tokenov a viet
v pouzitych korpusoch, ktoré sa spojili do jednej trénovacej sady.

"http://opus.nlpl.eu/
Zhttps://github.com/moses-smt/mosesdecoder
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Pre prekladovy smer ¢estina—chorvatéina, ktory slizil ako rodicovsky model pri transfer
learning-u som pouzil rovnaké typy korpusov, do trénovacej sady bol pridany eSte paralelny
korpus Tatoeba v2020-05-31. Valida¢nd sada bola vytvorend rovnakym spoésobom — prvych
3000 viet z korpusu JW300 v1.

Trénovacie sady, kde bol zdrojovy jazyk slovencina, resp. Cestina a cielovy jazyk srb-
¢ina bola vytvorena z korpusov QED v2.0a a bible-uedin v1. K dispozicii bola aj doména
EUbookshop, ale rozhodol som sa ju nepouzit, pretoze obsahovala mnoho nekvalitnych
viet, v ktorych neboli slovad oddelené, ale boli iba ako jeden celok. Ako valida¢na sada bolo
tentokrat pouzitych prvych 2000 riadkov z korpusu QED v2.0a.

Korpus sk tokeny | sr tokeny | vety
QED v2.0a 1,7M 1,7"M 110,8k
bible-uedin v1 0,7M 0,7M 31,1k
Spolu 2,4M 2,4M 141,9k

Tabulka 3.3: Trénovacia sada slovencina—srbcina: pocet jednotlivych tokenov a viet
v pouzitych korpusoch, ktoré sa spojili do jednej trénovacej sady.

Korpus cs tokeny | sr tokeny | vety
QED v2.0a 2,6M 2,7M 180,0k
bible-uedin v1 0,7M 0,7M 31,1k
Spolu 3,3M 3,4M 211,1k

Tabulka 3.4: Trénovacia sada ¢estina—srbcina: pocet jednotlivych tokenov a viet v po-
uzitych korpusoch, ktoré sa spojili do jednej trénovacej sady.

Tieto jazykové pary sluzili na demonstraciu najlepsSie fungujucich technik, ktoré boli
najskor otestované pre dvojicu slovenc¢ina— chorvatcina.

KedZze niektoré srbské vety v spomenutych korpusoch ako aj v testovacej sade TedTalks
boli napisané v cyrilike, bolo potrebné ich prekonvertovat na text v latinke. Na tento 1ucel
bol pouzity modul CyrTranslit® v programovacom jazyku python.

3https://pypi.org/project/cyrtranslit/
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Kapitola 4

Navrh

4.1 Slovencina a chorvatéina

Na presktimanie low-resource NMT som si vybral dvojicu sloven¢ina—chorvatc¢ina, na ktorej
moze byt odpozorované, ako kombinacia réznych priaznivych a nepriaznivych vlastnosti
jazykov ovplyvni celkovi kvalitu prekladu.

Oba jazyky patria do skupiny slovanskych jazykov, presnejsie slovenc¢ina, mnohymi
Tudmi povazovans za slovanské ,esperanto®’, patriaca do zapadoslovanskych jazykov a chor-
vatéina do juznoslovanskych jazykov. Kedze s zo spoloCnej jazykovej skupiny, tento aspekt
moze pozitivne ovplyvnif kvalitu prekladu, ¢o bolo opisané aj v praci Neural Machine Trans-
lation of Low-Resource and Similar Languages with Backtranslation od Michaela Przystupa
a Muhammada Abdul-Mageeda[29]. Vyhodou spoloé¢nej jazykovej skupiny je to, ze v danych
jazykoch existuju slova, ktoré maju rovnaky korenovy zaklad slova. V pripade slovanskych
jazykov ide ale skor o spolo¢ny foneticky slovny zaklad.

Ak by som pouzil nejakt dvojicu z germanskych alebo romanskych jazykov, ich vyhodou
by bolo to, Ze tieto skupiny jazykov maju tzv. viazany slovosled. Viazany slovosled mé svoje
¢leny pevne usporiadané na zaklade pravidiel daného jazyka a ich miesto sa az na vynimky
(napr. citovo zafarbend re¢) nemeni. Slovanské jazyky maji oproti tomu pomerne volny
slovosled, ¢o je dané menej prisnymi pravidlami pre postavenie slov a slovnych spojeni
vo vete, ako aj velkym mnozstvom slovnych tvarov vyskytujicich sa aj na nezvycajnych
miestach.[23]

Postavenie vetnych ¢lenov v slovenskej a chorvatskej vete sa vo svojej podstate nelisi.
Samozrejme v tychto jazykoch st urcité odlisnosti. Najviac rozdielov v slovoslede sloven-
¢iny a chorvatéiny je v umiestnovani kontextovych slov, ktoré dotvaraji vetu naznacova-
nim kontextu, resp. okolnosti. Katarina Késegiova, ktora sa venovala porovnaniu slovosledu
chorvatéiny a slovenciny vyslovila tato myslienku: ,,Pri prekladoch textov vznikaji ¢asto
uskalia, ktoré je potrebné riesit prihliadanim na tzus konkrétneho jazyka ¢i dokonca in-
tuiciu. T4 niekedy ako jedind napovie, ako text prelozif tak, aby v jazyku, do ktorého sa
prekladd, vyznel prirodzene[23]. Z ¢oho vyplyva, Ze strojovy preklad tychto jazykov moze
byt celkom vyzvou.[23]

Dalsim faktorom, ktory treba zvazit, je variabilita tvaroslovia slovanskych jazykov. Ako
priklad uvediem rozdiel medzi podstatnymi menami v angli¢tine a chorvatcine. V chorvat-
skom jazyku pri podstatnych menach rozliSujeme 7 padov, 2 ¢isla a 3 rody, preto je nutné

lslovanské ,esperanto® - jazyk, ktory sa vnima ako najzrozumitelnejsi aj pre pouzivatelov inych slovan-
skych jazykov. Podrobnejsie vysvetlené na https://slovake.eu/sk/intro/language/general.
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brat do tivahy 42 potencidlnych tvarov paradigmy”. Na druhej strane pri angli¢tine moze
mat podstatné meno iba 2 tvary (jednotné a mnozné ¢islo).

4.2 Framework

Na trénovanie modelov bol pouzity volne dostupny framework Marian® pre neurénovy stro-
jovy preklad napisany v programovacom jazyku C++, ktory je z vacsiny vyvijany Microsoft
Translator® timom. Zvolenou architektirou NMT bola architektira transformer, opisana
v sekeii 2.1.4.[14]

4.3 Spracovanie dat

4.3.1 Subword

7 dévodu obmedzenej pamaéti je vhodné pouzivat ¢o najmensi mozny slovnik. Znaéné mnoz-
stvo slov je tvorené z niekolkych casti, napriklad: predpony, pripony, spojené slova a po-
dobne. Kvdli tomu sa namiesto slov ako najmensich jednotiek v slovnikoch pouzivaji tzv.
subword units, teda jednotiek mensich ako slovo. Zaroven segmentacia na subword-y poméaha
v pripade vzacnejsich slov, ktoré nie st zastiipené v korpuse v dostatotnom mnozstve, a tak
neexistuje vela prikladov k natrénovaniu kvalitného embedding-u celého slova. Rozdelenim
slov sa ziska:

o mensia velkost slovnika — vdaka pouzitiu mensich c¢asti slov, z ktorych je mozné skla-
dat vécsie celky. Preto nie je potrebné, aby slovnik obsahoval tolko slov,

o zredukovanie vyskytu neznamych slov — slovnik obsahuje mensie jednotky ako slovo,
a tak je mozné z nich poskladat vSetky slova z trénovacich korpusov. Ak sa vyskytne
nezname slovo pocas prekladu, je mozné ho prelozit po mensich castiach.[31]

4.3.2 SentencePiece

Na spracovanie dat a vytvorenie slovnikov bol pouzity SentencePiece’, ktory je aj priamo
zabudovany vo framework-u Marian. SentencePiece je jazykovo nezavisly subword tokeni-
zér a detokenizér urceny aj pre NMT. Zatial ¢o doposial existujice nastroje na subword
segmentaciu predpokladaji, ze vstup je predom tokenizovany do sekvencie slov, tak Sen-
tencePiece dokéze natrénovat subword modely (slovniky) priamo z neupravenych (anglicky
raw) viet. Bolo ukdzané, ze je mozné dosiahnut porovnatelné presné vysledky aj s takymto
sposobom trénovania.[22]

Implementuje 2 subword segmentacné algoritmy byte-pair encoding (BPE) a unigram
language model s rozsirenim o priame trénovanie z raw viet[22].

SentencePiece sa sklada zo Styroch hlavych casti: normalizér, tréner (trainer), kodér
a dekodér. Normalizér je modul pre normalizaciu sémanticky ekvivalentnych Unicode zna-
kov. Trainer vytvara subword model (slovnik) zo vstupnych korpusov, pricom velkost slov-
nika je vopred Specifikovand. Kodér tokenizuje vstupny text do sekvencie podretazcov (sub-

“https://lingvo.info/sk/lingvopedia/croatian
Shttps://marian-nmt.github.io/
“https://translator.microsoft.com/
“https://github.com/google/sentencepiece
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words) pomocou natrénovaného modelu. Dekodér konvertuje sekvenciu podretazcov spét
na text.[22]

SentencePiece pouziva pri vytvarani slovnikov tzv. id mapovanie, vdaka ¢omu je mozné
priamo konvertovat vstupny text na sekvenciu id a naopak[22].

Ukazka vytvorenia a pouzitia SentencePiece slovnika z korpusov v slovenskom a chor-
vatskom jazyku:

$ spm_train input=data/corpus.skhr model_prefix=skhr.spm vocab_size=32000

$ echo "Toto je ukédZkova veta." | spm_encode --model=skhr.spm.model
_Toto _je _uké&Zz kova _v eta .

$ echo "Toto je ukédZkova veta." | spm_encode --model=skhr.spm.model
--output_format=id
566 6 18380 10974 13 2092 3

$ echo "_Toto _je _ukaz kova _v eta ." | spm_decode --model=skhr.spm.model
Toto je ukazkova veta.

$ echo "566 6 18380 10974 13 2092 3" | spm_decode --model=skhr.spm.model
-—-input_format=id
Toto je ukazkova veta.

4.4 Pouzité techniky

V tejto praci bude vyskisanych niekolko technik, ktoré mézu potencialne ovplyvnit finalny
vykon prekladového modelu pre mnou vybrany low-resource jazykovy par, a to:

e vplyv velkosti slovnika pri trénovani zakladného baseline modelu,
o transfer learning:

— cold-start,

— warm-start,

o semi-supervised learning.

4.4.1 Baseline modely

V prvom experimente by som chcel odpozorovat, ako dokaze ovplyvnit velkost slovnika
vyslednu kvalitu prekladu baseline modelov pre moju specifickti dvojicu jazykov. Jednotlivé
velkosti slovnikov, ktoré budu vyskusané:

. 64000,
« 32000,
« 16000,

» 4000.
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4.4.2 Transfer learning

Pri transfer learning-u buda odskusané obidva typy pristupov, teda cold-start a warm-start
pristupy, pricom oba typy budt néasledne porovnané.
Rodic¢ovské modely pre cold-start pristupy:

e Cestina— chorvatéina,
o angli¢tina—cestina,

o angli¢tina—slovanské jazyky (Cestina, slovenéina, rustina, polStina, macedénéina, slo-
vinéina, srbéina, chorvéitéina, bulharéina).

Pri tychto réznych rodicovskych modeloch bude odpozorované, ¢i je vhodnejsie pou-
zit ako rodi¢a model, kde zdrojovy aj cielovy jazyk patria do rovnakej jazykovej skupiny
ako potomkovska dvojica (CeStina— chorvétéina) alebo model, ktory ma k dispozicii vacsie
mnozstvo trénovacich dat (angli¢tina—cestina) alebo viacjazy¢ny model, ktory preklada
do viacerych slovanskych jazykov vratane chorvatciny.

Rodicovsky model, vdaka ktorému sa dosiahne najlepsi vysledok spomedzi tychto troch
modelov, bude pouzity aj ako rodi¢ pri warm-start pristupoch (presnejsie bude pouzity
rovnaky smer, pretoze pri warm-start pristupe, sa rodic¢ovsky model pripravuje vopred
na potomkovsky model).

Vo warm-start pristupoch bude rodi¢ovsky model natrénovany so spojenym aj s vyva-
zenym slovnikom. Na kvalitu prekladu rodic¢ovskych modelov sa nebude prihliadat a porov-
nané budd navzajom kvality prekladov potomkovskych modelov.

4.4.3 Semi-supervised learning

V dalsom experimente bude odskusana jednoduchd varidcia semi-supervised learning-u,
ktora bude spocivat v tom, ze pomocou natrénovaného baseline (supervised) modelu pre opacény
smer (s cielovym jazykom slovencina) sa spétne prelozia monolingvilne déta, z ktorych
vznikni pseudo-paralelné data. Tieto data sa nasledne pridaja do trénovacej sady modelu
so zdrojovym jazykom slovencina a bude pokracovat v trénovani na tychto rozsirenych tré-
novacich datach.

4.4.4 Najlepsie fungujiice pristupy

Zo vsetkych vyskusanych pristupov sa vyberu tie, ktoré dosiahnt najlepsie vysledky. Tieto
pristupy sa porovnaji na podobnom prekladovom smere sloven¢ina—srbcina. Srbéina a chor-
vatéina si takmer rovnaké jazyky, iba s malymi odlisnostami[21]. Mnozstvo dostupnych dat
pre dvojicu slovenc¢ina — srbéina je vsak eSte mensie, takze mdze byt odpozorované, ako budua
tieto vybrané pristupy fungovat na mensom objeme trénovacich dat.
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Kapitola 5

Experimenty a vysledky

V tejto kapitole st popisané jednotlivé experimenty, v ktorych boli otestované trénovacie
techniky spomenuté v kapitole 4. VSetky experimenty boli vykonané na serveroch KNOT
(Vyskumné skupina znalostnych technolégii na VUT FIT)! pomocou framework-u Marian.
Trénovanie bolo inicializované s implicitnymi parametrami pri pouziti modelu transformer-
base, ktoré st uvedené aj na strankach Mariana®.

Parametre trénovania

—enc-depth 6 pocet vrstiev kodéra
—dec-depth 6 pocet vrstiev dekodéra
—transformer-heads 8 pocet hlav

—transformer-dropout 0.1 dropout medzi vrstvami transformera
—learn-rate 0.0003

~Ir-decay-inv-sqrt 16000 meria ucenia

Tabulka 5.1: Vyber niektorych parametrov trénovania, ktoré boli pouzité pri vSetkych expe-
rimentoch.

Na evaluiciu vysledkov modelov bola zvolend metrika BLEU skore, ktora patri k naj-
pouzivanejsim hodnotiacim metrikdm a bola pouzita aj vo vSetkych referenénych pracach.
Algoritmus BLEU (bilingual evaluation understudy) je zalozeny na porovnani strojového
prekladu a referenc¢ného Tudského prekladu na trovni n-gramov. Skére je pocitané na trovni
celej testovacej sady, pri¢om sa vety porovnavaju s ich referenénym prekladom (porovnévaju
sa zhody v n-gramoch). Vysledkom je skére 0-100%. Cim je hodnota skére vyssia, tym je
preklad lepsi a viac sa priblizuje kvalite Tudského prekladu. Na pocitanie BLEU skoére bol
pouzity nastroj Sacre BLEU?.[27]

5.1 1. experiment — velkost slovnika

V tomto experimente boli natrénované baseline modely s roznymi velkostami slovnikov
za Ucelom zistenia, aka velkost slovnika by bola pre dvojicu ohybnych jazykov slovencina —
chorvatéina najlepsia. Trénovacia sada obsahuje priblizne 1,7 miliénov paralelnych viet.

"https://www.fit.vut.cz/research/group/knot/.cs
’https://marian-nmt.github.io/
Shttps://github.com/mjpost/sacrebleu
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Kazdé trénovanie modelov prebiehalo s rovnakymi hyperparametrami. Testovaci dataset
TedTalks obsahoval 2166 parov viet.

Velkost slovnika BLEU skére

64000 23,2
32000 24,4
16000 24,9
4000 23,6

Tabulka 5.2: Vysledky baseline modelov s rozlicnymi velkostami slovnikov testovanych
na testovacej sade TedTalks.

Vysledky tohto experimentu ukazali, ze pre tento scenar je najlepsie zo Styroch vyskusa-
nych moznosti zvolit velkost slovnika 16000, kde model s tymto slovnikom dosiahol BLEU
skore 24,9. Ako druhd najlepsia moznost sa ukdzala velkost 32000 (BLEU skére 24,4), pri-
¢om tato velkost je aj Standardne prednastavend pri trénovani modelu na framework-u
Marian pri pouziti vytvorenia slovnikov pomocou SentencePiece.

Model so slovnikom s velkostou 64000 bol natrénovany aj za ucelom lepsieho porovné-
vania potomkovského modelu pri transfer learning-u, kde bol ako rodi¢ovsky model pouzity
model angli¢tina—slovanské jazyky, ktorého velkost slovnika je taktiez 64000.

5.2 2. experiment — cold-start transfer learning 1

Experiment ¢.2 spoc¢ival v tom, Ze bol otestovany tzv. cold-start transfer learning na vytvo-
renie potomkovského modelu pre prekladovy smer slovenc¢ina—chorvatéina. Tento pristup
spociva v tom, ze vahy potomkovského modelu nie su inicializované ndhodne, ale na za-
Ciatku trénovania s nastavené rovnako ako vahy rodica. Tento rodi¢ovsky model ale nie je
nijak vopred pripraveny a upraveny pre potreby potomkovského modelu.

Ako rodicovské modely boli pouzité 3 modely, kazdy zastupujici urcita kategériu mo-
delov: ¢eStina—chorvéatéina (spoloéna jazykova skupina a zaroven cielovy jazyk), anglic-
tina—cestina (velké mnozstvo paralelnych dat), angli¢tina—slovanské jazyky (viacjazycny
model, prekladajici do rovnakej jazykovej skupiny vratane chorvatéiny). Pri tomto experi-
mente boli pri trénovani potomkovskych modelov vytvorené nové potomkovské slovniky.

Vsetky potomkovské modely boli trénované s rovnakymi Standardnymi parametrami
transformera, ktoré boli pouzité aj pri trénovani baseline modelov.

Model Rodicovsky model Velkost slovnika BLEU skoére
SK—HR ¢estina—HR 32000 24,3
SK—HR angli¢tina—cestina 32000 24,1
SK—HR angli¢tina—slovanské jazyky 64000 22,5
SK—HR baseline - 32000 24,4
SK—HR baseline - 64000 23,2

Tabulka 5.3: Porovnanie kvality potomkovskych modelov, ktoré boli natrénované technikou
cold-start transfer leraning. Tabulka obsahuje informéciu o pouzitom rodi¢ovskom modeli,
velkosti slovnika (rodi¢ovsky aj potomkovsky model maji rovnaké velkosti slovnikov) a vy-
slednom BLEU skoére potomkovskych modelov. V dolnej ¢asti tabulky st pre porovnanie
pridané baseline modely, ktoré pouzivaju rovnaki velkost slovnikov: 32000 resp. 64000.
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Vsetky potomkovské modely pouzili zhodni velkost slovnika ako maji rodi¢ovské mo-
dely.

7 vysledkov tohto experimentu vyplyva, ze pouzitie pristupu cold-start transfer learning
pri trénovani potomkovskych modelov s rovnakymi parametrami ako maju baseline modely,
nie je dostacujice. To moze byt zapri¢inené pouzitim nového potomkovského slovnika a uz
pomerne vysokym BLEU skoére baseline modelov. Kedze vo vela pripadoch v extrémnych
low-resource jazykovych paroch maju baseline modely zna¢ne nizsie BLEU skére a rodic¢ov-
ské modely maju v takychto scendroch omnoho viac trénovacich dat v pomere s potomkom.
Preto vtedy aj tato technika staci na zlepSenie kvality prekladu.

Na druhej strane z porovnavania vysvitlo, ze ako najvhodnejsi rodicovsky model sa javi
rodi¢ovsky model ¢eStina— chorvatcina, ktory zaostaval od baseline modelu iba o 0,1 BLEU
skore. Tento prekladovy smer rodic¢a bol teda zvoleny aj pre dalsie experimenty.

5.3 3. experiment — warm-start transfer learning 1

V poradi treti experiment bol zamerany na trénovanie pomocou pristupov patriacich do ka-
tegorie warm-start transfer learning. Pomocou experimentu 5.2 bol ako prekladovy smer
rodi¢a zvoleny cestina—chorvatéina. Na trénovanie bol pouzity spojeny (merged) ako aj
vyvazeny (balanced) slovnik.

Na vytvorenie spojeného slovnika bol pouzity rodi¢ovsky slovnik, ktory bol vygenero-
vany z trénovacich dat ¢estina—chorvatc¢ina a potomkovsky slovnik vytvoreny z trénovacich
dat slovenc¢ina—chorvatéina. Oba slovniky mali velkost 32000.

Spojeny slovnik vznikol preusporiadanim potomkovského slovnika tak, zZe subwords,
ktoré sa vyskytovali aj v rodicovskom slovniku sa dali na rovnakd poziciu ako u rodica
(to znamend, Ze spojeny slovnik obsahoval duplikované subwords iba raz a mali zhodné
embeddings ako v rodi¢ovskom modeli). Ostatné subwords potomka sa pridali do slovnika
na zvys$né miesta, pri¢om sa zachovalo ich poradie (frekvencia).

Pri tvorbe vyvazeného slovnika konkatenaciou rodi¢ovskych a potomkovskych trénova-
cich dat vznikol jeden spojeny korpus. Ten slazil na vygenerovanie tohto slovnika pomocou
SentencePiece. Velkost slovnika bola taktiez 32000. Spolo¢ny korpus bol zostaveny priblizne
v takom pomere, aby kazdy jazyk bol v nnom obsiahnuty rovnomerne — 25% ¢esStina, 25%
slovencina a 25% + 25% chorvatcina, ¢o predstavuje ~ 1,7 miliéna paralelnych viet rodica aj
potomka. Pri tvoreni spojeného korpusu sa neprihliadalo na to, kolko slov obsahujui jednot-
livé vety, Cize tento pomer nemusi zodpovedat poc¢tu slov jednotlivych jazykov obsiahnutych
v korpuse.

Uéelom tohto korpusu bolo iba vytvorenie vyvazeného slovnika a nebol pouzity na ziadne
trénovanie prekladovych modelov.

Spojeny slovnik S: {_budeme, _cez, dych, ej, _cha, _na, niny, _od, ovat, _pr, _rodinn, te, zd, ...}
Vyvazeny slovnik V: {_budeme, dy, ez, iny, _na, nej, _od, ovat, _rodin, prazdn, te, ...}

Slovenska veta: Cez prazdniny budeme oddychovat na rodinnej chate.

Segmentécia slovnikom S:  _ Cez _pr & zd niny _budeme _od dych ovat _na _rodinn ej _cha te .
Segmentécia slovnikom V: _ C ez _ prazdn iny _budeme _od dy ch ovat _na _rodin nej _ ch a te .

Tabulka 5.4: Ukazka rozdielov v slovnej zdsobe medzi spojenym a vyvazenym slovnikom
a naslednej segmentécii prikladovej vety.
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Rozdiel v jednotlivych slovnikoch je znazorneny v tabulke 5.4, kde je mozné vidiet, ze
modely v tomto experimente bud pouzivat odlisné slovniky, a teda kazdy model bude mat
svoje rozlicné embeddings. Vdaka tomu sa ziskaju dva iné modely, ktoré mézu byt vzajomne
porovnané.

V oboch pristupoch bol spojeny, resp. vyvazeny slovnik pouzity pri trénovani rodi¢ov-
ského modelu ako aj potomkovského modelu. Pri trénovani vSetkych typoch modelov (rodi-
¢ovské modely, potomkovské modely, baseline modely) boli opéat pouzité rovnaké implicitné
parametre. Pri transforméacii skonvergovaného rodic¢ovského modelu sa zmenili trénovacie
datasety na datasety potomkovského jazykového paru a trénovanie pokracovalo dalej s ne-
zmenenym slovnikom ani parametrami.

Model Slovnik BLEU skoére
SK—HR spojeny, velkost 32000 24,8
SK—HR vyvazeny, velkost 32000 25,0
SK—HR baseline potomkovsky, velkost 32000 24,4

Tabulka 5.5: Porovnanie kvality potomkovskych modelov sloven¢ina—chorvatéina, ktoré
boli natrénované technikami warm-start transfer learning. V tabulke je informécia o pouzi-
tom slovniku a vyslednom BLEU skoére potomkovskych modelov. Oba potomkovské modely
mali ako rodica prekladovy smer ¢estina— chorvatéina. V spodnej ¢asti tabulky je pre po-
rovnanie baseline model s rovnakou velkosfou slovnika.

Trénovanie potomkovskych modelov pomocou technik warm-start transfer learning v tomto
experimente prinieslo ocakavané zlepsenie oproti baseline modelu. Pri pouziti spojeného
slovnika dosiahol potomkovsky model o 0,4 vyssie BLEU skére a potomkovsky model s vy-
vazenym slovnikom o 0,6 vyssie BLEU skore v porovnani s baseline modelom.

5.4 4. experiment — cold-start transfer learning 2

Uéelom tohto experimentu bolo natrénovanie potomkovského modelu slovenéina—schorvétéina
pomocou transfer learning-u s vyuzitim spolo¢ného slovnika. Rodi¢ovsky model preklada-
juci z Cestiny do chorvatciny bol natrénovany s vygenerovanym slovnikom z trénovacich dat
rodic¢a. Nasledne bol vytvoreny spojeny slovnik z rodic¢ovského a potomkovského slovnika
(tvorba popisand v experimente 5.3). Preusporiadanim rovnakych subwords v spojenom
slovniku tak, aby sa nachadzali na tom istom mieste ako v rodi¢ovskom slovniku, sa docieli
to, ze budi mat rovnaké embeddings ako v rodi¢ovskom modeli.

Kedze sa rodicovsky model nijako vopred nepripravuje pre potreby potomkovského mo-
delu, tento transfer learning patri do kategérie cold-start.

Velkosti slovnikov pri vSetkych modeloch bola 32000. Vsetky modely boli natrénované
s rovnakymi parametrami.

Tento model dosiahol BLEU skére 24,6, ¢o je mozné vidiet v tabulke 5.6. Oproti baseline
modelu sa potomkovsky model, natrénovany v tomto experimente zlepsil o 0,2 BLEU skére.
V tabulke 5.6 st pre porovnanie zobrazené aj potomkovské modely, ktoré mali taktiez rodica
model ¢estina—chorvatcina. Rozdiel medzi nimi bol v pouzitej technike transfer learning-u.
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Model Slovnik BLEU skoére

SK—HR warm-start spojeny, velkost 32000 24,8
SK—HR cold-start spojeny, velkost 32000 24,6
SK—HR cold-start potomkovsky, velkost 32000 24,3
SK—HR baseline potomkovsky, velkost 32000 24,4

Tabulka 5.6: Porovnanie vyslednej kvality prekladov potomkovskych modelov sloven-
¢ina—chorvatcina, ktoré boli natrénované pomocou transfer learning-u. Prekladovy smer
rodi¢ovskych modelov bol ¢estina—chorvatéina. V tabulke je informaécia, akym typom trans-
fer learning-u bol dany model natrénovany (cold-start alebo warm-start). V dolnej ¢asti
tabulky je pre porovnanie baseline model s rovnakou velkostou slovnika ako maji potom-
kovské slovniky.

5.5 5. experiment — warm-start transfer learning 2

V dalsom experimente boli vyskisané 2 rovnaké pristupy ako v experimente 5.3, ale na inom
jazykovom péare pre potomkovsky model. Tentokrat pre dvojicu slovenc¢ina—srbéina.
Hlavné dévody vyberu tohto jazykového paru:

o mensie mnozstvo paralelnych dat — vdaka tomu moze byt odpozorované, ako efektivne
buda warm-start transfer learning techniky pri rozdielnom pocte trénovacich dat,

o velka zhoda medzi chorvatéinou a srbéinou — chorvatéina a srbéina pochadzaji z toho
istého jazyka (srbochorvatéina) a st v mnohych ohladoch takmer identické[21] (napri-
klad medzi tymito jazykmi existuje vic¢sia podobnost ako medzi slovenc¢inou a ¢estinou[33)]).

Pre prekladovy smer slovenc¢ina—srbéina bolo pouzitych priblizne 141000 paralelnych
viet na trénovanie, ¢o je asi len necelych 8% z celkového poctu trénovacich dat, ktoré boli
k dispozicii pre dvojicu sloven¢ina—chorvatéina.

V tomto experimente rodi¢ovské modely opéat prekladali z ¢estiny do chorvatéiny. Pocet
trénovacich dat pre rodica ostal zachovany. Kvoli nizsiemu objemu trénovacich dat pre po-
tomkovské modely bola zvolend velkost vsetkych slovnikov 8000.

Najskor boli vygenerované slovniky s touto velkosfou pre rodi¢ovské aj potomkovské
trénovacie data. Nasledne bol vytvoreny spojeny a vyvazeny slovnik, rovnakym spdsobom
ako bolo popisané v experimente 5.3. Spojeny korpus na generovanie vyvazeného slovnika
obsahoval priblizne 280000 paralelnych viet (t. j. 25% viet v ¢estine, 25% v slovencine, 25%
v chorvatéine a 25% v srbéine).

S tymito slovnikmi boli najskdr natrénované rodicovské modely a po konvergencii tychto
modelov, boli vymenené trénovacie sady rodi¢a za trénovacie sady potomka. Trénovanie
potom pokracovalo dalej s rovnakymi slovnikmi aj parametrami trénovania.

Baseline model pouzival iba potomkovsky slovnik.

Podla vysledkov v tabulke 5.7 je mozné vidiet, Ze trénovanie modelov tymito pristupmi
pre jazykovy par s nizsim poc¢tom trénovacich dat prinasa vyrazné zlepSenie. Potomkovsky
model, ktory pouzil ako rodi¢a model so spojenym slovnikom dosiahol oproti baseline mo-
delu zlepsenie o0 4,1 BLEU skore. A ak bol pouzity rodi¢ovsky model s vyvazenym slovnikom,
tak BLEU skore bolo dokonca navysené o 4,8.
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Model Slovnik BLEU skoére

SK—srbcina spojeny, velkost 8000 30,1
SK—srbcina vyvazeny, velkost 8000 30,8
SK—srbcéina baseline potomkovsky, velkost 8000 26,0

Tabulka 5.7: Porovnanie kvality potomkovskych modelov slovenc¢ina—srbéina, ktoré boli
natrénované technikami warm-start transfer learning. V tabulke je informécia o pouzitom
slovniku a vyslednom BLEU skore potomkovskych modelov. Oba potomkovské modely mali
ako rodica prekladovy smer ¢estina— chorvatéina. V spodnej ¢asti tabulky je pre porovnanie
baseline model s rovnakou velkostou slovnika.

Dalsim zistenim v tomto experimente bolo to, ze pouzitie technik warm-start transfer
learning so spojenym, resp. vyvazenym slovnikom je viac ndpomocné pri jazykovych paroch,
ktoré maju len velmi malo trénovacich paralelnych dat (slovenc¢ina—srbéina). ZvySenim
objemu trénovacich dat, sa prirastok BLEU skoére zmensi. Porovnanie narastov BLEU skére
je mozné vidiet v tabulke 5.8.

Model Slovnik Trénovacia sada narast BLEU skore
SK—HR spojeny, velkost 32000 1,7M 40,4
SK—srbéina spojeny, velkost 8000 141,1k +4,1
SK—HR vyvazeny, velkost 32000 1,7M +0,6
SK—srbéina vyvazeny, velkost 8000 141,1k +4,8

Tabulka 5.8: Porovnanie vysledného narastu BLEU skére potomkovskych modelov
oproti baseline modelom v danom prekladovom smere. Prekladové smery sa od seba liSia
mnozstvom trénovacich dat. Udaje o trénovacich sadéch st zaokrihlené a predstavuji po-
Cet paralelnych viet. Potomkovské modely boli natrénované technikami warm-start transfer
learning. Vo vSetkych pripadoch ako rodi¢ovsky model slizil model cestina— chorvatéina.

5.6 6. experiment — warm-start transfer learning 3

Ulohou tohto experimentu bolo zistit, aky rodi¢ovsky model je vhodnej pri transfer lear-
ning-u s vyvazenym slovnikom pre potomkovsky model slovené¢ina—srbéina.
Jazykové pary pre rodi¢ovsky model:

e Cestina— chorvatéina,
o cCestina—srbcina.

Pri pouziti rodi¢ovského modelu, ktory prekladda do chorvatéiny, je vyhodou vécsie
mnozstvo trénovacich dat (= 1,8 miliénov paralelnych viet). Tento model zaroven preklada
do velmi podobného jazyka (chorvatéina) ako je cielovy jazyk potomkovského modelu (srb-
¢ina).

Na druhej strane, rodi¢ovsky model s prekladovym smerom ¢estina—srbéina ma rovnaky
cielovy jazyk ako potomkovsky model. Nevyhodou je ale objem dostupnych paralelnych viet
v trénovacej sade, a to priblizne 211000. Je to sice zhruba o 70000 viac, ako m& trénovacia
sada pre dvojicu slovenc¢ina—srbcina, ale oproti prvému rodi¢ovskému modelu je to vyrazne
znizenie.
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Na vygenerovanie vyvazeného slovnika, kde bol rodi¢ovsky model slovenc¢ina—srbcina,
bol vytvoreny spojeny korpus opét s rovnakym pomerom viet ako v predchadzajicich expe-
rimentoch. V tomto pripade: 25% ceStina, 25% slovencina a 25% + 25% srbéina.

Ako vyvazeny slovnik pre rodicovsky prekladovy smer ¢estina— chorvatcina bol pouzity
slovnik opisany v experimente 5.5.

Vsetky rodicovské aj potomkovské modely boli trénované s rovnakymi trénovacimi pa-
rametrami a oba slovniky mali zhodni velkost 8000.

Model Rodic Slovnik BLEU skoére
SK—SR cestina—HR  vyvazeny, velkost 8000 30,8
SK—SR Cestina— SR vyvazeny, velkost 8000 26,0
SK—SR baseline - potomkovsky, velkost 8000 26,0

Tabulka 5.9: Porovnanie kvality potomkovskych modelov slovenc¢ina—srbéina, ktoré boli
natrénované technikami warm-start transfer learning. V tabulke st informaécie o pouzitom
slovniku a prekladovom smere rodi¢a. V spodnej ¢asti tabulky je pre porovnanie baseline
model s rovnakou velkostou slovnika.

Potomkovsky model, ktorého predtrénovany rodic¢ovsky model bol ¢estina—srbéina do-
siahol rovnaké BLEU skére ako baseline model so zhodnou velkostou slovnika. Ale ak bol
rodic¢ovsky model c¢estina—chorvatéina, tak potomkovsky model dosiahol uz spomenuté
zlepsenie o 4,8 BLEU skére.

Tento experiment ukéazal, Ze je urcite vhodnejsie, pokial to je mozné, pouzit rodic¢ovsky
model, ktory ma vicsie mnozstvo trénovacich dat, ak aj prekladd do podobného cielového
jazyka. Ak sa ako rodi¢ pouzil model, ktory prekladal do rovnakého jazyka, pomohlo to
iba na rychlejsie skonvergovanie modelu, ale vysledné BLEU skoére to nevylepsilo (ale ani
nezhorsilo).

5.7 7. experiment — semi-supervised learning

DalSou otestovanou technikou bola technika semi-supervised learning. Zdrojovy jazyk pre-
kladu bola slovencina a cielovy jazyk srbéina.
Postup pri tejto technike bol nasledovny:

e natrénovanie baseline modelu pre smer slovenc¢ina—srbéina,

e natrénovanie baseline modelu pre opacny smer,

o spitny preklad monolingvalnych dat,

o vznik pseudo-paralelnych dat — pridanie tychto dat do trénovacej sady,

¢ pokracovanie trénovania baseline modelu s rozsirenou trénovacou sadou.

Baseline modely pouzili na trénovanie priblizne 141000 paralelnych viet. Parametre
trénovania aj velkosti slovnikov boli pri oboch modeloch rovnaké, a to 8000.

Ako monolingvélne data bol pouzity korpus SETIMES* v srbskom jazyku, ktory obsa-
huje ¢lanky z novin pre balkanske jazyky. Z tohto korpusu bolo pouzitych na spéatny preklad

4SETIMES (alebo SETimes) — Southeast European Times. Korpus dostupny na: http://opus.nlpl.eu/
SETIMES-v2.php.
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prvych 200000 viet. Tento konkrétny pocet nevychadza zo ziadnej studie a bol zvoleny tak,
aby pocet pseudo-paralelnych viet presahoval pocet povodnych trénovacich paralelnych dat.

Spétny preklad bol v tomto experimente vykonany dvoma spdsobmi — boli pouzité 2
rozlicné modely na prelozenie srbskych monolingvalnych dat:

o baseline model srbéina—slovencina,
o baseline model chorvatéina—slovencina.

Cielom tohto experimentu teda nebolo iba zistenie efektivnosti samotnej techniky, ale aj
toho, ¢i je mozné pouzit na spatny preklad model, ktory preklada z velmi podobného jazyka.
Vyhodou takéhoto modelu je to, ze mé niekolkondsobne viac dostupnych trénovacich dat
v porovnani s modelom, ktory prekladd priamo zo srbéiny.

Baseline model chorvat¢ina—slovencina bol natrénovany s rovnakymi parametrami ako
ostatné modely a pouzival vygenerovany slovnik o velkosti 32000.

Kedze tento model preklada z takmer rovnakého jazyka, existuje predpoklad, ze vysledné
spatné preklady v slovenc¢ine budi minimalne rovnako kvalitné ako tie, ktoré vyprodukuje
model srbéina—slovencina.

Prekladané vety v srbéine

Veta ¢. 1 Ovogodisnji festival ée prvi put ukljucivati prikazivanje filmova.

Veta ¢. 2 Ruski vojnici obezbeduju kontrolni punkt u blizini gruzijskog sela Khurvaleti.
Veta ¢. Nikaragva je kasnije postala jedina druga zemlja na svetu koja je to ucinila.
Veta ¢. ,Grcki biradi poslali su poruku da hoée dinami¢nu i efektivnu vladu®, rekao je on.
Veta ¢. 5 U izvestaju je zakljuceno da je situacija i dalje neadekvatna.

Referenény preklad v slovencine

Veta ¢. 1  Tohtoro¢ny festival bude prvykrat zahfnat premietanie filmov.

Veta ¢. 2 Ruski vojaci zabezpecuju kontrolny bod v blizkosti gruzinskej dediny Khurvaleti.
Veta ¢. 3 Nikaragua sa neskor stala druhou krajinou na svete, ktora tak urobila.

Veta ¢. 4, Grécki voli¢i poslali spravu Ze chci dynamicku a efektivnu vladu®, povedal.
Veta ¢. 5 'V sprave je dospeté k zaveru, ze situacia je nadalej neadekvatna.

Prelozené vety modelom srbéina—slovencina

Veta ¢. 1 Tento ro¢ny festival bude obsahovat premietanie filmov.

Veta ¢. 2 Ruski vojaci stracaju kontrolu pri gruzinskej dedine Khurvalti.

Veta ¢. 3 Neskodr sa Nikaragua stala jedinou posvétnou krajinou.

Veta ¢. 4 Grman by si poslali spravu, ze chce dynamicku a efektivnu vladu,* povedal.
Veta ¢. 5 Je zistené, zZe situdcia je stdle neadekvatna.

Prelozené vety modelom chorvatéina—slovencina

Veta ¢. 1 Toto je vyrodie festivalu prvykrat pomocou vysielania filmov.

=~ W

Veta ¢. 2 Rusky vojaci poskytuju ovladanie v blizkosti grofskej dediny Khurva.

Veta ¢. 3 Nikara sa neskor stala jedinou krajinou na svete, ktora to sposobila.

Veta ¢. 4 | Grécki voli¢i poslali spravu, ze chce dynamicku a efektivnu vladu,* povedal.
Veta ¢. 5 'V sprave sa dospelo k zaveru, ze situacia je stdle nedostatocéna.

Tabulka 5.10: Ukazka spatnych prekladov zo srbského monolingvalneho korpusu SETIMES,
ktoré boli vyuzité na vytvorenie pseudo-paralelnych trénovacich dat. Referenény preklad
k monolingvalnym vetam bol vytvoreny iba pre tieto ukazkové vety na demonstraciu a po-
chopenie zmyslu viet.

Ako je mozné vidiet v tabulke 5.10, spatnym prekladom monolingvalnych viet vznikli

celkom nekonzistentné preklady. Napriklad niektoré vety prelozené pomocou modelu chor-
vatéina—slovencina su az prekvapivo presné v porovnani s referenénym prekladom (vid
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veta ¢. 4 v tabulke 5.10). Na druhd stranu v niektorych pripadoch st ale presnejsie, resp.
zrozumitelnejsie preklady pomocou modelu srbéina—slovencina ako tie prelozené modelom
chorvatéina—slovencina. Inokedy sa zas oba preklady nepresné a maja odlisny vyznam ako
povodné srbské vety — prelozené vety sa medzi sebou lisia iba pouzitim vhodnejsieho alebo
menej vhodnejsieho slova (vid veta ¢. 2 v tabulke 5.10).

7 tychto prekladov vznikli pseudo-paralelné data, ktoré boli pridané do pévodnych tré-
novacich dat pre smer sloven¢ina—srbéina. Baseline modely pokracovali v trénovani po vy-
mene trénovacej sady.

Model Spatny preklad BLEU skére
SK—srbcéina semi-supervised srbéina—SK 26,5
SK—srbcéina semi-supervised chorvatéina— SK 28,7
SK—srbéina baseline - 26,0

Tabulka 5.11: Porovnanie kvality modelov, ktoré boli natrénované pomocou spatného pre-
kladu monolingvalnych dat (semi-supervised learning). V stlpci ,,Spétny preklad® je infor-
micia, akym modelom boli prelozené srbské monolingvéalne vety. V spodnej casti tabulky
je pre porovnanie baseline model s rovnakou velkostou slovnika.

Evaluécie tychto pokracovani trénovania je mozné vidiet v tabulke 5.11, kde je zazna-
menané ich BLEU skore.

Prvym zistenim na zéklade vysledkov tohto experimentu je to, ze uz aj jednoduché va-
rianta semi-supervised learning-u staci na to, aby vylepsila povodny baseline model. V oboch
otestovanych pripadoch doslo k zlepSeniu, a to konkrétne o 0,5, resp. az 2,7 BLEU skére.

Vysledky zaroven ukéazali to, Ze pouzitim pseudo-paralelnych trénovacich dat, ktoré vy-
tvoril model chorvatéina—slovencina sa dosiahne este kvalitnejsi vysledok. Model, ktory
pokracoval v trénovani s tymito datami, dosiahol az o 2,2 vyssie BLEU skére oproti mo-
delu, ktory pouzil monolingvalne data prelozené modelom srbéina—slovencina. Vdaka tomu
mozno vyvodit zaver, Ze je mozné na spatny preklad pouzif aj model, ktory prekladé z velmi
podobného jazyka. A ak tento prekladovy smer ma dostupnych viac paralelnych trénovacich
dat, je pravdepodobné, ze vysledky budu lepsie.

5.8 Vzajomné porovnanie vysledkov

V tejto Casti st porovnané navzajom vsetky prekladové modely z jednotlivych experimentov.
V tabulke 5.12 st hodnoty BLEU skére modelov prekladajicich do chorvatéiny. Zhrnutie
vysledkov modelov so srbéinou ako cielovym jazykom je v tabulke 5.17.

Ukazky prekladov vybranych viet z testovacej sady pre chorvatéinu su v tabulkach 5.13,
5.14, 5.15, 5.16. Kazda z tychto ukazok zastupuje urcitu skupinu prelozenych viet.

V tabulke 5.13 je mozné vidiet, ako baseline prelozil slovenské vety inak v porovnani
s referené¢nym modelom. Ak bol na preklad pouzity najlepsi model spomedzi vSetkych expe-
rimentov, tak tieto vety uz boli prelozené spravne. Vdaka tomu dosiahol tento model vyssie
BLEU skore ako baseline model.

Niekedy nastali aj také pripady, Ze najlepsi model pouzil oproti baseline modelu spravne
slovo alebo slové, ale v porovnani s referené¢nym prekladom nestihlasil slovosled danej vety.
Ukazku takéhoto prekladu je mozné vidiet v tabulke 5.14. V takychto scenaroch nastava
situdcia opisovand v sekcii 4.1. KedZe chorvatéina ma pomerne volny slovosled, mdze byt
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Model Rodié¢ Slovnik BLEU skoére

SK—HR cold-start EN—cestina potomkovsky, velkost 32000 24,1
SK—HR cold-start EN—slovanské jazyky potomkovsky, velkost 64000 22,5
SK—HR cold-start Cestina—HR potomkovsky, velkost 32000 24,3
SK—HR cold-start Cestina—HR spojeny, velkost 32000 24,6
SK—HR warm-start c¢estina—HR spojeny, velkost 32000 24,8
SK—HR warm-start cestina—HR vyvazeny, velkost 32000 25,0
SK—HR baseline - potomkovsky, velkost 4000 23,6
SK—HR baseline - potomkovsky, velkost 16000 24,9
SK—HR baseline - potomkovsky, velkost 32000 24.4
SK—HR baseline - potomkovsky, velkost 64000 23,2

Tabulka 5.12: Porovnanie vysledkov vsetkych prekladovych modelov pre jazykovy par slo-
venc¢ina—chorvatéina, ktoré boli natrénované v jednotlivych experimentoch tejto prace.
Vsetky modely boli testované na testovacej sade TedTalks s po¢tom 2166 paralelnych viet.

Referen¢ny preklad Tamo su smjesSteni neuroni osjetljivi na lica.
Preklad baseline modelom 32k Tu se nalaze neuroni osjetljivi na lica.
Preklad najlepsim modelom Tamo su smjesSteni neuroni osjetljivi na lica.
Referen¢ny preklad To su vrlo snazni, zivopisni osjecaji.
Preklad baseline modelom 32k  To su vrlo upecatljivi, zivi osjecaji.
Preklad najlepsim modelom To su vrlo snazni, zivopisni osjecaji.

Tabulka 5.13: Ukazka ¢.1 prekladov viet z testovacej sady TedTalks v chorvatcine. Ako
najlepsi model bol pouzity model natrénovany warm-start transfer learning-om s vyvazenym
slovnikom.

niekedy naroc¢né ohodnotif prelozenii vetu s inym slovosledom ako je v referen¢nej vete.
Napriklad v ukazke je slovosled vety prelozeny pomocou najlepSieho modelu tiez v poriadku.

Referen¢ny preklad On samo zna kako voditi tvrtku.
Preklad baseline modelom 32k  On samo zna kako prebaciti tvrtku.
Preklad najlepsim modelom On zna samo kako voditi tvrtku.

Tabulka 5.14: Ukazka ¢.2 prekladov viet z testovacej sady TedTalks v chorvatcine. Ako
najlepsi model bol pouzity model natrénovany warm-start transfer learning-om s vyvazenym
slovnikom.

Ukazka v tabulke 5.15 predstavuje takd skupinu prelozenych viet, kde najlepsi model
sice upresnil preklad v porovnani s baseline modelom, ale stale tieto vety obsahovali chyby
a neboli zhodné s referenénym prekladom.

Samozrejme pri prekladoch testovacej sady oboma modelmi nastali aj také situdcie, kedy
obidva preklady boli chybné a najlepsi model nepriniesol ziadne zlepsenie oproti prelozenym
vetam baseline modelom. Ukazka prekladov v tabulke 5.16 obsahuje v oboch pripadoch zlé
preklady. Prelozené testovacie sady obsahovali aj také vety, kedy modely vyprodukovali
identické preklady, ale oba boli nespravne.
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Referen¢ny preklad Moji umjetnicki horizonti se neprestano povecavaju.
Preklad baseline modelom 32k  Moji umjetnicki horizonti stalno se micu.
Preklad najlepsim modelom Moji umjetnicki horizonti se neprestano pomicu.

Tabulka 5.15: Ukazka ¢.3 prekladov viet z testovacej sady TedTalks v chorvatcine. Ako
najlepsi model bol pouzity model natrénovany warm-start transfer learning-om s vyvazenym
slovnikom.

Referen¢ny preklad Pa kako onda ti ljudi unovce sva ta zarazena racunala?
Preklad baseline modelom 32k I kako onda oni svrstavaju te zarazene kompjutere?
Preklad najlepsim modelom Kako onda ti zarazeni kompjuteri spavaju?

Tabulka 5.16: Ukazka ¢.4 prekladov viet z testovacej sady TedTalks v chorvatcine. Ako
najlepsi model bol pouzity model natrénovany warm-start transfer learning-om s vyvazenym
slovnikom.

Model Rodi¢ o/ Spatny preklad e Slovnik BLEU skoére
SK—SR warm-start ¢estina—HR o spojeny 30,1
SK—SR warm-start Cestina—HR o vyvazeny 30,8
SK—SR warm-start Cestina—SR o vyvazeny 26,0
SK—SR semi-supervised HR—SK e potomkovsky 28,7
SK—SR semi-supervised SR—SK e potomkovsky 26,5
SK—SR baseline - potomkovsky 26,0

Tabulka 5.17: Porovnanie vysledkov vsetkych prekladovych modelov pre jazykovy par slo-
venc¢ina—srbcina, ktoré boli natrénované v jednotlivych experimentoch tejto prace. Velkost
vSetkych slovnikov bola rovnaka: 8000. VsSetky modely boli testované na testovacej sade
TedTalks s poc¢tom 2384 paralelnych viet.
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Kapitola 6

Zaver

Cielom tejto bakalarskej prace bolo preskimanie neurénového strojového prekladu pre ja-
zykové pary, ktoré maju k dispozicii iba malo paralelnych dat. Pre tento tcel bola zvolena
dvojica slovanskych jazykov slovencina — chorvatéina. Vsetky prekladové modely pouzivali
architekttru transformer a boli natrénované framework-om Marian. Trénovanie prebiehalo
vzdy s rovnakymi implicitnymi parametrami, pricom vysledné modely sa lisili v pouzitych
metddach pre zlepsSenie kvality prekladu low-resource jazykov.

V prvom experimente s baseline modelmi bolo zistené, ze pre low-resource jazyky je
urcite vhodnejsie pouzit slovniky mensich velkosti ako je standardna prednastavena velkost
32000 jednotiek subword. A to aj v takom pripade, kedy oba jazyky patria medzi vysoko
ohybné jazyky, kde slovd mézu mat vela réznych tvarov. Model so slovnikom o velkosti 4000
dosiahol lepsi vysledok ako model, ktory mal velkost az 64000 jednotiek (23,6 BLEU skére
oproti 23,2).

Pri testovani technik cold-start transfer learning sa ukézala ako najlepsia moznost pouzit
ako rodicovsky model ten, ktorého jazykovy par bol z rovnakej jazykovej skupiny. V tomto
pripade to bol model ¢estina—chorvatéina, Cize rodicovsky aj potomkovsky model mali
rovnaky cielovy jazyk.

Pouzitie potomkovského slovnika pri cold-start transfer learning-u neprinieslo ziadne
zlepsenie v porovnani s baseline modelom, ktory mal rovnaka velkost slovnika. Najlepsi
model natrénovany tymto spdsobom zaostaval o 0,1 BLEU skoére. Bol to prave model s ro-
di¢om cestina—chorvatéina. Preto sa da povazovat tento pristup za nedostacujuci.

Ak sa pre potomkovsky model pouzil spojeny slovnik, pricom rodicovsky model stéale
nebol natrénovany pre potreby potomka (t. j. rodi¢ovsky model pouzival rodic¢ovsky slov-
nik), tak takyto model uz dosahoval lepsie BLEU skére ako baseline model. BLEU skére
bolo v porovnani s baseline modelom vyssie o 0,2.

Techniky warm-start transfer learning priniesli v experimentoch najvécsie zlepSenie.
Tieto pristupy boli otestované aj na prekladovom smere slovenc¢ina—srbéina, ktory ma
k dispozicii eSte mensie mnozstvo paralelnych dat. Modely so spojenym slovnikom dosiahli
zlepsenie o 0,4 pri chorvatéine a az o 4,1 BLEU skore pri srbéine. Pri pouziti vyvaze-
ného slovnika mali potomkovské modely o 0,6, resp. 4,8 vyssie BLEU skére. Vo vsetkych
tychto pripadoch bol rodi¢ovsky model ¢estina—chorvatéina. Ak sa ako rodi¢ pouzil model
CeStina—srbcina, ktory méa menej paralelnych dat, tak vysledny potomkovsky model mal
rovnaké BLEU skore ako baseline model.

Dalsim predmetom skiimania bola vyuzitelnost velmi podobného (skoro az identického)
jazyka pri spéatnych prekladoch monolingvalnych dat v tzv. semi-supervised learning-u.
V tejto praci sa srbské vety prelozili modelom prekladajicim zo srbéiny do slovenciny ako
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aj kvalitnejsim modelom z chorvatéiny do slovenciny. V oboch scenaroch nastalo zlepsenie
v porovnani s baseline modelom. Spatny preklad modelom srbéina—slovencina priniesol
zlepsenie o 0,5 BLEU skére. Ak sa ale pouzil na preklad monolingvalnych dat model chor-
vatéina—slovencina, tak vysledny model dosiahol az o 2,7 vyssie BLEU skoére.

Vo viacerych experimentoch v tejto praci sa ukazalo vyuzitie podobnych jazykov alebo
jazykov z rovnakej jazykovej skupiny ako napomocné. Preto dalsim cielom pri pokracovani
skimania tejto problematiky moze byt rozsirenejsie prebadanie benefitov takychto jazykov.
Napriklad pri slovanskych jazykoch aj vyuzitie ich fonetickej podobnosti.
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Priloha A

Obsah prilozeného pamatového
média

e text prace vo formate PDF
e zdrojové sibory KTEX bakalarskej prace

e jednotlivé zlozky prekladovych modelov obsahujice trénovaci skript, trénovaci log
a preklad testovacej sady — pripadne aj najlepsi model model.npz.best-bleu.npz

e zlozka so skriptami na vytvorenie spojeného slovnika a tdpravu textu na latinku
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