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Abstrakt

Modelovani druhové distribuce je efektivni nastroj pouzivany v rGznych prirodovédnych
disciplinach, jako je konzervacni biologie, ekologie ¢i biogeografie. Rozvoj technologii v oblasti DPZ a
GPS umoziuje ziskat pomérné podrobna a presnd vstupni data, jejichz kvalita predstavuje zdkladni
limitujici faktor ovliviiujici prediktivni schopnost modelu. Pokud je predmétem zkoumadni reakce
modelu za urcitych podminek, je vhodné namisto realnych dat zatiZenych jistou mirou nahodilosti
definovat virtualni druh s pfedem znamymi reakcemi na prostredi.

V této diplomové praci byl zkouman vliv chybné lokalizace druhu pfi pouziti environmentdlnich
proménnych svelmi vysokym rozliSenim. Jako environmentdlni proménné byly pouZity rastry
nadmorské vysky a vegetace na Uzemi KRNAP s rozliSenim buriky 1m? a déale byly odvozeny rastry
sklonu a orientace vici svétovym stranam. Data o vyskytu druhu byla ziskana definovanim virtualniho
druhu a jeho konverzi na prezenéné — absencni data pravdépodobnostni metodou. Chyba v lokalizaci
druhu byla simulovana ve tfech krocich od 0 do 1, do 10 a do 50 m. Pomoci generalizovaného linearniho
modelu byly vytvofeny modely druhové distribuce pro varianty s rlznym stupném chyby v lokalizaci
druhu. Efekt posunu byl nejprve testovan na vstupnich datech, v dalSim kroku byla pomoci validacnich
metrik posuzovana predikéni schopnost modelu pro jednotlivé varianty.

Modely dosahovaly hodnot AUC v rozmezi od 0.99 u dat bez posunu do 0.82 u maximalni chyby
50 m vlokalizaci druhu. Ackoliv srovnani modelll pomoci AUC ukazovalo na velmi vysokou
diskriminaéni schopnost vsech modell, podil vysvétlené variability, zpétné odvozené rastry
pravdépodobnosti vyskytu druhu, hodnota Kappa a shoda mezi modely testovana Pearsonovym
korelacnim koeficientem prokazaly, Ze schopnost model(l predikovat druh na zakladé chybné
lokalizovanych dat znacné klesa. Navic, chybna lokalizace druhu ve velmi heterogennim prostredi
v tomto pfipadé ovlivnila podobu krivky, kterd popisuje reakci druhu na environmentdlni podminky.
Problematika chybné lokalizace je vSak zna¢né rozsahla a zaslouzila by dalsi badani napf. v oblasti vlivu
chyby v prostfedi s rliznym stupném heterogenity.

Klicova slova:

AUC, chyby v datech, Pearsontv korelac¢ni koeficient, sensitivita, specificita, nepresna lokalizace,
GLM, modelovani druhové distribuce, virtualni druh



Abstract

Species distribution modelling is an effective tool in various science disciplines such as
conservation biology, ecology or biogeography. Development of technology on the field remote
sensing and global positional systems allows us to obtain relatively detailed and accurate input data,
which quality is the basic limiting factor affecting the model predictive ability. In the case that the
object of study is model reaction under certain conditions, is better use data from virtual species
observation defined with known reaction on environmental variables, than real species data, which
are loaded with a certain degree of chance.

In this thesis was investigated effect of error in localization of species using environmental
variables represented by raster with very high resolution. Environmental variables used in this
experiment were height of vegetation and elevation represented by raster with cell size 1m? then were
derived raster of slope and aspect from elevation raster. Data about species occurrence was obtained
by defining virtual species, than the raster of environment suitability was converted into presence-
absence data by probabilistic approach. Error in localization was simulated in the three steps from 0
to 1, to 10 and to 50 m. Data was fitted by generalized linear model for three variant with different
degree of error in localization. Both the input data and the prediction ability of the models were
compared in the evaluation.

The models achieved AUC values ranging from 0.99 for data without shifting to 0.82 for the
maximum error 50 meters in localization of species. Although the comparison of models by AUC
showed a very high discrimination ability, retrospectively derived raster of environmental suitability
for each step of error, Kappa, and the match between models tested by the Pearson’s correlation
coefficient showed that the ability of model to predict species distribution based on the shifted data
drops considerably. In addition, error in localization of the species in a very heterogeneous
environment in this case has influenced the shape of a curve describing the species' response to
environmental conditions. However, the effect of error in localization is quite extensive and deserves
further research. For example, effect of error localization in an environment varying by degree of
heterogeneity.

Key words:

AUC, sampling error, error localization, Pearson’s correlation coefficient, sensitivity, specificity, GLM,
species distribution modeling, virtual species
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1. Uvod

Porozuméni vztahu mezi druhy a prostfedim které obyvaji, je ve svété, jez podléha globalnim
zménam, jako fragmentace biotop(i, zména vyuziti uzemi ¢i klimatické zmény, klicové nejen pro preziti
druhu, ale i pro ochranu a stabilitu celého biotopu, jehoZ jsou soucasti. Druhové distribu¢ni modely
jsou povazovany za zakladni nastroje v ekologii a konzervacni biologii, které tyto vztahy matematicky
popisuji. Diky rozvoji geografickych informacnich systému je moZné matematicky vyjadiené vztahy
zavislosti vyskytu na environmentalnim prostredi prevést na predikéni mapy.

Nejvice diskutované vyuziti SDM v praxi je vliv klimatickych zmén na minulou ¢i budouci distribuci
druhu a stanoveni rezervace pro ochranafské ucely druhu (Guisan et Thuiller, 2005). Modely druhové
distribuce byly v praxi dale pouZity pro sestaveni map druhového bohatstvi (Rissler et al., 2006) nebo
pro odhad chovani potencionalné invaznich druht (Vdclavik et Meentenmeyeer, 2012).

Pfesnost, sjakou dokdze model predikovat druh na urcité lokalité, a naslednou interpretaci
vysledkd, ovliviiuje fada faktor(. Naptiklad Guillera-Arroita et al. (2015) se zabyvala, jakym zplsobem
by méla byt interpretovana data o vyskytu obsahujici rGznou miru informace (presencni, nebo
presencné — absencni data. Elith et al. (2006) tesila, jaky modelovaci algoritmus nejlépe fituje Cisté
presencni data. Castou zkoumany parametr presenéné — absencnich dat je prevalence (pomér
presence ku absenci). Vlivem prevalence na presnost modelu se zabyval napf. Fukuda et Baets (2016).
V zavéru své studie uvadéji, ze prevalence méla vliv jak na presnost modelu, tak ovlivnila i kfivku
popisujici vztah mezi druhem a prostfedim. Vzacné druhy, které maji nizsi prevalenci oproti druhiim
béZznym, dosahuji vyssi presnosti v modelech druhové distribuce (Jiménez-Valverde et al., 2008).
Lawson et al. (2014) popisuje, jak prevalence ovliviiuje naslednou validaci modelu a zdlraznuje, Ze
pouze valida¢ni metriky zavislé na prevalenci mohou spolehlivé posoudit kalibra¢ni schopnosti modelu.

Rozvoj metod dalkového prlizkumu zemé umozniuje pofizeni vstupnich dat ve vysoké kvalité.
V soucasné dobé je mozné pofidit napf. druzicové snimky s velmi jemnym rozliSenim (QuickBird 0.6
m?/pixel, WorldView-2 0.5 m?/pixel) nebo ziskat data o vyuZiti Gzemi pomoci snimkovéni povrchu
leteckymi drony. S tim souvisi i potfeba pfesnéjsi lokalizace vyskytu druhu. Jemnéjsi rozliSeni navic
umoznuje odhalit biotické interakce, které ve vysokém rozliSené ztraci vyznam na uUkor napf.
klimatickych faktort (Thuiller et al., 2004).

Z hlediska modelovani duhové distribuce je zasadni presnost, sjakou jsou jednotlivé vyskyty
zaznamenany. Vlivem chybné lokalizace druhu v terénu se jiz zabyvala fada studii. Naptiklad Osborne
et Leijtdo (2009) zkoumali tento fenomén na redlnych datech. Do dat o vyskytu ptacich druh(, ktera
jsou obecné velmi malo presna diky vysoké mobilité téchto druhd, vnaseli ndhodnou chybu v lokalizaci
vrozmezi 1 -5 km. V zavéru své studie uvadéji, Ze schopnost modelu predikovat druh v urcitém misté
klesa se zvysujici se chybou v prostorové lokalizaci, avsak vétsi vliv na snizeni presnosti modelu méla
vysoka variabilita v datech. Johnson et Gillinghan (2008) ve své studii také pouZili redlna data vysoce
mobilniho druhu. Do presencnich dat o vyskytu vnaseli chybu v jednotlivych krocich od 50 do 1000 m.
Oproti studii Osborna et Leitda vsak dosli k zavéru, Ze chyba v lokalizaci druhu je hlavni pficinou snizeni
predikéni schopnosti modelu. Graham et al. (2008) testovali schopnost modelu predikovat vyskyt pro
nékolik rznych algoritmu. Ve své studii uvadi, Ze nejcitlivéjsi vi¢i chybé v lokalizaci druhu jsou metody
strojového uceni MaxEnt a BRT, naopak metody zaloZené na regresi dokazi dobfe predikovat druh i pfi
chybé v lokalizaci 50 krat vétsi nez je rozliSeni vstupnich rastri. Duputié et al. (2014) se zabyval kvalitou
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dat o vyskytu druhu odvozenych z atlasl rozsifeni evropskych strom(l. Porovnaval Ctyfi zdroje dat
nékolika modelovacimi technikami. Vysledkem bylo, Ze modely vytvofené na zakladé téchto zdroju se
liSi az 0 74%. V zavéru své prace proto doporucuje kombinovat vice zdroji vstupnich dat. VySe zminéné
studie vSak vyuZivaly jako vstupni data rastry s rozliSenim v fadech nékolika desitek metri az kilometrd.
Teprve nedavna studie Mitchella et al. (2017) se zabyvala vlivem nepfesné lokalizace pfi vysokém
rozliSeni vstupnich dat na druhové distribuéni modely, avSak vstupem byla data o vyskytu readlného
druhu.

Vzhledem ke skutecnosti, Ze v pfirodé pusobi vysoka mira ndhody, zpUsob sbéru dat o vyskytu
druhu je zejména v pripadé presenéné-absencénich dat velmi naroény a jak bude uvedeno ddle ovlivnén
do jisté miry osobou, ktera data pofizuje, metodikou sbéru a v neposledni fadé nelze s jistotou
predpokladat v jaké fazi ,nasyceni” se druh v daném prostfedi nachazi, nelze nékteré vlastnosti
modell druhové distribuce nestranné hodnotit. Data o vyskytu virtualnich druhi tak v souc¢asné dobé
predstavuji jedinou moznost, jak tyto vlastnosti porovnavat (Austin et al., 2006). Hlavni vyhodou
virtudlniho druhu je znama virtualni realita vychazejici z predem definovanych vztah(l mezi druhem a
prostiedim (Miller, 2014).

Cilem této prace je: (1) generovani virtualniho druhu na zdkladé environmentdlnich proménnych
s velmi vysokym rozliSenim; (2) simulovat presencné-absencni sbér dat v terénu s ndhodnou chybou
v lokalizaci druhu; (3) porovnat, jaky vliv ma velikost ndhodné chyby v lokalizaci druhu na zménu jeho
narok( vUci prostiedi (4); posoudit presnost modelu z hlediska pravdépodobnosti vyskytu (5); a
nasledné schopnosti rozpoznat presenci ¢i absenci v daném misté.
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2. Literarni prehled

2.1. Proces modelovani druhové distribuce

Modelovani druhové distribuce slouZi k popisu vztahll mezi prostfedim a vyskytem rostlin i
ZivoCichl a k predikci jejich vyskytu. Vétsina pfistupl vychazi z kvantifikovani vztahu mezi
environmentalnimi faktory prostfedi a reakci druhu na néj. Modelovani druhové distribuce (Species
Distribution Modelling) se vyvinulo z prostého vyjadieni tohoto vztahu mimo prostorové urceni do
sofistikované metody vyuZivajici pokrocilé GIS a statistické nastroje (Guisan et Thuiller, 2005). Pravé
rozvoj geografickych informacnich systém( a digitalizace vstupnich dat urychlili vyvoj v oblasti SDM.
Vysledkem je Siroka variabilita metod aplikujicich podobné pfistupy, vyuzivajici rGznou kvalitu
vstupnich dat s vice ¢i méné rozdilnymi vystupy v podobé mapy rozsifeni druhu (Miller, 2010).

Guissan et Zimmerman (2000) uvadéji, Ze proces SDM by mél idedlné zahrnovat tyto kroky:
promysleni konceptu celé studie, priprava dat, modelovani a naslednd validace modelu, predikce
druhu v zdjmovém uzemi a posouzeni aplikovatelnosti modelu. Znalost ekologické teorie by méla byt
zahrnuta v kazdé fazi procesu SDM (Austin, 2002), napf. pfi volbé environmentdlnich proménnych,
které nejvice ovliviiuji druh, nebo pti hledani ekologicky relevantni kfivky popisujici vztah druhu a
environmentalni proménné (Guisan et Thuiller, 2005).

Presenéné — absencni modely jsou zaloZené na pozorovaném vyskytu druhu v prostoru. Ke
kazdému pozorovani lze pfifadit environmentdlni podminky v misté vyskytu ¢i absence. SDM pak
vyuziva tohoto vztahu k predikovani pravdépodobnosti, s jakou se bude druh v jednotlivych burkach
vyskytovat. Valida¢ni metriky pak zkoumaji, jakou podobnost dosahuji predikované vyskyty na zakladé
modelu s plvodnimi daty (Lawson et al., 2014).

georeferencovand data vrstva pravdépodobnosti  Validacemodelu

o vyskytu druhu vyskytu

o | Present 2

rozdélni setu na testovacia ™
trénovacidata

Model 1=
>m(p"‘dtm + sklon
+ vegetace+
expozice)

Trénovaci data vstupuji
do modelu

& i konverze na .,
GIS vrstvy env. proménnych i . vzorkovani dat
presenci/absenci

Obrdzek 1: Schéma procesu modelovdni druhové distribuce

(autor, 2017)
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Je vhodné si uvédomit, Ze biologicka i ekologicka data jsou sbirana po urcity ¢asovy usek. Modely
zalozené na téchto datech tak odrazeji ocekavané vztahy mezi druhem a prostfedim pouze docasné.
Lze vychdzet z pfedpokladu, Ze druh je s prostiedim, které obyva v tzv. ,, pseudo-rovnovaze” (Guisan et
al., 1998). Existuje tedy riziko, Ze model, ktery bude aZ pfili§ dobie predikovat redlnd data, bude
podhodnoceny z hlediska potenciondlniho aredlu rozsifeni (Svenning et Skov, 2004). To plati napf.
v pfipadé modelovani druhové distribuce invazivnich druh(. Vétsina invazivnich druhl totiz neni ve
vztahu k prostfedi, do néhoz pronikd, v rovnovdze a proto by modelovani jejich distribuce mélo
probihat v aredlu jejich pfirozeného rozsiteni (Peterson, 2003).

2.2. Ekologicka nika

Modelovani druhové distribuce patii mezi skupinu metod (podobné jako modelovani
potencionalniho habitatu ¢i modelovani potencionalni niky), které si kladou podobny ukol.
Identifikovat mista vhodna pro preziti populace na zakladé predem znamych narok( na prostredi
daného druhu a pravé tento vztah mezi organismem a podminkami prostfedi popisuje ekologicka nika
(Soberon et Nakamura, 2009). Existuje mnoho koncept(, jak ekologickou niku definovat.

Prvni védecka definice pojmu ,,ekologicka nika” pochazi od Josepha Grinnella z roku 1913. Grinnell
definoval niku jako soubor vSech podminek, které ovliviiuji existenci druhu v daném misté. Mezi
podminky radi jak abiotické faktory: teplota, vihkost, Uhrn srazek, ...) tak i biotické (dostupna potrava,
interakce s ostatnimi organismy, ...). Dale je nutné podotknout, Ze Grinnellova definice ekologické niky
Castecné vychazi z Darwinovy teorie O plvodu druhd, kdy koexistence dvou druhi v jedné nice vede
k jejich vzajemnému ovlivnéni. Naopak Charles Elton definoval ekologickou niku organismu z hlediska
jeho postaveni v potravnim fetézci. Nika je soubor roli a funkci, kterou populace zastava vudi
organismum, s nimiz pfrichazi do kontaktu. Na rozdil od Grinella, Elton tvrdi, Ze rizné organismy mohou
obyvat stejné potravni niky. V roce 1957 ptisel Gorge E. Hutchinson s obracenym pojetim. Ekologickou
niku chape jako soubor narok Zivocich(, nikoliv podminek prostredi. Nika je pak tvofena n-rozmérnym
prostorem, z nichz kazdy rozmér tvofi pravé jeden z narok dané populace (Pocheville, 2015).

Také velikost plochy a rozliSeni v jakém je druhova distribuce zkoumana urcéuje, jaky koncept je pro
dany vyzkum vhodnéjsi. Grinell(v koncept je uréeny pro méfitka s nizkym rozliSenim, protoze nika je
definovéna predevsim zakladnimi podminkami prostfedi (teplota, nadmorska vyska, uhrn srazek,...),
jez jsou pfi malych méfitcich a vysokém rozliSeni malo proménlivé. Ekologickd nika v pojeti Eltona je
naopak zaloZena na biologickych interakcich mezi organismy, které jsou detekovany lokalné. Z toho
jasné vyplyva, Ze tento koncept je urcéen pro vyzkumy, kde se distribuce druh resi ve vysokém rozliSeni
(Soberdn, 2007).

Hutchinson dale rozliSuje niku fundamentdini, coz je takovy n-rozmérny prostor, ktery by populace
obyvala v pfipadé, Ze by nebyl zohlednén vliv konkurent(, a niku realizovanou, ktera vznika, odecte-li
se od fundamentalni niky prostor, ze kterého populaci vylucuji konkurenti (Pocheville, 2015). Existuje
vsak moznost, Ze nékteré kombinace narokl na prostfedi v daném Case na Zemi neexistuji. Proto byla
definovdna potenciondini nika, kterd predstavuje pranik niky fundamentalni s existujicimi
kombinacemi narok( na prostredi v urcitém case (Jackson et Overpeck, 2000).

Hutchinsonovo déleni se projevi ve vztahu vstupnich dat a jejich interpretaci v SDM. Pokud do
modelu vstupuji redlna data, jsou zatizena chybou. Z tohoto dlvodu je mozné dosahnout redlné
velikosti fundamentalni niky pouze s daty virtualnich druh(, nebo experimentalné odvozenymi daty o
chovani a fyziologickych vlastnostech zkoumaného druhu (Guisan et al., 2005)
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Enviranmentalni proménna, 2

Ervirenmentdlni proménnd £, 1

Obrazek 2: Grafické zndzornéni prostoru fundamentalni, potencidini a realizované niky
(autor, 2017).

Ackoliv je Hutchinsonlv koncept ekologické niky v soucasnosti nejvice vyuzivanym v souvislosti
s modelovanim druhové distribuce, existuji vytky, Zze Hutchinson zohledruje pouze negativni interakce,
zatimco ty pozitivni jako mutualismus ¢i symbidza nejsou zahrnuty, byt by mohly zpusobit zvétseni
prostoru fundamentalni niky (Miller, 2010).

2.3. Biotické interakce a environmentalni proménné

Begon et al. (1990) definuje zakladni vztah mezi fitness druhu (tzv. biologickou zdatnost) a
environmentalni proménou (nékdy oznacovanou jako environmentalni gradient) jako symetrickou
kfivku zvonovitého tvaru, avsak za predpokladu, Ze tento vztah nebude ovlivnén napf. konkurenci.
Austin (1999) dale predpoklada, Ze tento priibéh krivky plati jak pro fundamentalni, tak i realizovanou
niku avsak velmi silny konkurent dokaze vytlacit druh z jeho optima. Ndasledkem toho pak dochazi
k deformaci kfivky realizované niky od jemného zkoseni po bimodalni priibéh.

Nékteré studie, zabyvajici se vlivem biotickych interakci ukazaly, Ze pfidanim presencné —
absencnich dat znamych konkurentl daného druhu jako dalsi pfi¢inna proménna muZze vyrazné posilit
presnost modelu. Nevyhodou vsak muze byt, Ze se zmensujicim se rozliSenim (napf. na Urovni region(
¢i kontinentd) je vliv tohoto parametru zanedbatelny (Guisan et al., 2005).
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Obrazek 3: Zakladni tvar krivky popisujici vztah mezi fitness druhu a podminkou prostredi

(Begon et al., 1990)

Environmentalni gradient lze chdpat jako jeden rozmér v n-rozmérné nice definované
Hutchinsonem. Jedna se o vztah mezi vyskytem druhu podél gradientu environmentalni proménné,
ktery definuje distribuci druhu v environmentdalnim prostoru (Miller, 2010).

Existuje nékolik malo odlisnych zplsobu, které environmentdlni gradienty fadi do kategorii.
Guisan et al. (2005) déli gradienty na limitujici faktory, disturbance (rusivé udalosti), jez zahrnuiji i lidsky
faktor a zdroje. Avsak nejcastéji pouzivané kategorie dle Austina (1980) déli environmetalni gradienty
dle vlivu, ktery na dany druh maji na pfimé, nepfimé a zdroje a radi je dle hierarchie, kterou v procesu
vysledného vlivu na dany druh zaujimaji od blizkych po okrajové. Pfimé gradienty jsou ty, které plsobi
na druh z hlediska jeho fyziologickych vlastnosti a mohou tak ovlivnit rlist populace (napf. teplota i
pH pudy). Mezi nepfimé gradienty pattfi ty, kde environmentalni proménna nema zadny fyziologicky
vliv na druh ¢i biologické interakce s jinym druhem (napf. nadmotska vyska). Definice zdrojovych
gradientU je zaloZena na jejich vycerpatelnosti vzhledem k tomu, Ze jsou organismy konzumovany a
stavaji se tak hlavni pfi¢inou mezidruhovych interakci (napf. kofist pro lovce nebo obsah fosforu
v pudé).

Z hlediska fazeni environmentdlnich gradientd dle jejich vlivu plati, Ze vSechny nepfimé gradienty
maiji v hierarchii vlivd urcujici distribuci v environmentalnim prostoru spise okrajovou. Modely
zaloZené na blizkych gradientech jsou velmi robustni a Siroce aplikovatelné, avSak v praxi jsou velmi
Spatné pouzitelné vzhledem k velkym narokim na vstupni environmentalni proménné (Austin, 2002).

2.4. Vstupnidata

Pro proces modelovani druhové distribuce jsou klicové dva typy vstupnich parametri. Biologicka
data, ktera popisuji vyskyt druhu v prostoru a environmentalni data popisujici prostredi, ve kterém byl
jedinec pfislusného druhu detekovan.

Pro zndzornovani jevu napf. v mapach jsou obecné pfijimany dvé metody vyobrazeni. Metoda
diskrétnich objektl jev klasifikuje do nékolika oddélenych kategorii. Pro tyto objekty znazornéné
bodem, linii ¢i plochou plati, Ze se mohou presouvat ¢i prekryvat, aniz by pozbyly svou integritu. Tento
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typ dat je charakteristicky pro klasifikaci ploch vyuZiti Gzemi, tfidy ochrany pld, typy biotopl ci
fenoménu, jimz se tato prace zabyvd, tedy vyskytu organismu. Naopak nékteré jevy, napf.
geomorfologické, u nichZ je proménlivost tak vysokd, Ze neni moiné roztfidit je do prehledného
mnozstvi kategorii, je vhodné vyjadrit metodou kontinudlnich poli. Jev jako je napf. nadmotska vyska
¢i primérna teplota je zaznamendn urcitou hodnotou v kazdé burice rastru o daném rozsahu a rozliseni
(Goodchild, 2010).

Data Ize kategorizovat ve vtahu k nastrojlim geografickych informacnich systém vektorova, ktera
se dale déli na body. Jako priklad lze wuvést data o vyskytu druhl, ¢i informace o
pozici meteorologickych stanic. DalSim typem vektorovych dat jsou polygony, jez mohou
representovat nékteré environmentdlni proménné s kategorialni stupnici (napt. padni typy) ¢i linie,
které mohou znazornovat napt. vodni toky, nebo komunikace. Do druhé kategorie patfi rastry, sité
bunék, z nichz kazdd nese hodnotu daného gradientu (vétSina environmentdlnich proménnych)
(Pearson, 2010). Pro potieby SDM lze rozdélit vstupni data na informaci o vyskytu druhu, ktera je
nejcastéji reprezentovana body, predstavujicimi vyskyt ¢i absenci druhu, popfipadé jejich ¢etnost
v dané lokalité, ale mlzZe byt reprezentovana i polygony navrzenymi odborniky (Fourcade, 2016), opét
nasledné prevedené na bodovou vrstvu. Environmentdlni data poskytujici informaci o prostredi, ve
kterém druh Zije, vstupuji do modelu nej¢astéji v rastrové formé.

2.4.1. Data o vyskytu druhu

Data o vyskytu druhu zachycuji rozloZzeni druhu v geografickém prostoru. Mohou byt zaloZena
napfiklad na ndhodném (napf. nalezové databaze GBIF, ebird, data z GPS lokatort), ¢i pravidelné
rozmisténém sbéru, nebo nahodné ziskanych datech z muzejnich sbirek (Graham et al., 2004).

Nékteré studie potvrzuji snahy o vyuziti dat z muzejnich sbirek (Elith et al., 2006) a nalezovych
databazi (Deputié et al., 2014) jez jsou v posledni dobé stdle vice dostupna online. Autofi téchto studii
porovnavaji prediktivni schopnost riiznych modell zaloZenych na téchto datech a v zavéru své prace
upozornuji na limity, které sebou predikce zaloZzena na takovychto datech nese. Jednim z problémua
téchto dat je skutecnost, Ze jsou pouze presencniho rdzu, avSak velké mnoZstvi modelll vyuZiva
presencné absencni data. DalSi nevyhodou je, Ze jejich sbér je silné ovlivnén napf. atraktivitou urcité
lokality, ¢asovou epochou, ve které byla data pofizena ¢i nepresnou lokalizaci. Tato data tak mohou
byt vyuzita pouze v nékterych modelech jako je BIOCLIM, DOMAIN , LIVES ¢i MaxEnt které jsou pro
pouZziti presencnich dat navrzeny, za predpokladu jasné interpretace vysledku a zd{raznéni omezeni,
jez poutiti téchto dat pfindsi (Elith et al., 2006).

Fourcade (2016) dale navrhuje v pfipadé absence kvalitnich dat o vyskytu vyuZiti databaze Red List
Spatial Data, ktera je tvorfena hrubymi polygony reprezentujicimi aredl rozsifeni druhu, ktery byl
navrzeny odborniky z IUCN. Z téchto polygoni je posléze mozné odvozenim ziskat pseudo-presenéni
data o vyskytu druhu. Fourcade takto porovnaval data ziskand z vefejnych databazi biodiverzity (GBIF
a iNaturalist) s presen¢nimi daty ziskanymi z IUCN a dosel k zavéru, Ze modely zaloZené na téchto
datech jsou stejné kvalitni jako ty zaloZzené na verejnych databazich. Pouze v pfipadé vysoce mobilnich
organismu (napf. ptaci) se predikéni schopnost modell liSila. Zdroje dat o vyskytu druhu uvadi
nasledujici tabulka ¢. 1.
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Tabulka 1: Prehled zdroji dat o vyskytu druhu

organizace dostupné online popis dat
Global Biodiversity  https://www.gbif.org/speci data o vyskyt druh(
Information Facility es/search jednotlivych druhd, ¢i

Deliverng Alien data o vyskyu invazivnich
. . http://www.europe- B )
Invasive Species . druhl na Evropském
. aliens.org/default.do .
Inventories for Europe kontinentu

eBird http://ebird.org/ebird/expl  data o vyskytu ptakl po
ore celém svété

International Union

for Conservation of  http://www.iucnredlist.org/

Nature

arealy vyskytu ohrozenych
druh( ve formatu shapefile

mapovani vyskytu druhl na

BiolLib https: i.biolib. x
ioLi ps://mapovani.biolib.cz/ e ke republiky

(autor, 2017)

Z hlediska zaznamu vyskytl muazZe byt distribuce druhu mérena nékolika zplsoby. V pfipadé, Ze
hodnotou 1 oznacime vyskyt a hodnotou 0 absenci se jedna o nominalni zptsob. Pokud se bude na
dané lokalité vyskytovat druh opakované, mlzeme lokalité prifadit vahu dle poctu vyskytd a ziskame
tak data ordindiniho typu, kterd nesou informaci o abundanci. Poslednim typem jsou data pomérov3,
kdy Ize vyskyt druhu porovnavat vici napt. vyskytu jiného druhu ¢imz Ize ziskat informaci o druhovém
sloZeni na lokalité (Miller, 2010).

Guillera-Arroita et al. (2015) déli data dle zpUsobu sbéru a mnozZstvi informaci, kterd obsahuiji
od &isté presencnich dat po tzv. odhad obsazenosti. Cisté presenéni data (PO) predstavuji soubor bod(i,
kde byl druh detekovan, aniz by bylo brano v potaz Sirsi okoli. ,,Presencné-pozadova“ data (PB) jsou
odvozena z lokalit, kde byl druh pozorovan a doplnéna o Sirsi okoli, kde by se dle zjisténych narokd
z pozorovani mél druh vyskytovat. Nejpouzivanéjsim typem dat jsou presencné-absencni data (PA).
Vyhodou téchto dat je, Ze kromé informace kde byl druh s jistotou detekovan, nesou i informaci, kde
se druh urcité vyskytovat nebude. Nejkomplexné;jsi informaci o vyskytu a distribuci druhu poskytuji
data o odhadu obsazenosti (DET). Tato data se od predchozich lisi tim, Ze obsahuji informaci o ¢etnosti
vyskytu za danou dobu a tim padem i pravdépodobnosti vyskytu druhu na lokalité. Nevyhodou téchto
dat je vSak vysokd narocnost sbéru.

Dulezity parametr, ktery ovliviiuje pfesnost modelovani druhové distribuce je velikost vzorku
(pocet pozorovani). Vaughan a Ormerod (2003) uvadéji, Ze na kazdou vysvétlujici proménou by mélo
pfipadnout alesponi 10 pozorovani. Pfi pouziti krokové linearni regrese se doporuceni pohybuji
v rozmezi od 20 pozorovani po 40 pozorovani ku 1 vysvétlujici proménné (Franklin, 2010). Wisz et al.
(2008) ve svém vyzkumu uvadi, Ze Zadny z testovanych algoritm{ nebyl spolehlivy s velikosti vzorku
mensi neZ 30 pozorovani. Nejvice nachylné k velikosti vzorku byly modely GLM, GAM a MARSINT, jezZ
zahrnuji interakce mezi prediktory, naopak jako nejvice robustni vi¢i malému poctu vzorkl se jevil
model MAXENT. Obecné lze Fici, Ze se zvysujici se velikosti vzorku a sniZujici se variabilitou napfic¢
pozorovanim se zvysuje presnost modelu (Wisz et al., 2008).
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V ptipadé poutZiti presencné-absencnich dat dale ovliviiuje pfesnost modelu prevalence, tedy
pomér presencnich ku absenénim bodlm. McPearson et al. (2004) ve své studii uvadi, Ze k nejvyssi
presnosti modell dochazelo pfi hodnoté prevalence blizké 0.5. V nékterych pripadech vsak vyrovnané
prevalence nelze dosdhnout (u vzacnych druhd &i specialistl). V rozporu stimto tvrzenim jsou
vysledkem studii, které se zabyvaly modelovanim druhové distribuce vzacnych druhd, ¢i druhl s uzkou
ekologickou valenci, distribu¢ni modely téchto druhl dosahovaly vyssi presnosti, neZz v pfipadé
béznych druhl (McPearsn et Jetz, 2007; Tsoar et al., 2007; Franklin et al., 2009).

2.4.2. Chyby v datech o vyskytu druhu

Pravdépodobnost detekovdni druhu na dané lokalité Ize rozloZit na tti dil¢i sloZky. Prvni z nich je
pravdépodobnost, Zze druh na dané lokalité skutecné Zije, dale pravdépodobnost, ze lokalita bude
zahrnuta do prlzkumu, tfetim komponentem je pravdépodobnost navstiveni lokality pravé
v okamziku, kdy se ZivoCich (v pfipadé rostlin Ize zaménit za vegetacni obdobi, kdy je rostlina
detekovatelnd) na lokalité naléza (Yackulic et al., 2013). Pravdépodobnost s jakou se druh na dané
lokalité nachazi, je nejcastéji feSend otazka ve vyzkumech modelovani druhové distribuce.
Pravdépodobnost navstiveni konkrétni lokality nejvice podléhd ovlivnéni systematickou chybou, jez
bude vysvétlena v dalSich odstavcich. Treti komponenta, tedy pravdépodobnost ze druh bude v dany
¢as na konkrétni lokalité detekovan, pak nejvice ovliviiuji environmentalni proménné (Guillera-Arroita
et al., 2015).

Existuje nékolik zplsobl, které mohou redlnd data zatiZit chybou. Vyznamnym faktorem je
detektabilita druhu. Druh se mlZe na lokalité vyskytovat, avSak nebude zaznamenan. U ZivocisSnych
druhG mulzZe Spatnd detekovatelnost souviset s kryptickym zbarvenim nebo vysokou mobilitou
(Franklin, 2010). U rostlin jsou napf. obtizné detekovatelné prisedlé druhy (Chen et al., 2013). DalSimi
faktory mohou byt nizka populaéni hustota ¢i omezené Usili na sbér vzork( (Gu et Swihart, 2004). Pokud
je chybna detekce zaroven funkce environmentaini proménné, mlze zadsadnim zptsobem ovlivnit tvar
vysledného predpokladaného aredlu rozsifeni. PA a PB data jsou touto chybou ovlivnéna nejvice
(Guillera-Arroita et al., 2015).

Data o vyskytu druhu jsou nejcastéji zaznamendvana pomoci pfistroji GPS. Ty podle svych
mozZnosti zaznamenavaji presnost s urcitou odchylkou od mista vyskytu (cca 0.5 az nékolik desitek
metrQ) (Guillera-Arroita et al., 2013). Jak moc se chyba projevi, zavisi na heterogenité prostredi
(Johnson et Gillingham, 2008). Se zaznamendavanim dat o vyskytu do GPS mohou byt déle spojeny dalsi
chyby jako je Spatné nastaveni pfistroje GPS v datu a Case, coZ vede ke zkresleni tvaru Zemé a nasledné
ztraté orientace v souradnicové siti. U dat ziskanych z muzejnich sbirek ddle dochazi ke zkresleni pfi
jejich zpétné georeferenci ze slovniho popisu mista nalezu (Graham et al., 2008). Stejné tak u mapovani
vyskytu zpévavych ptakd nestadi pouhy zvukovy zdznam a pfiblizné urceni mista odkud pochazi
(Osborne et Leitdo, 2009).

Vlivem nepresnosti biologickych dat se zabyva fada studii. Napf. Johnson a Gallingham (2008) ve
své praci tvrdi, Ze chybné urfena pozice organismu ma na presnost modelu mnohem vétsi dopad nez
systematicka chyba, ¢i Spatné klasifikované environmentalni proménné. Model MAXENT byl v(ci témto
chybam nejvice citlivy a to jak v pfipadé studie Graham et al. (2008) tak i v ptipadé srovnani
modelovacich metod vyuZivajicich Cisté presencnich nebo presencéné-pozadovych dat (Elith et al,
2006).

21



Zkresleni biologickych dat mlze byt dale zplisobeno systematickou chybou. Ta je dana vychylenim
dat dle urcitého trendu. Systematicka chyba muiZze vzniknout pfi sbéru dat v terénu, kdy jsou mnohem
Castéji vzorkovany dobrfe dostupné lokality (naptf. podél komunikaci, velkych sidel) nebo jsou
vzorkovany pouze v urcitém c¢asovém obdobi (napf. pouze v urcitou denni dobu) (Guillera-Arroita et
al., 2015). Systematicka chyba m{ze také vzniknout odstinénim GPS lokatord umisténych na obojcich
zvitat diky pferuseni signdlu v hustém porostu nebo hornatém terénu (Johnson et al, 2009). Vysledkem
systematické chyby maze byt zména odezvy druhu na prostredi, pokud bude jako environmentalni
proménna pouzit gradient, ktery se systematickou chybou souvisi (napf. zvysené mnozstvi Zivin v pldé
v blizkosti sidel diky aplikaci hnojiv.) (Guillera.Arroita et al., 2009).

Také vliv chybné detekce, na presnost modelu zalozeném na GLM, byl zkouman. Model byl i
v pfipadé velmi nizké chyby v detekci druhu vyrazné ovlivnén. Vliv na pfesnost modelu mélo také to,
zda environmentalni proménna, kterd zplsobuje nizkou detekci, ovliviiovala pocet organism( na
lokalité (Gu et Swihart, 2003).

2.4.3. Environmentalni data

Environmentalni data popisuji kombinaci ptimych, zdrojovych a nepfimych environmentalnich
proménnych (Miller, 2010). Z nékterych dat, jako je nadmorskd vyska, ¢i primérna teplota lze
odvozenim ziskat rastry, které maji pfimy vliv na fyziologické vlastnosti ¢i chovani druhu (Pearson,
2010). Environmentalni data mohou vznikat odvozenim interpolac¢nimi metodami z bodovych dat,
nebo z dalkového prlizkumu zemé. V posledni dobé stoupa vyuZiti dat z DPZ diky zvysujici se kvalité
satelitnich snimk( (Bradley et al., 2012). Data odvozena z DPZ mohou podat vérnéjsi obraz o
environmentdalni proménné v zdjmovém Uzemi neZ interpolovand data z nékolika malo bodovych
méreni (Deblauwe et al., 2016). Existuje nepfeberné mnoiZstvi zdroji, znichZ je moiné
environmentalni data ¢erpat, priklad dostupnych dat pro prostfedi CR shrnuje nésledujici tabulka ¢. 2.

Tabulka 2: Prehled zdroju environmentdlnich dat

organizace dostupné online popis dat

Cesky Ufad ZABAGED - detailni vyskopis
zemémeéricsky a https://geoportal.cuzk.cz CR ve vrstevnicich &i

katastralni digitalnimodel reliéfu

detalni ortofoto mapa CR,

vcetné archivnich snimki
Ndrodni geoportal https://geoportal.gov klimatické oblasti CR
vymezenichranénych

Agentura ochrany Uzemi, biogeografickych
. . mapy.nature.cz s e v s .
ptirody a krajiny region ¢i pfirodnich
biotopl
klimatcké regiony CR,
Vyzkumny Ustav expozice svahd,
melioracia ochrany  http://geoportal.vumop.cz skeletovitost a hloubka
pady pady, ohroZenivétrnou a
vodni erozi
‘. .y geologickd mapa CR, vlivy
Ceskd geologicka ol sy . ,
. www.geology.cz dllIni¢innosti, radonovy
sluzba .
index,

(autor, 2017)
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Schopnost vybrat vhodna environmentalni data pro vystihnuti narokl zkoumaného druhu na
prostiedi je dllezitym krokem z hlediska optimalizace vyzkumu (Guisan et al., 2007). Miller (2010)
oznacuje klimaticka a topograficka data jako dvé nejpouzivanéjsi kategorie v modelovani druhové
distribuce. Klimaticka data popisuji fadu faktort jako je teplota, Uhrn srazek ¢i pocet sluneénych dni.
Guisan et al. (2007) se ve své studii testovali vliv 13 environmentalnich proménnych na presnost
vyskytu nékolika druhl listnatych a jehliénatych stromU. Rychlost rlstu odvozena z klimatickych dat
méla nejvyssi podil na prfesnosti modelu.

Topografickd data maji vSDM S§iroké vyuziti. Lze je vyuZit ve fazi Uprav vstupnich vrstev
(georeferencovani dat z dalkového prizkumu zemé (DPZ) ¢i zpresnujici vrstva pti interpolaci
klimatickych dat), lze z nich odvodit komplexnéjsi environmentalni proménné, které lépe vystihuji
naroky druhu, nebo mohou byt rovnou vyuzita jako vstupni vrstva (Guisan et Zimmerman, 2000). Data
typu nadmorska vyska, sklon ¢i orientace ke svétovym strandam patfi mezi nepfimé environmentalni
proménné a v pripadé, Ze jsou k dispozici pouze v hrubém rozliseni, mohou v kombinaci pfimych
environmentalnich proménnych (napf.: potencionaini oslunéni) vést ke snizeni predikéni schopnosti
modelu. (Guisan et Zimmerman, 2000).

Mezi dalSi data, kterd mohou slouzit jako podklad pti procesu modelovani druhové distribuce, patti
mapy pldnich typQ, ze kterych lze ziskat informace o dostupnosti Zivin pro rostliny (Guisan et al., 2007).
Osborne et al. (2001) ve svém vyzkumu zabyvajicim se modelovanim druhové distribuce dropa velkého
vyuziva udajl o silnicni siti, zastavbé ¢i vodnich zdrojich k odvozeni rastru vzdalenosti od jednotlivych
zdrojl. V neposledni fadé lze pomoci DPZ ziskat informaci o habitatu, ktery druh obyva avsak je
vhodnéjsi pro jemna rozliSeni vstupnich vrstev a na malé plose.

Je dulezité vybrat takové environmentdini proménné, které maji pfimy vliv na vyskyt druhu
v prostfedi. V opacném prfipadé mohou environmentdlni proménné, které reflektuji naroky druhu
neprimo zpUsobit pti modelovani vyskytu v jiném regionu ¢i pod jinym klimatickym scénarem vyrazné
chybné predikovany areal rozsiteni (Guisan et Thuiller, 2005). Osborne et Leitdo (2009) se mimo jiné
zabyvali vlivem posunuti celé rastrové vrstvy na pfesnost SDM. Vysledkem jejich studie bylo velmi nizké
ovlivnéni modelu pfi posunu az o 60 km. Vysvétlenim je velmi nizka korelace mezi vybranymi
environmentdlnimi proménnymi a zkoumanym druhem.

2.5. Vliv méritka na SDM

Jednou z hlavnich otazek pfi tvorbé SDM je volba vhodného méfitka. Samotné slovo ,,méritko” ma
vsak v oblasti GIS dva vyznamy. Lze jim oznacit rozsah nebo rozliseni zajmové oblasti - tedy urcitou
miru podrobnosti s jakou je Gzemi mapovano (Goodchild, 2010). Teoreticky je mozné mapovat zemsky
povrch s nekonecné velkym rozliSenim, avSak v praxi je takovy pfistup limitovan vysokym objemem
dat, jehoZ zpracovani je ¢asové a financné natolik ndrocné, Ze nezbyva nez pfistoupit na jistou miru
generalizace (McMaster et Shea, 1992). Na rozdil od vektorovych dat jsou pro védecké ucely
preferovana data rastrova, ktera maji jednoznacné definované rozliseni (Goodchild, 2010).

Volba vhodného rozliSeni vstupnich environmentdlnich vrstev muize zdviset na velikosti
domovského okrsku druhu a na zplsobu, jakym druh vyuziva zdrojové environmentdlni proménné
v krajiné. Naopak volba vhodného rozsahu zavisi na hloubce orientace v hierarchii environmentalnich
gradientl (Guisan et Thuiller, 2005), na casti zkoumané populace, ¢i na sezénni fluktuaci jedinct
(Jaberg et Guisan, 2001). P¥i modelovani druhové distribuce u vysoce mobilnich organismi je
vhodnéjsi zvolit rastr s vétsi velikosti buriky, ktera obsahne nékolik riiznych habitatl (Jaberg et Guisan,
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2001). Areal malo pohyblivych ¢i pfisedlych druhl je Iépe modelovan na environmentélnich datech
s vysokym rozliSenim (Guisan et Thuiller, 2005). V ptipadé modelovani druhové distribuce vzacnych
druhl muize nizké rozliseni zpUsobit systematickou chybu (Huston, 2002).

Chyba, s jakou jsou biologicka data v terénu zaznamendavdna, by neméla byt vétsi, nez je rozliSeni
rastru environmentalnich dat. Obecné plati, Ze jemnéjsi rozliSeni environmentdlnich dat vede k vyssi
prediktivni schopnosti SDM za predpokladu adekvatni kvality biologickych dat (Huston, 2002). Moudry
et Simovd (2012) uvadéji, Ze rozlideni rastrd vstupnich dat pohybujici se 1 — 100 km? je idedlni pro
nalezeni environmentalnich limitl druhu a je dostacujici pro modelovani druhové distribuce pfi pouZziti
v soucasnosti dostupnych dat.

2.6. Virtualni druh

Principem modelovani distribuce virtualniho druhu je simulace pravdépodobnosti vyskytu druhu
(¢i jinak environmentalni vhodnosti prostiedi) dle jednoho nebo nékolika environmentalnich gradientl
za predpokladu predem definované reakce druhu na environmentalni proménnou (Meynard et Kaplan,
2013) a nasledné prevedeni téchto hodnot z environmentalniho do geografického prostoru (Leroy et
al., 2015).

Dusledkem stéle se zvySujici obliby SDM je jejich neustala modifikace. Aby bylo mozZné posoudit,
zda a jak dana modifikace zdokonalila model, je nutné jeho validovani. Tedy schopnost s jakou
presnosti dokaze model zpétné predikovat vyskyt nezavislé sady biologickych dat (Miller, 2014). Jak jiz
bylo zminéno v kapitole 2.4.2, biologickd data mohou obsahovat fadu chyb a interpretace takovych
vysledk(l by mohla byt zavadéjici. Simulovana data o vyskytu s presné definovanymi parametry tak
v mnoha pfipadech predstavuji jedinou moznost, jak nestranné porovnavat rGzné vlastnosti SDM
(Austin et al., 2006, Moudry, 2015). Nasledujici tabulka ¢. 3 uvadi pfiklad nékolika studii s vyuzitim
virtudlniho druhu.

Tabulka 3: Prehled neddvnych studii s uplatnénim virtudiniho druhu

testované téma autor
Generovani predikce s vysokym rozliSenim z dat o
vyskytu s nizkym rozlisenim
Efekt filtrovacich metod na redukci systematické
chyby v biologickych datech

Bombi et D'Amen, 2012

Varelaetal., 2014

Vliv prevalence na vztah druh - prostfedi Fukuda et Baets, 2016
Vliv prevalence a velikosti vzorku na presnost Jiménez-Valverde et al.,
modelu 2009

Viaclavik et Meentemeyer,

Vliv invazni faze na pfesnost SDM
2012

Porovnani prahové a pravdépodobnostni konverze Meynard et Kaplan, 2013

(Miller, 2014; upraveno)

Vlivem prevalence virtudlniho druhu na presnost modell SDM se zabyvali napf. Jiménez-Valverde
et al. (2009), ¢i Fukuda et Baets (2016). Zatimco prvni studie testovala pomér presencné — absencnich
dat spolu s velikosti vzorku pomoci GLM druha testovala prevalenci z hlediska interakce jednotlivych
environmentdlnich proménnych. Vysledek obou studii vSak potvrzuje vliv prevalence na presnost
modell druhové distribuce. Vdclavik et Meentemeyer (2012) vyuzili virtudlniho druhu pfi simulaci
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jednotlivych fazi Siteni virtudlniho druhu. Zjistili, Ze model kalibrovany pro druh v poéatecni fazi invaze
vyrazné podhodnocuje potencialni distribuci a proto by faze invaze méla byt brana pti formulovani
modelu v Gvahu. Bombi et D’Amen (2012) ovérovali pomoci virtudlniho druhu presnost modell
druhové distribuce s vysokym rozliSenim, generovanych na datech s nizkym rozliSenim. Zavérem jejich
studie je, Ze vztah mezi environmentdini proménnou a reakci druhu na ni je prikazny az pfi
dvanactinasobné vyssim rozliSeni dat.

Pro simulovani virtudlniho druhu bylo vyvinuto nékolik platforem. RangeShifter (Bocedi et al.,
2014) a HexSim (Schumaker, 2015) byly navrieny pro modelovani populaéni dynamiky, avsak
neumozniuji definovat vztah reakce druhu — prostiedi. Ve statistickém programu R byly dale vyvinuty
dva balicky SDMvspecies (Kong et al., 2015) a virtualspecies (Leroy et al., 2015). Zasadni rozdil mezi
témito dvéma balicky je predevsim ve zplsobu konverze na presencné absencni data. Zatimco
SMDvspecies vyuzivd pouze prahové konverze tak virtualspecies umozniuje i pravdépodobnostni
pfistup. Dalsi nevyhodou balicku SMDvspecies je limitované mnozstvi kfivek, popisujicich odpovéd
druhu na prostiedi (Leroy et al., 2015).

Prahova konverze vhodnosti prostfedi na presencné-absencni data je zaloZzena na stanoveni
hranice, nad kterou jsou vSechny hodnoty prfevedeny na presenci a pod ni na absenci, avSak tento
zpUsob je oznacovan za nevhodny (Meynard et Kaplan, 2013; Leroy et al., 2015; Moudry, 2015). Zvlasté
faktory, které se objevuji na malych méfitcich (biotické interakce, ndhodné udalosti, mikrohabitaty, ...)
mohou zpUsobit, Ze druh se nebude vyskytovat v Gzemich s vysokou hodnotou vhodnosti prostredi a
naopak (Leroy, 2015). Meynard et Kaplan (2013) prahovy pfistup kritizuji, protoZze muZe za urcitych
podminek zpUsobit nadhodnoceni modelu. Pravdépodobnostni konverze umoznuje naopak vyskyt
presence Ci absence podél celého environmentalniho gradientu. V pfipadé, Ze pravdépodobnostni
funkce bude mit stejny pribéh, jako na obrazku ¢. 4, bude mit burnka s vhodnosti prostiedi 0,3 v 1
pfipadu z 10 pridélenu presenci. Opakovana konverze vhodnosti prostfedi pravdépodobnostnim
pfistupem se nazyva filtrovani a poskytuje informaci, ktera mista jsou druhem preferovana (Moudry,
2015). Varela et al., 2014 se ve své studii vyuZila virtudlni druh k testovani efektu geografickych a
klimatickych filtrd na zmirnéni dopadi systematické chyby v datech o vyskytu. Zavér jeji studie potvrdil
ucinnost klimatického filtrovani, naopak geografické filtry nezvysili predikéni schopnost modelu a
v nékterych ptipadech ji i mirné zhorsily.
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Obradzek 4: pravdépodobnostni konverze dle logistické funkce (a = -0,05) a prahovd konverze (a=-0,000001)

(autor, 2017)
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2.7. Modelovaci metody

Guissan et Zimmermann (2000) rozlisuji tfi Zadouci vlastnosti, kterych by mél model dosahovat:
skute¢nost, preciznost a obecnost. V praxi vSak model dosahuje kombinace dvou na ukor treti
vlastnosti. Zadny model nem(Ze soucasné dosahovat vysoké pFesnosti (preciznosti) na zakladé
skutecnych fyziologickych procesli a mechanismi (skutecnosti) a byt obecné aplikovatelny na Siroké
mnozstvi rlznych podminek (obecnost). Mnoho studii, které porovndvaly rlizné algoritmy, se Zadna
z metod neprojevila jako konzistentné nezavisla na prosttedi druhu a vlastnostech biologickych dat
(Elith et al., 2006; Segurado and Araujo, 2004).

V soucasné dobé existuje fada modelovacich metod, které jsou dostupné bud' jako soucast GIS
nebo jako samostatny software. Typ algoritmu by mél byt volen dle objemu, typu &i rozdéleni
biologickych dat, sohledem na rozliSeni, objem a komplexnost environmentalnich dat a dle
poZzadovaného mapového vystupu (napr. aktualni ¢i potencidlni distribuce) (Miller, 2010).

Elith et al. (2006) déli metody modelovani dle typu vstupnich dat na metody pro cCisté presencni
data a metody pro presencéné — absencni data. Do prvni skupiny zle zaradit metody modelujici
environmentdlni ,obdlku“ druhu (BIOCLIM), metody zaloZené na posuzovani vzdalenosti
v environmentalnim prostoru mezi potencionalnim a pozorovanym vyskytem (DOMAIN a LIVES) ¢i
MAXENT (model maximalni entropie) coZ je metoda strojového uceni porovnavajici data na zakladé
maximalni usporadanosti.

Druhou skupinu metod, vyuzivajici presen¢né — absencni data déli Miller (2010) na regresni metody
a nékteré metody strojového uceni, které nejsou na rozdil od regresnich metod zalozeny na specifické
funkci, kterd distribuci druhu uréuje. Metody strojového uceni jsou vhodnéjsi pro uzemi malych
rozsah( v protikladu k regresnim metodam, které jsou vhodnéjsi pro globalni vyuziti. Elith et al. (2006)
uvadi jako priklad metod strojového uceni pro presencné — absencni data BRT (boosted regression
trees) vyuZzivajici klasifikaci dat do podobnych shlukli a GDM (generalized dissimilarity model), ktery
porovndva dvé lokality na zdkladé environmentalni rozdilnosti.

Jako priklad nejvice pouzivanych regresnich metod lze uvést GLM, GAM, CART, MARS a jeho
modifikace. Na rozdil od GLM, vyuZivda GAM neparametrické funkce pro popis vztahu mezi druhem a
prostiedim. Diky vyssi flexibilité je GAM vhodnéjsi pro modelovani s vice komplexnimi proménnymi
neZz GLM (Elith et al., 2006), a je vhodnéjsi pro nalezeni realistického tvaru kfivky druh — prostiedi
(Leathwick et al., 2005), avSak na rozdil od GLM neumi zahrnout interakce mezi proménnymi (Kienast
et al., 2012). MARS je alternativou ke GAM, jeho vyhodu je snazsi pfevedeni na predikéni mapu pomoci
GIS, avsak za predpokladu normalniho rozdéleni dat, coz ho ¢ini nepouZzitelnym v pfipadé presencné —
absencnich dat (Franklin et Miller, 2010). Klasifikacni a regresni stromy (CART) jsou dal$i moZnosti
v SDM. Opakované klasifikuji data na zakladé dichotomniho rozhodujiciho klice ¢imz vysvétluji
variabilitu mezi skupinami zavislou na environmentalnich proménnych. Stejné jako GAM, nevyzadu;ji
jakoukoliv formu rozdéleni dat, avsak sloZité stromy se obtizné ekologicky interpretuji. Kienast et al.
(2012) proto doporucuje vyuZiti metody CART pro vstupni analyzu dat.

2.7.1. GLM alogisticka regrese
Generalizovany linedrni model vychazi ze statistické metody linearni regrese, ktera se vyuziva
ke stanoveni zavislosti dvou ¢i vice proménnych a tu vyjadfuje pfimkou ve tvaru:

y=k*xx+q
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Jednim z ptedpokladl pro poufZiti linearni regrese je normalni rozdéleni proménnych, avsak
prezenéné — absencni data nabyvaji pouze bindrnich hodnot 0 a 1. Generalizovany linearni model
transformuje binarni hodnoty dle nésledujici link-funkce:

u
1-p

y = log( )

a prevadi tak hodnoty na pomér Sanci, tedy pravdépodobnost kdy jev nastane (1) ¢i nenastane
(0) (zvara, 2008). Diky transformaci Ize dosahnout Zadoucich vlastnosti linearniho regresniho
modelu. Pravdépodobnost pu se nachazi v intervalu (0, 1) a hodnoty vysledné Sance lezi v intervalu
(0,%°) (Grafarend, 2006). Po transformaci Sance logitovou funkci dojde k rozsifeni intervalu na
celou mnozinu redlnych Cisel (-oo,+o0) v zavislosti na prediktorech, stejné jako u linearniho
regresniho modelu (Zvdra, 2008).

Pro odhad parametri logistické regrese slouzi metoda maximalni vérohodnosti definovana
jako:

L) =n(U(B) = > @i n(rx)) + (1 = y) In(1 = D))
i=1

kde m(x;) predstavuje prispévek vérohodnostni funkce pokud je yi1 a 1-mt(xi) pokud je yi rovno 0
(Hosmer et Lemenshow, 2000).

2.8. Evaluace modelu

Valida¢ni metody hodnoti, do jaké miry se predikovana data podobaji tém pozorovanym. Existuje
nékolik divodu, pro¢ predikéni schopnost modelu testovat. V ptipadé redlnych dat je mozné odhalit,
jakd environmentalni proménnd ma nejvétsi vliv na distribuci. Diky validaci Ize vybrat model, ktery
nejlépe distribuci druhu predikuje, posoudime spolehlivost predikce a miZzeme odhadnout ve kterém
kroku je tfeba model vylepsit (Lawson et al., 2014).

Validac¢ni techniky lze rozdélit na kalibracni a diskriminacni. Zatimco kalibracni metriky urcuji
rozsah, v jakém se predikce shoduje s realitou v absolutni hodnoté (Murphy et Winkler, 1987),
diskriminacni metody méfi schopnost rozpoznat presenci od absence na zdkladé modelované predikce
(Vaugham et Ormerod, 2005). Z toho vyplyva, Ze pti posuzovani diskriminacni schopnosti jsou hodnoty
prediktorld nepodstatné, model, ktery ma vysokou diskriminac¢ni schopnost mlze byt zaroven Spatné
kalibrovan (Pearce et Ferrier, 2000). V ramci téchto dvou skupin mohou byt hodnoceny binarni
(presencné — absencni data) nebo kontinualni predikované hodnoty (vhodnost prostredi). Validace
zaloZzena na binarnich datech bude vidy hodnotit diskriminaéni schopnost modelu, nebot se
predpoklada, Ze binarni data budou dosahovat vysoké miry kalibrace (Pearce et Ferrier, 2000).
Nasledujici tabulka €. 4 uvadi pfiklady validacnich metod na zakladé vyse uvedeného déleni.
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Tabulka 4: Matice validacnich technik

kontinualni binarni
MNC KAPPA
RZ
kalibrace |p?
AIC
AUC Sensitiita
. Pearsoniv
diskriminace . pe
korelacni Specificita
koeficient

(Lawson et al., 2014, upraveno)

Nejjednodus$simi ukazateli, které vypovidaji o rozdilnosti modeld, jsou AIC, D?> a R2 lJejich
nevyhodou je, Ze nemohou byt pouzity pfi srovndvani rliznych modelovacich technik (Miller, 2010).
Hodnota Akaikeho informacniho kritéria je tvorena souétem logaritmu residudlni sumy détvercd a
koeficientem sloZitosti modelu. Modely s nizsi hodnotou AIC jsou preferovany, protoie dokazi
s men$im poctem koeficient( Iépe vystihnout realitu (Smilauer, 2007). Koeficient determinance (R?)
vyjadtuje jaky podil z celkovych dat je vysvétlen modelem. Hodnoty se pohybuji od 0 do 100%, avsak
v pfipadé ekologickych modell se povaZzuje za dobry vysledek i 30%, vzhledem k vysoké nahodilosti
proces( v prostiedi. Deviance (D?) popisuje, jaké mnoZstvi variability v datech bylo modelem popsano
(Kienast et al., 2012).

Robustni ovéfovani presnosti modelu zahrnuje pouziti nezavislych testovacich dat potizenych na
jiné lokalité nebo jinou metodikou sbéru (Guisan et Zimmermann, 2000). Pokud takova data nejsou
dostupna (jako v pripadé virtudiniho druhu), mdze byt datova sada rozdélena na trénovaci a testovaci
sadu (Miller, 2010; Miller, 2014). Pearson et al. (2007) uvadéji, Zze idedlni pomér trénovaci a testovaci
sady je 75: 25 s vice neZ deseti environmentalnimi proménnymi. Na podobném poméru se shoduje i
Kienast et al. (2012), ktery uvadi pomér 3:1.

Chybova matice tvofi zaklad mnoha bindrnich validacnich technik, jejichZ vysledky jsou zavislé na
zvolené prahové hodnoté (Lawson et al., 2014). Kappa (vypocet Miller, 2010) méfi do jaké miry je
model lepsi, nez ndhodna predikce zaloZend na prevalenci. Kienast et al. (2012) uvadéji, Ze modely
dosahujici hodnoty Kappa 0.8 jsou vyborné, do hodnoty 0.6 jsou dostacujici a modely nabyvajici
zapornych hodnot Kappa jsou systematicky Spatné. Prahovad hodnota blizkd prevalenci dosahuje
nejlepsich vysledkd Kappa. Sensitivita a Specificita jsou diskriminaéni metriky odvozené opét z chybové
matice. Sensitivita vyjadifuje pomér spravné urcené presence ku celkové presenci ve vzorku (¢ast
presence modelem vyhodnocend opét jako presence a ¢ast presence modelem klasifikovana jako
absence). Specificita vyjadiuje pomér spravné klasifikované absence ku celkové absenci ve vzorku.
Nejlepsi diskriminacni schopnosti dosahuje model s vyvaZzenym pomérem obou koeficient(. Citlivost
Sensitivity se projevi pfi nizké prahové hodnoté, kdy muize dojit k nadhodnoceni modelu. Binarni
metriky upfednostiuji modely se snizenou schopnosti diskriminace, coz vede k pod nebo
nadhodnoceni predikce (Lawson et al., 2014).
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Tabulka 5: chybovd matice

Pozorovana data

P A
skutecnd falesna
Predikovana P presence (A) presence (B)

data falesna skute¢na
A absence (C) absence (D)

(kienast et al., 2012)

Plocha pod kfivkou (AUC) je jedna z nejvyuZivanéjsich validac¢nich metod vibec (Lawson et al.,
2014). AUC hodnoti pomér spravné klasifikované presence a absence na vsech moznych hladinach
prahové hodnoty a neni tedy zavisla na prevalenci. Vystupem je graf zavislosti poméru skutecné
presence ku poméru skutecné absence pro dostupné prahové hodnoty. Modely s hodnotou AUC do
0.8 jsou povazovany za dobré, od 0.7 se povazuji za slabé a od 0.6 lze fici, Ze model ma nulovou
vypovidaci hodnotu (Kienast et al., 2012). Lawson et al. (2014) doporucuje vyuzivani valida¢ni metriky
zavislé na prevalenci vzdy, kdyz zdlezi na absolutnich hodnotach vyskytu druhu a dale tvrdi, Ze by
metody vyuZivajici kontinudlni data mély byt upfednostriovany pred binarnimi z divodu ztraty casti
informace pfi konverzi na binarni data.
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3. Metodika

3.1. Charakteristika zajmového uzemi

Krkonossky narodni park (KRNAP) byl vyhlasen v roce 1963 za Gcelem ochrany ,,uchovani a zlepseni
pfirodniho prostiedi, zejména ochrana ¢i obnova samofridicich funkci pfirodnich systémd...“. Se svou
rozlohou cca 550 km? zasahuje do dvou kraji Kralovehradeckého a Libereckého (KRNAP, 2010).
Z hlediska geomorfologického clenéni se celé izemi KRNAP nachazi v Krkonossko-jesenické soustavé,
celku Krkonose. Celym Uzemim prochazi horsky hieben zacinajici na zdpadé Novosvétskym sedlem,
ktery konci po 35 km sedlem Kraloveckym (Demek et al., 2006).

A vrcholy v zajmovém Gzemi

. 0 175 35
[] tranice kKRNAP

Obradzek 5: Ortofotomapa KRNAP s vyznacenim nejvyssich vrcholi v tzemi
(Ortofoto podklad: CUZK, 2017;

vrcholy v zdjmovém uzemi: ARCDATA PRAHA s. r. 0., 2017)

Na ndsledujicim obrdzku €. 6 je zndzornén vyskovy profil Uzemi KRNAP, ktery prochazi
zminovanym hifebenem.
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Obradzek 6: Vyskovy profil hiebenu KRNAP

(autor, 2017)

Z Grafu je patrné, Ze se jedna o uzemi geomorfologicky znacné proménlivé. Na cca 32 km, ze
kterych byl priibéh vyskového profilu odecten, se nachazi cca 32 vyraznéjsich lokalnich extrému, které
mezi sebou maji prudké prechody. Toto rychlé stfidani nadmorské vysky se mlze projevit pfi nepresné
lokalizaci druhu.

3.2. Charakteristika vstupnich dat

Jako vstupni data byly pouzity dva zakladni parametry a to vyskovy digitdlni model terénu
(DTM) a vyska vegetace. Z digitalniho modelu terénu byly nasledné odvozeny v programu ArcMap ver.
10.4. dalsi dva parametry a to sklon terénu ve stupnich a orientace vici svétovym stranam (tzv. aspekt).
Vsechny vstupni rastry jsou v soufadnicovém systému S-JTSK, a ve vySkovém systému Baltském, pro
potreby této prace nebyla data autorem této prace transformovana. Plvodni data pochazeji z projektu
Snimkovani a skenovdani tzemi KRNAP a jeho ochranného pasma z roku 2012 a byla poftizena firmu
Geodis Brno, spol. s. r. 0. Snimkovani probihalo béhem letnich mésicl od ¢ervence do srpna, tedy
v hlavni vegetacni fazi, kdy vsechny stromy (listnaté, tak i jehlicnaté) dosahovaly maximalniho olisténi.
V priib&hu letecké akce byla nasnimand plocha o rozloze 550 km? z letové vysky 700 m a pod
skenovacim dhlem £30° s minimalnim 20 % prekrytim sousednich snimk(l a minimalni primérovou
hustotou laserovych paprskd 5 bodd/ m?. Nasledujici tabulka shrnuje nékteré zakladni parametry
vstupnich vrstev jako je rozpéti hodnot, rozloha nasnimané plochy, ktera se lisi s Udaji o rozloze
Krkonosského narodniho parku s jinymi zdroji, ¢i plvod vstupni vrstvy.

Tabulka 6: Zdkladni parametry vstupnich vrstev

nazev vrstvy rozlideni (m?)  rozloha (km®) minimum maximum promér jednotky  ptvod
dtm 393,7 1555,9 853,2 mn. m.
vegetace 1 472.05" 0 52,8 9,2 m
sklon ! 0 85,8 16,4 ° dtm
aspekt 0 360 179,5 ° dtm
poznamky * rozloha vrstvy, rozloha parku dle spravy KRNAP ¢ini 550 m? véetn& ochranného pasma

(autor, 2017)

Obrazky zarazené v priloze v kapitole 8.1 Grafické pfilohy pod €. 1 a €. 3 aZ €. 5 predstavuji
upravené mapové vystupy vstupnich vrstev nasnimaného tzemi KRNAP.

3.3. Pouzity software

Jak jiz bylo uvedeno vyse, pro Ucely této diplomové prace byla néktera vstupni data (sklon a aspekt)
nejprve odvozena v programu ArcMap 10.4. Aby bylo moZné data nahrat do jednoho objektu tzv.
,raster stacku”“ musela splnit podminku stejné rozlohy. Z tohoto divodu byl rastr vegetace ,ofiznut”
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v programu ArcMap 10.4 funkci Extract by mask. Pro dalSi vypocty byl pouzit statisticky software R
Studio (pouZitd verze softwaru: R Studio 1.0.136), ktery vyuziva programovaciho jazyku R (obdoba
open source programovaciho jazyka S), ktery je volné dostupny na tomto odkazu: www.rstudio.com.
Pro provedeni dal$i analyzy bylo nutné implementovat nékolik extenzi a to: rgdal — pro praci se
soufadnicovymi systémy, raster — pro manipulaci s rastrovymi daty, spatial — pro bodové analyzy, sp —
pro prevod dat do map, zjiStovani souradnic, rlava —rozhrani Java, umoziiuje vytvoreni objektd, jejich
volani a pfistup k polim, virtualspecies (Leroy et al., 2015) — modelovani virtualniho druhu, a pfevod na
presenéné-absencni data. Vystupy v podobé csv tabulky byly nasledné opét vyhodnoceny v programu
R Studio, k ¢emuz byl poutzit balicek PresenceAbsence — pro statistické hodnoceni vygenerovanych dat
a balicky corrplot a ggplot2 — pro znazornéni vystupl v podobé graf(. Jednotlivé kroky, které popisuji
nasledujici kapitoly, provedené pomoci prikazi v softwaru R jsou zarazeny v pfiloze v kapitole 8. 2.

3.4. Generovani dat

Aby bylo mozné zkoumat presnost vstupnich dat na vliv druhové distribuce, je nejprve nutné mit
takova kontrolni data, u nichZz existuje predpoklad velmi vysoké presnosti zaznamu jednotlivych
vyskytl. To s redlnymi daty neni v praxi mozné a v soucasné dobé to predstavuje jeden z hlavnich
limitujicich faktor( pro praktické vyuziti SDM (Moudry, 2015) a z tohoto dlvodu je nutné vytvofit tzv.
,virtualni druh”.

3.4.1. Definovani virtualniho druhu

Virtudlni druh je matematicky model skladajici se z nékolika nadefinovanych odezvovych funkci
(linedrni, kvadraticka, exponencialni, Gaussova, logaritmicka, etc.) na pfedem zjiSténé podminky
prostiedi (v tomto pfipadé rastry nadmofrské vysky, vegetace, sklonu a aspektu), které spolu mohou
byt v rliznych kombinacich. S¢itani odezvovych funkci vyjadfuje skutec¢nost, Ze funkce jsou na sobé
nezavislé, avsak jejich hodnoty v urCitém misté maji za ndsledek zvyseni pravdépodobnosti vyskytu
druhu, nasobeni naopak znamend, Ze hodnota pravdépodobnosti vyskytu je zavisld na vsech
proménnych, které jsou v soucinu. K vygenerovani virtualniho druhu v programu R Studio slouZi pfikaz
generateSpFromFun. Vysledkem je funkce, kterd vyjadfuje pravdépodobnost vyskytu organismu na
zakladé environmetalnich proménnych v prostredi.

Pro popis vztahu vyskyt virtualniho druhu — environmentalni prostfedi byly v této praci pouzity
dva typy funkci a to Gaussova kfivka v pfipadé vrstvy DTM, sklon a aspekt a linedrni funkce v pfipadé
vrstvy vegetace.

Obecny predpis tvaru Gaussovy kfivky je definovan jako:

L, G-w?
oV2m 202

Kde u vyjadiuje primérnou hodnotu, o standartni odchylku a f(x) vraci hodnotu funkce. Linearni

f&) =

funkce je pak definovana timto vzorcem:
f(x)=ax+b

1) Pro vrstvu vyjadfujici hodnoty nadmorské vysky (DTM) vypada predpis Gaussovy kFivky
nasledovné:
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1 _ (x-950)2
200‘/27.[6 2x2002

Jednd se tedy o takovy druh, jehoZ optimum je v nadmofiské vySce 950 m n. m., avsak zacina
se vyskytovat jiz od 750 m n. m. a pravdépodobnost jeho vyskytu klesa az k horni hranici 1150 m n. m.

fx1) =

2) Pro vztah mezi vyskytem virtualniho druhu a vyskou vegetace byla pouzita linedrni funkce,

ddna predpisem:
f(x;) = —0.05x + 8

To znamena, Ze pravdépodobnost vyskytu druhu se bude v mistech s vyssi vegetaci snizovat.

3) Vztah mezi sklonem a pfitomnosti virtudlniho druhu opét popisuje Gaussova kfivka:

f(x3) =

_ (x-15)?

1
5\/% € 2x52

4) Stejné je tomu i u posledni environmentalni proménné aspektu.

1 _ (x-175)?

f(x4) = 60'\/%8 ZX602

V tomto pfipadé je optimalni orientace svahu na zapad. Pravdépodobnost vyskytu druhu pak

klesd na obé strany v intervalu 60 °.

Na nasledujicim obrazku €. 7 jsou znazornény pribéhy funkci pravdépodobnosti vyskytu
virtudlniho druhu na jednotlivé slozky prostredi. Napfiklad v pfipadé environmentdlni proménné
vegetace je patrné, Ze nejvhodnéjsi prostredi je s velmi nizkou vegetaci, naopak tam, kde vyska
vegetace dosahuje vice nez 50 m se pravdépodobnost vyskytu druhu blizi nule. K vyvolani grafl
slouzi v programu R funkce plotResponse.

1.0 1.0
., 08 ., 0B
=06 = e
& =
= 0.4 5 0.4
L0)] [03]
0.2 .2
0.0 0.0
[ [ I [ [ I ] [ I I [ [ [
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= 0.8 = [ X:]
L T s
= =
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Obrazek 7: Pribéh funkci vyjadruje zdvislost pravdépodobnosti vyskytu druhu na jednotlivych environmentdlnich slozkdch

(autor, 2017)
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Vyse byly naznaceny dva zpUsoby, kterym Ize rovnice kombinovat. V tomto pfipadé se funkce
mezi sebou nasobi:

pravdépodobnost vyskytu virtualniho druhu v prostredi

= fQx1) * f () * f(x3) * f(xa)

Coz znamenda, Ze pravdépodobnost vyskytu druhu je zavisld na vSech environmentdlnich
proménnych v jednom misté soucasné. Vysledna slozend funkce je vizualizovand do tzv. ,rastru
vhodnosti prostredi”, ktery na skale od 0 do 1 vyjadfuje pravdépodobnost vyskytu organismu v daném
misté. Nasledujici obrazek ¢. 8 reprezentuje vyslednou odezvovou funkci na prostiedi, slozenou
z jednotlivych odpovédi organismu na slozky prostfedi v rozliseni 1 x 1 m2.

~ 0.8

- 04

Obrdzek 8: A — detail ,,rastru vhodnosti prostredi” rastru, B — vhodnost environmentdlnich podminek pro nadefinovany
virtudlni druh v celém dzemi KRNAP

(autor, 2017)

3.4.2. Konverze dat na presenc¢né - absenc¢ni rastr

Samotny ,rastr vhodnosti prostfedi” vyjadfuje pouze pravdépodobnost, s jakou bude dany
druh na lokalité detekovdn, avsak neposkytuje informaci, zda byl druh na lokalité skutec¢né pritomny.
Dalsim krokem je prevedeni pravdépodobnostnich dat na data o vyskytu (data je mozné vizualizovat
formou presencné — absencniho rastru), k tomuto ucelu slouzi funkce convertToPA.

Jak jiz bylo uvedeno v kapitole 2.6. Virtualni druh, existuji dva zpUsoby jak prevést data o
pravdépodobnosti vyskytu druhu na presencné absencni data. Prahovy pristup, ktery burikam pfirazuje
presenci ¢i absenci na zakladé stanoveni prahové hodnoty a pravdépodobnostni pristup, ktery prevadi
pravdépodobnostni data podle logistické funkce.

Obecny predpis tvaru logistické kfivky je definovan takto:

1
fx) = T xg
1+e a

Kde parametr a — definuje strmost priibéhu funkce a B — vyjadfuje hodnotu inflexniho bodu.
V tomto pripadé byly pro pfevod na presenéné — absencni data ponechany defaultni hodnoty.
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Prabéh logistické funkce ma pak nasledujici tvar:

1
f(x) = T %05

1+ e-005

Coz znamenad, Ze bunka s pravdépodobnosti vyskytu druhu 50% bude v poloviné pfipadl
oznacena jako presencni a v poloviné pripadl jako absenéni. Na nasledujicim obrazku ¢. 9 je zndzornén
pribéh logistické funkce, ktera vyjadfuje pravdépodobnost pfifazeni presence i absence na zakladé
pravdépodobnosti vyskytu druhu v daném misté.

krivka logistické funkce
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Obradzek 9: Krivka logistické funkce pro prevod na presencné absencni rastr z dat pravdépodobnosti vyskytu,
a=-0,05 6=0,5

(autor, 2017)

V tomto kroku byla presencné absencni data generovana ve 100 opakovanich ze stéle stejnych
dat pravdépodobnosti vyskytu. Na nasledujicim obrazku ¢. 10 je znazornén detail presencné-
absencniho rastru pti jedné z konverzi.
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- presence
B ] steance

Obrdzek 10: A — detail presencné absencnich dat, B — prehled presence virtudiniho druhu na celém uzemi KRNAP

(autor, 2017)

3.4.3. Vzorkovani dat

K tomu, aby bylo moZné otestovat, jakym zplUsobem nahodny posun dat ovlivni vysledny
model druhové distribuce je potfeba ziskat data o vyskytu druhu v zdjmovém Uzemi. Toho Ize docilit
pouzitim funkce sampleOccurences.

Diky skutec¢nosti, Ze v této studii se vyuziva virtudlniho druhu, bylo mozné pouzit presencné-
absencni typ dat (PA), kvali tomu Ze odpada jejich narocny sbér v terénu a mame stoprocentni jistotu,
Ze druh se na lokalité s absenci skute¢né nevyskytuje. Na kazdém presencéné — absencnim rastru bylo
nahodné vybrano 400 bunék tak, aby 50 % z nich pfipadlo na presenci a 50% na absenci (datova
prevalence 0.5) (varianta 0). Dale byla simulovana chyba detekce druhu ve tfech krocich o 1, 10 a 50
m tak, Ze se v kazdém kroku k souradnicim x a y pficetly ndhodné hodnoty v intervalu od -1 do 1
(varianta A), -10 do 10 (varianta B) a -50 do 50 metrU (varianta C). Nasledujici obrazek ¢. 11 predstavuje
rozloZeni presencné — absencnich dat na uzemi Krkonosského narodniho parku v pribéhu 52. cyklu.
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Obrdzek 11: RozloZeni 400 presencné — absencnich bodu na uzemi KRNAP

(autor, 2017)

3.5. Statistické vyhodnoceni

Nejprve byla provedena zakladni analyza celého souboru dat. Jednotlivé proménné byly
zobrazeny pomoci histogramu v ramci variant pro srovnani vlivu posunu. Dale byly odecéteny zakladni
parametry charakterizujici proménnou v ramci kazdé varianty. V dalSim kroku byla modelovéana ktivka
popisujici vztah mezi druhem a pravdépodobnosti vyskytu v prostifedi pro kazdou proménnou v rdmci
jednotlivych variant posunu.

Na zdkladé namérenych dat byly vytvofeny dva soubory: trénovaci a testovaci set v poméru
7:3. Trénovaci set byl pouZit k vytvofeni modelu druhové distribuce pomoci generalizovaného
linearniho modelu (GLM) opét v softwaru R, ktery popisuje vztah mezi presenéné — absencnimi daty a
environmentalnimi proménnymi. Kazda varianta posunu byla hodnocena zvlast, v ptipadech, kdy data
nespliovala podminku linearity, byl do modelu pfidan kvadraticky ¢len (nadmorska vyska, sklon a
expozice). Z vysledku modelu byla dale dopocitana vysvétlena variabilita.

Koeficienty B jednotlivych prediktor( a testovaci set byly pouzity jako vstup do funkce predict,
jejimz vystupem byly pravdépodobnosti vyskytu pro vzorkované buriky. Kfivka AUC pak byla
vyhodnocena na zakladé téchto pravdépodobnosti pro presenéné — absenéni data v testovaci sadé.
Druhym vystupem byla chybovd matice pro zvolenou prahovou hodnotu, ze které byly odvozeny
hodnoty KAPPA, sensitivita, specificita ¢i PCC.

Pro vyhodnoceni Pearsonova korelacniho koeficientu bylo nutné odvodit opét pomoci funkce
predict pravdépodobnosti vyskytu druhu pro celé zdjmové Uzemi. Poté byly rastry vhodnosti prostredi
pro virtudlni realitu a varianty 0 — C porovnany pomoci funkce corrplot.
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4. Vysledky

4.1.

Zakladni analyza environmentalnich dat

Z hlediska dopadu, jaky mél ndhodny posun dat o vyskytu druhu na odecétené hodnoty
environmentalnich proménnych v misté detekce, lze konstatovat, Ze sklon a orientace vUci
svétovym stranam byly posunem ovlivnény nejvice. Z toho vyplyva, Ze tyto dvé proménné budou
mit na zménu predikéni schopnosti modelu nejvétsi vliv. Nejméné byla oproti plvodnimu
ocekavani ovlivnéna nadmofrska vyska.
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Obrdzek 12: RozloZeni Cetnosti environmentdlnich proménnych dle jednotlivych variant posunu, E je stfedni hodnota
proménné, n = velikost vzorku
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Z nasledujiciho obrazku €. 13 je patrné, Ze chybnou lokalizaci druhu byla do jisté miry ovlivnéna
reakce na vSechny environmentalni proménné. Vliv posunu dat se nejvice projevil u pribéhu kfivky
zavislosti pravdépodobnosti vyskytu druhu na environmentdlni proménné podle ocekavani u
orientace. Chybna lokalizace v rozmezi od 0 do 10 a do 50 metr( zpUsobila, Ze druh byl mylné
povaZovan za euryvalentni ve vztahu korientaci svahu vici svétovym stranam. Vyssi tolerance
v rozmezi hodnot vyskytu virtualniho druhu byla pozorovana i u sklonu. Naopak u nadmofské vysky a
vegetace doslo diky chybné lokalizaci ke sniZeni tolerance virtualniho druhu vicdi jeho prostredi.

Zavislost vyskytu druhu na environmentalni proménné
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Obrdzek 13: Vliv posunu dat na vyslednou podobu kfivky popisujici pravdépodobnost vyskytu druhu v zavislosti na
environmentdini proménné

(autor, 2017)
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Z detailu zpétné odvozenych rastri vhodnosti prostiedi na zakladé koeficientl determinace B
vyplyva, Ze s rostouci chybou v lokalizaci virtualniho druhu doslo k nadhodnocovani pravdépodobnosti
vyskytu virtudlniho druhu. Na varianté 0 je patrné, do jaké miry dokazal zvoleny model zpétné
reflektovat virtudlni realitu z nahodného vzorku presencéné-absencnich dat. V ptipadé variant B a C je
z pouhého pohledu patrné, Ze model silné nadhodnocuje pravdépodobnost vyskytu i v lokalitach, které
jsou v pfipadé rastru virtualni reality klasifikovany jako velmi malo pravdépodobné. Nadhodnocena
predikce je pravdépodobné disledkem chybné odvozené funkce reflektujici vztah mezi druhem a
environmentalni proménnou, umocnéna interakcemi mezi nimi.
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Obrdzek 14: detail rastri vhodnosti prostredi pro jednotlivé varianty

(autor, 2017)
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4.2. AIC, vysvétlena variabilita a AUC

Jak jiz bylo uvedeno vyse, jednim ze zakladnich kritérii pti vybéru modelu by méla byt hodnota
AIC a vysvétlené variability. Vzhledem k tomu, Ze distribuce druhu byla modelovana vidy ve
bez posunu). Naproti tomu varianta A, kdy byla data posunuta ndhodné o 1 m, dosahuje vice nez
trojndsobné vyssi hodnoty AIC. Pfekvapivé nizky rozdil hodnot AIC nastal mezi variantami B a C,
navzdory skutecnosti, Ze informace o environmentalnim prostredi, kde byl druh zaznamendn, byla
odectena aZ s pétindsobnou chybou oproti varianté B.

Podil vysvétlené variability modelem klesal dle predpokladu od varianty 0 po variantu C.
Navzdory vysoké proménlivosti prostredi a skute¢nosti Ze posun dat u variant B byl az o 10 bunék
a u varianty C az o 50 bunék neni rozdil mezi vysvétlenou variabilitou téchto dvou variant vyrazny.

Hodnota AUC klesa dle prfedpokladu od varianty 0 po variantu C. Na zakladé klasifikacni tabulky
modell dle hodnot AUC a Kappa, kterou uvadi Kienast et al. (2012) Ize tvrdit, Ze modely variant 0
a A dosahuji velmi vysoké presnosti predikce presenéné — absencénich dat. Modely variant B a C
vykazuji navzdory posuntim dobrou diskriminacni schopnost.

Tabulka 7: Srovndni modelii dle AIC, vysvétlené variability a AUC

GLM
Varianta AIC  DEVIANCE AUC AUCsd
0) bez pos 5591  0.8520 0.9927  0.0006

A)xlm 18040 0.5216 0.9316  0.0023

B)£10m 25328 0.3281 0.8434  0.0036

C) £50 26226  0.3043 0.8218  0.0039
n=27182

(autor, 2017)
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4.3. Metriky odvozené z chybové matice

Z chybové matice odvozené pro konkrétni prahové hodnoty byla vypocitdna Kappa, vyjadtujici
kalibracni schopnost modelu a hodnoty sensitivity a specificity vyjadrujici diskriminacni schopnost
modelu. Tyto metriky jsou zavislé na prahové hodnoté pfi konverzi na presencné absenc¢ni data.

Z tabulky €. 8. je patrné, Ze ve vSech pfipadech volené prahové hodnoty dosahoval model varianty
0 jak nejvyssich hodnot Kappa, tak i sensitivity a specificity. Dle Kienasta et al. (2012) jsou niZe uvedené
hodnoty Kappa odpovidajici hodnotdm AUC uvedenych v tabulce €. 7. Dale je mozné pozorovat, Ze ¢im
je prahova hodnota nizsi, tim vyssi je sensitivita, avsak disledkem muzZe byt nadhodnoceni predikce
virtudlniho druhu. Varianty B a C vykazovaly nizsi procento spravné klasifikovanych vyskyt( v disledku
nerovnomérného poméru mezi sensitivitou a specificitou.

Tabulka 8: Metriky odvozené z chybové matice pro riizné prahové hodnoty

Sensitivita a Specificita
prahova hodnota =0.5

Kappa Senstivita Specificita PCC

0 0.9313 0.9776 0.9541  0.9657

A 0.7145 0.8908 0.8244  0.8572

B 0.5517 0.8668 0.6862  0.7754

C 0.5205 0.8592 0.6627  0.7597
t prahova hodnota = maximalni PCC

0 0.6 0.9320 0.9715 0.9607  0.9660

A 0.55 0.7170 0.8719 0.8454  0.8585

B 0.44 0.5549 0.9044 0.6523  0.7767

C 0.45 0.5257 0.8957 0.6318 0.7621
prahova hodota = sensitivita > 85%

0 0.91 0.8480 0.8593 0.9873  0.9241

A 0.59 0.7126 0.8529 0.8596  0.8563

B 0.52 0.5495 0.8513 0.6693  0.7743

C 0.51 0.5206 0.8519 0.6699  0.7597

n = 11650

(autor, 2017)

42



4.4. Korelacni koeficient

Pearsonlv korelacni koeficient je dalsi valida¢ni metoda hodnotici diskriminaéni schopnosti
modelu na skdle kontinudlnich dat, na rozdil od AUC vSak zohledfuje pravdépodobnost vyskytu, ktera
byla v jednotlivych bunkach dosaZzena. Hodnoty Pearsonova korela¢niho koeficientu ukazuji na
vyznamnou shodu mezi virtudlni realitou a variantou 0. Hodnota korela¢niho koeficientu nadale kles3,
dosahuje varianta C. Nejsilnéjsi kladné korelovany vztah se projevil mezi variantou B a C navzdory
skutecénosti, Ze chyba v lokalizaci u varianty C je az pétinasobné vyssi.

Symboly nad hlavni diagonalou vyjadfuji, na jaké hladiné vyznamnosti je statistickd shoda
Pearsonova korela¢niho koeficientu vyznamna. Ve viech pfipadech dosahuje hladina vyznamnosti nizsi
hodnoty nez 0.001.

Pearsonuv korelacni koeficient
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Obrdzek 15: korelacni matice, hladina vyznamnosti testu: 0.05 = *; 0.001 = **; <0.001 = ***

(autor, 2017)
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5. Diskuse

Histogramy, pomoci kterych byly environmentalni proménné znazornény dle jednotlivych posun(
v lokalizaci druhu, ukdzaly, jak se zménilo rozloZeni cetnosti jevu v ramci prediktoru, a lze z nich
odhadnout, ktera environmentalni proménnd byla vici posunu nejcitlivéjsi a ovlivnila tak nasledné
krivku popisujici reakci druhu na prostredi. Jako nejcitlivéjsi se vii¢i posundm projevila orientace buriky
vici svétovym stranam a sklon svahu. To mlZe byt zpUsobeno predevsim dvéma faktory. Zaprvé
zpUsobem, jakym byl sklon a orientace odvozen z plvodniho rastru nadmofské vysky a dale
skutecnosti, Ze obé proménné byly pouzity ve stupnich a nikoliv v radidnech.

Funkce odvozeni sklonu a orientace byla vypocitana pro konkrétni buriku ze sousednich osmi
bunék (Borrough et McDonell, 1998), coz je dlivodem proc¢ sousedni buriky obou rastrd nemusi
vykazovat linedrni trend. | malym posunem bodu o nékolik bunék lze v pfipadé rastru s vysokym
rozliSenim odedist Uplné odlisSné hodnoty, s rostouci velikosti buriky pak klesa spad sklonu (Thompson
et al., 2001) a dojde ke sniZeni variability v rastru, coZ ma za nasledek odecéteni méné odlisné hodnoty
v pfipadé nepresné lokalizace. Timto fenoménem se zabyval napt. Smith et al. (2006), ktery fesil vliv
rozliseni digitalniho vyskového modelu na heterogenitu odvozenych rastr( sklonu ¢i orientace a jejich
ekologickou relevanci ve vztahu k padnim prlzkumdm. Pro kazdé zdjmové Uzemi Ize nalézt urcité
mnozstvi sousednich bunék, ze kterych je mozné sklon nebo orientaci vypocitat tak, aby byla
heterogenita rastru ve vztahu k experimentu relevantni. Pokud je tento fakt pfi odvozovani rastr(
vyjadtujicich vlastnosti terénu prehlédnut, maze ovlivnit naslednou ekologickou interpretaci. Nicméné
funkce Aspect a Slope v programu ArcGIS neumoznuji zvolit mnoZstvi sousednich bunék, ze kterych je
vysledna hodnota burky vypoctena. Tomuto problému je mozné v dalSich studiich predejit odvozenim
rastr( v software, ktery umoznuje nastaveni poctu sousednich bunék vstupujicich do vypoctu, jako je
napf. SoLIM (Burt et Zhu, 2004).

Vyjadrenim orientace ve stupnich mohlo dojit k situaci, kdy buriky orientované na zapad mohly
nabyvat jak hodnot blizkych nule, tak hodnot blizkych 360°, model by tedy takové buriky vyhodnotil
jako naprosto odlisné, ackoliv jejich orientace je stejna. Navzdory tomuto jevu je orientace ve stupnich
v modelovani druhové distribuce béiné pouzivana (Kosicki, 2017; Li et al., 2017). Reenim muize byt
prevedenim orientace ve stupnich na metriky Northness (severnost), kterd se vypocita jako cosinus
orientace ve stupnich a Eastness (vychodnost) kterou Ize vypocitat podobné za pomoci funkce sinus.
Buriky vyjadrujici orientaci vlci svétovym stranam diky této transformaci nabyvaji hodnot od 1
reprezentujici sever (vychod) po -1 vyjadrtujici jih (zapad) (Wilson et al., 2007).

Chybna lokalizace druhu muze v pfipadé velmi heterogenniho prostredi zpUsobit zcela mylné
predpoklady o jeho narocich na prostfedi, coz bylo demonstrovdno zpétnym odvozenim kfivek
popisujicich zavislost pravdépodobnosti vyskytu druhu na environmentdlni proménné pro jednotlivé
varianty posunu. Chyba v lokalizaci virtualniho druhu zpUsobila zejména u proménnych orientace a
sklon zvétSeni intervalu hodnot, které druh toleruje. K podobnému vysledku dosel i Mitchell et al.
(2017), ktery obdobny experiment proved| s daty redlného druhu na rastrech s rozli$enim buriky 1m?
pro environmentalni proménné v ramci kterych byl zahrnuta i orientace v(ci svétovym stranam
odvozena stejné jako v této studii pomoci software ArcGIS.

Vyslednda hodnota pravdépodobnosti vyskytu druhu v konkrétni burice je ddna vztahem mezi
environmentdalnimi proménnymi. Vzhledem k tomu, Ze pravdépodobnost vyskytu druhu v burice byla
dana interakci vSech environmentalnich proménnych, doslo predevsim v pfipadé variant B a C k tomu,
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Ze posunuta data environmentalnich proménnych model silné nadhodnotily a vyskyt druhu byl tak
predikovan i v méné pravdépodobnych lokalitach. Ke stejnému zavéru dosel i Fukuda et Baets (2016),
méné strma kfivka druh — prostfedi a interakce mezi proménnymi zplsobila nadhodnoceni zpétné
odvozeného rastru vhodnosti prostredi i v jejich studii.

Tvar kfivky je ¢astecné ovlivnén i zvolenym modelovacim algoritmem. Metody jako BRT nebo RF
mohou sice v nékterych pripadech data fitovat Iépe, ale vysledna kfivka sloZzend z polynomu mize byt
obtizné interpretovatelna oproti GLM (nebo MaxEnt), ktery hodnoty proklada kfivkou s hladkym
prabéhem (Elith et Graham, 2009). Namétem pro navazujici vyzkum by tak mohlo byt vyuZiti dat o
vyskytu virtudlniho druhu pouzitych v této praci k porovnani vlivu chybné detekce na pribéh kfivek
druh - prostfedi riznymi modelovacimi algoritmy, jako to ve své studii provedla napf. Graham et al.
(2008) s realnymi daty o vyskytu druht. Potvrdil by se tak zavér jeji prace, Ze ne vSechny modely reaguji
na chyby v lokalizaci druhu stejné, napf. modely BRT a MaxEnt vykazovaly vétsi pokles prediktivni
schopnosti nez regresni modely, jsou tedy k chybné lokalizaci citlivéjsi nez GLM.

Zakladni analyza dat, v rdmci které byly environmentalni proménné vyneseny do histogramu
znazornujici Cetnosti jevu, potvrdila, Ze kromé proménné vegetace, nespliuji ostatni proménné
podminku linedrniho trendu v rozdéleni dat. Ztoho divodu byla data fitovdna generalizovanym
linearnim modelem s kvadratickym clenem pro nadmofiskou vysku, sklon a orientaci. Model
s kvadratickym ¢&lenem vykazuje oproti zakladnimu modelu mnohem vice vysvétlené variability ve
vsech variantach a zaroven dosahuje vyssich hodnot AUC, coZ bylo dlivodem pro volbu tohoto modelu
pfi dalsich validacnich testech.

Vysvétlend variabilita modelem klesala dle ocekavani od varianty 0 po variantu C, divodem pro
tento jev muZe byt zvyseni variability v datech a skutec¢nost, Ze pro vsechny varianty byl pouzit GLM ve
stejném tvaru, ackoliv napf. u orientace doslo u varianty C k linedrnimu trendu v rozlozeni dat a tedy
jednoduchy linedrni ¢len by data vystihl |épe neZ kvadraticky. V souvislosti s vypocitanou hodnotou
AUC, ktera se pohybovala v rozmezi od 0.99 u varianty 0 po 0.82 u varianty C, Ize konstatovat, Ze i
model, ktery pomérné Spatné fituje data dosahuje velmi dobré diskriminacni schopnosti. Pearce et
Ferrier (2000) uvadéji, Ze modely dosahujici hodnot AUC vyssich nez 0.75 jsou obecné pfijimany jako
dostadujici pro potreby konzervacni biologie. V tomto pfipadé zpUsobila chybna lokalizace druhu az o
50 metr(i pokles AUC 0 18% na hodnotu 0.81, model pro variantu C by tedy byl bran jako aplikovatelny
v praxi navzdory skutecnosti, Ze krivky popisujici vztah mezi druhem a environmentalni proménnou i
zpétné odvozeny rastr pravdépodobnosti vyskytu druhu se znacné lisi od virtualni reality. Ke stejnému
zavéru dosli i Obsborne et Leitdo (2009). Ackoliv jejich modely vytvorené na zdkladé dat s chybou
v lokalizaci byly ze statistického hlediska dobré, jejich ekologickd interpretace by byla chybna diky
zméné v rozloZeni ¢etnosti environmentdalnich proménnych, které byly vybrany k modelovani druhu.

Graham et al. (2009) ddle upozoriiuje na relativni zménu hodnoty AUC v pfipadé modeld
s plvodnimi a posunutymi daty. V pfipadé Ze model s puvodnimi daty dosahuje nizké hodnoty AUC
(blizici se 0.5) rozdil mezi timto a modelem s posunutymi daty se projevi nizSim poklesem AUC nez
v pfipadé velmi pfesného modelu s vysokou hodnotou AUC. To Ize potvrdit i z vysledk( této prace.
Rozdil v poklesu hodnot v pfipadé modelu s kvadratickym clenem, ktery dosahoval u varianty 0
hodnoty AUC 0.99, byl oproti modelu bez kvadratického ¢lenu, ktery vykazoval v pfipadé varianty O
AUC 0.69, témér desetindsobny.
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Diskriminacni schopnost modelu byla dale porovnana Pearsonovym korelac¢nim koeficientem.
Stejné jako v pripadé AUC i zde byl spInén predpoklad a nejvyssi podobnosti s virtudlni realitou dosahla
varianta 0. Nejsilnéji korelovany vztah nastal mezi variantou B a C a zaroven jsou tyto dvé varianty
velmi malo korelované s virtualni realitou. Velmi nizké hodnoty Pearsonova korela¢niho koeficientu
oproti hodnotam AUC v pfipadé porovnani variant B a C s virtualni realitou lze vysvétlit tak, Zze pro
vypocet hodnot AUC byla pouzita vzorkovana data, oproti tomu byl korelaéni koeficient vypocitan pro
celé Uzemi zpétné odvozenych rastr(. Ztoho Ize usuzovat, Ze provedené vzorkovani virtualniho druhu
nebylo dostatecné reprezentativni.

Navzdory velmi c¢astému vyuZiti AUC jakoZzto validaéni metody SDM napt. Lobo et al. (2007)
nedoporucuje jeji pouziti, protoze AUC nebere v potaz, do jaké miry dokdze model data vystihnout.
Lawson et al. (2014) proto déale doporucuji zahrnout do procesu validace vice metrik zavislych na
prevalenci jako je posouzeni modelu z hlediska AIC nebo praveé vysvétlené variability.

Kalibraéni schopnost modelu byla testovdana pomoci ukazatele Kappa, coZ je metoda zavisla na
prahové hodnoté. Vysoka hodnota Kappa pro variantu O pro tfi zvolené prahové hodnoty znadi, ze
model v tomto pfipadé velmi dobte vystihl virtudlni realitu. Se zvysujici se prahovou hodnotou vsak
kalibrac¢ni schopnost modelu klesd. To mlzZe byt zplsobeno tim, Ze i na lokalitdch s vysokou
pravdépodobnosti vyskytu bude zaznamenana absence. Miller (2010) proto doporucuje zvolit
prahovou hodnotu blizkou prevalenci druhu. Pokud bychom vztahli hodnoty Kappa k senzitivité, coz je
pomeér spravné klasifikované presence, je patrné Ze i pti nizkych hodnotach Kappa v pripadé variant B
a C dosahuje model pomérné dobré diskriminacni schopnosti, ktera se jen mirné snizuje s rostouci
prevalenci. Lawson et al. (2014) vsak tvrdi, Ze validace zaloZena na binarnich metrikach c¢asto zvyhodni
modely, které jsou bud nad, nebo podhodnocené a snizuji na rozdil od kontinudlnich metrik
diskriminacni schopnost modelu.

Porovnani vysledk(l této préce s nastudovanou literaturou, ktera resila vliv chybné lokalizace na
presnost modell druhové distribuce, bylo obtizné z nékolika dlivodu. Zaprvé existuje velka variabilita
vstupnich dat a modelovacich algoritm( i mozZnosti, jak prediktivni schopnost modelu posoudit. Jak
bylo uvedeno v kapitole 2.4.1 ,Data o vyskytu druhu“, mohou byt napf. presencni ¢i presenéné —
absencni. Graham et al. (2008) uvadi, Ze vliv nepresné lokalizace ma vétsi dopad na modely, které
vyuzivaji pouze presencni data, ktera na rozdil od presencéné — absencnich dat nenesou informaci o
svém okoli. Nékteré studie zkoumaly vliv chybné lokalizace sredlnymi daty, u kterych existuje
predpoklad zatizeni chybou jiz v prabéhu jejich potizovani z ddvodd uvedenych v kapitole 2.4.2.
,Chyby v datech o vyskytu druhu”. Studie se také liSily v rozliSeni vstupnich vrstev, velikosti posunu,
pouzitych environmentdlnich proménnych ¢i heterogenité prostfedi. Pfesto se v nékterych obecnych
zavérech s touto praci shoduji: (1) s rostouci chybou v lokalizaci druhu klesa predikéni schopnost
modelu; (2) ackoliv model zaloZzeny na datech s chybnou lokalizaci dosahuje vysokych hodnot AUC,
jeho schopnost shody s realitou mze byt velmi nizka (3) a na chybu zplUsobenou nepresnou lokalizaci
ma vliv heterogenita prostredi.

Tato studie ukazala, jaky dopad muizZe mit chybna lokalizace druhu, zejména v pripadé velmi
heterogenniho prostfedi s vysokym rozliSenim vstupnich vrstev, kdy dojde k ovlivnéni krivky popisujici
naroky druhu na environmentalni proménnou. Ackoliv vSechny varianty dosahuji vysoké diskriminacni
presnosti, jejich kalibra¢ni schopnost demonstrovand v této praci AIC, vysvétlenou variabilitou a
hodnotou Kappa s rostouci chybou v lokalizaci znacné klesa. Toto téma by bylo vhodné podrobit
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dalSimu zkoumani, napf. testovat vliv chybné lokalizace pro rlizné heterogenni prostredi, ¢i fitovat data
jinym modelovacim algoritmem. Prostor pro dalsi badani také nabizi testovani na realnych druzich,
napf. porovndni chyby jaké se lze dopustit pfi Spatné lokalizaci euryvalentniho druhu oproti
specialistovi.
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6. Zavér
Tato prace se zabyva problematikou nepresné lokalizace druhu a jejimi dopady na modely druhové
distribuce pfi poutZiti vstupnich vrstev s vysokym rozliSenim.

Z vysledkl této prace je mozné vyvodit nékolik zavérd. Podarilo se prokazat, Ze chybna lokalizace
ve vyskytu druhu ma vliv na presnost model(l druhové distribuce. Chybna lokalizace mize vést ke zcela
mylné predstavé o narocich druhu na prostfedi, coz muize hrat velkou roli napf. pti stanoveni
managementu chranénych druhl nebo pfi odhadovani chovéani invazniho druhu. Vzhledem ke
skute¢nosti, Ze chyba v lokalizaci druhu byla mezi variantou B a C aZ pétindsobnd, avsak jejich
diskriminacéni a kalibracni schopnost podobn3, Ize tvrdit, Ze v tomto pfipadé nezplsobila absolutni
hodnota vzdalenosti mezi skute¢nym mistem vyskytu a chybnou lokalizaci umérny pokles prediktivni
schopnosti modelu. Vysledky prace dale potvrdily, Ze nejéastéji pouzivana validaéni metrika AUC je pro
posouzeni vykonosti modelu nedostacujici, nebot i model zaloZzeny na datech s maximalni chybou 50
m dosahoval hodnoty AUC vyssi, nez je obecné pfijimana hranice pro pouziti v konzervacni biologii,
ackoliv analyza vstupnich dat ukdzala, Ze kfivka popisujici vztah mezi druhem a environmentalni
proménnou ma zcela jiny prabéh.

Téma této prace by bylo vhodné ddle rozvést a ovéfit tak zavéry z této prdce plynouci. Lze
otestovat, jak se chyba v lokalizaci duhu projevi u prostfedi s rGznym stupném heterogenity, jaky vliv
bude mit na vysledny model velikost vzorku a hodnota prevalence ¢i jak se model zachova pfi pouZiti
dat o vyskytu redlného druhu. Dalsi prostor pro zkoumdni nabizi rovnéz porovnani prediktivni
schopnosti modell zaloZenych na datech s chybnou lokalizaci napfi¢ riznymi modelovacimi algoritmy.
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8. Prilohy

8.1. Grafické prilohy

Certova

\ &%

Medvédin 1235

A vrcholy v zajmovém Gzemi
- Nejvy$sibod: 15665,09 m n. m.

—_— Nejni2si bod: 393,76 m n. m.

o 175 35 7
[ tranice KRNAP

Obrdzek prilohy 1: Digitdlni model terénu KRNAP s nejvyssimi vrcholy v tuzemi
(DTM: autor, 2017;

vrcholy v zdjmovém uzemi: ARCDATA PRAHA s. r. 0., 2017)

Obrdzek prilohy 2: 3D Model uzemi KRNAP, pro lepsi ndzornost byly vysky vyndsobeny 1,5 krdt.

(3D model KRNAP: autor, 2017)
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vyska vegetace vm

[J<os

— B
0 175 35 7
[ hranice krRNAP

Obrdzek prilohy 3: Vy$ka vegetace na Uzemi KRNAP

(vyska vegetace: autor, 2017)

skionitost terénu
Nejvy3si sklon 79,34 °

- Nejnizsi skion 0°

[ tranice kRNAP

Obradzek prilohy 4: Sklonitost terénu ve stupnich na uzemi KRNAP

(sklonitost terénu: autor, 2017)
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Obrdzek prilohy 5: Detail rastru expozice terénu vici svétovym strandm

(expozice terénu: autor, 2017)

J posun 50 m posun 10 m posun1m bez posunu
b Ao A o A O A O
] A1 A1 A1 A

o Al £ el

Obrdzek prilohy 6: Detail posunu presencné-absencnich dat

(autor, 2017)
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8.2. Casti kédu dle jednotlivych kroki v jazyku R

3 library(raster)

4  Tlibrary(sp)

5 Tlibrary(virtualspecies)

6 Tlibrary (rgdal)

7 setwd("c:\\Users'\\skola\\Desktop\\dp\\data_tif")
8 dtm = "krnap_dtm_1m_clip.tif"

9 vegetace = "vegetace_clip.tif"
10 sklon = "sklon_stupnel.tif"
11 orientace = "aspekt.tif"
12 prostredi = stack(dtm, sklon, orientace,vegetace)
13 npames(prostredi) = c("dtm”, "sklon", "orientace"”, "vegetace")
14 parametry = formatFunctions(dtm = c(fun = "dnorm”, mean = 950, sd = 200),
15 vegetace = c(fun = "linearFun”, a = -0.05, b = 8),
16 sklon = c(fun = "dnorm", mean = 15, sd = 5),
17 orientace = c(fun = "dnorm”, mean = 175, sd= 60))

18 virtualdruh = generatespFromFun(raster.stack = prostredi, parameters = parametry, plot = TRUE)
Obrazek prilohy 7: Definovani virtudlniho druhu
(autor, 2017)

22 a ={1:100)
23~ for{(i in a){
24 if G =12)

25~ {print(i)
26 PArastr = convertToPA(virtualdruh,beta = 0.5, alpha = -0.05, plot = TRUE)
27

Obrazek prilohy 8: Konverze rastru vhodnosti prostredi na presencné-absencni rastr dle pravdépodobnostniho pristupu
logistické funkce

(autor, 2017)

28 vzorkovani = sampleOccurrences(PArastr, n = 400,

29 type = "presence-absence",

30 sample.prevalence = 0.5, plot = TRUE)
31 x = vzorkovaniS$sample.points$x

32 y = vzorkovani$sample.pointsty

33 p = vzorkovani$sample.points3$observed

34 bodyxy = Spatialpoints(chind(x,y))

35 hodnoty=extract (prostredi,bodyXy)

Obrdzek prilohy 9: Vzorkovdni vyskytu virtudlniho druhu z presencné-absencniho rastru a ndsledné prirazeni hodnot
nadmorské vysky, vysky vegetace, sklonu a expozice

(autor, 2017)

37 a = floor (runif(100,min = -1, max = +1))

38 pax = x+a

39 pay = y+a

40 b = floor (runif(100,min = -10, max = +10))

41 pbx = x+b

42 pby = y+b

43 ¢ = floor (runif(100,min = -50, max = +50))

44 pcx = X+C

45 pcy = y+cC

46 write.table(cbind(x,y,hodoty,p, "\t",pax,pay,posuna,”\t",pbx,pby,posunb,”\t" ,
47 pcx, pey, posunc), "hodnoty. csv”, col.names = TRUE, sep = ";",dec = ",", append = FALSE)

Obradzek prilohy 10: Nahodny posun dat vyskytu virtudlniho druhu v ramci interval(i

(autor, 2017)
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1 datB = read.delim("cTlipboard”, header = 1)
2 dats
3 attach{dats)
4 names(dats)
5 #ROZDELENI DAT 70% TRAINING 30% TESTING (pro vsechna data)
6~ splitdf = function(dataframe, seed = NULL){
7 if(lis.null(seed)) set.seed(seed)
8 index = 1:nrow(dataframe)
9 trainindex = sample(index,trunc(length(index)*7,/10))
10 trainset = dataframe[(trainindex), ]
11 testset = dataframe[-(trainindex), ]
12 list(trainset = trainset, testset=testset)
13 1}

14  splits=(splitdf(datB))
15 str(splits)

16 Train=splitsitrainset
17 Test=splitsitestset

Obrdzek prilohy 11: Rozdéleni dat o vyskytu druhu na trénovaci a testovaci sadu

(autor, 2017)

#GLM BETA RESPONSE

Modell = glm(p~dtm+I{dtm"2)+sklom+I(sklon”2)+orientace+I(orientacen2)+
vegetace, family = binomial, data = Train)

summary (Modell)

#DEVIANCE

Dl=(Modell3null. deviance-Modellideviance) Modellinull. deviance
nli=length(Modellifitted. values)
pl=length(Modellicoefficients)
Dl1=1-{({nl-1)/(nl-pl))*(1-D1);D11

10 #PREDICKE

11 predictl=predict(Modell, newdata=Test,type="response’)

12 predictedl=as.vector (predictl)

13 #auc

14 Tibrary(Presenceabsence)

15 SETl=data.frame(Testiid, Testip, predictedl)

16 AUCl=auc(SETl, st.dev=TRUE, which.model=1l, na.rm=FALSE);AUCL

(L« R [ R, R S W N

Obrazek prilohy 12: generalizovany linedrni model, vypocet vysvétlené variability, predikce vhodnosti prostredi na zdkladé
modelu, validace metodou AUC

(autor, 2017)
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1 sequenceForvegetace = seq(0,53,0.2)
2~ for(i in a){
3y Af (1 = 1){

4 NEW_Test_dat=data.frame(chbind(rep(907.4), rep(14.89), rep(176.81),sequenceForvegetace))
5 NEW_Test_dat=setNames (NEW_Test_dat, c("dtm", "sklon", "orientace", "vegetace™))
6 predicti=predict(Modell, newdata =NEW_Test_dat, type = "response” )
7 predictedi=as.vector (predicti)
8 NEW_Test_dat_EVAL=data.frame(predictedi)
9 3
10~ else{
11 NEW_Test_dat=data.frame(cbind(rep(907.4), rep(14.89), rep(176.81),sequenceForvegetace))
12 NEW_Test_dat=setNames (NEW_Test_dat, c("dtm", "sklon", "orientace", "vegetace"))
13 predicti=predict(Modell, newdata =NEW_Test_dat, type = "response” )
14 predictedi=as.vector (predicti)
15 NEW_Test_dat_EVAL=cbind(NEW_Test_dat_EVAL, predictedi)
16 }
17

18 MEDIAN=apply(NEW_Test_dat_EVAL,1l,quantile, probs=c(.50));MEDIAN
19 UPPER=apply(NEW_Test_dat_EVAL,1,quantile, probs=c(.95));UPPER
20 LOWER=apply(NEW_Test_dat_EVAL,1l,quantile, probs=c(.05));LOWER

21

22 train_darl=data.frame(Trainivegetace, TrainSsuitability_raster)

23 train_darl=setNames(train_darl, c("vegetace", "suitability"))

24 Test_dar1_modell=data.frame(NEW_Test_dat$ivegetace,MEDIAN, LOWER, UPPER)

25 Test_darl_modell=setNames(Test_darl_modell, c("vegetace"”, "fit", "lower", "upper"))

26 Test_darl_modell=transform(Test_darl_modell, vegetace=as.numeric(vegetace),

27 fit=as.numeric(fit),lower=as.numeric(lower) ,upper=as.numeric{upper))
28

29 <- ggplot(train_darl, aes(x=vegetace,y=suitability))

+

geom_line(colour="#4E5152", size = 1, data=Test_dar1_modell, aes(y=fit, x=vegetace))
geom_line(colour="#ADA115", size 1, data=Test_darl_model2, aes(y=fit.1l, x=vegetace.l))
geom_line(colour="#218BA3", size 1, data=Test_darl_model3, aes(y=fit.2, x=vegetace.2))

+
+
+ geom_line(colour="#C4661A", size 1, data=Test_darl_model4, aes(y=fit.3, x=vegetace.3))
+
+

|

labs (y= "pravdépodobnost vyskytu”, x = "vyska vegetace")

g
h
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Obradzek prilohy 13: zpétné odvozeni krivky popisujici vztah mezi environmentdlini proménnou a pravdépodobnosti vyskytu
v prostredi

(autor, 2017)

sensl=data.frame(Test$id, Testip, predicted2)

optreshl <- optimal.thresholds(sensl, opt.methods="pefault”, which.model = 1)

t <- optreshl[,2];t

cmx <- cmx(sensl, threshold = t, which.model = 1, na.rm = FALSE);cmXx

pcc(cmx, st.dev = TRUE)

presence. absence. accuracy(sensl, threshold = t, find.auc = TRUE, st.dev = TRUE)

ERCo R - R e )R, I

Obradzek prilohy 14: chybovd matice a odvozeni sensitivity, specificity a poméru spravné klasifikovanych presenci a absenci
(PCC)

(autor, 2017)
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20 # prevedeni rastru na 1list hodnot
21 wr_p= rasterToPoints(prostredifvirtual_reality, fun = NULL, spatial = TRUE)
22 TEST3 = data.frame(dtm_pidtm, sklon_pisklon, orientace_pforientace, vegetace_pivegetace)
23 names(TEST3)=c("dtm”, "sklon", "orientace"”, "wvegetace")
24  #odvozeni pravdepodobnosti vyskytu v kazde bunce
25 predicti=predict(Modell, newdata=TEST3,type="response")
26 predictedS=as.vector(predicts)
7  #korelacni matice
28 1install.packages("corrplot")
29 T1ibrary(corrplot)
30 corrdat = data.frame(vr0, predicted5, predictedé, predicted?, predicteds)
31 ¢ = cor{corrdat)
32 p.mat = cor.mtest(corrdat);p.mat

33 resl = cor.mtest(corrdat, conf.level = .95);resl

34 colnames(c) <- c("wvr", "0", "aA", "B", "C")

35 rownames(C) <- c("vR", "0", "aA", "B", "C")

36 corrplot.mixed(C,p.mat = reslip,lower.col = "black”, upper = "color",

7 insig ="label_sig",sig.level = c(.001, .01,.05), tl.col = "black"”,
38 tl.srt = 260, pch.cex = 0.9, pch.col = "white" )

39 #export rastru

40 s1 = data.frame(x, y, z)

41 suitabl=rasterFromxyZ(sl)

42 writeRaster(suitabl, filename="suitab_p_0", format="ascii", overwrite=TRUE)

Obrazek prilohy 15: Odvozeni rastrii vhodnosti prostredi dle koeficienti modeld, korelacni matice, export odvozenych rastri
do formdtu ESRI

(autor, 2017)

8.3. Tabulky

Tabulka prilohy 1: Vyhodnoceni GLM bez pritomnosti kvadratického ¢lenu

GLM
Varianta AIC DEVIANCEAUC AUCsd
0) bez pos 34873 0.0746  0.6949  0.0051
A)xlm 34440 0.0861 0.7094  0.0050
B) £10m 35789  0.0503 0.6778  0.0053
C) £50 35939 0.0463  0.6655  0.0054
n=27182

(autor, 2017)
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Tabulka prilohy 2: Vysledky GLM s kvadratickym ¢lenem

hladina
B SE zvalue vyznamnosti

Intercept 1.13E+02 2.12E+00 -53.34 <0.001

dtm 1.45E-01 3.36E-03 43.02 <0.001

o  dtm’ -7.60E-05 1.80E-06  -42.31  <0.001
g sklon 3.35E+00 8.34E-02 40.18 <0.001
€ sklon? -1.11E-01 2.76E-03  -40.35  <0.001
> orientace 2.96E-01 6.64E-03 44.54 <0.001
orientace’ -8.46E-04 1.89E-05  -44.83  <0.001
vegetace -1.52E-01 4.75E-03 -31.95 <0.001
Intercept -5.23E+01 8.48E-01 -61.6 <0.001

dtm 1.02E-01 1.80E-03 56.56 <0.001

< dtm? -5.31E-05 9.58E-07  -55.36  <0.001
g sklon 7.16E-01 1.69E-02 42.47 <0.001
% sklon? -2.67E-02 5.93E-04 -44.98 <0.001
> orientace 2.86E-02 7.72E-04 37.08 <0.001
orientace’ -8.81E-05 2.16E-06 -40.88 <0.001
vegetace -7.79e-02 2.38E-03 -32.73 <0.001
Intercept -4.25E+01 6.75E-01 -62.986 <0.001

dtm 9.03E-02 1.46E-03  61.748 <0.001

o dtm? -4.72E-05 7.81E-07 -60.425  <0.001
g sklon 1.77e-01 8.18E-03  21.634 <0.001
% sklon? -5.75E-03 2.24E-04  -25.712 <0.001
> orientace 7.36E-04 5.80E-04 1.269 0.205
orientace’ -3.71E-06 1.56E-06 -2.378 0.017
vegetace -4.77E-02 1.81E-03  -26.353 <0.001
Intercept -4.06E+01 6.43E-01 -63.065 <0.001

dtm 8.72E-02 1.40E-03  62.293 <0.001

o dtm? -4.56E-05 7.49E-07 -60.885 <0.001
£ sklon 9.27E-02 7.14E-03 12975  <0.001
% sklon? -3.14E-03 1.85E-04 -17.011 <0.001
> orientace -6.05E-04 5.68E-04 -1.066 0.286
orientace’ 1.55E-06 1.53E-06 1.014 0.311
vegetace -3.63E-02 1.73E-03  -21.001 <0.001

n=27182
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