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Abstrakt

Tato praca sa zaobera navrhom, implementaciou a testovanim aplikicie pre automaticka
extrakciu klacovych vyrazov z odbornych textov v ¢eskom jazyku. St implementované via-
ceré algoritmy vyberu kandidatov a rozne statistické a linguistické metédy vypoctu skére
tychto kandidatov. Jednotlivé algoritmy boli analyzované a porovnavané, a tie, ktoré do-
siahli v ¢eskom jazyku najlepsie vysledky, boli vybrané do finilnej verzie programu.

Abstract

This thesis describes design, implementation and testing of application for automatic key-
term extraction from technical texts in czech language. Multiple algorithms for candidate
selection, as well as various statistical and linguistic methods for score calculation were
implemented. All of these algorithms were analyzed and compared, and best performing
ones were chosen to be included in the final version of the program.
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Kapitola 1

Uvod

Identifikacia klucovych vyrazov patri medzi historicky dolezita sucast prace s textom. KIu-
Cové vyrazy sa mozu skladat z jedného alebo viacerych slov a slizia na sumarizaciu doku-
mentu a reprezenticiu informécii opisanych v dokumente. Spravne vybrané klacové vyrazy
by mali ¢itatelovi ukazat, aké témy a body boli v dokumente rozoberané. V minulosti sa
klicové vyrazy vyskytovali v publikacidch na konci textu v podobe registru, ktorého ticelom
bolo zlepsenie orientacie v texte vyhladanim pozadovanych klicovych vyrazov, a stran na
ktorych sa tieto vyrazy vyskytuju. Avsak v stacCasnosti existuje vicsina textov v digitdlnej
forme, v ktorej je vyhladavanie a orientacia v texte omnoho jednoduchsia. Dnes teda maja
klicové vyrazy iné vyuzitie, ako je klasifikidcia a kategorizacia textu, vyhladavanie rele-
vantnych ¢lankov a filtrovanie podla zvolenych kritérii. Tieto funkcie st obzvlast dolezité
pri pouzivani internetu, ktory poskytuje pristup k obrovskému mnozstvu dat, v ktorych je
potrebné sa orientovaf.

Manualny vyber klicovych vyrazov je vSak Casovo naro¢nd cCinnost a rychlo narasta-
juci objem existujucich dokumentov si vyzaduje uréiti formu automatizacie vo vyhladavani
tychto vyrazov. Nie je preto ziadnym prekvapenim, ze touto problematikou sa zaobera velké
mnozstvo vedeckych publikacii a boli vytvorené rozne algoritmy na vykondvanie tejto ¢in-
nosti. Je dolezité poznamenaft, ze ziadny z tychto algoritmov sa nesnazi textu sémanticky
porozumief a z kontextu vybrat spravne klucové vyrazy, vyuzivaja len urcité predvidatelné
informécie spojené s vyskytom hladanych vyrazov. Vacsina tychto algoritmov bola vytvo-
rend pre a bola testovand na anglickom jazyku a niektoré z nich pracuja s javmi, ktoré
nie su jazykovo univerzalne. Preto je otdzna jednoduchd prenositelnost tychto algoritmov
z jedného jazyka do druhého. Zatial neexistuje vela vyskumu o automatickej extrakcii kli-
c¢ovych vyrazov z ceskych textov, preto hlavnym zameranim tejto price je testovanie a
porovnavanie réznych pristupov vyberu klticovych slov v ¢eskom jazyku.

Vyhladavanie klticovych vyrazov sa zviacsa rozdeluje na dve zdkladné casti: vyber kandi-
datov z textu a ich zoradenie podla skore vypocitané danym skérovacim algoritmom. Cielom
prace je porovnavanie jednotlivych pristupov vyberu klucovych vyrazov, preto je potrebné
tiez zostavit korpus a porovnat vysledky jednotlivych algoritmov. Zostavovany korpus sa
musi skladat z ¢eskych odbornych textov, mal by byt dostatoc¢ne velky a musi obsahovat
manudalne zostaveny zoznam klicovych vyrazov pre zistovanie uspesnosti jednotlivych algo-
ritmov. Po zhromazdeni dostato¢ne velkého korpusu nasleduje vyhladanie, implementéacia
a vyhodnotenie réznych spésobov vyhladania kandidatov kItcovych vyrazov. P6jde o me-
tédy vyuzivajice rozne gramatické vlastnosti jazyka a ich cielom je vybrat vyrazy, ktoré
maju najvac¢siu Ssancu byt klicovymi. Nasleduje zoradenie kandidatov podla skére, ktoré
bude vypoditané na zaklade existujicich a pripadne aj modifikovanych algoritmov. Nie-



ktoré algoritmy pracuji len s textom, iné na vypocet skére potrebuji podporné korpusové
data. Po vypocte skére nasleduje vyhodnotenie, ktoré porovné automaticky vyhladané kIu-
Cové vyrazy so zoznamom skutocnych klucovych vyrazov a zisti ich jednotlivi tspesnost.
Na zaver si zhrnuté dosiahnuté vysledky a skutocnosti vyvodené z testovania jednotlivych
algoritmov.



Kapitola 2

Metody vyberu kandidatov

2.1 Vymedzenie pojmov

Prvou castou automatickej generdcie klticovych vyrazov je vyber kandidatov z textu. Na
urc¢enie vhodnosti kandidatov sa pouziva pojem “unithood”, ktory je definovany ako “stu-
pen stability syntagmatickych kombinécii a kolokacii” [12]. Kandiddtmi mézu byt slova aj
viacslovné vyrazy, viacslovné vyrazy su vSak Casto preferované, pretoze prave tie byvaja
najcCastejsie terminmi v odbornej literattire. Navyse maja jednoslovné vyrazy ¢astokrat pri-
lis vSeobecny vyznam a existuje predpoklad, ze viacslovné vyrazy maji uzsiu sémantickt
definiciu [7]. Lisi sa aj sposob ohodnocovania jednoslovnych a viacslovnych vyrazov, kde jed-
noslovné vyrazy Castokrat potrebuju data o pocetnosti vo velkom korpuse, avsak viacslovné
vyrazy je mozné ohodnocovat na zaklade Statistickej analyzy v samotnom dokumente.

V tejto kapitole budi opisané rézne moznosti vyberu kandidatnych vyrazov, ktorych
vhodnost na c¢eskych textoch budeme neskor analyzovat a porovnavat. Popisané pristupy
vyuzivaju morfo-syntaktické vzory, ktorych dodrzanie je povazované za dbdkaz vhodnosti
potencidlneho klicového vyrazu. Tieto metédy najviac vyuzivaju predvidatelné vlastnosti
jazyka, preto moze byt prenesenie niektorych z tychto metdd z anglického jazyka do ¢eského
problematické a moze si vyzadovat urcité modifikécie.

2.2 Vyber kandidatov na zaklade stop slov

Nasledujuci sposob vyberu kandidatov bol vytvoreny pre algoritmus RAKE [15], ktory do-
sahuje velmi dobré vysledky vo vybere viacslovnych vyrazov v odbornych textoch. Tato
metdda vyuziva skutocnosti, ze v klicovych vyrazoch sa len velmi zriedka vyskytujua urcité
pomocné slova, ako st napriklad predlozky a spojky. Pre pracu algoritmu je teda zhoto-
veny zoznam tychto slov - nazyvané stop slova, pomocou ktorych si rozdelované vety na
jednotlivé vyrazy. Algoritmus pracuje nasledovne:

e 1. Vstupny text je rozdeleny na zoznam neprerusovanych casti textu. Znamienka
ohranicujuce dané casti textu st bodka, ciarka, dvojbodka, bodkociarka, zatvorky
a uvodzovky. Tymto ziskame neprerusené Casti textu, v ktorych sa potencidlne moézu
nachidzat klacové vyrazy.

e 2. Jednotlivé ¢asti sa dalej rozdeluju podla stop slov, ktoré boli algoritmu poskytnuté.
Vytvorené vyrazy medzi stop slovami mozeme povazovat za potencidlnych kandidatov.



e 3. Odstranenie prili§ dlhych vyrazov. V algoritme je vybrany maximélny pocet slov,
ktory moézu klucové vyrazy obsahovat. V pripade presiahnutia tohto poctu je vyraz
odstraneny.

e 3. Filtracia kandidatov na zaklade pocetnosti. Podobne ako v predoslom bode je
v algoritme vybrany minimélny pocet vyskytov, pri dosiahnuti ktorého sa z vyrazu
stava kandidat kluc¢ového vyrazu.

Algoritmus sa spolieha na predvidatelné vlastnosti anglického jazyka, pricom vetné kon-
strukcie v inych jazykoch mo6zu obmedzit prenositelnost algoritmu. Je tiez zrejmé, ze vhod-
nost najdenych kandidatov je tiez zavisla od kvality a robustnosti zoznamu stop slov, teda
v pripade zhromazdenia prilis§ malého poc¢tu stop slov budt vzniknuté konstrukcie pridlhé
a nepouzitelné ako klucové vyrazy.

2.3 Vyber kandidatov na zaklade POS tagov

Druhou metédou viberu kandidatov klucovych vyrazov je selekcia vyrazov. ktoré spliiaju
kritéria predom vytvorenych vzorov part-of-speech (POS) tagov. Prvym krokom je teda po-
uzitie taggera na zistenie POS tagov jednotlivych slov. Tieto tagy nam davaju informaécie
o slove a kontexte, v ktorom je slovo pouzité. Ide o informacie ako slovny druh, pad, rod,
Cislo, a dalsie Specifické vlastnosti daného slova, z ktorych niektoré sa moézu lisit v zavislosti
na pouzivanom jazyku. Pri vybere kandidatov nam stacia len niektoré z tychto vlastnosti,
pricom najcastejsie ide o slovny druh a pripadne pad, ak napiklad chceme najst podstatné
mena v genitivnej vizbe. Nasledujici zoznam vzorov POS tagov bol navrhnuty na vyhla-
davanie klacovych vyrazov v matematiky zameranych textoch v anglickom jazyku [3].

Adjective Noun linear function
Noun Noun regression coefficients
Adj. Adj. Noun Gaussian random variable
Adj. Noun Noun cumulative distribution function
Noun Adj. Noun mean squared error
Noun Noun Noun class probability function
Noun Preposition Noun degrees of freedom

Tabulka 2.1: Anglické POS tagy

Je mozné predpokladat, ze dané vzory POS tagov nemusia fungovat po preneseni do
iného jazyka, preto bude pravdepodobne nutné zhotovit vlastné vzory podla analyzy sku-
to¢énych klucovych vyrazov. Takisto je zrejmé, ze pouzitelnost niektorych POS tagov sa lisi
podla témy danej vedeckej publikécie: napriklad tag podstatné meno - pridavné meno ma
v CeStine vySSie vyuzitie v oblasti biolégie, kde ozna¢uje nazvy rastlin a zivoc¢ichov (napr.
Tiger indicky). Vhodnost jednotlivych POS tagov je teda mozné posudzovat podla dvoch
kritérii: kolko vyrazov dokéazali identifikovat, a aka je ich percentualna uspesnost identifi-
kovania spravnych vyrazov. Rozhodnutie vyuzif, alebo nevyuzit jednotlivé tagy teda zavisi
od preferencie uzivatela medzi ziskanim ¢o najvacsieho poctu vyrazov a nidjdenim vyrazov,
ktoré maju vicsiu pravdepodobnost, Zze si spravne. Sucastou testovania algoritmu bude
teda aj porovnavanie dosiahnutych vysledkov jednotlivych tagov.



Kapitola 3

Statistické metédy skérovania
kolokacii

Pomocou jedného z algoritmov popisanych v predoslej kapitole je ziskany zoznam kandi-
datov, ktorych vhodnost je vsak potrebné kvantifikovat. V tejto kapitole budu predstavené
Statistické metédy ohodnocovania dvoj a trojslovnych vyrazov vyuzivajice data ziskané
z textu. Vyska skore urcuje mieru unithood popisani v predoslej kapitole, teda cielom
tychto metdd je zistit, ¢i si vyrazy viacslovnymi pomenovaniami. Popisané pristupy fun-
guju na predpoklade, ze frekvencia spoluvyskytu slov tvoriacich kltucové vyrazy je prilis
vysokd na to, aby mohla byt povazovana za ndhodny jav. Prvym krokom prace algoritmu
je ziskanie informécii o poc¢te vyskytov vyrazu a slov tvoriacich tento vyraz v texte. Po zis-
kani vsetkych potrebnych informacii z textu je zhotovena kontingenc¢na tabulka pre dany
vyraz [5].

b not b
a 011 012 O1p (Rl)
not a 091 099 o2p (R2)
op1 (C1) | op2 (C2) | opp (N)

Tabulka 3.1: kontingen¢né tabulka pre bigramy

c not c

a b 0111 | 0112
a not b 0121 0112
not a b 0211 0212

not a | not b | 0991 09222

Tabulka 3.2: kontingen¢nd tabulka pre trigramy

Tato tabulka obsahuje informéacie o spoluvyskyte slov testovaného vyrazu, vyskyte da-
nych slov s inymi vyrazmi a celkovom pocte n-gramov. Vypocitaju sa ocakavané hodnoty
poctov jednotlivych vyskytov a rozdiely medzi ocakdvanymi a skutoénymi hodnotami st
pouzité ako zdklad pre vypocet statistickej vyznamovosti spoluvyskytu testovanych vyra-
zov. Cielom tychto vypoctov je urcif, ¢i dovodom castého spoluvyskytu slov testovaného
vyrazu je, ze sa jednd o viacslovny vyraz, alebo ¢i ide len o Statisticky nahodny jav. Z toho



vyplyva, Ze tieto metédy nie je mozné aplikovat na jednoslovné vyrazy, najcastejsie sa apli-
kuji na bigramy a trigramy. Vysledkom vypoctu tychto metdd je skére, pricom vyssie skére
indikuje vacsiu pravdepodobnost, Ze ide o zdruzeny vyraz. Cielom tejto kapitoly je pred-
stavenie si roznych spdsobov vypoctu skore v bigramoch a trigramoch, ktoré buda neskor
porovnavané.

3.1 Metbédy vypoctu miery asociacie v bigramoch

Existuje velké mnozstvo metdd vypoctu miery asocidcie v bigramoch, ktorych princip bude
v tejto sekcii predstaveny. Tieto algoritmy pracuji s nameranymi hodnotami vyskytov bi-
gramov (viz tabulka 3.1) a ich vypocitanymi o¢akavanymi hodnotami. Metéda spdsobu
vypoctu je ilustrovand nizsie [9].

b not b
RIxCT — RIxC2

a €11 = ;, €12 = X,
not a 621:% 622:%

Tabulka 3.3: Vypocty o¢akavanych hodnot v bigramoch

3.1.1 Z-score

Z-score je algoritmus, ktory napriek svojej jednoduchosti dosahuje velmi dobré vysledky vo
vyhladéavani dvojslovnych pomenovani. K vypocétu potrebuje skutocny pocet spoluvyskytov
slov a ocakavany pocet vypocitany spdésobom popisanym v tabulke 3.3. Algoritmus vypo-
¢ita skore odvijajice sa od rozdielu medzi ocakavanou a skuto¢ne nameranou hodnotou
vyskytov.

o11 — €
2 — score = ——1 (3.1)

Vel1l
Z-score je mozné vypocitat pre vsetky bunky tabulky, pre ticely prace je vSak potrebna iba
bunka o017.

3.1.2 Z-score corrected

Z-score pouziva spojité normalne rozdelenie na aproximéaciu diskrétneho binomického roz-
delenia, ¢o moze viest k jej nepresnosti. Na zvySenie presnosti aproximacie bola navrhnuta
uprava hodnoty skutoéného poctu vyskytov podla nasledujiceho vzorca:

(3.2)

o1 —e11 [ 0y —0.5 if 05 > e
Z — SCOT€corrected = — —

el 0ij + 0.5 if 0i5 < €45

3.1.3 T-score

T-score je alternativou k Z-score a jeho cielom je urcenie, ¢i asociacia medzi dvoma slovami
je ndhodna pomocou vypoctu kvocientu oc¢akavanych a skuto¢nych vyskytov. Narozdiel od
Z-score je menovatelom hodnota ziskana z dat, nie ocakavana hodnota.

011 — €
2 — score = =1 (3.3)
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3.1.4 Log-likelihood ratio

Log-likelihood meria rozdiel medzi oc¢akavanymi a dosiahnutymi hodnotami. Je vypocitana
ako stucet pomerov medzi tymito hodnotami. Vzorec vypoctu je nasledovny:

Log — likelihood ratio = 2 x Z *log(?) (3.4)
ij i

3.1.5 Logarithmic Odds Ratio

Tato metdéda vrati pomer medzi poc¢tom spoluvyskytov slov bigramu a poctom jednotli-
vych vyskytov danych slov. Kedze v pripade nulovej pocetnosti samostatnych vyskytov
slov bigramu nastane delenie nulou, bola navrhnutd modifikdcia algoritmu, kde ku kazdej
skutocénej hodnote vyskytu je pripocitané 0.5.

(011 + 0.5) (022 + 0.5)
(012 + 0.5) (021 + 0.5)

Odds ratiogs. = log (3.5)

3.1.6 Dice coefficient, Jaccard coefficient

Tieto dve metddy sa ¢asto vyuzivajua v technoldgidch ziskavania informécii a st vypocitané

nasledujicimi vzoracmi:
20 11

Dice — —221 3.6
TRyl (3.6)
011

_ (3.7)
011 + 012 + 021

Jaccard =

3.1.7 Pointwise Mutual Information

Princip vypoctu skére tejto metdédy spociva v porovnavani frekvencie vyskytu skérovaného
kandidata a frekvencii vyskytov slov z ktorych sa tento kandidat sklada. Mézeme to vidiet vo
vzorci, kde 011 reprezentuje namerany pocet vyskytov vyrazu a ej; o¢akdvany pocet ziskany
z poc¢tu samostatnych vyskytov slov. Tato metéda ma tendenciu zvyhodnovat kandidatov
s malym poctom vyskytov.

Pointwise M1 = log(E) (3.8)

€1

3.1.8 Pearson’s chi-squared test

Chi-squared test sa casto vyuziva v Statistike a slazi k urceni Statistickej vyznamovosti
nerovnomerného rozdelenia pocetnosti meranych hodnét. V oblasti extrakcie vyrazov tato
metdda dosahuje najlepsie vysledky pre vyber klucovych vyrazov. Metdéda porovnéava roz-
diely medzi nameranymi hodnotami, a hodnotami, ktoré by boli dosiahnuté, keby nebola
medzi slovami vyrazu ziadna vézba. V teste musi byt definovand nulova hypotéza, teda
hypotéza ktori sa snazime testom vyvratit. V nasom pripade je nulovou hypotézou “Me-
dzi slovami daného bigramu neexistuje ziadny vztah”. Pouzity bude vzorec “chi-squared
homogeneity corrected”, ktory sa casto vyuziva v aplikacidch.

s N(lo11022 — 012021 — §)

Xhe = RIR2C102

(3.9)
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3.2 Metédy vypoctu miery asociacie v trigramoch

Kedze trigramy pracujt s vacs$im poc¢tom kombinacii dat, je na ich vypocet vhodné mensie
mnozstvo metdd. Tabulka frekvencii a takisto aj sposob vypoctu ocakavanych hodndt sa
zlozitejsie, pretoze pracuji s troma dimenziami. Format tabulky aj potrebné vzorce st
znazornené nizsie. V tejto sekcii budia predstavené Styri metédy vypocCtu miery asociacie
v trigramoch. [9].

O1pp¥Op1pFO0pp1 02pp X052, %0100
€111 = 2pp=oplp=Opp o9y = 22p=p2p Opp
01 *Oopplp *0pp2 01 *Oopp2p *0pp1 02pp*0p1p*Oppl
e11g = Leproplp*opp €191 = pp( p2p*Opp €9 = 222t oplpXopp
15 S B vopp2 oS g o2 g1
__ O1pp*Op2p*Opp __ O2pp*Oplp*Opp __ 92pp*0p2p*0pp
€122 = 2 €212 = 2 €221 =
(oppp Oppp) Oppp

Tabulka 3.4: Vypocty ocakavanych hodnot v trigramoch

3.2.1 Pointwise Mutual Information

Tato metdda pracuje na rovnakom principe ako pri bigramoch, teda porovnava frekvencie
vyskytov trigramu s frekvenciami jeho komponentov. PMI dosiahol pri testovani v nérskom
jazyku vyrazne najlepsie vysledky.

Pointwise Mutual Information = logg(E) (3.10)

€111

3.2.2 True Mutual Information

TMI urcuje velkost rozdielu medzi ocakavanymi a skuto¢nymi hodnotami vypocom vaze-
ného priemeru PMI vSetkych ocakavanych a dosiahnutych hodnét.

Pointwise Mutual Information = Z(Oiwjk)(logg Zijk) (3.11)
ijk ijk

3.2.3 Log-likelihood

Podobne ako v dvojslovnych vyrazoch tato metéda meria rozdiel medzi oCakavanymi a
skutoénymi hodnotami.
- Oijk
Log — likelihood = 2 Z 0ijk * log
ijk

(3.12)
€ijk

3.2.4 Poisson-Stirling

Poslednym testovanym algoritmom je Poisson-Stirling. Tato metéda vyuziva Stirlingov vzo-
rec na aproximaciu binomického rozdelenia pomocou Poissonovho rozdelenia. Vzorec je po-
pisany nizsie.

Poisson — Stirling = o111(log(0111) — log(e111) — 1) (3.13)
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Kapitola 4

Lingvistické met6dy skdérovania
kandidatov

4.1 Vymedzenie pojmov

Predosla kapitola sa zaoberala Statistickymi sposobmi skoérovania kandidatov, pricom hlav-
nou filozofiou tychto metdd bolo urcit, ¢i je dany vyraz zdruzenym pomenovanim. Nebola
teda zistovana relevantnost vyrazov v ramci kontextu textu, boli len vybrané vyrazy, kto-
rych vlastnosti mézu naznacovat, ze ide o klucové vyrazy. Druhou fazou extrakcie kltuc¢ovych
slov je teda skiimanie kandidatov z hladiska relevantnosti v ramci textu, pripadne vécsieho
korpusu. Pouziva sa pojem “termhood”, ktory je definovany ako “stupen, ktorym je sta-
bilné lexikilna jednotka stvisiaca s doménovo Specifickymi konceptmi” [12]. Unithood a
termhood st rozdielnymi vlastnostami vyrazov, a vysoké skore jedného nemusi implikovat
vysoké skére druhého. Napriklad vyrazy ako “brat ohlad” maju vysokd mieru unithood,
pretoze slova tohto vyrazu sa ¢asto vyskytuja spolo¢ne, nemdzeme ich vsak povazovat za
klicové vyrazy.

Cielom tejto kapitoly bude skiimanie a priblizenie jednotlivych lingvistickych metdd
vypoctu skére kandidatov. Tieto metddy vyuzivaju vlastnosti klicovych slov vyplyvajiuce
z ich kontextu, konkrétne vyssia frekvencia vyskytov klucovych vyrazov v texte, vyskyt
jednotlivych slov vyrazu v inych kltcovych vyrazoch a nizsi pocet vyskytov klucovych slov
v obecnom korpuse v porovnani s beznejsimi slovami.

4.2 TF-IDF

Jeden z najznamejsich a najpouzivanejsich algoritmov pre selekciu kluc¢ovych vyrazov je
miera TF-IDF [14]. Cely nézov algoritmu je Term frequency-Inverse document frequency,
ktory oznacuje nazvy dvoch metrik vypoctu skére vyrazu. Skore sa pocita v algoritme
pre jednotlivé slova testovaného vyrazu, preto je potrebné na konci vysledky jednotlivych
slov pripocitat. Prvym zohladnovanym faktorom pri vypocte skore je Term frequency, teda
frekvencia slova. Tato hodnota urcuje pocet vyskytov daného slova v texte, vac¢si rozsah
textu bude mat za néasledok vyssiu hodnotu TF, preto je tato hodnota normalizovana podla
celkového poctu slov v texte. Vzorec pre vypocet TF:

Pocet vyskytov vyrazu t v dokumente
TE(t) yskytov vy

4.1
Celkovy pocet vyrazov v dokumente (4.1)
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Druhou metrikou pri vypocte skore je Inverse document frequency, ku ktorej vypoctu
potrebujeme mat vytvorené Statistiky z velkého poctu ¢lankov a publikécii. Konkrétne po-
trebujeme vediet, v kolkych textoch nachadzajtcich sa v korpuse sa vyskytuje dané slovo.
Hlavnou myslienkou tejto metriky je, ze klicové slovo je vyuzivané len v Specifickej te-
matickej oblasti, preto pocet publikacii, v ktorych sa toto slovo nachadza bude relativne
maly. Z toho vyplyva, ze kvalita algoritmu bude ovplyvnend poc¢tom zhromazdenych ¢lan-
kov a roznorodostou ich tém. Potrebné data o vSetkych slovach z korpusu si vypocitané este
pred pouzitim TF-IDF algoritmu a obsahuju statistiky pre kazdé slovo o poc¢te dokumentov
s vyskytom daného slova. Vzorec pre vypocet IDF je nasledovny:

IDF(t) = log. Celkovy podet dokumentov

Pocet dokumentov obsahujtcich vyraz t (4.2)

Cielom algoritmu je teda najst slova, ktoré sa mnoho krat vyskytuju v danom texte,
a zaroven ide o mélo pouzivané slova, ktoré sa mimo daného textu vyuzivajua len zriedka.
Teda slova, ktoré sa v texte vyskytuju castokrat, ako napriklad predlozky a spojky, dostand
nizke skore kvoli ich vseobecnej vysokej frekvencii, avSak slova, ktoré nie su v texte naj-
frekventovanejsie, no ich pouzitie je v obecnom korpuse zriedkavé budt mat skére vyssie.
Celkovy vzorec pre vypocet je teda nasledovny:

TF — IDF = TF(t) « IDF(t) (4.3)

4.3 KP-Miner

KP-Miner je metéda zalozend na algoritme TF-IDF, rozsiruje ho vSak o moznost extrakie
viacslovnych kluc¢ovych vyrazov [1]. Prvou fazou algoritmu je vyber kandidatnych vyrazov
z textu, pricom vyrazy st oddelené na zaklade interpunkénych znamienok a stop slov. Pre
elimindciu prebyto¢nych vyrazov st aplikované dve dalsie kritéria, z ktorych prvym je mi-
nimélny pocet vyskytov v texte, ktory je stanoveny na dva v anglickych textoch. Druhym
kritériom je povinnost vyskytu daného vyrazu v dvodnych Castiach textu, pricom dizka
tejto sekcie je uréend experimentalne. Tato podmienka vSak nemusi byt vhodna pre vsetky
typy textov. Druhou fazou algoritmu je vypocet skore, ktory je s istymi obmenami zalo-
zeny na algoritme TF-IDF. Prvou zmenou oproti tomuto algoritmu je maximélna hodnota
IDF u viacslovnych vyrazoch je limitovand na cislo jedna. Teda v pripade hodnét jedna
a vyssich bude brand ako by sa vyskytovala len jeden krat. Dovodom je neexistencia ko-
reldcie medzi nizkym poctom vyskytov v obecnom korpuse a klucovostou vyrazu. Kedze
vyrazy inych dizok dosahuju ¢astokrat iné rozsazy hodnot TF-IDF, bola pridand konstanta
pre dosiahnutie porovnatenoti tychto hodnét. Poslednym nepovinnym krokom algoritmu je
prepocitanie vyskytovych statistik ktoré berie do ivahy prekryvanie vyrazov, pricom tento
krok nemusi mat vzdy za dosledok lepSie dosiahnuté vysledky.

4.4 KX-FBK

Dalsim algoritmom pre vyber klti¢ovych vyrazov je KX-FBK, ktory na skérovanie vyuziva
korpusové data [13]. Prvym krokom algoritmu je vyber vSetkych n-gramov z korpusu spolu
s ich poctom vyskytov. N-gramy vyskytujice sa primalo krat st odstranené pretoze nie st
povazované za dolezité. V druhom kroku st selektované len n-gramy spliiajice predom ur-
¢ené lexikalne vzory. Nasledne je vypocitand hodnota IDF, je vsak pocitanda len pre vyrazy
spltiujice podmienky mnimélneho poétu vyskytov v korpuse a vo vstupnom dokumente.
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V poslednom §tvrtom kroku st z dokumentu extrahované viacslovné vyrazy spliiajice pod-
mienku minimalneho poc¢tu vyskytov a ich skore je vypocitané na zaklade réznych heurestik.
Tieto heurestiky st hodnota IDF, dizka vyrazu, kde st preferované dlhsie vyrazy kvoli vys-
Sej Specifickosti, pozicia prvého vyskytu kedze dolezitejSie vyrazy byvaju ¢asto spomenuté
skor. Poslednou heurestikou je znizovanie skore kratsich a zvysovanie skére dlhsich koncep-
tov, ¢o znamena, ze tie selektované vyrazy, ktoré su sucastou dlhsich selektovanych vyrazov
maju znizené skére, a dlhsie vyrazy maju skére zvysené.

4.5 RAKE

Algoritmus RAKE dosahuje velmi dobré vysledky pri extrakcii viacslovnych klicovych vy-
razov. V predoslej kapitole bol popisany spésob vyberu kandidatov tohto algoritmu, a
v tejto bude priblizeny sposob skérovania. RAKE pracuje s jednotlivymi slovami skérova-
ného vyrazu, preto prvym krokom byva rozdelenie vyrazu na slova. Skorovaci proces pocita
tematickd podobnost jednotlivych kandidatov a na vypocet potrebuje dve statistiky skéro-
vaného slova: frekvencia slova a stupen slova. Frekvencia slova, zapisovand ako freq(w), kde
w je testované slovo oznacuje celkovy pocet vyskytov daného slova v zozname kandidatov.
Druhou statistikou je stupen slova, zapisovany ako deg(w), ktory oznacuje stucet poctu slov
vo vyrazoch, v ktorych sa slovo w vyskytuje. Teda napriklad, ak testované slovo je “dis-
kriminant” a toto slovo sa nachadza v kandidate “diskriminant kvadratickej rovnice”, bude
k stupiiu daného slova pripo¢itané ¢islo tri, pretoze mé dany kandidat dizku tri slova. Po
ziskani hodnét frekvencie a stupna testovaného slova je mozny vypocet samotného skére
podla nasledujiceho vzorca [15]:

word score = deg(w)/ freq(w) (4.4)

Po vypoditani skére vsetkych slov, ktoré s sticastou kandidatov spoc¢itame sicet jednot-
livych slov skérovaného kandidata. Ako bolo vyssie popisané, je mozné vidiet, Ze algoritmus
uprednostnuje vyrazy skladajice sa z vacSieho poctu slov. Nakoniec si kandidati zoradeni
podla skére od najvyssieho po najnizsi, a pripadne je vybrané len pozadované mnozstvo
kandidéatov.
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Kapitola 5

Metoédy skérovania zalozené na
grafoch

Hlavnou myslienkou algoritmov pre vyber klc¢ovych vyrazov zaloZzenych na grafoch je naj-
denie a reprezentécia vztahov medzi jazykovymi entitami [1 1]. Tieto entity mo6zu byt slova,
kolokécie, alebo celé vety, v zavislosti od pozadovanej funkcie algoritmu. Jazykové entity sa
uzlami v grafe, a hrany reprezentuji vztah medzi jednotlivymi entitami. V&¢si pocet uzlov
veducich k danej entite spravidla znamena jej vacsiu mieru dolezitosti v grafe. Hrany mozu
byt orientované aj neorientované, pricom tradi¢nejsie sa v grafovo zalozenych skérovacich
algoritmoch vyuzivaji orientované grafy. Hrany mézu byt takisto vazené aj nevazené, pri-
¢om vaha slizi na reprezetaciu sily vztahu medzi uzlami, a prejavi sa pri vypocte skére.
Skore je vypocitané pre kazdy uzol a indikuje doélezitost uzlu v ramci grafu. Zacinajic so
zékladnych hodnét pridelenych jednotlivym uzlom sa skdére pocita vo viacerych iteraciach,
kym déjde k jeho konvergencii. Existuje velké mnozstvo grafovo zlozenych skérovacich al-
goritmov, pri¢om niektoré z nich budu v tejto casti predstavené.

5.1 TextRank

Prvou metédou ktord pouzila graficki reprezentaciu textu pre vyber klicovych vyrazov je
TextRank [11]. Uzlami v grafe si slova z textu, ktoré boli otagované a presli syntaktickymi
filtrami. Pre prevenciu priliSného zvysovania velkosti grafu si uzlami len slova, n-gramy sa
rekonstruované po ukonceni vypoctu skére. Jednd sa o neorientovany graf, pricom hrany
medzi slovami st pridané na zdklade spoluvyskytu danych slov v texte. Maximalna vzdiale-
nost spoluvyskytu je nastavitelna od dvoch do desiatich slov. Po vytvoreni grafu je vsetkym
uzlom pridelené skére jedna a vo viacerych iteraciach je spusteny skérovaci algoritmus Page-
Rank, vytvoreny spolo¢nostou Google, kym neddjde ku konvergencii skore, pricom obvykle
ide o 20-30 iteracii. Nakoniec je vybrand tretina najlepsie skérujucich slov, a sekvencie po
sebe nasledujucich slov st spojené do viacslovnych vyrazov.

5.2 TopicRank

Druhou popisanou metédou je TopicRank, ktora je povazovana za vylepsenie metédy Tex-
tRank [2]. Prvou zésadnou zmenou oproti algoritmu TextRank je uzlami vo vytvorenom
grafe nie su slova, ale témy. Hlavnou myslienkou tejto zmeny je, Ze vacsina tém popisanych
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v skorovanom dokumente je vyjadritelna viac ako jednym klicovym vyrazom, ¢o ma za do-
sledok redundanciu niektorych kltucovych vyrazov. V tejto metdde je teda skupina vyrazov
reprezentovand ako jedna entita, teda téma, z ktorej bude na konci vybrany najvhodnejsi
vyraz, ktory tuto tému reprezentuje. Vyrazy su povazované za podobné ak maju aspon 25
percent spolo¢nych slov. Na automatické triedenie vyrazov bol pouzity algoritmus HAC.
Druhom zmenou oproti algoritmu TextRank je, ze graf obsahuje vazené hrany, pricom vaha
reprezentuje silu sémantického vztahu medzi uzlami vyplyvajiacu z ich vzdialenosti vyskytu.
Nasledne je vypocitané skére rovnakym spésobom ako v algoritme TextRank a z vybra-
nych tém je selektovany najvhodnejsi vyraz podla poctu vyskytov alebo miery podobnosti
kandidéatov.

5.3 SingleRank

Dalsou modifikiciou algoritmu TextRank je metéda SingleRank [19]. Prvou zmenou oproti
TextRanku je, ze jednotlivé hrany grafu si vazené, pricom ich vidha reprezentuje pocet
spoluvyskytov danych slov. SingleRank takisto nevybera len najlepsie skérujice slovd, ale
skore je vypocitané ako sucet ¢iastkovych skore jednotlivych slov daného vyrazu. Okno
spoluvyskytu je vzdy nastavené na hodnotu 10.

5.4 ExpandRank

ExpandRank je vylepsenie metody SingleRank, ktoré k vypoctu skére vyuziva informacie
z inych dokumentov [19]. Prvym krokom je teda zhotovenie skupiny dokumentov na zdklade
zistovania podobnosti medzi ohodnocovanym dokumentom a inymi dokumentami z korpusu.
Dokumenty st reprezentované ako vektory vyrazov, hodnoty jednotlivych dimenzii st vy-
pocitané pomocou TF-IDF a ich vhodnost ohodnotena podla kosinovej podobnosti. Tato
hodnota podobnosti je pouzita ako miera vierohodnosti slov ziskanych z daného dokumentu.
Na slova ziskané z vytvorenej kolekcie dokumentov st pouzité syntaktické filtre, a z vyho-
vujucich slov je vytvoreny graf. ZvysSok priebehu je identicky s algoritmom SingleRank,
pricom na vypocte vahy sa tiez podiela miera vierohodnosti.

5.5 SGRank

SGRank je hybridny algoitmus, ktory okrem grafovej reprezentacie textu vyuziva linguis-
tické a iné metédy vypoctu skore [3]. Prvym krokom je extrakcia n-gramov a filtrdcia tych,
ktori maju nizku pravdepodobnost byt kIicovymi vyrazmi, podla stop slov, interpunkcie a
POS tagov. Ostavajicim vyrazom je vypocitané skére pomocou upravenej verzie TF-IDF
pouzitej v KP-Miner. Modifikdcia spociva v tom, ze pri viacslovnych vyrazoch méze IDF
dosiahnit maximalne hodnotu jedna, pretoze pri tychto vyrazoch nie je nizky pocet vy-
skytov v korpuse indikdtorom klicovosti. Je vybrany urcity pocet najlepsie skérovanych
vyrazov, ktorych skére je prepocitané na zaklade dalsich heurestik, konkrétne pozicia pr-
vého vyskytu, dlzka vyrazu a pocet vybranych vyrazov, ktoré obsahuji skérovany vyraz.
Je vypocitana vaha jednotlivych vyrazov, pricom v pripade jej pozitivej hodnoty je vyraz
testovany v poslednej, stvrtej faze algoritmu. Zo zvysnych vyrazov je vytvoreny graf s va-
zenymi hranami, pricom vaha je pocitana na zaklade vzdialenosti vsetkych spoluvyskytov
v kombindcii s vahou vypocitanou v predoslom kroku. Konvergujice skére grafu oznacuje
klacovost jednotlivych vyrazov a je findlnym vystupom algoritmu.
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Kapitola 6

Sposoby vyhodnocovania vysledkov

V predoslych kapitolach boli predstavené algoritmy a metédy pre vyber klucovych vyra-
zov z odbornych textov. Po ich implementécii bude poslednym krokom tejto prace zistit
ich pouzitelnost a porovnat ich vysledky v ¢eskom jazyku. Kvalitu klticového vyrazu nie je
mozné objektivne posudit, ani kvantifikovat, jeho vhodnost je mozné zistif na ziklade na-
zoru experta, ktory je s textom obozndmeny, a rozumie popisovanym suvislostiam. Néazory
expertov sa vSak castokrat v mnohych ohladoch bud lisit, preto pravdepodobne najlepSou
metrikou vhodnosti slov je pomer sithlasov k nestihlasom expertov k danému vyrazu. Tato
metdda je ale nepraktickd a malo vyuzivana, castejsie sa pouzivaju metédy, ktoré porov-
navaju manudlne vybrané a automaticky generované kltucové vyrazy [17]. Z toho vyplyva,
ze zhromazdené texty, ktoré budu pouzité pri testovani, budi musiet mat manudalne vytvo-
reny zoznam kIac¢ovych vyrazov. Nasledujica Cast predstavi jednotlivé metdédy skérovania
algoritmov [10].

6.1 Presnost

Prva miera vyhodnocovania sa oznacuje pojmom “precision”, po slovensky presnost. Pres-
nost je vyjadrend percentudlne a pocita sa ako pomer spravnych extrahovanych vyrazov
ku vsetkym extrahovanym vyrazom. Vyssia hodnota presnosti je dosiahnutd prisnejsimi
podmienkami pre extrakciu a mensim poc¢tom algoritmom vybranych vyrazov, pretoze al-
goritmus ma v tomto pripade tendenciu vybrat tie vyrazy, u ktorych je vicsia istota, ze
ide k kIcové slova. Vysoka hodnota presnosti je preferovana v pripadoch, v ktorych je pre
uzivatela dolezitejsi nizky pocet falosne pozitivnych vysledkov, a jeho cielom nie je ziskat
¢o najvacsi pocet klucovych vyrazov.

6.2 Uplnost

Druhd miera vyhodnocovania sa nazyva “recall”, po slovensky tuplnost, a reprezentuje po-
mer spravnych extrahovanych vyrazov ku vsetkym manudlne vybranym vyrazom. Tato
metrika poukazuje na droven pokrytia pri extrahovani klticovych vyrazov. Lepsie vysledky
st dosiahnuté v pripade zvolnenia poziadavkov, ktoré musia klucové slovd spliiat, ¢o m4 za
nasledok vyssi pocet extrahovanych klucovych slov. Na druhua stranu sa to vsak negativne
prejavuje na pocte falosne pozitivnych vybranych kItcovych vyrazov. Typicky vztah medzi
presnostou a uplnostou je reprezentovany v nasledujucich grafoch:
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Obr. 6.1: Vztah medzi hodnotami presnosti a tplnostou pri réznych metédach extrakcie,

prevzané z [0]

Tieto grafy reprezentuji skutocny vztah presnosti a dplnosti réznych algoritmov na

styroch korpusoch [0]. Vidime, Ze vo vacSine pripadov plati medzi hodnotami tplnosti a
presnosti nepriama umernost, a teda nie je mozné dosiahnuf dobré vysledky v obidvoch
kritéridch. Vysoka presnost znizuje pocet ndjdenych vyrazov, ¢o ma negativny dopad na
uplnost, a velky pocet najdenych spravnych vyrazov znizuje hodnotu presnosti z dévodu
privelkého poctu falosne pozitivnych vyrazov. Funkcia algoritmu teda bude zavisiet od
rozhodnutie uzivatela, ktora metrika je prenho dolezitejsia, pricom v praxi je castejsSie pre-
ferovana presnost.

6.3 Obmedzenia navrhnutého vyhodnocovania

Tato praca, aj vacsSina suvisiacich vedeckych publikacii vyhodnocuje vysledky pomocou
postupov popisanych vyssie. Zakladom tychto postupov je porovnédvanie automaticky vy-
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generovanych klicovych vyrazov s vyrazmi manualne vybranymi, ¢o vSak so sebou prinasa
ur¢ité obmedzenia. Algoritmom vybrany vyraz je povazovany za spravny len v pripade, ze
sa nachadza len v zozname manudlne vybranych vyrazov. Tieto vyrazy sa vsak selektované
zo subjektivneho hladiska a absencia vyrazu v tomto zozname nemusi znamenaf, Ze nejde
o klucovy vyraz. Tiez je mozné, ze si vyrazy napisané inym slovosledom alebo pomocou
synonym (napr. Pacifik - Tichy ocedn). Preto je pravdepodobné, ze bude kvalita vysled-
kov testovanych algoritmov podcenovand a vysledky budu horsie, ako keby boli manuéalne
vyhodnocované Tudmi.
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Kapitola 7

Priprava testovacich dat

Cielom tejto prace je testovat a porovnat rozne spésoby vyberu kltucovych slov, teda prvym
krokom je zhromazdenie dostato¢ného mnozstva ¢lankov a publikacii, na ktorych tieto al-
goritmy budd testované. Aby boli texty pouzitelné musia spliiat dve podmienky: musi fst
o vedecké texty, ktoré vyuzivaju odborni terminol6giu a musia mat manudlne vytvoreny
zoznam kltucovych slov. V tejto kapitole bude popisany proces zhromazdovania a pripray
testovacich dat.

7.1 Proces vyberu relevantnych publikacii

Ako zdroj publikacii na testovanie programu bol pouzity korpus fakulty informacnych tech-
nolégii VUT. Ide o preskenované fyzické kopie knth, ktorych znaky boli rozoznané pomocou
OCR technolégie, a vysledné pdf subory boli prekonvertované do podoby txt. Jedna sa
o knihy réznych zanrov, teda nie vSetky z tychto publikacii st vhodné pre ticel projektu, ¢o
znamend potrebu ich automatickej filtracie a neskér manudlneho vyberu.

Na zaklade metadat boli vybrané publikacie, ktoré s odborného zanru, z ktorych boli
vybrané knihy obsahujice register pomocou vyhladania slova “rejstiik” v poslednych de-
siatich percentach textu. Toto bol limit automatického filtrovania, a teda bolo potrebné
manudalne zhodnotit pouzitelnost jednotlivych knih. Pri manudlnom vybere boli vybrané
tie publikacie, ktoré boli skutocne odborného zanru a obsahovali register klicovych vyra-
zov. Takisto boli vyradené publikécie obsahujice privelky pocet necéitatelnych znakov alebo
rozhadzant Struktdru textu. Zo zhromazdenych publikacii bol extrahovany register, ktory
bol nasledne upraveny do pozadovanej podoby. Z textu boli takisto odstranené nepotrebné
stcasti ako obsah a zoznam autorov a referencii.

7.2 Analyza ziskanych textov

Zhromazdené publikdcie majt velkid variabilitu v dizke textu, kde najkratsi text ma 14245
a najdlhsi 387063 slov, pricom medidnova dizka textu je 91969 slov. Texty sa tiez vyrazne
lisia v pocte klacovych vyrazov, pricom najmenej je 59 a najviac 1482 vyrazov, a median je
265 vyrazov. Nasledujtci graf reprezentuje vztah medzi dizkou textu a po¢tom manuslne
vybranych kluc¢ovych slov.
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Obr. 7.1: Zavislost dizky textu od po¢tu klacovych vyrazov

Cielom grafu je zistit existenciu koreldcie medzi dlzkou textu a poctom kltc¢ovych slov,
ktoré text obsahuje. Tieto data budt neskor vyuzitelné pri urcovani aky pocet klucovych
vyrazov je najvhodnejsi pre dand dizku textu. Na grafe vSak vidime, Ze sa hypotéza nepo-
tvrdila, ¢o znamend, ze variabilita poctu klt¢ovych vyrazov nesivisi s dizkou textu. Tito
variabilitu je mozné vysvetlit inymi, fazsie klasifikovanymi vlastnostami, ako st vedecké
odvetvie publikacie a osobny $tyl tvorcu registru. Metédy extrakcie klicovych vyrazov sa
astokrat viazané k pozadovanej dizke dangch vyrazov, preto je dolezité poznat najcastejsie
pocetnosti slov kltc¢ovych vyrazov, ¢o je ukdzané v nasledujicom grafe.
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Obr. 7.2: Najcastejsie pocty slov v klic¢ovych vyrazoch

Vidime, ze v grafe vyrazne prevazuju jedno, dvoj a trojslovné vyrazy, ktoré dokopy
zahfnaju viac ako 90 percent vyrazov. Nazbierané data st odzrkadlené aj v popisanych
sposoboch automatickej extrakcie kli¢ovych vyrazov, ktoré sa zameriavaju prave na jedno,
dvoj a trojslovné vyrazy.
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Kapitola 8

Navrh a implementacia programu

8.1 Navrh aplikacie

Aplikéacia je rozdelena na nasledujuice logické celky, pricom tieto celky budua implementované
vsetkymi spdsobmi popisanymi v kapitolach 3 a 4. Vo finalnej verzii aplikacie sa vSak buda
anchadzat len najlepsie fungujice algoritmy.

Nagitanie vstupnych
dat

A

Predspracovanie
textu

A 4

Vyber kandidatov

A

Vypocet skore
Statistickymi
metédami

Vypodet skore
lingvistickymi
metédami

A

Transformacia
vystupnych dat do
spravnej podoby

Obr. 8.1: Navrh programu
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8.1.1 Nacitanie vstupnych dat

Program prijima ako vstupné data textovy subor obsahujici ¢esky text, z ktorého budua
neskor extrahované klucové vyrazy.

8.1.2 Predspracovanie textu

Pred samotnou analyzou je potrebné text previest do vhodnejsej podoby, ¢o bude dosiahnuté
pouzitim modulu Morphodita. Text bude lematizovany pre lepsie vyhladavanie frekvencii
vyrazov a tagovany pre vyber kandidatov. Taktiez prebehne tokenizacia pre vytvorenie
parov lematizovanej a nelematizovanej formy jednotlivych slov.

8.1.3 Vyber kandidatov

Dalsim krokom je vyuzitie jedného z vyssie popisanych algoritmov na identifikdciu a ex-
trahovanie kandidatov z predspracovaného textu. Budu testované obidva sposoby popisané
v kapitole 2, pricom lepsi z nich bude aplikovany vo finalnej verzii programu. Vysledkom
bude zoznam vybranych kandidatnych vyrazov, pricom jednotlivi kandidati buda obsahovat
informéaciu o pocte vyskytov, ¢o bude potrebné v nasledujicich ¢astiach programu.

8.1.4 Pouzitie statistickych pristupov k vyberu najvhodnejsich kandida-
tov

Zoznam kandidatov ziskany v predoslom kroku bude dalej filtrovany pomocou jednej z me-
téd popisanych v kapitole 3. Touto metédou bude danym kandidatom vypocitané skére,
podla ktorého budi neskor zoradeni. Na zdklade testovania a analyzy bude vybrana najv-
hodnejsia metdda, ktorej vypocitand vyska skére najviac koreluje so spravnostou vyrazu.
Skore bude vypocitané pre vyrazy ziskané v predoslom kroku, a na tento vypocet st po-
trebné data o pocetnosti bigramov a trigramov v danom texte.

8.1.5 Vypocet skére kandidatov pomocou lingvistickych metéd

Skore jednotlivych kandidatov bude takisto pocitané jednou z lingvistickych metod popi-
sanych v kapitole 4. Po vykonani algoritmu budt kandidati zoradeni podla skore, a urcity
pocet najlepsie skorujucich z nich bude vybrany ako klucové vyrazy pre dany text. Pomocou
analyzy a vzajomného porovnavania bude vybrany najvhodnejsi algoritmus, pricom finalne
skore moze byt ziskané kombindaciou statistickej a linguistickej metédy. Pozadovany pocet
zoradenych vyrazov bude vybrany ako zoznam klicovych vyrazov, ktoré budi nasledne
prekonvertované do spravnej formy.

8.1.6 Vytvorenie spravnej formy vystupnych dat

Po vykonani algoritmov v predoslych krokov bol ziskany zoznam automaticky vygenerova-
nych klacovych vyrazov, ktory je o¢akavanymi vystupovymi datami tohto programu. Tieto
data vsak zatial nemaju spravnu formu pre vystup, pretoze nasledkom ¢innosti extrahova-
cich algoritmov st lematizované a obsahuju len malé pismena. Proces odstranenia lematiza-
cie bude vykonany kniznicou Morphodita, konkrétne jej metédami pre morfologickil gene-
raciu. Tieto metdédy vSak potrebuju POS tag popisujici dané slovo v pozadovanom tvare.
Niektoré z tychto informacii je mozné ziskat zo zakladnych pravidiel vyplyvajtcich z kom-
binacii POS tagov, napriklad u dvojice pridavné meno - podstatné meno je tvar pridavného
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mena odvoditelny z rodu podstatného mena. U inych vyrazoch doslo k strate kontextovych
informécii, kvoli comu nie je mozné deterministicky urcit spravnu formu vyrazov. Prikla-
dom je dvojica podstatné meno - podstatné meno, u ktorych méze ist o genitivnu vizbu,
alebo obidve slovd mo6zu byt v nominative. RieSenim je najdenie nelematizovanej formy
tychto vyrazov v zdrojovom texte, ¢o je mozné pomocou tokenizacie a vytvorenia kores-
pondujtcich dvojic lematizovanych a nelematizovanych foriem slov. Tento vyraz nemusi byt
v zékladnom tvare, avSak kontextovy vztah jeho slov bude zachovany.

8.2 Morphodita

Morphodita je modul, ktory bol vyvinuty Karlovou Univerzitou pre pracu s jazykom v ces-
kych textoch [16]. Jeho funkcionalita zahftia morfologicki analyzu a generaciu, tagovanie,
tokenizaciu a lematizaciu. Prvym z vyuziti Morphodity je predspracovanie textu pomocou
lematizacie, na dosiahnutie efektivnejSieho vyberu kandiddtov na zaklade ich frekvencie.
Jedna z vyssie popisanych metéd vyuziva na extrahovanie kanditdtov POS tagy, na Co
bude vyuzitd tagovacia funkcionalita Morphodity. Pri lematizacii budi pre jednotlivé slova
stratené niektoré kontextové informacie, ako su pad a ¢islo, ktoré st potrebné pri morfolo-
gickej generacii. Z toho dévodu je potrebné ziskat nelematizovani formu slov tak, ako sa
nachadzala v texte, ¢o je mozné s vyuzitim tokenizacie textu a vyberu slova nachadzajiceho
sa na rovnakej pozicii. Vysledné klticové slova bude podla vytvorenych pravidiel potrebné
previest do ich nelematizovanej formy, k ¢omu bude vyuzitd morfologicka generacia slov
Morphodity.

8.3 Testované algoritmy

V predoslych kapitolach bolo predstavené velké mnozstvo algoritmov na vyhladavanie kli-
¢ovych vyrazov, z ktorych niektoré budu v nasledujicich ¢astiach testované a porovnavané.
Pri vybere kandidatov budu testované obidve metddy, pretoze k svojej funkcii vyuzivaja
gramatické vlastnosti jazyka a je teda potrebné porovnat ich tdspesnost na ¢eskom jazyku.
Bolo predstavené velké mnozstvo Statistickych metdd, pricom testované budu tie, ktoré do-
siahli v zdrojovej publikécii najlepsie vysledky [9]. Konkrétne ide u bigramoch o metédy
Z-score, Z-score corrected, Logarithmic Odds Ratio, Pointwise Mutual Information a Pe-
arson’s Chi-squared test, a u trigramoch Pointwise Mutual Information a Poisson-Stirling.
7 lingvistickych metéd budu testované TF-IDF a RAKE, kedZze ide o univerzalnejsie metody
vhodné pre rozne typy textov. Naopak algoritmy KP-Miner a KX-FBK st malo flexibilné
a ich cielom je dosiahnuf ¢o najlepsie vysledky u kratkych abstraktov, preto nie si pre
tato pracu vhodné. Metody zalozené na grafoch dosahuju vo vicsine pripadov vysledky
horsie ako TF-IDF [6], a mnohé z nich obsahuji ¢asti, ktoré ztazSuji implementéciu a
testovanie v Ceskom jazyku. Konkrétne ide o potrebu mat korpus obsahujici velky pocet
dokumentov, nutnost podpornych modulov (na uréovanie podobnosti vyrazov), horsie moz-
nosti skérovania viacslovnych vyrazov, a motivicia extrakcie prevazne z kratsich textov.
7 tychto dévodov nie su grafovo zalozené algoritmy testované.
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Kapitola 9

Analyza a porovnanie pristupov
vyberu kandidatov

9.1 Vyber kandidatov na zaklade stop slov

Prvou testovanou metdédou je algoritmus, ktory rozdeluje vety na mensie Casti na zdklade
stop slov a z tychto ¢asti vybera kandidatov podla povoleného poctu slov a poctu vyskytov.
Tato metdda pochadza z algoritmu RAKE a je blizsie popisana v kapitole 2. K svojej funkcii
potrebuje mat pristup k zoznamu ceskych stop slov. Zdrojovy koéd bol prevzaty z [I] a
upraveny pre vlastnd potrebu.

9.1.1 Zoznam stop slov

Stop slova je mozné charakterizovat ako slova, ktoré samy o sebe maji velmi mala vy-
povednu hodnotu, ide vsak o slovd, ktoré slizia na vyjadrenie gramatického vztahu medzi
jednotlivymi vetnymi konstrukciami, a ich vyskyt v texte je relativne Casty. Stop slova maja
siroké vyuzitie v oblasti spracovania prirodzeného jazyka (natural language proccessing),
vdaka ¢omu s verejne pristupné zoznamy Ceskych stop slov. Zo snahy ziskat ¢o najvacsi
pocet stop slov pre pracu algoritmu boli spojené viaceré verejne pristupné zoznamy tychto
slov. Zoznam nakoniec obsahoval 405 stop slov.

9.1.2 Analyza vysledkov algoritmu
Vplyv parametrov na dosiahnuté vysledky algoritmu

Tato cast obsahuje vysledky analyzy fungovania algoritmu, pricom oblasti zdujmu st pocet
najdenych vyrazov, pocet spravne identifikovanych vyrazov a pocet falosne pozitivnych vy-
razov. Je dolezité podotknit, Ze algoritmus pracuje s parametrami maximéalny pocet slov vo
vyraze a miniméalny pocet vyskytov vyrazu, ktorych hodnoty s najvyssou pravdepodobnos-
tou ovplyvnia dosiahnuté vysledky, ktoré je potrebné porovnat. Nasledujice grafy ukazuja
pocty extrahovanych vyrazov a hodnoty tplnosti a presnosti pre jednotlivé kombinacie pa-
rametrov.
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Obr. 9.1: Dosiahnuté vysledky s roznymi hodnotami parametrov

V prvom grafe mozeme vidiet priemerné pocty extrahovanych vyrazov z jednotlivych
textov vzhladom na parametre algoritmu. ZvysSujici sa minimalny pozadovany pocet vy-
skytov vyrazu sa podla ocakavani odzrkadluje na znizujicom sa pocte najdenych vyrazov,
pricom najvyraznejsia zmena prebehla medzi jednym a dvoma vyskytmi, kde sa pocet znizil
o viac ako 75 percent. Takisto je v grafe zaznamenand zavislost zmeny maximélneho povo-
leného poctu slov vo vyraze od poc¢tu najdenych vyrazov. Graf ukazuje, Ze najvyraznejsie
rozdiely v ziskanych vyrazoch sa nachadzaji medzi jedno, dvoj a trojslovnou maximaéalnou
dizkou vyrazov a pri vacsich hodnotdch daného parametra st tieto rozdiely vyrazne nizsie.
Moze to byt vysvetlené tym, Ze vyrazy nachadzajice sa v texte su vicsinou jedno, dvoj
alebo trojslovné, a vyrazy inych dizok sa v texte vyskytuju zriedkavejsie.

V zvysnych dvoch grafoch vidime, ako st ovplyvnené hodnoty presnosti a tplnosti
v zévislosti na roznych kombinacidch parametrov. Graf presnosti ukazuje, Ze zvysovanie
miniméalneho poctu vyskytov méa za nésledok zlepsenie hodné6t presnosti. Z toho mdzeme
usudit, ze medzi vyssim poctom vyskytov a klicovostou vyrazu existuje urcitd miera ko-
relacie. Presnost vSak celkovo nedosahuje velmi dobré vyskedky, v najlepsom pripade ide
0 hodnotu tesne pod 10 percent, avSak v tejto faze algoritmu to nemusi byt problém, pretoze
dodatocné vylucovanie vyrazov nastane v nadchadzajucich fazach. Vidime tiez, ze hodnoty
presnosti mierne klesajui pri zvyseni minimalneho poctu slov vo vyraze, z ¢oho vyplyva, Ze
u vacsiny tychto styri a pat slovnych extrahovanych vyrazov sa nejednd o kltucové vyrazy.
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V grafe tplnosti vidime, ze zvySenie poctu extrahovanych vyrazov znizenim minimal-
neho poctu vyskytov ma podla ocakavani za nasledok zvysenie poctu extrahovanych sprav-
nych vyrazov. Algoritmus dokaze pri najmenej prisnom vybere extrahovat az 50 percent
spravnych vyrazov. Najvacsi pokles tplnosti je medzi jednym a dvoma vyskytmi, ¢o mbze
indikovat, ze klic¢ové vyrazy nemusia mat v texte viacndsobny vyskyt. Takisto to mdze zna-
menat, Ze algoritmus tieto viacnasobné vyskyty nedokaze detekovat. Rozdiely v tplnosti
medzi maximalnym povolenym poctom slov si takmer nedetekovatelné, z ¢oho vyplyva, ze
stvor a pat ¢lenné vyrazy su len malokedy kluc¢ové. Naopak najvacsie rozdiely v tplnosti st
viditeIné medzi jedno, dvoj a trojslovnou pocetnostou vyrazu, ¢o znamena, ze vyrazy prave
tychto dizok najéastejsie byvaju kltcovymi.

Analyza jednotlivych grafov ukazala, ze najvhodnejsim parametrom maximéalneho poctu
slov vo vyraze je ¢islo tri, pretoze vyssie ¢isla negativne ovplyviniuju presnost, a na hodnoty
uplnosti nemaju ziaden vplyv. Nizsie hodnoty naopak zlepsuju presnost, maju vsak vacsi
dopad na hodnoty uplnosti, ktory je v tejto faze programu dolezitejsi. Je vsak o ¢osi naroc-
nejsie uréit vhodnd miniméalnu hodnotu vyskytov, pretoze rézne hodnoty mézu fungovat
lepsie pre rézne rozsahy knih. Navyse grafy ukézali, ze hodnoty tplnosti a presnosti st ne-
priamo umerné, je teda na pouzivatelovi, aby sa rozhodol ¢i uprednostnuje vyssiu hodnotu
uplnosti (nizky minimalny pocet vyskytov), presnosti (vysoky minimalny pocet vyskytov)
alebo ich kompromis.

Vztah minimalneho poctu vyskytov vyrazu a rozsahu publikacie

Ako bolo popisané v predchadzajicej casti, filtrovanie kandidatov na zaklade miniméalneho
poctu vyskytov v texte mdze mat variabilné vysledky vzhladom na rozsah textu. Hypo-
téza je, ze kratsie texty celkovo obsahuji mensi pocet slov a teda prisnejsia filtracia podla
minimalneho poc¢tu vyskytov bude mat negativnejsi dopad na ndjdené mnozstvo kandida-
tov ako u dlhsich textov. Cielom testov je zistit, ¢i by sa hodnota daného parametru mala
dynamicky odvijat od rozsahu textu. Vysledky analyzy su popisané v nasledujicich troch
grafoch.
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Obr. 9.2: Vplyv dizky publikécif a hodnot parametrov na dosiahnuté vysledky

V prvom grafe je znazorneny extrahovany pocet kandidatov pri réznych minimélnych
poctov vyskytov jednotlivych publikacii zoradenych podla poctu slov. Pre lepsiu ¢itatelnost
bola pre 1 vyskyt pouzitd sekundarna vertikalna os. Nie je prekvapujice, ze s vi¢sim poc¢tom
slov v knihe stipa aj pocet extrahovanych vyrazov, a takisto ze tento pocet vyrazov je nizsi
pri vyssom pocte vyskytov. Nas zaujima, ¢i je rozdiel v pocte najdenych vyrazov vyrazne
vyssi pri kratsich publikaciach ako pri dlhsich. Z grafu vidime, Ze sa hypotéza nepotvrdila a
pomalsie rastice trendové ¢iary u troch a Styroch vyskytov indikuju, ze filtracia na zéklade
poctu vyskytov mé vyraznejsi efekt v eliminacii vyskytov v dlhsich textoch.

Zvysné dva grafy ukazuju hodnoty uplnosti a presnosti v réznych poctoch vyskytov
zoradené podla diiky textov. Rovnobeznost trendovych ¢iar u presnosti aj tuplnosti opét
ukazuje, ze iné hodnoty parametrov nemaju rozdielne vplyvy na dosiahnuté hodnoty. Mierne
klesajuce trendové Ciary v grafe presnosti indikuji, ze dosiahnutie vyssej hodnoty presnosti
je jednoduchsie v kratsich textoch a na druhi stranu rastice trendové ¢iary v grafe aplnosti
indikuji vyssiu priemernt dosiahnuti hodnotu tuplnosti v dlhsich textoch. Analyza teda
ukézala, ze hodnoty parametra urcujiceho miniméalny pocet vyskytov vyrazov nie je nutné
menit v zavislosti od rozsahu textu.
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Schopnost algoritmu detekovat klicové vyrazy

KedZe lohou algoritmov v prvej faze programu je detekcia a vyber moznych klucovych
slov, st dosiahnuté hodnoty tplnosti ddlezitejsie ako hodnoty presnosti, pretoze niektoré
z vybranych vyrazov buda podla skére v neskorsich fazach vyradzované. Tato cast sa teda

pozrie na schopnosti detekcie klti¢ovych slov. Nasledujtuci graf ukazuje tispesnost algoritmu
pri najmenej prisne nastavenych parametroch:

= Ndjdené
= Nendjdené

= Nedetekované
algoritmom

Obr. 9.3: Statistika skuto¢nych vyrazov

Vidime, ze algoritmus dokaze v najlepsom pripade detekovat takmer 50 percent vsetkych
vyrazov. 19 percent vSetkych vyrazov sa v texte vObec nenachadza, nie je mozné teda
ocCakavat, aby ich algoritmus detekoval. Absencia vyskytov mdze mat viacero pricin, ako
su chyby detekcie znakov OCR technoldgiou, chyby pri prevode z forméatu pdf do txt,
chyby pri vytvarani zoznamov kluc¢ovych vyrazov, rozdielné poradie slov vo vyrazoch, alebo
pouzivanie synonym. Kazdopadne s tieto vyrazy pre analyzu nepodstatné a dolezitejsich
je 32 percent vyrazov, ktoré sa v texte nachadzaji, ale neboli algoritmom selektované.

Celkové dosiahnuté vysledky

Nasledujuci graf ukazuje celkové dosiahnuté vysledky presnosti, iplnosti a po¢tu najdenych
slov.
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Obr. 9.4: Vysledky dosiahnuté algoritmom RAKE

Jednotlivé hodnoty v tomto grafe budd neskér porovnavané s vysledkami dosiahnutymi
algoritmom na zdklade POS tagov za tcelom zistenia vhodnejsieho algoritmu ziskavania
kandidatov.

9.2 Vyber kandidatov na zaklade POS tagov

Druhé metdda je zalozena na tagovani jednotlivych slov a vybere tych vyrazov, ktorych tagy
sa zhoduju s jednym s predo predpisanych vzorov. Takisto je mozné filtracia len vyrazov,
ktoré maju v texte aspon urcité mnozstvo vyskytov. Algoritmus na svoju funkciu potrebuje
mat vytvoreny zoznam vzorov POS tagov, podla ktorych bude danych kandidatov vyberat.

9.2.1 Vytvorenie zoznamu vzorov POS tagov

Prvym krokom je ziskanie POS tagov, pomocou ktorych budu vyberani kandidati. Snahou
je vybrat také vzory, ktoré sa najcastejsie vyskytuju v skutoénych kltcovych vyrazoch a teda
maju najvacsiu pravdepodobnost spravne identifikovat kItcové vyrazy v texte. Zo zoznamu
vsetkych skutocénych kltucovych vyrazov bol vytvoreny zoznam POS tagov, ktoré st v tychto
vyrazoch najcCastejsie. Z tohto zoznamu boli vybrané najvhodnejsie tagy, podla ktorych
budu vyhladavané vyrazy v texte. Jednotlivé tagy su popisané v nasledujicej tabulke.

Tag Slovny druh Priklad
NN podstatné meno (vSeobecné) metafora
AA NN pridavné meno (vSeobecné)-podstatné meno ¢ierna diera
NN NN podstatné meno-podstatné meno hranica sihvezdia
NN AA podstatné meno-pridavné meno tiger indicky
NN AA NN | podstatné meno-pridavné meno-podstatné meno faza zivotného cyklu

AA AA NN | pridavné meno-pridavné meno-podstatné meno | vegetativny nervovy systém
AA NN NN | pridavné meno-podstatné meno-podstatné meno | rovnikové siradnice hviezd

NN NN NN | podstatné meno-podstatné meno-podstatné meno cyklus vznikania prvkov
AU NN pridavné meno (privlastiiovacie)-podstatné meno Pytagorova veta

Tabulka 9.1: Pouzité vzory POS tagov
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KIucové vyrazy byvaju najCastejSie jedno, dvoj alebo trojslovné, ¢o je reflektované
v dlzke tychto tagov. Cielom analyzy algoritmu bude aj zistovanie vhodnosti jednotlivych
tagov.

9.2.2 Analyza vysledkov algoritmu

Vysledky algoritmu pri rozdielnych minimalnych poctoch vyskytov

Jedinym parametrom tejto metédy je vyber len tych kandidatov, ktori dosiahli miniméalny
pocet vyskytov v texte. Tato Cast porovna rozdiely v pocte extrahovanych kandidatov a
hodnotach tplnosti a presnosti pre jednotlivé hodnoty vyskytov. Namerané data sa repre-
zentované v nasledujicom grafe.
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Obr. 9.5: Vysledky dosiahnuté extrakciou na zaklade POS tagov

Na sekundarnej vertikalnej osi vidime pocty extrahovanych klicovych vyrazov. Pri jed-
nom vyskyte bol vybrany najvyssi pocet vyrazov, avSak pri podmienke opakovanych vy-
skytov sa tieto ¢isla vyrazne znizujui. Primarna vertikalna os ukazuje jednotlivé hodnoty
presnosti a Uplnosti, pricom je tu znovu videny jav nepriamej tmernosti tychto metrik.
Hodnota dplnosti dosahuje najlepsi vysledok az 70 percent a postupne sa znizuje so spris-
nujicou sa podmienkou minimalneho poctu vyskytov. Naopak presnost sa postupne zvy-
Suje, nepomerne vyssia je vSak miera znizovania hodnoty tplnosti, ¢o indikuje, Ze hoci je
vyssi pocet vyskytov ukazatelom vysSej pravdepodobnosti kltc¢ovosti vyrazu, nejde vsak
o najvhodnejsiu metdodu vyberu, pretoze eliminuje privelké mnozstvo spravnych vyrazov.

Rozdiely vplyvu réznych poc¢tov vyskytov na poéty vybranych kandidatov vzhla-
dom na dlzku textu

Tato analyza bola robend v predchadzajicej casti pre vyber kandidatov podla stop slov,
avsSsak tam bolo potrebné pocitat so skutoc¢nostou, ze viacnasobné vyskyty vyrazov neboli
detekované. To by sa nemalo staf pri pouziti metédy POS tagov, preto je potrebné zistit
aky je rozdiel pri extrakcii vyrazov v dlhych a kratkych publikdcidch v réznych poctoch
vyskytov. Namerané data si prezentované v nasledujucich troch grafoch:
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Obr. 9.6: Vplyv dizky publikécif a hodnot parametrov na dosiahnuté vysledky

Prvy graf zobrazuje poc¢ty extrahovanych klticovych slov pri réznych poctoch vyskytoch.
Pre lepsiu viditelnost je pocet vyrazov pri jednom vyskyte mapovany na sekundarnej ver-
tikalnej osi. Trendové ¢iary su rastice, ¢o ukazuje, ze z dlhsich textov je podla ocakavani
extrahované vacsie mnozstvo vyrazov. Miera rastu sa vsak pri vyssich hodnotach parametru
znizuje, ¢o znamena, ze z dlhsich textov je vyfiltrovany vac¢si pocet vyrazov.

Grafy presnosti potvrdzuju urc¢iti mieru koreldcie medzi po¢tom vyskytov v texte a
pravdepodobnostou, ze je vyraz kltucovy, kedze pri vyssich hodnotach parametra st hodnoty
presnosti vyssie. Trendové Ciary su klesajuce, pricom miera klesania sa zvysSuje pri zvic¢sovani
hodnoty parametra, ¢o na rozdiel od predoslého algoritmu potvrdzuje hypotézu, ze rovnaky
parameter poétu vyskytov ma vyraznejsi efekt na texty kratsich dizok. NemoZnost tdto
hypotézu dokazat v predoslom algoritme je mozné pripisat neschopnosti daného algoritmu
detekovat vsetky vyskyty danych vyrazov.

Toto potvrdzuje aj graf iplnosti, v ktorom je viditelna vyssia miera rastu trendovych ciar
pri zvysujucich sa poctoch vyskytov vyrazov. Znamena to, ze pre dosiahnutie rovnakych
vysledkov vo vsetkych textoch bude potrebné prisposobif hodnotu parametru k rozsahu
textu.
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Uspesnost jednotlivych tagov pri detekcii vyrazov

Tato cast sa zaoberd analyzou tspesnosti vyhladdvania vyrazov jednotlivych tagov vy-
uzitych v algoritme. Nasledujuce grafy znazornuju dosiahnuté vysledky danych tagov pri
roznych hodnotach parametra poc¢tu vyskytov.
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Obr. 9.7: Vysledky dosiahnuté jednotlivymi vzormi tagov

Tagy v jednotlivych grafoch si zoradené od najcastejsie sa vyskytujucich, po najme-
nej casto sa vyskytujice v zozname skuto¢nych klacovych vyrazoch. Prvy graf znazornuje
priemerny pocet extrahovanych vyrazov pre jednotlivé tagy, pricom vysledky pri hodnote
parametru 1 st reprezentované na sekundarnej vertikdlnej osi. Mozeme vidiet, Zze pocty
vybranych vyrazov pre jednotlivé tagy postupne klesaji, ¢o znamen4, ze pomery frekvencii
tagov v texte a v zozname klucovych vyrazov s podobné.

Druhy graf ukazuje hodnoty tplnosti pre jednotlivé tagy a mdézeme v nom vidiet urcity
nepomer tychto hodnot. Hodnota Uplnosti pri jednom vyskyte vyrazu by mala teoreticky
dosahovat hodnotu 100 percent, avsak ako ukazal graf v 9.3, az 20 percent kltcovych vy-
razov sa v texte vobec nenachadza. Toto ¢islo nie je medzi jednotlivymi tagmi rovnomerne
distribuované, a hodnota uplnosti pri jednom vyskyte skor znamené ako velmi bol dany
tag touto nedokonalostou postihnuty a nemusi nutne vyjadrovat jeho vhodnost. Vhodnost
tagov je zistovand mierou znizovania hodnot tplnosti pri vyssich poctoch vyskytov, ¢o indi-
kuje fazsiu detekovatelnost vyrazov danych tagov. Vyrazne najvicsi prepad je zaznamenany
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v tagu NN AA, ktory pri jeho relativne vysokej pocetnosti méze znamenat nepomerne vys-
Sie mnozstvo falosne pozitivnych vysledkov. Druhy vysoky prepad nastal v tagu AU NN,
¢o vsak nemusi byt problémom kvo6li malému poctu vyskytov vyrazov s tymto tagom.

Potvrdzuje sa to aj v grafe presnosti, kde tag s najnizSou mierou rastu je opat NN AA.
Tieto poznatky znamenaju, Ze spravne vyrazy s tymto tagom sa nemusia nutne viac krat
vyskytovat v texte. Tento tag bude teda z findlneho zoznamu tagov odstraneny. Graf tiez
ukazuje, ze hodnota presnosti je nepomerne nizsia pri viacslovnych vyrazoch, a jej zlepsenie
bude predmetom nasledujtcej kapitoly.

Schopnost algoritmu detekovat klicové vyrazy

Podobne, ako aj v algoritme fungujicom na zdklade stop slov je aj tu potrebné zistit
celkovil schopnost detekcie kItcovych vyrazov. Vysledky dosiahnuté tymto algoritmom su
prezentované v nasledujicom grafe:

= Ndjdené
= Nendjdené

= Nedetekované
algoritmom

Obr. 9.8: Vysledky dosiahnuté extrakciou na zaklade POS tagov

Algoritmus méa uspesnost detekcie az 70 percent vsetkych vyrazov. 20 percent vyrazov
sa vsSak v texte menachadza vObec, Co znamend, ze algoritmus nezachytil len 10 percent
vsetkych vyrazov. Toto Cislo je potencidlne mozné znizit pridanim dalsich, menej konvenc-
nych tagov, avSak tychto tagov bude musiet pre vyrazné zvysSenie hodnoty uplnosti byt
pridané relativne velké mnozstvo z dévodu malého poctu existujucich kluc¢ovych vyrazov
pre jednotlivé tagy. Navyse napriek malym navratovym hodnotdm mozu tieto tagy deteko-
vat nepomerne velké mnozstvo falosne pozitivnych vyrazov. Z toho dévodu st dosiahnuté
vysledky s existujicimi tagmi povazované za dostacujuce.

9.3 Porovnanie vysledkov

Poslednou tlohou analyzy je porovnanie jednotlivych algoritmov a vyber toho, ktory dosa-
huje pre potreby programu lepsie vysledky. Prvym bodom bude porovnavanie algoritmov
na zaklade poc¢tu najdenych slov a dosiahnutych hodnoét presnosti a tplnosti pri réznych
hodnotach parametru pocétu vyskytov. Algoritmus vyberu na zaklade stop slov ma tiez
parameter o maximalnom pocte slov vo vyraze, experimenty vsSak ukazali, ze za kazdych
podmienok je najvhodnejsia hodnota tohto parametru tri.
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Obr. 9.9: Porovnanie vysledkov jednotlivych algoritmov

Vidime, ze druhy algoritmus dosiahol vyrazne vyssie hodnoty tplnosti pre vsetky para-
metre, pricom miera klesania iplnosti je u oboch algoritmov relativne rovnaka. Obe algo-
ritmy dosahuju pri vSetkych hodnotach parametrov velmi podobné hodnoty, ¢o dokazuje,
ze vyssia hodnota tplnosti druhého algoritmu nie je zapri¢inend extrakciou vyssieho poctu
slov (Co je v grafe tiez naznacené), ale je dosledkom lepsej schopnosti druhého algoritmu
identifikovat klicové vyrazy.

Algoritmus vyberu kandidatov na zdklade POS tagov vsak ma aj dalsie vyhody, ako su
lepsia modifikovatelnost a flexibilita. Umoznuje jednoducho priddavat a odoberat pozadované
POS tagy pre iné druhy textov a takisto je pre jednotlivé tagy mozné nastavit rézne hodnoty
miniméalneho pocétu vyskytov. Z tychto dovodov bude v algoritme vyuzivany spdsob vyberu
kandidatov na zdklade POS tagov.
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Kapitola 10

Analyza jednotlivych pristupov
skorovania kandidatov

V predoslej kapitole boli analyzované a porovnavané jednotlivé pristupy vyberu kandi-
datov, pricom bolo dokazané, ze lepSie vysledky dosahuje pristup vyberu kandidatov na
zaklade POS tagov. Takisto bol ukazany vplyv parametrov na namerané hodnoty presnosti
a uplnosti, a nepriamu imernost medzi tymito dvoma metrikami. Tato kapitola sa bude
zaoberat roznymi skérovacimi algoritmami vyrazov ziskanych na zaklad POS tagov. Cielom
kapitoly bude porovnanie vysledkov jednotlivych metdd a urcenie, ako budu tieto vysledky
ovplyvnené zmenou parametra minimalneho poctu vyskytov vyrazu.

10.1 Spdbsob porovnavania jednotlivych algoritmov

Spdsoby vypoctu jednotlivych algoritmov st popisané v kapitolach 3 a 4, pricom vysledkom
tychto algoritmov je skére tychto vyrazov. Vyssie skére indikuje vacsiu pravdepodobnost,
ze sa jednd o klucovy vyraz, teda ak by boli jednotlivé vyrazy zoradené podla skore, mala
by byt pri vysokych skére detekovatelnd vyssia hustota spravnych vyrazov. Na zistenie
efektivnosti takychto prediktivnych modelov sa vyuzivaju Lift grafy [18]. Zoznam vyrazov
zoradenych podla skére bude rozdeleny na 10 casti, z ktorych kazda reprezentuje urcita
percentudlnu c¢ast daného zoznamu, teda prva cast zahfnia najlepsich 10 percent vyrazov,
druhd najlepsich 20 percent a tak dalej. V kazdej z tychto casti bude zisteny pocet najdenych
spravnych vyrazov, pricom bez pouzitia akéhokolvek algoritmu oCakavame linedrny rast,
teda prva Cast obsahuje 10 percent spravnych najdenych vyrazov, druha 20 percent atd. Po
pouziti algoritmov by vsak koncentracia spravnych vyrazov mala byt na zaciatku vyssia, ¢o
sa v grafe prejavi strmsim dvodnym rastom hodndt najdenych spravnych vyrazov. Miera
tohto rastu je reprezentovana lift krivkou, pricom vécsia vyska tejto krivky znamena lepsie
dosiahnuté vysledky algoritmu.

10.2 Statistické metédy skérovania dvojslovnych vyrazov

10.2.1 Lift grafy

V sekcii 3.1 bolo predstavenych péat skérovacich algoritmov, ktorych tspesnost bude v tejto
Casti porovnavana. Nasledujice grafy zaznamenavaju lift krivky tychto metdod pri réznych
hodnotach parametra minimalneho poc¢tu klacovych vyrazov:
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Obr. 10.1: Lift grafy statistickych metéd dvojslovnych vyrazov

Uspesnosti jednotlivich metéd budd porovngvané voéi hodnote baseline, ktord méa podla
ocCakavani linedrny rast. Vidime, ze vsetky algoritmy si aspon ¢iastoCne efektivne, pretoze
vo vSetkych pripadoch je krivka lift vyssia ako hodnota baseline. Najlepsie si pocinaju
algoritmy Chi squared a z-score corrected, pricom ich dosiahnuté vysledky s vo vSetkych
pripadoch takmer identické. Ich tspesnost je najvyssia pri hodnote parametra 1, avsak
prvenstvo si zachovavaju vo vSetkych pripadoch. Vidime, ze efektivita algoritmov spravidla
klesa so zvySujicim sa minimalnym poctom vyskytov, ¢o vsak nemusi znamenat, ze st
preferované nizsie hodnoty parametra, pretoze stile nepozname, ako budu pri jednotlivych
algoritmoch ovplyvnené hodnoty tplnosti a presnosti.

10.2.2 Grafy presnosti a tplnosti

Zistili sme, ze jednotlivé algoritmy dosahuju zlepSenie vysledkov, predoslé grafy vsak ne-
ukazuju mieru tohto zlepsenia vzhladom na hodnotu parametra. Buda teda vyhotovené
grafy dosiahnutych hodndt tplnosti a presnosti tychto algoritmov pre jednotlivé hodnoty
parametrov. Hodnoty uplnosti a presnosti budu zistované pre zvysujice sa hodnoty per-
cent najvyssie hodnotenych vyrazov jednotlivych algoritmov. Ako prvé st zobrazené grafy
hodnot presnosti:
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Obr. 10.2: Hodnoty presnosti Statistickych metéd dvojslovnych vyrazov

V grafoch vidime, Zze hodnoty presnosti st najvyssie pri vyberoch malého poc¢tu naj-
lepSie hodnotenych klic¢ovych vyrazov, ¢o potvrdzuje, ze jednotlivé algoritmy st efektivne
v identifikacii klic¢ovych vyrazov. Vidime tiez, ze hodnoty minimalneho poétu vyskytov
maju stale velky vplyv na dosiahnuté vysledky, ¢o sa ukazuje vyraznym zvysovanim hod-
noét presnosti pri zvysujicej sa hodnote parametra.

Nasleduju grafy dplnosti, ktoré ukazuju ako vyrazny je vplyv zmensovania poc¢tu vy-
branych vyrazov na dosiahnuté hodnoty tplnosti. Tieto hodnoty pre jednotlivé algoritmy
pri roznych hodnotach parametru si ukdzané v nasledujucich grafoch:
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Obr. 10.3: Hodnoty tplnosti statistickych metéd dvojslovnych vyrazov

Vidime, zZe jednotlivé algoritmy zlepsuju hodnoty tplnosti oproti hodnotam dosiahnu-
tych pri baseline, pricom tento efekt sa strica so zvysujicim sa po¢tom vybranych vyrazov.
Napriek zlepseniu vysledkov pri pouziti algoritmu st vsak dosiahnuté hodnoty prilis malé
na to, aby mohli byt sic¢asne uspokojené metriky presnosti aj uplnosti. Vyplyva z toho, ze
uzivatel sa stale musi rozhodnuft, ktora z tychto metrik je prenho dolezitejsia. Napriek tejto
skutocnosti je v grafe viditelné, Ze pri odstraneni 30-40 percent vyrazov s najmensim skére
by straty hodnoty tuplnosti boli relativne malé.

10.3 Statistické metédy skérovania trojslovnych vyrazov

10.3.1 Lift grafy

V sekcii 3.2 boli predstavené dve statistické

metédy pre trojslovné vyrazy, ktoré budu

v tejto Casti analyzované. Podobne ako v predchadzajicej Casti popisuju nasledujuice lift

grafy tspesnost jednotlivych algoritmov:
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Obr. 10.4: Lift grafy statistickych metdd trojslovnych vyrazov

V grafe vidime, Ze najvyssia uspesnost bola dosiahnuta algoritmom Poisson-Stirling.

Tato tspesnost klesd so zvysujicom sa hodnotou parametru, ¢o naznacCuje, ze tymto pa-
rametrom boli odstranené niektoré spravne vyrazy. Vyssie hodnoty parametra vsak tiez
odstranuji aj mnoho nespravnych vyrazov, teda vhodnost hladania vyrazov s nizsou hod-
notou parametru sa ukaze az v grafoch presnosti.

10.3.2 Grafy presnosti a tplnosti

V tejto casti sa nachadzaju grafy dosiahnutych hodn6t presnosti a tuplnosti testovanych
algoritmov s réznymi hodnotami parametru. Ako prvé si grafy presnosti:
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Obr. 10.5: Hodnoty presnosti Statistickych metod trojslovnych vyrazov

Hodnoty st opéat najvyssie pri vybere malého mnozstva vyrazov, pricom tato hodnota sa
dalej zvysuje so zvySenim miniméalneho poc¢tu vyskytov vyrazu, ¢o znamena, ze algoritmus
nie je dostatocéne presny na to, aby odvratil nizke hodnoty presnosti zapri¢inené nizkou
hodnotou parametru.

Druhé séria grafov znazornuje hodnoty tplnosti:
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Obr. 10.6: Hodnoty tplnosti statistickych metdd trojslovnych vyrazov

Vysokd uspesnost vyhladdavania spravnych vyrazov algoritmu Poisson-Stirling méa za
nasledok relativne vysoké hodnoty uplnosti aj pri mensich poctoch vybranych vyrazoch.
Tento efekt je menej intenzivny pri vyssich hodnotiach parametru, napriek tomu by vsak
bolo mozné dosiahnut relativne vysoké hodnoty tplnosti pri odstraneni vysokého mnozstva
najnizsie skorovanych vyrazov. Pri velmi nizkych mnozstvach vybranych vyrazov sa vsak
hodnoty tplnosti stéle prilis malé, teda uzivatel sa musi rozhodnit, ¢i je prenho dolezitejsia
hodnota presnosti, alebo tplnosti.

10.4 Zhodnotenie vysledkov statistickych metod

7Z nameranych vysledkov pri dvoj aj trojslovnych vyrazoch vidime, ze Statistickémetody
pouzité na predikciu klacovych vyrazov s efektivne, pricom pri bigramoch si konzistentne
udrziaval najlepsie vysledky algoritmus Chi-squared a pri trigramoch to bol algoritmus
Poisson-Stirling. Hodnoty presnosti a tiplnosti si stale vyrazne ovplyviiované parametrom
miniméalneho poc¢tu vyskytov, teda vyber hodnoty tohto parametra nadalej odzrkadluje ciel
pouzitia tejto aplikacie. Napriek efektivnosti testovanych algoritmov nebol plne potlaceny
vztah nepriamej imernosti medzi tuplnostou a presnostou, z ¢oho vyplyva, ze neexistuje
objektivne najlepsia percentualna hodnota vyberu najlepsie skérovanych kandidatov, tato
volba musi byt robena na zaklade preferovanej metriky pri vybere klticovych vyrazov.
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10.5 Analyza lingvistickych pristupov skérovania kandidatov

Tato kapitola sa zaobera analyzou a porovnavanim lingvistickych metéd skorovania kandi-
datov popisanych v kapitole 4. Testované a porovnavané budu algoritmy TF-IDF a RAKE.
V predoslych kapitolach bolo dokézané, ze frekvencia vyrazu koreluje s vyssou pravdepo-
dobnostou jeho kIuc¢ovosti, avsak je potrebné tiez ukazat, Ze nizsia miera vyskytov v inych
dokumentoch je tiez prediktorom kltucovych vyrazov. Z toho dévodu budu testované okrem
hodnét tf-idf aj hodnoty idf. Ako bolo v predoslej Casti spomenuté, algoritmus TF-IDF po-
trebuje na svoje fungovanie korpus dokumentov, z ktorého je ziskana pocetnost jednotlivych
slov. Na tuto funkciu bude pouzita statistika pocetosti vyrazov spolocnosti Google, ktora
okrem samotnych slov ponika pocetnosti dvoj a trojslovnych vyrazov. Korelacia klticovosti
a nizkej vyskytovosti samostatnych slov je v inych vedeckych publikicidch podrobne doka-
zand, existuju vsak pochybnosti, ¢i to plati aj pre viacslovné vyrazy. Z toho dévodu budua
jednotlivé algoritmy testované samostatne pre rozne pocty slov vo vyrazoch. Viacslovné
vyrazy budu tiez testované s alternativnym sposobom vypoc¢tu IDF, ktoré sa bude rov-
nat priemeru pocetnosti jednotlivych slov vyrazu. Taktiez bude sledovany vplyv parametra
poc¢tu vyskytov na dosiahnuté vysledky jednotlivych algoritmov. Zdrojovy kod algoritmu
RAKE bol prevzaty z [1] a upraveny pre vlastné potreby.

10.6 Lingvistické metédy skérovania jednoslovnych vyrazov

V prvej casti sa budeme zaoberat dosiahnutymi vysledkami pri jednoslovnych vyrazov.
KedZe statistické metody nie si na tieto vyrazy aplikovatelné, lingvistické metody su je-
dinym spésobom ohodnocovania tychto vyrazov. Navyse su jednoslovné vyrazy najpocet-
nejsim typov klacovych vyrazov, preto je dolezité najst vhodny spodsob ziskavania tychto
vyrazov. Na rozdiel od nasledujucich ¢asti nebuda u jednoslovnych vyrazoch vypocitané
alternativne hodnoty IDF a TF-IDF, ktoré boli popisané vyssie, kedze by dosiahli rovnaké
vysledky.

10.6.1 Lift grafy

Podobne ako v predoslych kapitolach bude na porovnavanie jednotlivych algoritmov pouzity
lift graf, ktorého vysledky pre jednotlivé hodnoty parametra st ukdzané nizsie:
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Obr. 10.7: Lift grafy lingvistickych metéd jednoslovnych vyrazov

Vidime, ze najlepsie vysledky vo vsetkych grafoch dosahuje algoritmus TF-IDF, na-
priek celkovej klesajicej t¢innosti algoritmov pri vyssich hodnotach parametra. Algoritmus
RAKE dosahuje tiez detekovatelny lift, avsak jeho uc¢innost vyrazne klesia so zvysujicou
sa hodnotou parametru. Vysledky IDF st nizsie ako TF-IDF, avsak elevacia lift grafu do-
kazuje, ze hodnota IDF koreluje s klticovostou vyrazu. Lift grafy st unikdtne v tom, Ze
jednotlivé algoritmy na konci nedosahuji rovnaké vysledky, ale hodnoty baseline a RAKE
maji na konci najdeny vyssi pocet vyrazov ako IDF a TF-IDF. To je spdsobené nutnos-
tou tychto algoritmov hladat jednotlivé slova v zozname, pricom sa moze stat, ze niektoré
z tychto slov nebudi najdené, ¢o znemoznuje vypocet skore tychto algoritmov. To vsak
nemusi byt nutne negativom, pretoze sa takisto potencidlne znizi pocet falosne pozitivnych
vyrazov, ¢o prispeje k vyssim hodnotam presnosti.

10.6.2 Grafy presnosti a tplnosti

Nasledujice grafy ukazuji hodnoty presnosti dosiahnuté jednotlivymi algoritmami:
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Obr. 10.8: Hodnoty presnosti lingvistickych metéd jednoslovnych vyrazov

Vidime, Ze v najlepSom pripade dosahuji hodnoty presnosti az 20 percent, pricom po-
dobne ako v predoslych castiach st tieto hodnoty vyssie pri vacsich hodnotach minimalneho
poctu vyskytov. Najlepsie si poc¢ina algoritmus TF-IDF, k comu mohla prispiet aj eliminacia
niektorych nespravnych vyrazov. Tato vlastnost vSak mohla dopoméct k nizsim hodnotam
uplnosti, ktoré su popisané nizsie:
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Obr. 10.9: Hodnoty uplnosti lingvistickych metdd jednoslovnych vyrazov

V grafoch vidime, Ze vo vacsine pripadov dosahuje najlepsie vysledky metéda TF-IDF a
jej désledok spdsobu skérovania sa negativne odzrkadluje az pri najvyssich percentach vy-
branych vyrazov. Podobne ako v predoslych algoritmoch, aj tu vidime urcity prepad hodnot
uplnosti pri vyssich hodnotach minimalneho pocétu vyskytov. Opét je mozné z jednotlivych
grafov usudit, ze nie je mozné sucasne dosiahnuf vysoké hodnoty uplnosti a presnosti a
uzivatel si musi vybrat, ktord z nich preferuje.

7 analyzy mdzeme vyhodnotif, Zze vyrazne najlepsSie vysledky vo vécsine pripadov do-
sahuje algoritmus TF-IDF. Jedinou vynimkou moze byf, ak uzivatel pozaduje dosiahnut
¢o najvyssiu hodnotu uplnosti, pretoze tento algoritmus eliminuje niektoré spravne vyrazy.
KedZe neexistuju statistické metody vypoctu skére jednoslovnych vyrazov, bude tento al-
goritmus samostatne pouzity pri zistovani vhodnosti jednoslovnych kandiddtov.

10.7 Lingvistické metédy skérovania dvojslovnych vyrazov

Pri dvoj a trojslovnych vyrazoch bude porovnavané vic¢sie mnozstvo metdd, pretoze budua
pridané alternativne sp6soby vypoc¢tu hodnot IDF na zdklade pocetnosti jednotlivych slov
vyrazu. V predoslej kapitole boli analyzované statistické metdédy vypoctu skoére, ¢o zna-
menad, ze v pripade dosiahnutia dobrych vysledkov lingvistickych metéd bude skiimana
kompatibilita sekvené¢ného pouzitia Statistickych a lingvistickych metdd.
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10.7.1 Lift grafy

Ako obvykle, metédy su porovnavané v lift grafoch, ktoré si znazornené nizsie:
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Obr. 10.10: Lift grafy lingvistickych metdéd dvojslovnych vyrazov

V grafe vidime, Ze najlepsie si poc¢ina metéda RAKE, ktorda dosahuje najvyssi lift, a
zaroven nestraca pocet najdenych vyrazov ako ostatné metody. Lift oproti zakladnej krivke
vidime aj v metédach IDF a TF-IDF s alternativnym sposobom vypoc¢tu IDF, pricom
celkovy rozdiel v najdenych vyrazoch je podobny ako pri jednoslovnych vyrazoch. Pokles
v najdenych vyrazoch je vSak podstatne vyraznejsi v metédach IDF a TF-IDF, kde IDF
bolo ziskané zo statistik dvojslovnych vyrazov, z ¢oho vyplyva, Ze velky pocet vyrazov nebol
vobec najdeny, ¢o ma za nasledok podstatne horsie vysledky tychto metéd. Grafy tiez uka-
zuju, ze ako obvykle sa pri zvysujicej hodnote parametra znizuje efektivnost jednotlivych

algoritmov.

10.7.2 Grafy presnosti a tplnosti

Nasledujice grafy ukazuju dosiahnuté hodnoty presnosti jednotlivych algoritmov:
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Obr. 10.11: Hodnoty presnosti lingvistickych metéd dvojslovnych vyrazov

7 grafoch vidime, Ze vyrazne najlepsie vysledky dosahuje algoritmus RAKE, pricom
v najlepSom pripade ide o takmer 20 percent, ¢o s vysledky porovnatelné so Statistickymi
metédami. Hodnoty IDF a TF-IDF st podobné ako baseline, z ¢oho vyplyva, ze bolo od-
stranené priblizne rovnako spravnych a nespravnych vyrazov. Pri alternativnom sposobe
vypoc¢tu IDF dosahuje spociatku lepsie vysledky TF-IDF, ale pri vyssom poc¢te minimal-
nych vyskytov vyrazov ma lepSie vysledky IDF, ¢o naznacuje, ze pocet vyskytov straca
pri vyssich hodnotach relevanciu ako prediktor kltic¢ovych vyrazov. Napriek dobrym vysled-
kom RAKE je vSak prepad presnosti pri vyssich vybranych percentach vyrazov podstatne
rychlejsi ako u statistickych metddach.

Hodnoty tplnosti st znazornené v nasledujtcich grafoch:
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Obr. 10.12: Hodnoty tplnosti lingvistickych metéd dvojslovnych vyrazov

Vidime, Ze rozdiel v hodnotéach presnosti medzi algoritmom RAKE a zikladnou hodno-
tou je podstatne mensi ako v statistickych metédach, ¢o znova ukazuje, ze algoritmus RAKE
dosahuje dobré vysledky len pri vybere malého percenta vyrazov, a teda v kombindcii so
Statistickou metédou bude mat potencial zlepsit hlavne hodnoty presnosti. Algoritmy IDF
a TF-IDF s alternativnym sposobom vypoc¢tu IDF dosahuji vo vécsine pripadov hodnoty
podobné zakladu, a najhorsie vysledky st dosiahnuté varidciami tychto algoritmov kde IDF
je vypocitané ako pocetnost dvojic z dovodov popisanych vyssie.

Najlepsie vysledky dosiahla vo vSetkych kategériach metéda RAKE, pricom najvyraz-
nejsie rozdiely st viditelné pri nizkych percentach vybranych vyrazov. Z toho dévodu bude
skiimand kompatibilita kombinacie RAKE a statistickej metody Chi-Squared.

10.7.3 Analyza kombinacie algoritmov Ch-Squared a RAKE

Cielom tejto Casti je zistit, ¢i kombinacia najlepsie skérujucich algoritmov Statistickych
a lingvistickych pristupov bude znamenat celkové zlepsenie vysledkov, alebo bude musiet
byt pouzity len jeden z tychto algoritmov samostatne. Zo Statistickych metdéd sa jedna
o algoritmus Chi-Squred a z lingvistickych metdd ide o algoritmus RAKE. KedZe ide o fun-
damentalne rozdielne algoritmy, priemerna hodnota ich skore nemusi byt rovnaka, ¢o moze
mat za nasledok uprednostnovanie algoritmu s vyssou priemernou hodnotou skére. Z toho
dovodu budi jednotlivé hodnoty skére normalizované a nové skére bude tvorené suc¢tom
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tychto hodndét. Vysledky budu zobrazené na lift grafoch, pricom budi porovnavané s vysled-
kami dosiahnutymi jednotlivymi algoritmami. Dosiahnuté vysledky algoritmov pri réznych
hodnotach parametra:
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Obr. 10.13: Lift grafy pri kombinacii metéd Chi Squared a RAKE

7 grafov vidime, Ze kombinacia metdd dosahuje lepsie vysledky len pri nizsich percentéach
vybranych vyrazov, pricom pri ostatnych dosahuje lepsie vysledky Chi-Squared. Konkrétne
sa hranica pri vsetkych hodnotidch parametru pohybuje okolo 20 percent, ¢o znamena,
ze vyuzitie kombindacie jednotlivych algoritmov je efektivne pri snahe uzivatela dosiahnut
vysoku hodnotu presnosti. Pouzity skorovaci algoritmus teda bude rozdielny v zavislosti na
ziadanom pocte percent vybranych vyrazov.

10.8 Lingvistické metédy skérovania trojslovnych vyrazov

Podobne ako pri dvojslovnych vyrazoch boli tieto vyrazy skorované statistickymi metédami,
¢o znamena, ze moze pri dobrych vysledkoch d6jst ku kombinécii tychto metdd.

10.8.1 Lift grafy

Uspesnosti jednotlivich algoritmov st zndzornené v nasledujtcich lift grafoch:

50



700 450
400
> 600 >
8 R 350
< 500 o
= "2 300
1:; 400 1:; 250
- : -
& 300 N 200
S o
2 200 = 2 0
,8 ’8 100
o o
100 50
0 &~ 0
0% 10% 20% 30% 40% 50% 60% 70% 80% 90% 100% 0% 10% 20% 30% 40% 50% 60% 70% 80% 90% 100%
Pocet percent vybranych vyrazov Pocet percent vybranych vyrazov
—@— baseline —0—idf —0—idf alt —@— baseline —0— idf —0—idf alt
tf-idf —@—tf-idf alt —@—rake tf-idf —0— tf-idf alt —@— rake
(a) 1 vyskyt (b) 2 vyskyty
350 300
300
g g 250
g 250 g
S 2 200
5 200 5
g g 150 Lo~
F 150 e o 2
& & 100
% 100 -
S S
& 50 o 50
0 0
0% 10% 20% 30% 40% 50% 60% 70% 80% 90% 100% 0% 10% 20% 30% 40% 50% 60% 70% 80% 90% 100%
Pocet percent vybranych vyrazov Pocet percent vybranych vyrazov
—@— baseline —0—idf —0—idf alt —@— baseline —0—idf —0—idf alt
tf-idf —@—tf-idf alt —@—rake tf-idf —@— tf-idf alt —@— rake
(c) 3 vyskyty (d) 4 vyskyty

Obr. 10.14: Lift grafy lingvistickych metdd trojslovnych vyrazov

Najlepsie vysledky dosiahla podobne ako v predoslom pripade metéda RAKE, avsSak
tieto vysledky sa vyrazne zhorsuju pri vyssich hodnotiach parametru. Takisto vidime, Ze
parameter IDF ziskany alternativnym spésobom ma pri trojslovnych vyrazoch takmer nu-
lovt korelaciu s kItuc¢ovostou vyrazu z dévodu podobnosti priebehu so zédkladnou krivkou, a
teda vyssi lift metédy TF-IDF je mozné pripisat len hodnote TF. Ziskavanie hodnoty IDF
z pocetnosti trojslovnych vyrazov ma za nasledok este vyssi pocet nendjdenych vyrazov ako
dvojslovné vyrazy, kvoli comu dosiahol algoritmus zlé vysledky.

10.8.2 Grafy presnosti a tplnosti

Dosiahnuté hodnoty presnosti st znidzornené v nasledujuicich grafoch:
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Obr. 10.15: Hodnoty presnosti lingvistickych metdd trojslovnych vyrazov

Prekvapivo najvyssie hodnoty st dosiahnuté v algoritmoch IDF a TF-IDF, ¢o znamena,
ze 7z kandidatov bol odstraneny vac¢si pocet nespravnych ako spravnych klucovych vyrazov.
Zlepsenie presnosti sa vsak pohybuje okolo hodndt 1-2 percent, ¢o je prilis méalo, hlavne
v porovnani so Statistickymi metédami. Navyse sa da z lift grafu predpokladat vysoky
prepad hodndét tplnosti v tychto metdédach. Ostatné algoritmy maji z dévodu malej miery
zvysenia lift len mierne lepsie hodnoty presnosti oproti zékladnej hodnote.

Nasledujice grafy obsahuji hodnoty uplnosti jedotlivych algoritmov:
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Obr. 10.16: Hodnoty tplnosti lingvistickych metéd trojslovnych vyrazov

Podla oc¢akavani vidime vyrazny prepad hodndt tplnosti u metéd IDF a TF-IDF z do-
vodu vysokého percenta elimindcie spravnych vyrazov. Algoritmus RAKE ukazuje urcité
zlepsSenie hodnot oproti zékladu, ide vSak o relativne malé percento, hlavne v porovnani so
Statistickymi metédami. Algoritmy IDF a TF-IDF s alternativnym spésobom vypoc¢tu IDF
ukazuju pri nizsich percentdch mierne zlepsenie a naopak pri vyssich percentidch mierne
zhorsenie vysledkov, pricom ich celkovd miera predikcie kltuc¢ovych vyrazov je relativne
nizka.

V nameranych vysledkoch vidime, ze metdda ktora dosiahla najlepsie vysledky je RAKE,
teda bude testovand jej kombindcia so Statistickou metédou Poisson-Stirling.

10.8.3 Analyza kombinacie algoritmov Poisson-Stirling a RAKE

Podobne ako u dvojslovnych vyrazoch budua testované a porovnavané vysledky kombinacie
najlepsie fungujicej statistickej a lingvistickej metédy, konkrétne Poisson-Stirling a RAKE.
Skére bude opét vypocitané si¢tom normalizovanych hodnot ¢iastkovych skére jednotlivych
metdd. Dosiahnuté vysledky si ukdzané na nasledujucich grafoch.
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Obr. 10.17: Lift grafy pri kombinacii metéd Poisson-Stirling a RAKE

Grafy ukazujd, ze najvyssi lift dosiahol vo vSetkych pripadoch algoritmus Poisson-
Stirling, z ¢oho vyplyva, Ze jeho kombinacia s algoritmom RAKE nie je vhodnd a teda na
vypocet skére trojslovnych vyrazov bude vyuzivany len Statistickd metdéda Poisson-Stirling.
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Kapitola 11

Dosiahnuté vysledky

Vysledkom préace je program napisany v jazyku Python, ktory vykondva automaticki ex-
trakciu klac¢ovych vyrazov z ceskych textov. Na obrazku 6.1 st zobrazené dosiahnuté vy-
sledky presnosti a tplnosti réznych algoritmov na rozdielnych korpusoch v anglickom ja-
zyku. Vysledky sa vzhladom na testovany korpus vyznacuju velkou variabilitou v dosiahnu-
tych hodnotach, ¢o indikuje vysoki mieru ovplyvnitelnosti dosiahnutych vysledkov vyberom
korpusu. Vytvoreny algoritmus nie je mozné testovat na tychto korpusoch, a teda porovna-
nie vysledkov bude mat len orienta¢ny charakter. Dosiahnuté vysledky presnosti a tplnosti
pri rasticich hodnotach parametra st zobrazené na nasledujicom grafe:
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Obr. 11.1: Zavislost dlzky textu od poctu kluc¢ovych vyrazov

Na grafe vidime, ze medzi hodnotami iplnosti a presnosti existuje nepriama imernost,
pricom presnost v najlepSom pripade dosahuje 23 percent a tuplnost 78 percent. Dosia-
hnuté vysledky st porovnatelné s vysledkami dosiahnutymi v anglickych textoch, st vsak
testované len na jednom korpuse, preto je tazké posudit variabilitu vysledkov na inych roz-
sahoch textov a inych spésoboch manualneho vyberu klucovych vyrazov. Z vysledkov je
mozné konstatovat, Zze implementované algoritmy si efektivne pri identifikacii klacovych
vyrazov a takisto aj pri predikcii ich klticovosti vypoctom skére.
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Kapitola 12

Zaver

Cielom préace bolo zoznamit sa s moznostami automatického vyberu klacovych vyrazov,
zhromazdif literattru na ich testovanie, analyzovat a porovnat jednotlivé metody a vytvorit
nastroj pre automaticky vyber klticovych vyrazov. Boli skimané rozdielne sposoby vyberu
kandidatov a takisto aj rozne Statistické a lingvistické metody skérovania tychto kandidatov.
Jednotlivé metédy boli analyované rdéznymi kritériami, konkrétne porovnavanim hodnot
uplnosti a presnosti a analyzou kriviek v lift grafoch.

Na zéklade analyzy boli vybrané najvhodnejsie metédy pre jednotlivé fazy programu,
konkrétne vyber kandidiatov je realizovany na zaklade POS tagov, u jednoslovnych kan-
didatov bolo skére pocitane pomocou lingvistickej metédy TF-IDF, dvojslovni kandidati
vyuzivaju Statistickii metédu Chi-Squared, ktort podla pozadovanych podmienok vystupu
mozu kombinovat s lingvistickou metédou RAKE, a skére trojslovnych vyrazov je pocitané
pomocou metddy Poisson-Stirling.

12.1 Mozné vylepsenia

Ako vo vSetkych projektoch, aj v tomto existuji mozné vylepsSenia funkcionality programu.
Prvou moznostou je implementéacia a testovanie vic¢sieho mnozstva POS tagov, ¢o by mohlo
maft za nasledok vacsi pocet ndjdenych vyrazov. Program bol implementovany spdsobom,
ktory podporuje jednoduché priddvanie a odoberanie POS tagov. Vytvorenie lepsich IDF
statistik jednotlivych slov a vyrazov by mohlo prispiet k zlepseniu vysledkov algoritmov
IDF a TF-IDF. Pre vierohodnejsie vysledky by bolo potrebné zhotovit robustnejsi korpus
ceskych publikécii pre testovanie, a takisto objektivnejsie manudlne vytvorené zoznamy
kldcovych vyrazov. V neposlednom rade je potrebné testovat a porovnavat nové metddy
extrakcie klucovych vyrazov.
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Prilohy
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Priloha A

Manual

V tejto prilohe je popisana instalacia potrebnych balikov a spustenie aplikacie. Predpoklada
sa, Ze je nainStalovany Python verzia 2.7. V nasledujtcej Casti je popisand inStalacia balikov
potrebnych pre spustenie.

Instalacia potrebnych balikov

e Morphodita: sudo pip install ufal.morphodita

e Six: sudo pip install six

Format spustenia

python extract.py <filename> [-c <int>] [-p <int>]

Vysvetlenie parametrov

e <filename>: Meno suboru, v ktorom bude prebiehat extrakcia kltucovych vyrazov.
Stubor je v plaintext formate.

e —c <int>: Nepovinny parameter. Urcéuje minimalny pocet vyskytov vyrazov, aby
mohli byt zaradené medzi kandidatov. Minimalna hodnota parametru je jeden. V pri-
pade vynechania parametru pracuje program s hodnotou dva.

e -p <int>: Nepovinny parameter. Oznacuje, aky pocCet percent vyrazov s najvyssim
skére bude selektovany. Minimélna hodnota parametru je 1 a maximalna je 100. V pri-
pade vynechania parametru pracuje program s hodnotou 100.

Priklad spustenia

python extract.py text.txt -c 2 -p 10

Vystupom programu je subor <filename>.keys obsahujtci zoznam extrahovanych kli-
¢ovych vyrazov podla vybranych parametrov. V pripade, Ze ma parameter -p hodnotu
medzi 1 a 20, je pre vypocet skore dvojslovnych vyrazov pouzitd kombinacia algoritmov
Chi-Squared a RAKE, v ostatnych pripadoch je pouzity len algoritmus Chi Squared.
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Priloha B

Obsah CD

e zdrojové subory implementovaného nastroja v adresari \src\
e siibor dokumentécie BC.pdf
e zdrojové subory dokumentacie v adresari \doc\

e siibor plagatu poster.pdf
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