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Abstrakt

Bakalarska prace se zabyva neuronovymi sitémi pouzivanymi k predikci ¢asovych rfad. Jde
zejména o dopfednou neuronovou sit s algoritmem udeni zpétného $ifeni chyby, neuronovou
sit s radidlnimi b4dzovymi funkcemi a neuronovou sit vy$siho fadu. Jsou provadéna méieni
ruznych parametri téchto siti a jejich srovnani. Testovani je provadéno na ¢asovych Fadach
historickych cen finanénich trhd. Struéné jsou zminény dalsi typy neuronovych siti a jiné
metody predikce finan¢nich trhi.

Abstract

Bachelor’s thesis studies neural networks that are used for time serie prediction. Particularly
it is feedforward neural network with backpropagation learning algorithm, neural network
with radial basis functions and higher order neural network. Various parameters of these
networks are tested and comparised. Testing is performed on time series of historical prices
of financial markets. Other neural networks and other forecasting methods of financial
markets are mentioned briefly.
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Kapitola 1

Uvod

V poslednich desetiletich v souvislosti s rozvojem védy a techniky je mozné predpovidat
nékteré jevy s pomérné velkou mirou tspé&snosti. Kazdy zna napiiklad predpovéd pocasi. Je
zalozena na slozitych matematickych simula¢nich modelech. Uspésnost predpovédi pocdasi
na dalsi den je pomérné vysoka, ale s vyhledem do dalSich dnti pfesnost predpovédi klesa.
Tato prace se bude zabyvat predpovédmi, které vyuzivaji neuronové sité.

Teorie a navrh umélych neuronovych siti vyznamné pokrocily v poslednich 25 letech.
Mnoho z tohoto pokroku mé dopad na zpracovani ¢asovych fad. Oproti tradi¢nim linedrnim
modelim jsou neuronové sité nelinedrnimi modely. Maji schopnost uceni se s ucitelem i bez
néj, umi univerzalné aproximovat funkce, coz je déla velmi vhodnymi pro feSeni slozitych
problémi v oblast zpracovani signalti. Umélé neuronové sité jsou statistické modelovaci
nastroje, které maji siroké pole aplikaci, véetné predikce ¢asovych fad. Pfedpovidat je mozné
spotfebu energie, riziko lékafského zakroku, ekonomické a finan¢ni predpovédi, pripadné
predpovédi chaotickych ¢asovych fad. V mnoha pripadech tyto modely dosahovaly lepsich
vysledkl nez jiné ptistupy [4].

V oblasti predpovédi dosahly modely zaloZené na neuronovych sitich urcitych tspéchi.
Naptiklad Moody, Levin a Rehfuss [9] v roce 1993 presvédéivé demonstrovali prevahu pred-
povédnich technik zaloZenjch na neuronovych sitich, kdyz predpovidali nékteré ukazatele
ekonomiky USA. Hutchinson, Lo a Poggio [5] ukézali, Ze jejich neuronovéa sit zalozend na
cenovém modelu prekonava Black-Scholestiv model v dennim pohybu cen na indexu S&P.
Giles, Lawrence a Tsoi [3] nasli vyznamné predpovédni schopnosti v dennim vyvoji devizo-
vych burz diky svym modeltim, které byly zalozeny na neuronovych sitich [4].

V komerc¢ni praxi je ovSem situace jina. Pfestoze mnoho organizaci vyvijelo tsili o vyu-
ziti technologii zaloZenych na neuronovych sitich, tak jen malému mnozstvi spole¢nosti se
podafilo uspét. Pritom praveé nejvétsi sponzori vyzkumu neuronovych siti jsou finanéni spo-
le¢nosti. Tyto korporace zkoumaji vSechny nové moznosti, jak zvysovat sviij zisk. Uspésné
spolec¢nosti Casto investovaly obrovské zdroje do testovani svych neuronovych siti. Tyto
vysledky ovSem byly dobré jen pro jejich konkrétni potfeby. Mnoho téchto FeSeni je proto
v soucasnosti uzavienych. Soucasné je nabizeno pomérné velké mnozstvi placenych pro-
gramu, které se predikci pomoci neuronovych siti zabyvaji [0].

Prace je ¢lenéna do nékolika kapitol. Prvni kapitoly jsou vénované vybranym typtm
siti, jejich strukturdam a uceni. Budou popsany dopfedné neuronova sit s algoritmem udeni
backpropagation (2) a neuronové sit s radidlnimi bazovymi funkcemi (3). Ostatnimi typy
jako siti, kterymi jsou napiiklad Jordanova, Elmanova nebo neuronova sit vyssiho radu, se
tato prace bude zabyvat jen struéné (4), protoze pro predikci finanénich trhi se pouzivaji dle
literatury méné casto [6]. Kapitola vénujici se predikci (5) se zabyva modelovanim ¢asovych



fad, predikci Casovych fad a také kratce zminuje jiné metody predikce nez pomoci neuronové
sité. V kapitole Implementace jsou zminény nékteré simuladtory neuronovych siti pouzitelné
pro predikce, ale hlavné je popsana vlastni aplikace, s nizZ byly provadény experimenty.
V kapitole experimentti (7) jsou provedena méfeni vybranych parametr neuronovych siti,
spolu s porovnanim vysledkii pomoci tabulek a grafti. Na zévér (8) préce je provedeno
zhodnoceni vysledku a diskuze dal$ich moZnosti vyvoje. V praci je jesté jednoduchy manuél
k aplikaci a popis obsahu CD.

Cilem prace je méfeni parametri neuronovych siti a implementace aplikace, kterd bude
tato méreni umoziovat.



Kapitola 2

Neuronova sit backpropagation

Tato kapitola se zabyva popisem neuronové sité backpropagation (dale BP), popisem jejich
jednotlivych ¢asti, z nichz se sklada. Zabyva se také algoritmy uceni a parametry, které
ovliviiuji kvalitu uceni. Pro uceni se pouziva algoritmus zpétného Siteni chyby, odtud plyne
ponékud nepiesné i nazev této sité. Nékteré sekce, tykajici se napriklad pripravy dat, se
vztahuji i k dal$im typtim neuronovych siti.

2.1 Popis sité

v s

oznacuje jako vicevrstva perceptronova sif (multilayer perceptron — MLP). S dostateénym
poc¢tem neuronil skryté vrstvy je pouzitelnd jako univerzalni prostiedek pro aproximaci
funkei [4]. Tato neuronové sit se sklddd z nékolika druhti vrstev, schéma struktury je na
obrazku 2.1.

vstup skryté vrstvy  vystupni
vrstva

Obréazek 2.1: Dopfedna neuronova sif, obrazek prevzat z [13]

Vstupni vrstva slouzi jen k distribuci vstupnich hodnot do vSech neuronti dalsi vrstvy.
Pocet vstupi neuronové sité je volitelny a zalezi na povaze tlohy. Nasleduje obvykle jedna,
ziidka vice skrytych vrstev slozenych z neurond schopnych uceni. Vrstva se nazyva skryta,
protoze nejsou vidét hodnoty vystupt jejich neuront. Vystupy jedné vrstvy jsou distribuo-
vany vSem neuronum nasledujici vrstvy. Pocet skrytych neuronii zévisi na feSeném problému



a bude predmétem méfeni. Posledni vrstva je vystupni, slozena pro ucely predikce nejcastéji
z jednoho neuronu. Pouziti vice neuront na vystupu nemad prakticky vyznam, protoze vy-
stupy se vzajemné nemohou ovliviiovat a je jednodussi zpracovani vzorkt ¢asové rady po
jednom, nez po dvojicich, pfipadné jinych n-ticich [6].

2.2 Neuron

Umeély neuron je zakladnim stavebnim prvkem neuronovych siti. Oproti biologickému neu-
ronu ma jiné vlastnosti. Skuteény neuron pracuje na zakladé chemickych reakci a slabych
elektrickych signali. Umély neuron je matematicky model a jeho ¢innost lze snadno popsat
vzorcem, coZ je velmi vyhodné pro zpracovani na pocitacich. Neuron mé 1 aZ n vstupu a
jeden vystup. Lze jej popsat rovnici [13]:

y = f(u) = f(u(Z)) (2.1)
kde je
T vektor vstupnich hodnot,
u bazova funkce,
f aktiva¢ni funkce

Existuje specialni pfipad umélého neuronu, ktery se nazyva perceptron. Je to nejjed-
nodussi neuronova sit obsahujici jeden neuron s prahovou aktivacni funkci a je pouzivdna
jako jednoduchy linearni klasifikator. Perceptron je schopen rozdélit body v hyperprostoru,
pokud jsou tyto body linedrné separovatelné [13].

2.2.1 Bazova funkce

Bézova funkce prevadi 1 az n vstupt (Z) neuronu na hodnotu u(z), kteréd je pouzita jako
vstup aktivacni funkce. Kazdy vstup méa svou vahu. V neuronové siti BP je pouZita linearni
bazova funkce. Jde o jednoduchy skalarni soucin. Vztah pro vypocet linedrni bazové funkce
je prevzat z [4].

n
u = wo + Zwizni (2.2)
i=1
kde je
T vektor vstupnich hodnot,
w vektor vah jednotlivych vstupu

Na obrazku 2.1 je mozné vidét, ze ke vSem neuronim skryté a vystupni vrstvy je vyveden
jeden vstup navic o hodnoté konstantni 1, ve vzorci ma vahu wg. Tento vstup zlepsuje uceni
neuronové sité. V pripadé, Ze na vstupu neuronové sité by byly samé hodnoty 0, pak by
se nebyla schopné nic naucit. V ptipadé, ze by tento vstup nebyl pritomen, dochéazelo
by k pouze otaceni hyperplochy ve stfedu hyperprostoru. Tento prahovy vstup umoziuje
posunuti hyperplochy.

2.2.2 Aktivaéni funkce

Existuje nékolik druhii aktiva¢nich funkci. Pro ucely klasifikace se pouziva skokovéa aktivacni
funkce. Pro potfebu zpracovani ¢asovych fad se ovsem vyuzivaji vhodnéjsi aktivacni funkce,



které jsou spojité. Tabulka 2.1 se snazi priblizit nejéastéji pouzivané aktivac¢ni funkce. Je
zde taktéz uvedena i jejich derivace, kterd je pouzivana pii uceni sité. Tabulka je prevzata

z [4].

Nazev Predpis funkce Derivace funkce
Sigmoida f(u) = = = f)L— f(w)
Hyperbolicky tangens f(u) = tanh(u) % =1—[f(u)]?
Linearni funkce flu)=au+b % =a
Prahova funkce flu) = {1 u>0; Derivace neni pro u = 0.
-1 u<0.

Tabulka 2.1: Aktivacni funkce a jejich derivace

2.3 TUceni

Pro uceni dopfedné sité je pouzivan algoritmus zpétného sireni chyby. Nejprve bude vysvét-
leno uceni jednoho neuronu, nasledné celé sité. Celé odvozeni algoritmu backpropagation
lze nalézt v literatufe [4, 13].

2.3.1 Uc¢eni neuronu

Uceni probihé jako nastavovani synaptickych vah neuronu. Na pocatku jsou vahy iniciali-
zovany nahodné. Jejich dalsi zména je popsana vzorcem [4]:

K
wi(t+1) = w;t) +1 Y 6(k)wi(k) (2.3)
k=1

wj je vaha i-tého vstupu neuronu, 7 koeficient uceni, d(k) je chybovy signéal. Pokud je
pouzita aktiva¢ni funkce sigmoida, pak pro vypocet chybového signalu d(k) plati:

- -

o(k) [d(k) —y(K)] - y(k) - [1 —y(k)] (2.4)

2.3.2 Uceni sité

Aby neuronova sit byla schopné se ucit, pak je nutné sestaveni trénovaci mnoziny. Ze vzorku
je pomoci metody ¢asového okna, ktera je vysvétlena v podkapitole 5.3, vytvofena mnozina
dvojic (i,8), kde i je vstupni vektor a & je vystupni vektor.

Nejprve je vlozen vstupni vektor na vstup neuronové sité. Pro vSechny neurony skryté
vrstvy je spocitan jejich novy vystup. Tento vystup skryté vrstvy je pfipadné poslan dalsi
skryté vrstvé, pokud je skrytych vrstev vice, nebo rovnou vystupni vrstvé. Nakonec je
na vystupu sité ziskdna nova hodnota. Je vypoctena chyba odectenim nového vystupu od
pozadovaného vystupu. Tato chyba se spocitd zpétné pro dalsi vrstvy. Pro kazdou vazbu
(synapsi) je nastavena nova vaha v zavislosti na velikosti chyby a to zpétné od vystupni
vrstvy k prvni skryté vrstvé. Tento postup se opakuje pro vSechny prvky trénovaci mnoziny.

Jedno uceni celé trénovaci mnoziny se nazyva epocha. PocCet epoch uceni muze byt
stanoven napevno nebo je mozné, aby se uc¢eni ukoncilo samo v pripadé ristu chyby. Chyba
je na pocatku velka a pri sprévném uceni s rostoucim poctem epoch klesa. Nasledujici vztah



[4] slouzi pro tpravu vah neuronu v kontextu celé sité. Ve vzorci je rovnéz pro zlepSeni
kvality uceni priddno momentum «, divod pro tento parametr je v podkapitole 2.4.2.

K
wh(t+1) = wh(t) +nY_ 6 (k)yy ™ (k) + alwfi(t) — wh(t - 1)] (2.5)
k=1

2.4 Parametry ovliviiujici uéeni

Existuje nékolik parametri, které byly jiz byly zminény a které ovliviiuji kvalitu a rychlost
uceni. Jejich konkrétni nastaveni zavisi na konkrétni iloze a na trovni znalosti a zkuSenosti
navrhéafe neuronové sité.

2.4.1 Koeficient uceni

Koeficient uceni ovlivituje predevsim rychlost uceni. Mensi koeficient znamend pomalejsi,
ale kvalitnéjsi uceni a naopak. Koeficient uceni je nutné nastavovat v intervalu (0, 1). Dle
literatury [4] je vhodna hodnota z intervalu (0,3). Nékdy je vhodné hodnotu koeficientu
béhem uceni postupné snizovat.

2.4.2 Momentum

Zmeéna vahy neni fizena pouze aktualni zménou, ale i pfedchozi zménou s mensi intenzitou,
coz dodava uceni jistou setrvacnost. Momentum se pridava do rovnice pro zménu vahy, aby
se predeslo uviznuti v lokdlnim minimu. Parametr momenta lezi v intervalu o € (0, 1). Casto
se voli velikost momenta vétsi nez koeficientu uceni, literatura [4] doporucuje (0, 6;0,9).

2.4.3 Pocet epoch

Pocet epoch je jiny nazev pro pocet iteraci uceni. Jedna epocha predstavuje jedno uceni
vSech trénovacich zaznami z trénovaci mnoziny. Maly pocet epoch mize znamenat malé
nauceni sité, naopak velky pocet epoch muze zpusobit pfetrénovani. Na spravny pocet
epoch pro konkrétni parametry sité i data se d4 prijit experimentalné, prfipadné je mozné
pomoci vhodného algoritmu zastavit uceni v dobé, kdy zacina riast opét chyba. Jednim
z pouzitelnych algoritmt je kiizové ovéfovani spréavnosti (Cross-validation).

2.4.4 Podateéni nastaveni vah

Pocatecni nastaveni vah je klicové pro uceni sité. Jako vahy se nejcastéji pouzivaji pseu-
donahodni ¢isla v rovnomérné rozlozeni. Dulezita je spravny rozsah generovanych hodnot.
Obvykle se pouzivaji hodnoty z intervalu (—0.5,0.5). Pro urceni rozsahu lze pouzit také
nasledujici interval <—%, %), kde n znadi pocet vstupti neuronu, jehoz vahy se nastavuji

[13].

2.4.5 Podet vrstev sité

Obvykle stac¢i jedna skryté vrstva neuront. Vice skrytych vrstev vétSinou nedava lepsi
vysledky, naopak muzZe vést k delSimu uceni a pretrénovani sité. V praxi se muZzeme obcas
setkat se dvéma skrytymi vrstvami, vétsi pocet vrstev se pouziva ziidka [0].



2.4.6 Pocet skrytych neuroni

Neexistuje univerzalni pravidlo pro uréeni vhodného poctu skrytych neuront. Je potfeba
volit experimentalné v zavislosti na konkrétnim problému. Obecné plati, ze maly pocet skry-
tych neuront neumozni siti se trénovaci data dostateéné naucit a naopak prili§ velky pocet
skrytych neuront oslabuje schopnost zevSeobecniovani, vede k pretrénovani sité. Pretréno-
vani nastava v pripadé, kdy neuronovd sit m4 prilis maly pocet trénovacich dat vzhledem
k poc¢tu skrytych neuroni. Méa sklony pamatovat si kazdy samostatny vstup namisto zevse-
obectiovani [6].

2.5 Priprava dat

Pro zpracovani neuronovou siti je vhodné si nachystat data. Je nékolik zpiisobi pfipravy
dat, které mohou ovlivnit chovani sité. Velké hodnoty se napiiklad neuronové sité Spatné
uéi. Velmi velké hodnoty mohou zastinit vyznam velmi malych hodnot. Casto nam uceni
znehodnocuje trendovéa slozka signalu, nebo jiné sezénni vlivy.

2.5.1 Normalizace dat

Normalizace dat nebo také standardizace dat je provadéna vzdy, jelikoZz neuronové sité
pracuji v malych intervalech oproti dattim libovolné velikosti v ¢asovych fadaich. Casové
fady mohou obsahovat libovolné hodnoty, ale neuronové sité vnitiné pracuji s malymi roz-
sahy. Vstupy se transformuji do intervalu (—1,1), protoze sigmoidélni aktiva¢ni funkce ma
v tomto intervalu nejvétsi zménu hodnot. Vystupy neuronové sité se transformuji do inter-
valu (0, 1), coz je obor hodnot sigmoidy. Tyto transformace se nazyvaji normalizace, nékdy
také standardizace. Neuronové sif pracuje s normalizovanymi daty, vystupy neuronové sité
je pak nutné zpétnym zpusobem denormalizovat, abychom ziskali hodnoty v puvodnim
rozsahu. Vzorce jsou prevzaty z [10].

Vstupy je vhodné normalizovat na stied 0 a smérodatnou odchylku 1. Timto postu-
pem doséhneme pozadovaného intervalu (—1,1). Pro vypocet jsou pouzity vSechny vstupni
hodnoty trénovaci mnoziny.

? = — (2.6)
1 N
I = N;:r (2.7)
1 N
= ﬁ;(:rl—:r)z (2.8)

kde z jsou vstupy,

2’ normalizované vstupy,

T aritmeticky pramér vstupt,
o smérodatna odchylka vstup1,
N pocet vstupi.



Normalizace vstupl je pocitdna z minima a maxima z vystupnich hodnot trénovaci

mnoziny.
y/ _ Y — Ymin (2‘9)
Ymaz — Ymin

y vystupy,
v’ normalizované vystupy,
Ymin Dejmensi vystup,
Ymaz NEJVELSI vystup.

2.5.2 Diference dat

Jednou z oblibenych technik pfipravy dat je vypocet diference Casové rfady. Diference
spociva v odeéteni hodnot sousednich vzorku ¢asové fady, viz vztah (2.10). Misto s pi-
vodnimi daty pracujeme s jejich zménou. Diference eliminuje konstantni trend, coz je jedna
z hlavnich vyhod. Zv1asté na financnich trzich nés zajima spiSe rast nebo pokles trhu, nez
konkrétni nova hodnota trhového indexu. Pfi pouzivani diference je potfeba postupovat
opatrné, protoZze pokud je v signalu néjaka dilezitd informace uloZenéd s malou frekvenci,
pak muze byt tato informace ztracena [3].

y'(t) =yt) -yt —1) (2.10)
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Kapitola 3

Neuronova sit s radialnimi
bazovymi funkcemi

Tato kapitola se zabyva zdkladnim popisem neuronovych siti s radidlnimi bazovymi funk-
cemi. Jsou zde vysvétleny zakladni algoritmy uceni této sité. Tato neuronova sit aproximuje
kiivku lokalné pomoci hyperkouli na rozdil od ptfedchozi sité BP, ktera aproximuje globalné
pomoci hyperploch.

3.1 Popis site

[
by
.r'\ .
vstupni  skryta vrstva vystupni
vrstva (RBF) vrstva

Obréazek 3.1: Struktura RBF sité, obrazek prevzat z [13]

Struktura této sité je na obrazku 3.1. M4 tfi vrstvy. Prvni je vstupni vrstva, druhé je
skryta vrstva s RBF neurony, tfeti je vystupni vrstva s jednim linedrné bazovym neuro-
nem a linearni aktivacni funkci. Je podobna dopredné siti, ale li$i se chovanim neuront
a také odlisnym postupem uceni. Ve vrstvé s RBF neurony je pouzivina radidlni bazova
funkce. Pocité euklidovskou vzdalenost vstupniho vektoru (bod v hyperprostoru) od stfedu
hyperkoule v hyperprostoru. Obecné 1ze popsat RBF sit nasledujicim vztahem [4]:
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np
y=wo+ Y wif(|& - ) (3.1)
i=1
kde f jsou radialni bazové funkce, w; jsou vahy vystupni vrstvy, wg je vaha prahového
neuronu, Z je vstup neuronu, ¢; jsou stfedy patiici bazovym funkcim, n; je pocet bazovych
funkei v siti a ||| znaéi euklidovskou vzdalenost.
Euklidovska vzdalenost se po¢ita nasledujicim vztahem [13]:

n

Z (:EZ — Ci)2 (3.2)

i=1

Uk

Existuje nékolik druhi pouzivanych radidlné bazovych funkei [11]:

e Gaussova funkce ,
—(z—c)

fla) = e m (3.3)
o Multikvadratické funkce
f@)=+/(x —c)2+r2 (3.4)
e Inverzni multikvadratickd funkce
1
f(z) = Tt (3.5)
1+ =
e Cauchyho funkce
1
fla)= ——/—— (3.6)

- )2
1 (IT;)

Na obrazku 3.2 jsou jednotlivé radidlni bazové funkce, pro které platic=0ar =1. Ve
vystupni vrstvé je jeden neuron, do néhoz jsou privedeny vystupy vSech RBF neuronu. Je
v ném pouzita linedrni bazova funkce a linearni aktiva¢ni funkce [13]:

ni ni
Vi == Y wiktk = wjo + ) wikyk (3.7)
k=0 k=1

3.2 Ucdeni

Uceni této sité se lisi od dopfedné neuronové sité. Je potfeba nastavit tfi druhy parametrt.
Pro kazdy RBF neuron skryté vrstvy je tfeba nastavit soufadnice stfedu hyperkoule ¢ a
polomér této hyperkoule o. Kazda takova hyperkoule v hyperprostoru odpovida jednomu
RBF neuronu. Ve vystupni vrstvé je potfeba nastavit vahy vystupniho neuronu.

Nejprve jsou vhodnym postupem jednorazové zvoleny stfedy hyperkouli a jejich po-
loméry. Teprve potom je pouzit algoritmus pro Upravu vah, ktery uZz upravuje jen vahy
vystupni vrstvy. Stfedy hyperkouli je moZzné zvolit ndhodné z trénovaci mnoziny. Je ovsem
vhodné pouzit néjaky algoritmus pro zjisténi stfedu hyperkouli, v této praci je pouzit algo-
ritmus K-means.
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1 1 1
0 -2 0 2

Obréazek 3.2: Radialni bazové funkce — multikvadraticka (fialovd), inverzni multikvadraticka
(¢ervend), Cauchyho (tyrkysovd), Gaussova (zelend), obrazek prevzat z [11]

3.2.1 Algoritmus K-means

Vstupy neuronové sité je mozné si predstavit jako souradnice bodu v n-rozmérném hy-
perprostoru, kde n je pocet vstupi. Jeden takovy bod je tedy n-rozmérny vektor & =
Tlxy,x9,. .., 2,]. Algoritmus K-means [14] se snazi nalézt shluky téchto bodii. Pocéet hleda-
nych shluki odpovida po¢tu RBF neuroni a v algoritmu je oznacen pismene k. Predpoklada
se, ze je mozné rozdélit do shlukii vSech p vektort z trénovaci mnoziny T' = {7, 23, ..., 2p}.

Vv

1. Inicializuj k prototypt, naptiklad ndhodné vybrané rizné vektory z trénovaci mnoziny:
Ej = fpaj € <17k>7p € <17P>

2. Opakuj pro kazdy vektor ; z trénovaci mnoziny: Pfifad tento vektor do shluku

Cj,j € (1,k), jehoz prototyp ¢; méa od vektoru #;, nejmensi vzdalenost:

|%p — €| < |ap — €l

koncovych bodu vSech vektort, které jsou k tomuto shluku pravé pfitazené (necht n;
je pocet téchto vektori):
Zfi ec; Ti

nj

—

Cj

4. Vypocitej chybu aktualniho stavu shlukovani:

k
E=Y) Y l-af

j=14;€C;
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5. Pokud chyba E klesla, nebo pokud byl néktery vektor pfifazen k jinému shluku, vrat
se na bod 2.

Po nalezeni t&zist shlukil je potieba spoc¢itat polomér hyperkoule, coZ je odchylka vSech
bodi patficich shluku od jejich tézisté. Vzorec ptrevzat z [13].

on= > lir—@ll kefk.. K} (3.8)
i €CE

3.2.2 Uceni vystupni vrstvy

Po inicializaci RBF neuronii algoritmem K-means je hledana optiméalni velikost vah vystupni
vrstvy. Je mozné si vybrat z vice algoritmid. Vystupni vrstvu je mozné uéit jiz popsanym
algoritmem zpétného sifeni chyby nebo napiiklad iteracni metodou nejmensich c¢tverca.
Zvolil jsem prvni moznost a ta zde bude popsana. Pro zménu vahy k-tého vstupu j-tého
neuronu vystupni vrstvy plati vztah [13]:

__OF
n@wjk
82yj

— n(d: — 2y,
n(d; y’)awjk (3.9)

)3(%’0 + >0k wikyk)
8’wjk

ijk =

= n(dj —2y;
=n(dj — *y;)yx

wjk je vaha k-tého vstupu j-tého neuronu,
1 koeficient uceni pro zménu vah,
d; pozadované hodnota na vystupu j-tého neuronu,
2yj vypoétend hodnota vystupu j-tého neuronu druhé (vystupni) vrstvy,
yr. vystup k-tého neuronu v pfedchozi RBF vrstvé.
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Kapitola 4

Dalsi typy neuronovych siti

Tato kapitola se zabyva popisem dalSich druht neuronovych siti, které se pouzivaji také
pro predikci, ale obvykle méné nez BP a RBF sité. Bude zminéna neuronové sit vyssiho
tadu a také rekurentni neuronové sité.

», ,0 N vd v 2
4.1 Neuronova sit vyssiho radu

Bézné doprednad sit BP je sit prvniho fddu. Pro zachyceni korelaci vyssich fadd se pouzivaji
neuronové sité vyssiho fadu [12] (HONN - Higher Order Neural Network). Vztahy mezi
jednotlivymi vstupy jsou zachyceny jejich vzajemnym vynasobenim. Tuto operaci je mozné
provést jesté pred vstupem dat do sité nebo vhodnou volbou neuronil ve skryté vrstveé.
Méjme vektor vstupnich dat z1,...,x,. V prvnim pfipadé pouzijeme jako vstup sité nejen
tuto n-tici, ale také vSechny souciny z;z; pro ¢ # j. Matematicky popis neuronu bude
vypadat nasledovné:

n n
y = flwo+ Zwilwil + Z Wi1,i2Ti172) (4.1)
il i1,i2
kde z = [x1, xa, . .. ,:rn]T je vstupni vektor, y je vystup neuronu, f je aktivac¢ni funkce.

Ve zminovaném druhém piipadé jde o pouziti specidlnich neuroni. HONN maji podobnou
strukturu jako klasické dopredné sité, pouze jejich linearni bazové funkce jsou nahrazeny
nasobnymi. Pocet neuront v téchto sitich je obvykle niz$i nez u dopfednych siti. Pocet
vah se zvySuje exponencidlné se zvySovanim poctu vstupt, proto se architektury tretiho a
vyssiho fadu pouzivaji ziidka. V této praci je v dalsim textu pod neuronovou siti vyssiho
Ffadu mySlena neuronovd sit druhého radu.

4.2 Elmanova sit

Elmanova sif [7] je jednoduchéa rekurentni sif, byla navrzena Jeffem Elmanem v roce 1990.
Slovo rekurentni zde znamend, ze kromé dopfednych vazeb mezi neurony obsahuje zpétné
vazby mezi neurony. Takovy systém ma4 jakousi setrva¢nou pamét, kterd si pamatuje pred-
chozi vyvoj. Tato pamét pak ovlivituje budouci vystup. Jeji struktura je podobné dopredné
siti, ale ze skryté vrstvy je vystup vyveden nejen do vystupni vrstvy, ale také do kontextové
vrstvy. Z této kontextové vrstvy je vystup vyveden na vstup skryté vrstvy. Kazdy kontex-
tovy neuron je propojen se vSemi neurony skryté vrstvy. Pocet kontextovych neuroni je
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stejny jako pocet neuronu skryté vrstvy. Popsané vazby zpusobuji, Ze vystupy skryté vrstvy
v ¢ase t ovliviiuji své vystupy v ¢ase t + 1.

4.2.1 Vypocet vystupu

Vypocet vystupu je vzhledem ke zpétnym vazbam odlisSny od dopredné sité. Nejprve je
vloZen v Case ¢ na vstup sité vstupni vektor. Pak jsou vypocteny vystupy skryté vrstvy ze
vstupt ze vstupni vrstvy a kontextové vrstvy. Nasledné je vypocten vystup sité a vystupy
skryté vrstvy jsou zkopirovany do kontextové vrstvy.

4.2.2 Uceni

V case t = 0 jsou kontextové neurony nastaveny na nulovou hodnotu, obvykle pomoci pfi-
déani vzorku s nulovymi hodnotami do trénovaci mnoziny. V pripadé, Ze trénovaci mnozina
obsahuje vzorky se samymi nulami, pak je pfidan vstupni neuron pro reset sité. Pokud
je neuron pro reset nastaven na nulu, pak dojde k vymazani vSech aktivaci uvniti sité.
Na konci kazdého kroku uceni kromé prvniho jsou znadmy aktivace neuronti uvniti sité.
Pro uceni lze pouzit algoritmus zpétného siteni chyby. Vzhledem k pritomnosti kontextové
vrstvy je pro uceni pouzit chybovy signal ze soucasného i predchoziho kroku. Nékdy je
vhodné ukladat aktivace kontextové vrstvy pro vic krokt nazpét. Tento postup se nazyva
zpétné sifeni chyby v ¢ase [7].

4.3 Jordanova sit

Jordanova sit [7] je pojmenovana po Saulu Jordanovi, ktery ji vytvoril v roce 1986. Hlavni
rozdil oproti Elmanové siti je ten, Ze na vstup kontextové vrstvy neni pfiveden vystup
skryté vrstvy, ale pfimo vystup sité. Tato sit neni plné rekurentni, ale nazyva se ¢astecné
rekurentni. Tim, Ze do kontextové vrstvy se pouze kopiruje predchozi vystup, dochazi ke
ztraté zavislosti, které je schopnd Elmanova sit zachytit. Pro vyhodnoceni vystupu a udeni
plati totéz, co pro Jordanovu sit.
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Kapitola 5

Predikce

Tato kapitola vysvétluje pojem ¢asové fady, predikce ¢asové fady. Zabyva se také problémy,
které je nutné resit u neuronovych siti v souvislosti se zpracovanim ¢asovych rfad. Lehce
budou zminéna zakladni kritéria kvality predikce. Pro pochopeni pojmu predikce je tedy
nejprve nutné definovat, co je to ¢asova rada.

5.1 Casova fada

Casové fada [2] je sekvence vektorti zavisld na ¢ase t:

#(t),t=0,1,.. (5.1)

Prvky vektortt mohou byt jakékoli méfitelné velic¢iny, napiiklad
e teplota vzduchu v budové

e cena urcitého zbozi na daném trhu

e pocet narozeni v daném mésté

e mnozstvi spotiebované vody v dané oblasti

Na vektor & lze také nahliZet jako na spojitou funkci ¢asu t. Z praktickych duvodu se
ale na c¢as nahlizi jako na diskrétni ¢asové tseky, coz vede k vyskytu & na konci kazdého
tseku pevné dané velikosti. Velikost ¢asového intervalu ¢asto zavisi na feSené tloze a muze
byt v jakychkoli jednotkach - od milisekund aZ po roky.

Tato prace se zabyva modelovanim c¢asovych fad pomoci neuronovych siti, coz jsou
nelinedrni modely. Existuji ovSsem jiné metody modelovani, mezi néz patii rizné lineadrni
modely, naptiklad AR (Autoregressive) modely, MA (Moving average) modely a ARMA
(Autoregressive moving average) modely [12]. Studium téchto modeli ovSem neni predmé-
tem této prace.

5.2 Predikce

Predikce je jiny ndzev predpovéd. Je-li mozné predpovédét casovou radu presné, pak ji
oznacujeme jako deterministickou. Obvykle jsou bézné Casové fady stochastické procesy
ovlivnéné Sumem, jejichz charakteristika se v ¢ase méni. Jako dusledek je budouci vyvoj jen
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Casteéné urcen predchozim vyvojem a ma pravdépodobnostni rozloZzeni uréené pozorova-
podkladovy mechanismus, ktery bude generovat ¢asovou fadu pro kratky az stfedni ¢asovy
interval do budoucnosti [4].

Hlavnim tkolem predikce je nalezeni takové funkce, které je schopné aproximovat vyvoj
¢asové fady [7].

y(t+1) = fy(),y(t = 1),...,y(1)) (5.2)

Nikdy ovSem nejsme schopni predpovédét presné budoucnost jen na zakladé minulosti.
Budoucnost je vzdy nevypocitatelna. Dochézi k pouze odhadiim a méfitelna je pouze mira
Uspésnosti aproximace. Predpovéd je Gispésna na nejblizsi nasledujici hodnoty, ¢im dale do
budoucnosti se snazime predpovidat, tim vice roste chyba predikce. Tato prace se navic
zabyva predikci jen na zakladé minulého vyvoje Casové fady. K zachyceni vlivu jinych
okolnosti, které mohou ovlivnit kvalitu predikce se pouzivaji intervencni proménné. Tato
prace se predikci s intervenénimi proménnymi nebude zabyvat.

5.3 Metoda ¢asového okna

(Y (Y e F¥r = 1),..)

) T 1&)

=1 x(r =23 xr = 3) at = p)

\
!
-y

Obrazek 5.1: Casové okno, obrazek prevzat z [2]

Metoda ¢asového (nékdy také klouzajicitho) okna [2] umoziiuje neuronovym sitim praco-
vat s ¢asovymi fadami. Ze vzorkid puvodni ¢asové fady se tvori prvky pro uceni a to tak, ze
prvnich n hodnot je ddano na vstup a nasledujici hodnota ¢asové fady je dana jako pozado-
vana na vystup. Dalsi prvek pro uceni je vytvoren posunutim o jeden prvek a jako vstup je
vybrano opét n hodnot, hodnota n + 1 je opét jako pozadované. Timto postupem je z pi-
vodnich trénovacich vzorkd vytvofena celd trénovaci mnozina, ktera se skladé ze seznamu
prvki, kde kazdy prvek je tvoren vstupnim vektorem a pozadovanym vystupnim vektorem.
Toto uceni je nékdy popisovano jako posouvani ¢asového okna po poli trénovacich vzork.
Jak jsou vstupy a vystupy dany neuronové siti ke zpracovani, je vidét na obrazku 5.1.

5.4 Kvalita predikce

Kvalita predikce je rozhodujici vlastnost pii méfeni pouzité neuronové sité. Casto se pou-
zivaji takové metody, které pouzivaji rozdil skutecné a predikované hodnoty casové tady.
Chybu predikce i-tého vzorku je mozné vyjadrit jako [7]:
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Ei = di — X (5.3)

E; je chyba i-tého vzorku

d; pozadovana hodnota i-tého vzorku
x; predikovanéd hodnota i-tého vzorku
N pocet vstupnich vzorki

o rozptyl dat

e Aritmeticky primér absolutnich odchylek (MAD - Mean Absolute Deviation)
LN
MAD = Nzl|di—:ri| (5.4)
1=

e Stfedni kvadratickd chyba (MSE - Mean Square Error)

N
1 3 2

e Druha odmocnina z aritmetického priméru druhych mocnin odchylek (RMSE - Root
Mean Square Error)

N
1 2
RMSE = | > (di — ) (5.6)
i=1
Pro méfeni bude vyuzivana chyba RMSE. Tato statistickd chyba méa vyhodu oproti
MSE v tom, Ze je ve stejnych jednotkach, jako vstupni data, kdezto MSE je kvadraticka
oproti vstupnim datim.

5.5 Jiné moznosti predikce

Existuji i jiné zpusoby predikce vyvoje finan¢nich trhit nez pomoci neuronovych siti. Finan-
¢ni analytici pracuji s fundamentalni, technickou nebo psychologickou analyzou finan¢nich
trhi. Zpracovanim ¢asovych fad se zabyva technickd analyza, jednou z jejich moZnosti jsou
Elliottovy viny.

5.5.1 Elliottovy viny

Elliottovy viny [1] jsou jednou z metod technické analyzy finanénich trhi, jejich autorem je
Ralph Nelson Elliott, ktery je objevil v 30. letech 20. stoleti. Jsou zalozeny na identifikaci
opakujicich se vzortu v ¢asové fadé finan¢éniho trhu. Zakladnim principem Elliottovych vin
je, ze trh vyrazné roste v impulzni viné, kterd je slozena z péti podvin (1-2-3-4-5). Trh pak
mirné poklesne vlivem opravné viny, kterd je slozena ze t¥i podvln (a-b-c). Celd Elliottova
vlna se pak skladd z celkem osmi vin a dvou fazi. Ukéazka Elliottovy viny je na obrazku
5.2. Tyto vlny jsou ve skutecné casové fadé strukturované a vytvareji opakujici se vzory
(fraktaly) postupné vétsi velikosti. Existuje mnoho variaci téchto vin, naptiklad kazdy vzor
téchto vln méa své pozadavky a vyvojové tendence.
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Obrézek 5.2: Elliottova vina, obrazek prevzat z [1]
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Kapitola 6

Implementace

V této kapitole budou na ivod zminény existujici systémy pouzitelné mimo jiné také pro
predikci pomocich neuronovych siti. Déle bude nasledovat popis aplikace, jejiz implemen-
tace je soucasti této bakalarské prace. Samotné aplikace byla napsana v jazyce Python,
coz je v posledni dobé velmi oblibeny skriptovaci jazyk. Popisy implementaci jednotlivych
¢asti aplikace si nekladou za cil podrobnou dokumentaci, ale chtéji ukazat vyhodné vyuziti
objektového navrhu a jeho filozofii.

6.1 Soucasné systémy

Aplikaci pro predikci pomoci neuronové sité existuje velké mnozstvi. Konkrétné pro pre-
dikci finanénich trhi se ¢asto jedné o proprietarni placené feseni. I samotné vyvoje indext
finan¢nich trhi jsou vétsinou placené, zdarma se daji sehnat spise historické ceny nez ak-
tualni data. Nasledujici vycet se snazi struéné vyjmenovat nékteré pouzivané systémy pro
predikei [10]:

e JavaNNS

Java Neural Network Simulator je pokracovatelem projektu SNNS (Stuttgart Neural
Network Simulator). Jedn4 se o volné dostupny software napsany v Javé s privétivym
uzivatelskym rozhranim. Umoziiuje vytvaret pfipravené sité nebo definovat vlastni.
Tyto sité pak je mozné trénovat, analyzovat, vizualizovat. Domovské stranky tohoto
systému jsou na adrese http://www.ra.cs.uni-tuebingen.de/software/JavalNS/
welcome_e.html.

e Emergent

Emergent je open source simulator neuronovych siti. Je napsan v jazyce C++ ve
frameworku Qt a ma grafické uzivatelské rozhrani. Umoznuje pouziti vice druhd neu-
ronovych siti a stejné také algoritmi pro jejich uceni. Stranky projektu jsou na adrese
http://grey.colorado.edu/emergent/index.php/Main_Page.

e Matlab Neural Network Toolbox

Jde o modul neuronovych siti pro znamy komercéni matematicky software Matlab.
Obsahuje velké mnozstvi architektur siti, ale také mnoho technik jejich uceni. Déale
m3a v sobé nazorné ukazky konkrétnich neuronovych siti.
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6.2 Implementace datovych struktur

Nejprve bylo potieba implementovat vhodné datové typy pro ukladani dat. Tyto datové
struktury byly feseny objektové. Jsou ulozeny v souboru samples.py. Zakladem je tfida
Sample. Tato tfida slouzi pro ulozeni jednoho vzorku casové rady. Sklada se z ¢asu vzorku
a jeho hodnoty. Pole objektt této t¥idy vytvoii casovou fadu. Dalsi dilezitou tiidou je
Record, kterd je urcend pro ulozeni jednoho zaznamu trénovaci nebo testovaci mnoziny.
Tento zdznam obsahuje vstupni a vystupni vektor sité, kde kazdy prvek vektoru je objekt
t¥idy Sample. Ttida Records je pak polem zéznami a predstavuje trénovaci ¢i testovaci
mnozinu. SamplesDataSource je jiz tfida, kterd umoziuje praci s casovou fadou. Umoziiuje
ziskat trénovaci ¢i testovaci mnozinu, pripadné spocitat diferenci ¢asové fady. Aby byla
prace s ¢asovymi fadami nezavisla na forméatu zdrojového souboru, tak je implementovana
tfida YahooFinance, kterd dédi vSechny vlastnosti tfidy SamplesDataSource. Implemen-
tuje pouze vlastni konstruktor, ve kterém je zpracovan soubor se zdrojovymi daty v CSV
formatu pochazejicimi z portalu http://finance.yahoo.com/. Dalsi zdroje dat je mozné
doprogramovat pomoci dalsiho zdédéni t¥idy SamplesDataSource.

6.3 Implementace neuronovych siti

Zékladem je soubor network.py obsahujici tfidy implementujici neuron, vrstvu sité a sit
samotnou. Nékteré t¥idy jsou zde rozsifeny o dalsi vlastnosti, napiiklad existuji potomeci
neuronu, jako je vstupni neuron, prahovy neuron, nebo v pfipadé vrstvy existuje potomek
vstupni vrstva. V samotnych souborech jednotlivych siti bp.py, ho.py a rbf.py jsou jiz
t¥idy zdédéné. V diagramech 6.1, 6.2 a 6.3 je prehledné znazornéna hierarchie dédi¢nosti
tTid Neuron, Layer a Network. Byla snaha implementovat aplikaci tak, aby implementace
jedné stejné ¢innosti nebyla v aplikaci na vice mistech najednou.

Uzivatel aplikace ovSem ptijde nejcastéji do styku s tiidou Prediction. Jeji pouziti je
popsano v priloze v manualu. Jejim smyslem je zastiesit praci s predikci pomoci neurono-
vych siti. ZastfeSuje nacteni dat, jejich pfipravu, vytvoreni neuronové sité a také vykresleni
grafi. Snadno umoziuje provadét hromadna méreni. Bohuzel vyzaduje od uzivatele zakladni
znalost programovani v jazyce Python. Druhou moznosti jak provadét meéfeni je pomoci
spusténi skriptu main.py. Tento zpiisob umoznuje provadét méfeni bez znalosti jazyka Py-
thon, protoze zadavani vSech parametri probiha v piikazové tadce, coz je na druhou stranu
ponékud nepohodlné.

6.4 Implementace statistickych chyb

Statistické chyby jsou implementovany v souboru error.py. Jednoduché t¥ida Error slouzi
pouze pro uloZeni vypoctené a poZzadované hodnoty jedné vystupni hodnoty. Pro uloZeni
pole chyb jedné trénovaci ¢i testovaci mnoziny slouzi tfida EpochError. Z téchto dat je pak
mozné vypocist rtizné statistické chyby, v této praci pro tcely srovnavani je pak nejcastéji
vyuzivana chyba RMSE. T¥ida TrainingError predstavuje pole chyb epoch a pouziva se
jen pfi uceni, zejména pro sledovani trénovaci chyby vyvoje chyby v zavislosti na epose.
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Obrazek 6.1: Diagram dédi¢nosti t¥idy Neuron
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Obrazek 6.3: Diagram dédi¢nosti tfidy NeuralNetwork
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Kapitola 7

Experimenty

Cilem této kapitoly je zkoumat vybrané parametry neuronovych siti. Budou provadéna
méfeni poctu neuronu skryté vrstvy, poc¢tu vstupu sité, velikosti koeficientu uceni, poctu
skrytych vrstev sité. V poslednim méfeni bude zkoumana schopnost predikce diferencované
casové tady.

Ve vSech méfenich bude pouzZita pro uceni neuronovych siti metoda casového okna.
Neuronovd sit BP mé aktiva¢ni funkci sigmoidu, v pfipadé RBF sité je pouzita Gaussova
funkce. Pro inicializaci parametri skrytych neurontt RBF sité byl pouzit algoritmus K-
means. Pro vSechny experimenty byl pouzit notebook s dvoujadrovym procesorem AMD
Turion TL-60 (2GHz, 2x 512 KB L2 cache), opera¢ni paméti 2GB DDR2 a opera¢nim
systémem Ubuntu Linux 9.10 s jadrem 2.6.31-21.

Nejdiive bylo tfeba zvolit parametry ovliviiujici uceni sité. Koeficient uceni jsem zvolil
0,1 na zdkladé doporuceni z literatury [4], kde je doporucéeno volit tuto hodnotu z intervalu
(0;0, 3). Déle bylo potieba stanovit momentum, které jsem zvolil 0,6 opét na zakladé do-
poruceni stejné literatury, kde byla doporucena hodnota z intervalu (0, 6;0,9). Poc¢et epoch
uceni jsem zvolil 100. Hodnoty pocatecnich vah byly generovany v rovhomeérném rozlozeni
z intervalu (—0,2;0,2) v piipadé sité BP a HO a v intervalu (—0,001;0,001) u sité RBF.
Vystup sité byl ve vSech pripadech jeden. Jako trénovaci data byly zvoleny historické ceny
indexu Nasdaq Composite za duben az listopad 2009, a to cena v dobé otevieni trhu. Tes-
tovaci data byla za duben az prosinec téhoz roku stejného indexu. Tyto informace plati
pro vSechna méfeni, neni-li uvedeno u konkrétniho experimentu jinak. Hlavnim kritériem
kvality predikce je druhd odmocnina st¥edni kvadratické chyby (RMSE).
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7.1 Meéreni vlivu poctu skrytych neuronu

Vhodné mnozstvi neuront skryté vrstvy se lisi podle konkrétni c¢asové fady, typu neuronové
sité, konkrétniho problému. Pro tento pokus byly zvoleny 2 vstupy sité, coz znamenéa celkem
167 prvka trénovaci mnoziny vytvorené z vyse uvedenych trénovacich dat. Celé méreni
trvalo 226 sekund. Srovnani chyby testovacich dat je vidét tabulce 7.1.

Sit Pocdet neuronu skryté vrstvy

2 3 5 10 20 30 50
BP | 41,66 | 40,44 | 39,33 | 38,76 | 38,10 | 37,92 | 38,83
HO | 41,49 | 40,34 | 39,39 | 38,35 | 37,21 | 37,46 | 37,80
2 10 35 66 100 133 167
RBF | 79,23 | 86,95 | 96,40 | 86,76 | 77,49 | 90,16 | 75,81

Tabulka 7.1: Chyba RMSE testovacich dat

Nejlepsiho vysledku dosdhla neuronova sit vyssiho fddu s 20 neurony skryté vrstvy.
Neuronovd sit BP ovSem dosahovala velmi podobnych vysledkii. Na testovacich datech
naopak viibec neuspéla RBF sit. V tabulce 7.2 je chyba trénovacich dat. Zde nejlepsich
vysledkti dosahovala pravé RBF sit. Nejlepsi predikce dosahla pri 167 neuronech skryté
vrstvy, coz je podet prvki celé trénovaci mnoziny. Pro RBF sit tedy plati, Ze s vyssim
poc¢tem neuront skryté vrstvy dosahuje lepsich vysledkt. Déale plati, ze nejlepSich vysledki
dosahuje pouze pro data, na kterych byla ucena.

Sit Pocdet neuronu skryté vrstvy

2 3 5 10 20 30 50
BP | 32,73 | 32,05 | 31,13 | 31,04 | 30,86 | 31,19 | 33,01
HO | 33,17 | 32,60 | 31,79 | 31,19 | 30,78 | 31,18 | 32,31
2 10 35 66 100 133 167
RBF | 80,38 | 61,40 | 53,22 | 35,99 | 18,70 | 13,22 1,59

Tabulka 7.2: Chyba RMSE trénovacich dat

Na obrazku 7.1 je graf vyvoje finan¢niho trhu Nasdaq Composite za duben az prosinec
roku 2009. Soucasné jsou vidét vysledky nejlepsich predikei jednotlivych druht neuronovych
siti. RBF neuronové sif se témér po celd trénovaci data prekryva s pivodnim signilem, ale
v poslednim mésici jiz aproximuje $patné. Neuronova sit BP a HO dosahuji velmi podobnych
vysledkt.

Jak klesa chyba béhem uceni, je vidét na obrazku 7.2. Zobrazené grafy chyb jsou ze
t¥1 nejlepsich predikci testovacich dat z kazdé neuronové sité. Jak je vidét, béhem nékolika
prvnich epoch chyba rychle klesa, ale pak se postupné ustaluje. Kdyby zacala chyba béhem
uceni rist, znamena to pretrénovani sité.
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Obrazek 7.2: Chyba RMSE v zavislosti na epose uceni
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7.2 Meéreni vlivu poctu vstupu sité

Toto méfeni zkouma vliv poctu vstupi na chovani neuronové sité. Poc¢et vstupi je jiné ozna-
¢eni pro velikost ¢asového okna. Pro méfeni bylo pouZito stejnych testovacich i trénovacich
dat jako v pfedchozim experimentu. Testovany byly opét tfi sité. Pro sité BP a HO byl
zvolen pocet skrytych neuronii 10, pro sit RBF to bylo 154 skrytych neuront, aby i pfi nej-
vétsim testovaném ucicim oknu o velikosti 15 odpovidal pocet RBF neuront skryté vrstvy
poctu prvki trénovaci mnoziny. Na obrazku 7.3 lze vidét, Ze nejmensi chyby dosahuje BP
sit pfi velikosti okna 14. Naopak neuronové sit vys$siho fddu dévala nejlepsi vysledky pro
nejmensi méfenou velikost okna 2, viz obrazek 7.4. Podobné RBF sit dosahovala nejlepsich
vysledkt pii velikosti okna 3, viz obrazek 7.5.
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Obrazek 7.3: Chyba RMSE testovacich dat v zavislosti na poctu vstupu BP sité
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Obrazek 7.4: Chyba RMSE testovacich dat v zavislosti na poc¢tu vstupt HO sité
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Obrazek 7.5: Chyba RMSE testovacich dat v zavislosti na poc¢tu vstuptt RBF sité

7.3 Méreni vlivu koeficientu udeni

Koeficient u¢eni ma vliv na rychlost a kvalitu uceni. V predchozich experimentech byla
pouzita hodnota 0,1. Tento pokus se snazi zjistit jaky koeficient uceni je nejvhodnéjsi.
Testovana byla pouze sit BP se 2 vstupy a 10 skrytymi neurony. V grafu 7.6 je vidét,
jak jednotlivé koeficienty uceni maji rychlost na konvergenci trénovani. V tabulce 7.3 je
zobrazeno srovnani podle chyby RMSE testovacich dat v zavislosti na velikosti koeficientu
uceni. Celé méfeni trvalo pouhych 28 sekund. Z méreni plyne, Ze neni vhodné pouzivat
hodnoty blizké krajnim hodnotdm intervalu (0, 1).
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Obrazek 7.6: Chyby RMSE jednotlivych koeficientd uceni v zavislosti na epose

Sit Koeficient uéeni
001] 0,1] 02| 0,4] 06| 09
BP | 42,91 | 38,63 | 37,28 | 37,18 | 38,63 | 41,91

Tabulka 7.3: Chyba RMSE sité BP v zavislosti na velikosti koeficientu uceni

28



7.4 Meéreni vlivu poctu skrytych vrstev

Cilem tohoto méfeni je zjistit, zda u sité BP dochézi ke zlepSeni kvality predikci pouzitim
vice skrytych vrstev neuronové sité na rozdil od predchozich méfeni, kde byla vyhradné
pouzivdna pouze jedna skrytd vrstva. Méfena byla pouze neuronové sit BP s 2 vstupy, 10
neurony skryté vrstvy po dobu 200 epoch na stejnych testovacich i trénovacich datech jako
v predchozich pripadech. Z tabulky 7.4 vyplyva, Zze s rostoucim poctem skrytych vrstev
nedochéazi ke zlepseni kvality predikce a navic rychle roste doba uceni sité. Doba uceni je
uvedena v tabulce v zavorce a je v sekundach. Na obrazku 7.7 lze pozorovat, Ze v piipadé
dvou nebo t¥i vrstev dochézi pozdéji ke konvergenci uceni nez u jedné v vrstvy. V ptipadé 4
vrstev doslo k pfetrénovani, protoze takové siti uz nestacilo 200 epoch k tispésnému uceni.

Sit

Pocet skrytych vrstev
1 2 3
BP | 36,82 (9) | 38,28 (24)

4
44,65 (40) | 206,72 (55)

Tabulka 7.4: Chyba RMSE sité BP v zavislosti na poctu skrytych vrstev, v zavorce je
uveden casova délka méfeni zaokrouhlené na sekundy
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Obrazek 7.7: Chyby RMSE podle poc¢tu vrstev NN v zavislosti na epose uceni

7.5 Meéreni diferencované Casové rady

Diference Casové fady zpusobi odstranéni konstantniho trendu. Pfi pfedpovédi pak prilis
nezalezi na pristi konkrétni hodnoté, ale na tom, zda casova fada bude dale rtst nebo
klesat. Toto je pro finan¢éniho analytika dtlezitéjsi informace, protoze znamena, zda bude
obchodnik podle své strategie kupovat ¢i prodéavat. Z pohledu do tabulky 7.5 je zfejmé, Ze
nejlepsiho vysledku na testovacich datech dosdhla RBF sit s po¢tem neuront 166, coz je
také velikost trénovaci mnoziny. Na obrazku 7.8 pak lze pozorovat diferencovanou ¢asovou
fadu indexu Nasdaq Composite za obdobi duben az prosinec 2009 a predikci této rady
pomoci RBF sité se 166 neurony skryté vrstvy. Trénovaci mnozZinou byla diferencovana
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data za obdobi duben az listopad 2009. I pres nejlepsi vysledek RBF sité se 166 neurony
skryté vrstvy nelze Fici, Ze na pouzitych datech byla technika diference tspésna. RBF sit
uz nedokaze, jak bylo namétfeno drive, spravné aproximovat data, na néz nebyla naucena.

Sit Pocdet neuronu skryté vrstvy

2 3 5 10 20 30 50
BP | 22,60 | 22,62 | 22,63 | 22,70 | 22,81 | 22,99 | 23,74
2 10 35 66 100 133 166
RBF | 27,11 | 38,70 | 34,64 | 22,47 | 16,26 | 16,78 | 5,89

Tabulka 7.5: Chyba RMSE testovacich dat diferencované ¢asové rady

80 —— — — — —r—
Nasdag Composite - diference
60 ~ Predikce siti RBF ——— |

|
4ui |
i

20 I all Rf\ hlltﬂ
N T

— -
-

_.-_._,.r"'-'_r

04 05 06 07 08 09 10 11 12 01

Obrazek 7.8: Diferencovana casova rada vyvoje trhu a jeji predikce pomoci RBF sité
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Kapitola 8
Zaver

Cilem této prace bylo testovani vybranych parametri a jejich vlivu na kvalitu predikce
pomoci neuronovych siti. Testovany a srovnany byly vysledky méfeni poc¢tu neuronti skryté
vrstvy, poctu vstupt sité, velikosti koeficientu uceni, po¢tu skrytych vrstev a po¢tu skrytych
neurond p¥i pouziti diferencovanych dat. Vedlej$im produktem je aplikace v jazyce Python
umoznujici vSechna tato méfeni provadét. Aplikace je priméarné urcena pro predikci vyvoje
finan¢nich ¢asovych fad, ale je mozné ji pouzivat obecné pro libovolné ¢asové rady.

Testovanim bylo zjisténo, Ze pro béznou Casovou fadu jsou neuronové sité BP a HO
dobrou volbou. RBF sif dosahovala lepsich vysledkfi na trénovacich datech, ale na testova-
cich neuspéla. RBF sit naopak prokézala lepsi predikéni schopnosti na diferencované ¢asové
fadé, ale s malou mirou schopnosti generalizace. Konkrétni volba poc¢tu skrytych neurontu
a poctu vstupu sité ovsem vzdy zavisi na konkrétni casové fadé. Koeficient uc¢eni je vhodné
volit uprostied svého intervalu, ne extrémni hodnoty. Ukéazalo se, Ze vyssi pocet skrytych
vrstev sité nezlepsuje kvalitu predikce. Jedna skryté vrstva tedy plné postacuje.

V préaci je dale mozné mnoha zpiisoby pokracovat. Lze rozvijet vhodné pocatecni na-
staveni parametri bez piitomnosti experta s vyuzitim evoluc¢nich algoritmti. Dale by bylo
mozné implementovat dalsi typy neuronovych siti, naptiklad rekurentni a ¢astecné reku-
rentni sité jako je Jordanova a Elmanova sif. Pro uceni by nemusel byt pouzit jen algorit-
mus zpétného Sifeni chyby, ale existuji i jiné algoritmy. V konkrétnich pfipadech, jako je
napiiklad RBF sit, existuje mnoho rtznych algoritmii pro pocateéni inicializaci parametri
RBF neuront.

Tato prace se zabyvala predikci pomoci neuronové sité zejména z technické stranky.
Samotna vysledna aplikace slouzi hlavné k méfeni riznych parametrt, pro pouziti ke sku-
te¢nému obchodovani na finanénimu trhu neni vhodna. Tato skute¢nost by také mohla byt
predmétem dalstho badani a prace by byla jiz vice ekonomicky zaméfena. Takova prace
uz by musela FeSit obchodni strategii a rozhodovaci mechanismus, zda v dany moment na
burze nakupovat ¢i prodavat a podobné. V takovém pripadé by nebyla kritériem tispésnosti
sité pouze nékterd statistickd chyba vystupu sité, ale také ekonomické méritko jako je zis-
kovost. Dal$im rozsifenim pro praktické pouziti na burze by mohla byt moZnost zadavani
interven¢nich proménnych, coz je vyuziti idaju pfimo nesouvisejicich s ¢asovou Fadou, ale
majicich vliv na jeji budouci vyvoj. Mohou to byt napfiklad informace o rastu, poklesu,
vyvoji na jinych trzich, protoze zadny trh nefunguje izolované.

Hlavni pfinosem prace je vytvoreni testovacich piiklad@ pro méreni parametrd neuro-
novych siti a aplikace umoznujici snadné provadéni téchto méreni.
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pozadovany vystupni vektor sité

vystupni vektor sité

vstupni vektor vrstvy

vystupni vektor vrstvy

stfed hyperkoule RBF neuronu

chyba sité

vaha i-tého vstupu j-tého neuronu vrstvy L

bazova funkce neuronu

aktivacni funkce neuronu

momentum

koeficient uceni

polomér hyperkoule RBF neuronu

préh neuronu

zpétné Sifeni chyby (backpropagation), pro sit backpropagation
vyssi Fad (higher order), pro neuronovou sit vyssiho fadu
aritmeticky primér absolutnich odchylek (mean absolute deviation)
stiedni kvadraticka chyba (mean square error)

neuronova sit (neural network)

radialni bazova funkce (radial basis function)

druhé odmocnina stfedni kvadratické chyby (root mean square error)



Dodatek A

Obsah CD

A.1 Seznam slozek

application/doc

programova dokumentace aplikace

application/examples testovaci priklady

application/src
report

report/src

zdrojové soubory aplikace
technicka zprava

zdrojové kédy technické zpravy

A.2 Seznam zdrojovych soubori aplikace

bp.py

ho.py
error.py
main.py
network.py
prediction.py
rbf.py
samples.py

implementace tfid neuronové sité backpropagation

implementace t¥id neuronové sité vyssiho fadu

implementace tiid pro zpracovani statistickych chyb
implementace rozhrani pro spusténi z ptrikazové radky
implementace zdkladnich tfid pro neuronové sité

implementace tfidy zastfesujici praci s neuronovou siti
implementace t¥id neuronové sité s radidlnimi bazovymi funkcemi

implementace tfid pro praci s ¢asovou fadou

A.3 Seznam testovacich prikladu

difference.py
hidden.py
input.py
layer.py

learningrate.py

test vlivu poc¢tu neuront skryté vrstvy diferencovanych dat
test vlivu poctu neuronu skryté vrstvy

test vlivu poctu vstupt sité

test vlivu poctu skrytych vrstev sité

test vlivu velikosti koeficientu uceni
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Dodatek B

Manual

Aplikace pro predikci vyvoje finan¢nich trhi, ale i obecné pro ¢asové fady, je implemento-
véana v skriptovacim jazyce Python 2.6.4. Vyvijel jsem na platformé PC v 32 bitovém ope-
racnim systému Ubuntu Linux 9.10 s jaddrem 2.6.21-31. Implementace byla testovana pouze
na této platformé. Teoreticky nic nebrani pouziti na jinych platforméch, ale pro generovani
obrazki grafu je vyuzivan software Gnuplot 4.2. Uzivatel by si tedy na jiné platformé musel
vizualizovat data sam, nebo zajistit funkénost programu Gnuplot v prikazové radce.

Jsou dva zptisoby jak trénovat a testovat neuronovou sif. Prvni a pohodlnéjsi moznosti je
napsat velmi jednoduchy skript v Pythonu, ktery pouze vytvori instanci tfidy Prediction
a pomoci jejich metod nastavi konkrétni neuronovou sit a jeji parametry. Tento zptsob diky
moznostem jazyka Python umoznuje snadné hromadné zpracovani vice méreni najednou.
Druhy zptsob je spusténi skriptu main.py z prikazové fadky, bohuzel toto feSeni je méné
prehledné vzhledem k velkému poctu parametri.

B.1 Popis méreni pres instanci tfidy Prediction

Tento zptlisob prace s aplikaci je pohodInéjsi, nicméné vyzaduje minimalni znalost jazyka
Python. OvsSem pro ¢lovéka, ktery umi programovat, nebude problém pochopit pouziti to-
hoto zpusobu z ukazkovych prikladiu. Kompletni ukazky jsou k vidéni v testovacich prikla-
dech. Diky zpracovani skriptovacim jazykem je mozné snadno provadét hromadna méfeni.
Napriklad vytvofit pole hodnot jednoho parametru a v cyklu pak vytvaret instance tiidy
Prediction pokazdé méfit s jinou hodnotou parametru.

Na tivod je potfeba si naimportovat do skriptu tiidu Prediction. Casto testujeme v ji-
ném umisténi, nez mame zdrojové soubory aplikace. Proto pfed importem modulu miizeme
jesté pridat do importovacich cest nova umisténi.

import sys
sys.path.append ("../") # pro nadfazenou sloZku
from prediction import Prediction

Vytvorime instanci t¥idy Prediction. Parametrem je nazev CSV souboru s daty. Po-
drobnéjsi popis zdrojového souboru CSV souboru je v sekci B.3.

p = Prediction("nasdaq.csv")

Dale se soustfedime na popis jednostlivych metod a jaké parametry lze ménit. V pripadé
zadani neplatnych hodnot se skript ukon¢i a upozorni uzivatele na chybu.

p.setTrainDatalInterval ("2009-04-01", "2009-11-30")
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Tato metoda nastavuje ¢asovy interval, jehoz vzorky se pouziji pro uceni.
p.setTimeSerieFileName ("timeserie.dat")

Urcuje nazev souboru pro ulozeni casové rady, kterd byla pouzita pro uceni.
p.setNeuralNetwork ("bp", 2, 5, 1, 1)

Nastavuje typ neuronové sité a jeji parametry. V tomto pfipadé jde o sit backpropagation
se dvéma vstupy, péti neurony skryté vrstvy a jednim neuronem vystupni vrstvy. Posledni
parametr je pocet skrtych vrstev sité, ale mize byt vynechan. Vychozi je 1 vrstva.

p.setEpochCount (100)
Nastavuje pocet epoch ucéeni neuronové sité.
p.-setlLearningRate (0.1)
Nastavuje hodnotu koeficientu uceni.
p.setMomentum (0.6)
Nastavuje hodnotu hybnosti uceni.
p.setErrorFileName ("error.dat")
Nastavuje nazev souboru pro uloZeni statistickych chyb v zavislosti na poctu epoch
uceni.
p.-setPredictionInterval ("2009-04-01", "2010-12-31")

Zde volime interval, v némz chceme predikovat vyvoj Casové fady. Pokud neexistuje
koncové datum v ¢asové fadé, pak je vytvoren vzorek navic s timto datem. Aplikace ptred-
poklada predikci maximéalné jednoho dne doptedu.

p.setPredictionFileName ("prediction.dat")
Do tohoto souboru bude ulozena predikce ¢asové fady v zavislosti na case.
p.setDifference("difference.dat")

Tato metoda ulozi diferenci ptivodni ¢asové fady do uré¢eného souboru a zaroven aplikace
bude s diferenci pracovat misto ptivodniho signalu.

p.-setInitialWeightInterval(-0.2, 0.2)
Nastavi interval pro generovani pocatecnich vah neuront.
p.run()

Tato metoda spusti samotné vytvoreni sité dle zadanych parametri, jeji uceni a pred-
povéd. Vygeneruje soubory s vypoctenymi udaji.

p.createGraphs ("graph.plt", "timeserie.png", "prediction.png",
"both.png", "mse.png", "rmse.png")

Tato metoda vyzaduje pro svou ¢innost program Gnuplot spustitelny z prikazové radky.
Vygeneruje PLT soubor, coz je skript pro vizualizér Gnuplot. Nésledné dojde k vytvoreni
PNG obrazku grafi casové rady, jeji predikce, grafu, v némz je jak ptvodni casové fada,
tak predikce zaroven, grafti chyb MSE a RMSE. Pokud uzivatel o néktery z obrazkt neméa
zajem, staCi vyplnit prazdny retézec namisto nazvu soubor pro konkrétni obrazek.

37



B.2 Popis méreni pres parametry prikazové radky

Pouziti aplikace jako spusténi skriptu se zadanim potfebnych hodnot jako parametri je sice
mozné, ale ponékud nepohodlné. Nicméné je podporovano pro ptipad, ze by uzivatel chtél
pouzivat vlastni skripty. Pro spusténi predikce se pouziva skript main.py. Piiklad spusténi
skriptu je nasledujici:

./main.py dowjones.csv timeserie.dat prediction.dat error.dat

Prvni argument je zdroj dat, druhy je soubor pro uloZeni pivodniho signalu, tfeti je
pro ulozeni predikce a ¢tvrty pro uloZeni statistickych chyb. Déle pokracuji jednotlivé pa-
rametry, vysvétleny jsou strucné.

--tf datum zacatku trénovacich dat
--tt datum konce trénovacich dat
--pf  datum zacatku testovacich dat

--pt  datum konce testovacich dat

-i pocet vstupli neuronové sité
-0 pocet vystupt neuronové sité
-n pocet skrytych neuront

--hl pocet skrytych vrstev

-m momentum

-1 koeficient uceni

-e pocet epoch

-d soubor pro ulozeni diferencovaného signalu a jeho pouziti

--wlb dolni hranice intervalu pro generovani pocatecnich vah

--wub horni hranice intervalu pro generovani poc¢atecnich vah

B.3 Zdroje dat pro aplikaci

Aplikace je zamérend na praci s finanénimi trhy, ale jako zdroje dat je mozné pouzit libo-
volné ¢asové fady. Vnitini struktura je klasické CSV, v prvnim sloupci je datum v anglickém
forméatu, ve druhém sloupci je hodnota ¢asové rady. Tyto hodnoty jsou oddéleny carkou.
Kazdy zaznam je oddélen znakem konce radku. Sehnat ovSem redlna data vyvoje financniho
trhu neni tak jednoduché. Na internetu je mnoho portal, které se zabyvaji distribuci jak
aktuéalnich dennich vyvoju trhil, nebo také historii vyvoje trhii. Casto vSak jsou placené
nebo vyzaduji instalaci specializovaného softwaru. Jako zdroj volné dostupnych dat v CSV
jsem pouzival stranky http://finance.yahoo.com/. Z téchto stranek jsem stahoval histo-
rickd data pro indexy Dow Jones Industrial Average a Nasdaq Composite ve formatu CSV.
Smluvni podminky portalu Yahoo zakazuji redistribuci ziskanych dat, proto si je zdjemce
musi stdhnout sam.
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