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A b s t r a k t 
B a k a l á ř s k á p r á c e se z a b ý v á n e u r o n o v ý m i s í t ěmi p o u ž í v a n ý m i k predikci časových ř a d . Jde 
ze jména o d o p ř e d n o u neuronovou síť s algori tmem učení z p ě t n é h o šíření chyby, neuronovou 
síť s r ad i á ln ími b á z o v ý m i funkcemi a neuronovou síť vyšš ího ř á d u . Jsou p r o v á d ě n a měřen í 
různých p a r a m e t r ů t ě c h t o sítí a jejich s rovnán í . Tes tován í je p r o v á d ě n o na časových ř a d á c h 
h is tor ických cen finančních t r h ů . S t r u č n ě jsou z m í n ě n y další typy neu ronových sí t í a j iné 
metody predikce finančních t r h ů . 

Abstrac t 
Bachelor's thesis studies neural networks that are used for t ime serie prediction. Par t icu lar ly 
it is feedforward neural network wi th backpropagation learning algori thm, neural network 
wi th radial basis functions and higher order neural network. Various parameters of these 
networks are tested and comparised. Testing is performed on t ime series of historical prices 
of financial markets. Other neural networks and other forecasting methods of financial 
markets are mentioned briefly. 
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Kapitola 1 

Úvod 

V pos ledn ích dese t i le t ích v souvislosti s rozvojem vědy a techniky je m o ž n é p ř e d p o v í d a t 
něk t e r é jevy s p o m ě r n ě velkou m í r o u úspěšnos t i . K a ž d ý zná n a p ř í k l a d p ř e d p o v ě ď počas í . Je 
za ložena na s loži tých m a t e m a t i c k ý c h s imulačn ích modelech. Úspěšnos t p ř edpověd i počas í 
na další den je p o m ě r n ě vysoká , ale s v ý h l e d e m do dalš ích d n ů p řesnos t p ř e d p o v ě d i klesá. 
Tato p r á c e se bude z a b ý v a t p ředpověďmi , k t e r é využíva j í neu ronové s í tě . 

Teorie a n á v r h umě lých n e u r o n o v ý c h sítí v ý z n a m n ě pokroč i ly v pos ledn ích 25 letech. 
Mnoho z tohoto pokroku m á dopad na zp racován í časových ř a d . Opro t i t r a d i č n í m l ineá rn ím 
m o d e l ů m jsou neu ronové s í tě ne l ineá rn ími modely. Ma j í schopnost učení se s uč i t e l em i bez 
něj , u m í un ive rzá lně aproximovat funkce, což je dě lá velmi v h o d n ý m i pro řešení s loži tých 
p r o b l é m ů v oblast zp racován í s ignálů . Umělé neu ronové s í tě jsou s t a t i s t i cké mode lovac í 
ná s t ro j e , k t e r é ma j í š iroké pole apl ikací , vče tně predikce časových ř a d . P ř e d p o v í d a t je m o ž n é 
s p o t ř e b u energie, r iziko lékařského zák roku , ekonomické a finanční p ředpověd i , p ř í p a d n ě 
p ředpověd i chao t i ckých časových ř a d . V mnoha p ř í p a d e c h ty to modely dosahovaly lepších 
výs ledků než j iné p ř í s t u p y [ ]. 

V oblasti p ř edpověd í dosáh ly modely za ložené na n e u r o n o v ý c h sí t ích u rč i tých úspěchů . 
N a p ř í k l a d Moody , L e v i n a Rehfuss [ ] v roce 1993 přesvědčivě demonstrovali p ř e v a h u před-
povědn ích technik za ložených na neu ronových sí t ích, když p ředpov ída l i n ě k t e r é ukazatele 
ekonomiky U S A . Hutchinson, L o a Poggio [ ] ukázal i , že jejich n e u r o n o v á síť za ložená na 
cenovém modelu p ř e k o n á v á Black-Scholesův model v d e n n í m pohybu cen na indexu S & P . 
Giles, Lawrence a Tso i [ ] našl i v ý z n a m n é p r e d p o v e d n í schopnosti v d e n n í m vývoj i devizo
vých burz d íky s v ý m m o d e l ů m , k t e r é byly za loženy na n e u r o n o v ý c h sí t ích [4]. 

V komerčn í praxi je ovšem situace j i ná . P ř e s t o ž e mnoho organizac í vyvíjelo úsilí o vyu
žití technologi í za ložených na neu ronových sí t ích, tak jen m a l é m u m n o ž s t v í společnos t í se 
poda ř i l o u s p ě t . P ř i t o m p rávě největš í sponzoř i v ý z k u m u neu ronových sí t í jsou finanční spo
lečnost i . T y t o korporace zkoumaj í všechny nové možnos t i , jak zvyšova t svůj zisk. Ú s p ě š n é 
společnos t i č a s to investovaly obrovské zdroje do t e s t o v á n í svých n e u r o n o v ý c h sí t í . T y t o 
výs ledky ovšem byly d o b r é jen pro jejich k o n k r é t n í po t ř eby . M n o h o t ěch to řešení je proto 
v současnos t i uzav řených . Současně je nab í zeno p o m ě r n ě velké m n o ž s t v í p lacených pro
g r a m ů , k t e r é se predikcí p o m o c í n e u r o n o v ý c h sítí zabýva j í [6]. 

P r á c e je č l eněna do někol ika kapi tol . P r v n í kapitoly jsou věnované v y b r a n ý m t y p ů m 
sítí , jejich s t r u k t u r á m a učení . B u d o u p o p s á n y d o p ř e d n á n e u r o n o v á síť s algori tmem učení 
backpropagation (2) a n e u r o n o v á síť s r ad i á ln ími b á z o v ý m i funkcemi (3). O s t a t n í m i typy 
jako sít í , k t e r ý m i jsou n a p ř í k l a d J o r d á n o v a , E lmanova nebo n e u r o n o v á síť vyšš ího ř á d u , se 
tato p r á c e bude z a b ý v a t jen s t r u č n ě (4), p ro tože pro predikci finančních t r h ů se používa j í dle 
l i teratury m é n ě ča s to [ ]. K a p i t o l a věnující se predikci (5) se zabývá m o d e l o v á n í m časových 
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řad , predikcí časových ř a d a t a k é k r á t c e zmiňuje j iné metody predikce než p o m o c í neuronové 
sí tě . V kapitole Implementace jsou z m í n ě n y n ě k t e r é s i m u l á t o r y n e u r o n o v ý c h sítí použ i t e lné 
pro predikce, ale h l avně je p o p s á n a v las tn í aplikace, s níž byly p r o v á d ě n y experimenty. 
V kapitole e x p e r i m e n t ů (7) jsou provedena měřen í v y b r a n ý c h p a r a m e t r ů n e u r o n o v ý c h sít í , 
spolu s p o r o v n á n í m výs ledků p o m o c í tabulek a grafů. N a závěr (8) p r á c e je provedeno 
zhodnocen í výs ledků a diskuze dalš ích možnos t í vývoje . V prác i je j e š t ě j e d n o d u c h ý m a n u á l 
k aplikaci a popis obsahu C D . 

Cí lem p ráce je m ě ř e n í p a r a m e t r ů n e u r o n o v ý c h sítí a implementace aplikace, k t e r á bude 
tato měřen í u m o ž ň o v a t . 
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Kapitola 2 

Neuronová síť backpropagation 

Tato kapitola se zabývá popisem neu ronové s í tě backpropagation (dále B P ) , popisem jejích 
j edno t l i vých čás t í , z nichž se sk ládá . Zabývá se t a k é algoritmy učení a parametry, k t e ré 
ovlivňují kva l i tu učení . P r o učení se použ ívá algoritmus z p ě t n é h o šíření chyby, odtud plyne 
p o n ě k u d n e p ř e s n ě i název t é t o s í tě . N ě k t e r é sekce, týkaj íc í se n a p ř í k l a d p ř í p r a v y dat, se 
vz tahu j í i k da l š ím t y p ů m neu ronových sít í . 

2.1 Popis sítě 

Je to d o p ř e d n á n e u r o n o v á síť, p ro tože s ignál se šíří jen j e d n í m s m ě r e m . N ě k d y se t aké 
označuje jako v ícevrs tvá p e r c e p t r o n o v á síť (multilayer perceptron - M L P ) . S d o s t a t e č n ý m 
p o č t e m n e u r o n ů s k r y t é vrs tvy je p o u ž i t e l n á jako univerzá ln í p r o s t ř e d e k pro aproximaci 
funkcí [ ]. Tato n e u r o n o v á síť se s k l á d á z někol ika d r u h ů vrstev, s c h é m a s t ruktury je na 
o b r á z k u 2.1. 

vstup skryté vrstvy výstupní 
vrstvil 

O b r á z e k 2.1: D o p ř e d n á n e u r o n o v á síť, ob rázek p ř e v z a t z [ ] 

V s t u p n í vrs tva slouží jen k dis tr ibuci v s t u p n í c h hodnot do všech n e u r o n ů dalš í vrstvy. 
P o č e t v s t u p ů neu ronové s í tě je vol i te lný a záleží na povaze úlohy. Nás ledu je obvykle jedna, 
z ř ídka více sk ry tých vrstev s ložených z n e u r o n ů schopných učení . Vrs tva se n a z ý v á s k r y t á , 
p ro tože nejsou v idě t hodnoty v ý s t u p ů jej ích n e u r o n ů . V ý s t u p y j e d n é vrs tvy jsou distribuo
vány v š e m n e u r o n ů m následuj íc í vrstvy. P o č e t sk ry tých n e u r o n ů závisí na ř e šeném p r o b l é m u 
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a bude p ř e d m ě t e m měřen í . Pos ledn í vrs tva je v ý s t u p n í , s ložená pro účely predikce nejčastěj i 
z jednoho neuronu. Použ i t í více n e u r o n ů na v ý s t u p u n e m á p r a k t i c k ý v ý z n a m , p ro tože vý
stupy se v z á j e m n ě nemohou ovl ivňovat a je j e d n o d u š š í zp racován í vzo rků časové ř a d y po 
jednom, než po dvojicích, p ř í p a d n ě j iných n- t ic ích [6]. 

2.2 Neuron 

U m ě l ý neuron je z á k l a d n í m s t a v e b n í m prvkem n e u r o n o v ý c h sít í . Opro t i b iologickému neu
ronu m á j iné vlastnosti . Sku t ečný neuron pracuje na zák ladě chemických reakcí a s labých 
e lekt r ických s ignálů . U m ě l ý neuron je m a t e m a t i c k ý model a jeho č innos t lze snadno popsat 
vzorcem, což je velmi v ý h o d n é pro zp racován í na poč í t ač ích . Neuron m á 1 až n v s t u p ů a 
jeden v ý s t u p . Lze jej popsat rovnicí [ ]: 

kde je 
x vektor v s t u p n í c h hodnot, 
u b ázová funkce, 
/ ak t ivačn í funkce 

Existuje speciá ln í p ř í p a d u m ě l é h o neuronu, k t e r ý se n a z ý v á perceptron. Je to nejjed-
nodušš í n e u r o n o v á síť obsahuj íc í jeden neuron s prahovou ak t ivačn í funkcí a je p o u ž í v á n a 
jako j e d n o d u c h ý l ineární klasif ikátor . Perceptron je schopen rozděl i t body v hyperprostoru, 
pokud jsou tyto body l ineárně s epa rova t e lné [ ]. 

2.2.1 B á z o v á funkce 

Bázová funkce p řevád í 1 až n v s t u p ů (x) neuronu na hodnotu u(x), k t e r á je p o u ž i t a jako 
vstup ak t ivačn í funkce. K a ž d ý vstup m á svou v áh u . V neuronové síti B P je p o u ž i t a l ineárn í 
bázová funkce. Jde o j e d n o d u c h ý ska lá rn í součin . V z t a h pro v ý p o č e t l ineární bázové funkce 
je p ř e v z a t z [4]. 

kde je 
x vektor v s t u p n í c h hodnot, 
w vektor vah j edno t l i vých v s t u p ů 

N a o b r á z k u 2.1 je m o ž n é v idě t , že ke v š e m n e u r o n ů m s k r y t é a v ý s t u p n í vrs tvy je vyveden 
jeden vstup navíc o h o d n o t ě k o n s t a n t n í 1, ve vzorci m á v á h u u>o- Tento vstup zlepšuje učení 
neu ronové s í tě . V p ř í p a d ě , že na vstupu neu ronové s í tě by byly s a m é hodnoty 0, pak by 
se nebyla s c h o p n á nic n a u č i t . V p ř í p a d ě , že by tento vstup nebyl p ř í t o m e n , docháze lo 
by k pouze o táčen í hyperplochy ve s t ř e d u hyperprostoru. Tento p r a h o v ý vstup umožňu je 
p o s u n u t í hyperplochy. 

2.2.2 A k t i v a č n í funkce 

Existuje několik d r u h ů ak t ivačn ích funkcí. P r o účely klasifikace se použ ívá skoková ak t ivačn í 
funkce. P r o p o t ř e b u zp racován í časových ř a d se ovšem využívaj í vhodně j š í ak t ivačn í funkce, 

n 

i=l 
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k te r é jsou spo j i t é . Tabulka 2.1 se snaží př ibl íž i t nejčastěj i p o u ž í v a n é ak t ivačn í funkce. Je 
zde t a k t é ž uvedena i jejich derivace, k t e r á je p o u ž í v á n a př i učení s í tě . Tabulka je p ř e v z a t a 
z [4]. 

N á z e v P ř e d p i s funkce Derivace funkce 

Sigmoida /(«) " l+l-u 
í í Ě i = / ( u ) [ l - / ( u ) ] 

Hype rbo l i cký tangens f(u) = tanh(u) ^ = 1 " lf(u)f 
Lineá rn í funkce f(u) = au + b df(u) _ 

du — a 

P r a h o v á funkce f(u) = \ 1 U > ° ;  

M ' \ - \ u<0. 
Derivace nen í pro u = 0. 

Tabulka 2.1: A k t i v a č n í funkce a jejich derivace 

2.3 Učení 

Pro učení d o p ř e d n ě s í tě je p o u ž í v á n algoritmus z p ě t n é h o šíření chyby. Nejprve bude vysvět 
leno učení jednoho neuronu, ná s l edně celé s í tě . Celé odvozen í algori tmu backpropagation 
lze na léz t v l i t e r a t u ř e [ , 13]. 

2.3.1 U č e n í n e u r o n u 

Učení p r o b í h á jako na s t avován í syna p t i c kýc h vah neuronu. N a p o č á t k u jsou v á h y inic ia l i 
zovány n á h o d n ě . Jejich dalš í z m ě n a je p o p s á n a vzorcem [4]: 

K 

wi{t + l) = wi{ť)+r]^8{k)xi{k) (2.3) 
fe=i 

Wi je v á h a z-tého vstupu neuronu, r\ koeficient učení , S(k) je chybový s ignál . P o k u d je 
p o u ž i t a ak t ivačn í funkce sigmoida, pak pro v ý p o č e t chybového s igná lu S(k) p la t í : 

S(k) = ^ = [d(k) - y(k)] • y(k) • [1 - y(k)} (2.4) 

2.3.2 U č e n í s í t ě 

A b y n e u r o n o v á síť by la s c h o p n á se uč i t , pak je n u t n é ses tavení t r énovac í množiny . Ze vzorků 
je p o m o c í metody časového okna, k t e r á je vysvě t l ena v podkapitole 5.3, v y t v o ř e n a m n o ž i n a 
dvojic ( i , o), kde i je v s t u p n í vektor a o je v ý s t u p n í vektor. 

Nejprve je vložen v s t u p n í vektor na vstup neu ronové s í tě . P r o všechny neurony sk ry t é 
vrs tvy je s p o č í t á n jejich nový v ý s t u p . Tento v ý s t u p s k r y t é vrs tvy je p ř í p a d n ě p o s l á n dalš í 
sk ry t é v r s tvě , pokud je sk ry tých vrstev více, nebo rovnou v ý s t u p n í v r s tvě . Nakonec je 
na v ý s t u p u s í tě z í skána nová hodnota. Je v y p o č t e n a chyba o d e č t e n í m nového v ý s t u p u od 
p o ž a d o v a n é h o v ý s t u p u . Tato chyba se s p o č í t á z p ě t n ě pro další vrstvy. P r o k a ž d o u vazbu 
(synapsi) je nastavena nová v á h a v závislost i na velikosti chyby a to z p ě t n ě od v ý s t u p n í 
vrs tvy k p r v n í s k r y t é v r s tvě . Tento postup se opakuje pro všechny p rvky t rénovac í množiny. 

Jedno učen í celé t r énovac í m n o ž i n y se n a z ý v á epocha. P o č e t epoch učen í m ů ž e bý t 
stanoven napevno nebo je možné , aby se učení ukonči lo samo v p ř í p a d ě r ů s t u chyby. C h y b a 
je na p o č á t k u velká a př i s p r á v n é m učení s r o s t o u c í m p o č t e m epoch klesá. Následuj íc í vz tah 
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[ ] slouží pro ú p r a v u vah neuronu v kontextu celé s í tě . Ve vzorci je rovněž pro zlepšení 
kval i ty učení p ř i d á n o m o m e n t ů m a , d ů v o d pro tento parametr je v podkapitole 2.4.2. 

K 

v%(t + 1) = w^t) +vY/ôHk)yf-1(k) + « K ( í ) - w^(t - 1)] (2.5) 
k=l 

2.4 Parametry ovlivňující učení 

Existuje několik p a r a m e t r ů , k t e r é byly již byly z m í n ě n y a k t e r é ovlivňují kva l i tu a rychlost 
učení . Jejich k o n k r é t n í na s t aven í závisí na k o n k r é t n í úloze a na ú rovn i zna los t í a zkušenos t í 
n á v r h á ř e neu ronové sí tě . 

2.4.1 Koef ic ient u č e n í 

Koeficient učení ovlivňuje p ř e d e v š í m rychlost učení . Menš í koeficient z n a m e n á pomale jš í , 
ale kval i tnějš í učení a naopak. Koeficient učení je n u t n é nastavovat v intervalu (0,1). Dle 
l i teratury [ ] je v h o d n á hodnota z intervalu (0,3). N ě k d y je v h o d n é hodnotu koeficientu 
b ě h e m učení p o s t u p n ě snižovat . 

2.4.2 M o m e n t ů m 

Z m ě n a v á h y nen í ř í zena pouze a k t u á l n í změn o u , ale i p ředchoz í z m ě n o u s menš í intenzitou, 
což d o d á v á učení j i s tou se t rvačnos t . M o m e n t ů m se p ř i d á v á do rovnice pro z m ě n u váhy, aby 
se předeš lo uv í znu t í v loká ln ím min imu. Parametr momenta leží v intervalu a £ (0,1). Č a s t o 
se volí velikost momenta větší než koeficientu učení , l i teratura [ ] d o p o r u č u j e (0, 6; 0, 9). 

2.4.3 P o č e t e p o c h 

P o č e t epoch je j iný název pro p o č e t i t e rac í učení . Jedna epocha p ř e d s t a v u j e jedno učení 
všech t rénovac ích z á z n a m ů z t r énovac í množiny . M a l ý p o č e t epoch m ů ž e znamenat ma lé 
naučen í s í tě , naopak velký p o č e t epoch m ů ž e způsob i t p ř e t r énován í . N a s p r á v n ý p o č e t 
epoch pro konk ré tn í parametry s í tě i data se d á při j í t e x p e r i m e n t á l n ě , p ř í p a d n ě je m o ž n é 
p o m o c í v h o d n é h o algori tmu zastavit učení v d o b ě , kdy zač íná rů s t opě t chyba. J e d n í m 
z použ i t e lných a lgo r i tmů je křížové ověřování sp r ávnos t i (Cross-validation). 

2.4.4 P o č á t e č n í n a s t a v e n í v a h 

P o č á t e č n í na s t aven í vah je klíčové pro učení s í tě . Jako váhy se nejčastěj i použ íva j í pseu-
d o n á h o d n á čísla v r o v n o m ě r n é rozložení . Dů lež i t á je s p r á v n ý rozsah generovaných hodnot. 
Obvykle se používa j í hodnoty z intervalu (—0.5,0.5). P r o u rčen í rozsahu lze p o u ž í t t aké 
následující interval ( — ^ = ) , kde n značí p o č e t v s t u p ů neuronu, j ehož v á h y se nas t avu j í 

[13]. 

2.4.5 P o č e t vrs tev s í t ě 

Obvykle s tač í jedna s k r y t á vrstva n e u r o n ů . Více sk ry tých vrstev vě t š inou n e d á v á lepší 
výsledky, naopak m ů ž e vést k de lš ímu učení a p ř e t r é n o v á n í s í tě . V praxi se m ů ž e m e občas 
setkat se d v ě m a s k r y t ý m i vrs tvami, větší p o č e t vrstev se použ ívá z ř ídka [6]. 
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2.4.6 P o č e t s k r y t ý c h n e u r o n ů 

Neexistuje un iverzá ln í pravidlo pro u rčen í v h o d n é h o p o č t u sk ry tých n e u r o n ů . Je p o t ř e b a 
volit e x p e r i m e n t á l n ě v závislost i na k o n k r é t n í m p r o b l é m u . O b e c n ě p la t í , že m a l ý p o č e t skry
tých n e u r o n ů n e u m o ž n í sí t i se t rénovac í data d o s t a t e č n ě n a u č i t a naopak příl iš velký p o č e t 
sk ry tých n e u r o n ů oslabuje schopnost zevšeobecňování , vede k p ř e t r é n o v á n í s í tě . P ř e t r é n o 
ván í n a s t á v á v p ř í p a d ě , kdy n e u r o n o v á síť m á příliš m a l ý p o č e t t r énovac ích dat vzhledem 
k p o č t u sk ry tých n e u r o n ů . M á sklony pamatovat si každý s a m o s t a t n ý vstup n a m í s t o zevše
obecňován í [6]. 

2.5 Příprava dat 

Pro zp racován í neuronovou sítí je v h o d n é si nachystat data. Je několik z p ů s o b ů p ř í p r a v y 
dat, k t e r é mohou ovl ivni t chování s í tě . Velké hodnoty se n a p ř í k l a d neu ronové s í tě š p a t n ě 
učí. V e l m i velké hodnoty mohou zas t ín i t v ý z n a m velmi m a l ý c h hodnot. Č a s t o n á m učení 
znehodnocuje t r e n d o v á složka s ignálu , nebo j iné sezónní vl ivy. 

2.5.1 N o r m a l i z a c e dat 

Normalizace dat nebo t a k é standardizace dat je p r o v á d ě n a vždy, jelikož neu ronové sí tě 
pracuj í v m a l ý c h intervalech oproti d a t ů m l ibovolné velikosti v časových ř a d a á c h . Časové 
ř a d y mohou obsahovat l ibovolné hodnoty, ale neu ronové s í tě v n i t ř n ě pracuj í s m a l ý m i roz
sahy. Vs tupy se t rans formuj í do intervalu (—1,1), p ro tože s igmoidá ln í ak t ivačn í funkce m á 
v tomto intervalu nej větší z m ě n u hodnot. V ý s t u p y neu ronové s í tě se t r ans formuj í do inter
valu (0,1), což je obor hodnot sigmoidy. T y t o transformace se nazýva j í normalizace, n ě k d y 
t a k é standardizace. N e u r o n o v á síť pracuje s n o rma l i zo v an ý mi daty, v ý s t u p y neu ronové sí tě 
je pak n u t n é z p ě t n ý m z p ů s o b e m denormalizovat, abychom získali hodnoty v p ů v o d n í m 
rozsahu. Vzorce jsou p ř e v z a t y z [10]. 

Vs tupy je v h o d n é normalizovat na s t ř e d 0 a s m ě r o d a t n o u odchylku 1. T í m t o postu
pem d o s á h n e m e p o ž a d o v a n é h o intervalu (—1,1). P ro v ý p o č e t jsou p o u ž i t y všechny v s t u p n í 
hodnoty t r énovac í množiny. 

x 

o 

kde x jsou vstupy, 
x' no rma l i zované vstupy, 
x a r i t m e t i c k ý p r ů m ě r v s t u p ů , 
a s m ě r o d a t n á odchylka v s t u p ů , 
N p o č e t v s t u p ů . 

x — X 

1 N 

- Y 
i=l 

\ N 
1 N 

— ^2(XÍ-XY 
i=l 

(2.6) 

(2.7) 

(2.8) 
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Normalizace v s t u p ů je p o č í t á n a z m i n i m a a max ima z v ý s t u p n í c h hodnot t r énovac í 
množiny. 

D ÍJmin 
(2.9) y = 

ymax Vmin 

y výs tupy , 
y' no rma l i zované výs tupy , 
ymin ne jmenš í v ý s t u p , 
ymax nej větší v ý s t u p . 

2.5.2 Di ference dat 

Jednou z ob l íbených technik p ř í p r a v y dat je v ý p o č e t diference časové řady . Diference 
spoč ívá v odeč t en í hodnot sousedních vzo rků časové řady , viz vztah (2.10). Mís to s pů 
v o d n í m i daty pracujeme s jejich z m ě n o u . Diference eliminuje k o n s t a n t n í trend, což je jedna 
z h lavn ích v ý h o d . Zvláš tě na finančních t rz ích n á s za j ímá spíše rů s t nebo pokles t rhu, než 
konk ré tn í nová hodnota t r h o v é h o indexu. P ř i použ íván í diference je p o t ř e b a postupovat 
o p a t r n ě , p ro tože pokud je v s igná lu ně jaká dů lež i t á informace u ložená s malou frekvencí, 
pak m ů ž e bý t tato informace ztracena [8]. 

y'(t) = y(ť) - y(t - 1) (2.10) 
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Kapitola 3 

Neuronová síť s radiálními 
bázovými funkcemi 

Tato kapitola se z a b ý v á z á k l a d n í m popisem n e u r o n o v ý c h sítí s r ad i á ln ími b á z o v ý m i funk
cemi. Jsou zde vysvě t l eny zák l adn í algoritmy učení t é t o s í tě . Tato n e u r o n o v á síť aproximuje 
k ř ivku lokálně p o m o c í hyperkou l í na rozdí l od předchoz í s í tě B P , k t e r á aproximuje g lobá lně 
p o m o c í hyperploch. 

3.1 Popis sítě 

vstupní skrytá vrstva v ý fit upni 
vrstva (RBF) vrstva 

O b r á z e k 3.1: S t ruktura R B F sí tě , ob rázek p ř e v z a t z [13] 

St ruktura t é t o s í tě je na o b r á z k u 3.1. M á t ř i vrstvy. P r v n í je v s t u p n í vrstva, d r u h á je 
s k r y t á vrstva s R B F neurony, t ř e t í je v ý s t u p n í vrs tva s j e d n í m l ineárně b á z o v ý m neuro
nem a l ineární ak t ivačn í funkcí. Je p o d o b n á d o p ř e d n ě sí t i , ale liší se chován ím n e u r o n ů 
a t a k é o d l i š n ý m postupem učení . Ve v r s tvě s R B F neurony je p o u ž í v á n a rad iá ln í bázová 
funkce. P o č í t á euklidovskou vzdá lenos t v s t u p n í h o vektoru (bod v hyperprostoru) od s t ř e d u 
hyperkoule v hyperprostoru. O b e c n ě lze popsat R B F síť nás leduj íc ím vztahem [ ]: 
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nh 

y = w0 + ^2wif(\\x-Ci\\) (3.1) 
i=l 

kde / jsou rad iá ln í bázové funkce, Wi jsou v á h y v ý s t u p n í vrstvy, wo je v á h a p r a h o v é h o 
neuronu, x je vstup neuronu, či jsou s t ř e d y pa t ř í c í b á z o v ý m funkcím, je p o č e t bázových 
funkcí v síti a ||-|| znač í euklidovskou vzdá lenos t . 

Euk l idovská vzdá lenos t se p o č í t á nás leduj íc ím vztahem [13]: 

"A: 
v X > Í - C Í ) 2 (3-2) 
\ Í = I 

Existuje několik d r u h ů p o u ž í v a n ý c h r ad i á lně bázových funkcí [ ]: 

• Gaussova funkce 

f(x) = (3.3) 

• M u l t i k v a d r a t i c k á funkce 
f(x) = ^(x-c)2 + r2 (3.4) 

• Inverzní m u l t i k v a d r a t i c k á funkce 

f(x) = ;

 1 (3.5) 
(z—c)2 

• Cauchyho funkce 

/(*) = TTW (3-6) 

N a o b r á z k u 3.2 jsou j edno t l ivé r ad iá ln í bázové funkce, pro k t e r é p la t í c = 0 a r = 1. Ve 
v ý s t u p n í v r s tvě je jeden neuron, do něhož jsou p ř ivedeny v ý s t u p y všech R B F n e u r o n ů . Je 
v n ě m p o u ž i t a l ineárn í bázová funkce a l ineárn í ak t ivačn í funkce [13]: 

m ni 

V j = UJ = 5ľ WJkXk = Wjo + ^2 wJkVk (3.7) 

fc=0 k=l 

3.2 Učení 

Učení t é t o s í tě se liší od d o p ř e d n ě neu ronové s í tě . Je p o t ř e b a nastavit t ř i druhy p a r a m e t r ů . 
P ro k a ž d ý R B F neuron s k r y t é vrs tvy je t ř e b a nastavit sou řadn i ce s t ř e d u hyperkoule c a 
po loměr t é t o hyperkoule a. K a ž d á t aková hyperkoule v hyperprostoru o d p o v í d á jednomu 
R B F neuronu. Ve v ý s t u p n í v r s tvě je p o t ř e b a nastavit v á h y v ý s t u p n í h o neuronu. 

Nejprve jsou v h o d n ý m postupem j edno rázově zvoleny s t ř e d y hyperkou l í a jejich po
loměry. Teprve potom je použ i t algoritmus pro ú p r a v u vah, k t e r ý už upravuje jen váhy 
v ý s t u p n í vrstvy. S t ř e d y hyperkou l í je m o ž n é zvolit n á h o d n ě z t r énovac í množiny . Je ovšem 
v h o d n é použ í t ně jaký algoritmus pro zjištění s t ř e d u hyperkoul í , v t é t o p rác i je použ i t algo
ritmus K-means. 
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O b r á z e k 3.2: R a d i á l n í bázové funkce - m u l t i k v a d r a t i c k á (fialová), inverzní m u l t i k v a d r a t i c k á 
(červená) , Cauchyho ( ty rkysová) , Gaussova (ze lená) , ob rázek p ř e v z a t z [11] 

3.2.1 A l g o r i t m u s K - m e a n s 

Vstupy neu ronové s í tě je m o ž n é si p ř e d s t a v i t jako sou řadn i ce bodu v n - r o z m ě r n é m hy-
perprostoru, kde n je p o č e t v s t u p ů . Jeden t a k o v ý bod je tedy n - r o z m ě r n ý vektor x = 
T[xi,X2, • • •,x n]. Algor i tmus K-means [ ] se snaží na léz t shluky t ěch to b o d ů . P o č e t hleda
ných sh luků o d p o v í d á p o č t u R B F n e u r o n ů a v algori tmu je označen p í s m e n e k. P ř e d p o k l á d á 
se, že je m o ž n é rozděl i t do sh luků všech p v e k t o r ů z t r énovac í m n o ž i n y T = {x\, x~2, • • •, xp}. 
V ý s t u p e m algori tmu jsou těž i š t ě či na lezených sh luků . 

1. Inicializuj k p r o t o t y p ů , n a p ř í k l a d n á h o d n ě v y b r a n é r ů z n é vektory z t r énovac í množ iny : 
CJ = xp,j e ( i , k),p e ( i , P ) . 

2. Opakuj pro k a ž d ý vektor xp z t r énovac í množ iny : P ř i ř a ď tento vektor do shluku 
C j, j G (l ,fc) , j ehož prototyp čj m á od vektoru xp ne jmenš í vzdá lenos t : 

| Xp Cji | ^ | Xp C'i I 

3. Opakuj pro každý shluk C j, j G (l ,fc): P ř e p o č í t e j prototyp čj tak, aby by l t ě ž i š t ěm 
koncových b o d ů všech vek to rů , k t e r é jsou k tomuto shluku p rávě p ř i ř azené (nechť iij 
je p o č e t t ě ch to v e k t o r ů ) : 

°j = 

4. Vypoč í t e j chybu a k t u á l n í h o stavu shlukování : 

k 

£ = E E \XÍ-CJ\2 

3=1 XiGCj 
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5. P o k u d chyba E klesla, nebo pokud b y l n ě k t e r ý vektor p ř i ř azen k j i n é m u shluku, vrať 
se na bod 2. 

Po nalezení těžišť sh luků je p o t ř e b a s p o č í t a t po loměr hyperkoule, což je odchylka všech 
b o d ů pa t ř í c í ch shluku od jejich těž iš tě . Vzorec p ř e v z a t z [13]. 

° k = J 5ľ \\ik-uk\\ k e {k ...K} (3.8) 

3.2.2 U č e n í v ý s t u p n í v r s t v y 

Po inicial izaci R B F n e u r o n ů algoritmem K-means je h l e d á n a o p t i m á l n í velikost vah v ý s t u p n í 
vrstvy. Je m o ž n é si vybrat z více a lgo r i tmů . V ý s t u p n í vrs tvu je m o ž n é uči t již p o p s a n ý m 
algori tmem z p ě t n é h o šíření chyby nebo n a p ř í k l a d i t e račn í metodou ne jmenš ích č tverců . 
Zvo l i l jsem p r v n í m o ž n o s t a t a zde bude p o p s á n a . P r o z m ě n u v á h y fc-tého vstupu j - t é h o 
neuronu v ý s t u p n í vrs tvy p la t í vz tah [ ]: 

dE 
A w j k = -T) 

dwjk 

Vid j ~ lVi) 
2.. A 9 V3 

d w j k (3.9) 

r 1 { d j - \ ) d ^ + ^ W j k y k ) 

dwj 

rj(dj - 2yj)yk 

Wjk je v á h a k - t ého vstupu j - t é h o neuronu, 
i] koeficient učení pro z m ě n u vah, 
dj p o ž a d o v a n á hodnota na v ý s t u p u j - t é h o neuronu, 
2Vj v y p o č t e n á hodnota v ý s t u p u j - t é h o neuronu d r u h é (výs tupn í ) vrstvy, 
yk v ý s t u p k - t ého neuronu v předchoz í R B F v r s tvě . 
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Kapitola 4 

Další typy neuronových sítí 

Tato kapitola se z a b ý v á popisem dalš ích d r u h ů neu ronových sítí , k t e r é se používa j í t aké 
pro predikci , ale obvykle m é n ě než B P a R B F s í tě . Bude z m í n ě n a n e u r o n o v á síť vyšš ího 
ř á d u a t a k é r e k u r e n t n í neu ronové s í tě . 

4.1 Neuronová síť vyššího řádu 

B ě ž n á d o p ř e d n á síť B P je síť p r v n í h o ř á d u . P r o zachycení korelací vyšších ř á d ů se používa j í 
neu ronové s í tě vyšš ího ř á d u [ ] ( H O N N - Higher Order Neura l Network) . V z t a h y mezi 
j e d n o t l i v ý m i vstupy jsou zachyceny jejich v z á j e m n ý m v y n á s o b e n í m . Tuto operaci je m o ž n é 
provést j e š t ě p ř e d vstupem dat do s í tě nebo vhodnou volbou n e u r o n ů ve s k r y t é v r s tvě . 
M ě j m e vektor v s t u p n í c h dat xi,..., xn. V p r v n í m p ř í p a d ě použ i j eme jako vstup s í tě nejen 
tuto n- t ic i , ale t a k é všechny součiny XiXj pro i ^ j. M a t e m a t i c k ý popis neuronu bude 
vypadat nás ledovně : 

n n 

V = f(wo + ^ WilWil + ^ WH!i2XilXi2) (4.1) 
il i\,i2 

kde x = [xi, X2, • • •, xn]T je v s t u p n í vektor, y je v ý s t u p neuronu, / je ak t ivačn í funkce. 
Ve z m i ň o v a n é m d r u h é m p ř í p a d ě jde o použ i t í spec iá ln ích n e u r o n ů . H O N N ma j í podobnou 
s t rukturu jako klasické d o p ř e d n ě s í tě , pouze jejich l ineárn í bázové funkce jsou nahrazeny 
n á s o b n ý m i . P o č e t n e u r o n ů v t ěch to sí t ích je obvykle nižší než u d o p ř e d n ý c h sít í . P o č e t 
vah se zvyšuje exponenc i á lně se zvyšován ím p o č t u v s t u p ů , proto se architektury t ř e t í h o a 
vyšš ího ř á d u použ íva j í z ř ídka . V t é t o p rác i je v da l š ím textu pod neuronovou sítí vyšš ího 
ř á d u m y š l e n a n e u r o n o v á síť d r u h é h o ř á d u . 

4.2 Elmanova síť 

Elmanova síť [ ] je j e d n o d u c h á r e k u r e n t n í síť, by la n a v r ž e n a Jeffem E l m a n e m v roce 1990. 
Slovo r e k u r e n t n í zde z n a m e n á , že k r o m ě d o p ř e d n ý c h vazeb mezi neurony obsahuje z p ě t n é 
vazby mezi neurony. Takový s y s t é m m á jakousi s e t r v a č n o u paměť , k t e r á si pamatuje před
chozí v ý v o j . Tato p a m ě ť pak ovlivňuje b u d o u c í v ý s t u p . Její s t ruktura je p o d o b n á d o p ř e d n ě 
sí t i , ale ze s k r y t é vrs tvy je v ý s t u p vyveden nejen do v ý s t u p n í vrstvy, ale t a k é do kon tex tové 
vrstvy. Z t é t o kon tex tové vrs tvy je v ý s t u p vyveden na vstup s k r y t é vrstvy. K a ž d ý kontex
tový neuron je propojen se všemi neurony s k r y t é vrstvy. P o č e t kon t ex tových n e u r o n ů je 
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s te jný jako p o č e t n e u r o n ů s k r y t é vrstvy. P o p s a n é vazby způsobuj í , že v ý s t u p y s k r y t é vrs tvy 
v čase t ovlivňují své v ý s t u p y v čase t + 1. 

4.2.1 V ý p o č e t v ý s t u p u 

V ý p o č e t v ý s t u p u je vzhledem ke z p ě t n ý m v a z b á m odl i šný od d o p ř e d n é s í tě . Nejprve je 
v ložen v čase t na vstup s í tě v s t u p n í vektor. P a k jsou v y p o č t e n y v ý s t u p y s k r y t é vrs tvy ze 
v s t u p ů ze v s t u p n í vrs tvy a kon tex tové vrstvy. N á s l e d n ě je v y p o č t e n v ý s t u p s í tě a v ý s t u p y 
sk ry t é vrs tvy jsou zkopí rovány do kon t ex tové vrstvy. 

4.2.2 U č e n í 

V čase t = 0 jsou kon tex tové neurony nastaveny na nulovou hodnotu, obvykle p o m o c í př i
dán í vzorku s nu lovými hodnotami do t r énovac í množiny . V p ř í p a d ě , že t r énovac í m n o ž i n a 
obsahuje vzorky se s a m ý m i nulami, pak je p ř i d á n v s t u p n í neuron pro reset s í tě . P o k u d 
je neuron pro reset nastaven na nulu, pak dojde k v y m a z a n í všech ak t ivac í u v n i t ř s í tě . 
N a konci každého k roku učení k r o m ě p r v n í h o jsou z n á m y aktivace n e u r o n ů u v n i t ř s í tě . 
P ro učení lze použ í t algoritmus z p ě t n é h o šíření chyby. Vzh ledem k p ř í t o m n o s t i kon tex tové 
vrs tvy je pro učen í použ i t chybový s ignál ze současného i p ředchoz ího kroku. N ě k d y je 
v h o d n é u k l á d a t aktivace kon tex tové vrs tvy pro víc k roků n a z p ě t . Tento postup se n a z ý v á 
z p ě t n é šíření chyby v čase [7]. 

4.3 Jordánova síť 

J o r d á n o v a síť [ ] je p o j m e n o v á n a po Saulu J o r d á n o v i , k t e r ý j i vy tvoř i l v roce 1986. Hlavn í 
rozdí l oproti E l m a n o v ě sí t i je ten, že na vstup kon tex tové vrs tvy nen í p ř iveden v ý s t u p 
sk ry t é vrstvy, ale p ř í m o v ý s t u p s í tě . Tato síť není p lně r e k u r e n t n í , ale n a z ý v á se čás tečně 
r e k u r e n t n í . T í m , že do kon tex tové vrs tvy se pouze kopíruje p ředchoz í v ý s t u p , docház í ke 
z t r á t ě závislost í , k t e r é je s c h o p n á E lmanova síť zachytit . P r o v y h o d n o c e n í v ý s t u p u a učení 
p la t í t o t éž , co pro J o r d á n o v u síť. 
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Kapitola 5 

Predikce 

Tato kapitola vysvět lu je pojem časové řady, predikce časové řady . Zabývá se t a k é prob lémy, 
k t e r é je n u t n é řeši t u neu ronových sí t í v souvislosti se z p r a c o v á n í m časových ř a d . Lehce 
budou z m í n ě n a zák l adn í k r i t é r i a kval i ty predikce. P r o p o c h o p e n í pojmu predikce je tedy 
nejprve n u t n é definovat, co je to časová ř a d a . 

P r v k y v e k t o r ů mohou bý t jakékol i měř i t e lné veličiny, n a p ř í k l a d 

• teplota vzduchu v budově 

• cena u r č i t ého zboží na d a n é m t rhu 

• p o č e t na rozen í v d a n é m m ě s t ě 

• m n o ž s t v í s p o t ř e b o v a n é vody v d a n é oblasti 

N a vektor x lze t a k é nah l íže t jako na spoji tou funkci času t. Z p r a k t i c k ý c h d ů v o d ů se 
ale na čas nahl íž í jako na d i sk ré tn í časové úseky, což vede k v ý s k y t u x na konci k a ž d é h o 
úseku p e v n ě d a n é velikosti . Velikost časového intervalu čas to závisí na řešené úloze a m ů ž e 
bý t v j akýchkol i j e d n o t k á c h - od mil isekund až po roky. 

Tato p r á c e se z a b ý v á m o d e l o v á n í m časových ř a d p o m o c í n e u r o n o v ý c h sít í , což jsou 
ne l ineárn í modely. Exis tu j í ovšem j iné metody mode lován í , mezi něž p a t ř í r ů z n é l ineárn í 
modely, n a p ř í k l a d A R (Autoregressive) modely, M A (Moving average) modely a A R M A 
(Autoregressive moving average) modely [12]. S tud ium t ě c h t o m o d e l ů ovšem není p ř e d m ě 
tem t é t o p ráce . 

Predikce je j i ný název předpověď. Je-l i m o ž n é p ř e d p o v ě d ě t časovou ř a d u p řesně , pak j i 
označu jeme jako deterministickou. Obvykle jsou b ě ž n é časové ř a d y s tochas t i cké procesy 
ovl ivněné š u m e m , jejichž charakteristika se v čase měn í . Jako důs ledek je b u d o u c í vývoj jen 

5.1 Časová řada 

Časová ř a d a [ ] je sekvence v e k t o r ů závislá na čase t: 

x(ť),t = 0 ,1 , . . . 

5.2 Predikce 
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čás tečně u r č e n p ř e d c h o z í m v ý v o j e m a m á p r a v d ě p o d o b n o s t n í rozložení u rčené pozorová
n í m v minulost i a da l š ími dř ívějš ími znalostmi. C í l em predikce časových ř a d je modelovat 
p o d k l a d o v ý mechanismus, k t e r ý bude generovat časovou ř a d u pro k r á t k ý až s t ř edn í časový 
interval do budoucnosti [ ]. 

H l a v n í m úko lem predikce je nalezení t akové funkce, k t e r á je s c h o p n á aproximovat vývoj 
časové ř a d y [7]. 

y ( í + l ) = / ( y ( í ) , y ( í - l ) , . . . , y ( l ) ) (5.2) 

N i k d y ovšem nejsme schopni p ř e d p o v ě d ě t p ře sně budoucnost jen na zák ladě minulost i . 
Budoucnost je v ž d y n e v y p o č i t a t e l n á . Docház í k pouze o d h a d ů m a m ě ř i t e l n á je pouze m í r a 
úspěšnos t i aproximace. P ř e d p o v ě ď je ú s p ě š n á na nejbližší následuj íc í hodnoty, č ím dá le do 
budoucnosti se s n a ž í m e p ř e d p o v í d a t , t í m více roste chyba predikce. Tato p r á c e se navíc 
zabývá predikcí jen na zák ladě m i n u l é h o vývoje časové řady . K zachycení v l i v u j iných 
okolnost í , k t e r é mohou ovlivni t kva l i tu predikce se použ íva j í in te rvenčn í p r o m ě n n é . Tato 
p ráce se predikcí s i n t e rvenčn ími p r o m ě n n ý m i nebude z a b ý v a t . 

5.3 Metoda časového okna 

k 

F™(xit- <),-) 

xU - I) xit - 2 ) x(t - 3) - p) 

O b r á z e k 5.1: Časové okno, ob rázek p ř e v z a t z [ ] 

Me toda časového (někdy t a k é klouzaj íc ího) okna [ ] umožňu je n e u r o n o v ý m s í t ím praco
vat s časovými ř a d a m i . Ze vzo rků p ů v o d n í časové ř a d y se tvoř í p rvky pro učení a to tak, že 
p rvn ích n hodnot je d á n o na vstup a následuj íc í hodnota časové ř a d y je d á n a jako p o ž a d o 
v a n á na v ý s t u p . Dalš í prvek pro učení je v y t v o ř e n p o s u n u t í m o jeden prvek a jako vstup je 
v y b r á n o opě t n hodnot, hodnota n + 1 je opě t jako p o ž a d o v a n á . T í m t o postupem je z pů 
vodn ích t rénovac ích vzorků v y t v o ř e n a celá t r énovac í m n o ž i n a , k t e r á se sk l ádá ze seznamu 
p rvků , kde k a ž d ý prvek je t v o ř e n v s t u p n í m vektorem a p o ž a d o v a n ý m v ý s t u p n í m vektorem. 
Toto učení je n ě k d y pop i sováno jako p o s o u v á n í časového okna po pol i t r énovac ích vzorků . 
Jak jsou vstupy a v ý s t u p y d á n y neu ronové síti ke zpracován í , je v idě t na o b r á z k u 5.1. 

5.4 Kvalita predikce 

K v a l i t a predikce je rozhoduj íc í vlastnost př i m ě ř e n í p o u ž i t é neu ronové s í tě . Č a s t o se pou
žívají t akové metody, k t e r é používa j í rozdí l s k u t e č n é a p red ikované hodnoty časové řady. 
C h y b u predikce i - t ého vzorku je m o ž n é vy jádř i t jako [7]: 
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Ei — di x% (5.3) 

Ei je chyba i - t é h o vzorku 
di p o ž a d o v a n á hodnota i - t é h o vzorku 
Xi p r e d i k o v a n á hodnota i - t é h o vzorku 
iV p o č e t v s t u p n í c h vzorků 
a rozptyl dat 

• A r i t m e t i c k ý p r ů m ě r abso lu tn í ch odchylek ( M A D - M e a n Absolute Deviat ion) 

1 N 

MAD = - Y J \ d i - x i \ (5.4) 

• S t ř edn í k v a d r a t i c k á chyba ( M S E - M e a n Square Error) 

1 N 

MSE=-YJ(di-xiÝ (5.5) 
i=l 

D r u h á odmocnina z a r i t m e t i c k é h o p r ů m ě r u d r u h ý c h mocnin odchylek ( R M S E - Root 
Mean Square Error) 

RMSE 

Pro měřen í bude v y u ž í v á n a chyba R M S E . Tato s t a t i s t i cká chyba m á v ý h o d u oproti 
M S E v tom, že je ve s te jných j e d n o t k á c h , jako v s t u p n í data, k d e ž t o M S E je k v a d r a t i c k á 
oproti v s t u p n í m d a t ů m . 

5.5 Jiné možnosti predikce 

Exis tu j í i j i né z p ů s o b y predikce vývoje finančních t r h ů než p o m o c í n e u r o n o v ý c h sí t í . F inan
ční analyt ic i pracuj í s f u n d a m e n t á l n í , technickou nebo psychologickou ana lýzou finančních 
t r h ů . Z p r a c o v á n í m časových ř a d se zabývá techn ická ana lýza , jednou z jej ích možnos t í jsou 
El l io t tovy vlny. 

5.5.1 E l l i o t t o v y v l n y 

El l io t tovy vlny [1] jsou jednou z metod technické ana lýzy finančních t r h ů , jejich autorem je 
R a l p h Nelson E l l io t t , k t e r ý je objevi l v 30. letech 20. s to le t í . Jsou za loženy na identifikaci 
opakuj íc ích se vzo rů v časové ř a d ě finančního t rhu. Z á k l a d n í m pr inc ipem El l io t tových v ln 
je, že t rh v ý r a z n ě roste v impu lzn í v lně , k t e r á je s ložena z pě t i podv ln (1-2-3-4-5). T r h pak 
m í r n ě poklesne v l ivem o p r a v n é vlny, k t e r á je s ložena ze t ř í podv ln (a-b-c). Ce lá E l l io t tova 
v lna se pak s k l á d á z celkem osmi v ln a dvou fází. U k á z k a E l l io t tovy v lny je na o b r á z k u 
5.2. T y t o v lny jsou ve s k u t e č n é časové ř a d ě s t r u k t u r o v a n é a vy tváře j í opakuj íc í se vzory 
(fraktály) p o s t u p n ě větš í velikosti . Existuje mnoho var iac í t ě ch to v ln , n a p ř í k l a d každý vzor 
t ě c h t o v l n m á své p o ž a d a v k y a vývojové tendence. 
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5 

O b r á z e k 5.2: E l l io t tova vlna, ob rázek p ř e v z a t z [1] 
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Kapitola 6 

Implementace 

V t é t o kapitole budou na ú v o d z m í n ě n y existuj ící s y s t é m y použ i t e lné mimo j iné t a k é pro 
predikci p o m o c í c h n e u r o n o v ý c h sí t í . Dá le bude nás ledova t popis aplikace, jejíž implemen
tace je součás t í t é t o baka l á ř ské p ráce . S a m o t n á aplikace by la n a p s á n a v jazyce Py thon , 
což je v pos lední d o b ě velmi ob l íbený skr ip tovac í jazyk. Popisy i m p l e m e n t a c í j edno t l i vých 
čás t í aplikace si nekladou za cíl podrobnou dokumentaci, ale chtějí u k á z a t v ý h o d n é využ i t í 
ob jek tového n á v r h u a jeho filozofii. 

6.1 Současné systémy 

Aplikací pro predikci p o m o c í neu ronové s í tě existuje velké m n o ž s t v í . K o n k r é t n ě pro pre
dikci finančních t r h ů se ča s to j e d n á o propr ie tami p lacené řešení . I s a m o t n é vývoje i ndexů 
finančních t r h ů jsou vě t š inou p lacené , zdarma se daj í sehnat spíše h is tor ické ceny než ak
t u á l n í data. Následuj íc í výče t se snaž í s t r u č n ě vyjmenovat n ě k t e r é p o u ž í v a n é s y s t é m y pro 
predikci [10]: 

• J a v a N N S 

Java Neura l Network Simulator je p o k r a č o v a t e l e m projektu S N N S (Stuttgart Neura l 
Network Simulator) . J e d n á se o volně d o s t u p n ý software n a p s a n ý v J avě s p ř í v ě t i v ý m 
už iva t e l ským r o z h r a n í m . U m o ž ň u j e v y t v á ř e t p ř i p r avené s í tě nebo definovat v las tn í . 
T y t o s í tě pak je m o ž n é t r é n o v a t , analyzovat, vizualizovat. D o m o v s k é s t r á n k y tohoto 
s y s t é m u jsou na adrese h t t p : / /www. r a . c s . u n i - t u e b i n g e n . d e / s o f t w a r e / J a v a N N S / 
welcome_e .h tml . 

• Emergent 

Emergent je open source s imu lá to r n e u r o n o v ý c h sí t í . Je n a p s á n v jazyce C + + ve 
frameworku Q t a m á grafické už iva te l ské rozh ran í . U m o ž ň u j e použ i t í více d r u h ů neu
ronových sítí a s te jně t a k é a lg o r i tmů pro jejich učení . S t r á n k y projektu jsou na adrese 
h t t p : / / g r e y . c o l o r a d o . e d u / e m e r g e n t / i n d e x . p h p / M a i n _ P a g e . 

• M a t l a b Neura l Network Toolbox 

Jde o modu l neu ronových sítí pro z n á m ý komerčn í m a t e m a t i c k ý software M a t l a b . 
Obsahuje velké m n o ž s t v í architektur sí t í , ale t a k é mnoho technik jejich učení . Dá le 
m á v sobě n á z o r n é u k á z k y konk ré tn í ch neu ronových sít í . 
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6.2 Implementace datových struktur 

Nejprve bylo p o t ř e b a implementovat v h o d n é d a t o v é typy pro u k l á d á n í dat. T y t o d a tové 
s truktury byly řešeny ob jek tově . Jsou u loženy v souboru samples.py. Z á k l a d e m je t ř í d a 
Sample. Tato t ř í d a slouží pro uložení jednoho vzorku časové řady . Sk l ádá se z času vzorku 
a jeho hodnoty. Pole o b j e k t ů t é t o t ř í d y vy tvoř í časovou ř a d u . Dalš í dů lež i tou t ř í d o u je 
Record, k t e r á je u r č e n á pro uložení jednoho z á z n a m u t rénovac í nebo tes tovac í množiny. 
Tento z á z n a m obsahuje v s t u p n í a v ý s t u p n í vektor s í tě , kde k a ž d ý prvek vektoru je objekt 
t ř í d y Sample. T ř í d a Records je pak polem z á z n a m ů a p ř eds t avu j e t r énovac í či t e s tovac í 
množ inu . SamplesDataSource je již t ř í da , k t e r á umožňu je p rác i s časovou ř a d o u . Umožňu je 
získat t r énovac í či t e s tovac í množ inu , p ř í p a d n ě s p o č í t a t diferenci časové řady . A b y byla 
p ráce s ča sovými ř a d a m i nezávis lá na f o r m á t u zdro jového souboru, tak je i m p l e m e n t o v á n a 
t ř í d a YahooFinance, k t e r á děd í všechny vlastnosti t ř í d y SamplesDataSource. Implemen
tuje pouze v las tn í konstruktor, ve k t e r é m je zp racován soubor se zd ro jovými daty v C S V 
f o r m á t u pocháze j íc ími z p o r t á l u h t t p : / / f i n a n c e . y a h o o . c o m / . Dalš í zdroje dat je m o ž n é 
doprogramovat p o m o c í da lš ího zděděn í t ř í d y SamplesDataSource. 

6.3 Implementace neuronových sítí 

Z á k l a d e m je soubor network.py obsahuj íc í t ř í d y implementu j í c í neuron, vrs tvu s í tě a síť 
samotnou. N ě k t e r é t ř í d y jsou zde rozš í řeny o dalš í vlastnosti , n a p ř í k l a d existuj í potomci 
neuronu, jako je v s t u p n í neuron, p r a h o v ý neuron, nebo v p ř í p a d ě vrs tvy existuje potomek 
v s t u p n í vrstva. V s a m o t n ý c h souborech j edno t l i vých sítí bp.py, ho.py a rbf .py jsou již 
t ř í d y zděděné . V diagramech 6.1, 6.2 a 6.3 je p ř e h l e d n ě z n á z o r n ě n a hierarchie děd ičnos t i 
t ř í d Neuron, Layer a Network. B y l a snaha implementovat aplikaci tak, aby implementace 
j e d n é s te jné č innos t i nebyla v aplikaci na více mí s t ech najednou. 

Uživa te l aplikace ovšem př i jde nejčastěj i do s tyku s t ř í d o u Prediction. Její použ i t í je 
p o p s á n o v př í loze v m a n u á l u . J e j ím smyslem je zas t řeš i t p rác i s predikcí p o m o c í neurono
vých sí t í . Zas t řešu je n a č t e n í dat, jejich p ř í p r a v u , vy tvo řen í neu ronové s í tě a t a k é vykres lení 
grafů. Snadno umožňu je p r o v á d ě t h r o m a d n á měřen í . Bohuže l vyžadu je od už iva te le zák l adn í 
znalost p r o g r a m o v á n í v jazyce P y t h o n . Druhou možnos t í jak p r o v á d ě t měřen í je p o m o c í 
spuš t ěn í skr ip tu main.py. Tento z p ů s o b umožňu je p r o v á d ě t m ě ř e n í bez znalosti j azyka P y 
thon, p r o t o ž e zadáván í všech p a r a m e t r ů p r o b í h á v př íkazové ř ádce , což je na druhou stranu 
p o n ě k u d n e p o h o d l n é . 

6.4 Implementace statistických chyb 

Sta t i s t i cké chyby jsou i m p l e m e n t o v á n y v souboru error .py. J e d n o d u c h á t ř í d a Error slouží 
pouze pro uložení v y p o č t e n é a p o ž a d o v a n é hodnoty j e d n é v ý s t u p n í hodnoty. P r o uložení 
pole chyb j e d n é t r énovac í či t es tovac í m n o ž i n y slouží t ř í d a EpochError. Z t ě c h t o dat je pak 
m o ž n é vypoč í s t r ů z n é s ta t i s t i cké chyby, v t é t o p rác i pro účely s rovnáván í je pak nejčastěj i 
v y u ž í v á n a chyba R M S E . T ř í d a TrainingError p ř e d s t a v u j e pole chyb epoch a p o u ž í v á se 
jen př i učení , ze jména pro s ledování t r énovac í chyby vývoje chyby v závislost i na epoše . 
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Kapitola 7 

Experimenty 

Cílem t é t o kapi toly je zkoumat v y b r a n é parametry n e u r o n o v ý c h sí t í . B u d o u p r o v á d ě n a 
měřen í p o č t u n e u r o n ů s k r y t é vrstvy, p o č t u v s t u p ů s í tě , velikosti koeficientu učení , p o č t u 
sk ry tých vrstev s í tě . V p o s l e d n í m měřen í bude z k o u m á n a schopnost predikce diferencované 
časové řady. 

Ve všech měřen ích bude p o u ž i t a pro učen í n e u r o n o v ý c h sítí metoda časového okna. 
N e u r o n o v á síť B P m á ak t ivačn í funkci sigmoidu, v p ř í p a d ě R B F sí tě je p o u ž i t a Gaussova 
funkce. P r o inicial izaci p a r a m e t r ů sk ry tých n e u r o n ů R B F sí tě b y l p o u ž i t algoritmus K -
means. P r o všechny experimenty b y l použ i t notebook s d v o u j á d r o v ý m procesorem A M D 
Tur ion T L - 6 0 (2GHz, 2x 512 K B L 2 cache), ope račn í p a m ě t í 2 G B D D R 2 a o p e r a č n í m 
s y s t é m e m U b u n t u L i n u x 9.10 s j á d r e m 2.6.31-21. 

Nejdř íve bylo t ř e b a zvolit parametry ovlivňující učení s í tě . Koeficient učení jsem zvol i l 
0,1 na zák ladě d o p o r u č e n í z l i teratury [ ], kde je d o p o r u č e n o volit tuto hodnotu z intervalu 
(0; 0, 3). Dá le bylo p o t ř e b a stanovit m o m e n t ů m , k t e r é jsem zvol i l 0,6 opě t na zák ladě do
poručen í s te jné literatury, kde byla d o p o r u č e n a hodnota z intervalu (0, 6; 0, 9). P o č e t epoch 
učení jsem zvol i l 100. Hodnoty p o č á t e č n í c h vah byly generovány v r o v n o m ě r n é m rozložení 
z intervalu ( - 0 , 2; 0, 2) v p ř í p a d ě s í tě B P a H O a v intervalu ( - 0 , 001; 0, 001) u s í tě R B F . 
V ý s t u p s í tě by l ve všech p ř í p a d e c h jeden. Jako t rénovac í data byly zvoleny his tor ické ceny 
indexu Nasdaq Composi te za duben až l istopad 2009, a to cena v d o b ě o tev řen í t rhu. Tes
tovací data byla za duben až prosinec téhož roku s te jného indexu. T y t o informace p la t í 
pro v šechna měřen í , není-l i uvedeno u k o n k r é t n í h o experimentu j inak. H l a v n í m k r i t é r i em 
kval i ty predikce je d r u h á odmocnina s t ř edn í kvad ra t i cké chyby ( R M S E ) . 
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7.1 Měření vlivu počtu skrytých neuronů 

V h o d n é m n o ž s t v í n e u r o n ů s k r y t é vrs tvy se liší podle k o n k r é t n í časové řady, typu neuronové 
sí tě, k o n k r é t n í h o p r o b l é m u . P r o tento pokus byly zvoleny 2 vstupy sí tě , což z n a m e n á celkem 
167 p r v k ů t r énovac í m n o ž i n y v y t v o ř e n é z výše uvedených t rénovac ích dat. Celé m ě ř e n í 
trvalo 226 sekund. S rovnán í chyby tes tovac ích dat je v idě t tabulce 7.1. 

Síť P o č e t n e u r o n ů s k r y t é vrstvy Síť 
2 3 5 10 20 30 50 

B P 41,66 40,44 39,33 38,76 38,10 37,92 38,83 
H O 41,49 40,34 39,39 38,35 37,21 37,46 37,80 

2 10 35 66 100 133 167 
R B F 79,23 86,95 96,40 86,76 77,49 90,16 75,81 

Tabulka 7.1: C h y b a R M S E tes tovac ích dat 

Nej lepšího výs ledku dosáh l a n e u r o n o v á síť vyšš ího ř á d u s 20 neurony s k r y t é vrstvy. 
N e u r o n o v á síť B P ovšem dosahovala velmi p o d o b n ý c h výs ledků . N a tes tovac ích datech 
naopak v ů b e c n e u s p ě l a R B F síť. V tabulce 7.2 je chyba t r énovac ích dat. Zde nej lepších 
výs ledků dosahovala p rávě R B F síť. Nejlepší predikce d o s á h l a př i 167 neuronech sk ry t é 
vrstvy, což je poče t p r v k ů celé t r énovac í množiny . P r o R B F síť tedy p la t í , že s vyšš ím 
p o č t e m n e u r o n ů s k r y t é vrs tvy dosahuje lepších výs ledků . Dá le p la t í , že nej lepších výs ledků 
dosahuje pouze pro data, na k t e r ý c h byla učená . 

Síť P o č e t n e u r o n ů s k r y t é vrstvy Síť 
2 3 5 10 20 30 50 

B P 32,73 32,05 31,13 31,04 30,86 31,19 33,01 
H O 33,17 32,60 31,79 31,19 30,78 31,18 32,31 

2 10 35 66 100 133 167 
R B F 80,38 61,40 53,22 35,99 18,70 13,22 1,59 

Tabulka 7.2: C h y b a R M S E t rénovac ích dat 

N a o b r á z k u 7.1 je graf vývoje finančního t rhu Nasdaq Composi te za duben až prosinec 
roku 2009. Současně jsou v idě t výs ledky nej lepších predikcí j edno t l i vých d r u h ů n e u r o n o v ý c h 
sít í . R B F n e u r o n o v á síť se t é m ě ř po celá t r énovac í data p ř e k r ý v á s p ů v o d n í m s igná lem, ale 
v p o s l e d n í m měsíci j iž aproximuje š p a t n ě . N e u r o n o v á síť B P a H O dosahuj í velmi p o d o b n ý c h 
výs ledků . 

Jak klesá chyba b ě h e m učení , je v idě t na o b r á z k u 7.2. Zob razené grafy chyb jsou ze 
t ř í nej lepších predikcí t es tovac ích dat z každé neu ronové s í tě . Jak je v idě t , b ě h e m někol ika 
p rvn ích epoch chyba rychle klesá, ale pak se p o s t u p n ě ustaluje. K d y b y zača la chyba b ě h e m 
učení růs t , z n a m e n á to p ř e t r é n o v á n í s í tě . 
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O b r á z e k 7.2: C h y b a R M S E v závislost i na epoše učení 
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7.2 Měření vlivu počtu vstupů sítě 

Toto m ě ř e n í z k o u m á v l iv p o č t u v s t u p ů na chování neu ronové s í tě . P o č e t v s t u p ů je j i né ozna
čení pro velikost časového okna. P ro měřen í bylo p o u ž i t o s te jných tes tovac ích i t r énovac ích 
dat jako v p ř e d c h o z í m experimentu. Tes továny byly o p ě t t ř i s í tě . P r o s í tě B P a H O by l 
zvolen poče t sk ry tých n e u r o n ů 10, pro síť R B F to bylo 154 sk ry tých n e u r o n ů , aby i př i nej-
vě t š ím t e s t o v a n é m uč íc ím oknu o velikosti 15 o d p o v í d a l p o č e t R B F n e u r o n ů s k r y t é vrs tvy 
p o č t u p r v k ů t r énovac í množiny . N a o b r á z k u 7.3 lze v idě t , že ne jmenš í chyby dosahuje B P 
síť př i velikosti okna 14. Naopak n e u r o n o v á síť vyšš ího ř á d u dáva la nejlepší výs ledky pro 
ne jmenš í m ě ř e n o u velikost okna 2, viz ob rázek 7.4. P o d o b n ě R B F síť dosahovala nej lepších 
výs ledků př i velikosti okna 3, viz ob rázek 7.5. 
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O b r á z e k 7.3: C h y b a R M S E tes tovac ích dat v závislost i na p o č t u v s t u p ů B P sí tě 
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O b r á z e k 7.4: C h y b a R M S E tes tovac ích dat v závislost i na p o č t u v s t u p ů H O sítě 
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O b r á z e k 7.5: C h y b a R M S E tes tovac ích dat v závislost i na p o č t u v s t u p ů R B F sí tě 

7.3 Měření vlivu koeficientu učení 

Koeficient učení m á v l iv na rychlost a kva l i tu učení . V předchoz ích experimentech byla 
p o u ž i t a hodnota 0,1. Tento pokus se snaží zjistit j a k ý koeficient učení je ne jvhodnějš í . 
T e s t o v á n a byla pouze síť B P se 2 vstupy a 10 s k r y t ý m i neurony. V grafu 7.6 je v idě t , 
jak j edno t l ivé koeficienty učení ma j í rychlost na konvergenci t r énován í . V tabulce 7.3 je 
zobrazeno s rovnán í podle chyby R M S E tes tovac ích dat v závislost i na velikosti koeficientu 
učení . Celé měřen í trvalo p o u h ý c h 28 sekund. Z měřen í plyne, že nen í v h o d n é p o u ž í v a t 
hodnoty blízké k r a j n í m h o d n o t á m intervalu (0,1). 

O b r á z e k 7.6: C h y b y R M S E j edno t l i vých koeficientů učení v závislost i na epoše 

Síť Koeficient u č e n í 
0,01 0,1 0,2 0,4 0,6 0,9 

B P 42,91 38,63 37,28 37,18 38,63 41,91 

Tabulka 7.3: C h y b a R M S E sí tě B P v závislost i na velikosti koeficientu učení 
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7.4 Měření vlivu počtu skrytých vrstev 

Cílem tohoto měřen í je zjistit, zda u s í tě B P docház í ke zlepšení kval i ty predikci p o u ž i t í m 
více sk ry tých vrstev neu ronové s í tě na rozdí l od předchoz ích měřen í , kde byla v ý h r a d n ě 
p o u ž í v á n a pouze jedna s k r y t á vrstva. M ě ř e n a byla pouze n e u r o n o v á síť B P s 2 vstupy, 10 
neurony s k r y t é vrs tvy po dobu 200 epoch na s te jných tes tovac ích i t r énovac ích datech jako 
v p ředchoz ích p ř í padech . Z tabulky 7.4 vyp lývá , že s r o s t o u c í m p o č t e m sk ry tých vrstev 
nedocház í ke zlepšení kval i ty predikce a navíc rychle roste doba učení s í tě . D o b a učení je 
uvedena v tabulce v závorce a je v s e k u n d á c h . N a o b r á z k u 7.7 lze pozorovat, že v p ř í p a d ě 
dvou nebo t ř í vrstev docház í pozděj i ke konvergenci učení než u j e d n é v vrstvy. V p ř í p a d ě 4 
vrstev došlo k p ř e t r énován í , p ro tože t akové síti už nes tač i lo 200 epoch k ú s p ě š n é m u učení . 

Síť P o č e t s k r y t ý c h vrstev 
1 2 3 4 

B P 36,82 (9) 38,28 (24) 44,65 (40) 206,72 (55) 

Tabulka 7.4: C h y b a R M S E sí tě B P v závislost i na p o č t u sk ry tých vrstev, v závorce je 
uveden časová dé lka měřen í z a o k r o u h l e n á na sekundy 

7.5 Měření diferencované časové řady 

Diference časové ř a d y způsob í o d s t r a n ě n í k o n s t a n t n í h o trendu. P ř i p ř e d p o v ě d i pak příliš 
nezáleží na př í š t í konk ré tn í h o d n o t ě , ale na tom, zda časová ř a d a bude dá le rů s t nebo 
klesat. Toto je pro finančního analyt ika důleži tějš í informace, p r o t o ž e z n a m e n á , zda bude 
o b c h o d n í k podle své strategie kupovat či p r o d á v a t . Z pohledu do tabulky 7.5 je z ře jmé, že 
nej lepšího výs ledku na tes tovac ích datech dosáh l a R B F síť s p o č t e m n e u r o n ů 166, což je 
t a k é velikost t r énovac í množiny . N a o b r á z k u 7.8 pak lze pozorovat diferencovanou časovou 
ř a d u indexu Nasdaq Composite za o b d o b í duben až prosinec 2009 a predikci t é t o ř a d y 
p o m o c í R B F sí tě se 166 neurony s k r y t é vrstvy. Trénovací m n o ž i n o u byla d i fe rencovaná 
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data za o b d o b í duben až l is topad 2009. I p řes nejlepší výs ledek R B F sí tě se 166 neurony 
sk ry t é vrs tvy nelze říci, že na p o u ž i t ý c h datech byla technika diference ú s p ě š n á . R B F síť 
už nedokáže , jak bylo n a m ě ř e n o dř íve , s p r á v n ě aproximovat data, na něž nebyla n a u č e n á . 

Síť P o č e t n e u r o n ů s k r y t é vrstvy Síť 
2 3 5 10 20 30 50 

B P 22,60 22,62 22,63 22,70 22,81 22,99 23,74 
2 10 35 66 100 133 166 

R B F 27,11 38,70 34,64 22,47 16,26 16,78 5,89 

Tabulka 7.5: C h y b a R M S E tes tovac ích dat d i ferencované časové ř a d y 

04 05 06 07 08 09 10 11 12 01 

O b r á z e k 7.8: Di fe rencovaná časová ř a d a vývoje t rhu a její predikce p o m o c í R B F sí tě 
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Kapitola 8 

Závěr 

Cílem t é t o p r á c e bylo t e s tován í v y b r a n ý c h p a r a m e t r ů a jejich v l i v u na kva l i tu predikce 
p o m o c í n e u r o n o v ý c h sí t í . Tes továny a s r o v n á n y byly výs ledky m ě ř e n í p o č t u n e u r o n ů sk ry t é 
vrstvy, p o č t u v s t u p ů s í tě , velikosti koeficientu učení , p o č t u sk ry tých vrstev a p o č t u sk ry tých 
n e u r o n ů př i použ i t í d i ferencovaných dat. Vedlejš ím produktem je aplikace v jazyce P y t h o n 
umožňuj íc í v šechna tato měřen í p r o v á d ě t . Apl ikace je p r i m á r n ě u r č e n a pro predikci vývoje 
finančních časových ř ad , ale je m o ž n é j i p o u ž í v a t obecně pro l ibovolné časové řady. 

T e s t o v á n í m bylo zj iš těno, že pro b ě ž n o u časovou ř a d u jsou neu ronové s í tě B P a H O 
dobrou volbou. R B F síť dosahovala lepších výs ledků na t r énovac ích datech, ale na testova
cích neuspě la . R B F síť naopak p rokáza l a lepší p red ikčn í schopnosti na d i ferencované časové 
ř adě , ale s malou m í r o u schopnosti generalizace. K o n k r é t n í volba p o č t u sk ry tých n e u r o n ů 
a p o č t u v s t u p ů s í tě ovšem v ž d y závisí na konk ré tn í časové ř a d ě . Koeficient učení je v h o d n é 
volit u p r o s t ř e d svého intervalu, ne e x t r é m n í hodnoty. Ukáza lo se, že vyšší poče t sk ry tých 
vrstev s í tě nezlepšuje kva l i tu predikce. Jedna s k r y t á vrstva tedy p lně pos taču je . 

V p rác i je dá le m o ž n é mnoha z p ů s o b y p o k r a č o v a t . Lze rozvíjet v h o d n é p o č á t e č n í na
s tavení p a r a m e t r ů bez p ř í t o m n o s t i experta s v y u ž i t í m evolučních a lgo r i tmů . Dá le by bylo 
m o ž n é implementovat dalš í typy neu ronových sítí , n a p ř í k l a d r e k u r e n t n í a čá s t ečně reku
ren tn í s í tě jako je J o r d á n o v a a E lmanova síť. P ro učení by nemusel bý t použ i t jen algorit
mus z p ě t n é h o šíření chyby, ale exis tuj í i j i né algoritmy. V konkré tn í ch p ř ípadech , jako je 
n a p ř í k l a d R B F síť, existuje mnoho různých a lgo r i tmů pro p o č á t e č n í inicia l izaci p a r a m e t r ů 
R B F n e u r o n ů . 

Tato p r á c e se zabýva la predikcí p o m o c í neu ronové s í tě ze jména z technické s t r ánky . 
S a m o t n á výs l edná aplikace slouží h l av n ě k měřen í různých p a r a m e t r ů , pro použ i t í ke sku
t e č n é m u obchodován í na finančnímu t rhu nen í v h o d n á . Tato sku t ečnos t by t a k é mohla bý t 
p ř e d m ě t e m da lš ího b á d á n í a p r á c e by byla již více ekonomicky z a m ě ř e n á . Taková p ráce 
už by musela řeši t o b c h o d n í strategii a rozhodovac í mechanismus, zda v d a n ý moment na 
burze nakupovat či p r o d á v a t a p o d o b n ě . V t a k o v é m p ř í p a d ě by nebyla k r i t é r i em úspěšnos t i 
s í tě pouze n ě k t e r á s t a t i s t i cká chyba v ý s t u p u sí tě , ale t a k é ekonomické m ě ř í t k o jako je zis
kovost. Da l š ím rozš í řen ím pro p rak t i cké použ i t í na burze by mohla bý t m o ž n o s t z adáván í 
in te rvenčních p r o m ě n n ý c h , což je využ i t í ú d a j ů p ř í m o nesouvisej ících s časovou ř a d o u , ale 
maj íc ích v l iv na její b u d o u c í vývo j . M o h o u to bý t n a p ř í k l a d informace o r ů s t u , poklesu, 
vývoj i na j iných t rz ích , p ro tože ž á d n ý t rh nefunguje izolovaně. 

Hlavní p ř í n o s e m p r á c e je vy tvo řen í t es tovac ích p ř í k l a d ů pro měřen í p a r a m e t r ů neuro
nových sítí a aplikace umožňuj íc í s n a d n é p rováděn í t ě ch to měřen í . 
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Seznam použitých zkratek a 
symbolů 

i v s t u p n í vektor sí tě 

d p o ž a d o v a n ý v ý s t u p n í vektor sí tě 

o v ý s t u p n í vektor sí tě 

x v s t u p n í vektor vrs tvy 

y v ý s t u p n í vektor vrs tvy 

c s t ř ed hyperkoule R B F neuronu 

E chyba sí tě 

wfj v á h a i - t ého vstupu j - t é h o neuronu vrs tvy L 

u bázová funkce neuronu 

/ ak t ivačn í funkce neuronu 

a m o m e n t ů m 

r\ koeficient učení 

a po loměr hyperkoule R B F neuronu 

9 p r á h neuronu 

B P z p ě t n é šíření chyby (backpropagation), pro síť backpropagation 

H O vyšší ř á d (higher order), pro neuronovou síť vyšš ího ř á d u 

M A D a r i t m e t i c k ý p r ů m ě r abso lu tn í ch odchylek (mean absolute deviation) 

M S E s t ř edn í k v a d r a t i c k á chyba (mean square error) 

N N n e u r o n o v á síť (neural network) 

R B F r ad iá ln í bázová funkce ( rad iá l basis function) 

R M S E d r u h á odmocnina s t ř edn í kvad ra t i cké chyby (root mean square error) 



Dodatek A 

Obsah CD 

A . l Seznam složek 
applicat ion/doc p r o g r a m o v á dokumentace aplikace 

application/examples t es tovac í p ř í k l ady 

application/src zdrojové soubory aplikace 

report t echn ická z p r á v a 

report / src zdrojové k ó d y technické z p r á v y 

A.2 Seznam zdrojových souborů aplikace 

bp.py implementace t ř í d neu ronové s í tě backpropagation 

ho.py implementace t ř í d neu ronové s í tě vyšš ího ř á d u 

error.py implementace t ř í d pro zp racován í s t a t i s t i ckých chyb 

main.py implementace rozh ran í pro spuš t ěn í z př íkazové ř á d k y 

network.py implementace zák ladn ích t ř í d pro neu ronové sí tě 

prediction.py implementace t ř í d y zas t řešuj íc í p rác i s neuronovou sítí 

rbf.py implementace t ř í d neu ronové s í tě s r ad i á ln ími b á z o v ý m i funkcemi 

samples.py implementace t ř í d pro p rác i s časovou ř a d o u 

A.3 Seznam testovacích příkladů 

difference.py test v l i v u p o č t u n e u r o n ů s k r y t é vrs tvy di ferencovaných dat 

hidden.py test v l i v u p o č t u n e u r o n ů s k r y t é vrs tvy 

input.py test v l i v u p o č t u v s t u p ů sí tě 

layer.py test v l i v u p o č t u sk ry tých vrstev sí tě 

learningrate.py test v l i v u velikosti koeficientu učení 
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Dodatek B 

Manuál 

Aplikace pro predikci vývoje f inančních t r h ů , ale i obecně pro časové řady, je implemento
v á n a v sk r ip tovac ím jazyce P y t h o n 2.6.4. Vyvíjel jsem na p la t fo rmě P C v 32 b i t o v é m ope
r a č n í m s y s t é m u U b u n t u L i n u x 9.10 s j á d r e m 2.6.21-31. Implementace byla t e s t o v á n a pouze 
na t é t o p la t fo rmě . Teoreticky nic n e b r á n í použ i t í na j iných p l a t fo rmách , ale pro generování 
o b r á z k ů grafů je využ íván software Gnuplot 4.2. Už iva te l by si tedy na j iné p l a t fo rmě musel 
vizualizovat data s á m , nebo zajistit funkčnost programu Gnuplot v př íkazové ř ádce . 

Jsou dva z p ů s o b y jak t r é n o v a t a testovat neuronovou síť. P r v n í a pohod lně j š í možnos t í je 
napsat velmi j e d n o d u c h ý skript v Py thonu , k t e r ý pouze vy tvoř í instanci t ř í d y Prediction 

a p o m o c í jejích metod n a s t a v í k o n k r é t n í neuronovou síť a její parametry. Tento z p ů s o b d íky 
m o ž n o s t e m jazyka P y t h o n umožňu je s n a d n é h r o m a d n é zp racován í více měřen í najednou. 
D r u h ý z p ů s o b je s p u š t ě n í skr ip tu main.py z př íkazové řádky , bohuže l toto řešení je m é n ě 
p ř e h l e d n é vzhledem k ve lkému p o č t u p a r a m e t r ů . 

B . l Popis měření přes instanci třídy Prediction 

Tento z p ů s o b p ráce s apl ikací je pohodlně j š í , n i c m é n ě vyžadu je m i n i m á l n í znalost j azyka 
Py thon . O v š e m pro člověka, k t e r ý u m í programovat, nebude p r o b l é m pochopit použ i t í to
hoto z p ů s o b u z ukázkových p ř ík l adů . K o m p l e t n í u k á z k y jsou k vidění v tes tovac ích př ík la
dech. D íky zp racován í sk r ip tovac ím jazykem je m o ž n é snadno p r o v á d ě t h r o m a d n á měřen í . 
N a p ř í k l a d vy tvo ř i t pole hodnot jednoho parametru a v cyk lu pak v y t v á ř e t instance t ř í d y 
Prediction p o k a ž d é m ě ř i t s j inou hodnotou parametru. 

N a ú v o d je p o t ř e b a si naimportovat do skr ip tu t ř í d u Prediction. Č a s t o testujeme v j i 
n é m umís t ěn í , než m á m e zdrojové soubory aplikace. Pro to p ř e d impor tem modulu m ů ž e m e 
j e š t ě p ř i d a t do impor tovac í ch cest nová umí s t ěn í . 

import sys 

sys.path.append ("../") # pro n a d ř a z e n o u s l o ž k u 

from p r e d i c t i o n import P r e d i c t i o n 

V y t v o ř í m e instanci t ř í d y Prediction. Parametrem je n á z e v C S V souboru s daty. Po
drobnějš í popis zdro jového souboru C S V souboru je v sekci B.3. 

p = P r e d i c t i o n ( " n a s d a q . c s v " ) 

Dále se s o u s t ř e d í m e na popis j ednos t l i vých metod a j a k é parametry lze m ě n i t . V p ř í p a d ě 
zadán í n e p l a t n ý c h hodnot se skript ukončí a u p o z o r n í už iva te le na chybu. 

p . s e t T r a i n D a t a l n t e r v a l ( " 2 0 0 9 - 0 4 - 0 1 " , "2009-11-30") 
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Tato metoda nastavuje časový interval, j ehož vzorky se použij í pro učení , 

p . s e t T i m e S e r i e F i l e N a m e ( " t i m e s e r i e . d a t " ) 

Určuje název souboru pro uložení časové řady, k t e r á byla p o u ž i t a pro učení . 

p . s e t N e u r a l N e t w o r k ( " b p " , 2, 5, 1, 1) 

Nastavuje typ neu ronové s í tě a její parametry. V tomto p ř í p a d ě jde o síť backpropagation 
se d v ě m a vstupy, pě t i neurony s k r y t é vrs tvy a j e d n í m neuronem v ý s t u p n í vrstvy. Pos ledn í 
parametr je p o č e t sk r tých vrstev s í tě , ale m ů ž e bý t v y n e c h á n . Výchozí je 1 vrstva. 

p.setEpochCount (100) 

Nastavuje p o č e t epoch učení neu ronové sí tě . 

p . s e t L e a r n i n g R a t e (0.1) 

Nastavuje hodnotu koeficientu učení , 

p.setMomentum (0.6) 

Nastavuje hodnotu hybnosti učení . 

p . s e t E r r o r F i l e N a m e ( " e r r o r . d a t " ) 

Nastavuje název souboru pro uložení s t a t i s t i ckých chyb v závislost i na p o č t u epoch 
učení . 

p . s e t P r e d i c t i o n l n t e r v a l ("2009-04-01" , "2010-12-31") 

Zde vol íme interval, v n ě m ž chceme predikovat vývoj časové řady . P o k u d neexistuje 
koncové da tum v časové ř a d ě , pak je v y t v o ř e n vzorek navíc s t í m t o datem. Apl ikace před
p o k l á d á predikci m a x i m á l n ě jednoho dne d o p ř e d u . 

p . s e t P r e d i c t i o n F i l e N a m e ( " p r e d i c t i o n . d a t ") 

Do tohoto souboru bude u ložena predikce časové ř a d y v závislost i na čase. 

p . s e t D i f f erence ( " d i f f e r e n c e . dat ") 

Tato metoda uloží diferenci p ů v o d n í časové ř a d y do u r č e n é h o souboru a zároveň aplikace 
bude s diferencí pracovat m í s t o p ů v o d n í h o s ignálu . 

p . s e t l n i t i a l W e i g h t I n t e r v a l ( - 0 . 2 , 0.2) 

Nas tav í interval pro generování p o č á t e č n í c h vah neu ronů , 

p.run () 

Tato metoda spus t í s a m o t n é vy tvo řen í s í tě dle z a d a n ý c h p a r a m e t r ů , její učení a před
pověď. Vygeneruje soubory s v y p o č t e n ý m i úda j i . 

p . c r e a t e G r a p h s ( " g r a p h . p i t " , " t i m e s e r i e . p n g " , " p r e d i c t i o n . p n g " , 

"both.png", "mse.png", "rmse.png") 

Tato metoda vyžadu je pro svou č innos t program Gnuplot spus t i t e lný z př íkazové řádky . 
Vygeneruje P L T soubor, což je skript pro vizual izér Gnuplo t . N á s l e d n ě dojde k vy tvo řen í 
P N G o b r á z k ů grafů časové řady, její predikce, grafu, v n ě m ž je jak p ů v o d n í časová ř a d a , 
tak predikce zároveň , grafů chyb M S E a R M S E . P o k u d už iva te l o n ě k t e r ý z o b r á z k ů n e m á 
zá jem, s tač í vypln i t p r á z d n ý ře tězec n a m í s t o n á z v u soubor pro k o n k r é t n í obrázek . 
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B.2 Popis měření přes parametry příkazové řádky 

Použ i t í aplikace jako spuš t ěn í skr ip tu se z a d á n í m p o t ř e b n ý c h hodnot jako p a r a m e t r ů je sice 
možné , ale p o n ě k u d n e p o h o d l n é . N i c m é n ě je p o d p o r o v á n o pro p ř í p a d , že by už iva te l chtěl 
použ íva t v l a s tn í skripty. P r o s p u š t ě n í predikce se použ ívá skript main.py. P ř í k l a d s p u š t ě n í 
skr iptu je následující : 

./main.py dowjones.csv t i m e s e r i e . d a t p r e d i c t i o n . d a t e r r o r . d a t 

P r v n í argument je zdroj dat, d r u h ý je soubor pro uložení p ů v o d n í h o s ignálu , t ř e t í je 
pro uložení predikce a č t v r t ý pro uložení s t a t i s t i ckých chyb. Dá le pokraču j í j edno t l ivé pa
rametry, vysvě t leny jsou s t r u č n ě . 

- t f datum z a č á t k u t rénovac ích dat 

- t t datum konce t r énovac ích dat 

- p f datum z a č á t k u tes tovac ích dat 

- p t datum konce tes tovac ích dat 

- i poče t v s t u p ů neu ronové s í tě 

-o poče t v ý s t u p ů neu ronové s í tě 

-n poče t sk ry tých n e u r o n ů 

- h l poče t sk ry tých vrstev 

- m m o m e n t ů m 

-1 koeficient učení 

-e poče t epoch 

-d soubor pro uložení d i fe rencovaného s igná lu a jeho použ i t í 

—wlb dolní hranice intervalu pro generován í p o č á t e č n í c h vah 

—wub horn í hranice intervalu pro generování p o č á t e č n í c h vah 

B .3 Zdroje dat pro aplikaci 

Aplikace je z a m ě ř e n á na p rác i s finančními trhy, ale jako zdroje dat je m o ž n é použ í t l ibo
volné časové řady . V n i t ř n í s t ruktura je klasické C S V , v p r v n í m sloupci je da tum v angl ickém 
fo rmá tu , ve d r u h é m sloupci je hodnota časové řady . T y t o hodnoty jsou oddě l eny čá rkou . 
K a ž d ý z á z n a m je oddě len znakem konce ř á d k u . Sehnat ovšem reá lná data vývoje finančního 
t rhu nen í tak j e d n o d u c h é . N a internetu je mnoho p o r t á l ů , k t e r é se zabývaj í d i s t r ibuc í jak 
a k t u á l n í c h denn í ch vývo jů t r h ů , nebo t a k é his tor i í vývoje t r h ů . Č a s t o však jsou p lacené 
nebo vyžaduj í instalaci spec ia l izovaného softwaru. Jako zdroj volně d o s t u p n ý c h dat v C S V 
jsem použ íva l s t r á n k y h t t p : / / f i n a n c e . yahoo. com/. Z t ě c h t o s t r á n e k jsem stahoval histo
rická data pro indexy Dow Jones Industr ial Average a Nasdaq Composi te ve f o r m á t u C S V . 
Smluvn í p o d m í n k y p o r t á l u Yahoo zakazuj í redistr ibuci z ískaných dat, proto si je zá jemce 
mus í s t á h n o u t s á m . 
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