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Abstrakt 
Tá to práca sa zaoberá možnosťami automatizácie návrhu neurónových sietí p o m o c o u neu ro -

evolúcie, t . j . využit ia evolučných a l g o r i t m o v p r i konštruovaní umelých neurónových sietí 

a l ebo optimalizovaní i c h p a r a m e t r o v . Cieľom práce j e navrhnúť a i m p l e m e n t o v a t evolučný 

a l g o r i t m u s v p o d o b e f r a m e w o r k u slúžiaceho n a automatizáciu a optimalizáciu návrhu t o p o 

logií konvolučných neurónových sietí. Účinnosť f r a m e w o r k u b o l a následne experimentálne 

vyhodnotená n a úlohách klasifikácie o b r a z u n a d a t a s e t o c h M N I S T a C I F A R 1 0 . Výsledky 

ukázali, že neuroevolúcia má potenciál hľadať úspešné a efektívne architektúry konvoluč

ných neurónových sietí. 

Abstract 
T h i s w o r k focuses o n a u t o m a t i z a t i o n of n e u r a l n e t w o r k des i gn v i a t h e so - ca l l ed neuroevo -

l u t i o n , w h i c h e m p l o y s e v o l u t i o n a r y a l g o r i t h m s t o c o n s t r u c t a r t i f i c i a l n e u r a l n e t w o r k s or 

o p t i m i s e t h e i r p a r a m e t e r s . T h e g o a l o f the p ro j ec t is to d e s i gn a n d i m p l e m e n t a n e v o l u t i 

o n a r y a l g o r i t h m w h i c h c a n be u s e d i n t h e process o f d e s i g n i n g a n d o p t i m i z i n g t opo l og i e s 

of c o n v o l u t i o n a l n e u r a l n e t w o r k s . T h e ef fect iveness o f t h e p r o p o s e d f r a m e w o r k was e x p e r i 

m e n t a l l y e v a l u a t e d o n t a s k s o f i m a g e c l a s s i f i c a t i on o n da tase t s M N I S T a n d C I F A R 1 0 a n d 

c o m p a r e d w i t h re l evant s o l u t i o n s . T h e r esu l t s showed t h a t n e u r o e v o l u t i o n has a p o t e n t i a l 

t o success fu l l y f i n d a c c u r a t e a n d effective c o n v o l u t i o n a l n e u r a l n e t w o r k a r c h i t e c t u r e s . 
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Kapito la 1 

Úvod 

Strojové učenie ( ang l . Machine Learning) z a z n a m e n a l o v posledných r o k o c h obrovský úspech 

a našlo svoje využit ie v mnohých technologických o d v e t v i a c h . M e d z i najrozšírenejšie a lgo

r i t m y strojového učenia p a t r i a najmä systémy inšpirované fungovaním biologického m o z g u , 

t z v . neurónové siete. 

S rastúcim výpoč t o vým výkonom sa neurónové s iete s t a l i účinným p r o s t r i e d k o m n a r ie 

šenie veľmi náročných a komplexných problémov. Výrazný p o d i e l n a t o m má špeciálne 

oblasť t z v . hlbokých neurónových sietí ( D N N , a n g l . Deep Neural Networks). M e d z i n a j s i l 

nejšie domény D N N patrí najmä sp ra co van i e reči a prirodzeného j a z y k a či rozpoznávanie 

tvárí a o b j e k t o v . V týchto o b l a s t i a c h dokázali aplikácie D N N prekonať aj presnosť, ktorú 

dosahu je človek [16, 24]. Náročnosť a rôznorodosť problémov, ktoré neurónové siete riešia, 

sa však p o s t u p o m času neustále zvyšuje, s čím p r i a m o úmerne ras t i e aj komplexnosť neuró

nových sietí v p o d o b e veľkého počtu v r s t i e v a celkových p a r a m e t r o v . R o v n a k o s a zvyšuje 

aj p o t r e b a n a s a d e n i a D N N v stále širšom s p e k t r e zariadení s veľkými nárokmi n a e fekt i 

v i t u (h l avne n a energetickú náročnosť) takýchto aplikácií. Práve zväčšujúci s a počet v r s t i e v 

a p a r a m e t r o v využívaných v najmodernejších hlbokých neurónových sieťach znamená aj 

čoraz väčšiu výzvu p r e návrhárov m o d e l o v takýchto D N N . 

Cieľom te j to práce j e navrhnúť a i m p l e m e n t o v a t f r a m e w o r k slúžiaci n a automatizáciu 

p r o c e s u návrhu hlbokých neurónových sietí, a t o so zameraním n a špeciálny d r u h D N N -

konvolučné neurónové s iete ( C N N , a n g l . Convolutional Neural Networks). Výsledný f rame

w o r k s a p r e t o sústredí n a úlohy klasifikácie o b r a z u , ktoré p a t r i a m e d z i hlavný t y p problémov 

riešených p o m o c o u konvolučných neurónových sietí. T a k i s t o j e t en t o t y p úlohy d o b r e s p r a 

covaný v o d b o r n e j l iteratúre a výskum v te j to o b l a s t i j e n a vysoke j úrovni, čo umožňuje 

kvalitné p o r o v n a n i e výstupov te j to práce s najnovšími výsledkami. N a návrh štruktúry 

D N N využíva f r a m e w o r k princípy t z v . evolučných a l g o r i t m o v ( E A , a n g l . Evolutionary Al-

gorithms), ktoré s a v súčasnosti ukazujú ako veľmi účinné v riešení rôznych d r u h o v o p t i m a 

lizačných problémov [7]. T i e t o a l g o r i t m y sú inšpirované jednoduchým k o n c e p t o m d a r w i n o v -

skej evolúcie, podľa ktorého t z v . fitness h o d n o t a j e d i n c a určuje, s a k o u pravdepodobnosťou 

t en t o j e d i n e c prežije (t. j . d o s t ane s a do ďalšej generácie) a l ebo s a dokáže rozmnožiť . Účelom 

f r a m e w o r k u je hľadať m o d e l y konvolučných neurónových sietí, ktoré d o s i a h n u čo na jp res 

nejšie výsledky, a le zároveň minimalizovať i c h výpočtové nároky. 

Spo j en i e prístupu evolučných a l g o r i t m o v a neurónových sietí s a v o d b o r n e j literatúre 

nazýva neuroevolúcia ( ang l . neuroevolution) a s narastajúcim množstvom dostupných vý

počtových p r o s t r i e d k o v získava p o p u l a r i t u . Úspešné využit ie evolučných a l g o r i t m o v b o l o 

v l iteratúre zaznamenané p r i návrhu štruktúry a p a r a m e t r o v neurónových sietí [46, 9, 37], 

ale aj ako alternatívny prístup k trénovaniu D N N [47]. Vysoké výpočtové nároky, obzvlášť 
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p r i návrhu štruktúry D N N , sú však stále najväčším problémom neuroevolučných aplikácií. 

Z t o h o dôvodu b o l o j e d n o u z najväčších výz iev te j to práce navrhnúť evolučný a l g o r i t m u s 

a kódovanie kandidátnych riešení t a k , a b y b o l p roces evolúcie v y s o k o efektívny a účinný. 

Ďalšou náplňou te j to práce b o l o aj z h o d n o t e n i e aktuálneho s t a v u výskumu v o b l a s t i 

neuroevolúcie, analýza dostupných technológií a knižníc určených n a prácu s konvoluč-

nými neurónovými sieťami a implementácia navrhnutého evolučného a l g o r i t m u . Posledným 

k r o k o m b o l o experimentálne overen ie j e h o výstupov n a d o b r e známych a preskúmaných 

úlohách klasifikácie o b r a z u . A k o d a t a s e t y n a v y h o d n o t e n i e navrhnutého f r a m e w o r k u b o l i 

zvolené voľne dostupné databázy M N I S T a C I F A R 1 0 , ktoré sú v o d b o r n e j l iteratúre veľmi 

často využívané ako vzorové klasifikačné úlohy. Cieľom týchto e x p e r i m e n t o v b o l a aj s n a h a 

o d o s i a h n u t i e čo najlepších výsledkov, a t o f o r m o u postupného vylepšovania a l a d e n i a n a 

vrhnutého a l g o r i t m u p o m o c o u e m p i r i c k y nadobudnutých p o z n a t k o v . Súčasťou práce je aj 

p o r o v n a n i e získaných výsledkov s najaktuálnejšími riešeniami rovnakých úloh z a z n a m e 

naných v o d b o r n e j l iteratúre a následné celkové z h o d n o t e n i e účinnosti implementovaného 

f r a m e w o r k u . 

Členenie t e x t u v t e j to práci j e nasledovné: k a p i t o l y 2 a 3 zhrňujú základné teoretické 

z n a l o s t i z p r o s t r e d i a neurónových sietí a evolučných a l g o r i t m o v , potrebné n a správne p o c h o 

pen i e ďalšieho t e x t u práce. K a p i t o l a 4 s u m a r i z u j e aktuálne výsledky z d o s t u p n e j o d b o r n e j 

literatúry, ktorá s a týka neuroevolúcie, a pop i su j e postupný vývo j v te j to o b l a s t i . Návrh 

všetkých a s p e k t o v f r a m e w o r k u , ktorý p r e d s t a v u j e hlavný výstup t e j t o práce, je popísaný 

v k a p i t o l e 5. V k a p i t o l e 6 s a nachádza konkrétny a podrobný p o p i s implementácie f rame

w o r k u a použitých technológií. E x p e r i m e n t y a z h o d n o t e n i e výsledkov s p o l u s porovnaním 

s výsledkami zistenými v o d b o r n e j l iteratúre sú obsiahnuté v k a p i t o l e 7. Tá to k a p i t o l a 

obsahu je aj kompletný súhrn dosiahnutých výstupov s vyvoden ím vyplývajúcich záverov 

a návrhy dalších možných pokračovaní t e j to práce. 
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Kapito la 2 

Umelé neurónové siete 

Oblasť ume le j i n t e l i g enc i e získava v súčasnej d o b e veľké množstvo p o z o r n o s t i n i e l e n v a k a 

demicke j sfére, a le aj v komerčnom sektore . V o ve lke j m i e r e z a t o vďačí o d v e t v i u s t ro j o 

vého učenia, ktoré p r i n i e s l o do te j to o b l a s t i revolučnú myšlienku: dať s t r o j o m ( p r o g r a m o m ) 

schopnosť učiť s a n a základe dostupných dát, p o m o c o u p r o c e s u nazvaného tréning, a dospieť 

t a k k riešeniu určitého problému. 

Neurónové siete t v o r i a širokú časť r o d i n y a l g o r i t m o v strojového učenia. Sú čiastočne 

inšpirované p r o c e s o m učenia odohrávajúceho sa v b i o l o g i c k o m m o z g u a p o d o b n e ako m o z o g 

pozostávajú z poprepájaných e l emen to v nazvaných n e u r ó n y . T e n t o základný princíp b u d e 

popísaný dale j v p o d k a p i t o l e 2 .1 . P o spojení mnohých v r s t i e v takýchto neurónov v z n i k n e 

komplexný m o d e l s ie te p a t r i a c i do r o d i n y takzvaného hlbokého učenia ( ang l . deep learning). 

Práve p o m o c o u hlbokých neurónových sietí s a v súčasnosti riešia mnohé problémy z rôznych 

technologických oblastí. 

Tá to práca s a venuje najmä konkrétnej t r i ede r o d i n y hlbokého učenia - k o n v o l u č n ý m 

n e u r ó n o v ý m s i e ť a m . T i e t o s iete využívajú matematickú operáciu konvolúcie, ktorá re

d u k u j e celkovú výpočtovú komplexnosť s iete a zároveň stále dosahu j e veľmi dobré výsledky 

v riešení mnohých t y p o v problémov. Vzťahy o d konvolučných neurónových sietí až p o ce l 

kovú umelú i n t e l i g e n c i u znázorňuje obrázok 2 .1 . Hlboké učenie a konvolučné s iete , vrátane 

najaktuálnejších t r e n d o v v te j to o b l a s t i , budú popísané v podkapitolách 2.2 a 2.2.1. 

Umelá inteligencia 
Strojové učenie 
Neurónové siete x 

Hlboké učenie 

Konvolučné neurónové 
siete 

O b r . 2 .1 : Z o b r a z e n i e p o s t a v e n i a konvolučných neurónových sietí vo vzťahu k ce lkove j ume l e j 

i n t e l i g enc i i . 

5 



2.1 Stručné základy neurónových sietí 

Ľudský m o z o g j e stále považovaný z a j e d e n z najefektívnejších výpočtových systémov súčas

n o s t i . I dea spracovávania informácií spôsobom, akým sa to deje vo vnútri m o z g u , sprevádza 

vývo j moderných počítačov už o d počiatku. Základy neurónových sietí, t a k ako sa vní

majú dnes , položil i už W a r r e n M c C u l l o c h a W a l t e r P i t t s v 40 . r o k o c h minulého storočia, 

k e d popísali m o d e l umelého neurónu [30]. T a k i s t o ukázali, že s iete umelých neurónov majú 

potenciál, t eo re t i cky , vypoč í tať akúkoľvek logickú a l ebo aritmetickú operáciu. Ďalším vý

razným k r o k o m v te j to o b l a s t i s a s t a l m o d e l perceptronu a základného učiaceho a l g o r i t m u 

v r o k u 1958 [38]. P o s t u p o m času však výskum neurónových sietí u p a d o l , najmä kvôli nedos

t a t k u výpočtove j s i l y po t r ebne j n a uskutočnenie e x p e r i m e n t o v . Svo j e z n o v u z r o d e n i e zažili 

až v 80 . r o k o c h o b j a v o m a l g o r i t m u nazvaného backpropagation slúžiaceho n a trénovanie 

v iacvrstvových sietí p e r c e p t r o n o v . 

Základná schéma umelého neurónu je zobrazená n a obrázku 2.2. Neurón v p r v o m k r o k u 

spočíta váženú s u m u vstupných hodnôt XQ až Xn, k d e v á h y sú reprezentované h o d n o t a m i 

WQ až wn. H o d n o t a b p r e d s t a v u j e p r a h o v a c i u h o d n o t u nazývanú tiež Mas. T e n t o p o s t u p 

však n ie je kompletný, pretože vzhľadom n a l i n e a r i t u operácie s u m a b y výsledok kaskády 

prepojených neurónov b o l stále l e n jednoduchá lineárna f u n k c i a . Z t o h o dôvodu je dalším 

p r v k o m v m o d e l i umelého neurónu t z v . aktivačná f u n k c i a Q{x) : M —>• M , ktorá pridáva 

n e l i n e a r i t u a m a p u j e výsledok do požadovaného i n t e r v a l u n a základe p r a h u . Súhrnne sa 

dá povedať, že princíp spočíva v aplikácii nelineárnej f unkc i e n a váženú s u m u vstupných 

hodnôt. T e n t o výpočet s a dá zapísať r o v n i c o u 2.1. Váhy a b i a s y s a spoločne označujú a k o 

p a r a m e t r e s i e t e . 

O b r . 2.2: M o d e l umelého neurónu. Jedná sa o váženú s u m u v s t u p o v XQ až Xn, k u k to re j 

sa ešte pričíta b i a s b. Následne j e n a túto s u m u aplikovaná nelineárna f u n k c i a Q. 

o 

Prepojením viacerých umelých neurónov dostávame viacvrstvovú neurónovú sieť schopnú 

riešiť zložitejšie problémy. Pr ík lad t ake j t o s iete j e zobrazený n a obrázku 2.3. 

2 . 1 . 1 P r o c e s u č e n i a 

P r o c e s učenia môže prebiehať buď ako učenie s učiteľom ( ang l . supervised learning), a k o 

učenie bez učiteľa ( ang l . unsupervised learning), a l ebo ako učenie posilňovaním ( ang l . rein

forcement learning). Vzhľadom n a to , že zameraním te j to práce sú konvolučné neurónové 

siete a úlohy spojené s rozpoznávaním a klasifikáciou, b u d e ďalej popísané i b a učenie s uči

teľom, ktoré j e p r e t en t o t y p úloh najvhodnejšie. P r e t en to t y p učenia j e typické, že ex i s tu je 

t z v . označená tréningová s a d a dát, pričom je p r i každej trénovacej v z o r k e dané, do k to re j 

klasifikačnej t r i e d y patrí. 

n 

G 



O b r . 2.3: Umelá neuronová sieť a k o p r epo j en i e viacerých umelých neurónov. / p r eds t a vu j e 

vstupnú v r s t v u s iete , H\ a H2 sú t z v . skryté v r s t v y ( ang l . hidden layers) a O p r e d s t a 

vu j e výstupnú v r s t v u s iete. Počet neurónov vo výstupnej v r s t v e odpovedá počtu rôznych 

výstupov celej úlohy, ktorú má neurónová sieť riešiť. 

Učenie (a lebo aj trénovanie) neurónovej s ie te spočíva v procese n a s t a v o v a n i a hodnôt váh 

t a k , a b y t z v . stratová f u n k c i a ( ang l . loss function/cost function), t . j . f u n k c i a predstavujúca 

r o z d i e l m e d z i aktuálnym a očakávaným výstupom, b o l a čo najmenšia p r e celú trénovaciu 

s a d u dát. Váhy sú upravované opt imal izačným p r o c e s o m gradientný zostup ( ang l . gradient 

descent). Cieľom je t e d a minimalizovať h o d n o t u váh p o m o c o u zápornej h o d n o t y g r a d i e n t u 

s t ra tove j funkc i e , čo j e v l a s t n e v e k t o r parciálnych derivácií s t r a t y L vzhľadom n a jednotl ivé 

váhy ( p a r a m e t r e ) . T á t o úprava j e popísaná r o v n i c o u 2.2, k d e a j e koe f i c i ent učenia (a lebo 

aj k r o k učenia). 

5L . . 
Wi = Wi- a-— (2.2) 

ÔWi 

N a výpočet g r a d i e n t o v potrebných n a úpravu jednot l ivých váh sa v súčasnosti n a j v i a c 

používa a l g o r i t m u s s p ä t n é h o š í r en i a c h y b y ( ang l . backpropagation). T e n t o a l g o r i t m u s 

využíva reťazové p r a v i d l o derivácie a p o s t u p u j e s m e r o m o d výstupnej v r s t v y s iete až p o jej 

vstupnú v r s t v u , a b y spočítal, ako každý p a r a m e t e r ovplyvňuje výslednú stratovú f u n k c i u . 

Keďže j e nutné vypoč í tať g r a d i e n t y p o s t u p n e p r e každý p r v o k trénovacej množiny dát, 

je najväčším problémom t o h t o a l g o r i t m u j eho vysoká výpočtová náročnosť. V rámci o p t i 

malizácie s a p r e t o v súčasnosti často používa dávkové sp ra co van i e tréningovej sady , p r i 

k t o r o m sa s a d a rozdelí n a malé množiny v z o r i e k - dávok ( ang l . mini-batch) a výsledná s t r a 

tová f u n k c i a s a počíta z celej t ake j t o množiny. Modif ikácia váh t e d a n e p r e b i e h a p r e každý 

p r v o k zvlášť, a le l e n toľkokrát, koľko ex i s tu j e jednot l ivých dávok. [14, 20 , 13]. 

2.2 Hlboké neurónové siete 

M e d z i hlboké neurónové siete s a r a d i a s iete , ktoré pozostávajú z mnohých v r s t i e v a riešia 

komplexné problémy. M e d z i výskumníkmi z te j to o b l a s t i nepanu j e z h o d a v p r e s n o m počte 

v r s t i e v nutných n a t o , a b y s a sieť považovala ze hlbokú [40], a le všeobecne s a p o d týmto 

p o j m o m uvažujú s iete s poč tom skrytých v r s t i e v väčších než j e d n a [49]. V súčasnosti sa 

počet v r s t i e v v hlbokých neurónových sieťach p o h y b u j e o d p i a t i c h až d o niekoľko tisíc. 

Architektúra t ake j t o s iete t e d a pozostáva z mnohých nelineárnych e l ementov , ktoré môžu 

reprezentovať aj extrémne zložité funkc i e jej v s t u p o v . Typ ickým príkladom take j t o funkc i e 

7 



je schopnosť h l boke j architektúry spracovať veľké obrazové dáta a nachádzať v n i c h rôzne 

vysokoúrovňové príznaky. 

M e d z i d v a najpoužívanejšie t y p y hlbokých neurónových sietí p a t r i a rekurentné neuró

nové siete ( R N N , a n g l . recurrent neural networks) a konvolučné neurónové siete ( C N N , a n g l . 

convonutiolnal neural networks). Tá to práca s a primárne z a m e r i a v a práve n a konvolučné 

neurónové siete a t i e budú ďalej popísané v nasledujúcej p o d k a p i t o l e . 

2 . 2 . 1 K o n v o l u č n é n e u r ó n o v é s i e t e 

Teoretické p o z n a t k y p r e túto p o d k a p i t o l u sú čerpané z [14, 24, 49] . H l a v n o u motiváciou 

pre v z n i k konvolučných neurónových sietí b o l o výrazne zredukovať počet p a r a m e t r o v s iete , 

ktorých počet môže byť v prípade D N N veľmi vysoký, a t ým jej umožniť, a b y b o l a hlbšia 

bez exponenciálneho nárastu výpočtových nárokov. 

Základným p r v k o m architektúry C N N je k o n v o l u č n á v r s t v a , v k to re j neuróny n i e sú 

prepojené každý s každým, ako t o b o l o znázornené n a obrázku 2.3, a le využíva s a v n i c h 

operácia konvolúcie. Tá to operácia počíta váženú s u m u p re každú výstupnú aktiváciu l e n 

z malého o k o l i a v s t u p n e j aktivácie, vďaka t o m u výrazne r e d u k u j e výpoč tové nároky vý

slednej s iete . P r i e b e h konvolúcie v k o n t e x t e s p r a c o v a n i a o b r a z u s i môžeme predstaviť a k o 

posúvanie malého o k n a hodnôt, označovaného ako konvolučné j a d r o a l ebo aj f i l t e r , cez celý 

vstupný obrázok. P r i každom posunutí t o h t o o k n a s a vynásobia prekrývajúce s a h o d n o t y 

a výsledky sa sčítajú (akumulujú) do j ed ine j výslednej h o d n o t y . Výs tupom konvolučnej 

v r s t v y j e p o t o m m a t i c a hodnôt v k o n t e x t e konvolučných neurónových sietí označovaná a k o 

mapa aktivácií a l ebo aj mapa príznakov ( ang l . feature map). F i l t r e sú v ponímaní neuró

nových sietí súborom váh, čo znamená, že i c h h o d n o t a s a získava p r o c e s o m učenia. N a j 

častejším a l g o r i t m o m používaným n a učenie v C N N je backpropagation. P r i e b e h konvolúcie 

v konvolučných neurónových sieťach je g r a f i cky znázornený n a obrázku 2.4. 

vstupná fmap výstupná fmap 
výstupná 
aktivácia 

O b r . 2.4: Pr incíp konvolúcie v konvolučnej v r s t v e . Pohybl ivé o k n o hodnôt, nazývané aj 

f i l ter , sa posúva cez celý vstupný obrázok. V každej pozícii sú vynásobené a následne sčítané 

všetky prekrývajúce s a h o d n o t y . Výsledkom t o h t o sčítania j e p o t o m j e d e n p r v o k vo výslednej 

m a p e príznakov. P revza té z [49]. 

Cieľom konvolúcie v C N N je extrahovať lokálne príznaky z predchádzajúcich v r s t i e v 

a vytvor i ť t a k čoraz vyššiu a b s t r a k c i u vstupných dát. N a obrázku 2.5 j e zobrazený celkový 

výpočet prebiehajúci v konvolučnej v r s t v e . T y p i c k y s a v každej konvolučnej v r s t v e a p l i k u j e 

niekoľko f i l t r o v extrahujúcich rôzne príznaky. Vytvára s a t a k s a d a máp príznakov, k d e sa 

každá z n i c h nazýva kanál ( ang l . channel) a i c h počet s a rovná počtu použitých f i l t r ov 

v každej v r s t v e . Ce lý výsledný kanál, t . j . celá j e d n a m a p a príznakov, zdieľa práve j e d e n 

f i l ter . T e n t o princíp s a nazýva zdieľanie váh (ang l . weight sharing). J e tiež dôležité zdôraz

niť, že počet kanálov v s t u p n e j v r s t v y určuje aj veľkosť použitých f i l t r ov . P r e p r e d s t a v u , 

farebný ( R G B ) vstupný obrázok pozostáva z t r o c h kanálov (každý p r e j e d n u f a rbu ) a v p r 

vej konvolučnej v r s t v e j e použitých šesť f i l t r ov . K a ž d ý f i l ter t e d a pozostáva z t r o c h matíc 
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o v e l k o s t i t y p i c k y 3 x 3 a l ebo 5 x 5 . Počet výstupných kanálov b u d e t e d a p r i aplikovaní 

šiestich f i l t r o v t a k i s t o šesť. 

Ďalším p r v k o m v architektúre konvolučných neurónových sietí j e n e l i n e a r i t a . P o d o b n e 

ako u p l n e prepojených neurónových sietí popísaných vyššie s a n a výsledok konvolúcie 

a p l i k u j e aktivačná nelineárna f u n k c i a . Najčastejšie používanou nelineárnou f u n k c i o u je 

R e L U ( R e c t i f i e d L i n e a r U n i t ) , ktorá j e definovaná ako y = max(0,x). 

Kvôli optimalizácii rýchlosti trénovania a zvýšeniu p r e s n o s t i s a v mnohých m o d e l o c h 

pridávajú ešte rôzne normalizačné p r v k y , ako napríklad BN {Batch Normalization) [18] 

a l ebo LRN {Local Response Normalization) [14]. 

O k r e m konvolučných v r s t i e v s a v typických konvolučných neurónových sieťach využíva 

aj t z v . p o o l v r s t v a . Tá to v r s t v a slúži n a r e d u k c i u d i m e n z i o n a l i t y výstupných kanálov. 

Cieľom je zlúčiť sémanticky podobné príznaky a zároveň t ým zredukovať celkovú výpoč tovú 

náročnosť. Takáto r e d u k c i a s a nazýva aj podvzorkovanie ( ang l . downsampling). Operácie, 

ktorými s a p o d v z o r k o v a n i e r ea l i zu j e , sú najčastejšie priemer a l ebo maximum. Operácia 

sa vykonáva n a ma l e j o b l a s t i susedných p r v k o v a opakov an e p r e každú m a p u príznakov. 

V e l k o s t te j to o b l a s t i sa nazýva stride. 

A k o finálny p r v o k v architektúre C N N sa o b v y k l e používa j e d n a a l ebo v i a c (< 3) p lne 

prepojených v r s t i e v . Výsledný počet neurónov v pos l edne j p l n e prepo jene j v r s t v e p r e d s t a 

vu j e počet možných výstupov riešeného problému. 

Typická vzorová architektúra konvolučnej neurónovej s iete j e zobrazená n a obrázku 2.6. 

Filtre 
Vstupné fmapy 

C f . j 
Výstupné fmapy 

IvK-

1 
*— F — • 

M . 

N 
• 

w 
O b r . 2.5: Viacrozmerná konvolúcia prebiehajúca v konvolučnej v r s t v e . R a S sú výška, 

respektíve šírka aplikovaných filtrov, H a W sú výška, respektíve šírka vstupných máp, E 

a F sú výška, respektíve šírka výstupných máp, C j e počet vstupných kanálov, M je počet 

filtrov (a zároveň počet výstupných kanálov) a N j e počet v z o r i e k v j edne j dávke. Prevzaté 

z [14]. 

P o p u l á r n e m o d e l y C N N 

Princíp konvolučnej neurónovej s iete b o l navrhnutý už n a začiatku 80 . r o k o v minulého s to

ročia [12], avšak t en to k o n c e p t n e b o l d l h o využívaný z dôvodu nedostatočnej výpočtove j 

k a p a c i t y . P r v ý výrazný p r i e l o m v te j to o b l a s t i n a s t a l až v r o k u 1989 vďaka francúzskemu 

výskumníkovi m e n o m Y a n n L e C u n , ktorý úspešne využi l a l g o r i t m u s b a c k p r o p a g a t i o n v ob -
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Moderné hlboké CNN: 5 - 1000 vrstiev 
K  

Low-Level Mid-Level 
* Features • ••• •» MMM* Features + 

Hlgh-Level 
* Features •* 

1-3 Vrstvy 

1 
_ Klasifikačné 

Skóre 

Konvolúcia Nelinearita Pooling Plne 
prepojená 

Nelinearita 

— i — 
Voliteľné 

O b r . 2.6: Vzorová architektúra C N N . V s t u p o m s iete j e obrázok, ktorý má sieť z a úlohu 

rozpoznať a l ebo klasifikovať. Sieť s a skladá z niekoľkých v r s t i e v vyhodnocujúcich operáciu 

konvolúcie nasledovanými nelineárnou aktiváciou. Cieľom je extrahovať abstraktné príznaky 

zo vstupného o b r a z u . V prípade p o t r e b y môžu aktivácie v konvolučných vrstvách nasledovať 

rôzne normalizačné p r v k y a l ebo v r s t v y {pooling v r s t v y ) , ktorých úlohou je podvzorkovať 

(zmenšiť r o z m e r y generalizáciou lokálnych príznakov) výstupné m a p y príznakov. N a k o n c i 

architektúry s a t y p i c k y nachádza p l n e prepojená v r s t v a , k to re j výstupy predstavujú zároveň 

výsledné klasifikačné t r i edy . Prevza té z [49]. 

l a s t i rozpoznávania ručne písaných číslic [25]. T i e t o princípy s a s t a l i základom pre všetky 

najznámejšie konvolučné neurónové siete. 

• L e N e t [26] (1998) Sieť architektúry nazvane j LeNet b o l a navrhnutá už v r o k u 1998 

Y a n n o m L e c u n o m a s p o l . Tá to práca nadväzovala n a j eho predošlú úspešnú apliká

c i u a l g o r i t m u b a c k p r o p a g a t i o n n a rozpoznávanie ručne písaných číslic a ešte z l ep 

šila dosiahnuté výsledky. Je j schopnosť rozpoznávať b o l a demonštrovaná n a databáze 

M N I S T 1 , k d e táto architektúra d o s i a h l a chybovosť 0 , 9 5 % . Najznámejšia v e r z i a t e j to 

architektúry j e LeNet. Sieť LeNet-5 s a skladá zo s i e d m i c h v r s t i e v : dve konvolučné 

v r s t v y nasledované p o d v z o r k o v a c o u v r s t v o u , následne posledná konvolučná v r s t v a 

a dve p l n e prepojené v r s t v y . A k o finálna aktivácia s a používa f u n k c i a softmax, ktorá 

slúži a k o klasifikátor. Tá to sieť s a s t a l a základom pre všetky nasledujúce C N N . 

• A l e x N e t [23] (2012) Architektúra siete AlexNet z n a m e n a l a obrovský p r i e l o m v ob 

l a s t i C N N . Je j úspešnosť b o l a prezentovaná n a databáze ImageNet, ktorá s a neskôr 

s t a l a základným porovnávajúcim b e n c h m a r k o m p re väčšinu konvolučných sietí. T o p - 5 2 

chybovosť te j to s iete n a úlohu klasifikácie p r e túto databázu b o l a 1 5 , 3 % a vďaka t o m u 

v y h r a l a L a r g e Sca l e V i s u a l R e c o g n i t i o n C h a l l e n g e ( I L S V R C ) v r o k u 2012 ako prvá 

konvolučná neurónová sieť. M o d e l s iete pozostáva z p i a t i c h konvolučných a t r o c h p lne 

prepojených v r s t i e v . Tá to sieť b o l a trénovaná n a kartách G P U a to jej umožnilo 

spracovávať aj oveľa väčšie vstupné obrázky a k o dokázali jej p r e d c h o d c o v i a . 

• V G G N e t [44] (2014) Architektúra V G G p r i n i e s l a do o b l a s t i C N N ešte väčšiu hĺbku. 

Počet konvolučných v r s t i e v s a p r e rôzne ve r z i e t e j to architektúry p o h y b o v a l o d 16 

do 19 v r s t i e v . A k o kompenzáciu výpočtove j náročnosti t ake j t o h l boke j s iete a u t o r i 

zmenšili veľkosť použitých f i l t r o v z d o t e r a z používaných 5x5 n a 3 x 3 . Architektúra 

1 M N I S T - Modified National Institute of Standards and Technology, najpoužívanejšia voľne dostupná 
databáza ručne písaných číslic. 

2 A k o Top-5 chybovosť sa označuje percentuálne skóre, pre ktoré správna klasifikačná trieda N E B O L A 
v piatich najpravdepodobnejších odhadoch daného modelu. 

10 



b o l a veľmi úspešná a v I L S V R C 2 0 1 4 získala v lokalizácii a klasifikácii prvé, respektíve 

druhé m i e s t o s t o p - 5 chybovosťou 2 5 , 3 % p re lokalizáciu a 7 , 3 % p re klasifikáciu. 

• G o o g L e N e t [50] (2014) Ďalšou úspešnou architektúrou v I L S V R C 2 0 1 4 sa s t a l a Goog-

LeNet. Je j zvláštnosťou je zaveden ie m o d u l u , ktorý spája sériu paralelných prepojení. 

T i e t o m o d u l y n a z v a l i inception m o d u l y a i c h cieľom je kombinovať príznaky z rôzne 

velkých f i l t r ov a podvzorkovacích operácií. M o d u l pozostáva z konkatenácie výstupov 

l x l , 3 x 3 , 5x5 konvolúcií a p o o l i n g operácie. Zároveň sa a u t o r i snažili výrazne znížiť 

výpočtové nároky výraznou r e d u k c i o u počtu p a r a m e t r o v . T o t o d o s i a h l i zavedením 

l x l bottleneck konvolúcií, ktoré zachovávajú r o z m e r y v s t u p u , avšak redukujú hĺbku 

výsledných máp príznakov. 

• R e s N e t [15] (2015) Veľký p o k r o k v klasifikácií p o m o c o u C N N d o s i a h l a aj a r c h i 

tektúra ResNet ( a l ebo aj R e s i d u a l N e t ) , ktorá v r o k u 2015 p o k o r i l a h r a n i c u p i a t i c h 

pe rcen t t op -5 c h y b o v o s t i v databáze I m a g e N e t v I L S V R C 2 0 1 5 . Zároveň veľmi výraz

ným spôsobom zvýšila počet v r s t i e v o p r o t i predchádzajúcim architektúram až n a 152. 

Kľúčovým p r v k o m v te j to architektúre b o l i t z v . reziduálne p r e p o j e n i a . Pr incíp týchto 

prepojení s a dá zapísať r o v n i c o u 2.3, k d e %{x) je výstup reziduálneho b l o k u , x je 

v s t u p a J-(x) j e výstup niekoľkých konvolučných v r s t i e v v t o m t o b l o k u . 

Výstup t o h t o b l o k u je kombinácia niekoľkých v r s t i e v konvolúcie a v s t u p u (identita). 

Motiváciou takéhoto p r e p o j e n i a b o l o vyriešenie problému, ktorý nastával vo veľmi 

hlbokých sieťach. V teórii b y m a l a veľmi hlboká sieť dosahovať aspoň také výsledky 

ako i c h plytkejšie verz i e , a le v p r a x i s a ukázalo, že t o neplatí. Dôvodom je , že o p t i 

malizačné metódy v procese učenia p r i veľkom počte v r s t i e v a p a r a m e t r o v strácajú 

schopnosť efektívne modifikovať váhy aj n a prvých vrstvách s iete . Reziduálne p r epo 

j en i e t en to problém rieši, pretože sieť s a nemusí učiť celú f u n k c i u 7i(x), a le l e n jej 

reziduálne m a p o v a n i e F(x) = %(x) — x. V prípadoch, že j e t e d a výstupná f u n k c i a 

bližšie k i d e n t i t e , j e p r e sieť ľahšie nájsť l e n daný r o z d i e l ako celú f u n k c i u . V ostatných 

prípadoch sieť n i e je n i j a k o znevýhodnená o p r o t i klasickým architektúram. 

2.3 Knižnice na prácu s C N N 

Vzhľadom n a veľkú p o p u l a r i t u a úspešnosť neurónových sietí vo všetkých o b l a s t i a c h n ie 

je prekvapivé, že ex i s tu j e m n o h o voľne dostupných knižníc a f r a m e w o r k o v slúžiacich n a 

prácu s n i m i . V te j to p o d k a p i t o l e sú zhrnuté niektoré najznámejšie knižnice a popísané i c h 

v l a s t n o s t i . 

2 . 3 . 1 T e n s o r F l o w 

F r a m e w o r k TensorFlow [1], vyv inutý spoločnosťou G o o g l e v r o k u 2013 , j e j e d e n z najpouží

vanejších voľne dostupných f r a m e w o r k n a prácu so stro jovým učením. P o s k y t u j e r o z h r a n i e 

pre veľké množstvo j a z y k o v ako C + + , P y t h o n , R , J a v a a p o d . Vďaka t o m u je možné h o 

integrovať do veľkej časti vyví janých aplikácií využívajúcich a l g o r i t m y strojového učenia. 

O b s a h u j e všetky najaktuálnejšie a najmodernejšie t e c h n i k y strojového učenia popísané v o d 

borne j l iteratúre. Vďake veľkej p o p u l a r i t e je p r e TensorFlow dostupná aj veľká k o m u n i t a 

užívateľov a vďaka t o m u j e h o vývo j stále nap r edu j e . 

(2.3) 
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2 .3 .2 C a f f e 

Dalším veľmi populárnym a rozšíreným f r a m e w o r k o m n a prácu s hlbokými neurónovými 

sieťami j e Caffe [19]. B o l vyv inutý ako open -source p r o j e k t t ímom B e r k e l e y A I R e s e a r c h 

( B A I R ) v r o k u 2014. P o s k y t u j e r o z h r a n i e p r e j a z y k y C , C + + , P y t h o n a M A T L A B . P o p u l a 

r i t u s i t en t o f r a m e w o r k získal najmä p re j eho vysokú rýchlosť a e f e k t i v i t u . P o d p o r u j e výpo

čet n a C P U aj G P U a masívny p a r a l e l i z m u s . Úspech získal najmä v o b l a s t i a c h obrazového 

rozpoznávania dát. V rámci f r a m e w o r k u Caffe e x i s tu j e aj velká databáza predtrénovaných 

neurónových sietí nazvaná Caffe Model Zoo. Nevýhodou f r a m e w o r k u Caffe je nedostatočná 

p o d p o r a rekurentných m o d e l o v . 

2 .3 . 3 M i c r o s o f t C o g n i t i v e T o o l k i t / C N T K 

F r a m e w o r k Microsoft Cognitive Toolkit [42], predtým známy aj ako C N T K , b o l vyv inutý 

v r o k u 2016 spoločnosťou M i c r o s o f t . J e dostupný ako open -source a p o d p o r u j e r o z h r a 

n i a p r e j a z y k y C + + a P y t h o n . J e h o hlavnými výhodami sú jednoduchá kombinovateľnosť 

viacerých t y p o v hlbokých neurónových sietí a tiež vysoká možnosť paralelizácie naprieč v i a 

cerými výpoč tovými s e r v e r m i . Nevýhodou f r a m e w o r k u j e nedostatočná p o d p o r a p r e A R M 

architektúry, a je p r e t o obmedzené j eho použit ie v aplikáciách určených p r e mobilné z a r i a 

d e n i a . 

2 .3 .4 T i n y D N N 

F r a m e w o r k TinyDNN [33] b o l implementovaný v r o k u 2016 a je voľne dostupný p o d l i 

c e n c i o u B S D . P o d p o r u j e r o z h r a n i e d o j a z y k a C + + . J e naimplementovaný l e n v hlavičko

vých súboroch a neobsahu j e t a k m e r žiadne externé závislosti. J e p r e t o veľmi přenositelný a 

v d a k a t o m u je vhodný najmä p re e m b e d d e d z a r i a d e n i a . P o d p o r u j e tiež paralelný výpočet 

a akceleráciu n a G P U . J e h o nevýhodou je p o m e r n e malá k o m u n i t a a a b s e n c i a niektorých 

najaktuálnejších t y p o v m o d e l o v hlbokých neurónových sietí. 
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Kapito la 3 

Evolučné algoritmy 

P o d p o j m o m evolučné a l g o r i t m y ( E A , a n g l . evolutionary algorithms) s a v súčasnosti roz 

u m i e široká r o d i n a heuristických a l g o r i t m o v inšpirovaných p r o c e s o m evolúcie odohrávajúcej 

sa v prírode. T i e t o a l g o r i t m y v z n i k a l i vo väčšine prípadov nezávisle o d seba , avšak mnohé 

princípy a p o s t u p y sú veľmi podobné, v niektorých prípadoch až rovnaké. N i e j e p r e k v a p e 

ním, že práve biologická evolúcia s a s t a l a p o d k l a d o m p re množstvo a l g o r i t m o v , keďže práve 

evolúcia dokázala vytvor i ť j e d e n z najefektívnejších „poč í tačov" aký poznáme - ľudský 

m o z o g . 

A j keď myšlienka využit ia princípov b io l og i cke j evolúcie p r i riešení optimalizačných 

problémov sa začala objavovať v o d b o r n e j l iteratúre už o d 50. r o k o v minulého storočia, 

z a počiatok evolučného počítania s a vo všeobecnosti považuje až t a k m e r súbežný v z n i k 

t r o c h n a sebe nezávislých s m e r o v evolučných a l g o r i t m o v v 60. a 70. r o k o c h [5]. V r o k u 1975 

n a v r h o l H o l l a n d prvú v e r z i u genetického a l g o r i t m u ( G A , a n g l . genethic algorithm) [17], 

kým v U S A F o g e l a s p o l . položil i základy evolučnému p r o g r a m o v a n i u ( E P , a n g l . evolutinary 

programming) [11] a nemeckí výskumníci R e c h e n b e r g a Schwe fe l p r e d s t a v i l i metódu nazvanú 

evolučné stratégie ( E S , a n g l . evolution strategies) [36, 41]. K o n c o m 80 . r o k o v p r i b u d o l štvrtý 

základný s m e r E A a to genetické p r o g r a m o v a n i e ( G P , a n g l . genetic programming) preslávené 

najmä K o z o m [21]. 

Evolučné a l g o r i t m y p a t r i a d o množiny stochastických prehľadávacích a l g o r i t m o v . Keďže 

sa vo s v o j o m výpoč te opierajú o množstvo náhodných f ak t o r o v , j e m a t e m a t i c k y veľmi ná

ročné dokázať, z a akých p o d m i e n o k budú konve rgova t k u globálnemu o p t i m u (riešeniu 

problému) [8]. N a p r i e k t o m u sa však v p r a x i u k a z u j e , že evolučné a l g o r i t m y dokážu r ie 

šiť problémy v širokej škále rôznych oblastí, ako napríklad evolučný návrh hardvéru [43], 

sp racovan i e obrázkov, astronómia, r o b o t i k a [6, 29] a le aj mnohých ďalších. Všeobecne sa 

evolučné a l g o r i t m y používajú najmä t a m , k d e j e problém dostatočne zložitý a klasické m a 

tematické optimalizačné metódy sú t ým pádom veľmi neefektívne. 

Všetky evolučné a l g o r i t m y vychádzajú z jedného hlavného princípu evolúcie - prežitie 

„najlepších" ( ang l . survival of the fittest). T e n t o princíp spočíva v t o m , že v i s t o m prostredí 

s obmedzenými z d r o j m i , zvyšujú j e d i n c i , ktorí sú n a dané p r o s t r e d i e najlepšie adaptovaní 

(majú najväčšiu fitness1), s v o j u šancu sa rozmnožiť a preniesť t a k svoje gény do ďalších ge

nerácií (t. j . prírodná se lekc ia ) . V k o n t e x t e E A sú j e d i n c a m i kandidátne riešenia problému, 

ktorý j e aktuálne p r e d m e t o m evolúcie a z a n a j v i a c „ f i t " riešenie s a považuje to , ktoré do 

káže daný problém riešiť optimálne. V o d b o r n e j l iteratúre s a kandidátne riešenia označujú aj 

X Z pohľadu darwinovskej evolúcie byť najviac fit neznamená nutne, že jedinci musia byť fyzicky najsilnejší, 
najmúdrejší alebo najrýchlejší, ale že dokážu obmedzené zdroje v danom prostredí čerpať najefektívnejšie. 
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ako f e n o t y p y . N a v y h o d n o t e n i e k v a l i t y kandidátneho riešenia s a používa t z v . fitness f u n 

k c i a , ktorá dokáže túto k v a l i t u zmerať. Merateľnosť k v a l i t y riešení p r e konkrétny problém 

je t e d a aj j edným z hlavných p r e d p o k l a d o v n a s a d e n i a akéhokoľvek evolučného a l g o r i t m u . 

Ďalej v te j to k a p i t o l e budú popísané základné p r v k y spoločné p r e všetky t y p y E A , 

avšak vzhľadom n a t o , že praktická časť te j to práce vychádza z genetických a l g o r i t m o v , 

b u d e kladený dôraz práve n a p r v k y , ktoré sa využívajú v t e j to v e r z i i E A . Následne budú 

popísané najznámejšie a najpoužívanejšie ve r z i e E A a budú vysvetlené hlavné r o z d i e l y m e d z i 

n i m i . 

3.1 Základné princípy a komponenty E A 

N a p r i e k t o m u , že väčšina t y p o v evolučných a l g o r i t m o v v z n i k a l a t a k m e r súčasne a nezávisle 

n a sebe, všetky zdieľajú rovnaké základy. Dôvodom je , že hlavná p o d s t a t a evolúcie j e p r i n c i 

piálne jednoduchá, a le zároveň stále veľmi účinná. A l g o r i t m u s 1 pop i su j e základný p r i e b e h 

všeobecného evolučného a l g o r i t m u . V zásade ide o jednoduchý iteratívny proces , k d e sa 

v každom k r o k u aplikujú isté z m e n y ( p o m o c o u t z v . g e n e t i c k ý c h o p e r á t o r o v ) n a populá

c i u j e d i n c o v . V nasledujúcich podkapitolách budú vysvetlené jednot l ivé k r o k y a p r v k y t o h t o 

a l g o r i t m u . Teoretické p o z n a t k y popísané v t e j to p o d k a p i t o l e b o l i prevzaté z [7, 10, 3 5 ] 2 . 

A l g o r i t m u s 1 Pseudokód všeobecného evolučného a l g o r i t m u . Vytvorené n a základe [7]. 

1: p r o c e d ú r e E A 

2: inicializácia populácie E A 

3: evaluácia každého j e d i n c a z populácie 

4: w h i l e splnená p o d m i e n k a ukončenia d o 

5: výber rodičov 

6: kríženie / mutácia 

7: evaluácia nových j e d i n c o v 

8: výber j e d i n c o v p r e novú generáciu 

9: e n d w h i l e 

10: e n d p r o c e d ú r e 

3 . 1 . 1 R e p r e z e n t á c i a p r o b l é m u 

Hlavným a prvotným problémom aplikácie akéhokoľvek E A je počítačová reprezentácia 

kandidátnych riešení problému t a k , a b y i c h b o l o možné efektívne evaluovať a prevádzať 

n a d n i m i evolučné operácie. Inými s l o v a m i s a p o d reprezentáciou myslí m a p o v a n i e (a lebo 

kódovanie) f eno t ypov n a vhodnú dátovú reprezentáciu (reťazec b i t o v ) , s k torým dokáže 

pracovať počítač. Takýto reťazec s a nazýva aj g e n o t y p a l ebo c h r o m o z ó m . Vhodná re

prezentácia problému často r o z h o d u j e o účinnosti a rýchlosti celého a l g o r i t m u , a p r e t o je 

potrebné jej venovať d o s t a t o k času p r i návrhu a l g o r i t m u . Vzhľadom n a to , že v mnohých 

prípadoch n i e j e riešený problém dostatočne preskúmaný a l ebo j e príliš komplexný, vybrať 

vhodnú reprezentáciu n i e j e ľahká úloha. 

Najpoužívanejšie reprezentácie používané v E A sú nasledovné: 

2 J e nutné tiež dodať, že nižšie popísané techniky a metódy nie sú (a ani sa nesnažia byť) vyčerpávajúce. 
Pre viac informácií a podobnejších popisov odporúčam zmienenú literatúru. 
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• Binárna reprezentácia - chromozómy sú zložené z p o s t u p n o s t i b i t o v a genetické ope

rátory n a d n i m i vykonávajú bitové operácie. 

• Celočíselná reprezentácia - chromozómy sú zložené zo série celých čísel - evolučné 

operátory m e n i a h o d n o t y týchto čísel j e d n o d u c h o u a r i t m e t i k o u . 

• Reprezentácia pomocou reálnych čísel - chromozóm pozostáva z niekoľkých čísel s po 

h y b l i v o u rádovou čiarkou. Evolučná z m e n a p r e b i e h a p o m o c o u matematických operácií 

s reálnymi číslami. 

• Stromová reprezentácia - chromozóm p r eds t a vu j e hierarchickú stromovú štruktúru. 

Genetické operátory v t o m t o prípade manipulujú s u z l a m i s t r o m u a l ebo s celými 

p o d s t r o m a m i . 

• Reprezentácia špecifická pre riešený problém - v mnohých prípadoch je chromozóm 

špecifický p r e daný problém. 

3 . 1 . 2 P o p u l á c i a 

Všetky „ž i júce" (akt ívne) g e n o t y p y kandidátnych riešení s a združujú v populácii, ktorá sa 

časom mení a vyví ja . Veľkosť populácie j e j e d e n zo základných p a r a m e t r o v každého E A 

a j e h o veľkosť ovplyvňuje rýchlosť a efektívnosť konve rgenc i e k optimálnemu riešeniu. Príl iš 

veľká populácia môže byť až neúnosne náročná n a výpoč tové zdro j e , zatiaľ čo príliš malá 

populácia n e p o s k y t u j e dostatočnú d ive rz i tu '^ potrebnú n a nájdenie globálneho o p t i m a . 

V súvislosti s populáciou sa o k r e m jej veľkosti rieši ešte aj otázka jej počiatočnej i n i 

cializácie. V d r v i v e j väčšine prípadov s a považuje z a dostatočné i n i c i a l i z o v a t populáciu 

náhodnými (ale dostatočne r o z d i e l n y m i ) j e d i n c a m i . V niektorých prípadoch však môže byť 

zvlášť užitočné i n i c i a l i z o v a t populáciu předpřipravenými j e d i n c a m i , o ktorých v i eme , že 

budú dosahovať vyššiu f i tness. J e však otázka, nakoľko t o p r o c e s u evolúcie pomôže - v ždy 

záleží výhradne n a konkrétnom probléme. 

3 . 1 . 3 S e l e k c i a j e d i n c o v 

A b y populácia n e s t a g n o v a l a a jej k v a l i t a s a neustále zlepšovala, zatiaľ čo jej veľkosť zostáva 

nemenná, j e nutné zaviesť nástroje, ktoré budú populáciu udržiavať. Jedným z týchto ná

s t r o j o v j e aj s e l ekc ia j e d i n c o v , ktorí budú základom novej generácie, b u d ako rodičia nových 

p o t o m k o v , a l ebo t o budú „prež ivš í " zo súčasnej populácie. 

N a výber rodičov, čiže chromozómov, n a ktoré s a a p l i k u j e operácia kríženia, a b y v z n i k o l 

nový j e d i n e c - p o t o m o k - s a používa niekoľko techník: 

P r o p o r č n á s e l e k c i a Výber j e d i n c o v je uskutočnený n a základe i c h f i tness h o d n o t y v po 

rovnaní s f i tness h o d n o t a m i zvyšku populácie. Pravdepodobnosť , že j e d i n e c b u d e zvo

lený ako rodič, s a t e d a dá vyjadriť ako p o d i e l j eho f i tness k súčtu hodnôt f i tness 

všetkých ostatných aktívnych j e d i n c o v v populácii. Takýto p o s t u p s a zvyčajne i m 

p l e m e n t u j e a l g o r i t m o m ko l e sa r u l e t y ( ang l . roulette wheel algorithm). Pr incíp t o h t o 

a l g o r i t m u je zobrazený n a obrázku 3.1. 

Nevýhodou t o h t o prístupu je však veľká pravdepodobnosť, že gény jedného j e d i n c a 

ovládnu celú populáciu (ak j e j eho f i tness príliš vysoká o p r o t i iným riešeniam) a l ebo že 

3 Diverz i ta - počet rôznych jedincov v populácii v jednom okamihu 
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výber 156 fitness jedinca 
s indexom 9 

co 
index jedinca 

Í J 5 xop. 

O b r . 3 .1 : Reprezentácia proporčného výberu ruletovým a l g o r i t m o m . Pravdepodobnosť v y 

b r a t i a každého j e d i n c a veľkostne úmerná h o d n o t e j e h o f i tness v porovnaní s ostatnými 

j e d i n c a m i v populácii. P revza té z [35]. 

ako následok stochastických e fektov nebudú niektorí kvalitní j e d i n c i vyberaní vôbec 

a populácia u v i a z n e v lokálnom m i n i m e (ak j e f i tness h o d n o t a všetkých j e d i n c o v veľmi 

podobná ) . 

V ý b e r z a l o ž e n ý n a p o r a d í T e n t o výber j e veľmi podobný proporčnému výberu a v n ie 

ktorých odborných literatúrach sa uvádza a k o j e h o v a r i a n t a [35]. Hlavný r o z d i e l spo 

číva v t o m , že p r e pravdepodobnosť výberu nezáleží, aký veľký j e r o z d i e l vo f i tness 

m e d z i j ednot l ivými riešeniami, a le l e n n a j e h o c e l k o v o m poradí v rebríčku najlepších 

riešení. T ý m t o j e možné zamedziť problémom popísaným p r i proporčnom výbere. 

V ý b e r t u r n a j o m Výber t u r n a j o m spočíva v určení podmnož iny k j e d i n c o v , ktorí m e d z i 

s ebou budú súťažiť. J e d i n e c s najvyššou f i tness v rámci te j to podmnož iny b u d e v y 

bratý a k o rodič. Tá to metóda zachováva dobrý k o m p r o m i s m e d z i g e n e t i c k o u d i v e r z i t o u 

a výberom tých najlepších riešení. Veľkosť h o d n o t y k závisí o d konfigurácie a l g o r i t m u 

a býva p r e d m e t o m experimentácie. 

O k r e m výberu rodičov j e nutné vyberať aj j e d i n c o v , ktorí prežijú do ďalšej generácie, 

resp . iterácie evolučného a l g o r i t m u . T e o r e t i c k y j e možné použiť akúkoľvek z vyššie uve

dených metód, a le v p r a x i s a používajú zvyčajne jednoduchšie metódy. T i e t o metódy sa 

zakladajú buď n a veku j e d i n c a (t. j . ako d l h o s a už konkrétny j e d i n e c nachádza v populáci i ) , 

a l ebo n a základe hodnoty fitness. 

P r i metódach založených n a v e k u j e najdominantnejším spôsobom generačná výmena, 

čo znamená, že všetkých súčasných j e d i n c o v v generácii n a h r a d i a noví j e d i n c i . V t a k o m t o 

prípade j e počet nových j e d i n c o v rovný počtu j e d i n c o v v populácii. V prípadoch v ktorých 

je počet vygenerovaných p o t o m k o v menší, s a rodičia, ktorí budú nahradení, môžu vyberať 

n a základe i c h v e k u a l ebo náhodne. Takáto výmena sa nazýva aj postupná výmena ( ang l . 

steady-state selection). 

V metódach, ktoré pracujú n a základe f i tness h o d n o t y j e d i n c o v , s a j e d i n c i vyberajú 

z tých najlepších z množiny všetkých nových j e d i n c o v (v prípadoch, keď je vygenerovaných 

p o t o m k o v v i a c ako j e veľkosť populácie ) , prípadne z množiny všetkých p o t o m k o v a rodičov 

s p o l u . Dô lež i tým p o j m o m p r i se l ekc i i n a základe h o d n o t y f i tness j e aj e l i t i z m u s . T e n t o 

p o j e m označuje t e c h n i k u , p r i k to re j sa v rámci každej novej generácii uchová j e d e n a l ebo 

s k u p i n a najlepších j e d i n c o v , ktorí majú garantované prežitie do novej generácie. T ý m t o 

spôsobom je možné zaručiť, že neprídeme o najlepšie d o t e r a z dosiahnuté riešenia. E l i t i z m u s 

je možné ďalej kombinovať s inými spôsobmi se lekc ie . 
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3 . 1 . 4 G e n e t i c k é o p e r á t o r y ( k r í ž en i e a m u t á c i a ) 

A b y s a m o h l a populácia vyví jať a dospievať t a k k stále lepším riešeniam, j e nutné zaviesť 

operácie, ktoré j u budú istým spôsobom obměňovat. N a t en t o účel slúžia genetické operá

tory , špeciálne mutácia a kríženie. Rôzne ve r z i e evolučných a l g o r i t m o v môžu j e d e n a l ebo 

druhý operátor vynechať, a k s a ukážu neefektívne. 

Myšlienka, ktorá stojí z a operátorom k r í ž e n i e , spočíva v p r e d p o k l a d e , že ex i s tu j e veľká 

pravdepodobnosť, že vygenerovaný p o t o m o k b u d e ťažiť z genet icke j kombinácie d v o c h k v a 

litných kandidátnych riešení, ktoré sú reprezentované j eho rodičmi. Inými s l o v a m i j e šanca, 

že nové riešenie b u d e kombináciou tých častí rodičov, ktoré s a podieľajú n a i c h vyššej f i tness 

h o d n o t e , a t ým pádom b u d e t o t o nové riešenie dosahovať ešte vyššiu f i tness. T o t o však n ie 

je zaručené, a p r e t o j e pravdepodobnosť, s a k o u kríženie n a s t a n e , t a k m e r v ždy p r e d m e t o m 

empirických e x p e r i m e n t o v . P r o c e s kríženia veľmi úzko súvisí s g e n e t i c k o u reprezentáciou 

problému, a n i e j e p r e t o možné zostaviť p o s t u p , ktorý b u d e univerzálny p r e všetky t y p y 

problémov. Rodič ia sú vyberaní b u d náhodne, a l ebo p o m o c o u techník se lekc ie popísaných 

vyššie. 

Pr incíp m u t á c i e spočíva v náhodnej modifikácii niektorých častí chromozómu s cieľom 

dosiahnuť väčšiu d i v e r z i t u v populácii a prehľadávať t a k čo najširšiu časť stavového pr i es 

t o r u riešení. Mutácia t a k napomáha, a b y populácia n e u v i a z l a v lokálnom m i n i m e . J e však 

dôležité zachovať pravdepodobnosť mutácie n a rozumných hodnotách, a b y s a n e z n e h o d n o 

cova l i najkvalitnejšie riešenia. P o d o b n e ako u kríženia aj u mutácie j e p o s t u p a efektívna 

pravdepodobnosť úzko spätá s riešeným problémom. P r i každom probléme je vhodné, a b y 

b o l a vyhodnotená s i l a e f ek tu mutácie a n a základe t o h o adekvátne nastavené mutačné p a r a 

m e t r e a k o pravdepodobnosť a r o z s a h aplikácie. J e d i n c i , ktorí s a stanú p r e d m e t o m mutácie, 

sú t a k m e r výhradne vyberaní náhodným p r o c e s o m , pretože j e nemožné zistiť, ktoré z m e n y 

povedú k lepším výsledkom. 

3 . 1 . 5 U k o n č o v a c i a p o d m i e n k a 

Posledným p r v k o m evolučného a l g o r i t m u je ukončovacia p o d m i e n k a . P r i väčšine problémov 

n ie j e jednoduché rozhodnúť, k e d y j e nájdené riešenie dostatočné kvalitné a či j e šanca 

získať riešenia, ktoré budú ešte lepšie. T y p i c k y s a a k o ukončovacia p o d m i e n k a používajú 

nasledovné možnosti: 

1. d o b a celkového výpočtu, 

2. počet vykonaných c y k l o v v rámci E A , 

3. o b d o b i e , p o aké s a už fitness h o d n o t a v i a c nezlepšuje, 

4. d i v e r z i t a populácie už n i e j e dostatočná. 

V prípadoch, keď poznáme maximálnu h o d n o t u fitness p r e daný problém (globálne 

o p t i m u m ) , môžeme túto h o d n o t u zapracovať do ukončovacej p o d m i e n k y . Avšak vzhľadom 

n a t o , že n i e j e zaručené nájdenie takéhoto riešenia, n i k d y b y táto h o d n o t a n e m a l a byť 

v rámci ukončovacej p o d m i e n k y použitá a k o jediná. 

3.2 Var ianty evolučných algor i tmov 

V te j to p o d k a p i t o l e sú popísané štyri základné a najpoužívanejšie v a r i a n t y evolučných a lgo

r i t m o v . N a p r i e k t o m u , že princíp j e veľmi podobný, každý z n i c h používa rôzne i m p l e m e n -
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tačné d e t a i l y a rôzne t e c h n i k y z tých popísaných vyššie. J e však nutné d o d a t , že praktické 

aplikácie n e m u s i a s t r i k t n e dodržiavať p o s t u p y z jedného v a r i a n t u a často sú praktické ap 

likácie výsledkom kombinácie prístupov a techník zozbieraných z viacerých verzií. 

M e d z i najrozšírenejšie evolučné a l g o r i t m y vôbec p a t r i a jednoznačne G e n e t i c k é a l g o 

r i t m y ( G A ) . Základný genetický a l g o r i t m u s je veľmi jednoduchý n a implementáciu, a t o 

je aj dôvod, prečo j e taký rozšírený. T y p i c k y využíva binárnu reprezentáciu, generačnú 

výmenu a k l a d i e veľký dôraz n a kríženie. N a výber rodičov zvyčajne využíva proporčnú se

l e k c i u p o m o c o u ruletového a l g o r i t m u , a le v pos l edne j d o b e je častý aj výber t u r n a j o m a l ebo 

výber založený n a poradí. Mutácia máva malú pravdepodobnosť a p r e b i e h a ako náhodné 

in v e r t o van i e b i t o v n a rôznych pozíciách chromozómu. [7, 4] 

E v o l u č n é s t r a t é g i e ( E S ) využívajú g e n o t y p y zakódované ako v e k t o r reálnych čísel. 

N a r o z d i e l o d G A však kladú hlavný dôraz n a mutáciu, ktorá p r e b i e h a ako pripočítanie 

náhodného čísla (generované Gaussovým rozložením) k u každému p r v k u celého c h r o m o 

zómu. Dôlež i tým a s p e k t o m však j e postupná z m e n a s i l y mutácie p o m o c o u r o z p t y l u použi

tého a k o p a r a m e t e r p r e G a u s s o v o rozloženie. V k o n t e x t e E S sa r o z p t y l u hovorí aj mutačný 

k r o k . Spôsob, akým sa t en to p a r a m e t e r mení, môže byť rôzny. T y p i c k y s a používa známe 

p r a v i d l o 1/5, zavedené R a c h e n b e r g o m [36], ktoré spočíva v z m e n e s i l y mutácie zvýšením 

a l ebo znížením n a základe počtu úspešných mutácií. Ďalšou možnosťou môže byť aj t z v . 

samoadaptácia ( ang l . self-adaptation), t . j . zakódovanie mutačného k r o k u p r i a m o do chro 

mozómu, a t e d a p o d r i a d e n i e ho evolučným zmenám. T e n t o prístup sa s t a l úspešným a t o 

n i e l en p r i reprezentácii reálnymi číslami, a le aj p r i binárnej a celočíselnej reprezentácii [3]. 

Evolučné stratégie využívajú aj kríženie podobným spôsobom ako v G A , avšak o p r o t i G A 

je možné, že p o t o m o k má aj v i a c a k o d v o c h rodičov, ktorí sú vyberaní náhodne. [4] 

Veľmi blízke E S je e v o l u č n é p r o g r a m o v a n i e ( E P ) . P o d o b n e ako E A aj E P využíva 

reprezentáciu p o m o c o u reálnych čísel a adaptívnu mutáciu. H lavným r o z d i e l o m je nevyuží

v a m e kríženia a výber preživších p o m o c o u t u r n a j a . [7] 

Jedným z najmladších v a r i a n t o v E A je g e n e t i c k é p r o g r a m o v a n i e ( G P ) . T e n t o t y p 

E A využíva stromovú reprezentáciu, a t e d a mutácia aj kríženie sú operácie n a d s t r o m a m i . 

Výsledkom evolučného p r o c e s u t e d a nemusí byť l e n s a d a v s t u p o v , a le aj celý m o d e l . Z t o h t o 

dôvodu aj situácie, v ktorých je výhodné G P nasadiť, sú rôzne. Často s a využíva napríklad 

ako v a r i a n t strojového učenia a l e b o n a evolučný návrh počítačových p r o g r a m o v . [7] 
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Kapito la 4 

Neuroevolúcia 

Biologická evolúcia d o s i a h l a svoj významný úspech, k e d sa jej p o d a r i l o vyvinúť j e d n o z n a j 

významnejších a najvýkonnejších výpočtových „zariadení" , akým ľudský m o z o g nepochybné 

je. N i e j e p r e t o ťažké s i predstaviť využit ie a l g o r i t m o v , ktoré sú inšpirované p r o c e s m i odo 

hrávajúcimi s a p r i b io l og i cke j evolúcii n a návrh neurónových sietí, ktoré zase vychádzajú 

práve z f u n g o v a n i a biologického m o z g u . P r o c e s b io l og i cke j evolúcie však t r v a l milióny r o k o v 

a t a k i s t o aj v praktických aplikáciách j e najväčším problémom výpočtová náročnosť. Mnohé 

najaktuálnejšie hlboké neurónové siete sú s a m y o sebe výpoč tovo náročné a efektívna evo

lúcia niekoľko d e s i a t o k až tisícov takýchto m o d e l o v p r eds t a vu j e najväčšiu výzvu v o b l a s t i 

neuroevolúcie. 

Poč iatky využit ia E A p r e návrh neurónových sietí siahajú až do k o n c a 80. r o k o v [32]. 

V o d b o r n e j l iteratúre z o b l a s t i neuroevolúcie sa vo vzťahu k umelým neurónovým sieťam 

p o d a r i l o evolučné a l g o r i t m y úspešne aplikovať n a rôznych úrovniach. J e d n o u z prvých a n a j 

jednoduchších aplikácii j e optimalizácia p a r a m e t r o v neurónových sietí zvyčajne využ i t ím 

E S a k o d o p l n k u či alternatíve k u a l g o r i t m u b a c k p r o p a g a t i o n [34, 39, 47]. 

Z pohľadu te j to práce j e však zaujímavé najmä využit ie E A n a návrh celých topologií 

neurónových sietí. Pr iekopníkom v t o m t o smere s a s t a l výskumník K e n n e t h O . S t a n l e y 

s j e h o a l g o r i t m o m N E A T ( N e u r o E v o l u t i o n o f A u g m e n t i n g Topo log i es ) z r o k u 2002 [46]. 

Tá to práca s a s t a l a základom p re mnohé ďalšie práce z o b l a s t i evolučného návrhu topologií 

neurónových sietí. G e n o t y p v a l g o r i t m e N E A T je lineárna reprezentácia prepojení s iete. 

K a ž d ý g e n o t y p v sebe obsahu j e d v a t y p y génov: gény predstavujúce u z l y (neuróny) v s i e t i 

a gény predstavujúce jednot l ivé p r e p o j e n i a m e d z i týmito u z l a m i vrátane i c h váh. N a základe 

týchto informácií je p o t o m možné j e d n o d u c h o zostrojiť f eno t yp , a k o j e t o zobrazené n a 

obrázku 4 .1 . T o t o kódovanie s a nazýva priame kódovanie, čo znamená, že v každom geno type 

sú zakódované všetky konkrétne p r e p o j e n i a v s i e t i a j e možné n a j eho základe zostrojiť 

f eno typ (výslednú sieť ) . A l g o r i t m u s N E A T využíva v procese evolúcie d v a d r u h y mutácií 

( p r ida j u z o l / p r i d a j p repo j en i e ) a kríženie. 

A u t o r i N E A T u tiež upozorňujú n a problém, že z m e n a topologie s iete zo začiatku vý

ra zne znižuje jej fitness o p r o t i menším sieťam, pretože trvá istý čas, kým sa nové váhy 

stihnú o p t i m a l i z o v a t . T ý m t o sú nové s iete znevýhodnené a zabraňuje to ďalším inováciám. 

A k o riešenie a u t o r i navrhujú zaraďovanie j e d i n c o v s p o d o b n o u architektúrou d o jedného 

d r u h u , k d e celý d r u h zdieľa fitness h o d n o t u , ktorá je stále nižšia s čoraz väčším poč tom 

j e d i n c o v p a t r i a c i c h do daného d r u h u . T o t o umožňuje inovatívnejším riešeniam získať čas 

n a optimalizáciu s v o j i c h váh a konkurovať t a k ostatným architektúram. Podobnosť rôznych 

architektúr s a v a l g o r i t m e N E A T počíta p o m o c o u t z v . inovačného čísla, ktoré s a i n k r e m e n -

tačne priraďuje každému novému p r e p o j e n i u nachádzajúcemu sa v populácii. N a základe 

19 



Gény 
Uzly 

Genotyp 
Node 1 Node 2 Node 3 Node 4 Node 5 
Sensor Sensor Sensor Output Hidden 

Out 4 
weight 0.7 
Enabled 

Weight-0.5 
D I S A B L E D 

Sieť (Fenotyp) 

Out 4 
weight 0.5 
Enabled 

Weight 0.2 
Enabled 

Out 4 
weight 0.4 
Enabled 
Innov 5 

Out 5 
weight 0.6 
Enabled 

Weight 0 . 
Enabled 

O b r . 4 .1 : Pr íklad m a p o v a n i a g e n o t y p u n a f eno t yp v a l g o r i t m e N E A T . G e n o t y p obsahuje 

t r i vstupné ( i n p u t ) , j e d e n skrytý (h idden ) a j e d e n výstupný ( o u t p u t ) u z o l . Ďalej obsahu je 

7 prepojení m e d z i tými to u z l a m i s informáciami o týchto p r e p o j e n i a c h , ako v s t u p a výstup 

(In, O u t ) , váha (we ight ) , inovačné číslo ( innov ) a či j e p r epo j en i e aktívne ( enabled ) a l ebo 

neaktívne ( d i sab l ed ) . P revza té z [46]. 

týchto hodnôt j e p o t o m možné dohľadať historické korene každého g e n o t y p u a určiť t a k 

podobnosť d v o c h rôznych j ed in co v . 

P rob lémom p r i a m e h o kódovania, a t e d a aj celého a l g o r i t m u N E A T , j e nedostatočná šká-

lovateľnosť. N a p r i e k t o m u , že N E A T dosahu j e dobré výsledky n a malých architektúrach, 

p r i komplexnejších problémoch a l g o r i t m u s zlyháva najmä z pohľadu výpočtove j náročnosti. 

Jedným z riešení, ako s a vyrovnať s čoraz väčšou hĺbkou siete po t r ebne j n a riešenie p r a k 

tických problémov, j e využit ie nepriameho kódovania. N a r o z d i e l o d p r i a m e h o kódovania sa 

do g e n o t y p u nekóduje p r i a m o štruktúra siete, a le l e n akýsi návod, resp . p roces , n a základe 

ktorého je p o t o m zostrojený konkrétny f eno t yp (architektúra siete) napríklad p o m o c o u g ra 

matických p r a v i d i e l [28]. 

Týchto problémov s i b o l vedomý aj S t a n l e y a p r e t o v r o k u 2009 n a v r h o l vlastný spôsob 

n e p r i a m e h o kódovania a t o p o m o c o u C P P N ( C o m p o s i t i o n a l P a t t e r n P r o d u c i n g N e t w o r k s ) 

a využi l ho v a l g o r i t m e n a z v a n o m H y p e r N E A T ( H y p e r c u b e - b a s e d N e u r o E v o l u t i o n o f 

A u g m e n t i n g Topo log i es ) [45]. C P P N s a dá chápať ako komplexná f u n k c i a zložená z niekoľ

kých jednoduchších funkcií, ktorá má ako p a r a m e t r e súradnice d v o c h b o d o v (uz lov , ktoré 

chceme prepoj i ť ) a jej výs tupom je „si la" ( váha) , s a k o u sú t i e t o d v a u z l y prepojené. Pokiaľ 

túto f u n k c i u zavoláme p r e každé d v a b o d y z v o p r e d de f inovane j s a d y b o d o v rozmiestnených 

v p r i e s t o r e , d o s t a n e m e výslednú schému prepojení a váh m e d z i týmito b o d m i . V a l g o r i t m e 

H y p e r N E A T sú práve C P P N p r e d m e t o m evolúcie, ktorá v princípoch vychádza z a l g o r i t m u 

N E A T . T e n t o prístup už netrpí problémami popísanými p r i p r i a m o m kódovaní a môže 

potenciálne navrhovať aj p o m e r n e zložité t opo l o g i e neurónových sietí. 

Iný prístup p r e riešenie obmedzení a l g o r i t m u N E A T z v o l i l i M i i k k u l a i n e n a s p o l . , k e d 

v r o k u 2017 n a v r h l i a l g o r i t m y D e e p N E A T a C o D e e p N E A T [31]. Základná a p r i n c i 

piálne jednoduchá i d e a s t o j a c a z a a l g o r i t m o m D e e p N E A T je , že g e n o t y p v sebe nekóduje 

p r i a m o jednot l ivé neuróny, a le celé v r s t v y s iete. P r e d m e t o m evolúcie s a t a k stávajú pre 

p o j e n i a m e d z i tými to v r s t v a m i a i c h p a r a m e t r e , ktoré sú t a k i s t o zakódované v geno type . 

Cieľom a l g o r i t m u C o D e e p N E A T b o l o naviazať n a D e e p N E A T a zaviesť do návrhu ešte aj 

vysokú m o d u l a r i t u , z k t o r e j ťažia mnohé manuálne navrhované hlboké neurónové siete. 

T e n t o a l g o r i t m u už dokázal generovať veľmi hlboké neurónové s iete schopné konkurovať aj 

najmodernejším architektúram. 
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4.1 Neuroevolúcia v konvolučných neuróvých sieťach 

Vzhľadom n a t o , že táto práca s a sústredí primárne n a evolučný návrh C N N a úlohám 

s p r a c o v a n i a vizuálnych dát, budú v te j to p o d k a p i t o l e popísané niektoré najaktuálnejšie 

a najúspešnejšie výsledky dosiahnuté v te j to o b l a s t i . 

D P P N V r o k u 2016 výskumníci z t ímu G o o g l e D e e p M i n d n a v r h l i D P P N (D i f f e ren-

t i a b l e P a t t e r n P r o d u c i n g N e t w o r k s ) vychádzajúce z C P P N popísanými p r i a l g o r i t m e H y -

p e r N E A T [9]. N a r o z d i e l o d C P P N , váhy v t e j to práci nepodliehajú evolúcii, a le sú p r e d 

m e t o m učenia. Výsledky te j to práce ukazujú, že kombinácia učenia založeného n a g rad i en t -

n o m z o s t u p e a evolúcie architektúry siete, môže byť veľmi účinným spôsobom, a k o pristúpiť 

k neuroevolučným aplikáciám. Riešenie t e s t o va l i n a da tase t e M N I S T n a úlohe rekonštrukcie 

o b r a z u a výsledky ukázali veľkú efektívnosť t a k t o navrhnutých m o d e l o v . 

L a r g e - s c a l e e v o l u t i o n Vlastnú v e r z i u evolučného a l g o r i t m u prispôsobenú špecificky n a 

konvolučné neurónové siete n a v r h l i v r o k u 2017 R e a l a s p o l . [37]. P o d o b n e a k o D e e p N E A T 

využil i kódovanie celých v r s t i e v n a m i e s t o jednot l ivých neurónov a celé architektúry uložili 

vo f o rme g ra fu do štruktúry, ktorú n a z v a l i D N A 1 . N a v r h l i tiež s a d u mutácií špecifickú pre 

C N N architektúry, zatiaľ čo e x p e r i m e n t y s krížením a u t o r o m n e p r i n i e s l i výrazné zlepšenie, 

p r e t o s a vo finálnej v e r z i i nepoužíva. A j v te j to práci s a a u t o r i r o z h o d l i ťažiť z kombinácie 

evolučných a l g o r i t m o v a klasického učenia. Váhy v jednot l ivých vrstvách sú dedené z ro 

diča n a p o t o m k a a i c h optimalizácia p r e b i e h a klasickým učiacim a l g o r i t m o m založeným n a 

z o s t u p e p o g rad i en t e . A l g o r i t m u s b o l vyví janý s ohľadom n a masívnu paralelizáciu s c ie

ľom výrazne urýchliť celý evolučný proces . Tá to práca b o l a p r a v d e p o d o b n e prvá, k d e b o l i 

a u t o m a t i c k y navrhnuté m o d e l y porovnané n a d a t a s e t o c h C I F A R - 1 0 a C I F A R - 1 0 0 , ktoré sa 

považujú z a benchmarkové d a t a s e t y aj p r e najnovšie C N N architektúry a d o s i a h l i n a n i c h 

výsledky porovnateľné s najlepšími zaznamenanými v literatúre. 

C N N - G A Úspech práce La r g e - s ca l e e v o l u t i o n d o k o n c a predčili S u n a s p o l . so svoj ím 

a l g o r i t m o m C N N - G A z r o k u 2018 [48], ktorý s a podľa m o j i c h vedomostí aktuálne dá 

považovať z a najaktuálnejšie v t e j to o b l a s t i . A u t o r i využil i svo je p o z n a t k y z manuálneho 

návrhu C N N a s p o j i l i t o so s v o j o u v e r z i o u G A . G e n o t y p j e zakódovaný ako séria základ

ných b l o k o v , ktoré predstavujú v r s t v y . V a l g o r i t m e využívajú ce lkovo d v a t y p y v r s t i e v a t o 

skip v r s t v u a pool v r s t v u . S k i p v r s t v a j e zložená z d v o c h konvolučných v r s t i e v a jedného 

reziduálneho p r e p o j e n i a , ktoré s a ukázalo ako veľmi účinné p r i hlbokých konvolučných sie

ťach. P o o l v r s t v a funguje k l a s i c k y , a k o j e známe z moderných C N N m o d e l o v . A k o genetické 

operátory a u t o r i n a v r h l i s a d u mutácií a vlastný operátor kríženia, a t i e t o operátory v y 

užívajú v evolučnom procese spôsobom typickým pre G A . P r i evaluácii j e d i n c o v j e každý 

j ed inec n a j p r v natrénovaný p o m o c o u klasického b a c k p r o p a g a t i o n a l g o r i t m u a následne je 

vyhodnotená j e h o f i tness. K t o m u využívajú G P U k a r t y a špeciálnu štruktúru nazvanú 

Cache, do k to re j ukladajú identifikátor a f i tness už vyhodnotených j e d i n c o v a t i e t o in fo r 

mácie využívajú k t o m u , a b y n e b o l o nutné rovnakých j e d i n c o v vyhodnocovať v i a c krát (ak 

prežijú do ďalšej generácie) . T o t o výrazne o p t i m a l i z u j e celý proces a umožňuje to a u t o r o m 

hľadať komplexnejšie riešenia. Výsledky C N N - G A a u t o r i p o r o v n a l i s najnovšími C N N ar 

chitektúrami a t a k i s t o aj s inými metódami n a automatizovaný návrh C N N n a d a t a s e t o c h 

X D N A v tomto kontexte, môže byť chápané ako genotyp, ale autori striktne nepoužívajú terminológiu 
všeobecne zaužívanú v E A . 
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C I F A R - 1 0 a C T F A R - 1 0 0 . Výsledky, ktoré d o s i a h l i , sa dajú považovať z a výrazný úspech 

pre túto oblasť. Architektúry navrhnuté a l g o r i t m o m C N N - G A d o s a h o v a l i n i e l e n veľmi v y 

sokú presnosť, a le b o l i aj výrazne lepšie optimalizované z pohľadu počtu p a r a m e t r o v a k o 

konkurenčné mode l y . 

T i e t o , a le aj ďalšie práce, s a dajú považovať z a veľký úspech v o b l a s t i neuroevolúcie 

a dokazujú, že evolučné t e c h n i k y môžu byť dobrým spôsobom n a návrh umelých neuróno

vých sietí. Tá to práca s a snaží n a i c h úspech nadviazať a ďalej rozvíjať možnosti využit ia 

evolučných a l g o r i t m o v v t e j to o b l a s t i . 
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Kapito la 5 

Návrh frameworku 

P r o c e s návrhu hlbokých konvolučných neurónových sietí j e veľmi náročný a vyžaduje s i 

značné skúsenosti zo s t r a n y návrhárov. Úče lom f r a m e w o r k u , ktorý j e p r e d m e t o m te j to 

práce, j e p r e t o automatizovať t en t o p roces . F r a m e w o r k je navrhnutý s ohľadom n a efektívny 

proces prehľadávania stavového p r i e s t o r u s účelom nájsť efektívne architektúry. Navrhovaný 

f r a m e w o r k môžeme rozdeliť n a dve základné časti: 

• evolučný a l g o r i t m u s zodpovedný z a návrh topologi í sietí, 

• knižnica n a prácu s konvolučnými neurónovými sieťami. 

Obrázok 5.1 s c h e m a t i c k y z o b r a z u j e jednotl ivé k o m p o n e n t y f r a m e w o r k u a p r e p o j e n i a 

m e d z i n i m i . 

Framework 

Evolučný 
algoritmus 

i Trénino/evah  I  
Chromozóm - id: X 

Fitness 

1 11 1) 
•-•^Preklad do internej reprezentácie^ 

Obálka na prácu i 
s knižnicou 

Fenotyp (architektúra siete) Tréning/evaluácia 

Výpočet fitness hodnoty 

Evaluácia 
(inferencia) 

Knižnica na prácu 
s CNN (TinyDNN) 

O b r . 5.1: Schéma f r a m e w o r k u . Evolučný a l g o r i t m u s generuje jednot l ivé chromozómy, ktoré 

sa následne v obálke prevedú n a internú štruktúru použitej knižnice v p o d o b e m o d e l u neuró

novej s iete . Tá to sieť môže byť p o m o c o u knižnice natrénovaná a l ebo vyhodnotená. Výslednú 

f i tness p o t o m obálka p o s i e l a naspäť evolučnému a l g o r i t m u . Váhy každej v r s t v y všetkých 

j e d i n c o v sú uložené ex t e rne a môžu byť zmenené trénovaním p o m o c o u C N N knižnice a l ebo 

mutáciami zo s t r a n y E A . 
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Evolučný a l g o r i t m u s p r a c u j e nezávisle n a použitej knižnici a k o m u n i k u j e s ňou p o m o 

c o u i m p l e m e n t o v a n e j obálky, k to re j úlohou je mapovať architektúru s iete r eprezentovane j 

chromozómom n a internú f o r m u špecifickú p r e konkrétnu knižnicu. Knižnica p o t o m zabez 

pečuje trénovanie podporovanými metódami ( t y p i c k y b a c k p r o g a t i o n ) a i n f e r e n c i u (výpočet 

n a testovacích dátach) skonštruovanej s iete. Váhy sa d e d i a z generácie n a generáciu (bude 

detailnejšie vysvetlené nižšie) a sú t e d a uložené v externých súboroch m i m o evolučného 

a l g o r i t m u . K a ž d ý chromozóm (presnejšie povedané každá v r s t va ) má pridelené a uložené 

vlastné váhy, ktoré sú ovplyvňované b u d C N N knižnicou (učením) , a l ebo p o m o c o u špeciál

n y c h t y p o v mutácií z p r o s t r e d i a evolučného a l g o r i t m u . 

Tá to práca využíva ako knižnicu n a prácu s C N N T i n y D N N [33], ktorá vyniká s v o j o u 

kompaktnosťou a rýchlosťou a b u d e ďalej popísaná v implementačnej časti te j to práce. A k o 

knižnica n a prácu s C N N môže byť však použité akékoľvek riešenie, ktoré p o d p o r u j e všetky 

operácie vyžadované evolučným a l g o r i t m o m . A l g o r i t m u s , ktorý r i a d i p roces evolúcie, j e však 

n a konkrétnej implementácii nezávislý. 

5.1 Evolučný algoritmus 

Navrhnutý evolučný a l g o r i t m u s vychádza svoj ím princípom z genetických a l g o r i t m o v a a l 

g o r i t m u prezentovaného v [37]. V t e j t o p o d k a p i t o l e sú popísané všetky k o m p o n e n t y a i c h 

navrhované realizácie. A l g o r i t m u s j e otestovaný n a úlohách rozpoznávania obrazových dát 

n a d a t a s e t o c h M N I S T a C I F A R - 1 0 a porovnaný s relevantnými riešeniami. Dosiahnuté vý

s l e d k y sú spracované a vyhodnotené v k a p i t o l e 7. A l g o r i t m u s 2 pop i su j e p r i e b e h evolučného 

a l g o r i t m u . 

A l g o r i t m u s 2 Pseudo-kód navrhnutého E A . 

1 

2 

3 

4 

5 

6 

7 

8 

9 

10 

11 

12 

13 

14 

15 

16 

17 

18 

19 

20 

p r o c e d ú r e E A 

i n i c i a l i z u j počiatočnú populáciu 

vyhodnoť počiatočnú populáciu 

w h i l e (Aktuálna generácia < Počet generácií ) d o 

v y b e r turnajovým a l g o r i t m o m n rodičov, k d e n = 2 

i f ( P R N G ( 0 , l ) ^ Pk) t h e n 

vygene ru j d v o c h p o t o m k o v krížením rodičov 

e l s e 

p o t o m k a m i sa stávajú kópie rodičov 

e n d i f 

f o r (pre každého p o t o m k a ) d o 

i f ( P R N G ( 0 , 1) < Pm) t h e n 

a p l i k u j n a p o t o m k a operátor mutácie 

e n d i f 

e n d f o r 

natrénuj každého j e d i n c a n a trénovacom da tase t e 

vyhodnoť p o t o m k o v p o m o c o u t es tovac i eho d a t a s e t u 

v y b e r j e d i n c o v do ďalšej generácie 

e n d w h i l e 

e n d p r o c e d ú r e 

1 P R N G ( x , y) - funkcia vygeneruje (uniformné) pseudo-náhodné reálne číslo z intervalu x až y. 
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Trénovanie sietí p r e b i e h a každú generáciu p r e každého nového j e d i n c a ( p o t o m k a ) . Tré

novan i e kandidátnych j e d i n c o v každý evolučný c y k l u s až p o plný potenciál s iete , ktorú 

j ed inec p re zen tu j e , b y b o l veľmi náročný p roces z pohľadu časových a výpočtových náro

kov . A b y s a výrazne z r e d u k o v a l čas potrebný n a celý evolučný proces , n i e j e t e d a trénovanie 

j e d i n c o v kompletné, a le l e n čiastočné. Už natrénované váhy sa p o t o m d e d i a z rodičov n a 

i c h p o t o m k o v , a b y už naučené v l a s t n o s t i z o s t a l i v čo najvyššej m i e r e zachované. Váhy sú 

uložené v externých súboroch a p r e každú v r s t v u zvlášť. V prípade z m e n y p a r a m e t r o v a l ebo 

štruktúry v r s t v y s a f r a m e w o r k snaží o z achovan i e čo najväčšieho počtu váh (orezaním, resp . 

inicializáciou). T e n t o prístup b o l inšpirovaný t e c h n i k o u weight inheritence popísanou v [37]. 

P r e d každým trénovaním sú trénovacie dáta náhodne premiešané, a b y b o l o učenie vše

obecné, a t e d a predchádzalo pretrénovaniu 2 . Následkom takéhoto p o s t u p u n i e je evolučný 

proces l en o z m e n e štruktúry s iete , a le aj o hľadaní správneho p o r a d i a výberu vstupných 

dát v rámci tréningu. Náhodné miešanie j e navyše o b v y k l e veľmi účinné p r i dávkovom 

spracovaní tréningových dát [2, 18]. 

5 . 1 . 1 K ó d o v a n i e n e u r ó n o v ý c h siet í 

P o d o b n e ako b o l o navrhnuté v [31, 37], a l g o r i t m u s využíva p r i a m e kódovanie spôsobom, 

v k t o r o m sú d o chromozómov kódované celé v r s t v y a n i e jednot l ivé neuróny. Vzhľadom n a 

to , že vo väčšine voľne dostupných f r a m e w o r k o v n a prácu s C N N fungu je konštrukcia neuró

nových sietí n a p o d o b n e j úrovni a b s t r a k c i e , j e výber takéhoto kódovania veľmi intuitívny 

a j e vďaka n e m u možné o d i z o l o v a t evolučný a l g o r i t m u s o d konkrétnej implementácie C N N . 

Každý chromozóm obsahu j e hlavičku so základnými informáciami spoločnými p r e celú 

sieť, ako j e id, vek ( bude vysvetlené neskôr), rozmery vstupných dát a koeficient učenia. 

N a s l e d u j e te lo chromozómu, ktoré pozostáva z niekoľkých p o sebe idúcich v r s t i e v a p a 

r a m e t r o v špecifických p r e túto v r s t v u . A k o b o l o ukázané v [48], môže byť výhodné mať 

čo najmenší počet t y p o v v r s t i e v , a b y b o l o umožnené efektívne prehľadávanie stavového 

p r i e s t o r u , a p r e t o sú navrhované v r s t v y dve nasledovné: 

• K o n v o l u č n á v r s t v a - základný stavebný b l o k C N N , p a r a m e t r e : velkost kernelu (ker-

nelSize), počet filtrov (outChannels), velkost kroku (stride) a výplň (padding). 

• P o o l v r s t v a - zmenšuje r o z m e r y výstupných máp príznakov, p a r a m e t r e : velkost kroku 

(stride), velkost podvzorkovania ( poo lS i ze ) a typ podvzorkovania (poolType). 

Z a každou konvolučnou v r s t v o u ešte nas l edu j e dávková (ba tch ) normalizácia a R e L U 

aktivácia. F e n o t y p môže byť n a základe chromozómu skonštruovaný priamočiaro intuitív

n y m spôsobom - poskladaním jednot l ivých v r s t i e v podľa i c h p a r a m e t r o v z a s e b o u . N a záver 

architektúry s a vždy pridáva ešte konvolučná t z v . „zoštíhľovacia" (angl. flatenning) v r s t v a 

slúžiaca n a r e d u k c i u dimenzií výstupu konvolučných v r s t i e v n a lineárny v e k t o r a j e d n a p lne 

prepojená v r s t v a . Z a t o u t o v r s t v o u nas l edu j e softmax aktivácia, ktorá slúži ako klasifiká-

t o r . Pr íklad chromozómu a j eho m a p o v a n i e n a konvolučnú neurónovú sieť j e zobrazený n a 

obrázku 5.2. 

5 . 1 . 2 S e l e k c i a 

V rámci evolučného a l g o r i t m u sú navrhnuté d v a d r u h y mutácie. N a j p r v s a uskutoční výber 

rodičov, z ktorých sú následne vygenerovaní p o t o m k o v i a . P o t o m nastáva environmentálna 

2Pretrénovanie (angl. overfitting) - jav, pr i ktorom rastie úspešnosť na siete na trénovacom datasete, 
avšak klesá na testovacom datasete, inými slovami - model sa stal príliš špecializovaný na trénovacie dáta. 
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Chromozóm 
Telo 

Konv. 
vrstva 

Pool 
vrstva 

Konv. 
vrstva 

Pool 
vrstva 

f 
Vstupný 
obrázok 

Batch 
norm. Softmax 

Klasifikačné 
triedy 

Fenotyp (Architektúra siete) 

O b r . 5.2: Pr íklad m a p o v a n i a g e n o t y p u (chromozómu) n a f eno t yp (architektúru s iete ) . Z a 

každú konvolučnú v r s t v u s a pridáva ešte dávková (ba tch ) normalizácia a R e L U aktivácia, n a 

záver s a pridáva s o f t m a x klasifikátor. P r e jednoduchosť sú v obrázku opomenuté p a r a m e t r e 

jednotl ivých v r s t i e v , ktoré sú taktiež zakódované v chromozóme. 

se l ekc ia j e d i n c o v , ktorí s a dostanú (preži jú) do ďalšej generácie. Ostatní j e d i n c i sú zahodení 

( zabi t í ) . Takáto se l ekc ia má z a úlohu vytvárať t l a k n a kandidátne riešenia a v t o m t o k o n 

t e x t e b y m o h l a prispieť k znižovaniu počtu c y k l o v potrebných n a plné natrénovanie s iete -

a t e d a hľadať čo najoptimálnejšie s iete. 

Se l ekc i a rodičov p r e b i e h a klasickým turnajovým a l g o r i t m o m , p r i k t o r o m veľkosť t u r n a j a 

k p o d l i e h a konfigurácii evolučného a l g o r i t m u . Rodič ia s a vyberajú p o s t u p n e , až kým n i e je 

naplnený potrebný počet i c h p o t o m o k o v , ktorý sa rovná v e l k o s t i celej populácie. 

Environmentálna se l ekc ia p r e b i e h a ako se l ekc ia z (/j + A ) , pričom //je veľkosť populácie 

a A j e počet vygenerovaných p o t o m k o v . S e l e k c i a (/j + A) p o t o m znamená, že do ďalšej 

generácie j e vybratých /j j e d i n c o v z celej množiny rodičov a i c h p o t o m k o v . Takáto se l ekc ia 

umožňuje rodičom, ktorí sú už p l n e natrénovaní ( t . j . ďalšie trénovanie b y v i e d l o k zníženiu 

p r e s n o s t i n a t e s t o v a c o m da tase t e - pretrénovaniu), prežiť do ďalšej generácie. 

R o z d e ľ o v a n i e d o d r u h o v 

Výber /j j e d i n c o v p r e ďalšiu generáciu môže v n a v r h n u t o m f r a m e w o r k u prebiehať d v o m a 

spôsobmi. P r v ý m je intuitívny výber /j najlepších j e d i n c o v z množiny (/i + A ) . P rob lémom 

t o h t o t y p u se lekc ie však môže byť znevýhodňovanie inovatívnejších a potenciálne lepších, 

ale nedostatočne přetrénovaných j e d i n c o v . J e p r e d p o k l a d , že zásadné z m e n y ako kríženie a 

niektoré t y p y mutácií môžu výrazným spôsobom negatívne ovplyvniť presnosť sietí. Ďalším 

problémom môže byť aj pomalšia učiaca k r i v k a hlbších sietí. J e p r e t o dôležité dať takýmto 

j e d i n c o m dostatočný čas n a optimalizáciu s v o j i c h váh p o m o c o u učiaceho p r o c e s u . A k o r ie 

šenie t o h t o problému je v a l g o r i t m e navrhnutý k o n c e p t rozdeľovania do d r u h o v n a princípe 

p o d o b n o m a k o v [46]. V te j to práci sú navrhnuté a otestované d v a spôsoby rozdeľovania d o 

d r u h o v - n a základe trénovacieho veku a l ebo veľkosti (alebo aj hĺbky) siete. M e c h a n i z m u s 
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se lekc ie s p o l u s rozdeľovaním do d r u h o v je popísaný a l g o r i t m o m 3. D r u h o m sa v t o m t o 

k o n t e x t e m y s l i a všetci j e d i n c i s rovnakými vlastnosťami (veľkosť a l ebo trénovací v ek ) . 

P r v ý m spôsobom rozdeľovania d o d r u h o v j e inovatívny k o n c e p t t r é n o v a c i e h o v e k u , 

ktorý r as t i e s p o l u s poč tom trénovacích p rocesov p r e daného j e d i n c a . N a o p a k vek s a zre-

setuje n a počiatočnú h o d n o t u v prípadoch, v ktorých b o l j e d i n e c výrazným spôsobom (t . j . 

negatívne vplývajúcim n a presnosť) zmenený. M e d z i takéto z m e n y patrí pridanie/odstrá

nen ie v r s t v y , kríženie a p o d . A l g o r i t m u s p o t o m v rámci se lekc ie porovnáva i b a j e d i n c o v 

s rovnakým v e k o m , a b y d a l novým j e d i n c o m čas n a dotrénovanie. V p r a x i t o znamená, že 

pre každý vekový l e ve l je zvolených k najlepších j e d i n c o v , ako je znázornené v a l g o r i t m e 3. 

Zároveň je možné nastaviť t z v . h r a n i c u d o s p e l o s t i , o d k to re j sú už všetci j e d i n c i porovná

vaní spoločne. Dôvodom te j to h r a n i c e j e z a chovan i e selekčného t l a k u p r i vysokých úrovniach 

trénovacieho v e k u , n a ktorých už dalšie trénovanie nemá n a presnosť veľký v p l y v . 

Druhým spôsobom je de l en ie p o d ľ a v e ľ k o s t i d a n e j s i e t e . P r i každom j e d i n c o v i sa 

t e d a zaznamenáva veľkosť s iete , ktorú r eprezen tu j e . P r i s e l ekc i i s a p o t o m vyberajú najlepší 

j e d i n c i p r e každý veľkostný l eve l . V d a k a t o m u t o prístupu majú hlbšie s iete v i a c času n a 

optimalizáciu s v o j i c h váh. A j v rámci t o h t o m e c h a n i z m u je možné definovať h r a n i c u "do

spe l o s t i " , avšak v t o m t o prípade ide o hraničnú hĺbku. Všetky siete hlbšie ako táto h r a n i c a 

budú porovnávané spoločne, p o d o b n e a k o to b o l o popísané p r i rozdeľovaní podľa v e k u . 

A l g o r i t m u s 3 Pseudo-kód selekčného m e c h a n i z m u s rozdelením do d r u h o v . 

1: w h i l e ( j ed inc i != veľkosť populácie) d o 

2: f o r (pre každý d r u h ) d o 

3: k = P R N G _ I N T ( 0 , t ) 3 

4: v y b e r k najlepších z daného d r u h u 

5: e n d f o r 

6: e n d w h i l e 

5 . 1 . 3 M u t á c i a a k r í ž en i e 

A k o genetické operátory sú v rámci t e j to práce navrhnuté rôzne t y p y mutácie a operácia 

kríženia. I c h účinnosť j e experimentálne vyhodnotená v k a p i t o l e 7. 

N a každý vybratý pár rodičov s a s pravdepodobnosťou a p l i k u j e operátor kríženia. 

K a ž d ý takýto pár p o t o m vygene ru j e práve d v o c h p o t o m k o v , a to nasledovným spôsobom. 

K a ž d ý rodič s a rozdelí v náhodnom b o d e n a dve časti. P r v ý p o t o m o k p o t o m v z n i k n e spo 

jením prve j časti prvého rodiča a d ruhe j časti druhého rodiča. Druhý p o t o m o k v z n i k n e 

a n a l o g i c k y spojením prve j časti druhého rodiča a d ruhe j časti prvého rodiča. V prípade, že 

operácia kríženia nenas t ane , stávajú s a p o t o m k a m i kópie d v o c h vybratých rodičov. 

N a vzniknutých p o t o m k o v s a následne môže ešte s pravdepodobnosťou Pm aplikovať 

operátor mutácie, ktorý náhodne mení štruktúru a l ebo p a r a m e t r e chromozómu. M e d z i m u 

tačně operácie p a t r i a t e d a základné a intuitívne operácie so štruktúrou s iete . I ch celkový 

výpis j e nasledovný: 

• r e s e t u j v á h y p r e v r s t v u - odstráni súbor uchovávajúci váhy p r e danú v r s t v u , 

• p r i d a j n á h o d n ú v r s t v u - pridá náhodne vygenerovanú v r s t v u n a náhodný i n d e x , 

3 P R N G INT(x,y) - funkcia vygeneruje pseudo-náhodné celé číslo uniformným rozložením z intervalu 
x až y. 
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• o d o b e r v r s t v u - odstráni v r s t v u z náhodne vybraného i n d e x u , 

• m o d i f i k u j v r s t v u - náhodne m o d i f i k u j e niektoré p a r a m e t r e v r s t v y n a náhodne v y 

brane j v r s t v e , 

• u p r a v p o č e t p a r a m e t r o v p r e p l n e p r e p o j e n ú v r s t v u - zvýši a l ebo zníži počet 

prepojení v pos l edne j p l n e prepo jene j v r s t v e , 

• u p r a v k o e f i c i e n t u č e n i a - zvýši a l ebo zníži koe f i c i ent učenia ( ang l . l e a r n i n g ra te ) . 

Každá mutácia má pridelenú pravdepodobnosť, s k t o r o u s a v rámci operátora mutácie 

vykoná. N a s t a v e n i e týchto pravdepodobnost í a tiež p r a v d e p o d o b n o s t i súčasťou 

n a s t a v e n i a p a r a m e t r o v evolučného a l g o r i t m u . 

5 . 1 . 4 F i t n e s s f u n k c i a 

A k o fitness h o d n o t a kandidátnych j e d i n c o v slúži presnosť s iete r eprezentovane j t ýmto j e d i n 

c o m n a t e s t o v a c o m da tase t e . Presnosť s iete j e možné definovať a k o p o m e r správne k l a s i f i 

kovaných v z o r i e k k počtu všetkých v z o r i e k t e s tovac i eho d a t a s e t u . F i t n e s s h o d n o t a j e d i n c o v 

je vypoč í taná v rámci knižnice n a prácu s C N N a následne odoslaná evolučnému a l g o r i t m u . 

O p r o t i riešeniam zaznamenaným v literatúre s a do h o d n o t y fitness nemusí započítavať 

l en úspešnosť s iete a v riešení daného problému, a le aj počet p a r a m e t r o v p, ktoré daná 

architektúra obsahu je . Cieľom je hľadať architektúry, ktoré n i e sú l e n najlepšie, a le aj naje

fektívnejšie v riešení daného problému. S i l u jednot l ivých p r v k o v fitness h o d n o t y j e možné 

ovplyvňovať k o e f i c i e n t o m k. V prípade, že j e koe f i c i ent k nastavený n a 0, presnosť s iete sa 

stáva p r i a m o aj fitness h o d n o t o u a počet p a r a m e t r o v nemá žiadny v p l y v . So zvyšujúcim sa 

k o e f i c i e n t o m k s a zvyšuje aj v p l y v počtu p a r a m e t r o v s iete n a celkovú fitness. 

Výpočet fitness s a t e d a dá zapísať r o v n i c o u 5.1. Počet p a r a m e t r o v je škálovaný loga

r i t m i c k y , a b y b o l v p l y v počtu p a r a m e t r o v dostatočný. G r a f y 5.3a a 5.3b znázorňujú v p l y v 

počtu p a r a m e t r o v a hodnôt koe f i c i en tu k n a celkovú fitness. 

5 . 1 . 5 In i c ia l i zác ia popu lác i e 

Počiatočná populácia môže byť inicializovaná d v o m a spôsobmi: 

1. Všetci počiatoční j e d i n c i sú inicializovaní náhodne vygenerovanými sieťami o náhodnej 

veľkosti. 

2. Všetci j e d i n c i sú inicializovaní p r e d o m de f i novanou sieťou. 

P r i zvolení d r u h e j možnosti inicializácie funguje navrhnutý f r a m e w o r k ako optimalizátor 

te j to s iete. Podľa n a s t a v e n i a koe f i c i en tu počtu p a r a m e t r o v s a snaží hľadať riešenia, ktoré sú 

efektívnejšie, a le l e n z a malú s t r a t u p r e s n o s t i , a l e b o riešenia, ktoré s a presnosť dosiahnutú 

t o u t o sieťou snažia ešte zlepšiť. Znižovanie výpočtových nárokov siete aj z a c e n u m ie rne j 

s t r a t y p r e s n o s t i , môže byť výhodné napríklad v e m b e d d e d aplikáciách, v ktorých nám 

primárne záleží n a výkone a mene j n a p r e s n o s t i daného riešenia. 

a* (k * 
1 

+ 1) l og (p) + 1 
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Vplyv počtu parametrov na fitness 

Vplyv koeficientu na fitness 
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(b) Vplyv koeficientu na výslednú fitness 

O b r . 5.3: G r a f y znázorňujúce v l a s t n o s t i f i tness funkc i e . P r v ý g ra f z o b r a z u j e v p l y v počtu 

p a r a m e t r o v n a f i tnes h o d n o t u p r e rôzne úrovne p r e s n o s t i s iete . Druhý g ra f zase z ob ra zu j e 

v p l y v koe f i c i en tu k n a h o d n o t u f i tness p r i s i e t i dosahujúcej presnosť 9 9 % a m e n i a c o m sa 

počte p a r a m e t r o v . 
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Kapito la 6 

Implementácia a použitie 

V te j to k a p i t o l e budú p o s t u p n e popísané p r o s t r i e d k y , ktoré b o l i n a implementáciu f rame-

w o r k u využité, a vysvetlené všetky dôležité časti implementácie. O k r e m t o h o b u d e popísaný 

aj spôsob použit ia a možnej konfigurácie výsledného f r a m e w o r k u . Celá práca b o l a i m p l e 

mentovaná v j a z y k u C++ s využ i t ím f u n k c i o n a l i t y p o s k y t o v a n e j v rámci štandardných 

knižníc C++14-

6.1 T i n y D N N 

A k o knižnica n a prácu s konvolučnými neurónovými sieťami b o l a v rámci te j to práce zvo

lená knižnica TinyDNN [33]. Tá to knižnica j e napísaná v j a z y k u C++ a pozostáva i b a 

z hlavičkových súborov, čo umožňuje veľmi jednoduchú integráciu a zabezpečuje pohodlnú 

přenositelnost. Z pohľadu te j to práce sú t i e t o v l a s t n o s t i výhodné najmä kvôli t e s t o v a n i u n a 

rozličných z a r i a d e n i a c h . Knižnica je t a k i s t o p o m e r n e rýchla, čo je n e s m i e r n e dôležité vzhľa

d o m n a nutnosť počítania veľkého množstva zložitejších neurónových sietí v rámci p r i e b e h u 

evolučného a l g o r i t m u . T i n y D N N t a k i s t o p o d p o r u j e paralelizáciu p o m o c o u OpenMP p re 

trénovanie a t e s tovan i e neurónových sietí. V rámci knižnice sú tiež p l n e implementované a 

dostupné všetky základné p r v k y konvolučných neurónových sietí popísaných v literatúre. 

6.2 Obálka na prácu s C N N knižnicou 

A b y b o l o možné oddeliť implementáciu evolučného a l g o r i t m u o d použitej C N N knižnice, 

je implementovaná abstraktná šablónová t r i e d a Librarylnterf ace, ktorá slúži ako obálka 

n a d C N N f r a m e w o r k o m . Tá to t r i e d a slúži a k o rozhranie a obsahu j e virtuálně metódy pre 

prácu s konvolučnými neurónovými sieťami - p r e v o d chromozómu do in t e rne j reprezentácie 

C N N knižnice, trénovanie a t e s tovan i e s iete, príprava d a t a s e t u a tiež načítavanie a u k l a d a n i e 

váh do externých súborov. A k o šablónový p a r a m e t e r prij íma táto t r i e d a dátový t y p siete 

i m p l e m e n t o v a n e j v konkrétnom f r a m e w o r k u , prípadne jej a b s t r a k c i u . P r e každý použitý 

C N N f r a m e w o r k j e následne nutné i m p l e m e n t o v a t t r i e d u d e d i a c u z Librarylnterf ace a 

doimplementovať všetky metódy určené n a prácu s konvolučnými neurónovými sieťami 

z pohľadu evolučného a l g o r i t m u . 

V rámci te j to práce b o l a implementovaná obálka p r e prácu s knižnicou TinyDNN 
popísanej vyššie. Tú to obálku p r eds t a vu j e t r i e d a TinyDNNInterface, k t o r e j šablónovým 

p a r a m e t r o m je dátový t y p tiny_dnn: :sequential. T e n t o t y p r eprezen tu j e m o d e l siete 

v knižnici TinyDNN. T r i e d a TinyDNNInterf ace i m p l e m e n t u j e všetky metódy r o z h r a n i a 
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Libraryinterface a slúži t a k a k o p r epo j en i e evolučného a l g o r i t m u s f r a m e w o r k o m Ti-

nyDNN. 

6 . 2 . 1 N a č í t a v a n i e a u k l a d a n i e p a r a m e t r o v 

Načítavanie a u k l a d a n i e p a r a m e t r o v jednot l ivých v r s t i e v do externých súborov j e dôleži

t o u súčasťou evolučného p r o c e s u navrhnutého f r a m e w o r k u , pretože zabezpečuje možnosť 

d e d e n i a váh z rodiča n a p o t o m k a . Tá to vlastnosť j e p r e t o p r e r e k v i z i t o u p r i výbere v h o d n e j 

knižnice n a prácu s konvolučnými neurónovými sieťami. Knižnica T i n y D N N prácu s vá

h a m i umožňuje p o m o c o u metód save(. .) a load(. .) implementovaných v t r i ede layer. 
T i e t o metódy sú p o t o m využívané metódami saveWeights (. .) a loadWeights(. .) t r i e d y 

TinyDNNInterf ace. O k r e m načítavania p a r a m e t r o v s iete (váh a b iasov ) j e úlohou metódy 

loadWeights(. .) aj k o n t r o l a p a r a m e t r o v ovplyvňujúcich štruktúru načítavanej v r s t v y a 

v prípade z m e n y zabezpečuje táto metóda aj prispôsobenie načítaných váh a b i a s o v novej 

štruktúre. A b y b o l o možné p r i načítavaní uchovať čo najväčší počet p a r a m e t r o v , využíva sa 

metóda reshapeWeights (. .) , ktorá z načítaných p a r a m e t r o v (váhy a b i a sy ) v y b e r i e l e n t i e , 

ktoré z o s t a l i p o z m e n e štruktúry zachované, prípadne pridá nové inicializované p a r a m e t r e . 

6.3 Evolučný algoritmus 

Samotný evolučný a l g o r i t m u s j e implementovaný s dôrazom n a prehľadnosť a jednoduchú 

rozšiřitelnost. T i e t o v l a s t n o s t i sú dôležité najmä z dôvodu n u t n o s t i e x p e r i m e n t o v a n i a s rôz

n y m i n a s t a v e n i a m i a implementovanými m e c h a n i z m a m i . 

Z pohľadu implementácie j e najdôležitejšia t r i e d a Chromosome reprezentujúca c h r o m o 

zóm a t e d a a b s t r a k c i u neurónovej s iete . O b s a h u j e všetky p a r a m e t r e dôležité p r e evolučný 

proces . V r s t v y s iete sú uložené ako v e k t o r o b j e k t o v t r i e d y Layer, predstavujúcej a b s t r a k c i u 

v r s t i e v , ktoré sú p r e d m e t o m evolúcie (konvolučná v r s t v a a p o d v z o r k o v a c i a v r s t v a ) . T r i e d a 

Chromosome obsahu je štyri d r u h y konštruktorov slúžiacich n a rôzne účely - načítanie ch ro 

mozómu, v y t v o r e n i e chromozómu s i n i c i a l i z o v a n o u sieťou, kopírovanie chromozómu a tiež 

konštruktor slúžiaci a k o evolučný operátor kríženia. K o n s t r u k t o r kríženia prij íma a k o ar 

g u m e n t y d v a chromozómy, z ktorých následne vygene ru j e p o t o m k a . A k o evolučný operátor 

mutácie zase slúži metóda mutateO, ktorá n a d chromozómom vykoná náhodnú mutá

c i u (podľa nastavených váh mutáci í ) . P o m o c o u šablónovej metódy evaluateFitness() je 

možné vypoč í tať fitness h o d n o t u s využ i t ím C N N knižnice, k to re j obálka j e špecifikovaná 

ako šablónový p a r a m e t e r t e j to metódy. T r i e d a Chromosome o k r e m t o h o obsahu je aj niekoľko 

ďalších podporných metód. 

6.4 Konfigurácia a použitie 

Konfigurácia p a r a m e t r o v evolučného a l g o r i t m u j e obsiahnutá v súbore conf ig.h. V z d r o 

j o v o m kóde 6.1 j e zobrazený príklad n a s t a v e n i a p r i e b e h u evolučného a l g o r i t m u . P a r a m e t r e 

v súbore conf i g . h s a dajú rozdeliť do d v o c h skupín: 

• p a r a m e t r e e v o l u č n é h o a l g o r i t m u - i de o veľkosť populácie, počet generácií, veľ

kosť t u r n a j a , h r a n i c u d o s p e l o s t i a p r a v d e p o d o b n o s t i mutačných operátorov, 

• p a r a m e t r e k o n v o l u č n ý c h n e u r ó n o v ý c h s i e t í - zahŕňa počiatočné h o d n o t y ve l 

k o s t i vygenerovaných sietí, veľkosti p o d v z o r k o v a n i a , hĺbku p l n e prepo jene j s iete , učia

ceho koe f i c i en tu , trénovacích e p o c h a veľkosti dávky ( ang l . b a t c h ) . 
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// evolučné nastavenia 
// základne parametre evolúcie 
const int POPULATION_SIZE = 5; 
const int GENERATIONS = 50; 

// parametre selekcie 
// velkost turnaja 
const int TOURNAMENT_SIZE = 2; 
// hranica dospelosti 
const int ADULTAGE = 4; 

// pravdepodobnosti evolučných operátorov 
const double MUTATIONPROBABILITY = 0.4; 
const double CROSSOVER_PROBABILITY = 0.3; 

// vahy jednotlivých mutácii: 
// Pridaj vrstvu|Odober vrstvu|Resetuj vahy|Modifikuj vrstvu|Uprav hĺbku FC|Uprav učiaci koeficient 
const std::initializer_list<double> MUTATION_WEIGHTS = {40, 10, 5, 10, 15, 15}; 

// parametre CNN 
// maximálna dlzka náhodne generovanej siete 
const int MAX_START_SIZE = 6; 
// maximálna velkost podvzorkovania 
const int MAX_POOL_SIZE = 4; 

// parametre učenia 
const double START_LEARNING_RATE = 0.1; 
const double LEARNING_STEP = 0.01; 

// počiatočné hodnoty pre nove vrstvy 
// počiatočný počet filtrov 
const int STARTFILTERCOUNT = 10; 
// počiatočná hĺbka plne prepojenej vrstvy 
const int START_FC_DEPTH = 15; 

// tréningové parametre 
// velkost dávky (batch) 
const int TRAINBATCHSIZE = 32; 
// počet tréningových cyklov 
const int TRAINING_EPOCHS = 1; 

Výpis 6 .1 : Zdro jový kód predstavujúci príklad konfigurácie f r a m e w o r k u . 

P r o j e k t j e možné preložiť j e d n o d u c h o p o m o c o u p r o g r a m u CMake1. N a p r e k l a d je tiež 

potrebné, a b y cieľový systém o b s a h o v a l C++ prekladač, ktorý p o d p o r u j e štandard C++14-

Pri ložený CMakeList.txt obsahu j e všetky n a s t a v e n i a potrebné n a správne vygene rovan i e 

súboru Makefile, ktorý slúži n a p r e k l a d f r a m e w o r k u . Dôležitou súčasťou konfigurácie je 

najmä možnosť v y p n u t i a , r esp . z a p n u t i a paralelizácie trénovania a t e s t o v a n i a C N N v rámci 

knižnice TinyDNN p o m o c o u OpenMP ( p a r a m e t e r USE_0MP) a vektorových inštrukcií S S E 

( p a r a m e t e r USE_SSE). T a k i s t o j e možné p o m o c o u p a r a m e t r a 0MP_NUM_THREADS nastaviť 

maximálny počet vlákien alokovaných p r e výpočet v prípade využit ia OpenMP. V rámci 

CMakeList.txt je možné upraviť aj niektoré ďalšie n a s t a v e n i a TinyDNN, a le z pohľadu te j to 

práce n i e je odporúčané implicitné nas t a v en i e meniť. 

1 CMake - open-source, multiplatformový nástroj určený na prekladanie, zostavovanie, testovanie a balí-
kovanie softvéru. 
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Preložený f r a m e w o r k ako vstupné p a r a m e t r e akcep tu j e zvolený da tase t ( M N I S T a l ebo 

C I F A R 1 0 ) a c e s t u k binárnym súborom d a t a s e t u . Všetky ostatné p a r a m e t r e j e potrebné 

nastaviť v súbore config.h. Pr íklad s p u s t e n i a je : 

$ ./evolve —dataset "mnist" —data_path "../data/" 
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Kapito la 7 

Exper imenty a výsledky 

V te j to k a p i t o l e sú popísané a vyhodnotené e x p e r i m e n t y , ktorých úlohou b o l o zmerať a 

zhodnotiť účinnosť f r a m e w o r k u navrhnutého a implementovaného v rámci te j to práce. Ďa

lej sú v te j to k a p i t o l e uvedené všetky p r o s t r i e d k y a zd ro j e použité v rámci vykonávania 

e x p e r i m e n t o v a tiež da tase ty , n a d ktorými b o l i e x p e r i m e n t y realizované. Všetky namerané 

výsledky zobrazené v te j to k a p i t o l e sú p r i e m e r o m z n p r i e b e h o v s rovnakým nastavením. 

Kvôl i obmedzeným výpoč tovým z d r o j o m b o l o n a nižšie popísané e x p e r i m e n t y n zvolené 

n a h o d n o t u 5, pokiaľ n i e j e e x p l i c i t n e uvedené i n a k . N a s t a v e n i a p a r a m e t r o v konvolučných 

neurónových sietí sú vypísané v tabuľke 7.1. Tabuľka 7.2 zase u k a z u j e n a s t a v e n i a váh j e d n o t 

l ivých mutácií p r e o b a da tase ty . T i e t o p a r a m e t r e b o l i použité v rámci každého e x p e r i m e n t u 

popísaného nižšie. I c h h o d n o t y b o l i nastavené e m p i r i c k y n a základe niekoľkých pokusných 

b e h o v E A . Najvhodnejšie nas t a v en i e týchto p a r a m e t r o v b y m o h l o byť p r e d m e t o m ďalšieho 

výskumu. 

V o všetkých e x p e r i m e n t o c h , pokiaľ n i e je uvedené i n a k , b o l tiež nastavený k o e f i c i e n t 

p o č t u p a r a m e t r o v v h o d n o t e f i t n e s s n a 0 . F i t n e s s h o d n o t a j e d i n c a a presnosť siete 

t e d a majú rovnaký význam - sú zameniteľné. Dôvodom t o h t o n a s t a v e n i a j e cieľ, otestovať 

navrhnuté vylepšenia v evolučnom a l g o r i t m e , ktorý hľadá čo najpresnejšie s iete be z ob 

m e d z e n i a . Schopnosť a l g o r i t m u hľadať efektívne s iete s ohľadom n a počet p a r a m e t r o v je 

otestovaný zvlášť v e x p e r i m e n t e popísanom v p o d k a p i t o l e 7.6. 

N a s t a v a n i e p a r a m e t r o v C N N 

P a r a m e t r e / D a t a s e t M N I S T C I F A R 1 0 

Učiaci koe f i c i ent 0.1 0.1 

Maximálna hĺbka p l n e prepo jene j v r s t v y 50 70 

Maximálny počet filtrov 12 20 

K r o k učenia 0.01 0.01 

Maximálna veľkosť p o o l v r s t v y 4 4 

Veľkosť dávky (ba tch ) 32 32 

Počet e p o c h trénovania 1 1 

Maximálna veľkosť počiatočnej populácie 6 8 

Tabuľka 7.1: Tabuľka z o b r a z u j e základné nas taven i e p a r a m e t r o v C N N p re navrhnutý f ra -

m e w o r k . P a r a m e t r e sú nastavené rôzne p r e d a t a s e t y M N I S T a C I F A R 1 0 . H o d n o t y v t a 

buľkách p r e p a r a m e t r e učiaci koe f i c i ent , hĺbka p l n e prepo jene j v r s t v y a počiatočný počet 

filtrov predstavujú l e n počiatočné nas taven i e , a le môžu podliehať z m e n e v rámci evolučného 

p r o c e s u . Ostatné p a r a m e t r e sú fixné a E A nemá možnosť i c h zmeniť. 
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N a s t a v a n i e v á h j e d n o t l i v ý c h m u t á c i í E A 

V á h y / D a t a s e t M N I S T C I F A R 1 0 

P r i d a j v r s v u 50 60 

O d o b e r v r s t v u 10 10 

Res e tu j v a h y 5 5 

M o d i f i k u j v r s t v u 40 40 

U p r a v hĺbku p l n e prepo jene j v r s t v y 15 15 

U p r a v učiaci koe f i c i ent 15 15 

T a b u l k a 7.2: T a b u l k a z o b r a z u j e nas t a v en i e váh podľa ktorých sa aplikujú jednot l ivé mutácie 

n a d a t a s e t o c h M N I S T a C I F A R 1 0 . Váhy v t o m t o k o n t e x t e slúžia n a určovanie p r a v d e p o 

d o b n o s t i s a k o u sa a p l i k u j e daná mutácia. Pravdepodobnosť , že s a a p l i k u j e niektorá mutácie 

je t e d a h o d n o t a jej váhy podelená súčtom váh všetkých mutácií. 

7.1 Datasety 

N a v y h o d n o t e n i e navrhnutého f r a m e w o r k u b o l i použité d v a štandardné tes tovac i e d a t a s e t y 

z o b l a s t i klasifikácie obrázkov - M N I S T a C I F A R 1 0 . O b a sú voľne dostupné p r e široké 

využit ie a používajú s a a k o benchmarkové a t es tovac i e d a t a s e t y vo veľkom množstve p u b 

l ikovane j literatúry. Sú p r e t o vhodnými referenčnými d a t a s e t m i . 

7.1 .1 M N I S T 

Databáza M N I S T [ 2 7 ] j e zložená zo 60 000 v z o r i e k obrázkov ručne písaných číslic o d 0 

do 9. V z n i k l a a k o podmnožina databázy N I S T . Všetky obrázky sú čiernobiele o veľkosti 

28 x 28 p i x e l o v . Pr ík lad dát z databázy M N I S T j e zobrazený n a obrázku 7.1. Databáza 

je voľne dostupná a rýchlo s a s t a l a základným benchmarkovým d a t a s e t o m p re nové me

tódy klasifikácie o b r a z u . Pozostáva zo štyroch binárnych súborov, ktoré j e nutné spracovať 

jednoduchým a l g o r i t m o m : 

• t r a i n - i m a g e s - i d x 3 - u b y t e . g z - trénovacia s a d a obrázkov (9912422 by t o v ) 

• t r a i n - l a b e l s - i d x l - u b y t e . g z - p o p i s k y k trénovacej sade obrázkov (28881 by t o v ) 

• t l 0 k - i m a g e s - i d x 3 - u b y t e . g z - t e s t o va c i a s a d a obrázkov (1648877 by t o v ) 

• t l O k - l a b e l s - i d x l - u b y t e . g z z - p o p i s k y k testovace j sade obrázkov (4542 by t o v ) 

7.1 .2 C I F A R 1 0 

Databáza C I F A R 1 0 [22] pozostáva zo 60 000 obrázkov veľkosti 32 x 32 , ktoré z o z b i e r a l i A l e x 

K r i z h e v s k y , V i n o d N a i r a Geo f f r ey H i n t o n . K a ž d ý z obrázkov patrí do j edne j z 10 t r i e d , 

ako napríklad l ode , lietadlá, autá, mačky a l ebo vtáky. 

Celý da tase t j e rozdelený n a päť tréningových sád, ktoré s p o l u obsahujú 50 000 obrázkov 

(5 000 obrázkov z každej t r i edy ) a j e d n u t e s t o v a c i u s a d u s 10 000 obrázkami (1 000 obrázkov 

z každej t r i e d y ) . N a obrázku 7.2 j e zobrazený príklad dát z databázy C I F A R 1 0 . 
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O b r . 7.1: Pr íklad normalizovaných dát z databázy M N I S T . Z d r o j : [26]. 

O b r . 7.2: Pr ík lady obrázkov z každej t r i e d y v databáze C I F A R 1 0 . Z d r o j : [22]. 

7.2 Výpočtové zdroje 
Všetky e x p e r i m e n t y b o l i realizované n a počítačoch A n s e l m a S a l o m o n p a t r i a c i c h p o d Ná

rodné superpočítačové c e n t r u m I T 4 I n n o v a t i o n s . Superpočítač A n s e l m pozostáva z 209 vý

počtových uz l o v , čo p r e d s t a v u j e 3 344 procesorových výpočtových uz l o v , a t e d a ce lkovo 

24 192 procesorových j a d i e r a 129 T B R A M . K a ž d ý experimentálny p r i e b e h b o l vykonaný 

n a j e d n o m výpoč tovom uz l e . E x p e r i m e n t y n a da tase t e M N I S T p r e b i e h a l i n a počítači A n 

s e lm , zatiaľ čo e x p e r i m e n t y n a da tase t e C I F A R 1 0 p r e b i e h a l i n a počítači S a l o m o n . P a r a m e t r e 

týchto u z l o v sú zobrazené n a tabuľke 7.3. 

P a r a m e t r e u z l a / Superpočítač A n s e l m S a l o m o n 

P r o c e s o r 2 x I n t e l S a n d y B r i d g e E 5 - 2 6 6 5 2x In t e l X e o n E 5 - 2 6 8 0 v 3 

F r e k v e n c i a 2,4 G H z 2,5 G H z 

Počet vlákien 16 24 

R A M 64 G B 128 G B 

H D D 5 0 0 G B S A T A 2 , 5 " 7,2 k r p m zdieľaný 

Tabuľka 7.3: P a r a m e t r e výpočtových u z l o v superočítačov I T 4 I A n s e l m a S a l o m o n . 

7.3 Kontrolný experiment 

A k o kontrolný e x p e r i m e n t b o l a porovnaná najlepšia nameraná konfigurácia evolučného a l 

g o r i t m u voči p l n e natrénovaným náhodne vygenerovaným sieťam bez se lekc ie a i c h po 

stupného vylepšovania. T e n t o e x p e r i m e n t b o l navrhnutý a k o k o n t r o l a všeobecnej účinnosti 

evolučného a l g o r i t m u o p r o t i čisto náhodnému prístupu. E x p e r i m e n t b o l realizovaný n a d a -

t a s e t o c h M N I S T a C I F A R 1 0 . 

N a s t a v e n i e evolučného a l g o r i t m u je zobrazené v tabuľke 7.4. Počiatočná populácia b o l a 

inicializovaná náhodne. Náhodný b e h spočíval vo vygenerovaní ôsmich a l ebo dvanástich 

náhodných sietí (podľa počtu j e d i n c o v v populáci i ) a i c h p l n o m natrénovaní až p o 20 e p o c h 

(ako 20 generácií v ponímaní E A ) . E x p e r i m e n t t e d a do najvyššej možnej m i e r y s i m u l u j e 

p r i e b e h E A , avšak bez se lekc ie a evolučných operátorov. 
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N a s t a v a n i e e v o l u č n é h o a l g o r i t m u 

P a r a m e t r e / D a t a s e t M N I S T C I F A R 1 0 

Počet generácií 20 20 

Veľkosť populácie 8 12 

H r a n i c a d o s p e l o s t i 6 8 

Veľkosť t u r n a j a 2 2 

Pravdepodobnosť kríženia 3 5 % 3 5 % 

Pravdepodobnosť mutácie 5 0 % 5 0 % 

Tabuľka 7.4: Tabuľka z o b r a z u j e základné nas t a v en i e evolučného a l g o r i t m u p r e d a t a s e t y 

M N I S T a C I F A R 1 0 . 

O b r . 7.3: G r a f y zobrazujúce p r i e b e h y evolučného a l g o r i t m u voči náhodne vygenerovaným 

sieťam a i c h postupnému trénovaniu. O s a x z o b r a z u j e počet generácií E A - resp . počet 

e p o c h p r e náhodný a l g o r i t m u s - a o sa y z o b r a z u j e presnosť najlepšej s iete . ( P r i e m e r z p i a t i c h 

p r i ebehov . ) 

G r a f 7 .3a z o b r a z u j e p r i e b e h evolučného a l g o r i t m u a p r i e b e h trénovania náhodných sietí 

n a da tase t e M N I S T . Evolučný a l g o r i t m u s d o s i a h o l z a 20 generácií presnosť n a testovacích 

dátach o 0,15 percentuálneho b o d u vyššiu ako náhodný b e h . H l a v n o u príčinou, prečo r o z d i e l 

n ie j e významnejší, j e jednoduchosť d a t a s e t u M N I S T . P r i t o m t o da tase t e s a u k a z u j e , že aj 

náhodne vygenerované s iete majú p o m e r n e veľkú šancu byť presné. N a p r i e k t o m u však m a l 

evolučný a l g o r i t m u s lepší p r i e b e h a získaná presnosť b o l a nezanedbateľne vyššia. Pr iemerná 

d o b a výpočtu b o l a m i e r n e v p r o s p e c h náhodného b e h u (300,4 procesoro-hodín o p r o t i 449,5 

procesoro-hodín), čo v z b u d z u j e otázku využiteľnosti takéhoto a l g o r i t m u n a t a k m a l o m d a 

tasete . Zaujímavou vlastnosťou evolučného a l g o r i t m u však b o l a efektívnosť nájdených sietí 

v porovnaní so sieťami vygenerovanými náhodne. Pr iemerný počet p a r a m e t r o v náhodných 

sietí b o l 220 846,2 , zatiaľ čo priemerná veľkosť sietí nájdených evolučným a l g o r i t m o m b o l a 

l en 58 300,6 . D a t a s e t M N I S T j e možné kvôli j eho j e d n o d u c h o s t i p o m e r n e rýchlo natréno

vať l e n p o m o c o u p l n e prepo jene j v r s t v y , a p r e t o niektoré náhodne nájdené architektúry 
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o b s a h o v a l i l e n veľmi málo (1-2) konvolučných v r s t i e v . Počet p a r a m e t r o v v p l n e prepo jene j 

v r s t v e b o l p r e t o p o m e r n e vysoký. Pr íč inou t o h t o e f ek tu j e p r a v d e p o d o b n e tiež selekčný t l a k 

a l g o r i t m u spojený s dedičnosťou váh. Trénovať s iete s veľkým poč tom p a r a m e t r o v trvá ob 

v y k l e oveľa dlhšie než mene j zložité s iete . Keďže E A z a h a d z u j e mene j úspešné s iete , vzniká 

selekčný t l a k n a to , a b y b o l i s ie te čo najpresnejšie z a čo najmenší počet trénovacích c y k l o v . 

Vďaka te j to v l a s t n o s t i sú výsledné s iete p o d s t a t n e optimálnejšie v porovnaní s náhodnými 

sieťami, ktoré majú n a natrénovanie d o s t a t o k času. P o spojení s evolučnými operátormi, 

ktorých úlohou je rozširovať prehľadávaný stavový p r i e s t o r , sú t e d a s iete nájdené evoluč

ným a l g o r i t m o m nezanedbateľne presnejšie a z pohľadu počtu p a r a m e t r o v aj p o d s t a t n e 

efektívnejšie než s iete vygenerované náhodne. 

G r a f 7.3b u k a z u j e p r i e b e h y evolučného a l g o r i t m u a náhodných sietí p r e da tase t C I -

F A R 1 0 . T e n t o g r a f p o t v r d z u j e a zvýrazňuje úspešnosť a l g o r i t m u hľadať presnejšie siete 

o p r o t i náhodne vygenerovaním sieťam. R o z d i e l m e d z i evolučným a l g o r i t m o m a náhodným 

b e h o m sa vyšplhal n a t e s t o v a c o m da tase t e až n a 5 ,7% z a 20 generácií. N a grafe j e tiež vidieť 

potenciál E A ďalej hľadať presnejšie s iete aj p o ďalšie generácie, zatiaľ čo náhodný a l g o r i t 

m u s začína výrazne stagnovať. Vlastnosť a l g o r i t m u hľadať (z pohľadu počtu p a r a m e t r o v ) 

efektívnejšie s iete o p r o t i náhodne vygenerovaným sieťam sa však n a da tase t e C I F A R 1 0 

n e p o t v r d i l a (173 106 p a r a m e t r o v p r e E A o p r o t i 127 646,6 p r e náhodný a l g o r i t m u s ) . S ie te 

nájdené p o m o c o u E A sú však výrazne presnejšie, a p r e t o n i e j e úplne možné porovnávať 

i c h optimálnosť. Ďalšie e x p e r i m e n t y sú nutné, a b y s a z i s t i l o , či b o l t en to efekt n a da tase t e 

M N I S T čisto náhodný, a l ebo j e t o zapríčinené zložitosťou testovaných da tase t ov . 

Najlepšie s iete zo všetkých spustených p r i e b e h o v náhodného a l g o r i t m u b o l i 9 9 , 1 4 % pre 

da tase t M N I S T a 6 5 , 9 6 % p re da tase t C I F A R 1 0 . A j v t o m t o ohľade dokázal byť evolučný 

a l g o r i t m u s výrazne úspešnejší o p r o t i náhodnému a l g o r i t m u . Najlepšia sieť zo všetkých be

h o v evolučného a l g o r i t m u n a da tase t e C I F A R 1 0 b o l a 7 3 , 0 5 % a n a da tase t e M N I S T 9 9 , 3 % . 

Navrhnutý evolučný a l g o r i t m u s s a t e d a preukázal ako p o m e r n e úspešný spôsob a u t o m a 

tického vyhľadávania c e l k o m presných architektúr konvolučných neurónových sietí a môže 

slúžiť a k o základ p r e ďalší výskum. 

7.4 Účinnosť navrhnutých operátorov 

N a v y h o d n o t e n i e účinnosti predstavených evolučných operátorov mutácie a kríženia b o l a 

navrhnutá a prevedená s a d a t r o c h e x p e r i m e n t o v n a d a t a s e t o c h M N I S T a C I F A R 1 0 . 

V p r v o m e x p e r i m e n t e b o l a nameraná f i tness dosiahnutá bez použitia akýchkoľvek evo

lučných operátorov. V p r a x i t en t o e x p e r i m e n t p r e d s t a v u j e trénovanie náhodne vygene ro 

vaných sietí n a začiatku p r o c e s u a hľadanie optimálnych váh p o m o c o u p r o c e s u trénova

n i a . R o z d i e l o m o p r o t i kontrolnému e x p e r i m e n t u je schopnosť a l g o r i t m u n a základe se lekcie 

hľadať optimálne p o r a d i e výberu tréningových dát. Tréningový p roces môže mať výrazne 

r o zd i e l n e výsledky p r i rôznych náhodných u s p o r i a d a n i a c h vstupných dát, a to najmä z dô

v o d u dávkového s p r a c o v a n i a . Evolučný a l g o r i t m u s s a t e d a v t o m t o e x p e r i m e n t e zúžil l e n 

n a hľadanie správneho p o r a d i a premiešania dát, n a m i e s t o z m e n y štruktúry dane j s iete . 

Druhý e x p e r i m e n t spočíval v evolučnom p r i e b e h u so zapnutým evolučným operátorom 

mutácie a následne tret í e x p e r i m e n t t e s t o va l účinnosť a l g o r i t m u p o pridaní operátora krí

ženie. N a tabuľke 7.5 je zobrazené základné nas t a v en i e evolučného a l g o r i t m u p r e d a t a s e t y 

M N I S T a C I F A R 1 0 v rámci o v e r o van i a účinnosti evolučných operátorov. Tabuľka 7.6 zo

b ra zu j e nas t a v en i e pravdepodobnost í mutácie a kríženia p r e všetky t r i e xpe r imen t y . 

N a grafe 7.4 j e možné vidieť e f e k t i v i t u navrhnutých evolučných operátorov n a da tase t e 

M N I S T . N a p r i e k t o m u , že r o z d i e l y m e d z i j ednot l ivými p r i e b e h m i n i e sú veľmi veľké, n a 
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N a s t a v a n i e e v o l u č n é h o a l g o r i t m u 

P a r a m e t r e / D a t a s e t M N I S T C I F A R 1 0 

Počet generácií 20 20 

Veľkosť populácie 8 12 

Se l ekc i a preživších podľa v e k u podľa v e k u 

H r a n i c a d o s p e l o s t i 6 8 

Veľkosť t u r n a j a 2 2 

Tabuľka 7.5: Tabuľka z o b r a z u j e základné nas t a v en i e evolučného a l g o r i t m u p r e d a t a s e t y 

M N I S T a C I F A R 1 0 . 

P r a v d e p o d o b n o s t i e v o l u č n ý c h o p e r á t o r o v 

P a r a m e t r e / E x p e r i m e n t y E x p . č. 1 E x p . č. 2 E x p . č. 3 

Pravdepodobnosť mutácie 0 % 8 0 % 5 0 % 

Pravdepodobnosť kríženia 0 % 0 % 3 5 % 

Tabuľka 7.6: Tabuľka z o b r a z u j e p r a v d e p o d o b n o s t i aplikácie evolučných operátorov pre 

všetky t r i e x p e r i m e n t y . 

Evolučné operátory 
99.3 

99.1 

99 

ô? 
tí) 
o 98.9 
w 
0) 

CL 

98.8 

98.7 

98.6 

98.5 

0 5 10 15 20 

Počet generácií 

O b r . 7.4: G r a f zobrazujúci účinnosť jednot l ivých evolučných operátorov n a da tase t e M N I S T . 

O s a x z ob ra zu j e počet generácií E A a o sa y z o b r a z u j e presnosť najlepšej s iete . ( P r i e m e r 

z p i a t i c h p r i ebehov . ) 

t a k m a l o m da tase t e j e možné i c h považovať z a úspech. Evolučný a l g o r i t m u s j e s presnosťou 

9 9 , 0 2 % n a t e s t o v a c o m da tase t e bez evolučných operátorov n a úrovni náhodného genero

v a n i a . Zaujímavosťou je pomerné nízka priemerná hĺbka nájdených sietí - 3,4 v r s t v y bez 

výslednej zoštíhľujúcej a p l n e prepo jene j v r s t v y . Príčinou je p r a v d e p o d o b n e neschopnosť 

a l g o r i t m u prehľadávať úspešnejšie a hlbšie s iete be z a p l i k o v a n i a evolučných operátorov. 

Úspešnosť E A l e n s operátorom mutácie s a ukázala t a k m e r o 0,1 percentuálneho b o d u 

vyššia s p r i e m e r n o u hĺbkou 4,6 v r s t i e v , a t o aj n a p r i e k horšej východiskovej p r e s n o s t i (horšia 

úspešnosť počiatočnej , náhodne vygenerovane j generácie) . P r i e b e h E A s o b o m a n a v r h n u 

tými operátormi s a ukázal najpresnejší s p r i e m e r n o u úspešnosťou n a testovacích dátach až 
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9 9 , 1 9 % . O b a navrhnuté evolučné operátory s a t e d a ukázali p o m e r n e prospešné v hľadaní 

presných architektúr p o m o c o u E A . 

Evolučné operátory 

70 -

0 5 10 15 20 

Počet generácií 

O b r . 7.5: G r a f zobrazujúci účinnosť jednot l ivých evolučných operátorov n a da tase t e C I -

F A R 1 0 . O s a x z o b r a z u j e počet generácií E A a osa y z o b r a z u j e presnosť najlepšej s iete . 

( P r i e m e r z p i a t i c h p r i ebehov . ) 

G r a f 7.5 z o b r a z u j e výsledky e x p e r i m e n t o v p r e da tase t C I F A R 1 0 . G r a f p o t v r d z u j e a 

ešte zvýrazňuje výsledky e x p e r i m e n t o v n a da tase t e M N I S T . E A bez evolučných operátorov 

dosahu je výsledky opäť l e n n a úrovni náhodného a l g o r i t m u . P o pridaní operátora mutá

cie dosahu j e evolučný a l g o r i t m u s oveľa vyššiu presnosť - ce lkovo až o 5,9 percentuálneho 

b o d u v rámci 20 generácií. Evolučný a l g o r i t m u s so zapnutým operátorom kríženia d o s i a h o l 

presnosť až 6 8 , 4 6 % . T e n t o výsledok je o p r o t i E A používajúcemu l e n operátor mutácie ešte 

o 0,804 percentuálneho b o d u vyšší a p o t v r d z u j e t a k m i e r n u úspešnosť kríženia v rámci 

evolučného a l g o r i t m u . 

C e l k o v o je možné zhodnotiť , že o b a navrhnuté evolučné operátory predstavujú prínos 

k evolučnému a l g o r i t m u . 

7.5 Účinnosť rozdeľovania do druhov 

A b y b o l a overená účinnosť k o n c e p t u rozdeľovania do d r u h o v , b o l i navrhnuté nasledovné 

e x p e r i m e n t y : 

• E x p e r i m e n t č. 1: s e l ekc i a be z rozdeľovania do d r u h o v - výber k najlepších j e d i n c o v 

z množiny rodičov a p o t o m k o v 

• E x p e r i m e n t č. 2: rozdeľovanie do d r u h o v n a základe v e k u 

• E x p e r i m e n t č. 3: rozdeľovanie do d r u h o v n a základe veľkosti 

Všetky t r i e x p e r i m e n t y b o l i vyhodnotené n a d a t a s e t o c h M N I S T a C I F A R 1 0 . Základná 

konfigurácia E A je zobrazená v tabuľke 7.7. 

Výsledky uvedených e x p e r i m e n t o v zobrazené n a grafe 7.6 p r e da tase t M N I S T ukazujú 

l en m i e r n e vyššiu úspešnosť m e c h a n i z m o v rozdeľovania d o d r u h o v o p r o t i k las i cke j se l ekc i i . 
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N a s t a v a n i e e v o l u č n é h o a l g o r i t m u 

P a r a m e t r e / D a t a s e t M N I S T C I F A R 1 0 

Počet generácií 20 20 

Veľkosť populácie 8 12 

H r a n i c a d o s p e l o s t i 6 8 

Veľkosť t u r n a j a 2 2 

Pravdepodobnosť kríženia 3 5 % 3 5 % 

Pravdepodobnosť mutácie 5 0 % 5 0 % 

Tabuľka 7.7: Tabuľka z o b r a z u j e základné nas t a v en i e evolučného a l g o r i t m u p r e d a t a s e t y 

M N I S T a C I F A R 1 0 . 

Rozdeľovanie do druhov 
99.31 1 1  

0 5 10 15 20 
Počet generácií 

O b r . 7.6: G r a f zobrazujúci účinnosť jednot l ivých m e c h a n i z m o v rozdeľovania d o d r u h o v n a 

da tase t e M N I S T . O s a x z o b r a z u j e počet generácií E A a osa y z o b r a z u j e presnosť najlepšej 

s iete. ( P r i e m e r z p i a t i c h p r i ebehov . ) 

Rozdeľovanie do d r u h o v podľa v e k u m a l o v rámci d a t a s e t u M N I S T najrýchlejšiu konve r gen 

c i u k vysokým úspešnostiam, avšak pomalší r as t v neskorších fázach evolučného p r i e b e h u . 

V posledných generáciách sa ukázalo a k o výhodné rozdeľovanie d o d r u h o v podľa veľkosti 

s p r i e m e r n o u úspešnosťou 9 9 , 2 2 % . Úspechom t o h t o m e c h a n i z m u b o l a najlepšia nájdená 

sieť s presnosťou 9 9 , 3 6 % . Tá to sieť b o l a najúspešnejšia aj v rámci všetkých vykonaných 

e x p e r i m e n t o v n a da tase t e M N I S T . 

Tabuľka 7.8 z o b r a z u j e prehľad výsledkov zo všetkých t r o c h e x p e r i m e n t o v n a da tase t e 

M N I S T . N a p r i e k m i e r n e m u náskoku rozdeľovania do d r u h o v je r o z d i e l m e d z i všetkými 

t y p m i se lekc ie p o m e r n e zanedbateľný. Prekvapivé sú aj veľmi podobné v l a s t n o s t i najlepších 

nájdených sietí v rámci všetkých e x p e r i m e n t o v . Vysvet lením t o h t o j a v u j e p r a v d e p o d o b n e 

opäť jednoduchosť d a t a s e t u M N I S T - evolučný a l g o r i t m u s veľmi neťaží zo zvýhodňovania 

hlbších sietí, pretože daný problém dokážu riešiť aj p o m e r n e jednoduché s iete . R o z d i e l m e d z i 

presnosťami najlepších nájdených sietí zo všetkých b e h o v p r e každý d r u h se lekc ie u k a z u j e , 
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že klasická se l ekc ia je na jmene j stabilná a ako jediná nedokázala nájsť vo všetkých b e h o c h 

sieť presnú aspoň 9 9 % . 

O b e metódy rozdeľovania d o d r u h o v m a l i t e d a ce lkovo veľmi porovnateľné výsledky 

a n a t a k m a l o m da tase t e ako M N I S T je i c h efekt t a k m e r zhodný. 

Ú s p e š n o s ť r o z d e ľ o v a n i a d o d r u h o v n a d a t a s e t e M N I S T 

V l a s t n o s t i / E x p e r i m e n t y E x p . č. 1 E x p . č. 2 E x p . č. 3 

Pr iemerná úspešnosť 9 9 , 1 5 6 % 9 9 , 1 8 4 % 9 9 , 1 2 4 % 

Priemerná hĺbka 4,8 4,4 4,4 

Pr iemerný počet p a r a m e t r o v 45 288 58 300,6 58 316,4 

Pr iemerná d o b a výpočtu 

[procesoro-hod iny ] 
448 449,6 451,2 

R o z p t y l p r e s n o s t i 9 8 , 9 9 % - 9 9 , 3 6 % 9 9 , l l % - 9 9 , 2 4 % 9 9 , 0 9 % - 9 9 , 3 6 % 

Tabuľka 7.8: Tabuľka z o b r a z u j e v l a s t n o s t i najlepších nájdených sietí v rámci v y h o d n o c o v a 

n i a efektívnosti rôznych m e c h a n i z m o v rozdeľovania d o d r u h o v n a da tase t e M N I S T . E x p e r i 

m e n t č. 1 p r e d s t a v u j e p r i e b e h s k l a s i c k o u s e l ekc i ou , e x p e r i m e n t č. 2 p r e d s t a v u j e rozdeľovanie 

podľa v e k u a e x p e r i m e n t č. 3 r ep re zen tu j e rozdeľovanie podľa veľkosti. 

Rozdeľovanie do druhov 

á? 64 

1 

- --

Bez rozdeľovania do druhov 
Rozdeľovanie podľa veku 

Rozdeľovanie podľa veľkosti — 

0 5 10 15 20 
Počet generácií 

O b r . 7.7: G r a f zobrazujúci účinnosť jednot l ivých m e c h a n i z m o v rozdeľovania d o d r u h o v n a 

da tase t e C I F A R 1 0 . O s a x z o b r a z u j e počet generácií E A a o sa y z o b r a z u j e presnosť najlepšej 

siete. 

Výsledky e x p e r i m e n t u n a da tase t e C I F A R 1 0 - zobrazené n a grafe 7.7 - potvrdzujú zá

v e r y vyvodené z výsledkov p r e da tase t M N I S T . Rozdeľovanie d o d r u h o v n a základe hĺbky 

siete m a l o opäť najvyššiu úspešnosť. L e n m i e r n e mene j úspešné sa opäť preukázalo rozdeľo

van i e podľa v e k u , avšak p r e t en to da tase t nepreukázalo rýchlejšiu k o n v e r g e n c i u v počiatoč

ných fázach. Tradičný prístup k se l ekc i i b e z použit ia m e c h a n i z m u rozdeľovania do d r u h o v 

m a l najhorší p r i e b e h . R o z d i e l n i e j e výrazný, avšak n a grafe j e vidieť nastupujúca stagnácia 

k las i cke j se lekc ie v posledných generáciách. J e p r e t o n a m i es t e p r e d p o k l a d , že p o vykonaní 

e x p e r i m e n t o v n a väčší počet generácií b y s a r o z d i e l stále zvyšoval. V l a s t n o s t i nájdených 
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sietí p r e jednot l ivé m e c h a n i z m y se lekc ie n a da tase t e C I F A R 1 0 z o b r a z u j e tabuľka 7.9. Uká

za l o sa , že rozdeľovanie podľa hĺbky má n a väčšom da tase t e očakávaný efekt a nájdené 

najlepšie s iete sú skutočne aj výrazne hlbšie o p r o t i ostatným prístupom. Nega t í vom t o h t o 

prístupu je však značne vyšší výpoč tový čas. R o z p t y l presností najlepších sietí u k a z u j e , 

že najstabilnejším m e c h a n i z m o m je rozdeľovanie podľa hĺbky - najlepšie s iete zo všetkých 

b e h o v majú aspoň 6 7 % - avšak najúspešnejšia sieť ce lkovo b o l a v t o m t o prípade ( o p r o t i 

d a t a s e t u M N I S T ) nájdená p o m o c o u rozdeľovania podľa v e k u . Najväčší r o z p t y l z a z n a m e n a l a 

- t a k i s t o ako p r i da tase t e M N I S T - klasická se l ekc ia be z rozdeľovania do d r u h o v , ktorá a k o 

jediná v niektorých b e h o c h nedokázala prekonať h r a n i c u 6 0 % . Výsledky t e d a potvrdzujú 

prínos o b o c h m e c h a n i z m o v rozdeľovania do d r u h o v . 

Ú s p e š n o s ť r o z d e ľ o v a n i a d o d r u h o v n a d a t a s e t e C I F A R 1 0 

V l a s t n o s t i / E x p e r i m e n t y E x p . č. 1 E x p . č. 2 E x p . č. 3 

Pr iemerná úspešnosť 6 6 , 9 3 % 6 8 , 4 6 % 6 9 , 3 0 4 % 

Priemerná hĺbka 3,6 4,6 5,6 

Pr iemerný počet p a r a m e t r o v 114 108,2 173 106 168 961,4 

Pr iemerná d o b a výpočtu 

[procesoro-hod iny ] 
1152 1142,4 1315,2 

R o z p t y l p r e s n o s t i 5 9 , 9 3 % - 7 2 , 9 6 % 6 2 , 0 2 % - 7 3 . 0 5 % 6 7 , 4 8 % - 7 1 , 2 1 % 

Tabuľka 7.9: Tabuľka z o b r a z u j e v l a s t n o s t i najlepších nájdených sietí v rámci v y h o d n o c o 

v a n i a efektívnosti rôznych m e c h a n i z m o v rozdeľovania do d r u h o v n a da tase t e C I F A R 1 0 . 

E x p e r i m e n t č. 1 p r e d s t a v u j e p r i e b e h s k l a s i c k o u se l ekc i ou , e x p e r i m e n t č. 2 p r eds t a vu j e 

rozdeľovanie podľa v e k u a e x p e r i m e n t č. 3 r eprezen tu j e rozdeľovanie podľa veľkosti. 

Výsledky navrhnutých e x p e r i m e n t o v , ktorých účelom b o l o z h o d n o t e n i e účinnosti me 

c h a n i z m o v rozdeľovania do d r u h o v navrhnutých v te j to práci, preukázali prínos týchto me 

c h a n i z m o v o p r o t i k l as i cke j s e l ekc i i , najmä čo s a týka s t a b i l i t y jednot l ivých b e h o v . Metóda 

rozdeľovania podľa v e k u sa ukázala a k o najpresnejšia p r e o b a testované da tase ty . Avšak 

vzhľadom n a to , že obe dve metódy rozdeľovania do d r u h o v v y k a z o v a l i r o z d i e l n e v l a s t n o s t i 

p re rôzne d a t a s e t y a i c h výsledky b o l i porovnateľné ( r o zd i e l y v úspešnostiach b o l i l e n veľmi 

malé ) , j e nutné vykonať v i a c e x p e r i m e n t o v , a b y b o l o možné spoľahlivo určiť, ktorý z n i c h 

je p r e evolučný a l g o r i t m u s přínosnější. 

7.6 Optimalizácia parametrov pomocou E A 

Navrhnutý f r a m e w o r k , ktorý j e p r e d m e t o m te j to práce, môže slúžiť aj a k o optimalizátor 

v o p r e d definovaných sietí. V t o m t o prípade j e možné do f i tness h o d n o t y započítať o k r e m 

p r e s n o s t i dane j s iete aj počet p a r a m e t r o v , ktoré daná sieť obsahu je . Výsledkom sú p o t o m 

siete , ktoré sú presné, a le zároveň aj čo najefektívnejšie. 

V rámci e x p e r i m e n t u , ktorého úlohou b o l o vyhodnot i ť e f e k t i v i t u popísanej v l a s t n o s t i , 

b o l a počiatočná populácia inicializovaná v o p r e d d e f i no vanou a predtrénovanou sieťou. Je j 

štruktúra a p a r a m e t r e sú zobrazené n a obrázku 7.8. Tá to sieť s p o l u p o poč iatočnom natré

novaní n a päť e p o c h d o s a h o v a l a n a da tase t e M N I S T presnosť 9 8 , 6 9 % a počet jej p a r a m e t r o v 

b o l 80 594. Následne b o l spustený evolučný a l g o r i t m u s s k o e f i c i e n t o m počtu p a r a m e t r o v 

nastaveným n a h o d n o t u 1. T a b u l k a 7.10 z o b r a z u j e ostatné n a s t a v e n i a evolučného a lgo

r i t m u a tabuľka 7.11 z o b r a z u j e nas t a v en i e váh jednot l ivých mutácií. Ce lý e x p e r i m e n t b o l 

realizovaný n a da tase t e M N I S T . 
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M N I S T 

32x32x1 

IN:32x32x1 IN:32x32x6 
0UT:32x32x6 OUT:16x16x6 
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IN:16x16x6 
0UT:16x16x12 

Softmax • 

IN:8x8x24 IN:1x1x50 
OUT:1x1x50 OUT:1x1x10 

Počet parametrov: 80 594; Presnosť: 98,69% 

O b r . 7.8: Architektúra s iete , k t o r o u b o l a inicializovaná počiatočná populácia v rámci o p t i 

malizačného e x p e r i m e n t u . I N a O U T predstavujú r o z m e r y vstupných, resp . výstupných 

dát. P a r a m e t r e konvolučnej v r s t v y sú popísané v o formáte: výška filtraxšírka filtraxpočet 

filtrov, aplikácia výplne (padding): 1 - áno, 0 - n i e . P a r a m e t r e p o o l v r s t v y sú popísané vo 

formáte: Typ podvzorkovania, velkost podvzorkovania. 

N a s t a v a n i e e v o l u č n é h o a l g o r i t m u 

P a r a m e t r e / D a t a s e t M N I S T 

Počet generácií 20 

Veľkosť populácie 5 

H r a n i c a d o s p e l o s t i 5 

Veľkosť t u r n a j a 2 

Se l ekc i a preživších podľa v e k u 

Pravdepodobnosť kríženia 3 5 % 

Pravdepodobnosť mutácie 5 0 % 

K o e f i c i e n t počtu p a r a m e t r o v 1 

Tabuľka 7.10: Tabuľka z o b r a z u j e základné nas t a v en i e evolučného a l g o r i t m u p r e d a t a s e t y 

M N I S T p r e optimalizačný e x p e r i m e n t . 

N a s t a v a n i e v á h j e d n o t l i v ý c h m u t á c i í E A 

V á h y / D a t a s e t M N I S T 

P r i d a j v r s v u 30 

O d o b e r v r s t v u 15 

R e s e t u j v a h y 5 

M o d i f i k u j v r s t v u 40 

U p r a v hĺbku p l n e prepo jene j v r s t v y 15 

U p r a v učiaci koe f i c i ent 15 

Tabuľka 7.11: Tabuľka z o b r a z u j e nas t a v en i e váh, podľa ktorých sa aplikujú jednot l ivé m u 

tácie n a d a t a s e t o c h M N I S T p r e optimalizačný e x p e r i m e n t . Váhy v t o m t o k o n t e x t e slúžia 

n a určovanie p r a v d e p o d o b n o s t i , s a k o u sa a p l i k u j e daná mutácia. Pravdepodobnosť , že sa 

a p l i k u j e niektorá mutácia, j e t e d a h o d n o t a jej váhy podelená súčtom váh všetkých mutácií. 

Výsledky e x p e r i m e n t u sú popísané v tabuľke 7.12 p r e päť evolučných b e h o v s rovnakým 

počiatočným nastavením a r o v n a k o u architektúrou inicializačnej s iete . Namerané výsledky 

ukazujú značný potenciál navrhnutého a l g o r i t m u hľadať efektívnejšie verz i e v o p r e d de f ino

vaných a predtrénovaných sietí. Pr iemerná úspora p a r a m e t r o v zo všetkých p i a t i c h b e h o v 

b o l a až 9 0 , 1 5 % z a c e n u s t r a t y p r e s n o s t i l e n 0,32 percentuálneho b o d u . Najlepšia nájdená 
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sieť p r i t o m d o s i a h l a úsporu p a r a m e t r o v až 9 2 , 6 2 % , pričom s t r a t i l a 0,09 percentuálneho 

b o d u z počiatočnej p r e s n o s t i . Dosiahnuté výsledky s a t e d a dajú považovať z a úspech a 

prinášajú sľubný základ p r e další výskum v te j to o b l a s t i . 

V ý s l e d k y o p t i m a l i z a č n é h o e x p e r i m e n t u 

P a r a m e t r e / E x p e r i m e n t y B e h 1 B e h 2 B e h 3 B e h 4 B e h 5 P r i e m e r 

F i t n e s s h o d n o t a 124,73 124,04 123,56 123,30 123,28 123,78 

Počet v r s t i e v 6 8 9 8 7 7,6 

Presnosť 9 8 , 6 % 9 8 , 5 3 % 9 7 , 1 2 % 9 8 , 8 1 % 9 8 , 8 1 % 98,37 

Počet p a r a m e t r o v 5 944 7 298 4 720 10 816 10 898 7 935,2 

Úspora počtu p a r a m e t r o v 9 2 , 6 2 % 9 0 , 9 4 % 9 4 , 1 4 % 8 6 , 1 5 % 8 6 , 4 8 % 9 0 , 1 5 % 

Tabuľka 7.12: Tabuľka z o b r a z u j e p r a v d e p o d o b n o s t i aplikácie evolučných operátorov p re 

všetky t r i e x p e r i m e n t y . 

N a obrázkoch 7.9a a 7.9b sú zobrazené dve z nájdených architektúr v rámci optimalizač

ného e x p e r i m e n t u . Z architektúr j e možné pozorovať schopnosť E A aplikovať p o d v z o r k o v a c i e 

v r s t v y n a správnych m i e s t a c h , a t ým docieliť zníženie počtu p a r a m e t r o v bez veľkej s t r a t y 

p r e s n o s t i . Nájdené siete sú tiež p o m e r n e hlboké ( p r i eme rne až 7,6 v r s t i e v be z zoštíhľujúcej 

a p l n e p repo j ene j v r s t v y ) , čo u k a z u j e p o m e r n e úspešné použit ie evolučných operátorov. 

MNIST 
32x32x1 

x 
CM 
X* 
CO 

"5 
o CL 

X 
CM 
X* 
CO 

X 
CM 

x " 
CO 

"5 "5 
o o CL CL 

Softmax 

IN:32x32xl IN:32x32x6 IN:16xl6x6 IN:16x16x12 IN:16xl6xl2 IN:4x4xl2 IN:2x2x24 IN:lxlx25 
0UT:32x32x6 OUT:16xl6x6 OUT:16xl6xl2 OUT:8x8xl2 OUT:4x4xl2 OUT:2x2x24 OUT:lxlx25 OUT:lxlxl0 

Počet parametrov: 5 994; Presnosť: 98,60% 

(a) Beh 1 

MNIST 
32x32x1 

IN:32x32x1 IN:32x32x6 IN:16x16x6 IN:16x16x12 
0UT:32x32x6 OUT:16x16x6 OUT:16x16x12 OUT:8x8x8 

pa
d:

1 > 
pa

d:
0
 

CM 
CO 

CM CM 
CM CM 
> > 
O O 

Softmax • 

IN:4x4x8 IN:4x4x24 IN:2x2x24 IN:2x2x24 IN:1x1x13 
0UT:4x4x24 OUT:2x2x24 OUT:2x2x24 OUT:1x1x13 OUT:1x1x10 

Počet parametrov: 10 816; Presnosť: 98,81% 

(b) Beh 4 

O b r . 7.9: Pr ík lady niektorých architektúr nájdených v rámci optimalizačného e x p e r i m e n t u . 

I N a O U T predstavujú r o z m e r y vstupných resp . výstupných dát. P a r a m e t r e konvolučnej 

v r s t v y sú popísané vo formáte: výška filtraxšírka filtraxpočet filtrov, aplikácia výplne (pad-

ding): 1 - áno, 0 - n i e . P a r a m e t r e p o o l v r s t v y sú popísané vo formáte: Typ podvzorkovania, 

velkost podvzorkovania. 

7.7 Zhodnotenie výsledkov 

Najlepší výsledok navrhnutého riešenia n a da tase t e M N I S T j e úspešnosť 99,36%, zatiaľ čo 

najlepšie riešenie zaznamenané v literatúre j e 99,79%. Z uvedeného výsledku vyplýva, že 
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f r a m e w o r k má schopnosť hľadať riešenia blížiace s a aktuálnym riešeniam n a menších d a t a -

se toch . Najlepší zaznamenaný výsledok n a da tase t e C I F A R 1 0 j e 96,53%, s čím sa najlepší 

výsledok f r a m e w o r k u 73,05% zatiaľ nemôže porovnávať. E x p e r i m e n t y však ukázali p o t e n 

ciál, že nameraný výsledok n i e j e konečný a p o dalších komplexných e x p e r i m e n t o c h b y b o l o 

s veľkou pravdepodobnosťou možné h o ešte navýšit. 

Z pohľadu aktuálnych výsledkov z o b l a s t i neuroevolúcie je možné prácu konceptuálne 

porovnávať s riešeniami Large-scale evolution [37] a C N N - G A [48]. J e však nutné p o z n a m e 

nať, že obe z uvedených prác b o l i realizované n a masívnych paralelných G P U systémoch, 

a p r e t o s a dá očakávať, že e x p e r i m e n t y navrhnuté v te j to práci sú významne menšieho 

r o z s a h u . Výsledky p r e t o môžu byť porovnávané l en približne a l e b o l e n z konceptuálneho 

hľadiska. Uvedené práce r e a l i z o va l i svoje e x p e r i m e n t y n a d d a t a s e t o m C I F A R 1 0 . Práca [37] 

d o s i a h l a úspešnosť 94,66%, k d e počet p a r a m e t r o v najlepšej s ie te d o s a h o v a l 5,6 milióna a 

výpočet t r v a l 2 750 G P U dní. Výsledky v [48] b o l i významne lepšie, k e d d o s i a h l i úspešnosť 

95,22% p r i 2,9 milióna p a r a m e t r o v p o výpoč te trvajúcom 35 G P U dní. Najlepšia sieť n a 

da tase t e C I F A R 1 0 v te j to práci d o s i a h l a presnosť l e n 73,05% s poč tom p a r a m e t r o v 85 365. 

N a nájdenie t e j to architektúry p o m o c o u E A navrhnutého v t e j to práci b o l o potrebných p r i 

bližne 1 152 procesoro-hodín. N a p r i e k veľkému r o z d i e l u v úspešnosti te j to práce a aktuálne 

najlepšími riešeniami v t e j to o b l a s t i , výsledky dosiahnuté v rámci obmedzených výpočto 

vých možností dostupných p r i realizácii e x p e r i m e n t o v ukazujú veľký potenciál navrhnutého 

riešenia. Nájdené riešenia sú p o m e r n e presné a i c h nájdenie b o l o dosiahnuté z a relatívne 

krátky výpoč tový čas. N a p o t v r d e n i e t e j to hypotézy a relevantné p o r o v n a n i e s aktuálnymi 

výsledkami j e však nutné vykonať e x p e r i m e n t y porovnateľného r o z s a h u ako v uvedených 

prácach. 

V te j to práci b o l tiež navrhnutý k o n c e p t optimalizácie p a r a m e t r o v p o m o c o u neuroevolú

cie, ktorý b o l následne experimentálne vyhodnotený. T e n t o k o n c e p t j e v rámci neuroevolúcie 

značne inovatívny a v rámci d o s t u p n e j l iteratúry z amerane j n a neuroevolúciu s a n e p o d a r i l o 

nájsť prácu s podobným zameraním. Z t o h t o dôvodu n i e j e možné p o r o v n a n i e s aktuálnymi 

výsledkami. Výsledky e x p e r i m e n t u však ukázali, že navrhnutý E A je schopný - p o m o c o u 

evolučných operátorov a špeciálne n a v r h n u t e j f i tness funkc i e - hľadať (z pohľadu počtu 

p a r a m e t r o v ) efektívnejšie v a r i a n t y v o p r e d definovaných sietí. 

7.7 .1 N a v r h o v a n é pok račovan i e 

Výsledky e x p e r i m e n t o v popísaných v te j to k a p i t o l e ukázali, že neuroevolučné prístupy majú 

potenciál automatizovať p roces návrhu konvolučných neurónových sietí. K preskúmaniu 

plného potenciálu riešenia navrhnutého v te j to práci b y však b o l o nutné uskutočniť ešte 

m n o h o dalších a komplexnejších e x p e r i m e n t o v , ktoré b y svoj ím o b j e m o m aj výpoč tovými 

nárokmi výrazne prekročili r o z s a h te j to práce. 

Veľkým prínosom pre navrhnutý E A b y m o h l o byť dôkladnejšie preskúmanie v p l y v u 

evolučných p a r a m e t r o v ( ve lkos t populácie, veľkosť t u r n a j a , p r a v d e p o d o b n o s t i evolučných 

operátorov a pod . ) n a celkovú účinnosť evolučného a l g o r i t m u . T i e t o e x p e r i m e n t y s i však 

vzhľadom n a obrovskú výpoč tovú náročnosť vyžadujú veľké množstvo p r o s t r i e d k o v a z t o h t o 

dôvodu n e b o l i k o m p l e t n e preskúmané v rámci te j to práce. Vzhľadom n a veľkú závislosť 

navrhnutého evolučného a l g o r i t m u n a vygenerovaných riešeniach môže byť napríklad veľmi 

výhodné používať početnejšie populácie, a b y s a predišlo skĺznutiu do lokálneho m a x i m a . 

Z t o h o istého dôvodu b y m o h l o byť prínosné rozšíriť navrhnuté evolučné operátory o ďalšiu 

f u n k c i o n a l i t u a tiež dôslednejšie v y l a d i t p r a v d e p o d o b n o s t i i c h aplikácie. Pr ík ladom môže 

byť zaveden ie reziduálneho p r e p o j e n i a v rámci mutačných operátorov, ktoré s a zdá byť 
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účinné v hlbokých neurónových sieťach, a k o b o l o ukázané napríklad aj v [48]. Z pohľadu 

d e d e n i a váh a rýchlosti celého evolučného p r o c e s u b y m o h l o mať výrazne pozi t ívny v p l y v 

u p r a v e n i e operátorov t a k , a b y b o l i čo na jmene j invazívne z pohľadu p r e s n o s t i kandidátnej 

s iete. Takýmto spôsobom b y m o h l a byť zvýšená účinnosť d e d e n i a váh a t ým znížený počet 

potrebných trénovacích c y k l o v v rámci evolúcie. V te j to o b l a s t i j e však potrebný další 

výskum, a b y b o l dôkladne preskúmaný efekt možných úprav siete n a i c h presnosť. 

Najväčším problémom neuroevolúcie však zostáva veľmi vysoká výpočtová náročnosť a 

t ým aj otázka jej využiteľnosti. Veľký dôraz n a paralelizáciu a G P U výpočet b y m o h o l byť 

čiastočným riešením t o h t o problému, avšak nové t e c h n i k y podobné a l ebo nadväzujúce n a 

deden ie váh majú potenciál byť veľmi úspešné. 

Možným s m e r o m vývo ja o b l a s t i neuroevolúcie b y m o h l o byť aj výraznejšie využit ie 

v l a s t n o s t i evolučných a l g o r i t m o v hľadať - v d a k a selekčnému t l a k u a špeciálne navrhnutým 

fitness funkciám - veľmi efektívne siete najmä s ohľadom n a počet p a r a m e t r o v , rýchlosť tré

n o v a n i a a l ebo rýchlosť in fe renc ie . Neuroevolúcia b y t a k m o h l a slúžiť ako doplnkový nástroj 

p r i návrhu veľmi komplexných hlbokých neurónových sietí. 
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Kapito la 8 

Záver 

Cieľom práce b o l o spracovať teoretické p o z n a t k y z o b l a s t i p r e p o j e n i a evolučných a l g o r i t 

m o v a neurónových sietí, súhrnne označovaného a k o neuroevolúcia, a následne navrhnúť 

a i m p l e m e n t o v a t využit ie evolučného a l g o r i t m u n a návrh konvolučných neurónových sietí. 

Stanovené c ie le b o l i v rámci te j to práce naplnené. 

V prve j časti práce b o l i p o d r o b n e zhrnuté základné teoretické p o z n a t k y z o b l a s t i k o n 

volučných neurónových sietí a evolučných a l g o r i t m o v , potrebné n a úplné p o c h o p e n i e celej 

práce. Následne b o l popísaný vývo j v o b l a s t i neuroevolúcie s p o l u s j e h o najaktuálnejšími 

výsledkami. H lavným prínosom práce b o l návrh a implementácia f r a m e w o r k u určeného n a 

automatizáciu návrhu architektúr konvolučných neurónových sietí. F r a m e w o r k pozostáva 

z d v o c h základných k o m p o n e n t o v : modifikovaného evolučného a l g o r i t m u a obálky n a prácu 

s C N N knižnicou. Evolučný a l g o r i t m u s využíva špeciálne navrhnuté evolučné operátory m u 

tácie a kríženia slúžiace n a prehľadávanie stavového p r i e s t o r u . T a k i s t o b o l i predstavené nové 

metódy se lekc ie preživších, a t o p o m o c o u rozdeľovania do d r u h o v n a základe spoločných 

vlastností. 

Všetky spomenuté princípy b o l i experimentálne vyhodnotené n a d a t a s e t o c h M N I S T a 

C I F A R 1 0 - v o d b o r n e j l iteratúre d o b r e spracovaných úlohách klasifikácie o b r a z u . D o s i a 

hnuté výsledky potvrdzujú potenciál neuroevolúcie hľadať úspešné a p o m e r n e efektívne k o n -

volučné neurónové s iete . Najlepšia sieť nájdená evolučným a l g o r i t m o m n a da tase t e M N I S T 

d o s i a h l a presnosť 9 9 , 3 6 % , zatiaľ čo najlepšia architektúra n a da tase t e C I F A R 1 0 d o s i a h l a 

presnosť 7 3 , 0 5 % . Úspešnosť navrhnutých evolučných operátorov a m e c h a n i z m o v b o l a expe 

rimentálne overená. O b a operátory s a ukázali byť p o m e r n e prospešné v hľadaní úspešných 

architektúr C N N . Navrhnuté m e c h a n i z m y rozdeľovania do d r u h o v s a zdajú byť efektívne 

najmä p r i väčších d a t a s e t o c h , a k o j e napríklad C I F A R 1 0 . P r i da tase t e M N I S T i c h v p l y v 

n ie j e t a k výrazný. 

V práci b o l tiež predstavený inovatívny spôsob optimalizácie (z pohľadu počtu p a r a m e t 

rov výslednej siete) v o p r e d definovaných architektúr C N N p o m o c o u evolučného a l g o r i t m u . 

Základom take j t o optimalizácie j e z a h r n u t i e počtu p a r a m e t r o v - t . j . naučených váh a b i a -

sov - do ce lkove j fitness h o d n o t y j e d i n c a . V rámci e x p e r i m e n t u , ktorého úlohou b o l o overiť 

účinnosť E A v optimalizácii p a r a m e t r o v , b o l a počiatočná populácia inicializovaná v o p r e d 

d e f i no vanou sieťou. Úlohou evolučného a l g o r i t m u b o l o p o t o m nájsť z pohľadu počtu p a 

r a m e t r o v efektívnejšie v a r i a n t y inicializačnej s iete be z veľkej s t r a t y p r e s n o s t i . Pr iemerná 

r e d u k c i a počtu p a r a m e t r o v z p i a t i c h evolučných b e h o v d o s a h o v a l a až 9 0 , 1 5 % z a s t r a t u 

p r e s n o s t i l en 0,32 percentuálneho b o d u . 

Možné pokračovania práce spočívajú v hľadaní optimálnej konfigurácie f r a m e w o r k u n a 

o d h a l e n i e plného potenciálu riešenia implementovaného v rámci t e j to práce. N a nájde-
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nie takéhoto n a s t a v e n i a j e nutné ďalšie empirické l aden i e p a r a m e t r o v p o m o c o u mnohých 

ďalších komplexných experimentálnych p r i e b e h o v . Nevýhodou je však vysoká výpočtová 

náročnosť, ktorá j e spoločnou vlastnosťou väčšiny neuroevolučných prístupov. Nové e x p e r i 

m e n t y s i t e d a vyžadujú veľké množstvo výpočtových p r o s t r i e d k o v . Možným pokračovaním 

te j to práce t e d a môže byť aj rozširovanie a l ebo návrh nových techník n a zrýchlenie evoluč

ného p r o c e s u . Nová f u n k c i o n a l i t a v rámci evolučných operátorov, ako napríklad reziduálne 

spo j en i a , môže zase pomôcť v unikaní z lokálneho m a x i m a a prehľadávaní hlbších a k o m 

plexnejších architektúr. 
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Príloha A 

Obsah priloženého pamäťového 
média 

Pamäťové médium priložené k te j to práci obsahu je všetky zdrojové kódy implementované 

v rámci te j to práce, potrebné knižnice a t en to t e x t s p o l u s j eho zdrojovými súbormi. 

O b s a h média j e nasledovný: 

• Text/ - t e x t t e j t o práce 

— badan.pdf - t e x t práce vo formáte p d f 

— latex-src/ - zdrojové kódy práce v l a t e x u 

• Src/ - zdrojové kódy práce 

— evolve/ - vlastné zdrojové kódy f r a m e w o r k u implementovaného v rámci t e j to 

práce 

— tiny-dnn/ - knižnica T i n y D N N 

— README. md - stručný manuál k p r e k l a d u a s p u s t e n i u implementovaného riešenia 

• results.ods - všetky namerané výsledky 
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