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Abstrakt

Cilem této prace je vytvorit mobilni aplikaci k deskové hie Nemesis ur¢enou na systém
Android, kterd umozni uzivateli zjistit informace o hernich komponentech pti hie. Prace se
skldda ze dvou hlavnich ¢asti, prvni je model vytvoreny za pomoci knihovny Tensorflow,
ktery zajistuje detekci téchto komponent. Druhou je pak samotné aplikace, ktera dostava
vysledky od drive zminéného modelu a zobrazuje vysledné informace uzivateli. Toto usnad-
nuje uzivateli hru a pomaha ji i urychlit. Vysledny systém je mozné modifikovat, tak aby
byla aplikace vyuzitelna i pro jiné hry.

Abstract

The aim of this thesis is to create a mobile application for the board game Nemesis designed
for the Android system, which will allow the user to find out information about the game
components during the game. The solution consists of two main parts the first is a model
created with the help of the Tensorflow library, which is responsible for the detection of
these components. The second is the application itself, which receives results from the model
and displays the resulting information to the user. This makes the game easier for the user
and helps to speed it up. The resulting system can be modified so that the application can
be used for other games.
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Kapitola 1

Uvod

Klasické deskové hry se i pres technologicky pokrok a snahu o jejich digitalizaci stédle tési
velké oblibé. Dtkazem toho jsou napriklad lokalné poradané turnaje ve hrach, jako na-
priklad Scythe nebo Carcassonne. Déale je mozné prohlédnout statistiky vlastnictvi desko-
vich her na strance BoardGameGeek', kterd je jednim z hlavnich center zdroji informaci
pro vsechny hrace. Zde se asi zcela jisté nenachazi celkovy pocet vSech vlastnénych her,
ale i presto tato ¢isla nejsou zanedbatelna. Aktualné je nejpopularnéjsi deskova hra Pande-
mic?, kterd mé zaregistrovanych piiblizné 170 tisic vlastnénych kopii.

Vyhodou deskovych her je skute¢nost, ze je miaze hrat témér kdokoliv. OvSem existuji
ruzné urovné naroc¢nosti a nékteré tituly tedy predstavuji daleko komplexnéjsi situace. Toto
byva vétsinou doplnéno velkym poctem ruznych dilku a karet. Pravidla téchto tituli se pak
obecné pohybuji v ramci desitek stran, coz pro zac¢inajici hrace neni viibec optimélni. Pro ty
to znamena, ze pokud si danou hru chtéji zahrat, musi vénovat znacéné usili studiu pravidel.
Pokud eventualné k samotné hie dojde, nebude pravdépodobné herni zazitek zcela optimalni
a standardni herni doba bude znac¢né prodlouzena. Tento prospekt pak jisté odradi hrace,
kterym se za timto tcelem nechce toto usili vydavat.

Herni doba téchto slozitéjsich her je vétsinou urcena podle poc¢tu piitomnych hracu.
Mize se tedy jednat o par hodin nebo v extrémnich piipadech i o nékolik dni, pokud
neni mozné hru dohrat za jedno sezeni. Af uz jde tedy o herni zazitek, prvni dojem nebo
dobu hrani, je zbytectné prodluzovani nezddouci. VSe zminéné je tedy jistou motivaci pro
tviarce hry, aby hraci co nejvice zjednodusili jeji porozumeéni a prisli s feSenim, jak pravidla
efektivné vysvétlit.

Resenich tohoto problému jiZ existuje mnoho, nékteré hry maji pro tento ti¢el vytvorené
zmenseniny pravidel, kde se vyskytuji nejcastéji vyuzivana pravidla. U jinych si takovou
pomoc musi hra¢ vytvorit saém predem nebo sdhnout po zdrojich vytvorenych komunitou.
Pro nékteré hry jsou vytvoreny i mobilni aplikace, které pomahaji s pravidly nebo v jiném
aspektu hry, napiiklad prfi pocitani bod.

Tato Teseni maji své vyhody i nevyhody, napriklad pomocné karty nebo sumarizace na-
vodu zabiraji misto navic. U nékterych her toto muze byt problémem, zejména u mensich
stoli nebo jinych hracich ploch. Vyhodou mobilni aplikace je, ze ma stejné nebo i vétsi be-
nefity a zabird daleko méné mista nez ostatni feseni. Navic chytré mobilni telefony v dnesni
dobé vlastni velké ¢ast populace, a tak jedinymi limitujicimi faktory jsou v tomto pripadeé
samotna existence aplikace a operac¢ni systém, pro ktery je vytvorena. S ohledem na to,

"https://boardgamegeek.com/browse/boardgame?sort=numowned&sortdir=desc
*https://boardgamegeek.com/boardgame/30549/pandemic



e je v ramci mobilnich telefonti nejvice zastoupen operaéni systém Android®, bude se tato
prace vénovat pravé jemu.

V nésledujici kapitole 2 bude popsdana samotna deskova hra Nemesis, na kterou se bude
prace zamérovat. Dale bude v kapitole 3 popsana problematika zpracovani snimkua za po-
moci neuronovych siti a prizptisobeni vyslednych modelt pro mobilni zatizeni. Kapitola 4
se bude vénovat datovym sadam, jejich generovani a rozdéleni do dil¢ich sad. Popsan bude
i ndvrh celého systému v kapitole 5. Struktura modelu, ktery zajistuje rozpoznani kompo-
nent ve snimku, bude popsana v kapitole 6. Kapitola 7 je vénovana aplikaci pro zarizeni
Android, jeji strukture a zptisobu vyhodnocovani vysledki. V posledni kapitole 8 se nachazi
analyza vysledkid, popsani vzniklych chyb a jejich pficin.

3https://www.businessofapps.com/data/android-statistics/
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Kapitola 2

Deskova hra Nemesis

Stolni hra Nemesis je zasazena do sci-fi prostiedi celosvétové zndmého filmu Alien' (Ve-
tielec) z roku 1979. Byla vytvofena polskym autorem Adamem Kwapinskim, po velice
uspésném Kickstarteru v roce 2018. Pozadovana suma penéz byla béhem nékolika dnt pre-
sazena a diky tomu vyslo nékolik rozsifeni béhem minulych let na soucasnych t¥inact. Hra
byla nominovana a ziskala nékolik ocenéni, coz je odrazeno i v uzivatelském hodnoceni,
které dosahuje 8.4 z 10 bodt a fadi se tim aktudlné na sedmnéctou pricku v zebticku vsech
deskovych her. Na nasledujicim obrazku 2.1 je mozné vidét, jak tato hra vypada.

Obrazek 2.1: Herni situace 2z deskové hry Nemesis. Pfevzato z: https:
//boardgamegeek.com/image/44056998/nemesis

2.1 Popis hry

Hraci se probouzi z kryospanku na lodi Nemesis, ktera se, jak zahy zjisti, hemzi{ mimozem-
skymi vetrelci. Kazdy z hraca hraje za rozdilny charakter, at uz jde o vojaka, ktery ma jako
jeden z mala vybaveni, aby se mohl vetfelcim postavit, mechanika, ktery se snazi udrzet
lod pohromadé opravovanim mistnosti nebo védce, ktery se snazi odhalit slabiny vetielct
a uleh¢it tim tak vSem zivot. Kazdy z téchto charaktert se tedy velice lisi jak ve svém
vybaveni, které maji k dispozici, tak ve svych schopnostech. Pro kazdého hrace je cilem
prezit, ale také splnit jeden ze svych dvou tajnych tkolid, které kazdy dostane na zacatku
hry.

"https://www.csfd.cz/film/8265-vetrelec/prehled/
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Jedna se o ¢astecné kooperativni hru, hraci tedy mohou spolupracovat a spoleéné se
snazit prekonat rtizné prekazky nebo si naopak skodit a snazit se jeden druhého dostat do
problému. Hra je designovand tak, aby co nejvice odpovidala realité, v jaké se charaktery
ocitly i ve filmu a neodpousti tedy sebemensi chyby. Navic, at uz se hraci nachazi v sebelepsi
situaci, nemusi byt dosazeno vitézstvi ani jednim z nich.

2.2 Popis hernich komponent

Hra se sklada z velkého poctu komponent, které mizeme rozdélit do téchto kategorii:
o Karty
e Mistnosti
e Zmacky a zetony
o Figurky
e Ostatni

Karet je ve hie velké mnozstvi a zaroven se vétsina z nich lisi, at uz jsou specifické pro
dany charakter nebo napiiklad popisuji zranéni, které charakter utrzil. Popisy karet jsou
vSak dostateéné podrobné a omezeni jejich pouziti jsou dobfe zfetelné, neni tedy potreba
je nikterak resit. Toto plati i pro komponenty z kategorie ostatni.

V pripadé hexagonil mistnost{ je ale situace jina. Ty jsou sice lehce rozlisitelné a obsa-
huji struény popis, jakou funkci zajistuji, avsak tento je pro plné pochopeni, k ¢emu dana
mistnost slouzi, nedostate¢ny. Toto bude tedy jedna z cilovych kategorii aplikace.

Znacky a zetony budou také rozeznavany v ramci aplikace. Tyto komponenty nemaji
zadné popisky, hraci si tedy musi pamatovat jejich vyuziti. Zaroven také mohou ovliviiovat
stav mistnosti a pocet akci, které ma hrac k dispozici.

ggg GENERATOR ja§

3 lnitiate/stop )

/
=%/ selfDestruct

Obrazek 2.2: Zahrnuté kategorie — Hexagon mistnosti, Zeton ¢lena posadky a znacka ohné.

Figurky hrac¢t a vetfelct jsou dobfe rozeznatelné a nejevi se jako problém. Pripadu,
kde by se dala pomoc aplikace vyuzit sice nékolik existuje, ale zabihala uz do uplnych
zékladt hry a lepsim Fesenim by v tomto ptipadé byla spise konzultace fyzickych pravidel.



Figurky také dosahuji vysky nékolika centimetru, a hlavné, v pripadé vetrelct, jsou schopni
zakryt velkou Cast mistnosti a zaroven i nékteré mensi znacky. Toto by predstavovalo pro
aplikaci situaci, kde by nemohla rozpoznat nékteré komponenty. Ze zminénych davodi tedy
nebudou figurky zahrnuty. VSechny zahrnuté kategorie jsou vyobrazeny na snimku 2.2.

2.3 Existujici pomocna aplikace

Pro hru Nemesis jiz existuje oficidlni pomocnd mobilni aplikace, kterd je dostupna jak
na zafizenich Android?, tak I0S®. Avsak zaméfuje se na automatizaci nékterych ¢asti hry,
aby timto zptsobem urychlila hru a usettila misto na stole. Vyvoj aplikace je pravdépodobné
ukoncen, protoze posledni verze byla vydana v lednu 2021. Zfejmé tedy nehrozi scénar, ze
by byla vydana verze, kterd by se zabyvala stejnou oblasti jako tato prace. Aktualné se
jednd o jedinou mobilni aplikaci, kterd se hrou zabyva.

*https://play.google.com/store/apps/details?id=com.AwakenRealms Nemesis
Shttps://apps.apple.com/us/app/id1517768907
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Kapitola 3

Zpracovani obrazu pomoci
neuronovych siti

Zdrojem informaci pro tuto a nésledujici kapitolu byly: [17, 11, 6].

Rozpoznani a kategorizovani rtznych objektti v ramci bézného zivota se pro clovéka
miize jevit jako velice trividlni dloha, nad kterou vétsinou nemusi ani prilis premyslet. Lidé
totiz maji v hlavé superpocita¢ v podobé mozku, ktery se postupné v prubéhu nékolika sto-
vek miliéni let pro tuto ¢innost adaptoval. Mozek obsahuje miliény neuronti, které jsou mezi
sebou ruzné propojené a které mimo jiné dovoluji ¢lovéku zpracovat obraz a identifikovat
v ném nachézejici se objekty. Pokud ¢lovék znalosti o daném problému jesté nedisponuje,
pak pro jeji nabyti ve vétsiné pripadi sta¢i pomérné malé mnozstvi instanci, ve kterych se
s timto problémem setka. Zde mohou slouzit jako piiklad pravé deskové hry. Pokud hrac
danou hru nezna, nejspise je prvni hru ponékud zmateny, ve druhé za¢ne vyuzivat nékteré
zakladni strategie a v néasledujicich hrach uz pravdépodobné bude podobné zbéhly jako
ostatni hraci.

Avsak v pripadé programu je tato identifikace kategorii, nachazejicich se v obraze, velice
odlisna. Obraz je totiz vniman jako matice pixelt. Pro cel jejtho zpracovani je sice mozné
uréit rizna pravidla, aby se pozadovaného vysledku dosahlo, naptiklad uréit, jaky vzhled
dana komponenta ma nebo jakého je tvaru. Takovy pfistup vSak neni mozné vyuzit, pokud
je dand komponenta piekrytd nebo pokud je ovlivnéna jinymi rusivymi jevy. Tento pro-
blém pomaéhaji fesit neuronové sité, které jsou jednim z modeli strojového uceni. Ty maji
schopnost naucit se riuzné rysy dat, které jim pomohou pri rozpoznavani danych objektu.
Zminény proces uc¢eni pak probiha v epochéch, kdy je v idedlnim pripadé program po kazdé
dokoncené epose uspésnéjsi, podobné jako Clovek v pripadé deskovych her.

Za zminku stoji také jiz delsi dobu probihajici vyvoj hybridnich her s cilem propojit
deskové a pocitacové hry. Protoze se mladsi generace méné socializuji a nahrazuji skupinové
hrani deskovych her spise osamocenym hranim pocitac¢ovych her, je tato kombinace moznym
feSenim tohoto problému. Dulezitym aspektem je to, Zze pokud néktery z hracu rozsirené
reality vyuzit nechce, tak nemusi. Hlavnim tcelem je udélat hru zajimavéjsi pro vétsi pocet
hrac¢a. Tento efekt byl testovan na hie Small Star Empires a ukézal se jako tspésny [19].

Dalsimi priklady mohou byt napiiklad rozsifend realita pro hru Monopoly [16], ktera
umoznuje pridavat virtualni elementy a transformovat figurky hraca nebo hra False Pro-
phets, ve které je kombinovana projekce verejnych informaci a zobrazeni soukromych infor-
maci na mobilnich zafizenich. Cilem je opét maximalizovat socidlni interakci a udélat hru
zajimavejsi [15].



Mozné je zminit i dalsi existujici mobilni aplikace, které pomoci neuronovych siti a tech-
nik zpracovani obrazu pocitacového vidéni, umoznuji uzivateli naptiklad nacist rozlozeni
¢isel ve hie Sudoku. Toto rozlozeni je nac¢itano pfimo z novin a nasledné umoznuje uzivateli
tuto hru dohrat na mobilnim zafizeni [14].

3.1 Konvolu¢ni neuronové sité

Tento typ neuronovych siti se specializuje na zpracovani dat, které jsou rozlozeny v miizce,
v tomto pripadé jde tedy o obrazky. Jde o efektivnéjsi a ispésnéjsi pristup nez u predchozich
neuronovych siti, které obsahovaly pouze plné propojené vrstvy. Téchto vysledku dosahuje
za vyuziti G¢innéjsich konvolu¢nich a pooling (shromazdujicich) vrstev.

Konvoluéni vrstvy vyuzivaji lokalnich receptivnich poli, které podle velikosti kernelu
propojuji uréitou oblast, napriklad 3x3, do pouhého jednoho neuronu. Timto redukuji velké
mnozstvi propojeni v ramci sité. Déale se vrstvy skladaji z urc¢itého poc¢tu map, podle zvo-
leného poctu filtri. Jedna se vlastné o rtizné verze daného snimku. Piikladem muze byt
klasicky barevny snimek, ktery se sklada ze tri barevnych map. Na vSechny tyto verze je
nasledné aplikovan urcity filtr, ktery z obrazku extrahuje jeden specificky typ rysu. Miuze se
jednat napiiklad o detekci svislych hran. Vyhodou je, ze pro filtr neni dilezité, kde presné
ve snimku se tyto rysy nachazi. Znamena to tedy, Ze pokud se objekt v obrdzku pohne na
jiné misto, budou stale detekovany stejné rysy a budou vyvozeny stejné vysledky.

fc_3 fc_4
Fully-Connected Fully-Connected
Neural Network Neural Network
Conv_1 Conv_2 RelLU activation
Convolution Convolution A /—M
5 X 5) kerr)el Max-Pooling (5 X 5) kerr.1el Max-Pooling (with
valid padding (2x2) valid padding (2x2)

—/"&F dropout)

INPUT nl channels nl channels n2 channels n2 channels || : -
(28x28x1) (24x24xn1) (12x12xn1) (8x8xn2) jplesionng] ’/ OUTPUT
n3 units

Obrazek 3.1: Priklad typické architektury konvoluéni neuronové sité. Prevzato z: https:
//towardsdatascience.com/a-comprehensive-guide-to-convolutional-neural-
networks-the-elib-way-3bd2b1164a53

Pooling vrstvy pak tyto informace o rysech zjednodusuji a v ptipadé pouzité maxpooling
dva, zmensuje rozliseni obrazku na polovinu, ¢imz také pomaha redukovat pocet nutnych
propojeni.

Cela tato architektura je obecné zakoncena urcitym poctem plné propojenych vrstev,
véetné vrstvy vystupni, podobné jako na tomto obrizku 3.1. Zde je pritomné stile velké



mnozstvi propojeni, avsak je daleko mensi, nez diive a to hlavné diky zminénym pooling
vrstvam.

3.2 Predzpracovani dat

Pro optimalni funkénost modelu je potfeba provést nékolik operaci se vstupnimi daty. Vzhle-
dem k tomu, Ze model pracuje se snimky dané velikosti, je nutné vSechna tato vstupni data
skalovat na pozadovanou velikost, pokud se v tomto rozliseni jiz nenachéazi. Dalsi nutnou
operaci je normalizace vstupnich snimk maximalni hodnotou pixelu 255. Toto normalizuje
hodnoty pixeld do rozmezi nula az jedna. Pokud by tento krok nebyl proveden, mohlo by
dojit k tomu, ze by se model naucil zbyteéné velké vahy, coz by vedlo k nizké stabilité
a horsim vysledkum [9]. Touto akci se zaroven predejde moznosti vyskytu explodujiciho
gradientu, ktery by trénovani zpomalil nebo zcela znemoznil [18].

3.3 Aktivacéni funkce

V ramci modelu je konvoluénim a plné propojenym vrstvam pritazena urcitd aktivacéni
funkce. Tato, jak jiz nazev napovidd, urcuje, kdy je neuron aktivovany a jakych hodnot vy-
stup dosahuje. Vstupni hodnoty pro tyto funkce jsou ziskany z predeslé vrstvy a upraveny
vahou, kterd je na propojeni pfitomna. Diive byly pro tento tcel vyuzivany funkce sigmoid
a pozdéji tanh. Jak se ale nasledné ukazalo, nebyly vhodné pro pouziti v hlubsich sitich,
kvili problému mizicitho gradientu a jejich snadné saturaci. Z téchto divodu je dnes na-
hradila velice ¢asto vyuzivana funkce ReLU nebo néktera z jejich upravenych variant, které
fesi nékteré z jejich nedostatki [8]. I presto, Ze tato funkce neni naprosto dokonald, jak
naznacuji ruazné verze, pomahé pri tvoreni hlubsich neuronovych siti.

Vystupni vrstva je v tomto ohledu velice specificka, protoze urcuje vysledky, ke kterym
model dospél. Pocet neuronti, ktery tato vrstva obsahuje, je rozdilny, podle specifického
ucelu. Zde bude bran v potaz pristup, kdy je pro kazdou z kategorii urcen jeden vystupni
neuron. V tomto pripadé hraje velice dulezitou roli, k jakému tucelu je model vytvoren.

Pokud ma urcit, zda se ve snimku nachéazi pravé jedna kategorie z vice jak dvou moz-
nych, bude se jednat o klasifikaci vice tiid (multiclass classification). Pro tento tcel se
vyuzije funkce softmax. Ta prifadi kazdému z vystupnich neuroni pravdépodobnost, Ze
se ve snimku nachazi. Pravdépodobnost vSech kategorii se v souc¢tu rovna jedné, coz neni
pouzitelné pro pripad, kdy se pozaduje, aby byla detekovana vice nez jedna kategorie.

Pro ptipad, kdy je treba detekovat vice kategorii v ramci jednoho snimku, je tfeba
vyuzit klasifikace s vice znackami (multilabel classification). Pro tento tcel je vyuzito funkce
sigmoid [10]. P¥i jejim pouziti je kazdému neuronu pfifazena vzajemné nezavisla hodnota,
zda se ve snimku nachazi ¢i nikoliv.

3.4 Problémy generalizace modelu

Hlavnim cilem trénovani modelu je, aby byl schopny pracovat s daty, ktera doposud nevidél
a dosahoval spravnych vysledku. Této schopnosti modelu, jak dobfe je schopny pracovat
s novymi daty, se fikd generalizace. Pokud model dosahuje Spatnych vysledkd, je mozné,
ze dochazi k jednomu ze dvou fenoménii, které generalizaci mohou ovlivnit. Témito situa-
cemi jsou pretrénovani (overfitting) nebo neschopnost nauceni se (underfitting). Porovnani
nasledného chovani modelu v disledku téchto chyb je mozné vidét na obrazku 3.2.
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Obrazek 3.2: Porovnani funkcionality modeli s vhodnou a nevhodnou kapacitou. Pre-
vzato z: https://medium.com/greyatom/what-is-underfitting-and-overfitting-in-
machine-learning-and-how-to-deal-with-it-6803a989c76

Vyskyt pretrénovani je mozné odhalit pomoci valida¢ni sady, na které ma model zna-
telné horsi Gspésnost nez na té trénovaci. Toto znamenad, ze je kapacita modelu prilis velka
a je schopny si zapamatovat rysy trénovaci sady, které se vsak nedaji pouzit pti validaci. Ne-
schopnost nauceni se je pak uplnym opakem, model mé v této situaci prilis malou kapacitu
a neni schopny zachytit rysy z trénovaci sady.

Resen{ téchto problémii se nabizi mnoho, miize napiiklad sta¢it zména hyperparametri
modelu, tak aby kapacita modelu odpovidala nebo se blizila té pozadované. V nékterych
pripadech vsak toto nestaci a je tfeba zménit samotnou architekturu modelu. Cilem tohoto
asili je také dosahnuti stejné kapacity, jako je pro feSeny problém potieba, protoze jen tehdy
bude model dosahovat nejlepsich moznych vysledk.

Jako urcité zmirnéni efektu pretrénovani je mozné v ramci modelu vyuzit regularizace
v podobé dropout vrstvy. Ta pri kazdé trénovaci epose zanedbd urc¢ité procento vstupu, aby
pro model nebylo mozné zapamatovat si vSechny rysy dat. Alternativné je pro tento tcel
mozné vyuzit L2 a L1 regularizace, které omezi méné dulezité rysy dat, aby se je model
neucil. Pfi pouzivani téchto regulariza¢nich metod je vsak dulezité zvolit vhodné hodnoty,
protoze v opa¢ném pripadé muze dojit k tomu, Ze se model nebude schopen nic naucit.

Dalsi pri¢inou pretrénovani muze byt prilis velky pocet trénovacich epoch, kdy model
dosahuje stéle lepsich vysledkd na trénovaci sadé, ale ¢im dél horsich vysledki na validacni
sadé. Duvodem pro tento trend je skutecnost, ze si model zapamatovava zbytecéné rysy z tré-
novacich dat, které s danym problémem primo nesouvisi a nejsou pritomné ve validacnich
datech.

Castym feSenim je v tomto pifpadé vyuziti praktiky, které se ¥ika early stopping (brzké
zastaveni trénovani). V prubéhu trénovani se ukladaji verze modelu, pii kterych dosahoval
nejlepsich vysledkti. Pokud po urcitém poctu probéhlych epoch model nezlepsi nejlepsi
vysledek, je trénovani zastaveno a je pouzita verze, kterda dosahovala nejlepsiho vysledku.
Graf ukazujici efekt této techniky je mozné vidét na obrazku 3.3.
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Obrazek 3.3: Efekt early stoppingu na vysledek trénovani. Po dosazeni zvyraznéného bodu
je trénovani zastaveno a je pouzit nejlepsi dosazeny vysledek modelu. Pokud by toto ne-
bylo provedeno, doslo by k pretrénovani, jak je vidét na zhorsujici se Cervené kiivce. Pre-
vzato z: https://guopai.github.io/ml-blogl8.html

I pfes vSsechna mozna feSeni téchto problémii, které mohou nastat, je nutné pamatovat,
ze nejjednodussim reSenim miize obc¢as byt uprava datové sady. Problémy mohou byt ¢asto
zpusobené néjakym nedopatifenim, a proto pokud model nepracuje podle o¢ekavani, je dobré
provést kontrolu, zda sada odpovida pravidlim popsanym v kapitole 4. Pokud zadny takovy
problém neexistuje, ani tak nemusi byt vétsi mnozstvi dat ke skodé, protoze vétsi mnozstvi
relevantnich dat mtze modelu jen pomoci. Zaroven je vSak nutné dbat na ¢asové pozadavky,
které jsou od procesu trénovani o¢ekavany.

3.5 Vyhodnocovani tspésnosti

P1i trénovani se model snazi dosahnout co nejlepsiho vysledku, tento vysledek se nazyva
ztrata a je ziskan ztratovou funkci. Ta nasledné urcuje, jak moc se model ve svych predpo-
védich mylil. Nejlepsim vysledkem je v tomto pripadé jeji minimalizovani. Ztratové funkce
se vybiraji podle toho, k jakému tcelu ma model slouzit. Naptiklad pro tcely klasifikace
obrazku jako jedné kategorie, kde je mozné ho zatradit do vice nez dvou, je mozné vyu-
zit kategorickou ztratovou funkci. Toto je ¢asto spojeno s pouzitim vystupni vrstvy, ktera
obsahuje aktiva¢ni funkci softmax, pro zisk pravdépodobnosti vyskytu.

Pokud je vsak potfeba rozeznat téchto kategorii vice v ramci jednoho snimku, je da-
leko vhodnéjsi uziti bindrni ztratové funkce. Zde je vyuzivana funkce sigmoid a model
urcuje, zda se kategorie v obrazku nachazi ¢i nikoliv. Pro tento pripad je vsak obtizné urcit
uspésnost modelu. Vysledky trénovani mohou vypadat velice dobre, avSak muze napriklad
dochéazet k situacim, kdy ma model uré¢it jednu ze tii kategorii jako piitomnou a namisto
toho urci vSechny. Vysledek bude i presto velice pozitivni. Namisto standardnich metrik je
zde nutné sledovat piesnost (precision) a uplnost (recall) [13]. Pfesnost urcuje, kolik z na-
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lezenych kategorii bylo urceno spravné a tplnost vyhodnocuje, kolik z hledanych kategorii
bylo nalezeno.

3.6 Optimalizace modelil pro mobilni zarizeni

Modely neuronovych siti dosahuji vysoké vypocetni ndrocCnosti, zabiraji velké mnozstvi
paméti a spotfebovavaji vyssi mnozstvi energie. Existuje tedy nékolik metod pro zlepseni
téchto aspektl na mobilnich a okrajovych zafizenich, které nedisponuji dostateéné velkou
vypocetni silou nebo vydrzi baterie. Pro tento cel jsou vyuzivany techniky kvantizace
(quantization), redukce zbyte¢nych propojeni rdmci modelu (pruning) a shlukovéni vah
(weight clustering) [1].

Kvantizaci 1ze rozdélit na dva typy, quantization aware training (trénovani s ohledem
na kvantizaci) a post-training quantization (kvantizace po dokonceni trénovani). Pfi obou
pristupech je vytrénovany model kvantizovan a datovy typ parametrd je zménén z Float
na Int. Pfesnost téchto parametru je tedy vyrazné snizena. V pripadé quantization aware
training je tato akce nasledovana pretrénovanim modelu v tomto stavu, aby ziskal zpét svoji
spravnost. Tato akce neni provedena v ramci jednodussi post-training quantization, ¢imz
miize dochazet k horsim vysledktm.

V obou pripadech muze optimalizovany model dosahovat az ¢tvrtinové velikosti s néko-
likandsobnym zrychlenim oproti tomu neoptimalizovanému. Obecné dojde k urcité ztraté
spravnosti modelu, kterd byva pro kazdy model specificka. Toto snizeni je vsak vétsinou
v zanedbatelnych mezich, jak je vidét na nasledujicim obrazku 3.4. Zaroven je také vidét
lepsi vykon a spravnost modelu, které byly trénovany s ohledem na kvantizaci [3, 2].

Top-1 Top-1 Latency

Lat

Top-1 Accuracy Accuracy Latency (Post (gu::]:?rzation Size Size
Model Accuracy  (Post (Quantization (Original)  Training Aware (Original)  (Optimized)

(Original)  Training Aware (ms) Quantized) ] (MB) (MBE)

Quantized)  Training) (ms) 9

Mobilenet-v1-  0.709 0.657 0.70 124 112 64 16.9 43
1-224
Mobilenet-v2-  0.719 0.637 0.709 89 28 54 14 3.6
1-224
Inception_v3 0.78 0.772 0.775 1130 845 543 95.7 239
Resnet_v2_101 0.770 0.768 N/A 3973 2868 N/A 178.3 449

Obrazek 3.4: Porovnani optimalizovanych a neoptimalizovanych modeld pfi vyuziti
knihovny TensorFlow. Z tabulky je jasné vidét lepsi vysledny vykon a spravnost modelu pti
vyuziti quantization aware training, oproti jednodussimu post-training quantization. Pre-
vzato z: https://www.tensorflow.org/lite/performance/model_optimization

Dalsim zptsobem, jak zmensit velikost modelu a zrychlit jeho inferenci, je redukce méné
vyznamnych propojeni v ramci neuronové sité. Tohoto je mozné dosdhnout redukovanim
nékterych vah na nulovou hodnotu nebo tUplnym odstranénim nékterych neuroni. Obecné
jde vsak o odstranovani nepotiebnych parametri a uzli, které nemaji vliv na vyslednou
spravnost modelu. Vahy, které jsou vynulovany, byvaji vétsinou uz blizko samotné nule,
a tak nemaji vlastné zadny efekt na vykon modelu. Podobné je tomu u odstranénych neu-
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ront, které v tomto pripadé nabyvaji také hodnot blizkych nule, ¢imz nemaji vliv na jeho
funkcionalitu [7, 4].

Pro zlepseni komprese modelu je také mozné vyuzit shlukovani vah. Za timto ucelem
se vyuziva k-means shlukovani. Toto zajistuje, ze vSechny vahy, které spadaji do stejného
shluku, budou sdilet stejnou vahu. Aby bylo tohoto vysledku dosazeno, je tieba urcit cent-
ralni body, kolem kterych se budou tyto vahy shlukovat. Je mozné vyuzit nahodné iniciali-
zace, linedrniho rozdéleni nebo napiiklad rozdéleni podle ¢éetnosti vyskytu dané vahy [12, 5].
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Kapitola 4

Datova sada

Pro trénovani jakéhokoliv modelu jsou potfeba data popisujici dany problém, ta jsou poté
shromazdovana do datovych sad. Pti kazdé tvorbé nové sady, kterd ma byt vyuzita pti
trénovani nebo testovani modelu, je potreba zajistit téchto nékolik véci:

¢ Data jsou relevantni k problému, ktery se model snazi naucit.
e Vsechna data jsou spravné kategorizovana.
e Dat je dostatecné mnozstvi a nejsou jednotvarna.

Pokud nékteré z téchto kritérii neni splnéno, nebo je splnéno jen ¢astec¢né, mize to mit za
nasledek hure pracujici model. Data sice nemusi byt vyvazena, coz je situace, kdy je snimku
jedné kategorie vétsi mnozstvi nez ostatnich. Zde je pak ale nutné pritadit kategoriim
s mensim vyskytem pii trénovani vétsi vahu, aby méla na proces uceni vétsi efekt nez data,
kterych je vétsi pocet.

4.1 Generovani a augmentace dat

Pokud je cilem vytvoreni robustniho modelu, je potfeba velké mnozstvi relevantnich dat.
Cim vice jich bude k dispozici, tim lepsich vysledki bude pravdépodobné dosazeno. Ziskani
vétsitho poctu dat je mozné vice zptusoby, napriklad vyuzitim nékterych hotovych datovych
sad ze sluzeb jako ImageNet!' nebo CIFAR?, kde je k dispozici velké mnozstvi uz kategori-
zovanych snimki. Pokud je ale feseny problém specifictéjsi a neni k dispozici zadny velky
zdroj dat, je vhodné provést augmentaci stavajicich dat, popripadé pokud je to mozné, nova
data generovat.

Augmentace dat je pouzitelna ve vétsiné pripadu, jedna se o urcité pozménéni original-
nich dat. Jde napiiklad o zménu jasu nebo posun obrazku, ¢imz bude jeho ¢ast ofiznuta.
Zména jasu je velice dulezitd pro spravnou funkcionalitu modelu za ruznych svételnych
podminek, pokud nejsou k dispozici relevantni data. Timto zptisobem je mozné ziskat velké
mnozstvi alternativnich dat pro dany model, avsak je nutné augmentaci provadét v rozum-
nych mezich. V opa¢ném piipadé mohou byt data transformovdna na nepouzitelny Sum,
kdy ziskani jakychkoliv ryst neni mozné.

"https://www.image-net.org/
*https://www.cs.toronto.edu/~kriz/cifar.html
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4.2 Rozdéleni datové sady

Pro ucely trénovani modelu je vhodné datovou sadu rozdélit. Zde se ve vyuzivanych pii-
stupech vyskytuji rozdily, do kolika sad je vhodné data délit. Ve vsech pripadech existuje
hlavni trénovaci sada. Zde pritomna data jsou vyuzita modelem pro nauceni jejich hlavnich
ryst. Tuto sadu je velice vhodné augmentovat a pri kazdé epose zamichat, aby bylo do-
sazeno lepsi generalizace. Nékteré pristupy obsahuji fyzicky pouze tuto sadu, ktera je pak
v ramci trénovani rozdélena na trénovaci a validac¢ni.

Validacni sada je tedy také pritomna ve vSech pristupech, i kdyz ne vzdy je ziskdna stej-
nym zpusobem. Tato sada slouzi, jak bylo drive zminéno, jako kontrola, zda model spravneé
generalizuje a nedochazi naptiklad k pretrénovani. K této sadé nemda model ptistup, a tak
slouzi ¢isté jen pro jeho zhodnoceni. Problém tohoto pristupu, kde chybi testovaci datova
sada, ale tkvi ve faktu, ze tvirce modelu, pfi snaze zlepsit vykon modelu na valida¢ni sadé,
méni jeho parametry, aby logicky dosahl co nejlepsich vysledki. To vSak muze byt proble-
matické ve chvili, kdy dojde v disledku téchto zmén k priliSnému prizptsobeni parametra
valida¢ni sadé. Clovék tedy provede vlastni pretrénovani na valida¢ni sadé. Aby se tomuto
predeslo, je doporucené mit jesté dodatec¢nou testovaci sadu.

Jedna se tedy vlastné o kontrolu kontroly, avSsak pokud se neprovede, nemusi to mit
dobry dopad na tuspésnost modelu. Vyjimkou je v tomto ohledu valida¢ni sada, na které je
provedena augmentace. V tomto piipadé jsou data pro kazdou epochu pokazdé trochu jina
a neni tedy zdaleka tak snadné jim prizptsobit parametry modelu.

Prvni zminény pristup ma tu vyhodu, Ze pii kazdém novém trénovani je trénovaci
a validac¢ni, popripadé i testovaci sada jina. Zaroven je také velka pravdépodobnost, ze bude
z vétSiny obsahovat jina data, vzhledem k hojné vyuzivanému rozdéleni sad v poméru 80:20
pro trénovaci a validac¢ni nebo 80:10:10 pro vSechny tfi. Stéale je vSak tfeba mit na paméti,
ze pokud existuje Sance vyskytu stejnych nebo podobnych dat v trénovaci a testovaci sadé
soucasné, vysledky trénovani nemusi byt smérodatné. Z tohoto divodu muze byt manualni
rozdéleni dat do sad lepsi volbou.
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Kapitola 5

Navrh systému

Tato ¢ast se bude zabyvat navrhem vsech dil¢ich ¢asti vysledného systému a nastroju, které
pro tento ucel bude mozné vyuzit. Dale bude tieba zajistit, aby tento systém uzivateli
v co nejvetsi mite ulehdil a urychlil orientaci pii hie Nemesis. Vysledny systém se nakonec
bude sklddat ze t¥i hlavnich c¢asti, jak je mozné vidét na schématu 5.1. Témito ¢astmi
jsou aplikace, ktera bude zajistovat interakci s uzivatelem, model, uréeny k rozpoznavani
vybranych komponent a datova sada, ze které bude model ¢erpat pfi trénovacim procesu.

Vysledny
systém

Mobilni aplikace Datova sada

Analyza a
zpracovani
snimku

Zobrazeni Generator dat Predzpracovani Architektura

vysledkd dat E—— Optimalizace

Obrazek 5.1: Schéma navrhovaného systému.

5.1 Model pro detekci komponent hry

V prvni ¢asti bude tfeba vytvorit model, ktery bude schopen kategorizovat vybrané kom-
ponenty hry. Tohoto cile bude dosazeno za vyuziti konvolu¢nich neuronovych siti, které
jsou pro tento ucel velice vhodné. Aby se predeslo zbyte¢nym komplikacim, budou vstupni
data predzpracovana, aby odpovidala rozméram, které model akceptuje a budou normalizo-
vana. V ramci modelu budou pouzity dfive zminéné aktivacni funkce. Pokud bude v ramci
procesu trénovani dochazet k pretrénovani nebo naopak k neschopnosti modelu naucit se
klicové rysy dat, bude vyuzito diive zminénych technik, aby se témto chybam predeslo.
Vysledny model bude testovan a validovan za pomoci vhodnych datovych sad, které budou
odpovidat specifikacim z predeslé kapitoly. Takto vytvoreny model bude optimalizovan, aby
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bylo mozné jeho co nejefektivnéjsi vyuziti na mobilnich zafizenich. Zde bude hlavnim cilem
zajistit co nejvétsi vyslednou rychlost modelu s co nejmensi ztratou.

Vyvoj tohoto modelu bude probihat v programovacim jazyce Python, za vyuziti kniho-
ven Tensorflow a Keras. Tyto knihovny v kombinaci s jazykem Python umoznuji rychlou
a efektivni tvorbu a dpravu modelt. Jedna se tedy o vhodné nastroje pro iterativni vyvoj.
Vyhodou téchto knihoven je také to, Ze stejné jako operacni systém Android, patfi pod
firmu Google, coz zajistuje privétivéjsi moznosti implementace. Zaroven je také nutné vy-
uzit knihovny Tensorflow lite, ktera se specializuje na konverzi a optimalizaci modeli pro
mobilni a ostatni okrajova zafizeni.

5.2 Tvorba datové sady

Druhou ¢asti bude tvorba datové sady, kterd bude pouzita pro trénovani, validaci a ohod-
noceni modelu. Zde bude cilem potidit co nejvétsi pocet snimkt specifikovanych komponent
v redlném prostiedi. Tato ¢ast bude spiSe pouzita pro testovani vysledku, protoze pravdé-
podobné nebude dostatecné rozsahla. Protoze je problém vcelku specificky a neexistuje jiz
predem vytvorend datova sada nebo obecné vétsi mnozstvi kategorizovanych snimki, bude
tfeba vytvorit generator snimku zcela novych. Tyto ¢asti budou extrahovany z dfive pori-
zenych snimku a v pripadé potfeby budou upraveny riznymi efekty nebo ¢asteéné prekryty,
aby se docililo co nejvétsi rozdilnosti v generovanych obrézcich.

5.3 Aplikace pro operacni systém Android

Finalni ¢asti sytému bude mobilni aplikace uré¢end na platformu Android. Vyvoj bude pro-
bihat ve vyvojovém prostfedi znamé aplikace Android studio. Zvolenym programovacim
jazykem bude Kotlin, protoze oproti dfive vyuzivané Javé obsahuje nékolik vyhod. Oba ja-
zyky jsou navzajem nahraditelné, avsak vytvareni programu v Kotlinu zabere daleko mensi
pocet radku, ¢imz je vysledny kéd vice ¢itelny. Navic obsahuje méné chyb a je 1épe udrzo-
vatelny a proto je pro tyto ucéely vice vyuzivan.

Hlavnim ucelem této aplikace bude snimani danych komponent a néasledné zobrazeni
informaci s nimi spojenymi. Tuto ¢ast je ddle mozné rozdélit na dvé mensi ¢asti. V obou
téchto ¢astech je pak zadouci udrzet co nejjednodussi uzivatelské rozhrani. Pokud by bylo
prilis slozité, mohla by byt ve vysledku aplikace pro uzivatele matouci a radéji by vyuzil
jiny zpusob pro ziskani téchto informaci. Zaroven by také mély byt obsazeny pouze véci,
které jsou pro uzivatele dulezité a za jejichz tcelem si aplikaci instaluje.

Snimani komponent kamerou mobilniho telefonu

Tato ¢ast aplikace bude kontinudlné ziskavat snimky z kamery telefonu, aby nebylo nutné
snimek porizovat vicekrat, napriklad z diivodu rozmazéani. Pti detekci nékteré z komponent,
aplikace vycka urcitou dobu a pokud se detekované komponenty nezméni, zobrazi uzivateli
stranku s vysledky. V ramci sniméani se budou uzivateli zobrazovat prubézné vysledky.
Toto je vhodné implementovat, aby pro uzivatele bylo mozné zareagovat, pokud aplikace
nékteré komponenty z jakéhokoliv diivodu nedetekuje. ReSenim pak miize byt napiiklad
zvoleni jiného thlu sniméani. Aktualizace téchto prubéznych vysledkt bude provadéna pouze
v ur¢itém casovém intervalu, aby nebyly zmény prilis rychlé a matouci. Ve vysledku bude
moci uzivatel v této ¢asti provadét pouze akci zapnuti a vypnuti analyzy snimkt, protoze
dalsi akce nejsou pro analyzu treba.
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Zobrazeni vysledka snimani

Po dokonceni sniméni, v ptipadé, kdy byl detekovan nenulovy pocet komponentti, bude
uzivatel prenesen na stranku se zobrazenym seznamem vysledki. Zde bude moci seznam
jesté upravovat, tedy pridavat nebo odebirat komponenty, které byly chybné detekovany. Po
potvrzeni vysledki bude mozné prvky seznamu expandovat, pro zobrazeni dalsich informaci
o dané komponenté. Zde se kromé samotného nazvu bude zobrazovat také popis, vysvétlujici
ucel dané komponenty. Az uzivatel ziska vSechny informace, které hledal, bude se moci
primo vratit zpét na ¢ast sniméni.
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Kapitola 6

Implementace modelu

V drivéjsich ¢astech bylo popsano zpracovani obrazu za pomoci konvoluénich neuronovych
siti a nastaveni parametru v ramci téchto siti. Déale byly zminény techniky, které modelu
poméahaji v dosdhnuti co nejlepsich vysledki. Na zavér byly uvedeny mozné optimalizace,
které je vhodné provést pri vyuziti modelu na mobilnim zafizeni.

V navrhu tohoto modelu jiz byly zminény nékteré nastroje, za pomoci kterych bude
tohoto cile dosazeno. Vyvoj modelu bude tedy probihat v programovacim jazyce Python,
ktery je pro tento tcel velmi vhodny. Jeho jednoduchost umoznuje rychlé reseni problému,
bez zabyvani se dalsimi, pro feseny problém nepodstatnymi, okolnostmi. Velkou vyhodou
je také ohromné mnozstvi dostupnych knihoven. V ramci tvorby modelu se bude jednat
o knihovny Tensorflow' a Tensorflow lite’. Generovani dodateénych dat bude zajisténo
predevsim knihovnou Pillow”.

6.1 Knihovna Tensorflow

Jedna se o populdarni knihovnu vytvorenou spolecnosti Google, ktera tuto technologii vyu-
ziva ve vétsiné svych produktid, napiiklad pro vylepseni vyhledavani, preklad nebo rtzna
dalsi uzivatelskd doporuceni. Tato knihovna slouzi jako jednoduché a rychlé reseni pro vyvoj
neuronovych siti. Je mozné ji vyuzit pro jazyky Java, C++4 a Python. Zakladni architek-
tura vyuzivani této knihovny je rozdélena na tii ¢asti: predzpracovani dat, tvorba modelu
spojend s trénovanim a vyhodnoceni vysledného modelu.

Vyhodou této knihovny je moznost vyuziti jiz hotovych populdarnich modeli. Toto je
doplnéno o moznost nacitani jiz hotovych datovych sad. Ve vysledku se tedy jedna o ve-
lice vhodny néstroj pro rychlou tvorbu modeli. Vysledny model je pak mozné vyuzit na
jakémkoliv zafizeni. AvSsak pro pripad okrajovych a mobilnich zarizeni je nutné vyuzit jiz
dfive zminéné doplnujici knihovny Tensorflow lite. Za jeji pomoci je pak snizena velikost
modelu, jeho pozadavky na pamét a zrychlena vysledna inference, tedy rychlost, s jakou
dokaze model zpracovavat data.

"https://www.tensorflow.org/
https://www.tensorflow.org/lite/
3https://pillow.readthedocs.io/en/stable/
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6.2 Generovani novych dat

Data a z nich tvorené datové sady jsou zasadni a nedélitelnou soucasti procesu trénovani
modelu. Téchto dat je vSak tfeba mit pro kazdou kategorii ur¢ité mnozstvi. Neni mozné
trénovat model obsahujici pouze velice malé mnozstvi snimkt ke kazdé kategorii a cekat,
ze vysledky budou pii vysledném nasazeni dobré. Zde plati pravidlo ¢im vic, tim lip, avsak
neni vhodné tento rozsah prehanét, protoze s vétsim poctem trénovacich dat je spojena
i delsi doba potfebné ke trénovani. Vhodnym pristupem je tedy postupné pridavani dat
a nasledovné testovani, zda je dany pocet dat pro model dostacujici. Napriklad, pokud by se
doba trénovani prodlouzila na dvojnasobek té ptivodni a uspésnost modelu by pri testovani
zaznamenala zlepSeni pouze ramci desetin procent, je jasné, ze nemé cenu trénovat s takto
zbytecné velkou sadou, pokud to z néjakého jiného duvodu neni nezbytné.

Prestoze bylo porizeno zna¢né mnozstvi fotek deskové hry, nejednalo se o zdaleka dosta-
te¢ny pocet, aby bylo tyto data mozné vyuzit jak pro ucel trénovani, tak pro ucely validace
a testovani. Za ucelem vétsi diverzity snimkt bylo pii porizovani fotek vyuzito rtznych
filtria. Toto se ve vysledku ukézalo jako nespravny krok, jelikoz z téchto fotek délal model
velice Spatné zavéry. Nejspise v tomto pripadé hrala velkou roli zména barev, coz pro tré-
novany model znamenalo, ze jiz tak velice podobné komponenty nebyl schopny rozeznat
ani podle téchto rysu. Ve vysledku bylo tedy mozné vyuzit jen malou ¢ast, kterd nebyla
porizena za pouziti filtrti. Tyto zbylé snimky pak byly pouzity hlavné pii testovani aplikace
v emuldtorech.

Diusledkem této chyby byl vsak posun jinym smérem, kterym bylo generovani snimku. Za
timto ucelem byl vytvoren program pro jejich tvorbu generate.py. Nejdiive bylo potieba
z validnich porizenych snimku extrahovat dané komponenty. Pro kazdou komponentu bylo
takto extrahovano deset rtznych obrazku, z fotek, vyfocenych v riznych prostiedich, za
riznych svételnych podminek. Presto, Ze se jednd o vzorek toho samého komponentu, jsou
tyto rizné zmény v prostredi natolik znacné, ze zasadné méni vysledny vzhled.

Za tcelem zlepseni vysledki modelu byly pridany do generovanych snimkt nahodné vy-
generované prekazky. Tato operace byla provedena, aby se dosdhlo co nejlepsi generalizace.
Presnéji tedy za tcelem, aby byl model schopny identifikovat dané komponenty i podle
omezeného poctu ryst, tedy i za moznosti, ze néktera z ¢asti dané komponenty je prekryta.

Téchto vygenerovanych blokt je ndhodny pocet v rozmezi nula az tfi, aby existovaly
také snimky bez jejich vyskytu a také aby jich nebylo az prili§ velké mnozstvi, které by
mohlo znemoznit rozpoznani jakychkoliv rysu. Tyto bloky jsou nahodné skalovany, podle
velikosti snimku dané komponenty, aby nehrozilo jeji prekryti. Na blocich je provedena
rotace, coz méni jejich vysledny tvar na ndhodny mnohotihelnik. Tyto mnohothelniky jsou
nahodnych barev, aby se na jejich rysy model zbytecné nezaméroval. Nasledné jsou vlozeny
na nadhodné misto v rozmezi dané komponenty. Na zavér jsou provedeny i akce pro zménu
jasu, ostrosti a saturace celého snimku, opét za icelem zlepseni generalizace.

Ve vysledku je tedy mozné tento program vyuzit pro generovani velkého mnozstvi no-
vych a unikatnich dat ve specifikované velikosti. Obecné je zde snaha zavést do tohoto
generovani co nejveétsi faktor ndhody, protoze ¢im vétsi bude diverzita téchto snimku, tim
lepsi generalizace a vysledkt by mél model dosahnout. Ve vysledku jsou pak tato data vyu-
Zita pro trénovani, validaci a testovani. Priklady téchto vygenerovanych dat je mozné vidét
na obrazku 6.1.

V ramci prace bylo vyzkouseno nékolik rozsahi velikosti datovych sad. Pro cel ladéni
modelu byly vyuzity mensi sady, které byly ve finile nahrazeny vétsi vyslednou, ktera
obsahuje tisic snimkt ke kazdé kategorii v rdmci trénovaci sady.
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Obrazek 6.1: Priklad vygenerovanych snimki s riznymi drovnémi jasu a prekryti.

6.3 Augmentace stavajicich dat

Augmentace je dalsi vhodnou operaci, pro ziskani vétsiho mnozstvi dat. V tomto pripadeé
je vyuzita primo v ramci hlavniho programu pro tvorbu a trénovani modelu train.py. Zde
neni potfeba tyto upravené snimky, na rozdil od téch vygenerovanych, ukladat. Pribéh
augmentace dat je v programu nasledujici. Ulozené snimky se nacitaji z vybrané slozky,
ve které se nachdazi prislusna datovd sada. Toto nacitani snimkt je propojeno s tridou
ImageGenerator, kterd zajistuje vybrané augmentace dat. Béhen kazdé epochy jsou poté
aplikovany transformace jako naptiklad ptiblizeni, rotace nebo zména jasu.

Vsechny tyto provedené tpravy pomahaji generovat nova unikatni data pro vylepsSeni
generalizace modelu. Tyto transformace jsou aplikovany ¢isté nahodné, je tedy mozné, ze
budou provedeny vsechny zaroven, ale je také mozné, ze nebude provedena zadna. Hodnoty
téchto transformaci jsou ve vétsiné pripada uréeny pouze zvolenym rozmezim. To znamena,
ze stupen, do jakého bude dana transformace provedena, je také ndhodny. Priklad takto
augmentovanych snimki je mozné vidét na obrazku 6.2.

Obrazek 6.2: Piiklad augmentovanych snimkd.

6.4 Rozdéleni dat do varek

Data, se kterymi model dale pracuje, jsou délena do takzvanych varek (batch). Tuto hodnotu
je nutné specifikovat pii nac¢itani datové sady. Kromé toho, Ze je prace s vétsim poctem varek
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naro¢néjsi na pamét, protoze program musi drzet tento pocet obrazku nac¢teny v paméti,
tak také ovliviiuje do jisté miry schopnost modelu generalizovat. Tento jev je zptusoben tim,
ze model hled4 podobné rysy pravé v ramci jedné varky. Pokud jsou pak snimky dostatec¢né
rozdilné, je schopny urcit vhodné rysy pro jejich rozpoznani. Extrémnimi ptipady, které
nepusobi dobrym efektem pri trénovani modelu, jsou prili§ malé nebo prilis velké varky.
Pokud je jejich velikost prilis velka, mtze to znamenat, ze se budou stale nahravat podobné
nebo dokonce stejné kombinace snimkua. V extrémnim pripadé bude nahrana celd datova
sada. Vysledkem tedy bude model, vyuzivajici stale ty stejné rysy, které vsak nemusi byt
pii redlném vyuziti optimalni. Naopak, pokud je v ramci jedné varky snimki piilis maélo,
mize byt do trénovani zahrnut zbyteény sum. V situaci, kdy model urcuje rysy, napiiklad
jen u dvou snimku zaroven, je patrné, ze ty, ke kterym dojde, budou pravdépodobné méné
pouzitelné, néz kdyby bylo snimk, tfeba casto pouzivanych, tficet dva.

V posledni radé je jesté vhodné vlozit dalsi ndhodnou proménou v podobé zamichani
datové sady. Toto nastaveni pred zacatkem kazdé epochy snimky promicha, ¢imz zajisti,
ze se nebudou ve varkach vyskytovat identickd data. Timto nebude modelu umoznéno,
aby si zapamatoval presné vyskyty dat v sadé, coz by bylo nezadouci. Toto je samoziejmeé
za predpokladu dostatecné velké datové sady a vhodné velikosti varky. V piipadé tohoto
modelu je vyuzito standardni velikosti varky tiicet dva, avsak bylo experimentovano i s ruz-
nymi dalSimi hodnotami. Dostateény rozsah datové sady je pak zajistén drive zminénym
generovanim a augmentaci.

6.5 Tvorba architektury vysledného modelu

Model konvoluéni neuronové sité je vytvoren v difve zminéném programu train.py. Tato
architektura byla vytvorena specificky pro tcel této prace a nejedna se tedy o kopii nékteré
z Casto vyuzivanych. Urcita inspirace byla ziskdna z architektury VGG-19, avsak v prubéhu
vyvoje se model znacné odlisil.

U vsech architektur konvolué¢nich neuronovych siti je obecné vyuzito urcéitého poctu
konvolué¢nich vrstev, po kterych nasleduje pooling vrstva. V tomto modelu jsou vyuzivany
maxpooling vrstvy, které vybiraji pouze rysy s nejvyssi hodnotou. V kombinaci tyto dva
typy vrstev vytvari konvoluéni bloky. Cela architektura je nasledné zakoncena plné propo-
jenymi vrstvami, coz zahrnuje i vrstvu vystupni.

Ladéni vytvarenych modelu

V pripadé této prace byl model postupné ladén a vyvoj na ném probihal iterativné. Pii kazdé
zméné byly tedy provedeny testy, za icelem zjistit, zda model pracuje 1épe nebo hire, nez ten
predesly. Tento zpusob je dale popsan v kapitole 8, vénujici se testovani vytvoreného modelu.
Postupné byl zjistén vhodny pocet konvoluénich blokt a v nich pritomnych konvoluénich
vrstev. Zaroven bylo treba uréit vhodné hodnoty hyperparametri. Témito hodnotami byl
pocet filtri konvoluénich vrstev, neuront plné propojenych vrstev, velikost varky, rychlost
uceni a nékolik dalsich. Zde bylo vhodnych hodnot opét dosazeno postupnymi zménami
a naslednym testovanim.

P1i téchto testech byla hlavni sledovanou metrikou ztrata a spravnost modelu na tes-
tovacich datech. Pribéh trénovani byl také zachycen do grafu, diky kterému bylo snadné
identifikovat prilis velké zmény v modelu, zptisobené zbytec¢né velkou rychlosti uceni. Z grafu
bylo mozné také vyvodit, jaky pocet epoch je pro model optimalni a jaky je naopak zbytecné
dlouhy, coz pomohlo urc¢it trpélivost early stoppingu.
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Urcovani parametri pomoci KerasTuner

Kromé manudlnich zmén a testi bylo téchto hodnot prvotné dosazeno také automaticky
za pomoci nastroje KerasTuner?, ktery vybira hodnoty z daného rozmezi a nasledné mo-
del testuje. Poté, co provede uré¢ity pocet testl, porovna dosazené vysledky vsSech variant
modelu a pokracuje v trénovani pouze lépe fungujici poloviny. Toto je opakovano do té
doby, dokud neni nalezena jedna nejlepsi hodnota. Takto byl napriklad ladén pocet filtra
konvolué¢nich vrstev nebo pocet neuronti vrstev plné propojenych.

Problém rychlosti vysledného modelu

Pr1i testovani vysledného modelu v mobilni aplikaci vSak byla odhalena jeho prilis pomala
inference, coz je pro ucel analyzy kontinudlniho sniméni velice nezadouci. Model obsaho-
val velké mnozstvi parametri, proto byl pro mobilni zafizeni piilis vypocetné narocny.
Ve vysledku tento model pracoval pomaleji nez jeden snimek za sekundu, coz bylo velice
nevhodné. Kromé vyuziti vys$si miry optimalizac¢nich technik bylo tfeba zmensit i pocet
parametru pritomnych v modelu, za tc¢elem dosazeni co nejvyssi rychlosti. AvSak toto bylo
nutné balancovat spoleéné se spravnosti modelu, protoze ¢im méné parametrii model mél,
tim hure ve vysledku pracoval. Muselo byt tedy v tomto ohledu dosazeno jistého kompro-
misu. Z tohoto duvodu nemohly byt vyuzity nékteré hodnoty ziskané pomoci KerasTuner.

Problém rychlosti modelu je slozity hlavné v tom, zZe existuje obrovské mnozstvi rtiznych
kombinaci hardware, na kterych muze byt model spustén. Je sice mozné testovat rychlost
modelu jiz po jeho vytvoreni na pocitaci, avsak jediné, k ¢emu je tyto hodnoty mozné
vyuzit, je jen jakési porovnani s ostatnimi verzemi. Rychlost byla testovina predevsim na
tabletu s verzi Android 8.1, dodatecné byla rychlost otestovana i na dalsich dvou zarizenich.
Prvnim byl mobilni telefon s verzi Android 7.1, druhym byl pak novéjsi telefon s Android
11, ktery oproti predeslému zarizeni pti testovani dosahoval az desetinasobné vyssi rychlosti.
7 tohoto je patrné, ze optimalizovat model neni jednoduché, napiiklad i proto, ze nékteré
grafické procesory mobilnich telefonii nejsou podporované.

Regularizace v rdmci modelu

V drivéjsich verzich modelu se vyskytovaly dropout vrstvy a L2 regularizace, které mély
pomahat modelu predchazet pretrénovani. Tyto metody se pro tento model vSak ukazaly
jako nepotrebné, z divodu velkého mnozstvi dat a vyuziti brzkého zastaveni modelu. Jejich
jedinym pozorovanym efektem bylo zpomaleni konvergence modelu, a z tohoto divodu se
ve vysledné verzi jiz nevyskytuji.

6.6 Brzké zastaveni procesu trénovani pomoci early stopping

Tato technika, zminénd v diivéjsi ¢asti zarucuje, ze nedojde k pretrénovani modelu, a tedy
k nechténé ztraté spravnosti. Toto je zajiSténo pomoci callbacku (zpétného volani), ktery po
dokonceni kazdé epochy kontroluje, zda model zlepsil svij dosavadni nejlepsi vysledek. Zde
je mozné vybrat rizné metriky, které sledovat. Smysl vSak dava sledovat pouze valida¢ni
metriky, protoze sledovanim trénovaci spravnosti nebo ztraty by se pretrénovani modelu
nepredeslo. Na vybér je tedy valida¢ni spravnost a ztrata. Zde je vsak nutné uvédomit si,
co tyto metriky urcuji. Jsou sice spolu do jisté miry propojené, avsak maji urcité zasadni

“https://keras.io/keras_tuner/
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rozdily. Spravnost urcuje, kolik snimki byl model schopny kategorizovat spravné. Avsak,
pokud jsou vSechny urceny spravné jen o trochu lépe, nez ty nespravné, nejednd se o tu
nejspolehlivéjsi metriku. Prikladem mohou byt pripady, kdy jsou rozdily v pravdépodob-
nosti detekovanych kategorii velice malé nebo situace, kdy je kategorie sice urcéena spravneé,
avSak s nizkou trovni jistoty. Vhodnéjsi je v tomto piipadé tedy sledovat ztratu, ktera je
vazana na pouzitou ztratovou funkci modelu. Ta urcuje, jak moc se model mylil ve svych
predpovédich, at uz pii téch spravnych nebo nespravnych. Cilem je tedy sledovat, zda model
snizuje hodnotu ztraty s postupem v epochéch.

Pocet epoch, po ktery ma tento callback sledovat, zda se model zlepsuje nebo nikoliv,
je také dulezitym tématem. Pro tento ticCel je mozné si nastavit riizné agresivni limity, které
urcuji, kolik epoch bude early stopping vyckavat, nez zastavi trénovaci proces. Zaroven
také plati, ze tyto limity musi byt v rozumnych mezich, tedy pokud by ¢ekal pouze jednu
epochu, tato metoda ve vétsiné pripadl ztrati smysl. Tento nizky limit je sice pouzitelny,
avSak ve vétsiné pripadi nemusi dojit ke zlepSeni pri kazdé dalsi dokoncené epose, ¢imz by
toto mohlo procesu trénovani spise uskodit. Druhym extrémem je ptipad, kdy bude cekat
az prilis velky pocet epoch, napriklad v rada stovek. Nasledkem bude znacéné prodlouzeni
trénovani, za pravdépodobné minimélniho zisku ve vykonu modelu. Zde je tedy potfeba
zvazit, jak moc velkych posuni je model schopny dosahnout, pokud mu bude dano vice
casu a zda maji tyto zisky dostatecnou vahu. Pti urcovani trpélivosti early stoppingu je
také treba vzit v potaz velikost pouzité datové sady, protoze ta znacné ovliviiuje délky
téchto epoch.

Trpélivost early stoppingu v rdmci této prace byla nastavena na dobu deseti epoch, pri-
¢emz model dosahuje optimalnich vysledki a proces trénovani timto neni zna¢né prodlouzen
i pres velké mnozstvi pouzitych dat.

6.7 Exponencialni abytek rychlosti uceni

Dalsi pouzitou technikou pro zlepSeni procesu uceni je exponential decay (exponencidlni
ubytek) rychlosti uceni. Tato technika zajistuje, Ze je v prubéhu trénovani rychlost uceni
modelu exponencialné snizovana, oproti konstantni hodnoté pri ptistupu bez jejiho vyuziti.
Dulezitost tohoto pristupu je mozné popsat na jednoduchém prikladu 6.3, kde figuruje
funkce tvaru V.

Model zac¢ind na okraji této funkce a jeho cilem je najit jeji minimum. Bez vyuziti této
techniky ma model konstantni rychlost uceni a s velkou pravdépodobnosti dojde k tomu, ze
se model minimu pribliZi, ale protoze je jeho rychlost uceni piilis velka, hledané minimum
prestieli na opacnou stranu. Timto muze svij aktualni nejlepsi vysledek spise zhorsit. Tento
jev se muze teoreticky opakovat az do nekonecna a ve vysledku bude model, bud méné
presny, nebo pokud minima dosdhne, zabere mu to znacné delsi dobu. Jasnym feSenim by
mohlo byt snizeni rychlosti uceni, avsak to by znamenalo snizit tuto hodnotu na takovy
stupen, pri kterém by model zaruc¢ené minima dosahl. To by ve vysledku znamenalo opét
velice pomaly pribéh uceni.

7 tohoto prikladu je jasné vidét benefit, ktery model ziské tim, ze se bude jeho rychlost
uceni postupné snizovat. Diky tomu je mozné zacit i s daleko vyssi hodnotou, aby se model
co nejrychleji priblizil tomuto minimu. Postupné je pak v prubéhu epoch jeho rychlost
snizena na takovou troven, ze nemé problém toto minimum lokalizovat.
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Prili§ vysoka rychlost u¢eni P¥ili$ nizka rychlost u¢eni Exponencialni ubytek rychlosti

uceni
Hledané Hledané Hledané
minimum minimum minimum

Obrazek 6.3: Priklad vyuziti nevhodnych hodnot rychlosti uc¢eni a vhodnéjsitho exponenci-
alniho ubytku uceni.

6.8 Vysledna architektura modelu

Schéma vysledné architektury modelu je mozné vidét na nasledujicim obrazku 6.4. Sklada se
ze vstupni vrstvy, kterd prijima barevné snimky o rozliseni 224 x 224. Nasledovana je ¢tyfmi
konvoluénimi bloky, které postupné zmensuji rozliseni analyzovaného obrazku a zaroven
provadéji extrakci rysi za pomoci stale vétsiho poctu filtri. Zakonceni je zajisténo plné
propojenymi vrstvami, pricemz vystupni vrstva obsahuje pocCet neuronu, ktery je rovny
poctu kategorii, které obsahuje dana datova sada.

Tohoto vysledku bylo dosazeno, jak jiz bylo zminéno, za postupného iterativniho vyvoje
a testovani. Zaroven byl bran ohled na rychlost modelu, aby byl vyuzitelny pii sniméani
v redlném case. Jako rozumnd volba se osvédéil pocatecni pocet Sestnacti filtri, ktery je
postupné navysSovan.

Konvoluéni vrstvy Max pooling

[224, 224, 3] |—>[106, 106, 16] —> [47, 47, 32] —> [18, 18,64] —> [3,3,128] —> [,1024] —> [,512] —> [,35]

Vstupni vrstva Konvolu€ni bloky PIné propojené vrstvy  Vystupni vrstva

Obrazek 6.4: Schéma vysledné architektury modelu. Vyobrazené hodnoty konvoluénich
bloku predstavuji stav, ve kterém se analyzovany snimek nachézi, poté co timto blokem
prosel.
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6.9 Optimalizace vytvoreného modelu

Jak jiz bylo ustanoveno driive, pro zajisténi co nejlepsi funkcionality modelu na mobilnim
zarizeni, je nutné provést nékolik optimalizaci. Prvni takovou optimalizaci je kvantizace,
presnéji quantization aware training (trénovéani s ohledem na kvantizaci) [3]. Tato operace
je provedena po vytvoreni modelu a dalo by se Tici, Ze se jedna o jisty mezikrok mezi
neoptimalizovanym modelem a modelem pfipravenym pro vyuzit{ na mobilnim zafizeni.

Tento mezikrok je vhodné provést, protoze je proces konverze datovych typu v ramci
modelu ztratovy a neni zachovana puvodni spravnost. Zde jsou zménény diive pouzivané
datové typy Float32 na Int8. Toto samozrejmé ihned snizi spravnost modelu, avsak ptipravi
ho to 1épe na nésledujici optimalizace. Snizeni spravnosti neni tak velkym problémem, jak
by se mohlo zpocatku zdat, jen je nutné provést pretrénovani této nové verze. Tento proces
je obecné kratsi, nez normaln{ trénovani, protoze i pres urcitou ztratu je kvantizovany model
schopny dosahovat lepsi spravnosti, nez zbrusu novy model.

Nasledné je pokracovano konverzi tohoto kvantizovaného modelu na optimalizovanou
lite verzi pomoci knihovny Tensorflow lite. Zde je mozné optimalizovat model s cilem, co
nejmensi velikosti, nebo naopak co nejvyssi rychlosti. I pfes tuto volbu je vSak ponechan
standardni rezim optimalizace, protoze jsou pro mobilni zarizeni vhodné oba tyto benefity.
bude konvertovany model vyuzivat. Zde je mozné ponechat Float32, avsak tato moznost
neposkytuje zadné z optimaliza¢nich benefit, tedy nedava pro toto vyuziti smysl.

Na opacné strané spektra je Int8, ktery nabizi velkou moznost zrychleni a zmensSeni
velikosti. Ten je vsak méné presny a pro spravnou konverzi potfebuje navic reprezentativni
datovou sadu, podle které tuto konverzi provede. Jako vhodny kompromis se tedy nabizi
Floatl6, ktery balancuje mezi snizenim velikost modelu a zrychlenim inference a zaro-
ven nemé zdaleka takovy dopad na spravnost konvertovaného modelu. Velikost vysledného
modelu zaroven nebyla natolik velkd, aby bylo nutné provadét agresivnéjsi optimalizaci
datovych typt nebo aby bylo nutné odstranovat nékteré ze zbyteénych propojeni v ramci
modelu.

Stale je tfeba mit na paméti, Ze se tyto konverze vétsinou neobejdou bez ztraty na sprav-
nosti a je ji tedy vhodné monitorovat, aby nedochéazelo ke tvorbé nedostateéné presnych
modeli. Tato ¢ast vSsak bude plné rozebirana az v nasledujici sekci 8, vénujici se testovani
téchto riaznych verzi.

27



Kapitola 7

Mobilni aplikace pro OS Android

Po zhotoveni navrhu aplikace a vytvoreni modelu, ktery bude vyuzivan k rozpoznani vybra-
nych komponenti, je na fadé implementace samotné mobiln{ aplikace. Ta je tvofena dvéma
hlavnimi ¢astmi, jak jiz bylo naznaceno v navrhu. Prvni je samotné snimani komponent
a druhou ¢asti je pak zobrazeni vysledki.

Aplikace je ur¢ena na operacni systém Android a je tedy vytvorena v programu Android
studio, ktery je pro vyvoj na tuto platformu uréen. Déle je vyuzit programovaci jazyk
Kotlin, z divodu lepsich vlastnosti a vétsi jednoduchosti pouziti oproti programovacimu
jazyku Java, ktery je také mozné vyuzit.

Vysledné aplikace je urGena pro zafizeni s verzi operac¢niho systému Android 7.0 (API
level 24) z roku 2016 a novéjsi. Zde je sice doporucené vyuzivat verzi Android 5.0 (APT level
21) z roku 2014, z diavodu kompatibility se skoro vSemi aktivnimi zafizenimi. Toto vSak
po testovani téchto starsich verzi pomoci emuldtoru, z duvodu odlisnych vysledka od verzi
novéjsich, nebylo mozné. Problémem byla mensi stabilita aplikace nebo jeji iplna nefunkc-
nost pro tyto verze. Toto se samozrejmé da vyresit vytvorenim alternativniho kédu, pro
tyto specifické verze nebo za vyuziti zastaralejsich pifistupi. Avsak nejvétsim problémem
na téchto verzich byla nefunkéni konverze objektu ImageProxy' na bitmapu, jak bude poz-
déji zminéno v kapitole 8. Zde obsahoval obrazek velké mnozstvi artefaktd nebo byl tplné
prekryt barvou, coz znamenalo, Ze tyto snimky byly pro analyzu nepouzitelné. Navic tyto
starsi systémy vétsinou nemaji tak vykonny hardware jako nynéjsi telefony, coz by mohlo
mit omezujici efekt na aplikaci. Ve vysledku tak neni podporovano doporucenych priblizné
devadesat devét procent, ale pouze asi devadesat pét procent vsech zafizeni.

Pro praci s kamerou mobilniho zafizeni je vyuzito knihovny CameraX?, kterd umoziuje
zachycovat snimky a provadét jejich analyzu. Tento pfistup je velice Casto vyuzivan v ramci
tvorby aplikaci, které vyuzivaji kameru, véetné aplikaci pro klasifikaci obrazu. Funkce pro
praci s modelem jsou pak zajistény knihovnami Tensorflow lite, uréenymi primo pro plat-
formu Android.

7.1 Snimani komponent deskové hry

Cela aplikace je pomérné jednoduse strukturovana a sklada se pouze z jedné hlavni aktivity,
ktera je doplnéna dodatecnymi fragmenty. V ramci této aktivity je vykonavana vétsina akci,

https://developer.android.com/reference/androidx/camera/core/ImageProxy
“https://developer.android.com/training/camerax
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véetné analyzy snimku. Pred spusSténim analyzy je vsak nejdrive nutné provést nékolik
dalsich akci.

Nutna nastaveni pred zahajenim snimani

Prvni takovou akci je nastaveni toolbaru, ktery je vyuzit v ramci celé aplikace pro navigaci
a provadéni akci. Tyto dostupné akce se lisi podle zobrazeného fragmentu nebo aktivity.
V této hlavni aktivité se zde nachazi tlacitko pro spusténi nebo zastaveni analyzy snimki,
pred timto krokem ale jesté probéhne nékolik akci. Aby bylo viibec mozné kameru telefonu
vyuzit, je tfeba nejdrive zkontrolovat, zda ma aplikace povolend pristupova prava ke kamere
zalizeni. V pripadé, ze tato pristupova prava chybi, je nutné o né zazadat uzivatele.

Dalsi akei, kterou je nutné provést, je nac¢teni modelu Tensorflow lite a nastaveni jeho
parametru. Zde je kontrolovano, zda ma zafizeni podporovany graficky procesor. Pokud je
k dispozici, je ho vyuzito, protoze vede ke zrychleni modelu. V opa¢ném piipadé je zvysen
pocet vlaken, na kterych model pobézi, pro alespon néjakou troven zrychleni.

Konec¢né k samotnému sniméani je potieba vytvorit instanci kamery a propojit jeji vystup
se zobrazenim nahledu, ktery umoznuje uzivateli vidét, co presné je aktudlné sniméno.
Dale je inicializovan analyzator, ktery bude snimky v dané velikosti postupné posilat na
zpracovani modelu. Pro tyto tcely je vyuzivana zadni kamera mobilniho telefonu, protoze
tuto maji vSechna zatizen{ a je vhodna pro tcel sniméni.

Analyza snimka a vyhodnoceni vysledkt

Po dokonceni téchto tkonu je jiz mozné zapnout analyzu snimkia. Zde se vSak potfeba
se pozastavit nad formatem analyzovaného obrazku. Analyzator totiz vraci objekt typu
ImageProxy, coz neni Uplné vhodny format. V drivéjsich verzich této prace byl vyuzi-
van méné efektivni ptistup, kdy bylo nutné konvertovat origindlni Image objekt na YUV
bitmapu a poté teprve na RGB. V aktualnim ptistupu je vsak vyuzito knihovny ML Kit pro
zpracovani obrazu, ktery provadi tuto konverzi na bitmapu daleko elegantnéji. Tato bitmapa
je poté skalovana na pozadovanou velikost a postupné vysazena do vstupniho Bytebufferu.
Tyto pixely jsou dale jesté normalizovany, podobné jako pti trénovani modelu.

Pro tento buffer je tfeba alokovat urcité misto. Toto misto je ddno rozméry obrazku,
barevnym formatem a vyuzitym datovym typem. V tomto piipadé je tedy Sifka i vyska
rovna 224, je pouzit format RGB, ktery rozsituje velikost na trojnasobek. Na zavér je nutné
tuto hodnotu vynasobit jesté Ctyfmi, protoze jsou tyto hodnoty ve formétu s plovouci
carkou.

Pro vysledek modelu je také tieba vytvorit Bytebuffer, ktery obsahuje misto pro vsech
tficet pét moznych kategorii. Takto vytvorené buffery jsou poté predany modelu, ktery
pro kazdou kategorii uré¢i jeji pravdépodobnost, ze se ve snimku nachazi. Ke vSem témto
vysledktim jsou poté prifazeny jejich Stitky, za predpokladu, ze neni vysledek ignorovan.
Tyto stitky pochazi z diive nactenych souboru, které obsahuji nazvy vsech detekovatelnych
tTid a jsou sefazeny ve stejném poradi jako t¥idy modelu, ke kterym patti. Toto plati i pro
soubory obsahujici popisy komponent a odkazy na korespondujici obrazky.

Protoze neni vhodné uzivateli ukazovat pravdépodobnost vyskytu vsech triceti péti ka-
tegorii, je tfeba nékteré vysledky vyfiltrovat a tim padem nezobrazovat. Je tedy vhodné
uréit limit pravdépodobnosti, pii kterém bude vysledek zobrazen. V tomto piipadé je tento
limit nastaven na hodnotu osmdesati procent, kterd se pri testovani ukazala jako vhodna.
Vétsina dobre rozpoznatelnych komponent dosahuje spravnosti pres devadesat devét pro-
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cent, avsak nékteré predstavuji jisté problémy, které jsou diskutovany dale ve vyhodnoceni,
coz je duvodem pro tento nizsi limit.

Poradi téchto vysledku je sefazeno od téch s nejvétsi pravdépodobnosti vyskytu, k tém
s nejmensi. Takto sefazené vysledky jsou prubézné zobrazovany pomoci RecyclerView
v dolni ¢asti obrazovky, jak je vidét na tomto obrazku 7.1. Toto je provadéno, aby mél
uzivatel prehled, které komponenty model detekuje, popfipadé pokud zadné nedetekuje.

Timto je uzivateli v pribéhu umoznéno zménit pozici snimani, pro dosazeni lepsich vy-
sledkd.
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Obrazek 7.1: Prubéh analyzy komponenty se zobrazenim detekované kategorie a jeji prav-
dépodobnosti, ze se ve snimku nachézi.

Pokud neni seznam detekovanych komponent prazdny, je spustén automaticky odpo-
Cet, ktery uzivatele prevede do fragmentu se zobrazenymi vysledky. Zde je nastaven limit
CtyT vtefin, jako kompromis mezi zbytec¢né dlouhou dobou ¢ekéni, a naopak prilis kratkou
dobou na spravné zachyceni scény kamerou telefonu. Zaroven se tato zména na fragment
s vysledky provede pouze, pokud obsah seznamu vysledku zustal identicky, tedy pokud
nebyla naptiklad zménéna zamérena scéna nebo komponenty, které se v ni nachazi.

Pri presunu aplikace do zobrazeni vysledki je pak automaticky zastavena analyza
snimki, jelikoZ je to vypocetné narocna ¢ast aplikace a aktualné neni potieba, vzhledem
k tomu, ze vysledky této analyzy se nikam nepromitaji.
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7.2 Zobrazeni vysledkai snimani

V této Casti jde pouze o zobrazeni vysledkii poskytnutych modelem a informaci k nim
vazanym. Tato ¢ast se dale déli na dva fragmenty. Prvni umoznuje uzivateli mazat vysledky,
o které nemé zajem nebo které jsou chybné. Alternativné méa uzivatel moznost, pres horni
panel, prejit do fragmentu druhého, ve kterém muze pridavat nové, popripadé chybéjici
komponenty. Pokud je uzivatel s vysledky spokojen, muze je odsouhlasit. Nasledné pak bude
mit moznost tyto karty expandovat, aby mu byl zobrazen jejich popis, jak je mozné vidét na
obrazku 7.2. Seznamy komponent ve zminénych fragmentech jsou naplnovany a editovany
pomoci adaptéru. Poté, co uzivatel ziskd hledané informace, vraci se, pies horni panel,
zpatky na skenovani obrazki, do hlavni aktivity.

Canteen

Heal 1 Light Wound. Additionally, you may choose
to Scan all Contamination cards in your hand and
to remove all non-Infected cards. If at least one of
those cards is Infected, place a Larva miniature

on your Character board (and do not remove this
Contamination card!). If there is already a Larva

on your Character board, your Character dies —
additionally, place 1 Creeper in the Room where you
died.

Obrazek 7.2: Zobrazeni informaci o komponenté v ramci potvrzenych vysledkda.
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Kapitola 8

Testovani a vyhodnoceni vysledkt

Podstatou této kapitoly bude vyhodnoceni vysledki, kterych vysledny model dosahuje a po-
pis testovani vytvarenych modelti. Tyto vysledky neni vhodné odvozovat z malého poctu
pripadi, napiiklad pouze z vysledka poskytnutych mobilni aplikaci. Kromé nedostate¢ného
poc¢tu vzorku by velkym problémem byla i skutecnost, ze by pravdépodobné testy nebyly
provedeny nad identickymi snimky. Pro tento tcel je vhodné vyuzit souhrn neménnych dat,
¢imz muze byt jiz diive vytvorenda testovaci datova sada. Samoziejmé je jasné, Ze tento
pristup byl vyuzivan i pfi testovani riznych architektur nebo poctu jejich parametri, aby
bylo mozné vybrat co nejlépe fungujici moznost. Za timto tcelem bylo nutné vytvortit ur-
City testovaci proces, ktery by zajistil, ze testované modely budou hodnoceny stale stejnym
zpusobem, aby mélo testovani smysl.

8.1 Proces testovani vytvoreného modelu

Uréitym zpusobem testovani jsou i vysledky ziskané na valida¢ni sadé v ramci trénovani.
Uz jen diky témto vysledkim je mozné uréit, jak pravdépodobné bude vytvoreny model
fungovat pfi zcela novych situacich. Jak jiz bylo dfive zminéno, pouzivat pouze valida¢ni
sadu pro testovani vykonu modelu, nemusi byt tou nejlepsi volbou. Riizné zmény provadéné
v modelu za ucelem dosazeni co nejvétsi hodnoty spravnosti a co nejmensi hodnoty ztraty na
valida¢nich datech, mohou mit za nésledek pretrénovani modelu. Ve vysledku se tedy bude
model specializovat na rozpoznani valida¢nich dat, avSak na datech novych bude dosahovat
pravdépodobné daleko horsich vysledku. Z tohoto divodu je nutné mit navic sadu testovaci,
kterd na vyskyt tohoto jevu vyvojare upozorni.

Testovani nové vytvoreného modelu

Poté, co model dosdhne svého nejlepsiho vysledku, tedy zmensi ztratu na nejmensi hodnotu,
které byl schopny dosdhnout v ramci nastavené trpélivosti early stoppingu, je tfeba provést
jeho vyhodnoceni na zminéné testovaci sadé. Toto je mozné provést vice zptisoby, avsak
jako jednoducha moznost se nabizi vyuziti metody evaluate z knihovny Tensorflow. Tato
metoda vyhodnoti zvolené metriky na specifikované datové sadé. Protoze je tento model
urcen pro detekci vice tfid soucasné, je nutné kromé samotné spravnosti sledovat i presnost
a uplnost modelu. Diky témto hodnotam, je pak mozné presnéji urcit, do jaké miry je model
schopen spravné identifikovat vybrané snimky.

Timto krokem vSak proces testovani jesté nekonéi. Je stale tieba brat ohled na fakt,
Ze je vyuzivano kvantizace ve snaze snizit naro¢nost modelu, jak po strance vypocetni,
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tak po strance vyuzité paméti zafizeni. Aby byl na tento proces vysledny model co nej-
lépe pripraven je, jak jiz bylo v implementaci fe¢eno, provadén quantization aware training.
Nasledkem tohoto pretrénovani modelu, pri kterém je zna¢né ovlivnéna jeho spravnost kon-
verzi datovych typt, je nova neotestovani verze modelu. Tuto novou verzi je tedy také
nutné otestovat stejnym zpusobem, na testovacich datech, jako verzi predeslou. Toto testo-
vani je provadéno, aby se ovérilo, ze se model dokazal dobre adaptovat na provedené zmeény
a dosahuje podobnych vysledki jako jeho predchudce.

Testovani optimalizovaného modelu

Nakonec je nutné nezapomenout na skutecnost, ze cilem neni vytvoreni standardniho mo-
delu pro vyuziti na vykonnych zafizenich, ale naopak modelu optimalizovaného pro vyuziti
na mobilnich zafizenich. V této ¢asti je tedy provadéna konverze z kvantizovaného modelu
na model optimalizovany. Zaroven je po provedeni této konverze nutné otestovat tuto nove
optimalizovanou verzi oproti predeslé neoptimalizované. Bohuzel za timto ucelem jiz neni
mozné vyuzit metodu evaluate, jak v predeslych pripadech.

Pro tento ucel bylo tedy nutné vytvorit funkci, kterd toto otestovani zajisti. V ramci této
funkce jsou postupné nacéitany obrazky ze specifikované sady pomoci knihovny OpenCV2'.
Na tato data je aplikovana normalizace, coz je velice dilezity krok, bez kterého by vy-
sledky pravdépodobné nebyly smérodatné. Postupné jsou pak tyto snimky zpracovavany
touto optimalizovanou lite verzi modelu. Zaroven jsou tato data testovana také za pomoci
predeslého kvantizovaného modelu. Toto je provadéno z diavodu, aby bylo mozné porovnat
vysledky téchto dvou verzi a urcit, zda pri konverzi doslo k néjaké vyrazné neocekivané
zméné ve spravnosti modelu.

Uréitou hodnotou, kterou je zde mozné sledovat, je doba inference optimalizovaného
modelu. Presto, ze takto ziskané vysledky neni mozné aplikovat na mobilni zafizeni, je
alespon mozné ziskat urcitou predstavu o tom, ktery z modelt je rychlejsi. Zde je tedy sle-
dovana primeérna doba, kterou modelu trva snimek vyhodnotit. Pro urceni, zda je vysledek
poskytnuty obéma modely stejny, je analyzovana vyslednd matice, kterd obsahuje jedno
umisténi pro kazdou z trénovanych kategorii.

Tady je mozné vyuzit riznych metrik pro urceni presnosti modelu. Prvni moznosti je
pozorovat spravnost modelti v ramci sledované kategorie. Alternativné je mozné brat v potaz
pouze kategorii s nejvyssi pravdépodobnosti a kontrolovat, zda jde o kategorii o¢ekavanou.
Zaroven je také vhodné urcit néjakou hranici, kterda bude oddélovat pouzitelné vysledky,
aby nebyl bran jako vysledek i ndhodny Sum.

V ramci tohoto zptisobu se vsak v pribéhu testovani objevil jisty problém. I presto,
ze modely, jak originalni, tak kvantizovany, dosahovaly priblizné devadesati osmi procentni
uspésnosti na validac¢nich i testovacich datech, bylo po provedeni nékolika téchto testovani
jasné, ze tento zpusob testovani neni zcela dokonaly. Divodem byla znac¢né nizsi pozorovana
spravnost optimalizovaného lite modelu pri tomto vyhodnoceni. Presnéji slo asi o deseti az
patnacti procentni snizeni spravnosti. Po otestovani riznych zmén v ramci konverze a kvan-
tizace modelu, bylo dosazeno zavéru, ze je tento jev zpusoben pravdépodobné rozdilnym
zpusobem nacitani dat oproti metodam knihovny TensorFlow. Potvrzenim této teorie byla
skutecnost, ze ostatni verze modelu dosahovaly velice podobnych vysledkt jako optimali-
zovany model, pri stejném zpusobu testovani.

Tento fakt ale ve finale nehraje az tak velkou roli, protoze jediné, co je porovnavano, jsou
vysledky oproti predeslému kvantizovanému modelu. To tedy znamena, ze pokud model do-

"https://docs.opencv.org/4.x/
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sahuje velice podobnych vysledkt jako jeho predchiidce, je mozné brat drivéjsi vyhodnoceni
modelu jako smérodatné. Tento zavér vyplyva z pozorovani vysledku, které tyto modely po-
skytovaly v riznych kategoriich. Rozdily se v téchto vysledcich pohybovaly ve velice malych
hodnotéach a je tedy mozné je brat jako zanedbatelné.

8.2 Testovani modelu v ramci mobilni aplikace

I pres daleko vétsi spolehlivost a dulezitost testovani na jednotné datové sadé, je dodatecné
vhodné otestovat, jak dobre model funguje v ramci mobilni aplikace. V tomto prostredi
je totiz daleko jednodussi simulovat rusivé jevy, které se budou pravdépodobné vyskytovat
i pti jeho bézném vyuziti. Soucasné je mozné otestovat samotny chod mobilni aplikace a jeji
schopnost spravné pracovat s poskytnutym modelem.

Typ komponenty | Vyssi tiroven piiblizeni | Vyssi droven oddaleni
Mistnost 20/20 14/20
Zeton 12/12 0/12
Znacka 2/3 1/3

Tabulka 8.1: Vysledky testovani systému pri riznych trovnich ptiblizeni nebo oddéaleni.

V pribéhu vyvoje bylo vytvoreno nékolik modeli, jejichz spravnost dosahovala priblizné
devadesati osmi procent, jak na datech validac¢nich, tak na datech testovacich. Zaroven bylo
dosazeno témér stoprocentni shody optimalizovaného modelu s verzemi predchozimi, coz
zajistuje velice podobné chovani.

Typ komponenty

Tmavsi prostredi

Svétlejsi prostredi

Mistnost 18/20 18/20
Zeton 2/12 10/12
Znacka 0/3 3/3

Tabulka 8.2: Vysledky testovani systému pii rtiznych svételnych podminkéch.

Tato Gspésnost se vSak plné neprojevila pri testovani na novych datech pfimo v mobilni
aplikaci. Pii tomto testu bylo mozné detekovat vsechny urcené t¥idy spravné, avsak s jistymi
omezenimi. Hlavnim problémem byla slabsi schopnost identifikovat mensi komponenty. Toto
sice bylo mozné, avsak v zavislosti na tom, o kterou specifickou komponentu se jednalo.
Spravného vysledku pak bylo rtizné obtizné dosdhnout. Pro dosazeni spravného vysledku
bylo nutné zkouset rtizné sméry a rtzné vzdalenosti priblizeni. Vysledky testovani rtznych
vzdalenosti jsou vidét v tabulce 8.1. Problém pro nékteré komponenty také predstavoval
stin, ktery byl pii snimani{ vrhan testovacim zatfizenim. Tyto vysledky z rtiznych svételnych
podminek se nachazi v tabulce 8.2.
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Typ komponenty | Bézné podminky | Céstecné prekryti | S vice komponenty soucasné
Mistnost 20/20 13/20 18/20
Zeton 12/12 - 6/12
Znacka 3/3 - 0/3

Tabulka 8.3: Vysledky testovani systému pri ¢asteCném prekryti komponenty a pri vyskytu
vice komponent souc¢asné. Prii ¢astecném prekryti je vidét priblizné jen polovina dané kom-
ponenty. Toto neni mozné provést pro zetony a znacky, z diivodu jejich jiz malé velikosti.
Zaroven jsou v ramci hry jedinymi komponenty, u kterych tato situace mize nastat mist-
nosti, zbytek tedy neni testovan. V pripadé vice komponentt soucasné je testovano, zda je
model schopny detekovat alespon testovanou komponentu.

Ke spravné identifikaci dochazelo obc¢as az po delsi dobé. Opakem tohoto byly vétsi
hexagony mistnosti. U téchto dilki nemél model témér zadny problém provést spravnou
identifikaci. Problémem vsak byly situace, pii kterych byly prekryté dalsimi komponenty.
Vysledky téchto testt byly rizné, podle poétu a pozice téchto komponent. Model v téchto
situacich vétsinou rozeznal hexagon mistnosti spravné, avsak ignoroval komponenty na ném
se nachazejici, podobné jako na tomto obrazku 8.1. Pri této situaci navic platilo, Ze ¢im
vice byla mistnost prekryta, tim méné byla pro model rozeznatelna. Statistiky z testovani
prekryti je mozné nalézt v této tabulce 8.3.

Airlock Control

Obrazek 8.1: Detekce pouhého hexagonu mistnosti z vice ptitomnych kategorii.

35



8.3 Testovani funkcionality mobilni aplikace

Mimo to byla samozrejmé testovana i samotnd mobilni aplikace, avSak toto testovani neni,
na rozdil od vytvarenych modeli, mozné automatizovat. Zde je zna¢nou vyhodou, ze vy-
sledné aplikace neni prilis slozitd, a tak jde spise jen o odchyceni krajnich stavi. Jednou
z moznych slabin by mohla byt vSudypritomna tlacitka, kterd by teoreticky mohla zptisobit
néktery z chybovych stavii, pokud by se uzivatel hodné snazil a tato tlacitka napiiklad
rychle mackal.

Cilem testovani tedy bylo zamérit se hlavné na mozné jevy, které by snizovali stabilitu
aplikace. Zaroven byly provedeny testy aplikace na tifech rtznych fyzickych zarizenich, jak
jiz bylo drive zminéno a nékolika emulatorech s rtiznymi verzemi systému Android. Zde
nebyly odhaleny zadné chyby. Je vSak nutné podotknout, ze pti brzkych fazich testovani
byly zjistény urc¢ité rozdily v chovani mezi emuldtory a fyzickymi zafizenimi. Tyto rozdily
se projevovaly hlavné pii konverzi ziskaného obrazu z analyzitoru, jak je mozné vidét na
obrazku 8.2. Vysledkem byla takika nefunk¢ni aplikace, kterd byla velice nachylna k padtm.
Tento problém se vyskytoval stiidavé, pokud byl jeho vyskyt zastaven na emulatorech,
zacal se objevovat na fyzickych zafizenich a opac¢né. Eventualné byl nalezen piistup, ktery
nezpusoboval chyby ani na jedné z platforem. Toto je zde vsak vyuzito jako jistd ilustrace
toho, Ze neni zcela mozné Tici, jestli aplikace funguje bezproblémové na vSech zafizenich
s verzi API 24 a vysSe. Je nutné také pamatovat, ze neni mozné provést otestovani vsech
moznych konfiguraci, na kterych by se aplikace mohla vyskytnout.

Obrazek 8.2: Ukazka chyby, ke které dochézelo pii konverzi objektu Image na bitmapu na
emulatorech.

8.4 Vyhodnoceni vytvoreného modelu a jeho funkénosti
v ramci mobilni aplikace

Cilem této aplikace bylo uleh¢it hra¢tim této hry zivot tim, zZe budou moci naskenovat celou
situaci v daném hexagonu mistnosti. Na zdkladé toho pak budou mit k dispozici informace
o komponentech, které se zde nachazi a k jakému tcelu slouzi. Vysledny model mél tedy byt
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schopen provadét klasifikaci vice kategorii v rdmci jednoho snimku. Za timto tcelem byly
zvoleny specifické aktivacni a ztratové funkce, které jsou pro reseni téchto typt problému
ur¢ené. Ve vysledku je vSak vytvoren model urceny spise pro klasifikaci obriazku jako jedné
tridy.

I pres tyto skutecnosti je vSak aplikaci stale mozné vyuzit alespon za ticelem rozeznavani
jen jedné z pritomnych kategorii, coz se v ramci této deskové hry nejvice hodi pravé v ramci
velice Gspésné detekovanych hexagonu mistnosti.

Toto je pravdépodobné zpusobeno nedostatkem relevantnich dat, pro vytrénovani o-
pravdu robustniho modelu. Prestoze mé generator dat k dispozici vice vzorki pro kazdou
z kategorii, bylo by nejspiSe nutné mu poskytnout nékolikanasobek aktualniho poctu, pro
vygenerovani vice diverzifikované datové sady. Tato data by pak méla byt idedlné doplnéna
velkou datovou sadou snimku z hrani této hry. Toto by bylo ovSem velice ¢asové narocné.

Uréitym prekvapenim je i fakt, ze pres provedené augmentace, jak v rdmci generovani,
tak pfi trénovani modelu, pro zajisténi dobrého vykonu v rtznych stupnich piiblizeni a riz-
nych svételnych podminkéch, jsou i presto tyto situace vyskytem chyb.

Dalsim divodem pro tento horsi vykon muze byt i ta skutecnost, zZe si je velké mnozstvi
dilkd velice podobné svym tvarem a nékteré dokonce i svym obsahem. Timto je tato tiloha
pro model daleko tézsi, protoze z nékterych komponent muze byt obtizné extrahovat rysy,
které by pro danou komponentu byly unikatni.

8.5 Vyuziti vysledného systému uzivateli

Vysledny systém byl testovan uzivateli v ramci dvou po sobé nasledujicich her deskové hry
Nemesis. Aplikace byla testovana ¢tyfmi uzivateli, za vyuziti pouze dvou riznych mobilnich
zarizeni, z divodu nekompatibilnich operacnich systému. Zde je zaroven nutné podotknout,
ze vsichni ¢tyfi hraci jiz hru minimalné parkrat hrali a byli tak obeznameni minimélné se
zékladnimi koncepty a pravidly.

P1i samotné hte se projevily jiz diive zminéné nedostatky, v podobné horsiho vykonu
pii vyskytu vice kategorii. I pfes toto omezeni bylo vsak mozné aplikaci vyuzit, hlavné pro
identifikaci i¢elu riznych mistnosti. Rozpoznani mistnosti bylo navic nejcastéjsim vyuzitim,
protoze s ostatnimi komponenty byli jiz hraci dobie obezndmeni. Mira vyuziti by se pro
specifické kategorie mohla u novych hracu lisit, avSak z tohoto testu je vidét, ze funkce
téchto dilk mistnosti je obecné nejnarocnéjsi na zapamatovani. To je pravdépodobné diky
tomu, Ze je téchto dilkt dvacet riznych typi a skoro kazdy ma néjaka specialni pravidla.

Ostatni komponenty byly testovany spise okrajové, protoze, jak jiz bylo zminéno, to
pro zkuSenéjsi hrace nemélo takovy smysl. V priubéhu sezeni byla aplikace vyuzivana ¢im
dal méné, protoze po nékolika naskenovanich si dany uzivatel jiz zapamatoval, co specificky
dilek déla.

Situace, kdy dochazelo k vétsimu prekryvu mistnosti, se kvili zminénym omezenim
ukézaly jako mirné iritujici, protoze bylo nutné nékteré komponenty docasné posunout, aby
bylo dosazeno spravného vysledku. Obecné se vSak kromé téchto situaci aplikace ukazala
jako pouzitelna a chybné detekce byly pripadné napraveny uzivatelem.

Celkové byly ziskané vysledky z tohoto sezeni v souladu s témi jiz dfive uvedenymi pri
vyhodnoceni a uzivatelé nebyli nuceni hledat tak casto v pravidlech. Mensi pocet her, pti
kterych byl systém testovan, je diisledkem dlouhé hraci doby a ponékud obtiznéjsi prepravou
této hry.

37



8.6 Adaptace systému pro jinou deskovou hru

Presto, ze systém nedisponuje zadnou primou moznosti adaptace na jinou deskovou hru,
je mozné udélat nékolik mensich zmén, pro dosazeni tohoto vysledku. V ramci trénovani
modelu je treba dodat novou datovou sadu k dané deskové hie. Tohoto miize byt opét
dosazeno za pomoci generovani. Teoreticky by tedy mél stacit jen mensi pocet vzorku
vybranych soucéstek pro vytvoreni datové sady. Moznou zménou miize byt i pocet filtri,
které obsahuji konvolu¢ni vrstvy, avSsak toto by pravdépodobné bylo nutné provést jen
ve specialnich pripadech. Samotny proces tvorby a optimalizace modelu by pak mél byt
dostacujici pro jiné vyuziti.

V ramci mobilni aplikace by bylo nutné zménit pocet kategorii, které se vyskytuji v da-
tové sadé, pro uspésné alokovani mista pro vysledky modelu. Zaroven by bylo nutné na-
hradit obsah soubori, které obsahuji jména, popisy a identifikdtory obrazkt pro vSechny
kategorie. S timto by se musely zménit i zobrazované ndhledy danych komponent, které
jsou vyuzity pri prezentaci vysledki. Kromé téchto nékolika zmén neni treba nijak zasadné
meénit strukturu vysledného systému.
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Kapitola 9
Zaver

Cilem prace bylo vytvorit systém, pomoci kterého bude uzivateli usnadnéna deskova hra
Nemesis. Toto uleh¢eni mélo byt v podobé mobilni aplikace, diky které uzivatel naskenuje
herni komponenty a aplikace mu o nich nasledné zobrazi informace, ¢imz eliminuje nutnost
hledani v pravidlech.

Za timto ucelem byly nastudovany rtzné moznosti pro zpracovani obrazu a z nich byly
vybrany konvolu¢ni neuronové sité. Nasledné byly ziskany informace o fungovani téchto siti
a ruzné dostupné moznosti pro usnadnéni jejich vyvoje.

Urceni oblasti, ve které by tato aplikace pfinesla nejvétsi uzitek, bylo pomérné jed-
noduché, protoze mam osobné celkem hojnou zkusenost s hranim hlavné komplexnéjsich
deskovych her. Z vlastni zkuSenosti tedy vim, ze pochopeni naroc¢néjsich tituli pro nékteré
predstavuje nemalou prekdzku a neustalym c¢tenim pravidel pak brzdi chod hry.

Na zakladé téchto informaci byl navrhnut systém, ktery by tento problém elimino-
val. Klasifikace komponent byla implementovana za pomoci konvolu¢nich neuronovych siti,
pricemz data pro vytrénovani tohoto modelu byla generovana a augmentovana kvuli nedo-
statku dostupnych dat. Model pro klasifikaci byl zakomponovan do mobilni aplikace, ktera
umoznuje uzivateli skenovat dilky pomoci jeho zadni kamery.

Vysledny systém je schopny spravné identifikovat vsech 35 urcéenych kategorii. Toto bylo
potvrzeno v prubéhu testovani modelu na testovacich datech a pfi uzivatelském testovani.
Nejlépe byly detekovany hexagony mistnosti, které byly pfi uzivatelském testu nejcastéji
analyzovanymi komponenty. Jednalo se vsak pouze o pripad, kdy se na snimku nachazela
pouze jedna z kategorii. Pokud bylo kategorii pritomnych vice, nebylo v drtivé vétsiné
dosazeno spravnych vysledkii a bylo tieba tyto komponenty naskenovat oddélené. V pripadeé
primého svétla nebo tmavsiho prostredi byly vysledky horsi nez za standardnich svételnych
podminek i pres pouzitou augmentaci. Pravdépodobnou pri¢inou téchto nedostatkii je mensi
pocet zdrojovych snimki, pomoci kterych jsou data generovana. Resenim by tedy byl znacné
vétsi pocet extrahovanych zdrojovych snimkt nebo vytvoreni nové datové sady z dostatecné
velkého poctu fotek piimo z procesu hrani hry.

V budoucnu by mohlo byt umoznéno uzivatelim ménit aktivni model, aby byla aplikace
vyuzitelnd pro vétsi pocet deskovych her. Jako vzdalenéjsi cil by bylo mozné systém rozsirit
o model hostovany na serveru, ze kterého by byl vzdy do daného mobilniho zafizeni stazen.
Pri kazdé spravné klasifikaci by modelu byla odesldna data, ktera by nasledné slouzila pro
jeho pretrénovani, coz by pomohlo v jeho adaptaci na nové prostiedi a zlepsilo jeho obecnou
spravnost. Tyto pretrénované verze by pak byly odeslany zpatky do mobilni aplikace.
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