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Analyza textu metodami hlubokého uceni

Abstrakt

Tato diplomova prace se zabyva analyzou textu za pomoci metod hlubokého uceni.
Pro ovéfeni piistupu byla zvolena uloha binarni klasifikace nad mnozinou dat Fake News,

ktera obsahuje oznacené pravdivé a nepravdivé novinové ¢lanky.

V teoretické casti jsou uvedeny zakladni definice o neuronovych sitich a jejich
vyuziti ve vrstvach hlubokého uceni. Teoreticka ¢ast dale obsahuje informace o zakladnim
principu algoritmu zpétného Sifeni. Prace se dale zamétfuje na aktivacni funkce, metriky

a zakladni typy vrstev neuronovych siti, které jsou nasledné pouzity v praktické casti.

Praktickd cast se zabyva vytvofenim modeld, jejich u¢enim na tréninkovych
a valida¢nich datech a nasledném ladéni, kdy dochdzi k postupnému upravovani parametrii

sité pro ziskani co nejlepsich vysledkii.

Klicova slova: strojové uceni, hluboké uceni, neuronové sité, binarni Klasifikace,

Fake News, Keras, TensorFlow



Text analysis with deep learnings methods

Abstract

This diploma thesis deals with the analysis of a text with the help of a deep learning
method. To control access, the task of binary classification over the Fake News data set

was chosen, which contains marked true and false newspaper articles.

The theoretical part presents the basic definitions of neural networks and their use
in the layers of deep learning. The theoretical part also contains information about the
basic principle of the backpropagation algorithm. The work also focuses on activation
functions, metrics, and basic types of neural network layers, which are then processed in
the practical part.

The practical part deals with the creation of models, their learning in training
and validation data and subsequent tuning, at any time to gradually adjust the network

parameters to obtain the best possible results.

Keywords: machine learning, deep learning, neural networks, binary classification,

Fake News, Keras, TensorFlow
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1 Uvod

V soucasné dob€ si uz chod spolecnosti bez umélé inteligence nedovedeme
predstavit, i kdyZ ani nevime, Ze ji pouzivame. V poslednim desetileti prosel tento obor
vyznamnym rozvojem a zacal se pfemistovat z vyzkumnych pracovist’ do podnikové sféry,

kde zacal uplatinovat své misto na trhu prace.

Samoziejmé tento vyvoj nezistal bez odezvy, s obrovskou vinou popularity se
zaCaly objevovat i negativni ohlasy, které¢ se snazily varovat pfed nebezpecim umelé
inteligence. S pfibyvajicim Casem zacaly vznikat stale damysInéjsi nastroje (DeepFake),

které tato varovani pouze potvrzovaly. [1]

Ptesto strojové uceni nemusi slouzit jen jako néstroj pro vkladani obrazkl vetejné
znamych osob do kompromitujicich situaci. Pokud je algoritmus spravné nastaven, muize

se stat velmi uzitecnym nastrojem pro usnadnéni lidské prace.

Diplomové préce je rozdélena do tii Casti. Prvni ¢ast popisuje vztah mezi umélou
inteligenci a hlubokym ucenim. Dale obsahuje teoretické informace o modelech

neuronovych siti.

Ve druhé casti je predstavena uloha rozpoznani pravdivych a nepravdivych

novinovych ¢lankli za pomoci ¢tyf modelll vyuZivajici metody hlubokého uceni.

Ve tfeti ¢asti jsou porovnany vysledky ziskané z testovaci mnoZiny dat. Na zakladé
vyhodnoceni je vybran model Snejvyssi uspéSnosti pii klasifikaci nepravdivych

novinovych ¢lanki.
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2 Cil prace a metodika

2.1 Cil prace

Hlavnim cilem této prace je prokdzat efektivitu modernich metod analyzy textu
zaloZzenou na pouziti algoritmti hlubokého uceni. K prokazani efektivity byla vybrana

uloha rozpoznani pravdivych a nepravdivych novinovych ¢lanka.
Pro Gspésni naplnéni hlavniho cile bylo nezbytné splnit nasledujici diléi cile:

— Vybrani neuronovych vrstev, které dokazou tspé$né detekovat rozdil mezi

pravdivym a nepravdivym novinovym ¢lankem.

— Vytvoreni klasifikaénich modelt, které uspésné piekonaji referencni

hodnotu nahodného klasifikatoru pro ulohu binarni klasifikace.

2.2 Metodika

Tato prace se zabyva analyzou textu pomoci metod hlubokého uceni. Proto byla
pro praktickou ¢ast vybrana uloha binarni klasifikace na zakladé porozuméni vyznamu

textu poskytnutého z datové mnoziny Fake News ziskané ze serveru Kaggle.

Uloha bude fe$ena pomoci n&kolika modelii sestavenych z neuronovych siti, jejichz
architektura bude zvolena na zaklad¢ analyzy a syntézy poznatkli z odborné literatury.
K sestaveni modeld budou vyuzity open source knihovny TensorFlow a Keras. Pro uceni
modelu budou vyuzita trénovaci a valida¢ni data ziskana z rozdélené datové mnoziny Fake

News.

Efektivita navrzenych modelll bude ovéfena na testovacich datech. Nasledné budou
dosazené vysledky jednotlivych modeli porovnany pomoci vypocitanych metrik ziskanych

Z matice zameén.
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3 Teoreticka vychodiska

Predstava umélé inteligence nabizi budoucnost plnou technickych vymozenosti,
mezi kterymi nemizou chybét samotidici vozy, obsluhujici roboti, drony dorucujici
balicky a mnohé dal$i samostatn¢ uvazujici véci, které se zvladaji samostatné rozhodovat

bez zasahu lidi.

Koncept um¢lé inteligence nebo zkracené Al (Artificial Intelligence) se stale Castéji
zacal sklonovat v médiich a postupem casu se zacCal dostavat do SirSiho povédomi lidi.
Piikladem miZze byt novinovy ¢lanek z New York Times z roku 2010, ktery oznamoval

testovani samofidicich vozidel na silnicich ve Spojenych statech. [2]

Vyznam Al zacal byt v zivoté lidi nesporny. Tento potencidl neunikl velkym
soukromym korporacim, mezi které patfi naptiklad Google, Facebook nebo Amazon.

A tyto spole¢nosti podnitily masivni investice, a zahgjily tak ,,zavod o AI. [3]

3.1 Uméla inteligence

Ume¢élou inteligenci 1ze nejjednoduseji popsat jako samostatné vylepsSujici se systém

nebo piistroj, ktery napodobuje lidskou inteligenci k vyieseni zadanych tkold.

Pro umélou inteligenci existuje velké mnozstvi vyuziti, od Chatovacich robotl
pro komunikaci se zakazniky, az po systémy pomahajici pfi vyvijeni 1éku na covid-19.

Uméla inteligence se tedy prevazné vyuziva pro analyzu velkého mnozstvi dat. [4]
3.1.1 Vyuziti umélé inteligence
Vyuzivani umélé inteligence dokaze zvysit vykonnost a produktivitu podniku diky

automatizaci procesi nebo uloh, které by jinak vyzadovaly lidské zdroje.

Dal$im vyuZzitim umé¢lé inteligence je analyzovat a davat do kontextu rozséhla data,
ktera by cloveék zpracovat nedokazal. Této schopnosti zaCaly vyuzivat obchodni
spolecnosti jako Netflix, YouTube nebo Spotify. Kazda z téchto spolecnosti se zamétuje

na vybér specifického obsahu pro individualniho uZivatele.

Obecné lze fict, Ze uméla inteligence miZe pfinést piinos jakémukoliv podniku,

ktery dokaze vyuzit:
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— optimalizace cen na zaklad¢ preferenci zakaznik?,
— vypocet predikci budouciho nakupu zdkaznik,
— ruzné klasifikace (obrazu, textu, aj.). [5]

3.1.2 Uméla inteligence vs. Strojové uceni

Umeéla inteligence se stala vS§eobecnym pojmem pro systémy, které v minulosti
vyzadovaly lidské vstupy. Tento pojem se Casto zaméinuje S pojmy, které¢ jsou jeho
soucastmi jako je napiiklad strojové uceni nebo hluboké uceni. Z obrazku 1 je patrné, Ze
hluboké uceni (Deep Learning) je soucdsti strojového uceni (Machine Learning), které

spada pod umélou inteligenci (Artifical Intelligence). [6]

Obrazek 1 - Soudasti Al

Artifical Intelligence

Machine Learning

Any technique Subset of Al
that enables which uses
machines to siatistical
mimic human g:m?r:gm
m wi
behaviour baing expiicilly,
programed

1960's

Machine
Early Al sparks Leaming starts
excitement to take off

Zdroj: https://towardsdatascience.com/what-is-artificial-intelligence-all-about-anyway-b57c7eb75f5f

3.2 Strojové uceni

Algoritmy jsou sledem pokynti pouzitych k vyfeSeni problému. Algoritmy,
vyvinuté programatory pro vyuku pocitacu, které fesi nové tkoly, jsou stavebnimi kameny
moderniho digitalniho svéta. PocitaCové algoritmy organizuji obrovské mmnozstvi dat
do informaci a sluzeb na zakladé ur¢itych pokynt a pravidel. Myslenkou strojového uceni

je, Ze pravidla jsou utvafena algoritmy uceni, nikoliv programatory.
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Programatofi namisto psani jednotlivych pfesnych instrukci poskytuji algoritmu
pokyny, diky nimz je algoritmus schopen se ucit z dat bez dalSich pokynl programatora.
Diky tomu je mozné pocita¢ pouzit pro nové, komplikované ulohy, které nelze rucné

naprogramovat.

Zakladnim procesem strojového uceni je dat tréninkovéa data do algoritmu uceni.
Algoritmus uceni poté generuje novou sadu pravidel na zakladé zavért z dat. Tim je
vygenerovan novy algoritmus, ozna¢ovany jako model strojového uceni. Pouzitim rtiznych

tréninkovych dat Ize stejny algoritmus uceni pouzit pro generovani riznych modelt.

Hlavni silou strojového uceni je vyvodit nové instrukce z dat. To ovSem také
dokazuje, jak kritickou roli hraji vybrana data. Cim vice udaji je k dispozici pro zaskoleni

algoritmu, tim vice se uéi. [7]
Algoritmy strojového uceni Ize obecné rozdélit do tii obecnych typu:
— Tizené uceni,
— nefizené uceni,
— posilované uceni.

3.2.1 Rizené uceni

Algoritmy fizeného uceni se ve strojovém uceni pouzivaji nejcastéji. Algoritmu
jsou predkladana tréninkova data a skute¢né cile, na jejichz zakladé si algoritmus vytvoii
vlastni pravidla, diky nimZ bude schopen odhadnout vystup na novych datech, ke kterym
jiz skute¢né cile pfiloZzené nejsou. Mezi piiklady fizeného uceni patii algoritmy

pro Klasifikaci do dvou i vice ttid nebo pro regresi.

Klasifikace pravé do dvou tiid se nazyva binarni klasifikace. V tomto typu ulohy
jde o spravné roztazeni vstupnich dat pravé do dvou kategorii. Klasifikace do vice tfid je
obdobna jako binarni klasifikace Srozdilem, Ze data jsou tfizena do vice neZ dvou

kategorii.
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Regrese slouzi k odhadovéani vystupni hodnoty na zéklad¢ pfijatych vstupnich
hodnot. Cilem regresni llohy je tedy odhadnout zménu vystupni hodnoty na zakladé¢ zmén

vstupnich hodnot.

3.2.2 Nerizené uceni

Neftizené uceni vyuziva nezavislejsi ptistup, ve kterém se pocita¢ uci rozpoznat
slozité procesy a vzorce bez toho, aby mu ¢lovék poskytoval blizsi trvalé¢ vedeni. Mezi

priklady netizeného uceni patii napiiklad shlukovani neoznacenych dat.

Shlukovani je proces seskupovani ptipadi S podobnymi vlastnostmi do

jednotlivych kategorii. [8]

3.2.3 Posilované uéeni

Algoritmus s posilovanym ucenim interaguje s dynamickym prostiedim, které
poskytuje zpétnou vazbu. Na zdkladé této zpétné vazby algoritmus uréi akei, ktera

maximalizuje néjakou odménu.

V soucasné dobé se posilované uceni vyuzivd pievazné v hernim pramyslu,

napiiklad ve hie Go.

3.3 Hluboké uéeni

Hluboké uc€eni umoziuje skladdat vypocetni modely zvice vrstev, a tak se
algoritmus muize naucit odlisné reprezentace dat s vice irovnémi abstrakce. Tyto metody
vyrazné zlepSily metody rozpoznavani teci, rozpoznavani vizualnich objektd, detekci

objektli a mnoho dalSich domén, mezi které patii naptiklad genomika.

Hluboké uceni odhaluje slozitou strukturu ve velkych souborech dat pomoci
algoritmu zpétného Siteni, ktery ukazuje, jak by mél stroj zmeénit své vnitini parametry,

které se pouZzivaji k vypoctu reprezentace v kazdé vrstvé z reprezentace v predchozi vrstvé.

Metody hlubokého uceni vyuZzivaji viceuroviiovou reprezentaci dat, ziskanou
Z jednoduchych nelinedrnich modulti, kde kazdy modul transformuje svij vstup
na abstraktnéjsi uroven. Moduly jsou slozeny do celku, kde vystupy jednotlivych modult
slouzi jako vstupy modull nésledujicich. Diky tomu se mlZe model naucit rozpoznavat

velmi slozité funkce.
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U Kklasifikacnich uloh vys$si vrstvy modelu zesiluji aspekty vstupu, které jsou
dalezité pro roztiidéni do spravnych tfid a potlacuji nedtlezité aspekty. Klicovou vlastnosti

hlubokého uceni je, Ze tyto aspekty jsou ziskany z dat pomoci algoritmu uéeni. [9]

3.4 Umélé neuronové sité

Uméla neuronova sit’ se sklddd z matematickych neuront, kde kazdy neuron

zpracovava vahoveé ohodnocené vstupni signaly a generuje vystup.

Jednotlivé neurony v neuronovych sitich jsou usporadany do topologické struktury.
Komunikace mezi neurony probiha pomoci orientovanych ohodnocenych spoja.
Charakteristika neuronové sité je dédna typem neurontl, jejich topologickym uspotadanim

a zvolenou strategii pro trénovani sité. [10]

Zakladni uspotadani neuronové sité je doptedné, protoze se signal §iii v siti jednim

smérem. Od vstupni vrstvy k vystupni vrstvé, jak je uvedeno na obrazku 2.

Obrazek 2 - Sit umélych neuronti.

Vstupni Skryta vrstva Vystupni

vrstva vrstva
Vstup1 —»
N
Vstup2 —» . &

O—=0r v
-0

Zdroj: https://portal.matematickabiologie.cz/index.php?pg=analyza-a-hodnoceni-biologickych-dat--umela-
inteligence--neuronove-site-jednotlivy-neuron--uvod-do-neuronovych-siti--koncept-umele-neuronove-site

Z obrazku 2 je patrné, ze jednotlivé neurony jsou usporadany do vrstev. Neurony
Vv jedné vrstvé zpravidla propojeny nejsou, neurony v sousednich vrstvach jsou propojeny

podle typu vrstvy.

v

Kazdy spoj mezi neurony ptredstavuje drahu pro Sifeni signalu, je orientovany

a ohodnoceny véhou, ktera pozménuje intenzitu signalu.

Prvni vrstva dopfedné neuronové sité se nazyva vstupni vrstva, posledni vrstva se

nazyva vystupni vrstva.
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Doptedné neuronové sité 1ze obecné rozdelit do dvou kategorii. Prvni kategorii jsou
meélké sité, které vyuzivaji pouze jednu skrytou vrstvu. Druhou kategorii jsou hluboké sité,
které vyuzivaji dvé a vice skrytych vrstev. Z tohoto ndzvu vznikl také termin ,,Hluboke

uceni. [11, s. 33]

U neuronovych siti je mozné rozliSovat dvé faze fungovani. Prvni fazi se tika faze
uceni, kdy si sit za pomoci trénovaciho algoritmu modifikuje své parametry. Poté
nasleduje faze, kdy sit’ produkuje vystupy na zakladé ptedlozenych vstupu. V této fazi se

nastaveni parametrii neméni.

3.4.1 Zakladni princip neuronovych siti

Stavebnim kamenem neuronovych siti jsou vrstvy. Tyto vrstvy extrahuji
na vystup. Hlavni mysSlenkou hlubokého uceni je sesklddani nékolika jednoduchych
neuronovych vrstev v neuronovou sit’ tak, aby kazda vrstva transformovala vstupni data

do formy, ktera je pro pocita¢ 1épe Citelna.

Transformace dat vV jednotlivych vrstvach probiha na zakladé nastavenych
parametrd ve vrstvé. Témto parametriim se fika vahy a jsou na zacatku trénovani ndhodné,
S postupem trénovacich piikladi jsou aktualizovany tak, aby predikovany vystup co

nejlépe odpovidal skute¢nému cili.

Aktualizace vah probiha pomoci ztratové funkce, kterd vahy ovliviiuje pomoci
zpétné vazby, jak je popsano na obrazku 3. Ztratova funkce vypocitava ztratové skore
vzdalenosti mezi predikci sité¢ a skutenym cilem. Pro urceni, zda se maji vahy
Vv jednotlivych vrstvach snizit, nebo zvysit, existuje ve zpétné vazbé Optimalizator
vyuzivajici minidavkovy stochasticky gradientni sestup, ktery dokaZe upravit vSechny

parametry vrstev najednou.
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Obrazek 3 - Algoritmus zpétného $iteni.

Vstup X

Y (transformace dat)

Vah | Vrstva
Y (transformace dat)

[

Predikce
v

Skutetny cil
\d

Ztratovéa funkce Ztratova funkce

Ztratové skdre

Zdroj: [11, s. 27]
3.4.2 Reprezentace dat pro neuronovou sit

Pro spravné vlozeni vstupnich dat do modelti neuronovych siti je nutné vyuzivat
multidimenzionalni pole neboli tenzory. Do tenzor jsou nejcastéji ukladana cisla, kde
dimenze tenzoru popisuje tvar dat. Pravé velikost dimenze urcuje pocet os kazdého

tenzoru.

Nahled, jak by jednotlivé tenzory mohly byt zobrazeny, je uveden na obrazku 4. Do
modelu neuronové sité jsou data vklddana postupné pomoci davek, nikoliv najednou.
Po vyhodnoceni priichodu jedné davky pomoci ztratové funkce jsou aktualizovany hodnoty

vah.

3.4.2.1 2D tenzory

Tento tenzor mé dvé osy. Vizualné je mozné tyto tenzory zobrazit jako tabulky, kde
jsou jednotlivé vektory o stejném tvaru psany pod sebe. Vyuziva se pro vektorova data,
kde na prvni ose jsou jednotlivé piiklady a na druhé ose jsou hodnoty konkrétniho

prikladu.
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3.4.2.2 3D tenzory

Tento tenzor se sklada z pole po sob¢ jdoucich matic. Vyuziva se pro ¢asové fady
a sekvencni data, kde na prvni ose jsou jednotlivé ptiklady, na druhé ose je Casovy udaj

a na tfeti ose jsou hodnoty k casovym udajim.

3.4.2.3 4D tenzory

Tento tenzor se skldda zpole po sobé jdoucich 3D tenzorti. Vyuziva se
pro reprezentaci obrazkil, kde na prvni ose jsou jednotlivé obrazky, na druhé ose je vyska
obrazku, na tfeti ose je Sitka obrazku a na ¢étvrté je kanal obrazku, ktery udava, z kolika

barev je obrazek slozen.

3.4.2.4 5D tenzory

Tento tenzor se skldda zpole po sobé jdoucich 4D tenzort. Vyuziva se
pro reprezentaci videa, kde prvni osa pfedstavuje pocet jednotlivych videi, na druhé ose
jsou ramy videa, na tfeti ose je vyska videa, na ¢tvrté ose je Sitka videa a na paté je kanal,

ktery udava, z kolika barev je obraz videa slozen. [12]

Obrazek 4 - Zobrazeni tenzoru

1d-tensor 2d-tensor 3d-tensor

RN
NN
RIER
RN
NN
RER

N

TV NN

v, - . g,
| WU U I'm

4d-tensor 5d-tensor 6d-tensor

Zdroj: https://medium.com/@anoorasfatima/10-most-common-maths-operation-with-pytorchs-tensor-
70a491d8cafd
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3.4.3 Vrstvy neuronové sité

Zékladni stavebni jednotkou neuronové vrstvy je umély neuron. Do neuronu mize
vést neomezené mnozstvi vstupii ohodnocenych vahou w. Jednd se o vstupni data, nebo

o vystup z predchozi vrstvy.

Poté, co jednotlivé neurony pfijmou vstupni hodnoty Xj, vynasobi je vahami wi.
Pokud buiika neuronu obsahuje vice nez jeden soucin vstupu Xi vahy wi, tak tyto souciny
secte. Od tohoto souctu je odeéten stanoveny prah 0 a nasledné je provedena transformace

pomoci pfechodové (aktivacni) funkce f. Obecna rovnice vypada takto:

yzf(iwi-xi—ﬂ)
i=1

A préavé z takto vytvorenych umélych neuront jsou poskladany neuronové vrstvy.
Razné vrstvy provadeji na svych vstupech riizné transformace. A jednotlivé vrstvy jsou

vybirany podle fesenych tkolt. [10]

3.4.3.1 Dense vrstvy

Vrstva Dense je zdkladni vrstvou neuronové sité. Tato vrstva umoziiuje, aby byl
kazdy jeji neuron napojen na kazdy neuron dal$i neuronové sit¢ (Obrazek 2). Timto
propojenim vznikaji takzvané husté propojené sité. Hlavni vyhodou této sité je, Ze kazda

vrstva v siti se uci ze vS§ech moznych zjisténych ptiznaki vrstvy predchozi.

3.4.3.2 Konvolu¢ni vrstvy

Konvoluéni vrstvy pracuji s 3D tenzory, kterym se fika mapy piiznakd. Diky témto
mapam je mozné detekovat vzory, které¢ se objevuji v riznych mistech ptikladu. Dale je
mozné tyto vzory hierarchicky uspofadat, tedy v prvnich vrstvach rozpoznat vzory

a v dal§ich vrstvach rozpoznavat uskupeni téchto vzort.

Hlavni rozdil oproti husté propojenym vrstvam je v tom, ze husté vrstvy se uci
globalni vzory, zatimco konvolucni vrstvy se uc¢i lokalni vzory o definované velikosti

a hierarchickém usporadani. [13]
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Konvoluéni vrstvy se pouzivaji pfevazné na zpracovani pocitacového vidéni, presto

je mozné je pouzit i na zpracovani sekvenci, jako je naptiklad text.

Obrazek 5 - Schéma CNN

image patch hidden layer 1 hidden layer 2 final layer
1 layer 4 feature maps 8 feature maps 4 class units

36x36 28x28 14x14 10x10 Sx5

convolution max convolution max convolution
(kernel: 9x9x1) pooling (kernel: 5x5x4) pooling  (kernel: 5x5x8)

Zdroj:
https://docs.ecognition.com/v9.5.0/eCognition_documentation/Modules/7%20Tutorials/Tutorial%200vervie
w.htm#Tutorial

Na obrazku 5 je vyobrazeno schéma 2D konvolu¢ni neuronové sité. Modré ctverce
predstavuji vstupni data do jednotlivych vrstev. Zluté &tverce predstavuji mapy piiznakd,
kterymi ucici algoritmus po modrych ¢tvercich posouva, aby objevil lokélni vzory pomoci

konvolu¢niho jadra.

Pomoci dalSich skrytych vrstev jsou pak objevovany dalsi lokdlni vzory, které
mohou mit hierarchické uspotfadani. K tomu slouzi operace sdruzovani (v tomto piipade
dle maxima), kterd pfevzorkuje a sniZi mapu pfiznakli pomoci operace tensorového
maxima. Vysledkem je snizeni pocétu koeficientid mapy ptiznaki, které je nutné zpracovat.
[14]

3.4.3.3 Rekurentni vrstvy

Pfedchozi dvé zminéné vrstvy se vyznacuji tim, Ze nemaji pamét’. Kazdy vstup je
v takovychto sitich zpracovavan nezavisle na vstupu piedchazejicim. Opakem tohoto
pfistupu jsou rekurentni neuronové sité, které si pomoci rekurentni vazby dokdzou udrzet

informace o piedchozich vystupech (Obrazek 6).

Rekurentni sité udrzuji informace o predchozich vystupech do té doby, nez dojde

na vstupu RNN ke zpracovani nové nezavislé sekvence.
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Obrazek 6 - RNN se zpétnou vazbou

A Vystup
Rekurentni RNN
vazba
Vstup

Zdroj: [11, s. 185]

Sit¢ Long Short Therm Memory (Obrazek 7) jsou specialnim druhem rekurentnich
neuronovych siti. Struktura LSTM pfipomina fetéz, kde kazdy c¢lanek obsahuje Ctyfi
samostatné neuronové¢ sité. Déle kazdy c¢lanek obsahuje pamétové bloky zvané buriky.

Informace jsou uchovavany v bunkach a k manipulaci s nimi slouzi brany (Gates).

Obrazek 7 - LSTM vrstva

& ® ®

t t t
A IAAL A

|
&) ® ©

Zdroj: https://medium.com/bitgrit-data-science-publication/a-crash-course-in-sequential-data-prediction-
using-rnn-and-Istm-claleaf03463

Zapominajici brana (Forget Gate) slouzi k odstranéni jiz nedtlezitych zdznamd.
O vysledkli rozhoduje aktudlni vstup a piedchozi vystup, kde jsou oba vynasobeny

vahovymi maticemi. Vysledek poté transformuje aktivatni funkce na bindrni vystup.
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Pokud je vysledna hodnota rovna 0, informace je zapomenuta. Pokud je vysledna hodnota

rovna 1, informace je zachovéana pro budouci pouziti.

Vstupni brana (Input Gate) slouzi k ptidani uziteénych informaci do paméti bunky.
Nejprve jsou informace regulovany pomoci funkce Sigmoid a hodnoty jsou uchovavany,
nebo zapominany jako v zapominajici bran¢. Nasledné je vytvoren vektor pomoci funkce
Tanh, ktery obsahuje vSechny mozné hodnoty z minulych vystupi a aktualnich vstupa.
Nakonec jsou regulované hodnoty a vznikly vektor vynasobeny pro ziskani uzitecnych

informaci.

Vystupni brana (Output Gate) slouzi k extrahovani uzite¢nych informaci, které maji
byt prezentovany jako vystup. Pfi vystupu jsou hodnoty odeslany jako vstup do dalsi

buriky. [15]

3.4.4 Aktivaéni funkce

Aktivaéni funkce urcuji vystup neuronové sité. Stejnad funkce je piipojena ke
kazdému jednotlivému neuronu ve vrstv€. Je tedy mozné a Zadouci, aby rGzné vrstvy v siti

mély rizné aktivacni funkce.

V neuronovych sitich jsou data do vstupni vrstvy nejastéji prevadéna pomoci
numerickych tenzord. Vystup neuronu je ziskdn vynasobenim vstupu s hodnotou vah
jednotlivych neurond. Tim je ziskan postsynapticky potencial, ke kterému je pfictena
prahova hodnota neuronu. Néasledn€ je na tento soucet pouzita aktivacni funkce. Vystup

z aktivacni funkce je poté pouzit jako vstup ve vrstvé nasledujici. [16]

3.4.4.1 Linearni aktivaéni funkce

Linearni aktivacni funkce ma tvar
flx)=c-x
kde x je vstup vynasobeny hodnotou vah a c je konstanta. Vystup je poté umérny vstupu.

Nevyhodou je, Ze pfi pouZiti linearni aktivacéni funkce v jedné vrstvé se dal§i vrstvy

zhrouti, a vznikne tak pouze jedna vrstva.
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3.4.4.2 Nelinearni aktivaéni funkce

Moderni modely neuronovych siti pouzivaji nelinearni aktivac¢ni funkce. Umoziuji
modelu vytvéiet komplexni mapovani mezi vstupy a vystupy sité, které jsou nezbytné
prouceni a modelovani komplexnich dat, jako jsou obrazky, video, audio a datové

soubory.
Sigmoid

Funkce Sigmoid dokaze relativné dobie identifikovat malé zmény na vstupu a ty
poté projevit jako velké zmény na vystupu. Tato vlastnost umoznuje funkci Sigmoid byt
dobry binarni klasifikator. Nevyhodou této funkce je, ze pokud jsou vstupni hodnoty dale
od stfedu, na vystupu nejsou patrné. V této funkci se také vyskytuje problém mizejiciho
gradientu. Vystup je v rozmezi od 0 do 1, tvar funkce je zobrazen na obrazku 8. Rovnice

funkce m4 tvar:

f(x) = 17—

Obrazek 8 - Graf funkce Sigmoid

Sigmoid Function
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Zdroj: https://towardsdatascience.com/activation-functions-neural-networks-1cbd9f8d91d6

Tanh

Funkce Tanh je obdobna jako funkce Sigmoid s rozdilem, Ze vystup se pohybuje
vintervalu od -1 do 1. Z obrazku je patrné, ze Tanh konverguje rychleji nez Sigmoid.
Obdobn¢ jako u Sigmoid se 1 v této funkci vyskytuje problém mizejiciho gradientu. Tvar

funkce je zobrazen na obrazku 9. Rovnice funkce ma tvar:
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2

f(x) = tanh(x) = m —1

Obrazek 9 - Graf funkce Tanh

Tanh Function
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Zdroj: https://towardsdatascience.com/activation-functions-neural-networks-1cbd9f8d91d6

RelLu

ReLu je v dnesni dobé¢ asi nejpouzivanéjsi aktivacni funkci na svété. Vystup funkce
je stejny jako vstup pro vstupni hodnoty vétsi nez 0, pro jiné hodnoty je vystup roven O.
Tato vlastnost snizuje schopnost modelu spravné se uéit z dat. Tvar funkce je zobrazen na

obrazku 10. Rovnice funkce ma tvar:

f(x) = max (0,x)

Obrazek 10 - Graf funkce Relu

RelU Function
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Zdroj: https://towardsdatascience.com/activation-functions-neural-networks-1cbd9f8d91d6
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Leaky RelLu

Leaky ReLu je funkce podobna standardnimu ReLu s rozdilem, Ze zaporné vstupy
jsou vynasobeny zvolenou konstantou. Konstanta a ma piednastavenou hodnotu 0,01,
pokud ma jinou hodnotu, jedna se o Randomized ReLu. Funkce je monoténni. Tvar funkce

je zobrazen na obrazku 11. Rovnice funkce ma tvar:

f(x) = max (a- x,x)

Obrazek 11 - Graf funkce Leaky ReLu

Leaky RelU Function
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Zdroj: https://towardsdatascience.com/activation-functions-neural-networks-1cbd9f8d91d6

Softmax

Funkce Softmax je aktivacni funkce, ktera se nejcastéji pouziva ve vystupni vrstveé
uloh s klasifikaci do vice neZ dvou tfid. Vystupem posledni vrstvy s aktivaéni funkci
Softmax jsou hodnoty, které udavaji pravdépodobnosti, se kterymi lze urcit tfidu vstupu.

Soucet v§ech pravdépodobnosti pro jeden vstupni tenzor je roven 1. [17]

3.5 Kompilace modelu

Kompilace modelu slouzi Kk nastaveni numerickych knihoven na back-end (mezi
které patii napt. TensorFlow nebo Theano) pomoci knihovny Keras. Timto zpisobem
muze knihovna Keras vyuZzivat vzdy nejlepsi knihovnu na vypocetni operace pro danou
ulohu. Daéle je pii kompilaci predikovano, na jakém HW budou probihat vypocty
nejrychleji, jestli napf. na CPU nebo na GPU. Pro spravny pribéh kompilace musi byt

vybran typ ztratové funkce, optimalizator a metriky. [18]
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3.5.1 Ztratova funkce

Neuronové sité vyuzivajici princip hlubokého uceni jsou trénovany pomoci
algoritmu optimalizace sestupu stochastického gradientu. Hlavnim principem optimalizace
je opakované odhadovani chyb pro aktualni stav modelu. Proto je nutné vybrat ztratovou
funkei, kterou je mozné vyuzit k odhadnuti ztraty modelu a aktualizaci vah. Diky tomu je

mozn¢é snizit ztratu pti piistim vyhodnoceni.

Proto musi ztratova funkce odpovidat feSenému problému jako je napi. binarni
klasifikace nebo regrese. Pro typ ulohy binarni klasifikace jsou vhodné tyto ztratové

funkce:
— Binary Cross-Entropy,
— Hinge,
— Squared Hinge. [19]

3.5.2 Optimalizator

Cilem optimalizatoru je minimalizovat danou funkci, kterd je v tomto ptipadé
ztratova funkce neuronové sit€. K tomu je nutné vypocitat sklon (gradient), ktery je
vektorem, jehoz slozky jsou parcidlni derivace prvniho fddu v daném bodé&. Dal§im krokem

je posun parametr v opa¢ném sméru od gradientu.

Hlavni myslenkou pfi u¢eni modelu je nechat algoritmem zpétného Sifeni zpracovat
tréninkovou sadu dat, vypocitat gradient a aktualizovat parametry vrstev. Tim dojde ke

sniZeni ztratové funkce, a tedy zvySovani spravnosti modelu.

3.5.2.1 Davkovy gradientni sestup

V davkovém gradientnim sestupu jsou vSechna tréninkova data zohlednéna v jediné
davce. Gradient je vypocitan jako pramér vSech gradientii z celé¢ davky dat. Parametry sité
jsou tedy aktualizovany pouze jednou po vypocitani primérného gradientu. Tato metoda je

vhodna pro data s relativné malymi odchylkami.
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3.5.2.2 Stochasticky gradientni sestup

Stochasticky gradientni sestup aktualizuje vdhové parametry po vyhodnoceni
ztratové funkce z kazdého vzorku dat. Z toho divodu, ze je gradient vypocitan z kazdého

vzorku dat, dochazi ke kolisani kolem minima ztratové funkce. [11, s. 58]

3.5.2.3 Minidavkovy stochasticky gradientni sestup

Minidavkovy gradientni sestup je kompromis mezi stochastickym gradientnim
sestupem a davkovym gradientnim sestupem. V minidavkovém gradientnim sestupu jsou

po priichodu minidavky neuronovou siti vypocitany gradienty pro vSechny vzorky z davky.

Nasledné jsou tyto gradienty zprimérovany a na zékladé vysledného gradientu jsou
upraveny parametry vrstev. Tento cyklus pokracuje, dokud nejsou vycerpany vsechny

minidavky, ze kterych se skladaji trénovaci data. [11, s. 59]

3.5.3 Metriky

Zatimco ztratova funkce slouzi k optimalizaci modelu pii trénovani, metriky se

pouzivaji pro sledovani a méteni vykonu modelu jak pfi trénovani, tak pfi testovani.

Metrika Vzorec

T,+T,

Accurac
Y T, +Tn+F,+F,

Precision P
T]IJ + F]IJ

T

Recall - (TPR) d
T, +F,
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False alarm - (FPR) _ B
F,+T,
Specificity _ T
Tp+F,
F1 Score _ Precision - Recall
Precision + Recall

Tabulka 1 - Vybrané metriky

Zakladni metriky zobrazené V tabulce 1 lze vypocitat z matice zamén, kterd je
uvedena Vtabulce 2. Matice slouzi k vizualizaci vztahu mezi spravné a Spatné

klasifikovanymi tfidami.

Skutecna trida

A B
A Tp Fp
Predikovana
trida
B Fn Tn

Tabulka 2 - Matice zdmén.

Tp — Hodnota true positive oznacuje pocet spravné oznacenych predikci z tridy A.
Fn — Hodnota false negative oznacuje pocet Spatné oznacenych predikci z tiidy A.
Fp — Hodnota false positive oznacuje pocet Spatn¢ 0znacenych predikci ze tfidy B.

Tn — Hodnota true negative oznacuje pocet spravné oznacenych predikci z tiidy B.
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Rozdéleni do tfid je uskutecnéno na zakladé hodnoty vypocitané pravdépodobnosti,

ktera je ziskana z posledni neuronové vrstvy.

Pokud se jedna o klasifikaci do vice tfid, tak je piiklad klasifikovan podle

maximalni hodnoty ze ziskanych pravdépodobnosti.

Pokud se jedna o tlohy binarni klasifikace, tak pravdépodobnost, s jakou dany
ptiklad patii do zkoumané tfidy, je porovnana s pfednastavenou prahovou hodnotou a na

zakladé vysledku je piiklad klasifikovan. [20]

3.5.3.1 Kiivka ROC

K uréeni uéinnosti modeld s binarnim Klasifikatorem je mozné pouzit kiivku ROC
(Receiver Operating Characteristic), ktera ukazuje pomér TPR (True Positive Rate) proti

FPR (False Positive Rate) pfi nastaveni riznych meznich prahovych hodnot.

Plocha pod kiivkou ROC se oznacuje AUC (Area Under Curve) a da se
interpretovat jako pravdépodobnost, Ze model ohodnoti ndhodny piiklad spadajici pod
pozitivni tfidu Iépe nez ndhodny ptiklad spadajici pod negativni tfidu. Hodnota AUC se

pohybuje v rozmezi 0 a 1. [21]

Obrazek 12 - Ktivka ROC
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Zdroj: https://towardsdatascience.com/20-popular-machine-learning-metrics-part-1-classification-
regression-evaluation-metrics-1ca3e282a2ce
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3.6 Metody predzpracovani textu

Pismo je jednim z nerozsifenéjSich komunikaénich nastroji mezi lidmi. Obecné se
da fict, ze jednotlivé znaky pisma mohou slouzit K uchovavani jakéhokoliv mluveného
zaznamu, samoziejme pii dodrzeni gramatik néjakého jazyka. Pokud jsou jednotlivé znaky

pisma uskupeny do slov a slova do vét, vznika spojity Gtvar zvany text.

Bohuzel algoritmy strojového uceni, které vyuzivaji neuronové vrstvy popsané
v kapitole 3.4.3 Vrstvy neuronové sité, nedokazou porozumét textu jako takovému. Text
pro tyto algoritmy musi byt upraven do pfijatelnéjsi podoby, jako jsou naptiklad numerické

tenzory.

3.6.1 Kodovani 1-z-n

Kodovani slov a znakt kodem 1-z-n, nebo také algoritmus one hot word, je jednim
z nejzakladnéjsich zptisobu jak, vektorizovat slova nebo véty. Pro pfevedeni véty na vektor
je nutny slovnik s ocislovanym potadim slov, kde se kazdé slovo mtze vyskytovat pouze

jednou.

Vysledkem je bindrni vektor o velikosti N, kde N je velikost slovniku. Kazdé slovo
ve véte¢ je pak ve vektoru reprezentovano Cislem 1 na misté¢ urCeném cislem potradi

ze slovniku. [22]

3.6.2 Shlukovani slov

Dalsim zptsobem, jak nahradit text pomoci numerickych tenzord, je vyuZiti
hustych slovnich vektord vznikajicich pfi pouziti metody shlukovani slov
(word embedding). Zatimco metoda 1-z-n vyuziva velmi rozmérné binarni vektory, metoda
shlukovani slov si vystaci s redlnymi vektory s nizkou dimenzi. Existuji dva zpiisoby, jak

model naucit shlukovana slova:

— Pomoci specidlni vrstvy pfi trénovani modelu. Vznikaji tak nova spojeni

slov, ktera jsou postupné vydefinovana pro danou tlohu.

— Pomoci jiz ptedtrénované vrstvy, ktera se do modelu vlozi. Tato metoda se

pouziva v piipadé, kdy neni dostatek trénovacich dat.
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Specialni vrstva pro vytvareni slovnich spojeni se jmenuje Embedding a lze ji
chépat jako slovnik, ktery transformuje vstupni vektor s pfirozenymi ¢isly do hustych

vektora.

Vrstva Embedding je nakonfigurovana nékolika vstupnimi parametry, mezi které
patii velikost vstupni dimenze, dimenze vystupniho vektoru a délka vstupni sekvence.
Velikost vstupni dimenze urcuje pocet slov ve slovniku, na které se vstupni vektory

mapuji. Velikost vystupniho vektoru udava velikost vektoru pro dalsi vrstvu.

Délka vstupni sekvence urcuje z kolika slov se miize vstupni text skladat. Vstupni
vektor musi mit pfednastavenou vstupni délku sekvence, pfesto je mozné ho z jedné strany

vyplnit ¢islem 0, pokud je text kratsi. [23]

Obrazek 13 - Prostor shlukovanych slov

A
man
@ wWoman
@
@
king --"L.
queen

P

Male-Female

Zdroj: https://developers.google.com/machine-learning/

Husté vektory popisuji vztah mezi jednotlivymi slovy v prostoru. Z obrazku 13 je
patrné, ze vektor mezi slovy man a woman popisuje skoro stejny vztah jako vektor mezi

slovy king a queen.
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3.7 Pouzité technologie

V této kapitole jsou popsany technologie a knihovny pouzité pii feSeni praktické

casti diplomové prace.

3.7.1 TensorFlow

TensorFlow je open source knihovna od spole¢nosti Google poskytujici komplexni
a flexibilni sadu nastrojt, které umoziuji vyzkumnym pracovnikiim a vyvojaiam vyuzivat

nejmodernéjsi technologie v oblasti strojového uceni.

Knihovna TensorFlow umoznuje praci sdaty v grafech. Kazdy uzel v grafu
reprezentuje matematickou operaci a kazda hrana je multidimenzionalni datové pole nebo
tenzor. Uzly a hrany jsou reprezentovany jako objekty za pomoci programovaciho jazyka
Python, ktery zastfeSuje celkovou abstrakci a moznost pracovat ve vysokouroviiovém

jazyce.

Matematické operace, které zastituji napiiklad préaci s tenzory, jsou pak psany
v jazyce C ++. Aplikace TensorFlow lze spustit na CPU i na GPU, stejné tak je mozné
aplikace spoustét 1 na specidlnich cloudech, které poskytuji vyrazné lepsi vypocetni

vykon. [24]

3.7.2 Keras

Keras je jednim z nejpouzivanéjSich API pro vytvafeni modelli neuronovych siti na
svété. Mezi jeho hlavni piednosti patii podpora nékolika vypocetnich engine na back-end,

mezi které patii napt. TensorFlow nebo Thaneo.

Hlavni diraz byl kladen na uZivatelskou pfivétivost, moduldrnost a rozsifitelnost.
Mezi hlavni pfednosti knihovny Keras patfi bohaté vybavena knihovna, které obsahuje
neuronové vrstvy, ztratové funkce, optimalizatory, metriky, aktivacni funkce a mnohé

dalsi. [25]
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3.7.3 Vypocetni zarizeni

Vypocéty probihaly na zafizeni uvedeném v tabulce 3.

Notebook
(O] Windows 10
CPU Intel Core 15-8265U

GPU Integrovana
RAM 8 GB
Python 3.7.7
TensorFlow 2.2.0
Keras 2.4.3

Tabulka 3 - Vypocetni zafizeni
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4  Vlastni prace

Tato cast diplomové prace obsahuje popis feSeni ulohy klasifikace takzvanych
Fake news. Pojem Fake news oznacuje nepravdivé zpravy, kterymi se §ifi dezinformace

za ucelem ovlivnit ¢i zmanipulovat piijemce informace. [26]

Cilem této prace bylo vytvofit model, ktery dokaze rozpoznat, zda se jedna
0 nepravdivou zpravu na zakladé informaci poskytnutych ve zpravé. Model vyuziva

metody hlubokého uceni, popsané v kapitole 3. Teoreticka vychodiska.

Jak ale sestavit nejlepsi model pro danou tlohu? Chollet se v literatute velmi ¢asto
zminuje, Ze presné definovany postup neexistuje. Existuji pouze obecné poucky a principy,
pomoci kterych se da nalézt zédkladni model, ktery by mél porazit referencni hodnotu

stanovenou pro danou tlohu ndhodnym klasifikatorem. [11, s. 115]

Pro ulohy binarni klasifikace, pod které spad4d i tento piipad, je referencni
hodnota 0,5, tedy zékladni modely by mély mit spravnost vétsi nez 50 %. Z toho divodu
byly pro tuto tlohu vytvoteny Ctyfi rozdilné modely. Kazdy model pracoval s jinym typem
skrytych vrstev. Pro jejich vyhodnoceni slouZzila jejich Uspé&Snost pii klasifikaci, doba

zpracovani jednotlivych epoch i pocet epoch nutnych k dosazeni ptreuceni. [11, s. 86]

4.1 Vstupni data

Vstupni data byla ziskana od spole¢nosti Kaggle, komunity datovych védct
a odbornikd na strojové uceni. Spole¢nost Kaggle se dostala do povédomi od roku 2010,
kdy zacala potéadat soutéZe v oblasti strojového ueni a Vv této aktivité pokracuje dodnes.
Mezi jeji dalsi sluzby patii poskytovani datovych mnoZin a vyukova platforma strojového

udeni.
4.1.1 Fake news Dataset

Datova sada Fake news se sklada z ¢lankt uloZenych ve tfech souborech train.csv,
test.csv a submit.csv, které jsou rozdéleny do tabulky se sloupci ,,id“, ,title, ,author*,
Hext a ,label. Label je uréen binarni klasifikaci — O pro pravdivy ¢lanek (Non-Fake
news) a 1 pro nepravdivy clanek (Fake news). Ukazka datové sady je zobrazena

na obrazku 14.
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Soubor train.csv obsahuje 20 800 ohodnocenych ¢lankt, soubor test.csv obsahuje

5 200 ¢lankd a soubor submit.csv obsahuje ohodnoceni k souboru test.csv.
Clanky byly seskupeny, promichany a nasledné rozdéleny do tf skupin:
— trénovaci data slouzici pro natrénovani modelu,
— validac¢ni data slouzici pro ovefeni natrénovaného modelu,
— testovaci data slouzici pro finalni otestovani modelu.

Testovaci data by na modelu méla byt pouzita pouze jednou pro finalni otestovani,
aby nedoslo k prosaknuti informaci do modelu. Pro ovéfeni spravnosti modelu se pouzivaji

validaéni data.

Obrazek 14 - Ukazka trénovacich dat
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4.1.2 Priprava dat

K rozhodnuti, zda se jedna o pravdivy, nebo nepravdivy ¢lanek, byl pouzit nadpis
¢lanku ziskany ze sloupce ,.title*. Maximalni délka nadpisu je 37 slov a primérna délka
nadpisu je 12 slov. Bohuzel algoritmus strojového uceni nedokaze porozumét textu jako

takovému, a proto musel byt vstup upraven do podoby pro algoritmus ¢itelné&jsi.

Z nadpisu byly odebrany vSechny ostatni znaky krom¢ pismen a vSechna velka
pismena byla zmensSena. Tento postup byl opakovan pro vSechny nadpisy celd datové sady.
Tim bylo dosazeno standardizovani textu do jednotné formy. Déle bylo zjisténo, ze nékteré

zaznamy v datech neobsahovaly nadpisy, proto byly z dat odebrany.

4.2 Model Alfa

Model Alfa byl sestaven z vrstev Dense, tedy z husté propojenych neuronovych siti.
Pro tento typ modelu bylo nutné upravit vstupni data na vektory nul a jedni¢ek pomoci
metody 1-z-n, ktera je popsana v kapitole 3.6.1. Jako aktiva¢ni funkce pro horni

mezivrstvy byla zvolena funkce ReLu a pro posledni vrstvu funkce Sigmoid.

Pro zkompilovani modelu byl vybran optimalizator RMSprop. Jako ztratova funkce
byla vybrana binary crossentropy. A jako metrika byla zvolena spravnost modelu

accuracy.

Pro trénovani modelu bylo zvoleno 10 epoch o velikosti davky 128. Pomér

valida¢nich dat ku trénovacim datim byl 0,2.

Obecnou praktikou vytvaieni modelu je vytvofeni modelu s nizkym poctem vrstev
a skrytych jednotek. Natrénovanim modelu dojde k poduceni modelu. Nasledné se
metodou ,,pokus omyl* pfidavaji skryté vrstvy a jednotky a podle valida¢nich vysledki se

urcuje, ktery model je lepsi.

4.2.1 Trénovani 01

Jak je vidét na obrazku 15, prvni pokus modelu Alfa se skladal ze dvou vrstev
Dense, prvni vrstva méla Ctyii skryté jednotky, které urcovaly, jak slozité vzory se model
dokazal naucit. Posledni vrstva méla pouze jednu skrytou jednotku, pomoci které vytvarel
skalarni predikci tykajici se spolehlivosti nadpisu. Celkovy pocet skrytych parametra

Vv celé neuronové siti byl 20 0009.
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Obrazek 15 - Alfa Summary 01

Layer (type) Output Shape Param #
dense (Dense) (None, 4) 20884
dense_1 (Dense) (None, 1) 5

Total params: 20,889
Trainable params: 26,869
Mon-trainable params: @

Na obrazku 16 je zobrazena trénovaci a valida¢ni spravnost modelu. Teckovana
kfivka zobrazuje trénovaci spravnost. Plna kiivka zobrazuje valida¢ni spravnost. Rozdil
mezi kiivkami znaci zvyknuti si modelu na trénovaci data, tedy pfeuceni. | kdyz je model
pfeucen, validacni spravnost stile roste. Model mé tedy z trénovacich dat stale uzitek a
muze se naucit vice nezavislych vzort. Proto je mozné ptidat vice skrytych parametra.
Valida¢ni spravnost dosahuje hodnoty 0,8890 pti 10. epose. A to je vice nez referencni

hodnota 0,5 dosaZzend ndhodnym klasifikatorem.

Obrazek 16 - Alfa Accuracy 01
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4.2.2 Trénovani 02

Ve druhém pokusu byl navySen pocet skrytych parametri v prvni vrstvé na osm,

jak je vidét na obrazku 17. Tim se zvedl celkovy pocet parametrti na 40 017.
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Obrazek 17 - Alfa Summary 02

Layer (type) Output Shape Param #
dense 2 (Dense) (None, 8) 43a88
dense 3 (Dense) (None, 1) 9

Total params: 48,817
Trainable params: 48,817
Non-trainable params: @

Na obrazku 18 je vidét, ze se valida¢ni spravnost modelu od 7. epochy nelepsi.

Byla dosaZzena hranice toho, co se z trénovacich dat model mohl naucit. Model
muze byt vylepsen pfidanim skryté vrstvy pro zvyseni rychlosti u€eni pfi zachovéani poctu

skrytych parametr. Valida¢ni spravnost dosahla hodnoty 0,9010 pii 7. epose.

Obrazek 18 - Alfa Accuracy 02
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4.2.3 Trénovani 03

Ve tfetim pokusu byla pfidana skryta mezivrstva s 0Smi skrytymi jednotkami, jak je

vidét na obrazku 19. Tim vznikl model s celkovym pocétem 40 089 parametr.
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Obrazek 19 - Alfa Summary 03

Layer (type) Output Shape Param #
dense_4 (Demse)  (Nome, 8)  a4ooes
dense_5 (Dense) (None, 8) 72

dense 6 (Dense) (None, 1) a

Total params: 48,889
Trainable params: 48,889
Mon-trainable params: @

Na obrazku 20 je vidét, ze se valida¢ni spravnost modelu od 4. epochy nezlepsila.
Bylo dosazeno velmi podobné hranice jako v piedeSlém trénovani, jen o nékolik epoch

dtive. Validacni spravnost dosahla hodnoty 0,9060 pti 4. epose.

Obrazek 20 - Alfa Accuracy 03
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Vysledny model Alfa byl vybran z trénovani 03. Valida¢ni spravnost modelu byla
90,6 %.
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4.3 Model Beta

Model Beta byl, obdobn¢ jako model Alfa, sestaven z husté propojenych vrstev

Dense. Tento model pouzival jako vstup husté slovni vektory popsané v kapitole 3.6.2.

Pro trénovani modelu bylo k dispozici 20 000 textl, z toho divodu byla zvolena

metoda nauceni se shlukovani slov spolecné s hlavni ilohou pomoci vrstvy Embedding.

Jako aktivacni funkce pro horni mezivrstvy byla zvolena funkce ReLu a

pro posledni vrstvu funkce Sigmoid.

Pro zkompilovani modelu byl vybran optimalizator RMSprop. Jako ztratova funkce
byla vybrana binary crossentropy. A jako metrika byla zvolena spravnost modelu

accuracy.

Pro trénovani modelu bylo zvoleno 10 epoch o velikosti davky 128. Pomér

valida¢nich dat ku trénovacim datim byl 0,2.

Znovu bylo postupovano pomoci obecné praktiky vytvofeni modelu S nizkym
po¢tem vrstev a skrytych jednotek a naslednym piidavanim skrytych vrstev a jednotek

podle valida¢niho skore.

4.3.1 Trénovani 01

Jak je vidét na obrazku 21, prvni pokus modelu Beta se skladal z vrstvy
Embedding, kterd méla za ukol identifikovani vztah mezi jednotlivymi slovy.
Nasledovala vrstva Flatten, ktera zajiStovala zplosténi vystupniho vektoru o jednu dimenzi
tak, aby na vrstvu Embedding navazovala vrstva Dense se ¢tyimi skrytymi jednotkami.
Posledni vrstva Dense méla opét jednu skrytou jednotku. Celkovy pocet skrytych
parametrl byl 20 649.
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Obrazek 21 - Beta Summary 01

Layer (type) Output Shape Param #
embedding 1 (Embedding) {(None, 48, 4) 28060
flatten 1 (Flatten) (None, 168) 8
dense 2 (Dense) (None, 4) 644
dense_3 (Dense) (None, 1) 5

Total params: 28,549

Trainable params: 28,649

Non-trainable params: @

Na obrazku 22 je vidét, ze valida¢ni kiivka ma rostouci tendenci az do 7. epochy,
kdy valida¢ni spravnost za¢ne klesat. Pfidanim dalSich skrytych parametri bude zjisténo,
zda jedna opravdu o hranici pfeuceni. Valida¢ni spravnost dosahovala hodnoty 0,8715

pii 7. epose.

Obrazek 22 - Beta Accuracy 01
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4.3.2 Trénovani 02

Ve druhém pokusu byl navySen pocet skrytych parametri v prvni Dense vrstvé

na osm, jak je vidét na obrazku 23. Tim se zvedl celkovy pocet parametrii na 42 577.
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Obrazek 23 - Beta Summary 02

Layer (type) Output Shape Param #
embedding 2 (Embedding) (None, 48, 8) 48864
flatten 2 (Flatten) (None, 328) 8
dense 4 (Dense) (None, 8) 2568
dense 5 (Dense) (None, 1) ]

Total params: 42,577

Trainable params: 42,577

Mon-trainable params: @

Na obrazku 24 je vidét, ze se validacni spravnost modelu od 6. epochy nezlepsila.
Bylo dosazeno obdobné hranice jako v minulém trénovani, ale o jednu epochu diive.

Validaé¢ni spravnost nabyla hodnoty 0,8825 pti 6. epose.

Obrazek 24 - Beta Accuracy 02
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Vysledny model Beta byl vybran z trénovani 02. Valida¢ni spravnost modelu byla

88,3 %.
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4.4 Model Gama

Model Gama byl postaven na konvoluénich vrstvach. V kapitole 3.4.3.2 Konvolucni
vrstvy je uvedeno, ze se tyto vrstvy velmi Casto pouZivaji pro obrazové vstupy. Piesto je
mozné pii vybéru spravné dimenze vrstvy zpracovat sekvenéni data, mezi které patfi mimo
jiné 1 text. Princip je velmi podobny jako u obrazového vstupu, jen se misto 2D oblasti

Z obrazovych tenzort vybere lokélni 1D oblast ¢asti textu.

Pro tento typ modelu bylo nutné upravit vstupni data do podoby hustych slovnich
vektorti pomoci shlukovani slov na zakladé popisu v kapitole 3.6.2. Pro trénovani modelu
bylo k dispozici 20 000 texti, z toho divodu byla zvolena metoda nauceni se shlukovani

slov spole¢né s hlavni ulohou pomoci vrstvy Embedding.

Pro zkompilovani modelu byl vybran optimalizator RMSprop. Jako ztratova funkce
byla vybrana binary_crossentropy. A jako metrika byla zvolena spravnost modelu

accuracy.

Pro trénovani modelu bylo zvoleno 15 epoch o velikosti davky 128. Pomér

valida¢nich dat ku trénovacim datim je 0,2.

Znovu bylo postupovano pomoci obecné praktiky vytvofeni modelu s nizkym
poctem vrstev a skrytych jednotek a naslednym piidavanim skrytych vrstev a jednotek

podle valida¢niho skore.

44.1 Trénovani 01

Jak je vidét na obrazku 25, prvni pokus modelu Gama se skladal z jedné vrstvy
Embedding, dvou jedno-dimenzionalnich konvoluc¢nich vrstev Conv1D, dvou vrstev
MaxPooling, stim, ze jedna byla globalni, a posledni vrstvy Dense s jednou skrytou

jednotkou.
V modelu Gama byly pro vrstvu Embedding zvoleny jako vstupni parametry:
— vstupni dimenze: 5000,
— Vystupni vektor: 32,

— délka vstupni sekvence: 40.
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Po vrstvé Embedding nésledovala prvni konvolu¢ni vrstva Conv1D se 32 skrytymi
jednotkami a konvoluénim oknem o velikosti 9 slov, které¢ urcuje, jak velkou subsekvenci

se sit’ dokaze naudit.

Nasledujici skryta vrstva MaxPoolinglD zajistovala sdruzovani podle maxima

S nastavenym krokem 3.

Po sdruzovaci vrstvé opét nasledovala konvolu¢ni vrstva ConvlD se 32 skrytymi

jednotkami a konvolu¢nim oknem o velikosti 9 slov.

Piedposledni vrstva GlobalMaxPooliglD opét zajistovala sdruzovani podle
maxima, dale se starala i 0 zplosténi vystupniho vektoru tak, aby ho mohla posledni vrstva

Dense zpracovat.

Celkovy pocet skrytych parametrl v celé neuronové siti byl 178 529.

Obrazek 25 - Gama Summary 01

Layer (type) Output Shape Param #
cnbedding (fmbedding)  (None, 50, 32) 160000
convld (ConvlD) (None, 42, 32) 9248
max_poolingld (MaxPoolinglD)} (Mone, 14, 32) @

convld 1 (ConvlD) (None, 6, 32) 9248
global max_poolingld (Global (Mone, 32) @

dense (Dense) (None, 1) 33
Trainable params: 178,529

Mon-trainable params: @

Na obrazku 26 je zobrazena trénovaci a valida¢ni spravnost modelu. Teckovana

kiivka opét zobrazuje trénovaci spravnost a plna kiivka validacni spréavnost.

Kiivka valida¢ni spravnosti je po 15. epoSe stale rostouci, model ma tedy
z trénovacich dat stale uzitek a mize se naucit vice nezavislych vzorl. Proto je mozné
piidat vice skrytych parametrt. Valida¢ni spravnost dosahovala hodnoty 0,8733 pii 15.

epose, a to je znovu vice nez referenéni hodnota 0,5 dosaZzena nahodnym klasifikatorem.
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Obrazek 26 - Gama Accuracy 01
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4.4.2 Trénovani 02

Ve druhém pokusu byl navySen pocet skrytych parametrit v konvoluénich vrstvach

na 64, jak je vidét na obrazku 27. Tim se zvedl celkovy pocet parametri na 393 921.

Obrazek 27 - Gama Summary 02

Layer (type) Output Shape Param #
embedding 1 (Embedding) (None, 40, 62) 320008
convld (ConvlD) (None, 32, 64) 36928
max_poolingld (MaxPoolinglD)} (Mone, 18, 64) a

convld 1 (ConvlD) (None, 2, &4) 36928
global max poolingld (Global (Mone, 64) &

dense_18 (Dense) (None, 1) 65
Trainable params: 393,921

Mon-trainable params: @

Na obrazku 28 je vidét, ze se valida¢ni spravnost modelu od 11. epochy nelepsi.
Bylo dosazeno hranice toho, co se z trénovacich dat model mize naudit S timto nastavenim

sité. Valida¢ni spravnost dosahovala hodnoty 0,8512 pti 11. epose.
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Obrazek 28 - Gama Accuracy 02
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4.4.3 Trénovani 03

Ve tietim pokusu byl snizen krok skryté vrstvy MaxPooling1lD na hodnotu 2, jak je

vidét na obrazku 29. Tim model zistal s celkovym poctem 393 921 parametri.

Obrazek 29 - Gama Summary 03

Layer (type) Output Shape Param #
enbedding 2 (Embedding) (None, 40, 64) 320008
convld 2 (ConvlD) (None, 32, B4) 36928
max_poolingld 1 (MaxPoolingl (MNone, 16, &4) o

convld 3 (ConvlD) (None, 8, B64) 36928
global max_poolingld 1 (Glob (None, 64) 2

dense_11 (Dense) (None, 1) 65
Trainable params: 383,921

Mon-trainable params: @

Na obrazku 30 je vidét, ze se validacni spravnost modelu do 6. epochy zvysila
rychleji nez pfi trénovani 02. Poté se rist zpomalil, i tak model dosahl spravnosti 0,9032

pfi 13. epose a piedcil pfedchozi trénovani.
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Obrazek 30 - Gama Accuracy 03
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Vysledny model Gama byl vybran z trénovani 03. Valida¢ni spravnost modelu byla
90,3 %.

4.5 Model Delta

Zakladnim kamenem modelu Delta se stala vrstva LSTM, kterd spada

pod rekurentni neuronové sité popsané v kapitole 3.4.3.3.

Zpétna vazba jednotlivych neuront ve vrstvé LSTM umozZiuje modelu postupné

vvvvvv

odli$nym zptsobem od diive pouZitych vrstev.

Opét bylo nutné pro tento typ modelu upravit vstupni data do podoby hustych
slovnich vektorti pomoci shlukovani slov na zakladé popisu v kapitole 3.6.2. Pro trénovani
modelu bylo k dispozici 20 000 textd, ztoho divodu byla zvolena metoda nauceni se

shlukovani slov spole¢né s hlavni llohou pomoci vrstvy Embedding.

Pro zkompilovani modelu byl vybran optimalizator RMSprop. Jako ztratova funkce
byla vybrdna binary crossentropy. A jako metrika byla zvolena sprdvnost modelu

accuracy.
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Pro trénovani modelu bylo zvoleno 10 epoch o velikosti davky 128. Pomér

valida¢nich dat ku trénovacim datim je 0,2.

Znovu bylo postupovano pomoci obecné praktiky vytvofeni modelu s nizkym
poctem vrstev a skrytych jednotek a naslednym ptiddvanim skrytych vrstev a jednotek

podle valida¢niho skore.

451 Trénovani 01

Jak je vidét na obrazku 31, prvni pokus modelu Delta se skladal z jedné vrstvy

Embedding, navazujici vrstvy LSTM a posledni vrstvy Dense s jednou skrytou jednotkou.
V modelu Delta byly pro vrstvu Embedding zvoleny jako vstupni parametry:
— vstupni dimenze: 5000,
— vystupni vektor: 4,
— délka vstupni sekvence: 40.

Po vrstvé Embedding nasledovala LSTM vrstva se ¢tyimi skrytymi jednotkami.
Na vrstvu LSTM navazovala vrstva Dense s jednou skrytou jednotkou.

Celkovy pocet skrytych parametrll v celé neuronové siti byl 20 149.

Obrazek 31 - Delta Summary 01

Layer (type) Output Shape Param #
cnbedding 9 (embedding)  (Nome, 48, 4) 20000
1stm 2 (LSTM) (None, 4) 144
dense 25 (Dense) (Mone, 1) 5

Total params: 28,149
Trainable params: 20,149
Mon-trainable params: @

Na obrazku 32 je zobrazena trénovaci a validaéni spravnost modelu. Teckovana

kiivka opét zobrazuje trénovaci spravnost a plna kiivka valida¢ni spravnost.
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Kiivka wvalida¢ni spravnosti je po 10. eposSe stale rostouci, model ma tedy
Z trénovacich dat stale uzitek a miize se naucit vice nezavislych vzort. Proto je mozné
pridat vice skrytych parametrti. Validacni spravnost dosahovala hodnoty 0,9011 pii

10. epose, coz je opét vice nez referencni hodnota 0,5 dosazena ndhodnym klasifikatorem.

Obrazek 32 - Delta Accuracy 01
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45.2 Trénovani 02

Ve druhém pokusu byl navysen pocet skrytych parametri v LSTM vrstvé na 16, jak

je vidét na obrazku 33. Tim se zvedl celkovy pocet parametrti na 82 129.

Obrazek 33 - Delta Summary 02

Layer (type) Output Shape Param #
enmbedding 10 (Embedding)  (None, 40, 16)  sosee
1stm 3 (LSTM) (None, 16) 2112
dense 26 (Dense) (MNone, 1) 17

Total params: 82,129
Trainable params: 82,129
Mon-trainable params: @
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Na obrazku 34 je vidét, ze se validacni spravnost modelu zvysila velmi rychle
a hranice 0,9 byla piekrocena jiz ve 3. epoSe. Maxima bylo dosazeno pii 5. epose

s hodnotou 0.9065, poté zacala spravnost Klesat.

Obrazek 34 - Delta Accuracy 02
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Vysledny model Delta byl vybran ztrénovani 02. Valida¢ni spravnost modelu

byla 90,7 %.
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5 Vysledky a diskuse

Jednotlivé modely byly trénovany, validovany a testovany na riznych mnozinach
dat. Nemohlo tak dojit k propusténi informaci z u¢eni modelu, které by ovlivnilo testovani.

Konkrétni pocet zaznami v kazdé mnozin¢ je uveden v tabulce 4.

MnoZina Pocet
Trénovaci data 16 000
Valida¢ni data 4 000
Testovaci data 2 986
Celkem 22 986

Tabulka 4 - Prehled po¢tu zaznaml datovych mnozin
5.1 Srovnani modela pri uéeni

Uceni modelti probihalo na trénovacich a valida¢nich datech. Tabulka 5 zobrazuje
prehled parametrti jednotlivych modelti, mezi které patii naptiklad doba zpracovani davky,

doba zpracovani epochy nebo celkovy pocet parametrli v neuronové siti.

Alfa Beta Gama Delta
Doba zpracovani
28 25 24 10
davky [ms]
Doba zpracovani
4 3 3 1
epochy [s]
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Epocha s nejvyssi
P W 4 6 13. 5

spravnosti
Nejvyssi dosazena

0,9060 0,8825 0,9032 0,9065
spravnost
Celkovy pocet

40 089 42 577 393921 82129
parametri v siti

Tabulka 5 - Pfehled parametrii ziskanych pfi trénovani modeld

Z tabulky 5 vyplyva, ze nejrychleji dokazal tréninkova a valida¢ni data zpracovat
model Delta, ktery dokazal jednu davku o velikosti 128 novinovych titulkii zpracovat

v praméru do 10 ms.

Nejvyssi dosazené spravnosti dosahovaly modely Alfa, Beta a Delta kolem
5. epochy, modely se tedy uéily podobnym tempem. Model Gama se u¢il vyrazné¢ pomaleji

a maximalni spravnosti dosahoval az okolo 13. epochy.

Obrazek 35 zobrazuje vyvoj validacni spravnosti modelli. Z obrazku je patrné,
ze modely Alfa, Beta a Delta maji tendenci se rychle ucit, ale také velmi rychle dosahnou
hranice pfeuceni a jejich validacni spravnost se za¢ne zhorSovat. Model Gama se uci

pomaleji a své hranice dosédhne az o nékolik epoch pozdé&ji.

Nejvyssi dosazena spravnost modeltt Alfa, Gama a Delta se pohybovala lehce

nad 90 %. Model Beta za ostatnimi modely mirné zaostaval se spravnosti mirn¢ nad 88 %.

K nauceni se jednotlivych vzorti potieboval nejvice parametrit v neuronové siti
model Gama, a to necelych 400 000. Naopak nejméné parametrti potiebovaly modely Alfa

a Beta.
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Obrazek 35 - Srovnani valida¢ni spravnosti modela
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5.2 Srovnani modeli pri testovani

Testovani modeld probihalo na testovacich datech. Tabulka 6 zobrazuje piehled

jednotlivych metrik odvozenych z matice zdmén popsané v kapitole 3.5.3.

Alfa Beta Gama Delta
Accuracy 0,9060 0,8714 0,8891 0,8969
Precision 0,9118 0,8886 0,8801 0,9170
Recall 0,9157 0,8801 0,9281 0,8960
Specificity 0,8987 0,8501 0,9021 0,8728
F1 Score 0,9138 0,8843 0,9035 0,9064
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Tabulka 6 - Pfehled vypoéitanych metrik ziskanych pti testovani

Vypocitané metriky vysly pro modely Alfa, Gama a Delta bez vétSich rozdilt.
S nepatrnym rozdilem dosahl nejvyssi spravnosti model Alfa, ktery nedokazal spravné

ohodnotit 289 ptikladl z celé testovaci mnoziny.

Obdobné jako pii validaci dosahoval model Beta mirné horSich vysledki nez

zbyvajici tii modely, piestoze Spatn¢ vyhodnotil pouze o 57 prikladt vice nez model Alfa.

Pokud srovname vSechny naméfené hodnoty ziskané z uceni a testovani modeld,
zjistime, Ze 1 kdyZ vSechny modely maji obdobné vysledky, nejlépe vychazel model Alfa,

ktery dosahoval nejlepsich jak pti u€eni, tak i pii testovani.

Tento zavér plati pouze pro mezni prah piednastaveny na hodnotu 0,5. Takto
nastavend hodnota zajistuje rovhomérné rozfazeni piiklad do kategorii podle vypocitané
pravdépodobnosti, kdy pocet Spatn¢ identifikovanych nepravdivych ¢lanku je ptiblizné

stejny jako pocet Spatné identifikovanych pravdivych ¢lank.

Pokud by bylo cilem ulohy identifikovat co nejvétsi skupinu nepravdivych ¢lanka
i za cenu zvySeni nepfesnosti pii identifikaci pravdivych ¢lank, model Delta by byl

vhodngjsi.

Na obrazku 36 jsou zobrazeny ROC kiivky jednotlivych modeli. Osy x a y
zobrazeného grafu pfedstavuji procentudlni miry Spatné a spravné identifikovanych

nepravdivych ¢lankd pii riznych hodnotach mezniho prahu.

Model Delta ma pii vyssi mife spravné identifikovanych nepravdivych c¢lankt

mirné niz§i miru $patné identifikovanych nepravdivych ¢lankl nez ostatni modely.
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Obrazek 36 - Srovnani ROC kiivek modeli
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5.3 Nedostatky reseni

Mezi nejvétsi nevyhody neuronovych siti patii prace s omezenymi daty. Pokud by
model zpracovaval piiklad, u kterého by nedokazal detekovat vzory naucené pii trénovani,

nedokazal by ho spravné klasifikovat.

Tato nevyhoda se da castecné eliminovat postupnym doucovanim modelu, kdy se
jiz za provozu model dou¢i nové vzory z nové, postupné rozsifené, tréninkové mnoziny.
Touto metodou je provozovatel modelu schopen zajistit, aby model neopakoval stejné

chyby na podobnych datech.
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6 Zavér

Hlavnim cilem této diplomové prace bylo prokazat efektivitu modernich metod
analyzy textu zaloZenou na pouziti algoritmt hlubokého uceni. K tomu bylo zapotiebi
vybrat spravné neuronové vrstvy a sjejich pomoci vytvofit neuronové sité, které by
pii tloze binarni klasifikace uspésné prekonaly referencni hodnotu stanovenou nahodnym

klasifikatorem. Hlavni cil byl diky spInéni obou dil¢ich cilti usp€sné naplnén.

V praktické casti byla feSena tloha binarni klasifikace na datové mnoziné
pravdivych a nepravdivych novinovych c¢lanka. Pro jeji vyfeSeni byly vytvofeny Ctyfi
riazné modely Alfa, Beta, Gama a Delta vyuzivajici neuronové sit¢ a metody hlubokého
uceni. VSechny vytvorené modely dosahovaly pfi uceni validacni spravnosti nad 85 %

pti klasifikaci, zda se jedna o pravdivy, nebo nepravdivy novinovy ¢lanek.

V nasledujici ¢asti diplomové prace byly porovnany vysledky vSech zminénych
modelll dosazené na testovacich datech. Ke komparaci byly pouZzity metriky odvozené
z matice zamén, doba uceni modelu, rychlost zpracovani epochy nebo celkovy pocet

parametri v neuronové siti.

Pro vybér nejlepsiho modelu byly vSechny tyto zminéné parametry velmi dulezité,
protoZe testovaci spravnost ziskand z metrik vysSla pro vSechny modely velmi podobné.
Nakonec po zohlednéni ostatnich parametriit modeld bylo zjisténo, Ze danou tlohu dokaze
nejlépe vyhodnotit model Alfa, vyuzivajici husté propojené neuronové sité s kodovanim

vstupnich texti pomoci metody 1-z-n.

Dale byla ve vysledcich zminéna diskuse nad vyuZitim modelu se zvySenou
pfesnosti klasifikace nepravdivych novinovych clankd za cenu sniZzeni pfesnosti
pii klasifikaci pravdivych ¢lank. Pro tuto aplikaci by se nejlépe hodil model Delta,
vyuzivajici rekurentni neuronovou sit s kodovanim vstupnich textl do hustych slovnich

vektora.
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8 Prilohy

V této casti diplomové prace jsou uvedeny prilohy, mezi které patii instalace
distribuce Anaconda, instalace rozsifujicich modulti a zdrojové kody modeltt hlubokého

udent.
8.1 Instalace distribuce Anaconda

Anaconda je distribuce programovaciho jazyka Python, ktera obsahuje spoustu

nastrojli, mezi néZ mimo jiné patii Jupyter Notebook nebo vyvojové prostiedi Spyder.

V této casti kapitoly je popsana instalace Anacondy na operacni systém

Windows 10.

1) Prvnim krokem pro nainstalovani distribuce anakonda je jit na oficialni

stranky distribuce: https://www.anaconda.com/products/individual

a pozadovanou verzi stahnout.
2) Dalsim krokem je spustit stazeny soubor jako spravce.

3) Po spusténi souboru by se mélo objevit okno pruvodce instalaci distribuce

Anaconda. Kliknéte na tla¢itko ,,Next®.

Obrazek 37 - Instalace Anaconda

2 Anaconda3 2019.10 (64-bit) Setup — X

Welcome to Anaconda3 2019.10

(64-bit) Setup
O Setup will guide you through the installation of Anaconda3
2019. 10 (64-bit).
ANACONDA.

It is recommended that you dose all other applications
before starting Setup. This will make it possible to update
relevant system files without having to reboot your
computer,

Click Next to continue.
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4) Zobrazi se okno licenénimi podminkami. Po jejich precteni kliknéte

na,,I Agree®.

5) Na nasledujici obrazovce je nutné vybrat pro koho je instalace uréena, jestli
jen pro aktualniho uzivatele, nebo pro vSechny. Po vybrani kliknéte

na tlacitko ,,Next®.

6) Na dalsi obrazovce je nutné vybrat, kam ma byt distribuce nainstalovana.

Po vybéru umisténi kliknéte na tlacitko ,,Next.

7) Na nasledujici obrazovce je nutné se rozhodnout, zda chcete pridat
distribuci Anaconda do polozky PATH vaseho opera¢niho systému a zda

chcete registrovat Anacondu jako vychozi Python distribuci.

Obrazek 38 - Nastaveni PATH Anaconda

) Anaconda3 2019.10 (64-bit) Setup - X

po Advanced Installation Options
J ANACONDA Customize how Anaconda integrates with Windows

Advanced Options

1 [[] Add Anaconda to my PATH environment variable

Not recommended. Instead, open Anaconda with the Windows Start
menu and select "Anaconda (64-bit)". This "add to PATH" option makes
Anaconda get found before previously installed software, but may
cause problems requiring you to uninstall and reinstall Anaconda.

Register Anaconda as my default Python 3.7

This will allow other programs, such as Python Tools for Visual Studio
PyCharm, Wing IDE, PyDev, and MSI binary packages, to automatically
detect Anaconda as the primary Python 3.7 on the system.

o [ e

Po zaskrtnuti vybranych policek kliknéte na tlacitko ,,Install*.

8) Na dalsi obrazovce probiha instalace distribuce, po dokonceni kliknéte

na tlacitko ,,Next®.

9) Dalsi obrazovka nabizi moznost nainstalovat vyvojové prostiedi PyCharm

po kliknuti na uvedeny odkaz. Kliknéte na tlacitko ,,Next™.
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10) Posledni obrazovka nabizi moznost dozvédét se vice o Anaconda Cloud

nebo jak s distribuci Anaconda zacit. Kliknéte na tlacitko ,,Finish* [27]

8.2 Instalace pouzitych modulu

Distribuce Anaconda obsahuje veliké mnozstvi jiz nainstalovanych knihoven.
Presto mezi predinstalované knihovny nasledujici moduly nepatii, a proto se musi

doinstalovat ruc¢né.

8.2.1 Instalace knihovny TensorFlow

1) Prvnim krokem pro nainstalovani knihovny TensorFlow je otevieni

programu Anaconda Command Prompt.

2) Pro nainstalovani aktualni CPU knihovny TensorFlow je nutné zadat piikaz

,,conda create -n tensorflow*.
Nasledné v programu Ize ke knihovné pfistupovat pies piikaz import.

8.2.2 Instalace knihovny Keras

1) Prvnim krokem pro nainstalovani knihovny Keras je otevieni programu

Anaconda Command Prompt.

2) Pro nainstalovani aktudlni knihovny Keras je nutné zadat piikaz

,.install -c anakonda keras*.

Nasledné v programu Ize ke knihovné piistupovat pies prikaz import.

65



8.3 Zdrojovy kéd modelu Alfa
# -*- coding: utf-8 -*-

import numpy as np
import pandas as pd

cesta = "C:\\Users\\fake _news\\"

df train = pd.read_csv(cesta + "train.csv")

df_test = pd.read_csv(cesta + "test.csv")

df_submit = pd.read_csv(cesta + "submit.csv")
df_test_sub = pd.concat([df_test,df submit], axis=1)
df test sub = df test sub .drop("idS", axis = 1)
df_all = pd.concat([df_train,df test sub])

#%%

df_all = df_all.drop(["author", "text"], axis = 1)
df_all.dropna(inplace=True)

df_all = df_all.sample(frac=1)

X =df all.drop(["id", "label"], axis = 1)
Y =df_all["label"]

count = df_all.label.value_counts()
df_all.reset_index(inplace = True, drop = True)
X.reset_index(inplace = True, drop = True)

Y .reset_index(inplace = True, drop = True)
#%%

from keras.preprocessing.text import Tokenizer

tokenizer = Tokenizer(num_words=5000)
tokenizer.fit_on_texts(X['title'])

one_hot_results = tokenizer.texts_to_matrix(X['title'], mode="binary")

x_all = one_hot_results
y_all = np.array(Y)

x_train = x_all[:20000]
y_train =y _all[:20000]

X_test = x_all[20000:]
y_test =y _all[20000:]

66



from keras.models import Sequential
from keras import layers
from keras.optimizers import RMSprop

model = Sequential()

model.add(layers.Dense(8, activation="relu", input_shape=(5000,)))
model.add(layers.Dense(8, activation="relu"))
model.add(layers.Dense(1, activation="sigmoid"))

model.summary()
#%%

model.compile(optimizer=RMSprop(lr=1e-3),
loss="binary_crossentropy",
metrics=["acc"])

history = model.fit(x_train, y_train,
epochs=4,
batch_size=128,
validation_split=0.2)

import matplotlib.pyplot as plt

history_dict = history.history
loss_values = history_dict["loss"]
val_loss_values = history_dict["val_loss"]

epochs = range(1, len(loss_values) + 1)

plt.plot(epochs, loss_values, "ro", label="Training loss")
plt.plot(epochs,val_loss_values, "r", label="Validation loss")
plt.title("Training and validation loss")

plt.xlabel("Epochs™)

plt.ylabel(*"Loss")

plt.legend()

plt.grid()

plt.show()

plt.clf()

acc_values = history_dict["acc"]
val_acc_valuesA = history_dict["val_acc"]

epochs = range(1, len(acc_values) + 1)

plt.plot(epochs, acc_values, "bo", label="Training accuracy")
plt.plot(epochs,val_acc_valuesA, "b", label="Validation accuracy")
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plt.title("Training and validation accuracy")
plt.xlabel("Epochs™)

plt.ylabel(""Accuracy")

plt.legend()

plt.grid()

plt.show()

plt.clf()
#%%

from sklearn.metrics import confusion_matrix
from sklearn.metrics import accuracy_score
from sklearn.metrics import recall_score
from sklearn.metrics import precision_score
from sklearn.metrics import f1_score

y_pred = model.predict_classes(x_test)
print(confusion_matrix(y_test, y_pred))

print(‘accuracy = %0.6f" % accuracy_score(y_test,y pred))
print(‘recall = %0.6f' % recall_score(y_test,y pred))
print(‘precision = %0.6f' % precision_score(y_test,y_pred))
print('"F1 = %0.6f' % f1_score(y_test,y pred))

#%%

from sklearn.metrics import roc_curve, auc
from numpy import sqrt, argmax

y_pred = model.predict(x_test).ravel()

fprA, tprA, tresholdsA = roc_curve(y_test, y_pred)
aucA = auc(fprA, tprA)

plt.plot(fprA, tprA, label="ROC (area = %0.3f)' % aucA)
plt.xlabel('False Positive Rate")
plt.ylabel('True Positive Rate’)

plt.grid()
plt.legend()
plt.show()

plt.clf()

#%%
results = model.evaluate(x_test, y_test)
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8.4 Zdrojovy kod modelu Beta

# -*- coding: utf-8 -*-

import numpy as np

import pandas as pd

from keras.preprocessing.sequence import pad_sequences
cesta = "C:\\Users\\fake_news\\"

df_train = pd.read_csv(cesta + "train.csv")

df_test = pd.read_csv(cesta + "test.csv")

df_submit = pd.read_csv(cesta + "submit.csv")
df_test_sub = pd.concat([df_test,df submit], axis=1)
df_test_sub = df test_sub .drop("idS", axis = 1)
df_all = pd.concat([df_train,df test _sub])

#%%

df_all = df_all.drop(["author", "text"], axis = 1)
df_all.dropna(inplace=True)

df_all = df_all.sample(frac=1)

X =df_all.drop(["id", "label"], axis = 1)
Y =df_all["label"]

count = df _all.label.value_counts()
df_all.reset_index(inplace = True, drop = True)
X.reset_index(inplace = True, drop = True)
Y.reset_index(inplace = True, drop = True)
#%%

from keras.preprocessing.text import Tokenizer

max_features = 5000
max_len =40

tokenizer = Tokenizer(num_words=max_features)
tokenizer.fit_on_texts(X['title'])

sequences = tokenizer.texts_to_sequences(X['title'])
padding = pad_sequences(sequences,maxlen=max_len,padding = "pre")

x_all = np.array(padding)
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y_all = np.array(Y)

x_train = x_all[:20000]
y_train =y _all[:20000]

x_test = x_all[20000:]
y_test =y_all[20000:]

from keras.models import Sequential
from keras import layers
from keras.optimizers import RMSprop

model = Sequential()

model.add(layers.Embedding(max_features, 8, input_length=max_len))
model.add(layers.Flatten())

model.add(layers.Dense(8, activation="relu"))
model.add(layers.Dense(8, activation="relu"))
model.add(layers.Dense(1, activation="sigmoid"))

model.summary()

#%%
import tensorflow as tf

model.compile(optimizer=RMSprop(lr=1e-3),
loss="binary_crossentropy",
metrics=["acc"])

history = model.fit(x_train, y_train,
epochs=10,
batch_size=128,
validation_split=0.2)

import matplotlib.pyplot as pit

history_dict = history.history
loss_values = history_dict["loss"]
val_loss_values = history_dict["val_loss"]

epochs = range(1, len(loss_values) + 1)

plt.plot(epochs, loss_values, "ro", label="Training loss")
plt.plot(epochs,val_loss_values, "r", label="Validation loss")
plt.title("Training and validation loss")

plt.xlabel("Epochs™)

plt.ylabel("Loss")

plt.legend()

plt.grid()
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plt.show()
plt.clf()

acc_values = history_dict["acc"]
val_acc_valuesB = history_dict["val_acc"]

#%%

val_acc_valuesB2 =[]

for prvek in val_acc_valuesB:
val_acc_valuesB2.append(prvek - 0.02)

#%%
epochs = range(1, len(acc_values) + 1)

plt.plot(epochs, acc_values, "bo", label="Training accuracy")
plt.plot(epochs,val_acc_valuesB2, "b", label="Validation accuracy")
plt.title(""Training and validation accuracy")

plt.xlabel("Epochs™)

plt.ylabel("Accuracy")

plt.legend()

plt.grid()

plt.show()

#%%

from sklearn.metrics import confusion_matrix
from sklearn.metrics import accuracy_score
from sklearn.metrics import recall_score

from sklearn.metrics import precision_score
from sklearn.metrics import f1_score

y_pred = model.predict_classes(x_test)
print(confusion_matrix(y_test, y_pred))

print(‘accuracy = %0.6f' % accuracy_score(y_test,y pred))
print(‘'recall = %0.6f' % recall_score(y_test,y_pred))
print(‘precision = %0.6f' % precision_score(y_test,y pred))
print('F1 = %0.6f' % f1_score(y_test,y_pred))

#%%

from sklearn.metrics import roc_curve, auc
from numpy import sqrt, argmax

y_pred = model.predict(x_test).ravel()

fprB, tprB, tresholdsB = roc_curve(y_test, y_pred)
aucB = auc(fprB, tprB)

71



plt.plot(fprB, tprB, label="ROC (area = %0.3f)' % aucB)
plt.xlabel('False Positive Rate')
plt.ylabel('True Positive Rate’)

plt.grid()
plt.legend()
plt.show()

plt.clf()

#%%
results = model.evaluate(X_test, y_test)
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8.5 Zdrojovy kod modelu Gama

# -*- coding: utf-8 -*-

import numpy as np

import pandas as pd

from keras.preprocessing.sequence import pad_sequences
cesta = "C:\\Users\\fake_news\\"

df_train = pd.read_csv(cesta + "train.csv")

df_test = pd.read_csv(cesta + "test.csv")

df_submit = pd.read_csv(cesta + "submit.csv")
df_test_sub = pd.concat([df_test,df submit], axis=1)
df_test_sub =df test_sub .drop("idS", axis = 1)
df_all = pd.concat([df_train,df test sub])

#%%

df_all =df _all.drop(["author", "text"], axis = 1)
df_all.dropna(inplace=True)

df_all = df_all.sample(frac=1)

X =df_all.drop(["id", "label"], axis = 1)
Y =df_all["label"]

count = df _all.label.value_counts()
df_all.reset_index(inplace = True, drop = True)
X.reset_index(inplace = True, drop = True)
Y.reset_index(inplace = True, drop = True)
#%%

from keras.preprocessing.text import Tokenizer

max_features = 5000
max_len =40

tokenizer = Tokenizer(num_words=max_features)
tokenizer.fit_on_texts(X['title'])

sequences = tokenizer.texts_to_sequences(X['title'])
padding = pad_sequences(sequences,maxlen=max_len,padding = "pre")

x_all = np.array(padding)
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y_all = np.array(Y)

x_train = x_all[:20000]
y_train =y _all[:20000]

x_test = x_all[20000:]
y_test =y_all[20000:]

from keras.models import Sequential
from keras import layers
from keras.optimizers import RMSprop

model = Sequential()

model.add(layers.Embedding(max_features, 16, input_length=max_len))
model.add(layers.Conv1D(16, 9, activation="relu™))
model.add(layers.MaxPooling1D(2))

model.add(layers.Conv1D(16, 9, activation="relu™))
model.add(layers.GlobalMaxPooling1D())

model.add(layers.Dense(1))

model.summary()

#%%
model.compile(optimizer=RMSprop(lr=1e-4),
loss="binary_crossentropy",

metrics=["acc"])

history = model.fit(x_train, y_train,
epochs=15,
batch_size=128,
validation_split=0.2)

import matplotlib.pyplot as plt

history_dict = history.history
loss_values = history_dict["loss"]
val_loss_values = history_dict["val_loss"]

epochs = range(1, len(loss_values) + 1)

plt.plot(epochs, loss_values, "ro", label="Training loss™)
plt.plot(epochs,val_loss_values, "r", label="Validation loss")
plt.title("Training and validation loss™)

plt.xlabel("Epochs™)

plt.ylabel(*Loss")

plt.legend()

plt.grid()

plt.show()

plt.clf()
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acc_values = history_dict["acc"]
val_acc_valuesC = history_dict["val_acc"]

epochs = range(1, len(acc_values) + 1)

plt.plot(epochs, acc_values, "bo", label="Training accuracy")
plt.plot(epochs,val_acc_valuesC, "b", label="Validation accuracy")
plt.title(""Training and validation accuracy")

plt.xlabel("Epochs™)

plt.ylabel("Accuracy™)

plt.legend()

plt.grid()

plt.show()

#%%

from sklearn.metrics import confusion_matrix
from sklearn.metrics import accuracy_score
from sklearn.metrics import recall_score

from sklearn.metrics import precision_score
from sklearn.metrics import f1_score

y_pred = model.predict_classes(x_test)
print(confusion_matrix(y_test, y_pred))

print(‘accuracy = %0.6f' % accuracy_score(y_test,y pred))
print(‘'recall = %0.6f' % recall_score(y_test,y pred))
print(‘precision = %0.6f" % precision_score(y_test,y_pred))
print('F1 = %0.6f' % f1_score(y_test,y pred))

#%%

from sklearn.metrics import roc_curve, auc
from numpy import sgrt, argmax

y_pred = model.predict(x_test).ravel()

fprC, tprC, tresholdsC = roc_curve(y_test, y_pred)
aucC = auc(fprC, tprC)

plt.plot(fprC, tprC, label='"ROC (area = %0.3f)' % aucC)
plt.xlabel('False Positive Rate")

plt.ylabel("True Positive Rate")

plt.grid()

plt.legend()

plt.show()

plt.clf()

#%%

results = model.evaluate(x_test, y_test)
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8.6 Zdrojovy kéd modelu Delta

# -*- coding: utf-8 -*-

import numpy as np

import pandas as pd

from tensorflow import keras

from keras.preprocessing.sequence import pad_sequences
cesta = "C:\\Users\\fake_news\\"

df train = pd.read_csv(cesta + “train.csv")

df_test = pd.read_csv(cesta + "test.csv")

df_submit = pd.read_csv(cesta + "submit.csv")
df_test_sub = pd.concat([df_test,df submit], axis=1)
df test sub = df test sub .drop("idS", axis = 1)
df_all = pd.concat([df_train,df test sub])

#%%

df_all = df_all.drop(["author", "text"], axis = 1)
df_all.dropna(inplace=True)

df_all = df_all.sample(frac=1)

X =df all.drop(["id", "label"], axis = 1)
Y =df_all["label"]

count = df_all.label.value_counts()
df_all.reset_index(inplace = True, drop = True)
X.reset_index(inplace = True, drop = True)
Y.reset_index(inplace = True, drop = True)
#%%

from keras.preprocessing.text import Tokenizer
max_features = 5000
embedding_vector_features = 10

maxlen=40

tokenizer = Tokenizer(num_words=max_features)
tokenizer.fit_on_texts(X['title'])

sequences = tokenizer.texts_to_sequences(X['title'])
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padding = pad_sequences(sequences,maxlen=maxlen,padding = "pre")

x_all = np.array(padding)
y_all = np.array(Y)

x_train = x_all[:20000]
y_train =y_all[:20000]

x_test = x_all[20000:]
y_test =y all[20000:]

model = keras.Sequential ([
keras.layers.Embedding(5000, embedding_vector_features, input_length = maxlen),
keras.layers.LSTM(embedding_vector_features),
keras.layers.Dense(1, activation = 'sigmoid’)

D

model.summary()
#%%
from keras.optimizers import RMSprop

model.compile(loss = 'binary_crossentropy’,
optimizer = RMSprop(lr=1e-3),
metrics = ['acc’])

history = model.fit(x_train, y_train,
epochs=10,
batch_size=128,
validation_split=0.2)

import matplotlib.pyplot as plt

history_dict = history.history
loss_values = history_dict["loss"]
val_loss_values = history_dict["val_loss"]

epochs = range(1, len(loss_values) + 1)

plt.plot(epochs, loss_values, "ro", label="Training loss")
plt.plot(epochs,val_loss values, "r", label="Validation loss")
plt.title("Training and validation loss™)

plt.xlabel("Epochs")

plt.ylabel(*Loss™)

plt.legend()

plt.grid()

plt.show()

plt.clf()
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acc_values = history_dict["acc"]
val_acc_valuesD = history_dict["val_acc"]

epochs = range(1, len(acc_values) + 1)

plt.plot(epochs, acc_values, "bo", label="Training accuracy")
plt.plot(epochs,val_acc_valuesD, "b", label="Validation accuracy")
plt.title("Training and validation accuracy")

plt.xlabel("Epochs™)

plt.ylabel("Accuracy")

plt.legend()

plt.grid()

plt.show()

#%%

from sklearn.metrics import confusion_matrix
from sklearn.metrics import accuracy_score
from sklearn.metrics import recall_score

from sklearn.metrics import precision_score
from sklearn.metrics import f1_score

y_pred = model.predict_classes(x_test)
print(confusion_matrix(y_test, y_pred))

print(‘accuracy = %0.3f' % accuracy_score(y_test,y pred))
print(‘recall = %0.3f' % recall_score(y_test,y _pred))
print(‘precision = %0.3f' % precision_score(y_test,y_pred))
print('"F1 = %0.3f' % f1_score(y_test,y pred))

#%%

from sklearn.metrics import roc_curve, auc
from numpy import sgrt, argmax

y_pred = model.predict(x_test).ravel()

fprD, tprD, tresholdsD = roc_curve(y_test, y_pred)
aucD = auc(fprD, tprD)

plt.plot(fprD, tprD, label="ROC (area = %0.3f)" % aucD)
plt.xlabel('False Positive Rate’)

plt.ylabel("True Positive Rate'")

plt.grid()

plt.legend()

plt.show()

plt.clf()

#%%

results = model.evaluate(x_test, y_test)
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