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RAPIDNI VYVOJ ALGORITMU
STROJOVEHO VIDENI

ABSTRAKT

Cilem této prace je pro spole¢nost CLOUDCODE s.r.o.
provést rederdi existujicich nastrojd pro rapidni vyvoj
algoritm( strojového vidéni, zjistit jejich nedostatky pro
potfeby spoleénosti a navrhnout vlastni feSeni, bude
splhovat pozadavky dané spole¢nosti CLOUDCODE a bude
integrovano do softwaru CLOUDCODE Manager. Prace ma
za cil FeSeni nasadit do produkce a ziskat zpétnou vazbu od
uzivatelQ.

Klicova slova: Neuronové sité, Strojové vidéni, Rapidni
vyvoj, Automobilovy primysl, Rapidni prototypovani

RAPID DEVELOPMENT OF
MACHINE VISION ALGORITHMS

ABSTRACT

This thesis aims to research available tools for rapid
development of machine vision algorithms, summarize their
disadvantages and point out areas they are lacking in
for usage in CLOUDCODE and design own solution that
satisfies requirements set by CLOUDCODE and integrates
with CLOUDCODE Manager and already existing codebase.
Thesis also aims to deploy the solution to production and
gather feedback from users.

Keywords: Neural networks, Machine Vvision, Rapid
development, Automotive, Rapid Prototyping
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1 0VoOD

Strojové uc€eni a uméla inteligence jsou tu s nami jiz od Sedesatych let
minulého stoleti. Jejich vyvoj probihal za oponami vyzkumu a nebyl, az na par
vyjimek, moc vefejné diskutovany. Neomezeny potencial téchto technologii
se do SirSiho povédomi vefejnosti dostal az v nedavné dobé s pfichodem
modell jako DALL-E ¢&i ChatGPT. (Roser, 2022)

Ackoliv jsou vystupy takto obfich modell dechberouci, jsou Casto
uplatnitelné jako bagr na détském piskovisti. Pro vétSinu probléml se
zkratka jedna o pfiliS$ komplexni a obecné nastroje. Proto se jiz davno pred
pfichodem téchto popularnich modell investovalo v korporatni sféfe do
vyvoje jednoucelovych neuronovych siti. (Roser, 2023)

Annual global corporate investment in artificial intelligence, by type

This data is expressed in US dollars, adjusted for inflation.

B Merger/Acquisition
B Public Offering
B Private Investment
M Minority Stake

$250 billion

$200 billion

$150 billion

$100 billion

$50 billion

0
5 2013 2014 2015 2016 2017 2018 2019 2020 2021 2022

Data source: NetBase Quid via Al Index Report (2023) OurWorldinData.org/artificial-intelligence | CC BY
Note: Data is expressed in constant 2021 US$. Inflation adjustment is based on the US Consumer Price Index (CPI).

Obrazek 1.1: Korporatni investice do technologie umélé inteligence v Case
(Roser, 2023)
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Podniky maji zpravidla jeden cil: byt UspéSnym, a tim pademivydéle¢nym,
podnikem. Jednim ze zpUsobl, jak Uspéchu na trhu dosdhnout, je byt lepsi
nez trzni konkurence. Toho lze docilit zkvalitnénim a zrychlenim sluzeb &i
vyroby. Pokud ale chcete byt lepSi nez vSichni ostatni, musite inovovat.
A investice do novych a experimentdlnich technologii ¢asto nejsou levné
(Skabrada, 2019).

Podivame-li se konkrétné na vyrobni linky, po rozsifeni robotl vze$la
otazka, kam dale posouvat inovaci. Roboti totiz dokazali nahradit pouze
prace, které byly dobfe algoritmizovatelné a nevyzadovaly zadné hlubsi
rozhodovani. Logicky se primysl zacal ptat, zdali by ne$lo roboty opatfit
jistou davkou inteligence.

S takovou Uvahou vstoupila na trh v roce 2019 spole¢nost CLOUDCODE,
ktera si jako oblast své expertizy vybrala kontrolu kvality. Jejim dlouhodobym
cilem je vytvofit pro zakazniky feSeni na miru, které dokaze predikovat, jestli
je vyrobek vadny (CLOUDCODE s.r.0., 2023).

12
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2 STROJOVE VIDENI

Strojové vidéni je disciplina, ktera si klade za cil ziskavat, zpracovavat
a predevsim analyzovat obsah digitalnich obrazk(. Cilem je tedy prevést
digitalni obraz na uzite¢nou informaci (NVIDIA Corporation, 2023).

2.1 ULOHY STROJOVEHO VIDENI

Informaci, kterou chceme z obrazu ziskat, lze obecné rozdélit do
nasledujicich kategorii:

« Klasifikace - Ulohou je urdit, do jaké tfidy obrazek patii. Naptiklad
pokud je na obrazku zvife, bude zafazeno s uréitou pravdépodobnosti
do skupiny obrazkd zvifat.

« Detekce - Ulohou je urcit pritomnost a pozici zajmovych prvk{
v obrazku.

« Semanticka segmentace - Ulohou je klasifikovat jednotlivé pixely do
spravnych tfid. Vysledkem je nalezeni oblasti zajmovych prvkd.

Informaci ziskanou jednou z téchto metod mlzZeme dale zpracovavat
v kontextu konkrétni Ulohy, kterou se snazime fesit (Bandyopadhyay, 2022).

Klasifikace Detekce Segmentace

=D
-

Obrazek 2.1: Ulohy strojového vidéni - prekleseno od Bandyopadhyay, 2022

13



Strojové vidéni pracuje s digitalnimi obrazy. Neni cilem této prace popsat,
jakym zplsobem se uchovavaji, ale jak s nimi pracujeme. Digitalni obraz
je reprezentovan matici obrazovych bodl a diskrétni obrazovou funkci
(Chaloupka, 2024a). Pokud si tedy vezmeme matici bodl A o velikosti m x
n x k (8ifka, vy$ka, po¢et barevnych kanall) a k ni diskrétni obrazovou funkci
f(z,y,2), pak mezi matici A a obrazovou funkci f(z,y, ) existuje zobrazeni

fle,y,2) = Ay

{reZ|0<x<m}
{yeZ|0<y<n}
{z€Z|0<z<k}

Vzorec 2.1: Diskrétni obrazova funkce

Defini¢ni obor diskrétni obrazové funkce D(f) je omezen na velikost
matice, pfi€emz indexovani zacina na nule. To znamena, ze f(0,0) je prvni
obrazovy bod v obrazku (vlevo nahore).

x=0 x = m-1

. >
|0 0 . 128 we
0 0 .. 12% 170
Alo o 240 255
' 0 0 -« 340 355

Obrazek 2.2: Indexovani matice

Obor hodnot diskrétni obrazové funkce H(f) je sloZzeny z jasovych
intenzit jednotlivych barevnych kanall v obraze. Napfiklad u modelu RGB
jsou v oboru hodnot &isla v intervalu (0,255). Tento interval se mdze lisit
v zavislosti na bitové hloubce, kterd fika, kolik bitd mohu na vyjadfeni
intenzity jednoho kandlu v konkrétnim bodé pouzit (Krej¢i, 2023; Chaloupka,
2024a).

Vyhodou zavedeni diskrétni obrazové funkce je, Zze nam to dovoli
pracovat s matici obrazovych bodl jako s funkci a skladat ji s dal$imi
funkcemi. MlZeme tak algoritmus strojového vidéni reprezentovat jako sérii
transformaci.

14



PFi pofizovani obrazu se mizZe velmi snadno stat, Ze bude vysledny snimek
zatizen vadami. Tyto vady nam mohou ztiZit jeho zpracovani. Jedna se tak
zejména o nezadouci Sum, optické zkresleni, nizky kontrast &i nevyrazné
kli¢ové charakteristiky, jako jsou napfiklad hrany. Tyto nedostatky se snazi
fesit proces takzvaného predzpracovani, jehoz vysledkem je obraz, ktery je
lepsi pro dalsi zpracovani (Hlavac¢, 2024d).

2.3.1 Zmeéna barevného prostoru

Barevné prostory definuji, jakym zplsobem popisujeme barvy v obraze.
Urcuji rozsah barev, které mizeme v digitalnim obrazku reprezentovat (Kelly,
2023).

Cilem zmény barevného prostoru je najit takovy barevny kanal, ve kterém
je nejvice uzite¢né informace. Dimenze obrazu se pak redukuje o jeden
rozmér, a to o hloubku. Pokud nelze vybrat zadny vhodny kanal, je mozné
obraz prevést na Sedotdénovy, kde je pouze kandl Y, ktery reprezentuje
jasovou slozku.

Y(r,g,b) =0.3r + 0.6 + 0.1

Vzorec 2.2: Pfevod z prostoru RGB na jasovou slozku Y

Vyhodou redukce na jeden kanal je to, ze lze poté s obrazem pracovat
jako s dvourozmérnym. Na soufadnicich = a y se tak nenachazi vektory, ale
skalary, se kterymi pracuji napfiklad algoritmy pro filtrovani Sumu, prahovani
Ci detekci hran.

2.3.2 Filtrace Sumu

Jako Sum v obraze chapeme nahodné zmény v hodnotach diskrétni obrazové
funkce, které nejsou ndmi zadané. Sum se v obraze mize objevit jiz p¥i jeho
sejmuti svétlocitlivym senzorem, pfi kvantizaci v AD pfevodniku, kompresi Ci
dale pfi jeho zpracovavani, kdy se do obrazu promitne zaokrouhlovaci chyba
pfi vypoctech (Hlavag, 2024c).

PFi snaze odstranit Sum v obraze spoléhame na fakt, Zze sousedni pixely
maji stejnou nebo podobnou hodnotu. Spravna hodnota obrazového bodu se
tak odhaduje z hodnot v jeho malém okoli. Tento odhad provadime pomoci
konvoluce, coz je operace, jejimz vystupem je linearni kombinace hodnot
obrazové funkce v malém okoli bodu. Koeficienty (vahy) jednotlivych bodU
v okoli, neboli jak moc bod pfispiva k nové hodnoté uréuje konvoluéni jadro

h(zx,y).

15



g(x,y)z Z Z f(m,n)-h(a:—m,y—n)

Vzorec 2.3: Diskrétni dvourozmérna konvoluce (Ahn, 2024)

V ramci filtrovani se konvoluce pouziva pro rozostreni &i zaostfeni obrazu,
ovéem své uplatnéni najde i v zvyraznovani charakteristickych ryst. Tim,
Ze vytvafi linedrni kombinace, méla by pro konvoluci platit pravidla aditivity
a homogenity. V praxi tomu tak neni, protoze obor hodnot je omezen a nelze
ho pfesahnout (napfiklad (0,255)). Nevyhodou téchto metod zaloZenych na
konvoluci je to, ze dochazi k rozmazavani hran pfi nahlych zménech jasu
(Hlavag, 2024c).

Promdrovint ZaostEenl Gaussovské rozostienl

1 1 0 14 0 1 2 1
1, ;I 1 1 -1 5 - _1_, 2 494 2
a1 1 1 o -1 0 16]1 2 1

Obrazek 2.3: Konvoluéni jadra (Ormesher, 2020)

Nelinearni filtrovaci metody maiji za cil omezit rozmazavani hran.
Nevyuzivaji tak konvoluci, ale robustnéjsi statistiku. Mezi dvé vyznamné
metody patfi filtrace pomoci rotujici masky a pomoci medianu. Princip rotujici
masky spociva v tom, Ze se maska posouva kolem zkoumaného bodu tak,
aby byl pokazdé v jiné poloze v ramci masky. Nasledné se vybira ta maska, ve
které maji hodnoty jasu nejmensi rozptyl. Filtrovani pomoci medianu pouziva
pro uréeni hodnoty namisto priméru druhy vybérovy kvantil (ktery bézné
zname jako median). Vyhodou medianu je, Ze narozdil od priméru neni
nachylny na vychyleni extrémnimi hodnotami (Hlavac¢, 2024c).

Heuristicky pak mizZeme zvolit nejvhodnéjsi zplisob pro dany obrazek.
Napfiklad pokud vidime, Ze je obraz zatizen Sumem typu salt and pepper, je
vhodné filtrovat pomoci medianu z lokalniho okoli obrazového bodu.

Prosté priimérovéni Rotujici maska Median

Obrazek 2.4: Filtrace Sumu typu salt and pepper
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2.3.3 Jasova korekce

Jas, neboli svételna intenzita obrazového bodu, hraje kliCovou roli ve
vnimani obrazu a pfimo ovliviiuje schopnost obraz interpretovat. Zmény
v jasu mohou dramaticky zjednodusit interpretaci ¢i nasledné zpracovani
obrazovych dat. Prostfedky pro zménu jasovych Urovni v obraze nazyvame
jasové korekce. Podle zavislosti na poloze obrazového bodu budu v této
praci rozliSovat jasové korekce statické’ (polohové nezavislé) a dynamické?
(polohové zavislé).

Obecnou statickou jasovou korekci f.(:) pro diskrétni obrazovou funkci
f(x,y) a vysledny obraz g(z,y) Ize zapsat jako g(z,y) = (f. o f)(x,y). Mezi
statické jasové korekce patfi zejména prahovani (obecné pak redukce poctu
Urovni jasu), ekvalizace histogramu ¢i gama korekce. (Chaloupka, 2024b;
Horak, 2019).

povodnl obraz negativ prahovénl dprova jasu dprawven kontrastu goma korekee
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Obrazek 2.5: Statické jasové korekce (pfekresleno od Horak, 2019)

Dynamické jasové korekce se od téch statickych lisi tim, Ze pouzivaji
informaci o poloze obrazového bodu ke svému vypodtu. Polohu bodu
potfebuje degradacni funkce e(z,y), ktera obsahuje opravné koeficienty.
Poruchy se Casto vyjadfuji multiplikativnim modelem, tudiz pro diskrétni
obrazovou funkci f(z,y), vysledny obraz ¢(x,y) a degradacni funkci e(z,y)
plati, ze g(x,y) = e(x,y) - f(z,y) (Hlavag, 2024d).

Obrazek 2.6: Dynamicka jasova korekce

'V citované literatufe se oznacuji jako transformace jasové stupnice (Chaloupka, 2024b)
2V citované literature se oznacuji jako jasové korekce (Chaloupka, 2024b)

17



2.3.4 Geometrické transformace

Geometrické transformace nam dovoluji ovliviiovat tvar, velikost, orientaci
a polohu obrazu. Mame tak moZznost eliminovat chyby v perspektivé pfi
snimani a normalizovat tak polohu a rotaci zajmovych objektl ve snimcich.
Uvazujme ¢&tyfi zakladni transformace v kartézské soustavé souradnic,
a to posunuti T, rotaci R, zménu méfitka S a zkoseni Sh. Pro kazdy bod
diskrétni obrazové funkce f(z,y) Ize spocitat novou polohu pixelu pomoci
nasledujicich vztahd:

T(x,y,t) =[x+ tu, y + 1y
R(x,y,0) = [z-cos(f) —y-sind,z-sind +y - cosd|
S, Y, 8c) = [T+ Sear Y * Sey

Sh(z,y, sx) = [v+ sky - y, sz - T + Y]

Vzorec 2.4: Transformace v kartézskych souradnicich (Surynkovd, 2024)

Pfi aplikaci geometrickych transformaci na diskrétni obrazovou funkci
mUze velmi snadno dojit ke ztraté informace. Vysledné body mohou budto
lezet mimo rastr, nebo jim nemusi byt pfifazena hodnota. Ke korekci tohoto
problému se pouziva proces interpolace, ktery pomaha vyplnit mezery mezi
existujicimi hodnotami obrazovych, ¢imz zajisti plynuly pfechod a zachovani
detaild v transformovaném obraze. Mezi interpolaéni metody patii metoda
nejblizsiho souseda, bilinearni interpolace a bikubicka interpolace (Hlavag,
2024b).

Problémy nenastévaji pouze s vystupem Pokud na vstupu pracujeme
slozenou transformaC|, pocitat postupné krok po kroku. Tedy v pfipadé
otoCeni, posunuti a dalSiho otoCeni musime vypocitat vSechny tfi kroky
zvlast. Kvdli tomu se v praxi namisto kartzéskych soutfadnic pouziva systém
homogennich soufadnic. Uvazujme dvourozmeérnou kartézskou soustavu
soufadnic, poté homogenni soufadnice jsou rozsifenim téchto soufadnic
o jednu dal$i dimenzi, zpravidla oznacovanou pismenem w. Pro kazdou
souradnici (z,y) v dvourozmérném kartézském systému existuje homogenni
soufadnice (z,y,1) (Kaleniuk, 2017).

r y
(il?,y)k = (_7 _>w>
w w h

Vzorec 2.5: Pfevod kartézskych soufadnic na homogenni soufadnice
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Homogenni soufadnice umozfiuji vyhnout se tézkopadnym vztahlm
z kartézskych soufadnic a vyjadfit geometrické transformace pomoci
¢tvercovych matic. Skladani transformaci je poté zalezitost nasobeni matic,
které odpovidaji jednotlivym operacim. Vysledkem je jedna matice, ktera
v sobé uchovava vsechny transformace na ni vykonané. Této matici fikdme
projekéni matice (Kaleniuk, 2017).

:

Projek&ni matici pro transformaci obrazu Ize bud' pfedpocitat na zadatku,
nebo ji poditat pro kazdy obraz zvlast. Tato volba zavisi na povaze aplikace
a potfebach daného ukolu. V pfipadech, kdy nelze zarucit stalé a konzistentni
zkresleni obrazu, je ¢asto lepsi vypocitat projekéni matici dynamicky pro
kazdy konkrétni obrazek. V takovych pfipadech je nutné identifikovat kli¢ové
rysy, které jsou stabilni a snadno identifikovatelné ve vSech obrazech.
Transformace obrazu pak probiha na zakladé porovnani téchto kli¢ovych
rysl s odpovidajicimi referenénimi body nebo rysy.

Posun Rotace Zméno meiitka Zkoseni

cos © -sin 6 o x S, O O x 1 Sh'f O
sn 0 cos o O y 0] s, 0 y sh, 1 0
0O 0 1|1 0O 0 1|1 0O 0 1

Obrazek 2.7: Matice transformaci (Surynkova, 2024)

S O -
o - O
N

Obrazek 2.8: Geometricka transformace - zarovnani na referen¢ni body

2.3.5 Zvyraznéni klicovych charakteristik

Timto krokem se zaméfujeme na identifikaci a zvyraznéni ddlezitych rysu,
jako jsou hrany, textury nebo oblasti zajmu, které jsou klicové pro nasledné
analyzy a ulohy zpracovani obrazu.

Hrana je definovana jako prudka zména jasu v lokalnim okoli obrazového
bodu. Pro identifikaci hran se vyuziva analyza zmén hodnot v obrazové
funkci f(z,y). Analyza rychlosti zmén v hodnotach funkce se provadi pomoci
derivaci, zejména téch parcialnich, jelikoz pracujeme s dvourozmeérnou
funkci. Parcialni derivace nam poskytuji informace o rychlosti zmény hodnot
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v jednotlivych osach obrazu. Ty se poté pouzivaji k vytvofeni gradientu
funkce, ktery nam poskytuje informaci o rychlosti zmén a sméru nejprudsiho
ristu v daném bodé. Z hlediska detekce hran je pravé smér tou klic¢ovou
informaci (Hlavacg, 2024a).

Vzhledem k tomu, ze pracujeme s diskrétni funkci, je nutné parcialni
derivace aproximovat. Toho Ize docilit diferenci, ktera aproximuje hodnotu
derivace pomoci rozdilu mezi sousednimi body v obraze. P¥i této aproximaci
vznika ve vysledné derivaci mnoho lokalnich extrémd kvdli fluktuacim hodnot
jasu v oblastech, kde zména jasu neni tak velka a méni se postupné. Tento
problém lze vyfedit budto vyhlazenim pribé&hu aproximované derivace,
a nebo predzpracovanim vysledného obrazu s nalezenymi hranami (Hlavac,
2024a).

Histogram bez vyhlazeni Histogram - vyhlazenf 3x3 Histogram - vyhlazen( 6x6 Histogram - vyhlazeni 9x9 Histogram - vyhlazeni 12x12
5 2 250 %

200 200 200 200 200 -

150 150 J 150 15C 150 -

0 0
50 100 150 200 250 50 100 150 200 250 50 100 150 200 250 50 100 150 200 250 0 50 100 150 20C 250

Obrazek 2.9: Vyhlazovani signalu

Pro vypocet diferenci v okamzitém bodé je mozné vyuzit konvoluci, pro
kterou lze vhodné zvolit hodnoty jadra tak, aby vysledek byl aproximaci
derivace ve sméru. Konvoluéni jadra typu Prewitt, Sobel, Robinson a Kirsch
jsou navrzena pravé pro odhad prvni derivace. Tyto jadra pouzivaji matici
o velikosti 3 x 3 a analyzuji okolnich osm bodl. ProtoZe vysledek se
pfedstavuje aproximaci smeérové derivace, pocita se pro gradient osm
konvoluci pro kazdy smér v diskrétnim obraze se ¢tvercovou mfizkou. Z osmi
vysledkl se za gradient zvoli ten, ktery ma nejvétsi absolutni hodnotu.
Konvoluéni jadro se pro kazdy smér upravuje rotaci hodnot kolem stfedu
matice. K detekci hran |ze také vyuzit aproximaci druhé derivace, znamou
jako Laplacian. Ten je smérové nezavisly, coz vypocet redukuje na jednu
konvoluci, ale za to ztradcime informaci o sméru hrany (Hlavac, 2024a).

Laplace

Obrazek 2.10: Hranové detektory Laplace, Sobel a Kirsch
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2.4 ZPRACOVANI 0BRAZU

Zpracovanim obrazu myslime jiz samotny proces, ktery se zabyva analyzou
obrazovych dat a jejich interpretaci. V této ¢asti procesu se fesi jiz dfivé
zminéné ulohy strojového vidéni, jako je klasifikace, segmentace a detekce
objektl. Pristupy, jak z obrazu informaci vytézit, jsem v této praci rozdélil do
tfi kategorii, které postupné predstavim.

2.41 Proceduralni algoritmy

Proceduralni algoritmy predstavuji tradié¢ni pfistup k zpracovani obrazu,
ktery vyuziva pfedem definovaného souboru pravidel a operaci k manipulaci
s obrazovymi daty. Vyuziva se znalosti o dané Uloze a doméné k smyslupiné
extrakci informaci. Vyhodou je uUplna kontrola nad procesem zpracovani,
nicmené maji problém se vypofadat s variabilitou ve vstupnich datech.
Castecné se to da vyresit dislednéjsim predzpracovanim, které se bude
snazit odchylky od kalibraéniho obrazu eliminovat.

Jednou z Uloh, se kterou se mizZeme setkat, je segmentace. Ta ma
za Ukol obraz rozdélit na smysluplné segmenty, které odpovidaji objektim,
strukturam nebo oblastem zajmu. Nejjednodusi metodou segmentace je
prahovani, které prifadi obrazovému bodu logickou jedni¢ku, pokud je jeho
hodnota nad nebo na hodnoté prahu, a logickou nulu, pokud je pod prahem.
Tento pfistup funguje dobfe, pokud mame jasné oddélené objekty zajmu od
prahovani (Hlavacg, 2019).

Pokud je na obrazku vice oblasti zajmu, mlZe byt vyhodné tyto oblasti
po segmentaci od sebe oddélit a zpracovavat je dale samostatné. Jednou
takovou technikou pro oddéleni téchto oblasti je algoritmus barveni oblasti,
ktery hleda souvislé plochy a kazdé pfifadi Cislo od dvojky vyse3. Vysledek
barveni oblasti je Uzce spjaty s kvalitou segmentace, obzvlasté pokud jsou
oblasti hodné blizko u sebe.

Barveni oblasti Tezisteé

150 200

Obrazek 2.11: Pfiklad segmentace a barveni oblasti u ryzovych zrn

30d dvojky se zacina, protoZe nulou je reprezentovano pozadi a jedni¢kou segmentovany
obrazovy bod, ktery jesté nebyl algoritmem vyhodnocen.
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2.4.2 Strojové uceni

Strojové u¢eni umoziuje z dat vytvaret modely schopné provadét ukoly bez
explicitniho programovani. Hlavni vyhodou strojového uceni je, Ze vysledné
modely, narozdil od proceduralnich algoritml, nejsou tolik nachylné na
selhani pfi vétsi variabilité v datech a tim dosahuji vysoké pfesnosti. Na
druhou stranu v8ak mohou byt nachylné k pretrénovani (Microsoft, 2024b).

Prace s modely strojového uéeni se sklada ze dvou fazi, a to z tréninku
a predikce. Béhem tréninku se model u&iidentifikovat vzory a vytvati si vnitini
pfedstavu o struktufe a zavislostech v datech. Béhem tohoto procesu se
optimalizuji parametry modelu tak, aby co nejlépe odpovidaly trénovacim
datim a aby model umél zobecinovat nova data. Predikce je schopnost
modelu vyhodnocovat nova data. V této fazi model aplikuje nau¢ené znalosti
na nové vstupy a generuje vystupy. Podle pfistupu k uéeni modelu se daji
algoritmy rozdélit do tfi tfid (Microsoft, 2024a):

» ucenipod dohledem, kde trénovaci data maji oznaceny vysledky, které
by z nich méli vzejit. Model se pak uci vzory, které vedou k jednotlivym
vysledkim.

« uceni bez dohledu, kde trénovaci data nejsou nijak ozna¢ena a model
v nich hleda strukturu.

 zpétnovazebni uéeni, kde se modely uéi z vysledkd tim, Ze obdrzi
zpétnou vazbu, zdali postupovali dobfe Ci Spatné.

PFi u¢eni modelu mdze nastat situace, kdy model ztrati schopnost Ulohu
zobecnovat a stane se pfilis zavislym na trénovacich datech. Tomuto jevu
fikdme pretrénovani modelu. Tento jev se projevuje tak, ze dosahuje velmi
nizké nebo dokonce nulové chyby na trénovacich datech, ale jeho vykon na
novych datech je nepfiméfené horsi. Abychom tomuto problému predesli,
pouzivame techniku rozdéleni datové sady natrénovaci, valida¢ni a testovaci
sadu. Na validaéni sadé experimentujeme s rlznymi parametry modelu
a vybirame ty, které dosahuji nejmensi chyby. Tim simuluje efektivitu modelu
na novych datech. Pokud dosahneme minimalni chyby na validaéni sadé,
mlZeme predpokladat, Ze model bude Uspésny i pfi zpracovani dalSich
novych dat. Testovaci sada, oddélend od trénovaci a valida¢ni sady, slouzi
k ovéfeni kone¢né kvality modelu (Machine Learning College, 2020a).
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Obrazek 2.12: Podtrénovani a pfetrénovani modelu
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Tradi¢ni strojové uceni stdle spoléha na manualni extrakci kli¢ovych
charakteristik z obrazu. Oproti proceduralnim algoritmdm je ale robustnéjsi
pfi analyze obrazu, kdy model mlzZeme trénovat na vzorcich s rlznymi
vadami. V této praci se zaméfujeme predevsim na klasifika¢ni algoritmy,
které rozdéluji obrazky do tfid. Mezi né patii K-nejblizsich sousedU, ktery
klasifikuje obrazky na zakladé podobnosti kliCovych charakteristik; naivni
Bayesovy klasifikatory, které tfidi obrazky na zakladé pravdépodobnosti,
Ze maji rysy dané tfidy; a metoda podplrnych vektord, kterd oddéluje rysy
pomoci hyperroviny a klasifikuje data na zakladé toho, na které strané této
roviny lezi (Microsoft, 2024a).
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Obrazek 2.13: Vybrané algoritmy strojového uceni (Microsoft, 2024a)

2.4.3 Hluboké uceni

Hluboké uceni je podoblasti strojového uceni, ktera se inspiruje strukturou
lidského mozku a sklada se z vice vrstvych neuronovych siti. Tyto sité se uci
automaticky z dat a dokazi zachytit slozité vztahy mezi vstupy a vystupy.
Diky tomu dosahuji hluboké sité mnohem lepsich vysledkd neZ tradi¢ni
algoritmy strojového uceni (MathWorks, 2024b).

Hluboké neuronové sité se skladaji z mnoha vrstev propojenych neurond.
Vrstvy mezi vstupni a vystupni vrstvou se nazyvaiji skryté. Tyto sité mohou
byt konstruovany rlznymi architekturami, jako jsou konvoluéni neuronové
sité (CNN) pro zpracovani obrazovych dat nebo rekurentni neuronové
sité (RNN) pro sekvencéni data. Nas budou zajimat pravé sité konvoluéni
(MathWorks, 2024Db).

Konvoluéni neuronové sité jsou slozeny z nékolika zakladnich vrstev.
Kromé vstupni a vystupni vrsty zde jesté figuruji konvolucni, aktivujici (ReLU)
a pooling vrstvy.

o Konvoluéni vrstvy aplikuji konvoluéni filtry na vstupni obrazky, ¢imz se
aktivuji rysy

o Aktivujici vrstvy mapuji negativni hodnoty na nulu a udrzuji kladné
hodnoty, efektivné tak odstrani neaktivované rysy

e Pooling vrsty snizuji rozméry dat a zjednodusSuji vystupy
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Tyto operace jsou opakovany pres desitky nebo stovky vrstev, pfiCemz
kazda vrstva se udi identifikovat rlzné rysy obrazku. V konvolu¢nich
sitich jsou vahy a bias sdileny mezi vSemi neurony v dané skryté vrstvé,
coZz umoznuje siti detekovat stejné rysy v rliznych Castech obrazku.
Efektivné tak odpada valna vétSina pfedzpracovani obrazu, protoze narozdil
od proceduralnich algoritm( a tradiéniho strojového ucéeni si konvoluéni
neuronové sité umi kliCové charakterstiky z obrazu extrahovat bez zasahu
¢lovéka (MathWorks, 2024a).

Po natrénovani konvolucni sité se Ize pustit do klasifikace. Pfedposledni
vrstva je plné propojena vrstva, ktera vytvari vektor o K dimenzich (kde K
je pocdet tfid, do kterych Ize obraz zaradit) a obsahuje pravdépodobnosti
pro kazdou tfidu obrazku. Posledni vrstva pouziva vystup klasifikaéni vrstvy
k poskytnuti kone¢ného vysledku klasifikace (MathWorks, 2024a).

2.4.4 Evaluacni metriky strojového uceni

Evaluaéni metriky slouZi k posouzeni vykonnosti modell strojového uceni.
Jinak feeno, umoznuji nam urdit, jak dobfe model pini svdj ukol. Zakladni
metrikou je takzvana ztrata (loss), neboli jak moc se predikce modelu lisi od
skute¢nych hodnot. Prlibéh ztraty v ¢ase se nazyva ztratova funkce.

Metriky pro klasifikacni ulohu vychazeji z matice zamén. Matice zamén
(confusion matrix) je matice, ve které jsou v jedné dimenzi skute¢né tfidy,
a v druhé dimenzi jsou tfidy predikované.
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Obrazek 2.14: Matice zamén

Na hlavni diagondle matice zamén se nachazi pocet spravné
klasifikovanych datovych bodl pro danou tfidu (zacinaji pismenem T).
Na vedlejsi diagonale se nachazi pocty, které byly nespravné klasifikovany
do jiné tfidy. V pfipadé binarniho klasifikatoru jsou tak na hlavni diagonale
pocty spravné zarazenych prvk(, a na vedlejsi diagonale pocty $patné
zarazenych prvkl. Z téchto hodnot miZeme dale spoditat daldi metriky,
pfedevsim nds bude zajimat spravnost, pfesnost, pokryti a f-skore.
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» Accuracy (spravnost) uréuje, kolik hodnot klasifikator spravné zaradil.
ACC = TP+TN

TP+TN+FP+FN

« Precision (pfesnost) urluje, kolik pozitivnich hodnot oznacnych

klasifikdtorem je skute¢né pozitivhi. PREC' = 7755

« Recall (pokryti) uréuje, kolik pozitivnich hodnot byl klasifikator schopny
odhalit. REC = —LL

TP+FN

« F1 (f-skdre) je harmonicky prlmér prenosti a pokryti. F1 = 2. LEECHEC

(Machine Learning College, 2020b).
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2.5 NASTROJE PRO RAPIDNI vYvoJ
ALGORITMU STROJOVEHO VIDENI

V této kapitole predstavim nékolik vybranych nastrojl dostupnych na
trhu, které umoznuji vyvoj algoritm{ strojového vidéni. Tyto nastroje byly
zvazovany firmou CLOUDCODE pred tim, nez dosli k zavéru, Ze bude potieba
vyvinout vlastni fedeni. Kazdy z téchto nastroji ma své vyhody a nevyhody,
které je tfeba zvazit pfi rozhodovani o nejvhodnéjSim pfistupu k vyvoji
algoritmU strojového vidéni.

2.5.1 ImageNet Designer

ImageNet Designer je grafické rozhrani pro rapidni prototypovani kombinaci
funkci strojového vidéni. Vznikl v institutu automatizace némecké univerzity
v Brémach. Cilem bylo zkombinovat rychlost vyvoje v Matlabu a rychlost
vykonani instrukci z OpenCV (Eldeep et al., 2012; Graeser, 2010).
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Obrazek 2.15: ImageNet Designer

Program Imagenet Designer odstranuje prekazky spojené s vytvarenim
algoritm( tim, Ze nabizi grafické programovani pomoci pfeddefinovanych
blokl, které se skladaji do orientovaného grafu. Tento program je také
silné modularizovany, coZz znamena, ze selhani jednoho bloku nema vliv na
celkovy chod programu. UZivatelé mohou pfidavat vlastni bloky pomoci API
v jazyce C/C++. Vytvorené algoritmy (ImageNety) jsou ulozeny do souboru
XML, ktery Ize nasledné nacist a spustit pomoci C++ knihovny (Graeser,
2010).
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Nejnovéjsi verze programu ImageNet Designer (verze 2.3) byla vydana
v roce 2012 a je volné dostupna ke stazeni na platformé SourceForge. Po
stazeni jsem program Uspésné spustil a vyzkousel. Na strance programu na
SourceForge je prezentovan jako edukacni nastroj, a dle mého nazoru se
tento charakter odrdzi i na jeho funkcich (Eldeep et al., 2012). Prvnim véts$im
problémem je, Ze neni mozné nahrat do jednoho ImageNetu vice obrazkd
soucCasné. Technicky je to mozné, ale vicesnimkové nahrani neni uréeno
pro zpracovani vice obrazkd, ale pro bloky, které tento postup podporuji,
napfiklad kalibra¢ni blok pomoci Sachovnicové desky. ImageNet Designer
vicesnimkovy blok reprezentuje ve vrstvach. Na obrazku nize je vidét, jak
se vrstvy vytrati v moment, co je blok nepodporuje (v tomto pfipadé blok
pfevodu na Sedoténovy obrazek).

1 block 1, port 0 - All Layers (Automatic update) - 0 x 1 block 3, port 0 - All Layers (Automatic update) - n X

Loyer 0:COLOR  Layer 1: COLOR  Loyer2: COLOR  Layer 3: COLOR  Layer 4: COLOR | Layer 5: COLOR _ Layer [45F Layer 0: GRAY

[ snowmatrces  zoom: [100% | [ [ 005 Save Image

a
8 [ showmatrices zo0m: [25% | [e] | 100% save Image
H

settngs 3>

Obrazek 2.16: ImageNet Designer - Vrstvy

Kazdy ImageNet je jednoucelovy, coZz znamena, ze pokud chci provadét
vice uloh na jednom snimku, musim bud' vytvofit jeden velky ImageNet,
ktery zahrnuje vSechny potfebné operace, nebo vytvofit vice menSich
ImageNetd a spustit je pomoci knihovny v C++. Dal$im problémem je
absence bloku pro vytvareni anotaci. | kdyz by tento blok mohl byt do
programu doprogramovan, existuji dal$i nedostatky, jako je nutnost znalosti
operaci OpenCV a zakladl zpracovani obrazu, které z tohoto feseni &ini
nevhodnou volbu hlavné v pfipadé, kdy chceme praci vyvoje algoritmd
delegovat na anotatory, ktefi maji spiSe doménové znalosti nez znalosti
0 zpracovani obrazu.

Poslednim hfebikem do rakve ImageNet Designeru je fakt, ze neumi
pracovat s modely strojového uéeni a neuronovymi sitémi. Tento bod jsem
ani neocCekaval, vzhledem k tomu, Ze se jedna o edukacni ndstroj pro
zpracovani obrazu, ktery se zaméfuje primarné na proceduralni algoritmy,
ovéem je to bod, ktery je pro CLOUDCODE vic nez dllezity.
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2.5.2 MATLAB

Matlab je prostfedi pro technické vypocty a analyzu dat, ¢asto vyuzivané
pro svlj programovaci jazyk (MathWorks, 2024c). Av8ak neni pouze
o programovani - nabizi Sirokou $kalu rozsiteni, tzv. ToolboxU, které rozsifuji
jeho funkcionality. Tyto Toolboxy nejen pfidavaji nové funkce, ale také
poskytuji graficka rozhrani pro interakci s uzivateli. Timto zplsobem mize
byt Matlab okrajové uzite€ny i pro ty, ktefi se nezabyvaji programovanim.
Budeme zkoumat pouze moznosti pravé téchto grafickych aplikaci, protoze
jednim z kritérii je schopnost vytvaret algoritmy strojového vidéni i uzivateli
bez programovacich dovednosti.

IMAGE PROCESSING AND COMPUTER VISION

&8 a 8 & & ™ @ & €]

yperspectral  Image Batch  Image Browser  Image Labeler  Image Region Image Image Viewer  OCR Trainer Registration
P er

Obrazek 2.17: Matlab - Computer Vision Toolbox Aplikace

KdyZ jsem poprvé oteviel aplikaci Image Labeler, zaujala mé moZnost
anotovat snimky v ramci projektll, které umoznuji individuaini anotovani
nebo spolupraci v tymu. Také mé trochu prekvapilo, ze jsem mohl nahrat
vice snimkU najednou. Po otevfeni testovaciho datasetu jsem anotoval prvni
snimek. Proces pfidavani anotaci byl intuitivni a snadny. Poté jsem se pokusil
exportovat anotace, a zjistil jsem, Ze MATLAB je uklada do souborl MAT,
které lze nasledné nacist v MATLAB skriptech. Pro praci v ekosystému
MATLABuU to neni takovy problém, ale soubory jsou binarni, tudiz je nelze
zkontrolovat v textovém editoru, nebo dokonce upravit mimo MATLAB.
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Obrazek 2.18: Matlab - Image Labeler
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Poté jsem zkoumal aplikaci Image Segmenter, ktera mi umoznila definovat
nékolik Urovni segmentace pomoci rliznych operaci predzpracovani, jako
je napfiklad prahovani. Tato aplikace také umozfuje exportovat vyslednou
segmentaci do MATLAB funkce. Tento soubor Ize nasledné vyuzit v aplikaci
Image Batch Processor, ktera umoznuje spustit skript na vybranych snimcich
nebo celém datasetu.

Obrazek 2.19: Matlab - Segmentace a davkové zpracovani

Zvlasté aplikaci Image Segmenter povazuji za nejpodstatnéjsi soucast
celého Toolboxu, protoZe umozriuje i uzivatellim bez znalosti programovani
v MATLABuU spoustét pfeddefinované nastroje na celém datasetu. Pokud by
se tak udrzela disciplina v pojmenovavani nastrojd, mlze se jednat o opravdu
mocnou aplikaci. Na rozdil od ostatnich nastroji zde nejsme omezeni na
proceduralni algoritmy; spoustény skript mize napfiklad pouZit neuronovou
sit k vyhodnoceni snimku a vratit obrazek s semanticky segmentovanymi
oblastmi.

Jedinou bariérou pro anotatora je, ze MATLAB nema Zadnou moznost
orchestrace téchto nastrojlii zasebou mimo psani skriptl. Jinymi slovy,
uzivatel si bud’ musi pamatovat pofadi operaci nebo nékdo musi vytvorit
skript, ktery tyto nastroje propoiji. V takovém pfipadé ztraci pouziti MATLABuU
smysl, protoze by anotator mél mit k dispozici jednotlivé dilky a umét sije sam
sestavit bez nutnosti opoustét grafické rozhrani.

Oproti ImageNet Designeru se zde jiz Ize bavit o neuronovych sitich.
V MATLABU je Deep Learning Toolbox, ktery obsahuje nastroj Deep Network
Designer. Tento nastroj umozfuje zkoumat, upravovat, diagnostikovat
a trénovat hluboké neuronové sité. V rezimu Uprav Ize editovat sité na Urovni
jednotlivych vrstev pomoci orientovaného grafu, coz je opravdu mocny
nastroj. Nicméné z pohledu anotatord je toto feSeni nezajimavé a jedinou
uzite€nou funkcionalitou pro né jsou ménécenné zalozky s importem dat
a trénovanim.
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Obrazek 2.20: Matlab - Deep Network Designer

Realizace rapidniho vyvoje algoritm( strojového vidéni v MATLABU je
tedy teoreticky mozna, pokud bychom vénovali ¢as vytvoreni potfebnych
grafickych uzivatelskych rozhrani a nastroji v podobé MATLAB skriptQ.
Nicméné, kdyz zvazime vSechny drobné nedostatky, pfipocitame licenéni
poplatek ve vySi 22 tisic korun ro¢né a dalSi poplatky za potfebné Toolboxy,
a k tomu jesté priddme skuteénost, ze MATLAB neni pfilis efektivni s vyuzitim
systémovych prostfedkl, stava se to zkratka neekonomickym fedenim.
Navic by MATLAB nemohl jednoduSe spolupracovat s anota¢nimi nastroji,
které ma CLOUDCODE vyvinuté, protoze si své anotace uklada v binarnim
formatu. Dale by se musela vysledna inspekce u zakaznika, ktera je napsana
v Pythonu, umét poradit s vystupy MATLABuU. VSechno tohle by znamenalo
investici do licenci a vyvoje, ktery mlze byt v dlsledku bezvysledny.

2.5.3 PEKAT VISION

PEKAT VISION je software uréeny pro vizualni inspekci a kontrolu kvality,
ktery se zaméfuje na prlmyslové aplikace. Jeho hlavni sila spoliva ve
vyuziti strojového uceni, konkrétné techniky nazyvané focused learning. Tato
metoda se snazi emulovat lidské oko a zaméfuje se na detaily v obrazech
pomoci kombinace rlznych pristupt véetné hlubokého uéeni (PEKAT s.r.o.,
2022).

Vyvoj algoritmU strojového vidéni v PEKAT VISION se Fidi pomoci moduld,
které se skladaji do orientovaného grafu. Mezi tyto moduly patfi detekce
anomadlii, detekce a klasifikace objektl, méfeni a vlastni bloky s kédem
v programovacim jazyce Python (PEKAT s.r.0., 2024).
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Obrazek 2.21: PEKAT VISION - Moduly (PEKAT s.r.o, 2021a)

PEKAT VISION je svoji funkcionalitou FeSeni, které je nejblize tomu, ktery
si pro své potieby vyvinul CLOUDCODE. PEKAT datasetlm fika projekty.
V nich jsou ulozeny snimky a algoritmus strojového vidéni. Proces anotace
snimkl se sklada s pfifazeni tfidy a pfipadného znacdeni vad. Pfifadit tfidu
k jednotlivym snimk0m Ize bud' postupnym prochazenim, nebo hromadné dle
fetézce v cesté souboru, pfiCemz se v takovém pfipadé vyuzivaji regularni
vyrazy. Pro oznaceni vad je k dispozici jednoduchy rezim kresleni, ktery
umoznuje oznadcit pixely Stétcem nebo nakreslit polygon odpovidajici dané
tfidé. V CLOUDCODE se znaceni snimkl liS$i. V PEKAT VISION anotator
znaci snimky pro kazdy modul zvlast. V CLOUDCODE Labelingu anotator
znaci vSechno do jednoho snimku, pfi¢emz v pfipadé pfedzpracovani obrazu
geometrickymi transformaci ma anotator k dispozici ke znaceni jak plvodni,
tak zpracovany obraz v jednom snimku.

Obrazek 2.22: PEKAT VISION - Labeling (PEKAT s.r.o, 2021b)
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Po oznadeni vad a pfifazeni tfid mdze anotator dat dany modul trénovat.
Pro rzné moduly probiha trénovani rizné. Budto se ukondi automaticky,
nebo ho musi zastavit uzivatel na zakladé vlastniho Usudku ze sledovani
pribéhu ztratové funkce, kterd je v rozhrani vykreslovana. Po natrénovani
modelu se u daného modulu ukaze v zaloZzce models. Validace modelu
probiha pomoci vyhodnocovacich kritérii, které anotator nastavi. Témi urdi,
kdy je snimek oznaceny jako vadny a kdy ne. PEKAT VISION umozhuje
vygenerovat zpravu o vysledcich modelu, ve které |ze nalézt blizsi statistiky
jako matici zamén nebo primérnou dobu pro vyhodnoceni snimku (PEKAT
s.r.o, 2021b).

Obrdazek 2.23: PEKAT VISION - Statistiky modelu (PEKAT s.r.o, 2021b)

Z hlediska anotatora v CLOUDCODE je PEKAT VISION software, ktery
by mu vyhovoval az na par drobnosti. Pro¢ tedy CLOUDCODE nepouziva
PEKAT VISION? Jedna se spiSe o technické problémy. Béhem testovani
jsme zjistili, Ze nedostatky v grafickém rozhrani, jako je chybé&jici moznost
filtrovani snimkd, kdyz se predikce neshoduje s anotaci, jsou zanedbatelné
ve srovnani s neschopnosti trénovat jeden model z vice datasetl (projektd).
CLOUDCODE se ocita v situaci, kdy ma pro jednoho zakaznika pfes 20
datasetl, a ne kazdy potfebuje trénovat vlastni zarovnani. Jinymi slovy,
modely jsou pouzivany a trénovany napfi¢ datasety. Na druhou stranu
nemUze v8echno existovat v jednom datasetu, protoze rlizné datové sady
maji své vlastni inspekce a anotace.

PEKAT VISION je bezesporu skvélym nastrojem pro rapidni vyvoj
algoritm strojového vidéni. Bohuzel v§ak nevyhovuje specifickym potfebam
firmy CLOUDCODE. Zacinaje drobnymi nedostatky v grafickém rozhrani, pfes
nedostate¢nou dokumentaci a chybéjici funkcionalitu, PEKAT VISION neni
schopen uspokojit vSechny pozadavky a potfeby firmy CLOUDCODE a jejich
zakaznikl. Navic je tfeba brat v Uvahu i licenéni poplatek, ktery by zvysil
naklady na vyuziti tohoto nastroje.

2.5.4 Vision Builder Al

Vision Builder Al od spole¢nosti National Instruments je softwarovy nastroj
pro vyvoj a nasazeni systéml strojového vidéni pro automatizovanou
kontrolu. UmozZnuje uZivatellm bez znalosti programovani konfigurovat
kamery, analyzovat obrazy a generovat vysledky pro jednotlivé inspekce
a jejich stavy (National Instruments Corp., 2024b).

32



on aCWa 2 i} o

Fre——r— =

| =

b

x

Obrazek 2.24: Vision Builder Al (National Instruments Corp., 2024b)

Toto FeSeni bylo, stejné jako ImageNet Designer, rychle v Uvahach
zahozeno, protoze nefedi trénovani modeld. Jeho primarni funkce spodiva
v konfiguraci kamer, krok( analyzy obrazu a parametrl inspekce bez
nutnosti programovani. Nabizi Sirokou $kalu nastrojli pro analyzu obrazu,
véetné detekce objektd, klasifikace, segmentace a méfeni. Ale trénovani
neuronovych siti ze snimk{ nenabizi. Narozdil od ImageNet Designeru se
umi Vision Builder integrovat s externimi nastroji pro trénovani neuronovych
siti. Je tak mozné vyuzit externi nastroje, napfiklad TensorFlow, k trénovani
vlastnich neuronovych siti a nasledné je nasadit do inspekce (National
Instruments Corp., 2024a).
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Obrazek 2.25: Vision Builder Al - Modul pro Deep Learning
(National Instruments Corp., 2024a)
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2.5.5 KEYENCE Vision System Creator

KEYENCE Vision System Creator je softwarovy nastroj navrzen specialné
pro rychly vyvoj algoritm( strojového vidéni pro kamery fady VS od té samé
spoleénosti. Tento software poskytuje uzivatelim prostiedi pro konfiguraci
a nastaveni kamer, analyzu obraz( a tvorbu inspekénich algoritmd. Jeho
pfednosti je rychlost nasazeni celkového feSeni pro vizudlni inspekci.
Uzivatel tak nemusi feSit slozitou kalibraci kamer ¢i komunikaci s fidicim
programem, ale fesi pouze pfislusenstvi pro kameru a samotné programovani
inspekce (KEYENCE Corporation, 2024).

B [ ] L ] L - it w43 T -
|
Josament True - hase [0 = 10
tage weth B ] T :wi -
[T S— T ) (CT0) T \ ¥ T pant
Lowsr Limic ) T T Al . \ | S hevs &
precution Coun [ vomo] - .
T W i :
Pal Cownt T o] S 0 -
3 vield nase o] 0 | | .
o |
;

Obrazek 2.26: KEYENCE VS Creator
(KEYENCE Corporation, 2024)

Vision System Creator jednotlivé algoritmy strojového vidéni nazyva
Ulohami (task). Tyto Ulohy dale rozdéluje do ¢tyf krokU:

o Zachyceni (Capture), ve kterém Ize napfiklad zapnout svétla pro lepsi
osviceni zkoumaného povrchu.

e Pozicovani (Positioning), ve kterém lze produkt napfiklad zarovnat
pomoci referenénich bodu.

« Inspekce (Inspection), ve kterém se provadi samotna inspekce povrchu
a vyhodnoceni, zdali je kus vadny nebo nikoliv.

» Komunikace (Communication), ve kterém se vysledky inspekce posilaji
do vizualizaci ¢&i externich systém.

Tyto kroky jsou soucasti Ulohy. Uloha reprezentuje konkrétni algoritmus
strojového vidéni vytvoreny uZivatelem. Pro kazdy s téchto krokd nabizi
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nastroje, které je mozné do detailu nastavit. Tyto nastroje jsou z vétSiny
zalozené na proceduralnich algoritmech, ale obsahuje i nastroje, které jsou
zalozeny na modelech umélé inteligence. Jedna se tak zejména o detekci
vad nebo tfidéni (klasifikace) vyrobkd (KEYENCE Corporation, 2024).

Ackoliv je Vision System Creator uzivatelsky velmi pfivétivy a je vhodny
i pro pokrocilé uzivatele, tak podstatnou pfekazkou pfi pouzivani Vision
System Creator je jeho zavislost na kamerach od spoleénosti KEYENCE.
Tyto kamery jsou sice kvalitnim hardwarem, coZ jsem si mohl ovéfit pfi
testovani kamery VS-L500CX spolu se svétlem CA-DEW10X, avSak stale
se jedna o uzavieny ekosystém. Kamery od KEYENCE nabizeji kompletni
feSeni s integrovanou vypocetni jednotkou pfimo v kamere, coz pro nékteré
zakazniky mlzZe byt vyhodou. Nicméné pro potieby v CLOUDCODE, kde se
pouzivaji kamery od spole¢nosti BASLER, tato zavislost znamen3, Ze Vision
System Creator neni mozné vyuzit.

2.5.6 LandinglLens

LandingLens je platforma od spole¢nosti Landing Al, ktera si klade za cil
zpfistupnit vytvareni modell strojového vidéni tém, ktefi nemaji zadné
znalosti v oblasti umélé inteligence. Nabizi intuitivni rozhrani a nastroje pro
rychly iterativni vyvoj a nasazovani modell (Landing Al, 2024).
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Obrazek 2.27: LandingLens - Tvorba projektu

Ve spolupraci se spole¢nosti CLOUDCODE jsme se rozhodli podrobnéji
prozkoumat toto feseni, zejména kvdli jeho Gdajné jednoduchosti v procesu
trénovani. Pro UcCely testovani jsem zalozil projekt zaméfeny na detekci
objektu, konkrétné samolepky, podobné jako u pfedchozich scénarl. Pfi
zakladani projektu jsou do projektu nahrany prvni obrazky, které jsou pak
zobrazeny v mfizce. Zde je mozné filtrovat neoznadené a nepredikované
obrazky, a také je tfidit podle jednotlivych tfid. Po nahrani jsem preSel
k anotaci. ProtoZe se jedna o projekt na detekci objektd, tak jednotlivé
tfidy reprezentuji objekty zdjmu v obraze. Pro trénovani modelu je tak
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nutné oznacit jejich polohu pomoci ohrani¢ujiciho obdélniku, znamého jako
bounding box.

Anotacni nastroje v LandinglLens jsou jednoduché, ale funguji. Spise
nez na rozsahlé funkcionality se vyvojafi zaméfili na vytvoreni dobrého
uzivatelského prozitku (UX), ktery je az na pdar drobnosti skvély. LandingLens
je prezentovan jako datové orientovany nastroj. To znamena, ze misto aby
se zaméfoval na Upravu parametrl modelu, se snazi zlepSovat kvalitu dat,
ze kterych se model trénuje. K dosazeni tohoto cile vyuziva nékolik strategii,
véetné funkce Label Book, kterd umoziuje zadavatellim objasnit definice
jednotlivych tfid pro anotatory a zajistit tak jasnost ohledné toho, co by
meélo byt v dané tfidé oznaceno. Dal$i strategii je dosazeni shody mezi
anotacemi rliznych anotatord ohledné umisténi anotaci, coz LandinglLens
dosahuje aktivnim vyhledavanim konsensu mezi vSemi anotacemi (Landing
Al, 2024).

Obrazek 2.28: LandinglLens - Dataset a Labeling

Po dokoncéeni anotace prvnich sedmnacti snimk( jsem se pFesunul
k trénovani prvni verze modelu. Existuji dvé moznosti spusténi tréninku:
kliknutim na tladitko Train, coz spusti trénink s vychozimi hodnotami, nebo
volbou vlastniho tréninku (Custom Training), ktera umoziuje upravit tyto
hodnoty. Pfi vlastnim tréninku Ize specifikovat pomér rozdéleni dat mezi
trénovaci, validaéni a testovaci sadu. Dale je mozné nastavit parametry pro
transformaci obrazu, jako je napfiklad Skalovani, a také augmentace, coz
jsou modifikované verze obrazkd, které jsou pridany do datasetu pro zvyseni
robustnosti modelu vici vykyvim v osvétleni nebo natoéeni obrazu.

View your split (33 images)

Images in Train:24  Images in Dev: 7 Images in Test: 2 By Class By Split

Samolepka... E—
t—

Samolepka...

Obrazek 2.29: LandingLens - Parametry rozdéleni dat
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Po rozdéleni dat a spusténi trénovani je mozné v bo¢nim panelu sledovat
pribéh trénovani, ktery zobrazuje vyvoj ztratové funkce. Trénovani Ize
budto prerusit pfed¢asné, nebo nechat dobéhnout do pfedem nastavenych
Ctyficeti epoch. Po dokon&eni trénovani se statistiky nejnovéjSi verze
modelu zobrazi v bo¢nim panelu, a je mozné prohlédnout si také statistiky
pfedchozich verzi v zdloZzce models.

Model-04-20-2024_1 7 2 Expand | X
Training Information  Performance Report

Loss Chart Validation Chart

Loss No data available. The Validation Chart enly displays when the Dev set has at least 6 images.

Trained from AutoGenerated-04-20-2024_1

Split
Split distribution on labeled images

View Images
13 4 2 0

Obrazek 2.30: LandingLens - Statistiky modelu

Natrénovany model je mozné okamzité otestovat pfimo v uzivatelském
rozhrani. Po dokonceni trénovani se v bo¢nim panelu vedle statistik zobrazi
tlaCitka Deploy pro nasazeni modelu a Predict, které umoznuje nahrat
obrazky pro predikci. PfeSel jsem tedy k predikci a nahral jsem obrazky, na
nichz nebyl model trénovan. Zatimco modra samolepka oznacujici znacku
Intel a Cervena samolepka AMD Radeon byly spravné identifikovany, model
omylem kategorizoval tfeti druh samolepky, ktera obsahovala logo AMD
Ryzen, jako samolepku Radeon. Timto se potvrdilo, Ze je nutné pfidat dalsi
snimky do datasetu a natrénovat novou verzi modelu.

Try this model

L

Obrazek 2.31: LandingLens - Chybna predikce

Po doplnéni novych snimkd, jejich anotaci a nasledném opétovném
trénovani modelu jsem pfipravil fotografii, kterou model jeSté nevidél a ktera
byla pofizena za jinych svételnych podminek. Pro predikci jsem se rozhodl
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vyuzit poskytované webové API. Tato platforma umoznuje nasadit model
bud' na koncovy bod webového API v Cloudu, nebo lokalné pomoci Docker
obrazu. Obé varianty vyuzivaji webového API, avSak lokalni verze je vhodna
v situacich, kde neni mozna komunikace smérem ven. Po zadani API kli¢e
a vypInéni parametrd dotazu jsem pomoci cURL pfikazu odeslal poZzadavek
na koncovy bod. Po chvili ¢ekani jsem obdrzel odpovéd ve formatu JSON.

$ curl ——Lccat%’cn —request POST 'https://predict.app.landing.ai/

inference/vl/predict? \
—=header 'Content-Type: multipart/form-data' \

—header 'apikey: "\
—form 'file=@"2024B420_18BUUB. jpg""
{"backbonetype” : "ObjectDetectionPrediction", "backbonepredictions": {"90500822-e322-U3b7-ad7-931fb5118b87" : {"score":0.733

061790U663086, "LabelName" : "Samolepka Intel","labelIndex":2,"coordinates":{"xmin":623, "ymin":2919, "xmax":786, "ymax":3077}
,"defect_id":159714}}, "predictions": {"score":0.733061790L663086, "LabelName" : "NG", "labelIndex":1}, "type": "ClassificationP
rediction", "latency": {"preprocess_s":0.0U560995101928711, "infer_s":0.2654001712799072, "postprocess_s": 0.000LBB5432128906
25, "serialize_s":0.000U4162788391113281, "input_conversion_s":0.0885U1937553U085762, "model_loading_s":5.0899151611328125}, "mo
del_id": "c9¥7dcdc-5a8e-U55c-a298-975c36efFbcf"} 3 3

Obrazek 2.32: LandingLens - Predikce pomoci volani webového API

Odeslany obrazek Ize nalézt i na strance koncového bodu, na které Ize
kromé nasazeného modelu Ize nalézt i obrazky, které Ize takto vyhodnotit.
Zde se taky nachazi funkcionalita, ktera je pro CLOUDCODE obzvlast
dllezita, a to je moznost jednotlivé snimky lidskym anotatorem zkontrolovat,
zhodnotit, a tyto snimky v pfipadé potfeby stahnout pomoci pokrocilych
filtrd.

Untitled endpoint T % oneme = | x

Obrazek 2.33: LandingLens - Endpoint a Inspekce obrazku

LandingLens mé pfijemné prekvapil a nabidl ne¢ekané pohodiny zplsob
vyvoje modell strojového vidéni oproti konkurenci. To vede k otazce, proc¢
neni vyuzivan v CLOUDCODE? Jednoduchost a zaméfeni na kvalitu dat,
ktera jsou hlavnimi pfednostmi LandinglLens, se stavaiji zaroven jeho slabym
mistem. | kdyZ se platforma zaméfuje na kvalitu dat, existuji situace, kdy
je potfeba upravit konkrétni parametry modelu, coz zatim LandingLens
neposkytuje.

Déle chybi moznost spoustét predikci vice modell na jednom snimku.
To by Slo vyreSit tak, ze by se nasadil kazdy model na samostatny koncovy
bod a nasledné by se tyto koncové body volaly ze softwarového feSeni
pro fizeni inspekce na vyrobni lince. To pfinasi sva vlastni uskali v podobé
latence vyvolané navazovanim TCP spojenim a moznou bezpelnosti
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politikou zakaznika, ktera by pfistup na koncové body v cloudu zatrhla. A¢
LandingLens nabizi nasazeni lokalné pomoci Docker obrazl, pofad se plati
dan v podobé zdrojl, které potiebuje Docker Engine.

Kromeé toho neni mozné vysledné modely z LandingLens extrahovat ve
formatu, ktery by byl spustitelny v jinych béhovych prostfedich, napfiklad
onnxruntime. Také se nabizi otazka, jak by platforma zvladla dataset s tisici
shimky, coz je bézna situace ve spolecnosti jako CLOUDCODE. Secéteno
podtrzeno, LandingLens by byl skvélou volbou, pokud by CLOUDCODE
teprve zacinal a pocitalo se s nim jiz od zacatku, ale integrovat ho do jiz
existujiciho procesu je obtiznéjsi, nez se zda, nehledé na pfidané naklady.

2.5.7 Vertex Al

Vertex Al je platforma od spoleCnosti Google, ktera je soudasti bali¢ku
Google Cloud a umoziuje trénovat a nasazovat modely strojového uceni
a umélé inteligence. Vertex Al sdruzuje pod jednou stfechou vSechny
nastroje potrebné pro kompletni Zivotni cyklus strojového uéeni, jako spravu
dat, trénovani modell, nasazeni a sledovani vykonu, ¢imz zjednodusuje
a zefektiviuje cely proces. (Google, 2024).

- Region
| us-central1 (lowa) - @ ‘

El Recent datasets ? Recent models & Get predictions

© BP_KLAVESNICE_DATASET 18 hours ago After you train a model, you can use it to get
(Version 1) predictions, either online as an endpoint or

Average precision: 0.794 through batch requests

@ BP_KLAVESNICE_DATASET 21 hours ago

-+ CREATE DATASET
=+ TRAIN NEW MODEL =+ CREATE BATCH PREDICTION

Obrazek 2.34: Vertex Al - Dashboard

Prvnim krokem v praci s Vertex Al je vytvoreni datasetu, ktery slouzi jako
zakladni Ulozidté pro data. Kazdy dataset ma uréeny datovy typ - mlze
se jednat o obrazov3, textova, tabulkova nebo video data. Dataset je dale
rozdélen do mnozin anotaci, které se od sebe liSi podle specifické ulohy,
kterou maji fesit. PFi vytvareni datasetu je vZzdy vytvorena jedna sada anotaci.
Pro Gcely trénovani modell je nezbytné, aby dataset byl uloZzen v Google
Cloud Storage, kde jsou fotografie uréené k trénovani nahrané.

Select a data type and objective

First select the type of data your dataset will contain. Then select an objective, which is the outcome that you want to achieve with the trained model. Learn more (%

IMAGE TABULAR TEXT VIDEO

£ e T 4@

@ Image segmentation
Predict per-pixel areas of an image with a
Iabe

Obrazek 2.35: Vertex Al - Vybér ulohy strojového vidéni
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Po nahrani dat do Vertex Al mliZze anotator zahajit proces oznacovani.
ZpUsob anotace se li$i podle typu Ulohy, kterou ma mnozina anotaci fesit.
Nejprve se definuji typy tfid, do kterych se nasledné anotuji prvky obrazku.
Nastroje pro anotaci ve Vertex Al jsou relativné zakladni. CLOUDCODE
naproti tomu disponuje pokrodilejSimi nastroji, které nabizi vétsi komfort
a flexibilitu pfi praci s daty.

sssssss

ADD LABEL

% >

Obrazek 2.36: Vertex Al - Anotace snimku

Po oznaceni fotek jsem dal trénovat novy model. Vertex Al nabizi trénovat
model budto pomoci vlastniho trénovaciho skriptu, ktery se do Vertex
Al nahraje, nebo pomoci AutoML, ktery nevyzaduje Zadnou znalost procesu
trénovani. Zvolil jsem tedy tuto moznost a alokoval jsem minimalni pocet
hodin, ktery byl mozny, tudiz dvacet. Trénovani trvalo dvé hodiny a &tyficet
tfi minut a jak na jeho zacatek, tak jeho konec jsem byl upozornén e-mailem,
coz napfiklad LandingLens nedéla.

& BP_KLAVESNICE_DATASET

,,,,,,,

Obrazek 2.37: Vertex Al - Dataset

Po dokond&eni trénovani jsem se podival na statistiky modelu, ovSem vice
mé zaujala jina statistika, a to byla cena za trénovani. Za natrénovani modelu
jsem utratil 1 623 korun v kreditech. Vertex Al sice chce Setfit Cas a zdroje
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diky automatizaci a snadnému pouZiti, ale jeho provoz muze byt pro mensi
organizace s omezenym rozpo¢tem nakladny. Cena se odviji od mnoZstvi
vyuzitych vypodetnich zdrojd, uloZisté a dalSich sluzeb Google Cloud
Platform. MlZe se stat, Ze Uspory z automatizace celého procesu budou
pfekryty naklady na cloudové prostfedky. Pokud bych si naprogramoval
vlastni model, respektive pouzil vlastni kdéd pro trénovani modelu a nahral
ho na Google Cloud, pravdépodobné by to bylo levnéjsi, ale zabralo by mi to
vice Casu

April 1-20, 2024 (total cost) Service SKU ID Usage

CZK2,282.1 AutoML Image Object ... 44D A-AED4-2D2C 20 Node hours

included -CZK 2,282.10 AutoML Image Object ..
credits - -

> Node hours

14.0

Metadata storage AEEB-1CC1-1A3A 0GB months

= VIEW DETAILED BILLING DASHBOARD

Obrazek 2.38: Vertex Al - Cena za trénovani AutoML modelu

Nasledné jsem se pokusil provést predikci s obrazkem, ale na rozdil
od LandingLens mi to neslo. Vertex Al nabizi dvé moznosti pro predikci:
budto davkovou predikci souborl uloZzenych v Google Cloud Storage, kde
je tfeba mit k dispozici textovy soubor s cestami k obrazklm, které chceme
predikovat, nebo Ize model nasadit na koncovy bod webového API. Nicméné
ani jedna z téchto moznosti mi nefungovala.

Vertex Al bézi na cloudové infrastruktufre Google, coz znamena, ze
uzivatelé nemaiji plnou kontrolu nad hardwarovymi prostfedky. Dohody
o micenlivosti a pfisna bezpelnostni politika nejsou v automobilovém
primyslu nezvyklé, proto se zde jedna nejenom o bezpecnostni riziko, ale
za prostor s daty se musi samoziejmé platit. Lze pak diskutovat, zdali je to
o tolik vyhodnéjsi nez spravovat vlastni feSeni s robustni zalohovaci politikou.

Poslednim dlvodem proti pouziti Vertex Al je, Ze CLOUDCODE nechce
fedeni pro kompletni spravu procesu ucéeni a nasazovani modell. Tyto
nastroje a techniky jiz ma zavedené a hleda pouze feSeni, které umozni
anotatorlim bez technickych znalosti trénovat modely. | kdyZ Vertex Al tuto
funkcionalitu obsahuje, Siroka Skala dalSich moznosti, které CLOUDCODE
nevyuziva, pro néj predstavuje zbytecné naklady a komplikuje proces.
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V této &asti prace se zaméfim na hledani odpovédi. S firmou CLOUDCODE
s.r.o. jsme prozkoumali, jaké prekazky jim brani v pouzivani nastroji pro
vyvoj algoritmd strojového vidéni, které jsou momentalné na trhu a jak by
si pfedstavovali jejich feseni.

Cilem je najit zplsob, jak sjednotit procedurdlni algoritmy a strojové
uceni do jednoho konceptu, ktery neni zavisly na rozliSovani mezi tradi¢nimi
algoritmy a neuronovymi sitémi, dovoluje jednotlivé algoritmy iterativné
vylepSovat a testovat, a jehoZ obsluhu by mél zvladnout i pracovnik, ktery
prodel opravdu zakladnim $Skolenim. Timto zplsobem bude moci firma
rychleji dosahnout lepsich vysledkd a ziskat tak konkurendi vyhodu.

Po provedeni reSerSe programl a konzultaci s firmou CLOUDCODE s.r.o.
jsem identifikoval nékolik klicovych problém, respektive oblasti, které chtéji
vyuzit a které tuto firmu v ostatnich FeSenich trapi:

Pouziti jednoho algoritmu na vice oblasti zajmu

PouZiti vice algoritm{ na jednom snimku

Prace s neuronovymi sitémi (trénovani, predikce, evaluace metrik)

Prace s (proménlivou) mnozinou snimkd

Tyto problémy plynou hlavné ze skute¢nosti, ze se CLOUDCODE zamérfuje

vev s

desitky oblasti zajmu na jednom snimku. Firma to doposud feSila tak, ze
definici spousténi modell v produkci manuainé definoval programator, ktery
mel projekt na starosti.
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V této kapitole pfedstavim specifikaci o¢ekavaného feseni. Specifikace se
inspiruje ze standardu IEEE 830 a jeho pozdéjsich revizich'.

3.21 Rozsah

Cilem feseni je vytvofit rozhrani, které umozni definovat sadu nastrojd, které
budou mit stejné rozhrani, at uz se jedna o algoritmus ¢i neuronovou sit.
VSechny nastroje bude mozné z grafického rozhrani trénovat, vyhodnotit
a pomeéfit na specifickych metrikach.

Vyvojarim je klicové poskytnout moznost definovat tyto nastroje tak,
aby nemuseli zasahovat do kddu uzivatelského rozhrani. Zarover je potifeba
nabidnout jim programové rozhrani, do kterého budou moci implementovat
jednotlivé metody, jako je trénovani, vyhodnocovani a méfeni. Rozhrani musi
byt ustalené napfi¢ nastroji, aby bylo mozné vyuzit polymorfismu.

Anotatoriim je tfeba poskytnout grafické rozhrani, které umozni vytvaret
a upravovat nastroje, nastavovat jejich parametry a nasledné provadét
trénink, vyhodnocovani a sbér metrik. Z minulostijsou zvykli vyuzivat zalozku
tabulek v systému Labeling pro zobrazeni vysledkd méfeni, ¢ehoz by bylo
vhodné vyuzit.

Pro servisni persondl je potfeba, aby byla data z feSeni prenositelna
i mimo Labeling a dala se vyuzit pro nasledné nasazeni do kontrolniho
procesu. Jinak fe¢eno, aby bylo mozné definovat sekvenci predikci a tu
vCetné konfiguraci pfenést k zakaznikovi.

3.2.2 Perspektivareseni

vvvvvv

nazvaného EWQ. Ten se zaméfoval zejména na vyvoj proceduralnich
algoritmU strojového vidéni v obdobném duchu jako ImageNet Designer.
Projekt EWQ byl opustén v disledku zmény priorit a pfesunu lidskych zdrojd
smérem k nastrojlim pro neuronové sité. PfestoZe nedosahl Uspéchu, poskytl
cenné zkuSenosti, které Ize vyuzit pfi tvorbé nového feseni.

Redeni musi byt soudasti systému CCM (CLOUDCODE Manager), ve
kterém je nastroj Labeling. CCM a Labeling poskytuji webova a socketova
API, kterd mUze fedeni vyuzZit pro praci s daty ze systému Labeling, jako jsou
datasety, obrazky ¢i anotace. Je vhodné feSeni zasadit pravé do grafického
rozhrani v systému Labeling.

"lEEE 830 je dokument od mezinarodni organizace IEEE definujici standardy pro
vytvareni dokumentl specifikace softwarovych pozadavkd(“‘IEEE Recommended Practice
for Software Requirements Specifications”, 1998)
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3.2.3 Charakteristika uzivatele

Vyvojafi maji plny pfistup k celému zdrojovému kddu a jsou schopni se v ném
orientovat. Jsou zodpovédni za implementaci novych funkcionalit a Upravy
existujicino kddu. Pro né je dllezZité mit moznost manipulovat s vnitfnimi
mechanismy systému a provadét pokrocilé Upravy v kédu.

Anotatofi nemaji pfistup k zdrojovému kédu a spoléhaji pouze na grafické
uzivatelské rozhrani. Jejich hlavnim Ukolem je anotace dat a pouzivani
téchto nastrojl v jednotlivych iteracich jejich trénovani. Pro né je kliCové,
aby grafické rozhrani bylo intuitivni, jednoduché a hlavné aby dostate¢né
komunikovalo aktualni stav véci, napfiklad stav tréninku.

Servisni technici maiji sice pfistup ke zdrojovému kdodu, ale mezi nimi
mohou byt lidé, ktefi nejsou konkrétnim detaildm znaly, takZze by jeho
prichod zabral vice ¢asu neZz metoda pokus omyl. Jejich prace ma vizudini
zpétnou vazbu ve formé logl v konzoli a vizualniho ovéfeni v praxi na vyrobni
lince.

3.2.4 Rizika a omezeni

Existuje nékolik rizik spojenych s integraci feSeni do systému CCM a jeho
zavislosti na jeho rozhrani. Jednim z hlavnich rizik je, Ze se FeSeni
stava zavislym na CCM a jeho funkénosti, coz mlze vést k omezeni
flexibility a obtizné&jsi udrzbé. DalSim potenciadlnim rizikem je nedostateéna
sprava zavislosti nebo nekompatibilni hardware, coz mlze narusit provoz
a spolehlivost systému pfi trénovani modell neuronovych siti. Ddlezité
je také brat v Uvahu mozna budouci rozdifeni rozhrani nastrojl, coz
mdZe vyzadovat Upravy v celém systému, coz mizZe byt ¢asové naroéné
a nakladné.
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Tato prace neni rozhodné prvni snahou v CLOUDCODE o vytvofeni programu
pro rapidni vyvoj algoritm{ strojového vidéni. V minulosti, je$té pfed mym
pfichodem, byl vyvinut software s nazvem EWQ, ktery byl napsan v Pythonu
za pomoci knihovny PySide. Ta poskytuje vazby na knihovnu Qt, ktera slouzi
k vytvareni multi-platformich grafickych aplikaci (Qt Group, 2023; Qt wiki,
2022).

sl v
T woretvesion | seve | | tval | ot notaon] [oarotecone]  pesyuit | o st | I 0% oo o 1 xnz5. 1558

Obrazek 3.1: Prvni verze EWQ

Casem se vsak ukdazalo, Zze pdvodni software m& své nedostatky
a omezeni, ktera vyplyvala nejen z jeho prvotniho navrhu, ale také
z pouzitych technologii. Proto byly zahajeny prace na nové verzi, ktera
vyuzila stavajiciho backendu a pfidala k nému vrstvu vytvofenou pomoci
knihovny Flask. Zaroven doSlo k uUplné vyméné frontendu. K propojeni
mezi backendem a frontendem byly vyuzity websockety. Novy frontend byl
postaven predevsSim na knihovné React a prostfedi Electron.

Druha verze EWQ se vyvijela pfiblizné Sest mésicl, nez jsem byl prefazen
na projekt Labelingu v CCM. Toto pfefazeni prakticky znamenalo konec
vyvoje EWQ, jelikoz se veSkeré kapacity a zdroje pfesunuly na nastroje pro
labeling. EWQ tak ztratilo prioritu a jeho dalSi vyvoj se zastavil.

Plvodné byl EWQ navrZen jako software umoziujici snadné vytvareni
proceduralnich algoritm{ strojového vidéni pomoci jednoduchych krokd,
které simuluji operace OpenCV, jako je napfiklad prahovani, rozostreni
nebo konverze do jiného barevného modelu. Nicméné s postupem ¢asu se
ukazalo, Ze mnoho téchto problému Ize efektivnéji a rychleji fesit pomoci
neuronovych siti. Na zakladé praktickych zkuSenosti se projevila jejich
vy$$i tolerance vU¢i nepfesnostem a schopnost Iépe zvladat i jednodussi
Ulohy. Proto se zacalo investovat do nastrojl uréenych pro vyvoj, trénovani
a testovani téchto siti.
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Novy projekt <br>
in tmp

Images Results Previews

Original Image Preview

Images Selected:

No sequences were found.

Result Preview

No images were found.

Obrazek 3.2: Druha verze EWQ

Ukolem, ktery CLOUDCODE &asto fedi, je zarovnani obrazkl. To se
tyka situaci, kdy je nutné upravit orientaci a pozici objektl na obrazcich
pofizenych v prdmyslovych procesech. Napfiklad na vyrobni lince se ¢asto
pofizuji snimky vyrobkd, ale ty nemusi byt vzdy spravné umistény, coz mize
narusit spravné vyznaceni zdn, ve kterych se vyhledavaiji potencialni vady.

Misto manuadlniho upravovani zén pro kazdy snimek, coZ je Casové
naro¢né a nachylné k chybam, se CLOUDCODE zaméfil na automatizaci
procesu zarovnavani obrazkd pomoci neuronovych siti. Toho lze dosdhnout
definovanim alespor dvou kotvicich bodd na obrazcich v trénovaci sadé.
Poté se natrénuje model, ktery tyto body predikuje v novych obrazcich, a na
zakladé nich obraz zarovna. Uloha zarovnani se tak redukuje na nalezenf
téchto kotvicich bodd.

3 Open Bigoackage
[ e——

BOOL

INSPECTION

Ro_trsoaction

POINT[] Obrazky (default_image)

I--
I-

x @

aorou_imoge

Obrazek 3.3: Umisténi kotvicich bodl na obrdazku z testovaciho datasetu
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CLOUDCODE Manager (oznacovany jako CCM) je softwarovy systém, ktery
slouzi jako rozhrani pro spravu a obsluhu kamerové kontroly. Jeho vyuziti
v8ak neni omezeno pouze na koncové zdkazniky; nabizi také nastroje
pro interni vyuziti zaméstnanci spole¢nosti CLOUDCODE, ktefi tak mohou
vylep$ovat nasazené neuronové sité u zakaznika. CCM se sklada z rliznych
systémd, které mezi sebou vzajemné interaguji. Kromé systémul uréenych
specificky pro jednotlivé zakazniky obsahuje také nékolik univerzalnich. Mezi
tyto kliCové systémy patfi:

Kamerova kontrola - Systém pro okamzitou kamerovou kontrolu ve
vyrobé.

Archiv - Systém pro zpétnou kontrolu vysledk(l kamerové kontroly.

Kalibrace - Nastroje pro kalibraci kamer a robotd.

Labeling - Nastroje pro anotaci nafocenych snimkd.

3.41 Labeling

Labeling je klicovy nastroj v CLOUDCODE, ktery slouzi k anotaci dat pro
nasledné trénovani neuronovych siti. Anotace dat spociva v manualnim
oznacovani a popisu dllezitych objektl a oblasti na snimcich, ¢imz se vytvari
informacéni “mapy” pro strojové uceni. Napfiklad pfi detekci vad se v procesu
labelingu oznacuji oblasti, které obsahuji vady na produktu (CloudFactory,
2023).

Dfive byl Labeling pouzivan vyhradné k trénovani neuronovych siti
zaméfenych na detekci vad. V soucasné dobé je proces anotace dat pro
nékolik neuronovych siti, z nichz kazda fesSi specifické ukoly v kontrolnim
procesu. Tento proces probihd nad souborem snimkd, pficemzZ kazda sit
vyuziva odliSné skupiny anotaci a mezivysledkl v datasetu. Mezivysledky
mohou zahrnovat napfiklad snimek po zarovnani, soubory s informacemi
z méfeni nebo indikace pfitomnosti zajmovych prvkl ve snimku.

3.4.2 Fotky, snimky a datasety

Pro ucinné vyuziti nastroje Labeling je nezbytné mit k dispozici data. Na
zacatku jsou sbirana ru¢né, kdy jednotlivé kusy jsou snimany pracovnikem
u zakaznika. Po instalaci kontrolni stanice na vyrobni lince se zacnou
snimky pofizovat automaticky v ramci kamerové kontroly, ktera zpocatku
pouze fotografuje. Tyto snimky vSak nevytvareji zadny vystup pro dalsi
¢asti vyrobni linky, napfiklad pro odklon vadnych kust. Nasledné jsou tyto
fotografie tfidény do sloZek. Proces tfidéni se mirné liSi v zavislosti na
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potfebach zakaznika, ale vysledkem je vzdy nékolik slozek obsahujicich
snimky, které jsou pfipraveny k anotaci.

Z fotografii, které jsou pfipraveny k anotaci, vytvofi Labeling snimky.
Kazdy snimek obsahuje jeden soubor ve formatu JSON a jednu nebo vice
fotografii. Tento soubor pak obsahuje podbali¢ky, coz jsou malé datové
struktury, jez reprezentuji entity v grafickém rozhrani. Nejmensi snimek
obsahuje pouze jeden podbali¢ek s informaci o vychozi fotografii. Jakmile
jsou vSechny fotografie zpracovany do snimku, slozka se stava datasetem.
Dataset kromé& snimkl obsahuje také soubor s vyhrazenym nazvem
"info.json”, ktery obsahuje informace sdilené napfi¢ celym datasetem, jako
jsou vysledky trénovani, definice tfid pro klasifikaci a dalsi.

Obréazek 3.4: Diagram vztah{ mezi fotkami, snimky a datasetem

3.4.3 Podbalicky

Podbali¢ky jsou datovym schématem ve vyménném formatu JSON, které
slouzi ke standardizaci struktury dat, které si jednotlivé systémy v CCM
predavaiji. Podbali¢ky vznikly plivodné Cisté pro systém Labeling, ale pozdéji
se diky své flexibilité dostaly i do dalSich systémU. Dnes jiZz tak Ize pomoci
podbaliCku reprezentovat napfiklad oznadenou vadu, informaci o velikosti
vyrobku, zda-li je snimek pfipraven k trénovani ¢i jak model tuto fotku
vyhodnotil.

interface Subpackage {
name: string,
type: string,
value: unknown

Obrazek 3.5: Struktura obecného podbali¢ku
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Jednim z typU podbali¢ku jsou pfikazy. Jedna se o podbali¢ky, které
dovoluji uzivateli za kontrolovanych podminek spustit kéd na serveru.
Vytvareji tak rozhrani, kdy uZivatel mize programu pfedat argumenty, které
vyZzaduje pro svij béh, a nasledné ho spustit. Tato technika slouzila jako
docCasné feseni problému, protoze $lo jednotlivé kroky libovolného algoritmu
rozdélit na dil¢i pfikazy, které byly z rozhrani vykonatelné.

Pfikazy se pouzivaji jako doCasné feSeni pro vykonavani jednotlivych
krok( algoritmu. Nevyhodou ale je, Ze uZivatel musi kazdy krok spustit
samostatné, a pokud navic doslo k chybé&, musi se prace obnovit ze zalohy
do predchoziho stavu. Tento proces pro zhruba 10 aktivnich dataset
v rozsahu od 50 aZz 3000 snimk{ neni dlouhodobé udrZitelny. Prvotni
vyhodou a i u¢elem tohoto kroku vSak byla abstrakce volani z pfikazové
fadky do seznamu tlacitek a seznamu v dokumentaci.

3.4.4 Kroky, nastroje ainspekce

Pro popis spravného poradijsem chtél vyuzit jiz datovych struktur, které jsou
v systému CCM zavedené, a akorat je vhodné rozsifit. Z potfeb, které vzesly
na zakladé analyzy z kapitoly porovnavajici jiz existujici feSeni jsem doSel ke
systému, ktery pracuje s tfemi entitami:

o Kroky - Ur¢uji etapu, ve kterém se dataset nachazi
« Nastroje - Definuji operace, které Ize nad snimkem provést

« Inspekce - Instance jednotlivych nastrojl pro konkrétni zajmovy prvek
ve snimku

Nastroje jsou novym typem podbali¢ku, ktery je ve svém principu evoluci
piikazl. Nastroje neodkazuji na konkrétni spustitelny soubor, ale referuji na
$ablonu nastroje a jaké parametry maji pouzit. Pfikladem mlze byt nastroj
pro klasifikaci, kde spravnym vyplnénim parametrl mizeme vytvorit nastroj
trénujici ¢i vyhodnocujici model pro kontrolu pfitomnosti Sroubku v oblasti
zajmu.

Inspekce jsou dalSim typem podbali¢ku, ktery jsem v ramci své prace
pfidal. Koncept inspekci vznikl pro vyuziti jednoho modelu na vicero oblasti
zajmu. Pokud opét pouziji pfiklad kontroly pfitomnosti Sroubku. Nema smysl
trénovat ¢tyfi modely kontrolujici pfitomnost jednoho a toho samého Sroubu,
ktery je akorat na ¢tyfech rliznych mistech. Staditak natrénovat jeden model,
ktery je pak nasledné vyhodnocen na ¢tyfech mistech. A pravé vyhodnoceni
na vicero oblastech zajmu zajistuji inspekce, na které diky tomu pohlizet jako
na “instance nastroje”?.

?Nastroje jako takové nepotfebuji inspekce k tomu, aby mohly byt trénovany Ci
vyhodnoceny. Udaje o oblasti, které jsou inspekci poskytovany, mohou byt i pfimo vepsany
do nastroje
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Kroky jsou poslednim pfidanym typem, ktery slouzi k urCeni pofadi
vykonavani. Ke kroklm lIze pfifadit jednotlivé nastroje &i inspekce, které
se v ramci kroku vykonaji najednou. Pofadi krokl je nasledné uréeno
v grafickém rozhranilabelingu. Je tedy tfeba pfi navrhu algoritmu zvazit, zdali
nékteré nastroje nezavisi na vystupu jinych a spravné je rozdélit do krokd.

ProtoZe se nastroje mohou opakovat v rliznych datasetech, ukladaji se
do samostatného souboru tool. json. Nasledné jsou nastroje v datasetu
uloZzeny se stejnym kliCem a informaci, jestli se maji v daném datasetu
vykonavat ¢i nikoliv.

"\:( Runtime is connected

STATEFLOW

I

EVALUATE

This Bigpackage N C)
Del Subpa_ Gen. Stots Restort

End Training +Too tinspection
QUEUE

Queue is currently empty

TOoOLS

Align by Points

INSPECTIONS

Obréazek 3.6: Panel pro spravu nastrojl a inspekci v Labelingu
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3.5 RUNTIME PRO NASTROJE
A INSPEKCE

Trénovani, vyhodnocovani a méfeni statistik se provadi v béhovém prostredi
s nazvem Autoeval, které bézi mimo CCM. Tohle béhové prostfedi pfijima
instrukce, které sekvenéné vykonava.

Au’toeVoJ [ Trénovan zawrovngnl J[ Trénovini crop )[ Viphodnocenl zaroungn na fotee ]

| .y !
Fronto || cocowan Tednoutinl Crop 1!

Obrazek 3.7: Autoeval fronta

Architektura Autoevalu je postavena na modulech, coz umoziuje snadné
pfidavani a odebirani nastroji. Centraini roli hraje Autoeval Worker, ktery do
fronty pfijima poZzadavky na spusténi rlznych Ukoll, jako je trénovani nebo
vyhodnocovani. Ddle mame registr nastrojl, coz je seznam vSech nastroju,
které mlzeme pouzit. VSechny tyto nastroje vychazi ze spole¢né zakladni
tfidy, ktera definuje rozhrani, respektive signatury metod.

Tool

+String tool_key

+Lrain()

+predictQ)
+evaluateQ)

Align Tool Crop Tool Dimensions Tool

+String tool_key = align_tool +Stiring tool_key = crop_tool +String tool_key = cimensions_tool

Obrazek 3.8: Nastroje odvozené od spole¢ného zakladu

Komunikace s Autoevalem probiha prostifednictvim sitovych socketd, kdy
Autoeval funguje jako klient, ktery se pfipojuje k socketovému serveru na
CCM. Klient naopak s CCM komunikuje skrz protokol HTTP. Informace jsou
vyménovany v formatu JSON. Po spusténi Autoevalu se jednotka zaregistruje
v CCM jako aktivni a pfipravena na pfijem uloh. Klientdm pfipojenym k CCM
je o této udalosti zaslano upozornéni, aby mohli aktualizovat indikator
v grafickém rozhrani. Pokud uZivatel pfejde na zaloZzku Autoeval v systému
Labeling, klient se dotazuje, zda je Autoeval aktivni a zdali jsou ve fronté
néjaké ulohy, které by mély byt zobrazeny v rozhrani spolu se svym stavem.
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Autoeval Worker Cloudeode Manager clients

——————(Socket) Register———>

——(Socket) Autoeval Pong—=>

Indcate Active Runtine )

ur \

- TR Get Ttems Y

Queue
< (Socket) Get Queue:
(Socket) Callback with :

Queue Items

(HTTP) Respond with
Queue Items

_________ a

I Rerder Queue |

' Ttems |

Autoeval Worker Cloudeode Manager clients

Obrazek 3.9: Komunikace Autoevalu pfi jeho spusténi

PFi pfijmu pozZadavku na trénovani, vyhodnoceni nebo méreni statistik
nastroje si Autoeval nejprve vyhleda typ pozadované operace v pfichozi
zpravé a identifikuje nastroj, ktery ma byt pouzit. Pokud je pozadovany
nastroj dostupny, respektive je zaveden v registru nastrojli, Autoeval ho
instancuje. Nasledné Autoeval extrahuje z zpravy klicové informace, jako
jsou datasety, konfigurani parametry a specifické pozadavky na operaci.
Tyto informace ndsledné preda do nastroje a operaci spusti. Kazdé operaci
je pridéleno unikatni ID operace. Toto ID je pouzivano pro sledovani
a hldseni prlbéhu operace z Autoevalu. V pfipadé trénovani Autoeval hlasi
procentualni postup v epochach.

Autoevaur Werker ¢ ‘ouo!ctm!e, f‘\omaug-gl‘ ¢ |'we,n‘t5

é(’i TP) Train Tool—

= (Socket) Add To Queue:

n Train Tool

(Socket) Report Queu —=

Qudue
(Secket) Progress report—— >
(Socket) Progress report—mm >

6(14 TP) Train Tool—

= (Socket) Add To Queue:
Train Tool

U adds fem to |
! adele |

(Socket) Progress report—————>

Autogva\r Worker C ‘ouclcode_ Manmggr C |'\gr\t$

Obrazek 3.10: Komunikace Autoevalu pfi trénovani
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Po dokondeni operace Autoeval zapi$e vysledky do relevantnich soubord.
Obvykle se jedna o Upravu podbalickd ve snimku nebo Uprava info.json
souboru. Timto zplsobem jsou vysledky uloZeny a mohou byt dale pouzity
pro dalSi analyzu nebo vyhodnoceni.

Vysledky

Name

Obrazek 3.11: Metriky klasifikaéniho modelu po méfeni

Doposud jsem mluvil pouze o zpracovani nastroji v ramci Autoevalu.
Jak je to s inspekcemi? Z pohledu Autoevalu jsou inspekce v podstaté
také nastroje, lisi se v8ak v tom, Ze pred jejich vykonanim dojde k prdniku
konfiguraci inspekce a nastroje, pficemz hodnoty z inspekce maji pfednost.
Jediny vyznamny rozdil oproti nastroji je pfitomnost informace, ke kterému
nastroji inspekce patfi. Bez toho by nebylo mozné spravné sparovat inspekci
S nastrojem.
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Redeni bylo nasazeno jiz od Unora, kdy nejprve proslo uzavienym testovanim
vyvojafi, aby se odladila zakladni funkcionalita Autoevalu a rozhrani. Poté
byli k systému postupné pfipusténi anotatofi. Toto rozsifeni uzivatelské
zakladny odhalilo nékolik pfedpokladl o znalosti systému, které jsem pfi
vyvoji udélal a které jsou kliCové pro spravné vyuziti. Napfiklad novi anotatofi,
ktefi nikdy predtim neslysSeli o Autoevalu, nevédéli, Ze maji hledat trénovani
nebo vyhodnoceni, které dfive bylo v pfikazech, v zaloZzce s nazvem
Autoeval. Tento drobny zadrhel lze odstranit kratkym Skolenim, ovSem
upozornil na vétsi problém, a to jsou mozné predpoklady znalosti, které nutné
nemusi vzdy existovat. Systém je cilen na proskolené pracovniky ve firmé
CLOUDCODE, tudiz to nastésti neni takovy problém.

Obrazek 4.1: Labeling 3 v CCM, se zalozkou Autoeval v pravém panelu

Dalsi zpétnou vazbou bylo neexistujici hlaseni chyb v Autoevalu. Pokud
bé&hem trénovani dojde k chybé, napfiklad kvili selhani béhového prostiedi
tensorflow nebo neoCekavané udalosti, polozka z fronty prosté zmizi, aniz
by uzivatel obdrzel jakékoliv hlaSeni o problému. Uzivateli dojde, Ze je
néco Spatné poté, co neuvidi oekavané vysledky v rozhrani, ale stale je
to z hlediska anotatora, ktery nema ke konzoli Autoevalu pfistup, velmi
frustruijici.
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Runtime is connected

STATE FLOW

, EVALUATE

This Bigpackoge

Del Subpa. Gen. Stots

End Training +Tool

' QUEUE

8.4 2024 0522
S train_toot: align_test BP_KLAVESSNICE

Obrazek 4.2: Autoeval Fronta s otevienou konzoli Autoevalu

Poslednim vyznamnym bodem zpétné vazby je mazani nastrojl
a inspekci. Zde mély zajmové skupiny rozdilné nazory, kdy anotatofi
by si tuto moznost prali pro prehlednéjsi rozhrani (pa¢ nastroje jsou
sdilené napfi¢ datasety, takze seznam velmi rychle zaplni pro dany projekt
nerelevantni nastroje), ale vyvojafi s persondlem trénujici neuronové sité by
byli s touto moznosti velmi obezfetni. Jedna se hlavné o moznost ztratu
konfiguraci, ktera by mohla byt nepfijemna. Po diskuzi ve firmé by monhl
kompromis leZet s mazanim nastrojd za heslem, respektive smazani nastroje
by musel vZzdy ovéfit heslem zaméstnanec s privilegovanymi pravy.

Kevine, prosim, pridat moZnost smazat tool jinak to vidim na provaz

Obrazek 4.3: Zpétna vazba s prosbou o pfidani mazani nastrojd

Tyto body vSak nebranily firmé v plném uplatnéni feSeni v praxi. Stale se
jedna o znacny posun oproti pfedchozimu pfistupu s pfikazy, kde proces
fungoval ve stylu "klikni a modli se”. Navic maji vSechny mozné operace
standardizované rozhrani, coz bylo docenéno i vyvojafi implementujici
samostatné nastroje, protoZze jim staCi metody implementovat, nastroj
zaregistrovat v Autoevalu a volitelné pro néj vytvorit Sablonu do grafického
rozhrani. Poté uz je vSe automatickeé.
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Cilem této prace bylo pro spole¢nost CLOUDCODE s.r.o. vytvofit feSeni, které
umozni rapidni vyvoj algoritm{ strojového vidéni vyuzivajici jak proceduraini
algoritmy, tak i neuronové sité.

V ramci prace jsem predstavil tfi zakladni ulohy strojového vidéni, jaké
jsou moznosti pfedzpracovani a samotného zpracovani obrazu, a softwarova
feSeni, které umoznuji tyto poznatky aplikovat a vytvafet tak algoritmy
strojového vidéni. Po resersi dostupnych nastrojli na trhu jsem ve spolupraci
s firmou vytycil ¢tyfi kliCové body, které musely byt vyfeSeny:

e Pouziti jednoho algoritmu na vice oblasti zajmu.

« Pouziti vice algoritmd na jednom snimku.

e Prace s neuronovymi sitémi (trénovani, predikce, evaluace metrik).
e Prace s (proménlivou) mnozinou snimka.

Jako feseni jsem zvolil koncept nastrojli, krokl a inspekci. Tyto koncepty
umoznuji definovat operace algoritmu strojového vidéni nezavisle na tom,
jestli se jedna o procedurdlni algoritmus nebo neuronovou sit. Kazdou
operaci lze trénovat, vyhodnotit a meéfit jeji statistiky. Vyvojafi mohou
nové operace definovat pomoci jednotného predpisu, a uzivatelé s nimi
mohou pracovat v grafickém rozhrani, které je sou¢asti anota¢niho systému
Labeling v ramci CCM.

Re&eni uz je aktivné nasazeno v produkénim prostiedi a stalo se nedilnou
soucasti kazdodenniho pracovniho cyklu anotatord. Diky tomu jsem ziskal
cennou zpétnou vazbu, kterou budu dale vyuzivat k vylepSeni celkové kvality
feSeni. Sbér zpétné vazby nebyl nijak strukturovany a probihal pouze uUstné
¢i formou pfipominek v systému Github Issues, protoze je vysledny systém
pouzivan pouze uzkym okruhem lidi ze spole¢nosti CLOUDCODE.

Kromé toho mam v planu funkcionalitu modifikovat tak, aby feSeni bylo
distribuované nebo alesponi vicevlaknové. Existuji také oblasti, nad kterymi
|ze diskutovat, jako jsou datové struktury - konkrétné moznost reprezentovat
kroky jako samostatné podbali¢ky. Planuji také kontejnerizaci bé&hového
prostfedi, coz by eliminovalo riziko chybéjicich zavislosti, ale zaroven zavede
Docker Engine, coz zvedne naroky na systémové zdroje. To by mohlo byt
¢astecné kompenzovano jeho SirSi adopci ve firmé, aby nebézel pouze pro
"jednu véc”.
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