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Abstrakt

Cilem této diplomové prace je ziskatepled o procesu ziskavani znalosti z databazi bzana
dolovaciho systému vyvijeného na FIT VUT v Bma platforné NetBeans za dglem vytvdeni
nového dolovaciho modulu. Ze ziskanych znalost bgzhodnuto o vytv@ni modulu pro dolovani
odlehlych hodnot a dopini existujiciho modulu regrese o novy algoritmusengisobné linearni
regrese zaloZeny na zobéogich linearnich modelech. Nové dolovaci metody Wwaijz existujici
feSeni na str&nOracle data mining.

Abstract

The aim of this work is to get basic overview abthe process of obtaining knowledge from

databases — datamining and to analyze the datagrsgstem developed at FIT BUT on the NetBeans
platform in order to create a new mining module. Wéeided to implement a module for mining

outliers and to extend existing regression modutl multiple linear regression using generalized
linear models. New methods using existing methdd3racle Data Mining.
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1  Uvod

V modernim sotasném sité produkuje kazdyglovek, spolé€nost i giroda kazdym dnem, hodin@u
minutou nova data. Tato veSkera data, ktera nylosegove vznikaji, jsou ukladanaipdevsim do
databazi jednotlivych spdalmosti, statnich i@adi, jednotlivych vlad, zdravotnickych #Haeni i
jednotlivai. Objemy &chto dat jsou znmé velké a zahrnuji v s@bnetrividlni popisy a vazby, tedy
informace o chovaniiznych proces, zaizeni a lidi na celém &&. Znalosti &€chto informaci slouZzi
piedevSim pro podporu strategického rozhodovani. Wasmosti jsou vzhledem k probihajici krizi
stdle vice poZzadované a ém@, protoZze bez dostétgich informaci nelze vytvét dobrd a
perspektivni rozhodnuti. Séasré také tyto informace skryvaji dosud neobjevené sbosti
posouvajici poznani celého lidstva o dalsi kroledal

Ziskanim &chto informaci se zabyva o#tvi informanich technologii nazvané ziskavani
znalosti z databazi, anglicky knowledge discovergatabases — zkrageKDD nebo také dolovani
dat, anglicky data mining. Samotné ziskavani zmialpslatabazi je slozity proces, skladajici se
z mnoha krok a obsahujici natmé algoritmy nad velkymi objemy dat. Cilem je teptoces pla
automatizovat tak, aby byl schopen dolovat znaloati fiznymi druhy vstupnich dat s vyuZzitim
nejvhodrjSich algoritni a ziskem co nejlepSich vysledk

V sowasnosti tak vznika mnoho nastigpro dolovani dateSicich #izné dolovaci ulohy jak
v akademickém prosdi vysokych Skol, tak i ¥ist¢ komekni sfée. A to jak na Urovni samostatnych
progrant, tak i podpory dolovani v jiz existujicich databéych aplikacich. Vzhledem k neustalému
vyvoji vtomto odeétvi se tyto ndastroje stale vylepSuji a doji. Na Fakult informanich
technologii Vysokého deni technického v Benje také jiz od roku 2002 vyvijen dolovaci nastroj
Dataminer. Tento nastroj je koncipovan jako experitalni v3estranny dolovaci nastroj, ktery se
snhazi pokryt vSechny dolovaci tlohy nadnymi daty pro dolovani.

Tato prace si klade za ukol zdokumentovatéasay stav vyvoje Datamineru, zkompletovat
informace o jiZ existujicich dolovacich modulecpauZitych algoritmech a navrhnout dalSi moznosti
jeho roz&ieni o nové modulgi algoritmy. V konéné fazi je cilem prace vg¢b a implementace
jednoho nového modulu pro detekci odlehlych hodmabzsfeni jiz existujiciho modulu regrese
0 vicenasobnou linearni regresi vyuZivajici algoug zobecknych linearnich modél a nasledé
jejich zaleréni do Datamineru.

Text prace je strukturovan do deviti kapitol. Uvbd#tapitola seznamuje s obecnym pojmem
dolovani dat v SirSim kontextu a strukturou pravedruhé kapitole je podrokjsi seznameni
s oborem ziskdvani znalosti z databazi od obecpébcesu dolovani dat az po konkrétni typy
dolovacich uloh aiklady algoritnti pro jejichfeSeni. ZvlaStniidaz je kladen na dolovaci metody
predikce a dolovani odlehlych hodnot, uvedené&ett actvrté kapitole. Paté kapitola je z&fana na

popis dolovaciho nastroje Datamineru, nac¢asay stav jeho vyvoje a na moznosti jeho tersi



zejména v oblasti dolovani dat s podporou Oracta daning — ODM. Sesta kapitola jénovana
navrhu a implementaci nového dolovaciho modulukdet@dlehlych hodnot pro nastroj Dataminer a
sedma kapitola popisuje navrh a implementaci fem§iiz existujiciho dolovaciho modulu predikce,
ktery je jiz obsaZzen v nastroji Dataminer, o nowlogtaci algoritmus zaloZzeny na zobé&cych
linearnich modelech. Osma kapitola pak ukazujésap prace s implementovanymi moduly a
prezentaci vydolovanych znalosti. Posledni¢edsné kapitola shrnuje celou tuto praci a dosazené

vysledky.



2 Ziskavani znalosti z databazi

Nejprve si definujeme pojem ziskavani znalosti talo#zi. Nasledujici definice je agtji
pouzivana a nejlépe vystihuje celou problemati#igkavani znalosti z databgei extrakce (neboli
.dolovani*) zajimavych (netrivialnich, skrytychiide neznamych a potenciélnziteinych) modei
dat a vzoit z velkych objem dat. Tyto modely a vzory reprezentuji znalostkafe z dat [1].

Pro spravné pochopeni jaildzité vys¥tlit si, Ze netrivialni a skryty znamena jednoduse
neziskatelny a na prvni pohled neviditelny modebmezor. Jako ifiklad Ize uvést informaci
neziskatelnou pouhym klasickym SQL dotazem nadbdafa Je tedy nutné vyuZit sl@tich
postupi a algoritnt. Ziskané znalosti také musi lgatencidl@ uzite'né tedy takové, aby poslouzily
zadavateli k podge rozhodovani nebo potvrzenijaké dominky. Za ziskavani znalosti z databazi
nejsou povazovany ani expertni nebo deduktivnibdetavé systémy.

Jako klasicky fiklad Ize pouZit prodejnu potravin. Kazdy nakupuj¢ddan do databaze pro
Ucely (etni a statistické. Lze tedy jednoduSe ziskat méme o pétu prodanych rohlik a celkové
¢astce utrzenych pén za . Netrivialni informaci pro majitele obchodui#e byt nagpiklad, pokud
si zakaznik koupil rohlik, tak si kkmu s vysokou pravgbodobnosti koupi i maslo, a pokud si koupi
rohlik i maslo, celkem s jistotou si koupi i novie pro g tedy ginosné, ma-li takovych zakazfik

vétSinu, dat do blizkosti rohlitkstojan s maslem a nerusit prodej novin.

2.1 Proces ziskavani znalosti

Ziskavani znalosti z databazi je uceleny proceshuljiei na sebe navazujici kroky, které jsou
popsany na obrazku 2.1 a naskegondrobr rozepsany.
Podrobny popis jednotlivych krék
1. Cisténi dat — odstrani nekonzistence v tabulkach, viiagoravi nevyplané hodnoty a
opravi zaSurna data.
2. Integrace dat— slowi vSechny pdtbné tabulky pochazejici &anych zdroj a zajisti
konzistence mezi tabulkami.
3. Vybér dat — vybere vSechna relevantni datarebbha pro dolovaci Glohu. Dojde tak
k odfiltrovani nepodstatnych dat a zmenSeni objepracovavanych dat.
4. Transformace dat— upravi data do vhodného formatu pro dolovanpifkead mize
prokghnout sumarizace, agregace nebo &ead rekterych sloupd tabulek.
5. Dolovéani dat— je samotny proces ziskani viic@ model pomoci daného dolovaciho
algoritmu.

6. Hodnoceni modeli a vzoni — identifikuje pouze finosné nebo zajimavé vzory.



7. Prezentace znalosti- znamena koreou Upravu vydolovanych znalosti do vizuélni
formy a interpretaci ziskanych vysleédkak, aby byly pochopitelné pro koncového

uzivatele.
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Obréazek 2.1 Proces ziskavani znalosti z databazi

Cely proces se také da rafitina pripravu a pedzpracovani dat, dolovaci Ulohu a vyhodnoceni
ziskanych znalostCast gipravy a pedzpracovani dat obsahuje prityiti kroky. Nasleduje dolovaci

Uloha, tedy péty krok a vyhodnoceni ziskanych \giglebsahujici posledni dva kroky.

2.2  Druhy dat pro dolovani

Obecré Ize dolovat v jakémkoliv druhu dat. Lze provéskladni cleni na data perzistentni a
transientni. Perzistentni data jsou uloZena &akém uloZisti. Transientni data nejsou v &ob
zpracovani nikde uloZena, aleip¢zne prichazeji. Lze je také pojmenovat jako proudy dat.
Jako piklady perzistentnich dati®eme uvéstizné typy databazi:
* Relaéni databdze— nefastji pouzivany zdroj dat, kde dotazy jsou kladenysktaym
jazykem SQL.
o Datové sklady— vznikaji za delem analytického dotazovani nad velkym mnoZstvim

dat z menSich retaich databazi, Zthto divodi jsou data organizovana kolem



hlavnich  dotazovanych  subjékt negasgji byvaji modelovana jako
multidimenzionalni datové struktury.

» Multimedialni databaze — slouzi k ukladani multimediélnich dat (obrazekgdio,
video).

» Textové databaze- obsahuji strukturovanéaste&n¢ strukturované i nestrukturované
texty, nagiklad velmi rozsahlé databaze knihoven.

e Heterogenni databaze- spojuji fizné druhy dat viiznych typech databazi.

* Web - je velkd heterogenni databaze obsahujici textukimediélni obsah, velky
prostor pro dolovani dat.

e Transakéni databdze— obsahuji zaznamy jednotlivych transakci.

e Objektové-relaéni databaze — obsahuji uloZzené objekty a umaj@ sloZigjsi
struktury nez rekni databaze.

* Temporalni databaze — jsou utené pro ukladani a praci s datyase a udrzuji
historii zmen.

e DalSi pouzivané databaze: databaze sekvenci, dat#&bdovychiad, prostorové

databaze, prostorsstemporalni databaze.

Priklady transientnich dat:
e Proudy dat — souvislé datoveé toky néglad z multimedialnich Zé&zeni, kamerovych
systéni, odposlouchavacich #iaeni, sfové komunikace. Zatim malo prozkoumana

oblast dolovani dat.

2.3 Priprava a predzpracovani dat

Priprava a pedzpracovani dat jeitbZitou ¢asti procesu ziskavani znalosti z databaziateémi data
nejsoucasto ve stavu vhodném kimému dolovani dat. Prochazeji proto nasledujigimoky, které
je pripravi k potebam dolovaci Glohy. Samotn&prava je zavisla na typu vstupnich dat a dolovaci
Uloze. V gipac, Ze neni &ktery krok gipravy dat zapdebi, Ize jej vynechat. Na kvalit

piedzpracovani dat z velké miry zaleZi &symst dolovaci Glohy.

2.3.1 Cisténi dat
Béhem ¢isténi dat dochazi k hledani nezadanych hodnot, nektmmdi v databazi, zaSdém dat a
nasled® pak dochazi k vhodnému odstéantéchto problén.

Nezadané hodnoty jsou fagtjSim problémem vyskytujicim se ve vstupnich datdeio

dolovaci ulohy je vhodnéfipravit co nejétSi mnoZstvi odpovidajicich dat, aby bylo mozno



dosahnout co nejlepSich vyslédéolovani. Proto se snazime tyto hodnoty vikodahradit. Pouzit

muzeme fizné metody:

Odstragni celého zaznamu s chyjizi hodnotou — tim zbyt®¢ prichazime
o mnoho dleZitych dat.

Nahrazeni uZivatelem — ¢ipadt velkého objemu dat je tato moZnost nepouzitelna.
Néhrada globalni konstantou — nevhédwvolena konstanta itie zn&né ovlivnit
dolovaci algoritmus.

Nahrada pimérnou hodnotou ostatnich hodnot téhoz atributu Hedepdussi
metoda s relativhdobrym vysledkem.

Nahrada pimérem stejnych atribtit prvka ve stejné ifdé — pokud lze zaznam
klasifikovat, dojde k nahrazenitmérnou hodnotou prvk ve stejnéfide. Vice je
o klasifikaci uvedeno v kapitole 2.4. Tato metoeléepsi nez celkovy pmer.
Nahrada nejprawgpodobrjSi hodnotou — ziskanou niddad pomoci predikce a
klasifikace je nejkvalit§jSi nahrazeni. Vice o klasifikaci a predikci je demo

v kapitole 2.4.

Sum v datech vznik& nahodnymi chybartiigienosu dat, chybami software, hardware nebo i

chybami lidi. Zarové se Sumem Ize ale v datech nalézt také odlehlé dipditeré v3ak nesou

skut&nou informaci a pét do dolovacich dat. Je velmi sloZité detekovat fuhodlehlych hodnot.

Existuji dva zjisobytreSeni tohoto problému:

1. Odlehlé hodnoty jsouideZité pro dolovaci Ulohu, pak je vhodné odfiltrowvadat

pouze hodnoty skuteé nesmysiné, jako négiklad zaporny plat zaéstnance.
Odlehlé hodnoty a Sum v datech negatiewliviiuji dolovaci dlohu, pak je mozné je
odstranit pomoci regrese nebo pomoci metod shluko@® tyto operace jsou blize

popsany v kapitole 2.4 a ve vysledku vyhlazuji Suodlehlé hodnoty.

V ptipact, Ze je vhodné Sum z dat odstranit, pouZivaji steddjici techniky pro vyhlazeni

zaSungnych dat:

Plnéni — s&azena posloupnost dat je rélha na fiblizné stejnécasti zvané kose.
Vyhlazeni se nasledrprovede itemi moznymi zfisoby: nahrazenim vSech dat v ko3i
jejich pimérem, @Fipadrg medianem, nebo Ize dit nejmensi hodnotu a nepéi
hodnotu v koSi a ostatni hodnoty nahradit nejbligginotou z utenych.

Regrese— data lze vyhladit aproximaci pomoci linearniresg. Podrobné informace
jsou uvedeny v kapitole 3.

Shlukovani — hodnoty, jeZ nenalezi Zadnému shlukdZzeme oznét jako Sum a Ize

je tedy odstranit. Podrobj§i popis shlukovani se nachazi v kapitole 2.4.4.



2.3.2

Integrace dat

K integraci dat dochazitpslucovani fiznych zaznaii z viznych zdroj. Fi této operaci se mohou

vyskytnout nasledujici problémy, které jelia vyesit fred samotnym dolovanim:

Konflikt databdzovéhoschématu — jedna se o konflikt v metadatech jednotlivych
tabulek.

Konflikt hodnot — vznikd pouzivanimiznych nér po sw¥té, nagiklad délka niZze byt
uloZena v milich a kilometrech.

Konflikt identifikace — stej pojmenované sloupce tabulky mohou obsahovaté
informace.

Redundance— ve slodené databazi segkteré stejné informace nachazeji na vice

mistech.

2.3.3 Vybér dat

Vstupni dolovaci data jsaiasto velmi rozséahla, proto je vhodné vybrat jendgnamy, které souvisi

s dolovaci ulohou. Timto omezenim Ize docilit kitai&asu zpracovani dat dolovacim algoritmem a

Ize také znéng ovlivnit celkovy vysledek dolovani. #eme vybirat pouzeskteré zaznamy nebo jen

nekteré atributy zaznaim Bohuzel vhodny vyir je ¢asto sotiasti dolovacich experimena nelze jej

¢asto pedem ukit.

2.3.4 Transformace dat

Transformaci dat rozumime Upravu dat do viggiho formatu pro dolovaci metodu. Lze provést

sumarizaci, agregaci, segregaci, normalizacdukci:

Sumarizace - statistické matematické operace nad atributemnad@i, nagiklad
souwet vyznamnych zaznam

Agregace - sloweni rekolika atributi zdznami do jediného, nagklad
(PSC,Mesto,Ulice) -> (Adresa)

Segregace — rozdleni jednoho atributu zédznamna vice atribut, nagiklad
(Adresa) ->(PSC,Nsto,Ulice)

Normalizace — prevod rozsahu hodnot atriiudo pedem stanoveného intervalu,
typicky <0,1> nebo <-1,1>

Redukce— vybker jen rekterych atribud pii zachovani integrity a charaktepivodnich

dat, napiklad redukce maximalni dimenzionality vstupnicl da
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2.4  Typy dolovacich uloh a algoritmy jejich
iFeseni
Po komplexni gpraw dat popsané v minulé kapitole lzéejit k jadru procesu ziskavani znalosti
z databazi, a to ke specifikaci dolovaci Ulohy aéwmy algoritmu k jejimureSeni. Vybr dolovaci
Ulohy a gisluSného algoritmu zélezi na tom, jaky druh modigluse snazime ziskat.
Zakladni @leni dolovacich uloh provadime do dvou skupin:
o Deskriptivni — tyto ulohy charakterizuji obecné vlastnosti zkamych dat.
Vysledkem jsou tedy charakteristické vlastnostiy@aavanych dat.
e Prediktivni — tyto dlohy pomoci analyzy vstupnich dat prayjadoiedposd
budoucich hodnot dat.

V nasledujicich kapitolach budou popsany jednotijy® dolovacich uloh.

2.4.1 Popis konceptu/Fidy

Koncept neboifdu miZzeme popsat @dwna zpisoby. Pomoci charakterizace dat nebo diskriminace
dat.
e Charakterizace dat— vyslednym cilem je dosdhnout sumarizace obecwulaginosti
daného konceptu nebiddy, tedy hledame popitidy z jejich vlastnosti.
» Diskriminace dat — vysledkem je také popigidy, neni vSak dosazen pomoci
vlastnosti danéiidy, ale je vymezen ve vztahu sjinou nebo jinymzdilovymi

tiidami. Neboli vyhledavame atributy a jejich hodnaoty kterych se nejvice lisi.

2.4.2 Frekventované vzory a asociéni analyza

Vzory, které se v datech vyskytufasto, nazyvdme frekventované vzory a jsou zéklagem
asocigni analyzu. Cilem dolovaci Ulohy je nalézt ve fredovanych vzorech asoéid pravidla.

V obcho& s potravinami je databaze tema informacemi o jednotlivych nadkupech.&etto
informacich se velmtasto vyskytuji #izné frekventované vzory, ze kterychizeme zjistit, jaké
kombinace zboZi a s jakou pra&pddobnosti zakaznici nakupuji. Dolovanintaito dat nizeme

ziskat nafiklad nasledujici asodiai pravidlo

koupi(" chlebd) = koupi("mésld)( podpora= 2%, spolehlivet = 70%),
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kde podpora zri, v kolika procentech ze vSech nakupi zakaznik koupil chleba i maslo, a
spolehlivost vyjatlje, u kolika procent z¢hto nakuf doslo v gipad zakoupeni chleba zarave
ke koupi masla. Zajimavost a pouZitelnost takovycavidel nizeme wit predem stanovenou
minimalni podporou a spolehlivosti.

Asociani pravidla mohou byt jednodimenziondlni, fi&fad prvni uvedené pravidlo obsahuje
jednu dimenzkoupi nebo vicedimenzionalni, ndklad nasledujici pravidlo obsahuje navic dimenzi

pohlavi.
koupi(" chlebd) C pohlavi("muz') = koupi(" mésld)( podpora= 2%, spolehlivet = 70%)

Nejcéastji pouzivané algoritmy pro dolovani asagi&ch pravidel jsou algoritmus Apriori a
FP-tree. Druhy jmenovany je rychlejsi, protoZze nginmuovadt generovani kandidétVice o tchto
algoritmech Ize dohledat v [1].

Pro dolovani multidimenzionalnich asasiéch pravidel se pouZivaji metody statistické
diskretizace kvantitativnich atribiyt zaloZzené na vzdalenosti, vyuZivajici statistiek@lyzy nebo
evolwni algoritmy. Podrobsi informace k jednotlivym metodam Ize nalézt | [1

Problém ziskanych asoérch pravidel vystupujicich z dolovani je jejichlkée mnozstvi.

Resenim je vytvieni fiznych omezeni pro jejich vgh

2.4.3 Kilasifikace a predikce

Klasifikace a predikce jsou zastupci prediktivnétiovacich uloh. Tedy slouZi k analyze existujicich
dat, ktera néslednslouzi k pedpovidani zazeni hodnot novych. Je tedy nutné mit ¥gbku
dostatek dat pro gdteni analyzu. Toho jedasto vyuzivano k automatickému rozhodovani
spolenosti [ ptichodu novych dat o jejich g@zeni do fislusné kategorie.

Nejéastji byva vyuzZiti demonstrovano na bankovnim sektorljiz uloZenych dat lze
klasifikovat zakazniky jako schopné splace&ria neschopné splacet divw kombinaci fiznych
faktora. V pripac now prichoziho zakaznika jiz tedytbe byt predikovana jeho schopnost splacet
avér predem a mohou mu byt nabidnuty vhodné produkty, metgoetném gipadt mu jeho Zadosti

budou zamitnuty.

2.4.3.1 Klasifikace

Zakladnim cilem klasifikace je roZéni dat doiiznych tid na zaklad jejich viastnosti. Klasifikace
je utena pedevsim pro predikci diskrétnich hodnot. Procesifikace je rozdlen do ti fazi:
1. Trénovaci faze— ze zadanych dat je vybrana trénovaci mnozingkyReto mnoziny
musi byt klasifikovany do djaké tidy, tedy jsme schopni &it spravny vysledek
klasifikace. Na této mnoznsi klasifikatni algoritmus vytvéi seznam pravidel, podle

kterych se bude dale rozhodovat.
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2. Testovaci faze— ze zbytku dat je vyt¥ena testovaci mnozina. U této mnoZiny také
vSechny prvky musi byt klasifikovany, aby bylo mézrozhodnout, zda se danému
algoritmu klasifikace zd#da. Tyto informace jsou vSak klasifikatoru umyslratajeny
a ten se snaZzi data z testovaci mnoziny sprélasifikovat. Vysledkem této faze je
tedy uUspSnost klasifikéniho algoritmu v procentech. Pokud je &Spost
nedostaujici, je zapatebi se vratit k trénovaci fazi.

3. Klasifika éni faze— v této fazi jsou klasifikenimu algoritmu pedavana nova data a ten
je klasifikuje do pislusnych ttid. Jeho usfnost je dana kvalitouf@dchozich dvou

fazi.

Ke Klasifikaci se vyuZivaji metody rozhodovacihaostu, neuronové sit jednoduché
bayessovské Kklasifikace, bayessovské&, siasifikatory zaloZzené na k-nejblizSim sousedovi,

klasifikatory na fuzzy mnozinach a genetickych aitgaech.

2.4.3.2 Predikce
Oproti Kklasifikaci je predikce vhodna prdeplpovidani obeenspojitych veléin. Pro giklad je
v literature ¢asto uvadna predikce platu zafstnance v zavislosti na zkuSenostech, kvalifikaci a
dalSich vlastnostech. Proces predikce prochéziystejfazemi jako klasifikace.

Nejéastji pouzivanou metodou pro predikci je regrese. Mséasti na vstupnich datech a
charakteristice &kéavanych vysledkje nefastji pouzivana linearni jednoducha regrese, linearni
vicenasobnd regrese, pigad nelinearni regrese.

Vzhledem k zaré&eni celé prace je této dolovaci metedhovana samostatna kapitola 3.

2.4.4  Shlukova analyza

Shlukovéa analyza roztlje data dotid podle ®jaké vlastnosti, ve které jsou si data nejvic podob
Tim vznikaji shluky dat s co nejpodatpsi vlastnosti a zarovies co nejodlis§Si vlastnosti od jiného
shluku (obr. 2.2). Podobnost datégesto utuje podle vzdalenostni funkce jednotlivych atribut
Shlukovéa analyza je velice Siroky pojem. Je zndmoo shlukovacich metod a jejich pouZiti

je zéavislé na konkrétnim cili dolovani. Ob&cmizeme dlit shlukovaci metody nasledo¥n
s uvedenim fokladi algoritm jejich feSeni:

* Metody zaloZené na roZidvani — algoritmy K-means, K-meloids

e Hierarchické metody — algoritmy AGNES, DIANA

* Metody zaloZzené na hustot algoritmy DBSACN, DENCLUE

* Metody zaloZené naifizce — algoritmus WaveCluster

¢ Metody zaloZené na modelech — algoritmus ExpectatiMaximization

* Metody pro shlukovani vysoce dimenzionalnich dalgeritmus CIIQUE, PROCLUS
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Obrazek 2.2 Shlukova analyza

2.4.5 Dolovani odlehlych hodnot

U wvétSiny dolovacich metod odlehlé hodnatgisto zfisobuji, Ze nedostavameéegné informace.
Proto je vyhod#Si je vcéasti gredzpracovani odfiltrovat a tim zajisti€tgi pesnost dolovacich
algoritmi. Ne vZdy jsou v3ak tyto hodnoty bezvyznambigsto se v nich mohou nachézet zajimavé
informace o nestandardnim chovani,iflidpd podvodné transakce nééch zakaznik bank.

Pro ziskani takovychto odlehlych hodnot pouZivanaissické metody, fipadré upravené
dolovaci metody. Najklad @i vyuZziti shlukovani odlehlé hodnoty nendlezi Zaduéshluku nebo

jsou klasifikovany do jednéitly. Této problematice jesmovana celétvrta kapitola.

2.4.6 Evoluéni analyza

Analyzuje rozproseni dat Wase. Jejich pravidelnost, intervaly &ma jejich trendy. Je tedy vhodna
pro objekty, které se &ase nini. VyuZziti této metody rfizeme hledat nafklad v dolovani znalosti
z burzovnich transakci a ziskané informace vyuit qolhad dalSiho vyvoje burzy a rozhodovani

o investicich.

2.5 Vyhodnoceni ziskanych vysledk

Vyhodnoceni ziskanych vysletlke dileZitou sodasti dolovaciho procesu. Je vzdy zépbi vybrat
pouze relevantni vysledky vhodné pro zadavatelevdoi Glohy.ReSeni tohoto problémuirheme

ZCasti automatizovat zavedenim metrik relevance migia vysledk. Tento pistup se hodi
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piedevsim tam, kde dolovaci algoritmus vréasto podobné nebo nevyznamné vzory. Nebbeme
relevanci ziskanych vysledinechat na zkuSenostech uZivatele.

Soutésti vyhodnoceni ziskanych vyslédje také vhodné vizualizace riigad prehlednou
tabulkou, fiznymi typy grafi tak, aby i technicky nezkuSeny zadavatekoncovy uZivatel ziskal

piehled o vysledcich celého dolovaciho procesu.
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3 Predikce

Predikce je jednou z prediktivnich dolovacich Glktera slouzi k prazovani hodnot dam obecs
spojitého charakteru, jak jiz bylo nazeao v gedchozi kapitole. Tato kapitola sé€nuje této
dolovaci Uloze podrokin
Proces predikce stejiiako proces klasifikace prochagémi fazemi:
1. Trénovaci faze— ze zadanych dat je vybrana trénovaci mnozinaZivia by ideal&
méla obsahovat dostatey paiet hodnot k popisu zavislosti mezi atributy daelém
jejich rozsahu. Na této mnoZinprokhne takzvané trénovani, neboliigrava a
nastaveni prediktivni metody ze znamych hodnobaifridat.
2. Testovaci faze— ze zbytku p&ateinich dat je vytvéena testovaci mnoZzina, na které
probthne otestovani nastaveni prediktivni metody. Vysded této faze je tedy
Uspesnost klasifikéniho algoritmu v procentech. Pokud je &&post nedostaijici, je
zapotebi se vratit k trénovaci fazi a vybrat jin trémcivdata, fipadré zvysit jejich
mnozstvi nebo zvolit jinou prediki metodu.
3. Predikéni faze— v této fazi jiz spravhnatrénovana a éienda predikni metoda vraci

predikci novych dat v zavislosti na poZzadavciclodati tlohy.

Z uvedeného popisu jetggmeé, Ze ke spravné funkci predlik metody jsou zapibi
dostaténa vstupni data. Ta je zapeiti vhod® rozalit na trénovaci a testovaci mnozinuil€Zitou
podminkou je, aby data v obou mnoZzinach byla naméajezavisla. Na totoskeni mizeme pouZzit
dve zakladni metody:

e Blokovani — data jsou nahodrrozdlena na trénovaci a testovaci skupinuastji
vV porneru 2:1.

e K¥iZova kontrola — data jsou také nadhatinozclena do konéného pdétu k mnozin
M, kde kazdd mnoZzina M.. My obsahuje fiblizn¢ stejny paet prviki. Nasleds pak
v jednotlivych k iteracich je v kazdé iteraci vybrana jedna mnoZina testovani a

zbytek mnozin jsou pouZzité jako trénovaci.

Pro dolovaci Ulohy predikce se pouziva regresniyaaaTu niizeme oznéit jako metodu,
pomoci niz odhadujeme hodnotu nahodné&iveli(zavisle prominné, cilové prognné, regresandu
anebo vys#tlované prominné) na zaklatiznalosti jinych veliin (nezavisle prognnych, regresar,
kovariat anebo vys¥lujicich promgénnych) [3]. Tedy jinakie¢eno hledame funkdr s jednou nebo
vice nezavislych pro#mnych (x1,x2,...xn), mnozinu parameét(al,a2,..an) a s odchylka) kterd

nejlépe kopiruje body ze zadané mnoziny dat
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y=F(xa)+e, (3.1)
kde y neboli zavisla proénnda je skalar nebo vektor Zjakého linearniho prostoru, odchylka e je
rozdil mezi znamou cilovou hodnotou &egikovanou hodnotou.iPfazi uweni se snazime tuto
odchylku co nejvice minimalizovat. Jeji velikostkpadsleds uréuje kvalitu regrese. Podle typu
funkce F pak rozliSujemeizné typy regrese na linearni jednoduchou, vicemémsobebo nelinearni

jednoduchou a vicenasobnou.

3.1 Linearni jednoducha regrese

Casto chceme prozkoumat vztah mezérda velEinami, kde jednu z nich bereme jako nezavisle
proménnoux, ktera ma ovliviovat zavislou progmnouy. K tomu ndm slouZi linearni regrese, ktera

hleda aproximaci danych hodnot ve tvdxy vi),...,(6 , ¥s) od i=1,...,spomoci polynomu prvniho

fadu neboli imkou o rovnici ve tvaru (3.2) talaby sodet druhych mocnin odchylek jednotlivych

bodi od gimky byl minimalni.
Y=aX+b (3.2)

Kdexy, %, ..., % — zn&i vstupni atributy danych dat,
Vi, Yo .., ¥— ZN&I vystupni atributy skut@ych dat,
Y, Y, ..., ¥ —jsou hodnoty, které byly ziskany dosazenim vstup parametru do dané

rovnice gimky (tedy ty hodnoty, které budou pro dané vstginbuty gedpowzeny).

Nejéastji pouzivanou metodou pro vypet koeficient a ab je metoda nejmenSiativerai.
Metoda nejmenSiclitveral je zaloZena na principu, Ze et druhych mocnin rozdilu skuiee
hodnotyy; a aproximované hodnoty; je minimalni. Tato mySlenka je ilustrovana na akta3.1.
Popis metody jeievzat z [1].

Koeficientya, b miZeme spéitat pomoci rovnice 3.3:

Y06 =Xy - Y) -
a=-"2 ; b=y-ax, (3.3)

i(& - X)°

kde X znai aritmeticky ptimér hodnotx,, X,, ..., Xsay zn&i aritmeticky ptimér hodnoty;,

yg, ...,yS.
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Snaha mmnmmalizovat souéet obsahn Sedyeh étverci

Y: Y=aX+b

X1 X X3 X4 Xz
Obrazek 3.1 llustrace metody nejmen&itterai - prevzato z [1]

3.2 Linearni vicenasobna regrese

V nékterych gipadech je zapibi vzit k vypdétu predikce vice nezavislych atriliugstupnich dat,
protoZe sledovat vztahy mezidwa prondnnymi je ¢asto velké zjednoduSeni skénesti. Pro tyto
piipady je vyhod®Si pouzit linearni vicendsobnou regresi. Pouzitetodu z pedchozi kapitoly Ize

zobecnit na obeerv atributi [1]. Data tedy budemetekavat ve tvaru (3.4):

(Ky10 Xag e Xy s Y1) (Xors XogseeesXoys Yo )seros(Xaps X vees Xy V) (3.4)

Aproximaci provedeme pomoci rovnice (3.5):

Y=a,+a X, +a,X,+..+a,X, (3.5)
Je tedy pdtba najit hodnoty koeficieinta,, ai, a, ..., a,. Sestavme ze ziskanych dat mafica’Y
nasledova:
1 X1 X Xy
Y1
1 Xogp Xop 0 Xy y
X=[1 : Y=|7 (3.6)
1 Xg X 00 Xy Vs

Vysledek hledejme jako matigi, kterd ma tvar:
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A= al (3.7)
a,
Vzorec, podle kterého &ime vyslednou matidh (a tim jednotlivé koeficienty), je:
A=(XTX)XTY, (3.8)

kde horni indexT zn&i matici transponovanou a horni index —1 maticienani. V néasledujicim
piikladu je znazorén prakticky vyp@éet vicendsobné regrese pro dva nezavislé atribyky, 4 jeden
zavisly Y. Vstupni data jsou znazeéna v tabulce 3.1.

X1 X2 Y
0 0 2
1 1 2
-1 1 0

Tabulka 3.1 Vstupni data pro vyfmi vicendsobné regrese

Budeme tedy hledat tuto regresni funkci:
Y=a,+a X, +a,X, (3.9)
Hodnoty z tabulky 3.1 f¥eme pepsat do matiX a'Y (3.10) a provést vyget koeficient
a,,3,,a, dle vypatu 3.11.

1 0 0 2
X=[1 1 1 Y=|2 (3.10)
1 -1 1 0
11 1Y1T 0 0) (3 0 2
X'™X=[01 -1|1 1 1|=|0 2 0 (3.11)
01 1)1 -11) (2 0 2
140—4
(xTX)*:Zozo
-4 0 6
110040—42 2
A:(XTX)‘leYzzl 1 1/ 0 2 0|2]|=|1
1 -11\-4 0 6,0 (-1

Hledané koeficienty tedy jsoa, = 2,a, =1,a, = —1 a vysledna regresni funkce je tvaru:

Y=2+X,-X, (3.12)
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Vysledna rovnice je rovnice plochy, kteroutZeme znazornit ve trojrozmém grafu.

V ptipac zpracovani vice nezavislych prémmych jiz vSak neni mozné graficky znazornit vygled

3.3 Nelinearni regrese

V predchozich fikladech bylo pedpokladano, Ze aproximacerimppkou nebo rovinou bude
dostaténa. V popisech &kterych vztali a jevi tento gistup nemusi byt dost&® popisujici a
predikce tak celkoyselhava. Vdchto gipadech mize byt vhodné pouZzit nelinearni regresi a pokusit
se o lepSi vysledky aproximacgakou Kivkou.

Reseni nelinearni regrese agtji provadime transformaci na linearni vicenasobremresi.

Pro giklad mizeme zvolit aproximaci pomoci kubické funkce (3.13)
Y=a,+aX+a,X*+a,X? (3.13)
Lze definovat nové pro#nné naslednym #gobem X, = X, X, = X%, X, = X *a dosadime-
li je zpét do rovnice 3.13, ziskAme tak novou funkci tvaicemnasobné regrese
Y=a,+aX+a,X,+a;X,, (3.14)

kterou Ize vyeSit zgisobem uvedenym v kapitole 3.2.

3.4 Zobecréné linearni modely

Predchozi kapitoly se zabyvaly klasickym regresnimedirnim modelem. Obegjsou vSak vlastnosti
vstupnich datc¢asto odlisSné od vstupnichigupoklad klasického linearniho modelu. ¥chto
situacich odhady paramétriskané klasickou metodou nejmensétveral nedosahuji optiméalnich
vysledki. Proto je zapdebi pouZzit robustisi techniky predikce a to zobegr® linearni modely
(anglicky Generalized linear models). Ty ii maruSeni zakladnich podminek klasickych mbdel
zachovavaji dobré statistické vysledky i ptigppdy, Ze rozlozeni ndhodnych chyb v modelu neni
normalni a gtdni hodnota vysitlované prominné neni identickou funkci linearniho
predikatoru [16].

3.4.1 Podminky klasického linearniho modelu

Vyjdéme oggt ze zakladni rovnice pro klasicky linearni modetavené do nasledujiciho tvaru.
Yo =BXy t BoXp + By + & (3.19)
Kde Y, je i-ta hodnota vysstlované velkiny (regresandu),
X; je i-ta hodnota vysitlujicich pronénnych (regresd),

B jsou koeficienty modelu,
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& jsou neznameé nahodné chyby,

proi = 1,..,naj =1,...,k an je paet pozorovani.

Nebo alternativéd Ize pouZzit zapis pomoci matic:
Y=XB+¢& (3.16)
Kde Y je vektorn vyswtlovanych hodnot,
X je matice hodnot vystiujicich prongénnych o rozrérechnxk,
B je vektor koeficieni modelu,
¢ je vektor ndhodnych chyb a

nje paet pozorovani.

Pro takto definovany klasicky linearni model pladisledujici podminky gpvzato z [16], [17]

a [18)):
1. E(g) =0 pro kazdé=1,2,...n
Stredni hodnota nahodné slozky je nulova. Tato podanimkamend, Ze nahodna sloZzka
nepisobi systematickym Agobem na hodnoty vy&tlované proninné Y.
2. D(g) =o° pro kazdé=1,2,...n
Rozptyl nahodné slozky je konstantni. Tato podminkadtuje, Ze variabilita ndhodné slozky
nezavisi na hodnotach vy&hjicich prongnnych a tudiz i podméma variabilita vysétlované
proménné nezavisi na hodnotach wgujicich prongnnych a je rovna neznamé kladné
konstant ¢°.
3. Cov [ig)=0 pro kazdé#j=1,2,...n
Kovariance nahodné slozky je nulova. Tedy hodndihadné sloZzky jsou nekorelované a
z toho vyplyva i nekorelovanostiaznych dvojic pozorovani vystlované prorinnéY. Pojem
kovariance zn& sfredni hodnotu sainu odchylek obou ndhodnych w@h XY od jejich
strednich hodnot.
4. X je nestochasticka (nendhodna) matice.
Znamena to tedy, Ze vy&lujici prongnné jsou nenahodné.
5. MaticeX ma plnou hodnost, tedyX)}ck < n (n je paet pozorovani).
Tato podminka vyZaduje, aby mezi w§Bujicimi promEnnymi nebyla funkni linearni
zavislost, tedy v matick nesmi existovat line&trzavislé sloupce. Tato vlastnost je z hlediska
dolovani dat velmi dleZitd. Zn&i, Ze nad vstupnimi daty musi psbimout kontrola linearnich

zavislosti. Peet vyswtlujicich prongnnych nesmi byt&tSi nez pdet pozorovani.
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6. & maji normalni rozéleni pro kazdé=1,2,...n.

Z této podminky vyplyva normalita i pro vy&lovanou pronminnouY. Nahodny vektolY méa
potom n-rozmérné normalni rozéleni s vektorem gednich hodnotXs a tomu odpovidajici
kovariareni matici.

7. Parametnf;, j=1,2,...k mohou nabyvat libovolnych hodnot.

Vektor  tedy miZze byt libovolny.

3.4.2 Zobecrgény linearni model

K zobecrni linearniho modelu dojde, pokud nahradime podgninkedené v fedchozi kapitole za
obecrjsi. Pro fizn4 vstupni data se pouzivaji odliSna zobetrzaloZzena na zobe#@m jedné
podminky z klasického linearniho modelu. Tato zobet se daji kombinovat a tim vyttt nizné
zobecrné linearni modely. Nasledujedgt rekolika obeci znadmych zobecmi:
* Heteroskedascita— pripousti nekonstantni rozptyly nahodné &ely, ale nahodné
veliciny zastavaji nekorelované. Jedna se o zobeicpodminkyg. 3.
* Korelované nahodné sloZzky v modelu— nahodné slozky v modelu mohou byt
lineérre zavislé. Zobeama podminka. 3.
* Regresory mohou byt stochastické- zobecini podminky¢. 4. Vstupni data mohou
obsahovat i nahodné data.
* N&hodna slozka niize mit jiné nez normalni rozdleni — zobectni podminkyg. 6.
Nejéastji pouzivané jsou normalni, Poissonovo, gamma,ranieGaussovo rozlozeni

podle vlastnosti vstupnich dat.

Vidy je cilem zobecnit linearni model tak, aby lgmedikoval poZadovanou vé&iu na
zaklad vlastnosti vstupnich dat. Takovy proceszm probihat postugnv zavislosti na zkoumani
vstupnich dat a pbéznych vysledit. Nékterd zobeckni nemusi klepSi predikci vést. Vice

podrobrjSich informaci Ize nalézt v [16] a [17].
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4 Dolovani odlehlych hodnot

Obecrt Ize definovat odlehlou hodnotu jako hodnotu, kieraetypicka pro danou mnoZzinu dat. Tuto
obecnou definici budeme dale v textu blize speavfiit z fiznych hledisek ziskani odlehlych hodnot.
Ne vzdy totiz jsou nejhodnadj$i informace obsaZeny v obvyklych datech, ktejistém datovém
souboru ¢ekavame. Ziskanim atypickych hodnot ze vstupnivd@atanoziny nizeme ziskat cenny
piehled o anomaliich celého procesu, kterym jsou datia vytvéena. Takovéto anomalie mohou
nagiklad pochazet z nezdkonnych aktivit nebo z chydnalyzovaném procesurikad odlehlé
hodnoty nizeme demonstrovat na bankovnittul Z dlouhodobého hlediska jsou transakce na tomto
U¢tu nefasgji do 10 000 K a cilové banky vSech transakci jsou pouze néarathko odlehlou
hodnotu pak rizeme uvaZovat v mnozirvSech transakciirpvod 10 000 000 Kbéhem kratké doby
z banky ve Svycarsku do banky na Bahamskych ostioges tento &et.

Téma odlehlych hodnot (anglicky outliers) se vysigtv procesu ziskavani znalosti z databazi
na dvou mistech. Jednalcasti gipravy a pedzpracovani dat a naslédako samostatna dolovaci

Uloha.

4.1 Priprava a piredzpracovani dat

Jak jiz bylo zmigno dive v kapitole 2.3, riwe byt sowasti gipravy dat analyza odlehlych hodnot
v zavislosti na dolovaci met®@ na citlivosti dolovaciho algoritmu na tato d&decrt tedy mohou
nastat dvaispady vyuZiti dolovani odlehlych hodnot.

Algoritmus dolovaci ulohy je citlivy na odlehlé haaty i Sum a je tedy Zadouci je ze vstupnich
dat odstranit. K tomuto kroku je vSak paita tato data identifikovat. K tomuuie byt vyuZita
nektera metoda dolovani odlehlych hodnot z kapitoB: 4

V piipadt zadani dolovaci uUlohy typu dolovani odlehlych hatdje velice Zadouci tyto
hodnoty v analyzovanych datech ponechat. Je vabité z dat odstranit Sum, ktery se v datech
miaze nachézet vlivemiznych chyb, které nemaji s dolovaci Ulohou nic &paho, a tedy by jeji
vysledky mohl negativh ovlivnit. Béhem odstraovani Sumu v3ak nesmi dojit i k odsthiain
dalezitych odlehlych hodnot. Rozpoznani Sumu a skjteh vyznamnych odlehlych hodnotize
byt veliky problém.

Mame-li napiklad databazi pacieits Udaji o jejich dlesné teplat, mizeme Sum z dat
odfiltrovat jistymi omezenimi. dlesna teplota pacienta bycha byt v rozmezi 36°C — 42°C, tedy
ostatni hodnoty mimo tento rozsalizeme odstranit, ifpadré nahradit &jakou opravnou metodou
uvedenou v 2.3.1. Pokud vSak vznikne chyba v aufioké&an neficim systému teploty pacienta

vysledné teplota padne u zdravétmseka do fjatelného rozsahu néflad na hodnotu 41,9°C, neni
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jiz jednoduché tento Sum odstranit. falu musi fijit odbornik v daném oboru a hodnotuaglit dle

svych zkuSenosti nebo Ize pouzifakou prediktivni metodu pro Uprav§chto dat.

4.2

Metody dolovani odlehlych hodnot

Cilem metod dolovani odlehlych hodnot je jejichntigkace v mnoZzig vstupnich dat. K jejich

vyhledani niZzeme vyuZit dva 0hly pohledu ngeSenou problematiku. Matematicky aparat

statistickych nar, ktery nemusi byt vzdy idealni afigpusobivy. Nebo mZeme vyuZit jinych

dolovacich metodifzpasobenych pro vyhledavani odlehlych hodnot.

4.2.

1 Z pohledu statistickych ner

MnozZina dolovacich dat je z pohledu statistiky swutiodnot nahodnych veéin, tedy jejich hodnotu

nelze

utit predem. Pro vyhledavani odlehlych hodnot jef@od tuto mnoZinu statisticky popsat

raznymi statistickymi mirami.

Nejc¢astji pouzivané miry jsou miry idu dat.
* Pramér — nefastji pouzivany jednoduchy popistetiu dat.
N
XX
X =" 4.1
N (4.1)

¢ Modus - hodnota je hodnotou rejs&ji se vyskytujiciho prvku. NiZe existovat vice

prvki se stejnou néastjSi hodnotou nebo se Zadny prvek nevyskytuje vatekrak

modus neexistuje.
* Median — hodnota medianu odpovida hodndttera se v dazené posloupnosti dat

nachazi uprogtd. V gipad sudého pé&tu se median rovna joméru dvou prostednich

prvka.

DalSi uZiténou mirou pro popis dat je mira variace. @mazptyleni hodnot kolem pméru.
*  Rozptyl
o’ ==3%(x —%° (4.2)
* Smérodatnd odchylka

o=o? (4.3)

e Mezikvartilova vzdalenost — kvantity jsou body z hranic pravidelnych intdfva

kumulativni distribdni funkce nahodné veélny. Pokud s&azenou posloupnost hodnot
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roz&klime nadtyti intervaly, vznikaji ndm tim kvartily. S jejich pwmci mizeme

definovat mezikvartilovou vzdalenost jako IRQ.
IRQ=Q3-Q1 (4.4)

Jako dalSi miry Ize pouzit miry Sikmosti ac&posti.

4211 Pravidlo ¢éty¥ sigma

Pokud statisticky soubor obsahuje alasd® hodnot, l1ze pro detekci odlehlych hodnot pouzit
pravidlo étyi sigma [5], které se opird o BienaytiébySevovu respektive Gaussovu nerovnost.

Z téchto fundamentalnich nerovnosti teorie pigatiobnosti vyplyva, ze v intervalu
(;(—45,;(+4s), kde X respektives jsou vylErovy aritmeticky pémér respektive vybrova

smerodatna odchylka, lezi 99,99 % hodnot pro &ybz normalniho rozéleni, 97 % hodnot pro
vybéry ze symetrického unimodalniho ré&sehi a 94 % hodnot u v¢bi ze zcela libovolného

pravéEpodobnostniho rozteni. Jestlize tedy éktera hodnota bude leZzet mimo vySe zin

interval, 1ze s dostate¢ vysokou pravépodobnosttfici, Ze se jedna o odlehlou hodnotu.

4.21.2 Mezikvartilova vzdalenost
Je nefastji uzivana metoda pro detekci odlehlych hodnotdegeluchou moznosti vizualizace
vysledki pomoci krabicového grafu. Zaené mezikvartilové vzdalenosti IRQ pomoci vzorcelde

definovat jako odlehlé hodnoty vSechny hodnoty Aaefici se mimo rozsah intervalu
(Q1-15IRQ,Q3+ 151RQ) . (4.5)

V krabicovém grafu (obr. 4.1) pakietini¢arka v krabici pedstavuje median. Hranice krabice
pak pgedstavuji 1. a 3. kvartil. Oblast mezi 1. a 3. kiem se ozné&uje jako interkvartilovy interval
(IQR). Odlehlé hodnoty (1,5 x IQR)¥gdstavuji koncové Ugky. Body, které se nachazeji vétsi
vzdalenosti nez 1,5 x IQR od Q1 respektive od @3, jzobrazeny v podsikoletek [6] a oznauji

nalezené odlehlé hodnoty.
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Obrazek 4.1 Ukazka krabicového grafueyzato z [6]

4.2.1.3 Dal3i metody

Mezi dalSi metody hledani odlehlych hodnot Ize \gfimvat metody zaloZzené na testovaném kritériu,
napgiklad Grubdv test [7]. VSechny dosud uvedené metody pracuygdsoroznérnymi daty.
V piipadt vicerozndrnych datovych soubor je zapotebi v rekterych gFipadech pouzit
specializované metody pro hledani odlehlych vektaragiklad vyuZivajicich Mahalanobisovy
vzdalenosti.
Definici odlehlych hodnot Ize tedy konkretizovapahledu statistickych #&n jako nasledujici
hodnoty:
« jejichz absolutni hodnota se lisi odip®ru o vice nez zvoleny nasobek (7, 5, 4, 3)
smerodatné odchylky (plati pro rogkéni blizké normalnim) [8];
» které pati do prvniho nebo posledniho decilu vSech hodnot;
e které pati mimo rozsah 1,5 x IQR;

e které jsou vySSi nebo niz8i nakgem stanovené meze pomoci stanoveného testu.

4.2.2 Z pohledu dolovacich uloh

Pro hledani odlehlych hodnot Ize také vyu#itné metody ostatnich dolovacich uloh. Po vhodné
Upraw je lze grizpusobit k detekci nebo predikci odlehlych hodnot. iBief odlehlych hodnot
z pohledu dolovacich metod tedyibeme shrnout tak, Ze se jedna o hodnoty, které ggzodgené

konkrétni dolovaci metodou jako odlehlé.
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4221 Shlukové analyza

Jak jiz bylo dive v kapitole 2.4.4 naztano, shlukova analyza roddje mnoZinu dat dotid podle
jejich vlastnosti na zakladpodobnosti. Neéastji se vyuziva pro posouzeni podobnosti ohjekt
vzdalenostni funkce. Timto Ize pomoci shlukové ynatiolie popisovat rozloZeni datehoz se da
vyuZzit pii dolovani odlehlych hodnot.

Vyhodou shlukové analyzy oproti klasifikaci je, hepotebujeme Zadna trénovaci data ani
pieddefinovanéitdy. Jedna se tedy dipad weni bez titele, kdy shlukovani probih&fimo na
vstupni mnoZzia dat.

Obecré pro shlukovou analyzu plati, Ze je fmiia vybrat takové vlastnosti dat, které nejvice
rozlisuji jednotlivé skupiny objektod sebe. Pro dolovani odlehlych hodnot je prdileité vybrat
takové vlastnosti, které disb popisuji vztahy mezi daty odpovidajici dané Uldakvani odlehlych
hodnot.

Vybér shlukové dolovaci metody ma zasadni vliv na \dlgledolovani. Moznosti aifstupy
k dolovani odlehlych metod si ukdZzeme fiznych metodach shlukové analyzy.

Metody zaloZené na rogdvani potebuji v p&atku ukit pocet tid, do kterych se budou data
rozctlovat. Jednotlivéifdy musi spilovat podminky, Ze kazdéida musi mit alesgiojeden prvek a
kazdy prvek musi naleZet pouze do jedfiéyt V prvnim kroku shlukovani jsou nahadaybrany
prvky ze vstupni mnoZziny dat, které odpovidaji mtlaym tfidam. Nasled# iterativre podle
posuzovani podobnosti jsou dalSi prvky rdadany a peskupovany v jednotlivychrilach. Toto
pierozdtlovani je uteno metodou, ndjklad k-means nebo k-meloid. Vysledkem jsou tedylsh
dat v fredem daném p@tu trid. Toto rozdlovani je velmi zavislé na gt trid, charakteru dat a
porovnavanych vlastnostech. Odlehlé hodnoty sentdqxipads idealré nachazeji v jednéitié nebo
naopak vetidach o nejmensim ptu prvki. V této fazi je nejlezitéjSi prozkoumani vysledka
urceni, zda vede kdetekci odlehlych hodnot. Hpack Spatnych vysledk je zapotebi
experimentalé vyzkousSet jiné ptateini parametry nebo vlastnosti k porovnani dat.

Hierarchické metody vyt¥@ji hierarchicky rozklad vstupni mnoZiny dat pomabiou
piistupi. Metoda zdola-nahoru v prvni fazi umisti kazdyesbjdo jednéifdy a dochazi ke stovani
nejpodobsjSich tid. Rikladem nfize byt metoda AGNES. Metoda shoratdaiejprve umisti
vSechny objekty do jednéidy a tu nasledhrozcluje na mensi dle podobnosti jednotlivych objekt
Piikladem niize byt metoda DIANA. Vysledkem této metody je strehiuki. Jeho podrobnost je
dana nastavenim ko¥rgého pdétu tfid a zvolenou metrikou pro rodéni nebo shlukovéaniiid.

Z hlediska dolovani odlehlych hodnot settopnazime tyto hodnoty nalézt v jediélt v pripadt, Ze
jsou si navzdjem podobné, nebo vieldch s nejmensim pem prvki. Presnost dolovani fizeme
fidit kong&nym paitem id.

Metody zaloZzené na hustohledaji shluky pomoci hustoty dat ve vstupni mndziat.

Hlavnim cilem je tedy identifikovat shluky dat gu@Si hustotou. Odlehlé hodnoty je vSak nutno

hledat v &ch nejmér vyznamnych shlucich.ifpadre je také nizeme nalézt jako hodnoty nenalezici
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Zadnému shluku a to wipac, Ze jejich vyskyt je takidky, Ze nesgiluje minimalni podminku
hustoty pro pfazeni k gjakému shluku. Jako fiklady metod mZeme uvést DBSCAN a
DENCLUE. Metody zaloZené na hustovykazuji dobré schopnosti vyhledani a identifikace
odlehlych hodnot.

Pro dplnost Ize uvést jeéSdalSi metody zaloZené naiite, na modelech a specialni metody
pro vysoce-dimenziondlni data. Z uvedenytiklpdi je Zejmé, Ze zajimaveé informace o odlehlych
hodnotach se nachéazeji v primé&mejmér dilezitych tidach vytvéenych shlukovacimi metodami,
pop‘ipack jsou to hodnoty, které nepatadnym shlukm.
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Obrazek 4.2 Odlehlé hodnoty ve shlukové analyzev®¥/jsou odlehlé hodnoty klasifikovany

do tid Ill a IV. Vpravo nejsou klasifikovany do Zadriédy.

42272 Klasifikace a predikce

Pojem klasifikace a predikce byl vwwihen v kapitole 2.4.3. Jedné se o metody, kteréepofi mit na
zaatku dostaténé mnozstvi relevantnich dat a na jejich z&klse nati klasifikovat a predikovat
nové hodnoty, tedy o metody &itelem. Pro tyto metody je nejtZitejSi trénovaci mnoZzina dat. Tu
je tteba vhoda upravit.

V piipad klasifikace se za#iime na dolovani diskrétnich odlehlych hodnot. Jakoovaci
mnoZinu zvolime mnoZzinu vSech dostupnych dat ¢lerdu na d¥ podmnoziny. Prvni oziéme
jako relevantni data, n#iglad hodnotou 0, a druhatast oznaime jako odlehlé hodnoty hodnotou 1.
Pritomnost mnoZziny odlehlych hodnot nam pak nasiedfivd moznost i otestovat klasifikator. Toto
rozcéleni vSak niZe byt velmi naréné a ve wtSing pripadi je nelze provést automatizovade tedy

vhodrgjSi a ¢astji se pouzivd moznost pro trénovaci fazi pouzit imo pouze relevantnich dat,
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kterd byv&asgji dostupnd. V tomto ifipack ale neni mozné provést testovaci fazi, kterareskgi.
Testovani je pak saéasti aplikéni faze na novych datech. Vyslednym cilem klasdééedy v obou
ptipadech bude klasifikace dat do dvaidt- tida relevantnich dat aida odlehlych hodnot
znazorgné na obrazku 4.3. Usgnost této metody v detekci odlehlych hodnot jétoe kvalig
trénovaci a testovaci mnoziny a také ve zvolensifidacni metod. Pro klasifikaci je mozné pouzit
raizné typy Kklasifikatokr, nagiklad zaloZenych na rozhodovacim stromu, neurorfovsitich a

bayessovské naivni klasifikaci.

Trida odlehlych hodnot

0 F ]
AR 2

A Trida relevantnich dat

A
LA 44

Obrazek 4.3 Klasifikace a odlehlé hodnoty

V piipad predikce se za#iime na dolovani spojitych odlehlych hodnot. Zdez@ootebi
pouZit jako trénovaci mnozZinu v3echny dostupné&agimi hodnoty. Tim dojde k upraveni regresnich
koeficienti do idealniho tvaru. Postup je popsan v kapitoledN8we prichozi hodnoty jsou pak
detekovany jako odlehlé podle vzdalenosti od pmdiké hodnoty. Pokud rekraii predem
stanovenou mez, jsou ozmmy za odlehlé. Meze mohou byt stanoveny na zéksiatistickych
Gdaj, ziskanych ztrénovaci mnozZiny, nebo nastavenyavislosti na pdebach dolovaciho

algoritmu.
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Obrazek 4.4 Jednoducha linearni regrese a odlekdigoty

Jako piklad algoritmuteSiciho dolovani odlehlych hodnot na zakladedikce a klasifikace

muzZeme vyuZzit v nasledujici kapitole popsany algargnSupport vector machines, ktery v zakladu

rozcluje vstupni mnoZinu dat na &htridy. Prvni bude obsahovat relevantni data a druthéhte

hodnoty.

4.3  Support vector machines — SVM

Support vector machines je v posledni @abéle casgji pouzivany algoritmus pro klasifikaci i

predikci. Jeho vyhodou je schopnost prace s velkymZstvim dat, neomezenostfmn atribub a

kvalitni schopnostdeni na rozsahlé trénovaci mnaZin

Ttida Il
O

Trida| -
o O
||

|
O U
] ]

Obrazek 4.5 Vstupni mnoZina dat pro algoritmus SVM
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Obrazek 4.6 Rozdeni prostoru podle algoritmu SVM

V zakladu algoritmus klasifikuje pouze do dveéigdttak, Ze se snazi o nalezeni lineérni hranice
pro rozaéleni prostoru na dva podprostory s cilem &eldi dvou fid na nej¥tSi moznou vzdalenost.
Jednim ze zakladnich prinéipak toho dosahnout jeigvod daného vstupniho prostoru do jiného
vicedimenzionélniho prostoru, kde se jiz i jinakimeArre rozatlitelné tidy daji rozdlit linearns.
Nowe vznikajici prostory nejsou limitovany gtem dimenzi.

Zpasob gevodu dat ze vstupniho prostoru na vicedimenzidrpbstorieSi jaddrova (kernel)
funkce. Jeji vlastnosti tuji vysledné viastnosti SVM klasifikatoru a z tobativodu algoritmus
SVM fadime mezi kernel-based algoritmy. Ohbeéze tyto jadrové funkce rozliSovat na linearni a
nelinearni.

Tato schopnost je idedlni pro vyuziti k detekcietifch hodnot. Algoritmus je schopen pro
vytvoreni klasifik&niho modelu pouZit i jen jednu vstupni mnoZinuydtepovazuje za jedndidu
relevantnich dat. Vifpadt nasledného pouZziti modelu pro detekci odlehlyctined jsou vSechny
hodnoty mimo tutoifdu klasifikovany jako odlehlé. DalSimi Upravamiédo algoritmu jsme schopni

resSit i ulohy regrese.
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5 Dataminer

Od roku 2006 je na Fakasltinformatnich technologii VUT v Br&é vyvijen univerzalni dolovaci
systém Dataminer. V systému jsou implementovanychie kroky dolovaciho procesu a tim je
umozréno jeho Siroké vyuZiti viznych dolovacich Glohdch. Jednotlivé dolovaci metggbu
implementovany jako nezavislé moduly, jejichépba fiznorodost zagteni je kazdym rokem
zwtSovana.

Dataminer je dvouvrstva aplikace klient — servate Klienta tvéi aplikace v jazyce Java
vytvorend na platforth NetBeans a serverovaidist tvdi databazovy server od spétesti Oracle
s podporou dolovacich metod Oracle data mining.

Klientskd ¢ast aplikace je postavenaepevsim na jazyce DMSL [9], ve kterém jsou
definovana metadata, operace nad daty v proceswatdl a slouzi ke komunikaci mezi jadrem

aplikace a jednotlivymi dolovacimi moduly.

5.1 Platforma NetBeans

NetBeans je open source projekt vyvijeny firmou Siorosystems [10]. V ramci tohoto projektu
existuji dva hlavni produkty - vyvojové préstli NetBeans IDE a vyvojova platforma NetBeans
Platform.

Vyvojové prostedi NetBeans IDE je nastroj primérslouzici pro vyvoj aplikaci v jazyce Java,
ale Ize v #m vyvijet aplikace i v jinych podporovanych jazyic

Vyvojova platforma NetBeans Platform je modularnirazsiitelny zaklad pro vytveni
slozitych a rozsahlych aplikaci, proto je vhodné p§voj Datamineru, ktery vyuZivargdevsim

modularity.

5.2 Oracle Data Mining

Dolovaci nastroj Dataminer pouZiva pro uloZeni &ps daty databazovy systém od firmy Oracle,
ktery obsahuje i podporu pro dolovani dat. Lze teglijet dolovaci moduly, které vyuZivaji databazi
pouze pro uloZeni dat a dolovaci Uloha probihatrzasklienta, nebo Ize vyuZzit podpory dolovani
dat Oracle Data Mining - ODM na stkadatabazového serveru.

Vyhodou prvnihofeSeni je moznost implementace vlastnich algéritnevyhodou rize byt
je vyuziti jiz pedem pipravenych dolovacich funkci na Urovni jddra datavého serveru.
Nevyhodou pak rive byt omezeni na podporované algoritmy a nemozjesth detailniho

nastaveni.
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V sowasné dob existuje nejnodjSi verze Oracle Database 11g Release 2, kteraiujezs
moznosti dolovani pomoci novych algoritna ODM. V soutu tedy obsahuje nasledujici dolovaci
metody:

» Klasifikace — pro Kklasifikaci jsou k dispozici naivni bayessky klasifikator,
rozhodovaci strom, SVM — support vector machines\& pridana logisticka regrese
zalozena na GLM - generalized linear models a p@uod dolovani vtextu a
transaknich datech.

« Regrese— pro regresi jsouifpravenaiedeni jak pro jednoduchou linearni regresi, tak
pro vicenasobnou linearni regresi, vyuzivajici atgai SVM a GLM.
vyuziti v dalSich dolovacich ulohach a vyuziva atgaeu minimalni vzdalenosti.

» Detekce odlehlych hodnot vyuzivd metody klasifikace pomoci one-class S\
relevantni hodnoty klasifikuje do jedniédy a jako odlehlé hodnoty detekuje ty, které
tam nepat.

e Shlukovani— vyuziva algoritmi k-means a ortogonal partition clustering.

* Asociani pravidla — pro dolovani asodlaich pravidel je fipraven algoritmus
Apriori.

e Extrakce novych atributi — ma za cil z existujicich atriiuprodukovat nové jako
jejich linearni kombinace a ktomu vyuZivA algotisn non-negative matrix

factorization.

Souésti ODM jsou také funkce prdqulzpracovani dat, jako transformace, vzorkovangnpl
a diskretizace.

Propojeni dolovacich funkci a aplikace je umminpomoci jazyka PL/SQL nebo pomoci Java
API standardu Oracle Data Mining Java APl - OJDMliementujicim Java data mining — JDM
verze 2.0 pod ozianim JSR 247 nebo starSi verze 1.0 pod @rien JSR 73. OJDM definuje
rozhrani popisujici propojeni dolovacich funkciegavislymi dolovacimi nastroji.

K rozhrani Java data mining pr@ely propojeni s ODM existujefehledna dokumentace od
firmy Oracle gistupna na [11]. K jednotlivym dolovacim metodanisayi jednoduché ukazkové
programy jejich pouZziti v jazyce Java [21], ze \bdr je dopordené vychazet ip implementaci

modulk.

5.3 DMSL

Jazyk DMSL je zaloZeny na strukéujazyka XML a slouZi k ukladani metadat algghu dolovaciho

procesu. Pomoci tohoto jazyka Ize popsat cely @mlbyproces od popisu vstupnich daeg

33



transformace aZ po popis samotné dolovaci Ulohystedki dolovani. Jazyk je neustale upravovan
pro poteby jednotlivych dolovacich modul
Zé&kladni strukturu dokumentu téicnasledujici elementy:
+ Data Model — element slouZici k definici struktptgatforms nezavislych vstupnich dat.
» Data Mining Model — element slouZi k popisu dagr&tbudou zahrnuta do dolovani
dat. Kazdy Data Mining Model se odkazuje na jedetaModel.
» Domain Knowledge — element definuje informace @xith, integritnich omezenich a
oborech hodnot dat.
+ Data Mining Task — element specifikujici dolovadfjagitmy a jejich parametry.
Z hlediska #@znorodosti dolovacich uUloh je jeho syntaxe volngigptsobuje se
potrebam dané dolovaci ulohy.
 Knowledge — element zejména popisuje vydolovandozstia ale nize obsahovat i
obecné informace z fip¢hu dolovani. Tento element méa také volnou syntawi p

prizptisobeni vystugm riznych dolovacich udloh.

Struktura a zavislosti DMSL eleméntsou gehled& zobrazeny na obrazku 5.1. Vice

informaci o DMSL lze ziskat v diset4a praci Petra Kotaska [9].

DataModel Knowledge DataMiningTask
—| DataMatrix TableKnowledge ~ DMQLQuery |
5| or or
| DataMatrix ... MINE RULE Query |
» MineAssociationRules

DataMiningMatrix DataMiningMatrix
| DataMiningField |« | DataMiningField |
|_.{ DataMiningField ‘ DomainKnowledge
‘ DataMiningField |= 4.{ DataMiningField ‘ ConceptHierarchy
— - : OIL Ontology i
DataMiningModel DataMiningMatrix SR A R s e s '

Obrazek 5.1 Struktura a zavislosti DMSL elendenprevzato z [9]
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5.4  Zakladni struktura systému

Systém mZzeme rozdlit na jadro, grafické uZivatelské rozhrani a neéglévdolovaci moduly. Tyto
casti vytvdeji komplexniteSeni umalujici vytv&eni, ukladani a praci s projekty zZasujici cely
dolovaci proces. V jednotlivych projektech je um@iim na&itdni dat, jejich transformace a
ptedzpracovani, volba dolovacich Uloh n&ahito daty a moznosti zobrazeni vyslédkdnotlivych
fazi dolovaciho procesu. Stav celého systému avdoioh uloh je uchovavan v datové stritktu
DMSL (kapitola 5.3).

5.4.1 Jéadro systému

Zé&klad jadra tvi trida Kernel. Tatorfda obstardva praci s projekty. Dal&dly jsou navazany na tuto
zakladni tidu a roz&uji jeji funkenost. Tida Dmsl zajisuje préaci s datovymi strukturami
uchovéavajicimi stav systému, projéka dolovacich uloh. Datové struktury vychazeji meikdury
dokumentu DMSL. RleZitou funkci jadra je spravaipojeni k databazi. Vyti@ji se d¢ spojeni -
jedno pro praci s SQL dotazy a druhé pro praci & DMining Engine - DME. Jejich obsluhu maji na
starosti tidy ConnectioninfoSQL a ConnectioninfoDMEiida Caller slouzi k volani externichd
pro zpracovani dat pomoci VIMEO funkci (Valid, Itida Missing, Empty, Outlier). Dale jsou
souasti jadra systémuitly pro gedzpracovani a transformaci dat. Struktura jadrzojgazena na
obrazku 5.2.

Clipping Dmsl
0.1 1

Normmalization 0.1 Kemel

4‘

1
Discretization 0.1 Caller
0.2
Comnectionlnfo
Comnectionl nfoSOL Comnectionl nfoD NE

Obrazek 5.2 Struktura jadra, diagratid t prevzato z [15]

5.4.2 Grafické uzivatelské rozhrani

Grafické uZivatelské rozhrani - GUI je nadstavbad jadrem systému. Je navrZzeno tak, aby
umoziovalo praci s projekty a v rdmci jednotlivych pidje modelovani dolovaciho procesu pomoci

komponent (obr. 5.3). Komponenty se daji propojcsigkami pomoci "“ctrl + levy klik mySi".
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Funikinost komponent je ifstupna az po propojeni do dolovaciho procesu. ddag vyet

komponent:
» Select data — komponenta slouZi k definici vstuptétulek, pipadré jejich importu.
» Transformations — komponenta umajici transformace nad vstupnimi daty.
« VIMEO - komponenta umditije filtrovat data pomoci VIMEO funkci.
* Reduce — komponenta slouzi k redukci mnoZstvi datpiipact poteby dolovaci
tlohy i rozaleni vstupnich dat na trénovaci a testovaci tabulku
e Mining module — komponenta slouZi jako abstrakctowbei metody. Misto ni lze
pouZit jakykoliv dolovaci modul.
« Insight — komponentu Ize voliteirpouZzit pro zobrazeni vystupnich dat z jednotlivych
¢éasti dolovaciho procesu. Neupravuje data.
* Report — komponenta zobrazuje vysledky a inforntapeocesu dolovéani. Jeji obsah je
zavisly na zvoleném dolovacim modulu.
ica Diata Miner 200811100001 i - o
Fie Edit View Hinigute Saurce: Refuctor -nftu, Versoning Tesls Te—— Helg =
# 1 ol I <
Prej.. 4 = [Filles et ren [Glomd w F=liE] - palekte =
L, EmptyDatatsingProjectol | /G Cone
7 devt RedicsFathon  oF Trenefomstions [ viMEO
3 EmptyCuksMinegProjed] = B ket Dt :U"i.r;.ﬂg_ = ) Pagurt
il _Select Data MiningModaes
| e - T oty debacton = Bapocation Files
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& P —eilin 115 Hadve Bayes Olasslicaten 1. Do Tries
T'.nﬂs!-::'rn,]‘-'\-ﬂ:s risight 1, Mg Mol | Ragressen
-;'“-_:Jf - =)
~VIMED R
Havigator 4= o ngaght
- F‘m-_.l'-.-:r:‘n:‘hll':n
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Obrazek 5.3 GUI - model dolovaciho procesu

5.4.3 Dolovaci moduly

Modularita systému je postavena na virtualnim sooNEmM systému implementovaném pomoci

XML souboru layer.xml. Zde jsou evidovany existugicoduly a tim je umozmo jejich gipojovani

k systtmu a z#ma bez nutnosti rekompilace celého jadra. PoZadawkymoduly a jejich

implementace jsou blize popséany v kapitole 6 a 7.
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5.5 Historie a sowasny stav

Dolovaci néastroj Dataminer je vyvijen na Fakuhformanich technologii VUT v Bré v rdmci
diplomovych a bakatékych praci od roku 2002. Teprve vSak od roku 2@06astroj pevadn do
sowasné podoby, kdy zaklady systému polozil ve sv&ipdadro systému pro dolovani z dat
v prostedi Oracle pan Dolezal [23]. Vznikla tak idea r&dedi systému na jadro a moduliigmjené

k jadru pomoci definovaného rozhrani. Dolovaci psosyl definovan pewnstanovenymi kroky.

V roce 2007 pokrgoval ve vyvoji pan Galet v praci Grafickd nadstaya systém ziskavani
znalosti. DoSlo k vyraznému posunu systému z pohlddfinice procesu. Ten jiZ neni pévn
definovan, ale Ize jej dynamicky tkib spojovanim komponent dolovaciho procesu. Daléa by
vytvorena ¥tSina tid grafického rozhrani.

Nasledr v roce 2008 doslo k dokeeni definice procesu na Urovni datovych struktunpoi
jazyka DMSL v préaci pana Krasného s nazvem Systéntdplovani z dat v pragdi Oracle.

Patatkem roku 2009, kdy jiz byl poloZen uceleny zakjidra systému, se do vyvoje zapojilo
vice lidi redevsim v oblasti dolovacich modulJpravami na jéig systému se zabyval pan Sebek,
ktery se zar¥il predevSim na iffgdzpracovani dat v praci Ro&i funkcionality systému pro
dolovani z dat na platfonNetBeans [13]. DalSi prace v tomto roce se faowvaly jednotlivym
dolovacim moduim:

* Mader, P.: Dolovaci moduly systému pro dolovanat\dprostedi Oracle - dolovaci
modul asociénich pravidel zalozeny na ODM zaloZeny na algorigpuiori. [19]

* Henkel, T.: Dolovaci moduly systému pro dolovardar na platforrd NetBeans —
klasifika¢ni dolovaci modul pouZzivajici metodu rozhodovaaitiomu v ODM. [14]

e Havlicek, D.: Vytvaeni novych predisnich modul v systému pro dolovani z dat na
platformé NetBeans — predéai modul zaloZeny na linearni regresi podporované
v ODM pomoci algoritmu SVM. [15]

*  Kmo&ak, O.: Vytvdeni novych klasifikénich modul v systému pro dolovani z dat
na platfornr NetBeans — klasifikani modul zaloZzeny na ODM vyuZivajici naivni

Bayessovskou klasifikaci. [20]

V sowasné dob (rok 2010) pokréuji ve vyvoji nastroje dalsi lidéredevsim na tvokbnovych
dolovacich modul a cely dolovaci nastroj jergvadn na novou verzi databazového serveru Oracle

Database 11g Release 2.

5.6 Navrhovana rozsieni

Na rozsiitelnost dolovaciho nastroje seibeme podivat z vice pohkedlako prvni pohled se nabizi

moznost doimplementovat zbyvajici gegeimplementované dolovaci metody obsazené v OO ne
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implementace dolovacich algoritrrkteré nejsou s@asti ODM. Z dalSiho pohledutrbeme dolovaci

nastroj roz&ovat z hlediskatiznych druli netypickych dolovacich dat.

5.6.1 RozSireni o dolovaci metody z ODM

Z porovnani dostupnych dolovacich funkci v ODM (kd&p2) a jejich sotasné implementace
v Datamineru (kap. 5.5) lze zjistit, Ze j&3tejsou pokryty vSechny nabizené funkce. Pro dalSi
rozsteni by tedy bylo vhodné jejich plné vyuZiti. Nasigrvyget jeS€ nevyuZitych funkci:

« Klasifikace — vyuZiti logistické regrese pro dalSi moznossiikace.

» Predikce — vyuZziti vicenasobné linearni regrese zaloZzenéGeaeralized linear

models.
» Detekce odlehlych hodnot- vyuZiti metody klasifikace pomoci one-class SVM.
e Shlukovani— vyuZiti algoritnfi k-means a ortogonal partition clustering.

vvvvv

v jinych dolovacich tlohach.

5.6.2 RozSkeni o dalSi dolovaci metody

Predem pipravené dolovaci funkce v ODM nepokryvaji vSechamédmé a zajimavé algoritmy.
Z obecnych dolovacich a klasifiksich modul chybi podpora algoritmu FP-Tree pro dolovani
asocignich pravidel, neltbODM vyuziva dle dokumentace Apriori. Dale chybadifikace pomoci
Bayessovskeé sit

Pro dalSi rozgovani funkcionality Datamineru timto gnem bude zajimavé porovnani vykonu
now implementovanych algoritin na strat klienta s algoritmy obsaZzenymi v ODM na stran
serveru.

V oblasti dolovani z netypickych dat neni zatim nyt&k Z4dné oblast, a proto je tedy v tomto
sméru implementace novych modulyzvou do dalSich let, néjglad v dolovani z textu, webu a

multimedialnich dat.

5.7 Planovana rozsfeni v téeto praci

Pro (ely pokra&ovani této prace implementaci novych algotitdylo zvoleno dopléni jiz
existujiciho modulu predikce Datamineru o moznadsénasobné linearni regrese zaloZzené na GLM a
piidani nového modulu detekce odlehlych hodnot zalélie na One-class SVM. Oba tyto diyl
budou vyuZivat existujicieSeni ODM na str&ndatabdzového serveru Oracle Database 11g

Release 2.
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6 Novy modul detekce odlehlych hodnot

Tato kapitola je ¥novana vytvéeni nového dolovaciho modulu pro detekci odlehiydunot.

V prvni fazi je zapdebi novy modul vytviit a z&lenit do stavajici aplikace Dataminer. DalSi faze
vyvoje zahrnuje detailni prozkoumani moznosti atgar one-class SVM a rozhrani ODM pro préaci
s timto algoritmem. Na zakladéchto znalosti je piéeéba navrhnout Upravy dokumentu DMSL a

v posledni fazi implementovat cely modul.

6.1 Vytvoreni a integrace modulu do systemu

ProtoZe je aplikace Dataminer vyvijena na plattorNetBeans je zapatebi pouZit vyvojovou
platformu NetBeanss podporou tvorby novych modul Fi tvorbé nového projektu vybereme
moznost NetBeans Modules - Modul&volime jméno moduluAdModule (Anomaly detection
module) a cestu k jiz existujici aplikaci. Moduklzyvijet i samostat) pak je nutné specifikovat
stejny typ platformy nového modulu jako vyuZiva&ablikace. Dale je ptetba specifikovaCode
Base Namena cz.vutbr.fit.dataminerNakonec musime importovat knihovny jadra pro speci
projektovych zavislosti a importovani peibnych externich knihoven. Ve sloZce projektu novéh
modulu pomoci poloZkyroperties-Librarieszvolime Add Module Dependeny zde importujeme
Actions APIsDialogs API, dm-api, dm-core-wrapper, dm-editor, Wtilities API a Utilities API.

Aby bylo jadro aplikace schopnodist novy modul a fifadit ho k jiz existujicim, je zapi@bi
upravit souborlayer.xml (obecny popis kapitola 5.4.3), ktery uchovava iimface a parametry

0 jednotlivych modulech.

<filesystem:>
<folder name="MiningPieceRegistry">
<folder name="MiningModules">
<file name="cz-vuthr-fit-dataminer-admodnle-Adlodule. instance™:>
</file>
</ folder>
</ folders

<folder nate="MiningPieceConfig'">
<folder name="cz-vutbhr-fit-dataminer-admodule-Ldlodule™>
<folder name="accept'>
<file nawe="cr-vutbr-fit-dataminer-editor-palette-items—-Reduce™/>
</folders>
</folder:
<folder name="cz-vutbr-fit-dataminer-editor-palette-items-Feport™>
<folder name="accept':>
<file nawe="cz-vuthr-fit-dataminer-admodule-idModule"/ >
</ folders
</ folder>
</ folder>
</filesyatems>

Obrézek 6.1 Obsah layer.xml
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Pomoci kédu zobrazeného na obr 6.1 je Wgma instanceifdy AdModule a modul je
zaregistrovan do MiningPieceRegistry v kategoriinMg Modules. To znamena, Ze modul bude
zobrazen jako komponenta v péle¥lining Modules. DalSicast zaznamu specifikuje moZznosti
zapojeni komponenty modulu ve struidu dolovaciho procesu. Zaznam um@e [ipojit
komponentu pouze za komponeReducea nasledovat fize pouze komponenReport

Timto mame moduliipraveny k jeho implementaci.

6.2 Algoritmus one-class SVM v ODM

Obecny uvod k algoritmu SVM je séasti kapitoly 4.3. Tato kapitola jeémovana konkrétni
implementaci klasifikéniho algoritmu one-class SVM v ODM, ktera umoje plné vyuZiti vSech
vyhod a vlastnosti klasifikace pomoci SVM.

Mezi nejwtsi prednosti tohoto klasifikatoru patschopnost automatickéhoeplzpracovani dat,
efektivni prace s neomezenym ¢pam atribub, schopnost vyhledat maximalni mozné nejlepsi
nastaveni paramétra inkrementalni vytw&@ni modelu na malych vzorcich dat, coZ uijpe
zpracovavat veliké vstupni datové tabulky. Tytosth@sti umo#uji i béZnému uzivateli bez
expertnich znalosti vyuzivat vyhody tohoto algotitm

Detekce odlehlych hodnot probihd ve dvou fazichpryhi fazi je algoritmem vytv@n
klasifikacni model pomoci vstupnich dat temych pouze relevantnimi daty a v zavislosti na
nastavenych vstupnich parametrech. Ve druhé f&an® model aplikovan na novéa vstupni data a

klasifikuje je do dvouifd. T¥ida 1 obsahuje relevantni dat&ida O obsahuje odlehlé hodnoty.

6.2.1 Nastavitelné parametry

Algoritmu one-class SVM implementovaném v ODM |zstavit nasledujici parametry:

« Kernel function — definuje transformini funkci zpracovani vstupnich dat do
viceroznérného prostoru. Lze nastavit linearni a neline@@dussovsky) kernel a tim
docilit pouZziti linearniho nebo nelinearniho algoi SVM. Vyber Ize nechat na
algoritmu, ktery vybere vhodny kernel pro zvoleséupni data.

» Outlier rate — hodnota v procentech udavajici kolik procentvgripnich dat bude
povaZzovano za odlehlé. Z jiného pohledu tato hamzobmena orientaé minimalni
mnozstvi hledanych odlehlych hodnot. Jedna seélerity parametr f tvorbé modelu
schopny vyraz&ovlivnit vysledky dolovani.

e Tolerance— hodnota udava &titko pro dokogeni trénovaci faze tvorby modelu.

* Active learning — umo#iuje zapnout optimalizai metodu f trénovaci fazi tvorby
modelu. Optimalizaci je vhodné pouZzit u mnozstibpek nad 100000, protoze SVM

model vzfista s pétem vstupnich dat a nad touto hodnotou by uZz nelogkmi
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efektivni zejména pro nelineérni kernel, kd&tZevani sloZitosti a objemu modelu

probiha nasolinrychleji.

Nasledujici parametry jsou dostupné pouze pro e@timi (Gaussovsky) kernel.

» Standard deviation — snérodatna odchylka, kter4 je ve stejném rozsahu jako
vzdalenost mezi typickymiffpady slouzici ke kontroleighi Gaussovského kernelu.
Zadava se jen vifpac znalosti hodnoty pro dany druh dat, jinak se neélepditat
pii tvorbé modelu.

e Cache size- hodnota omezuje velikost patiralokované Gaussovskym kernelem.

6.2.2 Piedzpracovani dat

Predzpracovani dat je nezbytnutnou gipravou pro ziskani kvalitnich vysletlalgoritmem SVM.
Implementace v ODM je schopna samdipgvit vstupni data. Pro plnou kontrolu nad
piedzpracovanim dat je vSak mozrédyipravit data i rdné.

Algoritmus pracuje pouze s hodnotami atribtgpu Numerical.V prvni fazi gedzpracovani
dat proto pevadi vSechny datové typy ®ésla. V ipads kategorickych datovych typnahrazuje
postupr hodnoty atribui ¢isly od nuly po p&et kategorii v daném datovém typu.

V néasledujici fazi odstrani prazdné hodnoty.fipadck kategorického datoveého typu je hodnota
doplrgna hodnotou s nejtsi frekvenci vyskytu. Vippack numerického typu hodnoty je vlioZen
aritmeticky pfimér z ostatnich hodnot.

Posledni fazi je normalizace dati Rormalizaci dat dojde k upraveni hodnot numeratky
atributi do intervalu <0,1>. Tato fazetfgmlzpracovani dat je dostupnd az od verze Oracle 11g

V ptedchozich verzich bylo nutné normalizaci provesywigng.

6.2.3 Rozhrani ODM pro praci s one-class SVM

Rozhrani ODM umaiuje vytvaeni klasifika&niho modelu pro detekci odlehlych hodnot a nasledn
aplikaci takto vytvéeného modelu. Vytiéni instanci paebnych fid pro praci s modelem je
provad&no pes metoducreate() prisludsnych ttid Factory. Nejprve je nutné vytkib pripojeni
k databazi, na které bude probihat dolovaci Ulobagei tidy Connection. Tatoifda zaji¥uje

veSkerou komunikaci (spoési uloh, ukladani objelif tvorba a prace s modelem) s databazi.

Connection
ConnectionFactory
Hemecutaltask: Biring )k ExacutionStatus b— —
IHpatConmactionSpac): ConnectionSpec = T rr— — -
! : o clian: ; 1 ot
4+ etriveObjeclname: String, NamedObject: ChjecTypa): MiningObjech HstConnection|connaction: ConnactionSpac): Connection

HsavaCibject name: Sting, object MiningObjact, replace baokean)

Obrazek 6.2 fidy pro vytvdeni spojeni s databazi
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6.2.3.1 Faze vytvareni modelu

Obrazek 6.3 znazuje tidy pro vytvdeni klasifik&niho modelu pro detekci odlehlych hodnot.
Prvnim krokem je vytvieni objektu PhysicalDataSetiujiciho strukturu vstupnich dat vy#&icich
model (zndzorgno Zlutou barvou). Je nutné specifikovat nejen wastupni tabulky, ale i primarni
kli¢ vstupni tabulky. Pro nastaveni parameatolovaciho algoritmu slouZi objekiidy BuildSettings
piijimajici objekt SVMClassificationSettings s nagtaymi parametry pro SVM klasifikator
(znadzorrkno oranzovou barvou). Objekt Task slouZi pro spemif ¢innosti, které bude v tité fazi
dolovaci engine provédt (vytvoreni modelu, aplikace modelu). Vytemi modelu prokhne pomoci
objektu BuildTask (zndzo#&mo zelenou barvou) a detaily vzniklého modelu jgistupny pes
objekt Model, pofipact SVMModelDetalil.

Wil ngeDsjeect

EulldSatiings PhiysicalDataSatFactory
SRCITyRelr Fia ST [rorsssbagai: Sirng, imacrikaialata: oolaan) Frivsicallala el
[Heattlgoriinen Sattings (aigonthm Bafings: AlgorfinmSemings] sgeribiscliduntiien: Siing
T
phliportwwbestings PhysicalCataset
& rakldiir bt (air Eula. PhyaicAlATrEa)
|supervised Aigarhmsa ngs. Task
Hanbk}: Execulioni-tandts
Y
SVMClaaaificationSenings Bl Task
F HemelFunclon) i
[t Torher bl varace doupre |FgetBlingcdia llimgs Hamal 1 Sirmg
et CutiarRabaioi barmata: doubing [residdaltlama] | Siring
+saticiveLsamingjachwalaarnng. boolsan) - )MHUIMn man}
[t it StAndardDeiaton(aidDes: doubla) [t B bt Sl o b davimee i - ST
[ matiarnmCaca el oache: nbegerh : [FsEiModehlamsiname Sinngs
T — — — — —
) BulldTaskFactory
ommaly SVMCE=a Al | o rradedbiame Tl Sl o

Obrazek 6.3 ZjednoduSenyghled tid pro vytvaeni klasifika&niho modelu

Detailni informace kifdam ODM lze dohledat na [22].

6.2.3.2 Faze aplikace modelu na novéa data

Pri fazi aplikace modelu dochazi k pouZiti jiz exjatiho modelu vytvéeného v minulé kapitole na
novou tabulku dat. Je zapebi specifikovat nejen vstupni tabulku objektemditglDataSet stejnym
zpasobem jako vfedchozi fazi, ale i vystupni tabulku pro zapis eg&h dolovani v objektu
DataSetApplyTask. Pro samotnou aplikaci slouZi kibjgpplyTask. Vysledek dolovani je pak
dostupny dotazem na tabulku specifikovanou v Datggey Task.
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ApplySetings MiningObgect ApplyTask
I i B s rationkand) Map [ el Typal]: Mameadlih i T Map
psstSpurcelest nalionfiapd scurlesibap klan) H-pEtlbect denifien): Sttng T —- [k-ﬁl
[_L} b peitodetame )
h TR
Task [-sstphEatingsama(name
frpeiExecu cnHandes | EvscutonHandh
D SetApply Task
DataSethpplyTaskFactony T~ T
- geta ey CHApIDeEstinaton ]: String
[oreateitu Kilma Sinng, DuldSofingsHame Sinng, modeame, Sy Bald Toss [rathnperDaiahiamatsophTaitmme: i

Obrazek 6.4 ZjednoduSenyghled tid pro aplikaci klasifikéniho modelu

6.3 Upravy v DMSL

Pro dolovaci modul detekce odlehlych hodnot jsodspainé dva elementy v dokumentu DMSL.
Element DataMiningTask specifikuje typ a parameimjovaci ulohy a element Knowledge uchovava
informace o samotném dolovani a jeho vysledcicha Gtto elementy maji volnou syntaxi a je
zapotebi je gizpasobit na miru novému modulu detekce odlehlych hgddery vyuziva algoritmu
one-class SVM obsazeného v ODM.

Tento algoritmus v Upr&vpro regresni analyzu vyuZiva i prace pana Kkal{15], a proto se
jevi jako velice vhodné vyuZit pro zaklad struktobyou elemeritjeho navrhu, ktery se da jednoduse

upravit i pro klasifik&ni verzi one-class SVM.

6.3.1 Element DataMiningTask

DataMiningTask je kifenovy element uchovavajici typ algoritmu detekckeldgich hodnot a jeho
parametry pomoci vritiho elementu AnomalyDetection. Obsahuje povinmibat name slouZici

k propojeni vSech elemeénspadajicich pod jednu dolovaci Ulohu a dalSi pgviparamettanguage
udavajici jazyk, ve kterém je element DataMinindkrpepsan. K popisu elementu je zvolen jazyk
XML.

<!ELEMENT DataMiningTask (AnomalyDetection)>

<IATTLIST DataMiningTask nhame CDATA #REQUIRED
language CDATA #REQUIRED
languageVersion CDATA #IMPLIED
type CDATA #IMPLIED>

Element AnomalyDetection je navrZzen tak, aby jedadz urcoval povinnym atributem
algorithm pouzity algoritmus pro dolovani odlehlych hodnot.

<IELEMENT AnomalyDetection (Usematrix, InputDataType, Parametres)>
<!ATTLIST AnomalyDetection algorithm CDATA #REQUIRED>

Zdroj dat pro algoritmus obsahuje element UsematakibutemmatrixRefobsahujicim nazev

zdrojové tabulky. Element InputDataType specifikp@vinnym atributenmtableKeyprimarni KIg
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zdrojové tabulky. Pro dolovaci algoritmus One-CI&88V neni nutné uvéad atributtarget, ktery je
sowasti jivodniho navrhu pana Havkia [15], a proto je vypu&h.

<!ELEMENT Usematrix>

<IATTLIST Usematrix matrixRef CDATA #REQUIRED>
<IELEMENT InputDataType>

<IATTLIST InputDataType tableKey CDATA #REQUIRED>

Element Parametres je celjepracovan tak, aby uchovaval v elementech viechrgnpetry
dilezité pro detekci odlehlych hodnot. Nazvy elemiedpovidaji ndzivm parameii one-class SVM
algoritmu a jsou blize popsany v kapitole 6.2.leni#nty StandardDeviation a CacheSize nejsou
povinné.

<IELEMENT Parametres (KernelFunction, Tolerance, ActiveLearning, OutlierRate,
StandardDeviation?, CacheSize?)>

<IELEMENT KernelFunction (Gaussian|Linear|System determined)>

<!ELEMENT OutlierRate (%REAL-NUMBER;)>

<!ELEMENT ActiveLearning (true|false)>

<!ELEMENT Tolerance (%REAL-NUMBER;)>

<!ELEMENT StandardDeviation (%REAL-NUMBER;)>

<!ELEMENT CacheSize (%INT-NUMBER;)>

6.3.2 Element Knowledge

Knowledge je keéenovym elementem pro uchovani informaci o jedngtliv fazich dolovani
odlehlych hodnot. Navrh elementu je celjeyzat z prace pana Haika [15], ze kterého jsou
jednotlivécéasti upraveny podle odliSnosti ve vystupech reghes8VM a one-class SVM algoritmu.

Element Knowledge obsahuje povinny atrimame slouZici k propojeni vSech elemént
spadajicich pod jednu dolovaci ulohu a dalSi povparamettanguageudavajici jazyk, ve kterém je
element DataMiningTask popsan. K popisu elemenawvgéen jazyk XML.

<IELEMENT Knowledge (BuildTask, ApplyTask)>
<IATTLIST Knowledge hame CDATA #REQUIRED
language CDATA #REQUIRED
LanguageVersion CDATA #IMPLIED
type CDATA #IMPLIED >

Proces dolovani odlehlych hodnot obsahuj¢ thze - vytvdeni klasifik&niho modelu a
aplikaci na nova data. Tyto faze jsou zaznamenaelementech BuildTask a ApplyTask. Faze
testovani neni s@ésti procesu dolovani odlehlych hodnot, proto jeuggna.

Element BuildTask zachycuje informace o vy®mém klasifikdénim modelu. Uchovéavéa
v sol® v atributu name nazev komponenty, kterd model wyitNa, dale jméno vytvieného
klasifikacniho modelu v atributmode) ndzev vstupni tabulky pro vytkeni modelu v atributinput

a informace o vytvieni, ukorteni ulohy a vysledném stavu ulohy v atributetdrt, end, status
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<!ELEMENT BuildTask (Model)>
<IATTLIST BuildTask name CDATA #REQUIRED
model CDATA #REQUIRED
input CDATA #REQUIRED
start %DATE-TIME; #REQUIRED
end %DATE-TIME; #REQUIRED
status CDATA; #REQUIRED >
O vytvareném klasifik&nim modelu jsou uloZeny informace v elementu Moklkelry obsahuje
identifikacni atribut name s nazvem modelu a typ modelu uloZeny v atribtitpe Informace
o sloupcich tabulky, ze kterych je model vy, jsou uloZzeny v elementu ModelSignatureAttribute
ktery uchovava v atributeatame dataTypea miningTypeinformace o nazvu sloupce, jeho datovém
typu a typu dolovacich dat, které obsahuje.

<IELEMENT Model (ModelSignatureAttribute)>
<IATTLIST Model name CDATA #REQUIRED
type (Linear|Gaussian) #REQUIRED >
<IELEMENT ModelSignatureAttribute >
<IATTLIST ModelSignatureAttribute name CDATA #REQUIRED
dataType CDATA #REQUIRED
miningType CDATA #REQUIRED >

Posledni element ApplyTask obsahuje informace tapli fazi dolovani odlehlych hodnot.
Element je nepovinny a je pouZzit pouze, kdyZ k tétzi dojde. Obsahuje povinné atributame
mode]| start, end statusjako model BuildTask a dale atribirtput s nazvem vstupni tabulky pro
aplikaci klasifika&niho modelu a atribubutput obsahujici nazev vystupni tabulky s vysledky
aplikani faze.

<IELEMENT ApplyTask EMPTY>

<IATTLIST ApplyTask name CDATA #REQUIRED
model CDATA #REQUIRED
input CDATA #REQUIRED
output CDATA #REQUIRED
start %DATE-TIME; #REQUIRED
end %DATE-TIME; #REQUIRED
status CDATA; #REQUIRED >

6.4 Implementace modulu

Implementace modulu detekce odlehlych hodnot ¥ spdhrnuje implementaci abstraktriidiy
MiningPiece a vSech jejich metod, implementaci pracé&astmi DataMiningTask a Knowledge
dokumentu DMSL, implementaci vytéeni dolovaciho modelu, jeho aplikaci na nova data a
zpracovani vysledkdolovani.

Pri implementaci je zap&bi v iznych fazich dolovani dat udrZovat konzistentninaaz
o procesu dolovani ve strukturdch DMSL a v jakék&dizi musi byt mozné stav ulohy ulozZit. DMSL
dokument je jediné misto pro uchovagchto informaci, a proto bude vzdy u kazdého popisu

implementace funkcionality uveden vliv na dataéinruloZena.
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6.4.1 Implementace ¥idy MiningPiece

Kazda komponenta, ktera je s@sti dolovaciho procesu a ma byispupna v aplikaci, musi
implementovat abstraktnfitlu MiningPiece nachazejici se v API vistitida nazvana AdModule,

ktera tuto tidu implementuje, se stava hlaviitlbu modulu pro detekci odlehlych hodnot.

MiningPiece

i int

namea: String
FeategaryMame: Slring
FdisplaylableMame: String
l-description: String
Fpalletaloon: Imadge
l-edioniconBasa: Siring
l-editoricon: Image
Flarmel: Kenmel

Fkarnal Binding: Sirng AdMaodule
FacceptabePieces: Map<5tring, Accept= L~
WeourcaConnecton: Map<Siring, MiningPlacas | ™
FdastConneclion: Map=String, MiningPisce=
HastSourcekaernalBmnding: String

tmodified: boolean

+areRequiredConnectionsSatisfiad(): boolean
+afterdccepiEvent] ) boolean
+aftarRemoveEvent{): boclean
+heforaficoeptEvent(: boolean
+getOutputPanel(): JPanel

+runi): boolaan

+setkamsel(}

+openCustomizingDialoal)

Obrazek 6.5 Implementacédy MiningPiece

V konstruktoru tidy je nutné nastavit jméno, popis a cesty k ikondmponenty. Ikonu
v palet komponent nastavi setPalettelcon a ikonu pouZivarexditoru nastavi setEditorlcon. Jméno
a popis modulu je nastaveno pomoci loka&liho bundle. Tento postup uninge pipadnou
hromadnou lokalizaci v3ech téxpouzitych v grafickém rozhrani modulu sdadtnych do souboru

Bundle.properties

setlhisplaysblelName (NbBundle. getMessage (AdModule.class, THMAME LdModule™));
setbhescription(NbBundle. getMessage (AdModule.class, "HINT AdModule™));
setPalettelcon("ce/vuthr/fit/dataminer/admodule/resources/ LdModulelsa . png™)
getEditorIcon("ce/vuthr/fit/dataminer/ admodule/resources/ bdModuledsS . png™) :

Obrazek 6.6 Nastaveni v konstruktoifidy AdModule implementujici MiningPiece

Ve ttid¢ AdModule je déle zapt#bi implementovat vSechny metody obsaZené v altstrak
tcidé MiningPiece (obr 6.5), aby bylo moZzno s komponantomvého modulu v systému pracovat.
Nasleduje jejich et a popis, kdy jsou metody volany:

« beforeAcceptEvent() — metoda je volanaied vioZzenim dolovaci komponenty na
plochu editoru dolovaciho procesu;
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« afterAcceptEvent() — metoda je volana po viloZeni dolovaci komponeavayplochu
editoru dolovaciho procesu;

» afterRemoveEvent()— metoda je volanatipodstrarni dolovaci komponenty z plochy
editoru dolovaciho procesu;

e openCustomizingDialog()— metoda je zavolanatippoZzadavkuopen nad dolovaci
komponentou; slouZi pro zobrazeni dialogu zadgvardmetii komponenty;

* run() — metoda je volanatppozadavkurun nad vioZenou dolovaci komponentou;
provede dolovaci ulohu;

e getOutputPanel() — metoda slouzi k vyt¥eni panelu pro zobrazeni vyslédk

prokzhlé dolovaci ulohy; je volanaipoZadavkwpenkomponentyReport

Nasledujici kapitoly se zabyvaji konkrétni implertae jednotlivych metod v modulu detekce
odlehlych hodnot.

6.4.2 Struktura modulu

Hlavni fidou modulu je fida AdModule implementujici abstraktriidu MiningPiece. Tatofitda
zaji¥’uje komunikaci s jadrem aplikace ativeasteSujici tidu ke vSemifdam a metodam zajigjici
funkcionalitu celého modulu.

Na obrazku 6.7 je znazamma zakladni struktura celého moduldide AdModuleParamPanel
implementuje zadavani paramnietdolovaci udlohy. Tida AdModuleOutputPanel implementuje
zobrazeni vysledk dolovani odlehlych hodnot a informace o klasifikian modelu. VySe zmémé
tiidy vyuZivaji tidu AdModuleXMLworker pro vytveéeni uzlu ve strukite dokumentu DMSL.

AdMadisda
AdModuleParamPaned AdModuleMining Task
[Fatterdooaptesent(): hoakan
ralSize): Direngion secredie e ataiRemoveEvant]): boakean SERRRAN Sk e choUICE | AR 20urceT able: Sing): boalean
frcheckChange(): badlean 'JT = T TlshefarafccepiEvent(]: baolean I~ = T HoadParmmsFramDOMEL(): baslean
FeheckinpuiDatad): boalaan lFareRequisd CanneclionSatisfied] | bonkean t-miningdi
raavaPararisToDMEL]) praEDutpuiPanel ;. AdMaduleDulpuiPanel rprepareMadatBignaturemodel: Maoded): Suing
EraadParamsFromDSLD I apenCustomizing Dialog|) tupdateParams TeDmsl()
. mun(x bookean I
& |AdMaduteoutputPanel I I
E f.:.—_rE“EJ-_ I COYRnE> >

I
AdModuleTaskiWorker I

I “iuses=r =g ndi Shing
—_— l} —_ —\L) ImaesStarti v Sinmg
Adiodule XM Lworker

F———— = = = ==

I-snngTabiodedxmiSauroe: Ssnng i Mode

Obrazek 6.7 Struktura modulu pro dolovani odlehljobnot

Tiida AdModuleMiningTask implementuje vytkeni klasifik&niho modelu pro detekci

odlehlych hodnot a vyuZiv&itlu AdModuleTaskWorker obstaravajici samostatnaehuil tvorby
modelu.
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6.4.3 VloZzeni komponenty modulu

VloZzeni komponenty do editoru dolovaciho procesu ifplementovano pomoci metody
afterAcceptEvent()Ta ulozZi zékladni informace a nastaveni o modigilDMSL (obr. 6.8) pomoci
element DataMiningTask a Knowledge s atribute@meodpovidajicim ndzvu komponenty.

Parametry algoritmu v elementu DataMiningTask jeastaveny na zakladni a je nutnéijedp
spusEnim dolovani doplnit pomoci panelu paramgiopsaném v nasledujici kapitole. Atributy vSech
element v Knowledge jsou nastaveny natptsini hodnotunull.

V piipad odstragni komponenty jsou elementy DataMiningTask a Knalgke s atributem
nameodpovidajicim jménu odstramé komponenty odstrany z dokumentu DMSL pomoci metody
afterRemoveEvent()

Pokud dojde ke vloZeni vice komponent stejného tooda plochu editoru dolovaciho

procesu, je kazdé vygenerovano unikétsio v metod beforeAcceptEvent()

<LataliningTask language=">IML" name="DHM&33_AdModule3™ type="inomalvyDetection™>
<hnomalyDetection algorithm="0ne-Class VM=
<Usematrix matrixBef="null">=</Tsemacrix
<InputDataType tableKey="rmll"»</InputhataTypes
<Parametres
<KernelFunction »3ysten determined </ /KernelFunctiomn:-
<0utlierRate 0.1 </0utlierRate>
<Tolerance =0.001 < /Tolerance>
<hctivelearning »False < /fhctivelLearnings-
< /Parametress
< Jianomalyhetection:-
< /DataliningTaszk>

<Fnowledge lancuage="*ML" name="DM&33_adModule3” type="AnomalyDetections
<BuildTaszk end="null" input="rull"™ model="tull" nawe="tull" start="null" status="rtull">-

< /BuildTazk>
<AhpplyTask end="mull" input="null"™ model="null" name="rull"™ output="null"™ start="null™ status="null">

< fapplyTask>
< /Enowledoges

Obrazek 6.8 Zakladni stav DMSL po vloZeni kompoyeiat editoru dolovaciho procesu

6.4.4 Panel parametn

Po vyvolani metodppenCustomizingDialogfe oteen panel pro zadani parantetiolovaci ulohy,
ktery je implementovarridou AdModuleParamPanel. Zobrazeni je povoleno @eyzipads, pokud
je komponenta ifipojena ke zdroji dat. i® zobrazeni jsou r&&eny hodnoty paraméirz obsahu
elementu DataMiningTask. fiPzaweni panelu je provedena kontrola validity zadanytdt a
v piipact Usgchu jsou parametry ulozeny do DMSL. \tigact neusgsné kontroly je uZivatel
upozorrgn na chybnou hodnotu a vyzvan k ograv

Panel parameirse sklada zeritcasti. Prvnicést jecisté informativni. Druhagast umo#uje

nastavit kernel SVM algoritmu a sloupec s primarrkiitem vstupni tabulky. Vereti casti Ize

nastavit vSechny parametry algoritmu. Parametrydéted deviation a Cache size jsou nastavitelné
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pouze i vybéru Gaussovskeého kernelu. &t nastavitelnych paramétone-class SVM algoritmu je

souasti kapitoly 6.2.1.

r - -
=. Anomaly detection — ﬁ
Info:
Used algorikhen: Ore-Class Support Vechor Machine
Funchion: Detect outhers.
Lisage: Algonkhim require daka (table) with nonmal cases represants one: cdass bo prepare For detection outher Cases.
Data preparation: In FeducePanition comporsnt disabls data paritioning o St partion ratio bo 100%s For braining,
Keamiel:
R T E— Chisasa Linear if presusie inssr detribution, Gaussisn F presumne ponknesr distribution
or System determined § wou are not sure and system choose the best function seff.
Identifier key: {i} - Thoarss unigue identfier.
Parafmsbras:
Ganssian parametres:
Cupthar rate:
0.1 Spedfy the percentage of the data that you sxpect = ceviations (0421111
Rangs: > 0.and < 1 to be anomalous.
Ruangs: = 0 or rot defined
Tolersnce wales: 0.001 The criterion for completing the model braining process
i Cache sze (M): S0
Range: > 0.and < 0.1
Rangs: =0 (M)
FAuctivee bearming: 4 With active larming, SvM models can be bult on very
i lange training sets.

Obrazek 6.9 Panel pro zadavani paraingtlovaci Ulohy detekce odlehlych hodnot

6.4.5 SpuSeéni dolovani

Metoda run() spusti vytvéeni klasifik&niho modelu pro detekci odlehlych hodnot. Tuto
funkcionalitu implementujetida AdModuleMiningTask. Informace o vstupni tabujseu brany
z komponenty Reduce/Partition. Nastaveni paramate-class SVM je i&eno z DMSL elementu
DataMiningTask. Tida pracuje s rozhranim ODM popsanym v kapitole3612 Samotna uloha
vytvoreni klasifika&niho modelu je implementovana pomadddly AdModuleTaskWorker.

Nasledr po vytvaeni modelu jsou upraveny a uloZenyémy vstupnich parameirdo DMSL.

Informace o vytvéeném klasifik&nim modelu jsou uloZzeny do DMSL elementu buildTask.

6.4.6 Prezentace vysledi

Vytvoieny klasifik&ni model je prezentovdn pomoci komponenty Repoterék je
implementovanaitdou AdModuleOutputPanel a je volana metodetOutputPanel()

Jako zéklad pro graficky navrh panelu zobrazeniedkd detekce odlehlych hodnot byl pouZit
navrh pana Hawka z jeho prace implementujici regresni modul wajiti algoritmus SVM [15].
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Tato moZnost byla vyuZita zidodu sjednoceni uZivatelského rozhrani obou mibdyuZivajici
v zékladu stejného algoritmu. Navrh pana Hadibyl rozvinut a upraven pro geby klasifika&niho
modelu. Byla odstrama féze testovani modelu a 8&asti souvisejici sregresnim modelem.
Aplikac¢ni faze byla fepracovéna tak, aby siplvala poteby detekce odlehlych hodnot.

Schéma implementace je zobrazeno na obrazku 6ii@a AdModuleModelTable slouzi
k ptipraw vSech tabulek. fida AdModuleAllParamFromDMSL w&a dostupné informace
o klasifikatnim modelu. Sotésti prezentace vysleidllfe i aplikani faze detekce odlehlych hodnot
implementovanatidou AdModuleMiningApplyTask.

AdM odube CulputPanel
AdModuleAlParamFromDMSL AdMadulaMiningApplyTask
_eTareteee
[rgatSiaius]}: Siring TMoEIInpU T abie: Sngk
[+prtEndbataiy: Siring +apoly (nputTatde: Siringy boolean

spetEndTime(): String - |

rpetSlatDatall String
FoatSledTimeal) Sring
+oetdodel|: String

+petCutpudTabled): Srng AdMadule ModalTable

[rpatSialsd ) Siring

CEUERRE>

ForeateBanperoent: intl JProgresBar

4 orea e Ches kBax| slate: boolean): JChackDox

il Tablefodelltype: Slrng, lable: Siring, col: String,... kDelaul T ableModeal
Hll TableModelSignaturei beader: String(], items: Sting]][JDofauliModei Tabic
HigCElEdiables row: int, col: infkbolaan

reiCouni)tink L

-
Tt

AdModulaTaskWarker

d K nachon: Conmecl [ : Tagk K ; Siringl

Footend| ¢ Siring
palSiart!]: Siring

Obrazek 6.10 Implementace komponenty Report

Faze dolovani odlehlych hodnot jsou ve vystupnimepa reprezentovany pomoci dvou
zélozek Builda Apply. ZaloZzka Build obsahuje vSechny informacentvoieném klasifikanim
modelu. Informace jsoderpany z DMSL elementu buildTask. ZaloZka Applyudiok aplikaci

klasifikatniho modelu na nova data a k zobrazeni vysiegitikani faze.

&, Report

| Build i Task & Settings | Structure of Input | Input Data|

Apply

Anomaly Detection:

Algorithm:  One-Class Support vector machine

Obrazek 6.11 Graficka podoba zaloZek Build a Apply

Prace s komponentou detekce odlehlych hodnot azebim vysledk dosazenych dolovanim

je vyswtlena na konkrétnimifkladk v kapitole 8.
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7 RozSFeni modulu predikce

Modul predikce navrhl a implementoval pro algorisn@VM ve své praci Vyti@ni novych
prediknich modul v systému pro dolovani z dat na platféridetBeans pan Hawvkk [15]. Tato
prace navazuje na jeho vysledky a raggéi je o algoritmus vicenasobné linearni regreseqod
GLM.

Cilem této kapitoly je popis navrhu ro@ii modulu o algoritmus GLM, jeho implementace a
z&lereni do existujiciho modulu. Nezbytnou gdésti ndvrhu je Uprava DMSL dokumentu ptely
uloZeni parametr nového algoritmu a ziskanych znalosti. DalSic¢aeti roz&eni modulu je
z&lereni podpory dolovani dat pomoci ODM pro novy alguotis a jeho samotna implementace.
Souasrt je nutné provést integraci nového algoritmu deajtéi implementace tak, aby bylo mozné

pouzivat oba algoritmy bez Ujmy na jejich vyslefimikénosti a moZznostech nastaveni paratnetr

7.1  Algoritmus GLM v ODM

Obecnému uvodu do zobenych linearnich modél- GLM je wnovana kapitola 3.4. V této kapitole
je popsana implementace algoritmu zaloZzeného na @l®facle Data Mining zadélem predikce
pomoci vicenasobné linearni regrese.

Algoritmus je sodasti ODM az od verze Oracle databaze 11g. Vychafikiadné analyzy
vstupnich dat jednak na urovni celé tabulky, jelivath atributi (sloup@) i fadki, pii které zji'uje,
nakolik jsou splény zakladni podminky klasického linearniho modelu. ptipac€ nesplrni
zékladnich podminek se snaZzi vyuzit znamych zamégmodminek a vytvd tak model nejlépe
odpovidajici vstupnim d&in. Negastji dochazi k upraveni podminek na zakiadetekce jiného
rozloZeni dat vstupnich atridubez normalniho.

Algoritmus umi pracovat s velkym mnoZstvim vstupnidat a atribut, pricemZ jedinym

omezenim f tvorbé modelu jsou dostupné systémove piexdity.

7.1.1 Nastavitelné parametry

Algoritmu je mozné nastavit tyto vstupni parametry:
» Confidence level- algoritmus GLM je schopny &it hranice intervalu, ve kterém se
nachazi predikovana hodnota s jistou pépediobnosti utenou touto hodnotou.
* Ridge regresion — technika, ktera redukuje multikolinearitu vstighn atribufi.
Multikolinearita znazatuje lineérni zavislosti vstupnich atriiutNejlepsi vysledky
podéava algoritmus s nejmensi multikolinearitoumdZné ji povolit nebo zakézat.

V ptipact pouziti Ridge regression jsouigiupréna nastaveni dalSich dvou jejich parametr
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* Ridge value — koeficient Ridge regresion pro redukci multikearity. Pokud neni
nastaven, je automaticky generovan nejlepsi vhodny.

* VIF — nastaveniifiznaku Variance Inflation Factor gitajiciho statistiky ze vstupnich
dat @ vzniku regresniho modelu. Statistiky jsou ¢ftdny pouze $ dostatku

systémovych zdrdj

7.1.2 Predzpracovani dat

Oracle doportuje vyuzit automatizovan&guzpracovani vstupnich dat pro algoritmus GLM, @qr
je v nasledujici implementaci vyuZzito. Automatigiédzpracovani je implicithzapnuté a nemusi se
povolovat. Jeho s@asti je dopléni chykgjicich hodnot, standardizace dat pomoci kdargkzh

transformaci a normalizace.

7.1.3 Rozhrani ODM pro praci s GLM

Rozhrani ODM umaiuje pracovat s algoritmem GLM véeth fazich. Prvni faze vytkiaregresni
model podle zadanych paramietlgoritmu a vstupnich dat pro trénovani. Druhéefagtvaeny
model otestuje pomoci datéenych k testovani a vrati vysledky testieti faze umoiuje ziskany
regresni model aplikovat na nova vstupni data.ePs&databazi je shodna jakoipadt modulu pro
detekci odlehlych hodnot (kapitola 6.2.3).

7.1.3.1 Faze vytvareni modelu

OranZovéacast diagramufitd na obrazku 7.1 t¥d ¢ast pro nastaveni parametalgoritmu GLM

pomoci tid OraGLMSettings a OraGLMRegressionSettings, kdéaké specifikovan predikovany

atribut.
= Mirdngljuct —
. n AT yawe): Pl 1Ly _ _
[Pl dmgusnthm Sl (ol god thm Sellivga: AgentriSeltings) *E::m::&: ||IH-"I.:: :311-”:1““ [reraatedun: Strng, ImporiMetalata: boaiean | Pryscalaaset
1
R0 HINTMMION T PhysicallataSe
| [raceatin Tl Phya sl A ey
SuperdisediigorthmEstings Task
Eﬂﬂﬂ.ﬂﬂh.ﬂﬂ:ﬂ ExscuinnHandi
| BulldTask
OraGLMARegresslonSettings [V ociE T aRTa |
iR ailingahlaed Siing
FproaceviF orHogeregesnn Donean. b _ . o o o [+pettaiociel Hamet |: Sing
| prochacet'| FliorR dgeteg-aeaion|wl. booleany U —— }-mumwmummmm
r leseiEuIdS e ncsNamainame: Sinng?
|—‘l 1 | [Fsetindeibame]name: Siringl
L I
MRaGraRsonSaltings k OaGL MR ag S
o e Tt N - e I
b setConicencel evwaconfl svdoubie) 1
[ petFidpetiaue kdoubks BuligTaskFactary
et Rldgeialin [uakss douldag
frusaRocRagresshon [1: boolcan
tmﬁmuuu: ] [FerestetmutiLale Sy, Butd el Hame: S, moseade Sirng) i T8 |

Obrazek 7.1 ZjednoduSenyghled tid pro tvorbu regresniho modelu
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Vstupni data jsou definovana pomoci E&lutozna&enych fid PhysicalDataSet a
PhysicalDataSetFactory. Samotné vyerd modelu je pokryto vifdé BuildTask, nachazejici se
v zeler® ozna&ené ¢asti, a informace o vyt¥eném objektu jsou ifstupné pes tidu v mode
ozna&enécasti diagramu Model, péfpac OraGLMModelDetail.

7.1.3.2 Faze testovaci

Pri testovaci fazi jsou pomodiidy PhysicalDataSet definovana testovaci data $t@tani regresniho
modelu vzniklého v fedchozi fazi. Testovani pomoci takto definovanyah ptobiha pomociritly
TestTask (modr&ast diagramu na obrazku 7.2). O wyeb testovacich metrik se staréida
TestMetricsTask (zelen@&ast diagramu) a hodnoty takto ziskané jsou dostupifes tidu
RegressionTestMetrics (oranzowast diagramu). Testovani regresniho modelu sloazgjiseni

kvality jeho predikce.

HrgresionTestieirics
Winingihjes
Phyys icalD ataBetFactony
o TF ok I
[roppctd e dtun alun] o ok oo T Tyl | Fermmen e el
[rgethdnanPradoadiel el deubla [raetsjacidantifak Sitng et S, Fnp INEIaEe. oo e Fires Cllae |
MR SE o doubie Ay T
7 [ 0
Task PlysicalDmaSst
I s : ] rasdd Afribine] aliribute: Physicaidtirbuiz)

I [RegressionTastMeicaTask| [ RegressionTesthatricsTskF actory
- — Rl Targ i At S —
wﬂn?ﬂmxm - e
g Enngh |- ]
st iy Chiges T e Earng,_
ouetPrnci i Taspetedirh nmainame Siring

Obrazek 7.2 ZjednoduSenyghled tid pro testovani regresniho modelu

7.1.3.3 Faze aplikani

Cilem aplik&ni faze je aplikace vytweného regresniho modelu na nova data, tedy ziskathz
hodnoty nezndmého predikovaného atributu. O aplikeadelu se star&itla ApplyTask, kde je
definovana vystupni tabulka s vysledky predikcdefz@cést v diagramu na obrazku 7.3). Vstupni
tabulka s novymi daty je definovana pomdady PhysicalDataSet jako ¥grchozich fazich.

ApplySettngs MWiningObge<t ApplyTaek

i Earcalesivaionan]) Map [ R0 R Typall: MameadOn g e Daaan T Tian

[+ st purce Dest naliondtapd scurlesiMapkan) H-p=tobiecidentfien)): Sting *WWFIE
[+ gl ool Sirng)
3 A

Tath | ameiname: Siring,
[t seetbAcatel Mama naima: Sieing)
fraiE=ecmionHand ik ExgritonHandis
DataSstApply Task
DataSatapply TasbFactory
______ k
[ ereadiailead iData Siring, buldSemingeblame Jhng, modebsama: S ing )k Buld Tass RO : By

Obrazek 7.3 ZjednoduSenyeahled tid pro aplikaci regresniho modelu
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7.2 RozS¥eni DMSL

Zakladni struktura DMSL je definovana v praci patevlicka [15]. Navrh je pdeba pouze rozsi
0 moznosti uloZzeni paramétralgoritmu GLM do elementu DataMiningTask a réitSmoznost
uloZeni informaci o regresnim modelu v elementuddiask, ktery je sotasti informaci uloZzenych

do elementu Knowledge.

7.2.1 Element DataMiningTask

Rozsfeni elementu DataMiningTask dokumentu DMSL&pa v Upra¥ elementu Regression, ktery
se stava jedinym mistem, kde je uloZzen vybranyrdigas k dolovani. Typ algoritmu je ¢en
zkratkou SVM nebo GLM.

<IELEMENT DataMiningTask ANY >

<!ATTLIST DataMiningTask name CDATA #REQUIRED
language CDATA #REQUIRED
languageVersion CDATA #IMPLIED
type CDATA #IMPLIED >

<IELEMENT Regression (InputDataType, Parametres)>
<IATTLIST Regression algorithm (SVM, GLM) #REQUIRED>

Z pavodniho navrhu je iezité upozornit na atribuiarget elementu InputDataType, ktery
specifikuje ndzev predikovaného sloupce ze vsttginilky dat.

<IELEMENT InputDataType>
<IATTLIST InputDataType tableKey CDATA #REQUIRED
target CDATA #REQUIRED>

Do elementu Parametres jsatiddny vnitni elementy pro uloZeni parametlgoritmu GLM.
Element RidgeRegression je nepovinny. iippc, Ze neni pouZit, je moznost Ridge regression
v algoritmu zak&zana. Jeho atributF slouzi k uloZeni fiznaku zapnuti roz&nych statistik
algoritmu GLM. Vnitni element RidgeValue obsahuje hodnotu stejnojnfemparametru, pokud je
zadan.

<IELEMENT Parametres (KernelFunction?, Tolerance?, ActiveLearning?, Epsilon?,
ComplexityFactor?, StandardDeviation?, CacheSize? | RidgeRegression?,
ConfidencelLevel?)>

<IELEMENT KernelFunction (Gaussian|Linear|System determined)>

<!ELEMENT Tolerance (%REAL-NUMBER;)>

<IELEMENT ActiveLearning (true|false)>

<IELEMENT Epsilon (%REAL-NUMBER;)>

<IELEMENT ComplexityFactor (%REAL-NUMBER;)>

<!ELEMENT StandardDeviation (%REAL-NUMBER;)>

<IELEMENT CacheSize (%INT-NUMBER;)>

<IELEMENT ConfidenceLevel (%REAL-NUMBER;)>

<!ELEMENT RidgeRegression (RidgeValue?)>

<IATTLIST RidgeRegression VIF (true|false) #REQUIRED>

<!ELEMENT RidgeValue (%REAL-NUMBER;)>
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7.2.2 Element Knowledge

Element Knowledge slouZi k uloZeni informaci o esgim modelu a ziskanych znalosti jeho aplikaci
na nova data. Sklada se #ehlavnich elemerit popisujicich i faze predikce a jefpvzat z prace
pana Havidka [15].

Prvni element BuildTask uchovava informace o vzmégresniho modelu (vstupni tabulkas
vytvoreni, ¢as dokotieni modelu, vysledny status tvorby modelu) a infoceno #m ve vnitnich
elementech Model a ModelSignature, kde jsou uloZedmvy sloupt vstupni tabulky s typy dat
v nich uloZenych. Element ModelSignature obsahujpini element AttributeProperties, ktery
v atributu coefficientuchovava vypeéitanou hodnotu regresniho koeficientu. Element dBakk je
roz8ten o element Params pro moZnost uloZeni statistickfkazatdl ziskanych fi tvorbé GLM
modelu. Jejich p&et a sloZzeni nemusi bytrggem znamo. Ukazatele jsou deéj mkladany v
nésledujicim forméatu. Nézev elementu odpovida néztatistického ukazatele a jeho hodnota
odpovida hodneétukazatele.

<!ELEMENT BuildTask Model>
<IATTLIST BuildTask name CDATA #REQUIRED
model CDATA #REQUIRED
input CDATA #REQUIRED
start %DATE-TIME; #REQUIRED
end %DATE-TIME; #REQUIRED
status CDATA; #REQUIRED >
<IELEMENT Model (ModelSignatureAttribute)>
<IATTLIST Model name CDATA #REQUIRED
bias %REAL-NUMBER #IMPLIED
isLinear (true|false) #REQUIRED >
<IELEMENT ModelSignatureAttribute (AttributeProperties*) >
<IATTLIST ModelSignatureAttribute name CDATA #REQUIRED
dataType CDATA #REQUIRED
miningType CDATA #REQUIRED >
<IELEMENT AttributeProperties EMPTY >
<IATTLIST AttributeProperties value CDATA #REQUIRED
coefficient %0REAL-NUMBER; #REQUIRED >
<IELEMENT Params ANY>

Element TestTask slouzi k uchovani informaci ootesti fazi a ulozeni metrik v atributech
elementu Metrics znazmjicich kvalitu vytvdeného predigniho modelu. Popis metrik je uveden
v kapitole 8.1.

<IELEMENT Metrics EMPTY >

<IATTLIST Metrics MAE %REAL-NUMBER; #REQUIRED
MAV %REAL-NUMBER; #REQUIRED
MPV %REAL-NUMBER; #REQUIRED
RMSE %REAL-NUMBER; #REQUIRED >

Element ApplyTask uchovava v atributech informacestupni tabulce pro aplikaci modelu,
informace o vystupni tabulce s vysledky predikcstavu aplikani faze. Podrobna specifikace je

dostupna v praci pana Haika [15].
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7.3 Implementace rozsfeni modulu

vvvvv

existujicihotfeSeni s Upravou pro novy algoritmus hkawncasti prezentace vysletikkdy vysledky
obou prediknich algoritni jsou z velké&asti podobné.

Nejprve je& pred samotnou implementaci razsii modulu bylo paeba oddlit jiz existujici
programové konstrukce od zavislosti na SVM alganitnV celém feSeni modulu bylo vzdy
predpokladano pouZiti pouze jednoho prédiko algoritmu. Tento problém bykevazi vyieSen
metodou getRegressionAlgorithm(@iganou do hlavniitdy predikniho modulu PredictReModule.
Tato metoda vraci zkratku identifikujici zvolengailitmus ziskanou z DMSL a Ize tedy vZdy rozliSit
¢asti implementace kédu pro SVM i GLM algoritmus.

V prabéhu implementace byl také kladerirdz na udrZeni konzistence DMSL zaznamu

v zavislosti na zvoleném algoritmu a stavu proaisdavani.

7.3.1 Struktura rozSireného modulu

Hlavni #ida modulu implementujici abstraktitidu MiningPiece jeifda PredictReModule. fidy
PredictReModulelnputPanel a PredictReModulelnpugRaioM implementuji panel pro zadavani
parametit podle zvoleného algoritmu.  filla PredictReModuleMineTask a
PredictReModuleMineTaskGLM implementuji trénovadieatovaci fazi tvorby regresniho modulu,
kazda pro jeden typ algoritmuiifla PredictReModuleOutputPanel implementuje jedhatrbrazeni
vysledki dolovani a zfistupiuje aplik&ni fazi pes PredictReModuleMineApplyTask a
PredictReModuleMineApplyTaskGLM pro oba algorithousasre.

[PredictReModuleDutputPanel

PredictRaModulelnput Paneal = comeata>> woghaake
' == =3
' [
| PredictReModule || T “rraalas>
|l — — — b cogrpates>  |FrodiciReModuleMineTask =
\L,_ - (N i |
PredictReModuleinputPansiGLM CoCREER ceoraates

e -
PradictReModulaMineTaskGLM | [PredictReModuleMine Apply TashGLM

|
|
4 |
+ Cleantnowledgel kenms Bindimg: Strmng, kemel: Kamel) |
+gatDimension( }: Dimension i
+chackChangel): boolaan +applyModialtable: Sting): boolean | bapplyModel{tsble:String): boolasn
checkInpULDat ): Boolean *loadParamaFremOMSL boalean | +loadParamsFromDMSL{}: baolean :
. +updateParamsToDMSLE
::w“g;'ggﬂ?rﬂjﬁﬁsﬁf‘” gD ! ProdictReModuleMineApplyTask
= lesthodall)
+oomputeTesthetrics])

Obrazek 7.4 ZjednoduSenyghled tid regresniho modulu

Tiidy jsou zobrazeny na obrazku 7.4. OrakZjou zvyraz#ny rozstujici noveé fidy. Zbylé jsou

upraveny z fivodnich dle pdeb implementace nového algoritmu.
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7.3.2 Vlozeni komponenty modulu

Po vlioZeni komponenty Regrese do editoru dolovagiboesu dojde ve funkeiterAcceptEvent(e
vloZeni pouze zakladniho elementu DataMiningTask bgesréni pouZzitého algoritmu a jeho
parametii. Ty jsou doplgny aZ po vybru algoritmu pomoci panelu paramnietr

Atributy element reprezentujici jednotlivé faze dolovani obsaZzeetementu Knowledge jsou

piedvyplrény hodnotamiull.

<DataMiningTaszk langquage=">ML" name="DM537_FredictReModulel”™ type="Regression’>
<Fegression algorithm="'">-
<Uzematrix matrixRef="tull"></Tsematrix>
<InputDataType tableKey="null" target="ntull"></InputhataType:
<Parametres »</Parametresk-
< /Regressiorn-
< /DataMiningTask>

<Enowledge language=">ML" name="DM5S37_PredictReModulel™ type="Regression>

<BuildTaszk end="null" input="rull™ model="rmll™ name="tnull" start="null" status="null"></BuildTask>-
<TestTask end="mull" input="null™ model="null"™ name="rnull"™ output="rnull" start="rull" status="null":
< /TeztTask>

<ApplyTask end="null"™ input="rull"™ model="rmll™ name="tull" output="rill" start="null"™ status="null">
< fapplyTask>

< /Enowledge=

Obrazek 7.5 Zakladni stav DMSL po viloZeni kompoyneiat editoru dolovaciho procesu

7.3.3 Panel parametni

Zadavani parameir obou algoritnd je teSeno v metad openCustomizingDialog()tridy
PredictReModule.
"I Regression - o
Infuo:
Usied abgorithn: Generalized Linsar Models
Furnchion: Linear regressin

Uisage: Algorithen reguire data (table) for training and testing to create regression model for prediction,
Diaka preparation: In Reducs Partition component enable dats pantioreng and st partition ratio,

Iderkifer key: D - Chacrse: unigus identifier,
Targst coburn: | DWWELLENG_UNIT SIZE - Set barget cobuenn For prediction,

Pararmetres:
Corfidence kvel: 0,95 Theer corfidence: kevel is a measune of how sure the model ks that the troe vk will be
Rangs: = 0 and < 1.0 wathin & confidence inberval compubnd bry the model. Defaulk 95%.,

Ridge regressions || EnatdeiDisable Technigue that compencates For multicolinearity.

Fidge vahss: | 1,064 IF e vadus i amply, the ridge parameter i also caloulsted subomabicaly

Range: =0
Producs vansncs inflskion Fackor statitic: | F| Yesfla Gerersts Warisnce Inflation Fackor (VIF) statistics For lirsar regression modelks.
= Cancel
1= — 4

Obrazek 7.5 Panel pro zadavani parainglgoritmu GLM
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Nejprve je zobrazen panel pro ¥lalgoritmu. Pokud jiz byl gaky drive vybran, je nastaven
jako vychozi. Po vy#ru algoritmu je teprve zobrazen panel pro zadamarpetf (obr. 7.5). V
ptipact algoritmu GLM je implementovanyitiou PredictReModulelnputPanelGLM.

V piipact zmeny algoritmu jsou zrnény péislusné hodnoty elementu DataMiningTask
v DMSL dokumentu. Zaznamenané hodnoty v elementoviedge jsou pak vymazany. Tim je vZdy
zajiS€na konzistence zaznam DMSL pro vybrany algoritmus.

Panel pro zadavani paranieailgoritmu GLM je rozdlen do tech¢asti. Prvnicast maciste
informativni charakter. Ve druh&sti je mozné nastavit primarni &kistupni tabulky a definovat
predikovany sloupec tabulky. Nelze nastavit obaapetry na stejny sloupecteli ¢ast umo#uje
nastaveni vSech parametalgoritmu GLM popsanych v kapitole 7.1.1fi Raweni panelu je

provadna kontrola spravnosti zadanych hodnot.

7.3.4 SpuSéni dolovani

Metodarun() spusti prvni d& faze dolovani. V prvni fazi je vytven regresni model ze vstupnich
trénovacich dat a ve druhé je tento model otestg@moci testovacich dat. ®tabulky jsou
definovany v kompone#sitReduce/Partition. Pomoci metodgtRegressionAlgorithm(e zvolena
tiéida implementujici predéai tlohu prég zvoleného algoritmu.

Po vytvaeni a otestovani modelu jsotigiusre modifikovany elementy v DMSL.

7.3.5 Prezentace vysledi

Prezentace vysledkvytvoreni predikniho modelu a vysledktestovani modelu je pro oba algoritmy
implementovanartdou PredictReModuleOutputPanel, kterdigupiuje i aplikaci modelu na nova
data. Panel s vysledky jeigtupny ies komponentu Report a je rélsh zaloZzkami dotrech ¢asti,

kazda reprezentujici jednu fazi prace s pradik modelem (vytvieni, testovani, aplikace).

apply Predictive Mining Module

Obrazek 7.6 ZaloZky panelu pro prezentaci vysiattdovani

Pri zobrazeni panelu bylo zapebi upravit vypisovani paramétdle zvoleného algoritmu a
opravit chyby uvaznuti vznikajici viigodni implementaci i plnéni a praci s tabulkami. Dale byly
reimplementovany exporty tabulek gepracovan graficky vzhled zahlavi zalozek.

Detailni implementace #ily PredictReModuleOutputPanel je &asti prace pana

Havli¢cka [15]. Jednotlivé zaloZky, prace s vysledky akaphi faze jsou popsany v kapitole 8.1.
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8 Priklady pouziti modula

Tato kapitola je ¥novana praktickému pouZziti implementovanych maodal zpgisobu prezentace
vydolovanych znalosti. V jednotlivych krocich je ndenstrovdna detekce odlehlych hodnot a
predikce pomoci GLM.

Prvnim krokem je v kazdéntipac spustni aplikace a vytviieni nového dolovaciho projektu
pomoci nabidky File - New Project. Timto postupemspu&n privodce vytvdenim noveého
projektu, ve kterém je zagebi zvolit moznost Data Mining Project acikkem Next se fesunout na
dalsi stranku pro zadani nazvu projektu a volby jemiséni. Ogstovnym pouzitim tléitka Next je
zobrazeno posledni oknotpodce pro zadani paramitpripojeni k databazi, kde je zapebi
specifikovat pihlaSovaci jméno, heslo a urfipojované databaze. Po vypihi vSech pdebnych
Udaji je vhodné otestovattipojeni k databazi pomoci tdka Test connection. Déle je pouZitim
tlagitka Finish ukotien pivodce a vytvéen novy prazdny projekt. Poklepanim na soubor cimsl.
se oteve plocha editoru a panel s paletou komponent piinidiea modelovani dolovaciho procesu.

V néasledujicich kapitolach jsou popséany dalSi kré&lovani pro zvoleny modul.

8.1 Modul predikce - GLM

Prace s modulem spioa v nadefinovani komponent v grafu dolovacihapsw, nastaveni parametr
predikniho algoritmu GLM a zobrazeni vysledklolovani pes komponentu Report. Dalethe

nasledovat aplikmi faze aplikujici regresni model na nova data.

8.1.1 Nadefinovani komponent v grafu dolovaciho procesu

Vytvoreni grafu dolovaciho procesu probih&tpZzenim komponent z palety na plochu editoru a
jejich propojeni Sipkami. Propojeni Ize provést gpwasném stisku levého ditka mysi, klavesy
Ctrl a taZenim spojovaci Sipky mezi komponentami.

Pro &ely dolovaci ulohy predikce jsou zapehi komponenty Select Data (Whbvstupnich
dat), Reduce/Partition (roZieéni vstupnich dat na trénovaci a testovgst), Regression (dolovaci

komponenta) a Report (zobrazeni vysledkaplik&ni faze). Propojeni je ukazano na obrazku 8.1.

====] Regie @
% — % — Sion R S
Select Data Reduce/Partition Regression

Obrazek 8.1 Propojeni komponent do dolovaciho puoce
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8.1.2 Vstupni data, parametry a vytvareni modelu

Pro definici vstupnich dat slouzi komponenta Selaia, kde po jejim otéeni v zaloZzce Columns
Selection nizeme v lev&asti vybrat zdrojovou tabulku a naslédmak importovat zvolené sloupce
do pravécésti, jak je zobrazeno na obrazku 8.2 vlevo. P@&nylabulky a slouptje zapotebi nad
komponentou zavolat funkci Run, aby byla vyga tabulka vstupnich dat.

Vstupni data je zapf#bi rozdlit na dw ¢asti, na trénovaci data a testovaci. To je mozné
provést v kompone#&tReduce/Patrtition, kde Ize zvolit pémvelikosti oboucasti (obr. 8.2 vpravo).

Po zaveni panelu je pé¢ba zavolat funkci Run, aby bylo uskirniéno zvolené rozéeni dat.

Reduce/Partition ﬁ
Tkl PEOONTS DU »x (o ax s nasnms vans wastsnssmnssnnsnms v uns v wusi sun 99
&1 Select Data =50
i . o,
Import Diaka C5¥ | Cokimns Selection | Field References | Table 10N Candiions peLaTesicton BIDIEE
1 100
Dakabase content: Selactad Dats Flles: 4 f]j 100%
Tabie fiter: \CEMENT
BLAST_FURNACE_TLAG Reduction method: Random SRSROW -
& CEMENT:REAL ::;::H Reduced record CoUnt (OC8) ... iessvesiemseenremnsemmmmmsiensiesine 999
ok fdd> | [SUPERPLASTICIZER
ASFLRE COMRSE_AGGREGATE 7] Enabie d o
iy ! ata paritioning
. WrEREERL FINE_ASEREGATE
® SUPERPLASTICIZER .- e
. connsz_.o.qlsrREG{: | =<Remave CCHCRETE COMPRESSIVE. STRENG Partition ratio:
sl 1 [ Standard|Trairing Testing
@ AGEIINT << Remove al
® CONCRETE_COMPR ]
& [D:NT ]
DHEPANNMT1Z T (0 . . 60 % 40 %
TrOICEY) PCONS S88 .« 1euvonsivunvanssnnsnmnsmne innn vansamn vunnsn e 599
Testing records S8t ..icueiancsmn s 400
Ok Cancel |
S — I - i ==
i — -
III Ok | Cancel |

Obrazek 8.2 Komponenta Select Data a Reduce/Bartiti

Komponenta Regression nabizi moZnost Open, poZejpusni je zobrazen dotaz na Wb
dolovaciho algoritmu. Po zvoleni algoritmu GLM jebrazen panel pro zadavani parafngobr.
7.5). Zde je nutné nastavit primarnickistupni tabulky a nazev predikovaného sloupceursie
nesmi byt shodné. MoZnosti nastaveni paraimjetiu popsény v kapitole 7.1.1.

Vytvoieni modelu pro¥hne po zavolani funkce Run nad komponentou Regressi giipad
neusgchu @i vytvaieni modelu je zobrazeno hlaSeni s moznjg$enim. Nejastji je zdrojem

neusgchu malé mnoZstvi dat pro tvorbu modelu nebo newstZplni nastavenych parameétr

8.1.3 Prezentace vysledi
Prezentace vysledkje pistupnd pes komponentu Report. Ta obsahuie zakladni zalozky
odpovidajici fazim dolovani.

Zalozka Build shrnuje fazi vytwéni modelu. Prvni list této zaloZky Task & Settimpsahuje

obecné informace o modelu a vSechny pouZzité nepocitané parametryipjeho vytv&eni. DalSi

60



listy Structure of Input a Input data obsahuji gopi hodnoty vstupnich dat. V poslednim listu
zalozky Coefficient jsou zobrazeny koeficienty finei regrese a Variance inflation factor, pokud
bylo poZadovano jeho vyptiani a byl vypoitan pro jednotlivé sloupce vstupni tabulky.
Zalozka Test shrnuje vysledky faze testovani mod€lprvnim listu Test & Metrics jsou

zobrazeny vysledky zjf®vanych metrik udavajici kvalitu regresniho modelu:

* Root Mean Squared Error (RMSE) — odmocninatmrgru c¢tverce chyby.

« Mean Absolute Error (MAE) — absolutntetini chyba.

¢ Mean Actual Value (MAV) — pmeér vSech aktualnich hodnot.

* Mean Predicted Value (MPV) —onér vSech predikovanych hodnot.

Listy Structure of Input a Input Data obsahuji mopihodnoty testovacich dat. List Predicted
Test Data - Output zobrazuje porovnani predikovargdhibutu se skuteym a jejich porovnani ve
sloupci ACCURACY zobrazujici procentudlniegnost predikce. Pokud neni zaSkrtnuto pole Error
range, je vypet procentuelniigsnosti (Accuracy)ifmo zavisly na hodnstaktualni a predikované.
V ptipak, Ze pole je zaSkrtnuto, bere se v potaz kimekodnota, pro kterou jsme ochotni

akceptovat odchylku predikce (obr. 8.3).

. Fapon 3 - - o]
:"*-" Task i Metrics: | Sructure of Input | Inguk Diska || Predicted Test Dets - Cutpuf] Graph - Frsdiched Dita From Test Modal
R
Applr | | Predicted Test Data - Output Table:  DMSISTEST_APPLY_OUTPUT_GLM Fatch Sizec 100 Futch bt Rufrash gt
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Obrazek 8.3 Komponenta Report - porovnani predikéamaktualni hodnoty.

Posledni list Grafh Predicted Data From Test Ma&leuzi k vytvdeni miznych typi grafa

NN s

popisujicich vlastnosti modelu a @Spost predikce dat. Nejzajimgsi je grafické porovnani
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predikované a skuteé hodnoty, které by &o byt v idealnim pipadt nazngenou gimkou a graf

primérné procentudlni ugpnosti vSech predikovanych hodnot (obr. 8.4).

r‘_r-.u-vu.u - S ] r_hl:»-.-.ha-r- — $1
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Obrazek 8.4 Graf srovnani predikované a aktualdnbty a graf procentualni (&nosti predikce

8.1.4 Aplika ¢ni faze

Posledni zaloZzkou panelu komponenty Report je kald&pply. Pomoci listu Apply settings lze
vybrat bul’ jiZ existujici tabulku pro aplikaci regresniho red nebo vytvéit novou s ukazkovymi
daty grevzatymi z trénovacich dat a mozZnosti vioZeni miakt hodnot. Poté stav listu Input Data
pomoci tl&itka Run Apply Task aplikovat regresni model nareyid data. Pomoci listu Predicted
Data Ize pak prohliZzet vysledné predikované hodnBty vypnuté moznosti ridge regression je
zobrazen také horni a dolni limit predikce dle em& hodnoty Confidence level, jak lze &idha
obrazku 8.5. VesSkeré tabulky v panelu komponenfpomelze exportovat do csv souboru nebo

databazové tabulky pomociditka export.

. Report ]
—
{| Bt | [ rask [ Apphe Settings | Structure of Inpuk | Input Dota | Predicted Data
|| Test |
Apply | | OUIDUTTabee:  DMS33_applyThiDut_GLM Fetch Size: | 100 [ Fetehbest | [ Refresh | [ Export [
[Crata: All Data @ Just Pradicted
s PRECICTION FREDICTION_LOWER_BOUND  PREDICTION_UPFER_BOUND
1 1 S2.77371190859537) 49.6000955657 16466 55, 947 I2E245474254 |
53.130932693007281 S0.070463959633351 56.19140183638121
56 59Z197089370332] 52 9FT20TaES04804 B0, 208473331 BA5%8

Obrazek 8.5 Vysledky aplikace modelu na nova data

8.2  Modul detekce odlehlych hodnot

Prace s modulem ¢&pz&ina jeho z&lerénim do dolovaciho procesu s ostatnimi komponentami.
Pokra&uje nastavenim paramétdetekce odlehlych hodnot a vytemim klasifik&éniho modelu ze

vstupni tabulky obsahujici pouze relevantni hodn®fzhledem k nejfitomnosti odlehlych hodnot
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v trénovacich datech neni mozné model testovato pectatocast vypudtna. Ziskany model se pak
piimo aplikuje pomoci komponenty Report zaloZzky Applg data s igdpokladanou moZznosti
vyskytu odlehlych hodnot s naslednou moZznosti gkéfio a tabulkového zobrazeni detekovanych
odlehlych hodnot.

8.2.1 Nadefinovani komponent dolovaciho procesu

Vytvoieni grafu dolovaciho procesu probihi&tpZzenim komponent z palety na plochu editoru a
jejich propojeni Sipkami. Propojeni lze provést gputasném stisku levého daka mysi, klavesy
Ctrl a taZzenim spojovaci Sipky mezi komponentami.

Pro &ely dolovaci ulohy detekce odlehlych hodnot jsopati@bi komponenty Select Data
(vybér vstupnich dat), Reduce/Partition (omezeritpastupnich dat), Anomaly Detection (dolovaci

modul) a Report (zobrazeni vyslédk aplik&ni faze). Propojeni je ukdzano na obrazku 8.6.
3
EE== e
EEE= . B M . %
Select Data Reduce/Partition Repaort

Anamaly detection

Obrazek 8.6 Propojeni komponent do dolovaciho goce

8.2.2 Vstupni data, parametry a vytvareni modelu

Pro definici vstupnich dat slouzi komponenta Selatia, kde po jejim otéeni v zaloZzce Columns
Selection nizeme v lev&asti vybrat zdrojovou tabulku a naslédmak importovat zvolené sloupce
do pravécasti, jak je zobrazeno na obrazku 8.2 vlevo. Vstuabulka pro vytveéeni klasifik&niho
modelu detekce odlehlych hodnot musi obsahovatepmlevantni data. Po Wt tabulky a sloupkc
je zapotebi nad komponentou zavolat funkci Run. Tim je gkgna tabulka vstupnich dat.

Vstupni data je moZzné omezit v g fadki. To je mozné provést v komponént
Reduce/Partition, zde také zruSime volbu Enabla dattitioning. Rozéleni tabulek neni pro tento
modul zapatebi (obr. 8.2 vpravo).

Komponenta Anomaly Detection igtupiuje panel pro zadavani parangetme-class SVM
algoritmu [fes moZznost Open. Zde je zamtti definovat primarni kivstupni tabulky a parametry
algoritmu. Obrazek 6.9 zobrazuje panel a moznastiaveni jednotlivych paramétjsou popsany
v kapitole 6.2.1.

Po nastaveni parameétije zavolanim funkce Run nad komponentou AnomalyeEt®n

vytvoren Klasifik&ni model.

8.2.3 Prezentace vysledi

Prezentace vysledkje pistupnd pes komponentu Report. Ta obsahuj& @@lozky odpovidajici

fazim dolovani.

63



Z&loZka Build shrnuje fazi vyt¥é&ni modelu. Prvni list Task & Settings obsahujecobe
informace o modelu a vSechny pouzité nebo vitpoé parametryipjeho vytv&eni. Dalsi listy
Structure of Input a Input data obsahuji popis @nlaty vstupnich dat.

Zéalozka Apply obsahuje ne§gejrijSi ¢ast vytvdeni a zobrazeni vysletlidetekce odlehlych
hodnot a je ji ¥novana nasledujici kapitola.

8.2.4 Aplika ¢ni faze

Pomoci listu Apply Settings v zaloZce Apply Ize xgbtabulku z databaze $edpokladem vyskytu
odlehlych hodnot nebo nechat vygenerovat tabulkebns ndhodnymi ukazkovymi hodnotami ze
vstupni tabulky. Po vyisu tabulky jsou v dalSim kroku zobrazena data kkapi modelu v listu
Input Data a v listu Structure of Input je jejichpis. V gipad vytvorené nové tabulky je mozZnost
vloZend ukazkova data&mit. Samotna aplikace klasifikaiho modelu je spudita pomoci tlaéitka
Run Apply Task.

Po aplikaci modelu na data jefigiuprén list Output Data, ve kterém jsou v tabulce zobrgz
nalezené odlehlé hodnoty s uvedenou mirou greadbbnosti nalezitosti daitly odlehlych hodnot
ve sloupci PROBABILITY (obr. 8.7).
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l 9@; | Task | Apply Settings | Structure of Input | Input Cista | Gutput Data
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Obrazek 8.7 Panel s vysledky detekce odlehlych diodn
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Nad celou tabulkou je mozné #iografy ukazujici rozloZzeni atributv zavislosti na jiném
atributu nebo primarnim Kli tabulky. Z €chto grafi se d4 odhadnout rozloZzeni mnoziny relevantnich
dat a utit tak, jestli detekovana hodnota je skureodlehld. V grafu jsou protphlednost hodnoty
povaZzované za relevantni ozeay zeles, hodnoty s prawtpodobnosti naleZitosti mezi odlehlé 75 %

a ménr jsou ozndeny mode a hodnoty s vy3Si praygbdobnosti jsou oziany éerverg, jak je videt
na obrazku 8.8.
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Obrazek 8.8 Panel s vysledky detekce odlehlych diodn
Vydolované vysledky je mozné exportovat do soulmsmunebo databazové tabulky a je mozné

si zvolit bul’ pouze vybranéadky s odlehlymi hodnotami, nebo pouze relevar@idky, popipack je

mozné vyexportovat celou tabulku se vdemi hodnotami
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o) Zaveér

Celkovym cilem prace je navrZeni a implementaceyctovdolovacich modulpro systém vyvijeny
na platforn¢ NetBeans. K dosaZeni tohoto cile bylo nutné sevmidazi seznamit s problematikou
ziskavani znalosti z databazi a seznamitikiadne s aktualni implementaci jadra a s jiZz existujicimi
dolovacimi moduly aplikace Dataminer.

Z takto ziskanéhoiphledu o mozZnostech dolovani dat a jiz implememtgsta dolovacich
metodach bylo moZzné ¢it cile prace. Po konzultaci s vedoucim prace kylaeno, Ze prvnim cilem
prace bude roz&ni jiz existujiciho modulu regrese o novy dolovalgoritmus vicenasobné linearni
regrese zaloZeny na zobepngich linearnich modelech.

Pri zkoumani dalSich moZnosti dolovani dat bylo &jiét Ze neni pokryta moZnost pro
dolovani odlehlych hodnot. Proto bylo rozhodnute, dalsim cilem prace bude implementace a
integrace této dolovaci metody do dolovaciho systém

Obe tato roz&eni vyuZzivaji podporu dolovani dat na stralatabdzového serveru Oracle data
mining. Red samotnou implementaci bylo tedy zapbt prozkoumat moZnosti prace s ODM
v kontextu implementace novych dolovacich algofimmo nové moduly aplikace Dataminer.

Pfi samotné implementaci bylo zapebi feSit z&lenéni novychteSeni do celého systému
aplikace Dataminer a implementovat moznosti grafigprezentace vydolovanych znalosti.

V sowasném stavu je tedy mozné vyuZzit pro predikci ikapl Dataminer regresni modul
s plnohodnotnou implementaci dvou regresnich algoriSVM a GLM. RicemZ sodasti
implementace je i moznost zobrazeni vydolovanycilaati a jejich zndzoemi v grafech. Pomoci
implementace nového modulu pro dolovani odlehlyotnot je také umoZma detekce odlehlych

hodnot s moZnosti jejich zkoumani, zobrazefipauré odstragni.

66



Literatura

[1] ZENDULKA, J., BARTIK, V., LUKAS, R. aj.Ziskavani znalosti z databazi — studijni
opora.Brno: FIT VUT v Brrg, 2006.

2] HAN, J. a KAMBER, M.Data Mining: Concepts and Techniqu@s.vyd. Elsevier Inc.,
2006. 770 s. ISBN 978-1-55860-901-3.

[3] Regresnanalyza Wikipedia[online], 2009. [citace: 16. 12. 2009]
URL http://cs.wikipedia.org/wiki/Regresn%C3%AD a#hC3%BDza

[4] LITSCHMANNOVA, M. Regresdonline], 2008. [citace: 16. 12. 2009]
URL http://www.am.vsb.cz/litschmannova/STA1/Cwng€DF/14cRegrese.PDF

[5] KABA, B. Identifikace odlehlych pozorovani ve statistickgiakech

[online], 2001. [citace: 16. 12. 2009]
URL www.agris.cz/etc/textforwarder.php?iType=2&4125823

[6] Typy grafi v R Numerickésimulace[citace: 20. 12. 2009], 2008.
URL http://wood.mendelu.cz/cz/sections/FEM/?q-e18@

[7] SACHS, L.AppliedStatistics New York: Springer Verlag, 1984.

[8] Datamining hrab&korg [online], 2009. [citace: 20. 12. 2009]
URL http://www.hrabak.org/datamining.htm

[9] KOTASEK, P.DMSL: Data Mining Specification Languagdisertacni prace Brno: FIT
VUT v Brn¢, 2003.

[10] NetBeansWikipedia[online], 2009. [citace: 20. 12. 2009]
URL http://cs.wikipedia.org/wiki/NetBeans

[11] JSR-73 Java Documentatiddracle [online], 2008. [citace: 20. 12. 2009]
URL http://www.oracle.com/technology/productsdoiifn/jsr-73/index.html

[12] Support vector machines (SVMhline], 2007. [citace: 29. 12. 2009]
URL http://is.muni.cz/el/1433/podzim2006/PA034/@/M.pdf?fakulta=1433;0bdobi=
3523;kod=PA034

[13] SEBEK, M.Roz&feni funkcionality systému pro dolovani z dat nafpiene NetBeans:
diplomové praceBrno: FIT VUT v Brrg, 2009.

[14] HENKL, T. Dolovaci moduly systému pro dolovani z dat na qta# NetBeans:
diplomové praceBrno: FIT VUT v Brrg, 2009.

[15] HAVLICEK, D. Vytva'eni novych prediich modut v systému pro dolovani z dat na
platforme NetBeansdiplomova praceBrno: FIT VUT v Brrg, 2009.

67



[16]

[17]

[18]

[19]

[20]

[21]

[22]

[23]

VESELY, M. Aplikace GLM modelu v provozni praxi: diplomova ¢ea Brno:
PF Masarykova univerzita, 2007.

ANDEL, J. Matematicka statistikaPraha: SNTL/Alfa, 1978.

Klasicky linearni modeonline], 2006. [citace: 10. 4. 2010]
URL http://iastat.vse.cz/regrese/Regrese5.htm

MADER, P.Dolovaci moduly systému pro dolovani z dat v peatOracle: diplomova
prace.Brno: FIT VUT v Brrg, 2009.

KMOSCAK, O. Vytva'eni novych Klasifikénich modut v systému pro dolovani z dat na
platforme NetBeans: diplomova pracBrno: FIT VUT v Brrg, 2009.

The Data Mining Sample Prograrfanline], 2008. [citace: 15. 4. 2010]
URL http://download.oracle.com/docs/cd/E11882d@fdmine.112/e12217/sampleprogs.
htm#CHDDFBEC

The Data Mining Java AHbnline], 2008. [citace: 19. 4. 2010]
URL http://download.oracle.com/docs/cd/B28359d@idmine.111/b28131/java_api.htm

DOLEZAL, J.Jadro systému pro dolovani z dat v presi Oracle: diplomova prace
Brno: FIT VUT v Brre, 2006.

68



Seznam (Filoh

Priloha A: Obsah filozeného CD
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Priloha A: Obsah prilozeného CD

Adres&ova struktura naifjlozeném CD s informativnim popisem jejich obsahu:
« Dataminer
0 build — adresfobsahuijici distribéni spustitelnou verzi Datamineru.
0 scr — adresé obsahujici zdrojové kody aplikace Dataminé€etw® modufi
detekce odlehlych hodnot a regrese.
 Examples— adresfiobsahuje obrazkovy tutorial k pouZziti modulu regre detekce
odlehlych hodnot a soubor s testovacimi daty.

* Thesis— adresfiobsahuje text diplomové préce.
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