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Abstrakt

Cielom danej bakalarskej prace je zoznamit sa s pojmom Business Intelligence, rovnako
ako aj s pojmom datamining a jeho vyuzitim vo firemnej sfére. V ivodnej teoretickej casti
priblizim nastroje Business Intelligence a datamining algoritmy. V nasledujicej prakticke;j
Casti dané algoritmy vyuzijem pre analyzu poskytnutych firemnych dat. Nasledne ziskané

analyzy mo6zu byt pouzité ako podpora pre firemné rozhodovanie.

Abstract

The aim of this bachelor thesis is to get acquainted with the concept of Business Intelligence
as well as with the concept of data mining and its use in the company sphere. In the
introductory theoretical part I will introduce the tools of Business Intelligence and data
mining methods. In the following practical part I will use the methods for analysis of
provided company data. The analysis obtained can be used as a support for company

decision making.
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Uvod

Tému svojej bakalarskej prace som si vybral za zdklade neustale sa zvysujiceho tlaku na
ulozné kapacity pre kazdoro¢ne prudko rasttice mnozstva zaznamenanych dat. Takymto
enormnym narastom sa data stdvaju ¢im dalej tym viac neprehladnymi a preto sa zvysSuje
aj potreba prace s nimi, ich iprava a hlavne analyza pre ich mozné buduice vyuzitie.

Préave pre takito analyzu je vhodné vyuzit postupy a néstroje Business Intelligence (BI),
ktoré surové data premenia na informéacie a poznatky, podporujice firemné rozhodovanie.
Vdaka spravnemu a presnému vyuzitiu tychto nastrojov sa hodnota firiem na trhu z hladiska
konkurencieschopnosti neustéle zvysuje.

7Z celej oblasti BI sa budem zaoberat hlavne procesom datamining. Osobne ma zaujimaju
hlavne jeho prediktivne a Statistické moznosti a metddy, ktoré si priblizime v nasledujtcich

Castiach.

V prvej cCasti prace sa budem zaoberaf teoretickymi pojmami a ich vysvetlenim pre
lepSie pochopenie dalej rozoberanej problematiky. Bude sa jednat najmé o pojmy spojené
s Business Intelligence a datamining.

Popisem BI ako koncept, ktory zastresuje analytické a transakéné procesy (OLAP a
OTLP), zber dat, ukladanie dat a riadenie vedomosti. Dalej bude nasledovat charakteristika

pojmu datamining ako celku. Po nom popisem jednotlivé datamining algoritmy.

V druhej ¢asti priblizim spolo¢nost, s ktorou pri pisani priace spolupracujem. PopiSem
zakladné informécie o nej, jednotlivé pracovné pozicie a ¢im su Specifické. Vacésiu cast po-
zornosti budem venovat analyze pracovného procesu. Pomocou neho ukazem ako sa prijata
klientska poziadavka meni na hotovy produkt/sluzbu.

Nutnostou je aj poukazat na zapis a ukladanie vSetkych dat spojenych s pracovnym

procesom do databéazy, s ktorou budem pracovat.



V poslednej tretej navrhovej ¢asti budem prezentovat data poskytnutej databazy, ich
upravu a nasledné pouzitie. Na zaklade vyberu troch hlavnych datamining algoritmov vy-
tvorim navrhy predikénych alebo Statistickych modelov pre kazdy z nich. Pomocou tychto
modelov budem schopny dolovat informaécie, ktoré budi méct byt pouzité v dalsich analy-
zach alebo firemnom rozhodovani.

Pri tvorbe budem dbat na ¢o najvhodnejsi vyber dat a nasledne ¢o najpresnejsi vypo-
¢etny model. Nasledne vyhodnotim vytvoreny névrh riesenia s moznostami vyuzitia vytvo-

renych modelov.

V Uplnom zéavere zhodnotim celkovy prinos tejto prace pre firmu spolu so znalostami,

ktoré som pocas tvorby modelov, navrhov a analyz nadobudol.



Kapitola 1

Ciel prace, metédy a postupy

spracovania

Cielom préce je vyuzitie metdéd a nastrojov Business Intelligence pre podporu rozhodovania.

V ramci procesu ziskavania, ipravy a pouzivania dat som absolvoval niekolko stretnuti,
hovorov a konzultacii s viceprezidentom riadenia zdrojov spolo¢nosti. Po dohodnuti a schva-
leni podmienok prace mi bola poskytnuta ¢ast firemnej databazy dostacujicich rozmerov
a kvality dat pre plnohodnotni analyzu a dolovanie informaécii.

Pre dpravu samotnych dat v databaze som zvolil metédu OLAP, jednu z hlavnych fun-
kcionalit BI, a pomocou kontingenénych tabuliek som upravil kvalitativne data do potrebnej
kvantitativnej formy.

Nésledne som si zvolil program RapidMiner Studio spomedzi viacerych vo vybere,
pre jeho jednoduchy pristup a interaktivny tutoridl. Po prejdeni celého tutoridlu som bol
schopny vytvorit jednoduchy model so znalostami vac¢siny potrebnych operatorov. Pre pres-
nejsiu tvorbu kvalitnejsich modelov som sa nechal inspirovat internetovymi ¢lankami s da-
nou témou.

Po zadani operatorov, vybrani atributov a celkovom prepojeni sa vytvoril proces pripra-
veny na testovanie. Po spusteni sa zobrazili vystupy, na zaklade ktorych som mohol usudit,
Ci je miera presnosti testovania dostato¢ne vysoka. Postupnymi apravami dat a procesu som
ziskal presnost vhodn pre pouzitie a prezentaciu predikéného modelu s konkrétnymi, redlne

interpretovatelnymi vysledkami, ktoré firma moéze dalej vyuzif v procesoch rozhodovania.



Kapitola 2

Teoretické vychodiska

2.1 Business Intelligence

Business intelligence (BI) obsahuje stratégie a technoldgie pouzivané podnikmi na analyzu
udajov o obchodnych informéaciach.

Technolégie BI poskytuju historické, sicasné a prediktivne pohlady na obchodné ope-
racie. Medzi bezné funkcie technolégii podnikovej inteligencie patri podavanie sprav, online
analytické spracovanie, analytika, dolovanie idajov, dolovanie procesov, komplexné spraco-
vanie udalosti, riadenie vykonnosti podniku, porovnavanie, dolovanie textu a prediktivna
analyza. Technoldgie Bl dokazu spracovat velké mnozstvo Struktidrovanych a niekedy ne-
strukturovanych tdajov, aby pomohli identifikovat, rozvijat a inak vytvarat nové strategické
obchodné prilezitosti. Ich cielom je umoznit Tahkd interpretaciu tychto idajov. Identifika-
cia novych prilezitosti a implementacia efektivnej stratégie zalozenej na poznatkoch mézu
podnikom poskytnuf konkuren¢nid vyhodu na trhu a dlhodobt stabilitu.

Podnikatelské informacie moézu podniky vyuzivat na podporu Sirokého spektra obchod-
nych rozhodnuti od operativnych po strategické. Medzi zdkladné prevadzkové rozhodnutia
patri umiestnenie produktu alebo stanovenie ceny. Strategické obchodné rozhodnutia za-
hinaja priority, ciele a smery na najsirsej irovni. Vo vSetkych pripadoch je BI najacinnejsie,
ked kombinuje tdaje ziskané z trhu, na ktorom spolo¢nost posobi (externé udaje) s udajmi,
ako st finan¢né a prevadzkové (interné udaje).

Ak sa kombinuju, externé a interné idaje moézu poskytnit uplny obraz, ktory nemozno

odvodit z nijakého jedine¢ného stuboru tdajov. Medzi nespocetné sposoby pouzitia umoz-



nuju nastroje BI ziskavat informacie o novych trhoch, posudzovat dopyt a vhodnost pro-
duktov a sluzieb pre roézne segmenty trhu.

Aplikécie BI pouzivaju tidaje zhromazdené z datového skladu (date warehouse) alebo z
datového servera. Datovy sklad obsahuje kopiu analytickych tdajov, ktoré ulah¢uji podporu
rozhodovania.

Podnikové informécie definujeme ako systémy, ktoré kombinuji zbieranie dat (data gat-
hering), tlozisko dat (data storage) a riadenie vedomosti (knowledge management) s ana-
Iyzou na vyhodnotenie komplexnych podnikovych a konkuren¢nych informacii, ktoré sa
maju predlozif orgdnom s rozhodovacou pravomocou, s cielom zlepsit kvalitu vstupov do

rozhodovacieho procesu (5).

2.1.1 Online Analytical Processing (OLAP)

OLAP je technoldgia k rychlemu odpovedaniu na viacrozmerné analytické dotazy. Nastroje

OLAP umoznuju interaktivnu analyzu viacrozmernych tidajov z mnohych uhlov pohladu.
Sklada sa z troch zakladnych analytickych operécii:

1. Roll-up: jednd sa o zoskupenie udajov, ktoré je mozné zhromazdit a vypocitat v
jedenej alebo viacerych dimenziach
Priklad: vsetky pobocky st zoskupené pod nazov firmy pre urcenie celkovych vynosov

2. Drill-down: jedna sa o techniku umoznujicu pouzivatelom detailni navigaciu

Priklad: predaj podla jednotlivych produktov a sluzieb urcitej pobocky

3. Slice and dice: jedna sa o funkciu vyberu Specifickej mnoziny tdajov kocky OLAP

s moznostou prezerat (Slice) ¢asti z réznych uhlov pohladu.

Priklad: pohlad na predaj produktu na zidklade ddtumu predaja alebo zakaznika,

alebo miesta predaja, atd.

Databazy OLAP vyuzivaju viacrozmerny datovy model, ktory umoznuje analytické do-

tazy s rychlou ¢asovou odozvou (5).



2.1.2 Online Transaction Processing (OLTP)

OLTP je technolégia na spracovanie a ulozenie dat v databize, kde systém c¢o najlahsie,
najrychlejsie a najbezpecnejsie reaguje na poziadavky pouzivatelov. Systém OLTP sa v
stcasnosti pouziva najméa v databazovych aplikaciach.

Zakladnym rozdielom OLTP oproti OLAP je, ze u OLTP st data priebezne a ¢asto mo-
difikované obvykle viacerymi uzivatelmi, zatial ¢o u OLAP st data jednorazovo nahravané

a st nad nimi realizované dotazy (5).

2.1.3 Zber dat (Data gathering)

Zber udajov je proces zhromazdovania a merania informécii o cielovych premennych v zave-
denom systéme, ktory potom umoznuje odpovedat na prislusné otazky a hodnotit vysledky.
Zber udajov je sucastou vyskumu vo vSetkych studijnych odboroch vratane fyzikdlnych a
spolo¢enskych vied, humanitnych vied a podnikania. Zatial ¢o metddy sa liSia podla discip-
liny, déraz na zabezpecenie presného a ¢estného zberu zostava rovnaky. Cielom zhromazdo-
vania vSetkych tudajov je zachytif kvalitativne dokazy, ktoré umoznia, aby analyza viedla k

formulécii presved¢ivych a déveryhodnych odpovedi na polozené otézky (5).

2.1.4 Ukladanie dat (Data storage)

Ukladanie dat je zaznamenavanie informaécii na paméfové médium. Ako priklady paméto-

vych médii mdézeme uviest:

DNA a RNA

Fonograficky zaznam

Rukopis

Magneticka paska

Optické disky

Ukladanie pocitacovych tdajov je jednou z hlavnych funkcii pocitaca na vseobecné
poutzitie a elektronické dokumenty sa mézu ukladat na ovela mensom priestore ako papierové
dokumenty. Ciarové kédy a rozpoznavanie znakov magnetického atramentu (MICR) st dva

sposoby zaznamendvania strojom ¢itatelnych tidajov na papier (5).



2.1.5 Riadenie vedomosti (Knowledge management)

Riadenie vedomosti je proces vytvarania, zdielania, vyuzivania a riadenia znalosti a infor-
macii organizacie. Poukazuje na multidisciplinarny pristup na dosiahnutie organizac¢nych
cielov ¢o najlepsim vyuzitim znalosti.

Knowledge management je zavedenou disciplinou od roku 1991 a zahfna kurzy vy-
ucované v oblasti podnikovej spravy, informacnych systémov, managementu, kniznice a
informac¢nych vied.

Usilie v oblasti riadenia vedomosti sa zvy¢ajne zameriava na organizacéné ciele, ako
je lepsi vykon, konkurenéna vyhoda, inovacia, zdielanie ziskanych skisenosti, integracia a

neustéle zlepsovanie organizacie (5).



2.2 Data mining

Dolovanie tdajov je proces zistovania vzorcov vo velkych siboroch tdajov zahfnajacich
metddy strojového ucenia, statistik a databazovych systémov. Jedna sa o oblast informatiky
a Statistiky s celkovym cielom extrahovat informécie zo siboru dajov a transformovat ich
do zrozumitelnej struktiry na dalSie pouzitie.

Dolovanie tdajov je krokom analyzy procesu zistovania znalosti v databdzach (Kno-
wledge discovery in databases). Okrem prvotnej analyzy zahfnia aj aspekty spravy databéz
a udajov, predbezné spracovanie tdajov, ivahy o modeloch, nasledné spracovanie objave-
nych struktir, vizualizaciu a online aktualizaciu.

Termin ,dolovanie tdajov“ nie je Uplne spravne pomenovanie, pretoze cielom je ex-
trakcia vzorov a poznatkov z velkého mnozstva tdajov, tazba samotnych tdajov. Casto si
vhodnejsie vSeobecnejsie pojmy ako analyza a analytika tidajov alebo umeld inteligencia a
strojové ucenie.

Rozdiel medzi analyzou tidajov a fazbou tdajov spociva v tom, Ze analyza udajov sa
pouziva na testovanie modelov a hypotéz v stibore tidajov. Tazba (dolovanie) tidajov vyuziva
strojové ucenie a Statistické modely na odhalovanie skrytych vzorcov vo velkom mnozstve

udajov (13).

2.3 Data mining algoritmy

2.3.1 Linearna regresia (Linear regression)

Linearna regresia je najjednoduchsi algoritmus regresnej analyzy, ktory prebieha metédou
najmensich stvorcov. Regresia vie urcif zavislost medzi vstupom a vystupom z tréningovych
dat a nasledne vie vypoditat zavisld premenntd, vystup. Rovnako ako sa klasifikdcia pou-
ziva na predpovedanie kategorickych prvkov, na regresiu sa pouziva predpovedanie spojitej
hodnoty.

Jedné sa teda o vyjadrenie korelacie pomocou korelacného diagramu. Jej vysledkom je

spojity vystup (2).

10



Obr. 2.1: Priklad grafu vystupu linedrnej regresie

2.3.2 Logisticka regresia (Logistic regression)

Logisticka regresia je Statisticky model, ktory vyuziva logisticka funkciu na modelovanie
bindrne zavislej premenne;j.

Zaoberd sa problematikou odhadu pravdepodobnosti urc¢itého javu na zaklade znamych
skutocnosti a odhaduje parametre logistického modelu.

Binarny logisticky model ma zavisli premenni s dvoma moznymi hodnotami, ako st
napriklad hodnoty presiel/nepresiel, vghra/prehra, Zivg/mitvy alebo zdravy/chory. Tieto

dve hodnoty s oznacené ako 0 a 1.

Obr. 2.2: Priklad grafu logistickej regresie

Zdroj obr. 2.1: https://en.wikipedia.org/wiki/Linear_regression
Zdroj obr. 2.2: https://machinelearningmastery.com/logistic-regression

11
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2.3.3 Diskriminac¢nd analyza (Linear discriminant analysis)

Diskrimina¢né analyza je metéda viacrozmernej Statistickej analyzy, ktora charakterizuje a
oddeluje dva alebo viac tried objektov, alebo udalosti, vytvorenim rozhodovacieho pravidla.
Na rozdiel od zhlukovej analyzy sa pouziva v pripade, ked su skupiny vopred zname,
musia mat jednu alebo viacero kvantitativnych premennych a kvalitativnu premenni.
Jednoducho povedané, diskriminac¢né analyza je klasifikacia, a teda rozdelenie objektov
do skupin, tried alebo kategérii rovnakého typu.

Vsetky objekty si charakterizované znakmi, ktoré mozeme pozorovat (4).

-

Obr. 2.3: Priklad viacrozmerného grafu diskriminac¢nej analyzy

2.3.4 Faktorova analyza (Factor analysis)

Faktorova analyza je viacrozmernd Statistickd metéda, ktorda sa pouziva na redukciu vel-
kého poc¢tu premennych na niekolko interpretovatelnych zakladnych faktorov. Pomaha pri
riesen{ stiborov tdajov, kde existuje velké mnozstvo pozorovanych premennych, o ktorych
sa predpoklada, ze odrazaji mensi pocet zédkladnych (skrytych) premennych (6).

St definované dve hlavné metddy faktorovej analyzy:

1. Analyza hlavnych komponentov- extrahuje faktory zalozené na celkovom rozp-
tyle faktorov pre najdenie najmensieho poc¢tu premennych, ktoré vysvetluju najvicsie
rozptyly

2. Spoloc¢na analyza faktorov- extrahuje faktory zalozené na rozptyle zdielanom ty-

mito faktormi pre najdenie skrytych zakladnych faktorov

Zdroj obr. 2.3: https://cs.wikipedia.org/wiki/Diskrimina%C478Dn}C3%AD_anal},C3%BDza
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Obr. 2.4: Priklad grafu faktorovej analyzy

2.3.5 Zhlukova analyza (Cluster analysis)

Zhlukova analyza alebo zhlukovanie je tilohou zoskupovania mnoziny objektov takym spo-
sobom, ze objekty v rovnakej skupine (zhluky) s si navzijom viac podobné ako v inych
skupindch (zhlukoch).

Zhluk je uréeny polohou stredu v ,n-rozmernom® priestore ,,n*“ prvkov. Tato pozicia sa
nazyva tazisko (14). Je to bezna technika Statistickej analyzy tdajov, ktord sa pouziva v
mnohych oblastiach vratane strojového ucenia, analyzy obrazkov, ziskavania informacii a
pocitacovej grafiky.

Samotna zhlukova analyza nie je jeden Specificky algoritmus, ale viacero metéd zalo-
zenych na miere vzdialenosti alebo podobnosti medzi prvkami. Zhlukovaci algoritmus a
nastavenia parametrov zavisia od individualneho siiboru tdajov a zamyslaného pouzitia
vysledkov (13).

Rozlisujeme tri tlohy zhlukovej analyzy:

1. N&jdenie vopred definovaného poctu zhlukov
2. Néajdenie nespecifikovaného po¢tu mnozin zhlukov

3. Vytvorenie hierarchického stromu

Zdroj obr. 2.4: https://wwu.spss-tutorials.com/spss-factor-analysis-tutorial/
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Obr. 2.5: Priklad grafu zhlukovej analyzy

2.3.6 Neurénové siete (Artificial neural network)

Umeld neurénova siet (ANN), obvykle nazyvand neurénova siet (NN), je matematicky mo-
del alebo vypoctovy model, ktory je inspirovany struktirou a funkénymi aspektmi biolo-
gickych neurénovych sieti. Pozostava z prepojenej skupiny umelych neurénov a spracovava
informéacie pomocou spojovacieho pristupu k vypocétu. Vo vécsine pripadov je neurdlna siet
adaptivnym systémom, ktory meni svoju struktiru pocas fazy ucenia. Pouziva sa na mode-
lovanie zlozitych vztahov medzi vstupmi a vystupmi alebo na zistovanie vzorcov v idajoch.

Feed-forward siet je umeld neurénové siet, kde spojenia medzi jednotkami netvoria ria-
deny cyklus. Informécie sa pohybuju iba jednym smerom, zo vstupnych uzlov, cez skryté
uzly k vystupnym uzlom. V sieti tak nie st ziadne cykly ani slucky (14).

Hidden
Input I Output

Obr. 2.6: Architektira neurénovej siete

Zdroj obr. 2.5: https://en.wikipedia.org/wiki/Cluster_analysis
Zdroj obr. 2.6: https://laptrinhx.com/titanic-prediction-with-artificial-neural-network-in-

r\-3087367370/
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2.3.7 Rozhodovacie stromy (Decision tree)

Rozhodovacie stromy st nédstroj na podporu rozhodovania, ktory pouziva stromovy mo-
del rozhodnuti a ich mozné désledky, vratane vysledkov ndhodnych udalosti. Jedna sa o
algoritmus zalozeny na podmienenych riadiacich prikazoch.

Rozhodovaci strom tvoria uzly a vetvy. Zakladny uzol (korenovy uzol) sa dalej rozvetvuje
do dalsich uzlov, kde kazdy z nich predstavuje urciti vlastnost objektu.

Rozvetvenim jednotlivych uzlov sa vytvara struktira stromu (9).

Yes No Yes, No

[sea<o | [o<csn]

A<CsB ‘ ‘ CsA<B

Obr. 2.7: Priklad grafu vetvenia rozhodovacieho stromu

2.3.8 Naivny Bayesov klasifikator (Naive Bayes classifier)

Naivny Bayesov klasifikator je jednoduchy pravdepodobnostny klasifikator zalozeny na Ba-
yesovej vete so silnymi (naivnymi) predpokladmi nezavislosti medzi vliastnostami.
Klasifikatori st trénovani pomocou viacerych algoritmov zalozenych na rovnakom prin-
cipe. Predpokladaji, ze hodnota urcitého znaku je nezavisla od hodnoty iného znaku vzhla-
dom na premennd triedy. To znamena, ze kazdy zo znakov prispieva nezavisle k pravdepo-
dobnosti, bez ohladu na mozné korelacie medzi nimi.
Je oblibenou metédou s frekvenciami slov ako znakmi na kategoriziciu textu alebo

hodnotenie dokumentov (spam, Sport, politika) (8).

Zdroj obr. 2.7: https://elf1l.github.i0/2018/07/01/python-decision-trees-acm.html
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2.3.9 Sekvenc¢na analyza (Sequential pattern mining)

Analyza sekvencii je Statistickd analyza, kde sa idaje ziskavaju najdenim vzorov a hodnoty
st dodévané v postupnosti. Udaje sa vyhodnotia hned, ako sa zozbierajt, a dalsie vzorko-
vanie sa zastavi na zaklade vopred definovaného pravidla zastavenia, len ¢o sa zaznamenaja
vyznamné vysledky. Preto je niekedy mozné dospiet k zaveru ovela skor, ako by bolo mozné
pri klasickom testovani. Jedna sa o Specidlny pripad dolovania Struktdrovanych udajov, ¢o je

proces zistovania a ziskavania uzitoé¢nych informéacii z polostrukturovanych siborov iidajov.

2.3.10 Bayesove siete (Bayesian network)

Bayesova siet (Bayesovska siet, siet viery, rozhodovacia siet, Bayesov model, pravdepo-
dobnostne riadeny acyklicky graficky model) je pravdepodobnostny graficky model, ktory
predstavuje skupinu premennych a ich podmienené zavislosti prostrednictvom riadeného
acyklického rezimu.

Bayesovské siete st idedlne na uskutocnenie udalosti, ktora sa vyskytla a na predpove-

danie pravdepodobnosti, ze k tomu prispela niektora z niekolkych moznych zndmych pricin

(8).
Socio-Economic
Status (E)
Asbestos
Exposure (A)
Lung
Cancer (C)

Obr. 2.8: Priklad grafického zobrazenia Bayesovej siete

2.3.11 Algoritmus najblizsich susedov (k-nearest neighbors algorithm)

Algoritmus najblizsich susedov je neparametrickd metdéda pouzivand na klasifikaciu a regre-

siu. Susedia st prevzati zo siboru objektov, pre ktoré je zndma trieda (klasifikdcia) alebo

Zdroj obr. 2.8: https://www.bayesfusion.com/bayesian-networks/
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hodnota vlastnosti objektu (regresia). V oboch pripadoch vstup pozostava z ,.k“ najblizsich
cviénych prikladov v priestore prvkov.

Vystup zavisi od toho, ¢i sa jedna o klasifikdciu alebo regresiu (10).

e Klasifikacia: objekt je klasifikovany véic¢sinovym hlasom svojich susedov, pricom ob-
jekt je zaradeny do triedy najbeznejsej spomedzi svojich najblizsich susedov, vystu-

pom je teda clenstvo v triede

e Regresia: vystupom je hodnota vlastnosti pre objekt, ktord predstavuje priemer

hodnét ,k*“ najblizsich susedov

Obr. 2.9: Priklad zobrazenia k-NN

2.3.12 Samoorganizujica sa mapa (Self-organizing map)

Samoorganizujica sa mapa je typ umelej neurénovej siete, ktora je trénovand pomocou uce-
nia bez dozoru, za Uc¢elom vytvorenia nizkorozmernej, diskriminacnej reprezentacie vstup-
ného priestoru tréningovych vzoriek (mapa). Uplatnenim konkurenéného ucenia sa na roz-
diel od ucenia korekcie chyb lisia od ostatnych umelych neurénovych sieti.

Maju dva rezimy:
1. Tréning - vytvorenie mapy pomocou vstupnych vzoriek

2. Mapovanie - automaticka klasifikiacia nového vstupného vektoru

Samoorganizujice sa mapy su uzitocné pre vizualizdciu tym, Ze vytvoria nizkorozmerné

zobrazenie vysokorozmernych dat (11).

Zdroj obr. 2.9: https://www.unemyr.com/k-nearest-neighbour-ai/

17


https://www.unemyr.com/k-nearest-neighbour-ai/

Kapitola 3

Analyza sticasného stavu

V danej kapitole sa budem zaoberat analyzou stc¢asného stavu firmy, v ktorej zadanu pracu
robim. Vzhladom na dodrziavanie firemného GDPR budem dalej pouzivat ,XYZ“, ako
oznacenie/pracovny nazov firmy. Uvediem zakladné informécie o firme, ¢im sa zaoberd a
v akej oblasti posobi. Dalej popiSem klGcové pracovné pozicie, organizacnt Struktiru a

priblizny model informa¢ného toku.

3.1 Zakladné informacie o spolocnosti

Spolo¢nost XYZ je vedicou silou v oblasti profesionalnych prekladatelskych sluzieb a loka-
liza¢nych technologii.

Jedné sa o nadndrodnt spolo¢nost s medzindrodnym posobenim v Azii, Eurépe a Se-
vernej Amerike, ktora ma Sirokosiahle sktsenosti v oblasti lokalizacie softvéru, technickej
dokumentacie, e-learningu a multimédii pre popredné svetové spolo¢nosti. Pocet zamest-
nancov tejto spolo¢nosti celkovo nepresahuje 500 os6b.

Pomaha inym spolo¢nostiam zvysovat ich vynosy uvoltiovanim produktov a sluzieb na
medzinarodné trhy prostrednictvom skalovatelného a moduldrneho balika sluzieb, ktory
prisposobuje jazykové, kultirne a technické aspekty vyrobkov, sluzieb, dokumentacie a ko-
munikacii v krajinach takmer celého sveta.

Spoloc¢nost XYZ poskytuje svoje sluzby v sirokej skale odvetvi.
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Hlavné poskytované sluzby:

e Preklad - dpravy strojového prekladu, rychly preklad, marketingovy preklad, tlmo-

¢enie, zabezpecenie jazykovej kvality

e Testovanie - jazykové testovanie, funkcné testovanie, testovanie lokalizacie, sprava

chyb

e Lokalizacia - lokalizacia softvéru, lokalizicia uzivatelskej podpory, lokalizacia webo-

vych stranok, lokalizdcia e-learningu
e Obchodné sluzby - persondlne sluzby, ziskavanie jazykovych talentov
e Multimédia - prepisovanie, Voice Over, titulky, publikovanie na pocitaci

e Technolégia a umela inteligencia - NMT Custom Engine, WordsOnline TMS,

analyza textu, narativna generdcia

e Hry - preklad a lokalizacia, zvukova produkcia, titulky, dabing a Voice Over, funkéné

a jazykové testovanie, marketing a transcreation

e Software - preklad a lokalizacia, funkéné a jazykové testovanie, sprava chyb, marke-

ting a transcreation, agilné spdsoby dodania, Ul a preklad e-learningu

e Predaj a reklama - preklad a lokalizacia, strojovy preklad, popis produktov, mar-

keting a transcreation, Global SEO

e Marketing - preklad a lokalizicia, transcreation, Global SEO a ASO, lokalizacia

videa, Brand Research

e TV a Film - preklad a lokalizacia, transcreation, preklad skriptov, prepisovanie,

Voice Over, titulky, video postprodukcia

e E-learning - preklad a lokalizacia, lokalizacia videa, prepisovanie, Voice Over, titulky,

publikovanie na pocitaci, video postprodukcia

e Cestovanie a turizmus - preklad a lokalizacia, marketing a transcreation, lokaliza-

cia webovych stranok, online recenzie
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3.2 WordsOnline

WordsOnline je lokalizaéna platforma typu end-to-end'. Riadi vSetky preklady akéhokolvek
typu obsahu a jazyka na vsetkych cloudovych médiach. Jednda sa o kombinaciu neuralneho
strojového prekladu a prekladovej paméte s prekladatelskou komunitou s posilnenym Al.
WordsOnline poskytuje kontrolu, transparentnost a skalovatelnost.

Na rozdiel od vacsiny prekladov, ktoré pouzivaju zdlhavy, manudlny, drahy a Gasovo
naroc¢ny step-by-step postup, WordsOnline poskytuje nepretrzity pristup k publikovaniu a
lokalizacii, ktory je plne automatizovany, zalozeny na tidajoch a suvisly s plne integrovanou
jazykovou komunitou.

WordsOnline zjednodusuje pracovny postup prekladu prostrednictvom okamzitého pri-
delenia obsahu zaloZeného na narokoch globdlnej sieti lingvistov. Platforma Al tiez slubuje
nepretrzité dorucovanie, s automatickym vyberom obsahu pre pridani QA a prioritnou

kontrolou zalozenou na KPI s cielom zabezpecit vynikajicu kvalitu prekladov.

3.3 Pracovné pozicie

V tejto podkapitole budem Specifikovat Styri hlavné pracovné pozicie vo firme. Jedna sa o
Local Engineers, Testers, DTP/Multimediaa Project Management.

Vsetky styri tvoria zdkladny kamen firmy, pretoze si na seba priamo naviazané a jedna
bez druhej nemdézu fungovat. Kazda z pozicii ma vlastné ,,podpozicie“, kde jednotlivi vedici
timov rozdeluja tlohy svojim pracovnikom. Z hladiska ¢o najvécsej presnosti a prehladnosti

preto mdzeme zobrazit organizacnu Struktiuru tak ako je na nasledujicom obrazku 3.1.

VP Resource Management

Obr. 3.1: Organizacna struktira

Zdroj obr. 3.1: interny
'End-to-end popisuje proces, bertici systém alebo sluzbu od zadiatku do konca a poskytuje kompletné

funk¢né rieSenie, bez potreby ziskania ¢ohokolvek od tretej strany.
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3.3.1 Local Engineers (ENG)

Local Engineers patria do produkéného persondlu a podéavaju spravy vedicemu lokalizac-
ného inzinierstva.

Primarnou tlohou sekcie ENG je podpora projektovym manazérom a zakaznikom v
technickych oblastiach vratane pripravy projektu, zabezpecenia kvality, software testova-
nia, technického riesenia problémov a finalizdcie projektu. Skuseni inzinieri sa podielaju
na validacii, optimalizacii a automatizacii existujicich inzinierskych procesov, ako aj na

navrhovani a implementacii novych procesov.

Népln prace:

Localization Engineering (analyzy, priprava siborov a nasledné spracovanie)

Lokalizécia SW/UA

Online help lokalizicia

Screenshotting

Testovanie a oprava chyb

3.3.2 Testers (TEST)

Testers podavaju spravy vedicemu inzinierskej skupiny.

Primarnou tlohou sekcie TEST je vykonavanie manudlneho aj automatického software
testovania, sledovanie chyb a opravy chyb v stlade s priemyselnymi normami a potrebami
spoloc¢nosti. Sktuseni testeri sa podielaji na validacii a optimalizacii existujicich testovacich

procesov, ako aj na tvorbe testovacich scenarov a testovacich pripadov.
Népln prace:
e Funkéné, kozmetické a iné Specifické typy testovania na identifikdciu chyb

e Zaznamendavanie chyb, nové testovanie a overenie opravy a zmeny, az kym sa nedo-

siahne nulova chyba

e Vyskum vratane preskiimania inych vychodiskovych materidlov pred zacatim a pocas

projektu, s cielom rozsirit vedomosti o testovani
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Spolupréaca s ¢lenmi timu, s cielom zabezpecit dokoncenie prace v silade s terminmi

projektu.

Zabezpecenie kvality DTP /doc

Zabezpecenie kvality dodavok stiborov

Vykonavanie pridelenej QA aktivity vedicim testovacieho timu

3.3.3 DTP/Multimedia specialists (DTP)

DTP/Multimedia specialists st ¢lenmi produkéného personalu a zodpovedaji vedicemu
DTP oddelenia.

Priméarnou ilohou je realizacia sirokej skaly pocitacovych, grafickych a dokumentac¢nych
uloh v zavislosti od potrieb klienta. Vo vacsine pripadov pracuju priamo so subormi klienta.

Rovnako tak st schopni vytvarat vlastné textové alebo grafické navrhy.

Népln prace:

Priaca s dokumentaciou a grafickymi materidlmi v réznych formétoch

Tlac¢ a tvorba online PDF

Multi-tasking prostrednictvom mnohych projektov

Praca s nastrojmi spolo¢nosti Adobe

Odhady préace, koordinacia

3.3.4 Project management (PM)

Projektovi manazéri st ¢lenmi produkéného personalu a podavaju spravy vedicemu timu
projektu alebo skupiny.

PM riadia projekt a projektovy tim v stlade so stanovenymi poziadavkami a potre-
bami od zaciatku az do konca. Zodpovedaju za planovanie a chod jednotlivych projektov.
Poskytuju vysoko kvalitné sluzby na dosiahnutie cielov v primeranom c¢asovom ramci a

cene.
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Népln prace:
e Ziskovost projektov

e Vyrovnavanie pracovnej zataze Clenov projektovych timov

e Planovanie lokaliza¢nych projektov a alokécia zdrojov, vypracovanie rozpoc¢tu, har-

monogramu a parametrov kvality.

e Poskytovanie podpory podnikovym manazérom, architektom rieSeni a programovym
manazérom pri vypocte nakladov a planovani projektov, a pri prezentaciach zakazni-

kom

e Aktivna komunikécia s ¢lenmi timu s cielom identifikovat potencidlne organiza¢né a

prevadzkové problémy.

e Zabezpecenie dokoncenia vsetkych administrativnych projektovych procesov

3.4 Hardware a Software

Zakladom technického vybavenia firmy XYZ je predovSetkym vypoctova technika od spo-
lo¢nosti Dell (stolové pocitace a monitory), kladne hodnotend hlavne pre ich kvalitu a
vysoky vykon, ktory je pre vykonovo aj vypocetne (¢asovo) naroéné softwarové aplikécie

na poskytované sluzby prekladov, lokalizacii a grafickych iikonov priam nevyhnutny.

Z hladiska softwaru si vyuzivané produkty od spolo¢nosti Microsoft (Excel) pre tvorbu
zdznamov, reportov a Adobe (Photoshop, Illustrator) predovsetkym na zlozitejsie grafické
upravy. Rovnako sa pouzivaju programy pre vykonny management kvality a terminologie

(Xbench) alebo pre ulahéenie prekladu a korekciu textu (SDL Trados Studio).

23



3.5 Analyza pracovného procesu

Pracovny proces v danej spolo¢nosti za¢ina analyzou, prerokovanim a schvilenim poziada-

viek a podmienok stanovenych klientom.

Projekt ako celok je nasledne rozdeleny na jednotlivé ¢asti v zavislosti od typu a charak-
teru pracovnych tkonov. Takto rozdelené casti projektu sa priradené jednotlivym projek-

tovym manazérom. T1 nésledne stanovia a prerozdelia tlohy Specialistom (Local Engineers

a DTP Specialists), ktori zadané tlohy spracuju.

Local Engineers a DTP Specialists najskor skontroluju klientsky zdrojovy subor a jeho

spravnost. V pripade najdenia chyb ich opravia pomocou softwarovych aplikacii.

Local Engineers sa zameriavaji na kontrolu struktiry a textového obsahu stboru.

Ulohou DTP Specialists je ndjdenie problémov v grafickom rozhrani.

Vzajomne spolupracuja pri odstranovani vsetkych nedostatkov a chyb a nésledne upra-

via subor na pozadovany format, ktory je urceny k prekladu.

Business Process

[} Local
.~ Engineers

@ Klient | ™ Project ‘ @ Testers > Project

s Klient

' Managers ' Managers
"y

’ DTP

n_ Specialisis

Obr. 3.2: Pracovny proces

Dalsfm krokom je samotny preklad textu, ktory realizuji Local Engineers. Ten si vyza-

duje nielen ich primerané jazykové kompetencie, ale hlavne vyuzitie vhodnych programov

a aplikécii ur¢enych na prekladatelski ¢innost.

Zdroj obr. 3.2: interny
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Po realizacii procesu prekladu je dalsim nevyhnutnym krokom validacia vystupu po-
mocou softwaru, ktory realizuju testeri. T1 podrobne skontroluju textovi i graficku cast.
V pripade zistenia nedostatkov ich zdokumentuju a vytvoria report. Nasledne report posla
prislusnym Specialistom (ENG, DTP), ktor{ ho vyuziji na odstranenie zistenych chyb.

Local Engineers upravia subor do findlnej podoby. Nasleduje posledna faza kontroly
,vizualna kontrola®, ktori vykonavaju testeri. V pripade néjdenia chyb sa proces opravy a
naslednej kontroly opakuje.

Po odstraneni vsetkych nedostatkov sa finalizuje vysledny produkt. Ten sa odosiela ako
celok spat projektovym manazérom. Ti zaeviduju do firemnej databazy vsetky udaje o

projekte a vyslednom produkte a odosld ho klientovi.

Upravy a opravy .
Struktiry siiboru Vizuaina kontrola

Klientsky zdrojovy Kontrola zdrojového Uprava na pozadovany

Preklad Kontrolaspravnosti M\ Uprava do fndinej Findna kontrola

silbor siiboru formit k prekiadu prekiadu podoby spravnosti siboru pRsae e

Pouzitie prekiadového

o Softwarova kontrola Oprava reportov a DTP

Obr. 3.3: Informacny tok

Zdroj obr. 3.3: interny
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3.6 Zhodnotenie stcasného stavu

XYZ je lokaliza¢no-prekladatelskou firmou, ktord ma k dispozicii profesionédlny software
na upravu, editaciu, kontrolu a opravu struktiry do klientom vyziadaného vystupného
formatu. O kazdom projekte si jednotlivi pracovnici vedd zdznamy a reporty, ktoré posielaja
vyssie do firemného managementu (VP Resource Management).

VP Resource Management zaznamenéava dolezité, podstatné data pomocou tabuliek od
Microsoft Excel. Zaznamenané data spolo¢ne vytvaraju databazu, v ktorej budem v dalsej
kapitole vykondvat dolovanie dét (datamining). Takato databaza je pomerne neprehladné a
tazko sa s nou pracuje z dévodu velkého mnozstva dat. Jednou z moznosti pre pracu a ziska-
nie podstatnych tidajov je vyuzitie néstrojov Business Itelligence (BI) - Excelovskych filtrov
a kontingenc¢nych tabuliek (Excel Pivot Tables), umoznujtcich vytvarat zostavy (reporty).
Pivot Tables rovnako umoznuju prepajanie na databazové tidaje v inych stiboroch a forma-
toch ako je Excel. Vsetky dané procesy spadaju pod koncepciu analytického spracovania
OLAP (Online Analytical Processing).

Problém nastava v situdcii rozhodovania s vyhladom do budtcna. Nakolko Excel Pivot
Tables ponukaju kvalitny prehlad len aktualnych dat, nie je pomocou nich mozné vytvorit
predikény model, ktory by vedel predpovedat napriklad mozné budiice vynosy/naklady
alebo zisk/stratu. To je moment, kedy do rozhodovacieho procesu vstupuji datamining
nastroje a algoritmy.

Nakolko poskytnutd databédza nie je vo vhodnom stave pre dolovanie dat, je nutné aby
som si ju upravil za pomoci vyssie uvedenych nastrojov BI. Jednotlivé postupy upravy,

vyber vhodnych dat ako aj dolovanie popisem v nasledujicej kapitole.

26



Kapitola 4

Vlastny navrh riesenia

V tejto kapitole sa budem zaoberat ipravou poskytnutej firemnej databdzy a néasledne do-
lovaniu podstatnych a doélezitych dat pre ¢o najvhodnejsi tréning dat a naslednt predikciu.
Pomocou roznych dolovacich metéd budem schopny podat vediicim pracovnikom manage-
mentu redlne a ¢o najpresnejsie vysledky. Tie budi mdct dalej vyuzit v procese firemného

rozhodovania a budiceho vyvoja firmy.

Vsetky obrazky v tejto kapitole budi vlastne vytvorené v prostredi RapidMiner
Studio a Microsoft Excel.

4.1 Uprava databazy

Ako som uz spominal, jednotlivé zaznamenané data sa uschovavaju v ramci firemnej data-
bazy pomocou tabuliek programu Microsoft Excel. Nakolko databaza nie je vo vhodnom
stave a forme pre priame vyuzitie dolovacich metéd a algoritmov je nutné data zobrazit vo

vyhovujucej podobe.

Tvee [~ Document codd — Pr3 code| — Pri status | — Customer | — we [~ -~
PO 3172419 AR 114351 | Completed 23133 wWAR 250698
=T ST ar11as51  |[Completed [Ts1ss [ s—
PO 3172419 vaR114351 | Completed 23133 wWAR 259699
PO 3172419 vaR114351 | Completed 23133 WWAR 259699
=) Gizz2ais AR 114351 | Completed [Es13= VAR 2E569 7
PO 3172419 vaR114351 | Completed 23133 VAR 259697
PO S1i7241s aR114351 | Completed 23133 VAR 259697
PO 3172419 vaR114351 | Completed 23133 WAR259696
PO B171s01 aDB 114230 Completed 23579 ADB257535
=) Gizires aoe 119230 Complet=d [Zss7s ADBzs7S29
PO 3174303 HE 1114385 Completed 22930 HE 1270039
PO Bi7as11 HE 1114385 Completed 22930 HE 1270039
=) Gizazii E111asss Comple t=d EE=E) HE 1270040
PO Bi7ar7i HE1114515 Completed 22930 HB1271752
PO G117 Az 119257 Completed (22773 AZL268516

Obr. 4.1: Ukazka z pracovnej databazy
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Pre tento el som si zvolil kontingencéné tabulky (Pivot Tables) spadajice pod techno-
16giu OLAP. Pivot Tables st nastrojom spracovania a usporiadania dat s cielom upozornit
na uzitocné informécie. Tento nastroj je vbudovany a poskytovany samotnym programom
Excel. Vysledkom tprav v kontingencnej tabulke teda bude sumarizacia idajov, ktord moze

obsahovat sumy, priemery alebo iné Statistiky vzhladom na potreby uzivatela.

Poskytnuta databaza obsahovala niekolko tisic riadkov tdajov o projektoch, zakazni-
koch, zamestnancoch atd. Pomocou funkcie filtru som odstranil prazdne alebo neziadice
prvky, ktoré by pripadne mohli znehodnotif dolovaci algoritmus aj s jeho vysledkami. V
tomto konkrétnom pripade bolo nutnosfou filtrovat polozku Sup. category z dévodu ne-
jasnosti a chybovosti urcitych poloziek (nedefinované polozky, nezmyselné nazvy). Oproti
pévodnému poctu vsetkych riadkov tabulky sa po filtrovani pocet znizil len o par riadkov,
¢o znamena ze odfiltrovanim som vyjrazne nezasiahol do Struktury, prave naopak, zvysil

som Sance na presnejsie modelovanie.

N4 zaklade obrazku 4.2 vidiet, ze do funkcie filtru je priradena este jedna polozka
Unit Code. Samotné polozka obsahuje idaje o jednotke hodnotenia pracovného vykonu. To
znamend ze obsahuje hodnoty ako: HOU (hodinova sadzba), CHR (sadzba za slovo), DAY
(denna sadzba) a PGS (sadzba za stranu). V tomto konkrétnom pripade som sa zameral
hlavne na hodinovi sadzbu (HOU) a preto vSetky modely a analyzy budd pracovat len v

,hodinovom rezime*“.

A B C [ Status
1 |Unit Code HOU T [ Quote confirmed date
2 Sup. category (Viacero poloZiek) |~T [ Res. code
3 [ Gender
4 |Prj-code ~ | Potet [] Res. name
5 243114728 1 LI Res. Job title
6 3SE115161 12 [ Cost cat. (Int) code hd
7 808114861 103 X . h .
8 |A3M115210 19 Presurite polia medzi nizSie uvedenymi oblastami:
8 |A3M115543 254 Filtre Stlpce
10 | AA1115208 69 Unit Code -
11 | AA1115461 5 Sup. category -
12 |AA1115530 81
13 AAC115182 150
14 AACI115279 156
15 AACI15280 158
16 AAC115281 385
17 | AACI15551 195 Riadky % Hodnoty
18 AAC115686 4 Prj code M Pocet z Prj code ¥
19 AACI15835 1
20 ABD114912 86
21 ABD115343 167

Obr. 4.2: Kontingencéna tabulka
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Dalsim a findlnym krokom som vysledné analyzy ziskané z kontingenénjch tabuliek
zjednotil a spojil do jednej spoloc¢nej tabulky urcenej pre konkrétny typ modelu datového
dolovania. Pre kazdy jeden model bolo nutné tipravami vytvorit samostatni tabulku (da-

tabdzu) v zéavislosti na pozadovany vysledny stav a predikciu budicich stavov.

Takto upravené data boli pripravené na import do zvoleného softwaru pre dolovanie
dat (datamining). V tomto pripade som si zvolil program RapidMiner Studio pre jeho
jednoduchost pouzivania, interaktivny tutoridl, licenéné moznosti pre edukacné ucely a

hlavne mnozstvo moznosti pre tvorbu analytickych a prediktivnych modelov.

RapidMiner je softwarova platforma, ktora poskytuje integrované prostredie pre prip-
ravu udajov, tazbu textu a prediktivnu analyzu pomocou schém, modelov a algoritmov.
Poskytuje GUI (Graphical User Interface) na navrhovanie a vykonévanie analytickych pra-
covnych tokov ,,procesov®. Procesy sa skladaju z viacerych ,operatorov®. Operator vykonava
jednu 1lohu v ramci procesu a vystup kazdého operatora tvori moznost vstupu pre dalsi.
Celkovy vysledok analyzy alebo predikcie vznika prepojenim operatorov a vystupného bodu

s naslednym spustenim procesu (14).

4.2 Navrh linearnej regresie (LIN__REG)

Model linearnej regresie som vytvoril za Gcelom zistenia miery zavislosti zvolenych atribiatov
Cost Cat. Code (ID nakladovej kategérie do ktorej projekt spadd) a Supplier type (typ
dodéavatela) na New HOU Value (celkové néklady za projekt).

Cost Cat. Code a Supplier type obsahuju ¢iselné hodnoty, ktoré vyjadruju celkovy pocet
hodin stravenych na projektoch a New HOU Value obsahuje ¢iselné hodnoty vyjadrujice

celkovi sumu nakladov v eurach.

Vystupom tohto navrhu by mal byt predikény model, schopny predpovedat mozné bu-

dtice hodnoty celkovych nakladov na projekt s konkrétnou (¢o najviac moznou) presnostou.
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4.2.1 Tvorba modelu LIN_ REG

Navrh zacinal importom vhodne upravenej databazy. Vzhladom na to, ze vystupom line-
arnej regresie bol spojity vystup, museli byt vSetky atributy ¢iselného datového typu. V
pripade iného nez ¢iselného datového typu bolo mozné upravit ich priamo v programe a to

pouzitim operdtorov pre zmenu typu atribatu.

Operators

nom x

Numerical to Binominal A

MNumerical to Polynominal
Nominal to Binominal

Mominal to Text

Mominal to Numerical

L N T T B W ¥

Mominal to Date v

Obr. 4.3: Operatory pre zmenu datového typu

Najcastejsie mnou vyuzivanym operatorom pre zmenu datového typu bol Nominal to
Numerical, ktory z kazdej jedinecnej textovej hodnoty vytvoril bindrny atribut. Takto vy-

tvorené bindrne atributy boli naplnené hodnotami ,,0“ alebo ,,1%

Po importe databazy bolo nutné zvolit atribiity zavislé na sledovanom pomocou opera-
tora Select Attributes. V mojom pripade som kvoli vysokému poctu atributov zvolil metodu
selekcie vSetkych a nasledne obrétenej selekcie (invert selection), ktora mi po zvoleni atribi-
tov vykonala opacnt ¢innost, zvolené atribtuty odstranila z databazy. TYym som zabezpecil,

aby mi do procesu vstupovali len tie vyznamovo potrebné.

Obr. 4.4: Proces tpravy databazy pre linedrnu regresiu v programe RapidMiner Studio

Dalsim krokom bolo pridanie operatoru Set Role. Pomocou neho som si vybral atribit,
ktory som chcel sledovat a predikovat. Jednalo sa o celkové naklady New HOU Value. Po
realizacii tohto kroku som mohol konstatovat, ze databaza je upravend a pripravena pre

tvorbu modelu linearnej regresie.
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Pokracoval som pridanim operatora Split Data, ktory rozdelil databiazu na mensie par-
ticie v pozadovanom pomere. V pripade tvorby len tréningovych dat by som don zadal
jedinti hodnotu ,1.0“, ktord vyjadruje percentudlne (100%) pouzitie celkového obsahu na
trénovanie modelu.

V pripade tvorby samotnej predikcie bolo nutné rozdelit databazu na tréningovi particiu
a na particiu prediként (zvoleny atribit na predikciu bol odstrdneny a nahradeny prazdnym
pre zapis vypocitanych hodnot). VSeobecne najidedlnejsi pomer rozdelenia je ,,0.7¢ (70%)

na tréning a ,,0.3“ (30%) na predikciu.

S takto rozdelenou databazou bolo mozné pridat dalsi operator Linear Regression. Tento
operator vypocital model linedrnej regresie na zaklade diat na vstupe. V danom pripade

vyuzival ku kalkuldcii dataset tvoreny 70% particiou.

Nasledne bolo nutné pridat operator Apply Model, do ktorého vstupovala predikéna
particia Split Data (30%) a vystup z Linear Regression. Apply Model aplikoval vypocitany

model na predik¢éni particiu.

Poslednym krokom bolo pridanie operatoru Performance (Regression). Ten sluzi na vy-
hodnotenie vykonnosti regresnych tloh podla istych volitelnych kritérii. Prioritne sa pouziva
kritérium RMSE (Root Mean Squared Error). Pouziva sa ako miera rozdielov medzi mo-
delom predpovedanymi hodnotami a pozorovanymi hodnotami. Hodnota RMSE je vzdy
nezapornda alebo nulova. Nulova v praxi nie je takmer nikdy dosiahnutd, pretoze by to
znamenalo dokonalé prisposobenie sa tidajom. Zaroven ma zaujimala miera SC (Squared
Correlation), ktord vyjadruje korela¢ny koeficient medzi predikovanym atribitom a ostat-
nymi.

Process

@ Process %P P L 2B HdgwH

Obr. 4.5: Celkovy proces linearnej regresie v programe RapidMiner Studio
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4.2.2 Vysledok modelu LIN__REG

Na zéklade vysledku procesu mozem tvrdif, Ze predikény model vedel pomocou atributov
Cost Cat. Code a Supplier type predpovedat hodnoty celkovych nakladov na projekt New
HOU Value s presnostou 90.7% .

Criterion Criterion

root_mean_squared_error

squared correlation squared correlation

root mean squared error root mean sguared ermor

squared_correlation

root_mean squared error: 13847.144 +/- 0.000 squared correlation: 0.307

Obr. 4.6: Vysledné hodnoty RSME a SC

Na nasledujicom obrazku 3.7 mozno vidiet ako vyzeraju predikované hodnoty predic-
tion(New HOU Value) oproti trénovanym hodnotdm New HOU Value .
Z d6vodu zobrazenia citlivych poloziek boli p6vodné hodnoty nakladov nahra-

dené fiktivnymi.

Row No. New HO.. .l prediction{M... BCIP BGIP
334 21163.048 20153.584 112 0
259 21010693 19131.032 0 0

LE 20002304 19921.311 38 0
260 17522024 16348 988 0 0
365 16586.2581 14736.046 0 129
51 16230.362 14774102 0 0

56 16205.591 14851248 0 0
153 16105.002 18425 240 0 0

Obr. 4.7: Predikované naklady
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4.3 Navrh rozhodovacieho stromu(DEC_TREE)

Model rozhodovacieho stromu som vytvoril so zdmerom zjednodusenia procesu rozhodova-
nia v pripade vyberu konkrétneho zakaznika pre dalSiu budicu spolupracu. V mnou vytvo-
renom procese som sktuimal zavislosti atributov spojenych so zdkaznikom, definovanym jeho

jedine¢nym kédom (Customer ID).

Vystupom tohto ndvrhu by mal byt graf rozvetveného stromu s koncovymi vetvami
uréujucimi, ¢i sa jedna o zdkaznika, ktory so spolo¢nostou XYZ spolupracoval v rokoch

2019 a 2020 (potencionélne staly zdkaznik) alebo len v roku 2019.

4.3.1 Tvorba modelu DEC__TREE

Navrh zac¢inal tak, ako v predoslom modeli linedrnej regresie, importom vhodne upravenej
databazy. Vzhladom k vyuzitiu klasifikdcie (triedenia) bolo v tomto pripade nutné, aby
prave sledovany (Label) atribiit bol v nomindlnej forme. To znamend, Ze som si ho mohol
pomocou Uprav vytvorit/pridat do databdzy este pred importom alebo pouzit poskytované
operatory na zmenu typu atributu ako na obrizku 4.3. V konkrétnom pripade bolo mozné
pouzit operatory Nominal to Numerical alebo Nominal to Binominal. Vzhladom na rozsah
a typ vybranych dat som zvolil ipravu a vlozenie priamo do databazy pomocou znalosti so

vstavanymi Excel funkciami.

Po importe databazy nasledovalo zvolenie vhodnych a potrebnych atributov pomocou
operatora Select Attributes. Opéat som vyuzil moznost operatora pre inverziu vybranych at-
ributov, ¢o znamenalo odstranenie celkového vyberu. Do procesu mi tym padom vstupovalo

niekolko ¢iselnych a prave jeden nominalny atribit, pre splnenie klasifika¢nej podmienky.
Atributy ¢iselného typu, ktoré vstupovali do procesu:

e (ost: vyjadruje celkové néklady vynalozené pre splnenie poziadaviek stanovenych kli-

entom od zadania az po odovzdanie hotového produktu/sluzby

e Days: vyjadruje celkovy pocet pracovnych dni vyuzitych pre splnenie poziadaviek

stanovenych klientom od zadania az po odovzdanie hotového produktu/sluzby

e PriNum: vyjadruje celkovy pocet projektov zhotovenych pre klienta
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e Responsibles: vyjadruje celkovy pocet zamestnancov zodpovednych za jednotlivé ikony

a projekty
Atribat nominalneho typu, ktory vstupoval do procesu:

e Again: vyjadruje hodnoty textového formatu ,Yes“ alebo ,,No*, reprezentujice spolu-

pracu zakaznika v rokoch 2019 a 2020

Dalsim krokom bolo pridanie operatoru Set Role . Pomocou neho som vyberal nomi-
nalny atribut (Label), od ktorého som chcel, aby bol koneénym prvkom vetiev rozhodova-
cieho stromu. Jednalo sa o atribut Again, ktory obsahoval hodnoty textového typu , Yes“
a ,No“ Tieto hodnoty reprezentovali skutoc¢nost, ¢i jednotlivy zakaznik spolupracoval so
spolo¢nostou v roku 2019 a zaroven aj v roku 2020. Ukonéenim vyberu som zaroven ukoncil
selekciu a upravy prvkov databdzy. Od toho momentu bola databaza pripravena na tvorbu

pozadovaného modelu rozhodovacieho stromu.

Nasledovalo pripojenie operatoru Split Data . V nom som databazu rozdelil na mensie,
mnou urc¢ené particie. Opat som vyuzil pomer 7:3. Tento pomer reprezentoval rozdelenie
dat databdzy na dve particie. Prva obsahovala 70% celkovych dat urcenych na trénovanie
modelu a druhd obsahovala 30% zvysnych dat urcenych na testovanie modelu. Volbu dat,
ktoré nasledne idi do uréenych particii som prenechal operdtoru a to zvolenim moznosti
shuffled sampling (ndhodny vyber vzoriek) funkcie sampling type (typ vzorkovania). Pri
vacsom objeme dat tym zarucoval vysoku kvalitu tréningu modelu vedicu k ¢o najpresnejsej
predikcii/testovaniu.

Po rozdeleni databazy prislo na rad pripojenie operatoru Decision Tree, ktory z dat
na vstupe (vybranych 70%) vypocital model rozhodovacieho stromu. Odporicana funkcia
pre prisposobenie vysledného grafického zobrazenia je maximal depth. Tato funkciu som
nastavil na hodnotu 7 kvoli prehladnosti a vyjadruje maximéalnu hibku stromu. Pre lepsie
pochopenie danej Struktary je mozné predstavit si mriezku, v ktorej riadky symbolizuja

vetvy stromu a stipce predstavuja hibku stromu.

Dalej som zapojil do procesu operator Apply Model. Dot vstupovala particia s 30%
vyberom dat z operatoru Split Data a vystup z operatoru Decision Tree. Apply model

aplikoval vypocitany model na testovaciu (30%) particiu.
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Poslednym krokom bolo pridanie operatoru Performance (Classification). Ten zobrazil
presnost (Accuracy[%]) modelu stromu a tabulku vztahu medzi testovacimi a tréningovymi

hodnotami , Yes“ a ,No“

res

Cataba e Salact Attributes S8t Role Spiit Cata Declslon Tree Parformance .
c, ol em I E eml:\- g e= I 1 eml\:. == Y na{:‘. qr ) mml? .J Iz % Der[:'. -
Y wp ) - emf) Qe emaf)
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Obr. 4.8: Celkovy proces rozhodovacieho stromu v programe RapidMiner Studio

4.3.2 Vysledok modelu DEC__TREE

Podla vysledku procesu mdzem tvrdif, Ze rozhodovaci strom mal na ziklade zvolenych
atribtitov Cost, Days, PriNum, Responsibles a Again presnost (Accuracy) 81.97%. Dana
presnost vyjadrovala s kolko percentnou tspesnostou bolo mozné predpovedat, aky zakaznik
na zéklade danych atribttov by dlhodobo (s vyhladom miniméalne 1 rok) so spolo¢nostou

spolupracoval.

accuracy: 81.97%

frue Yes true No class precision
pred. Yes 11 9 55.00%
pred. No 2 38 95.12%
class recall 84.62% 81.25%

Obr. 4.9: Presnost predikcie s tabulkou predikcii jednotlivych hodnot

Tabulka na obrazku 4.9 zobrazuje Accuracy a zaroven presnost predikovanych hodnot.
Z tabulky tak mozno vycitat, ze najvyssia percentudlna presnost (95.12%) bola pri pre-
dikcii hodno6t ,No“ kde pocet protichodnych tvrdeni medzi predikovanymi a skuto¢nymi
hodnotami ,,No“ bol 2, zatial ¢o zhoda bola u 39 pripadov. Naopak najmensia percentu-
alna presnost (55%) bola pri predikeii hodnot ,,Yes“ kde pocet protichodnych tvrdeni medzi

predikovanymi a skutoénymi hodnotami ,,Yes“ bol 9, zatial ¢o zhoda bola u 11 pripadov.
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Vzhladom na hodnoty tak bolo mozné predpokladat, ze celkova presnost by bola ovela

vyssia pri pouziti vac¢sieho mnozstva dat, ako pre tréning, tak aj pre testovanie (predikciu).

Z d6vodu zobrazenia citlivych poloziek boli p6vodné hodnoty nakladov nahra-

dené fiktivnymi.

Row No. Again prediction{A... confidence(... confidencef... Days Responsibles PriNum Cost

1 Yes Yes 1 0 245 58 17 105411.325
2 Mo Mo 0.040 0.960 5 2 3 35.469

3 Yes Yes 1 0 243 31 16 20870853
4 Mo Mo 0.040 0.960 3 4 1 32417

5 Mo Mo 0.040 0.960 27 g 2 1045.908
6 Yes Yes 1 0 254 19 7 13071.148
7 Yes Yes 1 0 255 18 23 63334178
3 Mo Yes 1 0 171 21 19 2845.762
9 Mo Mo 0.040 0.960 37 7 5 542,181
10 Mo Yes 1 0 102 11 18 3284.766
b Mo Mo 0.040 0.960 51 5 3 2440.752
12 Mo Mo 0.040 0.960 26 3] 3 812.895
13 Mo Mo 0.040 0.960 30 2 1 395.008

Obr. 4.10: Graf rozhodovacieho stromu

Cely stromovy graf ur¢eny k podpore rozhodovania ako aj jeho popis v podmienkovej

forme mozno vidietf na nasledujicich obrazkoch 4.11 a 4.12.

Cost
e 2AAIAAET = 23IBILABT
Days
238 500 = 238500
Yes Days
103500 = 103.500
PriMur Responsibles
No =T S > 17.500 = 17.500
Responsibles Days
Responsibles
18,500 . 77
- 11.500 = 11500 > TE500 Yes PrjMurr Mo
Yes Mo T . |_

it
in

Obr. 4.11: Tabulka testovacich a predikovanych dat

Podla grafu a rovnako aj podla popisu (obrazky 4.11 a 4.12) mozno vidiet podmienky,

ktoré je nutné splnit pre dosiahnutie vysledku na koncovych listoch stromu.
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Napriklad moézem vidiet, Zze v pripade celkovych nakladov vyssich ako 23834.487 ma
spolo¢nost 100% istotu budicej spoluprice u 22 zdkaznikov nachddzajicich sa v danej

vetve.

Naproti tomu, ak sa pocet celkovych nakladov nachddzal pod dany limit, celkovy pocet
zamestnancov zodpovednych za jednotlivé tikony a projekty bol mensi ako 17.5 a zaroven
pocet celkovych dni stravenych na vsetkych projektoch bol pod hodnotou 77,viem povedat
ze 96% (Yes=4, No=97) vSetkych zakaznikov nachddzajicich sa v danej vetve nebude dalej

s firmou spolupracovat.

Tree

Cost > 23834.487: Yes {Yes=22, Ho=0}

Cost = 23834.487

Days > 238.500: Yes {Yes=2, Ho=0}

Davs = 238.500

Days > 103.500

| PrijHum > 21: HNo {Yes=0, Ho=2}

| Prilum = 21

| | Eesponsibles > 11.500: Yes {Yes=5, HNo=0}
| | REesponsibles = 11.500: Ho {Yes=1l, Ho=2}

Days = 103.500

| Responsikles > 17.500

| | REesponsibles > 18.500: Ho {Yes=0, Ho=3}

| | Eesponsikles = 18.500: Yes {Yes=2, Ho=0}
| Eesponsikles = 17.500

| | Days = 77

| | | PrjNum > 5: Yes {Yes=2, No=0}

| | | Prilum = 5: Ho {Ye=z=0, Ho=Z2}
| |

I
I
I
|
|
|
I
I
I
|
|
|
I
I
I
| Dayz = 77: Ho {Yez=4, Ho=3T7}

Obr. 4.12: Popis rozhodovacieho stromu v podmienkovej forme
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4.4 Navrh zhlukovej analyzy (CLUSTER)

Model zhlukovej analyzy som vytvoril za ic¢elom zobrazenia atribitov (prvkov) databazy,
ktoré medzi sebou stvisia a s si istymi vlastnostami podobné. Pre tento konkrétny navrh
som si zvolil atribit Country ako sledovany (Label), pre moznost ziskania zaujimavych
vysledkov ¢o sa riadenia projektov v ramci jednotlivych zdkaznikov z rozliénych krajin
spolupracujucich so spolo¢nostou tyka.

Takto vybrané a do skupin (zhlukov) zoradené ddta mozno pouzit v dalsich analyzach,

pripadne priamo v rozhodovani o budicej spolupraci so zdkaznikmi z danych krajin.

Vystupom tohto navrhu modelu by mali byt predovsetkym grafy, poukazujiice na rozde-
lenie krajin do ur¢itého, vhodne zvoleného, poc¢tu zhlukov na zdklade atributov, v ktorych
medzi nimi nastava istd4 miera podobnosti. Grafy mozno vyuzif najmé na prezentacné tcely

ako vizualnu pomoécku pre lepsie vysvetlenie a pochopenie problematiky rozhodovania.

4.4.1 Tvorba modelu CLUSTER

Névrh zacinal tak ako v predoslom modeli rozhodovacieho stromu. Bolo nutné zvolit import
vhodne upravenych dat poskytnutej pracovnej databazy. Cely model zhlukovej analyzy sa
zaoberal suvislostami a podobnostami len ¢iselnych atribttov, preto bolo mozné vyuzit len
numericky vyjadrené atributy alebo pouzif programom poskytovany operator na zmenu
typu atribatu ako na obriazku 4.3. V danom pripade sa jednalo o moznosti Numerical
to Polynominal alebo Numerical to Binominal. Vzhladom na rozsah a typ vybranych dat
som zvolil upravu a vloZenie priamo do databazy pomocou znalosti so vstavanymi Excel

funkciami.

Po importe databazy nasledovalo zvolenie vhodnych a potrebnych atributov pomocou
operatora Select Attributes. Moznost vybraného operatoru mi poskytla inverzna funkciu. To
znamena, ze v pripade selekcie atribiitov a zvolenia moznosti invert selection boli vybrané
atribity odstranené a nesli tak do dalsieho procesu. Z hladiska moznosti lepsej prehladnosti
vyslednych dat som do procesu zapracoval aj atribut Country s nominalnymi hodnotami,

ktory ale nemal priamy vplyv na celkovy vypocetny proces.
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Atribat nominalneho typu, ktory sa ucastnil procesu:

e Country: zobrazuje nazvy vybranych klientskych krajin

Atributy ¢iselného typu, ktoré vstupovali do procesu:

o Customers: vyjadruje celkovy pocet zdkaznikov danej krajiny

e lang. s.: vyjadruje celkovy pocet jazykov vstupujicich do procesu prekladu v ramci

danej krajiny

e lang. t.: vyjadruje celkovy pocet jazykov vystupujucich z procesu prekladu v ramci

danej krajiny
e Prj code: vyjadruje celkovy pocet uskuto¢nenych projektov
e Prj type: vyjadruje celkovy pocet typov projektov
e Service: vyjadruje celkovy pocet poskytnutych sluzieb zakaznikom

e Unit Code: vyjadruje celkovy pocet druhov jednotiek prace (hodina, der, pocet stran,

pocet pismen) pouzitych v rdmci danej krajiny

e Year: vyjadruje celkovy pocet rokov spoluprace

Dalsfm krokom bolo pridanie operatoru Set Role . Pomocou neho som vybral nominélny
atribut (Label), ktory sliazil len ako pomdcka pre lepsiu orientdciu vo vystupnych déatach.

Jednalo sa o atribut Country.

Poslednym krokom bolo pripojenie operatoru Clustering (k-Means). Tento operator vy-
konal zhlukovanie pomocou algoritmu k-means. Dany algoritmus na zaklade ur¢eného poctu
»k* vytvoril prislusny pocet zhlukov, ktoré si nésledne naplnené podobnymi prvkami da-
tabazy. Podobnost medzi prvkami je zaloZend na mierke vzdialenosti medzi nimi.

Vzhladom na velkost upravenej databazy som zvolil 6 ako hodnotu odpovedajicu ,k*
To znamena, ze na vystupe bolo vytvorenych prave 6 zhlukov, do ktorych boli rozdelené

jednotlivé krajiny na zaklade podobnosti ich atribiitov.
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4.4.2 Vysledok modelu CLUSTER

Vysledok modelu tvorilo 6 zhlukov. Na nasledujicom obrazku 4.13 mozno vidiet graf roz-
delenia prvkov do zhlukov a velkostné porovnanie vytvorenych zhlukov oproti velkosti vset-
kych dat v root set.

Mozem teda povedat, ze zo vSetkych zhlukov mal cluster (0 najvécsie zastipenie dat a

cluster 4 najmensie zastupenie.

root set

Obr. 4.13: Graf rozdelenia prvkov do zhlukov

Podla nasledujiceho obrazku 4.14 mozno vidiet rozpis vSetkych zhlukov s presnym po-
¢tom prvkov, ktoré obsahuji. Teda z celkového pocétu prvkov 79 prave 37 prvkov spadalo
na zaklade podobnych vlastnosti atribitov do cluster (. Dany obrazok je teda ciselnym

vyjadrenim obrazku 4.13.

Cluster Model iy
» cluster__ 0O
— cluster__ 1
Cluster 0: 37 items 7 1=z.0
Cluster 1: 5 items ~ =50
- S0
Cluster 2: 16 items "
5.0
Cluster 3: 5 items S Fa.o
Cluster 4: 2 items cluster__=
Cluster 5: 14 items cluster_3=

Total number of items: 79 cluster_4

yYYrYyy

cluster_ 5

Obr. 4.14: Popis rozdelenia prvkov do zhlukov
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Tak ako moézem vidiet pocet zastipenych prvkov v jednotlivych zhlukoch, mam rovnako
aj moznost pohladu do nich podla obrazku vpravo. Pomocou daného pohladu mézem vidiet

vSetky krajiny podla ich ID hodnoty, ktoré mali v istej miere vzajomne podobné atributy.

V pripade potreby zistenia polohy konkrétnej krajiny v istom zhluku bola stcastou vy-
stupu aj celkova tabulka hodnot atributov vsetkych krajin tak ako isli do vstupu procesu.
Tato tabulka bola rozsirend o atribat cluster zobrazujiuci konkrétny zhluk, do ktorého kra-
jina na zéklade podobnych atribttov patrila. Z hladiska prehladnosti som v obrazku 4.15
zobrazil len prvych 13 krajin (riadkov).

Row No. id Country cluster Customers Prj code Year Pritype lang. s. lang.t Unit Code Service
1 1 Algena cluster_0 1 1 1 1 1 1 1 1
2 2 Argentina cluster 5 49 m 2 5 7 13 3 14
3 3 Australia cluster_0 16 47 1 4 2 [ 2 8
4 4 Austria cluster_2 26 66 1 4 4 [ 3 6
5 5 Belarus cluster_0 8 45 1 4 3 T 2 3
6 [ Belgium cluster_5 66 260 3 [ 8 14 3 13
7 7 Benin cluster_0 1 1 1 1 1 1 1 1

8 8 BosniaandH.. cluster_5 48 194 2 4 4 15 3 10
9 9 Brazil cluster_3 75 430 2 i 7 17 3 13
0 10 Bulgaria cluster_2 14 82 1 4 3 4 3 ]
il " Cameraon cluster_0 3 4 1 2 2 2 1 2
12 12 Canada cluster_5 i1 235 2 [} 5 20 3 15

13 13 China cluster_1 m 535 3 [ 8 25 4 15

Obr. 4.15: Tabulka rozdelenia do zhlukov

Dal$fm podstatne potrebnym vystupom pre dalsie analyzy a rozhodovanie bola tabulka
priemernych hodnot taziska jednotlivych atribttov, zobrazena na obrazku 4.16. Kazdy zhluk
obsahoval atributy s takto spriemerovanymi hodnotami. Tie v podstate vyjadrovali akysi
stred (tazisko), okolo ktorého sa pohybovali vsetky hodnoty atribttu krajin patriacich do
daného zhluku.

Zjednodusene, na priklade povedané, hodnota atribatu Prj code zhluku cluster 5 vy-
jadrovala priemernd hodnotu vsetkych hodndét Prj code daného zhluku. Jednalo sa teda o

hodnotu, na zaklade ktorej si boli ostatné podobné.
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Attribute
Customers
Prj code
Year
Pritipe
lang. s.
lang. t
Unit Code

Service

cluster_0 cluster_1

4622

12.392

1.027

2216

1784

3027

1730

2730

110.600

537.400

2800

6.200

9600

26.200

3.200

16.800

cluster_2
24 562
105312
1875
4125
3812

12

2875

6812

cluster_3
77600
401.800
2.400
5.200
7.200
21400
3200

15

cluster_4
145

764
2500
8500
9.500

25

2.500

cluster_5
455711
204.857
2143

5

5143
13429
3286

10429

Obr. 4.16: Tabulka priemernych hodn6t taziska jednotlivych atribatov

Na nasledujiucom obrazku 4.17 mozno vidiet graf vyznamnosti atributov jednotlivych

zhlukov. Podla neho vidim a mézem jednoznacne identifikovat atribut, ktory bol najpod-

statnejsi z hladiska triedenia prvkov do urcenych zhlukov. Jedna sa o Prj code, celkovy

pocet uskuto¢nenych projektov.

CQustamers

Prcode

Obr. 4.17: Graf vyznamnosti jednotlivych atribatov

Engt
Uk Code

Poslednym vystupom zhlukovej analyzy bol graf zastipenia krajin na obrazku 4.18. Graf

mal Standardne dve siradnicové osi (X,Y), s moznostou menit a zadavat vybrané atributy

v ramci oboch osi. Vysledny graf bol bodovy, kde kazdy bod prezentoval jednu krajinu.

Body boli farebne rozdelené podla typu zhluku, ktory reprezentovali.
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Praca s danym grafom bola zaujimava hlavne z hladiska moznych vystupov, zobrazenych

vo zvolenej (v tomto pripade bodovej) grafickej podobe.

Na obrazku 4.18 tak mozno vidiet jedno mnou vybrané bodové zastipenie. Kazdy bod
vyjadruje zavislost poctu zakaznikov jednej krajiny na pocte celkovych projektov vykona-
nych v ramci tej samej krajiny. Pomocou takto vytvoreného grafu je mozné prezentovat
pripadné budiice smerovanie spolupriace na projektoch a rozsirovanie pola posobnosti a

sluzieb do dalsich krajin.

700
600

500

Prjcode

v

v
400 ® cluster 3
X: 62, Y: 34 v

v

0 20 40 [ 80 100 120 140

Customers

cluster_0 cluster_5 cluster_2 ¥ cluster_3 ¥ cluster_1 ¥ cluster 4

Obr. 4.18: Priklad grafu zasttipenia krajin v zévislosti od poé¢tu zdkaznikov (os X) a poctu

projektov (os Y)
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4.5 Zhodnotenie navrhu riesenia

Navrh rieSenia pozostéval z ndvrhov a tvorby troch algoritmov dolovania dét (datamining).
Jednalo sa o navrh modelu linedrnej regresie, navrh modelu rozhodujiceho stromu a navrh
modelu zhlukovej analyzy. Dané tri modely som vybral so zdmerom ¢o najvecnejSej prezen-
tacie dolovanych a predikovanych dat spolo¢nosti XYZ. Kazdy z modelov pracoval s inou

datovou struktiarou, kvoli prezenticii vyslednych dat z rdéznych uhlov pohladu.

e LIN__REG: tlohou navrhu linedrnej regresie bolo najmé najdenie silnych vztahov
medzi skimanymi atribatmi za tc¢elom ziskania modelu, ktory by bol schopny pomo-

cou danych atribitov predikovat mozné budice celkové naklady

Vyuzitie: optimalizacia celkovych nakladov

¢ DEC_ TREE: tlohou navrhu rozhodovacieho stromu bolo vytvorenie podmienko-
vych vetiev, na zaklade zvolenych atributov, ktoré poukazovali na skiimany vysledok
(spolupraca klientov v rokoch 2019 a 2020) zobrazeny v koncovych vetvach pri splneni
vSetkych podmienok veducich od korena stromu, cez jednotlivé uzly, az po koncové

listy (,Yes* a ,NO¥)

Vyuzitie_ A: planovanie budtcej spoluprace s vernymi klientmi

Vyuzitie_ B: odhalenie prvkov vplyvajicich na dlhodobt spolupracu

e CLUSTER: tlohou navrhu zhlukovej analyzy bolo objavenie prvkov, ktoré mali kli-
enti v ramci rozlicnych krajin podobné a nasledne roztriedenie danych krajin podla

danych nijdenych podobnych prvkov do zhlukov

Vyuzitie_ A: expanzia sluzieb do novych krajin

Vyuzitie_ B: rozsirenie sluzieb v stavajucich krajinach

Z doévodu zobrazenia citlivych poloziek boli p6vodné hodnoty nakladov vo
vSetkych modeloch nahradené fiktivnymi. Niektoré hodnoty boli len zlahka pozme-
nené, no drviva vicSina hodndt bola ponechand v poévodnej forme. Aj napriek mensim
zasahom do Struktury dat si dovolujem poukézat na moznost redlneho vyuzitia vSetkych
modelov vo firemnych procesoch, a to hlavne vdaka nadpriemernym vysledkom kvality a

presnosti zobrazenia skiimanych a predikovanych dat.
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Zaver

Cielom mojej bakalarskej prace bolo vyuzitie metéd a nastrojov Business Intelligence (BI)
pre podporu rozhodovania vo firemnych procesoch spolo¢nosti XYZ, so zameranim na do-
lovanie dat (datamining).

Spolo¢nostou poskytnuti databdzu som upravil pomocou nastrojov BI (kontingencéné
tabulky) do podoby vyhovujicej pre dalsie analyzy a tvorbu predikénych a Statistickych
modelov.

Na analyzu a tvorbu modelov som zvolil program RapidMiner Studio, pomocou kto-
rého som data dalej upravoval a formoval do vyhovujicej podoby. Spojenim uz upravenych
dat formou operatorov som vytvoril tri funkéné modely. Model linedrnej regresie, model
rozhodovacieho stromu a model zhlukovej analyzy. Kazdy z nich plnil inti predikénii alebo
Statistickt tlohu a to vzhladom na sledovani oblast dat. Tym som demonstroval spdsob,

akym mozno vyuzit data v rdmci procesu dolovania dat.

Na tplny zaver mozem napisat, ze vSetky vytvorené navrhy modelov maju realne uplat-
nenie, nakolko ich vystupné hodnoty a grafy predstavujua kvalitny podklad pre dalsie rozsi-

renie analyz alebo pre firemny management ako podpora rozhodovania.
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