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Abstrakt

Tato diplomova prace se zabyva dolovanim z dat a vytvofenim dolovaciho modulu pro systém pro
dolovani z dat, ktery je vyvijen na FIT. Jednd se o klientskou aplikaci skladajici se zjadra a jeho
grafického uzivatelského rozhrani a nezavislych dolovacich modult. Aplikace vyuziva podpory
Oracle Data Mining. Systém pro dolovani z dat je implementovan v jazyce Java a jeho grafické
uzivatelské rozhrani je postaveno na platformé NetBeans.

Obsahem této prace bude uvedeni do problematiky ziskavani znalosti a nasledné seznameni
s vybranou bayesovskou klasifikaéni metodou, pro kterou bude nasledné implementovan samostatny
dolovaci modul. Dale bude popsana implementace tohoto modulu.

Abstract

This diploma thesis deals with the data mining and the creation of data mining unit for data mining
system, which is beeing developed at FIT. This is a client application consisting of a kernel and its
graphical user interface and independent mining modules. The application uses support of Oracle
Data Mining. The data mining system is implemented in Java language and its graphical user
interface is built on NetBeans platform.

The content of this work will be the introduction into the issue of knowledge discovery and
then the presentation of the chosen Bayesian classification method, for which there will subsequently
be implemented the stand-alone data mining module. Furthermore, the implementation of this module
will be described.
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1  Uvod

V soucasné dob¢ jsme se diky vyvoji dostali do situace, kdy jsme doslova zaplavovani obrovskym
mnozstvim dat. Tato data jsou ovSem opravdu surovymi daty, ve kterych se Ize jen stézi orientovat. Je
tedy nutné témto datim ptifadit jasnou sémantiku a tim z nich udé€lat informaci a nasledné z téchto
informaci ziskat nové znalosti, které nejsou doposud znamé. Jako prvni v postupném vyvoji piisly na
fadu takzvané Datové sklady a spolu snim technologie OLAP (z angl. On Line Analytical
Processing), které oddélovaly data pro analyzu od dat ulozenych v produk¢ni databazi. Tento zplsob
analyzy dat probih4 na zaklad€ interakce s uzivatelem, ktery danou analyzu provadi. V soucasnosti
prevlada trend tento postup pokud mozno co nejvice automatizovat a poté tyto znalosti vyuzivat. Jako
reakce na pozadavek automatizace celého procesu vzniky systémy pro ziskavani znalosti z databazi.
Pole vyuziti takto ziskanych znalosti timto automatizovanym procesem je takika neomezené, jedinym
limitujicim faktorem v tomto procesu je fakt, Ze ne ze vSech dat je mozné vydolovat n€¢jakou novou
znalost. Nejprve bylo zamysleno vyuziti nové nabytych znalosti pomoci téchto technologii pouze
v oblasti marketingu. Postupem ¢asu ovSem tento proces naSel uplatnéni i v dalSich oborech, jako jsou
zdravotnictvi a medicina, pojistovnictvi, bankovnictvi, primysl a v fad¢ dalsich.

Nyni si vymezme pojem ,ziskavani znalosti z databdzi“. Pod timto pojmem si miZeme
predstavit extrakci uzitecnych a zajimavych informaci, které jsou netrividlni, tudiz je nelze ziskat
pomoci pouhého dotazovani pomoci SQL, nepatii sem ani deduktivni databdze a expertni systémy.
Tyto informace také musi byt skryté, neboli hledame modely a vzory, které nejsou na prvni pohled
patrné, stejné tak tyto informace musi byt diive neznamé a potencialné chténé [Zendulka]. Neboli
ziskavani znalosti z databazi je ziskdvani dfive neznamych na prvni pohled neziejmych informaci,
které nam mohou napomoci napiiklad v naSem dal$im rozhodovani.

Tato diplomova prace se zabyva problematikou ziskavani znalosti z databazi a systémem pro
dolovéni z dat, ktery je v soucasné dobé€ vyvijen na FIT, a jeho naslednym rozsifenim o dolovaci
modul z oblasti klasifikace. Tento diplomovy projekt navazuje a Cerpa ze semestralniho projektu
[Kmoscak] a navazuje na praci Ing. Krasného [Krasny]a Ing. Madera [Mader], ktefi se timto
systémem ve svych diplomovych projektech jiz zabyvali. Cely projekt je implementovan v jazyce
Java a je zalozen na platformé NetBeans. Systém spolupracuje s relacni databazi od firmy Oracle,
proto je také vyuzivano podpory pro dolovani z dat Oracle Data Mining, pro implementaci dolovacich
modult pro tento systém. Podrobnéji se s timto systémem seznamime pozd¢ji.

V nasledujicich kapitolach se sezndmime s problematikou ziskédvani znalosti z databazi jako
takovou. Budou zminény pouzité technologie a také bude podrobn¢ predstaven systém pro dolovani
z dat, ktery je vyvijen na FIT. Nasledn¢ bude uvedena problematika tvorby dolovaciho modu pro
tento systém, stejné tak bude diskutovdna implementace konkrétniho dolovaciho modulu pouzivajici
naivni bayesovskou klasifikaci. V zavéru prace nalezneme zhodnoceni celého procesu tvorby
dolovaciho modulu, ukazkovy piiklad a mozna vylepsSeni do budoucna.



2 Ziskavani znalosti z databazi

V této kapitole se seznamime s historii a vyvojem ziskavani znalostni z databazi, popiSeme si
podrobnéji cely proces ziskavani znalosti a jeho jednotlivé faze. Budou diskutovany i zakladni typy
dolovacich uloh a zminime se o vhodnych datech pro dolovani.

2.1  Historie a vyvoj

Pocatek databazovych systémi a tedy systému pro uchovani perzistentnich dat a jejich manipulaci se
datuje do 60. let dvacatého stoleti. Toto obdobi bylo obdobim vzniku databazovych technologii jako
takovych. Z pocatku byly pouzivany dva druhy databdzovych modeli — hierarchicky a sitovy, ktery
byl jakymsi zobecnénim sitového modelu. K velkému posunu doslo v roce 1970, kdy Edgar Frank
Codd pracujici pro firmu IBM polozil zaklady teorie relacniho modelu databaze, ktery dodnes zlstava
modelu se soucasnou snahou poskytnout modely pro slozit¢ strukturovana data, ¢i pro specifickou
praci s daty — naptiklad deduktivni model, ¢i objektové orientovany model. Déle se zacaly objevovat
aplika¢né orientované SRBD pro prostorové, temporalni a jiné databaze [Zendulka].

Tento obrovsky rozmach databazovych technologii vedl k tomu, ze se v 90. letech zacaly
objevovat nové nastroje a technologie pro analyzu takto uloZzenych dat. Stejné tak se zacaly
objevovat technologie pro tvorby datovych skladist’, slouzicich ke shromazd’ovani a piipravu dat
z riznych zdroja pro naslednou analyzu. Datové sklady tedy nepodporuji pouze uchovavani dat, ale
umoziuji 1 jejich analyzu. Model dat v takovém skladu mé4 podobu vicedimenzionalni kostky, nad
kterou jsou definované urcité operace. Takova odd€lena analyza se nazyva OLAP ( online analytic
procesing).

V 90. letech se kromé OLAP zacina objevovat jako reakce na silnou potiebu analyzovat velké
objemy dat prave ziskavani znalosti z databazi. Rozdil mezi OLAP a ziskavanim znalosti je v tom, Ze
na rozdil od OLAP operaci, které uzivatel pouziva interaktivné, je u ziskavani znalosti z databéazi
snaha o automatizaci nalezeni potencionalné chténych vzorti a modell v datech. Toto obdobi je také
obdobim obrovského rozmachu internetu, na ktery lze také pohlizen jako na distribuovanou
heterogenni databazi obsahujici nejriznéjsi data.

Pocatek 21. stoleti je obdobim rozvoje metod a nastrojii pro ziskavani znalosti z databazi
ajejich aplikace v praxi. Stejn¢ tak ale vznikaji 1 nové moznosti a podnéty k dalsimu vyzkumu.
Setkavame se naptiklad s pojmy jako dolovani v proudech dat. Proudem dat rozumime data souvisle
vznikajici ve zdroji, které je tieba néjak spravovat a analyzovat a to velice ¢asto online. Takovym
proudem dat miize byt telefonni hovor, zdznam z bezpecnostni kamery, ale i fada dalSich.

2.2 Proces ziskavani znalosti z databazi

Proces ziskavani znalosti je znazornén na Obrazku 2.2.1. Dale si projdeme jednotlivé faze tohoto
procesu a podrobnéji je popiSeme. Jak je z obrazku patrné, nékteré kroky se mohou opakovat. Cely
proces se pak sklada z nasledujicich sedmi krokd:

1. Cisténi dat
Klasicka data mohou obsahovat Sum, chyby, nemusi byt uplnd, nebo mohou byt
v nekonzistentnim stavu. Tato fize se pravé zabyva odstranénim téchto chyb a nedostatku.
Chybéjici data miizeme doplnit budto z jinych zdroji, nebo odhadnout na zéklad¢ jinych tdaj,



chybna a nekonzistentni data mlizeme odstranit, nebo opét ziskat z jiného zdroje, mame-li tuto
moznost.

Znalost
Vthdnb.ceniap ezentace
Y
P 4
Relevantni Dolovani
data

P
_ B Vybér a transformace

4 Datovy sklad A ?

Ciiténi a integrace -

Databaze Soubory H

Obrazek 2.2.1 Proces ziskavani znalosti z databazi — piepracovano ze [Zendulka]

2. Integrace dat

Data, ze kterych chceme znalosti ziskavat, nejsou vzdy pouze v jedné databdzi. VétSinou data
pochazi z nékolika riznych databazi, ptipadné soubort, proto je velmi vhodné ukladat tato data
do datovych skladii. Integrace dat se zpravidla provadi spolu s ¢iSténim dat, jelikoz jednim
z hlavnich divodu nekonzistence je pravé to, Ze data pochazi od riznych zdroji. Ukladéani do
datovych skladi ovSem neni nutnou podminkou, z dat l1ze dolovat i bez jeho pouZiti (viz
obrazek 2.2.1), ovSem zpravidla se datovych skladl pouziva, at’ uz z ddvodu zminéného vyse,
tak i z dGvodu, Ze poskytuje fadu dalSich analytickych sluzeb.

3. Vyber dat
V tomto kroku je ukolem vybrat ta data, kterd jsou pro naSi dolovaci ulohu relevantni.
Pracujeme-li s relacni databazi, jedna se klasicky o vybér vhodné tabulky a z ni pak vhodnych
sloupct (atributt). Pti pouziti datovych skladist’ je ukolem volba vhodné dimenze.

4. Transformace dat
Pro dolovani je nutné data pfevést do vhodné podoby. Pod touto transformaci si mizeme
predstavit napiiklad agregaci, ¢i sumarizaci. V pripad€, Ze je pouzit datovy sklad, je mozné
zatadit tento krok pfed vybér dat, jelikoz transformace dat muze byt jiz soucasti tvorby
datového skladu.

5. Dolovini dat
Toto je stézejni krok celého procesu a je jadrem ziskavani znalosti z databazi. Béhem procesu
dolovani ziskavame piipadné vzory (asociacni pravidla), ¢i modely (klasifikace) pomoci
urcitych metod.



6. Hodnoceni modelit a vzori
se v databazi nachazeji. K tomu se pouziva tzv. miry uZitecnosti. UziteCnost je méfena
vyznamem pro n¢jaké rozhodnuti — typicky timto rozhodnutim byva rozhodnuti banky, zda
danému klientovi poskytnout avér, ¢i nikoli.

7. Prezentace vysledkii
V poslednim kroku je zapotfebi prezentovat dosazené vysledky uzivateli za pomoci technik
vizualizace a prezentace znalosti. Tato Cast je neméné dilezitda nez kroky predeslé. Je nutné,
aby i uzivatel bez odborného vzdé¢lani a bez podrobné orientace v problematice dolovani z dat
pochopil, co za znalosti bylo ziskano. Bez kvalitni a pochopitelné prezentace by vSechny
predchozi kroky ptisly nazmar.

Na tomto misté¢ bych jeSt¢ upozornil Ctenafe na fakt, ze 1 kdyz se Casto setkdvdme s pojmem
»dolovani dat* zanglického ,data mining”, jde vlastné o chybné pojmenovani. ProtoZze my
nedolujeme data, ale snazime se dolovat znalosti z dat. Také je nutno fici, Ze samotné dolovani je
pouze jednim z krokt, které pii ziskavani znalosti z databazi provadime, pfesto se v praxi berou
pojmy ziskavani znalosti z databazi a dolovani dat jako synonyma a tak je budeme chapat
1 v nasledujicim textu této préce.

2.3  Priprava dat pro dolovani

V realném Zivot¢ se setkavame s databazemi, které zpravidla nejsou v takovém stavu, abychom data,
ktera se v nich nachdzeji, bezprostfedné postoupit dolovacimu algoritmu k dolovani. Vime, Ze Casto
obsahuji data, ktera jsou zaSuména, nekonzistentni a mizeme se setkat i s tim, Ze nékteré hodnoty
zcela chybi. Takovym datim tikame necista (ptipadné dirty). Tyto zaporné vlastnosti vstupnich dat
by mohly vést k nepfesnym nebo dokonce nespravnym a zavadéjicim zaveérim vyplyvajicim
z vydolovanych znalosti [Zendulka].

Data v surové podobé, ve které se obvykle nachazeji v databdzich, tedy nejsou vhodné pro
dolovéni a je nutné je pfed samotnym dolovanim pfedpfipravit. Tomuto pfedzpracovani a ptiprave se
budeme vénovat pravé v této kapitole.

2.3.1  Cisténi dat

Cisténi dat ma za ukol vyfesit problém chybgjicich hodnot, nekonzistenci dat a odstranit odlehlé
hodnoty, které by mohly mit negativni vliv na vysledek dolovani. Déle by mélo zajistit vyhlazeni dat
a odstranéni redundance. Ci§téni dat je proces skladajici se ze dvou kroka [Zendulka].

1. Detekce nesrovnalosti

V tomto kroku jsou velice dilezita metadata. Slouzi k pochopeni dat jako celku a k naslednému
nalezeni nesrovnalosti. Neboli ¢im vice informaci o datech mame k dispozici, tim vetsi Sanci
mame dana data pochopit a nalézt v nich pfipadné nesrovnalosti. Dale lze také s vyhodou
pouzit tzv. sumarizujicich charakteristik. Castymi zdroji nekonzistence je pouziti riznych
formati. Napiiklad u data lze pouzit celou fadu formatd a to nasledné mulze vést
k nekonzistenci. Velice vhodna je také kontrola unikatnich hodnot, zda jsou opravdu unikatni.
Obecné nastroje pro automatickou detekci nesrovnalosti jsou taktka nedostupné. Spise se
mizeme setkat s nastroji specializovanymi jako je napiiklad nastroj pro kontrolu postovniho
smerovaciho cisla a tak podobng.



2. QOdstranéni nesrovnalosti
Je nutno fici, Ze nékteré nesrovnalosti lze odstranit ru¢né, ale ve valné vétSin€ piipadu je tfeba
automatizovaného postupu, ktery nesrovnalosti odstrani pomoci transformaci. Existuji dostupné
nastroje, jako jsou naptiklad nastroje pro migraci dat, které provadi jednoduché transformace,
jako je nahrada hodnot atributu zndmka z 1 na ‘A’ apod. VétSi moznosti potom nabizeji
nastroje ETL (Extraction/Transformation/Loading).

2.3.1.1 Odstranéni chybéjicich hodnot

Tento negativni jev miZzeme vyieSit nékolika zptisoby. Nejjednodussi zplsob feSeni je ignorovani
celé n-tice. V takovém ptipad¢ ale prichazime o hodnoty ostatnich atributii. Ignorovanim celych n-tic
chybi hodnota u cilového atributu. Takovy zdznam je pro nas zbytecny a miZzeme si dovolit jej zcela
vynechat, jinak se tato metoda pfili$ nevyuziva.

Dals$im jednoduchym zptisobem odstranéni chybéjicich hodnot je manualni doplnéni. UZivatel
muze data prochazet a dopliiovat hodnoty na zakladé svych znalosti. Tento postup ma za predpokladu
dobrych znalosti uZzivatele velice dobré vysledky, ovSem na pfili§ velké mnozstvi dat je z Casovych
dtvodu v praxi zcela nepouzitelny.

Posledni moznosti jak tento problém fesit je automatickd nahrada chybgjicich hodnot.
Existuje n€kolik variant automatického nahrazeni a na ty se nyni podavame blize.

Nahrazeni globalni konstantou

Jde v podstaté o jakousi obdobu hodnoty NULL. Jen je nutné, aby Slo o néjakou skute¢nou hodnotu
atributu, naptiklad 0 pro numericky atribut. Bude-li hodnota mimo rozsah, mtize byt nasledné brana
jako Sum v datech. Je ovSem nutné takovou hodnotu vhodné zvolit, aby neméla v disledku negativni
vliv na vysledky.

Nahrazeni primérnou hodnotou
Jde o klasické nahrazeni hodnotou aritmetického priméru ostatnich nechybéjicich hodnot daného
atributu.

Prumérnou hodnotou n-tic patficich do téze tiidy

V podstaté se jedna o nahrazeni primérem hodnot daného atributu jen urCité podskupiny n-tic. Je
mozné to ilustrovat na piikladé, kdy chybi hodnota u atributu ,,cena“ u automobilu, u kterého je
atribut ,,tfida* rovny hodnot¢ ,,stfedni®, bude jeho atribut ,,cena” doplnén priimérem hodnot atributi
,cena® vSech automobild, jejich atribut ,,tfida* je rovny hodnoté ,,stiedni‘.

Nejpravdépodobnéjsi hodnotou

Tato hodnota se ur¢i odhadne pomoci hodnot ostatnich atributli. Jedna se vlastné o aplikaci dolovaci
ulohy pii ptipravé dat. Pouziva se regrese pro spojité atributy (cena, vysSe platu), bayesovska
klasifikace, ¢i rozhodovaci strom pro atributy diskrétni (schopnost splacet atp.).

2.3.1.2 Odstranéni Sumu v datech

Pod timto pojmem rozumime ndhodné chyby v datech, které mohou byt zpiisobeny fadou pficin.
MuzZe se jednat o chybu hardware (chyba zafizeni pfi sbéru dat), software, ale i o selhani lidského
faktoru. Napftiklad uzivatel zada do systému vék zakaznika misto 24,0 hodnotu 240. Existuje opét
né¢kolik zpiisobu feSeni tohoto problému.



Plnéni (binning)

Tato metoda provadi lokalni vyhlazeni na setfidénych numerickych datech. Neboli zohlediuje
hodnoty v blizkém okoli. Tedy data jsou nejprve rozdélena do kosii (bins) tak, ze v kazdém kosi je
ptiblizné stejny pocet hodnot. Poté se jednotlivé hodnoty nahradi bud’ primérem kose, medianem
kose, nebo maximem ¢i minimem koSe dle toho, ke kterému ma dana hodnota blize.

Regrese

Data jsou nahrazena hodnotami, které jsou dany regresni kiivkou. U linearni regrese se nalezne
pfimka, ktera nejlépe aproximuje hodnoty dvou atributd. Vicenasobnou linearni regresi, kterd je
roz$itenim linearni regrese, 1ze pouzit k predikci vice nez dvou atributti.

Shlukovani

Tato metoda muze byt G¢innou pro detekci odlehlych hodnot. Hodnoty, které po shlukové analyze
nepatii do zadného shluku, miizeme oznacit jako odlehlé a tedy i za Sum. Vice o této metod€ zminime
v kapitole 2.6.4.

2.3.2 Integrace

Je mozné, Ze se dostaneme do situace, kdy bude nutné spojit data z vice zdroji do jednotného celku,
neboli bude nutné provést jejich integraci. V této kapitole si popiSeme hlavni problémy, které spolu
s integraci souvisi.

Konflikty schématu

V ptipadég, ze mame k dispozici data z vice zdroji, mize dojit k tomu, Ze v n€kterém ze zdroji mtze
byt stejnd informace vyjadiena odliSnym schématem. Naptiklad adresa se v jedné databazi jednoho
zdroje miize skladat z atributd ulice, &islo, mésto a PSC, zatimco v databazi jiného zdroje to miize byt
jeden neatomicky atribut. Neboli je nutné integrovat metadata vice zdroji do jednéch metadat
popisyjicich vysledny zdroj dat [Zendulka]. K feSeni konflikti schématu je tedy zapotiebi mit
dostupna metadata.

Konflikty hodnot

Jako prtiklad takového konfliktu mizeme uvést, ze atribut jméno v databazi jednoho zdroje je ulozeno
jako ,,Pepa Novak®, zatim co v druhé je uloZeno jako ,,JJosef Novak®. Jde tedy o ptipad, kdy jsou
hodnoty odpovidajicich si atributi rizné. Pticiny takovychto konflikth miize byt celd fada, naptiklad
rozdilné stupnice ¢i jednotky (zndmky, teplota...), odliSné konvence atp. Pro vyfeSeni takovychto
konfliktd je nutny pfevod do jednotné formy.

Konflikty identifikace

Jedna se o problém, ze stejny objekt realného svéta muze byt ve dvou riznych databazich
identifikovan rozdilné nebo riizné objekty mohou byt identifikovany stejné. Prifazujeme—li naptiklad
objektim jednoznacny identifikator, ktery je unikatni pouze pro danou databazi, pak pfi slouceni vice
takovychto databazi dojde k poruSeni této jednoznac¢nosti — vice objektti bude mit stejny identifikator.

Konflikty redundance

Neékdy se muzeme setkat s jevem, ze se v databazi nachazeji atributy, které lze jednoduse odvodit
z atributl jinych. Naptiklad z data narozeni lze jednoduse odvodit vek atp. Takova data jsou pro nas
redundantni. Nemusi tedy jit pouze o vyskyt totoznych atributi. Tento jev mize vést ke zcela
bezvyznamnym vysledkiim pti dolovani.



2.3.3 Transformace dat

Transformace dat ma za ukol transformovat data do takového tvaru a podoby, ktery bude vhodny pro
dolovéani. Transformace miize provadét nasledujici operace [Zendulkal].

e Normalizace — transformace dat do pozadovaného intervalu, nejcastéji se jedna o intervaly
<0,1> nebo <-1,1>.

e Generalizace — zdrojova data jsou nahrazena koncepty z konceptualni hierarchie. Naptiklad
kategoricky atribut ,,mesto* mize byt na vyssi urovni nahrazen nazvem kraje.

e Vyhlazeni — jde o odstranéni Sumu zminovaném v kapitole 2.3.1.2.

o Konstrukce — znékolika riznych atributi odvodime jeden za ucelem zefektivnéni
dolovaciho procesu. Napftiklad z atributli ,,dafiovy zdklad* a ,,daniova sazba“ mizeme vytvorit
atribut ,,vyse dané“.

e Agregace — podrobné a detailni atributy jsou agregovany.

2.4  Data vhodna pro dolovani

Nyni se dostavame k otdzce, z jakych dat je viibec mozné dolovat. V zasad¢ plati, ze dolovani dat by
meélo byt pouzitelné jak pro datovad skladisté s persistentnimi daty, stejné tak pro data promeénliva,
kterymi jsou naptiklad datové proudy [Han]. Pro dolovani lze tedy pouzit relacni databaze, datové
sklady, transak¢éni databaze, moderni databazové systémy, tzv. ,.flat files* (soubory popisujici tabulku
zpravidla jako plain text), datové proudy a World Wide Web. Mezi pokrocilé databdzové systémy
patii objektové-relacni databaze a specifické aplikacné-orientované databaze, jako jsou prostorove,
temporalni, multimedialni a dalsi databaze.

Systém, ktery je vyvijen na FIT, pracuje s relacnimi databdzemi. Je to i z divodu, Ze
v soucasnosti jsou relacni databaze asi nejcastéjsimi zdroji pro dolovani. Proto si podrobnéji zminime
jen tento zdroj dat, ze kterych je mozno dolovat.

2.5 Relaéni databaze

Rela¢ni databazi rozumime kolekci spolu souvisejicich databazovych tabulek, které spliiuji alesponi
prvai normalni formu, neboli vSechny atributy dané tabulky jsou atomické.

Data v databazi jsou pak zpfistupiiovana pomoci dotazovaciho jazyka, kterym je typicky jazyk
SQL. Diky takto polozenym dotazim mutzeme napiiklad ztabulky o zdkaznicich zjistit, kolik
zakaznikt bydli v daném mésté, nebo jaké zbozi si zakaznik koupil. Vysledky téchto dotazt lze sice
pouzit pro dalsi rozhodovani, ovSem nejedna se v zadném ptipadé o dolovani znalosti, jak jsme si jej
definovali.

Dolovani ndm mize poskytnout komplexni informace. Pii dolovani muzeme nalézat trendy,
datové vzory a modely. Napiiklad pomoci dolovani mohou systémy analyzovat udaje o zdkaznicich,
aby predpovédély miru avérového rizika u novych zakaznikt vychazejiciho z jejich pfijmi, véku
a predchozich uvért. Dolovaci systémy mohou také zjistit odchylky v prodeji dané¢ho zbozi od
oc¢ekavaného prodeje v porovnani s predeslymi roky. Tyto odchylky pak Ize podrobnéji zkoumat
a analyzovat, jestli napfiklad nedoslo ke zméné baleni nebo vyrazné zméné ceny.

Jak jiz bylo zminéno dfive, relacni databaze jsou jednim z nejbézngjsich a nejdostupnégjsich
zdrojl dat pro dolovani.



2.6  Typy dolovacich dloh

V této Casti prace bych zminil jednotlivy typy dolovacich uloh. V literatufe je to co nazyvadme typem
dolovaci tlohy nazyvano funkcionalita dolovani dat (z angl. Data mining functionality) [Zendulka].
Jde tedy o to, jaky druh nebo typ modelu dat se snazime dolovanim z dat ziskat.

Typy uloh mizeme rozdélit do dvou nasledujicich skupin:

1. Deskriptivni
Deskriptivni uloha charakterizuje obecné charakteristiky zkoumanych dat na zakladé tdaju
v databézi. Nejzndméjsim ptipadem je zjistovani spolecného nakupu rtznych druht zbozi pti
analyze ndkupniho ko$iku, zjisStovaného managementem prodejcti. Naptiklad zjistime-li, ze
zakaznik kupuje spolu s vyrobkem A i vyrobek B, umistime podle toho tyto vyrobky na
prodejni plose.

2. Prediktivni
Na zéklad¢ analyzy soucasnych dat se snazi najit heuristiky pro pfedpovéd’ budouciho chovani.
Ptikladem je naptiklad klasifikace (pro predpovéd nespojitych vlastnosti) a predikce (pro
predpovéd spojitych atributt). Prikladem pouziti klasifikace je jiz ptipad, kdy se snazime zjistit
miru rizik, pro poskytnuti tvéru.

Soucasné dolovaci systémy poskytuji moznosti feseni riznych dolovacich tloh a také podporuji fadu
algoritmil pro jejich feSeni, a to ze dvou duvodu. Zaprvé se snazi byt dostatecné univerzalnimi
a zadruhé se snazi vyrovnat s faktem, Ze uzivatelé nemaji dostateCnou predstavu a znalosti k tomu,
aby védéli, jaky model jejich dat mtize byt praveé pro né uzitecny.

Nyni si podrobnéji popiSeme nekteré typy dolovacich uloh.

2.6.1 Popis konceptu/tiFidy

Neboli concept/class description je jednim ze zékladnich typid dolovacich uloh. V tomto ptipadé
vyuzivame toho, Ze data mohou byt asociovana s urcitym konceptem, ¢i tfidou. Naptiklad v obchodé
mohou existovat tfidy polozek pocita¢ a tiskarna tykajici se zbozi a mohou byt zavedeny pojmy
utrace¢ a rozpoctar nalezici k zdkaznikim. Poté je vhodné stru¢né a souhrnné popsat koncepty
dostatecné presnym zpiisobem. Takovyto zplsob, ktery budeme nazyvat popisem konceptu/ttidy, lze
ziskat jednim ze dvou nasledujicich popisu.

Prvnim znich je charakterizace dat, ta znaci souhrn obecnych vlastnosti analyzované tridy.
Data odpovidajici dané tfidé je mozné z databaze ziskat pomoci jednoduchého dotazu. Naptiklad
tfidou by mohly byt pocitace, jejichz prodej za minuly mésic stoupl o 20%. Existuje n¢kolik metod
pro charakterizaci a sumarizaci dat. Naptiklad OLAP operace roll-up nad datovou kostkou, nebo
automatizovana indukce orientovana na atributy.

Druhym zptsobem je tzv. diskriminace dat , ta se od charakterizace 1i§i tim, Ze nepopisujeme
data analyzované tfidy pomoci obecnych vyrazi, ale vymezujeme je ve vztahu k jedné, ¢i n¢kolika
rozdilovym tfidam. Neboli se snazime nalézt atributy a jejich hodnoty, ve kterych se nejvice lisi.
Takovou tulohu si miZe piestavit jako dotaz: ,,Cim se li§i produkty, jejichz prodej loni klesl
minimalné o 15 procent od produkti, jejichz prodej loni vzrostl alesponl 0 25%7.

2.6.2  Frekventované vzory, asociace a korelace

Dalsimi typy uloh jsou tulohy pro odhalovani vztahti mezi atributy. Mezi n¢ patii dolovani
frekventovanych vzort, asociaci a korelaci.
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Frekventované vzory

Jak jiz ndzev napovid4, jedna se o vzory, které se v analyzovanych datech vyskytuji casto. Tyto vzory
jsme jiz diskutovali, kdyz jsme pojednavali o analyze nakupniho kosSiku v této kapitole pii popisu
deskriptivnich dolovacich tuloh, kde se jednalo o frekventované mnoziny. V pfipadé frekventovanych
posloupnosti, naptiklad Ze zakaznici maji tendenci koupit nejprve digitalni fotoaparat a az poté
pamétovou kartu, mluvime o tzv. sekvencnich vzorech.

Dale je mozné uvazovat i jiné podstruktury, jako jsou podstromy, podgrafy atp. Jestli se
v datech predstavujicich kolekci struktur vyskytuje Casto, hovoiime pak o tzv. (frekventovanych)
strukturovanych vzorech.

Piikladem asocia¢ni analyzy muze byt naptiklad to, Ze bychom jako managefi firmy, chtéli
zjistit, které z nabizenych vyrobki se prodavaji casto a spolecné. Miizeme naptiklad zjistit, ze ve 23%
vSech nakupti se vyrobek A prodal spolecné s vyrobkem B. Ve zbylych pfipadech si zdkaznik
nekoupil tyto vyrobky dohromady. Dale jsme také zjistili, Ze v 60% ptipadt, kdy si zakaznik koupil
vyrobek A si také koupil vyrobek B. Vysledkem toho zjisténi je tzv. asociacni pravidlo ve tvaru:

koupi( X, 'vyrobek A') = koupi(X, vyrobek B')[podpora = 23%, spolehlivost = 60%]

kde X je proménna znacici zdkaznika. Toto pravidlo fikd, ze zakaznik, ktery koupi vyrobek A ma
tendenci koupit i vyrobek B. Podpora a spolehlivost jsou pak dvé necastéji pouzivané miry vyjadiujici
vyznamnost zastoupeni daného frekventovaného vzoru v analyzovanych datech.

VySe uvedené asociacni pravidlo obsahuje pouze predikdt koupi, proto se nazyva
jednodimenzionalnim asocia¢nim pravidlem. V piipad¢ Ze pravidlo obsahuje vice nez jeden predikat,
nazyvame jej multidimenziondlnim asociaénim pravidlem. Ptiklad takového pravidla by mohl byt
nasledujici:

Vek(X, 20 .. 39°) /\Plat(X, 30K .. 39K’) = koupi(X, 'B')[podpora = 10%, spolehlivost = 50%)],

toto pravidlo tika, ze 10 procent analyzovanych zakazniki ve véku 20 az 39 let s platem v rozmezi
30 000 az 39 000 si koupilo vyrobek B. Je pravdépodobnost 60%, ze zakaznik ve stejné veékové
a platové kategorii si také koupi vyrobek B.

2.6.3  Analyza evoluce

Nyni si popiSeme dalSi typ dolovaci tilohy. Analyza evoluce popisuje a modeluje pravidelnosti
a trendy u objekti ménicich své chovani v case. I kdyz i u dat se vztahem k Casu lze pouzit i jiné
ulohy, zminéné v této kapitole, existuji specidlné¢ zaméefené ulohy, jako je vyhledavani periodicity,
analyza podobnosti atp.

2.6.4  Shlukova analyza

Tento typ dolovaci Glohy ma za ukol nalézt tfidy objekti, které maji co nejvice spolecného a naopak
se od ostatnich tfid co nejvice 1isi. Objekty se shlukuji do tfid na principu maximalizace podobnosti
téze tfidy a minimalizace podobnosti objektil riznych tiid. Takto vytvotrené tfidy maji podobu shluki.

Tento zplsob analyzy lze pouzit napiiklad na zakazniky firmy s cilem nalézt homogenni
skupiny zakaznikt, ktefi bydli v blizkosti danych prodejen. Tuto znalost pak lze Gspésné pouzit pro
cilenou reklamni kampan. Jak jsme si jiz fekli, nékdy nds mohou zajimat takové vzory, které se
naopak vyskytuji velice ziidka, neboli takové, které se velmi odliSuji od ostatnich. Takové datové
objekty se nazyvaji odlehlé objekty a jejich hledani se nazyva dolovani odlehlych objekti.
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Obrazek 2.6.4.1 Shiukova analyza — ptevzato ze [Zendulka]
Dalsimi velice vyznamnymi typy dolovacich uloh jsou klasifikace a predikce. Klasifikace je zadsadni

problematikou pro tuto diplomovou praci, proto se ji budeme vénovat samostatn¢ v nasledujici
kapitole.
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3 Klasifikace a predikce

Oba tyto typy dolovaci ulohy patii mezi Glohy prediktivni, jak jsme si je popsali v kapitole 2.6.
Nejprve se budeme zabyvat klasifikaci a poté predikci. Na zavér si oba typy uloh porovname
a zminime rozdily.

3.1 Klasifikace

Cilem klasifikace je nalézt takovy model, ktery popisuje a soucasné rozlisSuje tiidy dat, a ten poté
pouzit pro predikci tfidy, do které bude objekt jehoz zatazeni nezname patfit [Zendulka]. Neboli
obecné je to proces, ktery umozni data rozdélit na zaklade¢ jejich vlastnosti, do danych tfid. Téchto
tfid, do kterych klasifikujeme, musi nutné byt konecny pocet. Je nutné podotknout, ze klasifikace se
pouzivad k predpovézeni diskrétnich hodnot, ¢imz se tedy lisi od predikce, ktera ptedpovida
pravdépodobnou piesnou hodnotu, ktera je ze spojitého intervalu. Klasifikacni proces probiha
v nasledujicich tfech krocich [Zendulkal]:

1. Trénovani —na zaklad¢ analyzy tzv. trénovaci mnoziny je vytvoren klasifikacni model.
2. Testovani — hodnoceni kvality vytvofeného modelu pouzitim testovacich dat.
3. Aplikace — pouziti modelu pro klasifikaci objektu, jehoZ tfidu nezname.

a)
vék(X, "mlady") AND prijem(X, "vysoky") --> trida(X, "A")
vék(X, "mlady”) AND prijem{X, "nizky™) --> trida(X, "B")
vék(X, "stiedni") --> tiida(X, "c")
vék(X, "senior") --> tiida(X, "C")
€) e
b) vék?
I_/" = o /\ .. o
E 5 f3 A N f6 | tfida A milady -~  “.stfedni, senior
- .-'-.I_.\\_ 'fa.l_.-': ﬂ_,-’ \*
et | prijem? | tfida C .
| 7T | tiida B e v T
- vysoky " nizky
‘\‘. "-.. g _.-"J.»r 'x_‘."-i = L4 f___ __i_ i3
e T e T ~
N5 s\ 18 |tiidaC (_tfidaa ) (_tfidaB )

Obrazek 3.1.1 Formy klasifikacniho modelu: a) klasifikacni pravidla, b) neuronova sit,
¢) rozhodovaci strom — prepracovano z [Han]

V nékterych zdrojich se aplikace neuvazuje jako krok cast samotného procesu klasifikace, v tom
pfipadé se uvazuji jen prvni dva kroky. Prvni faze je trénovani (uceni) probihajici na trénovaci
mnoziné a poté nasleduje faze testovaci, ktera probiha na mnoziné testovaci. Trénovaci a testovaci
data jsou pouze data objektl, u kterych zname tiidu. V ptipadé trénovani tuto skute¢nost vyuzivame
k vytvofeni modelu a v pfipadé testovani nadm slouzi kuréeni poméru spravné a Spatné
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klasifikovanych objektl tudiz k zjisténi jeho pfesnosti. Neboli zjistime, v kolika ptipadech model
neklasifikuje spravné, diky tomu mtizeme rozhodnout, zda je dany model spravny a prohlasime jej za
pouzitelny, nebo jej musime upravit, pfipadné zjistime, Ze je tieba vytvofit model zcela novy.

Model pro klasifikaci mize mit rizné podoby. Pouzivaji se naptiklad rozhodovaci stromy,
klasifika¢ni (IF-THEN) pravidla, matematické formule nebo neuronové sité. Nékteré znich jsou
uvedeny na obrazku 3.1.1.

3.1.1 Priprava dat pro klasifikaci

Aby byl proces klasifikace co mozna nejefektivnéjsi a klasifikator dosahoval co nejlepsich vysledku
je tieba specialnim zpiisobem surova data ptfipravit. Mezi tyto upravy patii [Lukas]:

o Cisténi dat — odstranéni Sumu v datech a nahrazeni chyb&jicich daji zpravidla nejéastgji
se vyskytujici hodnotou, piipadné vynechani netplnych dat.

e Vyznamnostni analyza — odstranéni atributd, které jsou pro klasifikaci zbytecné.

e Transformace dat — neboli pfevod dat. Zpravidla jde o zobecnéni dat, naptiklad prevod
¢isla na diskrétni hodnoty (interval). Napfiklad pfijem zpfesné vySe na nizky/vysoky.
Specialnim piipadem transformace dat je tzv. normalizace, kdy se obecny interval pievadi
na interval <0,1>, pfipadn¢ na interval <-1,1>.

3.1.2 Srovnavani klasifikacnich metod

Ke srovnavani riiznych klasifikacnich metod pouzivame pievazné nasledujici kriteria:

e Presnost predpovédi — v kolika procentech dany model spravné klasifikuje data, ktera
nebyla v trénovaci mnozing (nova data).

e Rychlost — vypocetni slozitost pro vygenerovani a nasledné pouzivani klasifika¢nich
pravidel.

¢ Robustnost — schopnost odolévat chybéjicim datiim a datovému Sumu.

e Stabilita — schopnost vytvofit sprdvny model pro velky objem dat.

e Interpretovatelnost — slozitost daného problému pro jeho pochopeni.

3.2 Predikce

Predikce je proces, ktery umozni pfifazovat datim hodnoty, které maji obecné spojity charakter.
Ptikladem predikce je naptiklad urceni vySe platu daného pracovnika na zakladé znalosti dalSich jeho
vlastnosti. Nejznamejsi metodou pro predikei je tzv. linearni jednoducha a linearni nasobna regrese.
Spousta nelinearnich problémi jde Casto na tyto typy regrese transformovat [Zendulka].

Oba tyto typy dolovacich uloh tedy patifi mezi tzv. prediktivni. Rozdil mezi predikci
a klasifikaci spociva tedy v tom, Ze klasifikace se zabyva rozdélovanim objektd do tfid na zéklad¢
jejich vlastnosti, zatimco predikce predpovida piesnou hodnotu zpravidla spojitého charakteru,
napfiiklad jiZ zminovanou vysi piijmu.

3.3 Klasifika¢ni metody

Klasifikace mize probihat pomoci celé fady metod. Mezi nejznaméjsi patii klasifikace pomoci
rozhodovaciho stromu, naivni bayesovské klasifikace, klasifikace pomoci neuronovych siti,
klasifikatory zalozené na k-nejbliz§im sousedstvi, genetické klasifikatory a fada dalSich.
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Jako soucast tohoto diplomového projektu byla zvolena implementace modulu pro naivni
bayesovskou klasifikaci. Naivni bayesovské klasifikaci se budeme podrobnéji vénovat v nésledujici
kapitole.

3.4  Naivni bayesovska klasifikace

Tato metoda provadi klasifikaci na principu, ktery je zalozen na statistice. Pracuje tak, ze pro kazdy
novy prvek, ktery neni zafazen do zadné tfidy, bude statisticky urceno to, s jakou pravdépodobnosti
patii do jednotlivych tiid, do kterych klasifikujeme. Prvek je poté zatazen do ttidy, pro niz je nejvyssi
pravdépodobnost, Ze do ni dany prvek nalezi. V celém tomto procesu se vyuziva tzv. podminéné
pravdépodobnosti.

3.4.1 Podminéna pravdépodobnost a bayestuv vzorec

Necht X a Y jsou dva obecné¢ rizné jevy. Symbolem P(X]Y) budeme znacit podminénou

pravdépodobnost jevu X za podminky vyskytu jevu Y. Tato hodnota udava, jaka je pravdépodobnost,

7e nastane jev X, pokud bezpecn¢ vime, Ze nastal jev Y. Podminéna pravdépodobnost P(X[Y) se

vypocitd pomoci vzorce:

P(X NY)
P(Y)

kde P(X N Y) je pravdépodobnost, Ze nastanou jevy X a Y soucasné; P(Y) je pravdépodobnost jevu

Y[Zendulka].

Je nutné si také uvédomit, Ze obecné hodnota P(A|B) neni shodna s hodnotou P(B|A). Vyjadienim

P(X[Y)= ; (D

vyrazu P(X N'Y) ze vzorck P(X |Y) = PXAY) aPY|X)= PrnX) a naslednym jejich
P(Y) P(X)
porovnanim dostaneme po upravé vztah:
px | 1)~ PELOPU), o
P(Y)

Vztah (2) nazyvame bayesovskym vzorcem. Tento vzorec hraje velkou roli pii zatazovani objekta do
tfid pfi pouziti bayesovské klasifikaci.

3.4.2 Jednoducha bayesovska klasifikace

Nyni si popiSeme princip a zplsob, jakym muZze probihat klasifikace na zakladé¢ jednoduché
bayesovské klasifikaci. Jednoduchou bayesovskou klasifikaci miizeme téZ nazyvat naivni
bayesovskou klasifikaci.

Zaved’'me si nasledujici znaceni:

S zna¢i mnozinu vSech vzorku (trénovacich dat).

C,Cyp ..., Cy znati jednotlivé tfidy, do kterych jsou vzory zmnoziny
S klasifikovany. Symbol m tedy udava celkovy pocet téchto tiid.

Ap, Agy ey Ay znaci jednotlivé atributy, pomoci kterych bude provadéna klasifikace.

X = (X15 X25 o005 Xp) kde x; je hodnota atributu A; pro vSechna i = 1,..., m, znaci testovaci
vzorek, ktery ma byt klasikovym do néjaké t¥idy.

S; znaci pocet prvkil z mnoziny S, ktery je klasifikovan do tfidy C;, kde

i=1,..., m; s; tedy napiiklad znaci pocet prvkli z mnoziny S, ktery je
klasifikovan do ttidy C;.
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Potom P(C;|X) pro libovolné i = 1,..., m udadva podminénou pravdépodobnost toho, ze libovolny
vzorek padne do tfidy C; vime-li, ze vzorek ma atributy shodné s prvkem X. Neboli, jaka je
pravdépodobnost, Ze prvek X patii do tiidy C; Ukolem je tedy najit takové i, pro které je hodnota
P(Ci|X) nejvétsi, protoze je nejveétsi pravdépodobnost, Ze prvek X patii praveé do této tiidy. Prvek
potom bude klasifikovan pravé do této tiidy C;s nejvétsi hodnotou P(C;|X) [Zendulka].

Podle Bayesova vzorce tedy plati:
PX[CHP(C)
P(C,|Y)= . 3)
P(X)
Pro urcit¢ Cislo i je tedy vyraz P(C,|X) maximalni pravé tehdy, kdyz je maximalni vyraz
P(X|C)P(Cy), protoze P(X) je konstantni pro dany vzorek X.
Je ovSem nutné rozlisovat P(C;|X) a P(X]| C)). P(C; [X) nam udava, jaka je pravdépodobnost, ze
prvek X nalezi do tfidy C;, kdezto P(X| C;) ndm udava, jaka je pravdépodobnost, zZe libovolny prvek
vybrany ze tfidy C; bude mit shodné hodnoty atributi jako prvek X.

Hledame tedy tfidu C;, pro kterou je vyraz P(X| C;)P(C;) maximalni.
e P(C) je pravdépodobnost, Ze libovolné zvoleny prvek patii do tfidy C;. Ta se tedy
da jednoduse urcit pomoci vzorce: P(C;) = si/ |S|, kde |S| znaci kardinalitu mnoziny
S, neboli pocet prvki, ktery tato mnozina obsahuje.

e P(X]C)) je pravdépodobnost, ze libovolny prvek vybrany ze tfidy C; bude mit shodné hodnoty
atributll jako prvek X. Tuto pravdépodobnost ziskame tedy jako soucin pravdépodobnosti
P(xy C)) pro k= 1,..., n, kde P(x,| C;) je pravdépodobnost, ze prvek, jehoz atribut Ay je roven
hodnotg x,, bude zafazen do tfidy C;. Coz formaln¢ zapisujeme jako:

P(X|C)=]]P(x, |C) @

k-1
Hodnoty P(x| C;) nasledné urCujeme podle typu atributu A,, mohou nastat dva piipady:
1. Atribut A, ma diskrétni charakter
V tomto ptipad€ se P(x,|C;) = si/s;, kde sy je pocet vzorkll z mnoziny S zatazené do
C,, jejichz atribut A, ma hodnotu x,.

2. Atribut A ma spojity charakter
1 :(Xk =Hc )2

P(x, |C)) = g(x, 4,0,) = —=—=¢€ (5)
270,

kde g(x,, 4, ,0. ) je Gaussovo normalni rozlozeni pro atribut 4; s hodnotu x;. £, jepraimérna

hodnota a o, smérodatna odchylka pro atributy Ay patfici do tfidy C;[Zendulkal].

3.4.3 Laplaceova korekce

Kdyz se podivame na vzorec (4)

P(X|C) =] P(x, | C).

k-1
Tak zjistime, ze mize vyvstat jeden zavazny problém. A to konkrétné€ v ptipad¢, Ze pro néjake k plati:
P(xx | C) =0, potom P(X | C;) = 0.
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Pro feseni tohoto problému pouzivame tzv. laplaceovu korekci. Laplaceova korekce neni nic
jiného nez ptidani jednoho prvku do kazdé mnoziny. Napiiklad mame-li mnozinu 1000 prvka
s atributem piijem, kde 0 prvkl pfijem = ,,maly*, 990 prvkl ptijem = ,stfedni* a 10 prvki piijem =
,»Vysoky“, potom P(pfijem = ,maly*“) = 1/1003, P(pfijem = ,stfedni”) = 991/1003 a P(pfijem =
,»Vysoky*) = 11/1003.

Celkové tedy mulzeme bayesovskou klasifikaci shrnout jako metodu vhodnou pro
implementaci, jejiz vyhodou je, ze v fadé ptipadt dava velice dobré vysledky. Jako nevyhodu je
ovSem nutno zminit, Ze tento zpusob klasifikace predpoklada, ze dané atributy, které pouzivame, na
sob& nejsou zavislé. V praxi ovSem nékdy atributy zavislé jsou, pro tyto pfipady tedy nebude tento
zpusob klasifikace vhodny.
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4 Pouzité technologie

V této kapitole jsou popsany dilezité technologie, které byly pouzity pii implementaci tohoto
diplomového projektu.

4.1 Oracle Data Mining

Cela aplikace Dataminer je aplikaci s architekturou klient — server. Jako server je pouzit Oracle
server. Oracle Data Mining je soucasti relacniho databazového systému od firmy Oracle. Obsahuje
podporu pro dolovani z dat, které jsou ulozeny v databazi tohoto systému [Mader].

Dolovani z dat je v tomto piipadé pln€ v kompetenci serveru diive nazyvaného Data Mining
server je od verze 10.2 nazyvan Data Mining Engine (déale jen. DME). Klient pouze ulozi data do
databaze na serveru. Poté vytvofi popis dolovaci ulohy jako takové a odesle jej na server (DME).
V tomto okamziku je veSkery vypocet provadén na strané DME a klient jen po dokonceni procesu
dolovani pozada server o vysledek. Komunikace se serverem muize probihat dvéma zpisoby. Prvni
znich je komunikace pomoci jazyka PL/SQL a druhy, ktery se pouzivd i vtomto projektu, je
komunikace pomoci knihoven jazyka Java. Pouziti jazyka Java plyne ztoho, ze cely projekt je
vystaveén na platformé NetBeans a implementovan je v jazyce Java.

Od verze Oracle 10.2 je nejen pro tuto komunikaci, ale i vyvoj dataminingovych aplikaci
implementovan standard Java Data Mining oznacovany JSR 73. Java Data Mining urcuje, jak ma
vypadat rozhrani dolovaciho systému, aby byla zaruena nezavislost aplikace na daném nastroji pro
datamining. Tento standard ma JavaDoc dokumentaci, je k nému vytvofena i sada demonstracnich
prikladkti, které napomahaji uzivateli pochopit, jak co nejlépe a nejefektivnéji vyuzit dolovaciho
systému ODM.

Oracle Data Miner od verze 10gR2 umoziuje pouziti Sirokého spektra dolovacich funkci. Také
obsahuje fadu riiznych operaci, jako je transformace, vzorkovani a binning dat. Dale algoritmy pro
prediktivni i deskriptivni ulohy viz Tabulka 4.1.1 a 4.1.2. a také algoritmy pro textové a prostorové
dolovéani a specializované ulohy, naptiklad porovnani proteinovych fetézci a sekvenci DNA.

Prediktivni ulohy

Rozhodovaci strom, naivni bayesovska klasifikace, bayesovské
sit¢ a SVM (support vector machines)

Regrese SVM

Detekce odlehlych hodnot One-class SVM

Klasifikace

Tabulka 4.1.1 Prediktivni metody podporovane ODM

U vSech prediktivnich Gloh je moZnost zobrazit vysledky nékolika rtiznymi zpisoby. Je mozné pouzit
ruzné druhy /iftii (kvantilovy, komutativni, nekomutativni aj.). Dal§i moznosti je tzv. confusion
matrix, ve které je uvedeno, v kolika pfipadech byla dand metoda uspé$na. Dalsi moZnosti je vyuziti
tzv. ROC (Receiver operating characteristic) k porovnani vice klasifikacnich metod mezi sebou.

Deskriptivni ulohy
Asociacni analyza Algoritmus Apriori
Shlukovani K-means, Orthogonal Partitioning Clustering

Tabulka 4.1.2 Deskriptivni metody podporované ODM
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4.2 Platforma NetBeans

NetBeans je uspéSnym open source projektem, ktery zalozila firma Sun Microsystems v ¢ervnu 2000.
V soucasné dob¢ existuji dva produkty. Prvnim z nich je vyvojové prostredi NetBeans (NetBeans
IDE) a druhym je vyvojova platforma NetBeans (The NetBeans Platform) [NetBeans].

Vyvojové prostiedi NetBeans IDE je nastroj umoziujici vyvojarim psat, prekladat a ladit a
distribuovat aplikace. Samotné vyvojové prostiedi je vyvijeno v jazyce Java, ale podporuje v podstaté
jakykoli programovaci jazyk jako naptiklad C, C++, PHP, JavaScript, Ruby. Samoziejmé také jazyk
Java a vSechny jeho platformy, tedy J2SE, J2EE i J2ME. Toto vyvojové prostiedi je také velmi
vhodné k tvorbé GUI aplikaci vyuzivajici knihovny Swing a AWT.

Vyvojova platforma NetBeans je moduldrni a rozsifitelny zaklad pro tvorbu rozsahlych
desktopovych aplikaci. NetBeans platforma stejné jako vyvojové prostiedi NetBeans IDE je §ifena
pod licenci Open Source a je mozné je vyuzivat v komerénim i nekomerénim prostfedi zcela
bezplatn¢. Zdrojové kody jsou dostupné pod licencemi Common Development and Distribution
License (CDDL) v1.0 a GNU General Public License (GPL) v2.

Platforma poskytuje vyvojarim celou fadu sluzeb desktopovych aplikaci a umoziuje tim, Ze se
vyvojaf mize plné¢ vénovat podstatnym funkcim aplikace. Platforma ma nasledujici zakladni
vlastnosti [Mader]:

e Sprava uzivatelského rozhrani
e Sprava uzivatelského nastaveni
e Sprava prace s okny

e Podpora ukladani

e Prace s tzv. privodci (wizards)

4.3 Jazyk DMSL

Jazyk DMSL (z angl. Data Mining Specification Language) je jazyk zalozeny na XML a slouzi
k ulozeni nastaveni a popisu celého dolovaciho procesu. Umoznuje nam definovat vstupni data,
popisovat transformace, znalosti o vstupnich datech tzv, domain knowledge, dolovaci tlohu a ziskané
znalosti — podrobnéjsi informace o DMSL jsou uvedeny v praci pana Kotaska [Kotasek]. Pro kazdou
¢ast ma jazyk DMSL odpovidajici element. Navic je piidan jeden element pro definici funkei, které
budou v dolovacim procesu pouzity. RozSifitelnost a Uprava je diky pouziti jazyka XML velice
jednoducha. Vzajemné vztahy mezi vSemi elementy jsou zndzornény na obrazku 4.3.1.

Nyni si popiSeme blize jednotlivé elementy.

DataModel — tento element slouzi k popisu vstupnich dat pro dany dolovaci proces. Tento element
mize obsahovat dal$i element tzv. datovych matic (DataMatrix), ktery reprezentuje vybér dat v ramci
jedné databazové tabulky. Kazdy vybrany sloupec tabulky je reprezentovan elementem DataField,
ktery popisuje jeho vlastnosti. MUze se odkazovat na element FunctionPool.

DataMiningModel — tento element popisuje ta data, ktera budou pro samotny proces dolovani
pouzita, tedy i odvozené sloupce a transformace dat z DataField. DataMiningModel se vzdy odkazuje
na prave jeden DataModel, ktery je pro néj reprezentuje zdroj vstupnich dat. Dale se také muze
odkazovat na jeden, nebo zadny FunctionPool. DataMiningModel obsahuje element
DataMiningMatrix, ten se sklada z DataMiningFields.
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DataModel

Knowledge

— DataMatrix

TableKnowledge

— DataMatrix

or

. PMML Document

o1

DataMiningTask

DML Query |

ar

. MINERULE Query |

or

MineAssociationRules

DataMiningMatrix

DataMiningMatrix

DataMiningField |«

DataMiningField +—-

| DataMiningField |

DataMiningField |

DataMiningField |

ar

E—

DataMiningModel

DataMiningMatrix

DomainKnowledge

ConceptHierarchy

OIL Ontology

or

Obrazek 4.3.1 Vztahy mezi elementy jazyka DMSL — ptevzato z [Kotasek]

DomainKnowledge — obsahuje informace (znalosti) o datech jako jsou integritni omezeni, jejich
vztahy, obory hodnot a dal$i. Tento element méa volnou syntaxi a v soucasné dobé neni v projektu
nijak vyuZzivan.

Knowledge — také element s volnou syntaxi. Slouzi k reprezentaci ziskané znalosti, jeho definice
a syntaxe zavisi na typu dolovaci tlohy. Jediné povinné atributy jsou atributy language a name.

DataMiningTask — opét element s volnou syntaxi. Ma také dva povinné atributy a témi jsou pouzity
jazyk a jméno.

FunctionPool — atribut specifikujici funkce, které mohou byt aplikovany na vstupni data pfi jejich
¢isténi a predzpracovani. Kazdy FunctionPool ma své jednozna¢né jméno, pomoci kterého se na né¢j
mohou odkazovat ostatni elementy. Mimo funkci z FunctionPoolu lze vyuzit i tzv. inline funkci
definovanych ptimo v misté pouziti.

V této casti jsme se dozvédéli pouze zakladni informace o jazyku DMSL a jeho pouziti. Pro

podrobnéjsi informace a nastudovani dané problematiky je vhodné nastudovat praci pana Kotaska
[Kotasek].
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S Systém vyvijeny na FIT

V této Casti se budeme vénovat systému pro dolovani z dat, ktery je v soucasnosti vyvijen na Fakulté
informacnich technologii VUT v Brné€. Tento systém je jiz nékolik let vyvijen v rAmci semestralnich
a diplomovych praci.

Jako prvni vznikl systém pro dolovani z dat, ktery pracoval s MySQL databazi. To ovSem
narazilo na problém, Ze databdzovy systém MySQL nemd Zadnou podporu pro dolovéni z dat a vse
muselo byt feSeno ptes pomocné tabulky, coz se jevilo jako nevhodné. V dal§im vyvoji se tedy od
MySQL upustilo a bylo navrzeno jadro systému, které pracuje s databazovym systémem firmy
Oracle. Databazovy systém Oracle umoznuje pouziti modulu Oracle Data Mining, ktery poskytuje
moznost vyuZziti jeho podpory dolovani z dat na jeho databazovém serveru. Postupné se sméfovalo
k vyuziti databaze Oracle verze 10.2. Dale je v tomto projektu vyuzito jazyka DMSL

V dalsich semestralnich projektech a pracich prosel vyvojem a fadou zmén. Implementace
systému spolupracujiciho s Oracle databazi byla zapocata Ing. Dolezalem [Dolezal]. Jeho prace byla
zamétena hlavné na vyvoj jadra celého systému. Systém byl formuldfova aplikace, ktera umoznovala
zakladni kroky dolovaciho procesu. Implementovan byl vybér dat z databaze a jejich predzpracovani.
Byly polozeny i teoretické zaklady prace s dolovacimi moduly. Tato ¢ast byla opravdu teoreticka
a tehdy vytvofeny modul byl pouze trivialni.

Na tuto praci navazal Ing. Galet [Galet], kdy nad jadrem wvytvofil aplikaci s grafickym
uzivatelskym rozhranim na platformé NetBeans. Jednou z hlavnich zmén bylo zavedeni reprezentace
jednotlivych krokd dolovaciho procesu pomoci komponent grafu dolovaciho procesu. K tomu bylo
i zapotfebi pozménit DMSL tak, aby bylo mozno uklddat i informace o grafické reprezentaci
dolovaciho procesu.

Jako posledni na tomto projektu pracovali Ing. Krasny[Krasny] a Ing. Mader[Mader].
Ing. Krasny se zabyval tpravou jadra stdvajiciho systému a systému jako celku tak, aby se zvysila
jeho pouzitelnost. Implementoval celou fadu zmén a doslo k rozsahle piestavbé jadra tak, aby byla
umoznéna roz§ifitelnost a udrzovatelnost systému. Pro tuto diplomovou praci je nejpodstatnéjsi
zménou to, Ze dolovaci modul jiz neni externi tfidou, o kterou se stara jadro, ale stal se rovnocennou
komponentou grafu celého dolovaciho procesu. Ing. Mader se zabyval vyvojem dolovaciho modulu
pro asocia¢ni pravidla. Vytvofil koncepci toho, jak vhodné pfipojit dolovaci modul k systému
a napsal podrobnou dokumentaci tohoto problému.

Cely systém se da rozd¢lit do nékolika ¢asti, nyni si blize popiSeme kazdou z nich.

5.1 Jadro systému

Ttida jadra kernel java prosla diky praci Ing. Krasného fadou zmén. Ukolem této tfidy je poskytovat
pfipojeni k serveru — jedno pro SQL dotazy a jedno pro DME transformace [Krasny]. Jadro dale
poskytuje vazbu na ttidy Connectioninfo, ktera ma zajistovat pripojeni k serveru. Dale ke t¥idé Caller
pro volani zkompilovanych internich funkci a pro pfistup k datové strukture Také k instancim pro
transformaci dat Clipping, Normalization a Discretization.

Jadro tedy poskytuje tyto funkce a umoznuje:

o Zadavat dolovaci metody

o Nacitani a ukladani do DMSL
o Organizovat praci do projektu
. Provadét transformace dat
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o Ptidavat dolovaci moduly

'sual Fblfﬁlﬁ'fﬂor LINIE C o mrmunity Edition [not for commercial us e] Dme=d
0.1 1

Homalization 0.1 Kemel

>

1
Discretization 0.1 Caller
0.2
Comnectioni nfo
ComnectioninfoSAaL Comnectionl nfoD ME

Obrazek 5.1.1 Diagram tiid kernel.java — ptevzato z [Krasny]

5.2  Grafické uzivatelské rozhrani systému

Jadro bylo od pocatku navrzeno tak, aby k nému bylo mozné pfipojit nezavislé GUI, které neni jeho
soucasti a dalo se lehce nahradit jinym. Je postaveno na knihovnach Swing a AWT. Plvodni verze
aplikace méla zakladni rozhrani, které slouzilo pouze k demonstraci funk¢nosti implementovaného
jadra. Byla to formuléafova aplikace, kde se pomoci zalozek da prepinat mezi jednotlivymi funkcemi.
komplikované. Celé rozhrani bylo proto nahrazeno rozhranim novym.

Tohoto ukolu se zhostil svym diplomovym projektem Ing. Galet. Pouzil knihovnu NetBeans
Visual Library, kterd je urena k tvorb¢ grafli a diagramti. Podatilo se mu vybudovat prostiedi, které
umoznuje vkladat komponenty znazornujici jednotlivé kroky dolovéni, ty mezi sebou propojovat
a dal tim zaklad budouci aplikaci, ktera ma velky potencial stat se kvalitnim komplexnim grafickym
nastrojem pro dolovani dat. Grafické uzivatelské rozhrani by se dalo prirovnat ke grafickému
uzivatelskému rozhrani aplikace SAS Enterprise Miner. Zavedl organizaci do projekt, integroval do
DMSL dokumentu grafickd metadata ve formé poznamek a nasmeéroval projekt spravnym smérem.
Byl vSak omezen pfiliSnou specificnosti jadra a z pohledu dolovani nebylo mozné pfinést dalsi
funkénost [Krasny 2008]. Tento nedostatek byl odstranén vramci feSeni diplomové prace
Ing. Krasnym.
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Obrazek 5.2.1 Ukdzka GUI systéemu

5.3 Dolovaci moduly

Dolovaci modul se po inovacich Ing. Krasného stal béznou komponentou grafu, ktery znazoriuje
danou dolovaci ulohu. Pfipojeni modulu jako prvku takového grafu probihd za pomoci abstraktni
ttidy MiningPiece, kterda svym potomkim poskytuje vSechny prostfedky pro pfipojeni do grafu.
Dolovaci modul je tedy béznou komponentou a pro praci s nim neni poteba zadné zvlastni zachazeni
[Krasny].

Modul ma tedy za ukol implementovat danou klasifikatni metodu a byt nezavislou
komponentou. Musi ovSem byt kompatibilni a spoluprice schopny s jiz existujicim systémem.
Moduly pak provadi samotné dolovani dat, pii kterém vyuzivaji sluzeb Oracle serveru. Jeho
implementace a integrace do systému je soucasti této diplomové prace.

5.4  Dalsi komponenty dolovaciho procesu

V této kapitole zminime dal$i komponenty dolovaciho procesu. Sjednou znich jsou jiz
zminéné dolovaci moduly. V souc¢asné dob¢ jsou implementovany dva dolovaci moduly. Prvni slouzi
pouze pro testovaci UCely a neimplementuje Zadnou dolovaci metodu. Druhy modul je jiz plné
funk¢ni a slouzi pro dolovani asociacnich pravidel. Jeho implementace byla néplni diplomové prace
ing. Madera [Mader].

Nyni si tedy predstavime dal$i komponenty, které mohou byt soucasti dolovaciho procesu.

Select data

Tato komponenta umoznuje vyber vstupnich dat. Po otevieni této komponenty se v levé ¢asti zobrazi
tabulky, které jsou vytvoreny v databazi, ke které jsme pripojeni. Z téchto tabulek je moZzno vybrat
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libovolné sloupce. Lze také vyuzivat vytvareni podminek pro spojovani tabulek v databazi. Tato
komponenta je nutna pro kazdy dolovaci proces, protoZze dolovani nemé bez vstupnich dat zadny
smysl.

Transformations

Jak jiz nazev napovida, tato komponenta umoznuje transformovat vstupni data. Na tato data lze
aplikovat fadu ODM transformaci, jako je diskretizace, normalizace a clipping. Pomoci této
komponenty je také mozné definovat nové sloupce, stejné tak jako vynechavat nékteré sloupce ze
vstupnich dat.

Reduce/Partition

Tato komponenta umoziuje rozdé€lit vstupni data na data pro vytvoreni modelu (Standard/Training
data) a na data pro testovani (Testing data) a to v uzivatelem zadaném poméru. Tato komponenta je
nutna pro vSechny dolovaci moduly, které obsahuji fazi tvorby modelu a fazi jeho testovani. Pomoci
této komponenty je také mozné snizit objem dat a to tak, Ze vybranou metodou odstranime zadanou
procentualni ¢ast vstupnich dat.

Report

Tato komponenta slouzi k prezentaci vysledkii dolovaciho procesu. Kazdy dolovaci modul ma
specifické pozadavky na zobrazeni vysledku, které plynou z vlastnosti daného dolovaciho algoritmu.
Report je tedy komponenta, kterd zajisti otevieni okna s vysledky zvoleného dolovaciho modulu
(algoritmu) a jeji obsah je pro kazdy dolovaci modul jiny.

Insight
Tato komponenta umozniuje zobrazovat data ztabulek, které jsou fyzicky vytvofeny v databézi
komponentami pro vybér a pfedzpracovani vstupnich dat atp.

Vimeo

Tato komponenta umoziuje piidavat k jednotlivym sloupcim VIMEO funkce. Umoziuje piistup
k témto funkcim a jejich editace. Komponenta funguje jako datovy filtr.
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6 Naivni bayesovska klasifikace a
Oracle Data Mining

Obsahem této prace je vytvoreni dolovaciho modulu pro naivni bayesovskou klasifikaci, neboli
modulu pouzivajici jeden z algoritmli s podporou, kterou poskytuje pfimo Oracle Data Mining.
K implementaci tohoto modulu je nutné podrobné nastudovani problematiky, tykajicich se naivni
bayesovské klasifikace jako takové a dale potom také konkrétni moznosti podpory pro datamining od
Oracle Data Mining, konkrétn¢ potom moznosti vyuziti Java API. K tomu lze s vyhodou vyuzit
vzorovych ptikladu, které Oracle poskytuje ve své instalaci. Tyto ptiklady obsahuji ve zjednodusené
podob¢ jednotlivé algoritmy, které Oracle Data Mining podporuje. V pifikladech je podrobné
vysvétlen cely dolovaci proces v jednotlivych krocich. Od ptipravy vstupnich dat pro dany
algoritmus, pfes samotny dolovaci proces az po ukdzkovou textovou prezentaci vysledkil dolovani.
Pro vSechny tyto pfiklady je nutné mit v databézi vytvorené tzv. Sales History schéma (SH schéma),
které je soucasti instalace Oracle Data Mining.

Funkce Algoritmus
Asociacni pravidla Apriory
Dolovani v textu Non-Negative Matrix Factorization

Support Vector Machines

Dulezitost atributu Minimum Description Lenght
Feature Extraction Non-Negative Matrix Factorization
Klasifikace Adaptivni Bayesovska sit

Naivni Bayesovska klasifikace

Rozhodovaci strom

Support Vector Machines

Regrese Support Vector Machines
Shlukovani K-Means
O-Cluster

Tabulka 6.1 Prehled ukazkovych prikladiu ODM

Dalsi vyznamnou pomtickou k pochopeni dané problematiky je i rozsifujici aplikace Oracle Data
Miner. Jedna se o aplikaci vyvinutou firmou Oracle, ktera umoziuje zakaznikiim analyzovat sva data
[Oracle a], stejné tak ale umoziuje nastudovani algoritmt, které Oracle Data Mining poskytuje a to
v podob¢ piehlednych privodct. Zminéni pruvodci uzivatele provedou celym procesem, od vybéru
vstupnich dat, pfes nastaveni parametri danych algoritmi az po prezentaci ziskanych vysledkd. Diky
tomu zjistime, jaké parametry dany algoritmus potiebuje mit zadany, dale jaky je format vstupnich
dat a jaké mohou byt vystupy dolovaciho procesu.

Dale lze s vyhodou pouzit nastroj Oracle SQL Developer. Jedna se o graficky nastroj pro
spravu databazi, ktery je zdarma. SQL developer umoziiuje prohlizet databazové projekty, spoustet
SQL prikazy a skripty[Oracle b]. Tento nastroj zvySuje efektivitu a zjednodusuje praci. Spolu se SQL
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developerem je vhodné pouzivat konzolu pro spravu databiaze SQL*Plus. SQL*Plus je soucasti
aplikace InstantClient a na rozdil od SQL developeru podporuje vice datovych typd, jako jsou
napiiklad typ kategorie Nested, které SQL developer neni schopny vypsat. Pro rychlou a efektivni
praci je vhodné spolecné pouziti téchto dvou néstrojii a jejich vzajemné propojeni. SQL developer
umoziuje nastavit cestu k externi SQL*Plus konzoli, diky ¢emuz se poté konzole pfipojuje ke stejné
databazi, ke které je pravé ptihlasen SQL Developer.

6.1 Naivni bayesovska klasifikace

Teoretickymi zaklady k naivni bayesovské klasifikaci jsme se zabyvali v kapitole 3.4. Nyni si jeji
princip ukdzeme na redlném piikladé a zminime nékteré vyznamné parametry naivni bayesovské
klasifikace pro ODM.
Bayesovska klasifikace vyuziva tzv. bayesova vzorce (2) v kapitole 3.4.1. Princip si pfedvedeme na
prikladu navyseni vydaju [Oracle c].
Piiklad 6.1.1: Predstavme si, Ze potfebujeme zjistit pravdépodobnost, Ze zakaznik mladsi 21 let
navysi své vydaje. V takovém ptipadé mame tedy dva jevy. Prvni jev (A) je, Ze je zadkaznik mladsi 21
let a druhy jev (B) je, ze zakaznik navysi Utratu.
o Jestlize mame v testovacich datech 100 zakaznikt a 25 z nich ma méné nez 21 rokd a navysi
svou ttratu, potom P(A N B)=10.25.
e Dale pak, jestlize v testovacich datech mame mezi zminovanymi 100 zékazniky 75 zakaznikt
mlads$ich 21 let, potom P(A) = 0.75
Z téchto pravdépodobnosti miizeme pomoci bayesova vzorce vypocitat pravdépodobnost P(BJA) =
25/75 =1/3.
Obecné si miizeme tento postup znazornit pomoci jednoduchého obrazku.

A and B

P

-4 B L
-4 A >

Obrazek 6.1.1 Zndzornéni pravdépodobnosti jevii — Piepracovano z [Oracle c]

Jednotlivé pravdépodobnosti jevl z obrazku 6.1.1 jsou potom tedy:
P(A)=3/4=0.75

P(B)=2/4=0.5

P(ANB) =1/4=0.25

P(AB)= P(ANB)/PB)=(1/4)/(2/4)=0,5

P(B|A) = P(AN B)/P(A) = (1/4)/ (3/4)= 0.3
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Nyni se dostavame k jiz zmiiovanym parametrim. Prvni z nich je tzv. pairwise treshold. Pojmem
»pairwise® jsou oznacovany ty piipady, kdy se obé podminky vyskytuji spole¢né. V piiklad¢ 6.1.1 je
25% vSech ptipadl ,,pairwise, neboli podminka je mladsi 21 let se vyskytuje spole¢né s podminkou,
ze zakaznik navysi Utratu. Pairwise treshold je poté minimalni procentudlni podil vyskytl pairwise
pro vytvoreni modelu.

Dal$im parametrem je tzv. singleton treshold. Singleton je naopak od ,,pairwise* oznaceni pro
ptipady, kdy se podminka vyskytuje osamocené. V piikladu 6.1.1 je ,,singleton” 75% vsech ptipadu.
Analogicky pak ,singleton treshold* je minimalni procentudlni podil vyskytid ,,singletonu® pro
vytvofeni modelu.

Poslednim parametrem, ktery v této casti zminime jsou, tzv. prior probabilities. Nékdy nejsou
data, kterd mame k dispozici, zcela reprezentativni. Naptiklad mizeme mit v naSem vzorku pouze par
uzivatelti mladSich 21 let, pfitom ve skutecnosti vime, Ze zakaznikd mladsich 21 let existuje vice, nez
znazoriiuje testovaci vzorek dat. Tento nedostatek miizeme pravé kompenzovat specifikovanim ,,prior
probabilities” ve fazi trénovani modelu v dolovacim procesu. Neboli mizeme sami nastavit
procentualni zastoupeni v jednotlivych kosich, do kterych jsou data rozdélena. S rozdélovanim dat do
kost se seznamime v nasledujici kapitole.

6.2 Priprava dat pro naivni bayesovskou
klasifikaci

Je nutné si uvédomit, zZe naivni bayesovska klasifikace vyzaduje tzv. binning, neboli rozdéleni dat do
kost [Oracle c]. Naivni bayesovska klasifikace pouziva techniky na vycisleni pravdépodobnosti,
s jakymi bude dany prvek do dané tridy pattit. Déle je nutné brat v potaz, Ze atributy by mély byt
rozdéleny do vhodného poctu kosid. Numericka data lze rozdélit do kosi podle rozsahu hodnot.
Naptiklad numericky atribut plat je mozno rozdélit do tfi kosi: nizky, stfedni a vysoky. Stejné tak
kategorické lze rozdélit do mensiho poctu kosi. Jako priklad lze uvést kraje namisto mést.
Rozdélovani do kos$ii pomoci tzv. Equi-width se nedoporucuje, protoze mize zapficinit, Ze se data
rozdeli do par kosi, nékdy dokonce do kose jediného, coz zna¢né snizuje silu tohoto algoritmu.

Z toho plyne, ze pted spusténim dolovaciho modulu je tfeba zajistit, aby do n¢j vstupovala data
v této podobé€. Je nutné také zvolit spravny pocet kost, jediné tak zajistime, ze ziskané vysledky,
budou mit pro nas vyznam a budou davat smysl.

6.3 Rozhrani ODM pro naivni bayesovskou
klasifikaci

V této kapitole si blize popiSeme stézejni tfidy, které jsou pouzivany v ramci dolovaciho algoritmu
ajsou tedy nezbytné pro naivni bayesovskou klasifikaci. Nejprve si popiSeme, jak cely dolovaci
proces probiha.

K uspésnému dolovani je nezbytné pripojeni k serveru a tim padem i k databazi, ktera se na
ném nachazi a poskytuje potfebnd data. O toto pfipojeni se stard tfida Conmection z balicku
javax.datamining.resource, ktera je znazornéna na obrazku 6.3.1. Toto rozhrani umoznuje ukladani
objektli do databaze, stejné tak umoziiuje piistup k nim.
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e Vs Connection
+getFactory{ohjectMame . String) . Factory
+savelbject(name : String, object : MiningOhject, replace : boolean) : void
+retrieveCbject{objectldentifier : String) : MiningOhject
+execute(taskMame : String) : ExecutionHandle
/M

i
ConnectionFactory
+getConnection() . Connection

Obrazek 6.3.1 Zndzornéni tridy Connection

Poté co je nastaveno pripojeni k databazi se vytvoii objekt PhysicalDataSet. Rozhrani
PhysicalDataSet slouzi pro popis dat, které maji byt pouzity jako vstup pro dolovani z dat. Atributy
fyzickych dat jsou namapovany na logické atributy logického modelu dat. Data, které poskytuje
PhysicalDataSet mohou byt pozita jak pro tvorbu modelu, tak i to pro testovani a aplikaci.

“aT physicalDataSet PhysicalDataSetFactory
+acdAtribute(attribute | Physical Attribute) { ______________________ +createfuri ; String, importMetaData : boolean) : PhysicalDataSet
PhysicalAtribute PhysicalAtributeFactory

{_ ~ Tfrereate(attriame : String, dataType : AttributeDataType, role | PhysicalAttributeRole) : PhysicalAttribute

Obrazek 6.3.2 Zndzornéni trid PhysicalDataSet a PhysicalAtribute

Po vytvoteni PhysicalDataSetu je nutné nastavit nezbytné parametry pro naivni bayesovskou
klasifikaci. O to se staraji tfidy NaiveBayesSettings a ClassificationSettings. Jak jiz ndzvy napovidaji,
ttida NaiveBayesSettings se stara o nastaveni parametrd specifickych pouze pro naivni bayesovskou
klasifikaci, jako jsou naptiklad singleton treshold a pairwise treshold, které jsme jiz zminovali vyse.
Zatimco ttida ClassificationSettings se stara o nastaveni parametr, které pouzivaji vSechny
klasifika¢ni algoritmy. Mezi né patfi nastaveni cilového atributu, dolovaciho algoritmu,
pravdépodobnosti vyskytu a dalsich.

Collriioe s V- NaiveBayesSettings | HaiveBayesSettingsFactory
+setPairwiseThreshold{pairwiseThresheld : double) : void ‘:{ ____________ +createl) | MaiveBayesSettings
+setSingletonThresholdisingletonThreshaold © double) : void

ClassificationSettings ClassificationSettingFactory

+zetPriorProbabiltiesMap(atiributeMame ;. String, priorsMap : Map) © void ":{ _______ +createl) : ClassificationSettings
+setCostMatrixMamelcostMatrixMame : String) © void
+sethlgorithmSettings(algorthmSettings © AlgorithmSettings) : void
+setTargetAttributeName(attributeMame String) © void

Obrazek 6.3.3 Tridy NaiveBayesSettings a ClassificationSettings
V dalsim kroku se vytvoii objekt ClassificationModel, ktery obsahuje metada, ktera plynou

z vytvofeni modelu za pomoci ClassificationSettings. Neboli timto vytvoifime samotny model pro
naivni bayesovskou klasifikaci.
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o Classificationiodel
+getBuildSettings() : BuildSettings
+gethodelDetail() . ModelDetail
+getTarget AttributeMame() : String
+getTargetCategorySet() . CategorySet
+getSignaturel) : ModelSignature

Obrazek 6.3.4 Trida ClassificationModel

V dalsim kroku tento model otestujeme a tim ziskame potiebné informace o jeho vlastnostech a jeho
dalezité metriky. K tomuto ucelu slouzi tfida ClassificationTestTask. Ta se pouzivd k testovani
vytvofeného modelu a zjistuje jeho spravnost. Mezi vysledky, které toto testovani dodava, patii
presnost, tzv. confusion matrix, ktera udava poméry Spatné a spravné klasifikovanych prvku do
jednotlivych tiid a dalsi statistiky ziskané béhem testovani.

Poslednim krokem mutze byt aplikace modulu na nami zadana data. K tomu slouzi objekt
ClassificationApplySettings, ktery umoznuje nastavit pozadované parametry pro aplikaci modelu na
konkrétni data.

Celkove se tedy da fici, ze vystupem procesu naivni bayesovské klasifikace je model a jeho
metriky. Tento model lze poté aplikovat na konkrétni data, ktera jsou zadéna uzivatelem. Na
obrazcich v této kapitole. jsou zobrazeny stézejni tfidy, které jsou pouzity béhem samotného dolovani
za pomoci algoritmu pro naivni bayesovskou klasifikaci. Pro ptfehlednost jsou u danych tiid
zobrazeny pouze metody a atributy, které jsou v radmci tohoto projektu pouzivany.

29



7 Vytvoreni nového dolovaciho modulu

Naplni této kapitoly je seznameni s postupem tvorby nového dolovaciho modulu a jeho nasledna
integrace do aplikace Dataminer. Jak jiz bylo zminéno diive, aplikace Dataminer je vyvijena na
platformé NetBeans. Pro vyvoj takového modulu je tieba tzv. Netbeans Develpoment verze
zminovaného prostiedi. Pro vytvoreni dolovaciho modulu pro Dataminer vytvofime v NetBeans novy
projekt Module z NetBeans Modules. V naSem piipadé mame k dispozici zdrojové kody celé aplikace
Dataminer a celou Module Suit spojujici v§e do jednoho celku. Mtzeme tedy dale zvolit moznost
Add to Model Suite. Kdybychom neméli k dispozici celou Model Suite, museli bychom zvolit druhou
moznost samostatné vyvijeného modulu — Standalone Module. Kdybychom vytvareli samostatny
modul (Standalone module) museli bychom také zvolit NetBeanst Platform stejné verze, jaka
odpovidd verzi NetBeans platformy aplikace Dataminer. Tim zajistime pfistup ke vSem tfidam
a knihovnam potfebnym k vyvoji nového modulu [Mader]. Déle uz jen vyplnime Code Name Base
a nazev modulu a vytvareni nového modulu pomoci NetBeans je dokonceno.

Nasledné je uz jen tfeba ve sloZce nového modulu vybrat slozku Libraries a v ni piidat
zavislosti modulu pomoci volby Add Module Dependency. Z nabidky je tieba vybrat vSechny
nasledujici moznosti: Dialogs API, dm-api, dm-core-wrapper, dm-jfreechart-wrapper, dm-jmath-
wrapper, Ul Utilities API a Utilities API. VSechny tyto jsou nezbytné¢ pro dalsi vyvoj modulu.

Nyni uz miizeme takto noveé vytvofeny modul zaclenit do aplikace dataminer a postupné zacit
implementovat jeho funkénost. Predtim je ovSem nutné provést implementaci abstraktni tfidy
MiningPeace a upravit zdznam v souboru layer.xml. Této problematice se budeme vénovat
v nasledujicich kapitolach.

7.1 Implementace abstraktni tfidy MiningPeace

Chceme-li zpfistupnit modul i pro aplikaci Dataminer tak, aby jej bylo mono ptidavat jako
komponentu do grafu dolovaciho procesu, je nutné nejprve implementovat nezbytné metody
abstraktni tfidy MiningPeace. Struktura této tiidy je znazornéna na obrazku 7.1.1.

Kazda trida projektu Dataminer, kterd dédi od tfidy MiningPeace, ptedstavuje komponentu,
kterou lze ptidat do grafu znazornujiciho dolovaci proces [Krasny]. V konstruktoru tfidy, ktera dédi
od MiningPeace je nutné nastavit nasledujici:

e setDisplayableName (NbBundle.getMessage (ClassifBCModule.class,
"NAME NazevModulu")) ;

e setDescription (NbBundle.getMessage (ClassifBCModule.class,
"HINT NazevModulu"));

e setEditorIcon("cz/vutbr/fit/dataminer/classifbcmodule/resource
s/Icon48.png") ;

e setPalettelIcon("cz/vutbr/fit/dataminer/classifbcmodule/resourc
es/Iconl6.png");
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MiningPeace

-name ; String

-categoryMame : String

-displayableMame : String

-descriptionMame : String
-palettelconMBase ;. String

-palettelcon ; Image

-editorlconBase : String

-editorlcon © Image

-kernel : Kernel

-kernelBinding : String

-acceptablePieces | Map<String, Accept=
-sourcelConnections : Map<5String, MiningPiece=
-destConnections | Map=5tring, MiningPiece:=
-icdCourter : int

-modified : boolean
-lastSourcekernelBinding . String

MiningModule

+heforefcceptEvent() | boolean
+heforeRemoveEvent() . boolean
+afterfcceptEvent() : boolean
+afterRemoveEvent() . boolean
+openCustomizingDialog() © void
+run() : hoolean
+getOutputPanel() . JPanel

Obrazek 7.1.1 Znazornéni tiidy MiningPeace

Prvnim tadkem fekneme, ze jméno modulu se nachazi v lokaliza¢nim baliku "NAME NazevModulu".
Stejné tak druhy bod tika, ze napovéda je ulozena v "HINT NazevModulu". Posledni dva body
udéavaji cestu k ikondm modulu. V tfetim bod¢ je to cesta ke klasické ikonég, kterd bude zobrazena
v grafu dolovaciho procesu, kterd je uloZzena v souboru Icon48.png. Zatimco v poslednim bod¢ je
obsazeno nastaveni cesty k miniatufe ikony, kterd se zobrazuje v paleté nastrojii aplikace Dataminer
a je ulozena v souboru Iconl6. Konstruktor tfidy tedy pouze nastavi ndzev, napovédu a ikony dané
komponenty.

Aby ovSem aplikace Dataminer nalezla popis jména a napoveédy, je tfeba tyto v souboru
Bundle.properties uvést. Soubor Bundle.properties mize tedy obsahovat mimo jiné naptiklad toto:

NAME NazevModulu=Naive Bayes Classification
HINT NazevModulu =Mining module for Naive Bayes Classification

Nyni se podrobnéji podivejme na jednotlivé metody, které je nutné naimplementovat, aby se
z komponenty stal plnohodnotny prvek dolovaciho procesu. VSechny tyto metody jsou znazornény
i na obrazku 7.1.1.

run()

Tato metoda spusti akci, kterou ma dana komponenta provadét. V naSem ptipadé, kdy je
komponentou dolovaci modul, bude tato metoda spoustét samotny dolovaci algoritmus, tedy
algoritmus pro naivni bayesovskou klasifikaci.

openCustomizingDialog()

Tato metoda zobrazi panel, ktery se ma zobrazit po otevieni dané komponenty. Pro na§ modul bude
tento panel obsahovat vstupni parametry a nastaveni nutna pro dany algoritmus.
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getOutputPanel()
Tato metoda mé za tkol vytvofit panel, ktery se zobrazi, je-li na komponentu napojena komponenta

Report. V naSem piipadé¢ tedy tato metoda bude vytvaiet panel, ktery bude prezentovat vysledky
ziskané samotnym dolovacim modulem.

beforeAcceptEvent()
Tato metoda je volana pted tim, nez je komponenta vloZena do grafu. Lze tedy nastavit napiiklad to,
ze komponenta mtize byt v grafu dolovaciho procesu pouze jedou.

afterAcceptEvent()
Tato metoda je volana po pfidani komponenty do grafu. V nasem piipad¢ tato metoda zapise do
DMSL souboru, Ze byla komponenta dolovaciho modulu ptidana do grafu.

afterRemoveEvent()
Metoda, ktera je voldna po tom, co je komponenta odstranéna z grafu. V naSem pfipadé odstrani
zaznam v DMSL o komponenté dolovaciho modulu.

7.2  Integrace vytvoreného modulu do aplikace

Nyni mame-li vSechny potiebné metody naimplementovany a splnili jsme zdkladni funkéni
pozadavky, musime jes$t¢ nami vytvoifeny modul do aplikace Dataminer zaintegrovat. To provedeme
pomoci vytvofeni zaznamu v souboru layer.xml. Tento soubor predstavuje virtudlni systém soubort,
ktery se z riiznych modull integruje do jednoho celku. To znamend, Ze zaznamy, které tento modul
vytvoti, budou viditelné i z ostatnich moduld. Jednotlivé moduly o sob& vzajemné nic nevi, nemaji
ani vzajemny pfistup ke svym tfidam a to i pfesto, ze bézi v ramci jednoho virtualniho stroje Javy.
O vytvafeni instanci se stard System FileSystem, ktery poskytuje instance ostatnim moduliim.
[Krasny]. Pro integraci modulu do systému je nutné do souboru layer.xml ptidat nasledujici zaznam:

<filesystem>

<folder name="MiningPieceRegistry">

<folder name="MiningModules">
<file name="cz-vutbr-fit-dataminer-classifbcmodule-
ClassifBCModule.instance">
</file>

</folder>

</folder>

Tato ¢ast zaznamu vytvoii instanci tfidy modulu. A zaregistruje je v MiningPieceRegistry do
kategorie Mining Modules, coz povede ktomu, Ze komponenta bude zobrazovana v paleté
moduli zvané Mining Modules.

Zbyla cast urCuje mnozinu komponent, na které mize byt na§ modul napojen a dale
komponenty, které mohou byt napojeny na tento modul. V naSem ptipadé MiningPieceConfig udava,
ze dolovaci modul ClassifBCModule mize byt ptipojen pouze na komponentu ReduceData. Toto
omezeni plyne z toho, Ze komponenta redukce data dokaze data nejen redukovat, ale i rozd€lit na data
testovaci a trénovaci, coz je pro funkénost modulu pro naivni bayesovskou klasifikaci nezbytné. Bez
tohoto rozdéleni by modul nemohl fungovat. Déle tento zdznam udava, ze napojena na tento modul
mize byt jen komponenta slouzici ke zobrazeni vysledki zvana Report.
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<folder name="MiningPieceConfig">
<folder name="cz-vutbr-fit-dataminer-classifbcmodule-
ClassifBCModule">
<folder name="accept">
<file name="cz-vutbr-fit-dataminer-editor-palette-items-
ReduceData"/>
</folder>
</folder>
<folder name="cz-vutbr-fit-dataminer-editor-palette-items-
Report">
<folder name="accept">
<file name="cz-vutbr-fit-dataminer-classifbcmodule-
ClassifBCModule" />
</folder>
</folder>
</folder>
</filesystem>
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8 Implementace modulu pro naivni
bayesovskou Klasifikaci

V této kapitole se budeme vénovat uz samotné implementace daného klasifikacniho modulu. Nejprve
se budeme vénovat implementaci jednotlivych metod jiz zminované ttidy MiningPeace. Dale se
zminime o struktufe zaznamu DMSL jak pro element DataMiningTask, tak i pro element Knowledge.

8.1 Implementace modulu

Hlavni ¢ast modulu pro naivni bayesovskou klasifikaci je implementovana ve ttidé ClassifBCModule,
ktera rozsituje tfidu MiningPeace. Ttidou MiningPeace a implementaci jejich metod se budeme
zabyvat v nésledujici kapitole. Mimo tyto metody mé& modul za kol nacitdni parametr pro dolovaci
algoritmus z DMSL. Dale se stara o ulozeni ziskaného modelu a jeho testovacich metrik do DMSL. O
to se stara metoda writeKnowledgeToDMSL().

T HBMiIningProces I ClassifBCModule
+clasify() | void +heforefcceptEvent() | boolean
+huildiModel() cecreatess +run() . boolean
+testModeliestResultName : String, costMatrixMame : String) +afterAcceptEvent) . boolean
+rank ApplyModel{costMatrikMame : Stringy [~ T T 77 }}+aﬂerHemuveEuerﬂ{j: boolean

+getOutputPanel() . JPanel

+openCustomizingDialogl) : boolean

o f{fr_esite_}i _____________ }+wrﬂeﬁnuwledgeTuDM5L{j : woid

i

| M

1 I

] | ==gregtes:=

1 I

i i
ClassificationNBResultPanel ClassificationNBParamsPanel

+readknowledgeFromDMSL) ; void +HoadDataFrominput{ingput @ String, m_dmeConn : Connection) : void
+oadParametresFromDMSL)  void

+wiriteChangesToDMSL) © void
+iglnputParamsOK() : boolean

Obrazek 8.1.1 Zndzorneéni stézejnich trid vytvoreneho modulu

8.2 Implementace metod dédénych od tiidy
MiningPeace

V této casti bude piiblizena implementace dilezitych metod této tfidy. Pro lepsi orientaci budou
metody fazeny v takovém pofadi, vjakém jsou volany v programu pii vytvafeni grafu dolovaciho
procesu.

8.2.1 beforeAcceptEvent()

Jak jiz bylo fe¢eno, metoda je volana pred tim, nez je komponenta vloZena do grafu. Je v ni pouze
vygenerovano id modulu, aby jej §lo odliSit od ostatnich komponent grafu.
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8.2.2  afterAcceptEvent()

Ptfidame-li do grafu dolovaciho procesu dals$i komponentu, kterou je pravé modul pro naivni
bayesovskou klasifikaci, je volana tato metoda. Po tomto vlozeni je nutné do DMSL zaznam o tom,
ze do grafu byl vlozen prave tento modul. V DMSL se tedy vytvoii nasledujici zdznam.

<DataMiningTask language="XML" name="DM582 ClassifBCModulel"
type="Clasification">
<NBClassification algorithm="Naive Bayes">
<InputInfo preferedTargetValue="null" primaryKey="null"
target="null" />
<Params>
<SingletonTreshold>0.01</SingletonTreshold>
<PairwiseTreshold>0.01</PairwiseTreshold>
<NumberOfLiftQuantiles>10</NumberOfLiftQuantiles>
</Params>
<TargetProbabilities>
<TargetValueProbability
name="0">0.0</TargetValueProbability>
</TargetProbabilities>
<CostMatrix use="false" />
<ROCResult use="true" />
<LiftResult use="true" />
</NBClassification>
</DataMiningTask>

Timto tedy vytvofime zaklad elementu DataMiningTask pro pozd¢jsi uloZeni vSech potfebnych
parametrd. Hodnoty parametri SingletonTreshold, PairwiseTreshold a NumerOfLiftQuantiles jsou
automaticky nastaveny na vychozi hodnotu, tak jak je uvedeno v manualu firmy Oracle. Uzivatel je
pozdéji mliize samoziejmeé zménit.

Dale se vytvoti zakladni zdznam elementu Knowledge.

<Knowledge language="XML" name="DM582 ClassifBCModulel" />

Metoda afterAcceptEvent() tedy ptipravi DMSL zaznam pro dal$i upravy, které¢ probéhnou béhem
samotného dolovani.

8.2.3 openCustomizingDialog()

Tato metoda vytvori a nasledné zobrazi panel, do kterého uzivatel zada potfebné parametry. Na
panelu je pét zalozek, ve kterych uzivatel zadava jednotliva nastaveni pro samotny dolovaci proces.
Hlavni zalozkou je Main Settings, ktera umoznuje zadani nezbytnych parametrli, bez kterych nelze
uspésné dolovaci proces spustit. V dalSich zalozkach jsou dal$i nastaveni, jako pairwise treshold,
singleton treshold, cost matrix, probability table a dal$i. Panel pro zadavani parametrti je zobrazen na
obrazku 8.2.3.1.
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Obrazek 8.2.3.1 Ukdzka panelu pro zadavani parametrii pro naivni bayesovskou klasifikaci

Po zavolani metody openCustomizingDialog() jsou nejprve nacteny potifebné informace, jako jsou
nazvy tabulek a jejich sloupci a nasledné naplnéni comboboxli daného formuléfe hodnotami
z databaze. Pomoci nich poté uzivatel nastavuje parametry pro dolovaci proces. Dale ma tato metoda
k dispozici cely element DataMiningTask v DMSL souboru.

Po zadani vSech parametri a jejich potvrzeni pomoci tlacitka ,,OK* je obsah formulate
zkontrolovan, zda zadané parametry odpovidaji pozadovanému formatu. Jsou-li chybné zadané, je
uzivatel upozornén hlaskou o nespravném formatu vstupnich parametrti. Je-li v§e v potadku, zadané
parametry se ulozi do DMSL. Implementace panelu pro vstupni parametry je ve tfide
ClassificationNBParamsPanel.

8.2.4 run()

Tuto metodu Dataminer vola poté, co uZzivatel spusti komponentu modulu. Tato metoda spousti
samotny dolovaci proces. Nejprve ovsem nacte vSechny parametry z DMSL souboru. Tyto parametry
se nepredavaji piimo z formulafe pro zadavani parametrd, ale nacitaji se z DMSL souboru z jednoho
hlavniho diivodu. Tim je, Ze panel pro zadédvani parametrii nemusi byt viibec pred spusténim dolovani
otevien. Uzivatel mize pouze oteviit projekt uloZzeny v DMSL a muZe rovnou spustit dolovaci
proces. V tomto piipadé, kdyby vstupni parametry byly pfedavany zjiz zminované¢ho formulafe,
doslo by k chyb¢, protoze by nebyly zadné parametry zadané. Po nacteni vSech parametrt jsou tyto
predany dolovacimu algoritmu a ten je s nimi spustén.

Dal$im vstupem mimo parametry jsou data. Tato data jsou ulozena ve dvou databazovych
tabulkach. Tyto tabulky vzniknou jako vystup komponenty Reduce/Partition. Je proto nutné, aby tato
komponenta pfedchazela komponenté dolovaciho modulu pro naivni bayesovskou klasifikaci. Tato
komponenta rozdéli data pro tvorbu modelu a na data testovaci. Dolovaci algoritmus je
implementovan ve tfidé NBMiningProces.

Algoritmus pracuje v nasledujicich krocich. Pro pfipojeni k databazi se inicializuji vSechny
potfebné objekty a v databazi se vymazou pripadné tabulky, které jsou v ni ulozeny z minulého
spusténi algoritmu. Nasledné je vytvoien model podle nastaveni, parametra a dat, které uzivatel zadal
v panelu pro zadavani parametrt. Nasledn¢ je tento model otestovan na zaklad¢ pozadavkl zadanych
uzivatelem. Jako volitelnad Cast je aplikace daného modelu na konkrétni data a tudiz klasifikace
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danych dat do jednotlivych tfid. Na zaver se veskeré informace o modelu a jeho metrikach ulozi do
DMSL. O formatu a zptsobi uloZeni se zminime v nasledné.

Dolovaci proces byl implantovan za pomoci ukazkovych ptikladl firmy Oracle, kterym jsme se
podrobnéji vénovali v kapitole 6.

8.2.5 getOutputPanel()

Tato metoda vytvoii a zobrazi panel slouzici k prezentaci vysledkli ziskanych béhem dolovani.
Obsahuje tfi hlavni zalozky a to Build, Test a Apply. V zalozce Build mtze uzivatel prohlizet samotny
model pro klasifikaci. V zalozce Test ma moznost prohlizet jednotlivé metriky ziskané testovanim
daného modelu. Zalozka Apply umoziuje prohlizeni vysledki aplikace modelu na konkrétni data.
Ukazka vystupniho panelu je na obrazku 8.2.5.1. Podrobné&jsi popis panelu s vysledky a panelu pro
zadavani parametrii pro dolovani bude uvedeno v kapitole s ukazkovym piikladem.

X
TEEE) Apply |
Accuracy | ROC | Lift | Test Settings | Task|
Confusion Matrix Accuracy: 0,75 Pehial Predicted Quantity
Confusion Matrix Error: 0,25 ] 0 R AI
0 1 3 |
1 0 26 ;I
-
£
=
=
b
a
o

Predicted

Actual

QK I Cancel |

Obrazek 8.2.5.1 Panel pro zobrazeni vysledkii — Confusion Matrix vizualizovana pomoci JMathPlot

8.2.6 afterRemoveEvent()

Metoda ktera je volana po tom, co je komponenta odstranéna z grafu. V nasem pfipadé odstrani
z DMSL elementy Knowledge a DataMiningTask.
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8.3  Pouzité externi knihovny

V této casti prace bych rdd zminil pouzité knihovny, které byli pouzity pii feSeni tohoto projektu.
Jedna se o knihovny, které vizualizuji data z tabulek pomoci prehlednych grafii. Nyni se postupné
podivame na obé¢ z nich.

8.3.1 JFreeChart

JFreeChart je Java knihovna, ktera je zcela zdarma a je Sifen pod GNU Lesser General Public
Licence (LGPL) licenci. Tato knihovna umoziiuje vS§em vyvojaiim vytvaret ve svych aplikacich
profesionalni grafy. Podporuje celou fadu vstupt, obsahuje Sirokou $kalu grafii a ma velice dobrou
dokumentaci. Stejn¢ tak ma Sirokou Skalu vystupl, od swingovych komponent az po obrazkové
soubory v riiznych formatech [JFreeChart]. Tato knihovna byla pouzita pro vykreslovani 2D grafi.
Konkrétné pak graf ROC kiivky a grafy Liftd.

8.3.2 JMathPlot

JMathPlot je soucasti projektu JMathTools. Coz je kolekce nezavislych balicki navrzena pro bézné
inzenyrské a védecké vypocty [JMathTools]. Pomoci JMathPlot je v tomto projektu vykreslovan 3D
graf Confusion Matrix.

8.4 Navrh elementu DMSL dokumentu

V této kapitole se sezndmime s ndvrhem a syntaxi elementli uchovavajicich nastaveni a ziskané
znalosti pro klasifikacni modul pozivajici naivni bayesovskou klasifikaci. Kazdy z vytvofenych
modulii musi mit vlastni navrh a definici DMSL elementt DataMiningTask a Knowledge. Je to z toho
divodu, ze kazdy modul pouziva jiny algoritmus, pro ktery je tfeba uchovavat rizné parametry
a kazdy modul vraci znalosti v jiné forme. Proto ani v ramci jadra systému nebyl navrh téchto dvou
elementti proveden, protoze jak jiz bylo feCeno, kazdy modul ma jiné pozadavky. Nyni si tedy
popiseme strukturu té€chto elementd.

8.4.1 Element DataminingTask

Tento element slouzi ke specifikaci dolovaci tlohy. Syntaxe tohoto elementu neni pevné dand, jediné
dva povinné atributy jsou atributy language a name. Atribut language tika v jakém jazyce je element
popsan a atribut name slouzi jako vazba k danému dolovacimu modulu. Nyni si popiSeme syntaxi
elementu pro uchovani a nastaveni parametrl pro naivni bayesovskou klasifikaci.

<!ELEMENT DataMiningTask ANY>

<!ATTLIST DataMiningTask name CDATA #REQUIRED
language CDATA #REQUIRED
type CDATA #IMPLIED
languageVersion CDATA #IMPLIED>

V elementu DataMiningTask je vlozen element NBClassification, v ramci né jsou uchovavany
vSechny potiebné parametry pro vytvoifeny modul.

<!ELEMENT NBClassification (InputInfo, Params, TargetProbabilities,
CostMatrix, ROCResult, LiftResult)>
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<!ELEMENT InputInfo>

<!ATTLIST InputInfo preferedTargetValue CDATA #REQUIRED
primaryKey CDATA #REQUIRED
target CDATA #REQUIRED>

V elementu Inputinfo jsou ulozeny informace o preferované cilové hodnoté tfidy, primarnim kli¢i
tabulky, nad kterou se doluje a cilovy atribut.

<!ELEMENT Params (SingletonTreshold, PairwiseTreshold,
NumberOfLiftQuantiles) >

<!ELEMENT SingletonTreshold ($REAL-NUMBER;)>
<!ELEMENT PairwiseTreshold ($REAL-NUMBER;)>

<!ELEMENT NumberOfLiftQuantiles (%INT-NUMBER;)>

K ulozeni pravdépodobnosti vyskytu prvkid v danych tfidach slouzi element TargetProbabilities,
ktery obsahuje elementy TargetValueProbability.

<!ELEMENT TargetProbabilities (TargetValueProbability)>

<!ELEMENT TargetValueProbability ($REAL-NUMBER;)>
<!ATTLIST TargetValueProbability name CDATA #REQUIRED>

K ulozeni cost matrix slouzi nasledujici elementy.

Cela matice.

<!ELEMENT CostMatrix (CostMatrixRow) >

<!ATTLIST CostMatrix use (true|false) #REQUIRED>
Radek matice.

<!ELEMENT CostMatrixRow (CostMatrixColumn) >
<!ATTLIST CostMatrixRow value CDATA #REQUIRED>
Bunka matice.

<!ELEMENT CostMatrixColumn (%REAL-NUMBER;)>

<!ATTLIST CostMatrixColumn position CDATA #REQUIRED>

<!ELEMENT ROCResult EMPTY>
<!ATTLIST ROCResult use (true]|false) #REQUIRED>

<!ELEMENT LiftResult EMPTY>
<!ATTLIST LiftResult use (true]|false) #REQUIRED>

8.4.2 Element Knowledge

Tento element slouzi k ulozZeni znalosti, které jsme ziskali béhem dolovani spolu s informacemi,
které jsou nutné pro spravné zobrazeni vysledki. Stejné¢ jako u DataMiningTask syntaxe tohoto
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elementu neni pevné dand, jediné dva povinné atributy jsou atributy language a name. Atribut
language tika v jakém jazyce je element popsan a atribut name slouzi jako vazba k danému
dolovacimu modulu.

<!ELEMENT Knowledge ANY>

<!ATTLIST Knowledge name CDATA #REQUIRED
language CDATA #REQUIRED
type CDATA #IMPLIED
languageVersion CDATA #IMPLIED>

V elementu Knowledge je vlozen element NaiveBayes, vramci né& jsou uchovavany vsechny
vysledky dolovani a informace potiebné k jejich spravné prezentaci.

<!ELEMENT NaiveBayes (ClassificationModel, TestMetrics, Apply)>
<!ELEMENT ClassificationModel (ModelSetting, TargetClass)>

Informace o vytvofeném modelu.

<!ELEMENT ModelSettings EMPTY>

<!ATTLIST ModelSettings algorithmName CDATA #REQUIRED
endTime CDATA #REQUIRED
functionName CDATA #REQUIRED
pairwiseTreshold $REAL-NUMBER; #REQUIRED
singletonTreshold $REAL-NUMBER; #REQUIRED
startTime CDATA #REQUIRED
targetAtributName CDATA #REQUIRED
buildInput CDATA #REQUIRED
testInput CDATA #REQUIRED>

Ulozeni pravdépodobnosti modelu.

<!ELEMENT TargetClass (ProbabilityDetails)>

<!ATTLIST TargetClass name CDATA #REQUIRED
probability $REAL-NUMBER; #REQUIRED
value $INT-NUMBER; #REQUIRED
valueName CDATA #REQUIRED >

Jednotlivé pravdépodobnosti pro konkrétni hodnoty atributd.

<!ELEMENT ProbabilityDetails EMPTY>

<!ATTLIST ProbabilityDetails probability $REAL-NUMBER; #REQUIRED
targetAtributName CDATA #REQUIRED
targetAtributValue CDATA #REQUIRED>

Elementy pro uloZeni testovacich metrik.

<!ELEMENT TestMetrics (TestMetricsSetting, CostMatrix,
ConfusionMatrix, Lift, ROC)>
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<!ELEMENT TestMetricsSetting EMPTY>
<!ATTLIST TestMetricsSetting endTime CDATA #REQUIRED
startTime CDATA #REQUIRED>

Elementy pro hodnoty Lifta.
<!ELEMENT Lift (LiftDetails, Quantile)>
<!ATTLIST Lift wuse (true|false) #REQUIRED>

<!ELEMENT LiftDetails EMPTY>

<!ATTLIST LiftDetails numberOfQuantiles %INT-NUMBER; #REQUIRED
positiveTargetValue CDATA #REQUIRED
targetAtributName CDATA #REQUIRED
totalCases $INT-NUMBER; #REQUIRED
totalPositiveCases $INT-NUMBER;
#REQUIRED>

<!ELEMENT Quantile EMPTY)>

<!ATTLIST Quantile cumulativeLift $REAL-NUMBER; #REQUIRED
cumulativeTargetDensity $REAL-NUMBER; #REQUIRED
liftQuantile $REAL-NUMBER; #REQUIRED
nonTargetsCumulative $INT-NUMBER; #REQUIRED
percentageRecordsCumulative $REAL-NUMBER; #REQUIRED
quantileNumber $INT-NUMBER; #REQUIRED
quantileTargetCount $INT-NUMBER; #REQUIRED
quantileTotalCount $INT-NUMBER; #REQUIRED
targetDensity $REAL-NUMBER; #REQUIRED
targetsCumulative $INT-NUMBER; #REQUIRED >

Elementy pro ulozeni hodnot pro ROC kiivku.
<!ELEMENT ROC (ROCDetails, ROCRow)>
<!ATTLIST ROC use (true|false) #REQUIRED>

<!ELEMENT ROCDetails EMPTY>

<!ATTLIST ROCDetails numberOfTresholdCandidates $INT-NUMBER;
#REQUIRED
areaUnderCurve %REAL-NUMBER; #REQUIRED>

<!ELEMENT ROCRow EMPTY) >

<!ATTLIST ROCRow falseNegatives $%INT-NUMBER; #REQUIRED
falsePositiveFraction %$REAL-NUMBER; #REQUIRED
falsePositives $INT-NUMBER; #REQUIRED
index $INT-NUMBER; #REQUIRED
probability %REAL-NUMBER; #REQUIRED
trueNegatives%$INT-NUMBER; #REQUIRED
truePositiveFraction $REAL-NUMBER; #REQUIRED
truePositives%$INT-NUMBER; #REQUIRED>
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Elementy pro confusion matrix.

<!ELEMENT ConfusionMatrix (ConfusionMatrixRow) >

<!ATTLIST ConfusionMatrix accuracy $REAL-NUMBER; #REQUIRED
error $REAL-NUMBER; #REQUIRED
rowCount $INT-NUMBER; #REQUIRED>

<!ELEMENT ConfusionMatrixRow Empty>

<!ATTLIST ConfusionMatrix actual %REAL-NUMBER; #REQUIRED
actualName CDATA #REQUIRED
prediction $REAL-NUMBER; #REQUIRED
predictionName CDATA #REQUIRED
value %INT-NUMBER; #REQUIRED>

Elementy pro aplikaci na konkretni data.
<!ELEMENT Apply (ApplySettings)>

<!ELEMENT ApplySettings EMPTY>

<!ATTLIST ApplySettings startTime CDATA #REQUIRED
endtime CDATA #REQUIRED
tableName CDATA #REQUIRED
use (true]|false) #REQUIRED
primaryKey CDATA #REQUIRED >

8.5 Problémy spojené s implementaci

Pfi implementaci bylo nutné fesit celou fadu problému. V této kapitole bych rad popsal ty, které byly
nejzavazngjsi a jejich odstrani bylo ¢asoveé nejnarocné;jsi.

Zprovoznéni sales history schématu

Tento problém nastal hned na pocatku samotné implementace. Pro zpusténi ukazkovych prikladi
anasledné testovani implementovaného modulu bylo tieba mit pfistup k datim, na kterych by bylo
mozné dolovat. Pivodn¢ jsem sem se mylné domnival, Ze SH schéma na serveru musi byt vytvoreno
pouze administratorem pfi jeho instalaci. K vyfeSeni problému s SH schématu mi napomohla
konzultace s Ing. Rabem, ktery mi poskytnul i zdrojové skripty, které toto schéma vytvofi. Pak jiz
bylo jen potiena nastavit spravné jazykové prosttedi v aplikaci a SH schéma bylo mozné.

Zprovoznéni ukazkového prikladu

Odstranéni tohoto problému trvalo velice dlouho. Jednalo se o to, Ze kdyz byl ukazkovy problém
spustén, doSlo pfi béhu programu k fadé vyjimek. V databazi se nevytvarely potiebné objekty
a program tedy nebyl schopny korektné pracovat. Reseni jsem se pokousel nalézt riznymi zptsoby.
Od znovuvytvoreni SH schématu, pies upravy zdrojovych kodt ukazkového ptikladu. Po dlouhé dobé
hledani moznych feSeni jsem se rozhodl vyzkouset spusténi dolovaciho modulu na serveru pod jinym
uzivatelskym uctem. Timto se tento problém vytesil. Problém byl v tom, Ze pro feseni diplomového
projektu pouzivam u¢et DMUSERI1. Tento ucet byl z pocatku ovSem pouzivan vice studenty. Tomuto
faktu pfifazuji i to, ze to bylo divodem, pro¢ nastaly tyto problémy. Néktery z dalich studentti mohl
pozmenit databazi, ¢imz narusil jeji celkovou strukturu a program se poté stouto zménou nebyl
schopny vyporadat. Pozadal jsem tedy o resetovani Gétu a po znovuvytvoieni SH schématu se
problém jiz nevyskytoval a byl vyfeSen.
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Piedani parametri a vizualizace vysledku dolovani

Pii feSeni projektu bylo nutné zajistit, aby dolovacimu algoritmu byly pfedany vSechny potiebné
parametry v pozadovaném formatu. V ukdzkovém ptikladu nebyly pouZzivany vSechny parametry,
tudiz bylo tfeba nastudovat, jaké jsou obecné vSechny pozadované parametry pro naivni bayesovskou
klasifikaci.

Po implementaci dolovaciho modulu bylo tfeba ziskané znalosti vhodné vizualizovat. Nejvetsi
problém byla vizualizace tzv. confusion matrix, ke jejiz vizualizaci bylo nejvhodnéjsi pouziti 3D
sloupcového grafu. Postupem Casu jsem dospél k nazoru, Ze nejlepsi volbou bude pouziti externi
knihovny JMathPlot, ktera nejlépe spliiovala dané pozadavky.

8.6  Mozna rozsireni systému

Dalsi dolovaci moduly

Dalsi mozné rozsifeni systému, které se okamzité nabizi, je vytvoreni dalSich dolovacich moduli
pouzivajicich jiné algoritmy. Soubézné s timto modulem jsou vyvijeny v ramci dalSich diplomovych
praci jesté dalSi moduly z oblasti klasifikace a predikce. Je ov§em mozné vytvofit celou fadu dalSich
dolovacich moduli, které budou schopny spolupracovat s timto systémem.

Porovnavani vysledku

Dale by bylo vhodné umoznit v ramci systému porovnavat jednotlivé dolovaci algoritmy a jejich
vysledky. To by bylo mozné naptiklad pomoci nové komponenty, ktera by umoznila zobrazovat
vysledky vice dolovacich modulu v ramci jednoho panelu. V soucasném stavu systému je mozné
umistit do grafu dolovaciho procesu pouze jednu komponentu Report a tu pfipojit pouze na jeden
dolovaci modul. Pii zobrazeni vysledkli dvou modult je tedy nutné tuto komponentu postupné
ptipojovat k jednotlivym modulim, coz je relativné nepohodlné a znesnadnuje vlastni porovnavani
jednotlivych dolovacich metod.

VyuZiti podpory jinych databazovych prostiedi

V soucasnosti systém vyuziva podpory Oracle. Bylo by mozné systém upravit i pro pouziti nad
jinymi servery. Mohlo by se napfiklad jednat o server MySQL ¢i jiny. To by s sebou samoziejmé
pfinaselo fadu uprav, které by bylo tfeba provést. Byla by nutna uprava jak jadra systému, tak
1 jednotlivych dolovacich modult, které jsou implementovany piimo pro Oracle a vyuzivaji podporu
ODM.
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9 Priklad mozného pouziti modulu

V Této kapitole si ukaZzeme konkrétni ptiklad pouziti modulu pro naivni bayesovskou klasifikaci
v aplikaci Dataminer. Popiseme vSe od pocatku, tedy od vytvoreni nového projektu, ptes zadavani
parametrd az po zobrazeni vysledkd.

V tomto ptikladé pouzijeme data dodavana firmou Oracle v jiz zminovaném Sales History
schématu a budeme klasifikovat zdkazniky do 2 skupin. A to zda jim bude, ¢i nebude nabidnuta
beneficni uvérova karta (affinity card). V ptiloze na CD je pfilozen SQL skript, ktery vytvori
v databazi tabulku CUSTOMERS obsahujici vSechna potfebna data, stejné¢ tak je prilozen jiz
vytvoreny projekt, ktery obsahuje uz veskeré nastaveni a je jej mozné otevtit a hned spustit dolovani.

Nyni se tedy podivejme na jednotlivé kroky, které je nutné provést, abychom mohli zacit
dolovat z dat.

9.1 Vytvoreni projektu v Datamineru

Po spusténi aplikace Dataminer je nutné vytvofit projekt, v ramci kterého budeme pracovat. To
provodeme pomoci menu File -~ New Project, pfipadné pomoci klavesové zkratky Ctrl + Shift + N.
Nasledné pomoci privodce vybereme projekt Data Mining Project z kategorie Knowledge Discovery
a klikneme na tlacitko Next. Dale potom novy projekt pojmenujeme a vybereme umisténi jeho
ulozeni a opét stiskneme tlacitko Next. Na zavér vybereme New Oracle database connection
a nastavime ptihlaSovaci udaje k serveru. Funkéni ptihlaSovaci tdaje jsou :

Login : dmuserl
Password : ondral
Connection url : jdbc:oracle:thin: @berta.fit.vutbr.cz:1521:STUD

Na zavér jiz vSe jen potvrdime tlacitkem Finish. Tim jsme vytvofili prdzdny projekt pro aplikaci
Dataminer, ktery dale budeme upravovat.

9.2  Vytvoreni grafu dolovaciho procesu

Nyni je tfeba vytvofit dolovaci tlohu. To provedeme pomoci vytvoreni grafu slozeného z komponent
z palety, kterd se nachdzi v pravé casti okna Datamineru. Komponenty, které budeme nezbytné
potfebovat, postupné umistime na pracovni plochu, kterd se nachazi uprostfed okna. Mezi nezbytné
komponenty patii Select Data, Reduce/Partition, Naive Bayes Classification a Report. Ty je nutno
propojit stejné jako je to uvedeno na obrazku 9.2.1.

Kdybychom chtéli klasifikovat do tfid, které nejsou oznaceny Cisly, jako je tomu v nasem
piipadé, museli bychom cilovy atribut pfevést pomoci transformaci na tzv. Ciselnik. To Ize provést
pomoci komponenty Transformations tak, ze cilovy atribut pouze nezkopirujeme, ale misto moznosti
Copy zvolime Create Refs.

Ezs
e . Em . Vv _ .

select Data Feduce/Partition Naive Bayes Classification Repart

Obrazek 9.2. 1 Mozné zapojeni komponent do grafu dolovaciho procesu
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9.3 Vybér dat

K vybéru dat slouzi komponenta Select Data. Otevieme-li tuto komponentu zobrazi se ndm panel,
pomoci, kterého miizeme zadat vstupni data pro dolovani.

Import Data C5Y {Tolimns Selectio
Database content:

Table filter: I

E 2l
, BUILDPREPAREMAME_[

| CUSTOMERSS51977386E
CUSTOMERS 5674545054
DMEPDCUSTOMERSTET
. DMSPECUSTOMERS 100
- || DMSPECUSTOMERS 186
|i| . N EDECI |QTI’\M|=DQTF
K1 »

. CUSTOMERS Add > | CUST_MARITAL_STATUS
| CUSTOMERS29852920+

. HOUSEHOLD_SIZE

, DM_NORMALIZE_MORM < Remaove | YRS_RESIDENCE

. AFFIMITY_CARD

, DMSPDSVMRMODEL_ID << Remove all | BULK_PACK_DISKETTES

Field References | Table JOIM Conditions |

Selected Data Files:

COUNTRY_MAME -
CUST_ID

CUST_GENDER

CUST YEAR_OF EBIRTH

CUST_INCOME_LEVEL
OCCUPATION

FLAT_PAMEL_MOMITOR.
HOME_THEATER. _PACKAGE
BOOKKEEPING _APPLICATION j

oK I Cancel

x|

Obrazek 9.3. 1 Panel komponenty select data aplikace Dataminer

V tomto panelu vybereme zalozku Volume Selection a poté vlevé casti okna vybereme tabulku
CUSTOMERS a postupné pomoci tlacitka Add ptidame vSechny atributy do Selected Data Files. Tim
je pro tento ptiklad vybér dat ukoncCen. Tato komponenta umoziuje i fadu dalSich funkci, jako je
spojovani dat z vice tabulek, importovani dat ze souboru atd.

9.4  Rozdéleni vstupnich dat

K rozdé€leni dat na data pro vytvoreni modelu a data testovaci slouzi komponenta Reduce/Partition.
Pomoci ni Ize jednak data redukovat a v ur¢itém poméru i rozdélit. Povolime tedy rozdé€leni dat a to

v poméru 75% Trénovaci : 25% Testovaci.

[¥ Enable data paritioning

Partition ratio:

Standard,Training

75 %

Testing records set ....

Training records set ......ooovvvnnnn

Obrazek 9.4. 1 Rozdéleni dat
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9.5 Nastaveni parametru pro dolovani

Nyni se dostavame k hlavni ¢asti, kdy musime nastavit vSechny potiebné parametry pro dolovaci
algoritmus, pro vytvofeni modelu a jeho testovani. Tyto parametry se zadavaji po otevieni
komponenty dolovaciho modulu Naive Bayes Classification. Po otevieni této komponenty se nam
zobrazi panel, ktery ma 5 zalozek. V zalozce Main Settings vybereme primarni kli¢ dané tabulky, tim
je vnasem piipadé atribut CUST ID. Dale potom vybereme cilovy atribut a tim je pro néas
AFFINITY CARD a dale pak preferovanou hodnotu tohoto atributu, tou je v naSem piipad¢ hodnota
1. V ostatnich zalozkach je mozno nastavit dal$i parametry, jako jsou singleton treshold, prior
probalities a dalsi. Ty pro tento piiklad mizeme nechat nastaveny defaultng. Jediné co jest€¢ musime
udélat, je zaskrtnout checkbox Use Cost Matrix v zalozce Test Metrics. Poté vse potvrdime tlacitkem
OK.

x|

Main Settings | Buid | Test Metrics | Probabiities | Cost Matrix |

Lnique identifier: ICUST_ID LI
Select the target: IAFFIN]‘I’Y_CARD =]
Prefered target value: -

0K I Cancel

Obrazek 9.5. 1 Nastaveni parametrii

Nyni muzeme pustit dolovaci proces. Ten spustime tak, ze klikneme pravym tlacitkem mySi na
komponentu modulu a dame run.

9.6 Zobrazeni vysledki

K zobrazovani vysledk slouzi komponenta report. Po jejim otevieni se nam v nasem ptikladé zobrazi
panel, ktery ma tfi hlavni zalozky. Jsou to Build, Test a Apply

9.6.1 Build

V této zaloZce se zobrazuji informace o vytvoreném modelu. Zalozka obsahuje dalsi tii zalozky.
Konkrétng jsou to Pair Probabilities, Build Setting a Task. V zalozce Pair Probabilities se nachazeji
hodnoty atributli a jejich pravdépodobnosti na zakladé cilové tfidy, do které se klasifikuje. Tak jak je
to zndzornéno na obrazku 9.6.1.1.
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X
Build | Test | Apply |
Pair Prababilities | Build Settings | Task |

Target Atribute:  AFFINITY_CARD

Target Cass: -

Prior Probabilities: 0,23

~Pair Probabilities

Atribute Name Value Probability
BOOKKEEPIMNG _APPLICATION 1 0.9662698412698411 - |
BULK_PACK_DISKETTES 1 0.6369047519047524
EULK_PACK_DISKETTES ] 0,36309523809523764
COUNTRY_NAME Lnited States of America 0.9107142357142853
CUST_GEMDER M 0.8492063492063491
CUST_GEMDER F 0. 15079365079365087

CUST_INCOME_LEVEL

J: 190,000 - 249,999

0.20634920634920634

CUST_INCOME_LEVEL

I: 170,000 - 189,999

0.1398809523809522

CUST_INCOME_LEVEL

L: 300,000 and above

0.117063492063492038

CUST_INCOME_LEVEL

H: 150,000 - 169,939

0.10615079365079352

CUST_INCOME_LEVEL

E: 90,000 - 109,999

0.07738095238095231

CUST_INCOME_LEVEL

F: 110,000 - 129,999

0.0714285714285714

CUST_INCOME_LEVEL

G: 130,000 - 149,999

0.07043650733650791

CUST_INCOME_LEVEL

K 250,000 - 299,999

0.06746031746031747

CUST_IMCOME_LEVEL B: 30,000 -49,999 0.080515873015872995

CUST_MARITAL_STATUS Married 0.8650733650793553

CUST_MARITAL_STATUS MNewerM 0.05555555555555548

CUST_MARITAL_STATUS Divorc. 0.04360317460317465

CUST YEAR OF BIRTH 1959 0,0456349206 34920584 :I
o« | con |

Obrazek 9.6. 1.1 Zalozka Pair Probabilities

Z obrazku  9.6.1.1 lze  tedy napfiklad  zjistit, Zze  ma-li  atribut  zakaznika
BOOKKEEPING APLICATION hodnotu 1 je pravdépodobnost asi 0.966, ze zakaznik bude
klasifikovéan do ttidy AFFININTY CARD = 1, tedy Ze mu bude nabidnuta benefi¢ni karta. Analogicky
pak tedy miizeme zjistit jednotlivé pravdépodobnosti pro ostatni hodnoty atributt.

V dalsi zalozce zvané Build Setting se nachazi nastaveni, se kterym byl dany model vytvoten.
Uveden je nazev algoritmu, cilovy atribut, pairwise treshold, singleton treshold a dal$i. V posledni
zaloZce jsou informace o samotné uloze vytvoreni a to datum a ¢as zaCatku a konce vytvareni modelu.

9.6.2 Test

Tato zalozka obsahuje udaje, které jsme ziskali otestovanim modelu, ktery jsme b&hem dolovani
vytvorili a jeho zobrazeni jsme se vénovali v pfedchozi kapitole. Zalozka Test obsahuje dal$i zalozky.
Konkrétng jsou to Accuracy, ROC, Lift, Test Settings a Task. Zalozka Accuracy obsahuje informace
o presnosti dan¢ho modelu. Je vni zobrazena tzv. confusion matrix, kterda udava pocty
klasifikovanych prvkti do jednotlivych tfid a zaroven rozliSuje spravné a Spatné klasifikovana
testovaci data. Jak vypadad zalozka Accuracy je mozné vidét na obrazku 8.2.5.1. 3D Graf v této
zalozce je vykreslovan pomoci knihovny JMathPlot, ktera je zminéna v kapitole 8.3.2.

V zalozce ROC je vizualizovand ROC kiivka. Spolu s grafem se v zaloZce nachazi i tabulka
s hodnotami, pomoci kterych je graf vykreslovan a dalsi informace jako naptiklad plocha pod kiivkou
atp. ROC kiivka je vykreslovana do grafu pomoci knihovny JFreeChart. Jak muze vizualizace ROC
ktivky vypadat je znazornéno na obrazku 9.6.2.1.
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Build Testl WYI

Accuracy iR DC Liﬂl TestSetﬁngsl Taskl
Area Under Curve: 0,8429
ROC Curve
U Number Of Treshold Candidates: 36
= 1,00 e e———
S
|
== -1

g 0,75 f/,

=

g 0,50

a

5] U,25

=

.

= 0,00
o0 o1 02 03 04 0O5 06 07 08 09 10
False positive rate
—ROC curve — Diagonal
Details:

Prabability False Positives | False Negatives | True Positives True Negatives | False Positive F... | True Positive Fr...
0.0 161 0 54 0 1.0 1.0 |
2,06111426323... |117 0 64 44 0,72670807453,.. (1.0
5.91920684288... (100 1 63 61 0.62111301242.,. (0.984375
1.02581056713... (98 2 62 63 0.60869565217... |0.96875
5.93843594090... (91 3 61 70 0.56521739130... (0.953125
2.62753083180... |85 4 60 75 0.52795031055... |0.9375
6,94686669300,., (79 5 59 32 0,45068322951.., [0.921375
1,26500823705... |71 G 58 =] 0,44099373381, ., [0.90525
9,31471899612,., (66 7 57 95 0,40993733819,., [0.890625
3. 28557581141... |60 3 56 101 0.37267080745... |0.875 LI

Obrazek 9.6. 2.1 Zdlozka ROC

Dalsi zalozkou je Lift. Ta obsahuje tabulku s daty a moznost zobrazovat rizné druhy liftd. Jak takova
zalozka vypada je zobrazeno na obrazku 9.6.2.2.

[

Build Apply |
A.ccuracyl rRoc Lift | Test Settingsl Taskl

Positive Target Value: 1

X

Type: ICumuIaﬁ\re Lift

Cumulative Lift Chart
= h_h—_‘"“‘-—____\_

% 2,25

g2 R

E 1,75

g 1,50

a 1,25 o e e

1,00 et
1 2 3 4 = [} 7 8 9 10
Lift
— Curmnulative Lift / Lift

Lift Table:

Quantile ... | Quantile ... | Quantile ... | Percenta... | Cumulativ...| Cumulativ...| Targets C...| Mon Targ... | Lift Quantile | Target De...
1 23 15 0,102222,,. |2.445652,., |0,695652... |16 7 2,4456521.,,(0,695652.,, |-
2 45 30 0.204444... (2.292798... |0.652173... (30 16 0.1528532...(0.043478...
3 45 26 0.306666... [2.139945,.. |0.608095... (42 27 0.1528532... (0.043478...
4 46 20 0,408555... |1.910665,., |0,543478... |50 42 0,2292798...(0.065217...
5 45 12 0.511111... |1.658211... |0.471669... (54 (=] 0.2524544..,(0.071809...
] 45 5 0.608888... (1.442010... |0.410171... (56 80 0.2162007...(0.061497...
7 44 2 0,706666... |1.285638,., |0,3656592... |58 100 0,1563717...(0.044479...
3 44 2 0.804444... [1.167280... |0.332026... |60 120 0.1183586...(0.033666... ;I

OK I Cancel I

Obrazek 9.6. 2.2 Zadlozka Lift
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Dalsi zalozkou je Test Settings. Ta obsahuje nastaveni, se kterym byl dany model testovan. Mezi tato
nastaveni patii informace o tom, zda se pouziva ROC, Lift a Confusion Matrix a dale potom Jaka byla
pouzita ohodnocovaci matice — tzv. Cost Matrix. Spolu s informaci o pouziti liftd se zobrazuje 1 jejich
pocet.

Posledni zalozkou je Task, ta obsahuje stejné jako u vytvareni modelu informace o zaCatku
a konci ulohy. Tedy datum a Cas zacatku a konce testovani modelu.

9.6.3 Apply

V této zalozce je mozno aplikovat model na konkrétni data. Vstupni data lze zadat n¢kolika zptisoby.
Budto vyplnit pfipravenou tabulku, nebo zadat nazev tabulky, kterd data obsahuje a je jiz ulozena
v databazi. Vystup potom mize vypadat nasledovné.

x|
Build | Test Apply |
Apply model  Apply Output I Apply Settings | Taskl
—Apply Result
Results:
CUST_ID PREDICTION PROBABILITY CosT RANK
100017 0 1 0 1 |
100060 0 1 o 1
100074 0 T 0 1 J
100077 i 0,7557 0,2443 1
100089 i 0,9307 0,0093 1
100097 0 1 0 1
100110 0 1 o 1
100142 0 0,9449 0,0551 1
100158 0 1 0 1
100160 0 1 0 1
100177 0 1 0 1
100180 0 1 o 1
100182 0 1 0 1
100191 0 1 0 1
100273 0 1 0 1
100229 0 1 0 1
100248 0 1 o 1
100255 0 1 0 1
100272 0 0,9972 0,0028 1
100293 0 0,993 0,002 1
100308 0 1
100341 0 1 o 1
100352 0 1 0 1 |
OK I Cancel |

Obrazek 9.6. 3.1 Vysledek aplikace modelu na konkrétni data

Jedna se tedy o tabulku, ktera obsahuje pravdépodobnosti, s jakymi bude urcity prvek klasifikovan do
dané ttidy. Lze zobrazovat vSechny pravdépodobnosti pro vSechny skupiny, nebo jen nejvyssi
pravdépodobnosti pro skupinu, do které bude prvek klasifikovan. Toto je mozné provadét za pomoci
roletkového menu Result. Volbou All zobrazime vSechny pravdépodobnosti, volbou Likeliest

vybereme pouze nejvyssi pravdépodobnosti.
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10 Zaveér

Cilem tohoto diplomového projektu bylo po dikladné teoretické ptiprave implementovat rozsitujici
dolovaci modul z oblasti klasifikace do systému pro dolovani z dat, ktery je v soucasné dobé vyvijen
na FIT. Tato teoreticka piiprava se skladala z n¢kolika ¢asti. V pocatku bylo po nastudovani teorie
z oboru ziskavani znalosti z databazi nutné seznamit se s jiz existujici ¢asti systému pro dolovani
z dat. Nasledné bylo tfeba nastudovat a spravné pochopit technologie, které se pfi vyvoji tohoto
systému pouzivaji, a dobie pochopit koncept dalsiho rozsifeni stavajiciho stavu systému. V ramci své
diplomové prace jsem se rozhodl implementovat klasifikacni modul, ktery pouziva algoritmus pro
naivni bayesovskou klasifikaci. Dale bylo tfeba nastudovat prace kolegt, ktefi tento systém postupné
vyvijeli a upravovali, aby na jejich praci bylo mozné postupn¢ navazat.

Stézejni v této pripravné fazi bylo podrobné sezndmeni se s modulem Oracle Data Mining od
firmy Oracle, ktery poskytuje podporu pro dolovani z dat pro svou relacni databazi. Konkrétné potom
podpora pro naivni bayesovskou klasifikaci. V tomto ohledu byl velice vhodny ukdzkovy ptiklad,
ktery déva firma Oracle k dispozici.

V ramci tohoto diplomového projektu byl tedy implementovan piidavny dolovaci modul pro
naivni bayesovskou klasifikaci. Tento modul pouziva rozhrani, které poskytuje systém Dataminer.
Modul pln€ vyuziva podpory ODM pro klasifikaci a umoziuje vyuzit podporu pro algoritmus nivni
bayesovské klasifikace. ODM umoziluje pouziti i jinych algoritmii, jako ptiklad 1ze uvést
rozhodovaci strom nebo SVM (Support Vector Machine).

Soucasti tohoto diplomového projektu bylo nejen nové znalosti pomoci dolovani ziskat, ale
nasledné je i1 vhodné a prehledné prezentovat a vizualizovat. K tomu bylo pouzito piehlednych
tabulek, ale i 2D a 3D grafli, které velice usnadiuji pochopeni nové ziskanych znalosti. Spolu
s implementaci dolovaciho modulu bylo nutné také navrhnout a vhodné rozsitit jazyk DMSL o popis
elementt vhodnych prave pro naivni bayesovskou klasifikaci tak, aby bylo mozné uchovat informaci
jak o vstupnich parametrech, které jsou uchovavany vramci elementu DataMiningTask, tak
i uchovani ziskanych znalosti v elementu Knowledge.

Jednozna¢nym pfinosem této prace je rozSifeni vyvijeného systému o dalsi funkcnost a tim
i priblizeni jeho redlného nasazeni do praxe a moznosti jeho zaclenéni do vyuky namisto jinych
komercnich produktt. Z toho vyplyva, ze spolu s ostatnimi diplomovymi projekty, které jsou feSeny
paralelné s timto by se ze systému mél stat plnohodnotny systém pro dolovani z dat.

Tento projekt mél jednoznaCny piinos i pro mou osobu. Prakticky jsem vyuzil ziskané
teoretické védomosti, které jsem nabyl v ramci studia, stejné tak jsem ziskal fadu novych zkusSenosti
a dovednosti spojenych se ziskavanim znalosti z databazi. Bylo tfeba vyfesit celou fadu problému
spojenych s implementaci, coz také ptispélo k ziskani podrobné&jsiho ndhledu na problematiku
dolovani z dat.
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