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Abstrakt

Bakalaiska prace se =zabyva tvorbou credit scoringového modelu, ktery je
aplikovatelny v praxi. Na zaklad¢ dataminingového procesu byly vytvoreny tii diléi modely
na tfech datovych sadach, které jsou postaveny na datech v minulosti a pfedpovidaji chovani
klienti v budoucnu. Jednalo se o model aplikacni, kreditni a behavioralni. Déle byly nalezeny
signifikantni proménné, které maji na rozhodnuti o poskytnuti Gveéru nejvetsi vliv.
V metodické ¢asti je popsan kompletni postup vystavby prediktivniho modelu a celé analyzy.
banky sbiraji, a rozdéleni klienth. Poté jsou detailné popsany jednotlivé modely, jimiz musi
klient v procesu schvalovani projit. Pro G¢ely analyzy klientskych dat byly vyuzity statistické
metody exploracni analyzy, prediktivni analyzy a regresni analyzy. Na zakladé téchto
vysledkli byly vytvofeny tfi scorekarty a tfi rovnice logistické regrese. Cely proces byl
validovan na testovacich datech. Nakonec byly modely demonstrovany na konkrétnich
klientech a tim potvrzeno jejich praktické vyuziti. Na zéklad¢ zjisténych informaci a vysledkt
testll byla navrzena mozna prakticka zlepseni celého uvérového procesu z pohledu banky i

klienta.
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Cil prace

Cilem této prace je vytvoreni credit scoringového modelu. Dil¢im cilem bude
vytvofeni tfi modell na tfech datovych sadach, které budou aplikovatelné v praxi a budou mit
co mozna nejlepsi vypovidajici charakter. Simultdnné se bude prace zabyvat slabinami celého
uveérového procesu a modelu, se kterymi je mozné se potkat v praxi. Déale budou navrzena
moznd vylepSeni celého uvérového procesu. V neposledni fadé¢ se bude prace zabyvat
nalezenim vhodného nastaveni cut-off hladiny, aby banka co nejvice vytézila trzni potencial

za soucasné



minimalizace ztrat. V zavéru budou predstaveny proménné, které by mohly mit nejvétsi vliv
na predikci modelu. Nedojde vsak ke kompletnimu odhaleni v§ech proménnych, které banky

sbiraji, aby nedoslo k vyzrazeni know-how.

Dalsim cilem je seznameni ¢tenaiu s hloubkou celého procesu a zorientovani v problematice.
Cely proces bude demonstrovan na tfech ndhodné vybranych klientech s kompletnim
vysledkem prediktivni analyzy. Ve vysledcich bude demonstrovan idedlni klient pro banku

Z kazdého datasetu.
Metodika

Cela prace se déli na dvé hlavni Casti. Prvni Cast se zabyva teoretickymi vychodisky.
Druha ¢ést je zaméfena na vlastni praci, ve které je vyhotoven credit scoringovy model a
zpracovany tfi datové soubory a vyhotoveny tfi modely a tfi scorekarty. Prvni datovy vzorek
byl pouzit na vyhotoveni aplika¢niho modelu, druhy na kreditni model a tfeti na model

behavioralni.

nutné se vyporadat s chybéjicimi daty a odlehlymi hodnotami, kde bylo vyuZzito grafické
znazornéni pomoci krabicovych grafii (Box plotll). Nasledovalo rozdéleni datového souboru
na dva vzorky. Jeden testovaci, druhy trénovaci. Na trénovacim vzorku byl sestaven model a

na testovacim na zakladé metody Cross-Validace potvrzena prediktabilita celého modelu.

Nasledné bylo zkoumano, jak se jednotlivé proménné chovaji (Intuitive Behaviour) pomoci
metody Weight of Evidence. Na zdklad€ této metody byla kazdd proménna rozdélena na
jednotlivé kategorie (biny). Dale proménné vstupovaly do single faktor analyzy kde byla
zkouman jejich vypovidajici hodnota (Information Value) a jejich sila pomoci indexti Gini,

Kolmogorov-Smirnov Index, Somers’D index a ROC kiivky.



Pfed findlnim vstupem do modelu byly spojité proménné testovany pro piipadny vyskyt
multikolinearity pomoci Pearsonovych korelacnich koeficientd uspotddanych do korelacni
matice. V ptipad¢ kategorialnich proménnych byly pro identifikaci multikolinearity vyuzity
Pearsonovy kontingenéni koeficienty. Nasledné rozbinované proménné vstupovaly do
multivariantni analyzy, kde byly pomoci logistické regrese vybrany signifikantni proménné.
Na zaklad¢ téchto ptistupti byly vybrany proménné, které dosahovaly hodnoty p nizs§i nez
0,05. Vysledkem celého procesu byla scorekarta, ve které jsou uvedeny jednotlivé koeficienty

logistické regrese pro statisticky vyznamné proménné.

Teoreticka ¢ast

Teoretickd ¢ast ze zabyvd vymezenim veSkeré nutné terminologie, kterd byla
zpracovana na zaklad¢é odborné literatury a podrobného studia dostupnych pramenti. Dlraz je
kladen ptedevs§im na vysvétleni déleni bankovnich dat a rozdé€leni klientti. Dale na objasnéni

uvérd, pro které byl model sestaven a na vysvétleni pojmu Credit scoring.

Prakticka ¢ast

V praktické Casti byl sestaven credit scoringovy model. Postup prediktivni analyzy byl
detailn¢ demonstrovan na aplikacnich datech a nasledn¢ aplikovan na datech kreditnich a
behavioralnich. Testovana byla predev§im nejlepS$i kombinace modelu, kterd se skladala
z proménnych rozbinovanych na zékladé metody Weight of Evidence a logisticka regrese
metodou Forward Stepwise nebo Backward Stepwise. Dale bylo testovano praktické vyuziti
indexti Gini, Kolmogorov-Smirnov a Somers’D. Modely byly validovany na zéklad¢ Cross-
Validace, kde bylo nutné nastavit spravnou hladinu cut-off tak, aby odpovidala strategii banky
a zaroveil byl maximalizovan zisk za soucasné¢ho fizeni rizika a ztrat. Na konci doSlo
k potvrzeni praktického vyuziti na zakladé nahodné vybraného klienta, kde se potvrdila

spravna prediktabilita vS§ech model



Zavér

Cilem této prace bylo sestavit na zaklad¢ statistické analyzy credit scoringovy
model s nejlep$imi prediktivnimi vlastnostmi. Dil¢im cilem bylo nalezeni nejlepSiho modelu a
nejlepsiho pfistupu k analyze. Na zakladé rozsahlého testovani byly sestaveny modely a

vybran takovy, ktery nejlépe odhadoval chovani klient v budoucnu.

Z uvedenych vysledki se u vSech tii modelt osvédcil pristup v kombinaci s Long listem
proménnych, WOE kategorialnich proménnych a logistické regrese pomoci metody Backward

Stepwise.

Celkem vyslo 13 signifikantnich proménnych na aplikaénim datasetu, u kreditniho bylo
nalezeno 12 signifikantnich proménnych a u modelu behaviordlniho 15 signifikantnich

proménnych.
Na zakladé ROC kiivek byl prokazan behavioralni model jako nejsilngjsi.

Z toho plynulo, Ze pokud by méla banka porovnat informace, které ziska z behavioralnich dat
a aplikacnich dat, vysly by jednoznacné prediktivnéjsi a silnéj$i data behavioralni. Proto,
pokud nebankovni klient pozada o uvér u jiné banky, nez je jeho domovska, predklad4 bance
vypisy z Gctu. Banka by s nimi méla umét nasledné pracovat. Moznosti by bylo elektronické
¢teni vypist z uctu z jiné banky, ktery klient donese jako dokumentaci k uvéru. Pokud by se
bance podafilo takto nasimulovat data, ziskala by lepsi vysledky predikce a méla by moznost

se 1épe u klientd rozhodnout.

Dal8im divodem pro sbér dat touto formou miiZze byt zatajeni n€kterych informaci ze strany
klienta. Pokud by napfiklad hral hazardni hry nebo sazel, banky hodnoti takovy fakt velice
negativné. Casto z tohoto diivodu klienta rovnou zamitnou. Stejné plati pro fakt, ze klient
mize zatajit pocet déti, které ma, popt. zatajit Uplné, Ze déti ma. Kazda osoba bez piijmu
navySuje existencni vydaje a snizuje potencionalni vysi limitu Gvéru. Z uctu se da ale vycist,
jestli plati vydaje za stravné, Skolu nebo naptiklad alimenty. Pokud by klient informace

zatajil, uvér banka zamitne pro mozny pokus o uvérovy podvod.

Dalsi potencialni hrozba pro klienty je podet otevienych zadosti. Casto, kdyz se klient

rozhodne zazadat o uvér, obejde hned nékolik bank, kde podepise zadost o uver.



Z vysledkt je patrné, ze proménné NumOfRejProd off us a NumOfProd 2y (pocet
zamitnutych zadosti a pocet zadosti celkem), jsou signifikantni a rozhoduji findlni stanovisko
banky. Proto si klient s kazdou dalsi zadosti o uvér skodi a snizuje tim svuj rating. Z toho
davodu neni dobré obchazeni vice bank a otvirani velkého mnozstvi Zadosti. Stejné plati pro

makléte, kteii s klienty banky obchazi, ¢imz klienta poskozuji.

V zavéru prace byla v ramci diskuze navrzena sada zlepSeni celého procesu. V neposledni
fadé maji doporuceni i lidsky rozmér. Neposkytnutim uvéru nebonitnim klientim banka
piedchazi moznému vzniku krizovych Zivotnich situaci typu exekuci. Sou¢asny trend regulaci

Ceské narodni banky se také snazi témto krizovym situacim piedejit.
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