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Abstrakt:

Bakaléaiska prace se zabyva tvorbou credit scoringového modelu, ktery je
aplikovatelny v praxi. Na zakladé¢ dataminingového procesu byly vytvoreny tfi dil¢i
modely na tfech datovych sadach, které jsou postaveny na datech v minulosti a
ptedpovidaji chovani klientd v budoucnu. Jednalo se o model aplikacni, kreditni a
behavioralni. Dale byly nalezeny signifikantni proménné, které maji na rozhodnuti o
poskytnuti uvéru nejveétsi vliv. V metodické ¢asti je popsan kompletni postup vystavby
kde je kladen diraz na vysvétleni dat, ktera banky sbiraji, a rozdéleni klient. Poté jsou
detailn¢ popsany jednotlivé modely, jimiz musi klient v procesu schvalovani projit. Pro
ucely analyzy klientskych dat byly vyuzity statistické metody explorac¢ni analyzy,
prediktivni analyzy a regresni analyzy. Na zakladé téchto vysledki byly vytvofeny tii
scorekarty a tfi rovnice logistické regrese. Cely proces byl validovan na testovacich datech.
Nakonec byly modely demonstrovany na konkrétnich klientech a tim potvrzeno jejich
praktické vyuziti. Na zakladé zjisténych informaci a vysledku testd byla navrzena mozna

prakticka zlepSeni celého uvérového procesu z pohledu banky i Klienta.
Kli¢ova slova:

Credit scoring, uvér, zadatel, prediktivni model, logistickd regrese, rozhodovaci strom,

Gini index, Weight of evidence, rating, behavioralni skore, aplikaéni skore, credit bureau



Title: Application of credit scoring model in banking practice
Author: Helena Dobesova

Department: Department of Statistics

Abstract:

The bachelor thesis deals with the creation of a credit scoring model, which is
applicable in practice. Based on the data mining process, three sub-models have been
created on three data sets that are based on data in the past and predict client behavior in
the future. It was an application, credit and behavioral model. Furthermore, significant
variables were found that have the greatest influence on the decision to grant a loan. The
methodological part describes the complete construction of the predictive model and the
whole analysis. Subsequently, the most important terminology is clarified, where the
emphasis is on explaining the data that banks collect and the distribution of clients. Then
the individual models that the client has to undergo in the approval process are described in
detail. For the purpose of analyzing client data, statistical methods of exploratory analysis,
predictive analysis and regression analysis were used. Based on these results, three
scorecards and three logistic regression equations were created. The whole process was
validated on test data. Finally, the models were demonstrated on specific clients and
confirmed their practical use. Based on the information obtained and the test results,
possible practical improvements of the whole credit process from the point of view of both

the bank and the client were proposed.
Keywords:

Credit scoring, loan, applicant, predictive model, logistic regression, decision tree, Gini
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1 Uvod

Vsechny instituce, které se zabyvaji otdzkou consumer finance (spotiebni
financovani), maji postavené své rozhodovani o ptidéleni uvéru na rozsahlé prediktivni
analyze. Jedna se o miliardy korun ro¢n¢, které jsou rozptj¢ovany na zakladé vyhodnoceni

ptredeslé analyzy klientovy bonity.

Dnesni avérovy trh se dynamicky méni. Umoziuje poskytnuti ivéru na pockani a je rychly
a plny konkurence. Klienti jsou netrpélivi a naucili se pfistupovat k pofizovani zbozi
stylem ,.koupit ted, zaplatit pozdéji“. K uvé€rovym nabidkdm pfistupuji podobné. Po
zadosti o uvér se dozaduji okamzitého vysledku, zda avér dostanou ¢i nikoliv. Proto je
rychlost, piesnost a jednoducha interpretace jedna z podminek spravné sestaveného

modelu, jinak by doslo kvuli tahlému rozhodovani ke ztraté obchodni piilezitosti a Klienta.

Kazda banka pristupuje Kk Gvérovému riziku z jiného thlu pohledu. Vsechny se vsak
shodnou na dulezitosti spravné sestaveného credit scoringového modelu, ktery bude
predikovat spolehlivé vysledky. Pfi hodnoceni rizikovosti klienta neexistuje zadna
stoprocentné spravna metoda. K perfektni pfedpovédi se vSak mohou banky dosti ptiblizit.
Zaroven by finan¢ni instituce mély poskytovat prostfedky za podminek a za uroky, které

pokryji pfipadné tivérové riziko a nesolventni klientské jednani.

Banka v Zadosti o uvér sbira o klientech velké mnozstvi dat. Zadatel se ale nedozvi
signifikantni proménné, které cely proces schvalovani ovlivni a rozhodnou. Financni
instituce nezvefejiuji své metodiky ani postupy, aby nebylo mozné ze strany klienta
ovlivnit cely uvérovy proces ve svij prospéch. Ani klientsti pracovnici v bance nemaji
podrobny nahled na konkrétni kroky celého procesu a jsou pouze uzivateli jiz hotovych

modelu.

Vzhledem k aktualnimu déni, kde je tivérovy trh pomérné silné nasycen, je pro finan¢ni
instituce velkou motivaci, aby se zabyvaly celym procesem do hloubky. Dojde-li napiiklad
k hospodaiské krizi, budou muset banky reflektovat celou situaci, ktera se také promitne
do rozhodovéni o poskytovani uvérovych produktl. Ta se uz ted velice zptisituje (Pecena,
2010).
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Prediktivni analyza se za poslednich n¢kolik let posunula milovymi kroky kupiedu a cely
proces rozhodovani jiz nestoji pouze na jedné statistické metodé. Jedna se o mnohem
sofistikovanéjsi a propracovanéjsi postup a aplikaci hned nékolika kombinaci statistickych
metod. Prediktivni analyza a datamining se vyuzivaji témét ve vSech odvétvich, kde se
pohybuje klient. Od riznych nabidek produkti, ptes zjisténi budouciho chovani na trhu, az
po marketing.

Tato prace je zaméfena na objasnéni celé problematiky tivérového procesu a na nalezeni
optimalniho credit scoringového modelu, ktery by zajistil zdravé tvérovani klienti a
zaroven maximalizoval zisk pfi soucasném fizeni rizika a minimalizace ztrat. Celou
problematiku prediktivniho modelovani a objasnéni postupu bude doprovazet provazba
s praktickym vyuzitim v bankovni praxi, kde bude poukazano na jednotlivé hrozby celého

procesu schvalovani a poskytovani uvért.
2 Cil prace

Cilem této prace je vytvofeni credit scoringového modelu. Dil¢im cilem bude
vytvoreni tfi modell na tiech datovych sadach, které budou aplikovatelné v praxi a budou
mit co mozna nejlepsi vypovidajici charakter. Simultanné se bude prace zabyvat slabinami
celého uvérového procesu a modelu, se kterymi je mozné se potkat v praxi. Dale budou
navrzena mozna vylepSeni celého procesu. V neposledni fadé se bude prace zabyvat
nalezenim vhodného nastaveni cut-off hladiny, aby banka co nejvice vytézila trzni
potencial za soucasné minimalizace ztrat. V zavéru budou predstaveny proménné, které by
mohly mit nejvétsi vliv na predikci modelu. Nedojde vsak ke kompletnimu odhaleni v§ech

proménnych, které banky sbiraji, aby nedoslo k vyzrazeni know-how.

Dal§im cilem je sezndmeni ctenafi s hloubkou celého procesu a zorientovani
v problematice. Cely proces bude demonstrovan na tfech nahodné vybranych klientech
s kompletnim vysledkem prediktivni analyzy. Ve vysledcich bude demonstrovan idealni

klient pro banku z kazdého datasetu.
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3 Metodika

Cela prace se deli na dvé hlavni Casti. Prvni Cast se zabyva teoretickymi
vychodisky. Popisuje celou problematiku a sni spojenou terminologii, ktera byla
zpracovana na zakladé odborné literatury a podrobného studia dostupnych prament.
Vzhledem k pomémné narocné tematice byla jako zdroj informaci volena ptredevsim
literatura zahrani¢ni. Ztoho divodu a zdGvodu praktického vyuzivani anglické
terminologie jsou Vv celé praci upiednostény anglické vyrazy oproti ¢eskym piekladiim.

Vzdy jsou podrobné vysvétleny, aby se ¢tendf zorientoval ve vyznamu.

Druha c¢ast je zaméfena na vlastni praci, ve které je vyhotoven credit scoringovy model a
zpracovany tii datové soubory a vyhotoveny tfi modely a tii scorekarty. Prvni datovy
vzorek byl pouzit na vyhotoveni aplikaéniho modelu, druhy na kreditni model a tieti na

model behavioralni.
3.1 Statistické proménné

Aplikaéni soubor ¢ital data od cca 15 000 klienti (50 proménnych), behavioralni
data od cca 11 000 klientt (320 proménnych) a kreditni data od cca 8 000 klientt (100
proménnych). Pro spravny rozbor statistickych dat a pro zvoleni vhodného postupu
prediktivni analyzy bylo nutné rozdélit jednotlivé proménné (ndhodné veli¢iny) na
ptislusné typy. Podle rozdéleni se skazdou proménnou jinak pracovalo. Je nékolik
moznych déleni jednotlivych promé&nnych. Pro ucely vyuZiti v credit scoringovém modelu

postacilo d€leni na kvalitativni (kategorialni) a na kvantitativni (numerické).

Statistické proménné

Nominalni Ordinalni Diskrétni Spojité

1) Diagram rozdéleni statistickych proménnych. Zdroj: Hindls et al., 2014
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Kvalitativni, jak jiz nazev napovida, vyjadiuji kvalitu, kategorii ¢i potadi. Jsou to takové
hodnoty, které nelze méfit. V aplikacnim datasetu se typicky jednalo o proménnou
Nationality - ndrodnost. Dale se dé€li na nomindlni, coz byla napiiklad proménna
RegionCont - kraj trvalého bydliste (StredoCesky kraj, Kraj Vyso¢ina, Praha) a na
ordindlni (poradové), kuptikladu proménna Education - vzdelani, ktera byla vyjadiena v
hodnotach ZS, SS a VS.

Kvantitativni proménné byly napiiklad pfijmy — Income, pocty — PersonWithNolnc —
pocet clenit domdcnosti bez prijmu, bilan¢ni hodnoty nebo zlstatky. Dale se tyto proménné
délily na diskrétni a spojité. Diskrétni se vyjadiuji v celych ¢islech a maji konecny pocet
variant. Z kreditnich dat to byla naptiklad proménna pocet kreditnich karet a pocet déti.
Pro piiklad proménné spojité lze uvést Income - prijem, pocet odpracovanych mésicii

V soucasném zamestnani, atp. (Hindls et al., 2014)
3.2 Preselekce klientii pomoci metody Desicion Tree

Pfed samotnym sbérem dat, ktera dale vstupovala do modelu, musel Kklient projit
rozhodovacim stromem. Cilem bylo absolvovat v§echny uzly stromu a pokracovat dale do

modelu.

Decision Tree je jedna znejlépe interpretovatelnych a jednoduse pochopitelnych
rozhodovacich dataminingovych technik. Jde o princip kladeni otdzek, na které je nasledné

odpovidano.

Strom bylo velice jednoduché sestavit. V této metodé S§lo pracovat s kvantitativnimi
(numerickymi) i kvalitativnimi (kategorialnimi) proménnymi. Kazdy uzel se dal jednoduse
interpretovat, jako ,,if-then-else*, coz v doslovném piekladu znamena ,, pokud-tak-jinak“.
Vsechna rozvétveni stromu piedstavovala rozhodovani podle podstaty objektu, z tohoto
rozvétveni vedl kone¢ny pocet cest. Nejéastéji se jednalo o tzv. binary outcome — binarni
vystup (odpovédi: ano, ne). Nejlepsi interpretace této metody je grafické znazornéni.
(Abbott, 2014, s. 214-223)
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3.3 Diagram postupu prace s daty. Zdroj informaci: Siddiqi, 2017

Data understanding

Elimination of variables Drop the variable

Splitting dataset
Statistic software
Data cleaning
Intuitive behaviour Drop the variable

Single Factor Analysis

Information Value Prediction Power
Multicollinearity Drop the variable

Short list of variables & Long list of variables

Multi Factor Analysis
Cross-Validation analysis

ROC curve whole dataset

Satisfactory result

Final result ' Scorecard

Final score

Cluster analysis

Limit of the Loan

Legenda:
—» Rozhodovani

Proces

— Pro vSechny proménné najednou

)
|

—  » ProkaZdou proménnou zvlast
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3.4 Prace s daty a podrobny postup prediktivni analyzy
Cely postup prediktivni analyzy jde v nasledujicich krocich:
3.4.1 Data understanding

Podle Abbotta (2014) data understanding zahrnuje blizsi ohledani, prohlidku a
ptipravu datového souboru. Tento krok byl rozhodujici pro vylouceni neocekavanych
budoucich problémi. Jedna se obvykle o0 nejdelsi ¢ast projektu. Data se musela popsat,
prozkoumat, ptipravit a ovéfit jejich kvalita. Pochopeni dat zahrnuje pfistup k datim a
jejich prozkoumani napiiklad pomoci tabulek a grafti. To umoziuje urcit kvalitu dat a

popsat vysledky hodnoceni téchto krokt v projektové dokumentaci.
3.4.2 Eliminace irelevantnich proménnych na ziakladé expertniho odhadu

V datovém vzorku byly proménné, které nemélo smysl dale analyzovat, protoze
nepiinasely zadné informace, které by napomohly u¢init rozhodnuti. Z toho divodu byly

datové soubory adjustovany od téchto proménnych.
3.4.3 Splitting data

V tomto kroku S$lo o rozdéleni datového souboru na dva vzorky (testovaci a
trénovaci). Na trénovacim vzorku byl postaven model, na testovacim pozdéji vyzkousena

prediktabilita modelu pomoci metody Cross-Validace.
3.4.4 Stastistic software

Prevod dat ze soboru MS Excel do vhodného statistického software. K vypracovani

statistickych metod byl vyuZit nejvice software STATISTICA13 a software R.
3.4.5 Data cleaning a missing data

Klientska data jsou zadavana do pocitace bankovnimi pracovniky nebo samotnym
klientem prostfednictvim internetového bankovnictvi. Ztohoto divodu bylo ¢isténi dat
velice dilezité. Ve velkém datovém souboru je pravdépodobny vyskyt chyb, popt. outlierii

— odlehlych hodnot, které by mohly zkreslit cely model.
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Jako vhodna metoda pro ¢isténi dat bylo zvoleno grafické zobrazeni pomoci Box plotd,
které na prvni pohled velice ptehledné znazornovaly anomalie nebo chyby dat. Jedna se o
znazornéni umoznujici posouzeni dat pomoci kvartila a je spolehlivou metodou k

rychlému nahlédnuti do vlastnosti ¢iselnych dat, jako je primér, median, extrémy nebo

odlehlé hodnoty (Abbott, 2014, s. 61).

Chybé¢jici data (Missing data) byla naptiklad Vv aplikaénim datasetu pomérné vzacnym

jevem vzhledem k charakteristice obsahu proménnych (vék, pohlavi, zptisob bydleni, atp.).

Dle Finlayho (2010) je ptistupu, jak se da s timto jevem vypoiadat, hned nékolik. Jednou
z moznosti bylo nahrazeni dané proménné hodnotou, ktera dava v kontextu celého klienta
smysl. Druhym castym pfistupem byla eliminace celé proménné, pokud obsahovala velké

mnozstvi chybégjicich dat, nebo odebrani celého klienta z datového souboru.
3.4.6 Intuitive Behaviour pomoci metody Weight of Evidence

Dle Siddigiho (2017) je pro indikaci spravného chovani danych proménnych a
dosazeni maximalni pfesnosti predikce vhodna statistickd metoda Weight of Evidence

(dale jen WOE).

Cely postup byl postaven na rozkategorizovani jednotlivych proménnych dle intuitivniho
chovani. Proménné nasledné vstupovaly do modelu jiz rozdélené. V piipad€, Ze chovani
dané proménné nebylo logické, byla odstranéna ze souboru. U podobnych skupin v ramci
jednoho faktoru doslo k agregaci. Slo o pohled na celou proménnou, kde bylo dlezité si
na zékladé intuice a osobniho zhodnoceni uvédomit, ze naptiklad ne vSichni zadatelé o
uvér jakéhokoliv véku splaceji stejné. Proto nelze pométovat stejné klienty 18leté a S4leté.
U kazdé skupiny se vyskytovala jind mira rizikovosti a jina $ance na splaceni. Na zakladé
rozdéleni byl pfifazen kazdé skupiné zrozkategorizované proménné koeficient dle
statistického vlivu na fakt, zda dany klient bude splacet dle pravidel ¢i nikoliv. Takovy

model byl potom vyjadien ze vzorce:

Distr Goods
)] * 100

WoE = |l (
0 [n Distr Bads
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Kde:

Distr Goods B
Distr Bads

SRS

Distr Goods je zkratka pro Distribution of Good Credit Outcomes a Distr Bads je
Distribution of Bad Credit Outcomes.

Distr Goods je oznaceni pro pomér gi/G, kde gi je pocet dobrych Géti v intervalu a G je

suma vsech dobrych uctl v celém souboru.

Distr Bads je oznacéeni pro pomér bi/B, kde bi je pocet Spatnych ucta v intervalu a B suma

vsech Spatnych Gt v celém souboru (Finlay, 2014).

Multiplikace pomoci hodnoty 100 pomohla vysledky 1épe interpretovat a dale s nimi

jednoduseji pracovat.

Vzhledem k pouziti pfirozeného logaritmu nabyvala WOE hodnotu 0 v pfipadé, ze pomér
dobrych a $patnych uctt je roven 1. Kladné hodnoty znaci vétsi pocet spravné splacejicich

klientd a zaporné hodnoty vétsi pomér Spatné splacejicich klientt.

Pti rozdélovani dané proménné na jednotlivé intervaly nebo kategorie musel byt zohlednén
fakt, ze kazdy bin ma dle Siddigiho (2017) v idealnim piipadé obsahovat nejméné 5 %
pripadi celého faktoru. Pocet kategorii urCuje chovani proménné. Mensi pocet bini
zapricini hladsi pribéh proménné a zaroven vylucuje Sum. Kategorie s mensim pomérem
klient, nez je 5 %, nemusi byt pravdivym obrazem distribuce dat a mohou zpulsobit

nestabilitu modelu.

Vychozi hodnoty z modelu WOE dale vstupovaly do vypoétu Information Value, na
zaklad¢é kterého byly jiz rozkategorizované proménné bud ponechany v modelu, nebo

odstranény.
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3.4.7 Single Factor Analysis

Single Factor Analysis (jednofaktorova analyza), nebo také univariantni analyza
dat, je technika analyzy faktort, ktera se pouziva ke snizeni velkého po¢tu proménnych na
mén¢ faktord. Na zaklad¢ single faktor analyzy dochazelo k identifikaci proménnych, které
mély nejveétsi vliv na rozhodovani. Ackoliv jsou finalni modely postaveny pomoci vice
proménnych, bylo dulezité, aby kazda proménna méla samostatné vysvétlujici silu a
intuitivni vztah Kk predikci $patnych uétia. Siddigi (2017) udava, jako piiklady metod
pouzivanych k posouzeni prediktivni vykonnosti binovanych proménnych, vyuziti dvou

indikatoru: Information Value a Prediction Power.

Béhem designu celého modelu nebo rozsifeného piehledu bylo nutné analyzovat vztah

s cilovou proménnou, stabilitu v ¢ase a vypovidajici hodnotu proménné.

3.4.7.1 Information Value

vybér signifikantnich proménnych v credit scoringovém modelu. Pomaha tfidit proménné
na zékladé jejich vyznamu jiz po rozkategorizovani pomoci metody WOE. Hodnota

Information Value se vyjadiuje podle nasledujiciho vzorce:

Distr GOOdS)]

1V = z [(DlStT Goods; — Distr Bads;) * In ( Distr Bads

n
i-1
V tomto ptipadé hodnota WOE vstupovala do vzorce jako desetinné ¢islo.

Information Value nabyva nasledujicich hodnot:

Less then 0,02 Generally unpredictive
od 0,02 do 0,1 Weak prediction
0d0,1do 0,3 Medium prediction
0,3+ Strong prediction

2) Tabulka — hodnoty Information Value, Zdroj: Siddiqi, 2017
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Podle vyslednych hodnot bylo mozné interpretovat hodnoty Information Value v

hodnoceni credit scoringového modelu nasledovné:
Byla-li hodnota Information Value:

1. mensi nez 0,02, potom byl prediktor nepouzitelny pro modelovani. Kazda takova
proménna, u které klesla hodnota Information Value pod 0,02, byla z listu

proménnych odebrana.

2. 0,02 az 0,1, prediktor mél pouze slaby vztah k poméru pravdépodobnosti Goods /

Bads. V listu proménnych byl ale ponechan.
3. 0,1az0,3, potom mél prediktor stiedni vztah k poméru pravdépodobnosti.
4. 0,3 avice, prediktor mél silny vztah k poméru pravdépodobnosti.

5. nad 0,5, §lo detekovat podeziely vztah a musela byt proménna provéfena na tzv.
overpredicting (www.listendata.com, 2019).
Dulezita zjisténa fakta:

Information Value se zvySovalo, jestlize se zvySoval pocet bini pro nezavislou
proménnou. Pokud se proménnd rozdélila na vice nez 20 binh (tzn. pod 5 % ucast vSech
klientd z celého faktoru v kazdém binu), v nékterych kategoriich byl velice maly pocet

méfeni a vypovidajici hodnota byla zavadéjici.
3.4.7.2 Prediction Power

Jedna se o meéfeni sily jednotlivych proménnych a nasledné i celého modelu.
Vyuzivaji se metody jako: ROC kiivka, Gini koeficient, Somer’s D index nebo

Kolmogorov-Smirnov index.
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Receiver operating characteristic curve (dale ROC k¥ivka)

Tufféry (2011) pojednava o tom, ze ROC kiivka je grafické zndzornéni, které
ukazuje diagnostické schopnosti binarniho klasifika¢niho systému odd¢lit Spatné a dobré
ucty. Méfeni odpovida ploSe pod kiivkou — tzv. AUC, neboli area under curve. ROC
ktivka méfi klasifikacni vykonnost na jedné proménné i celé scorekarté. Nahodna céara (45
stupiii) oznacuje silu predikce 0,5. Proto by mélo skére dosahovat vyssich vysledki nez

0,5.

U ROC kiivek se zkouma citlivost a specificnost modelu, coz jsou statistické ukazatele

vykonnosti binarniho klasifikacniho testu.

Citlivost (Sensitivity - nazyvana také jako skutecnad pozitivni mira) méfi podil spravné
identifikovanych pozitivnich vysledkt (naptiklad procento nemocnych, kteti jsou spravné
oznaceni jako nemocni). V ptipadé credit scoringového modelu by se jednalo o $patné

ucty, které byly spravné identifikovany jako Spatné.

Specifi¢nost (Specificity - nazyvana téz jako skute¢na negativni mira) méfi podil spravné
identifikovanych negativnich nalezi (naptiklad procento zdravych lidi spravné oznacenych

jako zdravi). V piipadé¢ credit scoringu by se jednalo o spravné oznaceni dobrych uétu.

ROC analyza je efektivnim zptisobem pii rozhodovani o diagnostice modelu. Poskytuje

nastroje pro vybér optimalniho feseni (Siddiqi, 2017, str. 542-548).
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3) Graf: Ukdzka ROC krivky na proménné Age_WOE. Vystup ze softwaru STATISTICA13. Zdroj:
vlastni zpracovadni

Gini koeficient

Gini koeficient je vyjadienim miry diverzifikace scoringového modelu nebo dané
proménné. Nabyva hodnoty od O do 1. Hodnota 1 udava perfektni diverzifikacni

schopnost, 0 znaci Spatnou diverzifika¢ni schopnost (Tufféry, 2011). Lze vyjadfit ve tvaru:

Gini =2+« AUC — 1

Tufféry (2011) dale pojednava o tom, ze Somers’D index je témé&f identicky s Gini.
Kolmogorov-Smirnov index (KS index)

Tento index méfil maximalni svislou odchylku mezi kumulativnim rozdélenim
Goods a Bads G¢tl. Je velmi rozsifenym vyuzitim vyjadieni rozdéleni. Problém KS indexu

spo¢iva v tom, ze méfi rozdéleni pouze v bod¢ (ktery nemusi byt kolem ocekédvaného

mezniho bodu) a nikoliv na celém rozsahu skore. (Siddiqi, 2017, 5.253)
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3.4.8 Multikolinearita — vzajemna zavislost dvou vysvétlujicich proménnych

Jesté pred vstupem proménnych do multifaktor analyzy bylo nutné otestovat piipadny
vyskyt multikolinearity mezi vysvétlujicimi proménnymi na pravé strané rovnice, aby se
predeslo k ovlivnéni vypoctu jednotlivych prediktori z diivodu nadbyte¢nosti n€kterych

proménnych.

Ve statistice je multikolinearita jev, kde dochazi k nechténé zavislosti mezi dvéma
vysvétlujicimi proménnymi. To znamena, Ze 1ze jednu proménnou prediktivné piedpovidat
od jiné. V ptipadé¢ silné zavislosti mezi vysvétlovanou proménnou a vysvétlujici
proménnou se jedna o jev zaddouci. Silna zévislost mezi dvéma vysvétlujicimi proménnymi
je vSak nezadouci fenomén. Ponechani takové proménné muze vést k nestabilité regresnich

koeficientt, proto musely byt z listu proménnych, které dale postupuji modelem, odebrany.

Pro vypocet zavislosti vysvétlujicich proménnych pted findlnim vstupem do modelu byly
spojité proménné testovany pro piipadny vyskyt multikolinearity pomoci Pearsonovych
korela¢nich koeficientti uspofadanych do korela¢ni matice (Correlation Matrix). V ptipadé
kategorialnich proménnych byly pro identifikaci multikolinearity vyuZzity Pearsonovy
kontingen¢ni koeficienty. Za vysokou multikolinearitu byly povazovany hodnoty

koeficientl vyssi nebo rovny 0,8 (v absolutni hodnoté&). (Cechura et al., 2013)

V piipadé, Ze takovy jev nastal, musela byt jedna ze zavislych proménnych z listu
odebrana. Vétsinou se odebirala proménna, ktera nabyla mensi hodnoty Information Value
nebo byla drazsi, co se tyka sbéru dat, nebo nedavalo logiku ji nadale ponechavat

v kontextu s ostatnimi proménnymi.

Dale pokracovaly do modelu vysvétlujici proménné, které po vzajemném testovani

neprokazovaly vysokou korelaci.
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Pearsonuv korelaéni koeficient

Mize nabyvat hodnot <-1; +1>. Vyjadfuje se pomoci vzorce (Hindls et al., 2007):

lexi)’i —inZYi
J Y x? — (Cx)?] * Xy — (5 y0)?]

rxy =

Korelaéni zavislost:

Korela¢ni koeficient r Sila z&vislosti

r=0 nulova zéavislost
0<|r|<0,3 slaba zavislost
0,3<|r[<0,5 sttedni zavislost
0,5<|r[<0,8 vysoka zavislost
0,8<|r|<1 velmi silnd zdvislost

4) Tabulka — korelaéni zdvislost, zdroj: https://docplayer.cz/

Persontiv kontingen¢ni koeficient

Vyjadiuje se podle vzorce (Kaba et al., 2013):

3.4.9 Long list of variables vs. Short list of variables

Po takto otestovanych proménnych vznikl tzv. Long list of variables a Short list of
variables.

Long list of variables byl seznam proménnych s hodnotou Information Value vétsi nebo
rovno 0,02.

Short list of variables byl seznam proménnych, které ziskaly v testovani hodnotu IV vétsi

nebo rovno 0,02 a hodnoty Prediction Power vyssi nebo rovno 0,1.
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3.4.10 Multi Factor Analysis

Vzhledem k seznamu proménnych vybranych v analyze jednotlivych faktort bylo
cilem multifaktorové analyzy zvazit ucinky raznych kombinaci téchto vstupnich
proménnych pro vybér konecné sady proménnych a jejich odpovidajicich koeficientt.
Modelové skore bylo pak ziskano nasobenim kazdé proménné s jeji vahou a vyslednym

koeficientem.

Béhem analyzy vice faktor bylo tfeba zkontrolovat, ktera kombinace proménnych je
nejpriznive)si, a pfitom je stale pfijatelna pro uzivatele. K urceni optimélni kombinace
proménnych existuje fada statistickych metod. Pro regresni analyzu binarni proménné bylo

vhodné vyuziti regrese logistické.

Cilem regresni analyzy bylo navrzeni nejvhodnéjsiho modelu s nejvétsi moznou

prediktivni silou.
3.4.10.1 Logisticka regrese

Siddigi (2017) pojednava o tom, ze logisticka regrese je statistickd metoda
prediktivniho modelovani pro analyzu datové sady. Zabyva se problematikou odhadu
pravdépodobnosti zdvislé proménné na zékladé¢ proménnych nezavislych, které urcuji
vysledek. Od standardni regresni analyzy se odliSuje vyskytem binarni zavislé promeénné y
na levé strané rovnice. Tato binarni proménna y (konkrétné Slo v testovacich sadach vzdy o
proménnou Dependent_12M) byla nasledné pievedena logitovou transformaci na
pravdépodobnost p, coz zna¢i nastani urcitého jevu. Logistickd regrese je béznou

technikou pouzivanou k vytvafeni scorekaret.

Logisticka regrese generovala koeficienty, které piedpovidaly logitovou transformaci
pravdépodobnosti pfitomnosti charakteristické vlastnosti. Rovnice pro transformaci

pravdépodobnosti vychdzela z nasledujicich vztaht:

loglt(p) = bO + b1X1 + b2X2 + b3X3+ +kak
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A zéroven plati pro transformaci logitu vzorec:

logit(p) = In (1 f p)

Z uvedenych vzorcu plynulo odvozeni (dle vlastniho odvozeni):

p
ln (1 — p) = ﬂo + ﬁle + ﬁzXz + ﬁ3X3+ +ﬁka

_b_
eln(l—p) = eBotB1X1+B2Xo+B3X3+ .+ B Xk

<1L> — eﬁo+31X1+32X2+33X3+---+3ka
-p

p= (1 — p) % eﬁo+ﬁ1X1+32X2+33X3+ wtBrXk

— pBotB1X1+P2X2+B3X3+ . APrXk _ 1 x pBPotP1X1+B2X2+B3X3+ .+ BrXk
bp=¢e pxe

s pBotB1X1+B2X2+B3X3+ A PrXk — pPotB1X1+P2X2+B3X3+ .+ LrXk
p+p=xe e

p * (1 + eBotBiX1+B2Xz+B3X3+ ---+ﬁka) — eBotB1X1+P2 X+ B3 X3+ .+ B Xk

eBotB1X1+B2X2+B3X3+ .+ By Xy

p= 1 + ePotB1X1tB2X2+B3X3+ .+ B Xy

Tento vzorec byl finalni pro vypocet pravdépodobnosti splaceni Gvéru klientem.

Jak piSe Siddiqi (2017), v praxi se vyuZivaji tfi typy postupnych logistickych regresnich
technik, které byly jednotlivé testovany. Cilem bylo nalezeni takové techniky, ktera

vytvofila nejlepsi model, ktery predikoval spolehlivé vysledky:
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Forward selection (dopfedny vybér)

Nejprve se vybirala proménna, ktera méla nejlepsi individualni prediktivni vykon.
Dale se k modelu piidavaly dalsi charakteristiky dle nejlepSiho vykonu, aby se postupné
vytvoril nejlepsi charakteristicky model, dokud zZadna zbyvajici proménna neméla hodnotu
p pod hladinou vyznamnosti (0,05). Tato metoda je Gc¢inna, ale mize byt slaba, pokud

existuje prili§ mnoho charakteristik nebo vysoka korelace mezi proménnymi.
Backward elimination (zpétné vylouceni)

Opacny postup byl backward elimination, kde do modelu nejdiive vstupovaly
vSechny proménné a postupné se eliminovaly nejméné vyznamné vzhledem k ostatnim.
Cely postup se opakoval, dokud nebyly v modelu pouze ty proménné, které mely hodnotu

p pod hladinou vyznamnosti (0,05).
Stepwise (postupné)

Jedna se o kombinaci pfedeslych dvou technik. Zahrnovala piidavani a odstranovani
charakteristik z vysledné karty v kazdém kroku, dokud nebyla dosazena nejlepsi

kombinace. Pouzita byla vzdy v kombinaci forward stepwise nebo backward stepwise.
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3.4.11 Cross-Validation (validace modelu na testovacich datech)

Po sestaveni modelu byla otestovana piesnost predikce na novych datech — testovacim
vzorku, ktery byl pfipraven v kroku déleni dat. Model byl testovan na datech jemu
neznamych, ale u kterych byl znam vysledek, zda klient splatil, ¢i nesplatil. Tato metoda se

nazyva Cross-Validace (Tufféry, 2011).

Dale bylo dilezit¢é spravné nastaveni hodnotu cut-off. Je to hodnota oddélujici
pravdépodobnosti predikujici splaceni tvéru od nesplaceni a banky si ji urcuji samy. Je
odrazem strategie a miry rizika, kterou je instituce ochotna podstoupit. V idealnim piipadé
by se mélo jednat o takovou hodnotu, pii které dochdzi k maximalni spravné predikci
vysledkil a zaroven minimalizaci rizika a uslych obchodnich prilezitosti. Vztah by se dal

popsat takto:

Predicted
Good (0) Bad (1)
Good (0) True Negative |False Positive

Confusion Matrix

Real

Bad (1) False Negative |True Positive

5) Tabulka — Confusion Matrix. Zdroj: Siddiqi, 2017, s. 248.
True negative — klienti co byli spravné oznaceni jako spravné splacejici.

False positive — klienti, ktefi byli oznaceni jako Spatné splacejici, ale v realném ptipadé
splaceli dobte. Tato skupina prezentuje uSlou obchodni pfilezitost. Prakticky se Casto tito
klienti dostanou na individudlni schvéleni, kde mize dale banka klientim tvér poskytnout.
Poptipad€ poskytnout klientovi Gvér za vyssi Grok, aby byl trok ekvivalentni s mirou

rizika.

False negative — nespravné odhalené Spatné Gcty a jejich nasledna akceptace. U téchto
klient je dilezitd primérna doba, kdy jesté splaci dle smluvnich podminek. Jedna se o
navratnost poskytnutych prostfedkl. Pokud by se i po odepsani Casti prostfedkd, které se
bance nevrati, uver i tak vyplatil poskytnout, mize ptistupovat banka k riziku shovivavé;ji.

Dale zélezi na postupu a uspé$nosti vymahani prostredki zpét.

True Positive — klienti, ktefi byli spravné oznaceni jako Spatné splacejici (Siddiqgi, 2017).

31



3.4.12 Satisfactory result, nastaveni cut-off hladiny (kalibrace)

Na zakladé vysledk Cross-Validace bylo nutné spravné kalibrovat hodnotu cut-off
hladiny. Pokud byla cut-off hladina nastavena napiiklad na 0,85, znamenalo to, ze
klientim, kterym vysla hodnota stejna nebo vyssi, byl uvér poskytnut. Pokud byla

predikovana nizsi pravdépodobnost, Givér jim poskytnut nebyl.
3.4.13 Scorekarta

Scorekarta je vysledny seznam signifikantnich proménnych a jejich jednotlivych
koeficientl. U rozbinovanych proménnych ziskal kazdy bin samostatnou hodnotu (Tufféry,
2017, s. 564 — 567)

3.4.14 Final Score

Soucet vyslednych hodnot skore, ktery klient ziskal po kompletni analyze jednotlivych

modeli.
3.4.15 Cluster analysis (shlukova analyza)

Cluster analysis, téZ shlukova analyza, je vicerozmérna statisticka metoda, ktera se
pouziva ke klasifikaci objekt. Slouzi naptiklad k tfidéni klientd do jednotlivych skupin
tak, aby si klienti naleZici do stejné skupiny byli podobnéjsi s objekty z ostatnich skupin.

Kazdou skupinu 1ze charakterizovat prostfednictvim urcitého souboru znakii.

V piipadé¢ credit scoringu jde o zafazeni klientii do urcité skupiny dle miry rizika. Banky
vétSinou klienty fadi do Ctyf az péti skupin od Very Low skupiny, kde jsou zatrazeni klienti
s velice malou predikei splaceni uvéru, az po skupinu Excellent, kde jsou zafazeni klienti

s vybornym chovanim a malou pravdépodobnosti nesplaceni.
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6) Obrdzek — priklad Clusterové analyzy, zdroj: https://medium.com

3.4.16 Limit of the Loan

Po kompletni analyze dochazi k vypoctu limitu Gvéru, ktery lze klientovi poskytnout.
V praxi se kazdé skupiné (clusteru klientli) pfidéli maximalni limit, ktery Ize této skupiné
poskytnout. Postupné se testuji ¢astky od nejvyssi az po nejnizsi. V kazdém kroku se

¢astka snizuje o 10 000 K¢ do té doby, dokud nevyjde ¢astka finalni.
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4  Teoreticka vychodiska

4.1 Dluznik a véritel
Dluznik je fyzicka nebo pravnicka osoba, ktera ma dluh vici vériteli.

Véritel je fyzickd nebo pravnicka osoba, kterda ma pohledavku za dluznikem.
Vétsinou si klade podminky, za jakych je ochotna ,,véfit, ze dany dluh dluznik splati za

sjednanych podminek. (Zakon ¢. 257/2016 Sb. 0 spotiebitelském Gvéru)

4.2 Debt Service To Income (DSTI), Debt To Income (DTI) a Minimalni
disponibilni pfijem (DISPO)

Debt Service To Income (dale jen DSTI) v doslovném piekladu znamena ,,dluhové
sluzby k ptijmu®. Vyuziva se pro vyjadieni procentudlniho poméru vSech splatek tvéra
(zapocditavaji se i1 kreditni karty, kontokorenty, atp.) K ¢istému mési¢énimu ptijmu. Pokud
DSTI ptesahne 60 %, banky vétSinou dalsi zadost o ivér rovnou zamitaji nebo jde zadost

na individualni schvaleni (www.banky.cz).

Debt To Income (déle jen DTI) v ptekladu doslova znamena ,,dluh k ptijmu®. Jedna
se o pomér celkové dluzné ¢astky vSech Uvér k roénimu cCistému pfijmu klienta. Nova
regulace vydana Ceskou narodni bankou udavé, Ze celkovy poskytnuty limit uvéra by

nemél presahnout devitinasobek Cistého ro¢niho piijmu (Www.mesec.cz).

Minimalni disponibilni zdroje (DISPO) vyjadiuji volné finan¢ni zdroje klienta,
které mu zbydou (z ¢istého mési¢niho ptijmu) po zaplaceni vSech nutnych nakladu, které
dany mésic ma (pouziva se také vyraz existencni minimum). Po odecteni této Castky
zustanou klientovi volné finanéni prostfedky, se kterymi banka muZze podcitat jako S

moznou maximalni vys§i mési¢ni splatky tivéru (www.hypotecnibanka.cz).

Klient musi podminky DTI, DSTI a DISPO spliovat vZdy najednou.
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4.3 Uvér

Uvér je doGasné zapijeni finanénich prostiedkt véfitele dluznikovi za Gcelem
zisku vefitele. Ziskem je vtomto piipadé mysleny urok a poplatky, které je dluznik
ochoten a schopen zaplatit. Dluznik se zavazuje splacet véfiteli po Castech poskytnuté

prosttedky spolu s urokem, dokud nedojde k tiplnému umoteni dluhu.

Uvéry v soucasnosti poskytuji banky a riizné nebankovni spole¢nosti, coZ je jejich hlavni
¢innosti. Dne 1.12.2016 veSel v platnost novy zakon ¢. 257/2016 Sb., o spotiebitelském
uvéru. Podstatnou ¢asti zdkona bylo omezeni poctu nebankovnich subjektt poskytujicich
uveéry na trhu. Pocet se omezil pouze na takové poskytovatele, ktefi ziskaji opravnéni od

Ceské narodni banky a splni zakonné podminky.

Hlavni polozkou aktiv bank je poskytovani tivér. Diky nim pterozdéluji volné prostredky

a reguluji mnoZstvi penéz, které jsou v obchu (Bessis, 2015)
4.4 Druhy tvéra

Pro tvorbu credit scoringového modelu postac¢i déleni uvérd podle: zdroje,

dluznika, doby splatnosti, zptisobu zajiSténi a icelu.
4.4.1 Rozdéleni podle zdroje

Podle zdroje lze uvéry definovat na bankovni a nebankovni. Bankovni uvéry
poskytuji bankovni instituce akreditované Ceskou narodni bankou, ktera mé také nad
poskytnutymi Gvéry dohled. Klient podléhé velice slozitému schvalovacimu procesu,

ve kterém se zkouma jeho bonita a solventnost.

Oproti tomu nebankovni uvéry byvaji snaze dostupné, nékdy i1 bez nutnosti dokladani
nebo prokazovani pijmu, vétsinou se viak poskytuji v nizsich &astkach. Zadatel
prochézi vyrazné jednodussim schvalovacim procesem. Uvéry viak byvaji drazsi.
Dohled nad nebankovnimi uavéry provadi Ceskd obchodni inspekce

(www.wikipedia.cz).
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4.4.2 Rozdéleni podle dluznika

Podle profilu dluznika mizeme rozliSovat nejcastéjsi déleni na Gvéry pro fyzické
osoby, pro fyzické osoby podnikatele (FOP), firemni uvéry a korporatni Gvéry

(Www.csas.cz).
4.4.3 Podle doby splatnosti

Dle doby splatnosti rozlisujeme uvéry kratkodobé (vétSinou do jednoho roku),

sttednédobé (1 — 4 roky) a dlouhodobé (4 a vice let) (www.wikipedia.cz).
4.4.4 Podle zptusobu zajisténi

Uvéry zajisténé byvaji nejcastdji zajistény nebo rudeny nemovitosti, a to bud’
nemovitosti kupovanou, nebo i jinou, ma-li dostate¢né vysokou odhadni ¢astku kupni
ceny. Nezajisténé uvery, tedy takové, u nichz dluznik nemusi rucit Zadnou zastavou, se

dale kategorizuji na uvéry revolvingové a penézni.
Zajisténé uvery jsou napiiklad hypotéky, nebo uvéry ze stavebniho spoteni.

Revolvingové uvéry jsou takové uvery, které pii vyCerpani a splaceni nezaniknou a daji
se proto opakované Cerpat. Jsou to napiiklad kreditni karty (od cca 2tis az do 500tis)

nebo kontokorenty (poskytuji se napiiklad do vyse jednoho mési¢niho ¢istého piijmu).

Revolvingové uvéry patii mezi nejdrazsi typy uvéri. Velkou vyhodou pro klienta je, Ze
pokud se dostane do financ¢ni tisné, ma penize ihned Kk dispozici a mize je Cerpat.
Vétsinou ale klienti zadaji o uvér az ve chvili, kdy se dostanou do financ¢nich problémi
a za takovych podminek banka s nejvétsi pravdépodobnosti Gveér neschvali. Dalsi
prednosti je, Ze 1 kdyZ klient uvér necerpd nebo Cerpa a fadné spléaci, zaznamenava
banka do bankovniho registru dobré chovani klienta, které mu pak mize pomoci pfi

zadosti o dalsi uvér. (Cipra, 2015)

Nezajisténé uveéry penézniho typu jsou spotiebitelské uvery, které jsou urcené pro
koncového klienta — spotiebitele a fyzickou osobu nepodnikatele — za uc¢elem nakupu
spotfebniho zbozi, auta, apod. Od 1. prosince 2016 upravuje problematiku

spotiebitelskych uvéra zakon €. 257/2016 Sb., o spotiebitelském tvéru.
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4.4.5 Déleni dle ucelovosti

Posledni dé&leni je na uvéry Giéelové a netidelové. Ugelové uvéry byvaji pouzity
napiiklad na koupi auta, vybaveni bytu, atp. V takovém piipadé chce banka dolozeni

ucelovosti. Uvéry netielové lze pouzit téméf na cokoliv (www.wikipedia.cz).

V této praci bude popsan model, ktery slouzi pro vyhodnocovani kredibility klienta
u uvérd pro fyzické osoby, VvVdomaci méné (v cCeskych korunach), bankovnich,
neucelovych, nezajisténych, kratkodobych, stfednédobych, dlouhodobych a uvéra bez
rucitele. Jedna se o vyhodnoceni u téchto typa uveért: kreditni karty, kontokorenty, tvéry
typu ,,na klik“, povolena ptecerpani uctu, spotiebitelské uvéry a jedna vyjimka - Gvéry na

bydleni nezajisténé s maximalnim limitem do 1 000 000 K¢.

Diagram rozdéleni avérii:

Doba
splatnosti
o N
S J
a N
zajisténi
\ J\
\

Hypotéky, americké
hypotéky, uvéry ze
stavebniho spofeni, atp.

Kreditni karty, Spotrebitelské

kontokorenty, atp. uvéry

7) Obrdzek rozdéleni uvérd, zdroj: vlastni zpracovadni

37



4.5 Credit Scoring

Siddigi ve své knize Intelligent Credit Scoring pojednava o tom, ze credit scoring je
slozity a sofistikovany proces hodnoceni bonity a rizikovosti klienta pomoci skérovani
uveérové zadosti. Jedna se o soubor statistickych a matematickych metod, technik a
rozhodovacich modell a zaroven také osobniho vyhodnoceni, které slouzi ke spravnému a
bezpeénému tverovani klientd a rozpoznani kreditniho a uvérového rizika. Pfi tvorbé
modelu jde o vybér signifikantnich proménnych, které maji na rozhodnuti zasadni vliv, a
odstranéni jejich duplicitnich informaci. Vysledek se vétSinou odviji od pravdépodobnosti,
zda bude dluznik schopen dostat svych zavazku (probability of default) a odhaduje se na
zaklad¢ historickych dat. Naopak také slouzi k ohodnoceni bonity klienta (¢im vyssi je

bonita, tim méné rizikovy se mize klient jevit pro ptipadného véfitele).

Cilem credit scoringového modelu je piedpovédét s co mozna nejveétsi presnosti
statistickou Sanci (odds ratio) nebo pravdépodobnost (probability), sjakou bude dany
Klient schopny dostat svym zavazkam v budoucnosti. Jinak fe¢eno, zda dany klient avér, o

ktery zada, splati ¢i nesplati. (Mejstiik, 2014)

Vysledkem credit scoringového modelu byva nejcastéji  konkrétni procentudlni
pravdépodobnost splaceni Gvéru nebo piepocet na Ciselnou hodnotu, tzv. skore, podle
kterého se dana instituce rozhodne klientovi pujéit a za jakych podminek. Dle vysledného
skore se bude banka rozhodovat, do jaké skupiny klienta zatadi. Na zakladé zatazeni
klienta prosttedky poskytne v plné vysi, ¢i jen ¢ast, nebo zadost zcela zamitne. Nasledné
pak zalezi na tom, jak velké riziko je banka schopna podstoupit, tzn. vhodné zvoleni
hranice cut-off hladiny, kdy uz bude Zadost zamitnuta Skoneénym rozhodnutim.
Pfiméfenou hranici si banky urcuji samy na zaklad€ optimalni procentualni priichodnosti
zadosti. Zjednodusené jde tedy o stanoveni co mozna nejlepSiho modelu, ktery bude
schopen predikovat spolehlivé vysledky na zdklad¢ analyzy historickych dat a pokusit se
tak 0 co nejlepsi odhad chovani zadateli o uvér a zaroven o maximalizaci zisku pfi
souc¢asné minimalizaci a fizeni rizika a ztrat. Model ¢asto banky vyuzivaji i pfi vypoctu

pojisténi k avéru (Siddigi, 2017).
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Model je postaven na vyuziti statistickych metod, jako jsou naptiklad Weight of Evidence,
Information Value, Gini index, Kolmogorov - Smirnov index, Somers’D index, ROC
kiivky, logisticka regrese nebo Cross-Validace. Cely proces nezahrnuje pouze vytvoreni a
postupné aplikovani modelu, ale také ohodnoceni a nasledné monitorovani celého
schématu. Jakdkoliv legislativni, popula¢ni nebo regulacni zména musi byt zohlednéna,
tudiz nasledné kontrola zahrnuje testovani optimalniho modelu pfi vyuziti novych dat za

ucelem zlepseni celého procesu.

Dulezit¢ je také zvoleni takového postupu, ktery bude nasledné jednoduse
interpretovatelny. Pro snadnéjsi interpretaci se pouziva skorovaci karta — scorekarta, kde
jsou uvedeny statisticky vyznamné proménné, které model vyuziva. Kazda proménna ma
urc¢itou vahu, ktera byla zvolena na zaklad¢ vypovidajiciho charakteru a miry zavislosti na

vysvétlované proménné. (Siddigi, 2017)

Diky pfispéni Basilejského vyboru pro bankovni dohled, ktery napomohl utvofit
standardizovany hodnotici postup, pouzivaji tento typ slozitého tivérového procesu témet
vSechny instituce, které uvéry poskytuji. Standardy vyddvané timto vyborem se nazyvaji
v Case Basel I, Basel 1l a Basel III (téz zvané jako Baze). V soucasnosti plati Basel III a

jeho rozsifena forma. (Cipra, 2015)
4.6 Bankovni data

Banky vyuzivaji obrovské mnozstvi vstupnich informaci. Da se fict, ze do modelu
pouziji vSechna dostupnd data, kterd o klientovi maji nebo zjisti (z riznych databézi,
dotazovanim klienta, atp.). Rozhoduji se na zakladé dat nasbiranych v minulosti a hledaji
podobnost surcitym typem klientd. Vysledné skoére vznika na zakladé scorekarty
(skorovaci karty), ktera nejlépe predpovida a oddeluje dobré (goods) a Spatné (bads)
uvérové ucty. Dobrymi tvérovymi uéty jsou mysleny uvéry, které byly splaceny za
smluvnich podminek — bez defaultu. Spatné uvérové uéty jsou naopak Géty vykazujici

nesplacené zavazky. (Siddiqi, 2017)

39



Ukazka Scorekarty:

Characteristics Attribute Scorecard Point
Age A0-30 49
Age AZ30-40 51
Age A40-50 53
Age A:50-60 57
Age ABD-T0 65
Age ATO-80 70
Age A:B0-90 72
Age ASB0-130 71
DebtRatio DR.0O-0.2 57
DebtRatio DR.0.2-0.4 59
DebtRatio DR:0.4-006 55
DebtRatio DR:0.6-0.8 52
DebtRatio DR:0.8-1.0 &0
DebtRatio DR:1.0-1.2 49
DebtRatio DR:1.2-1.4 48
DebtRatio DR:1.4-16 53
Monthivincome M I10- 2000 53
Monthlylncome M 1:2000- 4000 52
Manthlyincoms MI:4000 - 8000 57
Monthlylncome M1:6000- 8000 58
Monthlylncome MI:8000- 10000 60
Monthlylncome M I:10000- 12000 63
hMonthlylncome MI:12000- 14000 63
Monthlylncome M 1:14000- 16000 61
hMonthlylincome M1 16000+ 61

8) Obrdzek ukdzka scorekarty. Zdroj obrdzku: https.//weclouddata.com

4.7 Rozdéleni bankovnich dat

Jsou tfi druhy dat, které banky sbiraji. Ke kazdé skupin€ dat pfislusi jeden
scoringovy model. Vysledkem testovani jsou ¢iselné hodnoty (skére). Ty se na konci
scitaji. Dle vysledku se banky nakonec rozhodnou, zda klientim uvér pujci, ¢i nikoliv.

Jedna se o tyto datasety:

ika¢ni Data z externich
Aplikaéni data ata z externic

databazi

9) Obrdzek rozdéleni bankovnich dat. Zdroj informaci: Siddiqi
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4.7.1 Aplikaé¢ni data

a S ék zadatele, pohlavi,
Aplikaéni data e pomavt

rodinny stav, narodnost,...

10) Obrazek priklad aplikacnich dat. Zdroj informaci: Siddiqi

Data, se kterymi se klient setkd osobn¢ a sadm sdéluje pti zadosti o uver, vstupuji do

aplikacniho skore.

Obsahuje zejména demografické proménné: vék zadatele, pohlavi, rodinny stav,
narodnost, zptisob bydleni, pocet odpracovanych mésicii v souasném zaméstnani, doba
pobytu na kontaktni adrese, piijem, obor zaméstnavatele, pocet ¢lenli domacnosti bez

ptijmu, atp. (Siddigi, 2017).

Data zadavaji do systému klientsti pracovnici nebo si je klient vypliuje sam v ramci
internetového bankovnictvi nebo online zadosti o uvér. Zde je velké riziko, ze se miizou
objevit fraudy popi. zkreslené informace, které klient nesdéli dle skuteCnosti, popi.
klientsky pracovnik zada Spatné. Naptiklad v dnesni dobé uz nemusi mit rodi¢e uvedené
déti v obCanském prikazu, tudiz klient mtize uvést pocet déti umyslné Spatné (pocet déti

zvySuje mésicni minimdalni existen¢ni néklady, se kterymi musi banka pocitat).

Dale je zde velké riziko vyskytu fraudu pii amyslném zkreslovani informaci ze strany
klientského pracovnika za ti¢elem poskytnuti Gvéru klientovi za kazdou cenu. Ditvodem je
plnéni KPI kritérii (z anglického Key Performance Indicator, coz v ptekladu znamena
klicovy ukazatel vykonnosti), které Casto obsahuji plnéni objemu poskytnutych Gvéra.
Pokud by se jednalo o odlehlé hodnoty (napf. namisto piijmu tficeti tisic korun by bylo
zadano tii sta tisic korun), daji se detekovat. Z tohoto diivodu je u aplikac¢niho skore velice

dulezité ¢isténi dat.
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4.7.2 Behavioralni data

Behaviorélnl' bilan¢ni hodnoty, otevfsné
kontrakty s bankou, pocet
data trvalych pfikazd,...

11) Obrazek priklad behaviordlnich dat. Zdroj informaci: Siddiqgi
Nejdalezitéjsi a nejcenné;si data pro banku jsou data sbirana za ucelem vypoctu
behavioralniho skore. Klient se s nimi nesetka piimo, protoze se sbiraji na pozadi. Jedna se
0 sbér cca 300 — 400 typu proménnych, ze kterych se nasledné sklada model. Vzhledem
Kk tomu, Ze se jedna o bankovni data, ktera si banky sbiraji samy z vlastnich zdrojt, nemusi

za jejich ziskani platit jinym dodavatelim.

Jedna se predevs§im o sbér proménnych definujicich existujici vztah s bankou: jak
dlouho ma klient vedeny ucet v bance, platebni styk, pfijem na Gétu (posledni kvartal az
Ctyti kvartaly), bilanéni hodnoty, pocet otevienych kontraktii s bankou, pocet trvalych
piikazi, chovani na Gétu u kreditni karty, atp. (Siddiqi, 2017).

Na zaklad¢ behavioralnich dat lze podstoupit s klientem zjednoduSeny tvérovy proces
schvalovani, ktery je velice rychly. Klient vétSinou nemusi dokladovat piijmy a jiné
dokumenty. Banky na zakladé téchto dat piepocitavaji také predschvalené limity na uctech.
Jsou to takové limity, které muizou byt poskytnuty zadateli bez nutnosti prokazovani

bonity.

4.7.3 Data z externich databazi

Data z externich pocet otevienych Uvérovych

, ., zadosti, pocet zamitnutych
data ba2| Zadosti, pocet kreditnich karet,...

12) Obradzek priklad dat z externich databdzi. Zdroj informaci: Siddiqi
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Jedna se o tzv. kreditni data: pocet otevienych uvérovych zadosti od vSech
spoleCnosti, pocet zamitnutych zadosti, pocCet kreditnich karet, oteviené kontrakty,

delikvence, jiné vefejné zaznamy, atp. (Siddigi, 2017)

V bankovnim sektoru se vyuziva hned né€kolik externich databazi. Tti nejcastéjsi databaze
jsou Bankovni Registr Klientskych Informaci, Nebankovni Registr Klientskych Informaci
a SOLUS.

4.7.3.1 Bankovni registr klientskych informaci (dale jen BRKI)

Nejvyznamngjs$i a nejcastéji vyuzivana externi databdze u retailového klienta je
BRKI. Téz nazyvana jako CBCB neboli Czech Banking Credit Bureau. Jedna se o databazi
udaji o smluvnich uvérovych vztazich mezi bankami a jejich klienty. Jsou zde uvedeny
udaje o klientech, jejich celkové tvérové angazovanosti a také o Cerpani jednotlivych

uvérovych produktii a o platebni morélce.

Jak jiz bylo zminéno, Vv této databazi se nachazi nejen negativni, ale i pozitivni informace o
klientech. Databaze umoznuje bankam dukladné provétit tivérovou historii klienta nejen na

produktech, které byly uzavieny uvnitt banky, ale také v jiné finan¢ni instituci.

Klientlim databdze umozZiuje budovani dobré tivérové historie a ditvéryhodnosti. V BRKI
jsou také vedeni klienti, ktefi o uveérovy produkt teprve Zadaji nebo klienti, s nimiz banka
poZadovany kontrakt neuzavrela. Je mozné dohledat 1 pocet téchto zamitnutych Zadosti.
Eviduje se pouze po dobu jednoho roku od podani zadosti. Pak je tato informace o
zamitnuti smazana. Banky své zamitnuté zadosti eviduji déle. Data o uzavienych
smlouvach jsou evidovana po celou dobu existence uvérového vztahu a dale po dobu Ctyf

let po jeho ukonceni. Finanéni instituce vétSinou berou v potaz data stara dva roky.

Banky do této databaze muzou nahlédnout na zakladé podepsané zadosti klientem.
Provozovatelem tohoto registru je spolecnost CBCB - Czech Banking Credit Bureau, a.s.,
ktera je vlastnéna péti zakladajicimi bankami. Jsou to Ceska spofitelna, a.s.,
Ceskoslovenska obchodni banka, a.s., Komer¢ni banka, a.s., Moneta Money Bank, a.s. a

Unicredit Bank Czech Republic and Slovakia, a.s. (www.cbcb.cz).
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4.7.3.2 Nebankovni Registr Klientskych Informaci (dale jen NRKI)

Dalsi databaze je NRKI. Téz nazyvana jako CNCB neboli Czech Non-banking
Credit Bureau. Tato databaze funguje velice podobné jako BRKI. Shromazd’uje pouze
jinak zamétfend klientska data. Jedna se o sbér informaci od véfitelskych subjekti a
zprostiedkovani informaci leasingovych a tvérovych spole¢nosti. Konkrétné jde o tdaje
vypovidajicich o bonité, divéryhodnosti a platebni moralce klienti. Majiteli sdruzeni jsou
spolecnosti nebankovni, plisobici na trhu splatkového prodeje a leasingu. Jako piiklad 1ze
uvést: CSOB Leasing, a.s., Providen Financial s.r.o. nebo Mercedes-Benz Financial

Services Ceska republika, s.r.o. (Www.cncb.cz).

Velkou slabinou téchto databazi je jejich dostupnost a cena ziskanych dat. Za kazdy
dotaz, ktery je zaslan do této databaze, banky plati a ziskané informace miizou byt jiz

zastaralé. Financ¢ni instituce je aktualizuji pouze jednou za mésic.

4.7.3.3 SdruZeni na Ochranu Leasingu a Uvéri Spotiebitelim (SOLUS)

,,.SOLUS (Sdruzeni na Ochranu Leasingu a Uvérii Spotiebiteliim) sdruzuje radu
spolecnosti z riznych ekonomickych sektorii. Jsou mezi nimi banky a stavebni sporitelny,
nebankovni financni instituce, poskytovateleé telekomunikacnich sluzeb, distributori energii,

poskytovatelé P2P piijcek a dalsi spolecnosti z oblasti obchodu a sluzeb. *“ (WwWw.S0lUS.CZ).

V této databazi se nachazi pouze negativni zaznamy. Banky je vétSinou berou v potaz od

dluzné ¢astky cca 1000K¢, kde Zadost rovnou zamitaji.
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Diagram rozdéleni bankovnich dat:

Bankovni data

Data z externich
databazi

pocet otevienych uvérovych
Zadosti, pocet zamitnutych
Zadosti, pocet kreditnich karet,...

7
e Behavioralni
Aplikacni data
data
. J
I I
( ) L L
vk Zadatele, pohlavi, bilan¢ni hodnoty, oteviené
. . kontrakty s bankou, pocet
rodinny stav, narodnost,... i’ o .
trvalych prikazaq,...
. J
o v s s Behavioralni
Aplikacni skore i
skore

Skdre z externich
databazi

13) Obrazek rozdéleni bankovnich dat. Zdroj informaci: Siddigi
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4.8 Rozdéleni klientu

New To Bank
Client

Bank Client

14) Obrazek: priklad déleni bankovnich klientd, zdroj: viastni zpracovdni

Banky rozdéluji klienty na tfi skupiny. Tzv.: Novy bankovni klient (New To Bank
Client), novy klient pro banku i uvérovy trh (New To Market Client) a klient banky (Bank
Client). Podle tohoto rozdé€leni rizné Zadatel vstupuje do kombinace modeli, aby banky

byly schopné ucinit nejlepsi rozhodnuti a aplikovat co nejvice dostupnych dat.
4.8.1 New To Bank Client (Novy bankovni klient)

Vysledné skore obsahuje vystup z modelu aplika¢niho skére a z dat externich

databazi.
New To Bank R + Skore z externich | gmm LA
Client plikaéni skére databai — ysledné skére

15) Obrazek souctu skére NTB klienta, zdroj: vliastni zpracovdni

New To Bank Client (déale jen NTB) je klient, ktery u banky nemél nikdy zadny
produkt, nebo ho mél, ale po dobu delsi nez dvanact mésicti uz u banky zadny kontrakt

obnoveny nema (Www.quora.com).

Od NTB klienta banka nemize sbirat data o chovani na G¢tech, tudiz se neda zpracovat

jeho behavioralni skore.

U tohoto typu klienta pracovnik klientskych sluzeb shromazdi informace, které se pouziji
pro vypocet aplika¢niho skore. VéEtsinou banka od klienta vyzaduje dolozeni nekterych
dodate¢nych dokumentd. Jednéd se o dolozeni ptijmu (potvrzeni o ptijmech nebo danové
pfiznani), pracovni smlouvy, dohody o pracovni ¢innosti, vyplatnich pasek, dolozeni

urcitého poctu vypist z Uctu, atp.
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Zaroven také zalezi na osobnim vyhodnoceni pracovnika, zde se klient nechova podeziele,
¢i jsou relevantni a diveéryhodné jeho sdélené informace a dolozené doklady. Pokud by
bylo néco podezielého, co by mohlo nasvédCovat uvérovému podvodu, pracovnik mize
vyhodnotit klienta jako neakceptovatelného a uvér zamitnout ihned. Dale pak probiha
Setfeni utvaru Compliance, zda se opravdu jednalo o podvod. Poskytnuti Givéru neni nijak

pravné vymahatelné. Banka se miize kdykoliv rozhodnout uvér neposkytnout.

Vzhledem K nartistajicim pozadavktim na poskytnuti Gvéru a regulacim CNB se Vv posledni
dobé velice Casto objevuji falSovana potvrzeni o pfijmech nebo potvrzeni o piijmech
z fiktivnich spolecnosti, popt. se klienti nechavaji fiktivné zaméstnat na par mésict kvuli
potitebné vysi pifijma. Klient vétSinou zaplati vSechny ndklady s tim spojené a banka plni

napt. limit hypotéky, ktery by nemél byt klientovi poskytnut.

U NTB klientt se sleduji dvé rozhrani. Klient je sice novy pro banku, ale ne novy pro
uverovy trh. Znamena to, ze v minulosti jiz néjaky uvér mél nebo Vv soucasnosti disponuje
napt. kreditni kartou nebo kontokorentem. Prvni, jak jiz bylo zminéno, je aplikacni skore.
Dalsi informace jsou z dostupnych externich databazi. Celkové tedy banka dostava
dostate¢né informace, které ji poslouzi k relevantnimu rozhodnuti, zda klientovi finan¢ni

prostiedky poskytne.
4.8.2 New to Market Client (Novy klient pro banku i pro tivérovy trh)

Vysledné skére pouze z modelu aplika¢niho skore.

New To -
. Aplikaéni skére —] Vysledné skore
Market Client P

16) Obrazek souctu skére NTM klienta, zdroj: vlastni zpracovdni

Dalsi kategorii je klient New To Market (dale jen NTM). Jedna se o klienta, u
kterého nelze zjistit informace z externich databazi, protoze v minulosti nemé¢l uvér. Nelze
ani vyhodnotit behavioralni skore, protoZe u posuzujici banky nema Zadny ucet ani produkt

(www.segmentationstudyguide.com).
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U klienta tohoto typu jsou zjistovana pouze vstupni data do aplika¢niho skore. Jedna se
vétsinou o studenty nebo klienty, ktefi maji cet u jiné spolecnosti. V takovém piipadé se
vétSinou banka rozhodne klientovi poskytnout pouze Gvér s nizSim limitem (v fadech
jednotek nebo desitek tisic) nebo neposkytnout Gvér vitbec, popi. jde Gvér na individualni

schvaleni.

Casto se takovym klientim doporucuje otevieni uvérového Gctu s niz§im limitem (napf.

kreditni karty nebo kontokorentu) pro ziskani kladné tiivérové historie v databazi BRKI.
4.8.3 Bank Client (Klient banky)

Vysledné skére z modelu behavioralniho skore a z modelu externich databazi.

Skore z externich

Bank Client Behavioralni skére - ==| Vysledné skére

Behavioralni skdre —] Vysledné skore

17) Obrdzek souctu skore BC klienta, zdroj: vlastni zpracovani

wevr

ucet (www.segmentationstudyguide.com).

Sbér dat probihd do modelu behaviordlniho skore. Dale se pak takovy klient jesté déli na
Klienta s ivérovou historii a bez uvérové historie. Podle toho banka sbira data z externich
databazi. Behavioralni data jsou dostatecné silnd, aby banky pro findlni rozhodnuti
nemusely data z externich databazi sbirat. Aby vSak nedochazelo napt. k preuvérovani
Klienta z divodu piesahnuti maximalni mozné celkové uve€rové angazovanosti, banky

informace z externich databazi zjist'uji.
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Klient

New To Bank New To -
. . an ien
Client Market Client
[ Aplikacni skore ] [ Aplikacni skére ] Behavioralni skore Behavioralni skore
|
[ Kreditni skore ] Kreditni skdre

Vysledné skore

18) Diagram souctu skore klientd, zdroj: vlastni zpracovdni
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4.9 Uvérovy proces

Cely uvérovy proces ma piesné definované kroky, jak postupovat. Pro

dobrou orientaci v celé problematice uvérového schvalovani je lepsi celou cestu

znazornit i graficky.

Proces probiha v téchto krocich:

1)

2)
3)

4)

5)
6)

7)

8)

9)

Identifikace klienta pracovnikem banky nebo systémem V internetovém

bankovnictvi
Klient Zada o avér
Narodnost (Klient s jinou narodnosti, nez ¢eskou, je posuzovan zvlast)

Akceptace klienta - osobni ohodnoceni klienta pracovnikem banky, zda je
akceptovatelny (zda se nejedna o ,bilého koné“, popt. se klient nechova

podeziele)
Rozdéleni klienti (NTB, NTM, CB)
Sbér dat dle nutnosti do modelu AS nebo vyhodnoceni BS

Dostate¢nost skore z AS nebo BS (pokud ne, nema smysl se dale dotazovat do

externich databazi)
Provéreni uvéru (vhodny typ avéru)

Dokumentace (dolozeni nutné dokumentace kuvéru a jeji posouzeni

divéryhodnosti a pravosti)

10) DTI, DSTI a DISPO vypocet (prodlouzeni doby splatnosti za ucelem snizeni

mesicnich splatek, snizeni limitu Gvéru, atp)

11) Externi databaze a podpis Zadosti (klient dava souhlas k nahlédnuti do

externich databazi a podepisuje zadost)

12) Sbér dat z externich databazi (dostatecnost skore z externich databazi)
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13) Soucet skore (z pouzitych modelt)

14) Schvaleni klienta (nebo zamitnuti)

15) Vypocet limitu Gvéru mozného k poskytnuti

16) Schvaleni uvéru

17) Souhlas klienta s podminkami Gvéru, podpis Gveérové dokumentace
18) Poskytnuti Gvéru

19) Otevi‘eni ivérového uctu

20) Cerpani uvéru

21) Splaceni

22) Sledovani uvéru
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4.9.1 Diagram tvérového procesu (zdroj: vlastni zpracovani)

Identifikace klienta

Klient Zada o uvér

Ceska narodnost L{ Cizinec Vstupuje do jiného modelu

Akceptace klienta

Rozdéleni klientt

NTB NTM

Sbér dat dle rozdéleni [ Aplikacni skore ] [ Aplikacni skore ] [ Behavioralni skére ]

[ Je vysledné skére dostatecné? ]

Provéreni Uvéru

Dokumentace

DTI, DSTI, DISPO Zména parametru

Podpis Zadosti
Skoére z externich databazi ]

[ Je vysledné skére dostatecné? ]

Soucet skore AS nebo BS a externich databazi

Schvaleni klienta [ Manudlni schvalovani ] Zamitnuti konec¢né

Vypocet limitu Gvéru

Schvaéleni Uvéru

Souhlas klienta s podminkami

Poskytnuti avéru

~

Otevreni Uvérového uctu

J
1

Cerpéni Gvéru

Splaceni uvéru
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5 Vlastni prace

V nasledujici kapitole bude podrobné rozebran a popsan cely proces tvorby credit
scoringového modelu a prakticky demonstrovany statistické metody a dataminingové
techniky na tfech sadach realnych dat. Vyhotoveny budou tfi modely - aplikacni, kreditni a
behavioralni. Kompletni postup bude z divodu nadmérné rozsahlosti problematiky
podrobné¢ demonstrovan pouze na aplikacnich datech. V pfipadé¢ dat kreditnich a
behavioralnich bude kladen diiraz jiz jen na nejzasadnéjsi kroky daného postupu. Cilem je
nalezeni nejvhodnéjsiho modelu, ktery bude predikovat spolehlivé vysledky, pro jednotlivé

sady realnych dat.
5.1 Preselekce Kklientii pomoci metody Decision Tree

Pted vstupem klienta do jednotlivych modelit prochdzi klient rozhodovacim
stromem. Zde dochazi k rozhodnuti bankovniho pracovnika, zda je klient vhodny k

averovani.

Klient, ktery projde celym timto modelem, bude ve véku od 18 do 77, svépravny, bez
exekuce, bude mit vyhovujici DTI, DSTI i DISPO, pfijem mu chodi na ucet, neni ve
zkuSebni dob¢, bude pracovat na dobu neurcitou nebo mit v piipadé doby urcité minimalné
jednou obnovenou pracovni smlouvu. Pokud by klient neprosel ptes uzel DTI a DSTI,
banka ma moZnost u takového klienta vyuZit individudlni manualni schvéleni Zadosti,

pokud dava Zadost v celém kontextu klienta smysl.

Nasledujici diagram znazornuje piesny chod celym rozhodovacim stromem:
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5.1.1 Diagram Decision Tree (zdroj: vlastni zpracovani)

ANO
Exekuce?
ANO NE

Vyhovujici
DTl a DSTI?

Svépravny?

NE

‘ NE ANO

Vyhovujici
DISPQO?

Prijem
v hotovosti?
ANO

1
Zkusebni
doba?
NE ANO

Doba urcita?

ANO

Jiz
obnovena?

Vstupuje do

NE

Legenda:

Vstupuje do
modelu
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5.2 Aplika¢ni model
Cely dataminingovy proces postupuje v nasledujicich krocich:
Prace s daty

Cilem prace s daty bude nalezeni signifikantnich proménnych, které budou nasledné

vstupovat do modelu. Cely postup vychazi z diagramu na strané 17.
5.2.1 Data understanding

Datovy soubor aplikaéniho modelu ¢ita data cca 15 000 klientl. Sbird se ptiblizné
50 proménnych, jako napiiklad Income_M (mésicni prijem), InsurancePay (platba
pojisteni), HouseMembers (pocet clenit v domdcnosti), Otherlncome (ostatni prijmy) nebo

RegionCont (kraj kontaktni adresy).

V celém souboru se vyskytuji proménné spojité (continuous) a kategorialni (categorical).
Dale je dulezité urcit vysvétlovanou proménnou Y, coz v tomto piipadé bude proménna
Dependent_12M. Jedna se o vektor binarnich proménnych (tj. nabyvajici hodnot 0 nebo 1).
Dobré ucty (Goods) ziskavéji hodnoty 0 a Spatné (Bads) hodnoty 1. Ostatni proménné Xi
jsou vysvétlujici. Pomér dobrych a Spatnych ucti je cca 14 200 Goods : 800 Bads.

Vzhledem k ru¢nimu zadavani dat do pocitace musi prob&hnout ¢isténi dat.

-Dependent (Y) Variable
Dependent_12M

Bad code: 1
Good code: 0

19) Obrazek — rozdeleni promenné y, zdroj: viastni zpracovani
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5.2.2 Eliminace irelevantnich proménnych na zakladé expertniho odhadu

Proménné typu NoRequest (¢islo zddosti), RequestDate (datum otevieni zZdadosti)
nebo IDDoc (ID dokumentu) nemaji dale zadny vypovidajici charakter a jejich obsah je

proto irelevantni. Proménné tohoto typu budou ze soboru vyjmuty.
5.2.3 Splitting data

Z divodu nutné finalni validace modelu pomoci techniky Cross-Validace bylo

nutné soubor rozd¢€lit na dva vzorky — testovaci a trénovaci.

Na trénovacim vzorku je postaven model a na testovacim vyzkouSena pfesnost a

prediktabilita modelu. Cely datovy soubor bude nejdfiv ptipraven v programu MS Excel.

Existuji dvé cesty, jak soubor dat rozd¢lit. Prvni cesta je randomizace pomoci ndhodné
generovanych ¢isel z intervalu. Vzhledem k datovani zadosti je lepsi vyuzit cestu druhou,
coz je rozdéleni dle data zadosti. Do trénovaciho vzorku jsou zafazena star$i data, ktera
budou predikovat chovani klienti v budoucnu. Po vytvoteni se model otestuje na novéjsich

datech — testovacim vzorku.

Soubor byl tedy rozdélen na 11 000 klientd (trénovaci skupina) a cca 4 000 klienth

(testovaci skupina).

5.2.4 Statistic software

jako je napiiklad Weight of Evidence nebo logisticka regrese. Naopak je vhodny pro

jednodussi obsluhu, zpracovani a ptipravu dat. Po ptipravé dat je dulezité pievést soubor

vvvvvv

tuto praci byl vyuzit software STATISTICAL3 a software R.
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5.2.5 Data cleaning

Jako piiklad proménné, na které se da Cisténi dat demonstrovat, byla zvolena
proménna HouseMembers (pocet ¢lenii v domdcnosti). Zde se objevily tii odlehlé hodnoty
(63, 24 a 22 ¢lenti v domacnosti), které by pii ponechani v datovém souboru zkreslily cely
model. Pii ¢isténi dat je dilezity pohled na celého klienta v kontextu vsech ostatnich
proménnych. Pokud je celkovy pocet ¢lenli v domacnosti 5 a pocet zavislych osob bez
piijmu vV domacnosti 63, jedna se o chybu zapisu. Jsou dvé moznosti, jak se vyporadat
s chybou tohoto druhu. Datovy fadek kompletné vyjmout ze souboru nebo ponechat a
predikovat chybu na logickou hodnotu, ktera vyplyva z kontextu. V piipadé velkého
datového souboru je mozné cely datovy fadek odstranit. Pokud by se jednalo o maly
vzorek nebo napiiklad data, jejichz sbér provazi finan¢ni naro¢nost, datovy fadek se
ponecha a zméni. V souvislosti s obsahlym datovym vzorkem byl kazdy takovy tadek
odstranén. Pokud by se ovSem jednalo o fadek, ktery nabyva v proménné Dependent_12M
hodnoty 1, data klienta budou pozménéna vzhledem k pomérné nizkému pocétu Bads ucti

V celém souboru.

57



Box Plot of HouseMembers grouped by Dependent_12M
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20) Obradzek - Box plot — pro proménnou HouseMembers - pfed ocisténim odlehlych hodnot. Vystup ze
software STATISTICA13. Zdroj: vlastni zpracovdni

Box Plot of HouseMembers grouped by Dependent_12M
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21) Obrdzek - Box plot — pro proménnou HouseMembers - po ocisténim odlehlych hodnot. Vystup ze
software STATISTICA13. Zdroj: vlastni zpracovdni
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WOE

5.2.6 Intuitive Behaviour — Weight of Evidence (WOE)

Pro demonstraci celého postupu statistické metody WOE bude vhodné zvolit
nejdiive spojitou proménnou Age, ktera predstavuje vek vSech klientt v souboru. Software
STATISTICAL13 nabizi defaultné ¢tyfi mozné varianty pristupu K interpretaci proménnych,
se kterymi lze dale pracovat:

Custom WOE graph Monotone WOE graph
Age Age
N: 10986 N: 10986
I Information value: 0,101805 | Information value; 0,0597571
Chi-square: 53, P 0, ; Somer's D: 0,180381 Chi-square: 33,8054, p: 0,0000; Somers D: 0,123394
80 30
60 20

3%
40 /QKM /\ 1 8
20 0 w -10
3% % o
0 r’\/ [ =20

&
1
w
(en]

w
]
&

ol -40
-40 3 3 -50
-60 -60
LOOVOWVLOLODOWOWOOWLW WO 18,5 23,5 29,5
CO-—MIFTHNIO-—ON GO0 ©
rrtANNNNNOOT O WO 215 255
Age Age
One minimum or maximum WOE graph One minimum and one maximum WOE graph
Age Age
N: 10986 N: 10986

Information value: 0,0785731 | Information value: 0,0860212 |
Chi-square: 41,3548, p: 0,0000; Somer's D: 0,157744 Chi-square: 45,2686, p: 0,0000; Somer's D: 0,165431

60 60
40 40
20 20

0 S 0
-20 -20
-40 -40
-60 -60

18,5
215
23,5
255
29,5
315
40,5
45,5
46,5

Age

22) Graf — WOE grafy pro proménnou Age — rtizné pristupy. Vystup ze software STATISTICA13. Zdroj: vlastni
zpracovadni
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Prvni varianta Custom WOE nabizi rozd€leni proménné na 16 kategorii. Tato metoda

nabyva nejvyssi hodnotu Information Value ze vSech Ctyf ptistupt.

Druha varianta zobrazuje nahled na proménnou z pohledu monotonie. Tato metoda je
vzhledem ke srovnani hodnot Information Value ostatnich metod pomérné vagni a ztraci

dualezité informace.

Na zaklade¢ treti a ¢tvrté metody se proménna rozdéluje dle vyskytu extrému. Tieti metoda
hleda bud’ jedno globalni minimum, nebo jedno globalni maximum hodnoty WOE. Ctvrta

metoda hleda jedno minimum a zaroven jedno maximum.

Siddiqi ve své knize Intelligent Credit Scoring popisuje rozdéleni proménnych na zakladé
minimalné 5 % zastoupeni vSech klientl ze soboru v kazdém binu, aby mély vSechny
kategorie dostate¢n¢ silny vypovidajici charakter a nedoSlo k piekategorizovani dané

proménné ve finalnim modelu.

Proto bude v ptipadé celého souboru 10 986 klientt nastavena 5 % hranice na 550 klientu.

Log Odds plot
Log Odds plot of raw variable
®  Construct bins based on above predictor settings

(0 Use custom C&RT preprocessor to construct bins

i

Minimum number of C&RT bins: |10 "
Maximum number of C&RT bins: |20 v
Minimum Bad N per level: |5 :
Minimum N per level: 530 =

23) Obrdzek — Nastaveni hodnot v programu STATISTICA13. Zdroj: vlastni zpracovani
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Custom WOE graph
Age
N: 10986
lInformation value: 0,0758645 |
Chi-square: 40,292, p: 0,0000; Somer's D: 0,154912
40 ' - Tz - - , ' ,

30
20
10
0
-10 !
-20
_30 12%

-40 119
-50

1% 8%

WOE

21 2529 34 39 44 &0 59
Age

24) Graf — WOE graf pro proménnou Age s 5 % ucasti v jednom binu. Vystup ze software STATISTICA13. Zdroj:
vlastni zpracovdni

Proménna Age se chova dle ptredpokladu velice intuitivné a logicky. Mladi klienti
od 18 do 29 let splaci podstatné hif, ale zaroven je jejich tendence splaceni rostouci se
stafim klientd. Zajimavosti je vékova kategorie od 44 do 50 let, kde by se dalo
predpokladat, ze klienti v této kategorii budou splacet bez problému. Pti bliz§im ohledani a
rozpadu proménné dle charakteristiky Gender lze pozorovat, ze zeny od muzu splaci
rozdilné (podstatné hiuife), viz obr. ¢. 24. Takovy jev se ve statistice nazyva interakce.
V ptipadé veku se da tento fenomén interpretovat riznymi zptsoby. Naptiklad pokud se
vezme V uvahu statistika rozvodu v Praze, tak vékova kategorie nejcastéjsich rozvodu je
ekvivalentni s touto hiife splacejici kategorii. Po rozvodu se zvysi existen¢ni vydaje obéma
z(&astnénym stranam a je velka pravdépodobnost, e se dostanou do dluhové pasti. Zeny
vétSinou mivaji platovy median nizsi, nez je tomu u muzi, proto po rozdéleni proménné na
muze a Zeny lze tento jev takto logicky odivodnit (Www.czso.cz). V této praci dale s

interakcemi nebude pracovano z dtivodu pomérné obsahlé problematiky.
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WOE Age - Zeny
Custom WOE graph
Age
N: 5178

Information value: 0,0967607
Chi-square: 22,356, p: 0,0022; Somer's D: 0,161183

100 5%
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. ‘218 7%
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= olw X
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-40 b ¢
-60 | | 1 | | !
20,5 28,5 34,5 53,5
23,5 31,5 49,5
Age

WOE Age - Muzi
Custom WOE graph
Age
N: 5808
Information value: 0,172595
Chi-square: 47,487, p: 0,0000; Somer's D: 0,225334

120 -
80
40 16% ¢
g 7%
0 9% ) %
-40
10%
-80 — : — '
21,5 29,5 37,5 445
24 5 35,5 40,5
Age

25) Grafy — WOE grafy pro proménnou Age MuZi a Age Zeny. Vlystup ze software STATISTICA13. Zdroj:
vlastni zpracovdni
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V ptipad€ dodrzeni pravidla 5 % celého souboru klientl v jedné kategorii, nabyva
proménna Age Information Value hodnotu 0,0759, coz udava dostate¢né rozdéleni faktoru
a nasledny postup proménné do multivariantni analyzy. Rozdélena byla na 9 bint.

Jednotlivé kategorie, jejich koeficienty a celkovy piehled je uveden v nasledujici tabulce:

Custom Crosstabulation for Age (ASDATATraning)

Cramer's V=0.0605605

Information value=0,0758645 |

Somer's D=0,154912

Chi-square= 40,292, p= 0,0000

L i : Inf::urriatiun z £
Goods Bads Gini value WOE Boundary

1 1118 89 0,13659892 0,02396996) -42 398188|(-Inf_; 21]
2 1275 89 0,1219836 0,01214192) -29 257708)(21; 25]
3 1199 70 0,1042375 0,00157763) -11,389425((25; 29]
4 1277 47 0,06847669 0,01247364)34,7479087)(29; 34]
4] 1313 48 0,06804868 0,01328595]35,4226696)(34; 39]
6 1216 47 0,07165636 0,00897261)29,8532294(39; 44]
7 1070 62 0,10354106 0,00122315] -10,636262|(44; 50]
8 1115 52 0,08514644 0,00123923)11,0723798)(50; 59]
9 859 40 0,08502835 0,00098043)11,2247301)(59; Inf.)
10 0 0 MD

26) Tabulka — WOE hodnoty proménné Age, vystup ze softwaru STATISTICA13. Zdroj: viastni zpracovani

Jako piiklad kategoridlni proménné byla zvolena proménna HousingStatus, ktera
vyjadfuje zpusob bydleni klienti. Faktor nabyva hodnot privat property (soukromd
viastnictvi nemovitosti), at parents (u rodicii), public property (statni bydleni), rental

(prondjem), other (ostatni).

Z grafu se da vycist, ze v piipadé proménné HousingStatus 1épe splaci klienti, ktefi bydli
ve vlastni nemovitosti. Naopak nejhtr splaci klienti, ktefi bydli ve statnim podnajmu. Graf

a tabulka hodnot jsou uvedeny dale:
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WOE

Chi-squar

60

Custom WOE graph
HousingStatus

N: 10986
Information value: 0,172628

e: 90,7135, p: 0,0000; Somer's D: 0,217019

40
20

55%

19%

2%

private property at parents

public property

HousingStatus

rental

other dorm

27) Graf — WOE pro HousingStatus, vystup ze softwaru STATISTICA13. Zdroj: vlastni zpracovadni

Custom Crosstabulation for HousingStatus (ASDATATraning)
Cramer's V=0.0908701
Information value=0,172628}
Somer's D=0,217019

Chi-square= 90,7155, p= 0,0000
L 2 : Inf::nrriatinn < :
Goods Bads Gini value WOE Levels
_1| 5891 197 0,0626233 0,08956771)44,3335146private property}
| 2, 2243 156 0,12159714 0,02079105) -28,892864 {at parents}
| 3 178 18 0,1668055 0,01063934| -66,323037 {{public property}
| 4 1920 159 0,14126005 0,05024276) -46,34659rental}
| 5 210 14 0,1171875 0,00138688) -24 659197 {{lother_dorm}
6 0 0 MDY

28) Tabulka — vysledné hodnoty proménné HousingStatus, vystup ze softwaru STATISTICA13.
Zdroj: vlastni zpracovadni

Model Weight of Evidence bude aplikovan na vSechny ostatni proménné, které

budou nasledné postupovat do multivariantni analyzy jiZ rozbinované.



5.2.7 Single Factor Analysis

indikatort Information Value a Prediction power.

U hodnoty Information Value jsou odebrany faktory, které neptekrocily hodnotu 0,02.

Rozkategorizované¢ proménné pomoci WOE metody se dale analyzuji pomoci

Dale se ur¢i hodnoty Gini koeficientu, Kolmogorov-Smirnov indexu a Somers’D indexu.

Tyto indexy muzou byt pouze informativniho charakteru a je na tvirci modelu, zda

proménné ponechd nebo je odebere z listu proménnych na zéklad¢ vyslednych hodnot.

Vybrané proménné nasledné vstupuji do multifaktor analyzy. U kazdého faktoru by se

navic mélo brat v potaz, zda se jednd o proménnou, do které se jednoduse sbiraji data,

popiipad¢ zdali se jednd o proménnou, u které je sbér dat pro banku drahy a postrada

efektivitu.

Vysledné hodnoty pro jednotlivé proménné jsou uvedeny v nasledujici tabulce:

Income_M Pfijem Continuous 0,24378 0,25758 ,200 0,260
InsurancePay Platba pojisténi Continuous 0,24247 0,19866 ,200 0,200
CurrentEmpSince Potet mésich v soufasném zamé&stnani Continuous 0,20162 0,23256 ,160 0,230
Education Vzdélani Categorical 0,18711 0,10586 ,110 0,207
ProductType Typ produktu Categorical 0,17493 0,13508 ,120 0,140
HousingStatus Zpusob bydleni Categorical 0,17263 0,20203 ,200 0,200
WorkingPosition Pracovni pozice Categorical 0,14520 0,18716 ,160 0,203
RegionCont Kraj trvalého bydlisté Categorical 0,13704 0,09002 |0,090 0,190
MaritalStatus Rodinny stav Categorical 0,12692 0,15918 ,160 0,170
PersonWithNolnc Pocet élend bez pfijmu Continuous 0,11663 0,11964 ,110 0,120
CommonEquity Spojené jmé&ni manZell Categorical 0,11169 0,15037 ,150 0,150
RegionPerm Kraj pfrechodného bydlisté Categorical 0,10687 0,12724 ,090 0,175
HouseMembers Potet &lend v domacnosti Continuous 0,07916 0,13932 ,110 0,140
Age Vvek Continuous 0,07586 0,15491 ,120 0,155
DifferentAdress Rozdil adres Categorical 0,06230 0,08436 |0,080 0,084
Savings Vydaje spofeni Continuous 0,04781 0,05416 |0,050 0,054
DepartmentEmpl Obor zaméstnavatele Categorical 0,04384 0,03981 |0,040 0,097
CountryCont Zemé kontaktni adresy Categorical 0,03905 0,03883 |0,040 0,040
EmployerType Druh zaméstnavatele Categorical 0,02654 0,04382 |0,020 0,077
Title Titul Categorical 0,02604 0,02278 |o0,020] 0,020
ContAddrSince_ M Potet mésich na kontaktni adrese Continuous 0,02048 0,08095 |0,060 0,080

29) Tabulka — vysledné hodnoty IV, Gini indexu, Kolmogorov-Smirnov indexu, Somer’s D indexu pro

jednotlivé proménné. Zdroj: vlastni zpracovani
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Na zaklad¢ vysledki Information Value proslo do modelu 21 proménnych. Zbylé

proménné byly ze souboru vyjmuty.

Dale bude testovano, ktery piistup je lepsi. Zda nechat postoupit vSechny proménné, které
projdou na zaklad¢ Information Value piedvybéru do multivariantni analyzy, nebo zda
pracovat pouze s kratSim vybérem proménnych na zékladé vSech zminovanych index.
Siddiqi pojednava o tom, ze power indexy maji pouze informativni charakter, na ktery bud’
bude bran zietel, nebo ne. Ztoho divodu je nutné udélat test obou piistupt. Finalni
stanovisko bude nakonec potvrzeno na zaklad¢é Cross-Validace a hodnoty AUC vysledného

modelu.
Pro demonstraci sily je vhodna metoda naptiklad pomoci ROC kiivek.

Na nésledujicich dvou grafech je pomoci hodnot AUC kiivek demonstrovana sila
proménné Income pied rozkategorizovanim a po rozkategorizovani pomoci metody WOE.
Na zaklad¢ vysledku ROC kiivky (vy$si hodnota AUC) je patrné, ze proménna PO
rozkategorizovani mé vétsi vypovidajici charakter, nez pifed rozkategorizovanim.
Vzhledem ksile a rozdilu jednotlivych hodnot je dulezitost rozd€lovani proménnych

enormni.

ROC Curve Income
Area: 0.595304

1,2

1,0

0,8

0,6

Sensitivity

04

0,2

0,0

-0,2

-0,2 0,0 0,2 0.4 0,6 0,8 1,0 1,2
1-Specificity

30) Graf — ROC krivka — Pro proménnou pfijem v pivodnich hodnotdch. Vystup ze software STATISTICA13.
Zdroj: vlastni zpracovadni



ROC Curve Income_WOE
Area: 0.628788

0.4
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31) Graf — ROC krivka— pro proménnou prijem v hodnotdch WOE. Vystup ze software STATISTICA13. Zdroj:
vlastni zpracovdni

5.2.8 Multikolinearita

Dale je nutné zjistit, zda se mezi vysvétlujicimi proménnymi nevyskytuje silna
nezadouci zavislost. Pred finalnim vstupem do modelu byly spojité proménné testovany
pro pfipadny vyskyt multikolinearity pomoci Pearsonovych korela¢nich koeficientl
usporadanych do korelaéni matice (Correlation Matrix). V piipadé¢ kategorialnich
proménnych byly pro identifikaci multikolinearity vyuzity Pearsonovy kontingencni
koeficienty. Za vysokou multikolinearitu byly povaZovany hodnoty koeficientll vyssi nebo

rovny 0,8 (v absolutni hodnot¢).

67



Korelacni zavislost:

Jak je patrné z korelacni matice ze strany 26, v ptipad¢ spojitych proménnych

nedoslo k piekroceni zadné zavislosti nad 0,8. V takovém piipad¢ dale postupuji do

modelu vSechny spojité proménné.

Correlation Matrix WOE_Inc| WOE_Insu ‘::rgE#;g ;:r?hffﬁsh?; WOE_Age ?EEEEE tfd?:l%ﬁgg WOE_Savi
ome_M | rancePay - ngs
nce Inc 5 M
WOE_Income M 0000 Do173] M2070] Do284 %1822 h,0161 D.0301 D.0092
WOE_InsurancePay bo0173]  W0000] -b.o457 D,0089 1029 -p0290| D,0240| (32171
WOE_CurrentEmpSince | ®,2070] o457 #0000] Dpo1s2] bo7o1| bo3re| o532 b.0270
WOE_PersonWithNolnc | -§,0284 D.0089| 6.0182 Mooo0] 1217 Wpe931] Dboea2] o028
WOE_Age ®.1822| Ib1020] b o701 I:%;m? annol -D,0491 02410 -D.0012
WOE_HouseMembers )0161| -D,0290| -H.0376 6931 10491 Poooo] bo49s| -po120
WOE_ContAddrSince_M ) 0301 Do240] bos32| Iposaz|  Bpato] b o408 :mol -D,0078
WOE_Savings 0092 [d,2171 ).0270|  -poo28| -Dp0012] -p,0120] -poors|  §0000

32) Tabulka — Correlation Matrix. Viystup z programu STATISTICA13. Zdroj: vlastni zpracovani

Persontiv kontingen¢ni koeficient

Vzhledem Kk vystupu kontingenéni tabulky, kde jsou ziskané hodnoty X2 testu, bude

eliminace proménnych vychazet z nasledujiciho vztahu (dle vlastniho odvozeni):

C = X
X2 +n

2

¢z =X
X:+n




Sila zavislosti dle kontingencniho koeficientu Se posuzuje podle stejné skaly, jako u
korela¢niho koeficientu. Z toho vyplyvé, ze pokud nemé byt zdvislost vétsi nebo rovna

hodnoté 0,8, musi platit nasledujici vztah:

n = pocet klientil v celém souboru

—C’xn C = hodnota Pearsonova
XZ < — kontingen¢niho koeficientu

c2-1 .
x?= hodnota chi kvadrat testového
kritéria

Po dosazeni ¢iselnych hodnot vychazi hraniéni hodnota chi kvadrat testu pro identifikaci

vyskytu multikolinearity v modelu tato:

—0,8% % 10 968
0,82 -1

X% <

x* < 19498,6

V tomto piipad¢ splituji podminku v§echny kategoridlni proménné, tudiz Zadna nepiekroci
zavislost vyssi nez 0,8. VSechny kategorialni proménné postupuji dale do modelu. (viz

Ptiloha B). U kategorialnich proménnych se zfidka vyskytuje velmi silna zavislost.
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Pro ptiklad jsou uvedené¢ dvé proménné WOE MaritalStatus a WOE CountryCont, a

jejich vysledné hodnoty chi kvadrat testii (ostatni testy jsou piilozeny v ptiloze A).

WOE_MaritalStatus |Chi-square| p-value
WOE_Title 2013,219 0,000000
WOE_WorkingPosition 1226,584 0,000000
WOE_DepartmentEmpl 313,471 0,000000
WOE_EmployerType 256,043 0,000000
WOE_ProdectType 209,427 0,000000
WOE_DifferentAdress 49,380 0,000000
WOE_RegionCont 35,268 0,000000
WOE_CountryCont 26,831 0,000000
WOE_HousingStatus 22,366 0,000002
WOE_RegionPerm 16,401 0,000275
WOE_MaritalStatus 9,261 0,002341
WOE_CommonEquity 5,018 0,025088

WOE_CountryCont |Chi-square| p-value
WOE_RegionCont 3864,593 0,000000
WOE_HousingStatus 711,864 0,000000
WOE_WorkingPosition 532,333 0,000000
WOE_MaritalStatus 349,882 0,000000
WOE_CommonEquity 297,575 0,000000
WOE_RegionPerm 223,910 0,000000
WOE_ProdectType 165,151 0,000000
WOE_DifferentAdress 72,734 0,000000
WOE_EmployerType 65,974 0,000000
WOE_DepartmentEmpl 29,192 0,000000
WOE_Education 26,831 0,000000
WOE_Title 16,028 0,000062

33) Tabulky — vysledné hodnoty chi kvadrdt testi pro proménné WOE_MaritalStatus a WOE_CountryCont.
Vystup z programu STATISTICA13. Zdroj: vlastni zpracovdni
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5.2.9 Short list proménnych a long list proménnych

Long list of variables je seznam proménnych, které dosahly hodnoty Information
Value vétsi nebo rovno 0,02. Na zaklad¢é vysledkti hodnot Information Value vznikl tzv.

Long list of Variables, kde proslo testem 21 proménnych.

Long list of variables
Variable name Meaning of the variable

Income_M Pfijem

CurrentEmpSince | PocCet mésicll v soucasném zaméstnani
Education Vzdélani

ProductType Typ produktu

I InsurancePay Platba pojisténi

I WorkingPosition | Pracovni pozice

I HousingStatus ZpUsob bydleni

I MaritalStatus Rodinny stav

Vék

CommonEquity Spojené jméni manzell
PersonWithNolnc | Pocet ¢lenl bez pfijmu
HouseMembers | Pocet ¢lenli v domdacnosti

RegionCont Kraj trvalého bydlisté

Savings Vydaje spofreni
RegionPerm Kraj prechodného bydlisté
DifferentAdress | Rozdil adres
DepartmentEmpl | Obor zaméstnavatele

EmployerType Druh zaméstnavatele
ContAddrSince_M | Pocet mésicli na kontaktni adrese
Title Titul

CountryCont Zemé kontaktni adresy

34) Tabulka — Long list of variables — dlouhy seznam proménnych. Viystup z programu STATISTICA13. Zdroj:
vlastni zpracovadni
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Dale na zaklad¢ takto otestovanych proménnych vznika i Short list of variables

(kratky seznam proménnych).

Short list of variables je seznam proménnych, které dosahly hodnoty Information Value
vetsi nebo rovno 0,02. Pokud alespont u jednoho indexu (Gini indexu, Kolmogorov-
Smirnov indexu a Somer’s D indexu) nabyla proménnd hodnotu vys$s$i nebo rovno 0,1,

postoupila dale do seznamu proménnych. Takto proslo 14 proménnych.

Short list of variables

vlastni zpracovadni

Variable name

Meaning of the variable

PFijem

InsurancePay

Platba pojisténi

CurrentEmpSince

Pocet mésict v sou¢asném zaméstnani

Education

Vzdélani

ProductType

Typ produktu

HousingStatus

ZpUsob bydleni

WorkingPosition

Pracovni pozice

RegionCont

Kraj trvalého bydlisté

I MaritalStatus

Rodinny stav

I PersonWithNolnc

Pocet ¢lend bez prijmu

I CommonEquity

Spojené jméni manzell

RegionPerm

Kraj prechodného bydlisté

HouseMembers

Pocet ¢lenll v domacnosti

Age

Vék
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35) Tabulka — Short list of variables — krdtky seznam proménnych. Vystup z programu STATISTICA13. Zdroj:



5.2.10 Multi Factor analysis pomoci logistické regrese

Pro dalsi praci s daty bude sestaveno a porovnano 12 modeli v nasledujici kombinaci:

Model

Short/long list

Kombinace proménnych
dle WOE hodnot

Metoda logistické
regrese

MODEL 01
MODEL 02
MODEL 03
MODEL 04
MODEL 05
MODEL 06

I MoDEL 07
MODEL 08
MODEL 09

IMoDEL 10

IMopEL 11
MODEL 12

Long list

Spojité WOE

Forward Stepwise

Long list

Spojité WOE

Backward Stepwise

Short list

Spojité WOE

Forward Stepwise

Short list

Spojité WOE

Backward Stepwise

Long list

Kategoridlni a spojité WOE

Forward Stepwise

Long list

Kategorialni a spojité WOE

Backward Stepwise

Short list

Kategorialni a spojité WOE

Forward Stepwise I

Short list

Kategoridlni a spojité WOE

Backward Stepwise

Long list

Kategorialni WOE

Forward Stepwise

Long list

Kategorialni WOE

Backward Stepwise I

Short list

Kategorialni WOE

Forward Stepwise I

Short list

Kategorialni WOE

Backward Stepwise

36) Tabulka — Kombinace modelt Multi Factor Analysis. Viystup z programu MS Excel.
Zdroj: vlastni zpracovani

Pomoci metody Cross-Validace budou v nasledujicim kroku validovany vysledky téchto

12 modeld.
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5.2.11 Cross-Validation (Porovnani na testovacich datech), hladina cut-off

Pro dal$i praci s daty je nutné vybrat sprdvnou kombinaci modelu, ktery bude

nejlépe a spolehlivé predikovat vysledky.

Dale je dulezité spravné nastaveni hodnoty cut-off. Tuto hodnotu si banky urcuji samy. Je
odrazem strategie a miry rizika, kterou je instituce ochotna podstoupit. V idedlnim piipade
by se mélo jednat o takovou hodnotu, pii které dochdzi k maximalni spravné predikci

vysledkil a zaroven minimalizaci rizika a uslych obchodnich pftilezitosti.

Pro prvni testovani Cross-Validace byla zvolena hodnota cut-off hladiny na 0,95.
Nasledujici tabulky ukazuji vysledky pro MODELY 03, 04, 09 a 10. Ostatni testy viz
piiloha B.

Summary Frequency Table MODEL 03
Real Predicted Predicted Row
0 1 Totals
Count 0 3015 383 3398
Total Percent 82,94% 10,54% 93,48%
Count 1 217 20 237
Total Percent 5,97% 0,55% 6,52%
Count All Grps 3232 403 3635
Total Percent 88,91% 11,09%

37) Tabulka — Cross-Validace — MODEL 03, CUT-OFF 0,95. Vystup ze softwaru STATISTICA13. Zdroj:
vlastni zpracovadni
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Summary Frequency Table MODEL 04

Real

Predicted
0

Predicted
1

Row
Totals

Count

Total Percent

3015
82,94%

383
10,54%

3398
93,48%

Count

Total Percent

217
5,97%

20
0,55%

237
6,52%

Count

Total Percent

38) Tabulka — Cross-Validace — MODEL 04, CUT-OFF 0,95. Vystup ze softwaru STATISTICA13. Zdroj: viastni

All Grps

3232
88,91%

403
11,09%

3635

zpracovadni
Summary Frequency Table MODEL 09
Real Predicted Predicted Row
0 1 Totals
Count 0 2338 1060 3398
Total Percent 64,32% 29,16% 93,48%
Count 1 48 189 237
Total Percent 1,32% 5,20% 6,52%
Count All Grps 2386 1249 3635
Total Percent 65,64% 34,36%

39) Tabulka — Cross-Validace — MODEL 09, CUT-OFF 0,95. Vystup ze softwaru STATISTICA13. Zdroj:
vlastni zpracovdni

Summary Frequency Table MODEL 10
Real Predicted Predicted Row
0 1 Totals
Count 0 2331 1067 3398
Total Percent 64,13% 29,35% 93,48%
Count 1 49 188 237
Total Percent 1,35% 5,17% 6,52%
Count All Grps 2380 1255 3635
Total Percent 65,47% 34,53%

40) Tabulka — Cross-Validace — MODEL 10, CUT-OFF 0,95. Viystup ze softwaru STATISTICA13. Zdroj: viastni

zpracovani
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Na zaklad¢ vysledkt jednotlivych modelt nelze brat v potaz modely 05 — 08.
Vysledné hodnoty nejsou dostacujici. I pies celkem vysoce nastavenou hladinu cut-off na
0,95 model neni schopny rozeznat rizikové klienty a poskytnul by uvér 100 % klientim —
nerizikovym i rizikovym. ZvySeni hladiny cut-off v tomto pfipadé nedava smysl z davodu
vysokych hodnot vyslednych pravdépodobnosti u klientt, které se liSily pouze v setinach ¢i

tisicinach.

Modely s kategorialnimi nebo spojitymi proménnymi naopak piedpovidaly vysledky
spolehlivé. Z kategorialnich modela nejlépe predikuji modely MODEL 09 a MODEL 10,
ze spojitych MODEL 03 a MODEL 04.

MODEL 03 a MODEL 04 spravné odhadl dohromady 83,49 % a MODEL 09 a MODEL
10 odhadl spravné chovani u 69,3 % klientu.

U MODELU 09 a 10 se vyskytuje vysoky podil klientl, kterym bylo predikovano Spatné
chovani, ale chovani méli dobré. V tomto ptipadé jde 0 29,35 % klientli a jedna se o uslou
prilezitost. Vzhledem k této vysoké hodnoté 1ze dale posunout hodnotu cut-off tak, aby
model nebyl tolik piisny. Na druhou stranu podil klientl, kterym byl Gvér poskytnut, ale

chovani méli v redlném piipad¢ Spatné, je pomérné maly, a to 1,32 %.

MODEL 03 a 04 také vykazuje pomérné vysoky podil klientt, kterym byl uvér zamitnut,
pfitom mél byt poskytnut. Jedna se o podil 10,54 %. V tomto piipadé posun hladiny cut-off
nema smysl. S kazdym dal§im posunem by model nevykazoval relevantni vysledky a
zvySoval by se podil nesplacenych uvért, a to vic nez 5,97 %. Modely se snizenou
hladinou cut-off také nedetekovaly témét zadné rizikové klienty. Dale s témito modely

nebude pracovano.
U MODELU 09 a 10 bude testovana hranice cut-off na hladiné 0,85.

Vysledky jsou nésledujici:
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Summary Frequency Table MODEL 09, CUT-OFF 0,85

Real Predicted Predicted Row

0 1 Totals
Count 0 3208 190 3398
Total Percent 88,25% 5,23% 93,48%
Count 1 186 51 237
Total Percent 5,12% 1,40% 6,52%
Count All Grps 3394 241 3635

Total Percent 93,37% 6,63%

41) Tabulka — Cross-Validace — MODEL 09, CUT-OFF 0,85. Vlystup ze softwaru STATISTICA13. Zdroj:
vlastni zpracovdni

Summary Frequency Table MODEL 10, CUT-OFF 0,85

Real Predicted Predicted Row

0 1 Totals
Count 0 3208 190 3398
Total Percent 88,25% 5,23% 93,48%
Count 1 186 51 237
Total Percent 5,12% 1,40% 6,52%
Count All Grps 3394 241 3635

Total Percent 93,37% 6,63%

42) Tabulka — Cross-Validace — MODEL 10, CUT-OFF 0,85. Vystup ze softwaru STATISTICA13. Zdroj:
vlastni zpracovadni

Posun cut-off hranice se pozitivné projevil u MODELU 09 a 10, kde se snizil podil $patn¢
zatfazenych klientd. U obou modell vysly stejné vysledky, proto pro findlni vybér bude

nutné ptihlédnout k hodnoté ROC kiivky.
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5.2.12 ROC krivka

Z MODELU 09 a 10 bude vybran MODEL 10 a to z divodi vyssi hodnoty ROC ktivky:

ROC Curve
Area: 0.774466
1,2
1.0
08
> 06
=
.'%
c
Q
»w 04
0,2
0,0
-0,2
-0,2 0,0 0,2 0,4 06 08 1,0 1,2
1-Specificity

43) Graf — ROC krivka cely dataset — MODEL 09. Viystup ze softwaru STATISTICA13. Zdroj: vilastni

zpracovani
ROC Curve
Area: 0.774627
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44) Graf — ROC krivka cely dataset — MODEL 10. Viystup ze softwaru STATISTICA13. Zdroj: viastni
zpracovadni
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Vysledny model je tedy MODEL 10, ktery je kombinaci WOE kategoridlnich
proménnych, slozeny z Long listu proménnych a logisticka regrese je provedena metodou

backward stepwise. Model vykazuje pii hodnoté cut-off hladiny 0,85 tyto hodnoty:

Summary Frequency Table MODEL 10; CUT-OFF 0,85

Real Predicted Predicted Row

0 1 Totals
Count 0 3208 190 3398
Total Percent 88,25% 5,23% 93,48%
Count 1 186 51 237
Total Percent 5,12% 1,40% 6,52%
Count All Grps 3394 241 3635

Total Percent 93,37% 6,63%

45) Tabulka — Cross-Validace — MODEL 10, CUT-OFF 0,85. Vystup ze softwaru STATISTICA13. Zdroj:
vlastni zpracovdni

Bivariate Histogram of Predicted 0,85 against Real
MODEL 10, CUT-OFF 0,85

46) Graf — Histogram — MODEL 10, CUT-OFF 0,85. Vystup ze softwaru STATISTICA13. Zdroj: viastni

zpracovadni
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5.2.13 Satisfactory result (Kalibrace vybraného modelu)
U MODELU 10 bude dale testovano spravné nastaveni hladiny cut-off.

Na zaklad¢ vystupl nastaveni jednotlivych hladin cut-offii 1ze interpretovat nasledujici

vysledky (zbylé testy jsou ptilozeny v piiloze C):

Cim vyssi cut-off je nastaven, tim 1épe model detekuje $patné chovani klientil. Zaroven se
ale zvysuje chybovost u klientl, ktefi by splaceli v pofadku, protoze jim model ptitadi
pravdépodobnost nesplaceni zavazki. Z toho divodu banka pii nastaveni vyssi hladiny
cut-offu ptichazi o dobré klienty, tim paddem i o usly zisk. Zarovenn pokud nespravné

detekuje klientské $patné chovani, zvysi se pocet nesplacenych avéru.

Vzhledem Kk témto okolnostem by bylo nejvhodnéjsi nastavit hladinu cut-offu na 0,87

z ditvodu velkého nértstu klientd, kteti by spadli do kategorie neposkytnuti uvéru.

Summary Frequency Table MODEL 10; CUT-OFF 0,87

Real

Predicted
0

Predicted
1

Row
Totals

Count

Total Percent

3121
85,86%

277
7,62%

3398
93,48%

Count

Total Percent

161
4,43%

76
2,09%

237
6,52%

Count

3282

353

3635

Total Percent

90,29% 9,71%

47) Tabulka — Cross-Validace — MODEL 10 — findini verze, CUT-OFF 0,87. Vlystup ze softwaru
STATISTICA13. Zdroj: vlastni zpracovdni

Vysledné nastaveni hladiny cut-off zalezi na strategii dané finan¢ni instituce, kterd bud’

pfijme vyssi riziko za ucelem ziskani podilu market share (coZ by znamenalo hladinu cut-

wevr

cestu i za riziko ztraty obchodni pfilezitosti a ¢aste¢né zisku (nastaveni hladiny na vyssi

hodnotu). Dale je dtlezita abilita vymahani nesplacenych pohledavek bankou.
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5.2.14 Vysledna scorekarta aplika¢nich dat:

Finalni scorekarta vytvofend na sadé aplikacnich dat. Jako referen¢ni hodnoty byly

zvoleny hodnoty s nejniz§imi koeficienty:

APPLICATION SCORECARD

# | Variable Cathegory Estimate
0 Intercept -1,0062
1 | WOE_ProdectType OovDh,CC,CL 0
2 HL, CO 1,5878
3 WOE_HousingStatus at parents , other_dorm , rental , public 0
property
4 private property 0,5881
5 | WOE_WorkingPosition NONE_V domacnosti , manual_definite 0
6 manual_indefinite , NONE_Duchodce , 0.1530

NONE_Student

intellectual_definite , manager_definite ,
7 NONE_Rentier/Jine , intellectual_indefinite , 0,4675
manager_indefinite , NONE_Podnikatel

WOE_Education

8 Maturita , VOS , Vyucen , Zakladni 0
9 VS 0,9288
10 WOE_MaritalStatus Svobodny , DruhDruzka , Vdova , 0
Rozvedeny

11 Marriage , Reg_partner 0,4393
12 | WOE_CommonEquity No/Rozdel , Opusteni 0
Yes 0,4287

13 | WOE_InsurancePay InsurancePay = 0 0
0 < InsurancePay <= 500 0,9203

14 InsurancePay > 500 1,0991
15 [ WOE_Age 44 < Age <=50 0
16 50 < Age <= 59 0,2360
17 Age <=21 0,2426
18 39<Age<=44 0,3202
19 21 <Age <=25 0,5656
20 34 < Age <= 39 0,6049
21 Age > 59 0,6165
22 25 < Age <= 29 0,6403
23 29 <Age<=34 0,8487
24 WOE_RegionPerm Foreign , CZ_Jihomoravsky kraj 0

CZ_Ustecky kraj
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CZ_Jihocesky kraj , CZ_Zlinsky kraj ,
CZ_Plzensky kraj , CZ_Pardubicky kraj ,
25 CZ _Vysocina, SK, CZ_Stredocesky kraj , 0,3944
CZ_Olomoucky kraj , CZ_Moravskoslezsky
kraj , CZ_Liberecky kraj , CZ_Hlavni mesto
26 CZ_Kralovehradecky kraj , CZ_KarIovarlfg 1,1433
27 | WOE_DifferentAdress 1 0
28 0 0,5340
29 | WOE_EmployerType Podnikatel/OSVC 0
NONE_Student , Other , NONE_V
30 NONE_ Duchodde , Verena it || %459
NONE_Podnikatel , NONE_Rentier
31 Finance 1,6462
32 [ WOE_PersonWithNoinc 0 < PersonWithNolnc <= 1 0
33 PersonWithNolnc = 0 0,1833
34 PersonWithNolnc > 1 0,8048
35 | WOE_CurrentEmpSince CurrentEmpSince <= 4 0
36 12 < CurrentEmpSince <= 27 0,1999
37 27 < CurrentEmpSince <= 51 0,2007
38 4 < CurrentEmpSince <= 12 0,3485
39 88 < CurrentEmpSince <= 101 0,5611
40 51 < CurrentEmpSince <= 88 0,5828
41 101 < CurrentEmpSince <= 103 0,6888
42 103 < CurrentEmpSince <= 180 0,8994
43 CurrentEmpSince > 180 1,3758

48) Tabulka — FindlIni scorekarta aplikacnich dat. Vystup ze softwaru STATISTICA13. Zdroj: vlastni
zpracovadni
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5.2.15 Vysledna rovnice logistické regrese a vypo¢tu splaceni aplika¢niho

modelu:

P = [exp(-1,0062 + 1,5878 * WOE_Product_Type (HL , CO) + 0,5881 *
WOE_HousingStatus (private property) + 0,1530 * WOE_WorkingPosition
(manual_indefinite , NONE_Duchodce , NONE_Student) + 0,4675 *
WOE_WorkingPosition (intellectual_definite , manager_definite , NONE_Rentier/Jine ,
intellectual_indefinite , manager_indefinite , NONE_Podnikatel) + 0,9288 *
WOE_Education (VS) + 0,4393 * WOE_MaritalStatus (Marriage , Reg_partner ) + 0,4287
* WOE_CommonEquity (Yes ) + 0,9203 * WOE_InsurancePay (0 < InsurancePay <= 500)
+1,0991 * WOE_InsurancePay (InsurancePay > 500) + 0,2360 * WOE_Age (50 < Age <=
59) + 0,2426 * WOE_Age (Age <= 21) + 0,3202 * WOE_Age (39 < Age <= 44) + 0,5656
* WOE_Age (21 < Age <= 25) + 0,6049 * WOE_Age (34 < Age <=39) + 0,6165 *
WOE_Age (Age > 59) + 0,6403 * WOE_Age (25 < Age <=29) + 0,8487 * WOE_Age (29
< Age <= 34) + 0,3944 * WOE_RegionPerm (CZ_Jihocesky kraj , CZ_Zlinsky kraj ,
CZ_Plzensky kraj , CZ_Pardubicky kraj , CZ_Vysocina , SK, CZ_Stredocesky kraj ,

CZ _Olomoucky kraj , CZ Moravskoslezsky kraj , CZ Liberecky kraj , CZ Hlavni mésto)
+1,1433 * WOE_RegionPerm (CZ_KTralovehradecky kraj , CZ_Karlovarsky kraj) +
0,5340 * WOE_DifferentAdress (0) + 0,4594 * WOE_EmployerType (NONE_Student ,
Other , NONE_V domacnos , Soukroma inst , NONE_Duchodce , Verejna inst ,
NONE_Podnikatel , NONE_Rentier) + 1,6462 * WOE_EmployerType (Finance) + 0,1833
* WOE_PersonWithNolnc (PersonWithNolnc = 0) + 0,8048 * WOE_PersonWithNolnc
(PersonWithNolnc > 1) + 0,1999 * WOE_CurrentEmpSince (12 < CurrentEmpSince <=
27) + 0,2007 * WOE_CurrentEmpSince (27 < CurrentEmpSince <= 51) + 0,3485 *
WOE_CurrentEmpSince (4 < CurrentEmpSince <= 12) + 0,5611 *
WOE_CurrentEmpSince (88 < CurrentEmpSince <= 101) + 0,5828 *
WOE_CurrentEmpSince (51 < CurrentEmpSince <= 88) + 0,6888 *
WOE_CurrentEmpSince (101 < CurrentEmpSince <= 103) + 0,8994 *
WOE_CurrentEmpSince (103 < CurrentEmpSince <= 180) + 1,3758 *
WOE_CurrentEmpSince (CurrentEmpSince > 180)] / [1 + exp(-1,0062 + 1,5878 *
WOE_Product_Type (HL, CO) + 0,5881 * WOE_HousingStatus (private property) +
0,1530 * WOE_WorkingPosition (manual_indefinite , NONE_Duchodce ,
NONE_Student) + 0,4675 * WOE_WorkingPosition (intellectual _definite ,
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manager_definite , NONE_Rentier/Jine , intellectual_indefinite ,
manager_indefinite , NONE_Podnikatel) + 0,9288 * WOE_Education (VS) +
0,4393 * WOE_MaritalStatus (Marriage , Reg_partner ) + 0,4287 *
WOE_CommonEquity (Yes ) + 0,9203 * WOE_InsurancePay (0 < InsurancePay
<=500) + 1,0991 * WOE _InsurancePay (InsurancePay > 500) + 0,2360 *
WOE_Age (50 < Age <=59) + 0,2426 * WOE_Age (Age <=21) + 0,3202 *
WOE_Age (39 < Age <=44) + 0,5656 * WOE_Age (21 < Age <= 25) + 0,6049 *
WOE_Age (34 < Age <= 39) + 0,6165 * WOE_Age (Age >59) + 0,6403 *
WOE_Age (25 < Age <=29) + 0,8487 * WOE_Age (29 < Age <= 34) + 0,3944 *
WOE_RegionPerm (CZ_Jihocesky kraj , CZ_Zlinsky kraj , CZ_Plzensky kraj ,
CZ_Pardubicky kraj , CZ_Vysocina , SK , CZ_Stredocesky kraj , CZ_Olomoucky
kraj , CZ_Moravskoslezsky kraj , CZ Liberecky kraj , CZ_ Hlavni mésto) + 1,1433
* WOE_RegionPerm (CZ_Kralovehradecky kraj , CZ_Karlovarsky kraj) + 0,5340
* WOE_DifferentAdress (0) + 0,4594 * WOE_EmployerType (NONE_Student ,
Other , NONE_V domacnos , Soukroma inst , NONE_Duchodce , Verejna inst ,
NONE_Podnikatel , NONE_Rentier) + 1,6462 * WOE_EmployerType (Finance) +
0,1833 * WOE_PersonWithNolnc (PersonWithNolnc = 0) + 0,8048 *
WOE_PersonWithNolnc (PersonWithNolnc > 1) + 0,1999 *
WOE_CurrentEmpSince (12 < CurrentEmpSince <= 27) + 0,2007 *
WOE_CurrentEmpSince (27 < CurrentEmpSince <= 51) + 0,3485 *
WOE_CurrentEmpSince (4 < CurrentEmpSince <= 12) + 0,5611 *
WOE_CurrentEmpSince (88 < CurrentEmpSince <= 101) + 0,5828 *
WOE_CurrentEmpSince (51 < CurrentEmpSince <= 88) + 0,6888 *
WOE_CurrentEmpSince (101 < CurrentEmpSince <= 103) + 0,8994 *
WOE_CurrentEmpSince (103 < CurrentEmpSince <= 180) + 1,3758 *
WOE_CurrentEmpSince (CurrentEmpSince > 180)]

84



5.2.16 Final Score
Soucet vyslednych hodnot skore jednotlivych modeli, kterymi klient prosel
5.2.17 Cluster analysis (Shlukova analyza)

Po souctu vysledného skore klient dale postupuje do zatfazeni do urcité skupiny —
clusteru klientt, ktefi si jsou vzdjemné podobni svym chovanim. Banky mohou mit n¢kolik
kategorii podle vysledki. Casto se klienti d&li na Gtyii nebo pét kategorii dle chovéani od

Very Low (velmi spatné chovani) az po Excellent (excelentni chovani).

> 2

Credit Score

49) Obrazek— ukdzka kategorii. Zdroj: vlastni zpracovani

5.2.18 Limit of the Loan

V praxi se jednotlivym clusterim ur¢i maximalni castka, kolik se d4 klientim v této
kategorii pajcit. Dale se postupuje od nejvyssi hodnoty v clusteru a odecita se pii kazdém
testu 10 000 K¢, dokud nevyjde vysledna maximalni ¢astka uvéru, kterd mize byt klientovi

poskytnuta.



5.3 Kreditni model

Tvorba kreditniho modelu bude postupovat ve stejnych krocich, jako prace s datasetem

vvvvvv

5.3.1 Data understanding

Datovy soubor kreditniho modelu obsahuje data od cca 11 000 klientl. Sbira se 96
ks proménnych, jako jsou napiiklad NumOfClosProd (pocet ukoncenych produkti),
Product_Type (typ produktu), NumOfEXProd (pocet existujicich produktii), nebo Avg_KU
(prumérna vyse kontokorentii). V celém souboru se vyskytuji proménné spojité
(continuous). Kategorialni je pouze jedna proménna, a to Product_Type. Vysvétlovana
proménna y je Dependent_12M. Jedna se o vektor binarnich proménnych (tj. nabyvajici
hodnot 0 nebo 1). Dobré ucty (Goods) ziskavaji hodnoty 0 a S$patné (Bads) hodnoty 1.
Ostatni proménné X jsou vysvétlujici. Pomér dobrych a $patnych Géta je 10 450 Goods :
550 Bads.

5.3.2 Splitting data

Soubor byl rozdélen na dva vzorky — testovaci a trénovaci. Trénovaci obsahuje

8 200 klientt a testovaci cca 2 800 klienti.
5.3.3 Intuitive Behaviour — Weight of Evidence

Proménn4d snejvy$si hodnotou Information Value zcelého souboru je
Product_Type. Jeji hodnoty a chovani je vidét v nasledujicim grafu: Intuitive Behaviour —
Weight of Evidence
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Custom WOE graph
Product_Type
N: 8205
Information value: 0,41141
Chi-square: 94,681, p: 0,0000; Somer's D: 0,2356
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50) Graf — WOE graf pro proménnou Product_Type. Vystup z programu STATISTICA13. Zdroj: viastni
zpracovadni

Power statistic

Nasledujici ROC ktivka znazornuje silu proménné Product_Type, ktera ziskala

nejvyssi hodnotu Information Value v souboru kreditnich dat:

ROC Curve Product_type
Area: 0.607151
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51) Graf — ROC kfivka pro proménnou Product_Type. Viystup z programu STATISTICA13. Zdroj: vliastni
zpracovadni
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5.3.4 Long list of variables

V nasledujici tabulce jsou uvedené proménny z Long listu, které dale vstupuji do

testovani:

Long list of variables

Variable name

Meaning of the variable

I Product_Type

Typ produktu

I NumOfClosProd

Pocet uzavienych produkt( posledni dva roky

I NumOfPreMatProd

Pocet predcasné ukonéenych produktd

Primérna vyse kontokorent(

NumOfExProd

Pocet existujicich produkt(

NumOfExHU

Pocet existujich hypoték

NumOfRejProd_off_us

Pocet zamitnutych zadosti, kromé dané spole¢nosti

Avg_KU_ex

Pramérna vyse existujicich kontokorent(

NumOfExProd_RoleS

Pocet existujicich produkt( v roli spoluzadatele

NumOfExProd_360_720

Pocet existujicich produkt( otevienych pred 1 nebo 2 lety

NumOfExProd_on_us

Pocet existujicich produkttd v dané spolec¢nosti

[lcL_timit

Soucet limit( s Grokem - spotrebitelské Gvéry

NumOfProd_3M_off_us

Celkovy pocet produktl - posledni 3 mésice, kromé dané
spolecnosti

[INumofExkK

Pocet otevienych kreditnich karet

NumOfCL_3M

Soucet limit( produktl posledni 3 mésice

NumOfProd_2y

Celkovy pocet zadosti posledni 2 roky

NumOfExHU_RoleS

Pocet existujicich hypoték v roli spoluzadatele

NumOfClosCL_2y

Celkovy pocet zavienych produktd posledni dva roky

CL_ex

Pocet existujicich produktl - spotebitelské Uvéry

NumOfProd_1y

Celkovy pocet produktl/Zadosti posledni 1 rok

52) Tabulka — Long list of variables CBDATA. Vystup z programu STATISTICA13. Zdroj: vlastni

zpracovadni
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5.3.5 Vysledky modelu

Na zéklad¢ testovani je zvolen finalni model, u které¢ho byla nastavena hladina cut-

off na 0,95. Model byl otestovan na zéklad¢ Cross-Validace. Vysledky jsou uvedeny

V nasledujici tabulce a histogramu:

Summary Frequency Table CBDATA, CUT-OFF 0,95

Real Predicted Predicted Row
0 1 Totals
Count 0 2491 105 2596
Total Percent 90,88% 3,83% 94,71%
Count 1 115 30 145
Total Percent 4,20% 1,09% 5,29%
Count All Grps 2606 135 2741
Total Percent 95,07% 4,93%

53) Tabulka — Viysledky testu Cross-Validace kreditniho modelu. Vystup z programu
STATISTICA13. Zdroj: vlastni zpracovdni

<00 P WL

Bivariate Histogram of Predicted 0,95 against Real
CBDATA; CUT-OFF 0,95

54) Graf — Vysledky testu Cross-Validace na kreditnich datech. Vystup z programu
STATISTICA13. Zdroj: vlastni zpracovdni
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5.3.6 ROC krivka celého modelu

Nasledujici graf zobrazuje silu vysledného modelu pomoci ROC kiivky. AUC
dosahla hodnoty 0,8147.

ROC Curve whole dataset CBDATA
Area: 0.81468
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55) Graf — ROC krivka pro proménnou Product_Type. Viystup z programu STATISTICA13. Zdroj: viastni
zpracovani
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5.3.7 Vysledna scorekarta kreditniho modelu:

CREDIT BUREAU SCORECARD
# | variable Cathegory Estimate
0 Intercept -2,8197
1 | WOE_Product_Type OVD,CL, CC 0
2 HL, CO 1,7792
3 | WOE_NumOfClosProd NumOfClosProd = 0 0
4 0 < NumOfClosProd <=1 0,4166
5 2 < NumOfClosProd <=4 0,8949
6 1 < NumOfClosProd <= 2 0,9838
7 NumOfClosProd > 4 1,2202
8 | WOE_NumOfPreMatProd NumOfPreMatProd = 0 0
9 0 < NumOfPreMatProd <=1 0,5784
10 1 < NumOfPreMatProd <= 3 1,1380
11 NumOfPreMatProd > 3 1,3049
12 | WOE_Avg_KU 0 < Avg_KU <=5000 0
13 10000 < Avg_KU <= 20000 0,4768
14 Avg KU =0 0,4837
15 5000 < Avg_KU <=10000 0,5712
16 Avg_KU > 20000 1,1067
17 | WOE_NumOfExProd NumOfExProd = 0 0
18 0 < NumOfExProd <=1 0,7957
19 2 < NumOfExProd <= 3 0,9610
20 1 < NumOfExProd <=2 1,1430
21 NumOfExProd > 5 1,1933
22 3 < NumOfExProd <=5 1,3587
23 | WOE_NumOfEXHU NumOfExHU = 0 0
24 NumOfExXHU > 0 0,8842
25 | WOE_NumOfRejProd_off_us NumOfRejProd_off us > 1 0
26 0 < NumOfRejProd_off us <=1 0,7232
27 NumOfRejProd_off us=0 1,4568
28 | WOE_NumOfClosCL_2y NumOfClosCL_2y =0 0
29 NumOfClosCL_2y >0 0,9049
30 | WOE_NumOfProd_2y NumOfProd_2y > 4 0
31 1 < NumOfProd_2y <=2 0,8666
32 2 < NumOfProd_2y <=4 1,0253
33 0 < NumOfProd_2y <=1 1,1436
34 NumOfProd_2y = 0 1,6863
35 | WOE_NumOfCL_3M NumOfCL_3M >0 0
36 NumOfCL_3M =0 0,5280
37 | WOE_NumOfExProd_on_us NumOfExProd_on_us =0 0
38 NumOfExProd_on_us >0 0,5819
39 | WOE_NumOfProd_3M_off_us NumOfProd_3M_off _us >0 0
40 NumOfProd_3M_off us=0 0,7715

56) Tabulka: scorekarta kreditniho modelu. Vystup z programu STATISTICA13. Zdroj: vlastni zpracovdni
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5.3.8 Vysledna rovnice logistické regrese a vypoctu pravdépodobnosti splaceni

kreditniho modelu:

P = [exp(-2,8197 + 1,7792 * WOE_Product_Type (HL , CO) + 0,4166 * WOE_NumOfClosProd
(0 < NumOfClosProd <= 1) + 0,8949 * WOE_NumOfClosProd (2 < NumOfClosProd <=4) +
0,9838 * WOE_NumOfClosProd (1 < NumOfClosProd <= 2) + 1,2202 * WOE_NumOfClosProd
(NumOfClosProd > 4) + 0,5784 * WOE_NumOfPreMatProd (0 < NumOfPreMatProd <= 1) +
1,1380 * WOE_NumOfPreMatProd (1 < NumOfPreMatProd <= 3) + 1,3049 *
WOE_NumOfPreMatProd (NumOfPreMatProd > 3) + 0,4768 * WOE_Avg_KU (10000 <
Avg_KU <= 20000) + 0,4837 * WOE_Avg_KU (Avg_KU <=0) + 0,5712 * WOE_Avg_KU (5000
< Avg_KU <=10000) + 1,1067 * WOE_Avg_KU (Avg_KU > 20000) + 0,7957 *
WOE_NumOfExProd (0 < NumOfExProd <= 1) + 0,9610 * WOE_NumOfExProd (2 <
NumOfExProd <= 3) + 1,1430 * WOE_NumOfExProd (1 < NumOfExProd <= 2) + 1,1933 *
WOE_NumOfExProd (NumOfExProd > 5) * 1,3587 * WOE_NumOfExProd (3 < NumOfExProd
<=5) + 0,8842 * WOE_NumOfExHU (NumOfExHU > 0) + 0,7232 *
WOE_NumOfRejProd_off_us (0 < NumOfRejProd_off_us <=1) + 1,4568 *
WOE_NumOfRejProd_off_us (NumOfRejProd_off_us = 0) + 0,9049 * WOE_NumOfClosCL_2y
(NumOfClosCL_2y > 0) + 0,8666 * WOE_NumOfProd_2y (1 < NumOfProd_2y <= 2) + 1,0253 *
WOE_NumOfProd_2y(2 < NumOfProd_2y <= 4) + 1,1436 * WOE_NumOfProd_2y (0 <
NumOfProd_2y <= 1) + 1,6863 * WOE_NumOfProd_2y (NumOfProd_2y = 0) + 0,5280 *
WOE_NumOfCL_3M (NumOfCL_3M = 0) + 0,5819 * WOE_NumOfCL_3M
(NumOfExProd_on_us > 0) + 0,7715 * WOE_NumOfProd_3M_off_us (NumOfProd_3M_off us =
0)1/ [(1+ exp(-2,8197 + 1,7792 * WOE_Product_Type (HL , CO) + 0,4166 *
WOE_NumOfClosProd (0 < NumOfClosProd <= 1) + 0,8949 * WOE_NumOfClosProd (2 <
NumOfClosProd <= 4) + 0,9838 * WOE_NumOfClosProd (1 < NumOfClosProd <= 2) + 1,2202 *
WOE_NumOfClosProd (NumOfClosProd > 4) + 0,5784 * WOE_NumOfPreMatProd (0 <
NumOfPreMatProd <= 1) + 1,1380 * WOE_NumOfPreMatProd (1 < NumOfPreMatProd <= 3) +
1,3049 * WOE_NumOfPreMatProd (NumOfPreMatProd > 3) + 0,4768 * WOE_Avg_KU (10000 <
Avg_KU <=20000) + 0,4837 * WOE_Avg_KU (Avg_KU <=0) + 0,5712 * WOE_Avg_KU (5000
< Avg_KU <=10000) + 1,1067 * WOE_Avg_KU (Avg_KU > 20000) +0,7957 *
WOE_NumOfExProd (0 < NumOfExProd <= 1) + 0,9610 * WOE_NumOfEXxProd (2 <
NumOfExProd <= 3) + 1,1430 * WOE_NumOfExProd (1 < NumOfExProd <= 2) + 1,1933 *
WOE_NumOfExProd (NumOfExProd > 5) * 1,3587 * WOE_NumOfExProd (3 < NumOfExProd
<=5) + 0,8842 * WOE_NumOfExHU (NumOfExHU > 0) +
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+0,7232 * WOE_NumOfRejProd_off us (0 < NumOfRejProd_off us <=1) + 1,4568 *
WOE_NumOfRejProd_off_us (NumOfRejProd_off_us = 0) + 0,9049 * WOE_NumOfClosCL_2y
(NumOfClosCL_2y > 0) + 0,8666 * WOE_NumOfProd_2y (1 < NumOfProd_2y <=2) + 1,0253 *
WOE_NumOfProd_2y(2 < NumOfProd_2y <= 4) + 1,1436 * WOE_NumOfProd_2y (0 <
NumOfProd_2y <= 1) + 1,6863 * WOE_NumOfProd_2y (NumOfProd_2y = 0) + 0,5280 *
WOE_NumOfCL_3M (NumOfCL_3M = 0) + 0,5819 * WOE_NumOfCL_3M
(NumOfExProd_on_us > 0) + 0,7715 * WOE_NumOfProd_3M_off_us (NumOfProd_3M_off_us =

0l
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5.4. Behavioralni model

Tvorba behavioralniho modelu bude postupovat ve stejnych krocich, jako prace

s datasetem aplikacnich dat. Vypsany budou pouze nejdulezitéjsi kroky, vysledky a fakta.
5.4.1 Data understanding

Datovy soubor behavioralniho modelu ¢ita data od cca 8 000 Klientl. Sbira se cca
300 - 400 proménnych, jako jsou napiiklad NumOfEXProd (pocet existujicich produktii),
nebo Avg KU (primérnd vyse komtokorentit). V celém souboru se vyskytuji pouze
proménné spojité. Vysvétlovana proménna y je Dependent_12M. Jedna se o vektor
binarnich proménnych (tj. nabyvajici hodnot 0 nebo 1). Dobré ucty (Goods) ziskavaji
hodnoty 0 a Spatné (Bads) hodnoty 1. Ostatni proménné Xi jsou vysvétlujici. Pomér
dobrych a $patnych G¢th je cca 5 400 Goods : 2 600 Bads.

5.4.2 Splitting data

Soubor byl rozdélen na dva vzorky — testovaci a trénovaci. Trénovaci obsahuje

6 200 klientd a testovaci cca 1 800 klientd.
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5.4.3

Proménna

Intuitive Behaviour — Weight of Evidence

snejvyssi  hodnotou Information Value

z celého

BalMinPast4Q. Jeji hodnoty a chovani je vidét v nasledujicim grafu:

250

Custom WOE graph
BalMinPast4Q
N: 5338

nformation value: 1,59999

Chi-square: 1624,24, p: 0,0000; Somer's D: 0,606825
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57) Graf — WOE graf pro proménnou BalMinPast4Q. Viystup z programu STATISTICA13. Zdroj: vlastni

zpracovadni

5.4.4 Predictive Power

Nasledujici ROC ktivka znazornuje silu proménné BalMinPast4Q, ktera ziskala

nejvyssi hodnotu Information Value v souboru behavioralnich dat:

| ROC Curve BalMinPast4Q |
Area: 0.803412
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58) Graf — ROC krivka BalMinPast4Q. Viystup z programu STATISTICA13. Zdroj: vlastni zpracovdni
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5.4.5 Vysledky modelu

Na zéklad¢ testovani je zvolen finalni model, u kterého byla nastavena hladina cut-
off na 0,95. Model byl otestovan na zéklad¢ Cross-Validace. Vysledky jsou uvedeny

V nasledujici tabulce a histogramu:

Summary Frequency Table BSDATA, CUT-OFF 0,5
Real Predicted Predicted Row
0 1 Totals
Count 0 959 96 1055
Total Percent 53,67% 5,37% 59,04%
Count 1 100 632 732
Total Percent 5,6% 35,37% 40,96%
Count All Grps 1059 728 1787
Total Percent 59,26% 40,74%

59) Tabulka — Vysledky testu Cross-Validace behaviordlnich dat. Vystup z programu
STATISTICA 13. Zdroj: vlastni zpracovani
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5.4.6 ROC krivka celého modelu

Nasledujici graf zobrazuje silu vysledného modelu pomoci ROC kiivky. AUC
dosahla hodnoty 0,8879.

ROC Curve
Area: 0.887903
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60) Graf — ROC krivka vysledného modelu behaviordlnich dat. Vystup z programu STATISTICA13.
Zdroj: vlastni zpracovdni
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5.4.7 Vysledna scorekarta behavioralniho modelu, €. 61, zdroj: vlastni zpracovani

BEHAVIORAL SCORECARD
g | Verere Cathegory Estimate
0 Intercept -6,9399
1 | WOE_BalMinPast4Q BalMinPast4Q <= -255 0
2 -255 < BalMinPast4Q <= -85,19 0,1114
3 -85,19 < BalMinPast4Q <=0 0,3592
4 5415,81 < BalMinPast4Q <= 32195,2 0,4223
5 795,38 < BalMinPast4Q <= 5415,81 0,5719
6 0 < BalMinPast4Q <= 795,38 0,6000
7 BalMinPast4Q > 32195,2 0,6402
8 [WOE_DebtMonthCntPast4Q DebtMonthCntPast4Q > 6 0
9 2 < DebtMonthCntPast4Q <=6 0,8615
10 0 < DebtMonthCntPast4Q <=2 1,3409
11 DebtMonthCntPast4Q <=0 1,6094
12 | WOE_BalAct BalAct <= -30 0
13 -30 < BalAct<=0 0,3063
14 0 < BalAct <= 552,48 0,4296
15 6610,5 < BalAct <= 16810,3 0,5698
16 552,48 < BalAct <= 2097,18 0,6105
17 2097,18 < BalAct <= 6610,5 0,6287
18 16810,3 < BalAct <= 45201,8 0,8160
19 45201,8 < BalAct <= 171943 0,9169
20 BalAct > 171943 1,4551
21 | WOE_ODDelgStatMaxPast4Q ODDelgStatMaxPast4Q > 1 0
22 0 < ODDelgStatMaxPast4Q <=1 1,5758
23 ODDelgStatMaxPast4Q <=0 2,5122
24 | WOE_OutsideDeposMin_6M 0 < OutsideDeposMin_6M <= 6000 0
25 OutsideDeposMin_6M <=0 0,0197
26 6000 < OutsideDeposMin_6M <= 10509 0,2110
27 10509 < OutsideDeposMin_6M <= 13241 0,3428
28 16338 < OutsideDeposMin_6M <= 20304 0,3565
29 13241 < OutsideDeposMin_6M <= 16338 0,4018
30 OutsideDeposMin_6M > 37961 0,5382
31 20304 < OutsideDeposMin_6M <= 25561 0,8784
32 25561 < OutsideDeposMin_6M <= 37961 0,9851
33 | WOE_StandOrderCnt_6M StandOrderCnt_6M =0 0
34 0 < StandOrderCnt_6M <=6 0,0367
35 12 < StandOrderCnt_6M <= 21 0,2256
36 6 < StandOrderCnt_6M <= 12 0,3184
37 21 < StandOrderCnt_6M <= 32 0,7400
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38 StandOrderCnt_6M > 32 0,9218
39 | WOE_EBWithdCnt_6M EBWithdCnt_6M =0 0
40 EBWithdCnt_6M > 55 0,0258
41 39 < EBWithdCnt_6M <= 55 0,2819
42 0 < EBWithdCnt 6M <=7 0,3115
43 17 < EBWithdCnt_6M <= 27 0,4254
44 27 < EBWithdCnt_6M <= 39 0,5543
45 7 < EBWithdCnt_6M <= 17 0,5801
46 | WOE_ODDebtPast ODDebtPast > 0 0
47 ODDebtPast <=0 0,3753
48 | WOE_OutsideDeposCnt_6M OutsideDeposCnt_6M > 24 0
49 8 < OutsideDeposCnt_6M <= 11 0,1996
50 14 < OutsideDeposCnt_6M <= 18 0,3347
51 11 < OutsideDeposCnt_6M <= 14 0,3498
52 6 < OutsideDeposCnt_6M <=8 0,3832
53 18 < OutsideDeposCnt_6M <= 24 0,3894
54 3 < OutsideDeposCnt_6M <=6 0,4129
55 OutsideDeposCnt_6M <=3 0,4196
56 | WOE_SinceOpenLiveMax SinceOpenLiveMax <= 38 0
57 204 < SinceOpenLiveMax <= 239 0,2463
58 181 < SinceOpenLiveMax <= 204 0,2693
59 38 < SinceOpenLiveMax <= 64 0,3435
60 128 < SinceOpenLiveMax <= 156 0,3721
61 SinceOpenLiveMax > 239 0,3983
62 156 < SinceOpenLiveMax <= 181 0,3984
63 99 < SinceOpenLiveMax <= 128 0,4020
64 64 < SinceOpenLiveMax <= 99 0,5303
65 | WOE_PensionCnt_12M PensionCnt_12M = 0 0
66 PensionCnt_12M > 0 0,1938
67 | WOE_ODULtiISumPast4Q 29793,6 < ODUtIISumPast4Q <= 57672,1 0
68 0 < ODUtiISumPast4Q <= 8421,28 0,0157
69 8421,28 < ODUtiISumPast4Q <= 29793,6 0,0225
70 ODUtiISumPast4Q > 105614 0,0758
71 57672,1 < ODUtIISumPast4Q <= 105614 0,2822
72 ODUtiISumPast4Q <=0 0,4344
73 | WOE_DirectDebitCnt_6M DirectDebitCnt_6M <= 0 0
74 0 < DirectDebitCnt_6M <=6 0,2357
75 DirectDebitCnt_6M > 13 0,2974
76 6 < DirectDebitCnt_ 6M <= 13 0,4514
77 | WOE_CardTotalCntAvg_6M CardTotalCntAvg_6M <= 0,17 0
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78 3,17 < CardTotalCntAvg_6M <=5 0,3620
79 CardTotalCntAvg_6M > 21,5 0,4219
80 0,17 < CardTotalCntAvg_6M <= 1,67 0,4375
81 14,67 < CardTotalCntAvg_6M <= 21,5 0,4769
82 5 < CardTotalCntAvg_6M <= 7,33 0,5261
83 1,67 < CardTotalCntAvg_6M <= 3,17 0,5317
84 10,33 < CardTotalCntAvg_6M <= 14,67 0,6328
85 7,33 < CardTotalCntAvg_6M <= 10,33 0,7025
86 | WOE_OutsideDeposFlg_6M OutsideDeposFlg_6M <= 2 0
87 2 < QutsideDeposFlg_6M <=5 0,1788
88 OutsideDeposFlg_6M > 5 0,6128

5.3.8 Vysledna rovnice logistické regrese behavioralnich dat:

P = [exp(-6,9399 + 0,1114 * WOE_BalMinPast4Q (-255 < BalMinPast4Q <= -85,19) +
0,3592 * WOE_BalMinPast4Q (-85,19 < BalMinPast4Q <= 0) + 0,4223 *

WOE_BalMinPast4Q (BalMinPast4Q > 32195,2) + 0,5719 * WOE_BalMinPast4Q

(795,38 < BalMinPast4Q <= 5415,81) + 0,6000 * WOE_BalMinPast4Q (0 <
BalMinPast4Q <= 795,38) + 0,6402 * WOE_BalMinPast4Q (5415,81 < BalMinPast4Q <=
32195,2) + 0,8615 * WOE_DebtMonthCntPast4Q (2 < DebtMonthCntPast4Q <= 6) +

1,3409 * WOE_DebtMonthCntPast4Q (0 < DebtMonthCntPast4Q <= 2) + 1,6094 *

WOE_DebtMonthCntPast4Q (DebtMonthCntPast4Q <= 0) + 0,3063 * WOE_BalAct (-30
< BalAct <= 0) + 0,4296 * WOE_BalAct (0 < BalAct <= 552,48) + 0,5698 *
WOE_BalAct (6610,5 < BalAct <= 16810,3) + 0,6105 * WOE_BalAct (552,48 < BalAct

<=2097,18) + 0,6287 * WOE_BalAct (2097,18 < BalAct <= 6610,5) + 0,8160 *
WOE_BalAct (16810,3 < BalAct <= 45201,8) + 0,9169 * WOE_BalAct (45201,8 <

BalAct <= 171943) + 1,4551 * WOE_BalAct (BalAct > 171943) + 1,5758 *
WOE_ODDelgStatMaxPast4Q (0 < ODDelgStatMaxPast4Q <= 1) + 2,5122 *
WOE_ODDelgStatMaxPast4Q (ODDelgStatMaxPast4Q <= 0) + 0,0197 *
WOE_OQutsideDeposMin_6M (OutsideDeposMin_6M <=0) + 0,2110 *
WOE_OutsideDeposMin_6M (6000 < OutsideDeposMin_6M <= 10509) + 0,3428 *
WOE_OutsideDeposMin_6M (16338 < OutsideDeposMin_6M <= 20304) + 0,4018 *
WOE_OutsideDeposMin_6M (13241 < OutsideDeposMin_6M <= 16338) + 0,5382 *
WOE_OutsideDeposMin_6M (OutsideDeposMin_6M > 37961) + 0,8784 *
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* WOE_OutsideDeposMin_6M (20304 < OutsideDeposMin_6M <= 25561) + 0,9851 *
WOE_OutsideDeposMin_6M (25561 < OutsideDeposMin_6M <= 37961) + 0,0367 *
WOE_StandOrderCnt_6M (0 < StandOrderCnt_6M <= 6) + 0,2256 *
WOE_StandOrderCnt_6M (12 < StandOrderCnt_6M <= 21) + 0,3184 *
WOE_StandOrderCnt_6M (6 < StandOrderCnt_6M <= 12) + 0,7400 *
WOE_StandOrderCnt_6M (21 < StandOrderCnt_6M <= 32) + 0,9218 *
WOE_StandOrderCnt_6M (StandOrderCnt_6M > 32) + 0,0258 * WOE_EBWithdCnt_6M
(EBWithdCnt_6M > 55) + 0,2819 * WOE_EBWithdCnt_6M (39 < EBWithdCnt_6M <=
55) + 0,3115 * WOE_EBWithdCnt_6M (0 < EBWithdCnt_6M <= 7) + 0,4254 *
WOE_EBWithdCnt_6M (17 < EBWithdCnt_6M <= 27) + 0,5543 *
WOE_EBWithdCnt_6M (27 < EBWithdCnt_6M <= 39) + 0,5801 * EBWithdCnt_6M (7 <
EBWithdCnt_6M <= 17) + 0,3753 * WOE_ODDebtPast (ODDebtPast <= 0) + 0,1996 *
WOE_OQutsideDeposCnt_6M (8 < OutsideDeposCnt_6M <= 11) + 0,3347 *
WOE_OQutsideDeposCnt_6M (14 < OutsideDeposCnt_6M <= 18) + 0,3498 *
WOE_OutsideDeposCnt_6M (11 < OutsideDeposCnt_6M <= 14) + 0,3832 *
WOE_OutsideDeposCnt_6M (6 < OutsideDeposCnt_6M <= 8) + 0,3894 *
WOE_OutsideDeposCnt_6M (18 < OutsideDeposCnt_6M <= 24) + 0,4129 *
WOE_OQutsideDeposCnt_6M (3 < OutsideDeposCnt_6M <= 6) + 0,4196 *
WOE_OutsideDeposCnt_6M (OutsideDeposCnt_6M <= 3) + 0,2463 *
WOE_SinceOpenLiveMax (204 < SinceOpenLiveMax <= 239) + 0,2693 *
WOE_SinceOpenLiveMax (181 < SinceOpenLiveMax <= 204) + 0,3435 *
WOE_SinceOpenLiveMax (38 < SinceOpenLiveMax <= 64) + 0,3721 *
WOE_SinceOpenLiveMax (128 < SinceOpenLiveMax <= 156) + 0,3983 *
WOE_SinceOpenLiveMax (SinceOpenLiveMax > 239) + 0,3984 *
WOE_SinceOpenLiveMax (156 < SinceOpenLiveMax <= 181) + 0,4020 *
WOE_SinceOpenLiveMax (99 < SinceOpenLiveMax <= 128) + 0,5303 *
WOE_SinceOpenLiveMax (64 < SinceOpenLiveMax <= 99) + 0,1938 *
WOE_PensionCnt_12M (PensionCnt_12M > 0) + 0,0157 * WOE_ODUtilSumPast4Q (0 <
ODUtilSumPast4Q <= 8421,28) + 0,0225 * WOE_ODUtilSumPast4Q (8421,28 <
ODUtilSumPast4Q <= 29793,6) + 0,0758 * WOE_ODUtilSumPast4Q (ODUtilSumPast4Q
> 105614) + 0,2822 * WOE_ODUtilSumPast4Q (57672,1 < ODUtilSumPast4Q <=
105614) + 0,4344 * WOE_ODUtilSumPast4Q (ODUtilSumPast4Q <= 0) +
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+0,3620 * WOE_CardTotalCntAvg_6M (3,17 < CardTotalCntAvg_6M <=5) + 0,4219 *
WOE_CardTotalCntAvg_6M (CardTotalCntAvg_6M > 21,5) + 0,4375 *
WOE_CardTotalCntAvg_6M (0,17 < CardTotalCntAvg_6M <=1,67) + 0,4769 *
WOE_CardTotalCntAvg_6M (14,67 < CardTotalCntAvg_6M <= 21,5) + 0,5261 *
WOE_CardTotalCntAvg_6M (5 < CardTotalCntAvg_6M <=7,33) + 0,5317 *
WOE_CardTotalCntAvg_6M (1,67 < CardTotalCntAvg_6M <= 3,17) + 0,6328 *
WOE_CardTotalCntAvg_6M (10,33 < CardTotalCntAvg_6M <= 14,67) + 0,7025 *
WOE_CardTotalCntAvg_6M (7,33 < CardTotalCntAvg_6M <=10,33) + 0,1788 *
WOE_OutsideDeposFlg_6M (2 < OutsideDeposFlg_6M <=5) + 0,6128 *
WOE_OutsideDeposFlg_6M (OutsideDeposFlg_6M > 5)] / [(1+ exp(-6,9399 + 0,1114 *
WOE_BalMinPast4Q (-255 < BalMinPast4Q <= -85,19) + 0,3592 * WOE_BalMinPast4Q
(-85,19 < BalMinPast4Q <= 0) + 0,4223 * WOE_BalMinPast4Q (BalMinPast4Q >
32195,2) + 0,5719 * WOE_BalMinPast4Q (795,38 < BalMinPast4Q <= 5415,81) + 0,6000
* WOE_BalMinPast4Q (0 < BalMinPast4Q <= 795,38) + 0,6402 * WOE_BalMinPast4Q
(5415,81 < BalMinPast4Q <= 32195,2) + 0,8615 * WOE_DebtMonthCntPast4Q (2 <
DebtMonthCntPast4Q <= 6) + 1,3409 * WOE_DebtMonthCntPast4Q (0 <
DebtMonthCntPast4Q <= 2) + 1,6094 * WOE_DebtMonthCntPast4Q
(DebtMonthCntPast4Q <= 0) + 0,3063 * WOE_BalAct (-30 < BalAct <= 0) + 0,4296 *
WOE_BalAct (0 < BalAct <=552,48) + 0,5698 * WOE_BalAct (6610,5 < BalAct <=
16810,3) + 0,6105 * WOE_BalAct (552,48 < BalAct <= 2097,18) + 0,6287 *
WOE_BalAct (2097,18 < BalAct <= 6610,5) + 0,8160 * WOE_BalAct (16810,3 < BalAct
<=45201,8) + 0,9169 * WOE_BalAct (45201,8 < BalAct <= 171943) + 1,4551 *
WOE_BalAct (BalAct > 171943) + 1,5758 * WOE_ODDelgStatMaxPast4Q (0 <
ODDelgStatMaxPast4Q <= 1) + 2,5122 * WOE_ODDelgStatMaxPast4Q
(ODDelgStatMaxPast4Q <= 0) + 0,0197 * WOE_OutsideDeposMin_6M
(OutsideDeposMin_6M <= 0) + 0,2110 * WOE_OutsideDeposMin_6M (6000 <
OutsideDeposMin_6M <= 10509) + 0,3428 * WOE_OutsideDeposMin_6M (16338 <
OutsideDeposMin_6M <= 20304) + 0,4018 * WOE_OQutsideDeposMin_6M (13241 <
OutsideDeposMin_6M <= 16338) + 0,5382 * WOE_OutsideDeposMin_6M
(OutsideDeposMin_6M > 37961) + 0,8784 *
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* WOE_OutsideDeposMin_6M (20304 < OutsideDeposMin_6M <= 25561) + 0,9851 *
WOE_OutsideDeposMin_6M (25561 < OutsideDeposMin_6M <= 37961) + 0,0367 *
WOE_StandOrderCnt_6M (0 < StandOrderCnt_6M <= 6) + 0,2256 *
WOE_StandOrderCnt_6M (12 < StandOrderCnt_6M <= 21) + 0,3184 *
WOE_StandOrderCnt_6M (6 < StandOrderCnt_6M <= 12) + 0,7400 *
WOE_StandOrderCnt_6M (21 < StandOrderCnt_6M <= 32) + 0,9218 *
WOE_StandOrderCnt_6M (StandOrderCnt_6M > 32) + 0,0258 * WOE_EBWithdCnt_6M
(EBWithdCnt_6M > 55) + 0,2819 * WOE_EBWithdCnt_6M (39 < EBWithdCnt_6M <=
55) + 0,3115 * WOE_EBWithdCnt_6M (0 < EBWithdCnt_6M <= 7) + 0,4254 *
WOE_EBWithdCnt_6M (17 < EBWithdCnt_6M <= 27) + 0,5543 *
WOE_EBWithdCnt_6M (27 < EBWithdCnt_6M <= 39) + 0,5801 * EBWithdCnt_6M (7 <
EBWithdCnt_6M <= 17) + 0,3753 * WOE_ODDebtPast (ODDebtPast <= 0) + 0,1996 *
WOE_OQutsideDeposCnt_6M (8 < OutsideDeposCnt_6M <= 11) + 0,3347 *
WOE_OutsideDeposCnt_6M (14 < OutsideDeposCnt_6M <= 18) + 0,3498 *
WOE_OutsideDeposCnt_6M (11 < OutsideDeposCnt_6M <= 14) + 0,3832 *
WOE_OutsideDeposCnt_6M (6 < OutsideDeposCnt_6M <= 8) + 0,3894 *
WOE_OutsideDeposCnt_6M (18 < OutsideDeposCnt_6M <= 24) + 0,4129 *
WOE_OQutsideDeposCnt_6M (3 < OutsideDeposCnt_6M <= 6) + 0,4196 *
WOE_OutsideDeposCnt_6M (OutsideDeposCnt_6M <= 3) + 0,2463 *
WOE_SinceOpenLiveMax (204 < SinceOpenLiveMax <= 239) + 0,2693 *
WOE_SinceOpenLiveMax (181 < SinceOpenLiveMax <= 204) + 0,3435 *
WOE_SinceOpenLiveMax (38 < SinceOpenLiveMax <= 64) + 0,3721 *
WOE_SinceOpenLiveMax (128 < SinceOpenLiveMax <= 156) + 0,3983 *
WOE_SinceOpenLiveMax (SinceOpenLiveMax > 239) + 0,3984 *
WOE_SinceOpenLiveMax (156 < SinceOpenLiveMax <= 181) + 0,4020 *
WOE_SinceOpenLiveMax (99 < SinceOpenLiveMax <= 128) + 0,5303 *
WOE_SinceOpenLiveMax (64 < SinceOpenLiveMax <= 99) + 0,1938 *
WOE_PensionCnt_12M (PensionCnt_12M > 0) + 0,0157 * WOE_ODUtilSumPast4Q (0 <
ODUtilSumPast4Q <= 8421,28) + 0,0225 * WOE_ODUtilSumPast4Q (8421,28 <
ODUtilSumPast4Q <= 29793,6) + 0,0758 * WOE_ODULtilSumPast4Q (ODUtilSumPast4Q
> 105614) + 0,2822 * WOE_ODUtilSumPast4Q (57672,1 < ODUtilSumPast4Q <=
105614) + 0,4344 * WOE_ODUtilSumPast4Q (ODUtilSumPast4Q <= 0) +
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+0,3620 * WOE_CardTotalCntAvg_6M (3,17 < CardTotalCntAvg_6M <=5) + 0,4219 *
WOE_CardTotalCntAvg_6M (CardTotalCntAvg_6M > 21,5) + 0,4375 *
WOE_CardTotalCntAvg_6M (0,17 < CardTotalCntAvg_6M <=1,67) + 0,4769 *
WOE_CardTotalCntAvg_6M (14,67 < CardTotalCntAvg_6M <= 21,5) + 0,5261 *
WOE_CardTotalCntAvg_6M (5 < CardTotalCntAvg_6M <=7,33) + 0,5317 *
WOE_CardTotalCntAvg_6M (1,67 < CardTotalCntAvg_6M <= 3,17) + 0,6328 *
WOE_CardTotalCntAvg_6M (10,33 < CardTotalCntAvg_6M <= 14,67) + 0,7025 *
WOE_CardTotalCntAvg_6M (7,33 < CardTotalCntAvg_6M <=10,33) + 0,1788 *
WOE_OQutsideDeposFlg_6M (2 < OutsideDeposFlg_6M <=5) + 0,6128 *
WOE_OutsideDeposFlg_6M (OutsideDeposFlg_6M > 5)]
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6 Diskuze a vysledky

Po sestaveni vSech modelii a porovnani vysledki lze dospét k témto

zaveéram:
6.1 Nejlepsi typy modelu

V kapitole ,,Vlastni prace” bylo testovano 12 variant modeli s riiznou
kombinaci vstupi a metod logistické regrese. Z vysledkii Cross-Validace a
pomoci zméfeni sily modelu s vyuzitim ROC kiivek je patrné, Ze nejlépe
predikoval vysledky MODEL10. Ten byl vyhotoven v kombinaci Long list of
variables, WOE kategorialnich proménnych a logisticka regrese byla provedena
postupem Backward Stepwise. Celkem vyslo 13 signifikantnich proménnych na
aplikacnim datasetu, které nejlépe predikuji pravdépodobnost splaceni.
Nejsilnéjsi proménnou aplikacnich dat byla spojita proménna Income (prijem),
kterd dosahla hodnoty Information Value 0,2439. Model pfi cut-off hlading 0,87
predikoval spravné vysledky s 87,95 % ptesnosti s hodnotu AUC 0,7746.

Dalsi model, ktery byl sestaven, byl model kreditni. Na zaklad¢ vysledkt testu
Cross-Validace se podafilo sestavit model, ktery velice dobife predikuje
vysledky, a to s ptesnosti 91,97 %. Zde bylo nalezeno 12 signifikantnich
proménnych. Proménnd snejvy$si hodnotou Information Value byla

Product_Type, ktera nabyla hodnoty 0,4114. Hodnota AUC byla 0,8147.

Posledni model byl model behavioralni, ktery byl z vysledki ROC kiivek
prokazan jako nejsilngjsi. Hodnota AUC vysla 0,8879. Behavioralni model
predikoval vysledky s 89,03 % piesnosti. V behaviordlnim modelu vyslo 15
signifikantnich proménnych. VSechny proménné vSech tfi modela jsou uvedeny

v ptiloze D.
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6.2 Vysledky modelii - Prakticka zjiSténi a navrhy

Na zakladé¢ vyse uvedenych vysledki a vysledkl testovani byly zjistény tyto

vystupy a doporuceny navrhy:
6.2.1 Porovnani hodnot Information Value

Pokud by se m¢ly porovnat hodnoty Information Value nejsilngjsich
proménnych ze vSech tfi modeld, byly by to u aplika¢niho skore
proménna Income s hodnotou 0,2439, u kreditniho datasetu proménna
Product_Type, kde hodnota Information Value vysla 0,4114 a u
behaviraonich dat proménna Product Type s hodnotou 1,5999. Na
zakladé vysledkli vSech ostatnich hodnot vychézi sila behavioralnich

proménnych jako nejvyssi.
6.2.2 Power Indexy

Vzhledem k vysledkim ptesnosti predikce bylo prokazano, ze
ptihlédnuti k hodnotam indexti Gini, Kolmogorov-Smirnov a Somer’s D

je pouze informativni.
6.2.3 Pristup k proménnym — WOE vs. nerozbinovana proménna

V kapitole 5.2.7 je nazorna ukazka vyuziti metody WOE, kde bylo
prokazano, Ze tato metoda je velice efektivni pro ziskani lepSich
informaci a moZnosti ucinit piesnéjsi rozhodnuti na zakladé dostupnych
informaci. Vysledky rozbinovanych proménnych enormné zvednou silu

predikce.
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6.2.4 Spravné nastaveni hladiny cut-off

Bylo zjisténo, ze ¢im vyssi cut-off hladina byla nastavena, tim 1épe
model detekoval Spatné chovani klientl. Zaroven se ale zvySovala
chybovost detekce spravné splacejicich klientii. Banka pfi nastaveni vyssi
hladiny cut-off pfichazela o dobré klienty. Jestlize nespravné detekuje
Spatné chovani klientli, zvysi se pocet nesplacenych uvéra. Zalezi tedy na
strategii banky, kterou variantu by nakonec zvolila, vzhledem ke spravnému
nastaveni vymahani uvéri nebo nastaveni individualniho schvalovani

zamitnutych zadosti
6.2.5 Multikolinearita

Pti praci s datasetem, ktery obsahuje cca 300 proménnych a vice, je
lepSim pftistupem provedeni testu multikolinearity jesté¢ pred samotnym
binovanim proménnych. Snizi se tim seznam proménnych a s datasetem se

dale Iépe pracuje.
6.2.6 Vybér vysledného listu proménnych

V modelu vysel nejlépe Long list of variables, ktery vychazel pouze
z hodnot Information Value. V praxi by banka piihlédla jesté k otazce
jednoduchosti manipulace s listem proménnych. Vzhledem ke stejnym
vysledkiim predikce a téméf totoznym vysledkim sily ROC ktivky, které se
liSily o tisiciny, by banka pfihlédla k faktu, Ze manipulace s velkym poctem
proménnych je pracnéjsi, proto by volila v tomto ptipadé¢ Short list of

variables.

6.2.7 Vybér vysledného listu proménnych — Cross-Validaéni
chyba

Pokud model zahrne vSechny signifikantni proménné, dochézi k tzv.
overfitted modelu (pfefitovani). Na prvni pohled se muze zdat, ze ¢im vice
proménnych bude model obsahovat, tim 1épe bude predikovat. Prefitovany
model se poznd dle cross-valida¢ni chyby, kde uz nedokdze na zakladé

mnozstvi proménnych ucinit spravné rozhodnuti.
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6.2.8 Interakce

V této praci s interakcemi pracovano nebylo a banky s nimi také
vetSinou nepracuji. V praxi mizou prinaset velice pozitivni vysledky, co se
odhadu nespléaceni tyce. Jsou to riizné kombinace bini proménnych, které se
chovaji v kombinaci jinak, nez separatni proménné. Banky s interakcemi
vétSinou nepracuji z divodu narocné interpretace a slozitého sledovani

velkého poc¢tu kombinaci bint.
6.3 Ziskavani dat — prakticka zjiSténi a navrhy

Co se tyka ziskévani dat bankou, méla by, dle zjisténych informaci,

postupovat takto:
6.3.1 Aplikacni data vs. behavioralni data

Pokud by méla banka porovnat informace, které =ziska
Z behavioralnich dat a aplikacnich dat, vySly by jednoznacné prediktivnéjsi
a silngj$i data behavioralni. Proto, pokud nebankovni klient pozadéa o uvér u
jiné banky, nez je jeho domovska, ptedklada bance vypisy z uctu. Banka by
S nimi méla umét nasledné pracovat. MozZnosti by bylo elektronické cteni
vypist z u¢tu z jiné banky, ktery klient donese jako dokumentaci k uvéru.
Pokud by se bance podafilo takto nasimulovat data, ziskala by lepsi
vysledky predikce neZ pouze u aplika¢nich dat a méla by moZnost se 1épe u

klientd rozhodnout.
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6.3.2 Zatajené informace

Dal§im davodem pro sbér dat touto formou mulze byt zatajeni
nekterych informaci ze strany klienta. Pokud by naptiklad hral hazardni hry
nebo sazel, banky se na takovy fakt koukaji velice negativné. Casto z tohoto
divodu klienta rovnou zamitnou. To samé plati pro fakt, ze klient mtze
zatajit pocet déti, které ma, popf. zatajit uplné, ze déti ma. Z obcanského
prikazu uz neni patrné, zda klient déti ma. Kazdd osoba bez piijmu
navysSuje existencni vydaje a snizuje potencionalni vysi limitu Gvéru. Z Gctu
se da ale vycist, jestli plati vydaje za stravné, Skolu nebo naptiklad alimenty.
Pokud by klient informace zatajil, uvér banka zamitne pro mozny pokus o

uvérovy podvod.
6.3.3 Dalsi zdroje informaci

Dale by banky mély zvazit ziskadvani informaci i z jinych dostupnych
zdroji, jako jsou napftiklad socialni sité. Jednalo by se ale zatim spi§ o

individudlni schvalovani, kde by se potvrdily informace sdélené klientem.

6.4 Slabiny uvérového procesu a jejich mozna vylepSeni a

praktické navrhy

Cela prace se také zabyva slabinami uvérového procesu jak

z pohledu banky, tak z pohledu klienta.
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6.4.1 Doporuceni pro klienta

Velkou hrozbou pro klienty je pocet otevienych zadosti. Casto, kdyz
se klient rozhodne zazadat o tvér, obejde hned nekolik bank, kde podepise

zadost o uveér.

Zvysledkti je patrné, ze proménné NumOfRejProd_off us a
NumOfProd_2y (pocet zamitnutych zZadosti a pocet zadosti celkem), jsou
signifikantni a ovliviuji finalni stanovisko banky. Proto si klient s kazdou
dalsi zadosti o uvér Skodi a snizuje tim svij rating. Proto neni dobré

obchézeni vice bank a otvirani velkého mnozstvi zadosti.

Dalsi hrozbou na stejné téma jsou tzv. zprostfedkovatelé (makléii),
snazi se tlacit cenu uvéru co nejniz. Jednak timto chovénim ublizuji
samotnému klientovi z divodu poctu otevienych zadosti, ale také banky nuti
klesnout s vysi Groku na minimum, které pak neodrazi skute¢nou rizikovost
klienta. Banky proto musi byt ptisnéjsi, co se rozhodnuti o poskytnuti Gvéru
tyCe. Vzhledem k tomu, Ze u kreditniho modelu vysly signifikantni hned dvé
proménné, které v sobé zahrnuji informaci ohledné¢ zadosti o uvér, tak
takové jednani klientim ublizi. Pokud makléf takto projde naptiklad deset
bank, klienta tim muize velice poskodit tak, Ze se banky nakonec rozhodnou,
vzhledem Kk velkému poctu otevienych zadosti, dal$i zadost zamitnout.
Kazdd zamitnutd Zadost snizuje klientovi pravdépodobnost splaceni a to
vyznamné. Takové makléiské jedndni neni proklientské, coZ si samotny

klient neuvédomuje.
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Dale z celého postupu vyplyva, Ze pokud je klient v kategorii New
To Market, piij¢i mu banka vétSinou nizsi castky tveru (v fadech desitek
tisic). Klient by tomuto mohl piedejit tak, ze by si oteviel kreditni kartu
nebo kontokorent s nizs§im limitem. Na zakladé toho by sbiral kladnou
historii v databazi CBCB. Banka by mohla pii zadosti o uvér ptihlédnout
k dobrému tvérovému chovani a pajcit klientim vyssi limit uvéru. Takovy
dotaz do externi databaze muze pozitivné ovlivnit klientav profil z pohledu

divéryhodnosti a platebni moralky.

Klienti by také méli mit po ruce zalozni zdroj financi, pokud by se
dostali do finan¢nich potizi. Proto je otevieni kreditni karty nebo

kontokorentu, ktery budou mit klienti po ruce, dobrou variantou. Pokud by

vvvvv

6.4.2 Doporuceni pro banku

U klienti NTB by se zuvedenych vysledki mohlo zdat, Ze ma
takovy klient vys$i pravdépodobnost na schvaleni uvéru, nez klient
bankovni. Proto, pokud by se klient nechoval dobte na Gétech u své banky,
mél by vyssi pravdépodobnost ziskani Givéru v bance jiné. I z tohoto divodu
by banky mély umét elektronicky ptecist informace z vypisi z uctu, které

klient ptinese k dokumentaci.

Dalsi slabinou bylo zminéno nahravani dat bankami do externich
registrd. Vzhledem k frekvenci nahravani dat, kterd je jednou meésicné,
banky mohou dostavat jiz staré data. Naptiklad jiz zminéna proménna: pocet
otevienych Zadosti, se miZe u klienta zménit ze dne na den z 0 napfiklad na
5. Toto Casové zpozdéni miZe negativné ovlivnit vysledné rozhodnuti o

poskytnuti Givéru.
6.5 Idealni klient pro banku

Z dostupnych testovani idealni klient pro banku vypada takto:
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Na zakladé¢ aplikacnich dat:

Jednalo by se typicky o klienta ve véku od 29 do 34 let, s vlastnim
bydlenim, vysokoskolskym vzdélanim, v manzelstvi a se spole¢nym jménim
manzell, ve vedouci pracovni pozici v oboru financi, s pracovnim pomérem
trvajicim vice, nez 180 mésict, ktery si plati pojisténi vyssi Castky, nez
500K¢, s trvalym pobytem napi. v Kralovehradeckém kraji kde zaroven i
bydli, s vice nez jednou osobou v domdacnosti bez piijmu, ktery zada o

konsolidaci nebo o uvér na bydleni.
Na zakladé kreditnich dat:

Jednalo by se typicky o klienta, ktery mél v minulosti vice, jak 4 spravné
splacené uvéry, z toho vic, jak 3 piedCasné splacené, mél primérnou vysi
kontokorentii vétsi nez 20 000 K¢, 4 nebo 5 existujicich produktd, které
spravné splaci, alespon jednu existujici hypotéku, kterou spravné splaci, 0
zamitnutych zadosti, 0 otevienych zadosti, alespon jeden uzavieny produkt
za posledni dva roky, soucet poskytnutych tivéra za posledni 3 mésice roven
nule, nejlépe nula otevienych produktl v dané spolecnosti, kde zada o uver,

a ktery zada o konsolidaci nebo o Gvér na bydleni.
Na zéaklad¢ dat behavioralnich:

Jednalo by se typicky o klienta, ktery ma na Gcétu zlstatky za posledni
rok vyssi, nez 32 195 K¢, za posledni rok nebyl na Gétu v dluhu, zistatek na
uctu v aktudlnim mésici ma vyssi, nez 171 943 K¢, minimélni mésicni
soucet ¢astek vSech vkladovych transakcei od ostatnich nez béznych ucti ma
vys$si, nez 37 961 K¢ za poslednich 6 mésict. Déle pocet trvalych piikazl za
poslednich 6 mésicti ma vice, jak 32 kust, minuly mésic nebyl v debetu,
maximalni po¢et mésici od skute¢ného otevieni uctu by byl v intervalu od
64 do 99 mésict, pocet plateb na penzijni fond za posledni 1 rok mél vyssi,
nez jednu, skutecné Cerpani Uvéru nebylo provedenou ani jednou, meél
pramérny pocet plateb kartou za 1 mésic za poslednich 6 mésici mezi 8 a 10

a pocet transakci inkasa za poslednich 6 mésict mél od 7 do 13.
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6.6 Prakticka aplikace modelu na nahodné vybranych klientech

Pokud bude bran v uvahu klient aplika¢ni modelu, ktery bude

vypadat nasledovné:

Vék 27, svobodny, s maturitou piijmem 20 424 K¢, ktery bude zadat
o konsolidaci, bydli u rodi¢ii ve Stiedoceském kraji, kde se i narodil, pracuje
jako dusevné pracujici zaméstnanec u soukromé spolecnosti, kde pracuje 81

meésicl a neplati si pojisténi.

U takového klienta vyjde pravdépodobnost splaceni 88,82 %, takze by mu
uvér byl poskytnut. Ze znamych vysledkl je patrné, Ze tento klient uvér
opravdu splatil, tudiz model predikuje spravné. Vzhledem k vysi platu bude
mozné klientovi poskytnout ptjcku s mési¢ni splatkou v maximalni vysi

12 254 K¢.

Pokud bude bran vuvahu klient kreditniho modelu, ktery

bude vypadat nasledovné:

V minulosti vice, nez 3 splacené produkty, ztoho dva predc¢asng,
kontokorent ve vysi 30000 K¢, ktery necCerpal posledni rok, vlastni
hypotéku, kterou fadné splaci a zaroven ma uvér a kreditni kartu, Kterou
také necerpa. V poslednim roce nezadal o zadny uvér a nema Zadnou
zamitnutou zadost o uvér. Pfed rokem a ptl splatil fadné€ jeden Gvér a zada o

konsolidaci.

U takového klienta by model predikoval splaceni na 99,52 %, takZe by mu
uvér byl poskytnut. Ze zndmych vysledki je patrné, Ze tento klient Gvér

opravdu splatil, tudiz model predikuje spravné.
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Pokud bude bran v tivahu klient behavioralniho modelu, ktery

bude vypadat nasledovné:

Za posledni rok zadna platba na penzijni produkty, dvakrat v debetu na
uctu, zustatek na Gctu v priméru za posledni rok 32 K¢, aktudlné ma na uctu
48 K¢, nevklada penize na sviij ucet, pocet trvalych ptikazl za poslednich 6
mésich je roven Sesti, ucet otevieny pred dvéma lety, Cerpani kreditni karty
minimalné jednou meésicn€, pocet transakci inkasa za poslednich 6 mésicti

byl nula a kartou neplati.

U takového klienta by model predikoval splaceni na 17,91 %, takze by
mu uver nebyl poskytnut. Ze znamych vysledkl je patrné, ze tento klient

uvér opravdu nesplatil, tudiz model predikuje spravné.
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7 Zavér
Cilem této prace bylo sestavit na zéklad¢ statistické analyzy credit scoringovy
model s nejlepSimi prediktivnimi vlastnostmi. Dil¢im cilem bylo nalezeni nejlepSiho

modelu a nejlepsiho pfistupu k analyze. Na zaklad¢ rozsahlého testovani byly sestaveny

modely a vybran takovy, ktery nejlépe odhadoval chovani klient v budoucnu.

Z uvedenych vysledki se u vSech tfi modelt osvédcil pristup v kombinaci s Long listem
proménnych, WOE kategoridlnich proménnych a logistické regrese pomoci metody
Backward Stepwise. Dale na zakladé kalibrace pomoci hodnoty cut-off byly nastaveny
hladiny pravdépodobnosti, kdy by byla banka jesté ochotna klientovi prostredky pujé¢it. U
nastavovani hladiny cut-off bylo brano v potaz, kolika procentni uspésSnost méteni lze
dosdhnout za soucasné minimalizace rizika a uSlé obchodni pfilezitosti. U takto
sestavenych modeltl se podafilo predikovat u aplikaéniho modelu 87,95 % spravné
identifikovanych klientt, u kreditniho modelu 91,97 % spravné¢ odhadnutych klientti a u
modelu behavioralniho 89,03 % spravné identifikovanych klientti. Dale byla zkoumana sila
jednotlivych modelli pomoci ROC kiivek kde byly naméfeny hodnoty AUC u aplikaéniho
skore 0,7746, u kreditniho skore 0,8147 a u behavioralniho skore 0,8879.

Vzhledem k rozsahlé analyze byly sestaveny tfi modely. Aplika¢ni, kreditni a behavioralni.
Na zéaklad¢ testovani byly nalezeny signifikantni proménné. Jednalo se o 13 proménnych
z aplikaniho datasetu, 12 proménnych z kreditniho datasetu a 15 proménnych

z behavioralniho datasetu, které jsou uvedeny v ptiloze D.

Tento seznam proménnych v kazdém modelu nejlépe predikoval budouci chovani klienta,
proto byl jednim zhlavnich vystupt této prace. Kazdy model byl zaroven vzdy po
sestaveni validovan pomoci Cross-Validace, jestli je pouzitelny v praxi a zda spravné
predikuje vysledky. Praktické vyuZiti modell bylo potvrzeno na nahodné vybranych
Klientech.
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Vysledkem celého modelu byly tfi sestavené scorkarty, dle kterych bude banka rozhodovat
o poskytnuti avéri. VSechny tfi modely jsou pouzitelné v praxi a maji vysokou predikéni
schopnost. Z téchto vysledka dale plynuly slabiny celého Gvérového procesu a zaroven
byla navrzena doporuceni jak pro klienta, tak i pro banku. Jak s témito slabinami pracovat
je uvedeno v diskuzi. Vyuziti téchto navrzenych feseni ma vysoky potencial pro zvyseni

vvvvvv

¢as a k maximalizaci zisku a minimalizaci ztrat.

V zavérecné cCasti byla vramci diskuze navrzena sada zlepSeni celého procesu.
V neposledni tadé maji doporuceni i lidsky rozmér. Neposkytnuti uvéru nebonitnim
klientim banka pfedchazi moznému vzniku krizovych zivotnich situaci typu exekuci.
Soudasny trend regulaci Ceské nirodni banky se také snazi témto krizovym situacim

predejit.
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9 Prilohy:

Priloha A: Vysledky y?testli; Zdroj: vlastni zpracovani

WOE_ProductType | Chi-square | p-value
WOE_Education 209,4268 | 0,000000
WOE_WorkingPosition 194,8856 | 0,000000
WOE_DepartmentEmpl 166,4765 | 0,000000
WOE_CountryCont 165,1513 | 0,000000
WOE_EmployerType 114,9786 | 0,000000
WOE_Title 82,8871 | 0,000000
WOE_RegionCont 54,0193 | 0,000000
WOE_DifferentAdress 42,4547 | 0,000000
WOE_RegionPerm 31,5357 |0,000113
WOE_CommonEquity 23,7255 |0,000091
WOE_MaritalStatus 20,0875 | 0,000480
WOE_HousingStatus 9,0076 | 0,060909
WOE_WorkingPosition | Chi-square | p-value
WOE_Education 1226,584 | 0,000000
WOE_DepartmentEmpl 591,547 | 0,000000
WOE_CountryCont 532,333 | 0,000000
WOE_EmployerType 313,628 | 0,000000
WOE_HousingStatus 305,461 | 0,000000
WOE_Title 280,677 | 0,000000
WOE_RegionCont 196,837 | 0,000000
WOE_ProdectType 194,886 | 0,000000
WOE_ MaritalStatus 99,825 | 0,000000
WOE_CommonEquity 80,679 | 0,000000
WOE_RegionPerm 18,113 |0,001173
WOE_DifferentAdress 9,519 |0,008572
WOE_HousingStatus | Chi-square | p-value
WOE_ MaritalStatus 1728,137 | 0,000000
WOE_CommonEquity 1531,622 | 0,000000
WOE_CountryCont 711,864 | 0,000000
WOE_WorkingPosition 305,461 | 0,000000
WOE_RegionCont 212,990 | 0,000000
WOE_DifferentAdress 168,839 | 0,000000
WOE_Title 62,207 | 0,000000
WOE_RegionPerm 42,591 | 0,000000
WOE_Education 22,366 | 0,000002
WOE_ProdectType 9,008 | 0,060909
WOE_EmployerType 5,315|0,150115
WOE_DepartmentEmpl 2,034 |0,361597

121




WOE_Education Chi-square | p-value
WOE_Title 2013,219 | 0,000000
WOE_WorkingPosition 1226,584 | 0,000000
WOE_DepartmentEmpl 313,471 | 0,000000
WOE_EmployerType 256,043 | 0,000000
WOE_ProdectType 209,427 | 0,000000
WOE_DifferentAdress 49,380 | 0,000000
WOE_RegionCont 35,268 | 0,000000
WOE_CountryCont 26,831 | 0,000000
WOE_HousingStatus 22,366 | 0,000002
WOE_RegionPerm 16,401 | 0,000275
WOE_ MaritalStatus 9,261 |0,002341
WOE_CommonEquity 5,018 | 0,025088

WOE_MaritalStatus Chi-square | p-value
WOE_CommonEquity 9461,981 | 0,000000
WOE_HousingStatus 1728,137 | 0,000000
WOE_CountryCont 349,882 | 0,000000
WOE_RegionCont 115,537 | 0,000000
WOE_WorkingPosition 99,825 | 0,000000
WOE_DifferentAdress 81,894 | 0,000000
WOE_Title 39,558 | 0,000000
WOE_ProdectType 20,087 | 0,000480
WOE_RegionPerm 16,062 | 0,000325
WOE_EmployerType 10,224 |0,016751
WOE_Education 9,261 |0,002341
WOE_DepartmentEmpl 5,191 (0,074591

WOE_CommonEquity Chi-square | p-value
WOE_MaritalStatus 9461,981 | 0,000000
WOE_HousingStatus 1531,622 | 0,000000
WOE_CountryCont 297,575 | 0,000000
WOE_RegionCont 103,932 | 0,000000
WOE_DifferentAdress 85,134 | 0,000000
WOE_WorkingPosition 80,679 | 0,000000
WOE_Title 37,184 | 0,000000
WOE_ProdectType 23,726 | 0,000091
WOE_RegionPerm 14,063 | 0,000883
WOE_EmployerType 8,493 0,036845
WOE_Education 5,018 | 0,025088
WOE_DepartmentEmpl 3,008 |0,222269
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WOE_RegionCont Chi-square | p-value
WOE_RegionPerm 5922,055 | 0,000000
WOE_CountryCont 3864,593 | 0,000000
WOE_HousingStatus 212,990 | 0,000000
WOE_WorkingPosition 196,837 | 0,000000
WOE_MaritalStatus 115,537 | 0,000000
WOE_CommonEquity 103,932 | 0,000000
WOE_DifferentAdress 61,286 | 0,000000
WOE_ProdectType 54,019 | 0,000000
WOE_Education 35,268 | 0,000000
WOE_EmployerType 9,365 | 0,024810
WOE_DepartmentEmpl 7,835 0,019890
WOE_Title 7,636 | 0,005723

WOE_RegionPerm Chi-square | p-value
WOE_RegionCont 5922,055 | 0,000000
WOE_CountryCont 223,910 | 0,000000
WOE_EmployerType 56,131 | 0,000000
WOE_HousingStatus 42,591 | 0,000000
WOE_ProdectType 31,536 | 0,000113
WOE_WorkingPosition 18,113 |0,001173
WOE_Education 16,401 | 0,000275
WOE_DifferentAdress 16,282 | 0,000291
WOE_MaritalStatus 16,062 | 0,000325
WOE_CommonEquity 14,063 | 0,000883
WOE_DepartmentEmpl 10,877 |0,027982
WOE_Title 1,230 0,540530
WOE_DifferentAddress | Chi-square | p-value
WOE_HousingStatus 168,8386 | 0,000000
WOE_CommonEquity 85,1341 | 0,000000
WOE_MaritalStatus 81,8940 | 0,000000
WOE_CountryCont 72,7341 |0,000000
WOE_RegionCont 61,2860 | 0,000000
WOE_Education 49,3803 | 0,000000
WOE_ProdectType 42,4547 | 0,000000
WOE_DepartmentEmpl 32,2245 | 0,000000
WOE_EmployerType 21,8837 |0,000069
WOE_RegionPerm 16,2817 | 0,000291
WOE_WorkingPosition 9,5186 | 0,008572
WOE_Title 4,5102 | 0,033693
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WOE_EmployerType | Chi-square | p-value
WOE_DepartmentEmpl 4316,085 | 0,000000
WOE_WorkingPosition 313,628 | 0,000000
WOE_Education 256,043 | 0,000000
WOE_ProdectType 114,979 | 0,000000
WOE_CountryCont 65,974 | 0,000000
WOE_Title 58,771 | 0,000000
WOE_RegionPerm 56,131 | 0,000000
WOE_DifferentAdress 21,884 | 0,000069
WOE_MaritalStatus 10,224 |0,016751
WOE_RegionCont 9,365 | 0,024810
WOE_CommonEquity 8,493 | 0,036845
WOE_HousingStatus 5,315|0,150115
WOE_CountryCont Chi-square | p-value
WOE_RegionCont 3864,593 | 0,000000
WOE_HousingStatus 711,864 | 0,000000
WOE_WorkingPosition 532,333 | 0,000000
WOE_MaritalStatus 349,882 | 0,000000
WOE_CommonEquity 297,575 | 0,000000
WOE_RegionPerm 223,910 | 0,000000
WOE_ProdectType 165,151 | 0,000000
WOE_DifferentAdress 72,734 10,000000
WOE_EmployerType 65,974 | 0,000000
WOE_DepartmentEmpl 29,192 | 0,000000
WOE_Education 26,831 | 0,000000
WOE_Title 16,028 | 0,000062
WOE_DepartmentEmpl | Chi-square | p-value
WOE_EmployerType 4316,085 | 0,000000
WOE_WorkingPosition 591,547 | 0,000000
WOE_Education 313,471 |0,000000
WOE_ProdectType 166,477 | 0,000000
WOE_Title 123,454 | 0,000000
WOE_DifferentAdress 32,225 | 0,000000
WOE_CountryCont 29,192 | 0,000000
WOE_RegionPerm 10,8771 0,027982
WOE_RegionCont 7,8350,019890
WOE_MaritalStatus 5,191 |0,074591
WOE_CommonEquity 3,008 |0,222269
WOE_HousingStatus 2,034 | 0,361597
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WOE_Title Chi-square | p-value
WOE_Education 2013,219 | 0,000000
WOE_WorkingPosition 280,677 | 0,000000
WOE_DepartmentEmpl 123,454 | 0,000000
WOE_ProdectType 82,887 | 0,000000
WOE_HousingStatus 62,207 | 0,000000
WOE_EmployerType 58,771 |0,000000
WOE_MaritalStatus 39,558 | 0,000000
WOE_CommonEquity 37,184 | 0,000000
WOE_CountryCont 16,028 | 0,000062
WOE_RegionCont 7,636 | 0,005723
WOE_DifferentAdress 4,510 0,033693
WOE_RegionPerm 1,230 | 0,540530
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Piiloha B: Vysledky Cross-Validace, cut-off 0,95, Aplikacni data; Zdroj: vlastni

zpracovani
Summary Frequency Table MODEL 01
Real Predicted Predicted Row
0 1 Totals

Count 0 2870 528 3398
Total Percent 78,95% 14,53% 93,48%
Count 1 129 108 237
Total Percent 3,55% 2,97% 6,52%
Count All Grps 2999 636 3635
Total Percent 82,50% 17,50%

Summary Frequency Table MODEL 02

126

Real Predicted Predicted Row
0 1 Totals
Count 0 2870 528 3398
Total Percent 78,95% 14,53% 93,48%
Count 1 129 108 237
Total Percent 3,55% 2,97% 6,52%
Count All Grps 2999 636 3635
Total Percent 82,50% 17,50%
Summary Frequency Table MODEL
05
Real Predicted Row
0 Totals
Count 0 3398 3398
Total Percent 93,45% 93,48%
Count 1 237 237
Total Percent 6,52% 6,52%
Count All Grps 3635 3635
Total Percent 100,00%




Summary Frequency Table MODEL

06
Real Predicted Row
0 Totals
Count 0 2870 3398
Total Percent 78,95% 93,48%
Count 1 129 237
Total Percent 3,55% 6,52%
Count All Grps 2999 3635
Total Percent 82,50%

Summary Frequency Table MODEL

07
Real Predicted Row
0 Totals
Count 0 2870 3398
Total Percent 78,95% 93,48%
Count 1 129 237
Total Percent 3,55% 6,52%
Count All Grps 2999 3635
Total Percent 82,50%

Summary Frequency Table MODEL

08
Real Predicted Row
0 Totals
Count 0 2870 3398
Total Percent 78,95% 93,48%
Count 1 129 237
Total Percent 3,55% 6,52%
Count All Grps 2999 3635
Total Percent 82,50%
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Summary Frequency Table MODEL 11

Real Predicted Predicted Row
0 1 Totals
Count 0 2256 1142 3398
Total Percent 62,06% 31,42% 93,48%
Count 1 46 191 237
Total Percent 1,27% 5,25% 6,52%
Count All Grps 2302 1333 3635
Total Percent 63,33% 36,67%

Summary Frequency Table MODEL 12

Real Predicted Predicted Row
0 1 Totals
Count 0 2256 1142 3398
Total Percent 62,06% 31,42% 93,48%
Count 1 46 191 237
Total Percent 1,27% 5,25% 6,52%
Count All Grps 2302 1333 3635
Total Percent 63,33% 36,67%
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Priloha C: Vysledky Cross-Validace, MODEL 10, rizné hladiny cut-off , Aplikac¢ni data;

Zdroj: vlastni zpracovani

Summary Frequency Table MODEL 10; CUT-OFF 0,85

Real Predicted Predicted Row
0 1 Totals
Count 0 3208 190 3398
Total Percent 88,25% 5,23% 93,48%
Count 1 186 51 237
Total Percent 5,12% 1,40% 6,52%
Count All Grps 3394 241 3635
Total Percent 93,37% 6,63%

Summary Frequency Table MODEL 10; CUT-OFF 0,86

Real Predicted Predicted Row
0 1 Totals
Count 0 3171 227 3398
Total Percent 87,24% 6,24% 93,48%
Count 1 176 61 237
Total Percent 4,84% 1,68% 6,52%
Count All Grps 3347 288 3635
Total Percent 92,08% 7,92%

Summary Frequency Table MODEL 10; CUT-OFF 0,87

Real Predicted Predicted Row
0 1 Totals
Count 0 3121 277 3398
Total Percent 85,86% 7,62% 93,48%
Count 1 161 76 237
Total Percent 4,43% 2,09% 6,52%
Count All Grps 3282 353 3635
Total Percent 90,29% 9,71%
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Summary Frequency Table MODEL 10; CUT-OFF 0,88

Real Predicted Predicted Row
0 1 Totals
Count 0 3053 345 3398
Total Percent 83,99% 9,49% 93,48%
Count 1 144 93 237
Total Percent 3,96% 2,56% 6,52%
Count All Grps 3197 438 3635
Total Percent 87,95% 12,05%

Summary Frequency Table MODEL 10; CUT-OFF 0,89

Real Predicted Predicted Row
0 1 Totals
Count 0 2991 407 3398
Total Percent 82,28% 11,20% 93,48%
Count 1 133 104 237
Total Percent 3,66% 2,86% 6,52%
Count All Grps 3124 511 3635
Total Percent 85,94% 14,06%
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Priloha D: vysledné proménné z modelu aplika¢niho, kreditniho a behavioralniho
Aplikac¢ni model:

e WOE_ProdectType

e WOE_HousingStatus

 WOE_WorkingPosition

e WOE_Education

e WOE_ MaritalStatus

e WOE_CommonEquity

e WOE_ InsurancePay

« WOE_Age

* WOE_RegionPerm

o WOE_DifferentAdress

« WOE_EmployerType

e WOE_PersonWithNolnc

e WOE_CurrentEmpSince
Kreditni model:

e WOE_Product_Type

e WOE_NumOfClosProd

e WOE_NumOfPreMatProd

« WOE_Avg_KU
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e WOE_NumOfExProd

* WOE_NumOfExHU

e WOE_NumOfRejProd_off_us
e WOE_NumOfClosCL_2y

e WOE_NumOfProd_2y

« WOE_NumOfCL_3M

e WOE_NumOfExProd_on_us

e WOE_NumOfProd_3M_off _us

Behavioralni model:

 WOE_BalMinPast4Q

e WOE_DebtMonthCntPast4Q

 WOE_BalAct

* WOE_ODDelqgStatMaxPast4Q

e WOE_OutsideDeposMin_6M

e WOE_StandOrderCnt_6M

« WOE_EBWithdCnt_6M

 WOE_ODDebtPast

e WOE_OutsideDeposCnt_6M

e WOE_SinceOpenLiveMax

e WOE_PensionCnt_12M
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 WOE_ODUtilSumPast4Q

e WOE_DirectDebitCnt_6M

 WOE_CardTotalCntAvg_6M

e WOE_OutsideDeposFlg_6M
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