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2.4.1. Předzpracováńı . . . . . . . . . . . . . . . . . . . . . . . . 19
2.4.2. Redukce dat . . . . . . . . . . . . . . . . . . . . . . . . . . 19
2.4.3. Segmentace . . . . . . . . . . . . . . . . . . . . . . . . . . 20
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2.4.5. Porozuměńı obrazu . . . . . . . . . . . . . . . . . . . . . . 21
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4.3. Hlavńı okno aplikace . . . . . . . . . . . . . . . . . . . . . . . . . 35
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1. Úvod

Tato práce se zabývá aplikováńım neuronových śıt́ı v č́ıslicovém zpracováńı
signálu s hlavńım zaměřeńım na možnosti využit́ı neuronových śıt́ı při extra-
hováńı podstatné informace a rozpoznáváńı obrazových dat. Tyto prvky patř́ı
do oblasti poč́ıtačového viděńı. Poč́ıtačové viděńı je relativně nový obor. Ob-
last poč́ıtačového viděńı (Computer Vision) patř́ı dnes k nejprogresivněji se
rozv́ıjej́ıćım oblastem informatiky. Rozpoznáváńı objekt̊u v obraze je velmi
d̊uležitým oborem souvisej́ıćım se zpracováńım dat a umělou inteligenćı. V po-
sledńıch letech docháźı k prudkému vývoji v oblasti výpočetńı techniky, což
umožňuje daľśı vývoj a vylepšeńı algoritmů pro automatické rozpoznáváńı ob-
jekt̊u v obraze. Snahou je, co nejv́ıce přibĺıžit svět poč́ıtač̊u k myšlenkovým po-
chod̊um člověka, které prob́ıhaj́ı v lidském mozku a ke schopnostem člověka učit
se. Stejně jako člověk i poč́ıtač se muśı naučit rozpoznávat objekty v daném
prostřed́ı na základě vizuálńı informace. Zdrojem těchto informaćı jsou pro
poč́ıtač vstupńı sńımky.

V prvńı fázi, která bývá označována jako předzpracováńı obrazu, se provede
analýza vstupńıch obrazových dat. Zde se většinou aplikuj́ı metody skládaj́ıćı
se z filtrace, geometrické normalizace, světelné normalizace apod. V daľśı etapě
redukce dat se uplatňuj́ı vedle tradičńıch metod (např. Analýza hlavńıch kompo-
nent (PCA)) stále v́ıce metody a algoritmy z oblasti umělé inteligence. Potom
následuje fáze segmentace, ve které se obraz rozděĺı na jednotlivé části (segmenty)
se společnými znaky (např. barva). Proces označený jako rozpoznáváńı objekt̊u
v obraze určuje pozici, natočeńı a podobné vlastnosti objektu. Posledńı fáźı, to
je porozuměńı obrazu se využ́ıvá obou předchoźıch metod (segmentace a roz-
poznáváńı objekt̊u) s ćılem źıskat co nejv́ıce informaćı o obsahu obrazu.

V procesu napodobit učeńı člověka se hojně využ́ıvaj́ı neuronové śıtě, kterými
lze řešit i problémy, které je člověk schopen jen obt́ıžně popsat. Jejich výhodou
je, že neuronová śıt’ je schopna se učit z předložených dat i bez znalosti algoritmu
pro řešeńı daného problému. Neuronové śıti tedy stač́ı znalost počtu př́ıkladu
a jejich řešeńı. Metody rozpoznáváńı objekt̊u nalezly praktické uplatněńı v celé
řadě úloh.

Tato práce je rozčleněna do pěti kapitol. V úvodńı části je popsána velmi úzká
spojitost neuronových śıt́ı s myšlenkovými pochody, které prob́ıhaj́ı v mozku
člověka při rozpoznáváńı obrazu. Ve druhé kapitole je čtenář obeznámen se
základńımi pojmy a principy fungováńı umělých neuronových śıt́ı a jejich
následném využit́ı v jednotlivých fáźıch rozpoznáváńı objekt̊u v obraze. Třet́ı ka-
pitola popisuje dva typy neuronových śıt́ı pro extrakci př́ıznak̊u z obrazu. Čtvrtá
kapitola obsahuje uživatelskou př́ıručku. V páté kapitole jsou uvedeny testy neu-
ronových śıt́ı GHA a APEX, které byly představeny v kapitole 3. Źıskané výsledky
jsou shrnuty v závěrečné části této práce.
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2. Základńı pojmy a principy

2.1. Základy poč́ıtačové grafiky

Při psańı této podkapitoly jsem vycházel z knihy

[15]. Barevný model RGB
vycháźı z faktu, že lidské oko obsahuje tři základńı druhy buněk citlivých na
barvu. Tyto buňky jsou citlivé na elektromagnetické zářeńı vlnové délky, které
zhruba odpov́ıdaj́ı červenému světlu (630 nm), zelenému (530 nm) a modrému
(450 nm). Kombinaćı těchto tř́ı barev R (červená), G (zelená) a B (modrá) lze
źıskat téměř všechny barvy barevného spektra. Tento model využ́ıvá součtové
(aditivńı) skládáńı barev – č́ım v́ıce barev slož́ıme (sečteme), t́ım světleǰśı je
výsledek. Barevný model RGB lze vyjádřit pomoćı jednotkové krychle, která je
zobrazena na obrázku č.

1. Černá barva je umı́stěna v počátku na souřadnićıch
[0, 0, 0]. Na souřadnićıch [1, 1, 1] se nacháźı b́ılá barva. Jednotlivé osy, které jsou
označeny r, g a b představuj́ı základńı barvy. Zbývaj́ıćı barvy jsou doplňkové.

g

b

r červená
[1, 0, 0]

žlutá
[1, 1, 0]

zelená
[0, 1, 0]

fialová
[1, 0, 1]

b́ılá
[1, 1, 1]

modrá
[0, 0, 1]

tyrkysová
[0, 1, 1]

černá
[0, 0, 0]

Obrázek 1. Geometrická reprezentace modelu RGB.

Barevná hloubka (Color Depth) někdy též bitová hloubka označuje počet bit̊u
použitých pro uložeńı barvy každého kanálu v barevném modelu. Toto pojet́ı
je také známé jako počet bit̊u na pixel. Jestliže barevný model použ́ıvá např.
tři základńı barvy (např. model RGB), potom intenzita každé barvy je určena
jedńım č́ıslem, které je vytvořeno určitým počtem bit̊u. Např́ıklad 8bitová ba-
revná hloubka použ́ıvá 8 bit̊u na každou RGB barvu (na každý kanál) a jeden
pixel tedy potřebuje 3 · 8 = 24 bit̊u = 3 byty. Větš́ı barevná hloubka zvětšuje
škálu r̊uzných barev (tzv. tonálńı rozsah) ale přirozeně také zvyšuje pamět’ovou
náročnost obrázku.

Pro následné zpracováńı jednotlivých obraz̊u, které jsou postupně
předkládány neuronové śıti neńı potřeba zkoumat barevné složky obrazu
odděleně. Z tohoto d̊uvodu jsme jednotlivé barevné obrazy převedli na ob-
razy v odst́ınech šedi, kde odst́ıny šedi jsou vyjádřeny hodnotami jasu. Obrazy
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v odst́ınech šedi se také nazývaj́ı monochromatické. Barevná hloubka monochro-
matického obrazu je 8 bit̊u. Z výše uvedeného plyne, že do každého pixelu mo-
nochromatického obrazu lze uložit hodnotu z rozsahu 0 až 255. Hodnota 0 uložená
v pixelu reprezentuje černou barvu. Hodnota 255 reprezentuje b́ılou barvu.

Pro převod barevného obrazu v němž každý pixel obrazu je tvořen třemi
složkami R (červená), G (zelená) a B (modrá) na obraz v odst́ınech šedi je možné
použ́ıt následuj́ıćı vzorec

yj = 0, 299Rj + 0, 587Gj + 0, 114Bj,

kde yj je výsledná hodnota jasu j-tého pixelu v šedotónovém obrazu. Hodnoty Rj,
Gj a Bj jsou hodnoty jas̊u jednotlivých složek j-tého pixelu v barevném obraze.

2.2. Umělé neuronové śıtě

Při psańı této podkapitoly jsem předevš́ım vycházel z knih

[3],

[4],

[10],

[12]
a

[14]. Umělé neuronové śıtě jsou založeny na poznatćıch z neurofyziologie, která
se zabývá funkćı nervových buněk a mozku živých organismů. Umělá neuronová
śıt’ je systém, který se skládá z výpočetńıch jednotek – neuron̊u. Tyto neurony
jsou mezi sebou vzájemně propojeny. Z hlediska využit́ı rozlǐsujeme v śıti vstupńı,
skryté a výstupńı neurony. Počet neuron̊u a jejich vzájemné propojeńı v śıti určuje
topologii neuronové śıtě.

Neuronová śıt’ se v čase vyv́ıj́ı, měńı se stav neuron̊u, adaptuj́ı se váhy. Každá
neuronová śıt’ se dá rozdělit do tř́ı část́ı: organizačńı (topologie śıtě), adaptivńı
(učeńı śıtě) a aktivńı (vybavováńı śıtě). Na základě toho pak mohou vzniknout
zcela rozd́ılné modely neuronových śıt́ı, které jsou vhodné pro řešeńı r̊uzných
úloh. Velmi d̊uležitou vlastnost́ı neuronových śıt́ı je kromě schopnosti učit se,
také schopnost generalizace. Schopnost učeńı neuronové śıtě spoč́ıvá v nacházeńı
r̊uzných závislost́ı v trénovaćıch datech. Tyto pak může definovat pomoćı vah.
Schopnost generalizace umožňuje neuronové śıti správně reagovat i na neznámé
vstupy, které nebyly předmětem tréninku.

Neuronové śıtě našly v praxi celou řadu uplatněńı. Lze je použ́ıt pro roz-
poznáváńı (např. rozpoznáváńı znak̊u). Daľśı možnou aplikaćı je ř́ızeńı složitých
zař́ızeńı v dynamicky se měńıćıch podmı́nkách (např. autopilot automobilu). Lze
je využ́ıt i v predikci a následném rozhodováńı (např. předpověd’ počaśı, nebo
vývoj cen akcíı na burze). Může to být i analýza signálu (např. EKG, nebo EEG)
a transformace signál̊u (např. převod anglicky psaného textu na mluvený signál).
Neuronové śıtě našly také svoje uplatněńı v oblasti komprese dat.
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2.2.1. Formálńı popis neuronu

Neuron tvoř́ı základńı výpočetńı jednotku neuronové śıtě. Na obrázku č.

2. je
znázorněn model neuronu.

...

wk0

wk1

wk2

wkm

synaptické
váhy

= bk

vstupńı
signály

x0 = −1

x1

x2

xm

Σ

sumátor

ϕ

aktivačńı
funkce

vk yk

Obrázek 2. Popis neuronu.

Formálńı neuron má obecně m reálných vstup̊u x1, ..., xm reprezentuj́ıćı den-
drity

[4]. Model neuronu obsahuje synapse (spojeńı). Všechny synapse jsou ohod-
noceny reálnými synaptickými vahami wk1, ..., wkm neuronu k. Signál xj na vstupu
synapse j spojený s neuronem k je násobený synaptickou váhou wkj. Hodnota
synaptické váhy může nabývat kladné nebo záporné hodnoty. V př́ıpadě kladné
hodnoty se toto spojeńı označuje jako excitačńı spojeńı. V př́ıpadě záporné hod-
noty se jedná o inhibičńı spojeńı.

Daľśı ned́ılnou součást́ı modelu neuronu je sumátor, který reprezentuje tělo
buňky

[4]. Ten bývá v odborné literatuře označován jako vnitřńı potenciál vk neu-
ronu k. Jedná se o váženou sumu vstupńıch hodnot s př́ıslušnými synaptickými
vahami.

Model neuronu obsahuje také práh bk. Ten je přidán jako speciálńı vstup
x0 = 1 k vstupńım signál̊um x1, ..., xm. S ńım se potom pracuje jako s jakoukoliv
jinou synaptickou váhou. Ten zaručuje zvýšeńı nebo sńıžeńı vstupu do aktivačńı
funkce v závislosti na tom, zda je jeho hodnota kladná nebo záporná.

Potom následuje aktivačńı funkce ϕ. Aktivačńı funkce se použ́ıvá pro převod
vnitřńıho potenciálu vk neuronu do normalizovaného rozsahu výstupu yk neuronu.
T́ım je modelován elektrický impuls axonu

[4]. Typický normalizovaný rozsah
výstupu yk neuronu je z intervalu [0, 1] nebo [−1, 1]. Základńım typem aktivačńı
funkce může být prahová funkce, po částech lineárńı funkce nebo sigmoida.

Sigmoida je nejčastěǰśı aktivačńı funkćı použ́ıvanou při konstrukci umělých
neuronových śıt́ı. Tato funkce je definována pomoćı rovnice
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f(x) =
1

1 + e−ax
, (2.2.1)

kde a je parametr ovlivňuj́ıćı strmost funkce. Hodnoty funkce se bĺıž́ı k 0 v −∞.
Hodnota funkce se bĺıž́ı k 1 v +∞. Pro vstupńı hodnotou funkce 0 obdrž́ıme
funkčńı hodnotu 0.5. Tato funkce vraćı pouze kladné hodnoty. Graf této funkce
(

2.2.1) je zobrazen na obrázku č.

3.

−1 −0.8 −0.6 −0.4 −0.2 0.2 0.4 0.6 0.8 1

0.2
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0.6

0.8

1

x

y

Obrázek 3. Sigmoida.

V naš́ı aplikaci jsme využili lineárńı aktivačńı funkci. Tato funkce je definována
předpisem

f(x) =
x

3456
,

kde č́ıslo 3456 reprezentuje dimenzi obrázku.
Matematicky se dá k-tý neuron popsat následovně pomoćı rovnic

vk =
m∑
j=0

wkjxj,

yk = ϕ(vk).

2.2.2. Architektura neuronové śıtě

Organizačńı dynamika neuronové śıtě nám určuje architekturu neuronové śıtě.
Architektura neuronové śıtě je vždy definována a je neměnná v čase. Existuj́ı
však neuronové śıtě, které umožňuj́ı během adaptivńı fáze měnit svoji topolo-
gii. V př́ıpadě potřeby je p̊uvodńı topologie doplněna o daľśı neurony a spojeńı.
Všeobecně rozeznáváme 2 typy topologíı – acyklická (dopředná) a cyklická (re-
kurentńı).
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Acyklická topologie – Śıt’ s takovou topologíı neobsahuje cyklus a nav́ıc všechny
spojeńı vedou jedńım směrem. Do tohoto druhu topologie spadaj́ı v́ıcevrstvé
dopředné śıtě. Architektura těchto śıt́ı je organizována ve formě vrstev. Každá
vrstva je tvořena daným počtem neuron̊u. V nejjednodušš́ım př́ıpadě je vstupńı
vrstva neuron̊u spojenou s výstupńı vrstvou. Na obrázku č.

4. je znázorněna jed-
novrstvá dopředná śıt’. V odborné literatuře se pro tento typ architektury použ́ıvá
označeńı p−q, kde p udává počet neuron̊u ve vstupńı vrstvě a q udává počet neu-
ron̊u ve výstupńı vrstvě. Daľśı variantou v́ıcevrstvé dopředné śıtě je architektura,
která obsahuje kromě vstupńı vrstvy a výstupńı vrstvy neuron̊u jednu nebo v́ıce
skrytých vrstev.

vstupńı
vrstva

skrytá
vrstva

výstupńı
vrstva

vstupńı
vrstva

výstupńı
vrstva

Obrázek 4. Dopředná śıt’ 4− 2 a dopředná śıt’ 4− 3− 2.

Cyklická topologie – Tento druh topologie neuronové śıtě se vyznačuje t́ım, že
zde existuje skupina neuron̊u, která je spojena v kruhu (tedy tvoř́ı cyklus). Tato
topologie je využ́ıvána předevš́ım v rekurentńıch neuronových śıt́ıch. Od acyklické
topologie se lǐśı t́ım, že zde existuje alespoň jedna zpětná vazba.

2.2.3. Učeńı neuronové śıtě

Učeńı neuronové śıtě bývá v odborné literatuře označováno jako adaptivńı
dynamika. Před zahájeńım procesu učeńı se provede inicializace synaptických
vah śıtě na malé náhodné hodnoty z daného intervalu. Požadovaná funkce śıtě
je obvykle zadána tzv. trénovaćı množinou. Potom docháźı k vlastńımu procesu
učeńı śıtě. V pr̊uběhu učeńı docháźı ke změně hodnot těchto vah. Ćılem učeńı je
nastavit jednotlivé váhy spojeńı wij tak, aby śıt’ vytvářela správnou odezvu na
předložené vstupy z trénovaćı množiny.

Učeńı neuronové śıtě se děĺı na učeńı s učitelem (supervised learning) nebo
učeńı bez učitele (unsupervised learning). Při učeńı s učitelem docháźı v neuro-
nové śıti (to je v procesu učeńı) k vzájemnému srovnáváńı aktuálńıho výstupu
s požadovaným výstupem. Synaptické váhy se potom nastav́ı tak, aby se sńıžil
rozd́ıl mezi skutečným a požadovaným výstupem. Tento rozd́ıl je označován jako
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chyba. Při učeńı bez učitele trénovaćı množina obsahuje pouze vstupy śıtě. Sy-
naptické váhy se potom nastavuj́ı tak, aby śıt’ poskytovala stejnou odezvu při
stejných, nebo podobných vstupńıch vektorech.

2.2.4. Hebbovo učeńı

Nejstarš́ı a nejjednodušš́ı pravidlo pro učeńı neuronové śıtě je Hebbovo pravi-
dlo. Jeho autorem je kanadský psycholog a neuropsycholog Donald Hebb. V roce
1949 napsal Donald Hebb knihu Organization of Behavior, ve které navrhl uč́ıćı
pravidlo samostatného neuronu. Toto pravidlo je dnes známe pod názvem Heb-
bovo učeńı.

Hebbovo učeńı je založeno na dvou pravidlech:

1. Pokud dva neurony v neuronové śıti zahoř́ı současně, vazbu mezi těmito
neurony pośıĺıme.

2. Pokud zahoř́ı pouze jeden z neuron̊u, vazbu mezi těmito neurony oslab́ıme.

Matematický popis Hebbova pravidla učeńı je vyjádřen pomoćı následuj́ıćı
rovnice

∆wkj(n) = ηyk(n)xj(n),

kde ∆wkj(n) vyjadřuje změnu synaptické váhy spojeńı z neuronu k do neuronu j
v čase n. Dále xj(n) je vstupńı vektor, yk(n) je výstupńı vektor a η je parametr
rychlosti učeńı. Toto adaptačńı pravidlo se potom použije pro všechny váhy.

2.2.5. Vybavováńı neuronové śıtě

Pro proces vybavováńı neuronové śıtě se v odborné literatuře použ́ıvá termı́n
aktivńı dynamika. Tento proces vybavováńı neuronové śıtě nastává až je neu-
ronová śıt’ naučená. Zde se vezme naučená neuronová śıt’ a testovaćı množina.
Jednotlivé vzorky jsou postupně přiváděny na vstup naučené neuronové śıtě a
zjǐst’uje se jejich odezva.

Množina vstupńıch dat je tvořena jednotlivými vzorky. Tyto vzorky jsou po-
stupně předkládány neuronové śıti. Tato množina dat se zpravidla rozděluje na
dvě části – testovaćı množinu a trénovaćı množinu. Nejd̊uležitěǰśı je trénovaćı
množina. Trénovaćı množina muśı obsahovat vzorky, které nejlépe popisuj́ı
vstupńı množinu. Význam trénovaćı množiny určuje rychlost a kvalitu učeńı
neuronové śıtě. Jak moc je neuronová śıt’ kvalitně naučena se provád́ı pomoćı
testovaćı množiny. Testovaćı množina by neměla obsahovat totožné vzorky, které
jsou obsaženy v trénovaćı množině. Kdyby tomu tak bylo, tak by jsme nemohli
ověřit kvalitu naučeńı neuronové śıtě.
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2.3. Analýza hlavńıch komponent PCA

Při zpracováńı této podkapitoly, která se týká metody analýzy hlavńıch kom-
ponent (PCA) jsem čerpal z publikaćı

[1],

[4] a

[8].

2.3.1. Zaměřeńı metody PCA

Tuto metodu představil Pearson v roce 1901. V celé řadě úloh se setkáváme
s t́ım, že p̊uvodńı počet naměřených znak̊u je značný. T́ım se nab́ıźı otázka,
jak takové množstv́ı znak̊u přehledně interpretovat. Pro jednodušš́ı interpretaci
nám metoda PCA provede vyjádřeńı (lineárńı transformaci) p̊uvodńıch znak̊u na
menš́ı počet nových znak̊u s co nejmenš́ı ztrátou informace. Výhody takto nově
źıskaných znak̊u maj́ı zásadńı vliv na zjednodušeńı konečné analýzy a vyhodno-
ceńı źıskaných výsledk̊u měřeńı. Takto źıskané nové znaky se označuj́ı jako hlavńı
komponenty. Dále jsou vhodněǰśı pro daľśı použit́ı, protože je jich výrazně méně
než p̊uvodńıch znak̊u. Tyto nové znaky vystihuj́ı téměř celou proměnlivost (roz-
ptyl) p̊uvodńıch znak̊u a jsou vzájemně nekorelovatelné. Nové znaky, které jsme
źıskali z p̊uvodńıch naměřených znak̊u jsou jejich lineárńı kombinaćı. Nejv́ıce
informaćı o rozptylu p̊uvodńıch dat popisuje prvńı hlavńı komponenta. Druhá
hlavńı komponenta popisuje informace o rozptylu, které nejsou obsaženy v prvńı
hlavńı komponentě atd. Posledńı komponenta představuje nejmenš́ı množstv́ı in-
formaćı o rozptylu. Analýza hlavńıch komponent (PCA) našla svoje uplatněńı
nejv́ıce v oblasti analýzy v́ıcerozměrných dat – redukce dimenze. Mimo tuto ob-
last je možné také využ́ıt metodu PCA v oblastech pr̊uzkumové analýzy dat

[8]
a testu v́ıcerozměrné normality

[8].

2.3.2. Princip metody analýzy hlavńıch komponent

Základńı pojmy z oblasti matematické statistiky použité v této práci jsou
vysvětleny v knize

[1]. Ćılem je nalézt vhodnou lineárńı transformaci, která bude
optimálńı z pohledu minimalizace středńı kvadratické chyby mezi zrekonstruo-
vaným a originálńım vektorem dat. Necht’ x = [x1, x2, ..., xm]T je náhodný vek-
tor dimenze m. Tento vektor x reprezentuje vstupńı data. Předpokládejme, že
náhodný vektor x má nulovou středńı hodnotu, tedy plat́ı

E[x] = [E[x1], E[x2], ..., E[xm]]T = 0.

Pokud E[x] 6= 0, nab́ıźı se odeč́ıst středńı hodnotu z dat před analýzou. Necht’

u = [u1, u2, ..., um]T je jednotkový vektor dimenze m, na který budeme provádět
projekci vektoru x. Tato projekce vektoru x na jednotkový vektor u je definována
následovně

a = uTx = xTu. (2.3.1)

Jedná se tedy o skalárńı součin vektor̊u x a u. Pro vektor u plat́ı, že ‖u‖ =√
uTu = 1. Statistické vlastnosti projekce a jsou středńı hodnota a rozptyl. Pro
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jej́ı středńı hodnotu plat́ı, že

E[a] = E[uTx] = uTE[x] = 0.

Pro jej́ı rozptyl (varianci) plat́ı, že

σ2 = E[a2] = E[(uTx)(xTu)] = uTE[xxT ]u = uTRxu.

Čtvercová matice Rx typu m×m je korelačńı matice náhodného vektoru x.
Tato matice je definována jako

Rx = E[xxT ] = RT
x .

Nav́ıc korelačńı matice Rx je symetrická. To znamená, že plat́ı RT
x = Rx.

Podstatná charakteristika daných dat x může být množina m vlastńıch hod-
not λ1, λ2, ..., λm a odpov́ıdaj́ıćı vlastńı vektory u1, u2, ..., um vyřešeńım problému
vlastńıch hodnot pomoćı následuj́ıćı rovnice

Rxuj = λjuj, j = 1, 2, ...,m. (2.3.2)

Odpov́ıdaj́ıćı vlastńı hodnoty jsou uspořádány v sestupném pořad́ı λ1 > λ2 >
... > λm tak, že λ1 = λMAX . Odpov́ıdaj́ıćı ortonormálńı vlastńı vektory
u1,u2, ...,um budou poskládány do matice typu m×m

U = [u1,u2, ...,um].

Rovnice problému vlastńıch hodnot z (

2.3.2) můžeme zapsat v maticovém tvaru
jako

RxU = UΛ, (2.3.3)

kde Λ je diagonálńı matice obsahuj́ıćı na hlavńı diagonále vlastńı č́ısla matice Rx.
Diagonálńı matice Λ je ve tvaru

Λ = diag[λ1 > λ2 > ... > λm].

Matice U je ortogonálńı matice se sloupcovými vektory u1, u2, ..., um, které jsou
vlastńımi vektory matice Rx a jsou ortonormálńı, jelikož splňuj́ı následuj́ıćı
podmı́nku

uT
i uj =

{
1 j = i

0 j 6= i
.

Protože pro ortogonálńı matici U máme

UTU = I,
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kde I je jednotková matice, potom inverzńı matice k matici U se rovná transpo-
nované matici U

UT = U−1.

Z rovnice (

2.3.3) můžeme vytvořit tzv.ortogonálńı transformaci podobnosti

U−1RxU = UTRxU = Λ. (2.3.4)

Ortogonálńı transformace podobnosti transformuje korelačńı matici Rx na dia-
gonálńı matici vlastńıch hodnot.

2.3.3. Základńı reprezentace dat

Protože existuje m r̊uzných jednotkových vektor̊u, můžeme definovat m
r̊uzných projekćı na tyto vektory. Z rovnice (

2.3.1)

aj = uTj x = xTuj, j = 1, 2, ...,m

kde aj jsou projekce vektoru x na hlavńı směry, které jsou reprezentovány jed-
notkovými vektory uj. Potom aj se nazývaj́ı hlavńı komponenty. Tyto projekce
aj pro j = 1, 2, ...,m uspořádáme do vektoru

a = [a1, a2, ..., am]T . (2.3.5)

Dále plat́ı

a = [a1, a2, ..., am]T

= [xTu1, x
Tu2, ..., x

Tum]T

= UTx.

Z uvedeného vyplývá, že a1 je tzv. prvńı hlavńı komponenta. Tedy projekce na
vlastńı vektor korelačńı matice, který odpov́ıdá největš́ımu vlastńımu č́ıslu ko-
relačńı matice. Dále a2 se nazývá druhá hlavńı komponenta. Ta vznikne jako
projekce na vlastńı vektor, který odpov́ıdá druhému největš́ımu vlastńımu č́ıslu
korelačńı matice. Dále a3 se označuje jako třet́ı hlavńı komponenta. Ta vznikne
jako projekce na vlastńı vektor, který odpov́ıdá třet́ımu největš́ımu vlastńımu
č́ıslu korelačńı matice. Dále pokračujeme analogicky až do m.

Rekonstrukce originálńıho vektoru x z projekćı aj pro j = 1, 2, ...,m se dá
zapsat ve tvaru

x = Ua

=
m∑
j=1

ajuj.
(2.3.6)

Jednotkové vektory u tvoř́ı bázi prostoru dat. Rovnice (

2.3.6) představuje trans-
formaci souřadnic, podle které bod x v prostoru dat je transformován do od-
pov́ıdaj́ıćıho bodu a v prostoru př́ıznak̊u.
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2.3.4. Redukce dimensionality

Metoda analýzy hlavńıch komponent může být efektivně použita pro extrakci
př́ıznak̊u a redukci dimenzionality. PCA je nejlepš́ı technika pro lineárńı extrakci
př́ıznak̊u z p̊uvodńıho datasetu ve smyslu minimalizace rekonstrukčńı chyby.
Zejména můžeme sńıžit počet př́ıznak̊u potřebných pro efektivńı reprezentaci
dat t́ım, že zanedbáme ty lineárńı kombinace v rovnici (

2.3.6), které maj́ı malé
rozptyly a zachováme pouze ty, které maj́ı větš́ı rozptyly. Označme λ1, λ2, ..., λl
jako l největš́ıch vlastńıch hodnot korelačńı matice R. Můžeme psát, že

x̂ =
l∑

j=1

ajuj, l ≤ m.

Jedná se vlastně o aproximaci vektoru x vektorem x̂. Vektor a (

2.3.5) byl
tedy ořezán o prvky, které pořad́ım odpov́ıdaj́ı nejmenš́ım vlastńım č́ısl̊um. Apro-
ximačńı chybový vektor e je definován

e = x− x̂.

Z výše uvedeného je zřejmé, že vektor e je roven rozd́ılu mezi p̊uvodńım datovým
vektorem x a aproximovaným datovým vektorem x̂. Plat́ı také

e =
m∑

j=l+1

ajuj.

Vektor aproximačńıch chyb e je ortogonálńı k rekonstruovanému vektoru x̂. Toto
je znázorněno na obrázku č.

5.

Obrázek 5. Vzájemný vztah originálńıho vektoru xi, rekonstruo-
vaného vektoru x̂i a chybového vektoru ei. Obrázek je převzat z
http://latent.connectmv.com/wiki/Principal Component Analysis.
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2.4. Využit́ı neuronových śıt́ı ve zpracováńı obrazu

V této podkapitole, která se týká využit́ı neuronových śıt́ı v jednotlivých fáźıch
rozpoznáváńı objekt̊u v obraze vycháźım z článku

[2].

2.4.1. Předzpracováńı

Prvńım krokem ve zpracováńı obrazu pomoćı neuronových śıt́ı je
předzpracováńı. Operace pro předzpracováńı obecně spadaj́ı do jedné ze tř́ı ka-
tegoríı – rekonstrukce obrazu (Image reconstruction), obnoveńı obrazu (Image
restoration) a zvýrazněńı obrazu (Image enhancement).

Během procesu rekonstrukce obrazu (Image reconstruction) jde o sestaveńı
obrazu z počtu naměřených dat.

V části obnoveńı obrazu (Image restoration) se provád́ı odstraněńı šumu a vad,
které vznikly během poř́ızeńı obrazu. Nejjednodušš́ım zp̊usobem obnoveńı obrazu
je odstraněńı šumu pomoćı filtrace. K filtraci se využ́ıvaj́ı r̊uzné typy neuronových
śıt́ı, kterými jsou popsány r̊uzné druhy filtr̊u. Potlačeńı šumu je možné provést
také pomoćı konvoluce. Jedná se o dopřednou neuronovou śıt’ a dopřednou śıt’

realizuj́ıćı regresi. Pro obnovu barevných obraz̊u a jejich převod na šedotónové
obrazy se použ́ıvá neuronová śıt’, která se označuje jako CNN (Cellular Neural
Network). Daľśı zaj́ımavou architekturou neuronové śıtě je GANF (Generalized
Adaptive Neural Filter), která je také vhodná pro potlačeńı šumu.

Během procesu zvýrazněńı obrazu (Image enhancement) docháźı k zvýrazněńı
určitých vlastnost́ı, které maj́ı za následek lepš́ı segmentaci a rozpoznáváńı ob-
razu. K vylepšeńı obrazu se využ́ıvá detekce hran. V této části byly použity
dopředné neuronové śıtě, které realizovaly detekci hran. K tomu slouž́ı např́ıklad
Hopfiledova śıt’, nebo regresńı dopředná neuronová śıt’.

2.4.2. Redukce dat

Dvě z nejd̊uležitěǰśıch aplikaćı redukce dat jsou komprese a extrakce př́ıznak̊u.
Algoritmy pro kompresi použ́ıváme pro uložeńı a přenos obrázk̊u. Tento proces
se skládá ze dvou krok̊u – komprese a dekomprese. Pro oba tyto kroky je možné
využ́ıt neuronové śıtě. Pro kompresi obrazu je možné použ́ıt dopředné neuronové
śıtě, SOM (Samoorganizuj́ıćı se mapy) a RBF (Radial Basis Function).

Extrakce př́ıznak̊u se použ́ıvá pro následnou segmentaci nebo pro roz-
poznáváńı objekt̊u v obrazu. Na extrakci př́ıznak̊u se můžeme d́ıvat jako na
určitý druh redukce dat. Ćılem tohoto procesu je nalézt podmnožinu př́ıznak̊u
na základě obrazových dat. Je zřejmé, že obrazová data maj́ı značně vysokou
dimenzi. Pro jejich daľśı zpracováńı se nám obrazová data s takto velmi vysokou
dimenźı nehod́ı. Při zpracováńı těchto dat by totiž došlo k značnému nár̊ustu
doby výpočtu. Abychom se této nepř́ıjemné vlastnosti vyvarovali, provedeme re-
dukci dat pomoćı extrakce př́ıznak̊u. K dispozici máme celou řadu neuronových
śıt́ı, které provád́ı redukci dat. Uvedeme zde pouze např. SOM a Hopfieldova śıt’.
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Touto fáźı se budeme podrobně zabývat v kapitole 3. Pro redukci dat v této fázi
zpracováńı obrazu jsme použili neuronové śıtě GHA (Generalized Hebbian Algo-
rithm) a APEX (Adaptive Principal Component Extraction), které řeš́ı metodu
PCA (Principal Component Analysis).

2.4.3. Segmentace

Hlavńım úkolem segmentace je rozdělit obraz do takových část́ı (segment̊u),
které maj́ı úzkou souvislost s oblastmi reálného světa, zachyceného na obraze,
nebo maj́ı společné vlastnosti. Mezi takové vlastnosti patř́ı např. barva, tvar
nebo textura. Výsledkem segmentace je soubor vzájemně se nepřekrývaj́ıćıch ob-
last́ı. Tyto výsledky jsou pak použ́ıvané např́ıklad pro rozpoznáváńı, nebo iden-
tifikaci objekt̊u. Segmentace obrazu pomoćı neuronových śıt́ıch je založena na
dvou př́ıstupech – segmentace na základě pixel̊u (based on pixel) a segmentace na
základě lokálńıch vlastnost́ı obrazu pomoćı př́ıznak̊u (based on features).

Prvńı př́ıstup je segmentace na základě pixel̊u (based on pixel). Tento př́ıstup
využ́ıvá znalost vlastnosti samostatného pixelu. Tento př́ıstup je založen na prin-
cipu, kdy je obraz jako celek přiveden na vstup neuronové śıtě. Neuronová śıt’

začne provádět segmentaci. Po jej́ım dokončeńı źıskáme jednotlivé segmenty, které
byly součást́ı vstupńıho obrazu. Velkou nevýhodou tohoto př́ıstupu je náchylnost
na změnu měř́ıtka a změnu rotace. Tato nevýhoda může zhoršit výsledek seg-
mentace. Segmentaci založenou na základě pixel̊u lze realizovat r̊uznými typy
neuronových śıt́ı, jako jsou dopředné neuronové śıtě, SOM, CNN, Hopfieldovy
śıtě, pravděpodobnostńı neuronové śıtě a daľśı.

Výše uvedené śıtě mohou být organizovány v určité hierarchii. Tento zp̊usob
organizace je založen na úrovńıch a postupuje se zde vždy směrem zdola nahoru
(bottom-up). V každé úrovni se nacháźı neuronová śıt’, která se specializuje na
hledáńı určitých vlastnost́ı ze svého vstupu. Po dokončeńı dané úrovně se pro-
vede předáńı částečného výsledku segmentace obrazu do následuj́ıćı úrovně. Zde
se nacháźı daľśı neuronová śıt’, která se zabývá hledáńım zase daľśıch vlastnost́ı
ze svého vstupu. Tak se pokračuje ve směru zdola - nahoru. Na nejvyšš́ı úrovni se
nacháźı neuronová śıt’, která se postará o spojeńı všech d́ılč́ıch podvýsledk̊u seg-
mentace do jednoho celku. T́ım je tedy segmentace obrazu hotová. Uvedené neu-
ronové śıtě jsou natrénovány na segmentaci na základě textury, nebo na základě
kombinace textury a tvaru.

Druhý př́ıstup je segmentace na základě lokálńıch vlastnost́ı obrazu pomoćı
př́ıznak̊u (based on features). Zkoumá vlastnosti v okoĺı pixelu. Tento druh
segmentace obrazu neńı náchylný na měř́ıtko a rotaci. K tomu se daj́ı využ́ıt
následuj́ıćı typy neuronových śıt́ı – dopředná neuronová śıt’, rekurzivńı neuronové
śıtě, SOM, Hopfieldovy śıtě, varianty RBF śıt́ı a śıtě pro analýzu komponent.

Můžeme zde využ́ıt také hierarchickou architekturu neuronových śıt́ı. Jsou
založeny na principu rozpoznáváńı optického charakteru a na zjǐst’ováńı
vzdálenosti mezi obrazy. Neuronové śıtě založené na př́ıznaćıch jsou trénovány na
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segmentu obrázk̊u. Tyto obrázky jsou založeny na rozd́ılech v textuře, nebo na
kombinaci rozd́ılu textury a tvaru. Dále je možné provádět segmentaci s využit́ım
odhadu vzdálenost́ı, prahováńı a mapováńı histogramu, odhadu optického toku,
spojováńı hran a nar̊ustáńı oblast́ı.

2.4.4. Rozpoznáńı objektu

Rozpoznáváńı objektu se skládá z určeńı pozice, orientace a velikosti objektu.
Hlavńım smyslem je také přǐrazeńı značky detekovanému objektu. Na základě
poznatk̊u z dostupné literatury se ve většině aplikaćı neuronových śıt́ı pro roz-
poznáváńı objekt̊u v obrazu, použ́ıvá princip založený na základě hodnot pixel̊u
(based on pixel data). Daľśı metodou, jak rozpoznávat objekty v obrazu, je použit́ı
metody př́ıznak̊u (based on features).

K rozpoznáváńı objekt̊u v obrazu na základě hodnot pixel̊u (based on pixel
data) existuje několik typ̊u neuronových śıt́ı, které je možné využ́ıt k tomuto
účelu. Jedná se např́ıklad o dopřednou neuronovou śıt’, jej́ı varianty se sd́ılenými
vahami, rekurzivńı śıtě, ART (Adaptive Resonance Theory) śıtě a jejich modifi-
kace, evolučńı fuzzy neuronové śıtě, autoasociativńı paměti, Neocognitron a Hop-
fieldovy śıtě.

Zásadńım problémem procesu rozpoznáváńı objekt̊u je to, že některé ob-
jekty v obrazu mohou mı́t r̊uznou polohu, mohou být r̊uzně natočeny a mo-
hou mı́t r̊uznou velikost. Tyto problémy nám mohou zásadńım zp̊usobem ovliv-
nit výsledek v procesu rozpoznáváńı objekt̊u v obrazu. Za účelem vyrovnat se
s těmito změnami, bylo nutné vyvinout několik nových architektur neuronových
śıt́ı.

Metoda rozpoznáváńı objekt̊u v obrazu na základě př́ıznak̊u (based on fea-
tures) zkoumá lokálńı vlastnosti objekt̊u na v́ıce než jednom pixelu. K tomuto
účelu se použ́ıvaj́ı dopředné neuronové śıtě, Hopfieldovy śıtě, fuzzy neuronové
śıtě a RAM neuronové śıtě. Tyto neuronové śıtě se zaměřuj́ı během procesu roz-
poznáváńı objekt̊u v obrazu na vývoj a výběr nejlepš́ıch vlastnost́ı (př́ıznak̊u).
Hlavńım určuj́ıćım parametrem těchto metod je to, že př́ıznaky jsou nezávislé
na změně rotace a velikosti objektu. Během procesu rozpoznáváńı objekt̊u se
zkoumaj́ı hlavně lokálńı geometrické vlastnosti. Jedná se předevš́ım o vlastnosti,
jako jsou Furierovy deskriptory odvozené z obrazu, transformace pomoćı wave-
let̊u, hlavńı komponenty źıskané z obrazu, projekce subobrazu na x-ovou a y-ovou
osu, Zernike momenty a momenty HU. Furierovy deskriptory, Zernike momenty
a momenty HU jsou invariantńı vzhledem k pozici, orientaci a velikosti objektu.

2.4.5. Porozuměńı obrazu

Porozuměńı obrazu je velice složitá oblast ve zpracováńı obrazu. V této části se
využ́ıvaj́ı techniky ze segmentace obrazu a rozpoznáváńı objekt̊u v obrazu, které
maj́ı znalost obsahu obrazu. Pro porozuměńı obrazu je možné použ́ıt dopředné
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neuronové śıtě. Tento typ neuronové śıtě byl použit pro ovládáńı robota na
základě analyzováńı obrázk̊u z kamery.

Prvńım hlavńım problémem neuronových śıt́ı ve fázi porozuměńı obrazu je
fakt, že neuronová śıt’ je chápána jako

”
černá skř́ınka“. Neuronové śıti poskytneme

na vstup celou řadu vstupńıch dat. Tato śıt’ nám pro každý vstup vrát́ı daný
výstup. Charakter

”
černé skř́ınky“ neuronové śıtě spoč́ıvá v tom, že nev́ıme jak

na tyto výsledky śıt’ přǐsla a zda jsou tyto výsledky přesné. Druhým hlavńım
problémem je znalost obsahu vstupńıch dat.
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3. Neuronové śıtě realizuj́ıćı PCA a roz-

poznáváńı

Při psańı této kapitoly jsem vycházel převážně z knih

[4],

[5],

[9],

[11] a z
článk̊u

[6],

[7] a

[13]. Stejně jako člověk i poč́ıtač se muśı naučit správně rozpoznat
a identifikovat známe objekty v daném prostřed́ı na základě vizuálńı informace.
Tuto vizuálńı informaci je člověk schopen vyextrahovat ze známých a neznámých
objekt̊u bez vážněǰśıch problémů. Může to být např. barva auta, tvar objektu,
věk nebo pohlav́ı osoby a daľśı. Oproti tomu strojové rozpoznáváńı objekt̊u je
však daleko složitěǰśı. Pro extrakci př́ıznak̊u ve strojovém učeńı se nab́ıźı použ́ıt
celá řada př́ıstup̊u. V této práci jsem se zaměřil na extrakci př́ıznak̊u pomoćı
neuronových śıt́ı. Tato kapitola se zabývá dvěma typy neuronových śıt́ı - GHA
a APEX. Námi uvedené neuronové śıtě jsou schopné provádět efektivńı výpočet
analýzy hlavńıch komponent (PCA). Ćılem této kapitoly je extrakce př́ıznak̊u,
které nám dobře reprezentuj́ı obrazovou informaci dostatečným zp̊usobem tak,
aby v daľśı fázi strojového rozpoznáváńı objekt̊u v obraze mohl klasifikátor na
základě vektoru př́ıznak̊u správně identifikovat daný objekt.

3.1. Neuronová śıt’ GHA

Prvńı neuronovou śıt́ı, která je schopna provádět efektivńı výpočet analýzy
hlavńıch komponent (PCA) je GHA - zobecněný Hebb̊uv algoritmus. Jedná se
o śıt’, kde se provád́ı proces učeńı bez učitele. Schéma této śıtě je znázorněno na
obrázku č.

6.

... ...

x0

x1

xp−1

y0

y1

ym−1

Obrázek 6. Dopředná śıt’ s lineárńımi neurony ve výstupńı vrstvě.

Struktura této neuronové śıtě je tvořena z p vstup̊u a z m výstup̊u. Neurony,
které se nacházej́ı ve výstupńı vrstvě, jsou lineárńı. Pro tento typ neuronové śıtě
je typické, že má méně výstup̊u, než vstup̊u, tj. (m < p). Jediným předmětem
v procesu učeńı je úprava synaptických vah wji, kde i = 0, 1, ..., p − 1 a j =
0, 1, ...,m − 1. Tedy wji spojuje neuron i ve vstupńı vrstvě s neuronem j ve
výstupńı vrstvě.
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Výstup yj(n) neuronu j v čase n je definován jako odezva na množinu vstup̊u
{xi(n)|i = 0, 1, ....p− 1}, tedy

yj(n) =

p−1∑
i=0

wji(n)xi(n), pro j = 0, 1, ...,m− 1.

Synaptická váha wji(n) se upravuje v pr̊uběhu fáze učeńı pomoćı zobecněného
Hebbova algoritmu. Matematicky se dá úprava synaptické váhy popsat jako

∆wji(n) = η

(
yj(n)xi(n)− yj(n)

j∑
k=0

wki(n)yk(n)

)
,

i = 0, 1, ..., p− 1,

j = 0, 1, ...,m− 1

kde ∆wji(n) je úprava váhy wji(n) v čase n a η označuje rychlost učeńı neuronové
śıtě.

Algoritmus pro GHA (Generalized Hebbian Algorithm)

Krok 1: Provede se inicializace v čase n = 1 synaptických vah wji neuronové
śıtě na malé náhodné hodnoty. Parametr rychlosti učeńı η se nastav́ı na malé
kladné č́ıslo.

Krok 2: Pro n = 1, j = 0, 1, ...,m− 1 a i = 0, 1, ..., p− 1 vypoč́ıtej

yj(n) =

p−1∑
i=0

wji(n)xi(n),

∆wji(n) = η

(
yj(n)xi(n)− yj(n)

j∑
k=0

wki(n)yk(n)

)
,

kde xi je i-tá složka vstupńıho vektoru x(n) typu p × 1 a m je počet hlavńıch
komponent.

Krok 3: Provedeme inkrementaci n o 1, pokračujeme krokem 2 dokud syna-
ptické váhy wji nedosáhnou ustálené hodnoty. Pro velké n synaptická váha wji

neuronu j konverguje k i-té složce vlastńıho vektoru, který je asociován s j-tým
vlastńım č́ıslem korelačńı matice vstupńıho vektoru x(n).

3.2. Neuronová śıt’ APEX

Neuronová śıt’ GHA (Generalized Hebbian Algorithm) je založena na
dopředných spojeńıch. V této sekci poṕı̌seme neuronovou śıt’, která se označuje
APEX (Adaptive Principal Components Extraction). Zkratka APEX znamená
adaptivńı extrakci hlavńıch komponent. Tato śıt’ je založena na dopředných a
zpětnovazebńıch spojeńıch. Tento algoritmus má zaj́ımavou vlastnost. Jestliže
máme k dispozici prvńıch i hlavńıch komponent, potom tento algoritmus APEX
v́ı, jak vypoč́ıtat i+ 1 hlavńıch komponent iterativně.
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Na obrázku č.

7. je znázorněn model neuronové śıtě APEX. Vstupńı vektor
má dimenzi n. Složky tohoto vektoru jsou x1, ..., xn. Všechny výstupńı neurony
jsou lineárńı. V této neuronové śıti APEX se využ́ıvaj́ı dva druhy synaptických
spojeńı:

• Dopředná spojeńı z vstupńıch neuron̊u do každého neuronu 1, 2, ...,m ve
výstupńı vrstvě, kde m < n. Tato spojeńı jsou reprezentovány matićı W
dopředným synaptických vah. Dopředná spojeńı pracuj́ı podle Hebbova pra-
vidla učeńı a jsou excitačńı.

• Laterálńı spojeńı z výstupu jednotlivých neuron̊u 1, 2, ..., i−1 do neuronu i.
T́ımto se do neuronové śıtě zavád́ı zpětná vazba. Tato spojeńı jsou reprezen-
továny matićı C. Laterálńı spojeńı pracuj́ı podle antihebbovského pravidla
učeńı. To znamená, že jsou inhibičńı.

... ...

x1

x2

x3

xn

y1

y2

y3

ym

cm,1

cm,2

cm,3

Obrázek 7. Neuronová śıt’ APEX.

Výstup yi i-tého neuronu je dán lineárńım vztahem mezi vstupy x1, ..., xn a
výstupy y1, ..., yi−1 neuron̊u 1 až i− 1. Konkrétně dostáváme

yi =
n∑

j=1

wijxj −
i−1∑
j=1

cijyj,

y = Wx−Cy,

kde y= (y1, ..., ym)T je výstupńı vektor, W= (wij), i = 1, ...,m, j = 1, ..., n je
matice dopředných synaptických vah a
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C =


0 · · · · · · · · · 0
c2,1 0 · · · · · · 0

...
. . .

...
cm−1,1 · · · cm−1,m−2 0 0
cm,1 · · · · · · cm,m−1 0


je dolńı trojúhelńıková matice zpětnovazebńıch vah. Stejně jako u modelu GHA,
model APEX udržuje hierarchické pořad́ı výstupńıch neuron̊u, protože i-tý
výstup záviśı na výstupu předchoźıch i− 1 neuron̊u.

Algoritmus APEX (Adaptive Principal Components Extraction)

Krok 1: Provede se inicializace v čase k = 1 vektoru dopředných vah wi a vek-
toru zpětnovazebńıch vah ci neuronové śıtě na malé náhodné hodnoty. Parametr
rychlosti učeńı η se nastav́ı na malé kladné č́ıslo.

Krok 2: Pro i = 1, ...,m a j = 1, ..., n vypoč́ıtej

∆wij(k) = β(k)[yi(k)xj(k)− yi(k)2wij(k)],

∆cij(k) = β(k)[yi(k)yj(k)− yi(k)2cij(k)], pro j < i

Krok 3: Inkrementuj i o 1, přejdi na krok 2 a pokračuj až po i = m−1, kdem se
rovná počtu požadovaných hlavńıch komponent. Pro velké k plat́ı wi(k)→ qi(k)
a ci(k)→ 0, kde qi je vlastńı vektor odpov́ıdaj́ıćı i-tému vlastńımu č́ıslu korelačńı
matice vektoru x(k).

3.3. Popis objektu

V reálném světě využ́ıvá člověk pro popis objekt̊u jejich specifických vlast-
nost́ı. Tyto vlastnosti jsou označovány jako př́ıznaky. Tyto př́ıznaky se potom
použ́ıvaj́ı ve fázi klasifikace objekt̊u. Př́ıznakem u daného objektu může tak být
např́ıklad barva, velikost a daľśı. Takto źıskané př́ıznaky muśı co nejpřesněji
a správně vystihnout charakteristické vlastnosti zkoumaného objektu. Kvalita
rozpoznáváńı objekt̊u tedy záviśı na vhodné volbě př́ıznaku. Mezi nejd̊uležitěǰśı
vlastnosti př́ıznak̊u patř́ı invariantnost (nezávislost př́ıznaku na změně jasu, kon-
trastu, translace, rotace a změně měř́ıtka), spolehlivost (objekty spadaj́ıćı do
stejné tř́ıdy maj́ı podobné hodnoty př́ıznak̊u), diskriminabilita (objekty v r̊uzných
tř́ıdách maj́ı r̊uzné hodnoty př́ıznak̊u) a daľśı.

Pro popis objektu rozlǐsujeme dva základńı př́ıstupy – strukturálńı popis a
nebo popis pomoćı př́ıznakového vektoru.

Strukturálńı popis objektu neńı předmětem této práce. Metody strukturálńıho
popisu objektu jsou založeny na popisu objekt̊u pomoćı základńıch primitiv a
popisu jejich vztah̊u mezi nimi. Vztahy mezi primitivy se nazývaj́ı relace. Tyto
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relace mohou být prostorové, funkčńı a daľśı. Každý obraz je tvořen základńımi
tvary primitiv, jako jsou čtverec, obdélńık, kruh a daľśı. Př́ıkladem relaćı mezi
těmito primitivy jsou třeba dotýkat se, prot́ınat se nebo být uvnitř. Spojeńım
těchto relaćı jsme poté schopni popsat obraz.

Popis objektu pomoćı př́ıznakového vektoru využijeme v této práci. Ćılem
tohoto př́ıstupu je matematicky popsat zkoumaný objekt pomoćı vektoru X.
Vektor X se označuje jako př́ıznakový vektor a skládá se z jednotlivých složek xi.
Každá i-tá složka vektoru X bude reprezentovat i-tý př́ıznak. Př́ıznakový vektor
může mı́t libovolnou dimenzi (počet př́ıznak̊u). Každý takový zkoumaný objekt
můžeme tedy vyjádřit jako bod v prostoru př́ıznak̊u, jehož dimenze je stejná,
jako dimenze př́ıznakového vektoru. Každý přidaný př́ıznak xi do př́ıznakového
vektoru X tak nav́ıc zvyšuje náročnost výpočtu a prodlužuje dobu výpočtu. Pro
omezeńı celkového počtu př́ıznak̊u na ty nejd̊uležitěǰśı př́ıznaky, je nutné provést
redukci dimenze př́ıznakového prostoru. K tomuto účelu lze využ́ıt dva základńı
př́ıstupy – extrakce př́ıznak̊u nebo selekce př́ıznak̊u.

Extrakce př́ıznak̊u (feature extraction) – Tento př́ıstup spoč́ıvá v provedeńı
transformace z p̊uvodńıho p-rozměrného prostoru dat, do prostoru př́ıznak̊u.
Výsledná dimenze prostoru př́ıznaku je m, kde m < p. Takto nově źıskané
př́ıznaky se významově lǐśı od p̊uvodńıch.

Selekce př́ıznak̊u – Zde se provád́ı pouze výběr podmnožiny př́ıznak̊u
z p̊uvodńıho prostoru dat bez transformace, které maj́ı maximálńı diskrimina-
litu.

3.4. Aplikace rozpoznáváńı objekt̊u v obraze

K rozpoznáváńı objekt̊u v obrazu využijeme neuronové śıtě. Hlavńım ćılem
tohoto procesu je správně identifikovat objekt obsažený v obraze. Trénovaćı
množina je tvořena portrétńımi fotografiemi r̊uzných lid́ı. Každý systém na roz-
poznáváńı objekt̊u v obraze muśı řešit celou řadu problémů týkaj́ıćı se úložǐstě
obraz̊u, předzpracováńı obrazu, extrakce př́ıznak̊u a rovněž i následnou klasi-
fikaci. Rozpoznáváńı portrét̊u lid́ı je velmi obt́ıžné. Obt́ıžnost spoč́ıvá v tom,
že všechny portrétńı fotografie lid́ı jsou si velice podobné. Např́ıklad na všech
portrétńıch fotografíıch se vyskytuj́ı oči, nos, ústa atd. Jde tedy o to, porov-
nat hledanou portrétńı fotografii s portrétńımi fotografiemi všech lid́ı v trénovaćı
množině. Tento systém muśı tedy správně rozpoznat i neznámé portrétńı fotogra-
fie, které nejsou součást́ı trénovaćı množiny. Na obrázku č.

8. máme znázorněno
schéma našeho systému na rozpoznáváńı portrétńıch fotografíı lid́ı. Toto schéma
vycháźı z jednotlivých fáźı popsaných v kapitole 2.4.

Náš systém pro rozpoznáváńı objekt̊u v obraze se skládá z následuj́ıćıch část́ı:
předzpracováńı, redukce dimenze, trénovaćı množina a klasifikace.

V části předzpracováńı provád́ıme hlavně normalizaci velikosti obrazu, která
je d̊uležitá pro výkonnost našeho systému. Dále je obraz převeden z barevného
obrazu RGB do šedotónového obrazu. O principu, jak převést barevný obraz
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Obrázek 8. Schéma systému na rozpoznáváńı objekt̊u.

RGB do šedotónového obrazu, pojednává podkapitola 2.1.
Po provedeńı části předzpracováńı máme k dispozici normalizovaný

šedotónový obraz. Tento obraz je přiveden na vstup neuronové śıtě, která nám
zde provád́ı redukci dimenze pomoćı extrakce př́ıznak̊u. Redukce dimenzionality
je řešena pomoćı neuronových śıt́ı, které jsou představeny v podkapitole 3.1 a 3.2.
Takto źıskáme kĺıčové př́ıznaky, které se potom využij́ı v části klasifikace.

V části klasifikace se využije vzorový obraz (vzor), který zadal uživatel. Tento
vzor je předložen dané neuronové śıt́ı GHA nebo APEX. Pro měřeńı podobnosti
př́ıznak̊u se použije vhodné kritérium. My jsme zvolili Euklidovskou vzdálenost.
Na základě výsledk̊u euklidovské vzdálenosti můžeme vzor klasifikovat.

3.5. Př́ıstup pomoćı eigenfaces

Eigenfaces př́ıstup je metoda analýzy hlavńıch komponent (PCA). Počátky
metody analýzy hlavńıch komponent (PCA) položil v roce 1901 Karl Pearson.
Většinou se použ́ıvá jako nástroj v exploratorńı analýze dat a pro vytvářeńı
prediktivńıch model̊u ( např. rozpoznáváńı portrétńıch fotografíı). Metoda PCA
pracuje v př́ıpadě rozpoznáváńı portrétńıch fotografíı s množinou obraz̊u, které
tvoř́ı vysoce dimenzionálńı dataset. Tyto jednotlivé obrazy jsou mapovány jako
body ve vysoce dimenzionálńım prostoru. Metoda analýzy hlavńıch kompo-
nent (PCA) je matematická metoda, která použ́ıvá ortogonálńı transformaci pro
převod množiny M obraz̊u portrétńıch fotografíı do množiny K nekorelovatelných
vlastńıch vektor̊u, které se nazývaj́ı eigenfaces. Tyto vektory potom generuj́ı
podprostor tvář́ı, který se nazývá facespace. Tyto vlastńı vektory (eigenfaces)
si můžeme představit jako množinu př́ıznak̊u, které charakterizuj́ı rozd́ıly mezi
portrétńımi fotografiemi . Počet eigenfaces je vždy menš́ı než počet originálńıch
obraz̊u, tj. K < M .

Na obrázku č.

9. je př́ıklad trénovaćı množiny, která obsahuje celkem M
obraz̊u. Pomoćı transformace źıskáme K eigenfaces pro reprezentaci trénovaćı
množiny, které jsou znázorněny na obrázku č.

11. Tato transformace je definována
tak, že prvńı eigenface ukazuje nejvýrazněǰśı př́ıznaky trénovaćı množiny obraz̊u.
Každý daľśı eigenface v pořad́ı zobrazuje daľśı nejv́ıce výrazné př́ıznaky s t́ım, že
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Obrázek 9. Transformace trénovaćı množiny do K vybraných eigenfaces.

muśı být nekorelovatelný s předcházej́ıćım eigenfacem. Nav́ıc každý daľśı eigen-
face v pořad́ı ukazuje menš́ı př́ıznaky a v́ıce šumu. Pouze několik málo prvńıch
eigenfaces (řekněme K) jsou vybrány. Na obrázku č. 11 je těchto K eigenfaces
znázorněno ve žlutém rámečku. Zbytek posledńıch eigenfaces, které jsou označeny
v červeném rámečku, jsou vyřazeny.

Těchto K eigenfaces mohou bezpečně reprezentovat celou p̊uvodńı trénovaćı
množinu, protože zobrazuj́ı hlavńı př́ıznaky, které tvoř́ı dataset. Každý obraz
v originálńı trénovaćı množině může být reprezentován z hlediska těchto K ei-
genfaces.

Každá tvář může být přesně reprezentována jako lineárńı kombinace všech
těchto eigenfaces. Každou tvář můžeme také reprezentovat pouze pomoćı určitého
počtu K nejlepš́ıch eigenfaces. Ty nejlepš́ı eigenfaces jsou ty, které maj́ı největš́ı
vlastńı č́ısla. Nejlepš́ıch K eigenfaces tvoř́ı M -dimenzionálńı podprostor, který
nazýváme facespace všech možných obraz̊u. Je to zobrazeno na obrázku č.

10.

Σ
w1 wk

Obrázek 10. Reprezentace tváře pomoćı lineárńı kombinace eigenfaces.
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Obrázek 11. Vypoč́ıtané eigenfaces z dané trénovaćı množiny.

3.6. Výpočet eigenfaces

Metoda PCA pomoćı eigenfaces považuje každý pixel v obraze jako samo-
statnou dimenzi. Jednotlivé obrazy portrétńıch fotografíı, které jsou obsaženy
v trénovaćı množině budou reprezentovány dvoudimenzionálńım polem velikosti
M × N . Toto pole obsahuje hodnoty z rozsahu 0 až 255. Všechny obrazy
portrétńıch fotografíı muśı být přesně stejné velikosti, které budeme reprezen-
tovat vektorem dimenze M ×N . Taková trénovaćı množina je potom zobrazena
na obrázku č.

12.
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Obrázek 12. Trénovaćı množina, která obsahuje všechny obrazy stejné dimenze.

Každý obraz o rozměrech M×N z trénovaćı množiny budeme tedy reprezento-
vat jako sloupcový vektor dimenze M×N nebo si daný obraz můžeme představit
jako bod v (M ×N)-dimenzionálńım prostoru. Potom tedy docháźı k mapováńı
celé kolekce obraz̊u v trénovaćı množině na body tohoto vysoce dimenzionálńıho
prostoru.

Obrazy portrétńıch fotografíı jsou si podobné ve v́ıce či méně rysech. Z toho
plyne, že tyto obrazy portrétńıch fotografíı nebudou v tomto vysoce dimen-
zionálńım prostoru rozdistribuovány náhodně a můžou tak být popsány pod-
prostorem s mnohem nižš́ı dimenźı. Pomoćı metody analýzy hlavńıch komponent
(PCA) nalezneme tedy vlastńı vektory (eigenfaces), které nejlépe popisuj́ı distri-
buci obraz̊u portrétńıch fotografíı v celém prostoru obraz̊u. Tyto vektory definuj́ı
podprostor obraz̊u portrétńıch fotografíı, který se nazývá facespace. Každý vek-
tor v tomto podprostoru má tedy délku M ×N a popisuje tak obraz o rozměrech
M ×N .

Pro výpočet vlastńıch vektor̊u (eigenfaces) a provedeńı redukce dimenzionality
vstupńıch dat jsme využili neuronové śıtě realizuj́ıćı výpočet PCA (Principal
Commponent Analyzis). Konkrétně se jednalo o neuronové śıtě GHA (Generalized
Hebbian Algorithm) a APEX (Adaptive Principal Components Extraction). Pro
př́ıklad jsou na obrázku č.

11. zobrazeny eigenfaces, které byly vypočteny pomoćı
śıtě GHA.

Je zřejmé, že v př́ıpadě obrázk̊u z trénovaćı množiny se bude jednat o M ×N
dimenzionálńı prostor. Nejprve budou tyto obrazy postupně předloženy neuro-
nové śıti, která vypočte podprostor obraz̊u facespace. Pro jednodušš́ı představu
uvažujeme obrazy v trénovaćı množině o rozměrech 1× 2. Tyto p̊uvodńı obrazy
lze reprezentovat pomoćı jediné hlavńı komponenty PC (černá čára). Potom daná
neuronová śıt’ vygeneruje podprostor facespace, který je znázorněn na obrázku
č.

13. Modré body reprezentuj́ı p̊uvodńı obrazy trénovaćı množiny. Červené body
znázorňuj́ı projekci daného obrazu do podprostoru facespace. Tyto červené body
představuj́ı nové hodnoty v novém souřadnicovém systému. V našem př́ıpadě 2-
dimensionálńı data reprezentujeme pomoćı 1-dimensionálńıch. Na výstupu neu-
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ronové śıtě jsou vektory, které generuj́ı podprostor facespace.
V naš́ı aplikaci pracujeme s trénovaćı množinou, která obsahuje obrazy

portrétńıch fotografíı o rozměrech 54 × 64. Potom má výsledný prostor dimenzi
3456. Takto vysoce dimenzionálńı prostor redukujeme pomoćı dané neuronové
śıtě na podprostor s nižš́ı dimenźı.
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Obrázek 13. PCA pro obrazy o rozměrech 1× 2.

3.7. Použit́ı eigenfaces pro klasifikaci tvář́ı

Rozpoznáváńı vzor̊u je fáze, která výrazně záviśı na reprezentaci vstupńıch
dat. Hlavńım ćılem rozpoznáváńı vzor̊u je rozhodnout, do jaké tř́ıdy spadá zkou-
maný vzor. Pro popis každého obrazu jsme použili metodu extrakce př́ıznak̊u (fea-
ture extraction). Tato metoda byla realizována pomoćı neuronových śıt́ı, kterými
jsme se zabývali v podkapitole č. 3.1 a podkapitole č. 3.2. Vycháźıme z toho,
že máme k dispozici trénovaćı množinu, která obsahuje celkem M obraz̊u. Dále
máme k dispozici neznámý obrázek. Všechny tyto obrazy jsou stejné velikosti, tj.
M × N . Na této trénovaćı množině jsme danou śıt’ natrénovali. T́ımto krokem
jsme tedy provedli fázi učeńı dané neuronové śıtě a źıskali jsme tak matici vah.
V př́ıpadě rozpoznáváńı vzoru pomoćı př́ıznak̊u je možné tuto úlohu znázornit
pomoćı schématu uvedeném na obrázku č.

14.
Potom ve fázi rozpoznáváńı daná neuronová śıt’ provede pro každou portrétńı

fotografii trénovaćı množiny projekci této fotografie do vlastńıch vektor̊u (eigen-
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Obrázek 14. Schéma pro rozpoznáváńı tvář́ı pomoćı PCA.

faces), které generuj́ı podprostor facespace a byly źıskány ve fáźı natrénováńı śıtě.
Pomoćı této projekce źıskáme reprezentaci každé portrétńı fotografie ve formě K
nejd̊uležitěǰśıch hlavńıch komponent.

Při rozpoznáváńı neznámé portrétńı fotografie, která neńı součást́ı trénovaćı
množiny se postupuje následovně. Neznámá portrétńı fotografie má stejný rozměr
jako maj́ı obrazy v trénovaćı množině. Tuto neznámou portrétńı fotografii
převedeme nejprve na sloupcový vektor (x1, ..., xp) a ten přivedeme na vstup
neuronové śıtě, která realizuje PCA. Ta provede projekci naš́ı neznámé portrétńı
fotografie do vlastńıch vektor̊u (eigenfaces). Pomoćı této projekce źıskáme repre-
zentaci neznámé portrétńı fotografie ve formě K nejd̊uležitěǰśıch hlavńıch kom-
ponent. Takto źıskané hlavńı komponenty naš́ı neznámé fotografie (y1, ..., yk) se
potom porovnaj́ı se všemi hlavńımi komponentami trénovaćıch portrétńıch foto-
grafíı.

Na základě vhodného kritéria je možné rozhodnout zda je portrétńı fotogra-
fie známá nebo neznámá. V př́ıpadě, že je portrétńı fotografie známá, můžeme
rozhodnout o jej́ı identitě. Jako již zmiňované kritérium můžeme použ́ıt např.
Euklidovskou vzdálenost.

Euklidovská vzdálenost (Euclidean distance) je nejv́ıce použ́ıvanou meto-
dou pro měřeńı vzdálenosti kvantitativńıch proměnných. Představuje měřeńı
vzdálenosti dvou bod̊u tak, jako by byla změřena prav́ıtkem – jde tedy o př́ımou
vzdálenost mezi dvěma body. Vypočte se jako

dij =

√√√√ n∑
k=1

(xik − xjk),

kde dij vyjadřuje vzdálenost (odlǐsnost) bodu i od bodu j. Dále xik je k-tý př́ıznak
objektu i a xjk je k-tý př́ıznak objektu j a n je počet př́ıznak̊u popisuj́ıćı objekt.

Tato vzdálenost je určena jako druhá odmocnina sumy čtvercových
vzdálenost́ı mezi souřadnicemi objekt̊u. Je vždy větš́ı, nebo rovna nule (pro iden-
tické body), vyšš́ı hodnoty vycháźı pro body vykazuj́ıćı menš́ı podobnost. Existuje
také několik druh̊u této metody, např. Čtvercová Euklidovská vzdálenost
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dij =
n∑

k=1

(xik − xjk)2.

Pro jednodušš́ı představu opět uvažujeme obrazy v trénovaćı množině
o rozměrech 1 × 2. Tyto p̊uvodńı obrazy lze reprezentovat pomoćı jediné hlavńı
komponenty PC (černá čára). Potom daná neuronová śıt’ vygeneruje podpro-
stor facespace, který je znázorněn na obrázku č.

15. Modré body reprezentuj́ı
p̊uvodńı obrazy trénovaćı množiny. Červené body znázorňuj́ı projekci daného ob-
razu do podprostoru facespace. Tyto červené body představuj́ı nové hodnoty v
novém souřadnicovém systému. V našem př́ıpadě 2-dimensionálńı data reprezen-
tujeme pomoćı 1-dimensionálńıch. Na výstupu neuronové śıtě jsou vektory, které
generuj́ı podprostor facespace. Neznámý obraz o rozměrech 1 × 2, který nebyl
součást́ı trénovaćı množiny, je na obrázku č.

15. znázorněn zeleným bodem. Jeho
projekce do podprostoru facespace je znázorněna žlutým bodem. Poté, co jsme
provedli projekci, můžeme přistoupit k rozhodnut́ı, zda daný obraz je známy nebo
neznámý. K tomu využijeme již zmı́něnou euklidovskou vzdálenost žlutého bodu
od všech ostatńıch červených bod̊u.
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Obrázek 15. Aplikace euklidovské vzdálenosti pro rozpoznáváńı neznámého ob-
razu (zelený bod).

34



4. Uživatelská př́ıručka

4.1. Popis aplikace

Ćılem práce bude aplikace, rozpoznávaj́ıćı objekty v obraze. Tato aplikace
bude využ́ıvat pro redukci dat dva r̊uzné typy neuronových śıt́ı. Jsou to neuronové
śıtě GHA a APEX. Jako objekty jsme zvolili portrétové fotografie.

Výsledná aplikace byla naprogramována v programovaćım jazyce Microsoft
Visual C#. Architektura této aplikace je založena na platformě Microsoft .NET
Framework 4.5. Jako vývojové prostřed́ı bylo zvoleno Microsoft Visual Studio
2013.

4.2. Požadavky na instalaci

Aplikaci je nutné spouštět na poč́ıtač́ıch s operačńım systémem Windows 7 a
vyšš́ı. Dále je nutnou podmı́nkou mı́t na poč́ıtači nainstalovaný Microsoft .NET
Framework 4.5 nebo vyšš́ı.

4.3. Hlavńı okno aplikace

Aplikace je tvořena jedńım hlavńım oknem a několika d́ılč́ımi okny. Hlavńı
okno aplikace je znázorněno na obrázku č.

16. V hlavńım okně se nacháźı hlavńı
menu a dvě záložky – Main a Settings.

4.4. Záložka Main

Prvńı záložka Main tvoř́ı jádro celého programu. Tato záložka je rozčleněna
do tř́ı sekćı. Sekce Feature extraction ANN se týká fáze redukce dat pomoćı neu-
ronových śıt́ı. Ve fázi redukce dat se nacháźı mnoho nastavitelných parametr̊u,
které vstupuj́ı do výpočtu neuronových śıt́ı. V této sekci máme možnost zvolit
u položky PCA algorithm typ dané neuronové śıtě, která bude realizovat re-
dukci dimenzionality vstupńıch dat. Na výběr máme ze dvou neuronových śıt́ı –
GHA a APEX. Daľśım významným parametrem je položka Learning rate, která
ovlivňuje rychlost učeńı vybrané neuronové śıtě. Parametr Number of compo-
nents má zcela zásadńı vliv na fázi redukce dimenzionality dat. Pomoćı tohoto
parametru jsme schopni ovlivnit velikost dimenze p̊uvodńıch vstupńıch dat. Po-
sledńım parametrem v této sekci je Number of epochs. Tento parametr nasta-
vuje počet epoch pro danou neuronovou śıt’. Udává, kolikrát bude celá trénovaćı
množina předložena zvolené neuronové śıti. V př́ıpadě, že jsme provedli na záložce
Settings výběr a načteńı trénovaćı množiny, můžeme po nastaveńı parametr̊u
v sekci Feature extraction ANN zahájit trénováńı zvolené neuronové śıtě. K tomu
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slouž́ı tlač́ıtko Train. Pr̊uběh trénováńı dané neuronové śıtě je znázorněn na pro-
gressbaru, který se nacháźı na spodńı straně hlavńıho okna. Když je daná neuro-
nová śıt’ natrénována na námi zvolené trénovaćı množině, zpř́ıstupńı se tlač́ıtko
View eigenvectors. Po stisku tohoto tlač́ıtka se otevře okno, které je zobrazeno
na obrázku č.

17.

Obrázek 16. Hlavńı okno aplikace - záložka Main.

Sekce Choose pattern image se týká fáze rozpoznáváńı a klasifikace. Když je
trénováńı zvolené neuronové śıtě úspěšně ukončeno, zpř́ıstupńı se d̊uležité prvky
této sekce. Předevš́ım zde uživatel může nahrát neznámý obrázek, který se roz-
hodl rozpoznat. Máme zde k dispozici tlač́ıtko Browse. Pomoćı tohoto tlač́ıtka
se nahraje vybraný neznámý obrázek do aplikace. Tlač́ıtko Clear slouž́ı pro
zrušeńı výběru neznámého obrázku. Posledńım tlač́ıtkem této sekce je tlač́ıtko
Recognize. Po stisku tohoto tlač́ıtka se provede klasifikace neznámého obrázku,
který byl nahrán na vstup. Vlevo od těchto tlač́ıtek se nacháźı náhled nahraného
neznámého obrázku v odst́ınech šedi. Posledńı d̊uležitou část́ı této sekce je para-
metr The selected metric. T́ımto parametrem si zvoĺıme typ pro měřeńı podob-
nosti objekt̊u ve fázi rozpoznáváńı a klasifikace. Implicitně je zde na výběr pouze
euklidovská vzdálenost.

Posledńı sekce na této záložce Main se nacháźı ve spodńı části okna aplikace.
Jedná se o sekci State. Tato sekce slouž́ı pro poskytováńı informaćı a zobrazováńı
pr̊uběhu výpočtu uživateli. Jedná se zejména o zobrazeńı informaćı a o zobrazeńı
pr̊uběhu nahráváńı trénovaćı sady do aplikace. Tato sekce poskytuje informace
o pr̊uběhu výpočtu redukce dimenzionality neuronové śıtě nad zadanou trénovaćı
množinou.
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Obrázek 17. Okno, které zobrazuje eigenvectors.

4.5. Záložka Settings

Druhá záložka v hlavńım okně se jmenuje Settings. Tato záložka obsa-
huje pouze tlač́ıtko Browse. To slouž́ı pouze pro načteńı a následné zpracováńı
trénovaćı množiny obrázk̊u, umı́stěné na disku v poč́ıtači. Pr̊uběh zpracováńı
této množiny je znázorněn v progressbaru. Jednotlivé obrázky trénovaćı množiny
jsou načteny do seznamu Folder list. Ten umožňuje procházet jednotlivé obrázky,
které jsou součást́ı trénovaćı množiny a zobrazit ke každému Preview. Pod t́ımto
seznamem Folder list je informativńı údaj Number of images in set, který udává
celkový počet obrázk̊u v trénovaćı množině. Posledńı sekćı na této záložce je
Image Info. Zde se pro vybraný obrázek z Folder list zobraźı informace o jeho
rozměrech.

Obrázek 18. Hlavńı okno aplikace - záložka Settings.
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5. Testy

5.1. Popis vstupńıch dat

Pro naše experimenty použijeme databázi lidských tvář́ı, která byla źıskána
ze zdroje

[16]. Takto źıskané portrétové fotografie r̊uzných lid́ı budeme použ́ıvat
ve fázi trénováńı a rozpoznáváńı námi zkoumaných neuronových śıt́ı APEX a
GHA. Portrétové fotografie byly pořizovány tak, že všechny osoby se nacházely
přibližně ve stejné vzdálenosti od fotoaparátu. Následně bylo vytvořeno 20 sńımk̊u
od každé osoby. Jednotlivé sńımky jsou označeny podle následuj́ıćıho schématu –
jméno.č́ıslosńımku.př́ıpona, kde jméno označuje identitu dané osoby, č́ıslosńımku
signalizuje, v jakém pořad́ı byl sńımek vytvořen a př́ıpona označuje grafický
formát obrázku. Během pořizováńı sńımk̊u byl s osobou veden dialog, jehož
účelem bylo vyvolat drobné změny ve výrazu obličeje při fotografováńı každé
osoby. Všechny portrétové fotografie, umı́stěné v této sadě, maj́ı jednotný rozměr
54 × 64 pixel̊u. Jsou zde zastoupeny jak fotografie muž̊u tak i ženy. Na obrázku
č.

19. je pro názornost uveden př́ıklad portrétových fotografíı konkrétńı osoby
této množiny.

Tato sada splňuje následuj́ıćı vlastnosti. Každá osoba této množiny byla fo-
cena na zeleném pozad́ı. Všechny fotografie jsou zhotoveny ve stejném měř́ıtku
s minimálńımi změnami otáčeńı, sklonu a nakloněńı hlavy. Tyto fotografie byly
pořizovány za stejného nasv́ıceńı. Na fotografíıch jsou rovněž zaznamenány i
změny ve výrazu obličeje. Protože jednotlivé sńımky byly vytvořeny v daném
okamžiku, nejsou tedy k dispozici r̊uzné variace účes̊u.

Obrázek 19. Př́ıklad portrétových fotografíı jediné konkrétńı osoby.

5.2. Př́ıprava experiment̊u s neuronovými śıtěmi GHA a
APEX

Veškeré experimenty s neuronovými śıtěmi byly provedeny na poč́ıtači Intel
Core 2 Duo E8400 3GHz, 4GB RAM. Pro všechny prováděné experimenty jsme
si vstupńı data rozdělili na 3 základńı množiny. Prvńı množina je označována
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jako trénovaćı (TrainSet). Tato množina obsahuje celkem 109 portrétových foto-
grafíı. V této množině jsou všechny portrétové fotografie označeny dle schématu
– jméno.1.př́ıpona. Portrétové fotografie s t́ımto označeńım byly poř́ızeny jako
úplně prvńı fotografie konkrétńı osoby v př́ımém pohledu. Daľśı množina má
označeńı jako testovaćı sada 1 TestSet1. Tato množina obsahuje celkem 506
portrétových fotografíı. K označeńı portrétových fotografíı je použito schématu
– jméno.č́ıslosńımku.př́ıpona, kde jednotlivé sńımky jsou č́ıslovány č́ısly 1 až 20.
Je zřejmé, že tato množina obsahuje i obrázky z trénovaćı množiny TrainSet.
Tato množina nám slouž́ı pro fázi rozpoznáváńı. Posledńı množinou je testo-
vaćı sada 2 TestSet2. V této množině jsou obrázky označeny dle schématu –
jméno.č́ıslosńımku.př́ıpona, kde č́ıslo sńımku je v rozsahu 11 až 20. TestSet1 tedy
neobsahuje fotografie, obsažené v množině TrainSet. Je zde celkem 268 fotografíı.
Tato množina se také použ́ıvá pro fázi rozpoznáváńı. Pro klasifikaci byla využita
ve všech experimentech Euklidovská vzdálenost.

Při prováděńı několika r̊uzných experiment̊u jsme źıskané výsledky shrnuli do
následuj́ıćıch tabulek. Struktura tabulek je pro všechny prováděné experimenty
stejná a proto zde provedeme vysvětleńı významu jednotlivých sloupc̊u tabulek.

• Prvńı sloupec tabulky udává typ zvolené neuronové śıtě včetně nastaveńı
jejich parametr̊u. Je to Rychlost učeńı (LR), počet hlavńıch komponent (CC)
a Počet epoch (CE). V každém řádku tohoto sloupce je uveden rozměr
obrázk̊u (54× 64) a dále jsou uvedeny i nastavené parametry śıtě ve tvaru
LR – CC – CE.

• Druhý sloupec tabulky udává celkový čas, potřebný pro trénováńı neu-
ronové śıtě nad zvolenou trénovaćı množinou TrainSet. Čas je uveden
v následuj́ıćım formátu – minuty : sekundy . milisekundy.

• Třet́ı sloupec tabulky se týká prvńı testovaćı množiny TestSet1. Ve sloupci
je uveden název testovaćı množiny a pod ńım v závorce je uveden celkový
počet fotografíı v této množině. V každém řádku tohoto sloupce jsou uve-
deny dva údaje – procentńı úspěšnost rozpoznańı pro množinu TestSet1 a
pod ńım je uveden v závorce počet úspěšně rozpoznaných tvář́ı.

• Čtvrtý sloupec tabulky udává celkový čas potřebný pro rozpoznáńı neu-
ronové śıtě nad testovaćı množinou TestSet1. V tomto sloupci se nacháźı
údaj – celková doba rozpoznáńı nad množinou TestSet1. Čas je uveden
v následuj́ıćım formátu - minuty : sekundy . milisekundy.

• Pátý sloupec tabulky se týká druhé testovaćı množiny TestSet2. Ve sloupci
je uveden název testovaćı množiny a pod ńım v závorce je uveden celkový
počet fotografíı v této množině. V každém řádku tohoto sloupce jsou uve-
deny dva údaje – procentńı úspěšnost rozpoznańı pro množinu TestSet2 a
pod ńım je uveden v závorce počet úspěšně rozpoznaných tvář́ı.
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• Šestý sloupec tabulky udává celkový čas potřebný pro rozpoznáńı neuro-
nové śıtě nad testovaćı množinou TestSet2. V tomto sloupci se nacháźı
údaj – celková doba rozpoznáńı nad množinou TestSet2. Čas je uveden
v následuj́ıćım formátu - minuty : sekundy . milisekundy.

5.3. Klasifikace v závislosti na změně počtu hlavńıch kom-
ponent śıtě

V této části testu budeme sledovat závislost času učeńı neuronové śıtě a
úspěšnost klasifikace na změně parametru, který udává počet hlavńıch kompo-
nent. Budeme použ́ıvat fotografie s rozměrem 54 × 64 pixel̊u. Abychom mohli
porovnat tyto dva typy neuronových śıt́ı GHA a APEX, provedli jsme celkem 5
měřeńı pro každý typ neuronové śıtě. Pro každou neuronovou śıt’ jsme v tomto
měřeńı zafixovali dva parametry (rychlost učeńı a počet epoch) a sledovali jsme,
jaký to bude mı́t vliv na celkovou dobu trénováńı śıtě a na procentńı úspěšnost
klasifikace. Při měřeńı jsme měnili parametr počet hlavńıch komponent u obou
śıt́ı. Neuronové śıtě GHA a APEX byly natrénovány nad stejnou trénovaćı
množinou TrainSet. Dále tyto śıtě byly postupně testovány na dvou testovaćıch
množinách, které byly těmto śıt́ım postupně přikládány na vstup. Je zřejmé, že
r̊uzně volené hodnoty zafixovaných parametr̊u ovlivňuj́ı úspěšnost klasifikace.

Výsledky test̊u jsou shrnuty pro neuronovou śıt’ GHA v tabulce č.

1. a pro
neuronovou śıt’ APEX v tabulce č.

2. Z uvedeného je vidět, že pro zafixované para-
metry rychlost učeńı 0.1, počet epoch 3 a pro variabilńı počet hlavńıch komponent
68, śıt’ GHA dosahuje nejlepš́ı úspěšnosti v klasifikaci provedenou nad množinou
TestSet1 a TestSet2. Celková doba pro natrénovańı této śıtě při dané konfiguraci
je celkem 5 minut. Z tabulky č.

1. je zřejmé, že při pevně stanovených hodnotách
parametr̊u a při zvětšováńı hodnoty, odpov́ıdaj́ıćı počtu hlavńıch komponent, se
prodlužuje doba trénováńı, ale procentńı úspěšnost klasifikace se výrazně neměńı.

Oproti tomu neuronová śıt’ APEX při stejném nastaveńı jako śıt’ GHA vyka-
zuje menš́ı odchylky v procentńı úspěšnosti klasifikace. To je zp̊usobeno aktuálńım
nastaveńım zafixovaných parametr̊u. Zásadńı rozd́ıl oproti śıti GHA je celková
doba trénováńı. Ta je u śıtě GHA při počtu hlavńıch komponent 68 celkově 5 mi-
nut 6 sekund. Oproti tomu u śıtě APEX došlo k zásadńımu sńıžeńı celkové doby
trénováńı na 48 sekund při stejné konfiguraci śıtě, jakou měla śıt’ GHA. Z uve-
dených výsledk̊u měřeńı (tabulka č.

2.) vyplývá, že daľśı postupné zvyšováńı
hodnoty parametru počtu hlavńıch komponent od hodnoty 68, vede k poklesu
úspěšnosti klasifikace. Z uvedeného je vidět, že neuronová śıt’ APEX vykazuje
při takto pevně nastavených parametrech (rychlost učeńı śıtě a počet epoch)
rychleǰśı proces trénováńı.
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Śıt’ Celkový čas TestSet1 Čas rozp. TestSet2 Čas rozp.
GHA trénováńı (506) TestSet1 (268) TestSet2

54× 64
00:00.64

63%
00:01.18

54%
00:00.96

0.1-1-3 (319) (141)
54× 64

01:10.27
87%

00:17.84
81%

00:09.94
0.1-32-3 (443) (210)
54× 64

05:06.20
94%

00:40.33
93%

00:20.76
0.1-68-3 (477) (242)
54× 64

05:58.82
93%

00:46.11
93%

00:22.99
0.1-75-3 (474) (242)
54× 64

07:21.83
93%

00:49.26
91%

00:23.85
0.1-80-3 (473) (235)

Tabulka 1.: Výsledky rozpoznáváńı pro śıt’ GHA s varia-
bilńım parametrem počet komponent.

Śıt’ Celkový čas TestSet1 Čas rozp. TestSet2 Čas rozp.
APEX trénováńı (506) TestSet1 (268) TestSet2
54× 64

00:00.74
62%

00:00.58
60%

00:00.28
0.1-1-3 (315) (157)
54× 64

00:22.74
76%

00:16.72
61%

00:08.42
0.1-32-3 (386) (158)
54× 64

00:48.22
77%

00:40.30
68%

00:18.96
0.1-68-3 (390) (176)
54× 64

00:55.27
74%

00:42.34
65%

00:21.37
0.1-75-3 (375) (169)
54× 64

00:57.77
74%

00:44.57
62%

00:23.10
0.1-80-3 (379) (160)

Tabulka 2.: Výsledky rozpoznáváńı pro śıt’ APEX s vari-
abilńım parametrem počet komponent.

5.4. Klasifikace v závislosti na změně rychlosti učeńı śıtě

V této části se zaměř́ıme na výsledky klasifikace v závislosti na změně hod-
noty parametru, který udává rychlost učeńı neuronové śıtě. Zde si všimneme také
celkové doby trénováńı neuronové śıtě, která se bude odv́ıjet od nastavené hod-
noty pro rychlost učeńı śıtě. Pro naše měřeńı budeme opět použ́ıvat fotografie,
které maj́ı rozměry 54 × 64 pixel̊u. Pro srovnáńı těchto dvou typ̊u neuronových
śıt́ı GHA a APEX jsme provedli pro každý typ neuronové śıtě celkem 3 měřeńı.
Abychom zjistili, jak změna parametru rychlosti učeńı daného typu neuronové śıtě
ovlivńı úspěšnost klasifikace, bylo nutné zafixovat dva zbývaj́ıćı parametry (počet

41



komponent a počet epoch). Uvedené dva typy neuronových śıt́ı byly natrénovány
nad stejnou trénovaćı množinou. Testováńı těchto neuronových śıt́ı proběhlo nad
dvěma testovaćımi množinami (TestSet1 a TestSet2). Je d̊uležité si uvědomit, že
uvedené výsledky našich měřeńı byly ovlivněny pevně nastavenými parametry.
Je zřejmé, že změna těchto pevně nastavených parametr̊u ovlivńı celkové chováńı
neuronové śıtě.

Výsledky klasifikace ovlivněné změnou parametru rychlosti učeńı jsou shrnuty
pro neuronovou śıt’ GHA v tabulce č.

3. a pro neuronovou śıt’ APEX v tabulce
č.

4. Pro potřeby měřeńı jsme stanovili hodnoty počtu hlavńıch komponent na 8
a počet epoch na 10. Z tabulky č.

3. pro śıt’ GHA je zřejmé, že z této konfigurace
śıtě lze odvodit následuj́ıćı vlastnosti. Z prvńıho řádku tabulky č.

3. s nastaveným
parametrem rychlost učeńı śıtě na hodnotu 0.00008 je vidět, že úspěšnost klasifi-
kace byla 79% pro testovaćı množinu TestSet1. Pro množinu TestSet2 byla 70%.
Pro hodnoty parametr̊u rychlost učeńı 0.00008, počet hlavńıch komponent 8 a
počet epoch 10, jsou váhové vektory zobrazeny na obrázku č.

20. Se zvyšuj́ıćı
se hodnotou rychlosti učeńı śıtě je vidět z tabulky č.

3., že se zvyšuje procentńı
úspěšnost klasifikace. Pro hodnotu 0.8 rychlosti učeńı śıtě, śıt’ vykazuje nejlepš́ı
úspěšnost klasifikace ze všech 3 našich měřeńı pro testovaćı množinu TestSet1 a
TestSet2. Pro hodnoty parametr̊u rychlost učeńı 0.8, počet hlavńıch komponent 8
a počet epoch 10, jsou váhové vektory zobrazeny na obrázku č.

21. Z uvedeného
je zřejmé, že změna hodnoty rychlosti učeńı śıtě se neprojev́ı na celkové době
trénováńı této śıtě. Všechny 3 měřeńı, které jsme pro danou konfiguraci śıtě pro-
vedli, vykazuj́ı celkovou dobu trénováńı śıtě 26 sekund. Z uvedeného plyne, že
změna rychlosti učeńı śıtě má vliv na váhové vektory. To je zřejmé i z obrázk̊u
č.

20. a č.

21. Dále z toho plyne, že parametr rychlost učeńı śıtě nemá žádný
zásadńı vliv na celkovou dobu trénováńı śıtě. Je jasné, že hodnotu rychlosti učeńı
śıtě nelze zvětšovat do nekonečna. V řádku č. 3 tabulky č.

3. je hodnota rychlosti
učeńı śıtě 0.8, pro kterou śıt’ dává nejlepš́ı procentńı úspěšnost klasifikace. Daľśım
pozorováńım při našem měřeńı bylo zjǐstěno, že pokud bychom hodnotu tohoto
parametru i nadále zvětšovali, tak śıt’ nebude vykazovat lepš́ı chováńı a procentńı
úspěšnost rozpoznáváńı se výrazným zp̊usobem měnit nebude.
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Obrázek 20. Vizualizace váhových vektor̊u pro śıt’ GHA 0.0008− 8− 10.

Obrázek 21. Vizualizace váhových vektor̊u pro śıt’ GHA 0.8− 8− 10.

Śıt’ Celkový čas TestSet1 Čas rozp. TestSet2 Čas rozp.
GHA trénováńı (506) TestSet1 (268) TestSet2

54× 64
00:26.54

79%
00:04.17

70%
00:02.15

0.00008-8-10 (400) (182)
54× 64

00:26.10
84%

00:04.28
79%

00:02.19
0.0008-8-10 (428) (204)

54× 64
00:26.50

98%
00:04.33

96%
00:02.10

0.8-8-10 (499) (250)
Tabulka 3.: Výsledky rozpoznáváńı pro śıt’ GHA s varia-
bilńım parametrem rychlost učeńı śıtě.

Śıt’ Celkový čas TestSet1 Čas rozp. TestSet2 Čas rozp.
APEX trénováńı (506) TestSet1 (268) TestSet2
54× 64

00:18.64
85%

00:04.45
80%

00:02.24
0.00008-8-10 (434) (228)

54× 64
00:18.70

85%
00:04.44

71%
00:02.35

0.0008-8-10 (434) (184)
54× 64

00:18.87
66%

00:04.25
53%

00:02.16
0.8-8-10 (334) (139)

Tabulka 4.: Výsledky rozpoznáváńı pro śıt’ APEX s vari-
abilńım parametrem rychlost učeńı śıtě.

Z tabulky č.

4. pro neuronovou śıt’ APEX je vidět, že 3 řádek odpov́ıdá kon-
figuraci neuronové śıtě (počet hlavńıch komponent 8, počet epoch 10 a rychlost
učeńı śıtě 0.8). Při této konfiguraci śıtě bylo dosaženo pro testovaćı množinu
TestSet1 66% úspěšnosti klasifikace a pro množinu TestSet2 53% úspěšnosti kla-
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sifikace. To je zp̊usobeno zvýšenou hodnotou rychlosti učeńı śıtě. Dále je z tabulky
č.

4. vidět, že když se parametru rychlosti učeńı přǐrad́ı dostatečně malá hodnota,
která zaručuje pomalou úpravu váhových vektor̊u, potom se zlepšuje procentńı
úspěšnost klasifikace. Této situaci odpov́ıdá prvńı řádek tabulky č.

4., ve kterém
procentńı úspěšnost klasifikace dosahuje hodnoty 85% pro množinu TestSet1 a
80% pro množinu TestSet2. Při změně hodnoty rychlosti učeńı śıtě se celková
doba trénováńı śıtě výrazným zp̊usobem neměńı.

5.5. Klasifikace v závislosti na změně počtu epoch

V této části se zaměř́ıme na výsledky klasifikace v závislosti na změně hod-
noty parametru, který udává počet epoch. Parametr počtu epoch udává, kolikrát
bude celá trénovaćı množina TrainSet předložena zvolené neuronové śıti. Zde si
všimneme závislosti času učeńı neuronové śıtě a úspěšnosti klasifikace na změně
parametru, udávaj́ıćıho počet epoch. Pro naše měřeńı budeme opět využ́ıvat fo-
tografie, které maj́ı rozměry 54 × 64 pixel̊u. Za účelem srovnáńı těchto dvou
druh̊u neuronových śıt́ı GHA a APEX jsme provedli pro každý druh neuronové
śıtě celkem 4 měřeńı. Abychom zjistili, jak změna parametru počtu epoch daného
druhu neuronové śıtě ovlivńı úspěšnost klasifikace a celkovou dobu trénováńı śıtě,
bylo nutné zafixovat dva zbývaj́ıćı parametry (rychlost učeńı a počet hlavńıch
komponent). Uvedené dva druhy neuronových śıt́ı byly natrénovány nad stejnou
trénovaćı množinou. Testováńı těchto neuronových śıt́ı proběhlo nad dvěma tes-
tovaćımi množinami (TestSet1 a TestSet2). Je d̊uležité si uvědomit, že uvedené
výsledky našich měřeńı byly ovlivněny pevně nastavenými parametry. Je zřejmé,
že změna těchto pevně nastavených parametr̊u ovlivńı celkově chováńı neuronové
śıtě.

Výsledky klasifikace, ovlivněné změnou parametru počtu epoch, jsou shrnuty
pro neuronovou śıt’ GHA v tabulce č.

5. a pro neuronovou śıt’ APEX v tabulce
č.

6. Z tabulky č.

5. vyplývá, že se pro zafixované parametry (rychlost učeńı a
počet hlavńıch komponent) s rostoućım počtem epoch zvyšuje celkový čas na
trénováńı neuronové śıtě GHA. Z prvńıho řádku této tabulky s nastaveným pa-
rametrem počet epoch śıtě na hodnotu 1 je také vidět, že úspěšnost klasifikace
pro testovaćı množinu TestSet1 byla 78%. Pro množinu TestSet2 byla 71%. Cel-
kový čas pro trénováńı neuronové śıtě zde byl 2 sekundy 59 miliseknud. Oproti
tomu ze čtvrtého řádku této tabulky plyne, že pro stejné nastaveńı zafixovaných
parametr̊u (rychlost učeńı a počet hlavńıch komponent) neuronové śıtě a při na-
staveńı počtu epoch 100, se celková doba trénováńı zvyšuje na 5 minut. Z tohoto
řádku je patrné, že i když hodnota parametru počtu epoch byla skokově zvětšena
z hodnoty 1 na hodnotu 100, procentńı úspěšnost pro množinu TestSet1 se př́ılǐs
nezvětšila. U množiny TestSet2 se za stejných podmı́nek procentńı úspěšnost
změnila o 14%.

Z tabulky č.

6. pro neuronovou śıt’ APEX je zřejmé, že pro stejnou konfiguraci
śıtě, jako měla neuronová śıt’ GHA, došlo k poklesu celkové doby trénováńı śıtě
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a nav́ıc došlo k r̊ustu procentńı úspěšnosti śıtě.

Śıt’ Celkový čas TestSet1 Čas rozp. TestSet2 Čas rozp.
GHA trénováńı (506) TestSet1 (268) TestSet2

54× 64
00:02.59

78%
00:04.23

71%
00:02.19

0.0008-8-1 (399) (184)
54× 64

00:30.02
80%

00:05.16
79%

00:02.14
0.0008-8-10 (409) (205)

54× 64
02:19.37

80%
00:04.56

80%
00:02.17

0.0008-8-50 (409) (207)
54× 64

05:00.59
81%

00:05.01
85%

00:02.34
0.0008-8-100 (411) (221)

Tabulka 5.: Výsledky rozpoznáváńı pro śıt’ GHA s varia-
bilńım parametrem počet epoch.

Śıt’ Celkový čas TestSet1 Čas rozp. TestSet2 Čas rozp.
APEX trénováńı (506) TestSet1 (268) TestSet2
54× 64

00:01.54
76%

00:04.26
72%

00:02.09
0.0008-8-1 (389) (188)

54× 64
00:18.23

83%
00:05.12

76%
00:02.19

0.0008-8-10 (421) (198)
54× 64

02:20.02
86%

00:04.46
75%

00:02.06
0.0008-8-50 (436) (195)

54× 64
03:20.09

90%
00:04.55

79%
00:02.26

0.0008-8-100 (457) (204)
Tabulka 6.: Výsledky rozpoznáváńı pro śıt’ APEX s vari-
abilńım parametrem počet epoch.
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Závěr

Hlavńım smyslem této diplomové práce bylo seznámit se bĺıže s problematikou
neuronových śıt́ı a jejich využit́ım v procesu rozpoznáváńı objekt̊u v obraze, který
v tomto př́ıpadě tvoř́ı ucelená množina portrétńıch fotografíı konkrétńıch osob.
Práce obsahuje výsledky analýz a experiment̊u s dvěma typy neuronových śıt́ı
použitých ve fázi redukce dat. V této práci byly použity neuronové śıtě GHA a
APEX, které realizuj́ı analýzu hlavńıch komponent (PCA). Z provedených expe-
riment̊u a měřeńı za daných podmı́nek je vidět, že neuronová śıt’ APEX se jev́ı
v procesu redukce dimenzionality dat jako rychleǰśı ve srovnáńı se śıt́ı GHA v pro-
cesu trénováńı. Výsledky testováńı použitých neuronových śıt́ı jsou přehledně
uspořádány v tabulkách, doplněných i jejich stručným zhodnoceńım. Z hlediska
praktického využit́ı by bylo vhodné provést tento proces rozpoznáváńı na daleko
širš́ım výběru portrétńıch fotografíı (tiśıce a v́ıce) a to jak ve fázi trénováńı tak i
v procesu rozpoznáváńı. To by však vyžadovalo daleko výkonněǰśı hardware. Tato
práce byla realizována v domáćıch podmı́nkách na běžném osobńım poč́ıtači, kde
proces trénováńı neuronových śıt́ı byl pro přiměřené hodnoty nastavených para-
metr̊u časově zvládnutelný. Výstupem této diplomové práce je zároveň i aplikace,
která by našla svoje uplatněńı v identifikaci osob v r̊uzných oblastech (policie,
vojsko, letǐstě atd.).
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Conclusions

The main purpose of this master thesis was to get acquainted with the problems
of neural networks and their use in the process of recognizing objects in the image,
which in this case consists of a compact set of portraits of specific individuals.
The work contains the results of analyzes and experiments with two types of
neural networks used in data reduction phase. In this work were used neural
networks GHA and APEX, which realize Principal Component Analysis (PCA).
The performed experiments and measurements under these conditions is seen that
the neural network APEX appears in the dimensionality reduction process data
faster as compared with the network GHA training process. Results of testing
the neural networks are arranged in tables, supplemented their brief evaluation.
In view of of practical use would be appropriate to carry out this process of
recognizing a much wider selection of portraits (thousands and more) both in
the training phase and in the recognition process. However, this would require
a much more powerful hardware. This work was realized at home on a personal
computer, where the process of neural network training was reasonable values for
the set parameters time manageable. The output of of this master thesis is also
an application that would find its application in the identification of persons in
various areas (police, military, airports etc.).
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2. vydáńı. Brno: Computer Press, 2004, 576p., ISBN: 80-251-0454-0.

[16] http://cmp.felk.cvut.cz/ spacelib/faces/

48



6. Obsah přiloženého CD

V samotném závěru práce je uveden stručný popis obsahu přiloženého CD,
tj. závazné adresářové struktury, d̊uležitých soubor̊u apod.

bin/

Instalátor programu ImagePatternRecognition a daľśı programy spus-
titelné př́ımo z CD. Adresář obsahuje i všechny potřebné knihovny a daľśı
soubory pro bezproblémové spuštěńı programu.

doc/

Dokumentace práce ve formátu PDF, vytvořená dle závazného stylu KI
PřF pro diplomové práce, včetně všech př́ıloh, a všechny soubory nutné pro
bezproblémové vygenerováńı PDF souboru dokumentace (v ZIP archivu),
tj. zdrojový text dokumentace, vložené obrázky, apod.

src/

Kompletńı zdrojové texty programu ImagePatternRecognition se
všemi potřebnými (převzatými) zdrojovými texty, knihovnami a daľśımi
soubory pro bezproblémové vytvořeńı spustitelných verźı programu.

readme.txt

Instrukce pro instalaci a spuštěńı programu ImagePatternRecogni-
tion, včetně požadavk̊u pro jeho provoz.

Nav́ıc CD obsahuje:

data/

Ukázková a testovaćı data použitá v práci a pro potřeby obhajoby práce.

install/

Instalátory aplikaćı, knihoven a jiných soubor̊u nutných pro provoz pro-
gramu.

literature/

Některé položky literatury odkazované z dokumentace práce.

U veškerých odjinud převzatých materiál̊u obsažených na CD jejich zahrnut́ı
dovoluj́ı podmı́nky pro jejich š́ı̌reńı nebo přiložený souhlas držitele copyrightu.
Pro materiály, u kterých toto neńı splněno, je uveden jejich zdroj (webová adresa)
v textu dokumentace práce nebo v souboru readme.txt.
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