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Úvod

Ćılem této práce je čtenáři představit dva rozd́ılné př́ıstupy analýzy kate-

goriálńıch dat, aplikovat oba př́ıstupy na data a na základě výsledk̊u je porov-

nat. Prvńı použitou metodou bude zobecněný lineárńı model, konkrétně model

logit̊u sousedńıch kategoríı, tou druhou je analýza kompozičńıch dat. Metody bu-

dou aplikovány na reálná data o nehodách cyklist̊u a analýzy budou prováděny

výhradně s využit́ım softwaru R.

V úvodńı kapitole si představ́ıme základńı poznatky pro pochopeńı zobecně-

ných lineárńıch model̊u, připomeneme si klasický lineárńı model a následně uve-

deme, v čem spoč́ıvá zobecněńı a poṕı̌seme princip metody maximálńı věrohodno-

sti využ́ıvané k odhadu parametr̊u. V druhé kapitole bude představeno několik

r̊uzných logitových model̊u pro analýzu nominálńıch a ordinálńıch dat. V závěru

této kapitoly bude také uveden jeden z alternativńıch model̊u pro analýzu or-

dinálńıch dat a to model logit̊u sousedńıch kategoríı (z anglického adjacent catego-

ries logit model), který bude v praktické části použ́ıván pro porovnáńı

s kompozičńım modelem. Bude zde také uveden názorný př́ıklad pro aplikaci

ACL modelu. Ve třet́ı kapitole se pod́ıváme na teoretické základy analýzy kom-

pozičńıch dat. Uvedeme si zde základńı definice pro kompozičńı data, definujeme

si Aitchisonovu geometrii a logratio transformaci. V závěru této kapitoly si také

představ́ıme binárńı sekvenčńı děleńı, které nám v praktické části umožńı vhodné

vyjádřeńı souřadnic źıskaných z logratio transformace.

Ve čtvrté kapitole se dostáváme k praktické části, kde si v úvodu představ́ıme

data, se kterými jsme pracovali, a provedeme pár grafických znázorněńı těchto

dat pro snazš́ı představu toho, co data znázorňuj́ı. Postupně přejdeme k vyjádřeńı

potřebných model̊u, které budou porovnávány, a vyjádř́ıme si vztahy mezi jejich

parametry. V daľśı podkapitole provedeme s využit́ım softwaru R odhady pa-

rametr̊u těchto model̊u, parametry interpretujeme a pod́ıváme se i na přesnost

těchto odhad̊u. V následuj́ıćı podkapitole modely obou př́ıstup̊u porovnáme, dále

budou obě metody aplikovány ještě na jiný datový soubor a v závěrečných dvou
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podkapitolách odhadneme pro oba př́ıstupy variančńı matici metodou maximálńı

věrohodnosti.
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1. Zobecněný lineárńı model

V kapitole 1.1. si připomeneme podobu klasického lineárńıho modelu, v 1.2.

si pak ukážeme, v čem spoč́ıvá zobecněńı a jak vypadaj́ı jednotlivé složky zo-

becněného modelu a na závěr se v kapitole 1.3. pod́ıváme na odhad parametr̊u me-

todou maximálńı věrohodnosti. K vypracováńı této kapitoly bylo čerpáno zejména

z [1], [4], [8], [9].

1.1. Klasický lineárńı model

Připomeňme si nejdř́ıve, jak vypadá klasický lineárńı model. V klasickém

lineárńım regresńım modelu hledáme souvislost mezi náhodnými vysvětlovanými

veličinami Y1, Y2, ..., Yn a vysvětluj́ıćımi nenáhodnými veličinami xxx1,xxx2, ...,xxxn, kde

xxxi = (xi1, xi2, ..., xip). Předpokládejme tedy, že hodnoty závislé proměnné Yi se

skládaj́ı ze systematické a náhodné složky

Yi = β0 +
∑
j

βjxij + εi, i = 1, ..., n εi ∼ N(0, σ2).

Náhodná složka má v obyčejném regresńım modelu normálńı rozděleńı s nulovou

středńı hodnotou, konstantńım rozptylem σ2 a náhodné složky jsou nekorelované.

Dı́ky tomu můžeme středńı hodnotu vyjádřit jako

E(Yi) = β0 +
∑
j

βjxij, i = 1, ..., n.

Parametry modelu βββ = (β0, β1, ..., βp)
′

odhadujeme pomoćı metody nejmenš́ıch

čtverc̊u.

1.2. Složky zobecněného lineárńıho modelu

Zobecněńı nám umožńı porušit některé z předpoklad̊u klasického modelu

a uvažovat pro veličiny Y1, Y2, ..., Yn jiné než normálńı rozděleńı. Náhodná složka

zobecněného lineárńıho modelu se skládá z vysvětlované proměnné Y s nezávislými

pozorováńımi (y1, ..., yn) z přirozené rodiny exponenciálńıch rozděleńı. Funkce

hustoty pravděpodobnosti této rodiny má potom tvar
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f(yi; θi) = a(θi)b(yi)exp[yiQ(θi)].

Speciálńım př́ıpadem je několik d̊uležitých rozděleńı, včetně Poissonova, bino-

mického, ale také normálńıho rozděleńı. Hodnota parametru θi se může pro r̊uzná

i = 1, ..., n lǐsit v závislosti na hodnotách vysvětluj́ıćıch proměnných a a, b zde

představuj́ı nezáporné funkce. Výraz Q(θ) se nazývá přirozený parametr.

Necht’ xij vyjadřuje hodnotu j-tého prediktoru pro i-té pozorováńı. Označme

ηi =
∑
j

βjxij, i = 1, ..., n.

Systematická složka zobecněného lineárńıho modelu vyjadřuje lineárńı vztah mezi

vektorem (η1, ..., ηn) a vysvětluj́ıćımi proměnnými. Lineárńı kombinace vysvětluj́ı-

ćıch proměnných se nazývá lineárńı prediktor. Obvykle je jedno z xij = 1 pro

všechna i, odpov́ıdaj́ıćı koeficient v modelu představuje absolutńı člen.

Třet́ı složkou modelu je tzv. linková funkce, která propojuje systematickou

a náhodnou složku. Necht’ µi = E(Yi), i = 1, ..., n. Model propojuje µi a ηi podle

vztahu ηi = g(µi), kde linková funkce g je monotónńı a diferencovatelná. Odtud

můžeme vidět, že g spojuje E(Yi) s vysvětluj́ıćımi proměnnými pomoćı vztahu

g(µi) =
∑
j

βjxij, i = 1, ..., n.

V př́ıpadě klasické regrese je linkovou funkćı identita.

1.3. Odhad parametr̊u metodou maximálńı věrohodnosti

Principem metody maximálńı věrohodnosti je naj́ıt odhad parametru θ (popř́ı-

padě vektoru parametr̊u), který maximalizuje pravděpodobnost, že pozorované

hodnoty pocházej́ı z předpokládaného rozděleńı pravděpodobnosti.

Uvažujme náhodný výběr Y1, ..., Yn. Máme tedy n nezávislých stejně rozděle-

ných náhodných veličin (i.i.d.) s hustotou f(yyy,θθθ), kde θθθ představuje vektor nezná-

mých parametr̊u. Sdružená hustota odpov́ıdaj́ıćı n realizaćım y1, ..., yn náhodné

veličiny Y pak má tvar:

f(y1, ..., yn | θθθ) =
∏n

i=1 f(yi;θθθ).
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Hlavńı myšlenkou metody maximálńı věrohodnosti je d́ıvat se na sdruženou hus-

totu nikoliv jako na funkci y1, ..., yn, ale jako na funkci vektoru θθθ při pevně daných

hodnotách y1, ..., yn a vybrat ze všech možných hodnot θθθ tak, že výše uvedený

výraz nabývá svého maxima. Za t́ımto účelem zavád́ıme tzv. věrohodnostńı funkci

ve tvaru

L(θθθ | y1, ..., yn) = f(y1, ..., yn | θθθ),

což je vyjádřeńı shodné se sdruženou hustotou, kde ovšem jako proměnná vystu-

puje vektor neznámých parametr̊u θθθ. Maximálně věrohodný odhad vektoru pa-

rametr̊u θθθ znač́ıme jako θ̂θθMLE, a je to č́ıselný vektor, který maximalizuje funkci

věrohodnosti, tedy

θ̂θθMLE = arg maxθθθ∈Θ L(θθθ | y1, ..., yn),

kde Θ představuje parametrický prostor, tedy prostor všech možných hodnot

vektoru θθθ.

Mnohdy je lepš́ı maximalizovat logaritmus věrohodnostńı funkce. V této práci

budeme všechny logaritmy brát jako přirozené logaritmy. Tuto tzv. logaritmickou

věrohodnostńı funkci pak můžeme uvést ve tvaru

l(θθθ | y1, ..., yn) = logL(θθθ | y1, ..., yn) = log
∏n

i=1 f(yi;θθθ) =
∑n

i=1 log f(yi;θθθ).

Je-li věrohodnostńı funkce diferencovatelná, lze naj́ıt maximálně věrohodný od-

had jako stacionárńı bod funkce L nebo l. Řeš́ıme tedy systém rovnic, kdy

polož́ıme prvńı derivace věrohodnostńı funkce (jej́ıho logaritmu) podle parametr̊u

rovny nule. Následně bychom měli také ověřit, zda nalezené řešeńı je opravdu ma-

ximum. Toho doćıĺıme např́ıklad pomoćı druhých derivaćı.
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2. Logitové modely pro multinominálńı data

V této kapitole budou uvedeny r̊uzné modely, které využ́ıvaj́ı tzv. logit̊u, kde

logit pravděpodobnosti p chápeme jako

logit(p) = log

(
p

1− p

)
.

V kapitole 2.1. si představ́ıme model pro nominálńı data, který pro každý pár

kategoríı použ́ıvá jiný logitový model. V kapitole 2.2. se potom pod́ıváme na

model pro ordinálńı data, který využ́ıvá logit̊u kumulativńıch pravděpodobnost́ı.

V kapitole 2.3. použijeme pro tyto pravděpodobnosti jiné linkové funkce. V kapi-

tole 2.4. bude ještě představen jeden z alternativńıch model̊u pro ordinálńı data

a to model pro logity sousedńıch kategoríı (adjacent categories logit model – ACL

model). V závěrečné části druhé kapitoly si ještě uvedeme vzorový př́ıklad pro

užit́ı ACL modelu. K vypracováńı této kapitoly bylo čerpáno výhradně z [1], [2].

2.1. Nominálńı data: logitové modely s referenčńı kategoríı

Necht’ Y je kategorická proměnná s J kategoriemi. Označme

πj(xxx) = P (Y = j | xxx). Muśı platit
∑

j πj(xxx) = 1 ∀xxx. Počty výskyt̊u jed-

notlivých variant považujeme za náhodný vektor s multinomickým rozděleńım

s pravděpodobnostmi {π1(xxx), ..., πJ(xxx)}. Pravděpodobnosti πj(xxx) můžeme po dvo-

jićıch porovnávat, např́ıklad pro skupiny π1 a π2 můžeme vztah mezi nimi vyjádřit

jejich pod́ılem π1/π2, který vyjadřuje šanci kategorie 1 proti kategorii 2. Počet

všech dvojic, které můžeme porovnávat, je roven
(
J
2

)
. S daným výběrem J − 1

dvojic se ty zbylé stávaj́ı nadbytečnými, což vyplývá z ńıže uvedeného vztahu

(1).

Logitové modely páruj́ı každou kategorii odpověd́ı s referenčńı kategoríı, za

kterou je často brána posledńı kategorie nebo např́ıklad ta, kterou považujeme

za nejběžněǰśı, což může být taková kategorie, jej́ıž pravděpodobnost je největš́ı.
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Model

log
πj(xxx)

πJ(xxx)
= αj + βββ

′
jxxx, j = 1, ..., J − 1,

popisuje efekt xxx na těchto J − 1 logit̊u. Efekty se lǐśı v závislosti na tom, která

kategorie je zrovna párována s referenčńı. Těchto J − 1 rovnic určuje parametry

i pro logity ostatńıch pár̊u kategoríı, nebot’ plat́ı

log
πa(xxx)

πb(xxx)
= log

πa(xxx)

πJ(xxx)
− log

πb(xxx)

πJ(xxx)
. (1)

Odvod’me ted’ vzorec pro pravděpodobnosti zastoupeńı jednotlivých skupin πj(xxx)

log
πj(xxx)

πJ(xxx)
= αj + βββ

′
jxxx,

πj(xxx)

πJ(xxx)
= exp(αj + βββ

′
jxxx),

πj(xxx) = πJ(xxx) exp(αj + βββ
′
jxxx).

Potřebujeme vyjádřit pravděpodobnost πJ(xxx). Vektor pravděpodobnost́ı (π1(xxx),

π2(xxx), ..., πJ(xxx)) můžeme přepsat ve tvaru (πJ(xxx) exp(α1 + βββ
′
1xxx), πJ(xxx) exp(α2 +

βββ
′
2xxx), ..., πJ(xxx)). Odtud se dostáváme k následuj́ıćım úpravám

πJ(xxx)

(
1 +

J−1∑
h=1

exp(αh + βββ
′

hxxx)

)
= 1,

πJ(xxx) =
1(

1 +
J−1∑
h=1

exp(αh + βββ
′
hxxx)

) .

S takto vyjádřeným πJ(xxx) už můžeme přej́ıt k finálńımu vzorci pro pravděpodobno-

sti πj(xxx)

πj(xxx) =
exp(αj + βββ

′
jxxx)

1 +
J−1∑
h=1

exp(αh + βββ
′
hxxx)

, j = 1, ..., J − 1.
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2.2. Ordinálńı data: modely kumulativńıch logit̊u

Modely, které berou v úvahu ordinálńı povahu dat, maj́ı řadu výhod a zlepšuj́ı

śılu modelu. V této kapitole se pod́ıváme na nejpopulárněǰśı modely pro ordinálńı

data.

2.2.1. Kumulativńı logity

Jeden zp̊usob, jak využ́ıt ordinality kategoríı, je s využit́ım logit̊u kumula-

tivńıch pravděpodobnost́ı

P (Y ≤ j | xxx) = π1(xxx) + ...+ πj(xxx), j = 1, ..., J − 1.

Kumulativńı logity jsou definované jako

logit[P (Y ≤ j | xxx)] = log
P (Y ≤ j | xxx)

1− P (Y ≤ j | xxx)
=

= log
π1(xxx) + ...+ πj(xxx)

πj+1(xxx) + ...+ πJ(xxx)
, j = 1, ..., J − 1.

Každý kumulativńı logit využ́ıvá všech J kategoríı.

2.2.2. Model proporcionálńıch šanćı

Model, který využ́ıvá všech kumulativńıch logit̊u zároveň, má tvar

logit[P (Y ≤ j | xxx)] = αj + βββ
′
xxx, j = 1, ..., J − 1.

Každý kumulativńı logit má sv̊uj absolutńı člen. Tyto členy {αj} rostou s t́ım,

jak roste j, nebot’ pro pevně dané xxx roste s j také pravděpodobnost P (Y ≤ j | xxx)

a logit je rostoućı funkćı této pravděpodobnosti. Tento model má stejné parametry

βββ pro všechny logity.

Model kumulativńıho logitu uvedený výše splňuje vztah

logit[P (Y ≤ j | xxx1)] − logit[P (Y ≤ j | xxx2)] =

= log
P (Y ≤ j | xxx1)/P (Y > j | xxx1)

P (Y ≤ j | xxx2)/P (Y > j | xxx2)
= βββ

′
(xxx1 − xxx2).
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Nazvěme pod́ıl P (Y ≤ j | xxx1)/P (Y > j | xxx1) kumulativńı šanćı, jejich poměr

potom nazýváme kumulativńı poměr šanćı. Šance, že při xxx = xxx1 nastane situace

ze skupiny ≤ j, je exp[βββ
′
(xxx1 − xxx2)]-krát větš́ı než při xxx = xxx2. Logaritmus ku-

mulativńıho poměru šanćı je proporcionálńı ku vzdálenosti mezi xxx1 a xxx2. Stejná

proporcionalita plat́ı pro každý logit. V př́ıpadě jednoho prediktoru je kumula-

tivńı poměr šanćı roven eβ, pokud x1 − x2 = 1.

2.3. Ordinálńı data: modely kumulativńıho linku

Modely kumulativńıho logitu využ́ıvaj́ı logitový link. Stejně jako v př́ıpadě

jednorozměrného zobecněného lineárńıho modelu existuj́ı i daľśı linkové funkce.

Necht’ G−1 je linková funkce, která je inverźı distribučńı funkci G nějaké spojité

náhodné veličiny. Model kumulativńıho linku

G−1[P (Y ≤ j | xxx)] = αj + βββ
′
xxx

vyjadřuje vztah mezi kumulativńımi pravděpodobnostmi a lineárńım predikto-

rem. Logitová linková funkce G−1(u) = log[u/(1−u)] je inverźı distribučńı funkce

logistického rozděleńı, kterou můžeme vyjádřit jako G(v) =
1

1 + e−v
.

2.4. Logity sousedńıch kategoríı (ACL)

Modely pro ordinálńı data nemuśı využ́ıvat kumulativńıch pravděpodobnost́ı.

Jedńım z takových alternativńıch model̊u je ACL. Logity sousedńıch kategoríı

maj́ı tvar

logit[P (Y = j | Y = j nebo Y = j + 1)] = log
πj
πj+1

, j = 1, ..., J − 1.

Logity ACL maj́ı souvislost s logity s referenčńı kategoríı. Logity s referenčńı

kategoríı můžeme vyjádřit pomoćı ACL jako

log
πj
πJ

= log
πj
πj+1

+ log
πj+1

πj+2

+ ...+ log
πJ−1

πJ
, (2)
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a naopak ACL můžeme vyjádřit pomoćı logit̊u s referenčńı kategoríı:

log
πj
πj+1

= log
πj
πJ
− log

πj+1

πJ
, j = 1, ..., J − 1.

Modely využ́ıvaj́ıćı logity sousedńıch kategoríı mohou být vyjádřeny jako modely

logit̊u s referenčńı kategoríı. Uvažujme např́ıklad ACL model

log
πj(x)(x)(x)

πj+1(x)(x)(x)
= αj + β

′
β
′
β
′
xxx, j = 1, ..., J − 1,

se společným parametrem βββ. Přidáńım (J − j) výraz̊u se dostaneme k ekviva-

lentńımu modelu pro logit sousedńıch kategoríı. Využijeme zde vztahu (2).

log
πj(x)(x)(x)

πJ(x)(x)(x)
=

J−1∑
k=j

πk
πk+1

=
J−1∑
k=j

(αk + β
′
β
′
β
′
xxx) =

(
J−1∑
k=j

αk

)
+ (J − j)β ′β ′β ′xxx =

= α∗j + β
′
β
′
β
′
uuuj, j = 1, ..., J − 1,

kde uuuj = (J − j)xxx. ACL bere v potaz uspořádáńı kategoríı Y . Pokud bychom

např́ıklad neuvažovali ordinalitu, tak dostaneme (J − 1) model̊u, kde každý

z nich bude mı́t sv̊uj rozd́ılný parametr βββj. ACL nám právě d́ıky uspořádáńı

v kategoríıch umožńı efekt popsat jedńım parametrem namı́sto (J − 1).

2.5. Př́ıklad: spokojenost v práci

Na závěr této kapitoly si ještě uvedeme př́ıklad na tvorbu ACL modelu, je-

likož právě tuto metodu budeme při analyzováńı dat použ́ıvat nejv́ıce. Využijeme

př́ıkladu z kapitoly 7.4.2 z [1]. Tabulka 1 se zabývá vztahem mezi spokoje-

nost́ı afroameričan̊u (muž, žena) v práci (Y ) a jejich př́ıjmem. Pro zjednodušeńı

použ́ıváme pro př́ıjem skóry (1, 2, 3, 4). Pro př́ıjem x a pohlav́ı g (1 = ženy, 0 =

muži) uvažujme model

log(πj/πj+1) = αj + β1x+ β2g, j = 1, 2, 3.
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Tabulka 1: Spokojenost v práci

Spokojenost v práci

Pohlav́ı
Př́ıjem
(dolary)

Velmi
nespokojený

Trochu
spokojený

Středně
spokojený

Velmi
spokojený

Žena < 5000 1 3 11 2
5000 - 15 000 2 3 17 3
15 000 - 25 000 0 1 8 5
> 25000 0 2 4 2

Muž < 5000 1 1 2 1
5000 - 15 000 0 3 5 1
15 000 - 25 000 0 0 7 3
> 25000 0 1 9 6

Tento model popisuje šanci, že člověk bude velmi nespokojen oproti trochu

spokojen, trochu oproti středně spokojen a středně oproti velmi spokojen. Model

je také ekvivalentńı s modelem logit̊u s referenčńı kategoríı

log(πj/π4) = α∗j + β1(4− j)x+ β2(4− j)g, j = 1, 2, 3.

Využijme ted’ softwaru R a knihovny VGAM. Nejdř́ıve si vytvoř́ıme datovou

množinu, načteme potřebnou knihovnu a aplikujeme ACL model.

> gender = c(1, 1, 1, 1, 0, 0, 0, 0)

> money = c(1, 2, 3, 4, 1, 2, 3, 4)

> A = matrix(c(1,3,11,2,2,3,17,3,0,1,8,5,0,2,4,2,1,1,2,1,0

+ ,3,5,1,0,0,7,3,0,1,9,6), nrow = 8, ncol = 4,

+ byrow = TRUE)

> data = data.frame(gender, money, A)

> colnames(data) = c(’gender’, ’money’, ’sk1’, ’sk2’,

+ ’sk3’, ’sk4’)

> attach(data)

> library(VGAM)

> acm2 = vglm(cbind(sk1, sk2, sk3, sk4) ~ money + gender,
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+ family=acat(reverse=TRUE, parallel=TRUE),data=data)

> summary(acm2)

Na obrázku 1 můžeme vidět odhady parametr̊u výše popsaného ACL modelu.

Obrázek 1: Odhady parametr̊u

Odhady parametr̊u tedy jsou β̂1 = −0, 389 a β̂2 = 0, 045. β̂1 < 0 znamená, že

šance nižš́ı pracovńı spokojenosti klesá s t́ım, jak roste př́ıjem, což je očekávaný

výsledek. Poměr šanćı exp(−0, 389) = 0, 68 nám udává, že šance vždy té nižš́ı

z obou skupin spokojenosti klesne 0, 68 - krát, když přejdeme do vyšš́ı kategorie

př́ıjmu. Poměr šanćı pro druhý parametr exp(0, 045) = 1, 05 vyjadřuje, že šance

nižš́ı pracovńı spokojenosti je pro ženy nepatrně větš́ı než pro muže.
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3. Kompozičńı data

V této kapitole se seznámı́me se základy teorie kompozičńıch dat. V úvodńı

kapitole 3.1. budou uvedeny základńı definice kompozičńıch dat. V kapitole 3.2. se

pod́ıváme na Aitchisonovu geometrii, v kapitole 3.3. pak na logratio transformaci

a v závěrečné kapitole 3.4. si představ́ıme princip binárńıho sekvenčńıho děleńı.

K vypracováńı této kapitoly bylo čerpáno zejména z [3], [5], [6], [7].

Kompozičńı data jsou speciálńım typem mnohorozměrných dat, kde informaci

nenesou absolutńı hodnoty, ale jejich pod́ıly. To znamená, že dávaj́ı smysl jen

v tom př́ıpadě, kdy jsou vázána k nějakému celku. Může se tak jednat např́ıklad

o data s procentuálńımi pod́ıly, kde součet všech složek je roven 100, nebo můžeme

brát data s proporcionálńımi pod́ıly na celku, kde je součet složek roven 1.

3.1. Základńı definice kompozičńıch dat

Definice 3.1. Kladný reálný vektor xxx = (x1, ..., xD)′ popisuj́ıćı kvantitativně

části nějakého celku nesoućı výhradně relativńı informaci mezi složkami se nazývá

D-složkový kompozičńı vektor.

Definice 3.2. Subkompozice xsxsxs kompozice xxx je vektor (xi1, ..., xis) určuj́ıćı vy-

brané složky. Subindexy sss = (i1, ..., is), 1 ≤ i1 < . . . < is ≤ D, označuj́ı složky

zahrnuté do subkompozice, nemuśı j́ıt nutně o s prvńıch složek.

Definice 3.3. Uzávěr kompozice xxx = (x1, ..., xD)′ vzhledem ke konstantńımu

součtu k je vektor

C(xxx) =

 kx1

D∑
i=1

xi

, ...,
kxD
D∑
i=1

xi


′

.

Definice 3.4. Vektory x, yx, yx, y ∈ RD
+ jsou kompozičně ekvivalentńı, jestlǐze existuje

č́ıslo λ ∈ R+ takové, že plat́ı xxx = λyyy Ekvivalentně lze psát jako podmı́nku na

uzávěry C(xxx) = C(yyy).
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3.2. Aitchisonova geometrie

Pro většinu reálných dat je jejich výběrovým prostorem reálný prostor s eu-

klidovskou geometríı, ta však neńı pro kompozičńı data vhodná. D-složkové kom-

pozice přirozeně indukuj́ı jiný výběrový prostor, kterým je D-složkový simplex

definovaný jako

SD =

{
xxx = (x1, ..., xD)′;xi > 0, i = 1, ..., D,

D∑
i=1

xi = k

}
.

Tento simplex SD je podmnožinou RD, kde D ≥ 2. Pro D = 2 tak simplex tvoř́ı

úsečku a pro D = 3 trojúhelńık. Kompozici tedy můžeme interpretovat jako bod

na tomto simplexu.

Protože v praktické části pracujeme výhradně s tř́ısložkovými kompozicemi,

tak se ted’ pod́ıváme na to, jak je možné je zobrazit. Při práci s daty můžeme

tř́ısložkové kompozice graficky zobrazit s využit́ım ternárńıho diagramu. Za terná-

rńı diagram považujeme rovnostranný trojúhelńık s vrcholy X1, X2, X3. Kom-

pozice je v něm zobrazena jako bod a hodnoty jednotlivých složek kompozice

jsou vyjádřeny jako vzdálenosti tohoto bodu od jednotlivých stran. Uvažujme

např́ıklad kompozici

aaa = (0, 1, 0, 6, 0, 3).

Na následuj́ıćım obrázku vid́ıme zobrazeńı této kompozice v ternárńım diagramu.

Červené úsečky znázorňuj́ı vzdálenost bodu od jednotlivých stran, tyto vzdálenosti

jsou složkami kompozice.
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Obrázek 2: Ternárńı diagram pro tř́ısložkové kompozice

Pro práci s kompozičńımi daty je nutné na simplexu zavést vhodnou geome-

trii, Aitchisonovu geometrii, s operacemi, které poskytuj́ı smysluplné informace

o kompozićıch podobně jako v euklidovském prostoru. Zavedeme ted’ dvě operace

na simplexu, které jsou v D-dimenzionálńım reálném prostoru analogické sč́ıtáńı

vektor̊u a násobeńı vektor̊u skalárem.

Definice 3.5. Perturbace kompozice xxx = C(x1, ..., xD)′ ∈ SD kompozićı yyy =

C(y1, ..., yD) ∈ SD je kompozice xxx⊕ yyy ∈ SD definovaná vztahem

xxx⊕ yyy = C(x1y1, ..., xDyD)′.

Definice 3.6. Mocninná transformace xxx = C(x1, ..., xD)′ ∈ SD č́ıslem α ∈ R je

kompozice α� xxx ∈ SD definovaná vztahem

α� xxx = C(xα1 , ..., x
α
D)′.

Perturbace a mocninná transformace splňuj́ı následuj́ıćı axiomy:

I. (SD,⊕) tvoř́ı komutativńı grupu, tj. pro libovolné kompozice xxx, yyy, zzz ∈ SD

plat́ı

(a) komutativita: xxx⊕ yyy = yyy ⊕ xxx,
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(b) asociativita: (xxx⊕ yyy)⊕ zzz = xxx⊕ (yyy ⊕ zzz),

(c) neutrálńı prvek: nnn = C(1, ..., 1)′ a plat́ı xxx⊕ nnn = xxx,

(d) inverze: xxx⊕ xxx−1 = nnn, kde xxx−1 = C(x−1
1 , ..., x−1

D )′;

II. pro libovolné kompozice xxx,yyy ∈ SD a α, β ∈ R plat́ı

(a) neutrálńı prvek: 1� xxx = xxx,

(b) asociativita: α� (β � xxx) = (α · β)� xxx,

(c) distributivita: (α + β)� xxx = (α� xxx)⊕ (β � xxx),

(d) distributivita: α� (xxx+ yyy) = (α� xxx)⊕ (α� yyy);

(SD,⊕,�) je tedy reálným vektorovým prostorem.

Nyńı ještě definujeme skalárńı součin, normu a vzdálenost na simplexu.

Definice 3.7. Aitchison̊uv skalárńı součin kompozic xxx,yyy ∈ SD definujeme vzta-

hem

〈xxx,yyy〉a =
1

2D

D∑
i=1

D∑
j=1

log
xi
xj

log
yi
yj

.

Definice 3.8. Aitchisonova norma kompozice xxx ∈ SD je dána jako

‖xxx‖a =
√
〈xxx,xxx〉a =

√
1

2D

D∑
i=1

D∑
j=1

(
log

xi
xj

)2

.

Definice 3.9. Aitchisonovu vzdálenost kompozic xxx,yyy ∈ SD definujeme vztahem

da(xxx,yyy) = ‖xxx	 yyy‖a =

√
1

2D

D∑
i=1

D∑
j=1

(
log

xi
xj
− log

yi
yj

)2

,

kde xxx	 yyy = xxx⊕ (−1� yyy).

Prostor (SD,⊕,�) spolu s operacemi uvedenými výše tvoř́ı (D−1)-dimenzionálńı

euklidovský vektorový prostor, který nazýváme Aitchisonova geometrie na simplexu.
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3.2.1. Logratio transformace

Aitchisonova geometrie na simplexu má vlastnosti euklidovské geometrie,

avšak až na výjimky neńı vhodná pro statistickou analýzu dat tohoto typu. Aby

bylo možné využ́ıt běžné statistické metody pro analýzu kompozic, byla navržena

aditivńı logratio (alr) a centrovaná logratio (clr) transformace. Obě transformace

však maj́ı své nedostatky. Alr transformace neńı izometrická a nezachovává tak

vzdálenosti, clr transformace sice je izometrická, ale vede k singulárńı variančńı

matici. Tyto nežádoućı vlastnosti tak vedly k zavedeńı izometrické logratio (ilr)

transformace. Jej́ım výsledkem je reálný vektor, jehož složky jsou souřadnice

vzhledem k nějaké zvolené ortonormálńı bázi.

Nyńı se můžeme na jednotlivé transformace pod́ıvat podrobněji. Pokud využi-

jeme alr transformace pro D-složkovou kompozici xxx = (x1, ..., xD) ze simplexu SD,

tak obdrž́ıme (D − 1)-rozměrný reálný vektor

yyy = (y1, ..., yD−1)′ = alr(xxx) =

(
log

x1

xD
, ..., log

xD−1

xD

)′
.

Jak už bylo uvedeno výše, tato transformace však neńı izometrická a nezachovává

tedy vzdálenosti, což znamená, že euklidovská vzdálenost vypočtená z alr trans-

formovaných kompozic a Aitchisonova vzdálenost vypočtená z p̊uvodńıch kom-

pozic nejsou stejné. Uvažujme kompozičńı vektory

aaa = (0, 1, 0, 6, 0, 3),

bbb = (0, 6, 0, 3, 0, 1),

a jejich alr transformace

alr(aaa) = (−1, 099, 0, 683),

alr(bbb) = (1, 792, 1, 099).

Ted’ vypočteme Aitchisonovu vzdálenost kompozic aaa a bbb a euklidovskou vzdálenost

jejich alr transformaćı

da(aaa, bbb) = 2, 213,

de(alr(aaa), alr(bbb)) = 2, 919.
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Jak můžeme vidět, tak alr transformace opravdu nezachovává vzdálenost. Př́ıči-

nou je, že souřadnice vypočtené alr transformaćı jsou vyjádřeny k bázi na sim-

plexu, která neńı ortonormálńı. Z tohoto d̊uvodu byla navržena clr transformace.

Zobrazeńım D-složkové kompozice ze simplexu SD do reálného prostoru po-

moćı clr transformace dostáváme D-rozměrný vektor

www = (w1, ..., wD)′ = clr(xxx) =

(
log

x1

g(xxx)
, ..., log

xD
g(xxx)

)′
,

kde g(xxx) =
(∏D

i=1 xi

)1/D

je geometrický pr̊uměr složek kompozice. Clr transfor-

mace je sice izometrická, problémem však je, že pro jej́ı složky plat́ı
D∑
i=1

wi = 0.

Uvažujme opět kompozici

aaa = (0, 1, 0, 6, 0, 3),

a jej́ı clr transformaci

clr(aaa) = (−0, 963, 0, 828, 0, 135).

Problém je hned vidět, nebot’ součet složek clr transformované kompozice je roven

0

−0, 963 + 0, 828 + 0, 135 = 0.

Dopoč́ıtejme ještě clr transformaci kompozice bbb

clr(bbb) = (0, 828, 0, 135,−0, 963),

a ověř́ıme konzistenci

da(aaa, bbb) = 2, 213,

de(clr(aaa), clr(bbb)) = 2, 213.

Můžeme vidět, že clr transformace opravdu vzdálenosti zachovává.

Všechny požadované vlastnosti pro statistické zpracováńı kompozic splňuje

ilr transformace, která je pro vybranou ortonormálńı bázi definovaná jako
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zzz = (z1, ..., zD−1)
′
= ilr(xxx), zi =

√
i

i+ 1
ln

i

√∏i
j=1 xj

xi+1

, i = 1, ..., D − 1.

Definujme si vektor

lll = (log x1, log x2, ..., log xD)
′
.

Jednotlivé transformace tak můžeme vyjádřit jako

yyy = MMM1lll, MMM
(D−1)×D
1 =


1 0 0 · · · 0 −1
0 1 0 · · · 0 −1
...

...
0 0 · · · 1 −1

,

www = MMM2lll, MMMD×D
2 =


1− 1

D
− 1
D
· · · − 1

D

− 1
D

1− 1
D
· · · − 1

D
...

...
− 1
D
− 1
D
· · · 1− 1

D

,

zzz = MMM3lll, MMM
(D−1)×D
3 =



√
1
2
−
√

1
2

0 · · · 0
√

2
3

2

√
2
3

2
−
√

2
3
· · · 0

...
...√

D−1
D

D−1

√
D−1
D

D−1
· · ·

√
D−1
D

D−1
−
√

D−1
D

.

Odtud dostáváme vztahy mezi logratio transformacemi, které můžeme vyjádřit

jako

zzz = UwUwUw,

yyy = CzCzCz,

yyy = FwFwFw,

kde

FFF = FFFMMM2MMM
−1
2 = MMM1MMM

−1
2 ,

UUU = UUUMMM2MMM
−1
2 = MMM3MMM

−1
2 ,

CCC = CCCMMM3MMM
−1
3 = MMM1MMM

−1
3 .
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Matice UUU , FFF jsou matice (D− 1)×D s plnou řádkovou hodnost́ı a UUUUUU
′
= IIID−1,

z čehož plyne, že matice CCC = FUFUFU
′
je regulárńı a tak můžeme uvažovat jej́ı inverzi.

Pokud se pod́ıváme na vektory matice UUU , tak ty tvoř́ı vektory ortogonálńı báze

nadroviny w1 + w2 + · · · + wD = 0 a FFF = [IIID−1,−111D−1], kde 111D−1 je vektor

jedniček dimenze D − 1. T́ımto se dostáváme k daľśım vztah̊um, které můžeme

vyjádřit jako

www = UUU
′
zzz,

zzz = CCC−1yyy,

www = FFF+yyy.

3.3. Binárńı sekvenčńı děleńı

Některé speciálńı ortonormálńı báze jsou spojeny s tzv. sekvenčńım binárńım

děleńım kompozičńıho vektoru. Tohle je praktický zp̊usob, jak definovat orto-

normálńı bázi a souřadnice. Hlavńı myšlenka spoč́ıvá v rozděleńı souboru složek

kompozice do dvou skupin těchto složek. Tyto dvě źıskané skupiny dále děĺıme

a pokračujeme tak dlouho, až každá skupina obsahuje pouze jednu složku. Počet

děleńı nezbytných k źıskáńı binárńıho sekvenčńıho děleńı je D−1 a př́ımo souviśı

s D − 1 vektory ortogonálńı báze SD.

Existuje v́ıce zp̊usob̊u, jak takové binárńı sekvenčńı děleńı určit. Tabulka 2

nám ukazuje jeden z nich.

Tabulka 2: Kód určuj́ıćı sekvenčńı binárńı děleńı 6-složkové kompozice

Krok x1 x2 x3 x4 x5 x6

1 +1 +1 −1 −1 +1 −1
2 +1 −1 0 0 −1 0
3 0 +1 0 0 −1 0
4 0 0 −1 +1 0 −1
5 0 0 +1 0 0 −1

Označme si hodnoty v tabulce jako kij, kde i znač́ı krok a j skupinu. V každém

kroku děleńı je skupina předchoźı úrovně rozdělena do dvou podskupin: v jedné
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skupině jsou složky označené +1 a v druhé skupině složky označené jako −1.

Označeńı 0 znač́ı, že tato složka neńı v tomhle kroku součást́ı děleńı.

Z tabulky tak můžeme vidět, že v prvńım kroku děleńı je skupina {1, 2, 5}

oddělena od {3, 4, 6}. V druhém kroku je potom skupina {1, 2, 5} rozdělena na

{1} a {2, 5} a tak dále.

i-tý prvek ortonormálńı báze spojený se sekvenčńım binárńım děleńım je dán

jako eeei = C[exp(ai1, ai2, ..., ai,D−1)], kde clr koeficienty aij nabývaj́ı r̊uzných hod-

not v závislosti na kódováńı sekvenčńıho binárńıho děleńı, jejich určeńı si nyńı

ukážeme. Předpokládejme, že v kroku i je skupina o r + s složkách rozdělena do

dvou skupin o r složkách (kódovány pozitivně) a s složkách (kódovaných nega-

tivně). Pokud se znovu pod́ıváme na tabulku 2, tak např́ıklad pro i = 2, r = 1,

s = 2. Hodnoty aij jsou potom

aij = a+ =

√
s

r(r + s)
pro kij = +1,

aij = a− =

√
r

s(r + s)
pro kij = −1,

aij = a0 = 0 pro kij = 0,

kde indexy odpov́ıdaj́ı pozitivńımu, negativńımu a nulovému kódováńı.

Vyjádřeńı souřadnic kompozice xxx s ohledem na ortonormálńı bázi definovanou

binárńım sekvenčńım děleńım je

zi = log

(∏
+ xj

)a+(∏
− xk

)a− , i = 1, ..., D − 1,

kde součiny
∏

+ a
∏
− plat́ı pro složky kódované jako +1 a −1 v i-tém kroku

děleńı.
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4. Praktická část

V úvodńı kapitole 4.1. si představ́ıme data a provedeme několik grafických

znázorněńı těchto dat; v kapitole 4.2. si vyjádř́ıme modely pro oba př́ıstupy

a uvedeme vztahy mezi parametry těchto model̊u. V kapitole 4.3. následně prove-

deme odhady jednotlivých parametr̊u a v kapitole 4.4. oba př́ıstupy porovnáme.

V kapitole 4.5. se pak ještě pod́ıváme na výsledky po aplikaci užitých metod na

jiných datech.

4.1. Představeńı dat

Data, na kterých budou dř́ıve představené metody aplikovány, se týkaj́ı počt̊u

hospitalizaćı cyklist̊u v d̊usledku dopravńıch nehod za 11 let, od roku 1999

do roku 2009, ve čtyřech věkových skupinách. Datový soubor je ještě rozdělen

do dvou tabulek v závislosti na zp̊usobu hospitalizace, máme tedy zvlášt’ tabulku

pro ošetřeńı hlavy a tabulku hospitalizace, kde jsou údaje všech hospitalizaćı bez

ohledu na typ ošetřeńı, viz tabulka 3.

Tabulka 3: Počty hospitalizovaných cyklist̊u za obdob́ı 1999 – 2009 podle věku

Rok 0 až 14 15 až 17 18 až 26 27+
1999 2087 596 1196 3454
2000 2138 530 1280 3991
2001 1676 470 1011 3678
2002 1589 542 1127 3866
2003 1719 504 1179 4286
2004 1583 507 1072 4147
2005 1490 500 948 3871
2006 1122 380 770 3269
2007 1063 414 751 3466
2008 1046 366 745 3511
2009 946 402 669 3749

Kv̊uli malému věkovému rozsahu a malým četnostem druhé a třet́ı skupiny byly

tyto skupiny spojeny do jedné. Ve všech př́ıpadech tedy budeme uvažovat tři

věkové skupiny cyklist̊u (0 až 14, 15 až 26, 27+).
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Tabulka 4: Počty hospitalizovaných cyklist̊u za obdob́ı 1999 – 2009 pro tři

věkové skupiny

Rok 0 až 14 15 až 26 27+
1999 2087 1792 3454
2000 2138 1810 3991
2001 1676 1481 3678
2002 1589 1669 3866
2003 1719 1683 4286
2004 1583 1579 4147
2005 1490 1448 3871
2006 1122 1150 3269
2007 1063 1165 3466
2008 1046 1101 3511
2009 946 1071 3749

Pro lepš́ı představu zastoupeńı jednotlivých skupin a toho, jak se zastoupeńı

vyv́ıjela v jednotlivých letech, se ted’ pod́ıváme na grafické znázorněńı zastoupeńı

skupin při hospitalizaci a zastoupeńı skupin při ošetřeńı hlavy.

Obrázek 3: Grafické znázorněńı zastoupeńı věkových skupin

Na prvńı pohled můžeme vidět, že zastoupeńı jednotlivých věkových skupin je

v obou př́ıpadech velmi podobné. Z obou graf̊u je tak patrné, že zastoupeńı

nejmladš́ı skupiny v čase klesá, naopak zastoupeńı té nejstarš́ı roste. Hlavńım
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d̊uvodem může být, že obecně docháźı ke stárnut́ı celé populace a tedy zastou-

peńı nejstarš́ı věkové skupiny v populaci je č́ım dál t́ım větš́ı, naopak zastoupeńı

nejmladš́ı skupiny klesá. Odráž́ı se to i v počtech nehod (a posléze ošetřeńı) jed-

notlivých skupin.

Můžeme se pod́ıvat ještě na ternárńı diagram, který jsme si dř́ıve představili

jako dobrý grafický nástroj pro tř́ısložková kompozičńı data. My však zat́ım kom-

pozice nemáme a tak muśıme naše data upravit. Zat́ım budeme pracovat s da-

tovým souborem hospitalizace. K převedeńı dat využijeme tohoto vztahu

fi =
ni∑
i

ni
,

kde ni znač́ı počet nehod v i-té skupině a fi relativńı pod́ıl i-té skupiny na celku.

T́ımto dostáváme pro každý rok tř́ısložkovou kompozici s proporcionálńımi pod́ıly

na celku, kde součet všech složek kompozice je roven 1.

Tabulka 5: Tř́ısložkové kompozice pro hospitalizace

Rok 0 až 14 15 až 26 27+
1999 0, 285 0, 244 0, 471
2000 0, 269 0, 228 0, 503
2001 0, 245 0, 217 0, 538
2002 0, 223 0, 234 0, 543
2003 0, 224 0, 219 0, 557
2004 0, 217 0, 216 0, 567
2005 0, 219 0, 213 0, 569
2006 0, 202 0, 208 0, 590
2007 0, 187 0, 205 0, 609
2008 0, 185 0, 195 0, 621
2009 0, 164 0, 186 0, 650

Těchto 11 kompozičńıch vektor̊u ted’ už můžeme graficky znázornit pomoćı ternárńıho

diagramu.
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Obrázek 4: Ternárńı diagram pro hospitalizace (jednotlivé roky barevně

odlǐseny)

Připomeňme, že každá z kompozic je v grafu vyjádřena bodem, jehož vzdále-

nost od jednotlivých stran vyjadřuje velikosti jednotlivých složek. V grafu můžeme

vidět, že jednotlivé body jsou odlǐseny barevně od tmavě červené po světle žlutou.

Tmavě červená znač́ı rok 1999 a světle žlutá rok 2009. Z grafu tedy můžeme dobře

vidět, jak právě zastoupeńı nejstarš́ı skupiny v čase roste, nebot’ body se postupně

vzdaluj́ı od strany x3.

Ještě se pod́ıváme na jeden zp̊usob, jak data graficky znázornit, a to vykresleńı

souřadnic z1, z2, které źıskáme po ilr transformaci kompozic, č́ımž dojde ke sńıžeńı

dimenze o jedna. Tyto souřadnice dostaneme snadno s využit́ım softwaru R:

> library(’robCompositions’)

> data = read.csv2(’nehody.csv’,header=TRUE)

> data = data.frame(data[,1:3],

+ apply(data[,4:5],1,sum), data[,6])

> names(data) = c(’rok’,’typ’,’sk1’,’sk2’,’sk3’)

> d1 = data[1:11,]
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> prav = prop.table(as.table(as.matrix(d1[,3:5])),1)

> irld=ilr(prav)

> colnames(irld)=c(’souradnice1’,’souradnice2’)

Tabulka 6: Souřadnice z1, z2

z1 z2

0, 143 0, 464
0, 187 0, 559
0, 270 0, 643
0, 383 0, 594
0, 364 0, 661
0, 392 0, 683
0, 378 0, 695
0, 447 0, 739
0, 520 0, 771
0, 515 0, 820
0, 613 0, 886

Pokud na osu x vyneseme souřadnice z1 a na osu y souřadnice z2, dostaneme

následný graf.

Obrázek 5: Vykresleńı souřadnic z1, z2
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Použ́ıváme zde stejného barevného kódováńı jako u ternárńıho diagramu. Můžeme

tedy vidět, jak v čase obě souřadnice rostou. Na r̊ust souřadnice z1 má vliv

předevš́ım klesaj́ıćı zastoupeńı skupiny 1. Za r̊ustem souřadnice z2 pak stoj́ı

předevš́ım rostoućı zastoupeńı skupiny 3.

4.2. Vyjádřeńı model̊u

Abychom mohli postupně přej́ıt k porovnáńı obou př́ıstup̊u, tak si nejdř́ıve

muśıme určit konkrétńı modely, které budeme porovnávat. Na jedné straně bu-

deme mı́t ACL model a oproti němu model pro souřadnice ilr transformace defi-

nované binárńım sekvenčńım děleńım.

Jako prvńı si tedy uvedeme model ACL. Jak jsme si dř́ıve ukázali, tento

model porovnává vždy sousedńı kategorie. Uvažujeme 2 modely, kdy v prvńım

z nich budeme modelovat logaritmus pod́ılu pravděpodobnost́ı 1. a 2. skupiny

a v druhém modelu pak logaritmus pod́ılu pravděpodobnost́ı 2. a 3. skupiny.

Oba modely tedy můžeme vyjádřit jako

log
π1(x)

π2(x)
= α1 + β1x,

log
π2(x)

π3(x)
= α2 + β2x,

kde x vyjadřuje jednotlivé roky. Ještě než přejdeme k druhému př́ıstupu, tak si zde

uvedeme interpretaci parametru β1. Až totiž přejdeme k odhadu parametr̊u, tak

tento samotný odhad nám toho bez potřebné interpretace moc neřekne. Uvažujme

tedy dvě rovnice pro dva po sobě jdoućı roky.

log
π1(x)

π2(x)
= α1 + β1x,

log
π1(x+ 1)

π2(x+ 1)
= α1 + β1(x+ 1).

Obě rovnice od sebe odečteme a po úpravě se dostaneme až k interpretaci β1

33



log
π1(x+ 1)

π2(x+ 1)
− log

π1(x)

π2(x)
= β1(x+ 1)− β1x,

log
π1(x+ 1)/π2(x+ 1)

π1(x)/π2(x)
= β1,

π1(x+ 1)/π2(x+ 1)

π1(x)/π2(x)
= eβ1 .

eβ1 tedy vyjadřuje změnu v pod́ılu π1/π2, konkrétně kolikrát se tento pod́ıl změńı

v následuj́ıćım roce oproti předchoźımu. Interpretace parametru β2 je podobná

s t́ım rozd́ılem, že se vztahuje k pod́ılu π2/π3.

Nyńı můžeme přej́ıt k druhému př́ıstupu, kde budeme modelovat souřadnice

z1, z2 źıskané z ilr transformace p̊uvodńıch kompozic. Tyto souřadnice budeme

cht́ıt vyjádřit ve tvaru s využit́ım zastoupeńı jednotlivých skupin π1, π2, π3, čehož

doćıĺıme pomoćı binárńıho sekvenčńıho děleńı. Postupné děleńı skupin je uvedené

v následuj́ıćı tabulce.

Tabulka 7: Kód určuj́ıćı sekvenčńı binárńı děleńı tř́ısložkové kompozice

hospitalizaćı

Krok x1 x2 x3

1 +1 −1 −1
2 0 +1 −1

V prvńım kroku děleńı je tedy oddělena skupina {1} od skupin {2, 3}. V druhém

kroku se pak ještě osamostatńı skupiny 2 a 3. Zaměřme se ted’ na prvńı krok

děleńı, pro který plat́ı, že

r = 1,

s = 2.

Hodnoty a+ a a− pak jsou

a+ =

√
s

r(r + s)
=

√
2

3
,

a− =

√
r

s(r + s)
=

√
1

6
.
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Souřadnici z1 můžeme vyjádřit v následuj́ıćım tvaru

z1 = log
(π1)
√

2
3

(π2π3)
√

1
6

=

√
2

3
log π1 −

√
2

3
log(π2π3)

1
2 =

√
2

3
log

π1√
π2π3

,

kde hodnoty π1, π2 a π3 nám v kompozičńım př́ıstupu nepředstavuj́ı pravděpodobnosti,

ale jednotlivé složky kompozic.

Přejděme ted’ ke druhému kroku děleńı, abychom dostali i vyjádřeńı pro dru-

hou souřadnici. Pro druhý krok plat́ı

r = 1,

s = 1.

A pro hodnoty a+ a a−

a+ =

√
s

r(r + s)
=

√
1

2
,

a− =

√
r

s(r + s)
=

√
1

2
.

Souřadnici z2 vyjádř́ıme ve tvaru

z2 = log
(π2)
√

1
2

(π3)
√

1
2

=

√
1

2
log

π2

π3

.

Souřadnice źıskané t́ımto binárńım děleńım ještě př́ımo neodpov́ıdaj́ı těm źıskaným

z ilr transformace v softwaru R, lǐśı se však pouze ve znaménku. Vynásob́ıme-li

souřadnice źıskané děleńım hodnotou −1, tak źıskáme stejné souřadnice jako

po ilr transformaci. Dostáváme se tedy k vyjádřeńı 2 model̊u. Pro připomenut́ı

a přehlednost uvád́ım na pravé straně také odpov́ıdaj́ıćı ACL modely

z1 = −
√

2

3
log

π1(x)√
π2(x)π3(x)

= α∗1 + β∗1x ←→ log
π1(x)

π2(x)
= α1 + β1x,

z2 = −
√

1

2
log

π2(x)

π3(x)
= α∗2 + β∗2x ←→ log

π2(x)

π3(x)
= α2 + β2x.

Už na prvńı pohled můžeme vidět spojitost mezi druhými modely, které se lǐśı
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pouze o konstantu −
√

1
2
, kterou si označ́ıme jako c2. Hodnotu −

√
2
3

př́ıtomnou

v prvńım kompozičńım modelu si označ́ıme jako c1.

Než přejdeme k odhad̊um jednotlivých parametr̊u, tak si ještě vyjádř́ıme

vztahy mezi parametry. Začneme zde druhými modely, kde je vyjádřeńı na prvńı

pohled patrné, a to

α2 =
α∗2
c2

,

β2 =
β∗2
c2

.

Vyjádřeńı pro α1 a β1 z prvńıho modelu je složitěǰśı. Dostaneme se k nim následnými

úpravami

c1 log
π1√
π2π3

= α∗1 + β∗1x =

= log
π1√
π2π3

=
α∗1
c1

+
β∗1
c1

x =

=
π1√
π2π3

= e

(
α∗1
c1

+
β∗1
c1
x

)
=

=
π2

1

π2π3

= e
2

(
α∗1
c1

+
β∗1
c1
x

)
=

=

(
π1

π2

)2

· π2

π3

= e
2

(
α∗1
c1

+
β∗1
c1
x

)
=

= 2 log
π1

π2

+ log
π2

π3

=
2α∗1
c1

+
2β∗1
c1

x =

= 2α1 + 2β1x+ α2 + β2x =
2α∗1
c1

+
2β∗1
c1

x =

= 2α1 + 2β1x+
α∗2
c2

+
β∗2
c2

x =
2α∗1
c1

+
2β∗1
c1

x.

Odtud už můžeme vidět, že

α1 =
α∗1
c1

− α∗2
2c2

,

β1 =
β∗1
c1

− β∗2
2c2

.
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Pro přehlednost jsou dř́ıve odvozené vztahy mezi parametry uvedeny v následuj́ıćı

tabulce.

Tabulka 8: Vztahy mezi parametry ACL modelu a kompozičńıho modelu

α1 =
α∗1
c1

− α∗2
2c2

α2 =
α∗2
c2

β1 =
β∗1
c1

− β∗2
2c2

β2 =
β∗2
c2

4.3. Odhady parametr̊u

V této části provedeme s využit́ım softwaru R odhady jednotlivých parametr̊u

dř́ıve uvedených model̊u. Začněme prvńım z ACL model̊u

log
π1(x)

π2(x)
= α1 + β1x.

Po odhadu se dostáváme k rovnici

log
π1(x)

π2(x)
= 53, 176− 0, 027x.

Odhady obou parametr̊u jsou významně nenulové a směrodatné odchylky těchto

odhad̊u jsou

s(α̂1) = 7, 239,

s(β̂1) = 0, 004.

Dř́ıve jsme si uvedli interpretaci parametru β v ACL modelu, tak se pod́ıváme,

co nám zde parametr β1 ř́ıká

eβ1 = e−0,027 = 0, 974.
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Hodnota 0, 974 znamená, že pod́ıl π1/π2 v čase mı́rně klesá a to asi o 2, 5 % za

rok, zastoupeńı druhé skupiny oproti prvńı se tedy v čase významně zvyšuje.

Přejděme k druhému ACL modelu, který jsme si dř́ıve uvedli v tomto tvaru

log
π2(x)

π3(x)
= α2 + β2x.

Po odhadu parametr̊u se pak dostáváme k rovnici

log
π2(x)

π3(x)
= 98, 502− 0, 050x.

Oba odhady jsou i v tomto př́ıpadě významně nenulové se směrodatnými odchyl-

kami

s(α̂2) = 6, 053,

s(β̂2) = 0, 003.

Také zde se pod́ıváme na interpretaci odhadnutého parametru β2

eβ2 = e−0,050 = 0, 952.

Pod́ıl π2/π3 v čase také mı́rně klesá a to asi o 5% za rok. To, že oba pod́ıly

se v čase zmenšuj́ı, odpov́ıdá tomu, co bylo vidět už na obrázku 3, kde jsme si

řekli, že zastoupeńı nejmladš́ı skupiny klesá na úkor skupiny nejstarš́ı (prostředńı

skupina z̊ustává téměř beze změny). Pokud tedy docháźı k zmenšováńı nejmladš́ı

skupiny při téměř neměnných hodnotách skupiny prostředńı, tak vlastně docháźı

k zmenšováńı pod́ılu π1/π2. To samé plat́ı i pro pod́ıly π2/π3, nebot’ docháźı

k r̊ustu zastoupeńı nejstarš́ı skupiny při stejných hodnotách zastoupeńı prostředńı

skupiny.

Přejdeme ted’ ke kompozičńım model̊um. Začneme prvńım modelem, který je

z1 = c1 log
π1(x)√
π2(x)π3(x)

= α∗1 + β∗1x.

Po odhadnut́ı parametr̊u dostaneme rovnici
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z1 = c1 log
π1(x)√
π2(x)π3(x)

= −82, 514 + 0, 041x.

Oba parametry jsou významně nenulové. Směrodatné odchylky odhad̊u jsou

s(α̂∗1) = 7, 507,

s(β̂∗1) = 0, 004.

Co se týče druhého kompozičńıho modelu, tak ten jsme si dř́ıve vyjádřili jako

z2 = c2 log
π2(x)

π3(x)
= α∗2 + β∗2x.

Odhadnuté parametry jsou

z2 = c2 log
π2(x)

π3(x)
= −69, 644 + 0, 035x.

Oba parametry jsou i v tomto př́ıpadě významně nenulové a směrodatné odchylky

odhad̊u jsou

s(α̂∗2) = 5, 967,

s(β̂∗2) = 0, 003.

Pro přehlednost si ještě uvedeme všechny odhady i s jejich přesnost́ı pohro-

madě.

ACL1: log
π1(x)

π2(x)
= 53, 176(7, 239)− 0, 027x(0, 004)

ACL2: log
π2(x)

π3(x)
= 98, 502(6, 053)− 0, 050x(0, 003)

KOMP1: z1 = c1 log
π1(x)√
π2(x)π3(x)

= −82, 514(7, 507) + 0, 041x(0, 004)

KOMP2: z2 = c2 log
π2(x)

π3(x)
= −69, 644(5, 967) + 0, 035x(0, 003)

Všechny uvedené směrodatné odchylky jsou zaokrouhleny na 3 desetinná mı́sta,

v následuj́ıćı kapitole však budeme poč́ıtat s nezaokrouhlenými hodnotami.
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4.4. Porovnáńı model̊u

V této kapitole budeme cht́ıt oba modely porovnat v závislosti na přesnosti

odhad̊u parametr̊u β. K tomu využijeme vztahy mezi parametry uvedené v ta-

bulce 8. Začněme porovnáńım model̊u ACL1 a KOMP1

log
π1(x)

π2(x)
= 53, 176− 0, 027x,

z1 = c1 log
π1(x)√
π2(x)π3(x)

= −82, 514 + 0, 041x.

Připomeňme si ještě, jak můžeme parametr β1 vyjádřit pomoćı parametr̊u z kom-

pozičńıch model̊u β∗1 a β∗2

β1 =
β∗1
c1

− β∗2
2c2

.

A v následuj́ıćı tabulce si ukažme bodové odhady parametr̊u β̂1, β̂2 a jejich od-

pov́ıdaj́ıćıch vyjádřeńı.

Tabulka 9: Bodové odhady parametr̊u

β̂1 = −0, 0265 β̂2 = −0, 0496

β̂∗1
c1

− β̂∗2
2c2

= −0, 0258
β̂∗2
c2

= −0, 0496

Ćılem bude vypoč́ıtat rozptyly pro β̂1 a jeho vyjádřeńı

(
β̂∗1
c1

− β̂∗2
2c2

)
, ty následně

porovnat a rozhodnout, který př́ıstup podává přesněǰśı odhady.

Rozptyl pro β̂1 vypoč́ıtáme snadno pouhým umocněńım směrodatné odchylky

na druhou

v̂ar(β̂1) = s2(β̂1) = 1, 306 · 10−5.

Výpočet rozptylu pro vyjádřeńı

(
β̂∗1
c1

− β̂∗2
2c2

)
je o něco složitěǰśı a využijeme při

něm známého vztahu pro poč́ıtáńı s rozptyly
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var(aX + bY ) = var(aX) + var(bY ) + 2cov(aX, bY ) =

a2var(X) + b2var(Y ) + 2ab cov(X, Y ).

S využit́ım tohoto vztahu se tedy dostáváme k následnému výpočtu, ve kterém

můžeme kovarianci zanedbat, nebot’ jde o parametry dvou rozd́ılných model̊u

v̂ar

(
β̂∗1
c1

− β̂∗2
2c2

)
=

= v̂ar

(
β̂∗1
c1

)
+ v̂ar

(
β̂∗2
2c2

)
=

=
1

c2
1

v̂ar
(
β̂∗1

)
+

1

4c2
2

v̂ar
(
β̂∗2

)
=

=
3

2
v̂ar

(
β̂∗1

)
+

1

2
v̂ar

(
β̂∗2

)
=

= v̂ar

(
β̂∗1
c1

− β̂∗2
2c2

)
= 2, 548 · 10−5.

Pokud porovnáme oba vypočtené rozptyly, vid́ıme, že hodnota rozptylu źıskaná

z ACL modelu je téměř dvakrát tak menš́ı oproti hodnotě rozptylu źıskané kom-

pozičńım př́ıstupem.

Přejděme k druhým model̊um ACL2 a KOMP2

log
π2(x)

π3(x)
= 98, 502− 0, 050x,

z2 = c2 log
π2(x)

π3(x)
= −69, 644 + 0, 035x.

A připomeňme si ještě vztah mezi parametry

β2 =
β∗2
c2

.

Výpočet rozptylu β2 je opět snadný

v̂ar(β̂2) = s2(β̂2) = 0, 913 · 10−5.
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Výpočet rozptylu pro vyjádřeńı bude v tomto př́ıpadě také snadný

v̂ar

(
β̂∗2
c2

)
=

1

c2
2

v̂ar(β̂∗2) =
1(

−
√

1
2

)2 v̂ar(β̂
∗
2) =

1
1
2

v̂ar(β̂∗2) = 2v̂ar(β̂∗2) =

= 1, 774 · 10−5.

I pro př́ıpad druhých model̊u se nám dostalo podobného výsledku, a to, že rozptyl

pro ACL model je téměř dvakrát tak menš́ı než rozptyl pro kompozičńı př́ıstup.

4.5. Data pro ošetřeńı hlavy

Doposud jsme pracovali jen s daty týkaj́ıćımi se celkového počtu hospitali-

zovaných. Námi analyzovaná datová množina však obsahuje i informace o za-

stoupeńı skupin pouze při ošetřeńı hlavy. V této kapitole tedy aplikujeme oba

př́ıstupy na nová data a pod́ıváme se, zda se výsledky nějak lǐśı. Vzhledem

k podobnému zastoupeńı skupin, které je vidět na obrázku 3, se však dá očekávat,

že dostaneme podobné výsledky jako v předchoźım př́ıpadě.

Vše potřebné máme připravené a můžeme přej́ıt rovnou k odhadu parametr̊u.

Pro ACL modely dostáváme tyto odhady

ACL1: log
π1(x)

π2(x)
= 52, 892− 0, 026x,

ACL2: log
π2(x)

π3(x)
= 121, 799− 0, 061x.

Pro kompozičńı modely se pak dostaneme k následuj́ıćım odhad̊um

KOMP1: z1 = c1 log
π1(x)√
π2(x)π3(x)

= −89, 842 + 0, 045x,

KOMP2: z2 = c2 log
π2(x)

π3(x)
= −86, 309 + 0, 043x.

Co se týče interpretace parametru β pro modely ACL1 a ACL2, tak se dostáváme

k velmi podobným výsledk̊um jako v předchoźım př́ıpadě, nebot’ hodnoty

eβ1 = 0, 974,

eβ2 = 0, 941,

42



jsou téměř stejné jako v př́ıpadě dat pro hospitalizace. I zde oba pod́ıly π1/π2

a π2/π3 v čase klesaj́ı. Prvńı pod́ıl zhruba o 2, 5 % za rok a druhý pod́ıl zhruba

o 6 % za rok.

Nyńı opět vypoč́ıtáme rozptyly a porovnáme je. Pro ACL1 a KOMP1 dosta-

neme tyto rozptyly

v̂ar(β̂1) = 2, 490 · 10−5,

v̂ar

(
β̂∗1
c1

− β̂∗2
2c2

)
=

3

2
v̂ar

(
β̂∗1

)
+

1

2
v̂ar

(
β̂∗2

)
= 4, 828 · 10−5.

A pro druhé modely ACL2 a KOMP2 dostáváme rozptyly

v̂ar(β̂2) = 1, 842 · 10−5,

v̂ar

(
β̂∗2
c2

)
= 2v̂ar(β̂∗2) = 2, 738 · 10−5.

Pro prvńı modely dostáváme stejný výsledek jako v předchoźım př́ıpadě, a to,

že ACL modely dávaj́ı téměř dvakrát tak přesné odhady. Pro druhé modely je

rozd́ıl v přesnosti o něco menš́ı, ACL2 model je v tomto př́ıpadě zhruba 1,5-krát

přesněǰśı.

4.6. Odhad variančńı matice ACL modelu

Vrat’me se k p̊uvodńım dat̊um celkové hospitalizace. Rozptyly odhad̊u jednotli-

vých parametr̊u pomoćı vlastnost́ı maximálně věrohodného odhadu, pro který

plat́ı

√
n(θ̂θθmle − θθθ)

d−→ N (0, III−1).

Tato vlastnost nám ř́ıká, že maximálně věrohodný odhad parametru θθθ má asympto-

ticky normálńı rozděleńı, je asymptoticky nevychýlený a variančńı matice je rovna

III−1. Matice III zde představuje Fisherovu informačńı matici, pro jej́ıž prvky plat́ı
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III(θ)i,j = −E

[
∂2

∂θi∂θj
log f(YYY ;θθθ)

]
.

Abychom mohli určit Fisherovu informačńı matici, tak nejdř́ıve muśıme dostat

věrohodnostńı funkci pro náš př́ıpad. Uvažujme tedy již dř́ıve představené ACL

modely

log
π1

π2

= α1 + β1x,

log
π2

π3

= α2 + β2x.

Data pocháźı z multinomického rozděleńı a pravděpodobnostńı funkci máme tedy

v tomto tvaru

C
3∏
i=1

πyii = Cπy11 π
y2
2 π

y3
3 ,

kde

C =
n!

y1!y2!y3!
, n =

3∑
i=1

yi.

Pravděpodobnostńı funkci ještě uprav́ıme

Cπy11 π
y2
2 π

y3
3 = C

(
π1

π2

)y1 (π2

π3

)y1+y2

πy1+y2+y3
3 ,

a zlogaritmujeme

log C + y1 log
π1

π2

+ (y1 + y2) log
π2

π3

+ n log π3.

Čemu jsou rovny log
π1

π2

a log
π2

π3

v́ıme z tvaru model̊u. Nev́ıme však, čemu se

rovná π3. Využijeme toho, že π3 = 1−π1−π2 a po několika kroćıch se dostaneme

k vhodnému vyjádřeńı π3

π2

1− π1 − π2

= eα2+β2x,

π1

1− π1 − π2

=
π1

π2

π2

1− π1 − π2

= eα1+α2+(β1+β2)x.
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A dosad́ıme do následuj́ıćıho výrazu

1

1− π1 − π2

− π1

1− π1 − π2

− π2

1− π1 − π2

=
1− π1 − π2

1− π1 − π2

= 1 =

=
1

1− π1 − π2

− eα1+α2+(β1+β2)x − eα2+β2x.

Odtud se už snadno dostaneme k vyjádřeńı log π3

1

1− π1 − π2

= 1 + eα1+α2+(β1+β2)x + eα2+β2x,

log(1− π1 − π2) = log π3 = − log(1 + eα1+α2+(β1+β2)x + eα2+β2x).

Dosad́ıme do logaritmické věrohodnostńı funkce pro jedno pozorováńı

log C + y1(α1 + β1x) + (y1 + y2)(α2 + β2x)− n log
(
1 + eα1+α2+(β1+β2)x + eα2+β2x

)
,

a vyjádř́ıme celkovou logaritmickou věrohodnostńı funkci

11∑
i=1

log C + y1i(α1 + β1xi) + (y1i + y2i)(α2 + β2xi)−

ni log
(
1 + eα1+α2+(β1+β2)xi + eα2+β2xi

)
.

S takto vyjádřenou logaritmickou věrohodnostńı funkćı už můžeme přej́ıt

k výpočtu Fisherovy informačńı matice. Označme

ai = α1 + α2 + β1xi + β2xi,

bi = α2 + β2xi,

ci = ai + bi = α1 + 2α2 + β1xi + 2β2xi,

a vypočteme Fisherovu informačńı matici

ÎII =


∑
ni

eai + eci

(1 + eai + ebi )2

∑
ni

eai

(1 + eai + ebi )2

∑
ni

xi(e
ai + eci )

(1 + eai + ebi )2

∑
ni

xie
ai

(1 + eai + ebi )2∑
ni

eai + ebi

(1 + eai + ebi )2

∑
ni

xie
ai

(1 + eai + ebi )2

∑
ni

xi(e
ai + ebi )

(1 + eai + ebi )2∑
ni

x2i (e
ai + eci )

(1 + eai + ebi )2

∑
ni

x2i e
ai

(1 + eai + ebi )2∑
ni

x2i (e
ai + ebi )

(1 + eai + ebi )2

.
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Matice je symetrická, proto stač́ı doplnit horńı trojúhelńık. Po dosazeńı odhad̊u

parametr̊u a inverzi této matice dostáváme variančńı matici ACL modelu

v̂ar


α̂1

α̂2

β̂1

β̂2

 =


52, 573 −26, 332 −2, 624 · 10−2 1, 314 · 10−2

36, 492 1, 314 · 10−2 −1, 821 · 10−2

1, 310 · 10−5 −6, 560 · 10−6

9, 090 · 10−6

.

Můžeme vidět, že při “ručńım” výpočtu variančńı matice dostáváme téměř shodné

rozptyly, jako ty, které jsme źıskali odhadem v softwaru R, který pro odhad pa-

rametr̊u ACL modelu také využ́ıvá metody maximálńı věrohodnosti

v̂ar(β̂1) = 1, 306 · 10−5 .
= 1, 310 · 10−5 ,

v̂ar(β̂2) = 0, 913 · 10−5 .
= 0, 909 · 10−5.

4.7. Odhad variančńı matice kompozičńıho modelu

Přejděme ke kompozičńımu př́ıstupu, modely máme v nám již známém tvaru

c1 log
π1√
π2π3

= α∗1 + β∗1x,

c2 log
π2

π3

= α∗2 + β∗2x,

kde

c1 = −
√

2

3
,

c2 = −
√

1

2
.

Urč́ıme si pravděpodobnostńı funkci

Cπy11 π
y2
2 π

y3
3 = C

(
π1√
π2π3

)y1 (π2

π3

) y1
2

+y2

π
y1
2

+y2+
y1
2

+y3
3 ,

a zlogaritmujeme ji
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log C + y1 log
π1√
π2π3

+ (y1
2

+ y2) log
π2

π3

+ n log π3.

Opět se dostáváme k problému, jak vyjádřit π3. Vı́me, že

π2

1− π1 − π2

= e
1
c2

(α∗2+β∗2x)
,

ale zat́ım nev́ıme, čemu je rovno
π1

1− π1 − π2

. Uprav́ıme vyjádřeńı našich model̊u

log
π2

1

π2π3

= 2
c1

(α∗1 + β∗1x),

log
π2

π3

= 1
c2

(α∗2 + β∗2x),

obě rovnice sečteme a dostaneme se k výrazu

log
π2

1

π2π3

· π2

π3

= 2
c1

(α∗1 + β∗1x) + 1
c2

(α∗2 + β∗2x) =

= log
π1

π3

= 1
c1

(α∗1 + β∗1x) + 1
2c2

(α∗2 + β∗2x).

Ted’ už můžeme dosadit do následuj́ıćıho výrazu

1

1− π1 − π2

− π1

1− π1 − π2

− π2

1− π1 − π2

=
1− π1 − π2

1− π1 − π2

= 1 =

=
1

1− π1 − π2

− e
1
c1

(α∗1+β∗1x)+ 1
2c2

(α∗2+β∗2x) − e
1
c2

(α∗2+β∗2x)
,

a vyjádřit log π3

1

1− π1 − π2

= 1 + e
1
c1

(α∗1+β∗1x)+ 1
2c2

(α∗2+β∗2x)
+ e

1
c2

(α∗2+β∗2x)
,

log(1− π1 − π2) = log π3 = − log(1 + e
1
c1

(α∗1+β∗1x)+ 1
2c2

(α∗2+β∗2x)
+ e

1
c2

(α∗2+β∗2x)
.

Dosad́ıme do logaritmické věrohodnostńı funkce pro jedno pozorováńı

log C + y1
c1

(α∗1 + β∗1x) +
y1
2

+y2
c2

(α∗2 + β∗2x)−

n log
(

1 + e
1
c1

(α∗1+β∗1x)+ 1
2c2

(α∗2+β∗2x)
+ e

1
c2

(α∗2+β∗2x)
)

,

47



a vyjádř́ıme celkovou logaritmickou věrohodnostńı funkci

11∑
i=1

log C + y1i
c1

(α∗1 + β∗1xi) +
y1i
2

+y2i
c2

(α∗2 + β∗2xi)−

ni log
(

1 + e
1
c1

(α∗1+β∗1xi)+
1

2c2
(α∗2+β∗2xi) + e

1
c2

(α∗2+β∗2xi)
)

.

Nyńı můžeme vypoč́ıtat Fisherovu informačńı matici. Označme

ai = 1
c1

(α∗1 + β∗1xi) + 1
2c2

(α∗2 + β∗2xi),

bi = 1
c2

(α∗2 + β∗2xi),

ci = ai + bi.

Fisherovu informačńı matici pak máme ve tvaru

ÎII∗ = =


∑ ni

c21

eai + eci

(1 + eai + ebi )2

∑ ni

2c1c2

eai − eci

(1 + eai + ebi )2

∑ ni

c21

xi(e
ai + eci )

(1 + eai + ebi )2

∑ ni

2c1c2

xie
ai − eci

(1 + eai + ebi )2∑ ni

4c22

eai + eci + 4ebi

(1 + eai + ebi )2

∑ ni

2c1c2

xie
ai − eci

(1 + eai + ebi )2

∑ ni

4c22

xi(e
ai + eci + 4ebi )

(1 + eai + ebi )2∑ ni

c21

x2i (e
ai + eci )

(1 + eai + ebi )2

∑ ni

2c1c2

x2i e
ai − eci

(1 + eai + ebi )2∑ ni

4c22

x2i (e
ai + eci + 4ebi )

(1 + eai + ebi )2

.

Po inverzi a dosazeńı odhad̊u parametr̊u dostáváme variančńı matici

v̂ar


α̂∗1
α̂∗2
β̂∗1
β̂∗2

 =


23, 568 −4, 662 −1, 176 · 10−2 2, 327 · 10−2

18, 235 2, 327 · 10−3 −9, 101 · 10−3

5, 873 · 10−6 −1, 162 · 10−6

4, 542 · 10−6

.

Při “ručńım” výpočtu variančńı matice dostáváme velmi rozd́ılné hodnoty roz-

ptyl̊u oproti těm źıskaným softwarem R. Důvodem je, že zat́ımco zde jsme využili

metody maximálńı věrohodnosti využ́ıvaj́ıćı multinomického rozděleńı, tak v soft-

waru R se parametry odhadovaly metodou nejmenš́ıch čtverc̊u, která vycháźı

z jiného předpokladu na rozděleńı

v̂ar(β̂∗1) = 1, 403 · 10−5 6= 5, 873 · 10−6 ,

v̂ar(β̂∗2) = 8, 868 · 10−6 6= 4, 542 · 10−6.
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Vzhledem k tomu, že jsme t́ımto zp̊usobem dostali rozd́ılné rozptyly, tak se

vrát́ıme k tabulce 8, kde máme vyjádřeny vztahy mezi parametry a rozptyly

přepoč́ıtáme a porovnáme. Rozptyly pro ACL modely z̊ustávaj́ı téměř stejné

v̂ar(β̂1) = 1, 310 · 10−5,

v̂ar(β̂2) = 0, 909 · 10−5.

Rozptyly pro kompozičńı modely přepoč́ıtáme pomoćı nám známých vztah̊u

v̂ar

(
β̂∗1
c1

− β̂∗2
2c2

)
=

3

2
v̂ar

(
β̂∗1

)
+

1

2
v̂ar

(
β̂∗2

)
−
√

3cov(β∗1 , β
∗
2) = 1, 310 · 10−5,

v̂ar

(
β̂∗2
c2

)
= 2v̂ar(β̂∗2) = 0, 908 · 10−5.

Můžeme vidět, že pro ACL model i kompozičńı př́ıstup zde dostáváme téměř

shodné rozptyly.
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Závěr

Ve své práci jsem se snažil o nastudovańı a pochopeńı dvou r̊uzných zp̊usob̊u

analýzy kategoriálńıch dat, a to zobecněného lineárńıho modelu a v posledńı době

velmi obĺıbeného kompozičńıho př́ıstupu. To vše za účelem následné aplikace

těchto metod na reálná data o nehodách cyklist̊u. Hlavńım ćılem práce pak bylo

tyto metody na základě dosažených výsledk̊u porovnat.

Úvodńı tři kapitoly byly věnovány položeńı teoretických základ̊u jednotlivých

metod pro analýzu kategoriálńıch dat. Seznámili jsme se s klasickým a zobecně-

ným lineárńım modelem, včetně metody maximálńı věrohodnosti, použ́ıvané pro

odhad parametr̊u. Dále bylo uvedeno několik r̊uzných typ̊u logitových model̊u pro

multinominálńı data. Jedńım z představených model̊u byl model logit̊u sousedńıch

kategoríı (ACL), který v praktické části sloužil jako jeden z model̊u pro porovnáńı.

Z tohoto d̊uvodu byl uveden i vzorový př́ıklad včetně kódu ze softwaru R, aby

čtenář měl názornou ukázku, jak tento model funguje. V závěru teoretické části

byly uvedeny základy pro pochopeńı kompozičńıho př́ıstupu analýzy dat. Právě

s kompozičńım modelem byl ACL model porovnáván.

Stěžejńı čtvrtá kapitola byla věnována praktickému př́ıkladu. V jej́ım úvodu

bylo potřeba určit podobu model̊u, které budou porovnávány. Na jedné straně

jsme měli dva ACL modely a oproti nim př́ıslušné kompozičńı modely. Po vyjádře-

ńı vztah̊u mezi jednotlivými parametry a jejich následném odhadu s využit́ım

softwaru R, jsme přešli až k výpočtu rozptyl̊u odhad̊u parametr̊u. Vypočtené roz-

ptyly ukazovaly, že lepš́ı výsledky podává ACL model, což mě celkem překvapilo,

protože jsem očekával, že obě metody budou podávat zhruba stejně dobré výsled-

ky. Oba př́ıstupy jsme pak aplikovali ještě na jiný datový soubor, došli jsme však

velmi podobným výsledk̊um. V závěrečných podkapitolách praktické části jsme

ještě “ručně” odhadli variančńı matice obou př́ıstup̊u.

Věř́ım, že práce povede čtenáře k zamyšleńı a základńımu pochopeńı princip̊u

práce s kategoriálńımi daty. Studium jednotlivých metod a předevš́ım pak jejich

aplikace na reálná data pro mě byly jednoznačně př́ınosem.
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