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Abstrakt

Pocet automobilii neustéle roste a jejich parkovani se ¢im dal vice komplikuje. Ve méstech
proto zacala vznikat inteligentni parkovisté. Tato prace se zabyva navrhem a implementaci
robustniho systému pro analyzu obsazenosti parkovisté z kamerovych zdznami. Systém
analyzuje jednotliva parkovaci mista ze zdznamu z vice-kamerového systému s moznosti
prekryvu mezi kamerami. Aplikace je navrzena a implementovana v Robotickém opera¢nim
pomalejsi, je klasifikace pomoci hluboké neuronové sité. Rychlou interakci fesi méné presny
klasifikdtor pohybu s modelem pozadi. Systém je schopen fungovat v realném case, a to
na grafické karté i na procesoru. UspéSnost systému na testovaci datové sadé z redlného
provozu jednoho parkovisté presahuje 95 %.

Abstract

The concept of smart cities is inherently connected with efficient parking solutions based
on the knowledge of individual parking space occupancy. The subject of this paper is the
design and implementation of a robust system for analysing parking space occupancy from
a multi-camera system with the possibility of visual overlap between cameras. The system
is designed and implemented in Robot Operating System (ROS) and its core consists of two
separate classifiers. The more successful, however, a slower option is detection by a deep
neural network. A quick interaction is provided by a less accurate classifier of movement
with a background model. The system is capable of working in real time on a graphic card
as well as on a processor. The success rate of the system on a testing data set from real
operation exceeds 95 %.
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Kapitola 1

Uvod

Pocitacové vidéni se v dnesni dobé stalo rychle se rozvijejici oblasti informatiky, bez niz
by fada aplikaci nemohla existovat. Kromé prumyslového uziti lidé zacali pocitacové vi-
déni vyuzivat i v soukromém zivoté. Vyhodou se stavaji mnohé volné dostupné knihovny,
které sdruzuji zakladni algoritmy a funkce a jsou jiz v pocitacovém vidéni bézné. Diky ros-
touci poptavce a snadnéjsimu vyvoji je poc¢itacové vidéni stile vice podporovano a vznikaji
nejruznéjsi oblasti k jeho vyuziti.

Jednou z oblasti, do které pocitacové vidéni také proniklo, se bezpochyby stalo moni-
torovani dopravy. Existuje celd rada spolehlivych detektoru poznavacich znacek, detekce
a klasifikace dopravnich znacek, ¢itace provozu nebo detekce kolon. Tyto aplikace maji
dvé zékladni vyuziti. Prvni z nich je ziskdvani informaci o provozu, na zdkladé kterych
miize provozovatel upravit vozovku pro plynulejsi provoz, mérit rychlost sledovanych aut
a podobné. Druhym vyuzitim je snaha ulehéit idi¢i fizeni a zprijemnit mu tak jizdu.

S neustéale rostoucim poc¢tem automobil vznikaji nepiijemné potize s parkovanim. Ac¢-
koliv se na parkovisti nachézeji stdle volnd parkovaci mista, pro fidice byva komplikované
tato mista na rozlehlém parkovisti nalézt. ReSenim mohou byt aplikace, které oznacuji
obsazenost jednotlivych parkovacich mist a prostfednictvim informativnich tabuli ¢i jiné
vizualiza¢n{ metody informuji fidi¢e o pozici volnych mist. V soucasné dobé jsou vyuzi-
vané systémy tvoreny senzory, které jsou zalozené na indukénich civkéch, mikrovindch [15],
magnetickém poli [13][15] nebo ultrazvuku [11][33]. Jelikoz kazdé parkovaci misto vyzaduje
vlastni fyzicky senzor, instalace systému i nasledna udrzba je pomérné naro¢na. Pokud by
chtél provozovatel zménit rozlozeni parkovacich mist, je tfeba presunout i prislusné senzory.
Tyto metody a jejich srovnani jsem blize popsal v mé bakalaiské praci [36].

V poslednich letech proto zacaly vznikat aplikace detekujici obsazenost parkovacich mist
za pouziti pocitacového vidéni. Oproti senzorovym systémum je vyrazné jednodussi insta-
lace, zména rozlozeni mist i idrzba. Kamerovy systém navic umoznuje zivy nahled na scénu
a s nim spojené rozsitené vyuziti (rozpoznani typu vozidla, barvy aj.). Uspésnosti se ale
zatim se senzorovymi systémy nemohou méfit. Monitorovani kamerami prinasi i fadu nevy-
hod, jako jsou legislativni problémy a nutnost informovat uzivatele parkovisté. Obtiznéjsi je
pak detekce za nepriznivého pocasi nebo v noci pti nedostatecném umeélém osvétleni. Pokud
cizi objekt zastini vyhled kamery nebo se kamera odkloni (napf. vlivem vétru), muze zacit
dochéazet k chybnym detekcim.

Popularni metodou rozpoznavani a umélé inteligence se v poslednich letech staly neuro-
nové sité. Metody zaloZené na rozpoznavani pomoci neuronovych siti dosahuji velmi dobrych
vysledkl a jsou dostateéné obecné, aby mohly Tesit nejriznéjsi problémy. Klasické neuro-
nové sité ovSem pro slozitéjsi ikoly vyzaduji exponencidlni pocet neuront, z nichz se sité



skladaji. Tento problém resi hluboké neuronové sité, které se, po vyreseni problému s tréno-
vanim, staly velmi oblibenou a rychle se rozvijejici oblasti. Detekce obsazenosti parkovisté

Systém popisovany v této praci je navrzen a implementovan v Robotickém operacnim
systému [30], diky némuz je rozdélen do nékolika oddélenych uzli. Hlavnimi uzly jsou
zpracovani snimkl z kamery, filtrace snimkt, transformace snimki, lokalni klasifikatory,
globalni klasifikator a prezentace vysledkti. Snimky jsou filtrovany na zdkladé porovnani
histogrami spravnych a chybnych snimki. Pro lepsi detekci jsou ze snimku odstranény
nezadouci transformace, radidlni distorze' a perspektiva’. Piedp¥ipraveny snimek je pouzit
pro klasifikaci obsazenosti parkovacich mist pomoci dvou klasifikatort. Hlavni duraz je
kladen na klasifikaci pomoci strojového uceni, ke kterému je vyuzita hluboka konvolucni
neuronova sif. Detekci prijezdu a odjezdu doplnuje klasifikator zalozeny na modelu pozadi.
Vysledky obou klasifikdtori jsou slouceny a zverejnény. Pokud systém obsahuje vice kamer,
jsou snimky z kazdé kamery zpracovavany nezavisle, vysledky dil¢ich klasifikatoru se slouci
vSechny najednou.

Predstavované feseni je zajimavé svou vysokou uspésnosti, jednodussi instalaci a schop-
nosti klasifikovat obsazenost stovek parkovacich mist v redlném case. Systém neni bez-
chybny, v nékterych piipadech dochazi k chybné klasifikaci. Takovych pripadu je vSak méné
nez 5 % a s postupnym vyvojem aplikace a zvétSovanim trénovaci sady jich stdle ubyva.
Tato metoda nejcastéji selhdva pii zhorsené viditelnosti (v noci, pii oroseni kamery), pri
zméndch pocasi (dést, snih, ostré stiny) a v pripadech extrémni okluze, kdy je automobil
témér nebo uplné zakryt vétsim objektem (nékladni vuz).

1.1 Cile prace

Prace navazuje na mou bakalarskou praci, danou problematiku vSak pojima sifeji, navrh
systému je robustnéjsi a metody propracovanéjsi. Predevsim pak pridava rozsifeni s neuro-
novymi sitémi. Cilem prace je sezndmeni se s principy detekce vozidel v obraze u statickych
kamerovych systému, predevsim s metodami modelovani pozadi a strojového uceni. Na za-
kladé ziskanych informaci a zkusenosti bude navrzen systém pro vizudlni detekci obsazenosti
parkovisté s vice-kamerovym systémem s moznosti obrazového prekryvu mezi kamerami.
Systém by mél byt co nejrobustnéjsi viuci prirozenym zménam v obraze, jako je stmivani,
mlha, dést, snih ¢i umélé osvétleni. Vysledkem bude systém, ktery bude schopen oznacovat
obsazenost parkovacich mist v redlném case na skutecném parkovisti a zobrazovat ziskané
vysledky.

1.2 Obsah prace

Kapitola 2 této prace popisuje existujici metody detekce vozidel v obraze, zaméruje se na
metody modelovani pozadi a metody strojového uceni vyuzivajici neuronové sité. Prede-
vs$im pak popisuje hluboké neuronové sité. Kapitola 3 je vénovana navrhu systému, popisu
jeho jednotlivych ¢asti a Treseni problému spojenych s témito ¢astmi. Druhd ¢ast této kapi-
toly popisuje vypocet obsazenosti parkovaciho mista. Kapitola 4 priblizuje implementacni
detaily aplikace, softwarové a hardwarové néstroje, které se v ramci této prace vyuzivaji,

'Pii radidlni distorzi (zkresleni obrazu) neni pi¢né zvétseni po celém poli obrazu stejné, ¢imz je porusena
geometrickd podobnost predmétu a jeho obrazu.
2Pii perspektivnim zobrazeni se zobrazované predméty zdanlivé zmensuji a sbihaji.



a jejich integraci. V kapitole 5 jsou predstaveny a popsany provedené testy a prezentovany
vysledky z tohoto testovani. Kapitolou 6 bude tato diplomova prace uzaviena a shrnuta.



Kapitola 2

Principy detekce vozidel v obraze

S pribyvajicim poctem aplikaci detekujicich vozidla v obraze roste i poCet metod, jak
spravné detekce dosdhnout. Tyto metody se vzdjemné znacné lisi a je tfeba zvolit spravnou
metodu pro konkrétni aplikaci. Pro vybér nejlepsi metody je tfeba polozit si nékolik otazek.
Jsou zaznamy porizeny statickou, nebo pohybujici se kamerou? Musi aplikace detekovat nej-
ruznéjsi vozidla, nebo je zamérend na konkrétni typ? Je treba, aby aplikace zpracovavala
video v redlném case a s omezenym vypocetnim vykonem, nebo na dobé trvani detekce
nezalezi? Po zodpovézeni téchto otazek je mozné pristoupit k vybéru samotné metody.

Principy detekce vozidel v obraze lze rozdélit do dvou obecnych kategorii podle toho, zda
je znam presny nebo alespon priblizny vzhled detekovaného vozidla. Informace o vzhledu
vozidla je ve vétsiné pripadu zprostiedkovana pomoci trénovaci sady obsahujici stovky az
tisice snimku vozidel a pozadi. Pouzity algoritmus se na této sadé natrénuje, pri samotné
detekci pak hledd natrénovany vzor v obraze. K témto metodam se fadi AdaBoost (Adap-
tive Boosting), ktery sdruzuje jednodussi detektory do jednoho robustnéjsiho a tispésnéjsiho
[17]. Detekce muze byt zalozena na nejruznéjsich piiznacich, ¢asto pouzivanymi jsou Haa-
rovy priznaky [27]. Ukdzku téchto pfiznaku pro automobil lze vidét na obrazku 2.2. Dalsi
moznosti je metoda K-Nearest Neighbor (K-nejblizsich sousedt), jez sdruzuje k nejblizsich
priznaki. Metoda Support vector machines (SVM) [29] zase rozdéluje prostor priznaku
pomoci linedrnich klasifikdtoru [18]. Dilezitou ¢asti metody je jadrova transformace, jez
transformuje priznaky z neseparovatelné do separovatelné podoby. Pokud jsou v obraze
objekty dobfe separovatelné, lze detekovat vozidla pomoci segmentace obrazu [12]. Dalsi
metody pouzivaji histogram gradientt [18] nebo kaskadovy detektor [26]. Vystup kaskado-
vého detektoru je zndzornén na obrazku 2.2, ze kterého je ziejmé, Ze je detekci stale mozné
zlepsovat. Metoda ale detekuje automobily na celém snimku, nikoliv jen v oznacenych vy-
fezech parkovacich mist. V neposledni fadé do této skupiny patii jiz zminované neuronové
sité [9].

V ptipadé, kdy vzhled detekovaného vozidla neni znam, je prilis slozity ¢i se vyrazné lisi
pro jednotlivé piipady, mohou byt pouzity metody z druhé kategorie. Takové metody dete-
kuji vozidlo pouze na zakladé strucnych informaci, jejich cilem je oddélit samotné vozidlo
od okoli. Tyto metody nevyzaduji predtrénovani a jejich tspésnost je zavisld na nastaveni
uzivatelem. Jsou zalozené na informaci, ktera rozlisuje vozidlo od okoli. Pokud je znamo, ze
se na vozidle vyskytuje vétsi mnozstvi vyraznych hran nez v okoli, je mozné pouzit jeden
z hranovych detektoru [2]. Takové detektory maji vyhodu, Ze jsou automobily detekovatelné
z jediného snimku. Jejich tspésnost vsak velmi zavisi na okoli vozidla. Dalsi metody jsou za-
lozené na informaci o pohybu automobili. Nejjednodussim zptisobem detekce pohyblivych
objektt, a tedy i automobild, je rozdilovd metoda [10]. Funguje na jednoduchém odeéteni



po sobé jdoucich snimkt a jeji ispéSnost neni prilis vysoka. Sofistikovanéjsi metody pou-
zivaji model pozadi [26] nebo opticky tok [10]. Opticky tok hleda pozice stejnych bodu na
dvou ruznych snimcich a na zdkladé rozdila jejich pozic urcuje pohyblivé objekty. Metody
s modelem pozadi si vytvareji model, ktery odpovida pozadi bez pohybujicich se objektu.
S timto pozadim jsou nové snimky srovnavany, detekované rozdily odpovidaji pohybujicim
se objektim. Metodam s modelem pozadi se tato prace vénuje podrobnéji.

Porovnani tspésnosti jmenovanych metod je komplikované, nebot kazdy autor pristupu
vyuzil jinou testovaci sadu. Autory udivand uspésnost téchto metod se pohybuje mezi
85 % a 95 %, datové sady ale vétsinou neobsahuji okluze ¢i zhorSenou viditelnost. Lepsi
uspésnosti dosahuji metody vyuzivajici hluboké neuronové sité [3][22], jejichz uspésnost
presahuje 95 %. Hlavnim tskalim je rychlost klasifikace, kterou autori uvadéji na 15 sekund
na celé parkovisté s pouzitim grafické karty.

Obrazek 2.1: Oznaceni parkovacich mist a automobilti v metodach s konvolu¢ni neuronovou
siti. Prevzato z [3], [22] a [9].

2.1 Metody modelovani pozadi

Metody zalozené na modelovani pozadi jsou velmi rozsirené predevsim pro detekci pohybu-
jicich se objekt ve videu ze statické kamery [11]. Pfitom podminka statické kamery je zde
nezbytné nutna. Pokud neni k dispozici video ze statické kamery, video je mozné stabilizo-



Obrézek 2.2: Ukéazka Haarovych piiznaki detekujicich automobil zezadu, prevzato z [27],
a vystup kaskddového detektoru automobili, prevzato z [20].

vat, vétsinou ale takovyto piistup zhoruje vysledky detekce. Uspésnost detekee pak zalezd
na mire pohybu kamery a zméndch mezi jednotlivymi snimky. Princip téchto metod spociva
v detekci pohybujicich se objektt z rozdilu mezi aktudlnim snimkem a snimkem referenc-
nim, ¢asto nazyvanym jako model pozadi (background model nebo background image) [25].
Model pozadi musi reprezentovat scénu bez jakychkoliv pohybujicich se objektti a musi byt
pravidelné aktualizovan, aby se pfizptisobil ménicim se podminkam [1]. Pravé na tvorbé co
nejpresnéjsiho modelu pozadi zavisi ispésnost popisovanych metod. Pro jejich porovnéni se
hodnoti rychlost vypoc¢tu, pamétové naroky a presnost detekce. Déle jsou popsany zakladni

vvvvv

Ukézky vystupt vybranych metod lze vidét na obrazku 2.3.

Gaussuv klouzavy primér

Jedna z nejjednodussich metod pocitd hodnotu kazdého pixelu nezavisle [39]. Hodnota
kazdého pixelu modelu je spocitdna z pixell na stejnych souradnicich z poslednich n snimku
pomoci Gaussovy pravdépodobnostni funkce:

uy = oly + (1 — a)ut_l (21)

kde I; je hodnota pixelu na aktualnim snimku, u;—1 predchozi primér a « vaha vyvazujici
stabilitu modelu a rychlou zménu. Tato tprava snizuje pamétové naroky, nebot neni tfeba
vytvaret zasobnik s poslednimi n hodnotami. Porovnanim rozdilu aktualni hodnoty pixelu
s hodnotou pixelu v modelu s prahem lze klasifikovat pixel jako popredi nebo pozadi. Lepsich
vysledkl je mozné dosdhnout tipravou rovnice 2.1 o bindrni indikator popredi M:

uy = Mug_1 + (1 — M)(Oé]t + (1 — a)ut_l) (22)

Model pozadi je aktualizovian pouze v piipadé, Ze se jednd o pozadi (M=0). Pokud klasifi-
kétor oznadi pixel jako popredi (M=1), do modelu je zkopirovana predchozi hodnota.

Casovy medidnovy filtr

Dle rtznych autort dosahuji jiné formy prumeéru lepsich vysledki. Jednou z nich je pou-
7ziti stfedni hodnoty z poslednich n snimku jako hodnoty modelu pozadi [10]. Metoda je
stabilnéjsi, hlavni nevyhodou této metody je ale nutnost zasobniku pro neddvné hodnoty.
Medianovy filtr také neobsahuje miru odchylky pro upravu prahu.



(a) Input image (b) Ground-truth

(¢c) ViBe (RGB) (d) ViBe (gray) (e) Bayesian histogram

(f) Codebook (g) EGMM [Zivkovic] (h) GMM [Li et al.]

(i) Gaussian model (j) 15 order filter (k) Sigma-Delta Z.

Obrézek 2.3: Piiklady metod modelujicich pozadi, prevzato z [1].

Smeés Gaussovych rozdéleni

Ve vétsiné pripadi jsou objekty, které se nachézeji delsi dobu na stejné pozici, zahrnuty do
modelu pozadi a pohybujici se objekty klasifikovany jako popredi. V nékterych pripadech
ale mtze dochézet ke zménam v ramci pozadi rychleji, nez se model stihne aktualizovat.
Prikladem mohou byt vétve a listy stromil ve vétru, dést nebo snih. V téchto pripadech ma
pozadi pro dany pixel vice moznych hodnot (napf.: list, vétev nebo stromem ¢asteéné za-
kryta budova). Doposud popsané modely nejsou schopny tyto jevy zahrnout, proto existuji
modely s vice hodnotami [35]. Pravdépodobnost hodnoty pixelu je mozné vyjadrit smési
Gaussovych rozlozeni:

K
P(Xy) = Z wi (Tt — ity i) (2.3)
i=1

kde kazdé Gaussovo rozdéleni odpovida pravé jednomu objektu v pozadi ¢i popredi. Pocet
rozlozeni K je obvykle nastaven na 3 az 5 [28]. Pokud se nalezne shoda mezi novou hodnotou
a znadmym rozloZenim, parametry tohoto rozlozeni jsou upraveny. Pokud novd hodnota
neodpovidd zadnému znamému rozlozeni, model s nejniz$im ohodnocenim je nahrazen za
novy model s velmi nizkou vahou a velkou odchylkou.



Odhad hustoty jadra

Pravdépodobnostni funkce vyskytu hodnot modelu miize byt aproximovana pomoci histo-
gramu [16]. Jelikoz je ale pocet vzorku limitovan, histogram neni presny a muze dochézet
k chybnym detekcim. Histogram je mozné nahradit odhadem hustoty jadra (Kernel Density
Estimation — KDE), ktery je na rozdil od histogramu plynuly. Model pozadi se pak ziska
jako suma Gaussovych jader, kterd jsou vycentrovana na nejc¢astéjsi hodnoty x;:

P(Xy) = %Zn(wt — T, 5t) (2.4)
i=1

Tento model pripomind smés Gaussovych rozdéleni. V té ale kazdé Gaussovo rozdéleni
popisovalo hlavni model a bylo aktualizovano v ¢ase. V pripadé odhadu hustoty jadra kazdé
Gaussovo rozdéleni popisuje pouze jeden vzorek a Y; je stejnd pro vSechna jadra.

Postupna aproximace hustoty jadra

Techniky zaloZené na mean shift vektoru jsou pro segmentaci obrazu velmi Gspésné [23].
Jedna se o efektivni metody, které vyzaduji minimélni pocateéni predpoklady. Nicméné je
jejich béh vysoce naro¢ny na c¢as, nebot jsou zaloZeny na iterativnim vypoctu. Proto neni
mozné pouzit je pro tvorbu modelu pozadi na trovni pixelti. Jednou z moznosti optimalizace
tohoto algoritmu je pouziti mean shift vektoru pouze pro inicializaci modelu. Aktualizace
modelu pozadi v redlném case je pak realizovana prostrednictvim jednoduché heuristiky.

Soubézny vyskyt odchylek obrazu

Dalsi metoda je zalozend na predpokladu, Ze se sousedici bloky pixelt pozadi méni v ¢ase
podobnym zpusobem [32]. Piikladem mohou byt pohybujici se listy na stromé. K chy-
bam dochazi na hranich objektt, nebot se pixely pfislusici jingm objektim méni odlisnym
zpusobem. Metoda nepracuje na trovni jednotlivych pixeli, nybrz zpracovava celé bloky
N x N pixeli. Diky tomu je metoda rychlejsi a stabilnéjsi. Béhem ucici faze je ze sady
vzorkd spocten prameér, rozdily mezi prumérem a samotnymi vzorky se nazyvaji odchylky
obrazu. S ohledem na primér je spoéitana N2 x N? kovarianéni matice a aplikaci trans-
formace vlastnim vektorem jsou dimenze obrazu redukovany z N? na K. Pro aktualizaci
modelu je tuto fazi mozné v casovych intervalech opakovat. Pti klasifikaci je pro kazdy
blok u spo¢tena odpovidajici vlastni odchylka obrazu z,. Je nalezeno L nejblizsich sousedu
k z, a spocitana linedrni interpolace mezi z, a odchylkami sousedi. Stejné interpolacni
koeficienty jsou aplikovany na aktudlni blok b, ¢imz je ziskdn odhad z;. Porovninim z;, a z
je mozné o bloku b rozhodnout, zda se nachdzi na pozadi (2, a z; jsou podobné) nebo na
popfedi (2, je vyrazné odlisné od zj).

Vlastni pozadi

Posledni popisovand metoda je taktéz zalozend na vlastnich hodnotach dekomponovaného
obrazku, v tomto pfipadé se ale obraz nerozdéli na bloky, jako v predchozi metodé, nybrz je
s nim pocitano jako s celkem [25]. Béhem uéici se faze je ziskano n vzorku celych obrazku,
spocitan jejich prumér a odchylky jednotlivych obrazki. Déale je spoc¢itana kovarianéni ma-
tice a ulozeno M nejlepsich vlastnich vektort. Pokazdé, kdyz je k dispozici novy obrazek
1, je spoéitana odchylka I’:

I'=®(I —p) (2.5)
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kde ® je matice vlastnich vektori a u je prumérny obrazek. I’ je pak znovu aplikovdna na
obrazek:
I"=oT1r"+pu (2.6)

Jelikoz je vlastni prostor dobrym modelem pro statické ¢asti scény, ale nikoliv pro malé
pohybujici se objekty, I” tyto objekty obsahovat nebude. Pro ziskdni bodu piislusejicich
k popredi obrazku staci odecist I a I” a porovnat s prahem, tedy:

[I-1"|>T

2.2 Metody strojového uceni

Strojové uceni je podoblast umélé inteligence, kterd se zabyva algoritmy, pomoci nichz se
pocitacovy systém muze ucit [25]. Ufenim je mysleno zlepSovani vnitiniho nastaveni sys-
tému takovym zpusobem, aby se jeho uspésnost zvySovala. Pro strojové uceni se vyuzivaji
algoritmy hlubokého uéeni (Deep Learning). Vétsinou se pouziva strojového uceni v kombi-
naci s neuronovymi sitémi, které maji velky pocet vrstev. Tyto sité se nazyvaji Deep Neural
Networks, coz 1ze do ¢eského jazyka prelozit jako hluboké nebo slozité neuronové sité.

2.2.1 Neuronové sité

Kazda neuronova sit se sklada z jedné vstupni vrstvy, jedné vystupni vrstvy a vrstev dalsich,
které se nazyvaji skryté, jak lze vidét na obrazku 2.4. Libovolny problém je mozné vytesit
neuronovou siti s jednou skrytou vrstvou. V takovém pripadé je ale zapotiebi mnoho neu-
ronl, nebof vétsina funkci vyzaduje exponencidlni pocet hradel. Ve vétsiné pripadt tedy
plati, ze neuronova sit s vice skrytymi vrstvami dokaze abstrahovat problém do vétsich
detailtl a vyresit ho v kratsim case.

Vstup Vstupnf vrstva Skryta vrstv Vystupni vrstva Vystup

Obrazek 2.4: Piiklad dopfedné neuronové sité

Komplikaci pfi pouzivani neuronovych siti je jejich velkd pamétova a vykonnostni na-
ro¢nost. Trénovani i testovani siti lze vSak snadno paralelizovat, proto se sité v hojné mire
trénuji i testuji na grafickych kartach.

Jak jiz bylo Fec¢eno, neuronové sité se skladaji z vrstev. Kazda vrstva obsahuje urcity
pocet neuront, zakladnich bloku, které jsou vzajemné propojeny. Neuron ma vzdy jeden
vystup a libovolny pocet vstupi, ke kterym jsou vazany vahy. Tyto vahy nasobi vstupy
neurond, jejich zménou je mozné ovliviiovat vypocet sité, ¢imz dochézi k uceni sité. Kromé
vah se pfi trénovani sité méni bias [20]. Jedna se o ¢islo, jez se pri¢itd k vahovému souctu
vstupu. Vahovy soucet spolecné s biasem slouzi jako vstup pro aktivacni funkei [20], ktera
aktivuje neuron. Aktivac¢ni funkce mize byt jednoducha skokova funkce, dosahujici linearni
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aproximace, nebo nelinearni funkce, s niz lze dosdhnout univerzalni aproximace [13]. Casto
vyuzivanou nelinedrni aktivac¢ni funkci je sigmoida:

1

AT 27

y =
kterd normalizuje vystup na intervalu < 0;1 >. Na interval < —1;1 > normalizuje funkce

hyperbolicky tangens:
1—e 2
tanhx = ——— 2.8
1+e 2 (28)
O pocatcich vzniku umélych neuronovych siti, jejich inspiraci a historii lze vice zjistit
napiiklad v knize An Introduction to Neural Networks [20].

2.2.2 Rozdéleni neuronovych siti

Neuronové sité je mozné délit na zdkladé nejrtiznéjsich kritérii, zde jsou uvedeny tii nej-
Castéjsi. Prvnim z nich je rozdéleni podle pouzité architektury. Druhé rozlisuje sité podle
zpusobu, jakym jsou jednotlivé vrstvy propojeny. Tteti zptisob se zaméruje na zpusob tré-
novani neuronovych siti.

Podle architektury

Jedno z moznych déleni neuronovych siti porovnava pouzitou architekturu. Existuje mnoho
ruznych architektur, z nichz nejpouzivanéjsi a nejjednodussi je dopfednd neuronova sit
(obréazek 2.4), dalsi potom rekurentni sit.

Dopredné neuronové sité: Neurony z jedné vrstvy mohou v dopfedné neuronové siti
zaviset pouze na neuronech z vrstvy predchozi, v siti se proto nevyskytuji zadné
smycky. Vyhodnoceni takové sité probihd postupnym vypocétem vystupu vSech neu-
ronu v kazdé vrstvé, prvni skrytou pocéinaje. Vystupem sité je vystup posledni vrstvy.

Rekurentni neuronové sité: Rekurentni neuronové sif je opét tvorena vrstvami neu-
ront. V pripadé rekurentni neuronové sité vsak mohou vrstvy zaviset i na vrstvach
nasledujicich, ¢imz v siti vznikaji smycky. Vyhodnoceni rekurentni sité je provedeno

s opozdénym vyhodnocenim neuronu [7]. Priklad rekurentni sité 1ze vidét na obréazku
2.5.
Vstup Vystup

Obrazek 2.5: Priklad rekurentni neuronové sité
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Podle propojeni vrstev

Dalsi déleni rozliSuje neuronové sité podle propojeni jejich vrstev a rozlisuje dva zakladni
typy. Prvnim z nich jsou plné propojené sité, v nichz je kazdy neuron z jedné vrstvy propojen
s kazdym neuronem z vrstvy nasledujici (ptiklad na obrédzku 2.4). Druhym typem jsou sité
konvoluéni. Specidlnim pripadem jsou potom plné konvolu¢ni neuronové sité.

Plné propojené neuronové sité: Piiklad plné propojené neuronové sité lze vidét na ob-
razku 2.4. Takovato sit se u¢i presné pozice detekovanych priznaku v obraze, ¢imz
komplikuje detekci objekti na ruznych pozicich na snimku. Plné propojenou neuro-
novou sit je prihodné vyuzivat v pripadech, kdy se pozice objektii v obraze neméni.
Prikladem muze byt rozpoznavani tvari, pri kterém sit ziskd predpripraveny vytez
obliceje.

Konvoluéni neuronové sité: Konvolu¢ni neuronové sité vyuzivaji pro zpracovani dat
konvoluci. Na rozdil od plné propojenych neuronovych siti sdili vdhové koeficienty
celd vrstva, ¢imz se pocet koeficientti vyrazné redukuje. Koeficienty maji podobu kon-
volué¢nich jader, coz jsou matice, pomoci kterych se konvoluce provadi. U konvolu¢niho
operatoru, jak je v této siti nazyvana celd konvoluc¢ni vrstva, se definuje velikost jadra,
velikost kroku konvoluce, velikost ramce nul a pocet vystupi. Priklad konvoluéni sité
lze vidét na obrazku 2.8.

Konvoluce v konvoluénim operatoru je definovana jako vahovy soucet v ¢asti obrazu,
kterou pokryva konvoluéni jadro. Pro velikost konvoluéniho jadra je vhodné volit li-
ché ¢islo, aby byl pravé jeden stredovy bod. Velikost kroku urcéuje posunuti jadra po
obraze, velikost ramce nul pridava k obrazu pixely s nulovou hodnotou po vSech okra-
jich. Pocet vystupt je definovan poc¢tem konvoluénich jader, z nichz kazdé jadro mutze
zkoumat jiné priznaky. Vyhoda konvolu¢nich neuronovych siti spoc¢iva v schopnosti
ucit se nezavisle na pozici a transformaci objektu na snimku.

Kromé konvoluénich vrstev se v téchto sitich ¢asto pouzivaji tzv. pooling vrstvy (sdru-
zovaci), které zajistuji nelinearitu. Pooling vrstva podvzorkovava obraz pomoci nepte-
kryvajicich se jader, ¢imz redukuje velikost obrazu. Nejmensim moznym jadrem je ja-
dro o velikosti 2 x 2, pro které se pouzije krok posunu velikosti 2. Vystupem muze byt
prumér ze vstupnich hodnot, medidn ¢i minimum, nejéastéji se vSak pouziva nejvyssi
vstupni hodnota. Uvadéné jadro zmensi vstupni obraz na poloviéni rozméry.
Konvoluéni neuronova sit je tvorena nékolika konvoluénimi vrstvami a nékolika poo-
ling vrstvami. Plati pravidlo, ze se pooling vrstva nachézi az za vrstvou konvolucni,
avSsak mize byt vynechina. Na konci sité se nachézi plné propojena vrstva, ktera
slouzi jako klasifikator. Pokud se jedna o plné konvolu¢ni neuronovou sit, zavérecna
plné propojena vrstva je vynechana a vystupem je podvzorkovany vstupni obraz.

Podle zpuasobu trénovani

Podle zptisobu trénovani lze sité rozdélit na sité s u¢enim bez ucitele, sité s uc¢enim s ucitelem
a hybridni sité.

Sité s u¢enim bez ucitele: Neuronové sité s u¢enim bez ucitele se snazi nalézt souvislosti
mezi daty pouze na zakladé dat samotnych bez dalsich informaci. Sit nem4 informace
o prislusnosti trénovacich dat do tiid. Nejrozsitenéjsi modely jsou zaloZeny na ener-
gii, typickym predstavitelem je ale sif, jejiz uCeni je zalozené na zdkladnim modelu
autoenkodéru. Autoenkodér je dvouvrstva neuronova sit se stejnym poctem vstupu
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a vystupt. Prvni skrytd vrstva obsahuje mensi pocet neuronti nez vrstva vystupni,
proto jsou data siti zobecnéna a zakédovana. Vyuziti autoenkodéru pro natrénovani
neuronové sité je popsano dale.

Sité s ucenim s ucitelem: Neuronové sité s ucenim s ucitelem, neboli diskriminativni
sité, maji k dispozici informaci o prislusnosti trénovacich dat do t¥id. Sité s ucenim
s ucitelem se snazi nalézt souvislosti mezi témito informacemi a samotnymi daty.

Hybridni sité: Hybridni sité kombinuji oba popisované ptistupy. Cilova diskriminativni
sit je optimalizovdna pomoci generativni slozky. Sit, kterd je nauc¢end metodou uceni
bez ucitele, muze poskytnout idedlni inicializa¢ni pozici pro sit u¢enou s ucitelem.

2.2.3 Hluboké neuronové sité

Jednoduché neuronové sité se sklddaji z nékolika malo vrstev, od jedné po Ctyfi skryté
vrstvy. Takové sité lze pomérné snadno trénovat, neobsahuji prilis mnoho parametri a je-
jich trénovani i vyhodnoceni ¢asové neni tolik naro¢né. Od péti vrstev uz je mozné hovorit
o hluboké neuronové siti, kterd s sebou prinasi fadu komplikaci. Kromé vétsi ¢asové naroc-
nosti se jedna predevsim o problém s trénovanim, jehoz reseni je popsano dale. Obecné vsak
plati, Ze s pribyvajicim poc¢tem vrstev se zlepsuji schopnosti sité, ktera je schopna problém
fesit komplexnéji. Lze totiz sit vytvorit z vice riznych typu vrstev, zkoumajicich odlisné
priznaky, ¢imz sif ziskava nové uzitelné informace slouzici k rozhodovani.

2.2.4 Uceni hluboké neuronové sité

Pro uceni neuronovych siti s malym poctem skrytych vrstev (maximélné ¢tyti) se nejcastéji
pouziva algoritmus zpétné Siteni chyby (backpropagation) [3]. Algoritmus hledd takovou
konfiguraci sité, pro kterou je odchylka (chyba) mezi pozadovanym a realnym vystupem co
nejmensi. Tato chyba je propagovana od vystupni vrstvy smérem ke vstupni, zmenseni chyby
je dosazeno tupravou vah jednotlivych neuronti. Timto algoritmem jsou nejvice ménény vahy
ve vrstve nejblize vrstvé vystupni, s postupem ke vstupni vrstvé jsou ndhodné inicializované
vahy ménény ¢im dal méné. Pokud sit obsahuje vice skrytych vrstev (pét a vice), uprava
konfigurace sité je zastavena na lokalnim minimu, které se od globdlniho minima mize
znacéné ligit. Takto natrénovana sif nevykazuje prilis dobrych vysledkt. Prvni vrstvy sité,
které zajistuji nejhrubsi sito, jsou totiz témér nahodné. Z toho divodu védci hledali jina
feSeni pro natrénovani vicevrstvé neuronové sité.

Jedno z moznych feseni je chytré nastaveni poc¢atecéni konfigurace namisto nahodné ini-
cializace. Takové konfigurace lze dosdhnout predtrénovanim jednotlivych vrstev metodou
uceni bez ucitele, pri které je kazda skryta vrstva sité trénovana oddélené. Predtrénovani
probiha od vstupni vrstvy smérem k vrstvé vystupni. Prvni vrstva je vhodnou metodou
natrénovana na zakladé vstupnich hodnot z trénovaci sady. Vystupy prvni vrstvy slouzi
jako vstupy pro natrénovani druhé vrstvy, obdobné pak dalsi vrstvy az k vrstvé vystupni.
Parametry, ziskané timto predtrénovanim, slouzi jako inicializa¢ni parametry pro samotné
natrénovani sité, které muze byt realizované metodou backpropagation. Prabéh predtréno-
vani spoleéné s koneénym natrénovanim neuronové sité lze vidét na obrazku 2.6. U zvy-
raznénych vrstev probihd v daném kroku trénovani. Sit predtrénovana touto metodou je
rezistentnéjsi vici uvaznuti v lokdlnim minimu a obecné vraci lepsi vysledky.
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Obrézek 2.6: Jednotlivé faze predtrénovani a findlni natrénovani neuronové sité (obrazek
prejat z [25])

Predtrénovani pomoci autoenkodéru

Sit je mozné predtrénovat naptiklad pomoci dvouvrstvé neuronové sité zvané autoenko-
dér. Pocet vstupt je u autoenkodéru shodny s poétem vystupnich neuronti, pocet neuront
v prvni vrstvé je mensi, viz obrazek 2.7. Diky tomu probéhne pfi trénovani sité zobecnéni
dat. Autoenkodér lze pouzit pro zakédovani a opétovné dekédovani dat ¢i pro komprimaci.
Samotné trénovani probiha nésledujicim zptisobem. V prvnim kroku jsou trénovany vahy
mezi vstupem a prvni vrstvou. K tomu je vytvorena vrstva docasnych neuronu, jejichz pocet
je shodny s poctem vstupu. Tato vrstva je pripojena za prvni skrytou vrstvu. Vznikla struk-
tura odpovida strukture autoenkodéru a muze byt natrénovana metodou backpropagation.
Po natrénovani jsou docasné neurony odstranény. Ziskané vystupy se pouziji jako vstupy
v dalsim kroku, ve kterém je opét vytvorena vrstva docasnych neuronti, umisténa za druhou
skrytou vrstvu. Obdobné se postupuje pro vSechny skryté vrstvy hluboké neuronové siteé.

2.2.5 Existujici dostupné architektury

Znalné ¢ast Gspésnosti neuronové sité zavisi na navrhu jeji architektury [0]. JelikoZ se né-
vrhem neuronovych siti zabyva stale vice odbornikti, vznikaji i rizné soutéze, které maji
nové architektury porovnavat. Od roku 2010 je poradana kazdoroc¢ni soutéz ImageNet Large
Scale Visual Recognition Challenge (ILSVRC) [31], kde vyzkumné tymy predklddaji pro-
gramy, které klasifikuji a detekuji objekty na snimcich. Od roku 2010 vyrazné roste ispés-
nost klasifikace. V roce 2011 byla v rdmci ILSVRC dobra chybovost 25 %, v nasledujicich
letech se sniiﬂa na nékolik procent Préwé soutéz ImageNet motivovala vyvojire a vyrazné

Pro porovnani klasifikacnich programi se nejéastéji vyuzivaji dvé metriky [6]. Pokud je
testovana presna shoda referencniho feseni s nejlépe ohodnocenym vystupem testovaného
programu, nazyva se tato metrika Top-1 presnost (Top-1 accuracy). Top-5 presnost (Top-5
accuracy) pak potvrzuje spravnost klasifikace v pripadé, ze se referenéni feSeni nachdzi mezi
péti nejlépe ohodnocenymi vystupy. Na obrazku 2.13 jsou srovnany nékteré architektury
metrikou Top-1. Nasleduje struény popis nékterych existujicich architektur icastnicich se
soutéze ILSVRC.
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Obrazek 2.7: Schéma autoenkodéru

LeNet5: Jedna z prvnich konvolu¢nich hlubokych neuronovych siti vznikla v roce 1994
a byla pojmenovana LeNet5. Zasadni pro ni byl pohled na to, Ze jsou obrazové prvky
rozlozeny po celém obraze. Konvoluce s parametry, které lze ucit, je u¢inny zpusob,
jak tyto prvky extrahovat nezavisle na jejich pozici (obrazek 2.8). Jelikoz v té dobé
neexistovaly vykonné grafické karty, bylo trénovani neuronovych siti velmi pomalé.
Kli¢ovou vlastnosti proto bylo pribézné ukladani parametri a vypoctu. Na rozdil
od plné propojenych neuronovych siti nevyuziva LeNet5 samostatné hodnoty pixela
v prvni vrstvé, nebot by tim pfisla o vzajemné vztahy mezi pixely.

C3: 1. maps 16@10x10
C1: feature maps S4: f. maps 16@5x5

INPUT
32x32 g S2:1. may

‘ \ Full conAection Gaussian connections
Convolutions Subsampling Convolutions Subsampling Full connection

Obrézek 2.8: Architektura konvoluéni neuronové sité LeNet5. Obrazek prejat z [12].

Dan Ciresan Net: Diky levnéjsim fotoaparatiim a rozsifeni mobilnich telefoni s fotoapa-
raty zacCaly na prelomu tisicileti vznikat objemné datové sady, na nichz bylo mozné sité
trénovat. V roce 2010 byla Danem Ciresanem zverejnéna jedna z prvnich implementaci
neuronové sité na grafické karté. Sif obsahovala doprednou i zpétnou implementaci
a podporovala az devét vrstev.

AlexNet: Hlubsi a mnohem Sirsi verzi predchozi sité LeNetd se v roce 2012 stala sit Ale-
xNet, jez v tom samém roce vyhréla soutéz ImageNet. AlexNet muze byt pouzita na

vvvvv
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noty namisto pramérujicimu poolingu, vyuziti grafickych karet pro trénovani a dalsi.
Uspéch sité AlexNet zapocal malou revoluci v oblasti hlubokého uéeni, od této chvile
se konvolu¢ni neuronové sité staly hlavnim predmétem zajmu.

VGG: Sit VGG z Oxfordu byla prvni siti, v niz byly pouzity daleko mensi filtry o velikosti
3 x 3 pixely. Takto malé filtry byly pouzity v kazdé konvolu¢ni vrstvé a byly kombi-
novany jako sekvence konvoluci. Na prvni pohled sit VGG odporuje zdsadam ze siti
LeNet a AlexNet o pouzivani vétsich filtri 9 x 9 nebo 11 x 11. V Oxfordu ale zjistili,
ze sekvence 3 x 3 konvoluci muze napodobit vétsi filtry.

Network-in-network: Architektura sit v siti pouziva prostorové MLP vrstvy po kazdé
konvoluci, aby bylo mozné 1épe zkombinovat parametry pred dalsi vrstvou (obrazek
2.9). K tomu vyuzivané filtry 1 x 1 mohou opét vzbuzovat pochybnosti vzhledem
k ptuvodnim principum sité LeNet5. Ve skutec¢nosti vSak dokazi spojovat konvolucni
prvky lépe nez pouhé navazovani konvolu¢nich vrstev. Ve vysledku tedy pouzivaji
daleko méné parametri, nebof jsou sdileny mezi vsemi pixely téchto funkei. Sila MLP
muze vyrazné zvysit ispésnost jednotlivych konvoluénich funkei jejich kombinaci do
slozitéjsich skupin. Sit v siti pouziva priumér v pooling vrstvé jako soucast posledniho
klasifikatoru.

Obrézek 2.9: Schéma sité v siti. Obréazek prejat z [12]

GoogLeNet a Inception: Vzhledem k nariistajici ispésnosti hlubokych neuronovych siti
se velké firmy jako Google zacaly zajimat o efektivni nasazeni{ neuronovych siti na
svych serverovych farmach. Vyvojar z Google Christian se proto snazil najit zpu-
sob, jak snizit vypocetni naroky hlubokych neuronovych siti se zachovanim nejlepsich
moznych vysledki, pripadné jak zachovat naroky a zvysit dspésnost. Se svym tymem
vymysleli modul Inception, jenz je zndzornén na obrazku 2.10.

Tento modul obsahuje paralelni kombinaci filtri 1 x 1, 3 x 3 a 5 x 5. Nejvyznamnéjsi
je ale pouziti konvolu¢nich blokti 1 x 1, jenz snizily pocet prvk pred naro¢nymi
paralelnimi bloky. Toto izké misto je oznacovano jako bottleneck a jeho funkci lze uvést
na prikladu. Pokud ma vrstva 256 vstupt, 256 vystupu a bude provadét konvoluci
filtrem 3 x 3, provede celkem 256 x 256 x 3 x 3 = 589824 ~ 590000 operaci. S pouzitim
filtru 1 x 1 se provede konvoluce na snizeni poc¢tu vstupt napr. na 64, tedy 256 x
64 x 1 x 1 = 16384. Poté je provedena konvoluce filtrem 3 x 3 s poc¢tem operaci
64 x 64 x 3 x 3 = 36864. Na zavér se vystupy prevedou zpét 64 x 256 x 1 x 1 = 16384.
Celkovy pocet operaci je asi 70000, coz je v porovnani s poctem operaci 590000
skoro desetindsobna tspora. Jelikoz mezi vstupnimi daty existuje korelace, s vhodnou
kombinaci filtra se s touto redukei neztraci informace. V nasledujicich letech predstavil
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Obrazek 2.10: modul Inception sité GoogLeNet. Prejato z [37].

jmenovany tym dalsi verze Inception V2, V3 a V4, jez se lisi predevsim v raznych
variantdach po sobé jdoucich 3 x 3 filtru.

Cela hluboka neuronova sit GoogLeNet se skladé z 22 vrstev, které obsahuji parame-
try, respektive 27 véetné pooling vrstev. Schéma celé architektury lze vidét na obrazku

2.11.
A

Obrazek 2.11: Schéma konvolu¢ni hluboké neuronové sité GoogLeNet. Modré vrstvy = kon-
voluéni, ¢ervené vrstvy = pooling, zluté vrstvy = plné propojené, zelené vrstvy = ostatni.
Obrézek prejat z [37]

ResNet: Architektura ResNet vznikla koncem roku 2015 a méla jednoduchou myslenku.
Vysledek po dvou vrstvach je sloucen s hodnotou pred témito vrstvami, jak lze vidét
na obrazku 2.12. Myslenka preskoceni jedné vrstvy jiz pochézi z diivéjsi doby, nedosa-
hovala vSak na rozdil od preskoceni dvou vrstev vyrazného zlepseni. Tyto dvé vrstvy
uz lze povazovat za Sit v siti (Network-In-Network). ResNet je jednou z prvnich archi-
tektur, kterd umoznila vytvorit a natrénovat neuronovou sit se stovkami vrstev. Sité
s vétsim poctem vrstev vyuzivaji bottleneck vrstvu podobnou jako v Inception. ResNet
pouziva pomérné jednoduchou inicializa¢ni vrstvu nasledujici konvoluci filtrem 7 x 7
a pooling vrstvou. Jako konecény klasifikator vyuziva ResNet pooling vrstvu s vrstvou
softmax.
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Obrazek 2.12: Preskoceni dvou vrstev a nasledné slouceni v architekture ResNet. Prejato
z [12].
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Obrazek 2.13: Srovnani dspésnosti metrikou Top-1 ruznych architektur. Prejato z [12].

2.2.6 Nastroje pro praci s neuronovymi sitémi

Jelikoz je trénovani i testovani neuronovych siti vypocetné velmi naroc¢né, je tfeba optimali-
zovat mozné algoritmy. Diky rostoucimu rozsiteni neuronovych siti vznikly pro praci s nimi
frameworky Fesici mimo jiné optimalizace spoleénych a ¢asto pouzivanych algoritmt. Pro
usnadnéni prace je proto vhodné pouzit néktery z nich. Nasleduje vycet a struény popis
nejpouzivanéjsich frameworku [19].

Tensorflow: Pouzivany open-source framework, predevsim pro praci s data flow grafy.
Prace s frameworkem je na pomérné nizké trovni, uzivatel musi napsat vice kédu nez
u nékterych jinych frameworki. Tensorflow podporuje C+-+ a Python.

Theano: Jeden z nejstarsich a stabilnich frameworki. Podobné jako v Tensorflow je i pro-
gramovani v Theano na nizké tirovni. Framework bohuzel nepodporuje vice grafickych
jednotek a proto prechédzi do pozadi.

Keras: Novéjsi framework s jasnou syntaxi a dobrou dokumentaci. Programovani v ném je
na vyssi urovni, Keras pracuje dle vybéru nad frameworkem Tensorflow nebo Theano.

Lasagne: Dalsi knihovna fungujici na zdkladé frameworku Theano, kterd se snazi o pri-
vétivejsi uzivatelské rozhrani v Pythonu. Knihovna byla svého ¢asu velmi rozsitena,
nyni jeji pouzivani ustupuje.
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Caffe: Jeden z nejstarsich a v soucasnosti nejpouzivanéjsich frameworkt se nazyva BVLC
Caffe. Jedna se o open source nastroj zameérujici se pouze na pocitacové vidéni. Na-
stroj je velmi optimalizovany a robustni, neni vSak tolik flexibilni. Disponuje rozhra-
nim v C++, Pythonu, Matlabu a dal$ich. Umoznuje vypocty na procesoru (moduly
v C++) i grafické karté (moduly pro CUDA). V piipadé procesoru i grafické karty
Ize zvolit pocet pouzitych jader. Pro ndvrh struktury je pouzito serializa¢niho texto-
vého forméatu Protobuffer od Google. Caffe ma k dispozici velké mnozstvi typu vrstev,
umoznuje ale i vlastni definici.

DSSTNE: Casto piehlizenym frameworkem je DSSTNE (Destiny), ktery neni uréen pro
vyzkum ani vyvoj, nybrz pro nasazeni do vyroby. Destiny neumoznuje vybér mezi
procesorem a grafickou kartou a neni dostatec¢né popsan.

Torch: Framework pouzivany ve vyzkumu pro Facebook odkoupil Google. Hlavnim tiskalim
frameworku Torch je pouzivani programovaciho jazyka Lua.

Mxnet: Mxnet je knihovna podporujici velké mnozstvi programovacich jazyka (Python,
R, C++, Julia a dalsi). Je vyuzivany spolecnosti Amazon a umoznuje ménit pocet
vyuzivanych grafickych jednotek.

DL4J: Dokumentace této knihovny je na velmi dobré trovni. Knihovna je jednou z maéla,
ktera podporuje jazyky Java, Clojure a Scala.

Cognitive Toolkit: Poslednim zminénym frameworkem bude Cognitive Toolkit, dfive znamy
jako CNTK. Framework vyviji spolecnost Microsoft Research, mezi vyvojafi ale neni
prilis populérni.

2.3 Shrnuti

K detekci automobilt ve videu ze statické kamery je mozné pouzit mnoho rtiznych metod, jez
se lisi v tispésnosti, robustnosti a ndro¢nosti. Tato kapitola se podrobnéji vénovala metodam
s modelem pozadi a metodam strojového uceni. Metody modelovani pozadi lze pouzit ve
videu ze statické kamery, detekovat mohou pouze pohyblivé objekty a to az v okamziku,
kdy maé systém vytvoreny model pozadi. Mohou vsak detekovat libovolné objekty, které se
pohybuji. Byly popsany rtzné existujici metody s modelem pozadi, odlisSné v tispésnosti
i narocnosti. Strojové uceni s hlubokymi neuronovymi sitémi mize byt pouzito na daleko
Sirsi skdlu problému. Byly predstaveny nejbéznéji pouzivané architektury neuronovych siti,
odlisnosti pro hluboké neuronové sité a jejich uc¢eni. Nejzajimavéjsimi v ramci této prace jsou
hybridni hluboké neuronové sité, u nichz se nejprve samostatné predtrénuji jednotlivé skryté
vrstvy a az poté se sif natrénuje jako celek. Z pohledu propojeni vrstev byly podrobnéji
popsany konvoluéni neuronové sité vhodné pro obrazova data. Kapitola dale popsala zptisob
uceni hluboké neuronové sité a predstavila jiz vytvorené dostupné architektury. Zavérem
shrnula dostupné nastroje pro praci s neuronovymi sitémi.
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Kapitola 3

Navrh systému

Jednim z hlavnich kol této diplomové prace je navrhnout a implementovat aplikaci ana-
lyzujici obsazenost parkovisté. Aplikace je navrzena a vytvorena v prostiedi Robotického
opera¢niho systému (zkracené ROS). Zasadni vyhodou ROSu v rdamci této aplikace je moz-
nost rozdélit program do samostatnych uzli (procest), které spolu vzajemné komunikuji
pomoci zprav (komunikace je zaloZzena na TCP/IP). To umoznuje restartovani pouze jed-
noho uzlu v pripadé jeho selhani, jednoduchou tvorbu rtiznych variant aplikace na zdkladé
pozadavki, transparentnost, ladéni pomoci odchytavani zprav a dalsi.

P1i navrhu aplikace byl kladen diraz na béh v redlném case, robustnost a znovupouzitel-
nost jednotlivych ¢asti. Kromé samotné aplikace pro detekci je tfeba vytvorit software pro
oznacovani parkovacich mist a pro anotaci trénovacich videi. Tyto podptrné aplikace v této
praci popisovany nejsou. Struktura definicntho XML souboru pro definici parkovacich mist
i XML souboru pro mapovéani lokalnich identifikatort na globalni je prejata z jiz zminované
bakalatfské préace, zbytek systému je navrzen nové. Cely navrh se zaklada na predpokladu,
ze uzivatel ruéné zada pozice parkovacich mist, jejichz obsazenost je predmétem zkoumani.
Vzhledem k faktu, Ze je toto oznaceni tfeba zadat pouze jednou pii instalaci systému na
parkovisté, nejednd se o vyrazné omezujici podminku.

V této kapitole bude popsan navrh aplikace s vyuzitim teoretickych i praktickych zku-
Senosti. Prvni ¢ast kapitoly popisuje strukturu navrzeného systému a podrobnéji se vénuje
jeho jednotlivym uzltim a propojeni mezi nimi. Druhd ¢ast predstavuje lokalni klasifikatory
a slu¢ovani jejich vysledkt. V piipadé prekryvajicich se pohledd z dvou a vice kamer pak
systém slucuje vysledky ze vSech lokalnich klasifikatori ze vSech pohledi, které zkoumané
misto obsahuji. Kapitolu ukonc¢uje navrh rozlozeni softwarovych ¢asti na hardwarovych
jednotkach.

3.1 Struktura a popis ROS uzla

Na obrazku 3.1 je mozné vidét navrh struktury celé aplikace. V levé ¢asti obrazku se na-
chazeji skupiny uzld, vzdy jedna skupina pro jednu kameru. Tento ndvrh umoznuje pridani
libovolného poc¢tu kamer bez nutnosti kompilace programu, pouze spusténim prislusnych
uzli. Vysledky z téchto skupin jsou dale zpracovany dohromady a kone¢né rozhodnuti o ob-
sazenosti mize byt prezentovano. Podrobnéjsi schéma systému je mozné nalézt v priloze
na obrazku B.1. Toto schémata je rozsirené o vizualizacni uzly a uzly, které zpracovavaji
vysledna data. V této kapitule dale nasleduje podrobnéjsi popis jednotlivych uzlt.
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Obrazek 3.1: Navrh systému zndzornuje nejvyznamnéjsi ROS uzly, které jsou propojeny
pomoci témat (1:rtsp, 2: nezpracované snimky, 3: vybrané nejlepsi snimky v urcité frekvenci,
4:snimky bez deformaci, 5: mékka rozhodnuti o obsazenosti, 6: dotazy pro zkontrolovani
ur¢itého mista, 7: findlni rozhodnuti o obsazenosti, 8: http)
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3.1.1 Zpracovani snimki z kamery

Uzel, ktery zpracovava snimky z kamery, se nazyva Gscam. Jedna se o jiz vytvoreny uzel
v ROSu, ktery zpracovava video z IP kamery vysilané pomoci RTSP. Uzel vysila piijaté
snimky pomoci jiz vytvorené zpravy véetné pridavnych informaci o obrazku a stavu kamery.
Uzel navic kontroluje funkénost kamery a pii jejim vypadku obnovi odesilani snimki. Gscam
vyuziva Gstreamer, multimedialni framework podobny DirectShow. Vzhledem k faktu, zZe je
Gstreamer kompatibilni s téméf kazdym standardem pro nahravani videa pod Linuxem, ¢ini
Gscam ROS kompatibilni s naprostou vétsinou dostupnych webovych kamer. Diky GStre-
ameru umoznuje Gscam pokrocilejsi zpracovani videa (vyvézeni bilé barvy, ofezéni atd.)
i v pripadé levnéjsich kamer.

P1i spusténi Gscam vyzaduje konfiguracni fetézec zahrnujici adresu kamery, formét ob-
razu, snimkovou frekvenci a dalsi mozné nastaveni. Touto konfiguraci je uzel mozné napojit
na libovolnou kameru bez nutnosti kompilace. Pokrocilé nastaveni pak upravuje vystup
uzlu. Bohuzel v oficidlnim repozitafi ROSu je Gscam dostupny v nejvyssi verzi Hydro Me-
dusa, bylo tedy tieba tento uzel ruéné prelozit (pro pouziti v novéjsich verzich). Pii této
prilezitosti byla do uzlu pridana rozsifujici funkcionalita spojend s kontrolou a odesilanim
stavu kamery.

3.1.2 Filtrace snimku

Snimky jsou z uzlu Gscam predany do dalsiho uzlu k filtraci. Uzel Image filter slouzi
k libovolné filtraci pfichozich snimki. V piipadé potieby nizsiho poctu snimkt za vterinu
uzel vybere pouze nékteré prichozi snimky, které odesild s nastavenou frekvenci. Vybér
prichozi snimky. Timto zpiisobem je mozné vytadit pripadné vadné snimky. V ramci tohoto
uzlu je mozné predpiipravit prichazejici snimky zptisobem totoznym pro vSechny nasledujici
klasifikatory. Piikladem je zména velikosti snimku pro snizeni toku dat.

Navrzeny uzel filtruje snimky pomoci porovnavani histogramu piichoziho snimku s pri-
mérnym histogramem predchozich snimkii (obrazek 3.2). Pokud se histogramy lisi, snimek
neni odeslan a vybirad se jiny snimek. Pokud jsou histogramy podobné, snimek se odesle
a prumérny histogram je aktualizovan. Prah rozhodujici o prijeti muze uzivatel nastavit,
v pripadé chybnych snimka se vSsak hodnoty vyrazné lisi, neni proto nutné hledat pres-
nou hranici. Takto jsou odstranény vadné snimky z kamery a pritom zachovany snimky
s postupnou zménou (napf. zména osvétleni). Uzel odesild snimky s nastavenou frekvenci,
prebytecné snimky zahazuje.

Pro porovnani histogramu existuje fada metod, jez 1ze rozdélit do tii zakladnich skupin
[36]. Tyto skupiny jsou zde strucné predstaveny s ohledem na konkrétni vyuziti v popisované
aplikaci.

Prosty rozdil

Prvni z nich porovnava pouze celkové velikosti histogramt a nezohlednuje rozlozeni dila
histogrami. Nazyva se prosty rozdil a v pripadé stejné velkych snimki postradda smysl.
Vzhledem k tomu, ze navrhovana aplikace zpracovava neustale stejné velké snimky, neni
tfeba se touto metodou déale zaobirat.
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Obrazek 3.2: Spravny a chybny snimek s odpovidajicimi histogramy

Metody dil po dilu

Druhé skupina metod se oznacuje jako metody dil po dilu (bin-by-bin). Tyto metody jiz
porovnavaji ¢asti histogramu se stejnymi indexy, nezohlednuji vSak posunuti geometricky
podobnych histogramt. Budou-li se lisit hodnoty na stejnych indexech, metody jiz nezo-
hledni hodnoty sousednich indexti a histogramy budou vykazovat velkou rozdilnost. Pri-
kladem téchto metod jsou Minkowského vzddlenost, Bhattacharyya vzddlenost, statistika x>
a divergence Kullback-Leibler.

Metody krizeni dila

Treti skupina metod porovnava kazdou cCast histogramu se vSemi ostatnimi ¢astmi s riz-
nymi indexy, pii vypoctu rozdilu histogramu zohlednuje topografickou vzdalenost dili. Tyto
metody jsou vypocetné narocnéjsi, ale dosahuji globalné lepsich vysledkt nez metody z pred-
chozich skupin. Do této skupiny patii metody kvadratickd vzddlenost, kumulativni vzddlenost
a statistika Kolmogorov-Smirnowv.

3.1.3 Transformace snimku

Pro presnéjsi klasifikaci jsou ze snimki odstranény nezadouci deformace. Dalsi uzel odstra-
nuje radialni distorzi a perspektivni zobrazeni, aby byla vSechna parkovaci mista v obraze
podobné velka. Ukéazky snimkt bez transformaci a s odstranénymi deformacemi lze vidét
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na obrazku 3.5. Odstranéni zminénych deformaci kromé presnéjsi klasifikace zarucuje také
snizeni toku dat, odstranuje totiz ze snimki nepotiebné okoli parkovisté.

Radialni distorze

Radialni distorze neboli radidlni zkresleni je jednim z nejvyznamnéjsich zkresleni obrazu
[21]. Pfi radialni distorzi neni pfi¢né zvétSeni po celém poli obrazu stejné, ¢imz je porusena
geometrickd podobnost predmétu a jeho obrazu. V obraze se projevuje zaktivenymi liniemi,
které by mély byt primé. Toto zkresleni je zptisobeno zakrivenim ¢ocky kamery, casto je
ale imyslné, nebot je kamera schopna zachytit rozsahlejsi oblast. Objektiv s ¢ockou, jejiz
zabér ma velmi Siroky thel (diagonalni thel okolo 180°), se oznacuje jako rybi oko.

D_.

Obrazek 3.3: Ctverec na snimku s radidlni distorzi je opraven na ¢tverec s rovnymi liniemi.

Jelikoz je obraz po krajich zdeformovan vice nez uprostred, je vhodné pro nasledujici
trénovani deformaci odstranit (viz obrazek 3.3). Radidlni distorzi lze ze snimku odstranit
aplikaci nasledujicich rovnic [21]:

j:$C+L(T)($_$c) Zj:yc‘{'L(T)(y_yc) (3'1)

(z,y) jsou puvodni soufadnice, (Z, ) jsou nové soufadnice s odstranénou distorzi a (¢, y.)
urcuje stied radidlniho zkresleni s polomérem r. Funkce L(r) je definovdna pro pozitivni
hodnoty r a plati L(0) = 1. Funkce dostatecné aproximujici odstranéni distorze muze byt
déna Taylorovym polynomem:

&=zl 4 kir? + kor? 4 ksr®) 7 = y(1 4+ kyr? + kor + k) (3.2)

Pro odstranéni distorze je tfeba znét koeficienty {k1, k2, k3, ¢, Y - Mozny zpusob jejich zjis-
téni je pouzitim kalibra¢niho videa a vypoctem z tohoto videa, napi. funkci calibrateCamera
z knihovny OpenCV. Spole¢né s témito koeficienty je tfeba znat i kalibra¢ni matici kamery.
Knihovna OpenCV umoznuje odstranit i tangencialni zkresleni. Na snimku toto zkresleni
vsak neni tolik vyrazné, a proto mu zde neni vénovana vétsi pozornost.

Perspektiva

Perspektiva je opticky jev, pfi némz se vzdalenéjsi objekty zdanlivé jevi mensi nez blizsi
objekty [21]. V obraze se projevuje zkracovanim linii vzdélenéjsich od kamery, sbihanim
rovnobézek smérem k jednomu bodu (ibéznik) a zmensovanim vzdédlenosti mezi objekty
vzdalenéjsimi od kamery.

Pro nasledné zpracovani snimki je vhodné, aby byla vSechna parkovaci mista na snimku
podobné velkd, ¢ehoz je mozné dosdhnout pravé odstranénim perspektivniho zkresleni (ob-
razek 3.4). K odstranéni je tfeba transformacni matice, kterou lze snadno vypocitat. Pro
vypocet je nutné zadat alespon tfi body v puvodnim obraze a jim odpovidajici tfi body
v novém obraze, které jsou svym rozlozenim shodné s tvarem realnému objektu. V knihovné
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openCV provadi tuto transformaci funkce findHomography, kterd hled4 perspektivni trans-
formaci H mezi zdrojovou a cilovou plochou:

si |yl ~H |y (3.3)
1 1

Samotny vypocet se snazi minimalizovat chybu zpétné projekce:

Z (:r’- _ huxi + haoyi + h13>2 + (y'- _ ho1wi + hogyi + 7123)2 (3.4)
: " hai; + haayi + has " hsimi + haayi + hss '

7

Jelikoz je obraz mimo parkovisté pro detekci obsazenosti nepodstatny, je ho mozné spo-
letné s odstranénim perspektivniho zkresleni odstranit. Oznaci-li uzivatel celé parkovisté
C¢tyfmi body v rozich parkovisté, lze jako odpovidajici body v novém obraze pouzit prave
rohy vysledného snimku. V zavislosti na rozmérech parkovisté a snimku miize byt obraz
deformovan (roztazen) v ose x nebo y. To lze vyfesit spravnym nastavenim rozméru snimku.
Vzhledem k tomu, Ze jsou ale roztazena vsechna parkovaci mista, muze byt i takto deformo-
vany obraz jiz ponechan (za predpokladu, ze jsou takto deformované snimky pouzity i pro
trénovani klasifikdtoru).

Q_.

Obrazek 3.4: Ctverec na snimku s perspektivnim zkreslenim je opraven na ¢tverec s rovno-
béznymi stranami.

3.1.4 LokAalni klasifikatory

Lokalni klasifikatory jsou jednou z nejvyznamnéjsich casti celé aplikace. Navrh systému
zahrnuje vétsi mnozstvi jednodussich lokélnich klasifikatori, jejichz diléi vysledky jsou déale
zpracovany a slucovany. Lokalni klasifikdtor je proto rozdélen na dvé Casti. Prvni ¢ast je
spolecna pro vsechny lokalni klasifikdtory a zahrnuje rutinni prace jako je pfijeti snimku
¢i odeslani vysledkti. V této ¢asti je také na zacatku béhu aplikace nacten konfiguracéni
soubor, ktery popisuje umisténi parkovacich mist, jejich tvar a rozdéleni do skupin.

Vystupem kazdého lokalniho klasifikatoru je sada mékkych rozhodnuti o obsazenosti
prislusnych parkovacich mist. Pro odesilani vysledk lze zvolit jeden ze dvou rezimi. Pokud
jsou vsSechna mista zpracovavana soucasné, odesild se jedna zprava sluCujici obsazenost
vSech parkovacich mist. Pokud je pro zpracovani parkovaciho mista tfeba delsi doby, muze
klasifikdtor odesilat postupné vice zprav, jez obsahuji vzdy jedno parkovaci misto. Oba
pristupy je také mozné kombinovat.

Samotna klasifikace obsazenosti parkovacich mist probihd v druhé ¢asti lokalniho klasi-
fikatoru. Tato ¢ast je jiz pro kazdy klasifikator rozdilnd a pravé na ni zavisi tispésnost celé
klasifikace. Jako lokalni klasifikator je mozné pouzit prakticky jakoukoliv funkci rozhodu-
jici o obsazenosti parkovacich mist, jejiz uspésnost je lepsi nez 50 %. Priklady dspésnych
klasifikatort jsou hranovy klasifikator, klasifikdtor zalozeny na modelu pozadi a detekci
pohybujicich se vozidel ¢i klasifikator zalozeny na porovnavani histogramt. Béhem vyvoje
bylo implementovano nékolik klasifikatort, které testovaly navrh systému. Prikladem muze
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Obrézek 3.5: Puvodni snimek (vlevo nahore), snimek po odstranéni radidlni distorze (vpravo
nahote) a snimek po odstranéni perspektivy (dole)

byt hranovy klasifikdtor urcujici obsazenost parkovaciho mista pouze na zakladé poctu
jednodussi verze nepotiebné, byly proto ze systému odstranény. Aktualni verze popisované
aplikace pouziva dva klasifikatory, hlubokou neuronovou sit a klasifikdtor s modelem pozadi.
Jejich funkénost bude podrobnéji popsana dale.

Navrh systému umoznuje klasifikaci vSech parkovacich mist najednou nebo klasifikaci
po jednom misté. V pfipadé pouziti druhé varianty (napf. kvuli déle trvajici dobé vypo-
¢tu) je pro vybér nasledujictho parkovactho mista pro klasifikaci vyuzita plénovaci fronta
se tfemi prioritami. Nejnizsi prioritu ziskdvaji parkovaci mista automaticky, pokud neni
pridan pozadavek s vyssi prioritou. Parkovaci mista s nejnizsi prioritou testuje klasifikator
postupné a nepretrzité. Pokud globalni klasifikator odesle lokalnimu klasifikatoru pozada-
vek na zkontrolovani obsazenosti urc¢itého parkovaciho mista, prida se do fronty toto misto
s nejvyssi prioritou. Mista s nejvyssi prioritou jsou klasifikovana vzdy prednostné, nebot
jsou pro globalni klasifikdtor nejvyznamnéjsi. K pozadavku dochazi napt. v pripadé, kdy
jiny klasifikdtor detekoval zménu obsazenosti a je tfeba aktudlni stav posoudit. Po klasifi-
kaci mista s nejvyssi prioritou je za uzivatelem zvoleny Cas naplanovana klasifikace tohoto
mista se stfedni prioritou, aby bylo rozhodnut{ zkontrolovano.
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3.1.5 GlobAlni klasifikator

Vysledky lokalnich klasifikatora jsou slu¢ovany v globalnim klasifikatoru, ktery je spoleény
pro cely systém. Globalni klasifikator ma dvé hlavni funkce. Za prvé slucuje mékka rozhod-
nuti lokdlnich klasifikdtoru v rdmci jedné skupiny, tedy urcuje finalni obsazenost parkova-
cich mist z pohledu jedné konkrétni kamery. V pripadé jednokamerového systému se jedna
o hlavni funkci globalniho klasifikatoru.

V pripadé vicekamerového systému je druhou funkci sluc¢ovani rozhodnuti o obsazenosti
jednoho parkovaciho mista snimaného vice kamerami. Prifazeni dvou a vice oznaceni ke
konkrétnimu parkovacimu mistu je realizovano prostfednictvim globalniho konfigurac¢niho
souboru, ktery mapuje oznaceni v ramci kazdé scény na globalni oznaceni parkovaciho
mista. Toto mapovani zadava uzivatel pred spusténim aplikace obdobné jako oznacovani
jednotlivych parkovacich mist.

Tyto dvé funkce jsou v systému realizoviny soucCasné, nebof pohled z dalsi kamery
Ize chapat jen jako dalsi sadu klasifikatort. Zaznamenavani dil¢ich vysledka v globalnim
klasifikdtoru a jejich zpracovavani se realizuje nasledovné.

Zasobnik dilc¢ich vysledkt

Zakladni jednotkou, ktera realizuje uchovavani vysledki, jejich zpracovani a vyhodnoceni je
objekt se zasobnikem nazvany Rate Stack, viz obrazek 3.6. Kazdému parkovacimu mistu
v globalnim prostoru je pritazen pravé jeden zasobnik. Pokud se parkovaci misto nachazi na
vice pohledech vice kamer a v kazdém pohledu je oznaceno jinym identifikdtorem, prostred-
nictvim globalniho mapovani se tomuto mistu prifadi pouze jeden globalni identifikator,
a proto i jeden zdsobnik.

Obdrzi-li globalni klasifikator jeden ¢i vice vysledkii od lokalnich klasifikatord, ulozi tyto
vysledky do prislusného zasobniku se spravnym identifikdtorem. Kromé samotné hodnoty
je ulozen i identifikdtor scény a klasifikatoru, vaha klasifikdtoru a casové razitko. V pra-
videlnych intervalech jsou pak tyto hodnoty vyuzity pro vypocet konec¢ného rozhodnuti
0 obsazenosti. Zptsob vypocCtu zavisi na zvoleném typu objektu Rate Stack. Jsou navr-
zeny tii typy objektt, které lze pro tento vypocet vyuzit.

Vazeny prameér: Nejjednodussim zpusobem slouceni vysledkil je vazeny pramér. Na za-
kladé predchozi tispésnosti samostatnych lokalnich klasifikatort je kazdému z nich
prirazena vaha, kterou se nasobi vysledek vypocitany timto klasifikdtorem.

SVM: Druhou moznosti je Support Vector Machine, jejimz zdkladem je linedrni klasifi-
kator. Tato metoda ma vyhodu v tom, Ze je schopna zaclenit do rozhodovani i dalsi
informace, které ovliviiuji tspésnost lokalnich klasifikatoru. Témito informacemi mo-
hou byt aktualni denni doba, mira osvétleni parkovisté a dalsi.

Neuronova sit: Treti moznosti je jednoduchd neuronova sit. Obdobné jako SVM umoz-
nuje zahrnout do rozhodovani piidavné informace, navic se ale nejedna o linearni
klasifikator. Jeji pouziti ma vyznam v pripadé, kdy je k dispozici velké mnozstvi
klasifikatori a pridavnych informaci.

Objekt se zasobnikem dil¢ich vysledka obsahuje kromé zasobniku dalsi potfebné infor-
mace, jako jsou ¢asovy limit, posledni hodnota obsazenosti a vérohodnost. Casovy limit je
pouzit vzdy, kdyz se ziskavaji platné hodnoty ze zasobniku. Casové razitko kazdého zaznamu
je porovnano s timto limitem a pokud je starsi nez limit, je tento zdznam ze zasobniku od-
stranén. Posledni hodnota se uchovava pro pripad, Ze by nastal problém s vyhodnocovanim
soucasné obsazenosti (napf. vypadek kamery). V takovém pripadé je nejschidnéjsi reseni
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Obrazek 3.6: Zasobniky s obsazenosti lokalnich klasifikatort a dodateénymi informacemi

odesilat posledni dostupnou informaci o obsazenosti. Vérohodnost pak rika, do jaké miry je
vysledek vérohodny v rameci rychlych zmén. Vyuziva se pro odstranéni tzv. ” preblikavani”
obsazenosti, zptusobené hodnotami blizkymi rozhodovacimu prahu.

3.1.6 Prezentace vysledka

Jelikoz je pro c¢lovéka numerickd podoba identifikdtori a obsazenosti mist tézko citelna,
mohou byt ziskané vysledky nékolika zpusoby zndzornény a nasledné zverejnény. K okamzité
kontrole spravnosti systému jsou odesilany pres protokol HTTP a zobrazovany na webové
strance jako barevné oznaceni ziskanych vysledkd na snimcich z kamer. Pro pozdéjsi analyzu
jsou ukladany do databaze jako zména obsazenosti konkrétniho mista v aktualnim case.
7 ulozenych dat je mozné ziskdvat rtzné statistiky a vykreslovat odpovidajici grafy. Mezi
takové grafy patii historie obsazenosti, primérna obsazenost béhem dne, primérné trvani
obsazenosti jednoho mista a dalsi.

V redlném nasazeni se nabizeji dvé zakladni technologie zobrazovani vysledkt fidici.
Komplexnéjsi z nich zahrnuje zjednoduseny model parkovisté v mobilni aplikaci ¢i na
webové strance, na kterou se muze ridi¢ kdykoliv podivat. Takovéto schéma obsahuje vice
informaci pro fidice, ktery si mtze lépe vybrat preferované parkovaci mist. Aplikace miize
zahrnovat znazornéni barev automobilil pro lepsi orientaci, dobu trvani obsazenosti ¢i pred-
pokladany ¢as uvolnéni parkovactho mista. Méné komplexnim avsak pohodInéjsim fesenim
jsou svételné cedule rozmisténé po parkovisti, které fidice primo navadéji k volnym par-
kovacim mistim. V pripadé ceduli ridi¢ nemusi vlastnit mobilni telefon ani jiné zarizeni
a predevsim vidi smér volnych mist okamzité bez nutnosti zapinani aplikace.
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3.2 Klasifikace obsazenosti mista

Jak jiz bylo feceno, lokdlnim neboli dil¢im klasifikatorem se miize stat prakticky jakdkoliv
funkce, kterd ohodnoti obsazenost parkovacich mist v realném case s tispéSnosti lepsi nez
50 %. Z davodu omezenych zdroju a prehlednosti je vSak Zzadouci co nejlepsi Uspésnost
klasifikace. Nasleduje vycet navrhovanych klasifikatoru vzdy s kratkym popisem.

Hranovy klasifikator

Jednoduchy klasifikdtor zalozeny na predpokladu, Ze se na neobsazeném parkovacim misté
vyskytuje fadové méné vyraznych hran ne na obsazeném misté s automobilem. Uspésnost
této metody je zavisla na povrchu parkovisté a na vzhledu jednotlivych automobila. Jeli-
koz jsou detekované hrany znazornény konstantni Sifkou ¢ary, velmi tomuto klasifikatoru
napomaha odstranéni perspektivy. Na snimcich s perspektivou jsou totiz vzdalenéjsi mista
vyrazné mensi nez mista blizsi, pomér oznacenych pixelil coby hran se proto také vyrazné
lisi. Odstranénim perspektivy se tyto rozdily ztraceji. Vyhodou hranového klasifikatoru je
velmi mald naro¢nost a schopnost klasifikace z jediného snimku. Neni proto tfeba pocatecni
inicializace a klasifikdtor je mozné vyuzit i pro inicializaci dalsich klasifikatord nebo pro
usnadnéni anotaci uzivatelem. Hranovy klasifikdtor neni vypocetné narocny, avsak tspés-
nost se vyrazné zhorsi v pripadé okluzi ¢i stind.

Klasifikator s modelem pozadi

Vv

Slozitéjsi klasifikator, nez je klasifikdtor hranovy, vyuziva ke klasifikaci model pozadi. Porov-
nanim aktualniho snimku s modelem pozadi je mozné detekovat pohybujici se automobily,
které prijizdéji ¢i odjizdéji na sledované parkovaci misto. Metoda vyzaduje pocateéni inici-
alizaci za predpokladu, zZe jsou nékterd parkovaci mista obsazend. V takovém pripadé neni
mozné vytvorit si model pozadi na zacatku, princip je tfeba obratit. Nejprve se vytvori
model pro piitomny automobil, pfi prvni vyznamné zméné se misto klasifikuje jako volné
a poté je mozné vytvorit model pozadi. Modelu pozadi je v takovém pripadé tfeba predat
informaci, které ¢asti snimku se maji aktualizovat (pozadi) a které maji zustat neaktuali-
zovany (obsazend mista).

Metoda mé hlavni rizika v aktualizaci modelu pozadi. Na rozdil od sledovani jedoucich
vozidel na vozovce neni mozné aktualizovat model pozadi po celou dobu. Po dobu obsa-
zenosti parkovaciho mista se pozadi muze vyrazné zménit (zména svételnych podminek,
snih na vozovce, stin atp.). Po opusténi mista automobilem se model pozadi od aktudlniho
snimku lisi natolik, Ze je misto stale povazovano za obsazené. Pravé z tohoto divodu neni
mozné vyuzit pouze jednoduché metody a je tfeba obratit se k metodam sofistikovanéjsim.

Porovnani s referen¢nim bodem

Podpurnou metodou pti zméné okolnich podminek je porovnani s referenénim bodem. Uzi-
vatel ke kazdému sledovanému parkovacimu mistu prifadi oblast, ktera se bude ménit prav-
dépodobné stejnym zpusobem jako pozadi daného mista. Podminkou je, aby byla tato oblast
po vétsinu ¢asu neobsazend, vétsinou se tedy bude jednat o vozovku pred parkovacim mis-
tem. Detekovany rozdil je mozné uplatnit pii porovnani s modelem pozadi nebo v jinych
metodach. Samostatné je vSak tato metoda nepouzitelnd, nebot se v pripadé prujezdu au-
tomobilu referen¢nim bodem zasadné zméni porovnéani tohoto bodu s parkovacim mistem
a dojde k chybnému uréeni obsazenosti.

30



Detekce vozidel

Sofistikovanéjsi metodou je piimé detekce vozidla. Tu je mozné provést riznymi metodami,
které se predem naudci, jak automobil na parkovacim misté vypada. K detekci mohou byt
vyuzity metody AdaBoost, Haartv klasifikator a dalsi. Vzhledem k tspésnosti a povaze
zadani této price je pouzita hlubokd neuronové sit. Uskali téchto metod v rameci detekce
na parkovisti je skutecnost, ze kamera snimé parkovaci mista pod ruznymi thly. Proto je
obtiznéjsi vytvorit jeden model pro libovolné detekované vozidlo. Nabizeji se dvé moznosti
feSeni. Prvni moznosti je vytvoreni vétsiho poétu modelt automobilu z raznych ahla a par-
kovacimu mistu prifadit model, ktery mistu nejvice odpovida. V idealnim pripadé bude mit
kazdé parkovaci misto vlastni model. Tato varianta je velmi ndro¢na na trénovaci data i na
béh aplikace, nebot je treba uchovavat modely pro vSsechna mista. Metoda bude selhdvat
v pripadech, kdy vozidlo nestoji presné na parkovacim misté, ale zasahuje do néj jen svou
casti. Druhou moznosti je trénovat pouze jednu sit, vytvorit ale vétsi pocet t¥id, mezi nimiz
se bude sit na zakladé vstupnich snimkt rozhodovat. Mezi takové t¥idy muze patiit prazdné
parkovaci misto, vozidlo z boku, vozidlo zepfedu a dalsi. Po klasifikaci jsou tfidy slouceny
zpét do dvou zékladnich (volno nebo obsazeno).

3.3 Slouceni vysledki klasifikatori

Na obrazku 3.7 je zndzornéna moznost prekryvu pohledi dvou kamer umisténych na budoveé
prilehlé k parkovisti. Barevné jsou zde oznaceny t¥i oblasti. Cervend oblast je sniméana levou
kamerou a obsazenost bude rozhodnuta na zakladé klasifikatort ze skupiny prislusici této
kameie. Obdobné budou parkovaci mista nachazejici se v zelené oblasti oznacena za pomoci
klasifikdtortu z druhé skupiny. Nejzajimavéjsi je modra oblast uprostied, v niz se pohledy
obou kamer prekryvaji. Nejjednodussi moznosti by bylo pouziti klasifikdtort ze skupiny
s kamerou, z které jsou parkovaci mista vidét 1épe. V takovém piipadé by se vSak ztratily
informace z druhé kamery, které by pii rozhodovani mohly pomoci. Proto budou parkovaci
mista, kterd se nachéazeji v této oblasti, zpracovana klasifikatory z prvni i druhé skupiny
a vyuzity tak snimky z obou kamer. Navic je mozné vyuzit tuto informaci pro zptresnéni
detekci i ostatnich mist, nebof je mozné porovnat vzhled stejné oblasti z riznych kamer.
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Obrazek 3.7: Ukéazka prekryvu pohledd z dvou kamer. Idedlni pozice kamery by byla na
budové uprostied, jelikoz je ale zni¢end, neni na ni mozné kameru umistit.
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3.4 Shrnuti

Aplikace byla vytvorena v prostiedi Robotického operac¢niho systému a rozdélena na jed-
notlivé uzly, kazdy uzel s vlastni funkcionalitou. Nejprve jsou snimky zpracovany z kamery,
nasledné jsou vSechny vadné snimky vyfiltrovany. Pfed samotnou klasifikaci se jesté odstrani
tory, jejichz vystupem jsou mékka rozhodnuti o obsazenosti samotnych mist. Dva hlavnimi
lokalni klasifikdtory se zakladaji na hluboké neuronové siti a modelu pozadi. Dopliuji je
jednodussi klasifikatory, napt. hranovy klasifikdtor. Koneéné rozhodnuti o obsazenosti pro-
vadi globalni klasifikator, jenz slucuje vysledky dil¢ich klasifikatort z vice kamer a dalsich
pridavnych informaci. Vysledna obsazenost je prezentovana uzivateli v ruznych podobéach.
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Kapitola 4

Implementace aplikace

Jak jiz bylo fe¢eno v predchozim textu, cely systém je navrzen a implementovan v Robo-
tickém opera¢nim systému (ROS). ROS podporuje programovaci jazyky C++ i Python,
v ramci této prace byly vyuzity oba. Naprosta vétsina uzlu je programovana v jazyce C++,
Python je pouzit pro uzly nesouvisejici s klasifikaci, tzn. zpracovani a odesilani dat do
databdaze a odesilani dat do webového rozhrani. Ackoliv je Roboticky operacni systém ex-
perimentalné provozovan i na dalSich platformach, doporuceny a plné podporovany jsou
dvé, Ubuntu a Debian. Pro vyvoj byl zvolen nejprve Linux Ubuntu 14.04, ktery je podpo-
rovan verzi ROSu Indigo Igloo. Pozdéji byl vyvoj presunut na Linux Ubuntu 16.04 a ROS
Kinetic Kame.

Tato kapitola se nejprve vénuje pouzitym softwarovym nastrojum, z nichz nejvice po-
pisuje Roboticky operac¢ni systém. Nasleduje popis implementace kritickych ¢asti systému.
Na zavér kapitoly je priblizeno oznacovani parkovacich mist.

4.1 Pouzité softwarové nastroje

V dnesni dobé vznika stale vice volné dostupnych knihoven a nastroji, které vyvojartm
usnadnuji praci. Ve vétsiné pripadi neni zadouci vytvaret vlastni implementace jiz vy-
tvorenych a predevsim dobfe otestovanych algoritmi a funkci. V této praci je dle zadani
vyuzit Roboticky operacni systém [30] (zkracené ROS), do jehoz prosttedi je aplikace za-
sazena. Pro zpracovani obrazu a mnohé funkce, tykajici se pocitacového vidéni, je mozné
pouzit rozsifenou knihovnu OpenCV (kde CV neboli Computer Vision znamena pocitacové
vidéni). Dalsi podpirné knihovny jsou sdruzeny ve frameworku Qt, ktery pro tuto praci
neni nezbytny, avsak usnadnuje praci a sjednocuje nékteré pristupy. Navic tento framework
umoznuje tvorbu grafickych aplikaci, ¢imz usnadnuje vytvareni aplikaci s uzivatelskym roz-
hranim. Jednou z téchto aplikaci je naptiklad graficky editor pro oznacovani parkovacich
mist a jejich anotaci.

Naprosto zasadni pro tuto praci je skute¢nost, ze ROS integruje knihovny Qt i OpenCV
a obsahuje balicek cv_bridge, ktery propojuje funkce ROSu a OpenCV. Bez tohoto propo-
jeni by nebylo mozné posilat obrazky a zpracovavat je pomoci funkci z knihovny OpenCV.
Nevyhodou tohoto TeSeni se stava zavislost na konkrétnich verzich jednotlivych néstroju
a obtiznéjsi prechod na novéjsi verze. Prikladem necht je uveden import frameworku Qt,
ktery se znacné 1isi pro verze Qt 4.8 a Qt 5.0. Rozdily jsou predevsim v konfigura¢nim
souboru pro preklad CMakeList.txt, o kterém bude vice informaci dale. Obdobné kom-
plikované je vyuziti nejnoveéjsi verze knihovny OpenCV. ROS implicitné obsahuje verzi
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OpenCV 2.4. Pokud chce programator pouzit verzi OpenCV 3.0 ¢&i vyssi, je tieba prena-
stavit importovani starsi verze z ROSu a nastavit jako implicitni novou verzi véetné vsech
cest k této knihovné.

4.1.1 ROS

Robot Operating System, zkracené ROS, se stal predevsim v oblasti mobilni robotiky velice
popularnim a pouzivanym frameworkem. Pouzivaji ho tisice lidi na celém svété. V roce
2013 bylo oficidlnich uzivatelt pres 1500, pres 3300 lidi pracujicich na online dokumentaci
a 5700 lidi poskytujicich online podporu [!]. Systém je Sifen pod licenci BSD, je tedy
distribuovan jako otevieny, volné Sifitelny software a je zdarma [38]. Plné podporovan je
ROS pro opera¢ni systém Linux Ubuntu, experimentalni provoz je vSak na mnoha dalsich
platforméach. Velkou vyhodou ROSu je podpora mnoha sensort, motoru i celych robotu.

Aktudlné podporuje asi 45 komerc¢nich robota [11].

Koncept

ROS je navrzen tak, aby byl co nejvice modularni a flexibilni, uzivatelim tedy umoznuje
pouzit jen nékteré jeho Casti, nékteré c¢asti si pak uzivatel muze vytvorit sdm. Vysledny
program se sklddé z jednotlivych procesii neboli uzld. Uzly spolu vzajemné komunikuji
prostiednictvim zprav. Diky rozdéleni do uzli je mozné pouzivat jeden kod pro vice aplikaci,
pripadné spoustét uzly na ruznych pocitacich. Zakladni filozofie ROSu lze vyjadrit péti
body:

e Peer to Peer

e Distribuovany do uzla

e Nezavisly na programovacim jazyku
e Snadno pouzitelny

e Zdarma a open source

Systém je rozdélen na dvé zakladni vrstvy: jadro, které je spravovano kalifornskou spolec-
nosti Willow Garage, a roboticky software, ktery je dilem ROS komunity [24].

Uzly

Zakladnimi prvky systému vytvorenému v ROSu jsou uzly. Uzly si lze predstavit jako
samostatné programy ¢i skripty, které jsou spoustény a ukoncovany oddélené. Pti spousténi
muze uzivatel uzlu zadat libovolny pocet parametri, které uzel muze ¢i nemusi zpracovat.
Uzly spolu mohou komunikovat prostrednictvim témat a zprav, jinak jsou ale oddéleny. Diky
tomu mohou byt spoustény nezavisle na sobé, pripadné i na ruznych zarizenich. Pokud
jeden uzel selze, ostatni uzly mohou fungovat i nadale, nez je chybny uzel restartovan.
Rozdéleni do uzlti umoznuje vytvaret riizné kombinace z jiz vytvorenych uzld a tim docilit
odlisnych variant pozadované aplikace bez nutnosti zmény kédu a kompilace. Dalsi vyhodu
Ize spatrit v implicitnim rozdéleni pro jednotliva jadra procesoru bez nutnosti rozdélovani
do vldken uzivatelem. Tento fakt je obzvlasté pri naro¢nych vypoctech zpracovani obrazu
velmi uziteény a usnadnuje programatorovi praci.
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Publisher a Subscriber

Jak jiz bylo feceno, uzly spolu mohou komunikovat prostfednictvim témat a zprav. Pokud
uzel vysila zpravy, je oznacovan jako publisher. Uzel ptijimajici zpravy se nazyva subscriber.
Jeden uzel miize zaroven vysilat i prijimat vice zprav.

Témata a zpravy

Uzly komunikuji po tématech za pomoci zprav. Téma neboli topic si lze predstavit jako
kanal, do kterého publisher odesle zpravu. Tuto zpravu pak muze jakykoliv subscriber pri-
jmout a pripadné zpracovat. Toto téma musi byt definovino v kazdém uzlu, ktery chce
pomoci tohoto tématu odesilat ¢i prijimat zpravy. Pro lepsi pirehlednost je mozné pridélit
tématu jmenny prostor, pomoci kterého se zamezi nechténym propojenim ve velkych projek-
tech. Zpravy, kterymi uzly po tématech komunikuji, mohou byt rizného typu. Nejcastéjsimi
typy jsou bool, string, int8, int32, float32 a dalsi. Zpravy je mozné strukturovat, ROS
také nabizi jiz vytvorené struktury, které vyrazné usnadnuji praci. Piikladem mtze byt
struktura pro ¢as time nebo obrazek sensor_msgs: :ImagePtr.

Catkin

Aby vyvojari ROSu nemuseli vytvaret vlastni systém pro preklad open-source programt,
psanych pro robotické prostredi, vyuzili jako zaklad jiz existujici CMake. Catkin, pouzi-
vany v ROSu, je pouze néstavba nad CMakem v podobé mnoha maker. Ulohou téchto
maker je, aby se prekladané balicky ze zdrojovych kédu v systému chovaly jako regulérné
nainstalované binarni balicky. Jelikoz je k prekladu pouzit samotny CMake, je dosdhnuto
multiplatformnosti bez vétsiho usili. Aby mohl byt balicek pomoci Catkinu prelozen, musi
obsahovat konfigura¢ni soubor pro CMake CMakeLists.txt a manifest package.xml, ve
kterém jsou informace o balicku, autorovi, licence a dalsi.

Roslaunch

V pripadé vétsich projektu je ¢asto tieba spoustét nékolik uzli najednou, ve velkych pro-
jektech muze pocet uzlua rust az do desitek. Pro tyto pfipady je v ROSu pritomen program
Roslaunch, ktery umoznuje spoustét vice uzli v jeden okamzik. Definici uzli a jejich pa-
rametry je tieba zadat do konfiguracniho launch souboru, ktery se jako parametr zada
programu Roslaunch pri spusténi. Uzivatel si tak mize predpfipravit fadu launch souboru
s odliSnymi uzly a parametry. Pro spusténi pozadované varianty programu staci vybrat pri-
slusny launch soubor. Jelikoz by byly i tyto soubory v ramci velkych projektti neprehledné,
Roslaunch umoznuje hierarchickou strukturu launch soubord. V ramci jednoho hlavniho
souboru je mozné nacist vice dil¢ich konfigura¢nich soubort, ze kterych jsou spustény po-
zadované uzly, pripadné nac¢teny dalsi konfigurac¢ni soubory.

4.1.2 OpenCV

Se stale se rozvijejici oblasti poc¢itacového vidéni vznikla potieba sjednotit mnohé algoritmy,
které se v pocitacovém vidéni ¢asto vyuzivaji. Z toho divodu vznikla pod zéastitou firmy
Intel v roce 1999 knihovna sdruzujici zakladni funkce a aplikace pro pocitacové vidéni.
Motivaci pro vytvoreni této knihovny byl pro firmu Intel predpoklad, ze se s dostupnéjsimi
aplikacemi zvysi poptavka po vykonnéjsich procesorech. Dnes se tato knihovna vyuziva
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v nejrizngjsich vyzkumnych i komerénich institucich. Knihovna OpenCV je vydana pod
BSD licenci a je zdarma pro komeréni i akademické vyuziti [23].

4.1.3 Qt

Nejen pro vyvoj desktopovych aplikaci existuje jiz vice nez dvacet let volné dostupny fra-
mework Qt. Qt je multiplatformni, podporuje systémy Linux, OS X, Windows, Android,
iOS a dalsi [5]. Framework je napsédn v programovacim jazyce C++ a slouzi jako rozsifeni
pro tento jazyk. Pfed béznym prekladem se pouziva metaobjektovy preklada¢ (Meta-Object
Compiler), ktery analyzuje hlavickové soubory a prevadi kéd do standardniho C++, jenz
muze byt prelozen béznymi prekladaci jako GCC, MinGW nebo MSVC. Spole¢nost Troll-
tech, predchudce Qt, byla zalozena v roce 1990. Od té doby projekt prodélal fadu zmén,
v soucasnosti se spoleCnost nazyva Qt Company a jejim vlastnikem je finska spolecénost
Digia Plc. Qt je dostupné pod radou licenci, mezi nimi se nachézeji placené licence pro
komercni vyuzit{ i licence zdarma jako GPL ¢i LGPL.

4.2 Klasifikace obsazenosti mista

Nasleduje stru¢ny popis, jak a s pouzitim jakych dostupnych prostiedka byly implemento-
vany nejvyznamnéjsi ¢asti aplikace. Kazdy klasifikator prijimé na vstupu zpravu obsahujici
hlavicku a snimek, vystupni zprava ma nasledujici format:

std_msgs/Header header # hlavicka zpravy
int32 scene_id # identifikator sceny
int32 detector_id # identifikator detektoru
place_occupancy [| places # seznam vsech parkovacich mist
— int32 id # identifikator mista
— float32 rate # mira obsazeni mista

Header je hlavicka obsahujici identifikdtor zpravy a ¢asové razitko. Datovy typ int32 odpo-
vida bézné vyuzivanému typu integer, obdobné float32 je 32 bitovy float. Typ place__occupancy[]
je pole sdruzujici vsechna parkovaci mista, ktera byla pravé klasifikovana, a obsahuje pro
kazdé misto dvojici lokalniho identifikdtoru tohoto mista a jeho mira obsazenosti vypoctena
timto klasifikatorem.

4.2.1 Klasifikace pomoci hluboké neuronové sité

Pro praci s neuronovou siti byl zvolen framework BVLC Caffe, ktery umoznuje rozhrani
pro C++ i Python, podporuje externi definici vrstev neuronové sité a je velmi optima-
lizovany a tedy i rychly. Pro rozhrani s timto frameworkem byl zvolen jazyk C++. Pro
trénovani i pocatecni testovani tspésnosti hluboké neuronové sité byl pouzit nastroj DI-
GITS od NVIDIA, priklad mozného vystupu tohoto nastroje lze vidét na obrazku 4.1.
Z hlubokych neuronovych siti byla pro nejlepsi vysledky na testech zvolena architektura
GoogLeNet [37], kterd byla predtrénovand na automobily a dotrénovand na vlastni sadé.
Vrstvy sité jiz nebylo tfeba upravovat. Na obrazku 4.1 je znazornén vstup sité a vystupy tii
vybranych vrstev. Vystupy vrstev na zac¢atku sité jsou pro ¢lovéka stale interpretovatelné,
¢im je vrstva hloubéji zanorend, tim je jeji vystup méné zrejmy. V systému jsou pouzity dveé
vystupni tridy, jedna tfida pro volné parkovaci misto, druha pro obsazené misto libovolnym
vozidlem. Jelikoz tiid neni vic, jsou hodnoty v téchto dvou tridach komplementarni. Vystu-
pem sité je pravdépodobnost < 0,1 >, s jakou je na testovacim vzorku obsazené parkovaci
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misto. Pokud je tedy vystupem hodnota 0, sif si je jista, ze je misto volné. Hodnotou 1 sit
vyjadruje, ze je misto jisté obsazené. Jakdkoliv hodnota uvniti intervalu pripousti s uréitou
pravdépodobnosti obé varianty, ¢ehoz je vyuzito v pripadé vice detektort ¢i vice pohledu
kamer na testované misto. Rozhodovaci prah je mozné upravit, vychoz{ a ovérena hodnota
je nastavena na 0,5.

Framework Caffe umoznuje vypocet na grafické karté i na procesoru, obé varianty byly
pouzity a zahrnuty do systému. Pokud se klasifikace pocita na grafické karté, jsou odeslany
vsechny parkovaci mista ke klasifikaci naraz, v pripadé procesoru jsou kvili vyrazné vyssi
(padesatindsobné) dobé vypocétu odesilany parkovaci mista po jednom.

Obrazek 4.1: Vstup a tfi vybrané vystupy jednotlivych vrstev neuronové sité

4.2.2 Klasifikace pomoci modelu pozadi

Pfi vyvoji uzlu s modelem pozadi bylo experimentovdno s knihovnou BGSLibrary [34].
Jelikoz je systém treba pri dalsim nasazovani instalovat na vice zafizenich a s integraci této
knihovny do systému byly problémy, byla misto ni vyuzita funkce z jiz pouzivané knihovny
OpenCV. Model pozadi je realizovan smési Gaussovych rozlozeni prostfednictvim modulu
bgfg_gassmix2, ktery pro potieby aplikace dostatecné spliuje tispésnost.

Funkcionalita byla upravena tak, aby umoznovala dva rezimy. Prvni rezim je aplikovan
na vsSechna volnd parkovaci mista (a pfi spusténi systému pro mista, u nichz zatim neni
znamo pozadi) a zajistuje rychlou aktualizaci modelu pozadi. Tim je zajiSténa robustnost
vici zménam svételnych podminek, nebot je model aktualizovan rychleji, nez se méni okolni
podminky. Rychlost aktualizace byla nastavena tak, aby se model aktualizoval co nejrychleji,
ale pritom byl schopny detekovat rychlou zménu prijizdéjiciho vozidla. Druhy rezim se
pouzije pro obsazena parkovaci mista. V tomto pripadé neni model pozadi aktualizovan
vibec, aby bylo stdle mozné porovnavat stojici vozidlo s vozovkou a v pripadé odjezdu
vozidla tuto shodu detekovat. Pro vybér rezimu je do funkce s modelem pozadi vloZena
maska oznacujici volna a obsazend parkovaci mista.
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4.3 Oznaceni parkovacich mist

Jelikoz je systém vyvijen pro statické kamery a parkovisté, na nichz se poloha parkovacich
mist nelisi, je mozné oznacit parkovaci mista pred zacatkem klasifikace. Tim se z detekce
automobilil v obraze stava jednodussi problém klasifikace obsazenosti konkrétniho mista.
Protoze kamera neni umisténa kolmo nad parkovacim mistem, pouziva se oznaceni mista
simulujici 3D. Nejprve uzivatel ohranici celé parkovisté a zada rozméry v redlném svété, z Ce-
hoz lze spocitat umisténi kamery. Poté ohranic¢i kazdé parkovaci misto ¢tyfmi body a vyskou
a systém spoc¢itd 3D model parkovaciho mista na snimku (obrazek 4.2). Hnédé ¢ary ozna-
¢ujl podstavy parkovacich mist oznatené uzivatelem. Zluté ¢ary jsou na zakladé informaci
o vysce a pozici kamery automaticky dopocitany a predstavuji 3D model parkovaciho mista.

Obrazek 4.2: Oznaceni parkovacich mist

Vyhody takovéhoto zplsobu oznaceni jsou predstaveny na obrazku 4.3. Zde lze vidét
vyfez ze snimku 4.2 se ¢tyfmi parkovacimi misty (4.3a). Obrazky 4.3b a 4.3c¢ srovnavaji
problémy pfi oznaceni pouze ve 2D a v simulovaném 3D. Pochopitelné by mohl uzivatel
oznacit misto ve 2D vétsim obdélnikem pokryvajicim cely automobil. Takovy pristup by
vsak byl komplikovanéjsi, pokud by uzivatel oznacoval snimek prazdného parkovisté. Dalsi
vyhoda predstaveného oznacovani je v uchovani informace o podstavé mista na vozovce pro
pozdéjsi vizualizaci. Pfedevsim je pak mozné extrahovat konfliktni oblasti, ve kterych se
parkovaci mista prekryvaji a muze zde snadno dojit k mylné interpretaci pohybu (obrazek
4.3d).

(a) (d)

Obrazek 4.3: Vyrezy oznaceni parkovacich mist a ukazka rozdili 2D a 3D.

a) oznaceni ve 3D

b) 2D, zelend - zaznamenand ¢ast, modré - nezaznamenand ¢ast, ¢ervend - okluze

¢) 3D, zelend - zaznamenand ¢ast automobilu, ¢ervend - okluze

d) odstranéni prekryvajicich se ploch, zelena - neprekryvajici se, ¢ervend - prekryvajici se

(
(
(
(
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V hluboké neuronové siti se oznaceni pouziva pro vytiznuti trénovacich vzorku (obra-
zek 4.4) a nasledné pro samotnou klasifikaci, pti které jsou vstupy pravé tyto vyrezy. Pro
klasifikaci modelem pozadi je navic na vyriznuté parkovaci misto aplikovana maska, ktera
odstini oblasti prekryvi sousednich parkovacich mist (obrazek 4.5). Maska je spocitédna
pomoci Gaussova rozlozeni, coz dobfe aproximuje pravdépodobnost, s jakou bude na da-
ném pixelu piitomny automobil. Vyslednou masku lze ziskat vzdjemnym odectenim téchto
samostatnych masek, ¢imz se vyrazné eliminuji prekryvajici se oblasti.

Obrazek 4.5: Kompozice Sesti masek parkovacich mist

4.4 Pouzity hardware

Aplikace byla vyvijena na notebooku Lenovo K50i s procesorem Intel Core i7-4702MQ)
CPU @ 2.20GHz, dale popisované testy na procesoru byly spoustény na tomto stroji. Stolni
pocita¢, na némz je spusténo nepretrzité testovani, obsahuje procesor Intel Core i5-6400
CPU @ 2.70GHz K tomuto pocitaci jsou pripojeny dvé 5MP IP kamery Camera Bullet
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1p66, z nichz jsou ziskavany aktualni snimky. Neuronové sit byla trénovina a testovana na
grafické karté GeForce GTX 1080. Aplikace byla navic testovana na vestavéném zarizeni
od NVIDIA s grafickou kartou Maxwell a podporou CUDA.

4.5 Shrnuti

Kapitola predstavila pouzity Roboticky opera¢ni systém a jeho zakladni koncept a struéné
popsala dalsi pouzité softwarové nastroje. V druhé ¢asti kapitoly byly uvedeny podrobnosti
tykajici se implementace dvou hlavnich klasifikatoru a byl uveden zpusob oznacovani parko-
vacich mist a jeho vyhody. Zavérem byly zminény hardwarové prostredky pouzité k vyvoji
i testovani.
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Kapitola 5

Testovani

Cely systém, jeho kompletni funkénost a provazanost samostatnych uzld, byly testovany na
datovych sadach z testovaciho parkovisté v Dansku, které je popsano dale. Pro jednoduchou
interpretaci ziskanych dat byly implementovany i zdkladni vizualiza¢ni prvky, jako je napii-
klad graf historie obsazenosti celého parkovisté (viz obrazek 5.3). Ukdzku oznaceni vysledku
klasifikace na snimcich z kamery lze vidét na obrazku 5.4. Samotnou klasifikaci obsazenosti
jednotlivych parkovacich mist bylo mozné testovat kromé na zdznamech z parkovisté v Dan-
sku i na dostupné datové sadé PKLot. Tato datova sada obsahuje pouze snimky parkovisté
porizené s del$imi ¢asovymi intervaly, nikoliv navazujici videozdznam. Nebylo na ni tedy
mozné testovat celkovy provoz systému ani klasifikdtor s modelem pozadi detekujici pohyb.
Jiné dostupné datové sady snimki parkovisté nalezeny nebyly.

Tato kapitola se vénuje predevsSim testovani Uspésnosti systému, kterda je velmi tzce
spojena s Uispésnosti samotné hluboké neuronové sité. Kapitola obsahuje nékolik vzajemné
odlisenych testi. Zavérem jsou predstaveny nejcastéjsi chyby a jejich navrhované reseni.

Parkovisté v Dansku

Z redlného parkovisté v Dansku byly ziskany zaznamy o celkové délce 32 hodin. Toto parko-
visté bylo snimano dvéma kamerami a obsahovalo 193 parkovacich mist, viz obrazek 5.1. 16
parkovacich mist bylo k dispozici na obou pohledech z pripojenych kamer. Aplikace nepre-
trzité (cca dva mésice) vyhodnocuje obsazenost zminéného testovaciho parkovisté, aby byly
odhaleny i neptredvidatelné zmény. Pomoci nepfetrzitého provozu byly odhaleny a nasledné
opraveny nékteré zridka se vyskytujici chyby, napf. obcasné poskozeni snimki z kamery
nebo problémy s pripojenim k datovému serveru.

Datova sada PKLot

Kromé popsaného testovaciho parkovisté v Dansku byl systém testovan na dostupné da-
tové sadé PKLot [11]. Tato databdze obsahuje 12417 snimku zachycenych ze dvou riznych
parkovist, z nichz jedno parkovisté snimaly dvé kamery. Databéaze je hierarchicky rozdélena
do t1i slozek podle kamery, kazdd z nich se dale déli podle pocasi na snimcich (slunecno,
obla¢no, dést). Ukéazky pohledu kamer za ruzného pocasi 1ze vidét na obrazku 5.2. Po roz-
déleni snimkt na jednotliva parkovaci mista databaze obsahuje ptiblizné 695900 vzorki.
Databézi je mozné volné pouzivat s podminkou jejiho citovani.
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Obrazek 5.1: Ukazka pohledti dvou kamer na testovaci parkovisté v Dansku.

5.1 Vliv deformaci na tispésnost

Prvni test zkoumal vliv odstranéni deformaci z obrazu na tuspésnost klasifikace. Pro vzory
bez odstranénych deformaci byla ziskdna tspésnost klasifikace na dvou datovych sadédch
z trénovaciho parkovisté — jez jsou popsany v dalsim testu — 95,23 % a 94,18 %, pro vzory
s odstranénymi deformacemi tspésnost 99,20 % a 99,01 %. Dalsi testy se proto vénovaly
vyhradné vzorim s odstranénymi deformacemi.

5.2 Porovnani existujicich architektur

Byly vybrany dvé predtrénované architektury, jejichz tispésnost byla nejlepsi, a dale byly
upraveny pro riznou velikost vstupi. Témito architekturami byla konvolu¢ni neuronova sit
GoogLeNet s velikostmi vstupt 32 x 32, 64 x 64 a 224 x 224 pixelt a rezidualni neuronova
sit ResNet s velikosti vstuptu 256 x 256 pixelu. (Vyfazeny byly napt. sité GoogLeNet256
& VGG16-32.) GoogLeNet obsahuje 22 vrstev s parametry (27 véetné slucovacich vrstev),
ResNet-50 se sklada z 50 vrstev. Druhy test zjistoval dspésnost vybranych siti natréno-
vanych a testovanych na vzorcich s nejlepsim rozliSenim, kterého je v systému mozné do-
sahnout. Byla vytvorena datova sada pro dotrénovani, obsahujici 7376 trénovacich vzoru
(3791 obsazenych mist a 3585 volnych mist), a dvé odlisné datové sady pro testovani, prvni
s 1881 vzory (1181 obsazenych mist a 700 volnych mist) a druhd s 1802 vzory (1020 ob-
sazenych mist a 782 volnych mist). Velikosti vzorku se pohybovaly v rozmezi od 120 x 80
do 130 x 130. Data byla pofizena ze dvou kamer (5mpx, rozlieni 2592 x 1920) testovaciho
parkovisté v rizné casové doby, za ménicich se svételnych podminek i pocasi ve 25 riz-
nych dnech. Vzdy byla vybrana trénovaci epocha s nejlepsim vysledkem na testovaci sadé.
Tabulka 5.1 shrnuje tspésnost klasifikace a rychlost klasifikace jednoho parkovaciho mista
na CPU (Intel Core i7-4702M@Q CPU @ 2.20GHz) a na GPU (GeForce GTX 1080). Na
v pripadé potreby vyssi rychlosti by bylo vhodnéjsi pouzit GoogLeNet s mensi velikosti
vzori.
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Obrézek 5.2: Snimky z datové sady PKLot. Radky odlisuji rfizné kamery, sloupce odlisuji
pocasi (oblacno, sluneéno, dést)

velikost rychlost uspésnost
vzoru CPU GPU sadal sada 2

GoogLeNet 32 x 32 1,1s  3,7ms 9883 % 99,01 %
GoogLeNet 64 x 64 1,2s  53ms 99,10 % 98,90 %
GoogLeNet 224 x 224 14s 11,7ms 99,64 % 98,96 %
ResNet 256 x 256 1,7s 13,3ms 97,18 % 92,75 %

nazev sité

Tabulka 5.1: Srovnani hlubokych neuronovych siti

5.3 VIiv zmenseni vstupi na tspésnost

Treti test zjistoval vliv zmenseni a opétovného zvétSeni velikosti trénovacich i testovacich
vzoru na uspésnost dvou nejlepsich siti z predchoziho testu. Snahou bylo zjistit minimalni
velikost vzort, pro kterou ma systém nejvyssi uspésnost. Na zakladé ziskanych vysledku
je mozné odhadnout poéet parkovacich mist, které je schopna snimat jedna kamera. Cim
mensi vzorek je sif stale schopna klasifikovat, tim vice mist muze byt obsazeno na jednom
snimku. Z grafu 5.5 si lze vSimnout, Ze je mozné zmensit vzory az na velikost 32 x 32 pixela
a stale bude mit sit GoogLeNet 224 x 224 tspésnost vyssi nez 99,5 %. Pri dalsim zmenseni
o velikosti 4 x 4 pixely. Tak vysoké tispésnosti je mozné dosdhnout predevsim diky tomu, ze
je trénovaci i testovaci sada porizena pouze z jednoho parkovisté a je tedy pravdépodobné,
ze sit neni dostatecné obecna.
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Obrazek 5.3: Graf historie obsazenosti testovaciho parkovisté (od stiedy do ttery)

5.4 Uspé&Snost béhem raznych podminek

Ctvrty test zjistoval vliv riznych okolnich podminek na tspésnost klasifikace pouzitou siti
GoogLeNet 64 x 64. Test byl rozdélen na dvé ¢asti, kazda testovala rozdilné podminky.
Prvni ¢ast testovala tspésnost na testovacim parkovisti v Dansku, nebof bylo mozné ziskat
zaznamy s velmi se lisicimi podminkami. Testovanymi podminkami bylo obla¢no, slunecno,
mlha, dést, slunec¢no po desti, Sero a tma. Vzhledem k poloze parkovisté se nepodarilo
ziskat zdznamy se snéhem. Datova sada ale bohuzel neni dostateéné obsahla, proto byla
druhd ¢ast testu provedena na datové sadé PKLot. PKLot rozdéluje vzorky na tii rizné
podminky, které byly testovany samostatné (oblacno, slunecno, dést). Byla natrénovéna
dalsi neuronova sit GoogLeNet, jejimz vstupem pro trénovani byla datova sada obsahujici
54360 vzorku (35571 volnych mist a 18789 obsazenych). Vysledky obou ¢asti testu shrnuji
tabulky 5.2 a 5.3.

Ovliviujici podminky pocet vzorka dat tspésnost

Oblac¢no 2123 99,74 %
Slune¢no 1447 98,06 %
Milha 290 99,12 %
Dést 579 99,09 %
Slune¢no po desti 386 97,63 %
Sero 675 98,24 %
Tma 833 93,34 %
Celkem 6333 98,01 %

Tabulka 5.2: Uspésnost pfi riznych podminkéach (parkovisté v Dansku)

7 téchto tabulek je zrejmé, Ze nejlepsi uspésnosti dosahuje hluboka neuronova sift béhem
obla¢nosti, pfi niz se na parkovisti nevyskytuji zadné stiny ani jiné rusivé elementy. Stéle
velmi dobré tspésnosti lze dosahnout i pri desti a mlze, kdy je sice lehce zhorsena viditelnost,
avSak ne natolik, aby to vyrazné ovlivnilo klasifikaci. BEhem slune¢ného dne se na parkovisti
vyskytuji ostré stiny, které maji na svédomi chybné klasifikace. Po desti se navic kromé stina
vyskytuji na mistech, kde diive staly automobily, mokré ¢asti vozovky tvarem pripominajici
automobily. Uspésnost pii takto stizenych podminkéch se viak stale jevi jako dostatecna.
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Obrazek 5.4: Pohledy z obou kamer na testovaci parkovisté v Dansku s oznac¢enim obsaze-
nosti ziskané z klasifikatori
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Obrazek 5.5: Zavislost tispésnosti na velikosti vzoru

Velmi spatné klasifikace je dosazeno za velké tmy. Nutno vSak podotknout, Ze je testovaci
parkovisté ¢asteéné osvétleno umélym osvétlenim, proto i tato klasifikace presahuje 90 %.

Druhd ¢ast testu kromé ovliviujicich podminek porovnavala také tspésnost dvou siti
natrénovanych na odlisnych datech. Prvni sif byla natrénovina na datech z parkovisté
v Déansku, druha sit na datech z datové sady PKLot. Sité pak byly testovany odlisnymi
daty z datové sady PKLot. Z tabulek 5.2 a 5.3 vyplyva, Ze je nutné natrénovat vlastni
sit pro kazdou skupinu parkovist zvl4st. Uspésnost na datovych sadéch ze stejného, nebo
odlisného parkovisté nez na jaké sadé byla sif natrénovdna se muze liSit i o vice nez 15 %.
Vzhledem k povaze zadani ale zatim neni nutné vytvaret jeden spoleény model pro vsechna

parkoviste.

Ovliviujici podminky Kamera*

pocet vzorku dat

uaspésnost

sit Dansko sit PKLot

Obla¢no PUC 10000 84,08 % 99,96 %
UFPRO04 10000 90,87 % 99,94 %

UFPRO5 10000 81,99 % 99,74 %

Sluneéno PUC 10000 87,12 % 99,85 %
UFPRO04 10000 85,12 % 97,96 %

UFPRO5 10000 81,51 % 99,47 %

Dést PUC 10000 86,93 % 99,97 %
UFPRO04 10000 86,29 % 99,96 %

UFPRO5 10000 79,16 % 99,93 %

Celkem — 90000 84,79 % 99,64 %

* zkratky PUC, UFPR04 a UFPRO5 jsou prevzaty z databdze. UFPR04

a UFPRO05 snimaji stejné parkovisté z riznych thli.

Tabulka 5.3: Uspésnost pfi riiznych podminkéch (datova sada PKLot)
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5.5 Casté chyby a jejich reseni
Systém pochopitelné neni bezchybny, na zédkladé testovani byly vybrany tri nejcastéjsi pii-

pady chybné klasifikace. Poté byly navrzeny zpusoby jak tyto chybné klasifikace vyTesit.
Priklady problémovych situaci lze vidét na obrazku 5.6.

| '
%
1]

E =\

b

Obréazek 5.6: Casté chyby: okluze, nedostatecné svételné podminky, ostré stiny

Okluze: Problém s piekryvajicimi se automobily zavisi predev$im na vysce nad zemi, ve
které je umisténa kamera. Minimaln{ vyska se lisi pro rtizné typy vozidel a vzdalenost
kamery od parkovacich mist. Obecné lze tici, Ze je tieba umistit kameru v miniméalni
vysce 12 metrt nad zemi. Pozadovana vyska zavisi i na natoceni parkovacich mist,
nebot pohled z boku vyzaduje vyssi vysku umisténi kamery nez pohled zepredu nebo
zezadu. Pokud neni mozné umistit kameru dostatec¢né vysoko, doporucuje se pridat
dalsi kameru, kterd bude snimat parkovaci misto z jiného thlu. Tim se vyrazné zre-
dukuje pocet chyb zpusobenych nedostateéné viditelnym automobilem.

Nedostatecné svételné podminky: Aplikace funguje dobte za zhorsenych viditelnost-
nich podminek, napt. za Sera. V Uplné tmé je klasifikace vSak prakticky nemozna
a nenabizi se zadné softwarové feseni. Snadnéjsi avSsak méné uc¢innym fesenim je in-
fracervené prisviceni kamery. Pokud bude pouzito, je potieba pridat snimky s timto
prisvétlenim do trénovaci sady pro neuronovou sit, v idedlnim pripadé potom natré-
novat specialni sit na nocni klasifikaci. Jelikoz ma infracervené ptisvétleni kamery
nakladnéjsim fesenim je osvétleni celého parkovisté lampami a zajisténi dobré vidi-
telnosti pro vsechny pouzité kamery.

Ostré stiny: Treti castou chybou byva klasifikace prazdnych parkovacich mist, na nichz
jsou ostré stiny pripominajici automobil. Toto je jiz problém softwaru a je ho mozné
resit. Nejjednodussim zpusobem je pridani dostatecného mnozstvi vzorka se stiny do
trénovaci datové sady. Datova sada je prubézné doplnovana a chyby se dafi eliminovat.
Pokud by chyby zpusobené stiny stale pretrvavaly, lze pouzit pokrocilejsich technik
pro odstranéni stint z obrazu pred samotnou klasifikaci.
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5.6 Shrnuti

Kapitola predstavila testovaci parkovisté a testovaci datovou sadu PKLot. Popsala ¢tyri
provedené testy, které mérili predevsim uspésnost klasifikace pomoci hluboké neuronové
sité, kterd hraje klicovou v roli v tspésnosti celého systému. Pri testovani se projevily tii
nejcastéjsi chyby. Tyto chyby byly na zavér kapitoly popsany a bylo navrzeno jejich mozné
FeSeni.
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Kapitola 6
Zaver

Prace predstavila existujici principy detekce vozidel v obraze ze statické kamery, podrobné
se vénovala modeltim pozadi a hlubokym neuronovym sitim a predstavila existujici feseni to-
hoto tématu. Popsala systém pro klasifikaci obsazenosti parkovacich mist z vice-kamerového
systému a predstavila dvé zakladni metody, které jsou pouzity: hlubokou neuronovou sit
a klasifikaci pomoci modelu pozadi. Klasifikator s konvolu¢ni hlubokou neuronovou siti vyu-
7iva jiz existujici sit GoogLeNet, ktera byla z dostupnych siti vybrana pro nejlepsi iispésnost.
Klasifikator s modelem pozadi neprovadi konecné rozhodnuti o obsazenosti, ale oznacuje ta
parkovaci mista, ktera je treba oklasifikovat nejdiive. Zakladni kostrou aplikace se stal kon-
cept Robotického opera¢niho systému, diky némuz je aplikace rozdélena do samostatnych
uzli vzajemné komunikujicich prostfednictvim zprav. Tento koncept umoznuje variabilitu
aplikace a snadné pridani nového klasifikatoru ¢i jiného uzlu. Aplikace je navrzena s ohle-
dem na vice-kamerovy systém, jehoz pohledy z ruznych kamer se mohou prekryvat. Pri
navrhu a vyvoji aplikace byl kladen diiraz predevsim na rychly vypocet pro béh v redlném
Case a na robustnost vici klimatickym podminkidm, jako je zména osvétleni, zména po-
casi a dalsi. Systém je navrzen a implementovan tak, aby byl schopny aktualizovat zmény
obsazenosti kazdou vtefinu, a to pri spusténi na grafické karté i procesoru.

Vysledna aplikace byla otestovana na testovacim parkovisti a dostupné databazi PKLot.
Na datové sadé z testovactho parkovisté dosahuje velmi dobré uspésnosti 99.6 %, funkd-
nost celého systému je testovana v realném provozu. Testovanim byla potvrzena robustnost
systému vici vétsiné ménicich se svételnych a viditelnostnich podminek. Byly detekovany
nejcastéjsi chyby, pri nichz systém selhava a bylo navrzeno jejich mozné fesSeni.

Integrace Teseni detekce obsazenosti parkovacich mist do vyssiho celku usnadni fidi-
¢im vyhledani volného parkovaciho mista, omezi nezddouci provoz po parkovisti a v ne-
posledni fadé snizi produkci COs. ZFizovatelim parkovisté pak mutze nabidnout fadu in-
formaci o dobé obsazenosti, vytizenosti konkrétnich mist a dalsi. Instalaci popisovaného
systému se predpoklada, Zze se parkovisté stane lukrativnéjsim a prilaka vice zdkazniku.
Navic zjednodusi vyhledani tézko dostupnych volnych parkovacich mist, ¢imz zvysi vyuzi-
telnost parkoviste.

Prace byla prezentovana na studentské konferenci Exzcel@FIT 2017 a ziskala ¢tyri oce-
néni. Soutézni ¢lanek i poster je prilozen jako piiloha C, respektive D. Poté byla anglicka
verze ¢lanku prijata i na konferenci SCCG 2017. Anglickou verzi ¢lanku pro SCCG 2017
lze nalézt jako prilohu E. Kromé konferenci se prace objevila také v fadé médii.
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6.1 Nasledujici vyvoj

V pokracujicim vyvoji bude snaha o zvySeni ispésnosti zvétSovanim trénovaci sady a zobec-
néni natrénovanych modeli pfidanim dat z dalsich parkovist. Na zdkladé externich poza-
davkl bude pridana dalsi funkénost aplikace, napr. predpokladany ¢as uvolnéni parkovaciho
mista, pokrocilé statistiky o vyuziti parkovisté a dalsi. Systém bude dale optimalizovan pro
fungovani na vestavéném systému s omezenymi vypocetnimi zdroji. Pro redlné nasazeni
bude potteba pridat rozhrani pro vizualiza¢ni tabule, které maji byt umistény na parko-
visti. Zminovanym rozhranim muze byt i mobilni telefon, pro néjz by bylo vhodné vytvorit
uzivatelsky privétivou webovou stranku nebo celou mobilni aplikaci. Mezi navrhovanymi
rozsifenimi se nevyskytuje pridani dalsiho klasifikatoru, nebot se hluboka konvoluéni neu-

vvvvv

vvvvv

Vyhledové by bylo zajimavé zbavit systém zavislosti na oznacovani parkovacich mist.
Systém by detekoval vSechna vozidla na snimku a automaticky pocital volny prostor mezi
nimi. Moznym fesenim by bylo oznaceni oblasti snimku, napt. kraj vozovky, na niz by mél
systém vozidla detekovat. Vyuziti lze nalézt nejen pro kontrolu pritomnosti automobila
v zakazané oblasti. Kritickym bodem tohoto pristupu bude doba vypocétu, nebot je de-
tekce vypocetné o mnoho narocénéjsi nez zde popsand klasifikace. DalSim rozsifenim muze
byt kromé klasifikace obsazenosti také uréeni typu pritomného vozidla (osobni automobil,
nakladni automobil, autobus, motorka aj.). Pokud budou odstranény definice parkovacich
mist, lze aplikaci upravit pro podporu pohyblivé kamery. Kamera mize byt napf. moto-
ricka, jez odstrani nutnost vice kamer natoc¢enych pod ruznymi thly. Jinou variantou muze
byt dron, létajici nad parkovistém. V pripadé dronu by bylo tfeba pokrocilejsi stabilizace
obrazu a vyuziti neuronové sité, kterd by byla schopna detekovat automobil z ruzné vysky.

Jelikoz mé téma velmi zaujalo a mam moznost na vyvoji v ramci firmy dale pracovat,
chtél bych alespon ¢ast z navrzenych rozsireni v blizké dobé implementovat.
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Obsah CD

Prilozené CD ma nasledujici strukturu:

/text/DP-xstran16.pdf Text diplomové prace v pdf
/text/src/ Zdrojové soubory pisemné prace v IATEX
/readme.txt Navod instalace a spusténi aplikace

/program/intellpark__src/ Slozka se zdrojovymi kédy aplikace
/program/testovaci__data/ Slozka s ukazkovymi daty pro test
/result /oznacene-dansko.mp4 Ukazka zruchleného videa po detekci

/excel/Parkoviste-clanek.pdf Clanek publikovany na konferenci Excel @FIT 2017 v &es-
kém jazyce

/excel/Parkoviste-poster.pdf Poster prezentovany na konferenci Excel@FIT 2017

/sccg/Parking-article.pdf Clanek pro konferenci SCCG 2017 v anglickém jazyce
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Obrézek B.1: Podrobny model systému. Tétama (1: rtsp, 2: nezpracované snimky, 3: vybrané
nejlepsi snimky v urcité frekvenci, 4:snimky bez deformaci, 5:mékka rozhodnuti o ob-
sazenosti, 6:dotazy pro zkontrolovani urcitého mista, 7:findlni rozhodnuti o obsazenosti,
8:snimek s oznacenim, 9: http)
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Vizualni systém pro detekci obsazenosti
parkovisté pomoci hlubokych neuronovych siti

Vaclav Stransky*

Abstrakt

JelikoZ neustale roste pocet automobilll a snizuje se Sance na zaparkovani, za¢ala ve méstech
vznikat inteligentni parkovisté. Tato prace se zabyva navrhem a implementaci robustniho systému
pro analyzu obsazenosti parkovisté z kamerovych zaznam(. Systém analyzuje jednotliva parkovaci
mista ze zaznam( z vice-kamerového systému s moznosti prekryvu mezi kamerami. Aplikace
je navrzena a implementovana v Robotickém operacnim systému (ROS) a jeji jadro se sklada
ze dvou oddélenych klasifikatorti. Uspésnéjsi, avéak pomalejsi, je klasifikace pomoci hluboké
neuronove sité. Rychlou interakci feSi méné presny klasifikator pohybu s modelem pozadi. Systém
je schopen fungovat v realném &ase, a to na grafické karté i na procesoru. Uspésnost systému
na testovaci datové sadé z realného provozu jednoho parkovisté presahuje 93%. Ke konceptu
chytrych mést neodmyslitelné patti efektivni parkovaci feSeni zalozené na znalosti obsazenosti
jednotlivych parkovacich mist. Tato prace popisuje prave takovy systém, ktery umozni snadnou
orientaci na parkovisti, a to jak pro spravu, tak pro fidice.

Klicova slova: detekce obsazenosti parkovisté — detekce automobili — hluboké neuronové sité
— model pozadi

Prilozené materialy: Demonstra¢ni video

*xstran16@stud.fit.vutbr.cz, Fakulta informacnich technologii, Vysoké uceni technické v Brné

existujicich knihoven OpenCV [1] a QT4 [2]. Hlavn{
diraz je kladen na samotnou klasifikaci obsazenosti

S neustdle rostoucim poétem automobiltt vznikaji
nepiijemné potize s parkovanim. Ackoliv se na
parkovisti nachézeji stdle volnd parkovaci mista, pro
fidice byva komplikované tato mista na rozlehlém
parkovisti nalézt. ReSenim mohou byt aplikace,
které oznacuji obsazenost jednotlivych parkovacich
mist a prostfednictvim informativnich tabuli ¢i jiné
vizualiza¢ni metody informuji fidice o pozici volnych
mist. Vyvojem pravé takové aplikace se zabyv4 tato
préce.

Popisovana aplikace je vyvijena od zdkladd v
programovacich jazycich C++ a Python s pouZitim

parkovacich mist a fungovani systému jako celku.
zmén, tvorba grafi ze ziskanych dat a dopliujici
informace pro uZzivatele. PoZadavkem je, aby vyslednd
aplikace fungovala neustile a v redlném case s
pouzitim levného hardwarového vybaveni. Klasi-
fikace musi fungovat za kazdého pocasi a s ménicimi
se svételnymi podminkami. ReSeni by m&lo byt
obecné, aviak neuronovou sif je mozné dotrénovat na
konkrétni parkovisté.

V soucasné dob€ jsou vyuzivané systémy tvoreny
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senzory, které jsou zalozené na mikrovlndch [3],
magnetickém poli [4][5] nebo ultrazvuku [6][7].
Jelikoz kazdé parkovaci misto vyzaduje vlastni fyz-
icky senzor, instalace systému i ndslednd ddrzba
je pomérné ndrona. Pokud by chtél provozovatel
zménit rozlozeni parkovacich mist, je tieba presunout
i pfislusné senzory. V poslednich letech proto zacaly
vznikat aplikace detekujici obsazenost parkovacich
mist za pouZziti pocitatového vidéni. Oproti sen-
zorovym systémum je vyrazné jednodussi instalace,
zména rozloZeni mist i ddrzba. Kamerovy systém
navic umoziluje Zivy ndhled na scénu a s nim spojené
roz§ifené vyuziti (rozpozndni typu vozidla, barvy
aj.). Usp&$nosti se ale zatim se senzorovymi systémy
nemohou méfit. Monitorovani kamerami pifinasi
i fadu nevyhod, jako jsou legislativni problémy a
nutnost informovat uzivatele parkovisté. ObtiZné&;jsi
je pak detekce za nepriznivého pocCasi nebo v noci
pri nedostatecném umélém osvétleni. Pokud cizi
objekt zastini vyhled kamery nebo se kamera odklon{
(napf. vlivem vétru), mize zacit dochazet k chybnym
detekcim. Srovndni existujicich metod shrnuje tabulka
1.

Tabulka 1. Srovnanf{ existujicich feSen{

Naro¢nost Naro¢nost

Metoda Uspésnost instalace  ddrzby
Mikroviny 95%  vysoka vysoka
Magnetické pole >99%  vysoka stredni
Ultrazvuk 98-99%  vysoka stfedn{
Pocitacové vidéni  85-98%  stfedni nizka

Existujici metody vyuzivajici pocitacové vidéni
pouzivaji SVM [8], segmentaci obrazu [9], histogram
gradientu [10] ¢&i kaskdadovy detektor [11]. Porovnani
tspéSnosti jmenovanych metod je komplikované,
nebof kazdy autor pfistupu vyuZil jinou testovaci sadu.
Autory uddvana dspéSnost téchto metod se pohybuje
mezi 85% a 95%, datové sady ale vétSinou neobsahuji
okluze ¢i zhorSenou viditelnost. Lepsi tspéSnosti
dosahuji metody vyuzivajici hluboké neuronové sité
[12][13], jejichZ dspé$nost pfesahuje 95%. Hlavnim
uskalim je rychlost klasifikace, kterou autofi uvadéji
na 15 sekund na celé parkovisté.

Systém popisovany v této prici je navrZen a
implementovdn v Robotickém opera¢nim systému
[14], diky némuz je rozd€len do nékolika oddélenych
uzlt. Hlavnimi uzly jsou zpracovani snimkut z kamery,
filtrace snimku, transformace snimkud, lokalni klasi-
fikatory, globdlni klasifikator a prezentace vysledku.
Snimky jsou filtrovdny na zdkladé porovndni his-
togramu spravnych a chybnych snimki. Pro lepsi
detekci jsou ze snimku odstranény nezadouci transfor-

Pomm
Obrazek 1. Spravny a chybny snimek
s odpovidajicimi histogramy

mace, distorze' a perspektiva’. Predpiipraveny snimek
je pouzit pro klasifikaci obsazenosti parkovacich mist
pomoci dvou klasifikdtort. Hlavn{ duraz je kladen na
klasifikaci pomoci strojového uceni, ke kterému je
vyuZita hlubokd konvoluéni neuronov4 sif. Detekci
prijezdu a odjezdu dopliiuje klasifikitor zaloZeny na
modelu pozadi. Vysledky obou klasifikatora jsou
slouceny a zvefejnény. Pokud systém obsahuje vice
kamer, jsou snimky z kazdé kamery zpracovavany
nezavisle, vysledky dil¢ich klasifikatorti se slouci
vSechny najednou.

Predstavované feSeni je zajimavé svou vysokou
uspesnosti, jednodussi instalaci a schopnosti klasi-
fikovat obsazenost stovek parkovacich mist v redlném
Case. Systém neni bezchybny, v nékterych piipadech
dochdzi k chybné klasifikaci. Takovych prfipadu je
v§ak méné€ nez 7% a s postupnym vyvojem aplikace a
zvétSovanim trénovaci sady jich stdle ubyva. Metoda
nejCasteji selhava za zhorsené viditelnosti (v noci, pri
oroseni kamery), pii zménéch pocasi (dést, snih, ostré
stiny) a v pripadech extrémni okluze, kdy je automobil
téméf nebo lplné zakryt vétsim objektem (ndkladni
vuz).

Aplikace je vytvofena v prostfedi Robotického
operacniho systému (zkracené ROS). Zasadni vyhodou
ROSu v rdmci této aplikace je moznost rozdélit pro-
gram do samostatnych uzli (procesu), které spolu
vzéjemné komunikuji pomoci zprav (komunikace je
zaloZena na TCP/IP). To umoZiiuje restartovani pouze
jednoho uzlu v pfipadé jeho selhdni, jednoduchou

IP¥i distorzi (zkresleni obrazu) nenf p¥iéné zvétseni po celém
poli obrazu stejné, ¢imZ je poruSena geometrickd podobnost
pfedmétu a jeho obrazu.

2pfi perspektivnim zobrazeni se zobrazované piedmdty
zdanlivé zmen3uji a sbihaji.



Obrazek 2. Puvodni snimek, snimek po odstranéni
distorze a snimek po odstranéni perspektivy

tvorbu ruznych variant aplikace na zdkladé pozadavku,
transparentnost, ladéni pomoci odchytdvani zprav a
dalsi. Na schématu 3 lze vidét struény ndvrh struktury
celé aplikace. Ohrani¢enou skupinu uzlu lze pfidat
vicekrat, podle poctu kamer. Vysledky z té€chto skupin
jsou zpracovany dohromady a prezentovany.

2.1 Uzly systému

Zpracovani snimka z kamery Snimky z kamery
zpracovdva jiz vytvoreny uzel v ROSu Gscam.
Pfijima video z IP kamery vysilané pomoci
RTSP, kontroluje funkénost kamery a pfi jejim
vypadku obnovi odesildn{ snimkl. Zpracované
snimky vysild pomoci jiZ vytvofené zpravy,
véetné piidavnych informaci o obrdzku a stavu
kamery.

Filtrace snimkia DalSi uzel porovndva histogram
ptichoziho snimku s primérnym histogramem
pfedchozich snimkd (obrazek 1). Pokud se
histogramy 1i§1, snimek nenf odesldn a vybird se
jiny snimek. Pokud jsou histogramy podobné,
snimek se odeSle a primérny histogram je
aktualizovdn. Takto jsou odstranény vadné
snimky z kamery a pfitom zachovdny snimky
s postupnou zménou (napf. zména osvétleni).
Uzel odesild snimky s nastavenou frekvenci,
prebytecné snimky zahazuje.

Transformace snimku Pro piesnéjsi klasifikaci jsou
ze snimkd odstranény nezadouci deformace.
Dalsi uzel odstraiuje distorzi a perspektivni
zobrazeni, aby byla vSechna parkovaci mista
v obraze podobné velka. Ukdzky snimki bez
transformaci a s odstranénymi deformacemi lze
vidét na obrazku 2.

Lokalni Kklasifikatory Lokaln{ klasifikator je jednou
z nejvyznamnéjsich ¢asti celé aplikace. Navrh
aplikace umoziiuje vétsi mnoZzstvi jednodussich
lokalnich klasifikatort, jejichz dil¢i vysledky
jsou déle zpracovavany a sluCovany. Uzel pfii
inicializaci nacte konfigurani soubor, ktery
popisuje umisténi parkovacich mist, jejich tvar
a rozdéleni do skupin. Vystupem kazdého
lokdlniho klasifikatoru je sada mékkych rozhod-
nuti o obsazenosti prislusnych parkovacich
mist. Jako lokaln{ klasifikdtor je mozné pouZit
prakticky jakoukoliv funkci rozhodujici o
obsazenosti parkovacich mist, jejiZ dspéSnost je
lepsi nez 50%. Priklady tspéSnych linedrnich
klasifikdtorti jsou hranovy Kklasifikdtor, klasi-
fikator zaloZeny na modelu pozadi a detekci
pohybujicich se vozidel ¢i klasifikator zaloZeny
na porovnavani histogrami. Aktualni verze
popisované aplikace obsahuje dva klasifikatory,
které jsou popsdny v ndsledujici kapitole.

Globalni klasifikator Vysledky lokdlnich klasi-
fikatort jsou sluCovany v globalnim klasi-
fikatoru, ktery je spole¢ny pro celou aplikaci.
Lze zvolit vdzeny pramér (vychozi), neu-
ronovou sit nebo SVM. Globaln{ klasifikdtor
ma dvé hlavni funkce. Za prvé slucuje meékka
rozhodnuti lokélnich klasifikdtori v rdmci
jedné skupiny, tedy urcuje findlni obsazenost
parkovacich mist z jedné konkrétni kamery.
Druhou funkei je pak slu¢ovani rozhodnuti
o obsazenosti jednoho parkovacitho mista
snimaného vice kamerami. Pfifazeni dvou a
vice oznaceni ke konrétnimu parkovacimu mistu
je realizovano prostfednictvim konfigura¢niho
souboru, ktery mapuje oznaceni v rdmci kazdé
scény na globdln{ oznaceni parkovactho mista.

Prezentace vysledku Ziskané vysledky jsou nékolika
zplsoby zvefejiiovany. K okamzité kontrole
spravnosti systému mohou byt odesilany pres
protokol HTTP a zobrazovdany na webové
strance. Pro pozdg€jsi analyzu jsou uklddany do
databéze jako zména obsazenosti konkrétniho
mista v aktudlnim case.

Pro klasifikaci jsou pouZity a zde popsdny dva odlisné
klasifikétory, klasifikace pomoci hluboké neuronové
sité¢ a pomoci modelu pozadi.



Kamera 1

Scéna 1
XML soubor
globalini mapovani

XML soubor
definice mist
A\

___________ v Globalni
» klasifikdtor

‘ L gscam N Filtrace = Transformace > Lokalni 6
A Klasifikétor 1 < I
‘ 7
NS v
LokdIn{ S
klasifiktor 2 < Zvetejnéni
o
: 8
Y
. &
. \hé’

N2

Obrazek 3. Stru¢né schéma ndvrhu systému zndzoriiuje nejvyznamnéjsi ROS uzly, které jsou propojeny pomoci
témat (1: rtsp, 2: raw snimky, 3: vybrané nejlepsi snimky v urcité frekvenci, 4: snimky bez deformaci, 5: mékka
rozhodnuti o obsazenosti, 6: dotazy pro zkontrolovan{ ur¢itého mista, 7: findlni rozhodnuti o obsazenosti, 8: http)

3.1 Klasifikace pomoci hluboké neuronové
sité

Pro prici s neuronovou siti byl vybrdn framework
Caffe [15], ktery umoziuje provadét vypocty na pro-
cesoru nebo na grafické kart€. Pro ndvrh celé struk-
tury neuronové sité vyuzivd Caffe serializacniho tex-
tového formatu Protobuffer od Google. Caffe ma k dis-
pozici vice variant rozhran{ (pfikazova fadka, Python,
MATLAB, C++), coZ umoZnilo snadné napojeni na
vyvijeny systém. Vzhledem k dspéSnosti existujicich
a volné dostupnych siti by bylo kontraproduktivni
navrhovat vlastni sif, na zdkladé testovdni (5) tedy
byla vybrana sif GoogleNet [16], kterou jiZ nebylo
tfeba ddle upravovat. V popisovaném systému jsou
pouzity dvé vystupni tfidy, volné nebo obsazené misto.
Vystupem sit€ je pravdépodobnost, s jakou je na testo-
vacim vzorku obsazené misto. Sif byla trénovana na
tficet epoch, pouzita byla nejlepsi z nich, patnicta
epocha. Ovérovaci presnost (validation accuracy) dosa-
hovala od této epochy hodnoty 99,7642%.

Navrh systému umoznuje klasifikaci vSech parko-
vacich mist (pfi pouZziti GPU) nebo klasifikaci po jed-
nom misté (pfi pouziti CPU). Klasifikator obsahuje
planovaci frontu se tfemi prioritami. NejniZsi prioritu
ziskavaji parkovaci mista, na nichz nebyla v nejblizsi
dobé detekovédna Zadnd zména, ale je vhodné ohod-
noceni zkontrolovat. NejvySssi prioritu ziskaji mista,
na nichZz model pohybu detekoval zménu a je tfeba
neprodlené zjistit obsazenost. Pokud se obsazenost
zménli, je za uZivatelem zvoleny ¢as napldnovana klasi-
fikace se stfedni prioritou, aby bylo rozhodnuti zkon-
trolovéno.

3.2 Klasifikace pomoci modelu pozadi

Druhy klasifikator vyuziva ke klasifikaci model
pozadi. Porovnanim aktudlniho snimku s modelem
pozadi je mozné detekovat pohybujici se automobily,
misto. Metoda vyzaduje pocateCni inicializaci za
predpokladu, Ze jsou nékterd parkovaci mista ob-
sazend. V takovém piipad€ neni mozZné vytvorit model
pozadi na zacatku, princip je tfeba obrétit. Nejprve
se vytvofi model pro pfitomny automobil, pfi prvni
vyznamné zméné se misto klasifikuje jako volné a
poté je mozné vytvorit model pozadi. Modelu pozadi
je v takovém pripadé tieba predat informaci, které
¢dsti snfmku se maji aktualizovat (pozadi) a které maji
zUstat neaktualizovany (obsazend mista).

Metoda md hlavni rizika v aktualizaci modelu
pozadi. Na rozdil od sledovani jedoucich vozidel na
vozovce neni mozné aktualizovat model pozadi po
celou dobu. Po dobu obsazenosti parkovaciho mista
se pozadi muze vyrazné zménit (zména svételnych
podminek, snih na vozovce, stin atp.). Po opusténi
mista automobilem se model pozadi od aktudlniho
snimku 1i8f natolik, Ze je misto stdle povazovano za
obsazené.

3.3 Slouceni vysledku klasifikator

Aplikace je navrZena tak, aby byla schopnd bez obtizi
fungovat i na primérném hardwaru bez grafické
karty. Na primérném procesoru (viz kapitola 5) trvéa
klasifikace jednoho parkovaciho mista neuronovou
siti jednu az dvé vtefiny, klasifikace celého parkovisté
s dvémi sty misty tedy trva fadové minuty. Naproti
tomu zpracovani snimku druhym popisovanym klasi-
fikitorem spliluje podminku vyhodnoceni snimku do
jedné vtefiny. Redlné systém funguje tak, Ze jsou
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Obrazek 5. Ukdzky vyfezii mist (vlevo a uprostied
obsazena, vpravo volné)

vysledky z modelu pozadi odesilany ke globdlnimu
rozhodnuti a v piipadé detekce zmény se globdlni
klasifikator dotdZe neuronové sité na spravnost. Pokud
model pozadi nedetekuje zddnou zménu, pro kontrolu
klasifikuje neuronovd sit postupné vSechna mista.
Kone¢né rozhodnuti je odeslano zpét do klasifikatora
a model pozadi se aktualizuje.

Jelikoz je systém vyvijen pro statické kamery a
parkovist€, na nichZ se poloha parkovacich mist nelisi,
je mozné oznacit parkovaci mista pred zaCatkem
klasifikace. Tim se z detekce automobill v obraze
stdva jednodussi problém klasifikace obsazenosti
konkrétniho mista.

Protoze kamera neni umisténa kolmo nad parko-
vacim mistem, pouZiva se oznaCeni mista ve 3D. Ne-
jprve uzivatel ohranici celé parkovisteé a zada rozmeéry
v redlném svéte, z Cehoz lze spocitat umisténi kamery.
Poté ohranic¢i kazdé parkovaci misto ¢tyfmi body a
vyskou a systém spocitd 3D model parkovaciho mista
na snimku. Ukdzku oznaceni nékolika mist lze vidét
na obrazku 4.

V hluboké neuronové siti se oznaceni pouziva pro
vyfiznuti trénovacich vzorkd (obrazek 5) a ndsledné
pro samotnou klasifikaci, pri které jsou vstupy pravé
tyto vyfezy. Pro klasifikaci modelem pozadi je navic
na vyfiznuté parkovaci misto aplikovana maska, ktera
odstini oblasti pfekryvt sousednich parkovacich mist
(obrazek 6).

Systém byl testovdn na datovych sadach o celkové
délce 32 hodin z redlného parkovisté, které bylo

OMar 20 Mar 30 Mar 31 Apri Apr2 Apra Apra
2017

Obrazek 7. Graf historie obsazenosti testovaciho
parkovisté (od stfedy do ttery)

snimdno dvéma kamerami a obsahovalo 193 parko-
vacich mist. Pro jednoduchou interpretaci ziskanych
dat byly implementovany i zdkladni vizualizacni
prvky, jako je napfiklad graf historie obsazenosti
celého parkovisté (viz obrazek 7).

Uspésnost celého systému zavisi predeviim na
uspésnosti hluboké neuronové sit€, proto se dalsi testy
zabyvaly pravé neuronovymi sitémi. Prvni test zk-
oumal vliv odstranén{ deformaci z obrazu na uspéSnost
klasifikace. Pro vzory bez odstranénych deformaci
byla ziskana dspé$nost klasifikace na dvou datovych
sadach 95,23% a 94,18%, pro vzory s odstranénymi
deformacemi uspésnost 99,20% a 99,01%. Dalsi testy
se proto vénovaly vyhradné vzorim s odstranénymi
deformacemi.

Byly vybriany dvé pfedtrénované architektury,
jejichz Gspésnost byla nejlepsi, a dale byly upraveny
pro riznou velikost vstupti. Témito architekturami
byla konvolucni neuronova sit GoogleNet s velikostmi
vstuptt 32x32, 64x64 a 224x224 pixeld a rezidudlni
neuronové sit Resnet s velikosti vstupl 256x256
pixeld. (Vyfazeny byly napt. sité GoogneNet256
¢i VGGI6-32.) GoogleNet obsahuje 22 vrstev s
parametry (27 vcetné slucovacich vrstev), ResNet se
skldda z 50 vrstev. Druhy test zjisfoval Gsp&Snost
vybranych siti natrénovanych a testovanych na
vzorcich s nejlepSim rozliSenim, kterého je v systému
mozné dosahnout. Byla vytvofena datova sada pro
dotrénovéni, obsahujici 7376 trénovacich vzoru (3791
obsazenych mist a 3585 volnych mist), a dvé odlisné
datové sady pro testovani, prvni s 1881 vzory (1181
obsazenych mist a 700 volnych mist) a druha s 1802
vzory (1020 obsazenych mist a 782 volnych mist).
Velikosti vzorku se pohybovaly v rozmezi od 120x80
do 130x130. Data byla pofizena ze dvou kamer (Smpx,
rozliseni 2592x1920) testovaciho parkovisté v rizné
casové doby, za ménicich se svételnych podminek
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Obrazek 8. Zavislost uspésnosti na velikosti vzora

i poCasi ve 25 riznych dnech. Vzdy byla vybrana
trénovaci epocha s nejlepSim vysledkem na testovaci
sadé. Tabulka 2 shrnuje uspé$nost klasifikace a
rychlost klasifikace jednoho parkovaciho mista na
CPU (Intel Core i7-4702MQ CPU @ 2.20GHz) a
na GPU (GeForce GTX 1080). Na zédkladé vysledki
GoogleNet 224x224, v ptipadé potfeby vyssi rychlosti
by bylo vhodnéjsi pouZit GoogleNet s mensi velikosti
vzora.

Tabulka 2. Srovnan{ hlubokych neuronovych siti

‘ (i velikost  rychlost tispésnost
NAzevslle  ysoru CPU  GPU sadal sada?
GoogleNet 32x32 1,1s 3,7ms 98,83% 99,01%
GoogleNet 64x64 1,2s 5,3ms 99,10% 98,90%

GoogleNet 224x224 1,4s
Resnet 256x256 1,7s

11,7ms 99,64% 98,96%
13,3ms 97,18% 92,75%

Tieti test zjistoval vliv zmenSeni a opétovného
zvétSeni velikosti trénovacich i testovacich vzord na
uspésnost dvou nejlepsich siti z predchoziho testu. Sna-
hou bylo zjistit minimdlni velikost vzord, pro kterou
md systém nejvyssi uspéSnost. Na zdkladé ziskanych
vysledku je mozné co nejvice omezit datovy tok od
kamer k centrdln{ jednotce, v niZ mohou byt vzory opét
zvétSeny na potfebnou velikost vstupu sité. Z grafu 8 si
Ize v§imnout, Ze je moZné zmensit vzory az na velikost
32x32 pixelii a stdle bude mit sit GoogleNet 224x224
uspésnost vyssi nez 99,5%. Pii dalSim zmenSen{ je
uspesnost témét 96% pro vzory o velikosti 4x4 pixely.
Tak vysoké tspésnosti je mozné dosahnout predevsim
diky tomu, Ze je trénovaci i testovaci sada pofizena
pouze z jednoho parkovisté a je tedy pravdépodobné,
Ze sif nenf dostate¢n& obecn.

Price popsala systém pro klasifikaci obsazenosti
parkovacich mist a pfedstavila dvé zdkladni metody,
které jsou pouzity: hlubokou neuronovou sit a model
pozadi. Vyslednd aplikace dosahuje na testovaci
sadé velmi dobré tspésnosti 99.6% a je testovana
v redlném provozu. Integrace feSeni detekce ob-
sazenosti parkovacich mist do vy§§iho celku usnadni
fidicm vyhledani volného parkovaciho mista, omezi
nezadouci provoz po parkovisti a v neposledni fadé
snizi produkci CO,. Zfizovatelim parkovisté pak
muze nabidnout fadu informaci o dobé obsazenosti,
vytiZzenosti konkrétnich mist a dalsi.

V pokracujicim vyvoji bude snaha o zvyseni
tspésnosti zvétSovanim trénovaci sady a zobecnéni
natrénovanych modelll pfiddnim dat z dalSich
parkovist. Na zaklad& poZzadavki cilového zdkaznika
bude priddna dalS§i funk¢nost aplikace, napf.
predpokladany cas uvolnéni parkovaciho mista,
pokrocilé statistiky o vyuziti parkovisté a dalsi. V
soucasné dobg je systém upravovén pro fungovani na
vestavéném systému s omezenymi vypocetnimi zdroji.

Tato prdce byla vytvorena jako ¢ast magisterské diplo-
mové price na zdkladé firemniho zad4ni pod vedenim
Ing. Jaroslava Rozmana, PhD." ze strany $koly a Ing.
Davida Hermana® ze strany firmy.
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A Visual System for Detecting the Occupancy of a Car Park by Deep Neural Networks

Vaclav Stranskya’b’l’, Jaroslav Rozman®!, David Herman®!,, David Hlavon®!, Adam Babinec®>!

“Faculty of Information Technology, Brno University of Technology, Czech Republic
bRCE Systems, s.r.o., Brno, Czech Republic

Abstract

The concept of smart cities is inherently connected with efficient parking solutions based on the knowledge of individual parking
space occupancy. The subject of this paper is the design and implementation of a robust system for analysing parking space occu-
pancy from a multi-camera system with the possibility of visual overlap between cameras. The system is designed and implemented
in Robotic operating system (ROS) and its core consists of two separate classifiers. The more successful, however, a slower option
is detection by a deep neural network. A quick integration is provided by a less accurate classifier of movement with a background
model. The system is capable of working in real time on a graphic card as well as on a processor. The success rate of the system on
a testing data set from real operation exceeds 93%. Smart parking concepts inherently include efficient parking solutions based on
the knowledge of the occupancy of individual parking spaces. This paper describes just such a system that allows easy orientation

in the parking lot, both for management and for the driver.

Keywords: occupancy of a car park, vehicle detection, deep neural networks, background model

1. Introduction

With a continuously growing number of cars, there are in-
convenient difficulties with parking them. Although there are
still vacant parking spaces in a car park, it is often complicated
for the drivers to find these spaces in a large car park. A so-
lution can be seen in applications that mark the occupancy of
individual parking spaces and inform the drivers about their lo-
cation on information boards or through another visualization
method. The development of such an application is the subject
of this paper.

The described application is developed from square one in
C++ and Python programming languages using the existing li-
braries OpenCV [1] and QT4 [2]. The main focus is on the
classification of parking space occupancy itself and on the func-
tioning of the system as a whole. Additional functions include
recording of detected changes, creating graphs from obtained
data and additional information for the users. The requirement
is for the final application to work non-stop and in real time us-
ing inexpensive hardware equipment. The classification must
work in all weathers and in changing light conditions. The so-
lution should be general but the neural network can be trained
for a specific car park.

The used systems currently consist of sensors based on mi-
crowaves [3], on magnetic field [4][5] or on ultrasound [6][7].
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Babinec)
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Since each parking space requires its own physical sensor, the
installation of the system as well as the subsequent maintenance
is rather demanding. If the operator wished to change the lay-
out of parking spaces, it would also be necessary to move the
respective sensors. Therefore, applications detecting the occu-
pancy of parking spaces using computer vision have been com-
ing into existence lately. Compared to sensor systems, the in-
stallation is much easier, especially the layout of the spots as
well as maintenance. Moreover, a camera system enables a live
overview of the scene and associated extended usage (identify-
ing the type of vehicle, colour etc.) However, their success rate
is incomparable to sensor systems. Monitoring with cameras
also brings a number of disadvantages, such as legislation prob-
lems and the necessity to inform the car park users. Detection
gets more difficult in bad weather or at night with insufficient
artificial lighting. If a foreign object gets into the view of the
camera or if the camera tilts (e.g. due to wind), false detections
can occur. A comparison of the existing methods is summarized
in table 1.

Table 1: Comparison of existing solutions

Success Demands of Demands of
Method . . .
rate  installation  maintenance
Microwaves 95% high high
Magnetic field >99% high medium
Ultrasound 98-99% high medium
Computer vision  85-98% medium low

The existing methods using computer vision use SVM [8],
image segmentation [9], gradient histogram [10] or cascade de-
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tector [11]. Comparing the success rate of the listed methods
is complicated since each author used a different testing set.
The success rate of these methods given by the authors ranges
from 85% to 95%, however, data sets most often do not include
occlusions or low vision. Higher success rate is achieved by
methods using deep neural networks [12][13], where the suc-
cess rate exceeds 95%. The main shortcoming is the speed of
classification, which the authors give as 15 seconds for the en-
tire car park.

The system described in this paper is designed and imple-
mented in a Robot operating system [14], thanks to which it is
divided into several separate nodes. The main nodes are: pro-
cessing images from camera, filtering the images, transforming
the images, local classifiers, a global classifier and presentation
of results. Images are filtered based on a comparison of his-
tograms of correct and faulty images. To achieve a better detec-
tion, undesirable transformations, distortions' and perspective?
are removed from the image. An image prepared in this way
is used for parking space occupancy classification using two
classifiers. The main focus is on classification using machine
learning, which uses deep convolutional neural network. De-
tection of arrival and departure is supplemented by a classifier
based on a background model. The results of both classifiers
are merged and published. If the system consists of more cam-
eras, the images from each camera are processed independently
and the results of partial classifiers are merged all at once.

The introduced solution is interesting thanks to its high suc-
cess rate, easier installation and the ability to classify the occu-
pancy of hundreds of parking spaces in real time. The system is
not flawless, in some cases, there is faulty classification. How-
ever, this occurs in less than 7% of cases and with the gradual
development of the application and the increase of the training
set, there is less and less of them. The method most often fails
in low visibility (at night, when the camera is wet with dew),
due to changes of weather (rainfall, snow, sharp shadows) and
in cases of extreme occlusion, when a car is partially or com-
pletely blocked by a larger object (lorry).

2. Design of architecture in ROS

The application is created in the environment of Robot oper-
ating system (ROS). The key advantage of ROS within this ap-
plication is the possibility to divide the program into individual
nodes (processes) that communicate with each other by mes-
sages (communication is based on TCP/IP). This allows reset
of only one node in case of its failure, easy creation of various
versions of the application based on requirements, transparency,
fine-tuning by means of intercepting messages and suchlike.
See the scheme 2 for a brief overview of the structure of the
entire application. A defined group of nodes can be added more
times, based on the number of cameras. The results of these
groups are processed together and presented.

'When there is a distortion of the image, the transverse magnification is not
the same across the entire image field, which disrupts the geometrical similarity
of the object and its image.

2In a perspective image, the displayed objects seem to grow smaller and
come together.

Figure 1: A correct and a faulty image with respective histograms

2.1. Nodes of the system

Processing images from the camera Images from camera are
process by Gscam node already created in ROS. It re-
ceives video from IP camera transmitted by RTSP, checks
the functionality of the camera and in case of its failure,
renews the transmission of images. It transmits the pro-
cessed images by means of an already created message,
including additional information about the image and the
status of the camera.

Filtering of images Another node compares the histogram of
an incoming image with an average histogram of previ-
ous images (figure 1). If the histograms differ, the im-
age is not sent and another image is selected. If the his-
tograms are similar, the image is sent and the average
histogram is updated. This way helps to remove faulty
images from the camera and at the same time, to keep the
images with a gradual change (e.g. the change of light-
ing). The node sends the images with a set frequency and
discards redundant images.

Transformation of images For a more accurate classification,
undesirable deformations are removed from the images.
The next node removes distortion and perspective image
so that all parking spaces in the image are of similar size.
Samples of images without transformations and with re-
moved deformations can be seen in figure 3.

Local classifiers A local classifier is one of the most important
parts of the entire application. The design of the applica-
tion enables a larger number of simpler local classifiers
whose partial results are further processed and merged.
During initialization, the node loads a configuration file
that describes the layout of parking spaces, their shape
and division into groups. The output of each local classi-
fier is a set of soft decisions about the occupancy of the
respective parking spaces. As a local classifier, practi-
cally any function deciding about the occupancy of park-
ing spaces with a success rate of more than 50% can be
used. Examples of successful linear classifiers include
edge classifier, classifier based on a background model
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Figure 2: A brief scheme of the system design depicts the most important ROS nodes (1: rtsp, 2: raw images, 3: selected best images at a certain frequency, 4: images
with removed deformations, 5: soft decisions about occupancy, 6: queries to check a specific location, 7: final decision about occupancy, 8: http)

Figure 3: Original image, image after removal of distortion and image after
removal of perspective

and detection of moving vehicles or a classifier based on
comparison of histograms. The current version of the de-
scribed application contains two classifiers that are de-
scribed in the following section.

Global classifier The results from local classifiers are merged
in a global classifier that is common for the entire appli-
cation. The selections include weighted average (origi-
nal), neural network or SVM. The global classifier has
two main functions. Firstly, it merges the soft decisions
from local classifiers within one group, which means that
it determines the final occupancy of parking spaces from
one specific camera. Another function is the merging of
decisions about occupancy of one parking space scanned

by two cameras. The assignment of two or more mark-
ings to a specific parking space is done by a configura-
tion file that maps the markings within each scene onto
the global marking of a parking space.

Presentation of results The obtained results are published in
several ways. For an immediate check of the correctness
of the system, they can be sent via HTTP protocol and
displayed on a web page. For a later analysis, they are
saved into the database as a change in the occupancy of a
specific space in current time.

3. Classification of parking space occupancy

For classification, two different classifiers are used and de-
scribed here: classification using a deep neural network and
classification using a background model.

3.1. Classification using a deep neural network

For work with neural network, we selected framework Caffe
[15] that enables to catry out calculations on a processor or
on a graphic card. For the design of the entire structure of
neural network, Caffe uses Protobuffer serialization text for-
mat from Google. In Caffe, there are several interface vari-
eties (command line, Python, MATLAB, C++), which allowed
a simple connection to the developed system. Due to the suc-
cess rate of existing and freely available networks, it would be
counter-productive to design our own network; therefore, based
on testing (section 5), the GoogleNet network was selected [16],
which needs no further adjustments. In the described system,
two output classes are used: a vacant or occupied space. The
output of the network is the probability that the testing sample
contains an occupied space. The network was trained for thirty
epochs, out of which the best one was used: the fifteenth epoch.
Validation accuracy starting from this epoch reached the value
of 99.76%.



The design of the system enables classification of all park-
ing spaces (using GPU) or classification by one space (using
CPU). The classifier contains a planning queue with three pri-
orities. The lowest priority is assigned to parking spaces where
no change has been detected recently but it is suitable to check
the evaluation. The highest priority is assigned to spaces where
the movement model detected a change and it is necessary to
find out the occupancy immediately. If the occupancy changes,
a classification with medium priority is planned after a time de-
fined by the user so that this decision can be checked.

3.2. Classification using a background model

The second classifier uses a background model for classifi-
cation. When comparing a current image with the background
model, it is possible to detect moving vehicles that are arriving
ator leaving the monitored parking space. This method requires
initialization assuming that some parking spaces are occupied.
In this case, it is impossible to create the background model
at the beginning and the principle must be reversed. Firstly,
a model for the situation when a car is present is created; af-
ter the first major change, the space is classified as vacant and
then it is possible to create a background model. In this case,
the background model needs to be provided with information
which parts of the image are to be updated (background) and
which are to remain without updates (occupied spaces).

The main risks of this method lie in updating the back-
ground model. As opposed to monitoring travelling vehicles on
aroad, it is impossible to keep updating the background model
for the entire time. During the period when the parking space is
occupied, the background may change significantly (change of
light conditions, snow on the road, shadow etc.). After the ve-
hicle has left the space, the background model differs from the
current image to such an extent that the space is still considered
as occupied.

3.3. Merging the results of the classifiers

The application is designed so that it can run without prob-
lems on average hardware without a graphic card. On an aver-
age processor (see section 5), the classification of one parking
space by a neural network takes one to two seconds, the classifi-
cation of the entire car park with two hundred spaces thus takes
several minutes. As opposed to that, processing the image with
the second described classifier meets the condition of evaluat-
ing the image within one second. In reality, the system works
in this way: the results from the background model are sent for
a global decision, and in case a change has been detected, the
global classifier asks the neural network about correctness. If
the model does not detect any change, the neural network clas-
sifies all spaces one by one to check. The final decision is sent
back to the classifiers and the background model is updated.

4. Marking of parking spaces

Since the system is developed for static cameras and car
parks where the position of parking spaces does not change, it

Figure 5: Examples of cut-out spaces (occupied spaces on the left and in the
middle, vacant space on the right)

is possible to mark parking spaces before the start of the classifi-
cation. Thus, detecting vehicles in an image becomes a simpler
problem of classifying the occupancy of a specific space.

Since the camera is not placed vertically above the parking
space, space marking in 3D is used. Firstly, the user marks
the entire car park and enters the real dimensions, from which
the placement of the camera can be calculated. Then, the user
marks each parking space by four points and by height and the
system calculates a 3D model of the parking space in the image.
For an example of marking of several spaces see figure 4.

In deep neural network, the marking is used to cut out train-
ing samples (figure 5) and subsequently for the classification it-
self where the inputs are these segments. Moreover, for classifi-
cation by a background model, a mask is applied on the cut-out
parking space that eliminates the overlapping areas of adjacent
parking spaces (figure 6).

5. Testing

The system was tested on data sets of total length of 32
hours from a real car park that was monitored by two cameras
and consisted of 193 parking spaces. For an easy interpreta-
tion of the obtained data, also basic visualization elements were
implemented, such as a graph of the occupancy history of the
entire car park (see figure 7).

The success rate of the entire system depends predomi-
nantly on the success rate of the deep neural network, therefore,
further tests dealt with neural networks. The first test examined
the influence of removing deformation from the image on the
classification success rate. For samples without removed de-
formations we obtained a classification success rate of 95.23%
and 94.18% on two data sets, for samples with removed de-
formations, the success rate was 99.20% and 99.01%. For this



Figure 6: Composition of six masks of parking spaces
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Figure 7: Graph of the occupancy history of the testing car park (from Wednes-
day to Tuesday)

reason, further tests dealt only with samples with removed
deformations.

Two pre-trained architectures were selected whose success
rate was the highest, and they were further adjusted for vari-
ous input sizes. These architectures were a convolutional neu-
ral network GoogleNet with input sizes of 32x32, 64x64 and
224x224 pixels, and a residual neural network Resnet with in-
put sizes of 256x256 pixels. (Networks such as GoogneNet256
or VGG16-32 were eliminated.) GoogleNet contains 22 layers
with parameters (27 including merging layers), ResNet consists
of 50 layers. The second test examined the success rate of the
selected networks pre-trained and tested on samples with the
best resolution that can be achieved in the system. We created
a data set for final training that contained 7376 training sam-
ples (3791 occupied spaces and 3585 vacant spaces) and two
different data sets for testing; the first one with 1881 samples
(1181 occupied spaces and 700 vacant spaces) and the other
one with 1802 samples (1020 occupied spaces and 782 vacant
spaces). The sizes of samples ranged from 120x80 to 130x130.
Data were obtained from two cameras (Smpx with 2592x1920
resolution) from the testing car park at various points in time,
in changing light conditions and weather conditions on 25 dif-
ferent days. The training epoch that was selected was always
the one with the best result on the testing set. Chart 2 summa-
rizes the classification success rate and the speed of classifica-
tion of one parking space on CPU (Intel Core i7-4702MQ CPU
@ 2.20GHz) and on GPU (GeForce GTX 1080). Based on the
results, the most successful network was selected and used in
the application, namely GoogleNet 224x224; if a higher speed
is needed, it would be more suitable to use GoogleNet with a
smaller sample size.

The third test examined the influence of reducing and re-
peated enlargement of the size of both training and testing sam-
ples on the success rate of the two best networks from the previ-
ous test. The goal was to find out the minimum size of samples
for which the system has the highest success rate. Based on the

Table 2: Comparison of deep neural networks

Name of Size of Speed of Success rate of
network sample CPU GPU set 1 set 2
GoogleNet  32x32 1.Is  3.7ms 98.83% 99.01%
GoogleNet  64x64 12s  53ms 99.10% 98.90%
GoogleNet 224x224 14s 11.7ms 99.64% 98.96%
Resnet 256x256 1.7s 133ms 97.18% 92.75%
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Figure 8: Dependence of success rate on samples size

obtained results, it is possible to reduce data flow from cameras
to the central unit as much as possible; then the samples can be
enlarged again in the central unit to the required input size of
the network. From graph 8, it can be seen that it is possible to
reduce the samples as much as to the size of 32x32 pixels, and
the GoogleNet 224x224 network will still have a success rate of
more than 99.5%. In case of further reduction, the GoogleNet
64x64 network becomes more successful. An interesting fact is
a success rate of almost 96% for samples of the size of 4x4 pix-
els. Such a high success rate can be achieved primarily thanks
to the fact that both the training and the testing sets were ob-
tained from only one car park and it is therefore likely that the
network is not general enough.

6. Conclusion

This paper described a system for classification of park-
ing space occupancy and introduced two basic methods that are
used: a deep neural network and a background model. The re-
sulting application achieves a very good success rate of 99.6%
on the testing set and is being tested in real operation. The in-
tegration of the solution of parking space occupancy detection
into a higher whole will make it easier for the drivers to find
a vacant parking space, eliminate undesirable traffic in the car
park and last but not least, will also reduce the production of
CO;. It can also provide the car park managers with a lot of in-
formation about occupancy times, utilization of specific spaces
and more.



In the continued development, the goal will be to increase
the success rate by increasing the training set and generalizing
the trained models by adding data from other car parks. Based
on the requirements of the target customer, other functionalities
of the application will be added, such as the expected time when
the parking space will become vacant, advanced statistics about
car park utilization etc. The system is currently being adjusted
to work on an integrated system with limited computer sources.
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