
VYSOKÉ UČENI TECHNICKE V BRNE 
B R N O UNIVERSITY O F T E C H N O L O G Y 

FAKULTA INFORMAČNÍCH TECHNOLOGIÍ 
F A C U L T Y O F I N F O R M A T I O N T E C H N O L O G Y 

ÚSTAV INTELIGENTNÍCH SYSTÉMŮ 
D E P A R T M E N T O F I N T E L L I G E N T S Y S T E M S 

VIZUÁLNÍ SYSTÉM PRO DETEKCI OBSAZENOSTI PAR
KOVIŠTĚ POMOCÍ HLUBOKÝCH NEURONOVÝCH SÍTÍ 
VISUAL CAR-DETECTION O N THE PARKING LOTS USING DEEP NEURAL NETWORKS 

DIPLOMOVÁ PRÁCE 
MASTER'S THESIS 

A U T O R PRÁCE Be. VÁCLAV STRÁNSKÝ 
A U T H O R 

VEDOUCÍ PRÁCE Ing. JAROSLAV R O Z M A N , Ph.D. 
SUPERVISOR 

B R N O 2017 



Zadaní diplomové práce/19747/2016/xstran16 

Vysoké učení technické v Brně - Faku l ta informačních technologií 

Ústav inte l igentn ích sys témů Akadem i cký r o k 2 0 1 6 / 2 0 1 7 

Zadání diplomové práce 
Řeši te l: S t ránský Vác lav , B e . 

O b o r : Poč í tačová g r a f i k a a mul t iméd ia 

, V izuáln í sys tém p r o d e t e k c i o b s a z e n o s t i parkov iště pomoc í h lubokých 
l e m a : , . 

n e u r o n o v ý c h síti 

V i s u a l C a r - D e t e c t i o n o n t h e P a r k i n g L o t s U s i n g D e e p N e u r a l N e t w o r k s 

K a t e g o r i e : Umě lá i n t e l i g e n c e 

1. S e z n a m t e s e s p r i n c i p y d e t e k c e v o z i d e l v o b r a z e u stat ických kamerových sys tému, 

ze jména p a k s m e t o d a m i mode lován í pozadí a s t ro jového učení (h luboké neuronové 

s í tě). 

2. Navrhněte sys tém p r o v izuáln í d e t e k c i o b s a z e n o s t i parkov iště p r o v í ce -kamerový 

sys tém s možnost í ob razového překryvu m e z i k a m e r a m i . Zaměř te s e n a r o b u s t n o s t 

sys tému vůči p ř i rozeným intenz i tn ím z m ě n á m v o b r a z e ( m r a k y , s tmívání , umělé 

osvět lení , změna počas í a p o d . ) . 

3 . Navržený sys tém i m p l e m e n t u j t e a t e s t u j t e n a poskytnuté sadě reá lných z á znamů . 

4. Zhodno ť te přesnost a r o b u s t n o s t navrženého sy s t ému . U v e d t e možnost i da lš ího 

vy lepšen í . 

• K A E H L E R , A d r i a n a G a r y B R A D S K I . Learning OpenCV: Computer Vision in C + + with 

the OpenCV Library. O ' R e i l l y M e d i a , 2 0 1 5 . I S B N 9 7 8 - 1 - 4 9 1 9 - 3 7 9 9 - 0 . 

Při obha jobě semest rá ln í část i p r o j e k t u j e požadováno: 

• První d v a b o d y zadání . 

Podrobné závazné p o k y n y p r o vypracován í d ip l omové práce n a l e z n e t e n a a d r e s e 

h t t p : / / w w w . f i t . v u t b r . c z / i n f o / s z z / 

Technická zpráva diplomové práce musí ob sahova t f o rmu lac i cíle, cha rak te r i s t i ku současného s tavu , 
teoretická a odborná východiska řešených problémů a spec i f ikac i e tap , které by ly vyřešeny v rámci dřívějších 
projektů (30 až 4 0 % celkového r o z sahu technické zprávy). 

S tuden t odevzdá v j e d n o m výtisku t e chn i c kou zprávu a v elektronické podobě 2drojový tex t technické zprávy, 
úplnou p r o g r a m o v o u dokumen t a c i a zdrojové t ex t y programů. In fo rmace v elektronické podobě budou uloženy 
na standardním nepřepisovatelném paměťovém médiu (CD-R , DVD-R , apod . ) , které bude vloženo do písemné 
zprávy tak , aby nemoh l o dojít k j eho ztrátě při běžné man ipu l a c i . 

Vedouc í : R o z m a n J a r o s l a v , I n g . , P h . D . , U I T S F IT V U T 

D a t u m zadání: 1. l i s t o p a d u 2 0 1 6 

D a t u m odevzdán í : 2 4 . května 2 0 1 7 

P o k y n y : 

L i t e r a t u r a : 

VYSOKÉ UČENÍ TECHNICKÉ V RRNĚ 

d o c . D r . I n g . P e t r Hanáček 

vedoucí ústavu 

http://www.fit.vutbr.cz/info/szz/


Abstrakt 
P o č e t a u t o m o b i l ů neus t á l e roste a jejich pa rkován í se č ím dá l více komplikuje. Ve m ě s t e c h 
proto zača la vznikat in te l igentn í pa rkov i š t ě . Tato p r á c e se zabývá n á v r h e m a i m p l e m e n t a c í 
r o b u s t n í h o s y s t é m u pro a n a l ý z u obsazenosti pa rkov i š t ě z k a m e r o v ý c h z á z n a m ů . S y s t é m 
analyzuje j edno t l i vá parkovac í m í s t a ze z á z n a m ů z v íce -kamerového s y s t é m u s m o ž n o s t í 
p ř e k r y v u mezi kamerami. Apl ikace je n a v r ž e n a a i m p l e m e n t o v á n a v R o b o t i c k é m o p e r a č n í m 
s y s t é m u (ROS) a její j á d r o se sk l ádá ze dvou oddě lených klas i f ikátorů. Úspěšnějš í , avšak 
pomale jš í , je klasifikace p o m o c í h l u b o k é neu ronové s í tě . Rych lou interakci řeší m é n ě p ře sný 
klasif ikátor pohybu s modelem pozad í . S y s t é m je schopen fungovat v r e á l n é m čase, a to 
na grafické k a r t ě i na procesoru. Úspěšnos t s y s t é m u na tes tovac í d a t o v é s adě z r eá lného 
provozu jednoho pa rkov i š t ě p řesahu je 95 %. 

Abstract 
The concept of smart cities is inherently connected wi th efficient parking solutions based 
on the knowledge of ind iv idua l parking space occupancy. The subject of this paper is the 
design and implementat ion of a robust system for analysing parking space occupancy from 
a mult i-camera system wi th the possibil i ty of visual overlap between cameras. T h e system 
is designed and implemented i n Robot Operat ing System (ROS) and its core consists of two 
separate classifiers. The more successful, however, a slower option is detection by a deep 
neural network. A quick interaction is provided by a less accurate classifier of movement 
wi th a background model . The system is capable of working in real t ime on a graphic card 
as well as on a processor. The success rate of the system on a testing data set from real 
operation exceeds 95 %. 
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Kapitola 1 

Úvod 

Poč í t ačové v idění se v dnešn í d o b ě stalo rychle se rozvíjející ob las t í informatiky, bez níž 
by ř a d a ap l ikac í nemohla existovat. K r o m ě p růmys lového už i t í l idé začal i poč í t ačové v i 
děn í využ íva t i v s o u k r o m é m životě . V ý h o d o u se s távaj í m n o h é volně d o s t u p n é knihovny, 
k t e r é sdružu j í z á k l a d n í algori tmy a funkce a jsou již v p o č í t a č o v é m vidění b ě ž n é . D í k y ros
touc í p o p t á v c e a snadně j š ímu vývoj i je poč í t ačové v iděn í s t á le více p o d p o r o v á n o a vznikaj í 
nej různějš í oblasti k jeho využi t í . 

Jednou z oblas t í , do k t e r é poč í t ačové v iděn í t a k é proniklo, se bezpochyby stalo moni
to rován í dopravy. Existuje celá ř a d a spolehl ivých d e t e k t o r ů poznávac ích značek , detekce 
a klasifikace d o p r a v n í c h značek, č í t ače provozu nebo detekce kolon. T y t o aplikace maj í 
dvě zák l adn í využ i t í . P r v n í z nich je z ískávání informací o provozu, na zák l adě k t e rých 
m ů ž e provozovatel upravit vozovku pro plynulejš í provoz, m ě ř i t rychlost s ledovaných aut 
a p o d o b n ě . D r u h ý m v y u ž i t í m je snaha ulehči t řidiči ř ízení a zpř í j emni t m u tak j í zdu . 

S neus t á l e r o s t o u c í m p o č t e m a u t o m o b i l ů vznikaj í nep ř í j emné po t í že s p a r k o v á n í m . Ač
koliv se na parkoviš t i nacháze j í s t á le vo lná parkovac í m í s t a , pro ř idiče bývá kompl ikované 
tato m í s t a na roz leh lém parkoviš t i na léz t . Ř e š e n í m mohou bý t aplikace, k t e r é označuj í 
obsazenost j edno t l i vých parkovac ích mí s t a p r o s t ř e d n i c t v í m in fo rmat ivn ích t a b u l í či j iné 
v izual izační metody informují ř idiče o pozici volných mís t . V současné d o b ě jsou využí
vané s y s t é m y tvo řeny senzory, k t e r é jsou za ložené na indukčn ích c ívkách, mik rov lnách [15], 
m a g n e t i c k é m pol i [13] [15] nebo u l t razvuku [ ] [ ]. Jel ikož k a ž d é parkovac í m í s t o vyžadu je 
v l a s tn í fyzický senzor, instalace s y s t é m u i n á s l e d n á ú d r ž b a je p o m ě r n ě n á r o č n á . P o k u d by 
chtěl provozovatel změn i t rozložení parkovac ích mís t , je t ř e b a p ř e s u n o u t i p ř í s lušné senzory. 
T y t o metody a jejich s rovnán í jsem blíže popsal v m é b a k a l á ř s k é p rác i [36]. 

V pos ledn ích letech proto zača ly vznikat aplikace detekuj íc í obsazenost parkovac ích mís t 
za použ i t í poč í t ačového v idění . Opro t i s enzo rovým s y s t é m ů m je v ý r a z n ě j e d n o d u š š í insta
lace, z m ě n a rozložení mís t i ú d r ž b a . K a m e r o v ý s y s t é m navíc umožňu je živý n á h l e d na scénu 
a s n í m spo jené rozš í řené využ i t í ( rozpoznán í typu vozidla, barvy aj.). Úspěšnos t í se ale 
z a t í m se senzorovými s y s t é m y nemohou měř i t . M o n i t o r o v á n í kamerami p ř ináš í i ř a d u nevý
hod, jako jsou legis la t ivní p r o b l é m y a nutnost informovat už iva te le pa rkov i š t ě . Obt ížně j š í je 
pak detekce za nepř í zn ivého počas í nebo v noci př i n e d o s t a t e č n é m u m ě l é m osvět lení . Pokud 
cizí objekt zas t ín í výh led kamery nebo se kamera odk lon í (např . v l ivem v ě t r u ) , m ů ž e začí t 
docháze t k c h y b n ý m de tekc ím. 

P o p u l á r n í metodou rozpoznáván í a u mě lé inteligence se v pos ledn ích letech staly neuro
nové s í tě . Me tody za ložené na rozpoznáván í p o m o c í n e u r o n o v ý c h s í t í dosahuj í velmi d o b r ý c h 
výs ledků a jsou d o s t a t e č n ě obecné , aby mohly řeši t ne j různějš í p rob lémy. Klas ické neuro
nové s í tě ovšem pro složitější úkoly vyžadu j í exponenc iá ln í p o č e t n e u r o n ů , z nichž se sí tě 
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skládaj í . Tento p r o b l é m řeší h l u b o k é neu ronové sí tě , k t e r é se, po vyřešen í p r o b l é m ů s t r éno 
ván ím, staly velmi ob l íbenou a rychle se rozvíjející ob las t í . Detekce obsazenosti pa rkov i š t ě 
je j e d n í m ze složitějších úkolů, k t e r é mohou h l u b o k é neu ronové s í tě vyřeš i t . 

S y s t é m pop i sovaný v t é t o p rác i je nav ržen a i m p l e m e n t o v á n v R o b o t i c k é m o p e r a č n í m 
s y s t é m u [30], d íky n ě m u ž je rozdě len do někol ika oddě lených uz lů . H lavn ími uzly jsou 
zpracován í s n í m k ů z kamery, filtrace s n í m k ů , transformace s n í m k ů , lokální klasif ikátory, 
g lobální klasif ikátor a prezentace výs ledků . S n í m k y jsou fi l trovány na zák l adě p o r o v n á n í 
h i s t o g r a m ů s p r á v n ý c h a chybných s n í m k ů . P ro lepší detekci jsou ze s n í m k u o d s t r a n ě n y 
nežádouc í transformace, r ad iá ln í dis torze 1 a perspekt iva 2 . P ř e d p ř i p r a v e n ý sn ímek je použ i t 
pro klasifikaci obsazenosti parkovac ích mí s t p o m o c í dvou klas i f ikátorů. H lavn í d ů r a z je 
kladen na klasifikaci p o m o c í s t ro jového učení , ke k t e r é m u je v y u ž i t a h l u b o k á konvoluční 
neu ronová síť. Detekci p ř í j ezdu a odjezdu doplňu je klasif ikátor za ložený na modelu pozad í . 
Výs ledky obou klas i f ikátorů jsou s loučeny a zveřejněny. P o k u d s y s t é m obsahuje více kamer, 
jsou s n í m k y z k a ž d é kamery zpracovávány nezávisle , výs ledky dílčích klas i f ikátorů se sloučí 
všechny najednou. 

P ř e d s t a v o v a n é řešení je za j ímavé svou vysokou úspěšnos t í , j e d n o d u š š í ins ta lac í a schop
nos t í klasifikovat obsazenost stovek parkovac ích mí s t v r e á l n é m čase . S y s t é m nen í bez
chybný, v n ě k t e r ý c h p ř í p a d e c h docház í k chybné klasifikaci. Takových p ř í p a d ů je však m é n ě 
než 5 % a s p o s t u p n ý m vývo jem aplikace a zvě t šován ím t rénovac í sady j i ch s tá le ubývá . 
Tato metoda nejčastěj i se lhává př i zhoršené vidi telnost i (v noci , p ř i orosení kamery), př i 
z m ě n á c h počas í (déšť, sníh , o s t r é s t íny) a v p ř í p a d e c h e x t r é m n í okluze, kdy je automobil 
t é m ě ř nebo ú p l n ě zakryt vě t š ím objektem ( n á k l a d n í vůz ) . 

1.1 Cíle práce 

P r á c e navazuje na mou b a k a l á ř s k o u prác i , danou problemat iku však p o j í m á siřeji, n á v r h 
s y s t é m u je robus tně j š í a metody propracovaně jš í . P ř e d e v š í m pak p ř idává rozší ření s neuro
n o v ý m i s í t ěmi . C í lem p r á c e je s e z n á m e n í se s principy detekce vozidel v obraze u s t a t i ckých 
k a m e r o v ý c h sys t émů , p ř e d e v š í m s metodami mode lován í p o z a d í a s t ro jového učení . N a zá
k ladě z í skaných informací a zkušenos t í bude n a v r ž e n s y s t é m pro v izuá ln í detekci obsazenosti 
pa rkov i š t ě s v í c e - k a m e r o v ý m s y s t é m e m s m o ž n o s t í ob razového p ř e k r y v u mezi kamerami. 
S y s t é m by mě l bý t co ne j robus tně j š í vůč i p ř i r o z e n ý m z m ě n á m v obraze, jako je s tmíván í , 
mlha, déšť, sn íh či umě lé osvět lení . Výs ledkem bude sys t ém, k t e r ý bude schopen označova t 
obsazenost parkovac ích mí s t v r e á l n é m čase na s k u t e č n é m parkov i š t i a zobrazovat z ískané 
výsledky. 

1.2 Obsah práce 

K a p i t o l a 2 t é t o p r á c e popisuje existuj ící metody detekce vozidel v obraze, zaměřu je se na 
metody mode lován í p o z a d í a metody s t ro jového učen í využívaj ící neu ronové s í tě . P ř e d e 
vš ím pak popisuje h l u b o k é neu ronové s í tě . K a p i t o l a 3 je věnována n á v r h u s y s t é m u , popisu 
jeho j edno t l i vých čás t í a řešení p r o b l é m ů spo jených s t ě m i t o č á s t m i . D r u h á čás t t é t o kapi
toly popisuje v ý p o č e t obsazenosti pa rkovac ího m í s t a . K a p i t o l a 4 př ibl ižuje i m p l e m e n t a č n í 
detaily aplikace, softwarové a h a r d w a r o v é nás t ro j e , k t e r é se v r á m c i t é t o p r á c e využívaj í , 

1 P ř i radiální distorzi (zkreslení obrazu) není příčné zvětšení po celém poli obrazu stejné, čímž je porušena 
geometrická podobnost p ř edmě tu a jeho obrazu. 

2 P ř i perspekt ivním zobrazení se zobrazované předměty zdánlivě zmenšují a sbíhají. 
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a jejich integraci. V kapitole 5 jsou p ř e d s t a v e n y a p o p s á n y p rovedené testy a p rezen továny 
výs ledky z tohoto t e s tován í . K a p i t o l o u 6 bude tato d ip lomová p r á c e u z a v ř e n a a shrnuta. 
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Kapitola 2 

Principy detekce vozidel v obraze 

S př ibývaj íc ím p o č t e m apl ikac í de tekuj íc ích vozidla v obraze roste i p o č e t metod, jak 
s p r á v n é detekce d o s á h n o u t . T y t o metody se v z á j e m n ě značně liší a je t ř e b a zvolit s p r á v n o u 
metodu pro k o n k r é t n í apl ikaci . P r o v ý b ě r nejlepší metody je t ř e b a položi t si několik o tázek . 
Jsou z á z n a m y poř ízeny statickou, nebo pohybuj íc í se kamerou? Mus í aplikace detekovat nej-
různějš í vozidla, nebo je z a m ě ř e n á na k o n k r é t n í typ? Je t ř e b a , aby aplikace zpracováva la 
video v r e á l n é m čase a s o m e z e n ý m v ý p o č e t n í m v ý k o n e m , nebo na d o b ě t r v á n í detekce 
nezáleží? Po zodpovězen í t ě ch to o t ázek je m o ž n é p ř i s t o u p i t k v ý b ě r u s a m o t n é metody. 

Pr inc ipy detekce vozidel v obraze lze rozděl i t do dvou obecných ka tegor i í podle toho, zda 
je z n á m p řesný nebo a lespoň př ib l ižný vzhled de t ekovaného vozidla. Informace o vzhledu 
vozidla je ve vě t š ině p ř í p a d ů z p r o s t ř e d k o v á n a p o m o c í t r énovac í sady obsahuj íc í stovky až 
t is íce s n í m k ů vozidel a pozad í . P o u ž i t ý algoritmus se na t é t o s adě na t r énu j e , př i s a m o t n é 
detekci pak h l e d á n a t r é n o v a n ý vzor v obraze. K t ě m t o m e t o d á m se ř a d í AdaBoos t (Adap-
tive Boosting), k t e r ý sd ružu je j e d n o d u š š í detektory do jednoho robus tně j š ího a úspěšně jš ího 
[17]. Detekce m ů ž e bý t za ložena na nej různějš ích př íznac ích , čas to p o u ž í v a n ý m i jsou Haa-
rovy p ř í z n a k y [27]. U k á z k u t ě c h t o p ř í z n a k ů pro automobi l lze v idě t na o b r á z k u 2.2. Dalš í 
možnos t í je metoda K-Nearest Neighbor (K-nej bližších sousedů) , jež sdružu je k nej bližších 
p ř í znaků . M e t o d a Support vector machines ( S V M ) [ i] zase rozděluje prostor p ř í z n a k ů 
p o m o c í l ineárn ích k las i f iká torů [18]. Dů lež i tou čás t í metody je j á d r o v á transformace, jež 
transformuje p ř í z n a k y z nesepa rova te lné do sepa rova te lné podoby. P o k u d jsou v obraze 
objekty d o b ř e sepa rova te lné , lze detekovat vozidla p o m o c í segmentace obrazu [ ]. Dalš í 
metody používaj í histogram g r a d i e n t ů [18] nebo k a s k á d o v ý detektor [ 6]. V ý s t u p k a s k á d o 
vého detektoru je z n á z o r n ě n na o b r á z k u 2.2, ze k t e r é h o je z ře jmé, že je detekci s tá le m o ž n é 
z lepšovat . M e t o d a ale detekuje automobily na ce lém s n í m k u , n ikol iv jen v označených vý
řezech parkovac ích mís t . V nepos l edn í ř a d ě do t é t o skupiny p a t ř í j iž zmiňované neuronové 
sí tě [9]. 

V p ř í p a d ě , kdy vzhled de t ekovaného vozidla nen í z n á m , je příliš s loži tý či se v ý r a z n ě liší 
pro j edno t l ivé p ř ípady , mohou bý t použ i t y metody z d r u h é kategorie. Takové metody dete
kují vozidlo pouze na zák l adě s t r u č n ý c h informací , jejich cí lem je oddě l i t s a m o t n é vozidlo 
od okolí. T y t o metody nevyžadu j í p ř e d t r é n o v á n í a jejich ú spěšnos t je závis lá na na s t aven í 
už iva te lem. Jsou za ložené na informaci, k t e r á rozlišuje vozidlo od okolí. P o k u d je z n á m o , že 
se na vozidle vyskytuje větš í m n o ž s t v í v ý r a z n ý c h hran než v okolí, je m o ž n é použ í t jeden 
z h r a n o v ý c h d e t e k t o r ů [2]. Takové detektory ma j í v ý h o d u , že jsou automobily de tekova te lné 
z j e d i n é h o s n í m k u . Jejich ú spěšnos t v šak velmi závisí na okolí vozidla. Dalš í metody jsou za
ložené na informaci o pohybu a u t o m o b i l ů . Nej j e d n o d u š š í m z p ů s o b e m detekce pohyb l ivých 
ob jek tů , a tedy i a u t o m o b i l ů , je rozdí lová metoda [ ]. Funguje na j e d n o d u c h é m odeč t en í 
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po sobě jdouc ích s n í m k ů a její ú spěšnos t nen í příl iš vysoká . Sofistikovanější metody pou
žívají model p o z a d í [2G] nebo op t i cký tok [ ]. O p t i c k ý tok h l e d á pozice s te jných b o d ů na 
dvou různých sn ímcích a na zák l adě rozdí lů jejich pozic určuje pohyb l ivé objekty. Me tody 
s modelem p o z a d í si vy tváře j í model, k t e r ý o d p o v í d á p o z a d í bez pohybuj íc ích se ob jek tů . 
S t í m t o p o z a d í m jsou nové s n í m k y srovnávány, de tekované rozdí ly odpov ída j í pohybu j í c ím 
se o b j e k t ů m . M e t o d á m s modelem p o z a d í se tato p r á c e věnuje podrobně j i . 

P o r o v n á n í ú spěšnos t i j m e n o v a n ý c h metod je kompl ikované , neboť k a ž d ý autor p ř í s t u p u 
využi l j inou tes tovac í sadu. A u t o r y u d á v a n á úspěšnos t t ě c h t o metod se pohybuje mezi 
85 % a 95 %, d a t o v é sady ale vě t š inou neobsahu j í okluze či zho r šenou viditelnost. Lepší 
ú spěšnos t i dosahuj í metody využívaj ící h l u b o k é neu ronové s í tě [, ][ 2], jejichž ú spěšnos t 
p řesahu je 95 %. H l a v n í m úska l ím je rychlost klasifikace, kterou a u t o ř i uváděj í na 15 sekund 
na celé pa rkov i š t ě s p o u ž i t í m grafické karty. 

O b r á z e k 2.1: O z n a č e n í parkovac ích mís t a a u t o m o b i l ů v m e t o d á c h s konvoluční neuronovou 
sít í . P ř e v z a t o z [3], [22] a [9]. 

2.1 Metody modelování pozadí 

Meto dy za ložené na mode lován í p o z a d í jsou velmi rozš í řené p ř e d e v š í m pro detekci pohybu
jících se o b j e k t ů ve videu ze s t a t i cké kamery [11]. P ř i t o m p o d m í n k a s t a t i cké kamery je zde 
n e z b y t n ě n u t n á . P o k u d nen í k dispozici video ze s t a t i cké kamery, video je m o ž n é stabilizo-
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O b r á z e k 2.2: U k á z k a H a a r o v ý c h p ř í z n a k ů detekuj íc ích automobi l zezadu, p ř e v z a t o z [27], 
a v ý s t u p ka skádového detektoru a u t o m o b i l ů , p ř e v z a t o z [26]. 

vat, vě t š inou ale t a k o v ý t o p ř í s t u p zhoršuje výs ledky detekce. Úspěšnos t detekce pak záleží 
na mí ře pohybu kamery a z m ě n á c h mezi j e d n o t l i v ý m i sn ímky. P r i n c i p t ěch to metod spočívá 
v detekci pohybuj íc ích se o b j e k t ů z rozdí lu mezi a k t u á l n í m s n í m k e m a s n í m k e m referenč
n ím, ča s to n a z ý v a n ý m jako model p o z a d í (background model nebo background image) [28]. 
M o d e l p o z a d í m u s í reprezentovat scénu bez jakýchkol iv pohybuj íc ích se o b j e k t ů a m u s í bý t 
p rav ide lně ak tua l i zován , aby se p ř i způsob i l m ě n í c í m se p o d m í n k á m [ ]. P r á v ě na t v o r b ě co 
nejpřesnějš ího modelu p o z a d í závisí ú spěšnos t pop i sovaných metod. P r o jejich p o r o v n á n í se 
h o d n o t í rychlost v ý p o č t u , paměťové n á r o k y a p řesnos t detekce. D á l e jsou p o p s á n y zák l adn í 
metody mode lován í p o z a d í se řazené od j e d n o d u š š í c h a rychlejších po složitější a přesnějš í . 
U k á z k y v ý s t u p ů v y b r a n ý c h metod lze v idě t na o b r á z k u 2.3. 

G a u s s ů v k l o u z a v ý p r ů m ě r 

Jedna z ne j j ednodušš ích metod p o č í t á hodnotu k a ž d é h o pixelu nezávis le [39]. Hodnota 
k a ž d é h o pixelu modelu je s p o č í t á n a z p ixe lů na s te jných souřadn ic ích z pos ledn ích n s n í m k ů 
p o m o c í Gaussovy p r a v d ě p o d o b n o s t n í funkce: 

ut = alt + (1 - a)ut-i (2.1) 

kde It je hodnota pixelu na a k t u á l n í m s n í m k u , ut-i p ředchoz í p r ů m ě r a a v á h a vyvažující 
s tabi l i tu modelu a rychlou z m ě n u . Tato ú p r a v a snižuje paměťové nároky , neboť nen í t ř e b a 
v y t v á ř e t zásobn ík s pos l edn ími n hodnotami. P o r o v n á n í m rozdí lu a k t u á l n í hodnoty pixelu 
s hodnotou pixelu v modelu s prahem lze klasifikovat p ixel jako p o p ř e d í nebo pozad í . Lepších 
výs ledků je m o ž n é d o s á h n o u t ú p r a v o u rovnice 2.1 o b i n á r n í i n d i k á t o r p o p ř e d í M: 

ut = Mut-i + (1 - M)(alt + (1 - a)ut-i) (2.2) 

M o d e l p o z a d í je ak tua l i zován pouze v p ř í p a d ě , že se j e d n á o p o z a d í (M=0) . P o k u d klasifi-
k á t o r označ í p ixel jako p o p ř e d í ( M = l ) , do modelu je zkop í rována p ředchoz í hodnota. 

Č a s o v ý m e d i á n o v ý filtr 

Dle různých a u t o r ů dosahuj í j i né formy p r ů m ě r u lepších výs ledků . Jednou z nich je pou
žit í s t ř e d n í hodnoty z pos ledn ích n s n í m k ů jako hodnoty modelu p o z a d í [10]. M e t o d a je 
s tabi lnějš í , h l avn í n e v ý h o d o u t é t o metody je ale nutnost zá sobn íku pro n e d á v n é hodnoty. 
M e d i á n o v ý filtr t a k é neobsahuje m í r u odchylky pro ú p r a v u prahu. 
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(a) Input image (b) Ground-lruth 

(c) ViBe (RGB) (d) ViBe (gray) (e) Bayesian histogram 

(i) Gaussian model (j) 1 s t order filler (k) Sigma-Della Z. 

O b r á z e k 2.3: P ř í k l a d y metod modelu j íc ích pozad í , p ř e v z a t o z [4]. 

S m ě s G a u s s o v ý c h r o z d ě l e n í 

Ve vě tš ině p ř í p a d ů jsou objekty, k t e r é se nacháze j í delší dobu na s te jné pozici , zahrnuty do 
modelu p o z a d í a pohybuj íc í se objekty klasifikovány jako p o p ř e d í . V n ě k t e r ý c h p ř í p a d e c h 
ale m ů ž e d o c h á z e t ke z m ě n á m v r á m c i p o z a d í rychleji, než se model stihne aktualizovat. 
P ř í k l a d e m mohou bý t vě tve a l isty s t r o m ů ve vě t ru , déšť nebo sníh . V t ěch to p ř í p a d e c h m á 
pozad í pro d a n ý pixel více možných hodnot (např . : list, vě tev nebo stromem čás t ečně za
k r y t á budova). Doposud p o p s a n é modely nejsou schopny tyto jevy zahrnout, proto existuj í 
modely s více hodnotami [ ]. P r a v d ě p o d o b n o s t hodnoty pixelu je m o ž n é vy jád ř i t směsí 
Gaussových rozložení: 

K 

P(Xt) = ^2 Ui,tv(xt ~ Vi,t, Sj , ť ) (2.3) 
i=l 

kde k a ž d é Gaussovo rozdělení o d p o v í d á p rávě jednomu objektu v p o z a d í či p o p ř e d í . P o č e t 
rozložení K je obvykle nastaven na 3 až 5 [28]. P o k u d se nalezne shoda mezi novou hodnotou 
a z n á m ý m rozložením, parametry tohoto rozložení jsou upraveny. P o k u d nová hodnota 
n e o d p o v í d á ž á d n é m u z n á m é m u rozložení , model s ne jn ižš ím o h o d n o c e n í m je nahrazen za 
nový model s velmi n ízkou váhou a velkou odchylkou. 
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O d h a d hustoty j á d r a 

P r a v d ě p o d o b n o s t n í funkce v ý s k y t u hodnot modelu m ů ž e bý t a p r o x i m o v á n a p o m o c í histo
gramu [16]. Jel ikož je ale p o č e t vzorků l imi tován , histogram nen í p ře sný a m ů ž e docháze t 
k c h y b n ý m de tekc ím. His togram je m o ž n é nahradit odhadem hustoty j á d r a (Kernel Densi ty 
Es t imat ion - K D E ) , k t e r ý je na rozdí l od histogramu plynulý. M o d e l p o z a d í se pak získá 
jako suma G a u s s o v ý c h jader, k t e r á jsou v y c e n t r o v á n a na nejčastě jš í hodnoty xf. 

P{Xt) = - Y j r , ( x t - x i ^ t ) (2.4) 
i=i 

Tento model p ř i p o m í n á směs G a u s s o v ý c h rozdělení . V t é ale k a ž d é Gaussovo rozdělení 
popisovalo h l avn í model a bylo ak tua l i zováno v čase . V p ř í p a d ě odhadu hustoty j á d r a každé 
Gaussovo rozdělení popisuje pouze jeden vzorek a S ť je s t e jná pro v šechna j á d r a . 

P o s t u p n á aproximace hustoty j á d r a 

Techniky za ložené na mean shift vektoru jsou pro segmentaci obrazu velmi ú s p ě š n é [28]. 
J e d n á se o efekt ivní metody, k t e r é vyžadu j í m i n i m á l n í p o č á t e č n í p ř e d p o k l a d y . N i c m é n ě je 
jejich b ě h vysoce n á r o č n ý na čas , neboť jsou za loženy na i t e r a t i v n í m v ý p o č t u . Pro to nen í 
m o ž n é p o u ž í t je pro tvorbu modelu p o z a d í na ú rovn i p ixelů . Jednou z m o ž n o s t í optimalizace 
tohoto algori tmu je použ i t í mean shift vektoru pouze pro inicial izaci modelu. Aktual izace 
modelu p o z a d í v r e á l n é m čase je pak rea l izována p r o s t ř e d n i c t v í m j e d n o d u c h é heuristiky. 

S o u b ě ž n ý v ý s k y t odchylek obrazu 

Dalš í metoda je za ložená na p ř e d p o k l a d u , že se sousedící bloky p ixe lů p o z a d í m ě n í v čase 
p o d o b n ý m z p ů s o b e m [32]. P ř í k l a d e m mohou bý t pohybuj íc í se listy na s t r o m ě . K chy
b á m docház í na h r a n á c h ob jek tů , neboť se pixely přís lušící j i n ý m o b j e k t ů m m ě n í od l i šným 
z p ů s o b e m . M e t o d a nepracuje na ú rovn i j edno t l i vých pixelů, nýb rž zpracovává celé bloky 
N x N p ixelů . D íky tomu je metoda rychlejší a s tabi lnějš í . B ě h e m učící fáze je ze sady 
vzo rků s p o č t e n p r ů m ě r , rozdí ly mezi p r ů m ě r e m a s a m o t n ý m i vzorky se nazývaj í odchylky 
obrazu. S ohledem na p r ů m ě r je s p o č í t á n a i V 2 x i V 2 kovar iančn í matice a ap l ikac í trans
formace v l a s t n í m vektorem jsou dimenze obrazu r edukovány z i V 2 na K. P ro aktual izaci 
modelu je tuto fázi m o ž n é v časových intervalech opakovat. P ř i klasifikaci je pro k a ž d ý 
blok u s p o č t e n a odpovída j íc í v l a s tn í odchylka obrazu zu. Je nalezeno L nej bližších sousedů 
k zu a s p o č í t á n a l ineárn í interpolace mezi zu a odchylkami sousedů . S te jné in t e rpo lačn í 
koeficienty jsou ap l ikovány na a k t u á l n í blok 6, č ímž je z í skán odhad z'b. P o r o v n á n í m z\, a z'b 

je m o ž n é o b loku b rozhodnout, zda se nacház í na p o z a d í [z\, a z'b jsou p o d o b n é ) nebo na 
p o p ř e d í (zb je v ý r a z n ě odl i šné od z'b). 

V l a s t n í p o z a d í 

Pos ledn í pop i sovaná metoda je t a k t é ž za ložená na v la s tn ích h o d n o t á c h d e k o m p o n o v a n é h o 
ob rázku , v tomto p ř í p a d ě se ale obraz nerozděl í na bloky, jako v p ředchoz í m e t o d ě , nýb rž je 
s n í m p o č í t á n o jako s celkem [ ]. B ě h e m učící se fáze je z í skáno n vzo rků celých o b r á z k ů , 
s p o č í t á n jejich p r ů m ě r a odchylky j edno t l i vých o b r á z k ů . Dá le je s p o č í t á n a kovar iančn í ma
tice a u loženo M nej lepších v las tn ích vek to rů . P o k a ž d é , když je k dispozici nový obrázek 
/ , je s p o č í t á n a odchylka 

/' = $(/ -fi) (2.5) 
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kde $ je matice v las tn ích v e k t o r ů a \x je p r ů m ě r n ý obrázek . / ' je pak znovu ap l ikována na 
obrázek : 

I" = $ T / ' + M (2.6) 

Jel ikož je v l a s tn í prostor d o b r ý m modelem pro s ta t i cké čás t i scény, ale n ikol iv pro ma lé 
pohybuj íc í se objekty, I" tyto objekty obsahovat nebude. P r o z ískání b o d ů příslušej ících 
k p o p ř e d í o b r á z k u s tač í odečís t / £1 I cl porovnat s prahem, tedy: 

\I - I"\ > T 

2.2 Metody strojového učení 

Strojové učen í je podoblast umě lé inteligence, k t e r á se zabývá algoritmy, p o m o c í nichž se 
poč í t ačový s y s t é m m ů ž e uči t [25]. U č e n í m je myš leno zlepšování v n i t ř n í h o n a s t a v e n í sys
t é m u t a k o v ý m z p ů s o b e m , aby se jeho úspěšnos t zvyšovala . P r o s t ro jové učení se využívaj í 
algori tmy h l u b o k é h o učen í (Deep Learning). Vě t š inou se použ ívá s t ro jového učení v kombi
naci s n e u r o n o v ý m i s í těmi , k t e r é maj í velký p o č e t vrstev. T y t o s í tě se nazýva j í Deep Neura l 
Networks, což lze do českého j azyka přeloži t jako h l u b o k é nebo složi té neu ronové s í tě . 

2.2.1 N e u r o n o v é s í t ě 

K a ž d á n e u r o n o v á síť se s k l á d á z j e d n é v s t u p n í vrstvy, j e d n é v ý s t u p n í vrs tvy a vrstev dalš ích, 
k t e r é se nazýva j í sk ry té , jak lze v idě t na o b r á z k u 2.4. L ibovolný p r o b l é m je m o ž n é vyřeš i t 
neuronovou sí t í s jednou skrytou vrstvou. V t a k o v é m p ř í p a d ě je ale z a p o t ř e b í mnoho neu
ronů , neboť vě t š ina funkcí vyžadu je exponenc iá ln í p o č e t hradel. Ve vě tš ině p ř í p a d ů tedy 
p la t í , že neu ronová síť s více s k r y t ý m i vrs tvami dokáže abstrahovat p r o b l é m do větš ích 
de ta i lů a vyřeš i t ho v k r a t š í m čase. 

Vstup Vstupní vrstva Skrytá vrstva Výstupní vrstva Výstup 

O b r á z e k 2.4: P ř í k l a d d o p ř e d n ě neu ronové sí tě 

Kompl ikac í př i použ íván í n e u r o n o v ý c h s í t í je jejich velká paměťová a v ý k o n n o s t n í ná
ročnos t . T rénován í i t e s tován í s í t í lze však snadno paralelizovat, proto se s í tě v ho jné mí ře 
t rénu j í i t e s tu j í na grafických k a r t á c h . 

Jak již bylo řečeno, neu ronové s í tě se sk ládaj í z vrstev. K a ž d á vrstva obsahuje u rč i tý 
poče t n e u r o n ů , zák ladn ích b loků , k t e r é jsou v z á j e m n ě propojeny. Neuron m á vždy jeden 
v ý s t u p a l ibovolný p o č e t v s t u p ů , ke k t e r ý m jsou vázány váhy. T y t o váhy násob í vstupy 
neu ronů , jejich z m ě n o u je m o ž n é ovl ivňovat v ý p o č e t s í tě , č ímž docház í k učen í s í tě . K r o m ě 
vah se př i t r énován í s í tě m ě n í bias [20]. J e d n á se o číslo, jež se p ř i č í t á k váhovému s o u č t u 
v s t u p ů . V á h o v ý součet společně s biasem slouží jako vstup pro ak t ivačn í funkci [20], k t e r á 
aktivuje neuron. Ak t ivačn í funkce m ů ž e bý t j e d n o d u c h á skoková funkce, dosahuj íc í l ineárn í 
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aproximace, nebo ne l ineá rn í funkce, s níž lze d o s á h n o u t un ive rzá ln í aproximace [13]. Č a s t o 
využ ívanou ne l ineárn í ak t ivačn í funkcí je sigmoida: 

e x + 1 

k t e r á normalizuje v ý s t u p na intervalu < 0; 1 >. N a interval < —1; 1 > normalizuje funkce 
hyperbo l i cký tangens: 

l - e ~ 2 x 

t a n h x = 5 - (2.8) 

O p o č á t c í c h vzn iku umě lých n e u r o n o v ý c h sít í , jejich inspiraci a histori i lze více zjistit 
n a p ř í k l a d v knize An Introduction to Neural Networks [20]. 

2.2.2 R o z d ě l e n í n e u r o n o v ý c h s í t í 

Neuronové s í tě je m o ž n é děli t na zák ladě nej různějš ích kr i tér i í , zde jsou uvedeny t ř i nej-
častější . P r v n í m z nich je rozdělení podle p o u ž i t é architektury. D r u h é rozlišuje s í tě podle 
způsobu , j a k ý m jsou j edno t l ivé vrs tvy propojeny. T ř e t í z p ů s o b se zaměřu je na z p ů s o b t r é 
nování n e u r o n o v ý c h sít í . 

Podle architektury 

Jedno z m o ž n ý c h dělení n e u r o n o v ý c h sí t í p o r o v n á v á p o u ž i t o u architekturu. Existuje mnoho 
různých architektur, z nichž ne jpoužívanějš í a ne j j ednodušš í je d o p ř e d n á neu ronová síť 
(obrázek 2.4), da lš í po tom r e k u r e n t n í síť. 

D o p ř e d n ě n e u r o n o v é s í t ě : Neurony z j e d n é vrs tvy mohou v d o p ř e d n ě neu ronové síti 
záviset pouze na neuronech z vrs tvy předchozí , v sít i se proto nevysky tu j í ž á d n é 
smyčky. V y h o d n o c e n í t akové s í tě p r o b í h á p o s t u p n ý m v ý p o č t e m v ý s t u p ů všech neu
ronů v k a ž d é v r s tvě , p r v n í skrytou poč ína je . V ý s t u p e m s í tě je v ý s t u p pos ledn í vrstvy. 

R e k u r e n t n í n e u r o n o v é s í t ě : R e k u r e n t n í neu ronová síť je o p ě t t v o ř e n a vrs tvami neu
ronů. V p ř í p a d ě r e k u r e n t n í neu ronové s í tě však mohou vrs tvy záviset i na v r s tvách 
následujících, č ímž v síti vznikaj í smyčky. V y h o d n o c e n í r e k u r e n t n í s í tě je provedeno 
s o p o ž d ě n ý m v y h o d n o c e n í m n e u r o n ů [ ]. P ř í k l a d r e k u r e n t n í s í tě lze v idě t na o b r á z k u 
2.5. 

O b r á z e k 2.5: P ř í k l a d r e k u r e n t n í neu ronové sí tě 
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Podle p r o p o j e n í vrstev 

Dalš í dě lení rozlišuje neu ronové s í tě podle p r o p o j e n í jejich vrstev a rozlišuje dva zák ladn í 
typy. P r v n í m z nich jsou p lně p r o p o j e n é s í tě , v nichž je k a ž d ý neuron z j e d n é vrs tvy propojen 
s k a ž d ý m neuronem z vrs tvy následuj íc í (p ř ík lad na o b r á z k u 2.4). D r u h ý m typem jsou sí tě 
konvoluční . Spec iá ln ím p ř í p a d e m jsou po tom p lně konvoluční neu ronové s í tě . 

P l n ě p r o p o j e n é n e u r o n o v é s í t ě : P ř í k l a d p lně p r o p o j e n é neu ronové s í tě lze v idě t na ob
rázku 2.4. Taková to síť se učí p ře sné pozice de tekovaných p ř í z n a k ů v obraze, čímž 
komplikuje detekci o b j e k t ů na různých pozicích na s n í m k u . P l n ě propojenou neuro
novou síť je p ř í h o d n é využ íva t v p ř ípadech , kdy se pozice o b j e k t ů v obraze n e m ě n í . 
P ř í k l a d e m m ů ž e bý t rozpoznáván í tvář í , p ř i k t e r é m síť z íská p ř e d p ř i p r a v e n ý výřez 
obličeje. 

K o n v o l u č n í n e u r o n o v é s í t ě : Konvolučn í neu ronové s í tě využívaj í pro zpracován í dat 
konvoluci. N a rozdí l od p lně p ropo j ených n e u r o n o v ý c h sí t í sdílí váhové koeficienty 
celá vrstva, čímž se p o č e t koeficientů v ý r a z n ě redukuje. Koeficienty ma j í podobu kon-
volučních jader, což jsou matice, p o m o c í k t e r ý c h se konvoluce p rovád í . U konvolučn ího 
o p e r á t o r u , jak je v t é t o sít i n a z ý v á n a celá konvoluční vrstva, se definuje velikost j á d r a , 
velikost kroku konvoluce, velikost r á m c e nul a p o č e t v ý s t u p ů . P ř í k l a d konvoluční sí tě 
lze v idě t na o b r á z k u 2.8. 
Konvoluce v konvo lučn ím o p e r á t o r u je def inována jako váhový součet v čás t i obrazu, 
kterou p o k r ý v á konvoluční j á d r o . P ro velikost konvolučn ího j á d r a je v h o d n é volit l i 
ché číslo, aby by l p rávě jeden s t ř edový bod. Velikost k roku určuje p o s u n u t í j á d r a po 
obraze, velikost r á m c e nul p ř i dává k obrazu pixely s nulovou hodnotou po všech okra
j ích. P o č e t v ý s t u p ů je definován p o č t e m konvolučních jader, z nichž k a ž d é j á d r o m ů ž e 
zkoumat j iné p ř íznaky . V ý h o d a konvolučních neu ronových sí t í spoč ívá v schopnosti 
uči t se nezávis le na pozic i a transformaci objektu na sn ímku . 
K r o m ě konvolučních vrstev se v t ěch to sí t ích čas to používaj í tzv. pool ing vrs tvy (sdru-
žovací) , k t e r é zajišťují nelinearitu. Pool ing vrstva podvzorkovává obraz p o m o c í nepře 
krývajících se jader, č ímž redukuje velikost obrazu. N e j m e n š í m m o ž n ý m j á d r e m je já 
dro o velikosti 2 x 2 , pro k t e r é se použi je krok posunu velikosti 2. V ý s t u p e m m ů ž e bý t 
p r ů m ě r ze v s t u p n í c h hodnot, m e d i á n či min imum, nejčastěj i se však použ ívá nej vyšší 
v s t u p n í hodnota. U v á d ě n é j á d r o zmenš í v s t u p n í obraz na poloviční rozměry . 
Konvolučn í n e u r o n o v á síť je t v o ř e n a někol ika konvolučn ími vrs tvami a někol ika poo
ling vrs tvami. P l a t í pravidlo, že se pool ing vrstva nacház í až za vrstvou konvoluční , 
avšak m ů ž e bý t v y n e c h á n a . N a konci s í tě se nacház í p lně p r o p o j e n á vrstva, k t e r á 
slouží jako klasif ikátor . P o k u d se j e d n á o p lně konvoluční neuronovou síť, závěrečná 
p lně p r o p o j e n á vrstva je v y n e c h á n a a v ý s t u p e m je p o d v z o r k o v a n ý v s t u p n í obraz. 

Podle z p ů s o b u t r é n o v á n í 

Podle z p ů s o b u t r énován í lze s í tě rozděl i t na s í tě s u č e n í m bez uči te le , s í tě s u č e n í m s uč i t e l em 
a h y b r i d n í s í tě . 

S í t ě s u č e n í m bez u č i t e l e : Neu ronové s í tě s u č e n í m bez uči te le se snaž í na léz t souvislosti 
mezi daty pouze na zák ladě dat s a m o t n ý c h bez dalš ích informací . Síť n e m á informace 
o př í s lušnos t i t rénovac ích dat do t ř í d . Nej rozšířenější modely jsou založeny na ener
gii , t y p i c k ý m p ř e d s t a v i t e l e m je ale síť, jejíž učen í je za ložené na z á k l a d n í m modelu 
a u t o e n k o d é r u . A u t o e n k o d é r je d v o u v r s t v á neu ronová síť se s t e j n ý m p o č t e m v s t u p ů 
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a v ý s t u p ů . P r v n í s k r y t á vrstva obsahuje m e n š í p o č e t n e u r o n ů než vrstva v ý s t u p n í , 
proto jsou data sí t í z o b e c n ě n a a z akódována . Využi t í a u t o e n k o d é r u pro n a t r é n o v á n í 
neuronové s í tě je p o p s á n o dále . 

S í t ě s u č e n í m s u č i t e l e m : N e u r o n o v é s í tě s u č e n í m s uč i te lem, neboli d i sk r imina t i vn í 
s í tě , ma j í k dispozici informaci o p ř í s lušnos t i t rénovac ích dat do t ř íd . Sí tě s u č e n í m 
s uč i t e l em se snaž í na léz t souvislosti mezi t ě m i t o informacemi a s a m o t n ý m i daty. 

H y b r i d n í s í t ě : H y b r i d n í s í tě kombinuj í oba pop i sované p ř í s tupy . Cílová d i sk r imina t i vn í 
síť je op t ima l i zována p o m o c í gene ra t i vn í složky. Síť, k t e r á je n a u č e n á metodou učení 
bez uči te le , m ů ž e poskytnout ideá ln í inicial izační pozici pro síť u č e n o u s uč i t e lem. 

2.2.3 H l u b o k é n e u r o n o v é s í t ě 

J e d n o d u c h é neu ronové s í tě se sk ládaj í z někol ika m á l o vrstev, od j e d n é po č ty ř i sk ry t é 
vrstvy. Takové s í tě lze p o m ě r n ě snadno t r énova t , neobsahu j í pří l iš mnoho p a r a m e t r ů a je
j ich t r énován í i v y h o d n o c e n í časově nen í tol ik n á r o č n é . O d p ě t i vrstev už je m o ž n é hovoř i t 
o h l u b o k é neu ronové sí t i , k t e r á s sebou př ináš í ř a d u kompl ikac í . K r o m ě větš í časové n á r o č 
nosti se j e d n á p ř e d e v š í m o p r o b l é m s t r é n o v á n í m , j ehož řešení je p o p s á n o dá le . O b e c n ě však 
p la t í , že s p ř ibývaj íc ím p o č t e m vrstev se zlepšují schopnosti s í tě , k t e r á je schopna p r o b l é m 
řeši t komplexně j i . Lze to t i ž síť vy tvo ř i t z více různých t y p ů vrstev, zkoumaj íc ích odl išné 
př íznaky, čímž síť z ískává nové už i t e lné informace sloužící k rozhodován í . 

2.2.4 U č e n í h l u b o k é n e u r o n o v é s í t ě 

Pro učen í n e u r o n o v ý c h sí t í s m a l ý m p o č t e m sk ry tých vrstev ( m a x i m á l n ě č tyř i ) se nejčastěj i 
použ ívá algoritmus z p ě t n é š í ření chyby (backpropagation) [ ]. Algor i tmus h l edá takovou 
konfiguraci s í tě , pro kterou je odchylka (chyba) mezi p o ž a d o v a n ý m a r e á l n ý m v ý s t u p e m co 
ne jmenš í . Tato chyba je p r o p a g o v á n a od v ý s t u p n í vrs tvy s m ě r e m ke v s t u p n í , zmenšen í chyby 
je dosaženo ú p r a v o u vah j edno t l i vých n e u r o n ů . T í m t o algori tmem jsou nejvíce m ě n ě n y váhy 
ve v r s tvě nejbl íže v r s tvě v ý s t u p n í , s postupem ke v s t u p n í v r s tvě jsou n á h o d n ě inicial izované 
váhy m ě n ě n y č ím dá l m é n ě . P o k u d síť obsahuje více sk ry tých vrstev (pě t a více) , ú p r a v a 
konfigurace s í tě je zastavena na loká ln ím min imu, k t e r é se od g lobá ln ího min ima m ů ž e 
značně lišit. Takto n a t r é n o v a n á síť nevykazuje příliš d o b r ý c h výs ledků . P r v n í vrs tvy s í tě , 
k t e r é zajišťují ne jh rubš í s í to , jsou to t iž t é m ě ř n á h o d n é . Z toho d ů v o d u vědci hledali j i n á 
řešení pro n a t r é n o v á n í v ícevrs tvé neu ronové sí tě . 

Jedno z m o ž n ý c h řešení je c h y t r é n a s t a v e n í p o č á t e č n í konfigurace n a m í s t o n á h o d n é in i 
cializace. Takové konfigurace lze d o s á h n o u t p ř e d t r é n o v á n í m j e d n o t l i v ý c h vrstev metodou 
učení bez uči te le , p ř i k t e r é je k a ž d á s k r y t á vrstva s í tě t r é n o v á n a oddě leně . P ř e d t r é n o v á n í 
p r o b í h á od v s t u p n í vrs tvy s m ě r e m k v r s t v ě v ý s t u p n í . P r v n í vrstva je vhodnou metodou 
n a t r é n o v á n a na zák l adě v s t u p n í c h hodnot z t rénovac í sady. V ý s t u p y p r v n í vrs tvy slouží 
jako vstupy pro n a t r é n o v á n í d r u h é vrstvy, o b d o b n ě pak dalš í vrs tvy až k v r s tvě v ý s t u p n í . 
Parametry, z í skané t í m t o p ř e d t r é n o v á n í m , slouží jako inicial izační parametry pro s a m o t n é 
n a t r é n o v á n í s í tě , k t e r é m ů ž e bý t rea l izované metodou backpropagation. P r ů b ě h p ř e d t r é n o 
vání společně s k o n e č n ý m n a t r é n o v á n í m neu ronové s í tě lze v idě t na o b r á z k u 2.6. U zvý
razněných vrstev p r o b í h á v d a n é m kroku t r énován í . Síť p ř e d t r é n o v a n á touto metodou je 
rez is ten tně jš í vůč i u v á z n u t í v loká ln ím min imu a obecně vrac í lepší výsledky. 
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O b r á z e k 2.6: J edno t l i vé fáze p ř e d t r é n o v á n í a finální n a t r é n o v á n í neu ronové s í tě (obrázek 
p ře ja t z [25]) 

P ř e d t r é n o v á n í p o m o c í a u t o e n k o d é r u 

Síť je m o ž n é p ř e d t r é n o v a t n a p ř í k l a d p o m o c í d v o u v r s t v é neu ronové s í tě zvané autoenko-
dér . P o č e t v s t u p ů je u a u t o e n k o d é r u s h o d n ý s p o č t e m v ý s t u p n í c h n e u r o n ů , poče t n e u r o n ů 
v p r v n í v r s tvě je menš í , v iz ob rázek 2.7. D íky tomu p r o b ě h n e př i t r énován í s í tě zobecněn í 
dat. A u t o e n k o d é r lze p o u ž í t pro zakódován í a o p ě t o v n é dekódován í dat či pro komprimaci . 
S a m o t n é t r énován í p r o b í h á nás leduj íc ím z p ů s o b e m . V p r v n í m kroku jsou t r é n o v á n y váhy 
mezi vs tupem a p r v n í vrstvou. K tomu je v y t v o ř e n a vrstva dočasných n e u r o n ů , jejichž poče t 
je s h o d n ý s p o č t e m v s t u p ů . Tato vrstva je p ř i p o j e n a za p r v n í skrytou vrs tvu . Vzniklá struk
tura o d p o v í d á s t r u k t u ř e a u t o e n k o d é r u a m ů ž e bý t n a t r é n o v á n a metodou backpropagation. 
Po n a t r é n o v á n í jsou d o č a s n é neurony o d s t r a n ě n y . Z í skané v ý s t u p y se použi j í jako vstupy 
v da l š ím kroku, ve k t e r é m je opě t v y t v o ř e n a vrstva dočasných n e u r o n ů , u m í s t ě n a za druhou 
skrytou vrs tvu. O b d o b n ě se postupuje pro všechny s k r y t é vrs tvy h l u b o k é neu ronové s í tě . 

2.2.5 E x i s t u j í c í d o s t u p n é a r c h i t e k t u r y 

Z n a č n á čás t ú spěšnos t i neu ronové s í tě závisí na n á v r h u její architektury [ ]. Jel ikož se ná
vrhem n e u r o n o v ý c h sí t í zabývá s tá le více o d b o r n í k ů , vznikaj í i r ů z n é soutěže , k t e r é maj í 
nové architektury p o r o v n á v a t . O d roku 2010 je p o ř á d á n a k a ž d o r o č n í sou těž ImageNet Large 
Scale Visual Recognition Challenge ( I L S V R C ) [31], kde v ý z k u m n é t ý m y p ředk l áda j í pro
gramy, k t e r é klasifikují a de teku j í objekty na sn ímcích . O d roku 2010 v ý r a z n ě roste úspěš 
nost klasifikace. V roce 2011 byla v r á m c i I L S V R C d o b r á chybovost 25 %, v následuj íc ích 
letech se snížila na několik procent. P r á v ě sou těž ImageNet motivovala vývo já ře a v ý r a z n ě 
p ř i spě la k vy tvo řen í úspěšnějš ích architektur. 

Pro p o r o v n á n í klasifikačních p r o g r a m ů se nejčastěj i využívaj í dvě metr iky [ ]. P o k u d je 
t e s t o v á n a p ř e s n á shoda referenčního řešení s ne j lépe o h o d n o c e n ý m v ý s t u p e m t e s t o v a n é h o 
programu, n a z ý v á se tato metr ika Top-1 přesnost (Top-1 accuracy). Top-5 přesnost (Top-5 
accuracy) pak potvrzuje sp r ávnos t klasifikace v p ř í p a d ě , že se referenční řešení nacház í mezi 
pě t i nej lépe o h o d n o c e n ý m i výs tupy . N a o b r á z k u 2.13 jsou s r o v n á n y n ě k t e r é architektury 
metr ikou Top-1. Nás ledu je s t r u č n ý popis n ě k t e r ý c h existuj ících architektur účas tn íc í ch se 
sou těže I L S V R C . 
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V s t u p První v r s t v a Výstupní v r s t va 

O b r á z e k 2.7: S c h é m a a u t o e n k o d é r u 

LeNet5: Jedna z p rvn í ch konvolučních h l u b o k ý c h n e u r o n o v ý c h sí t í vzn ik la v roce 1994 
a byla p o j m e n o v á n a LeNet5 . Z á s a d n í pro n i b y l pohled na to, že jsou obrazové p rvky 
rozloženy po celém obraze. Konvoluce s parametry, k t e r é lze uč i t , je úč inný z p ů s o b , 
jak tyto p rvky extrahovat nezávis le na jejich pozic i (obrázek 2.8). Jel ikož v t é d o b ě 
neexistovaly v ý k o n n é grafické karty, bylo t r énován í neu ronových sí t í velmi p o m a l é . 
Klíčovou v l a s tnos t í proto bylo p r ů b ě ž n é u k l á d á n í p a r a m e t r ů a v ý p o č t ů . N a rozdí l 
od p lně p ropo j ených n e u r o n o v ý c h sí t í nevyuž ívá LeNet5 s a m o s t a t n é hodnoty pixelů 
v p r v n í v r s tvě , neboť by t í m př iš la o v z á j e m n é vztahy mezi pixely. 

C3: f. maps 16® 10x10 

Convolutions Subsampl ing Convolutions Subsampl ing Full connection 

O b r á z e k 2.8: Arch i tek tu ra konvoluční neu ronové s í tě LeNet5 . O b r á z e k p ře j a t z [12]. 

D a n Ciresan Net: D íky levnějš ím f o t o a p a r á t ů m a rozší ření mobi ln ích telefonů s fotoapa
r á t y zača ly na p ř e l o m u t isíci let í vznikat o b j e m n é d a t o v é sady, na nichž bylo m o ž n é sí tě 
t r é n o v a t . V roce 2010 byla Danem Ciresanem zveře jněna jedna z p rvn í ch i m p l e m e n t a c í 
neuronové s í tě na grafické k a r t ě . Síť obsahovala d o p ř e d n o u i z p ě t n o u implementaci 
a podporovala až devě t vrstev. 

AlexNet : H lubš í a mnohem širší verzí p ředchoz í s í tě LeNet5 se v roce 2012 stala síť A l e -
xNet , jež v t om s a m é m roce v y h r á l a sou těž ImageNet. A lexNe t m ů ž e bý t p o u ž i t a na 
naučen í mnohem složitějších ob j ek tů . Síť vylepšuje LeNet5 o pool ing nejvyšší hod-
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noty n a m í s t o p r ů m ě r u j í c í m u poolingu, využ i t í grafických karet pro t r énován í a další . 
Úspěch s í tě A lexNe t z a p o č a l malou revoluci v oblasti h l u b o k é h o učení , od t é t o chvíle 
se konvoluční neu ronové s í tě staly h l a v n í m p ř e d m ě t e m zá jmu. 

V G G : Síť V G G z Oxfordu byla p r v n í sí t í , v níž byly p o u ž i t y daleko menš í filtry o velikosti 
3 x 3 pixely. Takto m a l é filtry byly použ i t y v k a ž d é konvoluční v r s tvě a byly kombi
novány jako sekvence konvolucí . N a p r v n í pohled síť V G G odporuje z á s a d á m ze sítí 
LeNet a A lexNe t o použ íván í větš ích filtrů 9 x 9 nebo 11 x 11. V Oxfordu ale zj is t i l i , 
že sekvence 3 x 3 konvolucí m ů ž e napodobit vě tš í filtry. 

Network-in-network: Arch i tek tu ra síť v sí t i použ ívá p ros to rové M L P vrs tvy po každé 
konvolucí , aby bylo m o ž n é lépe zkombinovat parametry p ř e d dalš í vrstvou (obrázek 
2.9). K tomu využ ívané fi l try l x l mohou opě t vzbuzovat pochybnosti vzhledem 
k p ů v o d n í m p r i n c i p ů m sí tě LeNet5 . Ve sku t ečnos t i však dokáž í spojovat konvoluční 
p rvky lépe než p o u h é navazování konvolučních vrstev. Ve výs ledku tedy používaj í 
daleko m é n ě p a r a m e t r ů , neboť jsou sdí leny mezi všemi pixely t ě c h t o funkcí. Síla M L P 
m ů ž e v ý r a z n ě zvýši t ú spěšnos t j edno t l i vých konvolučních funkcí jejich kombinac í do 
složitějších skupin. Síť v sí t i použ ívá p r ů m ě r v pooling v r s tvě jako součás t pos l edn ího 
klasif ikátoru. 

O b r á z e k 2.9: S c h é m a sí tě v sí t i . O b r á z e k p ře j a t z [12] 

GoogLeNet a Inception: Vzhledem k na růs t a j í c í ú spěšnos t i h l u b o k ý c h n e u r o n o v ý c h sítí 
se velké firmy jako Google zača ly za j íma t o efekt ivní na sazen í n e u r o n o v ý c h s í t í na 
svých serverových fa rmách . Vývojář z Google Chr i s t i an se proto snaži l na j í t způ
sob, jak snížit v ý p o č e t n í n á r o k y h l u b o k ý c h neu ronových sí t í se zachován ím nej lepších 
možných výs ledků , p ř í p a d n ě jak zachovat n á r o k y a zvýši t ú spěšnos t . Se s v ý m t ý m e m 
vymyslel i modu l Inception, j enž je z n á z o r n ě n na o b r á z k u 2.10. 
Tento modu l obsahuje pa ra l e ln í kombinaci filtrů I x l , 3 x 3 a 5 x 5 . Nej významně j š í 
je ale použ i t í konvolučních b loků l x l , j enž snížily p o č e t p r v k ů p ř e d n á r o č n ý m i 
pa ra le ln ími bloky. Toto úzké m í s t o je označováno jako bottleneck a jeho funkci lze uvés t 
na p ř í k l a d u . P o k u d m á vrstva 256 v s t u p ů , 256 v ý s t u p ů a bude p rovádě t konvolucí 
filtrem 3 x 3 , provede celkem 256 x 256 x 3 x 3 = 589824 « 590000 operac í . S p o u ž i t í m 
filtru 1 x 1 se provede konvoluce na snížení p o č t u v s t u p ů n a p ř . na 64, tedy 256 x 
64 x 1 x 1 = 16384. P o t é je provedena konvoluce fil trem 3 x 3 s p o č t e m operac í 
64 x 64 x 3 x 3 = 36864. N a závěr se v ý s t u p y p ř ev ed o u zpě t 64 x 256 x 1 x 1 = 16384. 
Celkový p o č e t ope rac í je asi 70000, což je v p o r o v n á n í s p o č t e m ope rac í 590000 
skoro d e s e t i n á s o b n á ú s p o r a . Jel ikož mezi v s t u p n í m i daty existuje korelace, s vhodnou 
kombinac í filtrů se s touto redukc í nez t r ác í informace. V následuj íc ích letech p ředs t av i l 
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Previous layer 

O b r á z e k 2.10: modu l Inception s í tě GoogLeNet . P ř e j a t o z [37]. 

j m e n o v a n ý t ý m dalš í verze Inception V 2 , V 3 a V 4 , jež se liší p ř e d e v š í m v různých 
v a r i a n t á c h po sobě jdouc ích 3 x 3 filtrů. 
Celá h l u b o k á neu ronová síť GoogLeNet se s k l á d á z 22 vrstev, k t e r é obsahuj í parame
try, respektive 27 vče tně pool ing vrstev. S c h é m a celé architektury lze v idě t na o b r á z k u 
2.11. 

O b r á z e k 2.11: S c h é m a konvoluční h l u b o k é neu ronové s í tě GoogLeNet . M o d r é vrs tvy = kon-
voluční , če rvené vrs tvy = pooling, ž lu té vrs tvy = p lně p ropo jené , zelené vrs tvy = o s t a t n í . 
O b r á z e k pře ja t z [37] 

ResNet: Arch i tek tu ra ResNet vzn ik la koncem roku 2015 a m ě l a jednoduchou myš lenku . 
Výsledek po dvou v r s tvách je s loučen s hodnotou p ř e d t ě m i t o vrstvami, jak lze v idě t 
na o b r á z k u 2.12. M y š l e n k a přeskočení j e d n é vrs tvy již p o c h á z í z dřívější doby, nedosa
hovala však na rozdí l od p řeskočen í dvou vrstev v ý r a z n é h o zlepšení . T y t o dvě vrs tvy 
už lze považova t za Síť v sít i (Network-In-Network). ResNet je jednou z p rvn í ch archi
tektur, k t e r á umožn i l a vy tvo ř i t a n a t r é n o v a t neuronovou síť se s tovkami vrstev. Sítě 
s vě t š ím p o č t e m vrstev využívaj í bottleneck v r s tvu podobnou jako v Inception. ResNet 
použ ívá p o m ě r n ě jednoduchou inicial izační v rs tvu následuj íc í konvolucí filtrem 7 x 7 
a pool ing vrstvou. Jako konečný klasif ikátor využ ívá ResNet pool ing vrs tvu s vrstvou 
softmax. 
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O b r á z e k 2.13: S rovnán í ú spěšnos t i metr ikou Top-1 r ůzných architektur. P ř e j a t o z [12]. 

2.2.6 N á s t r o j e p r o p r á c i s n e u r o n o v ý m i s í t ě m i 

Jelikož je t r énován í i t e s tován í n e u r o n o v ý c h sí t í v ý p o č e t n ě velmi n á r o č n é , je t ř e b a opt imal i 
zovat m o ž n é algoritmy. D í k y r o s t o u c í m u rozš í ření n e u r o n o v ý c h sí t í vzn ik ly pro p rác i s n i m i 
frameworky řešící mimo j iné optimalizace společných a ča s to použ ívaných a lgo r i tmů . P r o 
u s n a d n ě n í p r á c e je proto v h o d n é p o u ž í t n ě k t e r ý z nich. Nás ledu je výče t a s t r u č n ý popis 
nejpoužívanějš ích f r ameworků [19]. 

Tensorflow: P o u ž í v a n ý open-source framework, p ř e d e v š í m pro p rác i s data flow grafy. 
P r á c e s frameworkem je na p o m ě r n ě nízké ú rovn i , už iva te l m u s í napsat více k ó d u než 
u n ě k t e r ý c h j iných f rameworků . Tensorflow podporuje C + + a Py thon . 

Theano: Jeden z ne js ta rš ích a s t ab i ln ích f rameworků . P o d o b n ě jako v Tensorflow je i pro
g r a m o v á n í v Theano na nízké ú rovn i . Framework bohuže l nepodporuje více grafických 
jednotek a proto p řecház í do pozad í . 

Keras: Novější framework s jasnou s y n t a x í a dobrou d o k u m e n t a c í . P r o g r a m o v á n í v n ě m je 
na vyšš í ú rovni , Keras pracuje dle v ý b ě r u nad frameworkem Tensorflow nebo Theano. 

Lasagne: Dalš í knihovna fungující na zák l adě f r ameworků Theano, k t e r á se snaž í o pří
větivější už iva te lské r o z h r a n í v Py thonu . K n i h o v n a byla svého času velmi rozš í řena , 
nyn í její použ íván í ustupuje. 
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Caffe: Jeden z ne j s ta rš ích a v současnos t i ne jpoužívanějš ích f r ameworků se n a z ý v á B V L C 
Caffe. J e d n á se o open source n á s t r o j zaměřuj íc í se pouze na poč í t ačové vidění . Ná
stroj je velmi op t ima l i zovaný a r o b u s t n í , nen í však tolik flexibilní. Disponuje rozhra
n í m v C + + , Py thonu , M a t l a b u a dalš ích . Umožňu je v ý p o č t y na procesoru (moduly 
v C + + ) i grafické k a r t ě (moduly pro C U D A ) . V p ř í p a d ě procesoru i grafické karty 
lze zvolit p o č e t p o u ž i t ý c h jader. P r o n á v r h s t ruktury je p o u ž i t o ser ia l izačního texto
vého f o r m á t u Protobuffer od Google. Caffe m á k dispozici velké m n o ž s t v í t y p ů vrstev, 
umožňu je ale i v l a s tn í definici. 

D S S T N E : Č a s t o p ř eh l í ženým frameworkem je D S S T N E (Destiny), k t e r ý nen í u r č e n pro 
v ý z k u m ani vývo j , nýb rž pro nasazen í do výroby. Dest iny n e u m o ž ň u j e v ý b ě r mezi 
procesorem a grafickou kar tou a nen í d o s t a t e č n ě p o p s á n . 

Torch: Framework použ ívaný ve v ý z k u m u pro Facebook odkoupi l Google. H l a v n í m úska l ím 
f rameworků Torch je použ íván í p rog ramovac ího j azyka L u a . 

Mxnet : Mxne t je knihovna podporu j í c í velké m n o ž s t v í p rog ramovac ích j a z y k ů (Python, 
R, C + + , Ju l i a a da lš í ) . Je využ ívaný spo lečnos t í A m a z o n a umožňu je m ě n i t poče t 
využ ívaných grafických jednotek. 

D L 4 J : Dokumentace t é t o knihovny je na velmi d o b r é ú rovn i . K n i h o v n a je jednou z m á l a , 
k t e r á podporuje j azyky Java, Clojure a Scala. 

Cognitive Toolkit: P o s l e d n í m z m í n ě n ý m frameworkem bude Cognit ive Toolki t , dř íve z n á m ý 
jako C N T K . Framework vyvíj í spo lečnos t Microsoft Research, mezi vývojář i ale nen í 
příliš p o p u l á r n í . 

2.3 Shrnut í 

K detekci a u t o m o b i l ů ve videu ze s t a t i cké kamery je m o ž n é použ í t mnoho různých metod, jež 
se liší v ú spěšnos t i , robustnosti a n á r o č n o s t i . Tato kapi tola se pod robně j i věnovala m e t o d á m 
s modelem p o z a d í a m e t o d á m s t ro jového učení . Me tody mode lován í p o z a d í lze použ í t ve 
videu ze s t a t i cké kamery, detekovat mohou pouze pohybl ivé objekty a to až v o k a m ž i k u , 
kdy m á s y s t é m v y t v o ř e n ý model pozad í . M o h o u však detekovat l ibovolné objekty, k t e r é se 
pohybuj í . B y l y p o p s á n y r ů z n é existuj ící metody s modelem pozad í , od l i šné v ú spěšnos t i 
i n á r o č n o s t i . S t ro jové učen í s h l u b o k ý m i n e u r o n o v ý m i s í t ěmi m ů ž e bý t p o u ž i t o na daleko 
širší šká lu p r o b l é m ů . B y l y p ř e d s t a v e n y nejběžněj i použ ívané architektury n e u r o n o v ý c h sít í , 
odl i šnos t i pro h l u b o k é neu ronové s í tě a jejich učení . Nejzaj ímavějš ími v r á m c i t é t o p r á c e jsou 
h y b r i d n í h l u b o k é neu ronové s í tě , u nichž se nejprve s a m o s t a t n ě p ř ed t r énu j í j edno t l ivé sk ry t é 
vrs tvy a až p o t é se síť n a t r é n u j e jako celek. Z pohledu p r o p o j e n í vrstev byly p o d r o b n ě j i 
p o p s á n y konvoluční neu ronové s í tě v h o d n é pro obrazová data. K a p i t o l a dá le popsala způsob 
učení h l u b o k é neu ronové s í tě a p ř eds t av i l a j iž v y t v o ř e n é d o s t u p n é architektury. Závě rem 
shrnula d o s t u p n é n á s t r o j e pro p rác i s n e u r o n o v ý m i s í těmi . 
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Kapitola 3 

Návrh systému 

J e d n í m z h lavn ích úkolů t é t o d ip lomové p r á c e je navrhnout a implementovat apl ikaci ana
lyzující obsazenost pa rkov i š t ě . Apl ikace je n a v r ž e n a a v y t v o ř e n a v p r o s t ř e d í R o b o t i c k é h o 
ope račn ího s y s t é m u (zkráceně R O S ) . Z á s a d n í v ý h o d o u R O S u v r á m c i t é t o aplikace je mož
nost rozděl i t program do s a m o s t a t n ý c h uz lů (p rocesů) , k t e r é spolu v z á j e m n ě komuniku j í 
p o m o c í z p r á v (komunikace je za ložena na T C P / I P ) . To umožňu je r e s t a r t o v á n í pouze jed
noho uz lu v p ř í p a d ě jeho se lhání , jednoduchou tvorbu různých variant aplikace na zák ladě 
p o ž a d a v k ů , transparentnost, l aděn í p o m o c í o d c h y t á v á n í z p r á v a další . 

P ř i n á v r h u aplikace by l kladen d ů r a z na b ě h v r e á l n é m čase, robustnost a znovupouž i t e l -
nost j edno t l i vých čás t í . K r o m ě s a m o t n é aplikace pro detekci je t ř e b a vy tvo ř i t software pro 
označování parkovac ích mís t a pro anotaci t rénovac ích videí . T y t o p o d p ů r n é aplikace v t é t o 
prác i pop i sovány nejsou. S t ruktura definičního X M L souboru pro definici parkovac ích mís t 
i X M L souboru pro m a p o v á n í lokálních ident i f iká torů na g lobáln í je p ř e j a t a z již zmiňované 
baka l á ř ské p ráce , zbytek s y s t é m u je n a v r ž e n nově. Celý n á v r h se z a k l á d á na p ř e d p o k l a d u , 
že už iva te l r u č n ě z a d á pozice parkovac ích mís t , jej ichž obsazenost je p ř e d m ě t e m z k o u m á n í . 
Vzhledem k faktu, že je toto označen í t ř e b a zadat pouze jednou př i instalaci s y s t é m u na 
parkoviš tě , ne j edná se o v ý r a z n ě omezuj íc í p o d m í n k u . 

V t é t o kapitole bude p o p s á n n á v r h aplikace s v y u ž i t í m t eo re t i ckých i p r ak t i ckých zku
šenost í . P r v n í čás t kapi toly popisuje s t rukturu n a v r ž e n é h o s y s t é m u a p o d r o b n ě j i se věnuje 
jeho j e d n o t l i v ý m u z l ů m a p r o p o j e n í mezi n imi . D r u h á čás t p ř e d s t a v u j e lokální k las i f ikátory 
a s lučování jejich výs ledků . V p ř í p a d ě překrývaj íc ích se p o h l e d ů z dvou a více kamer pak 
s y s t é m slučuje výs ledky ze všech lokálních klas i f ikátorů ze všech poh ledů , k t e r é z k o u m a n é 
mís to obsahuj í . K a p i t o l u ukončuje n á v r h rozložení sof twarových čás t í na h a r d w a r o v ý c h 
j e d n o t k á c h . 

3.1 Struktura a popis R O S uzlů 

N a o b r á z k u 3.1 je m o ž n é v idě t n á v r h s t ruktury celé aplikace. V levé čás t i o b r á z k u se na
cházejí skupiny uzlů , vždy jedna skupina pro jednu kameru. Tento n á v r h umožňu je p ř i d á n í 
l ibovolného p o č t u kamer bez nutnosti kompilace programu, pouze s p u š t ě n í m př í s lušných 
uzlů. Výs ledky z t ěch to skupin jsou dá le zp racovány dohromady a konečné r o z h o d n u t í o ob
sazenosti m ů ž e bý t p rezen továno . P o d r o b n ě j š í s c h é m a s y s t é m u je m o ž n é na léz t v pří loze 
na o b r á z k u B . l . Toto s c h é m a t a je rozš í řené o v izual izační uzly a uzly, k t e r é zpracovávaj í 
výs l edná data. V t é t o kapitule dá le nás leduje p o d r o b n ě j š í popis j edno t l i vých uzlů. 
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O b r á z e k 3.1: N á v r h s y s t é m u znázorňu je ne jvýznamně j š í R O S uzly, k t e r é jsou propojeny 
p o m o c í t é m a t (1: rtsp, 2: nezp racované snímky, 3: v y b r a n é nejlepší s n í m k y v u rč i t é frekvenci, 
4: s n í m k y bez deformací , 5: m ě k k á r o z h o d n u t í o obsazenosti, 6: dotazy pro zkont ro lování 
u rč i t ého m í s t a , 7: finální r o z h o d n u t í o obsazenosti, 8: http) 
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3.1.1 Z p r a c o v á n í s n í m k ů z k a m e r y 

Uzel , k t e r ý zpracovává s n í m k y z kamery, se n a z ý v á Gscam. J e d n á se o j iž v y t v o ř e n ý uzel 
v R O S u , k t e r ý zpracovává video z I P kamery vys í lané p o m o c í R T S P . U z e l vysí lá p ř i j a té 
s n í m k y p o m o c í již v y t v o ř e n é z p r á v y vče tně p ř í d a v n ý c h informací o o b r á z k u a stavu kamery. 
U z e l nav íc kontroluje funkčnost kamery a př i je j ím v ý p a d k u obnov í odes í lán í s n í m k ů . Gscam 
využ ívá Gstreamer, m u l t i m e d i á l n í framework p o d o b n ý DirectShow. Vzhledem k faktu, že je 
Gstreamer k o m p a t i b i l n í s t é m ě ř k a ž d ý m standardem pro n a h r á v á n í videa pod L inuxem, činí 
Gscam R O S k o m p a t i b i l n í s naprostou vě t š inou d o s t u p n ý c h webových kamer. D íky GStre-
ameru umožňu je Gscam pokroči le jš í zp racován í videa (vyvážení bílé barvy, o řezání atd.) 
i v p ř í p a d ě levnějších kamer. 

P ř i s p u š t ě n í Gscam vyžadu je konf igurační ře tězec zahrnuj íc í adresu kamery, fo rmát ob
razu, sn ímkovou frekvenci a dalš í m o ž n é na s t aven í . Touto konfigurací je uzel m o ž n é napojit 
na l ibovolnou kameru bez nutnosti kompilace. Pokroč i l é n a s t a v e n í pak upravuje v ý s t u p 
uzlu. Bohuže l v oficiálním repoz i t á ř i R O S u je Gscam d o s t u p n ý v nejvyšší verzi Hydro Me
dusa, bylo tedy t ř e b a tento uzel r u č n ě přeloži t (pro použ i t í v novějších verz ích) . P ř i t é t o 
př í lež i tos t i by la do uz lu p ř i d á n a rozšiřující funkcionalita s p o j e n á s kontrolou a odes í l án ím 
stavu kamery. 

3.1.2 F i l t r a c e s n í m k ů 

S n í m k y jsou z uz lu Gscam p ř e d á n y do da l š ího uz lu k filtraci. U z e l Image f i l t e r slouží 
k l ibovolné filtraci př íchozích sn ímků . V p ř í p a d ě p o t ř e b y nižšího p o č t u s n í m k ů za v t e ř i nu 
uzel vybere pouze n ě k t e r é př íchozí sn ímky, k t e r é odesí lá s nastavenou frekvencí. V ý b ě r 
s n í m k u m ů ž e bý t čis tě n á h o d n ý nebo se m ů ž e jednat o složitější algoritmus porovnávaj íc í 
př íchozí sn ímky. T í m t o z p ů s o b e m je m o ž n é v y ř a d i t p ř í p a d n é v a d n é sn ímky. V r á m c i tohoto 
uzlu je m o ž n é p ř e d p ř i p r a v i t př icházej ící s n í m k y z p ů s o b e m t o t o ž n ý m pro všechny následuj íc í 
klasif ikátory. P ř í k l a d e m je z m ě n a velikosti s n í m k u pro snížení toku dat. 

Navržený uzel filtruje s n í m k y p o m o c í p o r o v n á v á n í histogramu př íchoz ího s n í m k u s p rů 
m ě r n ý m histogramem předchoz ích s n í m k ů (obrázek 3.2). P o k u d se histogramy liší, sn ímek 
nen í odes l án a v y b í r á se j i ný sn ímek . P o k u d jsou histogramy p o d o b n é , sn ímek se odešle 
a p r ů m ě r n ý histogram je ak tua l i zován . P r á h rozhoduj íc í o př i je t í m ů ž e už iva te l nastavit, 
v p ř í p a d ě chybných s n í m k ů se však hodnoty v ý r a z n ě liší, nen í proto n u t n é hledat přes
nou hranici . Takto jsou o d s t r a n ě n y v a d n é s n í m k y z kamery a p ř i t o m zachovány s n í m k y 
s postupnou z m ě n o u (nap ř . z m ě n a osvět lení ) . Uze l odesí lá s n í m k y s nastavenou frekvencí, 
p ř e b y t e č n é s n í m k y zahazuje. 

Pro p o r o v n á n í h i s t o g r a m ů existuje ř a d a metod, jež lze rozděl i t do t ř í zák ladn ích skupin 
[36]. T y t o skupiny jsou zde s t r u č n ě p ř e d s t a v e n y s ohledem na k o n k r é t n í využ i t í v pop i sované 
aplikaci . 

P r o s t ý r o z d í l 

P r v n í z nich p o r o v n á v á pouze celkové velikosti h i s t o g r a m ů a nezohledňuje rozložení dí lů 
h i s t o g r a m ů . N a z ý v á se prostý rozdíl a v p ř í p a d ě s te jně velkých s n í m k ů p o s t r á d á smysl. 
Vzhledem k tomu, že n a v r h o v a n á aplikace zpracovává n e u s t á l e s te jně velké sn ímky, nen í 
t ř e b a se touto metodou dá le zaob í r a t . 
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O b r á z e k 3.2: S p r á v n ý a chybný sn ímek s odpovída j í c ími histogramy 

M e t o d y dí l po d í l u 

D r u h á skupina metod se označuje jako metody díl po dílu (bin-by-bin). T y t o metody již 
porovnáva j í čás t i histogramu se s t e jnými indexy, nezohledňuj í v šak p o s u n u t í geometricky 
p o d o b n ý c h h i s t o g r a m ů . Budou- l i se lišit hodnoty na s te jných indexech, metody již nezo-
h ledn í hodnoty sousedních i ndexů a histogramy budou vykazovat velkou rozd í lnos t . P ř í 
kladem t ě c h t o metod jsou Minkowského vzdálenost, Bhattacharyya vzdálenost, statistika \ 2 

a divergence Kullback-Leibler. 

M e t o d y k ř í ž e n í d í l ů 

T ř e t í skupina metod p o r o v n á v á k a ž d o u čás t histogramu se všemi o s t a t n í m i č á s t m i s růz
n ý m i indexy, př i v ý p o č t u rozdí lu h i s t o g r a m ů zohledňuje topografickou vzdá lenos t dí lů . T y t o 
metody jsou v ý p o č e t n ě náročně jš í , ale dosahuj í g lobá lně lepších výs ledků než metody z před
chozích skupin. D o t é t o skupiny p a t ř í metody kvadratická vzdálenost, kumulativní vzdálenost 
a statistika Kolmogorov-Smirnov. 

3.1.3 T r a n s f o r m a c e s n í m k ů 

Pro přesnějš í klasifikaci jsou ze s n í m k ů o d s t r a n ě n y nežádouc í deformace. Dalš í uzel odstra
ňuje r ad iá ln í distorzi a p e r s p e k t i v n í zobrazen í , aby byla všechna parkovac í m í s t a v obraze 
p o d o b n ě velká . U k á z k y s n í m k ů bez t r ans fo rmac í a s o d s t r a n ě n ý m i deformacemi lze v idět 
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na o b r á z k u 3.5. O d s t r a n ě n í zmíněných deformací k r o m ě přesnějš í klasifikace za ruču je t aké 
snížení toku dat, o d s t r a ň u j e to t i ž ze s n í m k ů n e p o t ř e b n é okolí pa rkov i š t ě . 

R a d i á l n í distorze 

R a d i á l n í distorze neboli r ad i á ln í zkreslení je j e d n í m z nej významně j š í ch zkreslení obrazu 
[21]. P ř i r ad i á ln í distorzi nen í p ř í čné zvě tšení po ce lém pol i obrazu s te jné , č ímž je p o r u š e n a 
geomet r i cká podobnost p ř e d m ě t u a jeho obrazu. V obraze se projevuje zak ř ivenými l in iemi , 
k t e r é by měly bý t p ř í m é . Toto zkreslení je z p ů s o b e n o zak ř iven ím čočky kamery, čas to je 
ale úmys lné , neboť je kamera schopna zachytit rozsáhlejš í oblast. Objekt iv s čočkou, jejíž 
z á b ě r m á velmi š i roký úhe l (d iagoná ln í úhe l okolo 180°) , se označuje jako ryb í oko. 

O b r á z e k 3.3: Č t v e r e c na s n í m k u s r ad iá ln í distorzi je opraven na č tverec s r o v n ý m i l in iemi . 

Jel ikož je obraz po kraj ích zdeformován více než u p r o s t ř e d , je v h o d n é pro následuj íc í 
t r énován í deformaci odstranit (viz ob rázek 3.3). R a d i á l n í distorzi lze ze s n í m k u odstranit 
apl ikací následuj íc ích rovnic [21]: 

x = xc + L(r)(x - xc) ý = yc + L(r)(y - yc) (3.1) 

(x, y) jsou p ů v o d n í souřadn ice , (x, y) jsou nové sou řadn i ce s o d s t r a n ě n o u distorzi a (xc, yc) 
určuje s t ř e d r ad i á ln ího zkreslení s p o l o m ě r e m r . Funkce L{r) je def inována pro poz i t ivn í 
hodnoty r a p l a t í L(0) = 1. Funkce d o s t a t e č n ě aproximuj íc í o d s t r a n ě n í distorze m ů ž e bý t 
d á n a Tay lo rovým polynomem: 

x = x(l + kir2 + k2r4 + k3r6) ý = y(l + kxr2 + k2r4 + k3r6) (3.2) 

Pro o d s t r a n ě n í distorze je t ř e b a z n á t koeficienty {ki, k2,k3,xc, yc}. Možný z p ů s o b jejich zjiš
t ěn í je p o u ž i t í m ka l ib račn ího videa a v ý p o č t e m z tohoto videa, n a p ř . funkcí calibrateCamera 
z knihovny O p e n C V . Společně s t ě m i t o koeficienty je t ř e b a z n á t i ka l ib račn í mat ic i kamery. 
K n i h o v n a O p e n C V umožňu je odstranit i t a n g e n c i á l n í zkreslení . N a s n í m k u toto zkreslení 
v šak nen í tol ik vý razné , a proto m u zde nen í věnována větš í pozornost. 

Perspektiva 

Perspektiva je op t i cký jev, p ř i n ě m ž se vzdálenějš í objekty zdán l ivě jev í menš í než bližší 
objekty [21]. V obraze se projevuje zk racován ím linií vzdálenějš ích od kamery, s b í h á n í m 
rovnoběžek s m ě r e m k jednomu bodu (úběžn ík) a z m e n š o v á n í m vzdá lenos t í mezi objekty 
vzdá leně jš ími od kamery. 

Pro nás l edné zp racován í s n í m k ů je v h o d n é , aby byla v šechna parkovac í m í s t a na s n í m k u 
p o d o b n ě velká, čehož je m o ž n é d o s á h n o u t p rávě o d s t r a n ě n í m p e r s p e k t i v n í h o zkreslení (ob
rázek 3.4). K o d s t r a n ě n í je t ř e b a t r a n s f o r m a č n í matice, kterou lze snadno v y p o č í t a t . P r o 
v ý p o č e t je n u t n é zadat a l e spoň t ř i body v p ů v o d n í m obraze a j i m odpovída j íc í t ř i body 
v n o v é m obraze, k t e r é jsou s v ý m roz ložením s h o d n é s tvarem r e á l n é m u objektu. V kn ihovně 
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o p e n C V provád í tuto transformaci funkce f indHomography, k t e r á h l e d á p e r s p e k t i v n í trans
formaci H mezi zdrojovou a cílovou plochou: 

\<] x% 
Si ví ~ H Vi 

i i 
(3.3) 

S a m o t n ý v ý p o č e t se snaž í minimalizovat chybu z p ě t n é projekce: 

huXj + hi2Vi + h 1 3 \ 2

 | 

h3iXi + h32yi + h33J Vi 
h2iXj + h22Vi + h23 V 

/ l 3 l X j + h32Vi + / i33/ 
(3.4) 

Jel ikož je obraz mimo pa rkov i š t ě pro detekci obsazenosti n e p o d s t a t n ý , je ho m o ž n é spo
lečně s o d s t r a n ě n í m p e r s p e k t i v n í h o zkreslení odstranit . Označí- l i už iva te l celé pa rkov i š t ě 
č ty řmi body v rozích pa rkov i š tě , lze jako odpovída j íc í body v n o v é m obraze použ í t p rávě 
rohy výs l edného sn ímku . V závislost i na rozměrech pa rkov i š t ě a s n í m k u m ů ž e bý t obraz 
deformován ( roz tažen) v ose x nebo y. To lze vyřeš i t s p r á v n ý m n a s t a v e n í m r o z m ě r ů sn ímku . 
Vzhledem k tomu, že jsou ale r o z t a ž e n a v šechna parkovac í mí s t a , m ů ž e bý t i takto deformo
vaný obraz již p o n e c h á n (za p ř e d p o k l a d u , že jsou takto deformované s n í m k y p o u ž i t y i pro 
t r énován í k las i f iká toru) . 

O b r á z e k 3.4: Č tve rec na s n í m k u s p e r s p e k t i v n í m zkres len ím je opraven na č tverec s rovno
b ě ž n ý m i stranami. 

3.1.4 L o k á l n í k l a s i f i k á t o r y 

Lokáln í k las i f ikátory jsou jednou z nej významně j š í ch čás t í celé aplikace. N á v r h s y s t é m u 
zahrnuje větš í m n o ž s t v í j e d n o d u š š í c h lokálních klas i f ikátoru, jej ichž dílčí výs ledky jsou dále 
zp racovány a slučovány. Loká ln í klas i f ikátor je proto rozdě len na dvě čás t i . P r v n í čás t je 
spo lečná pro všechny lokální k las i f ikátory a zahrnuje r u t i n n í p r á c e jako je př i je t í s n í m k ů 
či odes lán í výs ledků . V t é t o čás t i je t a k é na z a č á t k u b ě h u aplikace n a č t e n konf igurační 
soubor, k t e r ý popisuje u m í s t ě n í parkovac ích mís t , jejich tvar a rozdělení do skupin. 

V ý s t u p e m k a ž d é h o loká ln ího klas i f ikátoru je sada m ě k k ý c h r o z h o d n u t í o obsazenosti 
př í s lušných parkovac ích mís t . P r o odes í lán í výs ledků lze zvolit jeden ze dvou rež imů. Pokud 
jsou všechna m í s t a zp racovávána současně , odes í lá se jedna zp ráva slučující obsazenost 
všech parkovac ích mís t . P o k u d je pro zp racován í pa rkovac ího m í s t a t ř e b a delší doby, m ů ž e 
klasif ikátor odes í la t p o s t u p n ě více zp ráv , jež obsahuj í vždy jedno parkovac í mí s to . O b a 
p ř í s t u p y je t a k é m o ž n é kombinovat. 

S a m o t n á klasifikace obsazenosti parkovac ích mís t p r o b í h á v d r u h é čás t i loká ln ího klasi
fikátoru. Tato čás t je již pro k a ž d ý klasif ikátor rozd í lná a p rávě na n í závisí ú spěšnos t celé 
klasifikace. Jako lokální klasif ikátor je m o ž n é použ í t prakt icky jakoukoliv funkci rozhodu
jící o obsazenosti parkovacích m í s t , jejíž ú spěšnos t je lepší než 50 %. P ř í k l a d y úspěšných 
klas i f ikátoru jsou h r a n o v ý klasif ikátor , klasif ikátor založený na modelu p o z a d í a detekci 
pohybuj íc ích se vozidel či klasif ikátor za ložený na p o r o v n á v á n í h i s t o g r a m ů . B ě h e m vývoje 
bylo i m p l e m e n t o v á n o několik klas i f ikátoru, k t e r é testovaly n á v r h sy s t ému . P ř í k l a d e m m ů ž e 
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O b r á z e k 3.5: P ů v o d n í sn ímek (vlevo n a h o ř e ) , sn ímek po o d s t r a n ě n í r ad iá ln í distorze (vpravo 
nahoře ) a sn ímek po o d s t r a n ě n í perspektivy (dole) 

bý t h r a n o v ý klasif ikátor určuj ící obsazenost pa rkovac ího m í s t a pouze na zák l adě p o č t u 
v ý r a z n ý c h hran na tomto m í s t ě . P o p ř i d á n í v ý r a z n ě úspěšnějš ích klas i f ikátorů byly tyto 
j e d n o d u š š í verze n e p o t ř e b n é , by ly proto ze s y s t é m u o d s t r a n ě n y . A k t u á l n í verze pop i sované 
aplikace použ ívá dva klasif ikátory, h lubokou neuronovou síť a klas i f ikátor s modelem pozad í . 
Jejich funkčnost bude p o d r o b n ě j i p o p s á n a dá le . 

N á v r h s y s t é m u umožňu je klasifikaci všech parkovacích mís t najednou nebo klasifikaci 
po jednom m í s t ě . V p ř í p a d ě použ i t í d r u h é varianty (nap ř . kvůl i déle t rvaj íc í d o b ě v ý p o 
č tu ) je pro v ý b ě r nás leduj íc ího pa rkovac ího m í s t a pro klasifikaci v y u ž i t a p lánovac í fronta 
se t ř e m i pr ior i tami . Nejnižší pr ior i tu získávají pa rkovac í m í s t a automaticky, pokud nen í 
p ř i d á n p o ž a d a v e k s vyšší pr ior i tou. Pa rkovac í m í s t a s nejnižší pr ior i tou testuje klasif ikátor 
p o s t u p n ě a n e p ř e t r ž i t ě . P o k u d g lobáln í klasif ikátor odešle loká ln ímu klas i f ikátorů p o ž a d a 
vek na zkont ro lování obsazenosti u r č i t ého pa rkovac ího m í s t a , p ř i d á se do fronty toto m í s t o 
s nejvyšší pr ior i tou. M í s t a s nejvyšší pr ior i tou jsou klasif ikována v ž d y p ř e d n o s t n ě , neboť 
jsou pro g lobální klasif ikátor nej významně j š í . K p o ž a d a v k u docház í n a p ř . v p ř í p a d ě , kdy 
j iný klasif ikátor detekoval z m ě n u obsazenosti a je t ř e b a a k t u á l n í stav posoudit. Po klasifi
kaci m í s t a s nejvyšš í pr ior i tou je za už iva te l em zvolený čas n a p l á n o v a n á klasifikace tohoto 
m í s t a se s t ř e d n í priori tou, aby bylo r o z h o d n u t í zkont ro lováno . 
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3.1.5 G l o b á l n í k l a s i ŕ i k á t o r 

Výsledky lokálních klas i f ikátorů jsou s lučovány v g lobá ln ím klasi f ikátoru, k t e r ý je společný 
pro celý s y s t é m . G lobá ln í k las i ŕ ikátor m á dvě h lavn í funkce. Z a p rvé s lučuje m ě k k á rozhod
n u t í lokálních klas i f ikátorů v r á m c i j e d n é skupiny, tedy urču je finální obsazenost parkova
cích mís t z pohledu j e d n é k o n k r é t n í kamery. V p ř í p a d ě j e d n o k a m e r o v é h o s y s t é m u se j e d n á 
o h lavn í funkci g lobá ln ího klas i f ikátoru. 

V p ř í p a d ě v ícekamerového s y s t é m u je druhou funkcí s lučování r o z h o d n u t í o obsazenosti 
jednoho parkovac ího m í s t a s n í m a n é h o více kamerami. P ř i ř a z e n í dvou a více označen í ke 
k o n k r é t n í m u pa rkovac ímu m í s t u je rea l izováno p r o s t ř e d n i c t v í m g lobá ln ího konf iguračního 
souboru, k t e r ý mapuje označen í v r á m c i k a ž d é scény na g lobáln í označen í pa rkovac ího 
mí s t a . Toto m a p o v á n í z adává už iva te l p ř e d s p u š t ě n í m aplikace o b d o b n ě jako označování 
j edno t l i vých parkovacích mís t . 

T y t o dvě funkce jsou v s y s t é m u real izovány současně , neboť pohled z dalš í kamery 
lze c h á p a t jen jako dalš í sadu klas i f ikátorů. Z a z n a m e n á v á n í dílčích výs ledků v g lobá ln ím 
klas i f ikátoru a jejich zpracováván í se realizuje nás ledovně . 

Z á s o b n í k d í l č í c h v ý s l e d k ů 

Zák ladn í jednotkou, k t e r á realizuje uchovávání výs ledků , jejich zp racován í a v y h o d n o c e n í je 
objekt se z á s o b n í k e m n a z v a n ý Rate Stack, v iz ob rázek 3.6. K a ž d é m u pa rkovac ímu m í s t u 
v g lobá ln ím prostoru je p ř i ř azen p r á v ě jeden zásobník . P o k u d se parkovac í m í s t o nacház í na 
více pohledech více kamer a v k a ž d é m pohledu je označeno j i n ý m iden t i f iká torem, p ros t ř ed 
n i c tv ím g lobá ln ího m a p o v á n í se tomuto m í s t u p ř i ř ad í pouze jeden g lobáln í ident i f ikátor , 
a proto i jeden zásobník . 

Obdrž í - l i g lobáln í k las i ŕ ikátor jeden či více výs ledků od lokálních klas i f ikátorů, uloží tyto 
výs ledky do p ř í s lušného zá sobn íku se s p r á v n ý m iden t i f iká torem. K r o m ě s a m o t n é hodnoty 
je u ložen i ident i f iká tor scény a klas i f ikátoru, v á h a klas i f ikátoru a časové raz í tko . V pra
v ide lných intervalech jsou pak tyto hodnoty využ i t y pro v ý p o č e t konečného r o z h o d n u t í 
o obsazenosti. Z p ů s o b v ý p o č t u závisí na zvo leném typu objektu Rate Stack. Jsou navr
ženy t ř i typy ob j ek tů , k t e r é lze pro tento v ý p o č e t využ í t . 

V á ž e n ý p r ů m ě r : Ne j j ednoduš š ím z p ů s o b e m sloučení výs ledků je vážený p r ů m ě r . N a zá
k ladě p ředchoz í ú spěšnos t i s a m o s t a t n ý c h lokálních klas i f ikátorů je k a ž d é m u z nich 
p ř i ř azena váha , kterou se ná sob í výs ledek v y p o č í t a n ý t í m t o klas i f iká torem. 

S V M : D ruhou m o ž n o s t í je Support Vector Machine, je j ímž z á k l a d e m je l ineárn í klasiŕi
ká to r . Tato metoda m á v ý h o d u v tom, že je schopna začleni t do rozhodován í i dalš í 
informace, k t e r é ovlivňují ú spěšnos t lokálních klas i f ikátorů. T ě m i t o informacemi mo
hou bý t a k t u á l n í d e n n í doba, m í r a osvět lení pa rkov i š t ě a další . 

N e u r o n o v á síť: T ř e t í m o ž n o s t í je j e d n o d u c h á neu ronová síť. O b d o b n ě jako S V M u m o ž 
ňuje zahrnout do rozhodován í p ř í d a v n é informace, nav íc se ale ne j edná o l ineárn í 
klas i ŕ ikátor . Jej í použ i t í m á v ý z n a m v p ř í p a d ě , kdy je k dispozici velké m n o ž s t v í 
klas i f ikátorů a p ř í d a v n ý c h informací . 

Objekt se z á s o b n í k e m dílčích výs ledků obsahuje k r o m ě zásobn íku dalš í p o t ř e b n é infor
mace, jako jsou časový l imi t , pos ledn í hodnota obsazenosti a v ě r o h o d n o s t . Časový l imi t je 
použ i t vždy, když se získávají p l a t n é hodnoty ze zásobn íku . Časové r az í tko k a ž d é h o z á z n a m u 
je p o r o v n á n o s t í m t o l imi tem a pokud je s t a r š í než l imi t , je tento z á z n a m ze zásobn íku od
s t r a n ě n . Pos l edn í hodnota se uchovává pro p ř ípad , že by nastal p r o b l é m s v y h o d n o c o v á n í m 
současné obsazenosti (např . v ý p a d e k kamery). V t a k o v é m p ř í p a d ě je ne jschůdnějš í řešení 
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ID = 0 ID = 1 
LIMIT = 2 sec LIMIT = 2 sec 
POSLEDNÍ = 0,19 POSLEDNÍ = 0,03 
VĚROHODNOST = 5 VĚROHODNOST = 4 

ID 0 
SCÉNA = 1 
KLASIFIKÁTOR = 0 
OBSAZENOST = 0,12 
VÁHA = 0,4 
ČAS = 2017-05-01 11:23:47,542 

SCÉNA = 0 
KLASIFIKÁTOR = 2 
OBSAZENOST = 0,23 
VÁHA = 0,25 
ČAS = 2017-05-01 11:23:46,983 

[1,0] = 0,12 
= 0,02 

= 0,94 = 0,98 

[1,0] = 0,12 
= 0,02 

= 0,89 

[0,2] = 0,23 
= 0,05 

= 0,89 

[0,2] = 0,23 
= 0,05 

= 0,10 = 0,10 

O b r á z e k 3.6: Zásobn íky s obsazenos t í lokálních klas i f ikátorů a d o d a t e č n ý m i informacemi 

odesí la t pos ledn í dostupnou informaci o obsazenosti. V ě r o h o d n o s t pak ř íká , do j a k é m í r y je 
výs ledek v ě r o h o d n ý v r á m c i rychlých z m ě n . Využívá se pro o d s t r a n ě n í tzv. "p řeb l ikáván í " 
obsazenosti, z p ů s o b e n é hodnotami b l ízkými rozhodovac ímu prahu. 

3.1.6 Prezentace v ý s l e d k ů 

Jelikož je pro člověka n u m e r i c k á podoba ident i f iká torů a obsazenosti mí s t t ě žko č i te lná , 
mohou bý t z í skané výs ledky někol ika způsoby z n á z o r n ě n y a nás l edně zveřejněny. K o k a m ž i t é 
kontrole sp rávnos t i s y s t é m u jsou odes í lány přes protokol H T T P a zobrazovány na webové 
s t r á n c e jako b a r e v n é označen í z í skaných výs ledků na sn ímcích z kamer. P r o pozdějš í a n a l ý z u 
jsou u k l á d á n y do d a t a b á z e jako z m ě n a obsazenosti k o n k r é t n í h o m í s t a v a k t u á l n í m čase. 
Z u ložených dat je m o ž n é z ískávat r ů z n é stat is t iky a vykreslovat odpovída j íc í grafy. M e z i 
t akové grafy p a t ř í historie obsazenosti, p r ů m ě r n á obsazenost b ě h e m dne, p r ů m ě r n é t r v á n í 
obsazenosti jednoho m í s t a a další . 

V r e á l n é m nasazen í se nabízej í dvě z á k l a d n í technologie zobrazován í výs ledků řidiči . 
Komplexně j š í z nich zahrnuje z j ednodušený model pa rkov i š t ě v mob i ln í apl ikaci či na 
webové s t r ánce , na kterou se m ů ž e ř idič kdykol iv p o d í v a t . Takové to s c h é m a obsahuje více 
informací pro ř idiče, k t e r ý si m ů ž e lépe vybrat preferované parkovac í mí s t . Apl ikace m ů ž e 
zahrnovat z n á z o r n ě n í barev a u t o m o b i l ů pro lepší orientaci, dobu t r v á n í obsazenosti či p řed
p o k l á d a n ý čas uvo lněn í pa rkovac ího m í s t a . M é n ě k o m p l e x n í m avšak p o h o d ln ě j š ím řešen ím 
jsou světe lné cedule r o z m í s t ě n é po parkoviš t i , k t e r é ř idiče p ř í m o naváděj í k vo lným par
kovacím m í s t ů m . V p ř í p a d ě cedul í ř idič n e m u s í vlastnit mob i ln í telefon ani j iné zař ízení 
a p ř e d e v š í m vidí s m ě r volných mís t o k a m ž i t ě bez nutnosti z a p í n á n í aplikace. 
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3.2 Klasifikace obsazenosti mís ta 

Jak již bylo řečeno , loká ln ím neboli d í lč ím klas i f iká torem se m ů ž e s t á t prakt icky j akáko l iv 
funkce, k t e r á o h o d n o t í obsazenost parkovac ích mís t v r e á l n é m čase s ú s p ě š n o s t í lepší než 
50 %. Z d ů v o d u omezených zd ro jů a p ř eh l ednos t i je v šak žádouc í co nejlepší ú spěšnos t 
klasifikace. Nás ledu je výče t n a v r h o v a n ý c h klas i f ikátorů v ž d y s k r á t k ý m popisem. 

H r a n o v ý k l a s i f i k á t o r 

J e d n o d u c h ý klasi f ikátor za ložený na p ř e d p o k l a d u , že se na n e o b s a z e n é m pa rkovac ím mís t ě 
vyskytuje ř ádově m é n ě vý razných hran než na o b s a z e n é m m í s t ě s automobilem. Úspěšnos t 
t é t o metody je závis lá na povrchu pa rkov i š t ě a na vzhledu j e d n o t l i v ý c h a u t o m o b i l ů . Jel i 
kož jsou de t ekované hrany z n á z o r n ě n y k o n s t a n t n í š í řkou čáry, velmi tomuto klas i f ikátorů 
n a p o m á h á o d s t r a n ě n í perspektivy. N a sn ímcích s perspektivou jsou to t iž vzdálenějš í m í s t a 
v ý r a z n ě menš í než m í s t a bližší, p o m ě r označených pixelů coby hran se proto t a k é v ý r a z n ě 
liší. O d s t r a n ě n í m perspektivy se tyto rozdí ly z t ráce j í . V ý h o d o u h r a n o v é h o klas i f ikátorů je 
velmi m a l á n á r o č n o s t a schopnost klasifikace z j ed iného s n í m k u . N e n í proto t ř e b a p o č á t e č n í 
inicializace a klasif ikátor je m o ž n é využ í t i pro inicial izaci dalš ích klas i f ikátorů nebo pro 
u s n a d n ě n í a n o t a c í už iva te lem. H r a n o v ý klasi f ikátor nen í v ý p o č e t n ě náročný , avšak úspěš 
nost se v ý r a z n ě zhorš í v p ř í p a d ě okluzí či s t ínů . 

K l a s i f i k á t o r s modelem p o z a d í 

Složitější klasif ikátor , než je klasif ikátor h ranový , využ ívá ke klasifikaci model pozad í . Porov
n á n í m a k t u á l n í h o s n í m k u s modelem p o z a d í je m o ž n é detekovat pohybuj íc í se automobily, 
k t e r é přij íždějí či odjíždějí na s ledované parkovac í mí s to . Me toda vyžadu je p o č á t e č n í in ic i 
alizaci za p ř e d p o k l a d u , že jsou n ě k t e r á parkovac í m í s t a obsazená . V t a k o v é m p ř í p a d ě nen í 
m o ž n é vy tvo ř i t si model p o z a d í na z a č á t k u , pr incip je t ř e b a o b r á t i t . Nejprve se vy tvoř í 
model pro p ř í t o m n ý automobil , p ř i p r v n í v ý z n a m n é z m ě n ě se m í s t o klasifikuje jako volné 
a p o t é je m o ž n é vy tvo ř i t model pozad í . M o d e l u p o z a d í je v t a k o v é m p ř í p a d ě t ř e b a p ř e d a t 
informaci, k t e r é čás t i s n í m k u se ma j í aktualizovat (pozadí ) a k t e r é ma j í z ů s t a t neaktuali
zovány (obsazená m í s t a ) . 

Me toda m á h lavn í r i z ika v aktual izaci modelu pozad í . N a rozdí l od s ledování j edouc ích 
vozidel na vozovce nen í m o ž n é aktualizovat model p o z a d í po celou dobu. P o dobu obsa
zenosti pa rkovac ího m í s t a se p o z a d í m ů ž e v ý r a z n ě změn i t ( z m ě n a svě te lných p o d m í n e k , 
sníh na vozovce, s t ín atp.). Po o p u š t ě n í m í s t a automobilem se model p o z a d í od a k t u á l n í h o 
s n í m k u liší natolik, že je m í s t o s tá le považováno za obsazené . P r á v ě z tohoto d ů v o d u nen í 
m o ž n é využ í t pouze j e d n o d u c h é metody a je t ř e b a o b r á t i t se k m e t o d á m sofist ikovanějším. 

P o r o v n á n í s r e f e r e n č n í m bodem 

P o d p ů r n o u metodou př i z m ě n ě okolních p o d m í n e k je p o r o v n á n í s re fe renčním bodem. Uži
vatel ke k a ž d é m u s l edovanému pa rkovac ímu m í s t u p ř i ř ad í oblast, k t e r á se bude m ě n i t prav
d ě p o d o b n ě s t e j n ý m z p ů s o b e m jako p o z a d í d a n é h o m í s t a . P o d m í n k o u je, aby byla tato oblast 
po vě t š inu ča su neobsazená , vě t š inou se tedy bude jednat o vozovku p ř e d pa rkovac ím mís
tem. De tekovaný rozdí l je m o ž n é uplatni t př i p o r o v n á n í s modelem p o z a d í nebo v j iných 
m e t o d á c h . S a m o s t a t n ě je v šak tato metoda nepouž i t e lná , neboť se v p ř í p a d ě p rů j ezdu au
tomobi lu re fe renčním bodem z á s a d n ě změn í p o r o v n á n í tohoto bodu s pa rkovac ím m í s t e m 
a dojde k c h y b n é m u u rčen í obsazenosti. 
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Detekce vozidel 

Sofistikovanější metodou je p ř í m á detekce vozidla. T u je m o ž n é provés t r ů z n ý m i metodami, 
k t e r é se p ř e d e m nauč í , jak automobi l na pa rkovac ím m í s t ě v y p a d á . K detekci mohou bý t 
využ i ty metody AdaBoos t , H a a r ů v klasif ikátor a dalš í . Vzhledem k ú spěšnos t i a povaze 
z a d á n í t é t o p r á c e je p o u ž i t a h l u b o k á n e u r o n o v á síť. Úskal í t ě c h t o metod v r á m c i detekce 
na parkoviš t i je sku t ečnos t , že kamera s n í m á parkovac í m í s t a pod r ů z n ý m i úhly. Pro to je 
obt ížnějš í vy tvo ř i t jeden model pro l ibovolné de t ekované vozidlo. Nabíze j í se dvě m o ž n o s t i 
řešení . P r v n í m o ž n o s t í je v y t v o ř e n í vě t š ího p o č t u m o d e l ů a u t o m o b i l ů z různých ú h l ů a par
kovacímu m í s t u p ř i ř a d i t model, k t e r ý m í s t u nejvíce o d p o v í d á . V ideá ln ím p ř í p a d ě bude m í t 
každé parkovac í m í s t o v l a s tn í model . Tato varianta je velmi n á r o č n á na t rénovac í data i na 
b ě h aplikace, neboť je t ř e b a uchováva t modely pro v šechna m í s t a . M e t o d a bude se lhávat 
v p ř ípadech , kdy vozidlo nes to j í p ř e sně na pa rkovac ím mís t ě , ale zasahuje do něj jen svou 
čás t í . Druhou m o ž n o s t í je t r é n o v a t pouze jednu síť, vy tvo ř i t ale větš í p o č e t t ř íd , mezi nimiž 
se bude síť na zák l adě v s t u p n í c h s n í m k ů rozhodovat. M e z i t akové t ř í d y m ů ž e p a t ř i t p r á z d n é 
parkovací m í s to , vozidlo z boku, vozidlo z e p ř e d u a dalš í . P o klasifikaci jsou t ř í d y s loučeny 
zpě t do dvou zák ladn ích (volno nebo obsazeno). 

3.3 Sloučení výsledků klasifikátorů 

N a o b r á z k u 3.7 je z n á z o r n ě n a m o ž n o s t p ř e k r y v u p o h l e d ů dvou kamer u m í s t ě n ý c h na budově 
při lehlé k pa rkov iš t i . B a r e v n ě jsou zde označeny t ř i oblasti . Č e r v e n á oblast je s n í m á n a levou 
kamerou a obsazenost bude rozhodnuta na zák l adě klas i f ikátorů ze skupiny přís lušící t é t o 
k a m e ř e . O b d o b n ě budou parkovac í m í s t a nacházej íc í se v zelené oblasti o z n a č e n a za pomoci 
klas i f ikátorů z d r u h é skupiny. Nejzaj ímavějš í je m o d r á oblast u p r o s t ř e d , v níž se pohledy 
obou kamer překrýva j í . Ne j j ednodušš í m o ž n o s t í by bylo použ i t í k las i f ikátorů ze skupiny 
s kamerou, z k t e r é jsou parkovac í m í s t a v idě t lépe . V t a k o v é m p ř í p a d ě by se však z t ra t i ly 
informace z d r u h é kamery, k t e r é by př i r ozhodován í mohly pomoci . Pro to budou parkovací 
mí s t a , k t e r á se nacháze j í v t é t o oblasti, z p r a c o v á n a klas i f ikátory z p r v n í i d r u h é skupiny 
a využ i ty tak s n í m k y z obou kamer. Nav íc je m o ž n é využ í t tuto informaci pro zpřesněn í 
de tekcí i o s t a t n í c h mís t , neboť je m o ž n é porovnat vzhled s te jné oblasti z různých kamer. 

O b r á z e k 3.7: U k á z k a p ř e k r y v u p o h l e d ů z dvou kamer. Ideá ln í pozice kamery by byla na 
budově u p r o s t ř e d , jelikož je ale zn ičená , nen í na n i m o ž n é kameru umís t i t . 
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3.4 Shrnut í 

Apl ikace byla v y t v o ř e n a v p r o s t ř e d í R o b o t i ck éh o o p e r a č n í h o s y s t é m u a rozdě lena na jed
not l ivé uzly, k a ž d ý uzel s v l a s tn í funkcionalitou. Nejprve jsou s n í m k y zpracovány z kamery, 
nás l edně jsou všechny v a d n é s n í m k y vyfil trovány. P ř e d samotnou klasifikací se j e š t ě o d s t r a n í 
dvě deformace, r ad iá ln í distorze a perspektiva. Nejdůleži tě jš ími uzly jsou lokální klasifiká-
tory, jej ichž v ý s t u p e m jsou m ě k k á r o z h o d n u t í o obsazenosti s a m o t n ý c h mís t . D v a h l avn ími 
lokální k las i f ikátory se zak láda j í na h l u b o k é neu ronové sí t i a modelu pozad í . Doplňuj í je 
j e d n o d u š š í klasif ikátory, n a p ř . h r a n o v ý klasif ikátor . K o n e č n é r o z h o d n u t í o obsazenosti pro
vádí g lobální klasif ikátor , j enž slučuje výs ledky dílčích klas i f ikátorů z více kamer a dalš ích 
p ř ídavných informací . Výs l edná obsazenost je p r e z e n t o v á n a uživate l i v různých p o d o b á c h . 
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Kapitola 4 

Implementace aplikace 

Jak již bylo řečeno v p ř e d c h o z í m textu, celý s y s t é m je n a v r ž e n a i m p l e m e n t o v á n v Robo-
t i ckém o p e r a č n í m s y s t é m u ( R O S ) . R O S podporuje p r o g r a m o v a c í j azyky 0 + + i Py thon , 
v r á m c i t é t o p r á c e byly využ i ty oba. N a p r o s t á vě t š ina uz lů je p r o g r a m o v á n a v jazyce C + + , 
P y t h o n je p o u ž i t pro uzly nesouvisej ící s klasifikací, tzn . zp racován í a odes í lán í dat do 
d a t a b á z e a odes í lání dat do webového rozh ran í . Ačkoliv je R o b o t i c k ý o p e r a č n í s y s t é m ex
p e r i m e n t á l n ě provozován i na dalš ích p l a t fo rmách , d o p o r u č e n y a p lně p o d p o r o v á n y jsou 
dvě, U b u n t u a Debian. P r o vývoj b y l zvolen nejprve L i n u x U b u n t u 14.04, k t e r ý je podpo
rován verzí R O S u Indigo Igloo. Pozděj i b y l vývoj p ř e s u n u t na L i n u x U b u n t u 16.04 a R O S 
Kine t i c K a m e . 

Tato kapi tola se nejprve věnuje p o u ž i t ý m sof twarovým n á s t r o j ů m , z nichž nejvíce po
pisuje R o b o t i c k ý o p e r a č n í s y s t é m . Nás ledu je popis implementace kr i t ických čás t í sy s t ému . 
N a závěr kapi toly je př ib l íženo označován í parkovacích mís t . 

4.1 Použi té softwarové nástroje 

V dnešn í d o b ě vzn iká s tá le více volně d o s t u p n ý c h knihoven a ná s t ro jů , k t e r é v ý v o j á ř ů m 
usnadňu j í p rác i . Ve vě tš ině p ř í p a d ů nen í žádouc í v y t v á ř e t v l a s tn í implementace již vy
tvo řených a p ř e d e v š í m d o b ř e o t e s tovaných a l g o r i t m ů a funkcí. V t é t o p rác i je dle z a d á n í 
využ i t R o b o t i c k ý o p e r a č n í s y s t é m [30] (zkráceně R O S ) , do j ehož p r o s t ř e d í je aplikace za
sazena. P r o zp racován í obrazu a m n o h é funkce, týkaj íc í se poč í t ačového vidění , je m o ž n é 
použ í t rozš í řenou knihovnu O p e n C V (kde C V neboli Computer V i s i o n z n a m e n á poč í t ačové 
v iděn í ) . Dalš í p o d p ů r n é knihovny jsou sd ruženy ve frameworku Qt , k t e r ý pro tuto p rác i 
nen í nezbytný , avšak u s n a d ň u j e p rác i a sjednocuje n ě k t e r é p ř í s tupy . Nav íc tento framework 
umožňu je tvorbu grafických apl ikací , č ímž u s n a d ň u j e v y t v á ř e n í ap l ikac í s už iva t e l ským roz
h r a n í m . Jednou z t ěch to ap l ikac í je n a p ř í k l a d grafický editor pro označován í parkovac ích 
mís t a jejich anotaci. 

Naprosto z á s a d n í pro tuto p rác i je sku t ečnos t , že R O S integruje knihovny Qt i O p e n C V 
a obsahuje bal íček cv_bridge, k t e r ý propojuje funkce R O S u a O p e n C V . Bez tohoto propo
jen í by nebylo m o ž n é pos í la t o b r á z k y a zpracováva t je p o m o c í funkcí z knihovny O p e n C V . 
N e v ý h o d o u tohoto řešení se s t ává závislost na konk ré tn í ch verzích j edno t l i vých n á s t r o j ů 
a obt ížnějš í p ř e c h o d na novější verze. P ř í k l a d e m nechť je uveden import frameworku Qt , 
k t e r ý se z n a č n ě liší pro verze Q t 4.8 a Qt 5.0. Rozd í ly jsou p ř e d e v š í m v konf iguračn ím 
souboru pro p ř ek l ad CMakeList.txt, o k t e r é m bude více informací dá le . O b d o b n ě kom
pl ikované je využ i t í nejnovější verze knihovny O p e n C V . R O S impl ic i tně obsahuje verzi 
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O p e n C V 2.4. P o k u d chce p r o g r a m á t o r použ í t verzi O p e n C V 3.0 či vyšší , je t ř e b a p ř ena -
stavit i m p o r t o v á n í s t a r š í verze z R O S u a nastavit jako impl ic i tn í novou verzi vče tně všech 
cest k t é t o kn ihovně . 

4.1.1 R O S 

Robot Opera t ing System, zk ráceně R O S , se stal p ř e d e v š í m v oblasti mob i ln í robot iky velice 
p o p u l á r n í m a p o u ž í v a n ý m frameworkem. Používaj í ho t isíce lidí na ce lém světě . V roce 
2013 bylo oficiálních už iva te lů přes 1500, p řes 3300 lidí pracuj íc ích na online dokumentaci 
a 5700 lidí poskytu j íc ích online podporu [1]. S y s t é m je š í řen pod licencí B S D , je tedy 
d i s t r i buován jako otevřený, volně š i ř i te lný software a je zdarma [38]. P l n ě p o d p o r o v á n je 
R O S pro o p e r a č n í s y s t é m L i n u x Ubuntu , e x p e r i m e n t á l n í provoz je v šak na mnoha dalš ích 
p l a t fo rmách . Velkou v ý h o d o u R O S u je podpora mnoha sensorů , m o t o r ů i celých r o b o t ů . 
A k t u á l n ě podporuje asi 45 komerčn ích r o b o t ů [ ]. 

Koncept 

R O S je nav ržen tak, aby by l co nejvíce m o d u l á r n í a flexibilní, u ž i v a t e l ů m tedy umožňu je 
použ í t jen n ě k t e r é jeho čás t i , n ě k t e r é čás t i si pak už iva te l m ů ž e vy tvo ř i t s á m . Výs ledný 
program se s k l á d á z j edno t l i vých p rocesů neboli uz lů . U z l y spolu v z á j e m n ě komuniku j í 
p r o s t ř e d n i c t v í m zpráv . D íky rozdělení do uz lů je m o ž n é použ íva t jeden kód pro více apl ikací , 
p ř í p a d n ě s p o u š t ě t uzly na různých poč í t ač ích . Zák l adn í filozofie R O S u lze vy jádř i t p ě t i 
body: 

• Peer to Peer 

• D i s t r i buovaný do uz lů 

• Nezávis lý na p r o g r a m o v a c í m j azyku 

• Snadno použ i t e lný 

• Zdarma a open source 

S y s t é m je rozdě len na dvě z á k l a d n í vrstvy: j á d r o , k t e r é je sp ravováno kalifornskou společ
nos t í W i l l o w Garage, a robo t i cký software, k t e r ý je d í lem R O S komunity [ ]. 

U z l y 

Z á k l a d n í m i p rvky s y s t é m u v y t v o ř e n é m u v R O S u jsou uzly. U z l y si lze p ř e d s t a v i t jako 
s a m o s t a t n é programy či skripty, k t e r é jsou s p o u š t ě n y a ukončovány oddě leně . P ř i s p o u š t ě n í 
m ů ž e už iva te l uz lu zadat l ibovolný p o č e t p a r a m e t r ů , k t e r é uzel m ů ž e či n e m u s í zpracovat. 
U z l y spolu mohou komunikovat p r o s t ř e d n i c t v í m t é m a t a zpráv , j inak jsou ale odděleny. D íky 
tomu mohou bý t s p o u š t ě n y nezávis le na sobě , p ř í p a d n ě i na r ů z n ý c h zař ízeních . Pokud 
jeden uzel selže, o s t a t n í uzly mohou fungovat i n a d á l e , než je chybný uzel r e s t a r t o v á n . 
Rozdě len í do uz lů umožňu je v y t v á ř e t r ů z n é kombinace z již v y t v o ř e n ý c h uz lů a t í m docíl i t 
odl išných variant p o ž a d o v a n é aplikace bez nutnosti z m ě n y k ó d u a kompilace. Dalš í v ý h o d u 
lze s p a t ř i t v imp l i c i t n ím rozdělení pro j edno t l i vá j á d r a procesoru bez nutnosti rozdělování 
do v láken už iva te lem. Tento fakt je obzv lá š t ě př i n á r o č n ý c h v ý p o č t e c h zp racován í obrazu 
velmi už i t ečný a u s n a d ň u j e p r o g r a m á t o r o v i p rác i . 
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Publisher a Subscriber 

Jak j iž bylo řečeno, uzly spolu mohou komunikovat p r o s t ř e d n i c t v í m t é m a t a zp ráv . Pokud 
uzel vysí lá zprávy, je označován jako publisher. U z e l př i j ímající z p r á v y se nazývá subscriber. 
Jeden uzel m ů ž e zároveň vysí la t i p ř i j íma t více zpráv . 

T é m a t a a z p r á v y 

U z l y komuniku j í po t é m a t e c h za pomoci zp ráv . T é m a neboli top ič si lze p ř e d s t a v i t jako 
kaná l , do k t e r é h o publisher odešle z p r á v u . Tuto z p r á v u pak m ů ž e j akýkol iv subscriber př i
jmout a p ř í p a d n ě zpracovat. Toto t é m a m u s í bý t definováno v k a ž d é m uzlu, k t e r ý chce 
p o m o c í tohoto t é m a t u odes í la t či p ř i j íma t zprávy. P r o lepší p ř e h l e d n o s t je m o ž n é př iděl i t 
t é m a t u j m e n n ý prostor, p o m o c í k t e r é h o se zamez í n e c h t ě n ý m p r o p o j e n í m ve velkých projek
tech. Zprávy, k t e r ý m i uzly po t é m a t e c h komunikuj í , mohou bý t r ů z n é h o typu . Nejčas tě jš ími 
typy jsou bool, string, int8, int32, f loat32 a dalš í . Z p r á v y je m o ž n é strukturovat, R O S 
t a k é nab íz í j iž v y t v o ř e n é struktury, k t e r é v ý r a z n ě u s n a d ň u j í p rác i . P ř í k l a d e m m ů ž e bý t 
s t ruktura pro čas time nebo ob rázek sensor_msgs: : ImagePtr. 

C a t k i n 

A b y vývojář i R O S u nemuseli v y t v á ř e t v l a s tn í s y s t é m pro p řek l ad open-source p r o g r a m ů , 
p saných pro robo t i cké p ros t ř ed í , využi l i jako zák lad j iž existuj ící C M a k e . C a t k i n , použí 
vaný v R O S u , je pouze n á s t a v b a nad C M a k e m v p o d o b ě mnoha maker. Úlohou t ě c h t o 
maker je, aby se p ř e k l á d a n é bal íčky ze zdro jových k ó d ů v s y s t é m u chovaly jako regu lé rně 
na in s t a lované b i n á r n í balíčky. Jel ikož je k p ř e k l a d u použ i t s a m o t n ý C M a k e , je d o s á h n u t o 
mult iplatformnosti bez vě tš ího úsilí . A b y mohl bý t bal íček p o m o c í C a t k i n u pře ložen, mus í 
obsahovat konf igurační soubor pro C M a k e CMakeLists.txt a manifest package .xml, ve 
k t e r é m jsou informace o bal íčku, autorovi, licence a další . 

Roslaunch 

V p ř í p a d ě vě tš ích projektu je čas to t ř e b a s p o u š t ě t několik uz lů najednou, ve velkých pro
jektech m ů ž e p o č e t uz lů rů s t až do des í tek . P ro tyto p ř í p a d y je v R O S u p ř í t o m e n program 
Roslaunch, k t e r ý umožňu je s p o u š t ě t více uz lů v jeden okamžik . Definici uz lů a jejich pa
rametry je t ř e b a zadat do konf iguračního launch souboru, k t e r ý se jako parametr z a d á 
programu Roslaunch p ř i spuš t ěn í . Uživa te l si tak m ů ž e p ř e d p ř i p r a v i t ř a d u launch s o u b o r ů 
s od l i šnými uzly a parametry. P r o s p u š t ě n í p o ž a d o v a n é varianty programu s tač í vybrat pří
s lušný launch soubor. Jel ikož by byly i tyto soubory v r á m c i velkých p r o j e k t ů n e p ř e h l e d n é , 
Roslaunch umožňu je hierarchickou s t rukturu launch s o u b o r ů . V r á m c i jednoho h l avn ího 
souboru je m o ž n é nač í s t více dílčích konf iguračních s o u b o r ů , ze k t e r ý c h jsou s p u š t ě n y po
žadované uzly, p ř í p a d n ě n a č t e n y dalš í konf igurační soubory. 

4.1.2 O p e n C V 

Se s tá le se rozvíjející ob las t í poč í t ačového v idění vzn ik la p o t ř e b a sjednotit m n o h é algoritmy, 
k t e r é se v p o č í t a č o v é m vidění čas to využívaj í . Z toho d ů v o d u vzn ik la pod z á š t i t o u firmy 
Intel v roce 1999 knihovna sdružuj íc í z ák l adn í funkce a aplikace pro poč í t ačové vidění . 
Mot ivac í pro vy tvo řen í t é t o knihovny b y l pro firmu Intel p ř e d p o k l a d , že se s dos tupně j š ími 
aplikacemi zvýší p o p t á v k a po výkonnějš ích procesorech. Dnes se tato knihovna využ ívá 
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v nej různějš ích v ý z k u m n ý c h i komerčn ích ins t i tuc ích . K n i h o v n a O p e n C V je v y d á n a pod 
B S D licencí a je zdarma pro komerčn í i a k a d e m i c k é využ i t í [23]. 

4.1.3 Q t 

Nejen pro vývoj d e s k t o p o v ý c h ap l ikac í existuje již více než dvacet let volně d o s t u p n ý fra-
mework Qt . Qt je mu l t i p l a t fo rmn í , podporuje s y s t é m y L i n u x , O S X , Windows, A n d r o i d , 
i O S a dalš í [ ]. Framework je n a p s á n v p r o g r a m o v a c í m jazyce C + + a slouží jako rozší ření 
pro tento jazyk. P ř e d b ě ž n ý m p ř e k l a d e m se použ ívá m e t a o b j e k t o v ý p ř e k l a d a č (Meta-Object 
Compiler ) , k t e r ý analyzuje hlavičkové soubory a p řevád í kód do s t a n d a r d n í h o C + + , j enž 
m ů ž e bý t pře ložen b ě ž n ý m i p řek l adač i jako G C C , M i n G W nebo M S V C . Společnos t Tro l l -
tech, p ř e d c h ů d c e Qt , byla za ložena v roce 1990. O d t é doby projekt p rodě la l ř a d u z m ě n , 
v současnos t i se společnos t nazývá Qt Company a je j ím v l a s t n í k e m je finská společnos t 
D ig i a P l c . Qt je d o s t u p n é pod ř a d o u licencí, mezi n imi se nacháze j í p l acené licence pro 
komerčn í využ i t í i licence zdarma jako G P L či L G P L . 

4.2 Klasifikace obsazenosti mís ta 

Následuje s t r u č n ý popis, jak a s p o u ž i t í m j a k ý c h d o s t u p n ý c h p r o s t ř e d k ů byly implemento
vány nej významně j š í čás t i aplikace. K a ž d ý klasif ikátor p ř i j ímá na vstupu z p r á v u obsahuj íc í 
h lavičku a sn ímek , v ý s t u p n í zp ráva m á následuj íc í fo rmát : 

s t d _ m s g s / H e a d e r h e a d e r # h l a v i č k a z p r á v y 
i n t 3 2 s c e n e _ i d # i d e n t i f i k á t o r s c é n y 
i n t 3 2 d e t e c t o r _ i d # i d e n t i f i k á t o r d e t e k t o r u 
p l a c e _ o c c u p a n c y [] p l a c e s # s e z n a m v š e c h p a r k o v a c í c h m i s t 

— i n t 3 2 i d # i d e n t i f i k á t o r m i s t a 
— f l o a t 3 2 r a t e # m i r a o b s a z e n i m i s t a 

Header je h lav ička obsahuj íc í ident i f iká tor z p r á v y a časové raz í tko . D a t o v ý typ int32 odpo
v ídá b ě ž n ě v y u ž í v a n é m u typu integer, o b d o b n ě float32 je 32 b i tový float. T y p place_occupancy[] 
je pole sdružuj íc í v šechna parkovac í mí s t a , k t e r á byla p rávě klasifikována, a obsahuje pro 
každé m í s t o dvojici loká ln ího ident i f iká toru tohoto m í s t a a jeho m í r a obsazenosti v y p o č t e n á 
t í m t o klas i f ikátorem. 

4.2.1 Klas i f ikace p o m o c í h l u b o k é n e u r o n o v é s í t ě 

Pro p rác i s neuronovou sí t í by l zvolen framework B V L C Caffe, k t e r ý umožňu je r o z h r a n í 
pro C + + i Py thon , podporuje ex t e rn í definici vrstev neu ronové s í tě a je velmi opt ima
lizovaný a tedy i rychlý. P r o r o z h r a n í s t í m t o frameworkem by l zvolen jazyk C + + . P r o 
t r énován í i p o č á t e č n í t e s tován í ú spěšnos t i h l u b o k é neu ronové s í tě by l použ i t n á s t r o j DI-
GITS od NVIDIA, p ř ík l ad m o ž n é h o v ý s t u p u tohoto n á s t r o j e lze v idě t na o b r á z k u 4.1. 
Z h l u b o k ý c h n e u r o n o v ý c h sí t í byla pro nejlepší výs ledky na testech zvolena architektura 
GoogleNet [37], k t e r á byla p ř e d t r é n o v a n á na automobily a d o t r é n o v a n á na v l a s tn í sadě . 
Vr s tvy s í tě j iž nebylo t ř e b a upravovat. N a o b r á z k u 4.1 je z n á z o r n ě n vstup s í tě a v ý s t u p y t ř í 
v y b r a n ý c h vrstev. V ý s t u p y vrstev na z a č á t k u s í tě jsou pro člověka s tá le i n t e rp re tova t e lné , 
č ím je vrstva h louběj i z ano řená , t í m je její v ý s t u p m é n ě zřejmý. V s y s t é m u jsou p o u ž i t y dvě 
v ý s t u p n í t ř ídy, jedna t ř í d a pro volné pa rkovac í m í s to , d r u h á pro obsazené m í s t o l ibovolným 
vozidlem. Jel ikož t ř í d nen í víc, jsou hodnoty v t ě c h t o dvou t ř í d á c h k o m p l e m e n t á r n í . Výs tu 
pem sí tě je p r a v d ě p o d o b n o s t < 0,1 >, s jakou je na t e s tovac ím vzorku obsazené parkovací 
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mís to . P o k u d je tedy v ý s t u p e m hodnota 0, síť si je j is ta , že je m í s t o volné . Hodnotou 1 síť 
vy jadřu je , že je m í s t o j i s t ě obsazené . J akáko l iv hodnota u v n i t ř intervalu p ř i p o u š t í s u r č i t ou 
p r a v d ě p o d o b n o s t í obě varianty, čehož je využ i t o v p ř í p a d ě více d e t e k t o r ů či více p o h l e d ů 
kamer na t e s tované m í s t o . Rozhodovac í p r á h je m o ž n é upravit , výchozí a ověřená hodnota 
je nastavena na 0 ,5. 

Framework Caffe u m o ž ň u j e v ý p o č e t na grafické k a r t ě i na procesoru, obě varianty byly 
použ i t y a zahrnuty do s y s t é m u . P o k u d se klasifikace p o č í t á na grafické k a r t ě , jsou odes lány 
všechny parkovac í m í s t a ke klasifikaci n a r á z , v p ř í p a d ě procesoru jsou kvůl i v ý r a z n ě vyšší 
( p a d e s á t i n á s o b n é ) d o b ě v ý p o č t u odes í lány parkovac í m í s t a po jednom. 

O b r á z e k 4.1: Vs tup a t ř i v y b r a n é v ý s t u p y j edno t l i vých vrstev neu ronové sí tě 

4.2.2 Klas i f ikace p o m o c í m o d e l u p o z a d í 

P ř i vývoji uz lu s modelem p o z a d í bylo e x p e r i m e n t o v á n o s knihovnou B G S L i b r a r y [34]. 
Jel ikož je s y s t é m t ř e b a př i d a l š í m nasazován í instalovat na více zař ízeních a s in tegrac í t é t o 
knihovny do s y s t é m u byly prob lémy, byla m í s t o ní v y u ž i t a funkce z již použ ívané knihovny 
O p e n C V . M o d e l p o z a d í je real izován směsí G a u s s o v ý c h rozložení p r o s t ř e d n i c t v í m modulu 
bgf g_gassmix2, k t e r ý pro p o t ř e b y aplikace d o s t a t e č n ě splňuje ú spěšnos t . 

Funkcional i ta byla upravena tak, aby u m o ž ň o v a l a dva režimy. P r v n í r ež im je apl ikován 
na všechna volná parkovac í m í s t a (a př i s p u š t ě n í s y s t é m u pro m í s t a , u nichž z a t í m nen í 
z n á m o pozad í ) a zajišťuje rychlou aktual izaci modelu pozad í . T í m je za j i š těna robustnost 
vůči z m ě n á m svě te lných p o d m í n e k , neboť je model ak tua l i zován rychleji, než se m ě n í okolní 
p o d m í n k y . Rychlost aktualizace byla nastavena tak, aby se model aktualizoval co nejrychleji, 
ale p ř i t o m by l schopný detekovat rychlou z m ě n u při j íždějícího vozidla. D r u h ý rež im se 
použi je pro o b s a z e n á parkovac í m í s t a . V tomto p ř í p a d ě nen í model p o z a d í ak tua l i zován 
v ů b e c , aby bylo s tá le m o ž n é p o r o v n á v a t stojící vozidlo s vozovkou a v p ř í p a d ě odjezdu 
vozidla tu to shodu detekovat. P ro v ý b ě r r ež imu je do funkce s modelem p o z a d í v ložena 
maska označuj íc í vo lná a o b s a z e n á parkovac í m í s t a . 
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4.3 Označení parkovacích míst 

Jelikož je s y s t é m vyví jen pro s t a t i cké kamery a pa rkov i š tě , na nichž se poloha parkovac ích 
mís t neliší, je m o ž n é označ i t parkovac í m í s t a p ř e d z a č á t k e m klasifikace. T í m se z detekce 
a u t o m o b i l ů v obraze s t ává j e d n o d u š š í p r o b l é m klasifikace obsazenosti k o n k r é t n í h o mís t a . 

P r o t o ž e kamera nen í u m í s t ě n a kolmo nad pa rkovac ím m í s t e m , použ ívá se označen í m í s t a 
simulující 3 D . Nejprve už iva te l ohran ič í celé pa rkov i š t ě a z a d á r o z m ě r y v r e á l n é m světě , z če
hož lze s p o č í t a t u m í s t ě n í kamery. P o t é ohran ič í k a ž d é parkovac í m í s t o č t y ř m i body a výškou 
a s y s t é m s p o č í t á 3D model pa rkovac ího m í s t a na s n í m k u (obrázek 4.2). H n ě d é čá ry ozna
čují podstavy parkovacích mís t označené už iva te lem. Ž lu té č á ry jsou na zák l adě informací 
o výšce a pozic i kamery automaticky d o p o č í t á n y a p ředs t avu j í 3D model pa rkovac ího mí s t a . 

O b r á z e k 4.2: O z n a č e n í parkovac ích mís t 

V ý h o d y t a k o v é h o t o z p ů s o b u označen í jsou p ř e d s t a v e n y na o b r á z k u 4.3. Zde lze v idět 
výřez ze s n í m k u 4.2 se č t y ř m i pa rkovac ími m í s t y (4.3a). O b r á z k y 4.3b a 4.3c srovnávaj í 
p rob l é my př i označen í pouze ve 2D a v s imu lovaném 3 D . P o c h o p i t e l n ě by mohl už ivate l 
označ i t m í s t o ve 2D v ě t š í m o b d é l n í k e m pokrýva j í c ím celý automobil . Takový p ř í s t u p by 
však by l komplikovanějš í , pokud by už iva te l označoval sn ímek p r á z d n é h o pa rkov i š t ě . Dalš í 
v ý h o d a p ř e d s t a v e n é h o označován í je v uchován í informace o p o d s t a v ě m í s t a na vozovce pro 
pozdějš í v izual izaci . P ř e d e v š í m je pak m o ž n é extrahovat konfl iktní oblasti , ve k t e r ý c h se 
parkovací m í s t a p řekrýva j í a m ů ž e zde snadno doj í t k my lné interpretaci pohybu (obrázek 
4.3d). 

(a) (b) (c) (d) 

O b r á z e k 4.3: Výřezy označen í parkovacích mís t a u k á z k a rozdí lů 2D a 3D. 
(a) označen í ve 3D 
(b) 2D, zelená - z a z n a m e n a n á čás t , m o d r á - n e z a z n a m e n a n á čás t , če rvená - okluze 
(c) 3D, zelená - z a z n a m e n a n á čás t automobilu, če rvená - okluze 
(d) o d s t r a n ě n í překrývaj íc ích se ploch, ze lená - nepřekrýva j íc í se, če rvená - překrývaj íc í se 
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V h l u b o k é neu ronové síti se označen í použ ívá pro v y ř í z n u t í t rénovac ích vzorků (obrá
zek 4.4) a nás l edně pro samotnou klasifikaci, p ř i k t e r é jsou vstupy p r á v ě tyto výřezy. P r o 
klasifikaci modelem p o z a d í je nav íc na v y ř í z n u t é pa rkovac í m í s t o ap l ikována maska, k t e r á 
ods t ín í oblasti p ř e k r y v ů sousedních parkovac ích mí s t (obrázek 4.5). M a s k a je s p o č í t á n a 
p o m o c í Gaussova rozložení , což d o b ř e aproximuje p r a v d ě p o d o b n o s t , s jakou bude na da
n é m pixelu p ř í t o m n ý automobil . Výs lednou masku lze z íska t v z á j e m n ý m o d e č t e n í m t ě c h t o 
s a m o s t a t n ý c h masek, č ímž se v ý r a z n ě el iminují překrývaj íc í se oblasti . 

O b r á z e k 4.5: Kompozice šest i masek parkovac ích mís t 

4.4 Použi tý hardware 

Apl ikace byla vyví jena na notebooku Lenovo K 5 0 i s procesorem Intel Core Í7-4702MQ 
CPU @ 2.20GHz, dá le pop i sované testy na procesoru byly s p o u š t ě n y na tomto stroji . S to ln í 
poč í t ač , na n ě m ž je s p u š t ě n o n e p ř e t r ž i t é t e s tován í , obsahuje procesor Intel Core Í5-6400 
CPU @ 2.70GHz. K tomuto poč í t ač i jsou p ř ipo jeny dvě 5 M P IP kamery Camera Bullet 
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ip66, z nichž jsou z ískávány a k t u á l n í sn ímky. N e u r o n o v á síť by la t r é n o v á n a a t e s t o v á n a na 
grafické k a r t ě GeForce GTX 1080. Ap l ikace byla nav íc t e s t o v á n a na v e s t a v ě n é m zař ízení 
od N V I D I A s grafickou kartou M a x w e l l a podporou C U D A . 

4.5 Shrnut í 

K a p i t o l a p ř eds t av i l a p o u ž i t ý R o b o t i c k ý o p e r a č n í s y s t é m a jeho z á k l a d n í koncept a s t r u č n ě 
popsala dalš í p o u ž i t é softwarové nás t ro j e . V d r u h é čás t i kapi toly byly uvedeny podrobnosti 
týkaj íc í se implementace dvou h lavn ích klas i f ikátorů a b y l uveden z p ů s o b označován í parko
vacích mí s t a jeho výhody . Z á v ě r e m byly z m í n ě n y h a r d w a r o v é p r o s t ř e d k y p o u ž i t é k vývoj i 
i t e s tován í . 
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Kapitola 5 

Testování 

Celý sys t ém, jeho k o m p l e t n í funkčnost a p rovázanos t s a m o s t a t n ý c h uzlů, byly t e s továny na 
d a t o v ý c h s a d á c h z t e s tovac ího pa rkov i š t ě v D á n s k u , k t e r é je p o p s á n o dá le . P r o jednoduchou 
interpretaci z í skaných dat byly i m p l e m e n t o v á n y i z á k l a d n í v izual izační prvky, jako je např í 
k lad graf historie obsazenosti celého pa rkov i š t ě (viz ob rázek 5.3). U k á z k u označen í výs ledků 
klasifikace na sn ímcích z kamery lze v idě t na o b r á z k u 5.4. Samotnou klasifikaci obsazenosti 
j edno t l i vých parkovac ích mís t bylo m o ž n é testovat k r o m ě na z á z n a m e c h z pa rkov i š t ě v D á n 
sku i na d o s t u p n é d a t o v é s adě PKLot. Tato d a t o v á sada obsahuje pouze s n í m k y pa rkov i š t ě 
poř ízené s delš ími časovými intervaly, n ikol iv navazuj íc í v i d e o z á z n a m . Nebylo na ní tedy 
m o ž n é testovat celkový provoz s y s t é m u ani klasif ikátor s modelem p o z a d í de tekuj íc í pohyb. 
J i né d o s t u p n é d a t o v é sady s n í m k ů pa rkov i š t ě nalezeny nebyly. 

Tato kapi tola se věnuje p ř e d e v š í m t e s tován í ú spěšnos t i s y s t é m u , k t e r á je velmi úzce 
spojena s ú spěšnos t í s a m o t n é h l u b o k é neu ronové s í tě . K a p i t o l a obsahuje několik vzá j emně 
odl išených t e s t ů . Závě rem jsou p ř e d s t a v e n y nejčastě jš í chyby a jejich n a v r h o v a n é řešení . 

P a r k o v i š t ě v D á n s k u 

Z reá lného pa rkov i š t ě v D á n s k u byly z í skány z á z n a m y o celkové délce 32 hodin . Toto parko
viš tě bylo s n í m á n o d v ě m a kamerami a obsahovalo 193 parkovac ích mís t , viz obrázek 5.1. 16 
parkovacích mís t bylo k dispozici na obou pohledech z p ř ipo jených kamer. Apl ikace nepře 
t r ž i t ě (cca dva měsíce) vyhodnocuje obsazenost z m í n ě n é h o tes tovac ího pa rkov i š tě , aby byly 
odhaleny i n e p ř e d v í d a t e l n é změny. P o m o c í n e p ř e t r ž i t é h o provozu byly odhaleny a nás l edně 
opraveny n ě k t e r é z ř ídka se vyskytu j íc í chyby, n a p ř . o b č a s n é poškozen í s n í m k ů z kamery 
nebo p r o b l é m y s p ř i p o j e n í m k d a t o v é m u serveru. 

D a t o v á sada P K L o t 

K r o m ě p o p s a n é h o tes tovac ího pa rkov i š t ě v D á n s k u b y l s y s t é m t e s tován na d o s t u p n é da
tové s adě PKLot [14]. Tato d a t a b á z e obsahuje 12417 s n í m k ů zachycených ze dvou různých 
parkovišť, z nichž jedno pa rkov i š t ě sn íma ly dvě kamery. D a t a b á z e je hierarchicky rozdě lena 
do t ř í složek podle kamery, k a ž d á z nich se dá le dělí podle počas í na sn ímcích (s lunečno, 
ob lačno , déšť) . U k á z k y p o h l e d ů kamer za r ů z n é h o počas í lze v idě t na o b r á z k u 5.2. P o roz
dělení s n í m k ů na j edno t l i vá parkovac í m í s t a d a t a b á z e obsahuje př ib l ižně 695900 vzorků . 
D a t a b á z i je m o ž n é volně použ íva t s p o d m í n k o u jej ího c i tování . 
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O b r á z e k 5.1: U k á z k a p o h l e d ů dvou kamer na tes tovac í pa rkov i š t ě v D á n s k u . 

5.1 V l i v deformací na úspěšnost 

P r v n í test zkoumal v l i v o d s t r a n ě n í deformací z obrazu na ú spěšnos t klasifikace. P r o vzory 
bez o d s t r a n ě n ý c h deformací by la z í skána ú spěšnos t klasifikace na dvou d a t o v ý c h s a d á c h 
z t r énovac ího pa rkov i š t ě — jež jsou p o p s á n y v da l š ím testu — 95,23 % a 94,18 %, pro vzory 
s o d s t r a n ě n ý m i deformacemi úspěšnos t 99,20 % a 99,01 %. Dalš í testy se proto věnovaly 
v ý h r a d n ě v z o r ů m s o d s t r a n ě n ý m i deformacemi. 

5.2 Porovnání existujících architektur 

B y l y v y b r á n y dvě p ř e d t r é n o v a n é architektury, jej ichž ú spěšnos t by la nejlepší , a dá le byly 
upraveny pro r ů z n o u velikost v s t u p ů . T ě m i t o archi tekturami byla konvoluční neu ronová sít 
GoogLeNet s velikostmi v s t u p ů 32 x 32, 64 x 64 a 224 x 224 p ixe lů a r ez iduá ln í neu ronová 
síť ResNet s velikostí v s t u p ů 256 x 256 pixelů . (Vyřazeny byly n a p ř . s í tě GoogLeNet256 
či VGG16-32.) GoogLeNet obsahuje 22 vrstev s parametry (27 vče tně slučovacích vrstev), 
ResNet-50 se sk l ádá z 50 vrstev. D r u h ý test zjišťoval ú spěšnos t v y b r a n ý c h sí t í n a t r é n o 
vaných a t e s tovaných na vzorcích s ne j lepš ím rozl išením, k t e r é h o je v s y s t é m u m o ž n é do
s á h n o u t . B y l a v y t v o ř e n a d a t o v á sada pro do t r énován í , obsahuj íc í 7376 t rénovac ích vzorů 
(3791 obsazených mís t a 3585 volných m í s t ) , a dvě odl išné d a t o v é sady pro t es tován í , p r v n í 
s 1881 vzory (1181 obsazených mí s t a 700 volných mí s t ) a d r u h á s 1802 vzory (1020 ob
sazených mís t a 782 volných m í s t ) . Vel ikost i vzo rků se pohybovaly v rozmezí od 120 x 80 
do 130 x 130. D a t a byla po ř í zena ze dvou kamer (5mpx, rozlišení 2592 x 1920) t e s tovac ího 
pa rkov i š t ě v r ů z n é časové doby, za měníc ích se svě te lných p o d m í n e k i počas í ve 25 růz
ných dnech. V ž d y byla v y b r á n a t r énovac í epocha s ne j lepš ím výs l edkem na tes tovac í sadě . 
Tabulka 5.1 shrnuje úspěšnos t klasifikace a rychlost klasifikace jednoho parkovac ího m í s t a 
na C P U {Intel Core Í7-4702MQ CPU @ 2.20GHz) a na G P U {GeForce GTX 1080). N a 
zák ladě výs ledků byla v y b r á n a a p o u ž i t a v apl ikaci ne júspěšnějš í síť GoogLeNet 224 x 224, 
v p ř í p a d ě p o t ř e b y vyšší rychlosti by bylo vhodně j š í použ í t GoogLeNet s m e n š í velikostí 
vzorů . 
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O b r á z e k 5.2: S n í m k y z d a t o v é sady P K L o t . Ř á d k y odlišují r ů z n é kamery, sloupce odlišují 
počas í (oblačno, s lunečno , déšť) 

velikost rychlost ú spěšnos t 
vzoru C P U G P U sada 1 sada 2 

GoogLeNet 32 x 32 l , l s 3,7ms 98,83 % 99,01 % 
GoogLeNet 64 x 64 l,2s 5,3ms 99,10 % 98,90 % 
GoogLeNet 224 x 224 l,4s l l , 7 m s 99,64 % 98,96 % 
ResNet 256 x 256 l,7s 13,3ms 97,18 % 92,75 % 

Tabulka 5.1: S rovnán í h l u b o k ý c h n e u r o n o v ý c h sítí 

5.3 V l i v zmenšení vs tupů na úspěšnost 

T ř e t í test zjišťoval v l iv zmenšen í a o p ě t o v n é h o zvě tšení velikosti t rénovac ích i t es tovac ích 
vzorů na ú spěšnos t dvou nejlepších sí t í z p ředchoz ího testu. Snahou bylo zjistit m i n i m á l n í 
velikost vzorů , pro kterou m á s y s t é m nej vyšší ú s p ě š n o s t . N a zák ladě z í skaných výs ledků 
je m o ž n é odhadnout p o č e t parkovacích mís t , k t e r é je schopna s n í m a t jedna kamera. C í m 
menš í vzorek je síť s tá le schopna klasifikovat, t í m více mís t m ů ž e bý t obsaženo na jednom 
sn ímku . Z grafu 5.5 si lze v š i m n o u t , že je m o ž n é zmenš i t vzory až na velikost 32 x 32 pixelů 
a s tá le bude m í t síť GoogLeNet 224 x 224 úspěšnos t vyšší než 99,5 %. P ř i da l š ím zmenšen í 
je j iž úspěšnějš í síť GoogLeNet 64 x 64. Za j ímavos t í je ú spěšnos t t é m ě ř 96 % pro vzory 
o velikosti 4 x 4 pixely. Tak vysoké ú spěšnos t i je m o ž n é d o s á h n o u t p ř e d e v š í m d íky tomu, že 
je t r énovac í i t e s tovac í sada po ř í zena pouze z jednoho pa rkov i š t ě a je tedy p r a v d ě p o d o b n é , 
že síť nen í d o s t a t e č n ě obecná . 
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O b r á z e k 5.3: G r a f historie obsazenosti t e s tovac ího pa rkov i š t ě (od s t ř e d y do ú t e rý ) 

5.4 Úspěšnost během různých podmínek 

Č t v r t ý test zjišťoval v l i v různých okolních p o d m í n e k na ú spěšnos t klasifikace p o u ž i t o u sítí 
GoogLeNet 64 x 64. Test by l rozdě len na dvě čás t i , k a ž d á testovala rozdí lné p o d m í n k y . 
P r v n í čás t testovala ú spěšnos t na t e s tovac ím parkov i š t i v D á n s k u , neboť bylo m o ž n é z ískat 
z á z n a m y s velmi se lišícími p o d m í n k a m i . Tes tovanými p o d m í n k a m i bylo ob lačno , s lunečno , 
mlha, déšť, s lunečno po deš t i , šero a tma. Vzhledem k poloze pa rkov i š t ě se n e p o d a ř i l o 
z ískat z á z n a m y se s n ě h e m . D a t o v á sada ale bohuže l nen í d o s t a t e č n ě obsáh lá , proto byla 
d r u h á čás t testu provedena na d a t o v é s adě PKLot. PKLot rozděluje vzorky na t ř i různé 
p o d m í n k y , k t e r é byly t e s továny s a m o s t a t n ě (oblačno, s lunečno , déšť) . B y l a n a t r é n o v á n a 
dalš í n e u r o n o v á síť GoogLeNet, je j ímž vstupem pro t r énován í by la d a t o v á sada obsahuj íc í 
54360 vzo rků (35571 volných mís t a 18789 obsazených) . Výs ledky obou čás t í testu shrnuj í 
t abulky 5.2 a 5.3. 

Ovlivňující p o d m í n k y poče t vzo rků dat úspěšnos t 

O b l a č n o 2123 99,74 % 
Slunečno 1447 98,06 % 
M l h a 290 99,12 % 
Déšť 579 99,09 % 
Slunečno po deš t i 386 97,63 % 
Šero 675 98,24 % 
T m a 833 93,34 % 
Celkem 6333 98,01 % 

Tabulka 5.2: Úspěšnos t př i r ůzných p o d m í n k á c h (parkoviš tě v D á n s k u ) 

Z t ěch to tabulek je zře jmé, že nejlepší ú spěšnos t i dosahuje h l u b o k á neu ronová síť b ě h e m 
oblačnos t i , p ř i níž se na parkoviš t i nevysky tu j í ž á d n é s t íny ani j i né ruš ivé elementy. Stá le 
velmi d o b r é ú spěšnos t i lze d o s á h n o u t i p ř i deš t i a mlze, kdy je sice lehce zho r šena viditelnost, 
avšak ne natolik, aby to v ý r a z n ě ovl ivni lo klasifikaci. B ě h e m s lunečného dne se na parkoviš t i 
vysky tu j í o s t r é stíny, k t e r é maj í na svědomí c h y b n é klasifikace. Po deš t i se nav íc k r o m ě s t ínů 
vysky tu j í na mís tech , kde dř íve s t á ly automobily, m o k r é čás t i vozovky tvarem př ipomína j í c í 
automobily. Úspěšnos t př i takto s t ížených p o d m í n k á c h se však s tá le jev í jako d o s t a t e č n á . 
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O b r á z e k 5.4: Pohledy z obou kamer na tes tovac í pa rkov i š t ě v D á n s k u s o z n a č e n í m obsaze
nosti z í skané z klas i f ikátorů 
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velikost strany čtvercových vzorů [px] 

O b r á z e k 5.5: Závislost ú spěšnos t i na velikosti vzo rů 

V e l m i š p a t n é klasifikace je d o s a ž e n o za velké tmy. Nu tno však podotknout , že je tes tovací 
pa rkov i š t ě čás t ečně osvět leno u m ě l ý m osvě t len ím, proto i tato klasifikace p řesahu je 90 %. 

D r u h á čás t testu k r o m ě ovlivňujících p o d m í n e k p o r o v n á v a l a t a k é ú spěšnos t dvou sítí 
n a t r é n o v a n ý c h na odl i šných datech. P r v n í síť byla n a t r é n o v á n a na datech z pa rkov i š t ě 
v D á n s k u , d r u h á síť na datech z d a t o v é sady PKLot. Sí tě pak byly t e s továny od l i šnými 
daty z d a t o v é sady PKLot. Z tabulek 5.2 a 5.3 vyplývá , že je n u t n é n a t r é n o v a t v las tn í 
síť pro k a ž d o u skupinu parkovišť zvlášť. Úspěšnos t na d a t o v ý c h s a d á c h ze s te jného , nebo 
odl i šného pa rkov i š t ě než na j a k é s adě byla síť n a t r é n o v á n a se m ů ž e lišit i o více než 15 %. 
Vzhledem k povaze z a d á n í ale z a t í m nen í n u t n é v y t v á ř e t jeden společný model pro všechna 
parkoviš tě . 

Ovlivňuj ící p o d m í n k y Kamera* poče t vzo rků dat 
úspěšnos t 

síť D á n s k o síť P K L o t 

O b l a č n o P U C 10000 84,08 % 99,96 % 
U F P R 0 4 10000 90,87 % 99,94 % 
U F P R 0 5 10000 81,99 % 99,74 % 

Slunečno P U C 10000 87,12 % 99,85 % 
U F P R 0 4 10000 85,12 % 97,96 % 
U F P R 0 5 10000 81,51 % 99,47 % 

Déšť P U C 10000 86,93 % 99,97 % 
U F P R 0 4 10000 86,29 % 99,96 % 
U F P R 0 5 10000 79,16 % 99,93 % 

Celkem — 90000 84,79 % 99,64 % 

* zkra tky P U C , U F P R 0 4 a U F P R 0 5 jsou p ř e v z a t y z d a t a b á z e . U F P R 0 4 
a U F P R 0 5 sn ímaj í s te jné pa rkov i š t ě z různých úh lů . 

Tabulka 5.3: Úspěšnos t p ř i různých p o d m í n k á c h (da tová sada PKLot) 
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5.5 Čas té chyby a jejich řešení 

S y s t é m p o c h o p i t e l n ě nen í bezchybný , na zák l adě t e s tován í byly v y b r á n y t ř i nejčastějš í př í
pady chybné klasifikace. P o t é byly n a v r ž e n y způsoby jak tyto c h y b n é klasifikace vyřeš i t . 
P ř í k l a d y p r o b l é m o v ý c h s i tuac í lze v idě t na o b r á z k u 5.6. 

O b r á z e k 5.6: Č a s t é chyby: okluze, n e d o s t a t e č n é svě te lné p o d m í n k y , os t r é s t íny 

Okluze: P r o b l é m s překrýva j íc ími se automobily závisí p ř e d e v š í m na výšce nad zemí , ve 
k te ré je u m í s t ě n a kamera. M i n i m á l n í v ý š k a se liší pro r ů z n é typy vozidel a vzdá lenos t 
kamery od parkovac ích mís t . O b e c n ě lze říci, že je t ř e b a u m í s t i t kameru v m i n i m á l n í 
výšce 12 m e t r ů nad zemí. P o ž a d o v a n á v ý š k a závisí i na n a t o č e n í parkovac ích mís t , 
neboť pohled z boku vyžadu je vyšší výšku u m í s t ě n í kamery než pohled z e p ř e d u nebo 
zezadu. P o k u d nen í m o ž n é u m í s t i t kameru d o s t a t e č n ě vysoko, dopo ruču j e se p ř i d a t 
další kameru, k t e r á bude s n í m a t parkovac í m í s t o z j i n é h o úh lu . T í m se v ý r a z n ě zre
dukuje poče t chyb způsobených n e d o s t a t e č n ě v id i t e l ným automobilem. 

N e d o s t a t e č n é s v ě t e l n é p o d m í n k y : Apl ikace funguje d o b ř e za zhoršených viditelnost-
ních p o d m í n e k , n a p ř . za šera . V ú p l n é t m ě je klasifikace však prakt icky n e m o ž n á 
a nenab íz í se ž á d n é softwarové řešení . Snadně j š í avšak m é n ě ú č i n n ý m řešen ím je in 
fračervené př isv ícení kamery. P o k u d bude p o u ž i t o , je p o t ř e b a p ř i d a t s n í m k y s t í m t o 
p ř i svě t l en ím do t rénovac í sady pro neuronovou síť, v ideá ln ím p ř í p a d ě po tom n a t r é 
novat spec iá ln í síť na nočn í klasifikaci. Jel ikož m á infračervené př i svě t len í kamery 
vě t š inou dosah nejvýše 50 m e t r ů , nen í toto řešení příl iš ú spěšné . Úspěšně j š ím avšak 
nák l adně j š ím ře šen ím je osvět lení celého pa rkov i š t ě l ampami a za j i š tění d o b r é v id i 
telnosti pro všechny p o u ž i t é kamery. 

O s t r é s t í n y : T ř e t í č a s t o u chybou bývá klasifikace p r á z d n ý c h parkovac ích mís t , na nichž 
jsou os t r é s t íny p ř ipomína j í c í automobil . Toto je j iž p r o b l é m softwaru a je ho m o ž n é 
řeši t . N e j j e d n o d u š š í m z p ů s o b e m je p ř i d á n í d o s t a t e č n é h o m n o ž s t v í vzorků se s t íny do 
t rénovac í d a t o v é sady. D a t o v á sada je p r ů b ě ž n ě d o p l ň o v á n a a chyby se d a ř í eliminovat. 
Pokud by chyby z p ů s o b e n é s t íny s tá le pře t rvávaly , lze použ í t pokroči lejš ích technik 
pro o d s t r a n ě n í s t í nů z obrazu p ř e d samotnou klasifikací. 
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5.6 Shrnut í 

K a p i t o l a p ředs t av i l a tes tovac í pa rkov i š t ě a tes tovac í datovou sadu PKLot. Popsala č tyř i 
p rovedené testy, k t e r é měři l i p ř e d e v š í m úspěšnos t klasifikace p o m o c í h l u b o k é neuronové 
sí tě , k t e r á hraje klíčovou v rol i v ú spěšnos t i celého s y s t é m u . P ř i t e s tován í se projevily t ř i 
nejčastějš í chyby. T y t o chyby byly na závěr kapi toly p o p s á n y a bylo n a v r ž e n o jejich m o ž n é 
řešení . 
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Kapitola 6 

Závěr 

P r á c e p ř eds t av i l a existuj ící pr incipy detekce vozidel v obraze ze s t a t i cké kamery, p o d r o b n ě 
se věnovala m o d e l ů m p o z a d í a h l u b o k ý m n e u r o n o v ý m s í t ím a p ř eds t av i l a existuj ící řešení to
hoto t é m a t u . Popsala s y s t é m pro klasifikaci obsazenosti parkovac ích mís t z v íce -kamerového 
s y s t é m u a p ř eds t av i l a dvě z á k l a d n í metody, k t e r é jsou použ i ty : hlubokou neuronovou síť 
a klasifikaci p o m o c í modelu pozad í . Klas i f ikátor s konvoluční hlubokou neuronovou sí t í vyu
žívá j iž existuj ící sít GoogLeNet, k t e r á byla z d o s t u p n ý c h s í t í v y b r á n a pro nej lepší ú spěšnos t . 
Klas i f ikátor s modelem p o z a d í nep rovád í konečné r o z h o d n u t í o obsazenosti, ale označuje ta 
parkovací m í s t a , k t e r á je t ř e b a oklasifikovat ne jdř íve . Zák l adn í kostrou aplikace se stal kon
cept R o b o t i c k é h o o p e r a č n í h o s y s t é m u , d íky n ě m u ž je aplikace rozdě lena do s a m o s t a t n ý c h 
uzlů v z á j e m n ě komunikuj íc ích p r o s t ř e d n i c t v í m zp ráv . Tento koncept umožňu je var iabi l i tu 
aplikace a s n a d n é p ř i d á n í nového klas i f ikátoru či j i n é h o uzlu . Apl ikace je n a v r ž e n a s ohle
dem na v íce -kamerový sys t ém, j ehož pohledy z různých kamer se mohou p ř e k r ý v a t . P ř i 
n á v r h u a vývoj i aplikace by l kladen d ů r a z p ř e d e v š í m na rych lý v ý p o č e t pro b ě h v r e á l n é m 
čase a na robustnost vůči k l i m a t i c k ý m p o d m í n k á m , jako je z m ě n a osvět lení , z m ě n a po
časí a dalš í . S y s t é m je n a v r ž e n a i m p l e m e n t o v á n tak, aby b y l schopný aktualizovat z m ě n y 
obsazenosti k a ž d o u v te ř inu , a to př i s p u š t ě n í na grafické k a r t ě i procesoru. 

Výs ledná aplikace byla o t e s t o v á n a na t e s tovac ím parkoviš t i a d o s t u p n é d a t a b á z i PKLot. 
N a d a t o v é s adě z t e s tovac ího pa rkov i š t ě dosahuje velmi d o b r é ú spěšnos t i 99.6 %, funkč
nost celého s y s t é m u je t e s t o v á n a v r e á l n é m provozu. Tes tován ím byla potvrzena robustnost 
s y s t é m u vůči vě t š ině měníc ích se svě te lných a v id i t e lnos tn ích p o d m í n e k . B y l y de tekovány 
nejčastějš í chyby, př i nichž s y s t é m selhává a bylo n a v r ž e n o jejich m o ž n é řešení . 

Integrace řešení detekce obsazenosti parkovac ích mís t do vyšš ího celku u s n a d n í ř idi
č ů m v y h l e d á n í vo lného pa rkovac ího mís t a , omezí nežádouc í provoz po parkoviš t i a v ne
pos ledn í ř a d ě sníží produkci C O 2 . Zř izova te lům pa rkov i š t ě pak m ů ž e n a b í d n o u t ř a d u in
formací o d o b ě obsazenosti, vy t í ženos t i konk ré tn í ch mís t a dalš í . I n s t a l ac í pop i sovaného 
s y s t é m u se p ř e d p o k l á d á , že se pa rkov i š t ě stane luk ra t ivně j š ím a p ř i l áká více zákazn íků . 
Navíc z j ednoduš í v y h l e d á n í t ěžko d o s t u p n ý c h volných parkovac ích mís t , č ímž zvýší využ i 
telnost pa rkov i š t ě . 

P r á c e byla p r e z e n t o v á n a na s t u d e n t s k é konferenci Excel@FIT 2017 a z ískala č tyř i oce
nění . Sou těžn í č lánek i poster je př i ložen jako p ř í l oha C , respektive D . P o t é byla angl ická 
verze č l ánku p ř i j a t a i na konferenci SCCG 2017. Angl ickou verzi č l ánku pro SCCG 2017 
lze na léz t jako př í lohu E . K r o m ě konferencí se p r á c e objevila t a k é v ř a d ě médi í . 
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6.1 Následující vývoj 

V pokraču j í c ím vývoji bude snaha o zvýšení ú spěšnos t i zvě t šován ím t rénovac í sady a zobec
něn í n a t r é n o v a n ý c h m o d e l ů p ř i d á n í m dat z dalš ích parkovišť . N a zák ladě ex te rn í ch poža
d a v k ů bude p ř i d á n a dalš í funkčnost aplikace, n a p ř . p ř e d p o k l á d a n ý čas uvo lněn í pa rkovac ího 
mís t a , pokroč i lé stat ist iky o využ i t í pa rkov i š t ě a dalš í . S y s t é m bude dá le op t ima l i zován pro 
fungování na v e s t a v ě n é m s y s t é m u s o m e z e n ý m i v ý p o č e t n í m i zdroji . P r o r eá lné nasazen í 
bude p o t ř e b a p ř i d a t r o z h r a n í pro v izual izační tabule, k t e r é maj í bý t u m í s t ě n y na parko
viš t i . Z m i ň o v a n ý m r o z h r a n í m m ů ž e bý t i mob i ln í telefon, pro nějž by bylo v h o d n é vy tvo ř i t 
už iva te l sky p ř ívě t ivou webovou s t r á n k u nebo celou mobi ln í apl ikaci . M e z i n a v r h o v a n ý m i 
rozš í řeními se nevyskytuje p ř i d á n í da lš ího klas i f ikátoru, neboť se h l u b o k á konvoluční neu
ronová síť u k á z a l a jako jedna z nej úspěšnějš ích . P r o dalš í rozvoj je d o p o r u č e n o z a m ě ř i t se 
na dalš í zvýšení ú spěšnos t i t é t o s í tě , p ř í p a d n ě n a h r a z e n í m architektury za novou, vznikne-l i 
v nás leduj íc ích letech úspěšnějš í než zde p o u ž i t á GoogLeNet. 

Výhledově by bylo za j ímavé zbavit s y s t é m závislost i na označování parkovac ích mís t . 
S y s t é m by detekoval v šechna vozidla na s n í m k u a automaticky poč í t a l volný prostor mezi 
n imi . M o ž n ý m řešen ím by bylo označen í oblasti s n í m k u , n a p ř . kraj vozovky, na níž by měl 
s y s t é m vozidla detekovat. Využi t í lze na léz t nejen pro kontrolu p ř í t o m n o s t i a u t o m o b i l ů 
v z a k á z a n é oblasti . K r i t i c k ý m bodem tohoto p ř í s t u p u bude doba v ý p o č t u , neboť je de
tekce v ý p o č e t n ě o mnoho náročně j š í než zde p o p s a n á klasifikace. D a l š í m rozš í řen ím m ů ž e 
bý t k r o m ě klasifikace obsazenosti t a k é u rčen í typu p ř í t o m n é h o vozidla (osobní automobil , 
n á k l a d n í automobil , autobus, motorka aj.). P o k u d budou o d s t r a n ě n y definice parkovac ích 
mís t , lze apl ikaci upravit pro podporu pohyb l ivé kamery. K a m e r a m ů ž e bý t n a p ř . moto
rická, jež o d s t r a n í nutnost více kamer n a t o č e n ý c h pod r ů z n ý m i úhly. J inou variantou m ů ž e 
bý t dron, létaj ící nad pa rkov i š t ěm. V p ř í p a d ě dronu by bylo t ř e b a pokroči le jš í stabilizace 
obrazu a využ i t í neu ronové sí tě , k t e r á by byla schopna detekovat automobi l z r ů z n é výšky. 

Jel ikož m ě t é m a velmi zaujalo a m á m m o ž n o s t na vývoj i v r á m c i firmy dá le pracovat, 
chtěl bych a l e spoň čás t z nav ržených rozší ření v bl ízké d o b ě implementovat. 
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Vizuální systém pro detekci obsazenosti 
parkoviště pomocí hlubokých neuronových sítí 
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Abstrakt 

Jelikož neustále roste počet automobilů a snižuje se šance na zaparkování, začala ve městech 
vznikat inteligentní parkoviště. Tato práce se zabývá návrhem a implementací robustního systému 
pro analýzu obsazenost i parkoviště z kamerových záznamů. Systém analyzuje jednotlivá parkovací 
místa ze záznamů z více-kamerového systému s možností překryvu mez i kamerami . Ap l i kace 
je navržena a implementována v Robotickém operačním systému (ROS) a její jádro se skládá 
ze dvou oddělených klasifikátorů. Úspěšnější, avšak pomalejší, je k las i f ikace pomocí hluboké 
neuronové sítě. Rychlou interakci řeší méně přesný klasifikátor pohybu s modelem pozadí. Systém 
je s chopen fungovat v reálném čase, a to na grafické kartě i na procesoru . Úspěšnost systému 
na testovací datové sadě z reálného provozu jednoho parkoviště přesahuje 9 3 % . Ke konceptu 
chytrých měst neodmyslitelně patří efektivní parkovací řešení založené na znalost i obsazenos t i 
jednotlivých parkovacích míst. Tato práce popisuje právě takový systém, který umožní snadnou 
orientaci na parkovišti, a to jak pro správu, tak pro řidiče. 

Klíčová slova: detekce obsazenost i parkoviště — detekce automobilů — hluboké neuronové sítě 

— model pozadí 

Přiložené materiály: Demonstrační v ideo 

*xstran16@stud.fit.vutbr.cz, Fakulta informačních technologií, Vysoké učení technické v Brně 

1. Úvod 
S neustále rostoucím počtem automobilů vznikají 
nepříjemné potíže s parkováním. Ačkoliv se na 
parkovišti nacházejí stále volná parkovací místa, pro 
řidiče bývá komplikované tato místa na rozlehlém 
parkovišti nalézt. Řešením mohou být aplikace, 
které označují obsazenost jednotlivých parkovacích 
míst a prostřednictvím informativních tabulí či jiné 
vizualizační metody informují řidiče o pozici volných 
míst. Vývojem právě takové aplikace se zabývá tato 
práce. 

Popisovaná aplikace je vyvíjena od základů v 
programovacích jazycích C++ a Python s použitím 

existujících knihoven OpenCV [1] a QT4 [2]. Hlavní 
důraz je kladen na samotnou klasifikaci obsazenosti 
parkovacích míst a fungování systému jako celku. 
Rozšiřujícím funkcemi jsou záznam detekovaných 
změn, tvorba grafů ze získaných dat a doplňující 
informace pro uživatele. Požadavkem je, aby výsledná 
aplikace fungovala neustále a v reálném čase s 
použitím levného hardwarového vybavení. Klasi
fikace musí fungovat za každého počasí a s měnícími 
se světelnými podmínkami. Řešení by mělo být 
obecné, avšak neuronovou síť je možné dotrénovat na 
konkrétní parkoviště. 

V současné době jsou využívané systémy tvořeny 

http://excel.fit.vutbr.cz
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senzory, které jsou založené na mikrovlnách [3], 
magnetickém poli [4] [5] nebo ultrazvuku [6] [7], 
Jelikož každé parkovací místo vyžaduje vlastní fyz
ický senzor, instalace systému i následná údržba 
je poměrně náročná. Pokud by chtěl provozovatel 
změnit rozložení parkovacích míst, je třeba přesunout 
i příslušné senzory. V posledních letech proto začaly 
vznikat aplikace detekující obsazenost parkovacích 
míst za použití počítačového vidění. Oproti sen
zorovým systémům je výrazně jednodušší instalace, 
změna rozložení míst i údržba. Kamerový systém 
navíc umožňuje živý náhled na scénu a s ním spojené 
rozšířené využití (rozpoznání typu vozidla, barvy 
aj.). Úspěšností se ale zatím se senzorovými systémy 
nemohou měřit. Monitorování kamerami přináší 
i řadu nevýhod, jako jsou legislativní problémy a 
nutnost informovat uživatele parkoviště. Obtížnější 
je pak detekce za nepříznivého počasí nebo v noci 
při nedostatečném umělém osvětlení. Pokud cizí 
objekt zastíní výhled kamery nebo se kamera odkloní 
(např. vlivem větru), může začít docházet k chybným 
detekcím. Srovnání existujících metod shrnuje tabulka 
1. 

Tabulka 1. Srovnání existujících řešení 

Metoda Úspěšnost Náročnost 
instalace 

Náročnost 
údržby 

Mikrovlny 95% vysoká vysoká 
Magnetické pole >99% vysoká střední 
Ultrazvuk 98-99% vysoká střední 
Počítačové vidění 85-98% střední nízká 

Existující metody využívající počítačové vidění 
používají S V M [8], segmentaci obrazu [9], histogram 
gradientů [ 10] či kaskádový detektor [11]. Porovnání 
úspěšnosti jmenovaných metod je komplikované, 
neboí každý autor přístupu využil jinou testovací sadu. 
Autory udávaná úspěšnost těchto metod se pohybuje 
mezi 85% a 95%, datové sady ale většinou neobsahují 
okluze či zhoršenou viditelnost. Lepší úspěšnosti 
dosahují metody využívající hluboké neuronové sítě 
[12][13], jejichž úspěšnost přesahuje 95%. Hlavním 
úskalím je rychlost klasifikace, kterou autoři uvádějí 
na 15 sekund na celé parkoviště. 

Systém popisovaný v této práci je navržen a 
implementován v Robotickém operačním systému 
[14], díky němuž je rozdělen do několika oddělených 
uzlů. Hlavními uzly jsou zpracování snímků z kamery, 
filtrace snímků, transformace snímků, lokální klasi-
fikátory, globální klasifikátor a prezentace výsledků. 
Snímky jsou filtrovány na základě porovnání his
togramů správných a chybných snímků. Pro lepší 
detekci jsou ze snímku odstraněny nežádoucí transfer-

1 

J k, 
Obrázek 1. Správný a chybný snímek 
s odpovídajícími histogramy 

mace, distorze' a perspektiva2. Předpřipravený snímek 
je použit pro klasifikaci obsazenosti parkovacích míst 
pomocí dvou klasifikátorů. Hlavní důraz je kladen na 
klasifikaci pomocí strojového učení, ke kterému je 
využita hluboká konvoluční neuronová síť. Detekci 
příjezdu a odjezdu doplňuje klasifikátor založený na 
modelu pozadí. Výsledky obou klasifikátorů jsou 
sloučeny a zveřejněny. Pokud systém obsahuje více 
kamer, jsou snímky z každé kamery zpracovávány 
nezávisle, výsledky dílčích klasifikátorů se sloučí 
všechny najednou. 

Představované řešení je zajímavé svou vysokou 
úspěšností, jednodušší instalací a schopností klasi
fikovat obsazenost stovek parkovacích míst v reálném 
čase. Systém není bezchybný, v některých případech 
dochází k chybné klasifikaci. Takových případů je 
však méně než 7% a s postupným vývojem aplikace a 
zvětšováním trénovací sady jich stále ubývá. Metoda 
nejčastěji selhává za zhoršené viditelnosti (v noci, při 
orosení kamery), při změnách počasí (déšť, sníh, ostré 
stíny) a v případech extrémní okluze, kdy je automobil 
téměř nebo úplně zakryt větším objektem (nákladní 
vůz). 

2. Návrh architektury v R O S u 

Aplikace je vytvořena v prostředí Robotického 
operačního systému (zkráceně ROS). Zásadní výhodou 
ROSu v rámci této aplikace je možnost rozdělit pro
gram do samostatných uzlů (procesů), které spolu 
vzájemně komunikují pomocí zpráv (komunikace je 
založena na TCP/IP). To umožňuje restartování pouze 
jednoho uzlu v případě jeho selhání, jednoduchou 

'Při distorzi (zkreslení obrazu) není příčné zvětšení po celém 
poli obrazu stejné, čímž je porušena geometrická podobnost 
předmětu a jeho obrazu. 

2 Př i perspektivním zobrazení se zobrazované předměty 
zdánlivě zmenšují a sbíhají. 



Obrázek 2. Původní snímek, snímek po odstranění 
distorze a snímek po odstranění perspektivy 

tvorbu různých variant aplikace na základě požadavků, 
transparentnost, ladění pomocí odchytávání zpráv a 
další. Na schématu 3 lze vidět stručný návrh struktury 
celé aplikace. Ohraničenou skupinu uzlů lze přidat 
vícekrát, podle počtu kamer. Výsledky z těchto skupin 
jsou zpracovány dohromady a prezentovány. 

2.1 Uzly systému 

Zpracování snímků z kamery Snímky z kamery 
zpracovává již vytvořený uzel v ROSu Gscam. 
Přijímá video z IP kamery vysílané pomocí 
RTSP, kontroluje funkčnost kamery a při jejím 
výpadku obnoví odesílání snímků. Zpracované 
snímky vysílá pomocí již vytvořené zprávy, 
včetně přídavných informací o obrázku a stavu 
kamery. 

Filtrace snímků Další uzel porovnává histogram 
příchozího snímku s průměrným histogramem 
předchozích snímků (obrázek l) . Pokud se 
histogramy liší, snímek není odeslán a vybírá se 
jiný snímek. Pokud jsou histogramy podobné, 
snímek se odešle a průměrný histogram je 
aktualizován. Takto jsou odstraněny vadné 
snímky z kamery a přitom zachovány snímky 
s postupnou změnou (např. změna osvětlení). 
Uzel odesílá snímky s nastavenou frekvencí, 
přebytečné snímky zahazuje. 

Transformace snímků Pro přesnější klasifikaci jsou 
ze snímků odstraněny nežádoucí deformace. 
Další uzel odstraňuje distorzi a perspektivní 
zobrazení, aby byla všechna parkovací místa 
v obraze podobně velká. Ukázky snímků bez 
transformací a s odstraněnými deformacemi lze 
vidět na obrázku 2. 

Lokální klasifikátory Lokální klasifikátor je jednou 
z nej významnějších částí celé aplikace. Návrh 
aplikace umožňuje větší množství jednodušších 
lokálních klasifikátorů, jejichž dílčí výsledky 
jsou dále zpracovávány a slučovány. Uzel při 
inicializaci načte konfigurační soubor, který 
popisuje umístění parkovacích míst, jejich tvar 
a rozdělení do skupin. Výstupem každého 
lokálního klasifikátorů je sada měkkých rozhod
nutí o obsazenosti příslušných parkovacích 
míst. Jako lokální klasifikátor je možné použít 
prakticky jakoukoliv funkci rozhodující o 
obsazenosti parkovacích míst, jejíž úspěšnost je 
lepší než 50%. Příklady úspěšných lineárních 
klasifikátorů jsou hranový klasifikátor, klasi
fikátor založený na modelu pozadí a detekci 
pohybujících se vozidel či klasifikátor založený 
na porovnávání histogramů. Aktuální verze 
popisované aplikace obsahuje dva klasifikátory, 
které jsou popsány v následující kapitole. 

Globální klasifikátor Výsledky lokálních klasi
fikátorů jsou slučovány v globálním klasi
fikátorů, který je společný pro celou aplikaci. 
Lze zvolit vážený průměr (výchozí), neu
ronovou síť nebo S V M . Globální klasifikátor 
má dvě hlavní funkce. Za prvé slučuje měkká 
rozhodnutí lokálních klasifikátorů v rámci 
jedné skupiny, tedy určuje finální obsazenost 
parkovacích míst z jedné konkrétní kamery. 
Druhou funkcí je pak slučování rozhodnutí 
o obsazenosti jednoho parkovacího místa 
snímaného více kamerami. Přiřazení dvou a 
více označení ke konrétnímu parkovacímu místu 
je realizováno prostřednictvím konfiguračního 
souboru, který mapuje označení v rámci každé 
scény na globální označení parkovacího místa. 

Prezentace výsledků Získané výsledky jsou několika 
způsoby zveřejňovány. K okamžité kontrole 
správnosti systému mohou být odesílány přes 
protokol HTTP a zobrazovány na webové 
stránce. Pro pozdější analýzu jsou ukládány do 
databáze jako změna obsazenosti konkrétního 
místa v aktuálním čase. 

3. K las i f ikace o b s a z e n o s t i místa 

Pro klasifikaci jsou použity a zde popsány dva odlišné 
klasifikátory, klasifikace pomocí hluboké neuronové 
sítě a pomocí modelu pozadí. 
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Obrázek 3. Stručné schéma návrhu systému znázorňuje nej významnější ROS uzly, které jsou propojeny pomocí 
témat (1: rtsp, 2: raw snímky, 3: vybrané nejlepší snímky v určité frekvenci, 4: snímky bez deformací, 5: měkká 
rozhodnutí o obsazenosti, 6: dotazy pro zkontrolování určitého místa, 7: finální rozhodnutí o obsazenosti, 8: http) 

3.1 Klasifikace pomocí hluboké neuronové 

sítě 

Pro práci s neuronovou sítí byl vybrán framework 
Caffe [15], který umožňuje provádět výpočty na pro
cesoru nebo na grafické kartě. Pro návrh celé struk
tury neuronové sítě využívá Caffe serializačního tex
tového formátu Protobuffer od Google. Caffe má k dis
pozici více variant rozhraní (příkazová řádka, Python, 
M A T L A B , C++), což umožnilo snadné napojení na 
vyvíjený systém. Vzhledem k úspěšnosti existujících 
a volně dostupných sítí by bylo kontraproduktivní 
navrhovat vlastní síť, na základě testování (5) tedy 
byla vybrána síť GoogleNet [16], kterou již nebylo 
třeba dále upravovat. V popisovaném systému jsou 
použity dvě výstupní třídy, volné nebo obsazené místo. 
Výstupem sítě je pravděpodobnost, s jakou je na testo
vacím vzorku obsazené místo. Síť byla trénována na 
třicet epoch, použita byla nejlepší z nich, patnáctá 
epocha. Ověřovací přesnost (validation accuracy) dosa
hovala od této epochy hodnoty 99,7642%. 

Návrh systému umožňuje klasifikaci všech parko
vacích míst (při použití GPU) nebo klasifikaci po jed
nom místě (při použití CPU). Klasifikátor obsahuje 
plánovací frontu se třemi prioritami. Nejnižší prioritu 
získávají parkovací místa, na nichž nebyla v nejbližší 
době detekována žádná změna, ale je vhodné ohod
nocení zkontrolovat. Nejvyšší prioritu získají místa, 
na nichž model pohybu detekoval změnu a je třeba 
neprodleně zjistit obsazenost. Pokud se obsazenost 
změní, je za uživatelem zvolený čas naplánovaná klasi
fikace se střední prioritou, aby bylo rozhodnutí zkon
trolováno. 

3.2 Klasifikace pomocí modelu pozadí 

Druhý klasifikátor využívá ke klasifikaci model 
pozadí. Porovnáním aktuálního snímku s modelem 
pozadí je možné detekovat pohybující se automobily, 
které přijíždějí či odjíždějí na sledované parkovací 
místo. Metoda vyžaduje počáteční inicializaci za 
předpokladu, že jsou některá parkovací místa ob
sazená. V takovém případě není možné vytvořit model 
pozadí na začátku, princip je třeba obrátit. Nejprve 
se vytvoří model pro přítomný automobil, při první 
významné změně se místo klasifikuje jako volné a 
poté je možné vytvořit model pozadí. Modelu pozadí 
je v takovém případě třeba předat informaci, které 
části snímku se mají aktualizovat (pozadí) a které mají 
zůstat neaktualizovány (obsazená místa). 

Metoda má hlavní rizika v aktualizaci modelu 
pozadí. Na rozdíl od sledování jedoucích vozidel na 
vozovce není možné aktualizovat model pozadí po 
celou dobu. Po dobu obsazenosti parkovacího místa 
se pozadí může výrazně změnit (změna světelných 
podmínek, sníh na vozovce, stín atp.). Po opuštění 
místa automobilem se model pozadí od aktuálního 
snímku liší natolik, že je místo stále považováno za 
obsazené. 

3.3 Sloučení výsledků klasifikátorů 

Aplikace je navržena tak, aby byla schopná bez obtíží 
fungovat i na průměrném hardwaru bez grafické 
karty. Na průměrném procesoru (viz kapitola 5) trvá 
klasifikace jednoho parkovacího místa neuronovou 
sítí jednu až dvě vteřiny, klasifikace celého parkoviště 
s dvěmi sty místy tedy trvá řádově minuty. Naproti 
tomu zpracování snímku druhým popisovaným klasi-
fikátorem splňuje podmínku vyhodnocení snímku do 
jedné vteřiny. Reálně systém funguje tak, že jsou 



Obrázek 4. Označení parkovacích míst 

Obrázek 5. Ukázky výřezů míst (vlevo a uprostřed 
obsazená, vpravo volné) 

výsledky z modelu pozadí odesílány ke globálnímu 
rozhodnutí a v případě detekce změny se globální 
klasifikátor dotáže neuronové sítě na správnost. Pokud 
model pozadí nedetekuje žádnou změnu, pro kontrolu 
klasifikuje neuronová síť postupně všechna místa. 
Konečné rozhodnutí je odesláno zpět do klasifikátorů 
a model pozadí se aktualizuje. 

4. Označení parkovacích míst 

Jelikož je systém vyvíjen pro statické kamery a 
parkoviště, na nichž se poloha parkovacích míst neliší, 
je možné označit parkovací místa před začátkem 
klasifikace. Tím se z detekce automobilů v obraze 
stává jednodušší problém klasifikace obsazenosti 
konkrétního místa. 

Protože kamera není umístěna kolmo nad parko
vacím místem, používá se označení místa ve 3D. Ne
jprve uživatel ohraničí celé parkoviště a zadá rozměry 
v reálném světě, z čehož lze spočítat umístění kamery. 
Poté ohraničí každé parkovací místo čtyřmi body a 
výškou a systém spočítá 3D model parkovacího místa 
na snímku. Ukázku označení několika míst lze vidět 
na obrázku 4. 

V hluboké neuronové síti se označení používá pro 
vyříznutí (renovacích vzorků (obrázek 5) a následně 
pro samotnou klasifikaci, pří které jsou vstupy právě 
tyto výřezy. Pro klasifikaci modelem pozadí je navíc 
na vyříznuté parkovací místo aplikována maska, která 
odstíní oblasti překry vů sousedních parkovacích míst 
(obrázek 6). 

5. Testování 

Systém byl testován na datových sadách o celkové 
délce 32 hodin z reálného parkoviště, které bylo 

Obrázek 6. Kompozice šesti masek parkovacích míst 

2017 
Obrázek 7. Graf historie obsazenosti testovacího 
parkoviště (od středy do úterý) 

snímáno dvěma kamerami a obsahovalo 193 parko
vacích míst. Pro jednoduchou interpretaci získaných 
dat byly implementovány i základní vizualizační 
prvky, jako je například graf historie obsazenosti 
celého parkoviště (viz obrázek 7). 

Úspěšnost celého systému závisí především na 
úspěšnosti hluboké neuronové sítě, proto se další testy 
zabývaly právě neuronovými sítěmi. První test zk
oumal vliv odstranění deformací z obrazu na úspěšnost 
klasifikace. Pro vzory bez odstraněných deformací 
byla získána úspěšnost klasifikace na dvou datových 
sadách 95,23% a 94,18%, pro vzory s odstraněnými 
deformacemi úspěšnost 99,20% a 99,01%. Další testy 
se proto věnovaly výhradně vzorům s odstraněnými 
deformacemi. 

Byly vybrány dvě předtrénované architektury, 
jejichž úspěšnost byla nejlepší, a dále byly upraveny 
pro různou velikost vstupů. Těmito architekturami 
byla konvoluční neuronová sít GoogleNet s velikostmi 
vstupů 32x32, 64x64 a 224x224 pixelů a reziduální 
neuronová síť Resnet s velikostí vstupů 256x256 
pixelů. (Vyřazeny byly např. sítě GoogneNet256 
či VGG16-32.) GoogleNet obsahuje 22 vrstev s 
parametry (27 včetně slučovacích vrstev), ResNet se 
skládá z 50 vrstev. Druhý test zjišťoval úspěšnost 
vybraných sítí natrénovaných a testovaných na 
vzorcích s nejlepším rozlišením, kterého je v systému 
možné dosáhnout. Byla vytvořena datová sada pro 
dotrénování, obsahující 7376 tónovacích vzorů (3791 
obsazených míst a 3585 volných míst), a dvě odlišné 
datové sady pro testování, první s 1881 vzory (1181 
obsazených míst a 700 volných míst) a druhá s 1802 
vzory (1020 obsazených míst a 782 volných míst). 
Velikosti vzorků se pohybovaly v rozmezí od 120x80 
do 130x130. Data byla pořízena ze dvou kamer (5mpx, 
rozlišení 2592x1920) testovacího parkoviště v různé 
časové doby, za měnících se světelných podmínek 
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Obrázek 8. Závislost úspěšnosti na velikosti vzorů 

i počasí ve 25 různých dnech. Vždy byla vybrána 
trénovací epocha s nejlepším výsledkem na testovací 
sadě. Tabulka 2 shrnuje úspěšnost klasifikace a 
rychlost klasifikace jednoho parkovacího místa na 
CPU (Intel Core Í7-4702MQ CPU @ 2.20GHz) a 
na GPU (GeForce GTX1080). Na základě výsledků 
byla vybrána a použita v aplikaci nejúspěšnější síť 
GoogleNet 224x224, v případě potřeby vyšší rychlosti 
by bylo vhodnější použít GoogleNet s menší velikostí 
vzorů. 

Tabulka 2. Srovnání hlubokých neuronových sítí 

velikost rychlost úspěšnost název site v z Q m c p u G p u s a d a { s a d a 2 

GoogleNet 32x32 l . l s 3,7ms 98,83% 99,01% 
GoogleNet 64x64 l,2s 5,3ms 99,10% 98,90% 
GoogleNet 224x224 l,4s ll,7ms 99,64% 98,96% 
Resnet 256x256 l,7s 13,3ms 97,18% 92,75% 

Třetí test zjišťoval vliv zmenšení a opětovného 
zvětšení velikosti tónovacích i testovacích vzorů na 
úspěšnost dvou nejlepších sítí z předchozího testu. Sna
hou bylo zjistit minimální velikost vzorů, pro kterou 
má systém nej vyšší úspěšnost. Na základě získaných 
výsledků je možné co nejvíce omezit datový tok od 
kamer k centrální jednotce, v níž mohou být vzory opět 
zvětšeny na potřebnou velikost vstupu sítě. Z grafu 8 si 
lze všimnout, že je možné zmenšit vzory až na velikost 
32x32 pixelů a stále bude mít síf GoogleNet 224x224 
úspěšnost vyšší než 99,5%. Při dalším zmenšení je 
již úspěšnější síf GoogleNet 64x64. Zajímavostí je 
úspěšnost téměř 96% pro vzory o velikosti 4x4 pixely. 
Tak vysoké úspěšnosti je možné dosáhnout především 
díky tomu, že je tónovací i testovací sada pořízena 
pouze z jednoho parkoviště a je tedy pravděpodobné, 
že síf není dostatečně obecná. 

6. Závěr 

Práce popsala systém pro klasifikaci obsazenosti 
parkovacích míst a představila dvě základní metody, 
které jsou použity: hlubokou neuronovou síf a model 
pozadí. Výsledná aplikace dosahuje na testovací 
sadě velmi dobré úspěšnosti 99.6% a je testována 
v reálném provozu. Integrace řešení detekce ob
sazenosti parkovacích míst do vyššího celku usnadní 
řidičům vyhledání volného parkovacího místa, omezí 
nežádoucí provoz po parkovišti a v neposlední řadě 
sníží produkci CO2. Zřizovatelům parkoviště pak 
může nabídnout řadu informací o době obsazenosti, 
vytíženosti konkrétních míst a další. 

V pokračujícím vývoji bude snaha o zvýšení 
úspěšnosti zvětšováním trénovací sady a zobecnění 
natrénovaných modelů přidáním dat z dalších 
parkovišť. Na základě požadavků cílového zákazníka 
bude přidána další funkčnost aplikace, např. 
předpokládaný čas uvolnění parkovacího místa, 
pokročilé statistiky o využití parkoviště a další. V 
současné době je systém upravován pro fungování na 
vestavěném systému s omezenými výpočetními zdroji. 
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A Visual System for Detecting the Occupancy of a Car Park by Deep Neural Networks 
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Abstract 

The concept of smart cities is inherently connected with efficient parking solutions based on the knowledge of individual parking 
space occupancy. The subject of this paper is the design and implementation of a robust system for analysing parking space occu
pancy from a multi-camera system with the possibility of visual overlap between cameras. The system is designed and implemented 
in Robotic operating system (ROS) and its core consists of two separate classifiers. The more successful, however, a slower option 
is detection by a deep neural network. A quick integration is provided by a less accurate classifier of movement with a background 
model. The system is capable of working in real time on a graphic card as well as on a processor. The success rate of the system on 
a testing data set from real operation exceeds 93%. Smart parking concepts inherently include efficient parking solutions based on 
the knowledge of the occupancy of individual parking spaces. This paper describes just such a system that allows easy orientation 
in the parking lot, both for management and for the driver. 

Keywords: occupancy of a car park, vehicle detection, deep neural networks, background model 

1. Introduction 

With a continuously growing number of cars, there are in
convenient difficulties with parking them. Although there are 
still vacant parking spaces in a car park, it is often complicated 
for the drivers to find these spaces in a large car park. A so
lution can be seen in applications that mark the occupancy of 
individual parking spaces and inform the drivers about their lo
cation on information boards or through another visualization 
method. The development of such an application is the subject 
of this paper. 

The described application is developed from square one in 
C++ and Python programming languages using the existing l i 
braries OpenCV [1] and QT4 [2]. The main focus is on the 
classification of parking space occupancy itself and on the func
tioning of the system as a whole. Additional functions include 
recording of detected changes, creating graphs from obtained 
data and additional information for the users. The requirement 
is for the final application to work non-stop and in real time us
ing inexpensive hardware equipment. The classification must 
work in all weathers and in changing light conditions. The so
lution should be general but the neural network can be trained 
for a specific car park. 

The used systems currently consist of sensors based on mi
crowaves [3], on magnetic field [4][5] or on ultrasound [6][7], 
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vaclav. stranskyOrcesystems. cz (Vaclav Stránský), 
rozman j ©f i t . vutbr. cz (Jaroslav Rozman), 
david. hermanOrcesystems . cz (David Herman), 
david. hlavonOrcesystems . cz (David Hlavon), 
ibabinec@fit .vutbr .cz, adam.babinec@rcesystems.cz(Adam 
Babinec) 

Since each parking space requires its own physical sensor, the 
installation of the system as well as the subsequent maintenance 
is rather demanding. If the operator wished to change the lay
out of parking spaces, it would also be necessary to move the 
respective sensors. Therefore, applications detecting the occu
pancy of parking spaces using computer vision have been com
ing into existence lately. Compared to sensor systems, the in
stallation is much easier, especially the layout of the spots as 
well as maintenance. Moreover, a camera system enables a live 
overview of the scene and associated extended usage (identify
ing the type of vehicle, colour etc.) However, their success rate 
is incomparable to sensor systems. Monitoring with cameras 
also brings a number of disadvantages, such as legislation prob
lems and the necessity to inform the car park users. Detection 
gets more difficult in bad weather or at night with insufficient 
artificial lighting. If a foreign object gets into the view of the 
camera or if the camera tilts (e.g. due to wind), false detections 
can occur. A comparison of the existing methods is summarized 
in table 1. 

Table 1: Comparison of existing solutions 

Method 
Success Demands of Demands of 

Method 
Success 

installation maintenance 
Method 

rate installation maintenance 

Microwaves 95% high high 
Magnetic field >99% high medium 
Ultrasound 98-99% high medium 
Computer vision 85-98% medium low 

The existing methods using computer vision use S V M [8], 
image segmentation [9], gradient histogram [10] or cascade de-
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tector [11]. Comparing the success rate of the listed methods 
is complicated since each author used a different testing set. 
The success rate of these methods given by the authors ranges 
from 85% to 95%, however, data sets most often do not include 
occlusions or low vision. Higher success rate is achieved by 
methods using deep neural networks [12][13], where the suc
cess rate exceeds 95%. The main shortcoming is the speed of 
classification, which the authors give as 15 seconds for the en
tire car park. 

The system described in this paper is designed and imple
mented in a Robot operating system [14], thanks to which it is 
divided into several separate nodes. The main nodes are: pro
cessing images from camera, filtering the images, transforming 
the images, local classifiers, a global classifier and presentation 
of results. Images are filtered based on a comparison of his
tograms of correct and faulty images. To achieve a better detec
tion, undesirable transformations, distortions1 and perspective2 

are removed from the image. An image prepared in this way 
is used for parking space occupancy classification using two 
classifiers. The main focus is on classification using machine 
learning, which uses deep convolutional neural network. De
tection of arrival and departure is supplemented by a classifier 
based on a background model. The results of both classifiers 
are merged and published. If the system consists of more cam
eras, the images from each camera are processed independently 
and the results of partial classifiers are merged all at once. 

The introduced solution is interesting thanks to its high suc
cess rate, easier installation and the ability to classify the occu
pancy of hundreds of parking spaces in real time. The system is 
not flawless, in some cases, there is faulty classification. How
ever, this occurs in less than 7% of cases and with the gradual 
development of the application and the increase of the training 
set, there is less and less of them. The method most often fails 
in low visibility (at night, when the camera is wet with dew), 
due to changes of weather (rainfall, snow, sharp shadows) and 
in cases of extreme occlusion, when a car is partially or com
pletely blocked by a larger object (lorry). 

2. Design of architecture in ROS 

The application is created in the environment of Robot oper
ating system (ROS). The key advantage of ROS within this ap
plication is the possibility to divide the program into individual 
nodes (processes) that communicate with each other by mes
sages (communication is based on TCP/IP). This allows reset 
of only one node in case of its failure, easy creation of various 
versions of the application based on requirements, transparency, 
fine-tuning by means of intercepting messages and suchlike. 
See the scheme 2 for a brief overview of the structure of the 
entire application. A defined group of nodes can be added more 
times, based on the number of cameras. The results of these 
groups are processed together and presented. 

'When there is a distortion of the image, the transverse magnification is not 
the same across the entire image field, which disrupts the geometrical similarity 
of the object and its image. 

2In a perspective image, the displayed objects seem to grow smaller and 
come together. 

Figure 1: A correct and a faulty image with respective histograms 

2.1. Nodes of the system 

Processing images from the camera Images from camera are 
process by Gscam node already created in ROS. It re
ceives video from IP camera transmitted by RTSP, checks 
the functionality of the camera and in case of its failure, 
renews the transmission of images. It transmits the pro
cessed images by means of an already created message, 
including additional information about the image and the 
status of the camera. 

Filtering of images Another node compares the histogram of 
an incoming image with an average histogram of previ
ous images (figure 1). If the histograms differ, the im
age is not sent and another image is selected. If the his
tograms are similar, the image is sent and the average 
histogram is updated. This way helps to remove faulty 
images from the camera and at the same time, to keep the 
images with a gradual change (e.g. the change of light
ing). The node sends the images with a set frequency and 
discards redundant images. 

Transformation of images For a more accurate classification, 
undesirable deformations are removed from the images. 
The next node removes distortion and perspective image 
so that all parking spaces in the image are of similar size. 
Samples of images without transformations and with re
moved deformations can be seen in figure 3. 

Local classifiers A local classifier is one of the most important 
parts of the entire application. The design of the applica
tion enables a larger number of simpler local classifiers 
whose partial results are further processed and merged. 
During initialization, the node loads a configuration file 
that describes the layout of parking spaces, their shape 
and division into groups. The output of each local classi
fier is a set of soft decisions about the occupancy of the 
respective parking spaces. As a local classifier, practi
cally any function deciding about the occupancy of park
ing spaces with a success rate of more than 50% can be 
used. Examples of successful linear classifiers include 
edge classifier, classifier based on a background model 
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Figure 2: A brief scheme of the system design depicts the most important ROS nodes (1: rtsp, 2: raw images, 3: selected best images at a certain frequency, 4: images 
with removed deformations, 5: soft decisions about occupancy, 6: queries to check a specific location, 7: final decision about occupancy, 8: http) 

Figure 3: Original image, image after removal of distortion and image after 
removal of perspective 

and detection of moving vehicles or a classifier based on 
comparison of histograms. The current version of the de
scribed application contains two classifiers that are de
scribed in the following section. 

Global classifier The results from local classifiers are merged 
in a global classifier that is common for the entire appli
cation. The selections include weighted average (origi
nal), neural network or S V M . The global classifier has 
two main functions. Firstly, it merges the soft decisions 
from local classifiers within one group, which means that 
it determines the final occupancy of parking spaces from 
one specific camera. Another function is the merging of 
decisions about occupancy of one parking space scanned 

by two cameras. The assignment of two or more mark
ings to a specific parking space is done by a configura
tion file that maps the markings within each scene onto 
the global marking of a parking space. 

Presentation of results The obtained results are published in 
several ways. For an immediate check of the correctness 
of the system, they can be sent via HTTP protocol and 
displayed on a web page. For a later analysis, they are 
saved into the database as a change in the occupancy of a 
specific space in current time. 

3. Classification of parking space occupancy 

For classification, two different classifiers are used and de
scribed here: classification using a deep neural network and 
classification using a background model. 

3.1. Classification using a deep neural network 
For work with neural network, we selected framework Caffe 

[15] that enables to carry out calculations on a processor or 
on a graphic card. For the design of the entire structure of 
neural network, Caffe uses Protobuffer serialization text for
mat from Google. In Caffe, there are several interface vari
eties (command line, Python, M A T L A B , C++), which allowed 
a simple connection to the developed system. Due to the suc
cess rate of existing and freely available networks, it would be 
counter-productive to design our own network; therefore, based 
on testing (section 5), the GoogleNet network was selected [16], 
which needs no further adjustments. In the described system, 
two output classes are used: a vacant or occupied space. The 
output of the network is the probability that the testing sample 
contains an occupied space. The network was trained for thirty 
epochs, out of which the best one was used: the fifteenth epoch. 
Validation accuracy starting from this epoch reached the value 
of 99.76%. 



The design of the system enables classification of all park
ing spaces (using GPU) or classification by one space (using 
CPU). The classifier contains a planning queue with three pri
orities. The lowest priority is assigned to parking spaces where 
no change has been detected recently but it is suitable to check 
the evaluation. The highest priority is assigned to spaces where 
the movement model detected a change and it is necessary to 
find out the occupancy immediately. If the occupancy changes, 
a classification with medium priority is planned after a time de
fined by the user so that this decision can be checked. 

3.2. Classification using a background model 

The second classifier uses a background model for classifi
cation. When comparing a current image with the background 
model, it is possible to detect moving vehicles that are arriving 
at or leaving the monitored parking space. This method requires 
initialization assuming that some parking spaces are occupied. 
In this case, it is impossible to create the background model 
at the beginning and the principle must be reversed. Firstly, 
a model for the situation when a car is present is created; af
ter the first major change, the space is classified as vacant and 
then it is possible to create a background model. In this case, 
the background model needs to be provided with information 
which parts of the image are to be updated (background) and 
which are to remain without updates (occupied spaces). 

The main risks of this method lie in updating the back
ground model. As opposed to monitoring travelling vehicles on 
a road, it is impossible to keep updating the background model 
for the entire time. During the period when the parking space is 
occupied, the background may change significantly (change of 
light conditions, snow on the road, shadow etc.). After the ve
hicle has left the space, the background model differs from the 
current image to such an extent that the space is still considered 
as occupied. 

3.3. Merging the results of the classifiers 

The application is designed so that it can run without prob
lems on average hardware without a graphic card. On an aver
age processor (see section 5), the classification of one parking 
space by a neural network takes one to two seconds, the classifi
cation of the entire car park with two hundred spaces thus takes 
several minutes. As opposed to that, processing the image with 
the second described classifier meets the condition of evaluat
ing the image within one second. In reality, the system works 
in this way: the results from the background model are sent for 
a global decision, and in case a change has been detected, the 
global classifier asks the neural network about correctness. If 
the model does not detect any change, the neural network clas
sifies all spaces one by one to check. The final decision is sent 
back to the classifiers and the background model is updated. 

4. Marking of parking spaces 

Since the system is developed for static cameras and car 
parks where the position of parking spaces does not change, it 

Figure 4: Marking of parking spaces 

Figure 5: Examples of cut-out spaces (occupied spaces on the left and in the 
middle, vacant space on the right) 

is possible to mark parking spaces before the start of the classifi
cation. Thus, detecting vehicles in an image becomes a simpler 
problem of classifying the occupancy of a specific space. 

Since the camera is not placed vertically above the parking 
space, space marking in 3D is used. Firstly, the user marks 
the entire car park and enters the real dimensions, from which 
the placement of the camera can be calculated. Then, the user 
marks each parking space by four points and by height and the 
system calculates a 3D model of the parking space in the image. 
For an example of marking of several spaces see figure 4. 

In deep neural network, the marking is used to cut out train
ing samples (figure 5) and subsequently for the classification it
self where the inputs are these segments. Moreover, for classifi
cation by a background model, a mask is applied on the cut-out 
parking space that eliminates the overlapping areas of adjacent 
parking spaces (figure 6). 

5. Testing 

The system was tested on data sets of total length of 32 
hours from a real car park that was monitored by two cameras 
and consisted of 193 parking spaces. For an easy interpreta
tion of the obtained data, also basic visualization elements were 
implemented, such as a graph of the occupancy history of the 
entire car park (see figure 7). 

The success rate of the entire system depends predomi
nantly on the success rate of the deep neural network, therefore, 
further tests dealt with neural networks. The first test examined 
the influence of removing deformation from the image on the 
classification success rate. For samples without removed de
formations we obtained a classification success rate of 95.23% 
and 94.18% on two data sets, for samples with removed de
formations, the success rate was 99.20% and 99.01%. For this 



Table 2: Comparison of deep neural networks 

Figure 6: Composition of six masks of parking spaces 

Figure 7: Graph of the occupancy history of the testing car park (from Wednes
day to Tuesday) 

reason, further tests dealt only with samples with removed 
deformations. 

Two pre-trained architectures were selected whose success 
rate was the highest, and they were further adjusted for vari
ous input sizes. These architectures were a convolutional neu
ral network GoogleNet with input sizes of 32x32, 64x64 and 
224x224 pixels, and a residual neural network Resnet with in
put sizes of 256x256 pixels. (Networks such as GoogneNet256 
or VGG16-32 were eliminated.) GoogleNet contains 22 layers 
with parameters (27 including merging layers), ResNet consists 
of 50 layers. The second test examined the success rate of the 
selected networks pre-trained and tested on samples with the 
best resolution that can be achieved in the system. We created 
a data set for final training that contained 7376 training sam
ples (3791 occupied spaces and 3585 vacant spaces) and two 
different data sets for testing; the first one with 1881 samples 
(1181 occupied spaces and 700 vacant spaces) and the other 
one with 1802 samples (1020 occupied spaces and 782 vacant 
spaces). The sizes of samples ranged from 120x80 to 130x130. 
Data were obtained from two cameras (5mpx with 2592x1920 
resolution) from the testing car park at various points in time, 
in changing light conditions and weather conditions on 25 dif
ferent days. The training epoch that was selected was always 
the one with the best result on the testing set. Chart 2 summa
rizes the classification success rate and the speed of classifica
tion of one parking space on C P U {Intel Core 17-4702MQ CPU 
@ 2.20GHz) and on G P U {GeForce GTX 1080). Based on the 
results, the most successful network was selected and used in 
the application, namely GoogleNet 224x224; if a higher speed 
is needed, it would be more suitable to use GoogleNet with a 
smaller sample size. 

The third test examined the influence of reducing and re
peated enlargement of the size of both training and testing sam
ples on the success rate of the two best networks from the previ
ous test. The goal was to find out the minimum size of samples 
for which the system has the highest success rate. Based on the 

Name of Size of Speed of Success rate of 
network sample C P U G P U set 1 set 2 

GoogleNet 32x32 1.1s 3.7ms 98.83% 99.01% 
GoogleNet 64x64 1.2s 5.3ms 99.10% 98.90% 
GoogleNet 224x224 1.4s 11.7ms 99.64% 98.96% 
Resnet 256x256 1.7s 13.3ms 97.18% 92.75% 
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Figure 8: Dependence of success rate on samples size 

obtained results, it is possible to reduce data flow from cameras 
to the central unit as much as possible; then the samples can be 
enlarged again in the central unit to the required input size of 
the network. From graph 8, it can be seen that it is possible to 
reduce the samples as much as to the size of 32x32 pixels, and 
the GoogleNet 224x224 network will still have a success rate of 
more than 99.5%. In case of further reduction, the GoogleNet 
64x64 network becomes more successful. An interesting fact is 
a success rate of almost 96% for samples of the size of 4x4 pix
els. Such a high success rate can be achieved primarily thanks 
to the fact that both the training and the testing sets were ob
tained from only one car park and it is therefore likely that the 
network is not general enough. 

6. Conclusion 

This paper described a system for classification of park
ing space occupancy and introduced two basic methods that are 
used: a deep neural network and a background model. The re
sulting application achieves a very good success rate of 99.6% 
on the testing set and is being tested in real operation. The in
tegration of the solution of parking space occupancy detection 
into a higher whole will make it easier for the drivers to find 
a vacant parking space, eliminate undesirable traffic in the car 
park and last but not least, will also reduce the production of 
C02- It can also provide the car park managers with a lot of in
formation about occupancy times, utilization of specific spaces 
and more. 



In the continued development, the goal will be to increase 
the success rate by increasing the training set and generalizing 
the trained models by adding data from other car parks. Based 
on the requirements of the target customer, other functionalities 
of the application will be added, such as the expected time when 
the parking space will become vacant, advanced statistics about 
car park utilization etc. The system is currently being adjusted 
to work on an integrated system with limited computer sources. 
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