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Abstrakt 
Tato d ip lomová p r á c e se zabývá problematikou neu ronových sí t í se z a m ě ř e n í m na s í tě kon-
voluční ( C N N ) a evoluční op t ima l i zac í v kontextu neu ronových sí t í . Z existuj ících knihoven 
pro mode lován í C N N byla po ana lýze v y b r á n a jedna konkré tn í , a to Keras . Jej í funkciona­
l i ta je d e m o n s t r o v á n a na ú lohách klasifikace o b r á z k ů . S v y u ž i t í m ka r t éz ského gene t ického 
p r o g r a m o v á n í byla n a v r ž e n a a i m p l e m e n t o v á n a optimalizace C N N za úče lem snížení slo­
ž i tos t i v ý p o č t u konvolučních vrstev. Dopady n a v r ž e n é optimalizace na chování C N N byly 
o t e s továny a vyhodnoceny v r á m c i p ř í padové studie. 

Abstract 
This Master 's Thesis is focused on the principles of neural networks, pr imar i ly convolutional 
neural networks ( C N N ) . It introduces the evolutionary opt imizat ion i n the context of neural 
networks. One of existing libraries devoted to the C N N design was chosen (Keras), analysed 
and used i n image classification tasks. A n opt imizat ion technique based on cartesian genetic 
programming that should reduce the complexity of C N N ' s computat ion was proposed and 
implemented. The impact of the proposed technique on C N N behaviour was evaluated in 
a case study. 
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Kapitola 1 

Úvod 

V dnešn í d o b ě se neu ronové s í tě využívaj í v mnoha oblastech pro řešení různých p r o b l é m ů . 
Díky jejich schopnosti uči t se, jsou neu ronové s í tě schopny se ze vzo rků t r énovac í sady 
nauč i t , j a k é vlastnosti vzo rků (tzv. p ř í znaky ) jsou pro s p r á v n é vyřešen í ú lohy dů lež i t é a nen í 
tedy t ř e b a popisovat řešení d a n é h o p r o b l é m u a v ý b ě r p ř í z n a k ů algoritmicky. Č a s t o se j e d n á 
0 ú lohy tak komplexn í , že e x a k t n í algoritmus pro jejich řešení prakt icky vy tvo ř i t nelze. T é t o 
schopnosti se čas to využ ívá n a p ř í k l a d př i klasifikačních ú lohách , sh lukování či rozpoznáván í 
řeči nebo z n a k ů . O b e c n ě se však ví, že tyto s í tě jsou v ý p o č e t n ě velice n á r o č n é . C í l em t é t o 
p ráce je s v y u ž i t í m evolučního algori tmu navrhnout opt imal izaci v y b r a n ý c h n e u r o n o v ý c h 
sítí za úče lem vylepšení n ě k t e r ý c h jejich p a r a m e t r ů (složitost , doba v ý p o č t u a p o d o b n ě ) 
1 za cenu p ř í p a d n é h o zhoršen í kval i ty v ý s t u p u . 

P ř e d m ě t e m t é t o p ráce je n a s t u d o v á n í teorie n e u r o n o v ý c h sít í , se z a m ě ř e n í m na konvo-
luční neu ronové s í tě , a teorie problematiky evoluční optimalizace v kontextu n e u r o n o v ý c h 
sít í . Dá le je v p rác i p o p s á n a zvolená knihovna (Keras) pro p rác i s výše z m í n ě n ý m i s í t ěmi 
a na zvolených ú lohách je o t e s t o v á n a její funkčnos t . K v a l i t a n a u č e n ý c h sí t í je s r o v n á n a 
s výs ledky v l i t e r a tu ř e . V r á m c i tohoto projektu byla v y t v o ř e n a knihovna pro ka r t ézské 
genet ické p r o g r a m o v á n í ( C G P ) s j ehož v y u ž i t í m je n a v r ž e n a optimalizace konvolučních sít í . 
Optimalizace spoč ívá v n a h r a z e n í operace konvoluce, využ i t é v konvolučních v r s tvách neu­
ronové s í tě , a p r o x i m a c í z í skanou p o m o c í algori tmu C G P . Cí lem t é t o optimalizace je snížení 
s loži tost i v ý p o č t u , k o n k r é t n ě se j e d n á o el iminaci operace násoben í , k t e r á se využ ívá př i 
v ý p o č t u konvoluce. Úspěšnos t n a v r ž e n é optimalizace je ověřena na různých ú lohách . 

V kapitole 2 bude p o p s á n p ř e c h o d od biologického neuronu, p řes u m ě l ý neuron až k neu­
r o n o v ý m s í t ím. K a p i t o l a 3 popisuje konvoluční neu ronové s í tě a vrstvy, k t e r é se v nich vy­
skytuj í . N a konci t é t o kapi toly je p o p s á n a v y b r a n á knihovna pro implementaci d a n ý c h sít í . 
K a p i t o l a 4 je z a m ě ř e n a na popis gene t ických a lg o r i tmů a jejich variant. K a p i t o l a 5 popisuje 
neuroevoluci, což je forma umě lé inteligence využívaj ící evoluční algori tmy v kombinaci 
s n e u r o n o v ý m i s í t ěmi . V kapitole 6 je p o p s á n a ú l o h a symbol ické regrese, na k t e r é bude ově­
ř ena korektnost v y t v o ř e n é knihovny pro C G P , zároveň je v t é t o kapitole ověřena funkčnost 
knihovny pro konvoluční neu ronové s í tě . K a p i t o l a 7 obsahuje popis n a v r ž e n é optimalizace 
založené na n á h r a d ě konvoluční vrs tvy a p r o x i m a č n í vrstvou z í skanou p o m o c í algori tmu 
C G P . K a p i t o l a 8 obsahuje p o z n á m k y k implementaci p r o g r a m o v é čás t i t é t o p r áce . V ka­
pitole 9 jsou p o p s á n y n a v r ž e n é experimenty společně s jejich v y h o d n o c e n í m . Závěr p ráce 
tvoř í kapi tola 10. 
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Kapitola 2 

Umělé neuronové sítě 

Umělé neu ronové s í tě se s tudu j í v mnoha oborech: v neurobiologii, neurofyziologii nebo t aké 
v psychologii. H l a v n í m d ů v o d e m pro z k o u m á n í je jejich podobnost s b io logickým n e r v o v ý m 
s y s t é m e m . V t ě c h t o oborech se neu ronové s í tě využívaj í jako v ý p o č e t n í modely, k t e r é jsou 
využ i ty k simulaci za úče lem p o c h o p e n í , jak fungují neurony a mozek. V informatice potom 
existuje snaha napodobovat u rč i t é kogni t ivn í schopnosti lidí (zv láš tě schopnost učení se) 
s v y u ž i t í m umě le v y t v o ř e n ý c h e l e m e n t ů nervové soustavy. P r a k t i c k é využ i t í po tom maj í 
umě lé neu ronové s í tě ve v ý p o č e t n í c h sy s t émech prováděj íc ích klasifikaci, predikci a rozpo­
znávání . 

V t é t o kapitole bude č t e n á ř s e z n á m e n s h l avn ími s ložkami a pr incipem fungování neuro­
nových sí t í . Nejprve je p o p s á n biologický zák l ad - neuron. Nás ledu je popis u m ě l é h o neuronu 
a neu ronové sí tě . 

2.1 Biologický neuron 

Nervový s y s t é m zv í řa t se sk l ádá z mozku, smyslové soustavy, k t e r á sb í rá informace z ostat­
ních čás t í t ě la (vizuální , zvukové, h m a t o v é , atd.) a moto r i ckého s y s t é m u , k t e r ý ov ládá po­
hyb. Nervový s y s t é m je t v o ř e n velmi k o m p l e x n í m i s t rukturami, ale všechny se sk ládaj í z po­
d o b n ý c h s t avebn ích b loků , ne rvových b u n ě k nebo n e u r o n ů . T y t o bloky mohou vykonáva t 
mnoho různých funkcí, což vede na velmi var iab i ln í morfologii. V biologických n e u r o n o v ý c h 
sí t ích je informace u ložena v mís t ech kontaktu mezi j e d n o t l i v ý m i neurony, tzv. synapsemi. 
Větš í čás t zp racován í informace p r o b í h á v mozku, avšak značné m n o ž s t v í p ř edzp racován í 
informací m ů ž e p r o b í h a t mimo mozek, n a p ř . v s í tnici oka. Dle o d h a d ů je l idský mozek 
t v o ř e n př ib l ižně 100 bi l iony n e u r o n ů , p ř i čemž větš í čás t z nich pracuje pa ra l e lně . P r ů m ě r n ý 
neuron je spojen s 1000 až 10000 da lš ími neurony [11]. 

Neurony př i j ímaj í s ignál a p r o d u k u j í odezvu. T y p i c k á s t ruktura o b e c n é h o neuronu je 
i lus t rována na o b r á z k u 2.1. Vě tve nalevo jsou přenosové k a n á l y zvané dendrity. Dendr i ty 
př i j ímaj í s ignál v mís t ech kontaktu s j i nými b u ň k a m i , synapsemi. Organely v tě le b u ň k y 
p r o d u k u j í p o t ř e b n é chemikál ie , k t e r é zajišťují kon t inuá ln í fungování neuronu. N a mitochon-
drie b u ň k y (viz ob rázek 2.1) lze nah l íže t jako na čás t z á s o b á r n y energie, jelikož p r o d u k u j í 
chemikál ie , k t e r é jsou s p o t ř e b o v á v á n y j i nými b u n ě č n ý m i s t rukturami . V ý s t u p n í s ignál je 
p ř e n á š e n axonem, k t e r ý m á k a ž d á b u ň k a nane jvýš jeden. N ě k t e r é b u ň k y axon neobsahuj í , 
p ro tože jejich j e d i n ý m úče lem je propojit j i né b u ň k y s da l š ími b u ň k a m i (např . v sí tnici) [19]. 
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O b r á z e k 2.1: Typ ický m o t o r i c k ý neuron. P ř e v z a t o z [19]. 

2.2 Umělý neuron 

O b r á z e k 2.2 zobrazuje s t rukturu u m ě l é h o neuronu s n vstupy. K a ž d ý v s t u p n í k a n á l i m ů ž e 
vys í la t hodnotu Xi, p ř ičemž k a ž d é m u vstupu je p ř i ř a z e n a u r č i t á v á h a Wi. V s t u p n í informace 
z z-tého k a n á l u je pak rovna XÍWÍ. Součás t í u m ě l é h o neuronu je tzv. Mas, což je vstup, jehož 
hodnota je v ž d y rovna 1 (bližší popis v ý z n a m u je v podkapitole 2.3.1). Informace př ichá­
zející do neuronu je tedy rovna XÍWÍ. Vs tupy v y n á s o b e n é p ř í s lušnou vahou jsou v neuronu 
sjednoceny p o m o c í integrační funkce f, k t e r á p řevede n hodnot na jednu hodnotu, k t e r á je 
vs tupem funkce aktivační g, jejíž v ý s t u p je roven v ý s t u p u u m ě l é h o neuronu. Funkce / je 
obvykle s u m a č n í funkce a její v ý s t u p se označuje jako potenciál. Vlas tnos t i ak t ivačn í funkce 
g a p ř í k l a d y n ě k t e r ý c h funkcí, k t e r é se využívaj í , se vysky tu j í v podkapitole 2.2.1. 

O b r á z e k 2.2: Ilustrace u m ě l é h o neuronu. 

2.2.1 A k t i v a č n í funkce 

Jak již bylo zmíněno , ak t ivačn í funkce je funkce, k t e r á z po t enc i á lu neuronu p o č í t á v ý s t u p n í 
hodnotu neuronu. V ě t š i n o u se j e d n á o spoj i té , ne l ineárn í , ros touc í a der ivova te lné funkce. 
Nás leduje p ř ík l ad n ě k t e r ý c h ak t ivačn ích funkcí: 
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jednotkový'_skok(x) 

sigmoida(x) 

0 pro x < 0 

1 pro x > 0 

1 

(2.1) 

(2.2) 
l + e~x 

hyperbolický•_tangens(x) tanh(x) = 
2 

(2.3) 
1 + e~2x - 1 

ReLU(x) 
0 pro x < 0 

x pro x > 0 
(2.4) 

2.3 Konstrukce umělých neuronových sítí 

P o k u d c h á p e m e k a ž d ý uzel neu ronové s í tě jako p r imi t i vn í funkci schopnou transformovat 
její vstupy na p ř e s n ě definovaný v ý s t u p , pak je lze u m ě l o u neuronovou síť c h á p a t jako sít 
primitivních funkcí. R ů z n é modely neu ronových sí t í se liší v p o u ž i t ý c h p r imi t ivn í ch funkcí, 
z p ů s o b u p r o p o j e n í j edno t l i vých n e u r o n ů a časování p ř e n o s u informací [19]. 

2.3.1 P e r c e p t r o n 

Perceptron je model neu ronové s í tě obsahuj íc í pouze jeden neuron, p ř ičemž jeho v ý s t u p n í 
funkce / je def inována takto: 

kde O znač í tzv. práh. 
Pokud zvol íme vstup XQ roven j e d n é a váhu jeho spojení s t ě l e m neuronu rovnu O, 

m ů ž e m e pak ve výše z m í n ě n é m vzorci uvažova t sumu od i = 0 a p o r o v n á v a t v ý s t u p neuronu 
s hodnotou 0 n a m í s t o O. 

Perceptron lze uči t spec iá ln ím pravidlem. Jeho váhy jsou m ě n ě n y v závislost i na rozdí lu 
(chybě) mezi z n á m ý m řešen ím a v ý s t u p e m neuronu. C h y b a je funkce všech vah a obecně 
tvoř í nepravidelnou m u l t i d i m e n z i o n á l n í nadrovinu s mnoha vrcholy, sedly a minimy. Po­
moc í technik p roh ledáván í prostoru se učící proces snaž í na j í t m n o ž i n u vah, k t e r á o d p o v í d á 
g lobá ln ímu min imu. Tento proces objeví o p t i m á l n í vektor vah v k o n e č n é m p o č t u i t e rac í bez 
ohledu na n a s t a v e n í p o č á t e č n í c h vah. Toto pravidlo se však vztahuje pouze na situaci, kdy 
je m o ž n é v s t u p n í vektory rozděl i t do l ineá rně sepa rova te lných t ř íd . 

P ro zp racován í ne l ineá rně sepa rab i ln ích p r o b l é m ů je p o t ř e b a p ř i d a t da lš í v r s tvu /v r s tvy 
n e u r o n ů mezi v s t u p n í vrs tvu (obsahuj íc í v s t u p n í uzly) a v ý s t u p n í neurony. Tato s t ruktura je 
označována jako vícevrstvý perceptron. Vn i t řn í vrs tvy ne in te ragu j í se s v ý m okolím, a proto se 
j i m ř íká skryté vrstvy. Učení t a k o v é t o s í tě je složitější než učen í s a m o t n é h o perceptronu [7]. 

2.3.2 V í c e v r s t v é s í t ě 

D o p ř e d n á síť ( i lus t rována na o b r á z k u 2.3) je jedna z nejvíce použ ívaných n e u r o n o v ý c h sít í . 
J e d n á se o v ícevrs tvý perceptron skládaj íc í se ze: 

pro 

Pro E 
™=1 WiXi > Q 

™=1 WiXi < 6 
(2.5) 

G 



• v s t u p n í vrs tvy s uzly reprezen tu j íc ími v s t u p n í p r o m ě n n é , 

• v ý s t u p n í vrs tvy s uzly reprezen tu j íc ími závislé p r o m ě n n é (to, co je mode lováno ) , 

• j e d n é nebo více sk ry tých vrstev s uzly, k t e r é p o m á h a j í řeši t nelinearitu dat. 

skryté vrstvy 

O b r á z e k 2.3: Ilustrace sí tě , k t e r á obsahuje v s t u p n í vrs tvu se t ř e m i neurony, 2 s k r y t é vrs tvy 
se č t y ř m i neurony a v ý s t u p n í v rs tvu se d v ě m a neurony. 

V t é t o sí t i neexis tu j í z p ě t n é vazby mezi vrs tvami a neexis tu j í vazby mezi neurony téže 
vrstvy, což se označuje jako dopředná neuronová síť. Neurony mohou bý t propojeny ř ídce 
(pouze s n ě k t e r ý m i neurony p ředchoz í vrstvy) nebo h u s t ě (se všemi neurony předchoz í 
vrs tvy) . Sí tě se z p ě t n ý m š í řen ím chyby se využívaj í pro mode lován í dat, klasifikaci, p řed­
pov ídán í , ov ládán í , kompresi dat a o b r á z k ů , a r ozpoznáván í vzo rů [7]. 

2.3.3 A l g o r i t m y u č e n í p r o n e u r o n o v é s í t ě 

Algor i tmus učen í je a d a p t i v n í metoda, d íky k t e r é je síť v ý p o č e t n í c h jednotek schopna upra­
vi t své váhy tak, aby d o s á h l a p o ž a d o v a n é h o chování . Algor i tmus učen í sít i p ř e d k l á d á t r é -
novací p ř í k l ady m a p o v á n í v s t u p ů na výs tupy . Ú p r a v y s í tě jsou p rováděny i t e r a t i vně , dokud 
se síť n e n a u č í produkovat p o ž a d o v a n é výs tupy . 

V j e d n o d u c h ý c h p ř í p a d e c h lze váhy pro v ý p o č e t n í jednotky na j í t p o m o c í sekvenčn ího 
t e s tován í n á h o d n ě generovaných numer i ckých kombinac í . Avšak t a k o v ý algoritmus, k t e r ý se 
snaží s lepě na j í t řešení , se nepovažuje za algoritmus učení . Algor i tmus učen í m u s í adaptovat 
parametry s í tě vzhledem k p ř e d c h o z í m zkušenos t em, dokud nen í nalezeno řešení (pokud 
řešení existuje). 

Algor i tmy učen í se daj í děl i t na metody učení s učitelem, učení bez učitele a posilované 
učení. Učení s uč i t e l em znač í metody, k t e r é sít i p řed lož í vstupy a p o t é po rovna j í v ý s t u p 
sí tě s o č e k á v a n ý m v ý s t u p e m . V á h y jsou upraveny vzhledem k velikosti chyby, k t e r é se síť 
dopustila. Učení bez uč i te le a pos i lované učen í je použ i to , pokud nen í z n á m p řesný v ý s t u p , 
k t e r ý m á síť poskytnout [19]. 

7 



Algori tmus z p ě t n é h o š í ř e n í chyby 

Algor i tmus z p ě t n é h o š í ření chyby je algoritmus učen í s uč i te lem, p o m o c í k t e r é h o se neuro­
nové s í tě mohou n a u č i t m a p o v á n í z jednoho prostoru dat do prostoru j i ného s p o u ž i t í m za­
d a n ý c h p ř ík l adů . Z p ě t n é š í ření chyby označuje způsob , j a k ý m je v y p o č í t a n á chyba v ý s t u p u 
sí tě p r o p a g o v á n a zpě t od v ý s t u p n í vrs tvy zpě t k v r s tvě v s t u p n í (viz pseudoalgoritmus 1). 

Nastav váhy v sít i na n á h o d n ě vygene rovaná čísla (obvykle nízké hodnoty): 
repeat 

P ř e d e j v s t u p n í v r s tvě t r énovac í vzorek: 
Vypoč í te j v ý s t u p y n e u r o n ů ve sk ry tých vrs tvách : 
Vypoč í te j vystup n e u r o n ů ve v ý s t u p n í v rs tvě : 
Získej výs ledek chybové funkce, do k t e r é vstupuje z í skaný výs ledek a 

p o ž a d o v a n ý výsledek: 
S v y u ž i t í m výs ledku chybové funkce a g r a d i e n t n í h o sestupu (zde se využ ívá tzv. 

koeficient učení, k t e r ý u d á v á krok g r a d i e n t n í h o sestupu) uprav váhy spojení 
n e u r o n ů s k r y t é vrs tvy s neurony vrs tvy v ý s t u p n í , váhy n e u r o n ů sk ry tých 
vrstev a váhy n e u r o n ů v s t u p n í vrs tvy s neurony následuj íc í s k r y t é vrstvy, tak 
aby došlo ke snížení chyby klasifikace: 

until Všechny trénovací vzorky nejsou správně klasifikovány nebo nenastala jiná 
ukončovací podmínka: 

A l g o r i t h m 1: J e d n o d u c h ý pseudoalgoritmus z p ě t n é h o šíření chyby. 
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Kapitola 3 

Konvoluční neuronové sítě 

Schopnost v ícevrs tvé s í tě se z p ě t n ý m š í řen ím chyby n a u č i t se komplexn í , v íced imenz ioná ln í , 
ne l ineárn í m a p o v á n í z velkého p o č t u p ř í k l a d ů z ní dě lá j i s t ého k a n d i d á t a na řešení p r o b l é m u 
rozpoznáván í o b r á z k ů nebo zpracován í řeči . Obvykle se p o m o c í r u č n ě n a v r ž e n é h o extraktoru 
p ř í z n a k ů získají ze vs tupu re levan tn í informace a i re levantn í se ignoruj í . P o m o c í t ě c h t o pří­
z n a k ů lze n a t r é n o v a t klasif ikátor , k t e r ý kategorizuje vektory v s t u p ů do t ř í d . O b e c n ě však 
chceme r u č n í n a v r h o v á n í extraktoru p ř í z n a k ů odstranit, resp. do neu ronové s í tě zakom­
ponovat vrstvy, k t e r é se stanou a u t o m a t i c k ý m i extraktory p ř í z n a k ů . Da l š ím p r o b l é m e m 
klasických n e u r o n o v ý c h sí t í je, že neumožňu j í zpracovat s t r u k t u r o v a n á data. O b e c n ě však 
p la t í , že data jsou s t r u k t u r o v á n a a v u rč i tých čás tech kore lována . Výše z m í n ě n é p r o b l é m y 
řeší konvoluční neu ronové s í tě (dále jen C N N ) , k t e r é jsou schopny extrahovat lokální pří­
znaky ze v s t u p n í c h dat [12]. 

Nás leduje popis konvoluční vrs tvy a vrstev, k t e r é se velmi čas to současně s konvolučn ími 
vrs tvami využívaj í . V závěru kapi toly je p o p s á n a zvolená knihovna pro p rác i s C N N . 

3.1 Konvoluční vrstva 

Konvolučn í vrstva je t v o ř e n a někol ika konvolučními filtry. V ý s t u p k a ž d é h o fil tru je roven 
výs ledku operace m a t e m a t i c k é konvoluce, do k t e r é v s tupu j í váhy fil tru a vstup vrstvy. Č a s t o 
ke k a ž d é m u fil tru př ís luší tzv. Mas hodnota, k t e r á se p ř i č t e k v ý s t u p u fi l tru. Vzorec pro 
d v o u r o z m ě r n o u konvoluci K (* znač í operaci konvoluce): 

K(x, y) = M* f(x, y) = Y , Y , Mn,mf(x - i + ^-=-, y - j + ^ - ) , (3.1) 
i=0 j=0 

kde / znač í funkci navracej íc í hodnotu p rvku na pozic i (x,y) ve v s t u p n í c h datech a M je 
konvoluční filtr. Konvoluce je i l u s t rována na o b r á z k u 3.1. 
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2 1 2 5 

3 7 2 1 

0 1 4 3 

1 0 1 2 

- 1 0 1 

- 2 0 2 

- 1 0 1 

2 x (-1) + 2 x 1 + 
3 x (-2) + 2 x 2 + 
1 x 4 = 2 

O b r á z e k 3.1: Demonstrace konvoluce. N a v s t u p n í obraz je ap l ikován filtr s maskou 3 x 3 
pixely. 

Jak již bylo zmíněno , konvoluční vrstva neu ronové s í tě obsahuje obecně více filtrů, př i ­
čemž fil try vrstev na nižších ú rovn ích slouží jako p r o s t é detektory hran a fi l try na ú rovn ích 
vyšších mohou slouži t pro rozpoznáván í komplexnějš ích s t ruktur (např . oči, oboč í a po­
d o b n ě ) . V ý s t u p e m konvoluční vrs tvy jsou mapy p ř í znaků , k t e r é jsou t vo řeny v ý s t u p y jed­
no t l ivých konvolučních filtrů. Společně s konvoluční vrstvou se ča s to využívaj í i j i né vrstvy. 
V y b r a n é z nich budou p o p s á n y níže. 

3.2 Podvzorkovací vrstva 

Tato vrstva slouží k redukci velikosti dat, k t e r é obd rž í na vstupu. Redukce se p rovád í p o m o c í 
okénka u rč i t é velikosti, p o m o c í k t e r é h o se vstup rozděl í na nepřekrýva j íc í se č tvercové 
oblasti a v k a ž d é oblasti se nad p rvky provede u r č i t á m a t e m a t i c k é operace. Hodnota , k t e r á 
reprezentuje zpracovanou č tvercovou oblast, bývá vě t š inou p r ů m ě r nebo m a x i m á l n í hodnota 
z hodnot v oblasti . Ilustrace č innos t i je zobrazena na o b r á z k u 3.2. 

1 8 5 7 
6 1 6 6 
4 1 3 2 
0 3 6 1 

O b r á z e k 3.2: Ilustrace č innos t i podvzorkovac í vrstvy. 

3.3 Zplošťovací vrstva 

Zplošťovací vrstva (anglicky flatten layer) slouží k p o u h é m u zp loš těn í vstupu, resp. trans­
formaci obecně n -d imenz ioná ln ího pole hodnot do j e d n o d i m e n z i o n á l n í h o vektoru. Č a s t o se 
nacház í p ř e d p lně propojenou vrstvou. 
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3.4 Vynechávající vrstva 

Vynechávaj íc í vrstva (anglicky dropout layer) se využ ívá př i t r énovac í fázi s í tě . Jej í h lavn í 
funkcí je zamezovat přeučent, tzv. overfitting, t í m , že v obecně n - d i m e n z i o n á l n í m pol i vstup­
ních hodnot n ě k t e r é hodnoty vynuluje ( p r a v d ě p o d o b n o s t bývá z a d á n a m a n u á l n ě ) a toto 
u p r a v e n é pole bude v ý s t u p e m vrstvy. 

3.5 P lně propojená vrstva 

J e d n á se o vrs tvu, k t e r á se obvykle vyskytuje na konci konvoluční neu ronové s í tě . J e d n á 
se o vrs tvu obsahuj íc í n n e u r o n ů , p ř i čemž k a ž d ý neuron t é t o vrs tvy je p ř ipo j en na k a ž d ý 
neuron vrs tvy předchoz í . P ř i klasif ikačních ú lohách je n rovno p o č t u ka tegor i í , p ř i čemž jeden 
neuron př ís luš í j e d n é kategorii . C í lem vrs tvy je na léz t korelace vektoru p ř í z n a k ů z p ředchoz í 
vrs tvy s j e d n o t l i v ý m i kategoriemi. Jako ak t ivačn í funkce se čas to využ ívá funkce softmax: 

softmax(xi) = — ^ pro i = 1 , N (3.2) 

kde p l a t í softmax : 1RN —>• [0,1]^. Funkce softmax transformuje vektor x hodnot velikosti 
iV na vektor hodnot s te jné velikosti , ve k t e r é m je součet všech p r v k ů roven 1. 

3.6 Učení konvoluční neuronové sítě 

Pro učen í konvolučních n e u r o n o v ý c h sí t í je, s te jně jako u klas ických n e u r o n o v ý c h sít í , vy­
uži t algoritmus z p ě t n é h o š í ření chyby. Algor i tmus z p ě t n é h o š í ření chyby je však rozš í řen 
o schopnost upravovat váhy konvolučních filtrů konvolučních vrstev, tzn . z filtrů se stanou 
a u t o m a t i c k é extraktory p ř í znaků . 

3.7 Př ík lady C N N 

Jedny z ne jznámějš ích architektur h l u b o k ý c h neu ronových sí t í jsou s í tě z rodiny LeNet . Jed­
nou z t ě ch to sí t í je n a p ř . LeNet5 ( i lus t rována na o b r á z k u 3.3) k t e r á je s ložena z konvoluční 
vrs tvy obsahuj íc í 6 konvolučních filtrů s velikostí okénka 5 x 5 , podvzorkovac í vrstvy, dalš í 
konvoluční vrs tvy obsahuj íc í 16 konvolučních filtrů velikosti 5 x 5 , podvzorkovac í vrstvy, 
konvoluční vrs tvy t vo řené 120 filtry velikosti 1 x 1 a p lně p r o p o j e n é vrs tvy s 84 neurony 
a p lně p r o p o j e n é vrs tvy s 10 neurony. Arch i t ek tu ra je i l u s t rována na o b r á z k u 3.3. A r c h i ­
tektury LeNet jsou p o m ě r n ě j e d n o d u c h é a nejsou ideální pro řešení složitějších p r o b l é m ů . 
V dnešn í d o b ě se využívaj í mnohem složitější s í tě v iz t abu lka 3.1. 

3.8 Knihovna pro modelování konvolučních neuronových sítí 

Pro p o t ř e b y t é t o p r á c e je velmi dů lež i t á v h o d n á volba p o u ž i t é knihovny pro mode lován í 
h l u b o k ý c h n e u r o n o v ý c h sít í . Po e x p e r i m e n t o v á n í s r ů z n ý m i knihovnami (např . T i n y D N N , 
Caffee2 a TensorFlow), by la zvolena knihovna Keras , k t e r á je n á s t a v b o u nad knihovnou 
TensorFlow. H l a v n í m d ů v o d e m pro zvolení t é t o knihovny je m o ž n o s t s n a d n é h o n a h r a z e n í 
vrs tvy v j iž n a t r é n o v a n é m modelu h l u b o k é neu ronové s í tě ( o s t a tn í knihovny tuto vlastnost 
p o s t r á d a l y nebo byla ú p r a v a s t ruktury modelu velmi s lož i tá ) . Tato vlastnost tedy umožňu je 
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C3: f. maps 16@10>10 

CcnvolĽt ions Subsampling Ccraŕolutions Subsampling Full connection 

O b r á z e k 3.3: Ilustrace architektury LeNet5 . P ř e v z a t o z [13]. 

M e t r i k y LeNet5 A lexNe t V G G - 1 6 GoogleLeNet (v l ) ResNet-50 
R o z m ě r vs tupu s í tě 
P o č e t konvolučních vrstev 
P o č e t p lně p ropo j ených vrstev 

28x28 
2 
2 

277x277 
5 
3 

244x244 
16 
3 

244x244 
21 
1 

244x244 
49 
1 

P o č e t vah v sít 
P o č e t M A C 

60k 
341k 

6 1 M 
724M 

138M 
15.5G 

7 M 
1.43G 

25 .5M 
3.9G 

Tabulka 3.1: P ř í k l a d y architektur h l u b o k ý c h neu ronových sí t í a jejich p a r a m e t r ů . M A C 
značí operaci, k t e r á s p o č í t á výs ledek n á s o b e n í a p ř i č t e jej do a k u m u l á t o r u . D a t a p ř e v z a t a 
z [5]. 

velmi s n a d n é n a h r a z e n í konvoluční vrs tvy j inou vrstvou, v p ř í p a d ě t é t o p r á c e vrstvou, k t e r á 
aproximuje p ů v o d n í konvoluční vrs tvu, viz kapi tola 7. 

3.8.1 Tensor F l o w 

TensorFlow je open source knihovna pro numer ické v ý p o č t y s v y u ž i t í m grafů toku dat. 
P ů v o d n ě byla vyví jena t ý m e m Google bra in ve v ý z k u m n é organizaci Google Machine In-
telligence, k t e r á se zabývá s t r o j o v ý m u č e n í m a v ý z k u m e m h l u b o k ý c h n e u r o n o v ý c h sít í . 

K n i h o v n a je m u l t i p l a t f o r m n í a t a k é u m í využ íva t jak G P U tak C P U , a to i u mobi l ­
ních zař ízení a ves tavěných platforem. J á d r o knihovny je i m p l e m e n t o v á n o v jazyce C + + 
a knihovnu je m o ž n é použ íva t jak v jazyce C + + , tak i v jazyce P y t h o n [6]. 

Níže budou p o p s á n y z á k l a d n í koncepty t é t o knihovny. M a t e r i á l y jsou p ř e v z a t y z [3]. 

Tenzor 

C e n t r á l n í jednotkou v kn ihovně TensorFlow je Tenzor. Tenzor v matematice znač í zobecněn í 
vektoru. Vektor označuje veličinu, k t e r á m á s m ě r a velikost. Složky vektoru lze indexovat 
j e d n í m indexem, z a t í m c o p rvky tenzoru indexujeme p o m o c í n i ndexů . 

Tenzor se sk l ádá z m n o ž i n y p r imi t i vn í ch hodnot u s p o ř á d a n ý c h do pole l ibovolné d i ­
menze. Rád tenzoru znač í p o č e t jeho d imenz í . P ř í k l a d y t enzorů : 

3 # řád tenzoru = 0; skalární hodnota s tvarem [] 
[1., 2., 3.] # řád tenzoru = 1; vektor s tvarem [3] 
[[1., 2., 3.], [4., 5., 6.]] # řád tenzoru = 2; matice tvaru [2, 3] 
[[[1., 2., 3.]], [[7., 8., 9.]]] # řád tenzoru = 3; tvar [2, 1, 3] 
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V ý p o č e t n í graf 

Výpočetní graf je série TensorFlow operac í u s p o ř á d a n ý c h do grafu. Nás ledu je u k á z k a vy­
tvo řen í j e d n o d u c h é h o v ý p o č e t n í h o grafu: 

import tensorflow as t f 

nodel = tf.constant(4.0, dtype=tf.float32) 
node2 = tf.constant(2.0) # tf.float32 je implicitní 
node3 = tf.add(nodel, node2) 

sess = tf.SessionO 

print(sess.run(node3)) 

Pro použ i t í knihovny TensorFlow je jako p r v n í nutno naimportovat danou knihovnu. 
P ř í k a z y t f .constant vy tvo ř í tensor s k o n s t a n t n í hodnotou. P ř í k a z t f .add vy tvo ř í ten­
sor, k t e r ý sč í t á hodnoty dvou t enso rů . P o s l e d n í m krokem je p o t ř e b a vy tvo ř i t p ro s t ř ed í , ve 
k t e r é m lze spustit v ý p o č e t n í graf a t í m z íska t výs ledek, k t e r ý je v y p s á n . 

3.8.2 K e r a s 

Keras je vysokoúrovňové A P I , n a p s a n é v jazyce P y t h o n a je s chopné využ íva t knihovny 
TensorFlow, C N T K nebo Theano. Zaměřu je se ze jména na u m o ž n ě n í rych lého experimen­
tování . Úda je o kn ihovně jsou č e r p á n y z [4]. 

„Možnos t dopracovat se od myš l enky k výs ledku s co n e j m e n š í m z p o ž d ě n í m 
je klíčové k p rováděn í kva l i tn ího výzkumu." - Keras 

K n i h o v n a Keras u m o ž ň u j e j e d n o d u c h é a rychlé p r o t o t y p o v á n í . Poskytuje jak konvoluční 
tak i r e k u r e n t n í s í tě (sí tě obsahuj íc í o r i en tované grafy). Lze spustit bez p r o b l é m ů jak na 
C P U tak G P U . 

Následuje j e d n o d u c h ý p ř ík l ad použ i t í knihovny keras pro vy tvo řen í velmi j e d n o d u c h é 
neu ronové sí tě: 

from keras.models import Sequential 
from keras.layers import Dense 

model = Sequential() 

model.add(Dense(units=64, activation=relu, input_dim=100)) 
model.add(Dense(units=10, activation=softmax)) 

model.compile(loss=categorical_crossentropy, 
optimizer=sgd, 
metrics=[accuracy]) 

model.fit(x_train, y_train, epochs=5, batch_size=32) 

loss_and_metrics = model.evaluate(x_test, y_test, batch_size=128) 
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Jako p r v n í je p o t ř e b a naimportovat p o t ř e b n é struktury. Sequential znač í typ p o u ž i t é h o 
modelu. J e d n á se o velmi j e d n o d u c h ý model, ve k t e r é m jsou ú r o v n ě s k l á d á n y na sebe. 
Dense znač í h u s t ě propojenou neuronovou síť. Dvě vrs tvy tohoto typu jsou p o s k l á d á n y za 
sebe a o b ě m a je nastavena ak t ivačn í funkce. U p r v n í vrs tvy m u s í bý t v ž d y specifikován 
tvar vstupu, v tomto p ř í p a d ě 100 hodnot. D a l š í m krokem je konfigurace učíc ího procesu 
p ř í k a z e m compile - je nutno zadat chybovou funkci, d ruh učíc ího algori tmu a seznam 
metrik, k t e r é chceme sledovat. P ř í k a z e m f i t je s p u š t ě n o i te rování nad t r énovac ími daty 
(v d á v k á c h velikosti 32 a celkově se provede 5 epoch). P ř í k a z e m evaluate dojde k evaluaci 
kval i ty n a t r é n o v a n é sí tě . 
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Kapitola 4 

Evoluční a genetické algoritmy 

Snahy o vy tvo řen í umě lé inteligence a u m ě l é h o ž ivo ta lze z a ř a d i t na ú p l n ý p o č á t e k é ry po­
č í tačů . P r v n í poč í t ačov í vědci - A l a n Tur ing, John von Neumann, Norbert Wiener a dalš í 
by l i z velké čás t i mo t ivován i vizí o b o h a c e n í poč í t ačového programu intel igencí , s chopnos t í 
rozmnožován í a a d a p t i v n í m i schopnostmi - učen í a interakce s p r o s t ř e d í m . T i t o p r v o t n í 
p růkopn íc i se t a k é zaj ímal i o oblast biologie, psychologie, elektroniku. N a p ř í r o d n í sys­
t é m y se dívali jako na inspiraci , jak d o s á h n o u t svých vizí. P o č í t a č e jsou použ ívány nejen 
k v y p o č í t á v á n í trajektorie raket a rozšifrovávání vojenských šifer, ale t a k é k mode lován í 
mozku, n a p o d o b o v á n í l idského učení a s imulování biologické evoluce. S postupem času se 
mode lován í mozku pretransformovalo na oblast n e u r o n o v ý c h sít í , n a p o d o b o v á n í učení na 
s t rojové učen í a s imulování biologické evoluce se dnes ř íká „evoluční p o č í t á n í " , ze k t e r é h o 
jsou nejvíce z n á m é genetické algoritmy [16]. 

P rob lémy, k t e r é se v informatice řeší, se p o s t u p n ě s távaj í s ložitějšími a proto existuje 
snaha, a u t o m a t i c k é h o h l edán í řešení t ě ch to p r o b l é m ů - resp. a lgo r i tmů . P o ž a d a v k e m je, aby 
tyto algori tmy byly ap l ikovate lné na celou ř a d u p r o b l é m ů , aby nevyžadova ly velký zá sah 
člověka a aby nalezly kva l i tn í řešení (nemus í bý t o p t i m á l n í ) v r o z u m n é m časovém inter­
valu. N a ř a d ě p r o b l é m ů evoluční algori tmy ukázaly , že všechny tyto p o ž a d a v k y splňují . 
Dalš í mo t ivac í k využ íván í evolučních p rocesů je zjistit, jak funguje biologická evoluce. 
N a rozdí l od klasické evoluce v biologii lze evoluční algori tmy (procesy) simulovat v po­
čí tači , je tedy m o ž n o simulovat mi l iony generac í v k r á t k é m časovém intervalu. Avšak je 
p o t ř e b a pamatovat, že nen í j i s té , zda modely použ i t é př i v ý p o č t u d o s t a t e č n ě odpov ída j í 
m o d e l ů m biologickým, a proto je n u t n é o b e z ř e t n ě interpretovat dosažené výsledky. Evo­
luční algori tmy se používaj í pro řešení mnoha úloh , n a p ř í k l a d v mode lován í - z mnoha dat 
bez zjevné s t ruktury chceme zjistit u rč i t é závislost i , v opt imal izaci - h l edán í co nej lepšího 
řešení op t ima l i začn ího p r o b l é m u , nebo ve s tudován í biologických p rocesů [8]. 

4.1 Prohledávání stavového prostoru 

P ř i řešení u r č i t ého p r o b l é m u se obecně s n a ž í m e na léz t t akové řešení , k t e r é bude lepší než 
všechny o s t a t n í řešení . Prostor všech možných řešení se nazývá stavový prostor. K a ž d ý bod 
v tomto prostoru označuje jedno k o n k r é t n í řešení . K a ž d é t akové řešení lze označ i t ně jakou 
hodnotou - fitness hodnotou. P ř i h l edán í řešení se s n a ž í m e na léz t řešení s nej lepší fitness 
hodnotou. V ideá ln ím p ř í p a d ě se snaž íme na léz t nej lepší řešení v ce lém s t avovém prostoru, 
ale tento prostor je obecně velmi rozsáh lý a nelze testovat všechna m o ž n á řešení . P ro to 
se využívaj í algori tmy sloužící pro jeho p roh ledáván í , n a p ř . s imulované ž íhání , horolezecký 
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algoritmus nebo varianty evolučních a lgo r i tmů . P o k u d řeš íme složitý r eá lný p rob l ém, tak 
řešení z í skané p o m o c í t ě c h t o a lgo r i tmů nebývá obecně g lobá ln ím opt imem. D ů v o d e m je, 
že z ískání d o b r é h o s u b o p t i m á l n í h o řešení je obvykle pos tačuj íc í a nav íc s k u t e č n é g lobální 
op t imum vě t š inou n e z n á m e . 

4.2 Evoluční algoritmus 

Existuje mnoho variant evolučních a lgo r i tmů , avšak jejich h l avn í m y š l e n k a je vždy s te jná . 
P r v n í m krokem je vygenerován í p o č á t e č n í m n o ž i n y k a n d i d á t n í c h řešení (tzv. populace) 
u m í s t ě n é v u r č i t é m p ros t ř ed í . Dá le je k a ž d ý jedinec ohodnocen eva luačn í / f i tness funkcí 
a dle výs l edku tohoto o h o d n o c e n í je u r č e n a šance , se kterou bude jedinec p o u ž i t pro tvorbu 
j ed inců následuj íc í generace. Po v y b r á n í jednoho či více rod ičů je p o m o c í d a n é h o o p e r á t o r u 
kř ížení v y t v o ř e n jedinec, na k t e r ý je apl ikován o p e r á t o r mutace a p o t é je z a ř azen do nové 
generace. T í m t o z p ů s o b e m dojde k vy tvo řen í ú p l n ě nové generace a celý proces se opakuje 
(bez inicializace p o č á t e č n í populace) do t é doby, než je dosaženo ukončovací p o d m í n k y . 
Cí lem je, aby s r o s t o u c í m č a s e m ( p o č t e m generac í ) docháze lo k p o s t u p n é m u zlepšování 
j ed inců - resp. z lepšování fitness hodnot t ě c h t o j ed inců . O b e c n ý evoluční algoritmus je 
p o p s á n pseudoalgoritmem 2. K a n d i d á t n í řešení se označuje jako chromozom, jeho složky se 
označuj í jako geny a k o n k r é t n í hodnoty t ě c h t o genů jsou alely. 

Inicializuj p o č á t e č n í populaci: 
Ohodnoť všechny jedince v populaci: 
while neplatí ukončující podmínka do 

Vyber rod iče z populace: 
Vy tvo ř nové po tomky apl ikac í o p e r á t o r u kř ížení na rodiče: 
A p l i k u j o p e r á t o r mutace na vzniklé potomky: 
O h o d n o ť potomky: 
Vyber po tomky pro dalš í generaci: 

end 
Jedinec s nejlepší hodnotou fitness je v ý s t u p e m algoritmu: 

A l g o r i t h m 2: P s e u d o k ó d evolučního algoritmu. 

Jako ukončovací p o d m í n k a se vě t š inou uvažuje stav, ve k t e r é m se p o č e t vygenerovaných 
generac í r o v n á z a d a n é m u m a x i m á l n í m u p o č t u generac í , nebo stav, ve k t e r é m nedocház í ke 
konvergenci k řešení , resp. za u rč i t ý p o č e t generac í nedoš lo ke z lepšení fitness hodnoty 
nej lepšího jedince z populace. 

4.2.1 V ý b ě r r o d i č ů 

Pro v ý b ě r rod ičů použ i tých pro v y t v o ř e n í p o t o m k ů nové generace existuje více možných 
a lgo r i tmů . Dá le budou p o p s á n y v y b r a n é metody: ruleta, turnaj a un i fo rmní výběr . 

Ruleta 

Nejčastějš í metoda pro v ý b ě r rod ičů je metoda Rulety. A b y tuto metodu bylo m o ž n o použ í t , 
je p o t ř e b a z n á t fitness hodnotu všech j ed inců populace. P r a v d ě p o d o b n o s t v ý b ě r u z-tého 
jedince p(i) jako rod iče je pak d á n a takto: 
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kde f znač í fitness hodnotu a N znač í p o č e t všech j ed inců v populaci . 
N e v ý h o d o u t é t o metody je, že se m ů ž e vyskytnout tzv. shlukování Sh lukování označuje 

situaci, kdy fitness hodnota u r č i t ého jedince je v p o r o v n á n í se všemi o s t a t n í m i jedinci 
příliš vysoká , což m á za výs ledek to, že se tento jedinec prakt icky vždy vybere jako rodič . 
Výs ledkem je snížení diverzity populace. Ř e š e n í m tohoto p r o b l é m u m ů ž e bý t zvolení j iné 
metody pro v ý b ě r rod ičů , n a p ř í k l a d ruleta za ložená na p o ř a d í (př i v ý b ě r u se bere v potaz 
p o ř a d í jedince dle jeho fitness) nebo turnaj. 

Turnaj 

Výše z m í n ě n é metody v ý b ě r u rod ičů z populace vyžadu j í znalosti o k a ž d é m jedinci v popu­
laci (jeho fitness hodnota). A l e v n ě k t e r ý c h s i tuac ích je populace příliš ve lká nebo n ě j a k ý m 
z p ů s o b e m d i s t r i b u o v a n á (např . v pa ra le ln ích s y s t é m e c h ) , t a k ž e z ískání znalosti o k a ž d é m 
jedinci je b u d časově velmi n á r o č n é nebo v ne jho r š ím p ř í p a d ě n e m o ž n é . 

Me toda turnaje vyžadu je pouze schopnost porovnat jedince (dle jejich fitness hodnoty), 
t a k ž e je k o n c e p t u á l n e j e d n o d u c h á a rych lá (jak v implementaci, tak použ i t í ) , n e m u s í se 
zjišťovat fitness hodnota všech j ed inců . 

Algor i tmus funguje tak, že se z celé populace vybere n j ed inců , k a ž d ý z nich je ohodnocen 
(zjistí se jeho fitness hodnota) a nejlepší z nich je v y b r á n jako rod ič . Toto se opakuje, dokud 
nen í dosaženo p o ž a d o v a n é h o p o č t u rod ičů [8]. 

N á h o d n ý v ý b ě r 

V n ě k t e r ý c h oblastech evolučních a lg o r i tmů je obvyklé , že k a ž d ý jedinec z populace m á 
stejnou šanci s t á t se rod ičem, tzn . pokud populace obsahuje \i j ed inců , pak je šance na 
v ý b ě r i - tého jedince rovna p{i) = ^ . Nebere se tedy ohled na jeho kval i tu - fitness hodnotu. 
Což se m ů ž e z d á t ne in tu i t i vn í (jako rodiče mohou bý t v y b r a n í jedinci , k t e ř í jsou mnohem 
horš í než zbytek populace), ale vě t š inou je n á h o d n ý v ý b ě r spjat s v ý b ě r e m p o t o m k ů pro 
dalš í populaci , ve k t e r é m se j iž fitness j e d i n c ů zohledňuje . 

4.2.2 O p e r á t o r y k ř í ž e n í 

O p e r á t o r y kř ížení se používaj í , pokud chceme ze dvou rod ičů ( v y b r a n ý c h c h r o m o z o m ů ) 
vy tvo ř i t nového potomka nebo i více p o t o m k ů . Exis tu j í r ů z n é varianty, p ř i čemž k a ž d á 
m á t o t o ž n ý cíl a to u rych len í na lezení co nej lepšího řešení d a n é h o p r o b l é m u . Dá le budou 
popsány , a na b i n á r n í reprezentaci chromozomu i lustrovány, 3 r ů z n é o p e r á t o r y kř ížení . 
Informace jsou č e r p á n y z [23]. 

J e d n o b o d o v é 

Jako p r v n í se zvolí n á h o d n é číslo pi v rozsahu od 0 do n , kde n je p o č e t genů v chromo­
zomu. Hodnoty genů, k t e r é nás leduj í za bodem kř ížení pi, jsou mezi rodič i prohozeny, čímž 
vzniknou noví potomci (viz ob rázek 4.1). 
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1. rod ič 1 1 0 1 0 1 0 1 
2. rod ič 0 1 0 0 1 0 1 1 
1. potomek 1 1 0 1 0 0 1 1 
2. potomek 0 1 0 0 1 1 0 1 

O b r á z e k 4.1: Ilustrace j e d n o b o d o v é h o kř ížení s bodem kř ížení mezi 5. a 6. genem. 

K - b o d o v é 

K-bodové kř ížení je velmi p o d o b n é j e d n o b o d o v é m u s t í m rozdí lem, že je b o d ů kř ížení vy­
generováno více. Hodnoty genů, k t e r é jsou p ř e d p r v n í m bodem kř ížení p\ se neprohazu j í , 
body za bodem p\ se p rohazu j í , než je dosaženo da l š ího bodu křížení , atp. pro dalš í body 
(viz ob rázek 4.2). 

1. rod ič 1 1 0 1 0 1 0 1 
2. rod ič 0 1 0 0 1 0 1 1 
1. potomek 1 1 0 0 1 1 0 1 
2. potomek 0 1 0 1 0 0 1 1 

O b r á z e k 4.2: Ilustrace 3-bodového kř ížení s body kř ížení mezi 2. a 3. genem a 5. a 6. genem. 

U n i f o r m n í 

P ř i u n i f o r m n í m kř ížení p la t í , že se pro k a ž d ý gen vygeneruje n á h o d n é číslo i £ < 0,1) 
a pokud p la t í , že i < 0.5, pak bude 1. potomek obsahovat hodnotu tohoto genu (alelu) od 
1. rod iče a 2. potomek o b d r ž í alelu od 2. rodiče , pokud je i > = 0.5, pak bude 1. potomek 
obsahovat tuto alelu od 2. rod iče a 2. potomek o b d r ž í alelu od 1. rod iče (viz ob rázek 4.3). 

1. rodič 1 1 0 1 0 1 0 1 
2. rod ič 0 1 0 0 1 0 1 1 
1. potomek 1 1 0 0 1 1 1 1 
2. potomek 0 1 0 1 0 0 0 1 

O b r á z e k 4.3: Číslo i bylo větš í nebo rovno 0.5 pro 2., 4., 5. a 7. gen. 

4.2.3 O p e r á t o r mutace 

Mutace je proces, př i k t e r é m se změn í hodnota genu. J e d n á se o p rocházen í celého chro­
mozomu jedince, p ř i čemž existuje m a l á šance , že se z m ě n í hodnota genu na j inou hodnotu. 
V ý z n a m mutace je velmi velký, umožňu je to t i ž vznik nových v las tnos t í , k t e r é by bez mutace 
nemohly vzniknout . 

4.2.4 E l i t i s m u s 

Elitismus je obvykle použ íván společně s j i n ý m i metodami a zajišťuje zachování u r č i t ého 
p o č t u nej lepších j ed inců v dalš í generaci. T i t o jedinci by mohl i bý t ztraceni, pokud by nebyli 
v y b r á n i k reprodukci nebo by by l i zničení k ř í žen ím či m u t a c í [16]. 

18 



4.3 Varianty evolučních algori tmů 

Níže budou p o p s á n y z á k l a d n í varianty evolučních a lgo r i tmů . J e d n á se o genet ické algoritmy, 
evoluční strategie a genet ické p rog ramován í . 

4.3.1 G e n e t i c k é a l g o r i t m y 

Gene t i cký algoritmus je ne jznámějš í typ evolučních a lgo r i tmů . Jedinec je r ep rezen tován 
jako ře tězec b i tů , pro v ý b ě r rod ičů se využ ívá metoda rulety (popř . metoda rulety zalo­
žená na p o ř a d í ) , p r a v d ě p o d o b n o s t mutace je p o m ě r n ě m a l á a je p o u ž i t j e d n o b o d o v ý nebo 
v ícebodový o p e r á t o r kř ížení . Gene t i cký algoritmus je p o p s á n pseudoalgoritmem 3. 

Mě jme populaci o \i jedincích: 
Ohodnoť všechny jedince v populaci: 
while neplatí ukončující podmínka do 

Metodou rulety vyber /j, j ed inců a u m í s t i je do d o č a s n é populace (d u p l i k á ty 
jsou povoleny): 

N á h o d n ě p romíche j jedince v d o č a s n é populaci a v y t v o ř z nich pá ry : 
S p r a v d ě p o d o b n o s t í pc na k a ž d ý p á r aplikuj o p e r á t o r kř ížení a vzn ik lými 

po tomky n a h r a ď rod iče (pokud došlo ke kř ížení) : 
N a všechny jedince z d o č a s n é populace aplikuj o p e r á t o r kř ížení 

s p r a v d ě p o d o b n o s t í pm; 
O h o d n o ť potomky: 
N a h r a ď současnou generaci d o č a s n o u generací : 

end 
Jedinec s nejlepší hodnotou fitness je v ý s t u p e m algoritmu: 

A l g o r i t h m 3: P s e u d o k ó d evolučního algoritmu. 

D o p o r u č e n á m í r a mutace je mezi l/l, kde l je dé lka ře tězce b i tů , k t e r ý m je r ep rezen tován 
jedinec. P r a v d ě p o d o b n o s t aplikace o p e r á t o r u kř ížení je mezi 0.6 — 0.8 a velikost populace 
je mezi 50 — 100 jedinci [8]. 

4.3.2 E v o l u č n í strategie 

V evoluční strategii je jedinec r ep rezen tován jako vektor reá lných čísel, v ý b ě r rod ičů zajiš­
ťuje un i fo rmní v ý b ě r a v ý b ě r j e d i n c ů pro dalš í generace využ ívá elitismus. Jako o p e r á t o r 
mutace je v y u ž i t a gaussovská perturbace, tzn . k h o d n o t ě genu je p ř i č t e n a n á h o d n á hod­
nota z Gaussova rozložení se s t ř e d n í hodnotou 0 a s m ě r o d a t n o u odchylkou a, k t e r é se ř íká 
krok mutace. Součás t í reprezentace jedince bývaj í i tzv. parametry strategie, k t e r é se vyvíjí 
společně s jedincem (čas to se j e d n á o parametr a). Kř í žen í je za j i š těno p o m o c í un i fo rmního 
kř ížení s t í m , že výs l edná alela pocház í b u ď od jednoho z rod ičů , nebo je výs l edná alela 
rovna p r ů m ě r ů alel rod ičů . 

Algor i tmy se znač í jako (fi + X) a (//, A), kde \i u d á v á poče t j ed inců v populaci a A u d á v á 
poče t p o t o m k ů generovaných v j e d n é generaci. Rozd í l v t ě c h t o dvou algoritmech je, že se 
v p r v n í va r i an t ě pro v ý b ě r j ed inců , k t e ř í budou tvoř i t da lš í populaci , uvažuje jak A p o t o m k ů , 
tak i /j, rod ičů . V d r u h é va r i an t ě se nová generace v y t v á ř í pouze z A p o t o m k ů . Obvykle se 
volí p o m ě r \i = 1 a A = 7 [8]. 
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4.3.3 G e n e t i c k é p r o g r a m o v á n í 

Genet ické p r o g r a m o v á n í využ ívá pro popis chromozomu s t ro mo v é struktury, kř ížení je zajiš­
t ě n o v ý m ě n o u p o d s t r o m ů , mutace je rea l izována jako n á h o d n á z m ě n a ve s t r o m o v é s t r u k t u ř e 
a pro v ý b ě r rod ičů je v y u ž i t a metoda rulety. 

S t romové s t ruktury použ ívané v gener ickém p r o g r a m o v á n í popisuj í v ý r a z y v d a n é for­
m á l n í syntaxi . Dle p r o b l é m u se m ů ž e jednat o syntaxi a r i t m e t i c k ý c h vý razů , formulí predi­
ká tové logiky nebo p rog ramovac ího jazyka . N a stromy lze nahl íže t jako na spus t i t e lné kód -
programy, d íky tomu se genet ické p r o g r a m o v á n í označu je jako p r o s t ř e d e k pro automatickou 
evoluci p o č í t a č o v ý c h p r o g r a m ů [8]. 

4.3.4 K a r t é z s k é g e n e t i c k é p r o g r a m o v á n í 

K a r t é z s k é genet ické p r o g r a m o v á n í (dále jen C G P ) je druh genet ického p r o g r a m o v á n í , ve 
k t e r é m jsou programy rep rezen továny ve formě acykl ických or ien tovaných grafů. T y t o grafy 
jsou r ep rezen továny jako d v o u r o z m ě r n á m ř í ž k a v ý p o č e t n í c h uzlů . G r a f je i lus t rován na 
o b r á z k u 4.4. Geny tvoř íc í genotyp v C G P jsou celá čísla, k t e r á určuj í zdroj dat a typ operace, 
k t e r á se nad t ě m i t o daty m á vykonat . P o k u d se v ý p o č e t n í uzel nepod í l í na v ý p o č t u v ý s t u p n í 
hodnoty je označován jako „nekódující". Genotyp m á fixní dé lku, avšak velikost fenotypu 
m ů ž e bý t rovna nule, pokud neobsahuje ž á d n ý v ý p o č e t n í uzel ( v ý s t u p je p ř ipo j en p ř í m o na 
vstup). M a x i m á l n ě obsahuje N uzlů, což je celkové m n o ž s t v í uz lů definované v genotypu 
(každý uzel se podí l í na v ý p o č t u v ý s t u p n í hodnoty). P ř e v o d chromozomu na fenotyp je 
i lus t rován na o b r á z k u 4.5. C G P m ů ž e reprezentovat celou ř a d u struktur, chromozom m ů ž e 
kódova t n a p ř í k l a d d ig i tá ln í obvody nebo m ů ž e reprezentovat m a t e m a t i c k é funkce. 

T y p y operac í , k t e r é m ů ž e v ý p o č e t n í uzel p rovádě t , jsou definovány už iva te l em ve vy­
hledávací tabulce funkcí. Uze l je r ep rezen tován někol ika geny. Jeden gen určuje funkci ve 
vyh ledávac í tabulce a zbylé geny určuj í zdroj dat (uzly p ředchoz ích vrstev). 

C G P m á t ř i parametry z a d á v a n é už iva te lem. J e d n á se o p o č e t s loupců - c, p o č e t ř á d k ů 
r a parametr l. M a x i m á l n í p o č e t v ý p o č e t n í c h uz lů je v y p o č í t á n jako iV = cr. Parametr 
l (tzv. 1-back) určuje konekt ivi tu grafu, resp. z kol ika p ředchoz ích vrstev m ů ž e uzel z ískat 
v s t u p n í hodnotu [17]. 
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O b r á z e k 4.4: O b e c n á forma C G P . J e d n á se o m ř í ž k u uzlů, jej ichž funkce jsou zvoleny 
z m n o ž i n y p r imi t i vn í ch funkcí. Mř í žka m á c s loupců (v o b r á z k u je p o t ř e b a za c dosadit poče t 
s loupců snížený o 1) a r ř á d k ů . P o č e t v s t u p ů je n a p o č e t v ý s t u p ů je m. U k a ž d é h o uz lu 
se p ř e d p o k l á d á , že je poče t jeho v s t u p ů roven m a x i m á l n í a r i t ě p o u ž i t ý c h funkcí (ve funkci 
s a m o t n é se však mohou uvažova t pouze n ě k t e r é vstupy). K a ž d ý d a t o v ý vstup a v ý s t u p uz lu 
je označen po sobě j d o u c í m i celými čísly (začínaj íc ími od 0), což urču je u n i k á t n í index, d íky 
k t e r é m u lze p ř i s t u p o v a t ke v s t u p n í m d a t ů m a v ý s t u p ů m uz lů . P ř e v z a t o z [17]. 
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O b r á z e k 4.5: C G P genotyp (chromozom) a koresponduj íc í fenotyp pro dvoubitovou náso­
bičku. P o d t r ž e n é geny v genotypu kóduj í funkci k a ž d é h o uz lu . Vyhledávac í tabulka funkcí 
obsahuje A N D (0), A N D s j e d n í m inve r tovaným vstupem (1), X O R (2) a O R (3). P o d 
k a ž d ý m vstupem a uzlem (v genotypu i fenotypu) je p o z n a č e n a jeho adresa. Nekóduj íc í 
(neak t ivn í ) oblasti genotypu a fenotypu jsou v y z n a č e n y šedou če rchovanou ča rou . P ř e v z a t o 
z [17]. 
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O p e r á t o r mutace 

O p e r á t o r mutace použ ívaný v C G P je b o d o v ý m u t a č n í o p e r á t o r . To z n a m e n á , že se n á h o d n ě 
vybere pozice v chromozomu a hodnota genu na t é t o pozici se z m ě n í na j inou val idní 
hodnotu. P o k u d je zvolen gen reprezentu j íc í funkci, pak se jeho hodnota změn í na jakoukoliv 
hodnotu reprezentu j íc í funkci z d o s t u p n ý c h funkcí. P o k u d zvolený gen reprezentuje vstup 
uzlu, pak je nastavena hodnota genu na index n á h o d n ě zvoleného uzlu, k t e r ý tomuto uz lu 
p ředcház í , nebo na index vstupu. Obvykle se poče t genů, k t e r é se z m u t u j í u d á v á re l a t ivně 
k délce chromozomu [17]. 

P r o h l e d á v a c í algoritmus 

S t a n d a r d n í varianta C G P použ ívá pouze mutaci a p roh ledávac í strategii (// + A), kde n = 1 
a A = 4. 
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Kapitola 5 

Neuroevoluce 

Neuroevoluce je forma umě lé inteligence, k t e r á využ ívá neu ronové s í tě v kombinaci s evo­
lučními algoritmy. Evo lučn í algori tmy se v kontextu neu ronových sí t í využívaj í p řevážně 
pro t r énován í s í tě , n á v r h s t ruktury a opt imal izaci p a r a m e t r ů sí tě . 

5.1 Trénování sítě 

P r o t r énován í neu ronových sí t í bylo vynalezeno mnoho a lgor i tmů , p ř ičemž vě t š ina je zalo­
žena na gradientu. D í k y tomu m ů ž e doj í t k u v á z n u t í v loká ln ím min imu. Ř e š e n í m tohoto 
p r o b l é m u je n a p ř í k l a d p ř i d á n í š u m u do v s t u p n í c h dat, rušen í vah nebo jejich znehodnoco­
vání . 

N a rozdí l od klasických metod učen í s í tě evoluční algori tmy nespoléha j í na znalosti 
derivací , k t e r é jsou p o t ř e b a př i k las ickém učení , t a k ž e by u nich mě la bý t menš í p r a v d ě p o ­
dobnost u v á z n u t í v loká ln ím min imu [15]. Obvykle se využ ívá evoluční strategie, p ř ičemž 
geny chromozomu reprezen tu j í j edno t l ivé váhy. P r o o h o d n o c e n í jedince je p o t ř e b a sestrojit 
neuronovou síť u r č i t é architektury, dle chromozomu nastavit p ř í s lušné váhy a síť otesto­
vat. P o p r o b ě h n u t í algori tmu je v ý s t u p e m jedinec, j ehož chromozom znač í kombinaci vah 
dávající nej lepší výsledky. 

5.2 Návrh architektury 

Navrhován í architektur h l u b o k ý c h sí t í je velmi o b t í ž n á ú loha , p ro tože existuje mnoho para­
m e t r ů , k t e r é je nutno b r á t v potaz (nap ř ík l ad p o č e t vrstev, typ a parametry k a ž d é vrs tvy 
a konekt ivi ta vrstev). Současné s í tě podáva j íc í nej lepší výkony jsou p o m ě r n ě rozsáhlé a kom­
plexní , což z n a m e n á , že p o č e t p a r a m e t r ů , k t e r é je nutno optimalizovat, aby síť p o d á v a l a co 
nejlepší výsledky, je velmi veliký. Takže se př i n á v r h u architektur využ ívá metoda pokus-
omyl nebo znalosti e x p e r t ů . Z tohoto d ů v o d u by b y l značně v ý h o d n ý a u t o m a t i c k ý n á v r h 
architektur za využ i t í evolučních a lgo r i tmů . 

5.2.1 K a r t é z s k é g e n e t i c k é p r o g r a m o v á n í p r o n á v r h a r c h i t e k t u r y h l u b o k é 
n e u r o n o v é s í t ě 

Následuje popis řešení tohoto p r o b l é m u dle o d b o r n é publikace [22]. Uvažu jme , že je k dispo­
zici jeden vstup reprezentu j íc í n a p ř . klasifikovaný obrázek , v ý s t u p n í hodnota reprezentu j íc í 
n a p ř . p ř í s lušnos t vs tupu do u rč i t é kategorie a že j edno t l ivé uzly r ep rezen tu j í jednu z do­
s t u p n ý c h vrstev využ ívaných v h l u b o k ý c h n e u r o n o v ý c h sí t í . P a k si lze p ř e d s t a v i t , že cesta 
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O b r á z e k 5.1: Genotyp (nalevo) popisuj íc í fenotyp - architekturu (vpravo). P ř e v z a t o z [22]. 

grafem od vstupu k v ý s t u p u reprezentuje danou architekturu neu ronové s í tě . I l u s t rováno 
na o b r á z k u 5.1. 

P ro u rčen í fitness jedince je p o t ř e b a architekturu s í tě n a t r é n o v a t , což je velmi v ý p o č e t n ě 
n á r o č n é . Fitness hodnota jedince je pak rovna úspěšnos t i , se kterou je v y t v o ř e n á sít schopna 
klasifikovat t r énovac í vzorky. Tento p ř í s t u p lze v současnos t i použ í t jen pro r e l a t i vně ma lé 
C N N . 

5.3 Optimalizace p a r a m e t r ů sítě 

O b e c n ě p la t í , že velké s í tě obsahuj í mnoho uz lů a tedy i mnoho vah, zv láš tě pokud jsou 
neurony vrstev h u s t ě propojeny. Síť m ů ž e bý t pro u r č i t o u ú lohu příl iš s loži tá a nebo m ů ž e 
obsahovat váhy, k t e r é nejsou př i v ý p o č t e c h p o t ř e b a . Obvykle je vs tupem o p t i m a l i z a č n í h o 
algori tmu n a t r é n o v a n á síť a v ý s t u p e m je n ě j a k ý m z p ů s o b e m o p t i m a l i z o v a n á síť, k t e r á m á 
sice u rč i t é parametry opt imal izovány, avšak m ů ž e poskytovat horš í výsledky. 

El iminace n e p o t ř e b n ý c h vah m ů ž e bý t provedena tak, v chromozomu t v o ř e n é m reá lnými 
čísly k a ž d ý gen př ís luš í k j e d n é k o n k r é t n í váze. P o k u d je hodnota genu menš í než nula, 
v sít i se p ř í s lu šná v á h a neuvažuje - je rovna nule, v o p a č n é m p ř í p a d ě se v sít i uvažuje v á h a 
p ů v o d n í . V p o d s t a t ě je ke k a ž d é m u spo jen í neuronu p ř i ř azen „vypínač". Po p r o b ě h n u t í 
evolučního algori tmu je v ý s t u p e m chromozom, jehož hodnoty genů značí , k t e r é váhy v síti 
nehra j í velkou rol i [14]. 

Gene t ické algori tmy lze využ í t nejen pro opt imal izaci s a m o t n é s í tě , ale t a k é pro op­
t imal izaci učíc ího algori tmu. Lze p o m o c í nich na léz t výhodně j š í volbu p a r a m e t r ů d a n é h o 
algori tmu (nap ř . m í r u učení) nebo urč i t , jak moc se mezi j e d n o t l i v ý m i t r énovac ími epo­
chami m á m í r a učen í snižovat . D o chromozomu je t a k é m o ž n o zakomponovat gen, k t e r ý 
určuje , v j a k é m rozsahu mus í bý t n á h o d n ě vygene rované váhy př i v y t v o ř e n í s í tě . 

Da l š ím v y u ž i t í m je objevení s a m o t n é h o učíc ího algori tmu p o m o c í gene t ických a lgo r i tmů . 
Chromozom tedy kóduje algoritmus, dle k t e r é h o se up ravu j í váhy [20]. 

Výše u v e d e n é techniky byly zavedeny a z k o u m á n y p ř e d n á s t u p e m h l u b o k ý c h neurono­
vých sít í . V současnos t i je jejich využ i t í pro složi té neu ronové s í tě v ý p o č e t n ě těžko zvlád­
nu te lné . 
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Kapitola 6 

Ověření funkčnosti knihovny na 
zvolených úlohách 

N a řešení p r o b l é m u symbol ické regrese bude v podkapitole 9.1 d e m o n s t r o v á n a funkčnost 
knihovny pro ka r t éz ské genet ické p r o g r a m o v á n í . Zbylé ú lohy slouží k ověření funkčnost i 
v y b r a n é knihovny pro p rác i s konvolučními n e u r o n o v ý m i s í t ěmi . K a p i t o l a dá le obsahuje 
p o r o v n á n í výs ledků konk ré tn í ch n a t r é n o v a n ý c h architektur sí t í s výs ledky p o p s a n ý m i v l i ­
t e r a t u ř e . 

6.1 Symbolická regrese 

J e d n í m z p r o b l é m ů , k t e r é lze řeši t p o m o c í gene t ického p r o g r a m o v á n í , je symbol i cká regrese. 
H l a v n í m cí lem je na j í t model f(x), k t e r ý d o b ř e aproximuje hodnoty cílové p r o m ě n n é y p ř i 
d a n é m p o č t u v s t u p n í c h p r o m ě n n ý c h x. Hodnoty y jsou p r o d u k o v á n y n e z n á m o u funkcí f{x). 
Vstupem pro symbolickou regresi je m n o ž i n a hodnot k a ž d é p r o m ě n n é z k o u m a n é h o s y s t é m u 
a výs l edkem je funkce f(x), z í skaná p o m o c í genet ického p r o g r a m o v á n í , k t e r á je z a k ó d o v a n á 
jako s t rom symbol ických v ý r a z ů (ses tavený n a p ř í k l a d z +, —, *, / ) . Jedna z m o ž n ý c h a ča s to 
použ ívaných fitness funkcí je s t ř e d n í č tvercová chyba (dále jen M S E ) hodnot v y p o č t e n ý c h 
p o m o c í modelu f(x) a p ů v o d n í c h z a d a n ý c h hodnot y [10]. C í l em genet ického p r o g r a m o v á n í 
je na léz t vý raz , k t e r ý minimalizuje 

M N I S T je d a t a b á z e s ložená ze dvou d a t a b á z í SD-1 a SD-3 . P ů v o d n í N I S T d a t a b á z e byla 
n a v r ž e n a tak, že použ íva la SD-3 jako t rénovac í sadu a SD-1 jako sadu tes tovac í . Avšak 
SD-3 je mnohem kval i tnějš í a je v ní snazš í rozl išování než v S D - 1 . To vyp lývá z faktu, že 
vzorky v SD-3 byly n a s b í r á n y od z a m ě s t n a n c ů Amer i ckého ú ř a d u pro sč í t án í l idu a S D -
1 je n a s b í r á n a mezi žáky s t ř edn í ch škol. P ro z ískání r o z u m n ý c h výs ledků z e x p e r i m e n t ů 
s d a t a b á z í je p o t ř e b a , aby by l výs ledek nezávis lý na vo lbě t r énovac í a tes tovac í sady. 

Trénovací sada M N I S T je t v o ř e n a polovinou vzo rků z SD-1 (zhruba 30000), k t e r á je 
d o p l n ě n a vzorky z SD-3 tak, aby celkový p o č e t vzo rků b y l 60000. P o d o b n ě je v y t v o ř e n a 
tes tovac í sada, k t e r á obsahuje vzorky z d r u h é poloviny SD-1 a je d o p l n ě n a vzorky z SD-3 

6.2 Klasifikace obrázků - M N I S T 
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O b r á z e k 6.1: U k á z k a o b r á z k ů z d a to v é sady M N I S T . 

( j inými než př i t v o r b ě sady t rénovací ) tak, aby t a k é obsahovala 60000 vzorků . Výs ledná 
d a t a b á z e M N I S T je však t v o ř e n a pouze 10000 vzorky z tes tovac í sady, ale obsahuje celou 
sadu t rénovac í . 

P ů v o d n í černobí lé o b r á z k y obsahuj íc í číslice od 0 do 9 byly no rma l i zovány na velikost 
20x20 pixelů se zachován ím p o m ě r u stran. Výs ledné o b r á z k y z d ů v o d ů vyh lazen í (inter­
polace) obsahuj í ods t í ny šedi . O b r á z k y jsou p o t é u m í s t ě n y vycen t rovány v o b r á z k u 28x28 
pixelů s v y u ž i t í m těž i š t ě p ixe lů [13]. Ilustrace vzo rků z d a t o v é sady je na o b r á z k u 6.1. 

6.2.1 P o u ž i t é a r c h i t e k t u r y s í t í 

Pro účely t é t o p r á c e byla n a v r ž e n a p o m ě r n ě j e d n o d u c h á konvoluční neu ronová síť, k t e r á 
sama o sobě dosahuje horš ích výs ledků , než jsou výs ledky j iných sí t í řešící tento klasifikační 
p rob l ém, ale p r v n í konvoluční vrstva by m ě l a bý t p o m ě r n ě snadno a p r o x i m o v a t e l n á . V textu 
budeme tuto architekturu označova t jako jednoduchá síť. Vr s tvy využ i t é v t é t o síti: 

• Konvolučn í vrstva s 32 fil try a velikostí okénka 3 x 3 . 

• R e l u ak t ivačn í funkce. 

• Podvzorkovac í vrstva s velikostí okénka 2 x 2 . 

• Vynechávaj íc í vrstva s p r a v d ě p o d o b n o s t í g. 

• Zplošťovací vrstva. 

• P l n ě p r o p o j e n á vrstva se 128 neurony. 

• R e l u ak t ivačn í funkce. 

• P l n ě p r o p o j e n á vrstva s 10 neurony (poče t t ř í d ) . 

• Softmax ak t ivačn í funkce. 

Dalš í architekturou je tzv. LeNet . LeNet označuje celou rodinu architektur konvoluč-
ních n e u r o n o v ý c h sítí , k t e r é se používaj í nejen ke klasifikaci vzo rků z M N I S T d a t a b á z e . Ve 
s rovnán í s j i n ý m i s í t ěmi se j e d n á o s í tě p o m ě r n ě ma lé , ale i p řes to dosahuj í kva l i tn ích vý­
sledku. Níže p o p s a n é architektura je insp i rována LeNet5 architekturou, k t e r á je i lus t rována 
na o b r á z k u 3.3. N a tuto architekturu se dá le budeme odkazovat jako na LeNet síť. Vr s tvy 
využ i t é v t é t o síti: 
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• Konvolučn í vrstva se 6 filtry a velikostí okénka 5 x 5 . 

• Ak t ivačn í funkce hype rbo l i cký tangens. 

• Podvzorkovac í vrstva s velikostí okénka 2 x 2 . 

• Konvo luční vrstva s 16 filtry a velikostí okénka 5 x 5 . 

• Ak t ivačn í funkce hype rbo l i cký tangens. 

• Podvzor kovací vrstva s velikostí okénka 2 x 2 . 

• Vynechávaj íc í vrstva s p r a v d ě p o d o b n o s t í \ . 

• Konvolučn í vrstva se 120 filtry a vel ikost í okénka l x l . 

• Ak t ivačn í funkce hype rbo l i cký tangens. 

• Zplošťovací vrstva. 

• P l n ě p r o p o j e n á vrstva s 84 neurony. 

• Ak t ivačn í funkce hype rbo l i cký tangens. 

• Vynechávaj íc í vrstva s p r a v d ě p o d o b n o s t í \ . 

• P l n ě p r o p o j e n á vrstva s 10 neurony (poče t t ř í d ) . 

• Softmax ak t ivačn í funkce. 

Tabulky 6.1 a 6.2 zobrazuj í ú spěšnos t n a u č e n ý c h sí t í p ř i klasifikování 10000 tes tovac ích 
vzorků . Učení k a ž d é architektury bylo provedeno 5-krát , p o k a ž d é pro 12 epoch. Výs ledky 
jsou s rovna t e lné s výs ledky p o d o b n ý c h sí t í uvedených v l i t e r a t u ř e [1]. 

Běh Úspěšnos t 
1 98.71 % 
2 98.78 % 
3 98.76 % 
4 98.83 % 
5 98.74 % 

Tabulka 6.1: V y h o d n o c e n í ú spěšnos t i j e d n o d u c h é s í tě . P r ů m ě r n á ú spěšnos t je 98.76 %. 

Běh Úspěšnos t 
1 98.64 % 
2 98.76 % 
3 98.66 % 
4 98.76 % 
5 98.87 % 

Tabulka 6.2: V y h o d n o c e n í ú spěšnos t i LeNet s í tě . P r ů m ě r n á úspěšnos t je 98.73 %. 
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6.3 Klasifikace obrázků - CIFAR-10 

C I F A R - 1 0 a C I F A R - 1 0 0 jsou p o d m n o ž i n y d a t a b á z e o b r á z k u zvané 80 million tiny images 
dataset. C I F A R - 1 0 se sk l ádá z 10 t ř íd , p ř i čemž k a ž d á obsahuje 6000 o b r á z k ů (60000 o b r á z k ů 
celkem). Trénovací m n o ž i n a obsahuje 50000 a t es tovac í 10000 ob rázků . 

T ř í d a u o b r á z k u značí , zda se na o b r á z k u vyskytuje letadlo, automobil , p t á k , kočka , 
jelen, pes, ž ába , kůň , loď nebo k a m i ó n . Dá le existuje varianta C I F A R - 1 0 0 , k t e r á obsahuje 
100 t ř í d a pro k a ž d o u t ř í d u 600 o b r á z k ů [9]. Ilustrace vzo rků z d a t o v é sady je na o b r á z k u 
6.2. 

m , 

O b r á z e k 6.2: U k á z k a o b r á z k ů z d a to v é sady C I F A R - 1 0 . 

6.3.1 P o u ž i t é a r c h i t e k t u r y s í t í 

Archi tek tura pro klasifikaci vzorků z d a t a b á z e C I F A R - 1 0 pocház í z github r e p o z i t á ř e knihovny 
Keras 1 . Popis architektury: 

• Konvolučn í vrstva s 32 fi l try a velikostí okénka 3 x 3 . 

• R e l u ak t ivačn í funkce. 

• Konvo luční vrstva s 32 fi l try a velikostí okénka 3 x 3 . 

• R e l u ak t ivačn í funkce. 

• Podvzorkovac í vrstva s velikostí okénka 2 x 2 . 

• Vynechávaj íc í vrstva s p r a v d ě p o d o b n o s t í | . 

• Konvo luční vrstva s 64 fi l try a velikostí okénka 3 x 3 . 

• R e l u ak t ivačn í funkce. 

• Konvo luční vrstva s 64 fi l try a velikostí okénka 3 x 3 . 

• R e l u ak t ivačn í funkce. 

• Podvzor kovací vrstva s velikostí okénka 2 x 2 . 

• Vynechávaj íc í vrstva s p r a v d ě p o d o b n o s t í \ . 

xhttps: / / github.com/keras-team/keras/blob / master / examples / cifar 10_cnn.py 
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• Zplošťovací vrstva. 

• P l n ě p r o p o j e n á vrstva se 512 neurony. 

• R e l u ak t ivačn í funkce. 

• Vynechávaj íc í vrstva s p r a v d ě p o d o b n o s t í \ . 

• P l n ě p r o p o j e n á vrstva s 10 neurony (poče t t ř í d ) . 

• Softmax ak t ivačn í funkce. 

Arch i tek tura byla 5-krát n a t r é n o v á n a a ú spěšnos t výs ledných m o d e l ů je zachycena v ta­
bulce 6.3. P r ů m ě r n á , e x p e r i m e n t á l n ě zj iš těná, ú spěšnos t s í tě př i klasifikaci je rovna 77.71 %, 
což v p o r o v n á n í s j i n ý m i s í těmi , k t e r é dosahuj í ú spěšnos t i až 96.53 % [2] ne s rovna t e lné , ale 
tyto s í tě jsou mnohem rozsáhlejš í a složitější než výše p o p s a n á , k t e r á pro p o t ř e b y t é t o p ráce 
pos tač í . Dá le označu jeme architekturu jako C10 síť. 

Běh Úspěšnos t 
1 78.15 % 
2 78.35 % 
4 76.59 % 
3 78.26 % 
5 77.23 % 

Tabulka 6.3: V y h o d n o c e n í ú spěšnos t i C10 s í tě . P r ů m ě r n á úspěšnos t je 77.71 %. 
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Kapitola 7 

Návrh optimalizace C N N 

Cílem t é t o p r á c e je navrhnout opt imalizaci , k t e r á bude zlepšovat u rč i t é parametry s í tě . 
K o n k r é t n ě se budeme snaž i t nahradit operaci konvoluce ap rox imac í , jejíž v ý p o č e t bude 
j e d n o d u š š í př i obvodové realizaci. K o n k r é t n ě se j e d n á o el iminaci operace násoben í , k t e r á 
je v ý p o č e t n ě p o m ě r n ě n á r o č n á . Toto z j ednodušen í by mělo vést k redukci p ř íkonu C N N , 
což je dů lež i té pro realizaci C N N v n ízkopř íkonových ves tavěných sys témech . 

Navržený p ř í s t u p je insp i rován výs ledky v oblasti evolučního n á v r h u ob razových fi l ­
t r ů [21], kde bylo u k á z á n o , že řešení za ložené na konvoluci lze nahradit v ý p o č t e m za loženým 
na sč í t án í a logických operac ích , tj. bez využ i t í operace násoben í . 

A b y c h o m mohl i u r č i t ý m z p ů s o b e m srovnat s loži tost (poče t t r a n z i s t o r ů ) p ů v o d n í konvo­
luce konvoluce se s loži tos t í s í tě z í skané p o m o c í a lgori tmu C G P (aproximace fil tru počí ta j íc í 
na 8 bitech), budeme uvažova t , že p ů v o d n í konvoluční vrstva využíva la 8 b i t ů , tzn . vstupy 
do s í tě byly na 8 bitech, s te jně tak jako váhy j edno t l i vých filtrů a v ý s t u p y vrstvy. 

V následuj íc ích p o d k a p i t o l á c h budou z n á z o r n ě n a s c h é m a t a logických ope rac í na 8 bitech 
a pro k a ž d o u operaci bude u rčeno , kolik t r a n z i s t o r ů je p o t ř e b a pro jejich implementaci. 
Odhad efektivity optimalizace bude real izován s r o v n á n í m p o č t u t r a n z i s t o r ů p o t ř e b n ý c h pro 
v ý p o č e t konvoluce na 8 bitech s p o č t e m t r a n z i s t o r ů využ i tých v aproximaci konvolučn ího 
filtru p o m o c í C G P . 

Zdůrazňu j eme , že se j e d n á o odhad p o č t u t r a n z i s t o r ů . P řesně j š í v ý p o č e t by vyžadova l 
uváži t da lš í technologi í ovl ivněné parametry, což je mimo z á m ě r t é t o d ip lomové p ráce . P r o 
odhad p ř íkonu budeme p ř e d p o k l á d a t , že pod í l p ů v o d n í h o p o č t u t r a n z i s t o r ů a p o č t u tran­
z is torů aproximace z ískané p o m o c í C G P zhruba o d p o v í d á p o d í l u p ř íkonů p ů v o d n í operace 
konvoluce a aproximace konvoluce. 

7.1 Odhad poč tu t ranz is torů logických obvodů 

V t é t o kapitole bude pro hradla N A N D , N O R , N O T a X O R u rčen p o č e t t r a n z i s t o r ů , k t e ré 
jsou p o t ř e b a pro jejich obvodovou realizaci. S v y u ž i t í m t ě c h t o hradel bude u r č e n poče t 
t r a n z i s t o r ů , ze k t e rých se sk ládaj í složitější funkce. 

7.1.1 Z á k l a d n í h r a d l a 

Popis všech logických funkcí je za ložen na tzv. C M O S , což znač í z p ů s o b n á v r h u , ve k t e r é m 
se využívaj í tranzistory M O S F E T typu n a p . Jak lze v idě t ze s c h é m a t (viz 7.1), hradlo 
N A N D a N O R se s k l á d á ze 4 t r a n z i s t o r ů . 
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Vdd Vdd Vdd 

(a) Schéma hradla N A N D . (b) Schéma hradla N O R . 

O b r á z e k 7.1: S c h é m a t a hradel N A N D , N O R a N O T . 

Hrad la A N D a O R jsou i m p l e m e n t o v á n a p o u h ý m p ř i d á n í m hradla N O T - jsou s ložena ze 
6 t r a n z i s t o r ů . S c h é m a hradla X O R je zobrazeno na o b r á z k u 7.2 a je s loženo z 12 t r a n z i s t o r ů 
- A a B znač í negované hodnoty. 

V d d V d d 

Vcc Vcc 

O b r á z e k 7.2: S c h é m a hradla X O R . 

7.1.2 S č í t a č k y 

N a o b r á z k u 7.3 je zobrazena poloviční sč í t ačka ( H A ) s ložena z 18 t r a n z i s t o r ů - 6 pro A N D 
hradlo a 12 pro hradlo X O R . Ú p l n á sč í t ačka (FA) na o b r á z k u 7.4 obsahuje 42 t r a n z i s t o r ů 
- 24 pro 2 X O R hradla a 18 pro hradla A N D , A N D a O R . 

7.1.3 O s m i b i t o v á s č í t a č k a s p o s t u p n ý m p ř e n o s e m 

C t y ř b i t o v á sč í t ačka s p o s t u p n ý m p ř e n o s e m je zobrazena na o b r á z k u 7.5. O s m i b i t o v á vari­
anta by byla sestavena t o t o ž n ě jako c ty řb i tová , obsahovala by však 8 úp lných sčí taček, tzn . 
336 t r a n z i s t o r ů . 
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B 

_ k k 

A B 

C H A 
S 

(a) (b) 

O b r á z e k 7.3: S c h é m a a symbol poloviční sčí tačky. P ř e v z a t o z [18]. 

i L 
A B 

C í + J F A C, 

(b) 
(a) 

O b r á z e k 7.4: S c h é m a a symbol ú p l n é sčí tačky. P ř e v z a t o z [18]. 

A, A, 

| 1 1 
A B A B 

FA 

S 

— FA 

S 

1 1 

O b r á z e k 7.5: Č t y ř b i t o v á sč í t ačka s p ř e n o s e m . P ř e v z a t o z [18]. 

7.1.4 O s m i b i t o v á n á s o b i č k a 

Č t y ř b i t o v á násob ička s ložená z polovičních a úp lných sč í taček je zobrazena na o b r á z k u 7.6. 
P ř i n á s o b e n í dvou n -b i tových je p o t ř e b a n 2 A N D hradel, n polovičních sč í taček a n 2 — 2n 
úp lných sč í taček [18]. Což je pro dvě 8 b i tová čísla rovno 64 A N D hradel, 8 polovičních 
sč í taček a 48 úp lných sč í taček. O s m i b i t o v á násob ička je tedy s ložena z 2544 t r a n z i s t o r ů . 
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MC 

A B 
1.1 
S 

M C M C M C M C M C M C 

1 
P 6 

1 
P5 

1 1 
P 3 

O b r á z e k 7.6: Č t y ř b i t o v á n á s o b i č k a . P ř e v z a t o z [18]. 

7.2 Operace použi té v C G P 

Tato podkapi to la popisuje operace real izované bloky s í tě C G P . Zároveň je u k a ž d é operace 
určen , p ř í p a d n ě odhadnut, p o č e t t r a n z i s t o r ů p o t ř e b n ý c h pro jejich implementaci v hard­
ware. Nás ledu je tabulka s operacemi, kde x znač í p r v n í vstup a y d r u h ý vstup: 

Operace # t r a n z i s t o r ů P o z n á m k y 
255 - x 16 8x N O T pro b i ty z x 

x V y 64 8x N O T pro x, 8x O R 
x A y 48 8x A N D 
x A y 32 8x N A N D 
x © y 96 8x X O R 
x > 1 0 Výs ledný bit i je napojen na i + 1 bit z x 
x > 2 0 Výs ledný bit i je napojen na i + 2 bit z x 
x + y 336 8 b i tová sč í t ačka 

max(x, y) 512 8x N O T pro b i ty z y, 8 b i tová sč í tačka , 8x obvod ze 7.7 
min(x,y) 512 P o d o b n ě jako max(x,y) , ale je prohozeno Ai za Bi 

x + s y 496 viz 7.2.2 
(x + y) > 1 336 Výs ledný bit i je napojen na i + 1 bit výs ledku 8 b i tové sč í tačky 

Tabulka 7.1: Funkce využ ívané bloky v C G P a p o č e t e l emen tá rn í ch hradel p o t ř e b n ý c h pro 
jejich implementaci. 
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7.2.1 M a x i m u m ze d v o u č í s e l 

Platnost nerovnosti A > B je z j i š těna tak, že do 8 b i tové sč í tačky vs tupu j í bi ty čísla A 
a negované b i ty čísla B a podle v ý s t u p n í h o carry b i tu C sč í tačky jsme schopni u rč i t , zda 
nerovnost p l a t í . P o k u d p l a t í C = 1, pak je A > B, j inak je A < B. Ilustrace s c h é m a t a , 
k t e r é bude m í t na v ý s t u p u jeden bit z čísla, k t e r é je větš í je zobrazeno na o b r á z k u 7.7. P r o 
8 b i tová čísla je p o t ř e b a 8 t ěch to logických obvodů , p ř i čemž jeden je s ložen z 20 t r a n z i s t o r ů . 

O b r á z e k 7.7: S c h é m a obvodu, k t e r ý m á na v ý s t u p u bit vě tš ího čísla. 

7.2.2 S a t u r o v a n ý s o u č e t 

P o k u d je v ý s t u p n í carry bit C sč í tačky roven 1, pak je k a ž d ý bit v ý s t u p u roven 1, j inak je 
roven b i tu v ý s t u p u sčí tačky. S c h é m a pro u rčen í v ý s t u p n í h o b i tu je p o d o b n é jako 7.7, avšak 
Ai je rovno b i tu v ý s t u p u sč í tačky a Bi je rovno logické 1. J e d n á se tedy o jednu osmibitovou 
sč í tačku a 8x z m í n ě n é s c h é m a - tedy 496 t r a n z i s t o r ů . 

7.3 Nahrazení konvoluční vrstvy 

Získání s í tě , ve k t e r é bude z a d a n á konvoluční vrstva nahrazeny a p r o x i m a č n í vrstvou, lze 
zapsat nás leduj íc ím pseudo algoritmem: 
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Data: P ů v o d n í konvoluční síť 
Result: Síť, ve k t e r é je konvoluční vrstva nahrazena a p r o x i m a c í 
Nač t i model ze souboru obsahuj íc í n a t r é n o v a n o u neuronovou síť; 
Vy tvoř m n o ž i n u v s t u p n í c h dat V pro neuronovou síť; 
Vy tvoř p r á z d n o u síť Np - značí č á s t ečn o u síť; 
Vy tvoř p r á z d n o u síť Nr - znač í výs l ednou síť; 
foreach vrstva € načtený model do 

Př ide j v r s tvu do Np; 
if vrstva má být nahrazena then 

if vrstva má být načtena ze souboru then 
N a č t i v rs tvu ze souboru a př idej j i do Nr 

else 
Získej v ý s t u p y sí tě Np pro vstupy V; 
Nastav parametry pro C G P ; 
S v y u ž i t í m v s t u p ů V a z í skaných v ý s t u p ů vypoč í t e j p o m o c í C G P 

aproximace všech konvolučních filtrů vrs tvy a v y t v o ř z nich vrs tvu Vc 

Př ide j Vcgp do Nr; 
Ulož vrs tvu t v o ř e n o u aproximacemi do souboru společně s daty 

popisuj íc í detaily konverze; 
end 

end 
end 
Vrať síť Nr; 

A l g o r i t h m 4: P s e u d o k ó d n á h r a d y konvolučních vrstev. 



Kapitola 8 

Poznámky k implementaci 

V t é t o kapitole budou p o p s á n y p o z n á m k y k implementaci knihovny pro ka r t ézské genet ické 
p r o g r a m o v á n í a z í skání aproximace konvoluční vrstvy. 

P ro p o t ř e b y t é t o p r á c e byla k o m p l e t n ě n a i m p l e m e n t o v á n a knihovna pro ka r t ézské genet ické 
p r o g r a m o v á n í n a p s a n á v jazyce c + + . K n i h o v n a je u m í s t ě n a ve složce s r c / C G P E v o l v e r 
a p ře ložena s p u š t ě n í m p ř í k a z u make. 

P ř i s p u š t ě n í a lgori tmu ka r t éz ského gene t ického p r o g r a m o v á n í je vygene rována p o č á t e č n í 
populace - pole c h r o m o z o m ů , p ř i čemž k a ž d ý chromozom reprezentuje graf, k t e r ý o d p o v í d á 
implementaci k o n k r é t n í h o programu řešícího danou ú lohu . K a ž d ý chromozom je t v o ř e n 
geny, k t e r é ma j í u rč i t é hodnoty reprezentu j íc í funkci, kterou bude k a ž d ý blok s í tě vykonáva t 
a vstupy, na k t e r é je blok p ř ipo jen . 

Da l š ím krokem je v y p o č t e n í hodnoty fitness k a ž d é h o chromozomu. P r o k a ž d ý vstup do 
C G P (viz kapi tola 8.1.2) je pro k a ž d o u síť, reprezentovanou u r č i t ý m chromozomem, z ískán 
výsledek, k t e r ý je p o r o v n á n s výs ledkem, k t e r ý je poskytnut konvo lučn ím filtrem, k t e r ý se 
snaž íme nahradit . Fitness hodnota tohoto chromozomu / ( c ) je u r č e n a jako: 

kde x znač í pole or ig ináln ích výs ledků velikosti n a y znač í pole velikosti n výs ledků zís­
kaných ap rox imac í . U k a ž d é h o chromozomu je uchována informace o tom, zda jeho fitness 
hodnota již byla v y p o č t e n a spo lečně s fitness hodnotou samotnou. P o k u d je do nové po­
pulace v y b r á n jedinec jehož hodnota již byla v y p o č t e n a , nen í j i t ř e b a znovu p ř e p o č í t á v a t . 
Fitness hodnota se n e p o č í t á ani v p ř í p a d ě , že m á m e 2 jedince, p ř i čemž jeden jedinec m á 
v y p o č t e n o u fitness hodnotu a d r u h ý ne, avšak s í tě r ep rezen tované o b ě m a jedinci využívaj í 
s te jné b loky (i se vstupy) pro z ískání výs ledku . Fitness hodnota jedince s n e v y p o č í t a n o u 
fitness je rovna fitness h o d n o t ě jedince s v y p o č t e n o u fitness. 

Nás l edně je z celé populace v y b r á n jedinec s nejlepší fitness hodnotou, k t e r ý se stane 
rod i čem p o t o m k ů v nové generaci. Vy tvořen í j e d i n c ů je řešeno tak, že se do nové generace 
velikosti n z a ř a d í rod ič a n — 1 p o t o m k ů z í skaných ap l ikac í o p e r á t o r u mutace na rodiče . 
P o k u d př i v ý b ě r u rod iče pro novou generaci nastane situace, že jsou fitness hodnoty ro­
diče d a n é generace a potomka, z tohoto rod iče v y t v o ř e n é h o s h o d n é , vybere se jako rodič 
následuj íc í generace potomek. 

8.1 Knihovna pro C G P 

n 

i=l 
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Po v y t v o ř e n í a v y h o d n o c e n í u r č i t ého p o č t u generaci je výs l edkem jedinec, j ehož síť nej­
lépe aproximuje p ř e v o d v s t u p ů na v ý s t u p y or ig ináln í funkce - v n a š e m p ř í p a d ě konvoluce. 
Algor i tmus C G P je s p u š t ě n pa ra l e lně na n procesorech, t a k ž e je výs l edkem n nej lepších 
ap rox imac í , ze k t e rých je v y b r á n a ta celkově nejlepší . 

U k á z k a použ i t í knihovny (pro p ř e h l e d n o s t proveden pouze jeden b ě h C G P ) : 

std::vector<std::vector<double» inputs; 
std::vector<std::vector<double» outputs; 
Settings settings; 
// ... naplň inputs a outputs trénovacími hodnotami; nastav parametry cgp 

Approx<double> approximation = runCgp(settings, inputs, outputs, 0 ) ; 

std::vector<std::vector<double» testlnputs; 
// ... naplň testlnputs testovacimi hodnotami 

auto result = approximation.getOutput(testlnputs); 
// ... result obsahuje výsledek sitě ziskané pomoci cgp 

8.1.1 P a r a m e t r y C G P 

Jeden ze v s t u p ů algori tmu C G P jsou jeho parametry (nas t aven í ) . Parametry udávaj í : 

• P o č e t j e d i n c ů v populaci 

• P o č e t generac í 

• P o č e t s l oupců a ř á d k ů s í tě b loků 

• P r a v d ě p o d o b n o s t , se kterou dojde k mutaci genu 

• Parametr 1-back, k t e r ý udává , z kol ika p ředchoz ích s loupců m ů ž e blok z ískávat vstup 

• P o č á t e č n í hodnota pro g e n e r á t o r n á h o d n ý c h čísel 

• Zda konvoluční vrstva použ ívá bias 

• P o č e t b ě h ů algori tmu C G P 

• P o č e t v s t u p ů 

• P o č e t v ý s t u p ů 

8.1.2 V y t v o ř e n í v s t u p ů a v ý s t u p ů p r o C G P 

Algor i tmus z ískání aproximace p ů v o d n í konvoluční s í tě (vrstvy obsahuj íc í ap rox imované 
konvoluční filtry) je s p u š t ě n po zavolání funkce createUInt8Layer s parametry pro C G P 
algoritmus, re ferenčními vstupy a odpovída j í c ími v ý s t u p y (viz algoritmus 4), v á h a m i a bias 
hodnotami filtrů p ů v o d n í vrstvy. 

Vzhledem k tomu, že funkce i m p l e m e n t o v a n é uzly v C G P poč í t a j í s 8 b i t o v ý m i čísly 
je p o t ř e b a vstupy p ů v o d n í vrstvy, váhy a referenční v ý s t u p y převés t p řevés t na 8 b i tová 
čísla - provedeno pro k a ž d ý filtr v konvoluční v r s tvě zvlášť. P ř e v o d je vy řešen tak, že se 
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Input Convolutional filter Result 

Convert float to 8 bit 

CGP 
Approximation 

O b r á z e k 8.1: Ilustrace vy tvo řen í v s t u p n í c h dat pro C G P . Vstupy C G P jsou tvořeny : vstupy, 
k t e r é v s tupu j í do operace konvoluce, váhy konvolučn ího filtru, bias hodnota d a n é h o kon-
volučn ího filtru a n a s t a v e n í C G P . Číse lné vstupy do C G P m u s í bý t upraveny do rozsahu 
0-255. V ý s t u p e m C G P je aproximace p ů v o d n í h o konvolučn ího filtru. 

najde ne jmenš í číslo min ve v s t u p n í množ ině , tomuto číslu bude o d p o v í d a t hodnota 0, 
a ne jvě t š ímu číslu v m n o ž i n ě bude o d p o v í d a t hodnota max rovna 255. O s t a t n í čísla jsou 
p ř e v e d e n a do rozsahu 0 — 255 dle vzorce 8.2. 

K a ž d ý filtr z konvoluční vrs tvy je p o t ř e b a evolvovat p o m o c í C G P s á m o sobě , p ř ičemž 
vstupy jsou pro všechny filtry s te jné . Vstupy pro C G P jsou vygenerovány o b d o b n ě jako 
hodnoty, k t e r é v s t u p u j í do m a t e m a t i c k é operace konvoluce v t r o j r o z m ě r n é m prostoru. Po­
suvem okénka o velikosti (x,y) nad vstupem z í skáme obecně tenzor o velikosti (x,y,z), 
kde z je h loubka vstupu. S t í m t o tenzorem a konvo lučn ím filtrem provedeme operaci kon­
voluce a z í skáme výsledek, od k t e r é h o o d e č t e m e bias hodnotu k o n k r é t n í h o filtru. Jako 
v s t u p n í data do C G P se uvažuj í p r ávě tyto tenzory (avšak t r ans fo rmované na rozsah 0-255) 
a př í s lušný výs ledek konvoluce, ( t ak t éž u p r a v e n ý na rozsah 0-255). K e v š e m takto vygene­
r o v a n ý m v s t u p ů m pro C G P se dá le p ř ida j í váhy k o n k r é t n í h o konvolučn ího filtru (v rozsahu 
0-255), j enž se snaž íme aproximovat. Vy tvá řen í v s t u p ů a v ý s t u p ů je i lus t rováno na o b r á z k u 
8.1. P o z ískání výs ledku p o m o c í aproximace p ů v o d n í h o konvolučn ího filtru je p o t ř e b a nad 
tento výs ledek převés t z rozsahu 0-255 do p ů v o d n í h o rozsahu a př ič ís t k n ě m u bias hodnotu 
d a n é h o konvolučn ího filtru. 

max — mm 
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Kapitola 9 

Experimentální vyhodnocení 
metody 

V t é t o kapitole bude ověřena korektnost implementace ka r t éz ského gene t ického programo­
vání na úloze symbol ické regrese. Dá le je vyhodnoceno, j a k ý v l i v m á n a h r a z e n í konvolučních 
vrstev aproximacemi z í skanými p o m o c í C G P na cenu implementace a p řesnos t klasifikace 
sí tě . V y h o d n o c e n í je rea l izováno jako odhad, výs l edná cena implementace ope rac í závisí na 
mnoha faktorech, k t e r é zde neuvažu jeme . 

Exper imenty byly v y h o d n o c o v á n y na v ý p o č e t n í m zař ízení obsahuj íc í 4 G B p a m ě t i R A M , 
č ty ř j ád rový procesor Intel(R) C o r e ( T M ) Í5-2430M běžící na frekvenci 2 .40GHz a o p e r a č n í 
s y s t é m Ubun tu . Jel ikož je pro k a ž d ý filtr s p u š t ě n algoritmus C G P někol ik rá t (na více 
j á d r e c h procesoru), docház í k tomu, že p o č á t e č n í hodnota pro g e n e r á t o r n á h o d n ý c h čísel 
hodnota nehraje velkou rol i , p ro tože se využ ívá funkce random, k t e r á nen í tzv. thread safe. 
Nelze tedy p ře sně reprodukovat p o p s a n é experimenty, av šak po jejich s p u š t ě n í by mělo bý t 
dosaženo p o d o b n ý c h výs ledků . 

9.1 Symbolická regrese 

P o k u d je knihovna pro ka r t ézské genet ické p r o g r a m o v á n í k o r e k t n ě n a i m p l e m e n t o v á n a , pak 
by mě la bý t schopna poskytnout síť b loků , k t e r á bude aproximovat p ů v o d n í funkci. V ide­
á ln ím p ř í p a d ě bude síť p ře sně modelovat p ů v o d n í funkci. 

Jako funkce, k t e r á m á bý t a p r o x i m o v á n a pro ověření implementace C G P byla zvolena 
tato p o l y n o m i á l n í funkce (viz ob rázek 9.1): 

f(x) = x6 - 5 x 5 + 4 x 4 - 5 x 2 + x (9.1) 

Jako vstupy C G P bylo v y b r á n o 28 hodnot x G < —1.5,4 > a p ř í s lušné f(x). Fitness 
hodnota k a ž d é h o k a n d i d á t n í h o řešení je v y p o č t e n a dle vzorce: 

/ i í n e a a = / ( z ) ) 2 , (9.2) 
X 

kde f(x) znač í výs ledek, k t e r ý poskytne síť r e p r e z e n t o v a n á k a n d i d á t n í m řešen ím. 
Po vygenerován í m n o ž i n y t rénovac ích v s t u p ů x a t rénovac ích v ý s t u p ů f(x) by l s p u š t ě n 

algoritmus C G P s parametry u v e d e n ý m i v tabulce 9.1. 
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- 5 0 0 1
 1 1 1 1 1 

- 3 - 2 - 1 0 1 2 3 4 5 
x 

O b r á z e k 9.1: Funkce p o u ž i t á pro ú lohu symbol ické regrese. 

Parametr Hodnota 
Velikost populace 5 
P o č e t generac í 30000 
P o č e t s loupců 10 
P o č e t ř á d k ů 4 
P r a v d ě p o d o b n o s t mutace 0.01 
Parametr lback 0 
P o č e t b ě h ů C G P na filtr 10 

Tabulka 9.1: Parametry pro C G P řešící ú lohu symbol ické regrese. 

Gra f na o b r á z k u 9.2 zobrazuje p o s t u p n é vylepšování fitness hodnoty nejlepších j ed inců 
z j edno t l i vých b ě h ů C G P . Fitness hodnoty j ed inců p o č á t e č n í c h generac í jsou v tomto pří­
p a d ě p o m ě r n ě vysoké, vykresluje se tedy až od 5000. generace. 
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O b r á z e k 9.2: Vývoj fitness př i řešení symbol ické regrese p o m o c í C G P . 

Ze všech b ě h ů algori tmu je v y b r á n jedinec s nejlepší fitness hodnotou - v tomto p ř í p a d ě 
jedinec s nulovou fitness, což znač í nulovou odchylku referenčních v ý s t u p ů f(x) a v ý s t u p ů 
nej lepšího k a n d i d á t n í h o řešení f(x). N a o b r á z k u 9.3 je zobrazeno s c h é m a s í tě r ep rezen tované 
nej lepš ím jedincem. 

I I 5 7 7 I 7 

O b r á z e k 9.3: S c h é m a sí tě r ep rezen tované ne j lepš ím jedincem ze všech b ě h ů C G P . Je v y u ž i t a 
m n o ž i n a funkcí: s č í t án í (0), o d č í t á n í (1), n á s o b e n í (2). 

9.2 N á h r a d a konvolučních vrstev — M N I S T 

V následuj íc í podkapitole budou provedeny experimenty s n a h r a z o v á n í m vrstev s í t í urče­
ných pro klasifikaci datasetu M N I S T . J e d n á se o n á h r a d u p r v n í vrs tvy j e d n o d u c h é sí tě 
a n á h r a d u d r u h é vrs tvy s í tě LeNet . 

9.2.1 N á h r a d a p r v n í v r s t v y v j e d n o d u c h é s í t i 

V tomto experimentu ověřujeme, zda je m o ž n o nahradit p o m ě r n ě jednoduchou konvoluční 
vrs tvu a p r o x i m a c í z í skanou p o m o c í C G P s m i n i m á l n í m dopadem na p řesnos t s í tě př i k la-
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sifikaci. Vrs tva , kterou budeme nahrazovat, m á vstupy o rozměrech 28 x 28 x 1 a 32 filtrů 
o velikosti 3 x 3 x 1 . P o č e t v s t u p ů s í tě b loků je tedy 9 vah a 9 v s t u p n í c h hodnot. Algor i tmus 
C G P by l s p u š t ě n s parametry u v e d e n ý m i v tabulce 9.2. Ze 3 t rénovac ích vzo rků d a tové 
sady M N I S T bylo z í skáno 2028 t rénovac ích vzo rků pro algoritmus C G P . 

Parametr Hodnota 
P o č e t v s t u p ů 18 
P o č e t v ý s t u p ů 1 
Velikost populace 5 
P o č e t generac í 30000 
P o č e t s loupců 4 
P o č e t ř á d k ů 4 
P r a v d ě p o d o b n o s t mutace 0.1 
Parametr lback 0 
P o č e t b ě h ů C G P na filtr 8 

Tabulka 9.2: Parametry pro C G P řešící aproximaci p r v n í vrs tvy v j e d n o d u c h é sít i . 

N á h r a d a vrs tvy a zj iš tění ú spěšnos t i p ř i klasifikaci by la provedena celkem 5x. Tabulka 
9.3 zobrazuje p řesnos t s í tě s v y u ž i t í m z ískaných a p r o x i m a č n í c h vrstev na d a to v é sadě 
M N I S T . 

T y p v r s t v y / s í t ě P ř e s n o s t klasifikace v % D o b a v ý p o č t u C G P v m i n u t á c h 
Or ig iná ln í síť 98.71 
1. b ě h aproximace 98.57 82.6 
2. b ě h aproximace 98.47 84.6 
3. b ě h aproximace 98.37 79.4 
4. b ě h aproximace 98.28 73.2 
5. b ě h aproximace 98.43 72.8 

Tabulka 9.3: P ř e s n o s t klasifikace j e d n o d u c h é s í tě obsahuj íc í p ů v o d n í konvoluční vrs tvu 
a p ře snos t sí t í s aproximovanou vrstvou př i klasif ikační úloze M N I S T . 

P ro z ískání výs ledku n á s o b e n í p ů v o d n í h o konvolučn ího filtru se vstupy je p o t ř e b a 288 
n á s o b e n í (filtr 3 x 3 x 1 a 32 filtrů) a 256 sč í tán í . Tabulka 9.4 zachycuje p o č e t funkcí, k t e ré 
jsou využ i t y v s í t ích aproximuj íc ích j edno t l ivé filtry konvoluční vrstvy. Zároveň je u r čeno , 
kolik t r a n z i s t o r ů je využ i to př i jejich v ý p o č t u . 
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P o č e t ope rac í Or ig iná ln í síť 1. b ě h 2. b ě h 3. b ě h 4. b ě h 5. b ě h 
8-bitová sč í t ačka 256 0 0 0 0 0 

8-bi tová násob ička 288 0 0 0 0 0 
255 - x 0 18 19 15 14 18 

x V y 0 20 16 14 11 13 
x A y 0 6 6 8 3 7 
x A y 0 13 12 16 16 14 
x © y 0 6 13 14 16 14 
x > 1 0 6 9 6 4 12 
x > 2 0 7 6 6 9 7 
x + y 0 6 8 6 13 8 

max(x, y) 0 9 11 7 11 8 
min(x,y) 0 13 9 3 5 8 

x +s y 0 8 9 14 12 8 
(x + y) > 1 0 103 105 110 104 107 

P o č e t využ i tých t r a n z i s t o r ů 818688 54704 55920 54416 56576 54048 
O d h a d o v a n é snížení p ř íkonu v % 0 93.32 93.17 93.35 93.09 93.40 

Tabulka 9.4: P o č e t využ i tých funkcí a t r a n z i s t o r ů v p r v n í konvoluční v r s tvě j e d n o d u c h é sí tě 
a v ap rox imac ích t é t o vrstvy. Zároveň je odhadnuto snížení p ř íkonu . 

1 1 1 1 
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- — i — i — i — i — \L 
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i i i i i 
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O b r á z e k 9.4: Ilustrace aproximace (dole) 8 konvolučních filtrů (naho ře ) . 

V y h o d n o c e n í 

V tomto experimentu byla nahrazena p r v n í vrstva j e d n o d u c h é s í tě . Došlo k m í r n é m u poklesu 
p řesnos t i klasifikace (zhruba o 0.3 %) , za to byla dramaticky sn ížena s loži tost implementace, 
což o d p o v í d á o d h a d o v a n é m u snížení p ř íkonu o cca 93.27 %. 

N a o b r á z k u 9.4 je i lus t rován výs ledek operace konvoluce 8 konvolučních filtrů aplikova­
ných na jeden vzorek da tové sady M N I S T a výs ledek př í s lušných a p r o x i m a c í ap l ikovaných 
na téže vzorek. 

9.2.2 N a h r a z e n í d r u h é k o n v o l u č n í v r s t v y v s í t í L e N e t 

V tomto experimentu se budeme snaž i t nahradit druhou konvoluční v rs tvu s í tě LeNet . 
J e d n á se o vrs tvu s vě t š ím konvo lučn ím filtrem než by l filtr v p ř e d c h o z í m experimentu, 
t u d í ž se p o m ě r n ě h o d n ě zvětši l p roh ledávac í s t avový prostor. Vrs tva m á vstupy o rozměrech 
12 x 12 x 6 a filtr velikosti 5 x 5 x 6 . P o č e t v s t u p ů s í tě b loků je tedy 150 vah a 150 hodnot. 
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Algor i tmus C G P by l s p u š t ě n s u v e d e n ý m i v tabulce 9.5. Z 20 t rénovac ích vzo rků d a tové 
sady M N I S T bylo z í skáno 1280 t rénovac ích vzo rků pro algoritmus C G P . 

Parametr Hodnota 
P o č e t v s t u p ů 300 
P o č e t v ý s t u p ů 1 
Velikost populace 5 
P o č e t generac í 60000 
P o č e t s loupců 9 
P o č e t ř á d k ů 4 
P r a v d ě p o d o b n o s t mutace 0.1 
Parametr lback 4 
P o č e t b ě h ů C G P na filtr 12 

Tabulka 9.5: Parametry pro C G P řešící aproximaci d r u h é vrs tvy v sít i LeNet . 

N á h r a d a vrs tvy a zj iš tění ú spěšnos t i p ř i klasifikaci by la provedena celkem 5x. Tabulka 
9.6 zobrazuje p řesnos t s í tě s v y u ž i t í m z ískaných a p r o x i m a č n í c h vrstev na d a to v é sadě 
M N I S T . 

T y p v r s t v y / s í t ě P ř e s n o s t klasifikace v % D o b a v ý p o č t u C G P v m i n u t á c h 
Or ig iná ln í síť 98.64 
1. b ě h aproximace 95.89 139.3 
2. b ě h aproximace 95.78 144.5 
3. b ě h aproximace 95.06 137.2 
4. b ě h aproximace 96.55 139.9 
5. b ě h aproximace 95.15 140.7 

Tabulka 9.6: P ř e s n o s t klasifikace s í tě LeNet obsahuj íc í p ů v o d n í konvoluční vrs tvu a p řesnos t 
sítí s aproximovanou vrstvou př i klasifikační úloze M N I S T . 

P ro z ískání výs ledku n á s o b e n í p ů v o d n í h o konvolučn ího fi l t ru se vstupy je p o t ř e b a 2400 
n á s o b e n í (filtr 5 x 5 x 6 a 16 filtrů) a 2384 sč í tán í . Tabulka 9.7 zachycuje p o č e t funkcí, k t e ré 
jsou využ i t y v s í t ích aproximuj íc ích j edno t l ivé filtry konvoluční vrstvy. Zároveň je u r čeno , 
kolik t r a n z i s t o r ů je využ i to př i jejich v ý p o č t u . 
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P o č e t ope rac í Or ig iná ln í síť 1. b ě h 2. b ě h 3. b ě h 4. b ě h 5. b ě h 
8-bitová sč í t ačka 2384 0 0 0 0 0 

8-bi tová násob ička 2400 0 0 0 0 0 
255 - x 0 7 7 16 10 14 

x V y 0 8 10 3 14 5 
x A y 0 16 16 11 8 14 
x A y 0 15 13 11 15 12 
x © y 0 7 6 5 5 7 
x > 1 0 15 14 7 7 7 
x > 2 0 10 10 17 11 12 
x + y 0 23 16 29 15 22 

max(x, y) 0 22 29 29 24 38 
min(x,y) 0 27 29 28 23 27 

x +s y 0 37 35 35 43 30 
(x + y) > 1 0 64 67 64 62 58 

P o č e t využ i tých t r a n z i s t o r ů 6906624 75216 77456 79600 73664 77312 
O d h a d o v a n é snížení p ř íkonu v % 0 98.91 98.88 98.85 98.93 98.88 

Tabulka 9.7: P o č e t využ i tých funkcí a t r a n z i s t o r ů ve d r u h é konvoluční v r s tvě s í tě LeNet 
a v ap rox imac ích t é t o vrstvy. Zároveň je odhadnuto snížení p ř íkonu . 

V y h o d n o c e n í 

V tomto experimentu byla nahrazena d r u h á vrstva s í tě LeNet . Došlo k poklesu p řesnos t i 
klasifikace zhruba o 3 % a snížení p ř íkonu o cca 98.89 %. Snížení p řesnos t i je zde p o m ě r n ě 
velké, ale vzhledem k velikosti C G P sí tě a p roh ledávac ího prostoru se j e d n á o za j ímavý 
výsledek. 

9.3 N á h r a d a d ruhé konvoluční vrstvy v sítí CIO 

V tomto experimentu se budeme snaž i t nahradit druhou konvoluční vrs tvu s í tě C10. J e d n á 
se o vrs tvu s mnohem v ě t š í m konvo lučn ím filtrem než b y l filtr v p ř e d c h o z í m experimentu. 
Vrstva , kterou budeme nahrazovat m á vstupy o rozměrech 30 x 30 x 32 a filtr velikosti 
3 x 3 x 32. P o č e t v s t u p ů s í tě b loků je tedy 288 vah a 288 hodnot. Algor i tmus C G P by l 
s p u š t ě n s parametry u v e d e n ý m i v tabulce 9.8. Z 5 t rénovac ích vzo rků d a t o v é sady Cifar-10 
bylo z í skáno 4500 t rénovac ích vzorků pro algoritmus C G P . 
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Parametr Hodnota 
P o č e t v s t u p ů 576 
P o č e t v ý s t u p ů 1 
Velikost populace 5 
P o č e t generac í 50000 
P o č e t s loupců 10 
P o č e t ř á d k ů 4 
P r a v d ě p o d o b n o s t mutace 0.05 
Parametr lback 5 
P o č e t b ě h ů C G P na filtr 8 

Tabulka 9.8: Parametry pro C G P řešící aproximaci d r u h é vrs tvy v C10 síti . 

N á h r a d a vrs tvy a zj iš tění ú spěšnos t i p ř i klasifikaci by la provedena celkem 5x. Tabulka 
9.9 zobrazuje p řesnos t s í tě s v y u ž i t í m z ískaných a p r o x i m a č n í c h vrstev na d a t o v é s adě Cifar-
10. 

T y p v r s t v y / s í t ě P ř e s n o s t klasifikace v % D o b a v ý p o č t u C G P v m i n u t á c h 
Or ig iná ln í síť 78.35 
1. b ě h aproximace 65.46 558.2 
2. b ě h aproximace 64.97 587.9 
3. b ě h aproximace 65.46 752.1 
4. b ě h aproximace 62.88 744.1 
5. b ě h aproximace 65.11 584.5 

Tabulka 9.9: P ř e s n o s t klasifikace s í tě C10 obsahuj íc í p ů v o d n í konvoluční v rs tvu a p řesnos t 
sítí s aproximovanou vrstvou př i klasifikační úloze Cifar-10. 

P ro z ískání výs ledku n á s o b e n í p ů v o d n í h o konvolučn ího filtru se vstupy je p o t ř e b a 9216 
n á s o b e n í (filtr 3x3x32 a 32 filtrů) a 9184 sč í tán í . Tabulka 9.10 zachycuje p o č e t funkcí, k t e ré 
jsou využ i t y v s í t ích aproximuj íc ích j edno t l ivé filtry konvoluční vrstvy. Zároveň je u r čeno , 
kolik t r a n z i s t o r ů je využ i to př i jejich v ý p o č t u . 
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P o č e t ope rac í Or ig iná ln í síť 1. b ě h 2. b ě h 3. b ě h 4. b ě h 5. b ě h 
8-bi tová sč í t ačka 9184 0 0 0 0 0 

8-bitová násob ička 9216 0 0 0 0 0 
255 - x 0 49 37 34 35 42 

x V y 0 55 52 56 54 60 
x Ay 0 24 11 12 10 10 
x Ay 0 42 28 32 46 31 
x © y 0 17 20 18 20 13 
x > 1 0 15 23 11 10 15 
x > 2 0 14 15 12 11 14 
x + y 0 154 134 139 130 142 

max(x, y) 0 47 37 40 32 28 
min(x,y) 0 71 67 59 65 73 

x +s y 0 94 82 78 69 74 
(x + y) > 1 0 98 66 81 90 69 

P o č e t využ i tých t r a n z i s t o r ů 26531328 200144 168384 170752 165696 166544 
o d h a d o v a n é snížení p ř íkonu v % 0 99.25 99.37 99.36 99.38 99.37 

Tabulka 9.10: P o č e t využ i tých funkcí a t r a n z i s t o r ů ve d r u h é konvoluční v r s tvě s í tě C10 
a v ap rox imac ích t é t o vrstvy. Zároveň je odhadnuto snížení p ř íkonu . 

V y h o d n o c e n í 

V tomto experimentu byla nahrazena d r u h á vrstva s í tě C10. Došlo k poklesu p řesnos t i 
klasifikace zhruba o 13.5 % a snížení p ř íkonu o cca 99.34 %. Snížení p řesnos t i je zde velké, 
což souvis í s velikostí p roh ledávac ího prostoru a pro tuto ú lohu nevyhovu j í c ím n a s t a v e n í m 
algori tmu C G P . P ro z ískání lepších výs ledků je z a p o t ř e b í větš í síť, vě tš í p o č e t generac í 
a/nebo b ě h ů na filtr. Což vede k velké v ý p o č e t n í ná ročnos t i . 
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Kapitola 10 

Závěr 

V d ip lomové p rác i je p o p s á n t eo re t i cký ú v o d do problematiky konvolučních n e u r o n o v ý c h 
sítí , k t e r ý zač íná popisem biologického neuronu a d o s t á v á se p řes j e d n o d u c h ý perceptron 
až ke s loži tějš ím ce lkům, jako jsou konvoluční neu ronové s í tě . Dá le je p o p s á n princip fun­
gování ka r t éz ského genet ického p r o g r a m o v á n í a evolučních a l g o r i t m ů obecně . S v y u ž i t í m 
knihovny pro mode lován í konvolučních n e u r o n o v ý c h sí t í by ly na zvolených ú lohách n a t r é ­
novány t ř i architektury a jejich ú spěšnos t byla p o r o v n á n a s l i teraturou. Dá le byla n a v r ž e n a 
optimalizace za ložená na aproximaci konvolučních vrstev konvoluční s í tě p o m o c í s í tě b loků 
z ískaných p o m o c í a lgori tmu C G P počí ta j íc í na 8 bitech (s v y u ž i t í m logických ope rac í a sčí­
t á n í ) , na rozdí l od p ů v o d n í operace konvoluce poč í ta j íc í v pohybl ivé ř ádové čárce s v y u ž i t í m 
operac í n á s o b e n í a sč í tán í . 

P ro p o t ř e b y t é t o p r á c e byla v y t v o ř e n a knihovna pro ka r t éz ské genet ické p r o g r a m o v á n í 
a její funkčnost byla ověřena na řešení ú lohy symbol ické regrese. 

N a v r ž e n á optimalizace konvolučních n e u r o n o v ý c h sí t í by la i m p l e m e n t o v á n a a na něko­
l ika experimentech vyhodnocena. P ro složitější vrs tvy - vrs tvy obsahuj íc í vě tš í konvoluční 
filtry - došlo k p o m ě r n ě ve lkému snížení p řesnos t i , p ř evážně d íky n e v h o d n é m u nas t aven í 
parametru algori tmu C G P pro d a n é experimenty. P ro z ískání lepších výs ledků je z a p o t ř e b í 
zvýši t p o č e t ř á d k ů , poče t s loupců , p o č e t j ed inců v populaci , p o č e t generac í a/nebo po­
čet b ě h ů C G P na jeden filtr. Avšak experiment, ve k t e r é m byla nahrazena p r v n í vrs tvy 
j e d n o d u c h é konvoluční s í tě sloužící pro klasifikaci d a t o v é sadě M N I S T , ukáza l , že př i sní­
žení p ře snos t i klasifikace sí tě , n á h r a d o u vrstvy, o 0.3 % lze snížit s loži tost implementace 
o 93 % ( h r u b ý odhad). Tento experiment ukazuje, že n a v r ž e n ý p ř í s t u p optimalizace m á 
u rč i t é u p l a t n ě n í a mě l by bý t dá le de ta i lně j i p r o z k o u m á n . 
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Příloha A 

Obsah přiloženého paměťového 
média 

• doc - zdrojové soubory technické z p r á v y 

• src - zdrojové soubory programu 

— C G P e v o l v e r - knihovna pro C G P 

— models - n a u č e n é C N N architektury 

— logs doc - log soubory e x p e r i m e n t ů , u ložené aproximace vrstev z ískané p o m o c í 
C G P 

— Utils - p o d p ů r n é programy 

* cgpViewer - n á s t r o j sloužící pro zobrazen í chromozomu ve f o r m á t u chr, 
(Prof. Ing. L u k á š Sekanina, P h . D . , Doc . Ing. Zdeněk Vašíček, P h . D . ) 

* j s o n T o C h r - p ř e v o d všech filtrů z a p r o x i m o v a n é vrs tvy u ložené v json 
fo rmá tu do chr f o r m á t u 

• results.ods - výs ledky e x p e r i m e n t ů 
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Příloha B 

Návod 

B . l Kompilace 

Hlavní čás t programu je n a p s a n á v jazyce Py thon , avšak knihovna pro C G P je n a p s á n a v 
jazyce C + + . P ř e d s p u š t ě n í m je tedy p o t ř e b a spustit p ř íkaz make l i b ve složce s r c / C G P e -
volver. P ř í k a z e m make v téže složce dojde k pře ložení programu řešícího ú lohu symbol ické 
regrese. 

B.2 Spuštění hlavní části 

P ř í k a z e m python3 src/main.py dojde ke s p u š t ě n í h l avn ího programu. V souboru je velmi 
s n a d n é urč i t , j a k ý experiment (viz kapi tola 8) chceme spustit pouhou z m ě n o u hodnoty 
p r o m ě n n é experiment. P o k u d chceme spustit experiment v las tn í , je p o t ř e b a specifikovat 
název modelu, ú lohu , kterou řeší ( M N I S T nebo Ci fa r lO) , n a s t a v e n í C G P a vrs tvu, kterou 
chceme nahradit. 
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