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Abstrakt

V dnesni dobé se objevuji nové trendy v oblasti umélé inteligence. Metody znamé jako evoluéni
algoritmy jsou jedny z nich. Tyto algoritmy nam umoziuji optimalizovat a navrhovat’ systémy
pomoci pocitacl. Jedna z variant evoluCnich algoritml je difiizni evolucni algoritmus. Tento typ
algoritmu muze probihat paralelné a pfinasi pfitom mnoho pozitivnich vlastnosti. Otazkou je, pfi
jakych podminkach lze efektivné pouzivat diftizni variantu evolu¢nich algoritmti. Je mozné jejich
pouzivani pfi planovani systémi nebo optimalizaci nékterych problémi? Pro¢ jsou vyhodnéjsi nez
ostatni typy evolucnich algoritmi?

Tato prace se snazi odpovédét na tyto otazky a podrobné vysvétlit fungovani téchto
algoritmd.

Abstract

There are new trends in artificial intelligence nowadays. Methods known as evolutionary algorithms
are one of them. These algorithms allow us to design and optimize systems using computers. One of
the variants of evolutionary algorithms is the diffusion evolutionary algorithm. This type of
algorithms is able to run in parallel, and besides that it brings many positive features. The question is
under what conditions the diffusion variant of evolutionary algorithms can effectively be used. Is it
possible to use for planning systems and for problem optimization? Why are they more favorable than
other types of evolutionary algorithms?
This work tries to answer these questions and explain the behavior of these algorithms.
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1 Uvod

V sucasnosti sa Coraz CastejSie na rieSenie zlozitych (technickych ale aj netechnickych) problémov
pouzivaju tzv. "evoluéné vypoctové techniky" alebo evoluc¢né algoritmy (evolutionary algorithms).
St to metédy resp. algoritmy, ktoré vo svojej podstate napodobiiuji mechanizmy biologicke;j
evolucie. O evoluénych vypoctoch sa prvykrat zmienili v patdesiatych rokoch minulého storoc¢ia. Od
tej doby vzniklo mnozstvo publikécii tykajlce sa tejto témy.

Evolu¢né algoritmy patria do kategorie optimalizanych algoritmov, ich cielom nie je najst’
presné rieSenie na nejaky problém, ale skor najst’ postacujuce rieSeni. Efektivne sa daju vyuzit' na
aproximaciu rieSenia NP (nondeterministic polynomlial time) problémov. Dalsia vyuZitelnost’ je tzv.
evolucné planovanie (Evolutionary design), ¢o sa vyuziva u vytvorenie komplexnych systémov (viz.
genetické programovanie)[1].

Existuju rozne ,,podtechnolégie” evoluénych vypoctov, ako napr. geneticky algoritmus,
genetické programovanie, evolucna stratégia, evoluéné programovanie, hl'adanie harmonie, gaussova
adaptacia, optimalizacia mraveniska atd. Zaujimavu oblast’ evolu¢nych vypocétov tvoria difizne
evoluéné algoritmy. Tato technoldgia je jedna z najmodernejSich v ramci evoluénych vypoctov. Tym,
7e populacia je rozdelena do priestoru, ich charakter sa podoba viac na skutoéni evoltciu. Dalsi
nezanedbatelny priznak difuznych evolu¢nych algoritmov je mozZnost’ rozdelenia zataze medzi
procesmi. RieSenie problémov pomocou evoluénych algoritmov je ¢asovo naro¢né, z tohoto déovodu
je dolezité paralelizovanie tychto algoritmov. V dnesSnej dobe st daju pouzivat pocitace, ktoré
obsahuju viacero jadier, tym padom je mozné vyrazne znizit' ¢asovl naro¢nost’ difiznych evolu¢nych
algoritmov][2].

Cielom tejto prace bolo experimentalne najdenie najvyhodnejSie parametre a dokazanie
niektorych predpokladov difaznych evolucnych algoritmov. Hlavnou témou je efektivita tychto
algoritmov pri akych nastaveniach udavaju najlepsie vysledky. Porovnanie sekven¢nu s paralelnou
variantou, pre aké problémy su lepSie sekvencné a pre aké problémy paralelné difuzne evolucné
algoritmy. Ukazanie na konkrétnom priklade, Ze tieto typy algoritmov su schopné vyrie§it’ aj pomerne
zlozité problémy, napr. NP-uplny problémy. Dalsou &astou prace je preukézanie, ze difiizne evoluéné
algoritmy sa daju pouzivat okrem optimalizanej Cinnosti aj na navrhovanie a vytvorenie
komplexnych systémov ako napr. mostné konstrukcie (nad ramec vypracovana praca).

Tento dokument v prvych kapitolach vysvetli tedriu a zékladné myslienky, ktoré sa skryvaju
za evoluénymi algoritmami a charakterizuje najpopularnejSie metddy pouzivané v dnesSnej dobe. V
Stvrtej kapitole su porovnané hlavné typy paralelnych evolu¢nych algoritmov, dalej ich nastavenie
tak, aby vykazovali najlepSie vysledky. V piatej kapitole je predstavend knihoviia OpenMP, ktora je

jednym z najlepsSich néstrojov na vytvorenie paralelnych aplikacii. V Siestej kapitole je rozpisanie



metéd na porovnanie paralelnych a sekvenénych evoluénych algoritmov. Dalej je vysvetleny
konkrétny ciel’ prace a navrh rieSenia. Siedma kapitola obsahuje vlastni implementaciu daného
problému a ako boli vyrieSené hlavné problémy. V poslednych kapitolach st rozpisané vysledky
testov, o je mozné z nich odvodit’ a aké d’alSie vylepSenie by sa mohli uskutocnit’. V prilohe sa

nachddza stru¢ny navod na pouzitie a obrazky vysledkov.



2 Evoluc¢né algoritmy

V oblasti umelej inteligencie st evolucné algoritmy podmnozinou evolu¢nych vypoctov. Evolu¢né
algoritmy su metaheuristické optimaliza¢né algoritmy, ktorych zaklad tvori model zivej prirody.
Slovo ,,metaheuristické” je vytvorené z gréckej predpony ,,meta“ (mimo, vys$$i stupeil) a zo slova
,heuristika“ (sposob rieSenia). Toto slovné spojenie je mozné pochopit’ ako “optimalizicia na vysSej
urovni®. Evolu¢né algoritmy st stochastické metddy na rieSenie problémov, ktoré su inSpirované
prirodnou evoluciou. Pouzivaji model zékladnych mechanizmov evolucie, ako reprodukcia, mutacia,
uhyn a vyber jedincov (selekcia) . V podstate sa jedna o simulaciu vyvinu populacie v danom
prostredi. V evoluc¢nych algoritmoch kazdy jedinec reprezentuje odlisné rieSenie daného problému.

Pocas simulacie postupne vytvarame dokonalejsich jedincov, ¢im sa uskutocni optimalizacia[1].

2.1  Biologické pozadie

V prirode je kazda ziva bytost’ popisatel'na s pomocou jeho génov. Tieto gény, Cize genotyp vytvori
kazdy viditeI'ny a neviditeI'ny charakter jedinca, znamy ako fenotyp[1]. Ramci jedného druhu sa zda,
akoby vsetky jedince boli rovnaké, ale v skuto¢nosti to tak nie je. Kazdy jedinec v ramci populécie sa
mierne odliSuje od ostatnych jedincov. Rozli¢nost’ v druhu zabezpecuje prirodzenu flexibilitu voci
neustalim zmendm prostredia. Niektoré jedince v ramci populécie st vd’'aka rozmanitosti viac
zivotaschopné ako ostatné. Tieto jedince maji vac¢Siu pravdepodobnost’ na prezitie a reprodukciu, ¢o

je zékladom prirodzeného vyberu.

2.1.1 Mechanizmus dodrzania flexibility jedného druhu

Ako uz bolo spomenuté, kazdy jedinec sa mierne odliSuje od ostatnych. Téato odlisnost’ méze byt’
pri¢inou prezitia a reprodukcie. Reprodukcia je proces, v ktorom sa rodi novy jedinec, ktory dedi
vlastnosti od rodi¢ov, tj. dedi ich genotyp. Je to spdsob na udrziavanie po¢tu organizmov v populacii.
Vzhl'adom na to, Ze sa mnozia len tie najlepsie jedince, do nasledujucich generacii sa prenasaju len tie
najlepSie vlastnosti. Tym padom druh je v nekone¢nej zmene, lebo musi odolat’ nekone¢nym vyzvam
stale sa meniaceho prostredia. Lenze reprodukény proces nie je postacujuci faktor na prekonanie
vyzvy prostredia. Z faktu, ze sa jedince len mierne odliSuji, nie je zabezpeCena dostaCujuca
rozmanitost’. Tento nedostatok je kompenzovany procesom mutacie. Priebeh mutacie nahodne meni
genotyp. Aj ked’ zmeny sposobené mutaciou sa malokedy koncia pozitivnym vysledkom, mutacia je
proces, ktory je schopny sposobit’ radikalne zmeny na prekonanie problémov prostredia. Tieto tri
pojmy: reprodukcia, mutacia a prirodzeny vyber zabezpeCuju vyvin druhu v prirode a inSpirujl

evolucné algoritmy.



2.2 Zakladné pojmy evolu¢nych algoritmov

2.2.1 Fitness, fitness funkcia, fitness aproximacia, povrch

fitness

Pojem fitness je jeden z najzakladnejSich pojmov evolu¢nej teorie, ktory urCuje Uspech jedinca
v populacii. Prvy krat ho pouzil Herbert Spencer v roku 1851 a neskor ho Charles Darwin pouzival na
vypracovanie svojej teorie[3].

Takmer vo vsetkych typoch evolu¢nych algoritmov sa vyskytuje pojem fitness hodnota, ktora
ukazuje vhodnost’ jednotlivych chromozémov (jedincov). V podstate ide o numerické vyjadrenie
kvality daného rieSeni. V evoluénych algoritmoch iba jedince, ktoré maju vysoku fitness hodnotu,
maju pravo na reprodukciu. Hodnota fitnessu je zvycajne urcena s fitness funkciou.

Fitness funkcia je jedna urcitd cielova funkcia, ktora sluzi na ohodnotenie optimalizacie.
Implementacia tejto funkcie je védcSinou narocna uloha v oblasti evolu¢nych algoritmov. Fitness
funkcia musi striktne korelovat’ s cielom algoritmu. Vzhl'adom k tomu, Ze pocas simulacie je tato
funkcia najcCastejSie vykonavana, rychlost’ vypoctu funkcie je vel'mi délezitym aspektom. Hlavna
nevyhoda fitness funkcie sa prejavi, ked’ chceme algoritmus aplikovat’ na netriviadlny problém.
V tomto pripade moze byt komplikovana a t'azko vypocitatelna .

Na obidenie tohoto problému sa v praxi pouZziva fitness aproximacia. Kvoli tomu aby sme
dosiahli ¢o najefektivnejsi algoritmus, je dolezité aby sme pouzivali informéacie ziskané pocas doby
simuléacie. Z tohoto faktu vyplyva, Ze je nutné konstruovat model fitness funkcie. Pozname viac
spOsobov na vytvorenie modelu vysSie uvedenému pojmu. Vo vSeobecnosti ide o interpolaciu fitness
hodnét, ale su pouzivané aj napr. umelé neuronové siete, regresivne metody, atd’. V praxi je fitness
aproximacie aplikovana paralelne s fitness funkciou. V sucasnej dobe je popularne rieSenie Adaptivna
Fuzzy Fitness Granulalizacia (AFFG) [4]. Vyuzitie fitness aproximacie je prospeSne Vv troch
pripadoch:

® Vypocet fitness funkcie jedného rieSenia je ¢asovo ndro¢ny.
® Chyba precizny model na vypocet fitness funkcie.

® Fitness funkcia je neistd alebo hlu¢na (zaSumena).

Pojem “povrch fitness” (fitness surface/landscape) podstatne ul’ahCuje porozumenie principu
selekcie v priebehu evolicie. Zakladna idea povrchu fitness spociva v grafickej reprezentacii fitness
hodnét, podla zlozenie genotypu organizmov v danej populécii (viz. obr. 2.1). Populaciu potom

modzeme znazornit' ako ,,oblak* bodov na povrchu, kde kazdy bod je priradeny k jedinci z populacie.



Priebeh mnohych generacii prirodzene sposobuje pohyb populécii na povrchu do oblasti s vacSou
hodnotou fitness (viz. obr. 2.2). Ak je dominantna selekcia, potom sa tento pohyb uskuto¢nuje
v smere gradientu, v ktorom fitness najrychlejSie rastie. V opacnom pripade, ak je v evolucii
dominantnd nahodnost’ (napr. mutacie), pohyb bodov na povrchu fitness ma stochasticky

charakter[1].

Fitness

Vyhladavaeci priestor

Obraz 2.1: Povrch fitness - Vyska ukazuje hodnotu fitness a na ostatnych osach si umiestnené gény

(parametri rieSeni).

Obraz 2.2: Povrch fitness - Vyska ukazuje hodnotu fitness, horizontalna osa zobrazuje jeden gén

chromozému a $ipky pohyb jedincov k vrcholu povrchu fitnessu.

2.2.2 Selekcia

Selekcia je proces nahodného vyberu jedincov na reprodukciu. V realite tie jedince, ktoré maji vacsiu

fitness hodnotu, maju vacsiu Sancu na vyber do reprodukéného procesu. Na selekciu maji okrem



fitness hodnoty vplyv aj d’al$ie udalosti ako napr. ndhodné umrtia atd’, ktoré blokuju reprodukénu

¢innost’ jedinca[2].

2.2.3 Reprodukcia

Selekciu nasleduje reprodukcia. Proces reprodukcie slizi na vytvorenie potomkov a tym padom aj na
sktisanie novych rieSeni problémov. V tomto kroku sa genotyp dvoch rodi¢ov zjednoti a vytvori sa

genotyp potomka. Proces spéjania génov rodi¢ov je stochasticky[2].

2.2.4 Mutacia

Proces mutacie znamena nahodné malé zmeny v genotypu, ktoré su sposobené ucinkami vonkajsiecho
prostredia. Vo vicsine pripadov mutacia spdsobi negativne zmeny u jedinca, ale je schopny prinasat’
aj prospesné javy. Toto je proces, ktory mdze priniest’ Uiplne novy smer vo vyvine populacie. Keby
do evolu¢nych algoritmov nebola aplikovana mutécia, chromozémy by konvergovali k jednému bodu

rieSenia, kde kazdy jedinec mal rovnaky genotyp [2].

2.3  Zakladna Struktura evolu¢nych algoritmov

Takmer vsetky typy evolu¢nych algoritmov s rovnaké na urovni zakladnych krokov. Algoritmy sa
daju popisat’ nasledujicim spdsobom:
Initialization{() ;

Generations=0;

While ( termination condition ) {
Evaluate fitness();
Selection() ;

Reproduction () ;
Mutation () ;
Replacement () ;
++Generations;

}

Algoritmus 2.1 : Strukttra evolu¢ného algoritmu[2]

Initialization: Vytvori sa a inicializuje populacia.
Evaluate_fitness: Prevedie sa vypocet fitness hodnoty kazdého jedinca.

Selection: Uskuto¢ni sa nahodny proces vyberu jedincov z populacie.

2w b=

Reproduction: D6jde ku kombinacii genotypu oboch rodi¢ov a k vzniku dvoch potomkov.



5. Mutation: Prevedie sa muticia na novovytvorenych jedincoch a ndhodne sa zmenia ich

genotypy.
6. Replacement : Potomky nahradzujt ich rodi¢ov, tym padom st zahrnuté do populacie.

Mala by sa brat do uvahy aj podmienka ukoncenia (Termination condition), ktora je
nenahraditel'na k ukonceniu aplikacie. Tato podmienka zvyCajne zavisi na problematike, ale
najbeznejsie priklady su nasledovné:

1. Fitness hodnota najlepsieho jedinca je véacsia ako pozadovana fitness hodnota problematiky.
2. Pocet generacii prekrocil zadany limit.

3. Hodnota fitness sa dostala do lokalneho alebo globalneho maxima, tj. d’alej sa uz nezvysuje.
Toto maximum sa zisti tak, Ze fitness hodnota i napriek novo vytvorenym generaciam

stagnuje po urcity pocet generacii.
4. Vycerpali sa prostriedky na beh programu.

Zvycajne sa pouzivaju kombinécie tychto podmienok|[5].



3 Typy evolu¢nych algoritmov

Existuje viac variant evolu¢nych algoritmov. Kazdy typ sltzi na rieSenie inej triedy problémov.
Hlavny rozdiel medzi variantami sa skryva v reprezentacii genotypu jedincov. Rozdiel v reprezentacii
genotypu prinasa aj rozdiel ostatnych charakterov evolu¢nych algoritmov, liSia sa aj zékladné procesy
ako selekcia, reprodukcia a mutécia. Styri hlavné druhy evoluénych algoritmov su [5]:

*  Genetické algoritmy

* Genetické programovanie

+ Evolu¢na stratégia

+ Evolu¢né programovanie

3.1  Geneticke algoritmy

Genetické algoritmy st jedny z najpopularnejsich evolu¢nych algoritmov. V praxi sa tieto algoritmy

najcastejSie pouzivajui na najdenie rieSeni na optimaliza¢né problémy.

3.1.1 Reprezentacia genotypu

Chromozom je najcastejSie reprezentovany binarnym retazcom (bitovym polom). Pozitivum tejto
metody je v jednoduchosti implementéacie reprodukcie a muticie jedinca, ale zaroven z dovodu
binarnej reprezentacie, vypocet fitness funkcie je komplikovanejsi . Daji sa pouZit' bitové retazce
konstantnej i premennej dizky. Bitové retazce konstantnej dizky sa pouZivaju kvoli jednoduchosti,
zatial' &o retazce premennej dizky poskytujii viac moznosti na rieSenie problémov (napr. Messy

genetické algoritmy)[1].

3.1.2  KriZenie chromozomov
U genetickych algoritmoch sa pouzivaju viaceré typy krizenia chromozémov, ktoré su:

+ Jednobodové kriZenie: Pouziva sa u chromozoémov s konsStantnou dIZkou. Nahodne je
vygenerovany bod krizenia, ktory urc¢i, kde majua byt chromozémy odseknuté. Bod krizenia je

totozny u oboch rodicov. Nové jedince dostant ¢ast’ chromozému kazdého z rodicov.

Rodicia | é | Potomky

Obraz 3.1: Jedno bodové krizenie.
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+  Dvojbodové kriZenie: Pouziva sa na konstantne vel’ké chromozémy. Nahodne su
vygenerované dva body krizenia. Tieto body urcujt, kde dojde ku krizeniu chromozdémov.
Body krizZenia su tiez totozné u oboch rodi¢ov. Nové jedince dostant jednu ¢ast chromozému

od prvého a dve ¢asti chromozému od druhého rodica.

Obraz 3.2: Dvojbodové¢ kriZenie.

Rodiia é Potomky

¢ “Cut and splice* (seknut’ a spojit’): D4 sa pouzit’ na krizenie chromozémov premenne;
dizky(tzv. Messy chromozomy) [1]. V tomto pripade st body kriZenia u oboch rodi¢ov rozne

a tym padom dizka chromozémov potomkov budu tieZ rozna.

|, I
e

Obraz 3.3: “Cut and splice* (seknt’ a spojit’)[6]

Fodicia

» Partially mapped crossover (¢iastoéne mapované KkriZenie): Popis algoritmu :
1. Vyber rovnako velkého podretazca z oboch chromozémov.
2. Vymena podretazca a vytvorenie potomkov.
3. Vyhladanie mapovacich reléacii podl'a dvoch podretazcov.
4. Aplikovanie mapovacich relacii na ostatné Casti chromozémov rodi¢ov a prepisanie do

chromozém potomkov.

Rodidia

R EEEEleEs] ROEREEE]

CERREEETe]  PEEEEs]][7]6]
| apovanie [z [A2[5[5]5[s]7]
RGN BRNBEEGEEEE

Potomky

Obraz 3.4: Partially mapped crossover (¢iasto¢ne mapované kriZenie)
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Algoritmus je najpouzivanejsi, ked hodnoty v retazce (jednotlivé gény) sa vyskytuja v
chromozoéme len raz . Jedna sa o tzv. permutacné zakddovanie vhodné napr. na rieSenie

problému obchodného cestujticeho [7].

Je mnozné este pouzivat mnoho d’alSich metdd na krizenie chromozomov ako st uniformné krizenie,

triedené krizenie (OX) a d’alSie[8].

3.1.3 Mutacia

Mutacia v genetickych algoritmoch sa prili§ 'ahko implementuje. Je to vd’aka tomu, ze chromozom je
reprezentovany binarnym ret'azcom, pricom k zmene chromozému dochédza jednoduchou zamenou

hodnoty bytov. Tato metoéda sa pouziva vo va¢sine pripadov genetickych algoritmov][1].

3.14 Selekcia

NajpopularnejSia metdéda na selekciu u genetickych algoritmov je takzvany ,Roulette Wheel
Selection®. Tato metdéda ndhodne vyberie jedincov z populacie na reprodukciu. Pravdepodobnost’, Ze
jedinec vstupi do procesu reprodukcie s inym jedincom, je priamo umerna jeho fitness hodnote.
Konfiguracia Roulette Wheel Selection je obtiazna, pretoze ak prili§ uprednostnime jedince s velkou
fitness hodnotou, tak populacia prili§ rychlo konverguje k jednému lokalnemu maximu ¢im moze
dgjst’ k ignorovaniu lepsich rieSeni. V opacnom pripade, pokial’ hodnota fitnessu nie je dolezita, tak
populacia konverguje pomaly. I ked algoritmus testuje vela rieSeni, dopusta sa do viacerych

zbytocnych vypoctov[1].

3.2  Ostatné typy evolu¢nych algoritmov

Dalsie zname evoluéné algoritmy su genetické programovanie, evoluéné programovanie a evoluéna
stratégia. Pre tieto algoritmy je charakteristické, Zze vo vSeobecnosti si schopné efektivne riesit’ len
Specifické druhy problémov.

Vel'mi vyznamnou metddou je evolucna stratégia, ktora na rozdiel od genetickych algoritmov
genotyp neuklada vo formate bitového pola, ale vo formate vektorov realnych ¢isiel. Kym genetické
algoritmy konvertujui svoje bitové pole na sémanticky ,,vySSiu“ hodnotu len v pripade nutnosti (napr.
pri vypoctu fitness hodnoty), evolucna stratégia vzdy pracuje s redlnymi hodnotami a vektormi.

Tato metoéda vyzaduje celkom iny pristup z hl'adiska reprodukéného a mutaéného konania.
Pokial’ genetické algoritmy krizia bitové pole, algoritmus evolucnej stratégie pocita priemery génov
oboch rodi¢ov, pri¢om tieto hodnoty prinalezia génom novovzniknutého potomka. Pre proces mutacie

sa u evolucnej stratégie generuje nahodna velicina, ktora je pripocitana alebo odpocitana od pdvodnej
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hodnoty génu. Vo vicsine pripadov ma nahodna veli¢ina normalne (Gaussové) rozdelenie, ktoré sa na
prirodnit mutaciu podoba najviac [5].

Velmi zaujimavou oblastou evolu¢nych algoritmov je genetické programovanie, ktoré je
schopné generovat’ pocitaCové programy, navrhovat’ matematické funkcie a rieSit’ problémy, ktoré
potrebuju konStruktivne rieSenie. V porovnani s genetickymi algoritmami je najvacsi rozdiel opit
v reprezentacii chromozomu. v tejto metéde st gény zabudované do komplexnej Struktiry. Ako
priklad je mozno uviest’ stromovu Struktiru, ktord je vhodna na reprezentaciu napr. bezkontextovych
jazykov. Iny typ datovej Struktury moze byt’ aj obecny graf, tento typ sa pouziva napr. na vytvorenie
kone¢nych automatov [9], [5].

Désledkom komplexnej datovej Struktiry je obtiaznost’ reprodukcie a mutacie. U stromovej
datovej Struktary funguje kriZzenie dvoch chromozémov nasledovne: Ako zidklad chromozomu
potomka sa vezme graf jedného rodica a od druhého rodica sa vyberie Cast’ grafu (podstrom), ktora sa

vlozi na miesto jedného uzla grafu potomka. Tento proces zobrazuje obrazok 3.5 .

Potomok

Obraz 3.5: Spdsob krizenia u genetickych programovani. Krizenie podl'a stromovej datovej Struktury

u genetického programovania

Mutacia funguje podobne ako krizenie. V prvom kroku sa vygeneruje ndhodny podstrom,

ktory je v d’alSom kroku vlozeny na miesto jedné¢ho uzlu v grafu potomka.

Obraz 3.6: Sp6s  pred muticion Muticia Po mutacd
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4 Paralelné evoluc¢né algoritmy

Evolu¢né algoritmy st vel'mi rychlo sa rozvijajiicim odborom informa¢nych technologii. Vyhody,
okrem relativne jednoduchej implementacie st v rieSeni problémov, ktoré su vel'mi obtiazne pre
Pudska pracu. Napriek jeho dobrych charakterov existuju aj nevyhody, ako napr. ¢asova narocnost’
simulacie. Existuji programy, ktoré mézu behat’ niekol’ko dni alebo tyzdinov, kym su schopné najst
prijatelné rieSenie pre danu ulohu. Tento fakt bol zdkladnou motivaciou pre vyvin paralelnych
evolucnych algoritmov.

Anglicky pojem ,,multiprocessing® alebo ,,parallel processing* znamend pouzivanie dvoch a
viac procesorov v jednom pocitatovom systéme. Existuje mnoho variant tejto technoldgie.
Viacprocesorové systémy mézeme zaradit’ do dvoch skupin. Tieto skupiny st systémy so zdiel'anou
a systémy s distribuovanou pamétou [10].

U viacprocesorovych architekturach so zdiel'anou pamétou ma kazdy procesor rovnaké pravo
arychlost pristupu k datam. Tieto architektiry sa nazyvajt UMA (Uniform Memory Access)
architektury. Napriek tomu viacprocesorové architektiry s distribuovanou pamitou maju fyzicky
rozdelené pamitovy priestor. Z tohoto vyplyva, Ze nemaji rovnaké pravo a rychlost’ pristupu ku
kazdej jednotke paméti. Tato architektira sa nazyva NUMA (Non — Uniform Memory Access)
architektara [11]. Tieto dva typy pocitacovych systémov sa vyuzivaju u paralelnych evolu¢nych
algoritmoch. Existuji dva hlavné typy paralelnych algoritmov:

» Distribuované (ostrovsky model)

»  Celularne (bunkovy model)

4.1  Distribuované evolucné algoritmy

Distribuované evolu¢né algoritmy su vyhodné z dvoch dévodov:

e Viac procesorov zvysuje rychlost’ simulacie.

»  Umoznuji simulovat’ docasnu izolaciu populécii, tj. simulovat’ mikropopulécie tzv. démy.
Vo vicsine pripadov st implementované na architektire typu NUMA. Kazdy procesor simuluje jednu
mikropopulaciu z celkovej populacie. Tento pristup ma zmysel ked vymena genetickej informacie
prebehne aj medzi jedincami réznych mikropopulacii.

Tym, Ze samostatny procesor ako aj pamat’ su k dispozicii pre vSetky mikropopulécie, ktoré
spolu vzajomne komunikuju, je vymena genetickej informacie zdihava a uskutoénena len
podmienene. Komunikacia medzi mikropopulaciami je prevedend napr. po kazdej generacie alebo po
danom peridode. Vymenu genetickej informacie je mozné implementovat’ tak, Ze niektoré jedince su

vybrané do migracie, tj. jedince z jednej mikropopulacie st vymenené za jedince z druhej
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mikropopulacie. Druhy spdsob vymeny genetickej informacie je vyberanie jedincov z dvoch
distribucii a potomkovia vznikaju ich reprodukciou. .

Distribucné evolucné algoritmy podl'a Statistiky maji lepSie rieSenia na danu problematiku.
Kazda distribicia obsahuje jeden spdsob riesenia, tj. kazda mikropopulacia konverguje k inému
lokdlnemu maximu a tym padom je vicSia Sanca pre najdenie globalneho maxima. Distribuované

evoluéné algoritmy maju tzv. ostrovskll topologiu, ako to znazornuje obrazok 4.1. [10].

1stnb1ima 3. . Distribucia 4.

Distribucia 1. igracia
Distribucia 2.

|

Obraz 4.1: Distribuované evolu¢né algoritmy (Island topology), obrazok ukazuje distribtcie a

vymenu genetickej informacie medzi nimi.

S touto topoldgiou je mozné charakterizovat’ situacia, ked’ jednotlivé distribucie su spojené
pomocou internetu. Vymena genetickej informacie sa uskutoCniuje pomocou komunikacie cez

internet.

4.2  Celularne evolucné algoritmy

Oproti distribuénym algoritmom celularne evolu¢né algoritmy nerozdel'uji populéciu do viacerych
mikropopulécii. Charakter celuldrnych evoluénych algoritmov sa podob4a skoér na charakter
celularnych automatov. Tieto evoluéné algoritmy majh tzv. priestorové rozdelenie populacie (Spatial
distribution). NajdolezitejSim charakterom celularnych evolu¢nych algoritmov je priradena pozicia
kazdému jedincovi. Tato pozicia u jedinca je uchovavana ako vektor. Tento vektor moze byt dva
alebo viac rozmerovi, ale najcastejSie sa jedna o dvoj alebo troj rozmerny priestor, v ktorom je
rozloZena populacia. Takto rozlozena celkova populacia sa podoba na Sachovnicu s tym rozdielom, Ze
dva krajné body leziace v jednej rovine su tiez navzajom susedné. (Tuto vlastnost’ vystihuje obrazok

4.2) Topoldgia tohoto typu sa nazyva ,.,torus* [5], [12].
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Obraz 4.2: Celularny evoluéné algoritmus (diftizny) - Torus topologia.

V praxi sa pouzivajui aj Sestuholnikové a iné topologie. Hlavnym cielom tejto Struktary je,
aby krizenie jedincov bolo umoznené len priestorovo sebe blizkym jedincom. Aj pri selekcie su dané
tzv. tvary, podla ktorych sa urCuje susedstvo jedincov(viz obr 4.3.). NajCastejsSie su pouzivané tvary
so Styrmi alebo 6smymi vetvami. Podobné sa pouzivaju aj v troj rozmerovom priestore. Krizenie
medzi jedincami sa uskutoéni v rdmci tohoto tvaru. Vyberie sa najlepsi jedinec z tvaru a ten sa krizi

s centralnym jedincom. Ak potomok po krizeni ma vacsi fitness nahradi centralneho jedinca.

Susedstvo

Obraz 4.3: Formy selekcie v celularnych evolu¢nych algoritmov[10].

Existuju aj rozsiahlej$ie tvary susedstva. Mozeme tvrdit’, Ze ¢im viac susedov ma jeden jedinec, tym
rychlejSie konverguje populacia k jednému rieSeniu. Tvary susedstva nam poskytuji moznost’
nastavenia rychlosti konvergencie.
Vymena potomka za rodi¢a je implementovatelnd dvoma sposobmi :

e Prvy pristup je, ked potomkovia nahradzuji rodiCov az po vypocte a ukonceni jednej

generacie, to je tzv. ,,generacny* pristup .
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¢ Druhy pristup je ,steady-state“, kde potomkovia nahradzuju rodicov okamzite po
reprodukcii. V tejto metode sa neda striktne urcit’ kedy konci jedna generacia, cely proces

prebehne stochasticky [10].

4.2.1 Rozdelenie zat’aZe medzi procesormi u celularnych

evolu¢nych algoritmov

Najvacsim problém rozdeleniu zat'aze je, Ze celularne topologie ndm neposkytuju striktne ohrani¢ené
mikropopulacie, tak ako je tomu u distribuovanych algoritmoch. Mézeme tvrdit, ze kvoli tomu
architektura typu NUMA nie je najvyhodnejSia na takéto rozloZenie populacie. Nedaju sa urcit’
hranice mikropopuléacii. NUMA architektira ma distribuovani pamét, do ktorej ostatné procesory
mozu pristupovat’ iba nepriamo. U celularnych algoritmoch by bol neefektivny, s hladom na to, ze
krizenie sa uskutoCnuje rovnakou rychlostou a principom medzi vSetkymi jedincami. Z tohoto
dovodu sa pouziva architektura typu UMA, u ktorej] ma kazdy procesor rovnaka rychlost’ pristupu
k zdielanej paméti. Pocet procesorov u tejto architektury je limitovany, ale i tak sa daju najst’ rychle
a kvalitné rieSenia na optimaliza¢né problémy.

Existuji dva hlavné modely na rozdelenie zataze vypoctov u celularnych evolu¢nych
algoritmov. Prvy je model so statickym rozdelenim zataze, tj. kazdé vlakno vypocita Cast’ populacie.
Tieto cCasti sa neprekryvaji a maju dotykajice sa hranice. Najjednoduch$ia a mozno aj
najefektivnejsia varianta je, ked populaciu vertikalne rozdelime na Casti.

000000 00
= = c>

290000000

vldkno 1
XX XXX XN e
0000000 ko 3
0000000

S
o000 0GOSO
Obraz 4.4: Vertikélne rozdelenie zataze u celularnych evoluénych algoritmov.

Vlédkno postupne vyhodnocuje jednotlivé jedince , ktoré sa nachadzaji v jeho priestore. Po
vyhodnoteni kazdého jedinca z populécie sa uskuto¢ni selekcia a reprodukcia. Tieto operacie su tiez
spracovavané zodpovedajucim vlaknom. Musime si vSak uvedomit, Zze kym nie je vyhodnoteny
kazdy jedinec v populacie, vlakna, ktoré skor ukoncili svoju tlohu nemézu pristapit k dalSiemu
kroku algoritmu (k selekcie), tj. tieto vlakna si dany cas nepouzivané. U nesynchronizovaného

algoritmu by mohli nastat’ udalosti, pri ktorych by aplikacia skolabovala alebo by udavala nekorektné
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vysledky. Predstavme si situaciu, kde jedinec s nevypocitanou fitness hodnotou by sa dostal do ¢asti
selekcie programu.

Tento staticky model méa najvécsiu nevyhodu v tom, ze vlakna sa musia navzajom cakat’.
Synchronizacia celého algoritmu je nevyhnutna.

Druha varianta je farmarsky model, u ktorého je klicovym pojmom stav fitness funkcie
jedincov. Populacia nie je rozdelena vertikalne na priestory, ale vldkna vyberaju postupne jedincov
za sebou. Tato varianta dynamicky vyvazi zataz medzi vlaknami. Jedince su rozdelené do troch
kategorii podl'a vyhodnotenia fitness funkcie:

1. Initial - Nevyhodnoteny fitness.

2. Processing - Prave prebieha vyhodnotenie fitness funkcie.
3. Ready - Vyhodnotena fitness funkcia.

Postup je jednoduchy, prvy proces vyberie jedného jedinca z populacie a zmeni jeho stav
z Initial na Processing a pricom vypocita jeho fitness. Ostatné vlakna tohoto jedinca uz nemoézu
vybrat, a preto si vyberaju inych jedincov a zaroven tiez menia ich stavy. Po vypocitani fitness
funkcie vlakna zmenia stavy jedincov na Ready, ktory indikuje, Ze jedinec uz ma vypocitany fitness.

Tento model mé& nevyhodu v tom, ze vyber jedinca pre vyhodnotenie musi byt atomicky.
Predstavme si opacnu situaciu, Ze dva alebo viac vlakien by vybrali toho istého jedinca na
vyhodnotenie v tom istom momente. Vtedy by mal jedinec v lepSom pripade nekorektnu fitness
hodnotu, ale mohlo by dojst’ k skolabovaniu celého programu (napr. pouzivanie deallokacie pamati).

Farmarsky model sa pouziva v pripade, Ze ¢asova naro¢nost’ vypocitania fitness hodnoty je
rozli¢na u jedincoch. U modelu so statickym rozdelenim, vysoka rozlicnost’ vypoctu fitness hodnoty
spdsobuje, ze niektoré priestory jedincov su vypocitané rychlejsie a hotové procesy musia zbytocne
cakat’. Inak povedané, vypocet jednej generacie trva tak dlho, ako trva vypocet najpomalejSicho
vlakna. Farmarsky model obide tieto nedostatky statického modelu a ¢akanie na ostatné vlakna je

zanedbatelné.

4.3 Kombinované paralelné evolucné algoritmy

Kombinované paralelné evolu¢né algoritmy su také algoritmy, ktoré kombinuju viaceré topologie do
algoritmu, napr. populacia je rozdelena do ostrovskej topologie, ale v ramci jednej mikropopulacie su

jedince v celularnej topoldgie. Tuto metddu je mozné efektivne vyuzit’ pomocou internetu.
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5 OPENMP (Open MultiProcessing)

OpenMP [13] je jeden z velmi uZzitocnych nastrojov na paralelné programovanie. Z hladiska
programatora sa jedna o jednoduché API na ovladanie a vytvaranie viac vlaknovych aplikacii. Ide o
viacplatformovy APIL, ktory sa sklada zniekolkych direktiv pre prekladac. Da sa pouzivat
u programoch, ktoré¢ st napisané v jazyku Fortran a C/C++. Hlavny koncept viacvlaknovych aplikacii
je, Ze na zaciatku sa vytvori master vlakno a pri programovych castiach, kde je uzito¢né si rozdelit
zataz, sa vytvoria slave vlakna, ktoré prevedu svoje Casti vypoctov. Po viacvlaknovej Casti kodu

vlakna opét’ zanikaju a d’alej pobezi len master vlakno.

Master Vypocet 1 Master

Master Master

— )

Slave Slave

Slave Vypocet3 Slave

Obraz 5.1: Koncept viacvlaknovych aplikacii, pri pouzivaniu OpenMP.

Ako som sa uz zmienil OpenMP funguje na zaklade direktiv, ktoré v jazyku C/C++ majl
nasledujuci tvar:

#ipragma omp <KEY WORDS> [CLAUSE]
(5.1)

5.1  Hlavné direktivy

#oragma omp parallel [CLAUSE]

(5.2)
Tato direktiva oznacuje, Zze blok pod direktivou prebehne sibezne na vsetkych vlaknach.
Pocet vlakien je zadany uzivatel'om pomocou funkcie set omp_threads.

#pragma omp parallel for [CLAUSE]

(5.3)
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Této direktiva sluzi na paralelizovania for cyklu. Vlakna rozdeluji kazdu iteraciu for cyklu
medzi sebou a to je podstata paralelizovania. Kazdé z vlakien vyberie jeden eSte neprevedeny krok
for cyklu a st vypocitané subezne. Tento proces sa opakuje dovtedy, kym sa nevypocitaju vsetky
iteracie. Na konci for cyklu je bariéra, ktora sluzi na to, aby kazdé vlakno, ktoré uz ma dokoncenu
pracu, pockalo na ostatné pracujlice vlakna.Master vlakno dostane riadenie naspét’ iba vtedy, ked’ uz
vsetky vlakna dokonc¢ili pracu.

#pragma omp critical

(5.4)

Do kritickej sekcie vzdy vstupi len jedno vlakno, ostatné cakaju pred fiou. Je to sposob

synchronizacie v OpenMP. Kritické sekcie niekedy spdsobuji spomalenie programu, je doporucené,
aby sa pouzivali Co najmenej. Tato sekcia je samozrejme definovatelnd iba v ramci paralelnej sekcie.

#pragma omp atomic

(5.5)
Pragma atomic je dalsi spdsob synchronizicie. Daji sa pouzit len na jednoduché
matematické operacie. Posobi len minimalne spomalenie programu.

#pragma omp barrier

(5.6)
Bariéra je jeden z najuzitoc¢nejSich sposobov na synchronizédciu programu. Princip fungovania

je, Ze kazdé vlakno je nutené ¢akat,, kym ostatné vlakna dokoncia pracu.

5.2 Clausule

OpenMP [13], [14] m& jednoduché pravidld na rieSenie privatnej a verejnej pamati. Prvé pravidlo je,
ze kazda globalna premenna v ramci programu je verejnd, tj. kazda globalna premenna sa vyskytuje
len raz v pamiti. Druhé pravidlo je, Ze premenné, ktoré boli vytvorené v ramci funkcie, kde sa
nachadza paralelna sekcia, moézu byt privatne aj verejné na zavislosti ich nastavenia uzivatelom. Ked’
lokalne premenné nie su nastavené, tak sa uskutocni tzv. zakladné nastavenie, ktoré je zmenitelné
s clausulou default. Clausula defualt moze previest’ tri hodnoty, shared, private a none. Hodnota
shared znamena, ze kazda nedefinovana lokalna premenna bude verejna, naopak a privdt, ze buda
privatne. Hodnota none sa pouziva na testovanie. UZivateI'ské nastavenie sa robia pomocou clausule
private a shared. Posledné pravidlo Ze, kazda premennd, ktora bola vytvorena v ramci paralelnej

sekcie je privatna.
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Priklad clausule :
int x,z,q,w,f;
#pragma omp parallel for shared(x,z) private(q,w) default (none)
5.7
V tomto pripade premenné x a y budu verejné, ¢ a w buda privatne. Ako uz bolo zmienené
predtym, hodnota none pri nastaveni zékladnej hodnoty sluzi na testovanie. V pripade existencie
nejakych lokalnych premennych (ktoré st pouzivané v paralelnej sekcie), ktoré nie si v zozname
clausule shared a private, preklada¢ vypiSe chybovu hlasku. Tymto spdsobom je zabezpecena

kontrola nastavenia verejnych a privatnych premennych.
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6 Navrh difuzneho evoluc¢cného

algoritmu

Ako uz bolo zmienené, tato praca slizi na experimentalne zistenie najlepSich parametrov a overenie
viacerych predpokladov difiznych evoluénych algoritmov. Na experimentalne zistenie parametrov je
potrebnd implementacia réznych demonsStracnych problémov. Z tohoto faktu vyplyva, Zze jadro
aplikacie musi byt prenosné a znova pouzitelné. Tuto funkciu by mohla splnit’ jedna obecna
knihoviia, ktora riesi hlavné procesy difuznych evolu¢nych algoritmov, ako selekcia, reprodukcia,
mutacia atd’. Tato knihoviia musi poskytovat’ jednoduché rozhranie, ¢im je mozné riadit’ simulacia a
umoziuje nastavenie parametrov evolu¢ného algoritmu. Musi obsahovat’ zdrojovy kod na prevedenie
sekvencného a zvlast’ kod na prevedenie paralelného evoluc¢ného algoritmu. Do knihovne je nutné
eSte zabudovat’ monitorovaci systém, ktorym sa da pozorovat stav, docasné hodnoty a vysledky
simulacie. Je nutné brat’ do tivahy, Ze monitorovaci systém nesmie prekazat’ behu algoritmu, inak by
sa dosiahlo neplatnych vysledkov, hlavne ¢o sa tyka sledovanie Casovej narocnosti algoritmu. Z
tohoto vyplyva, Ze monitorovaci systém musi ulozit' data na pevny disk, aby sa dosiahlo pripadnému
zobrazeniu vysledkov po behu simulacie, ¢ize je potrebna implementacia takych samostatnych
aplikacii, s ktorymi sa daju zobrazit' vysledky evolu¢nych algoritmov a vyvin populacie podla

ulozenych dat.

6.1 DemonsStracné problémy

Ako demonstracny bolo vybrané dva priklady. Prvy priklad slizi na testovanie efektivnosti
a sledovanie casovej ndroCnosti difuznych evoluénych algoritmov aplikované na trividlnom
problému. Druhy priklad pozaduje dlhSie vypocty asluzi na overenie schopnosti planovania
difuznych evolu¢nych algoritmov. Tento problém sluzi na sledovanie ¢asovej naro€nosti, ked’
algoritmus vyzaduje robustné vypocty.

Ako trividlny bolo zvolené knapsack problém[15]. Druhy robustnejs$i problém je problém

planovania mostnej konstrukcie.

6.2 Knapsack problém

Prvy zvoleny problém je tzv. knapsack problém. Je to NP-tplny problém. Problém sa da popisovat’

nasledujuce :
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,» lde o situaciu zlodeja, ktory chce vykradnut’ objekty z izby. Je dany batoh zlodeja, ktory ma
nijaku vahovua kapacitu a su dané objekty v izbe nejakou vahou a nejakou cenou. Otazkou je, ktoré
objekty by mal zlodej zobrat’ aby odniesol najvacsiu hodnotu, ale vdha odnesenych objektov nesmie

prekrocit’ kapacitu batohu [15]. ,,

6.3  Navrh rieSenia problému knapsack

Je to typicky priklad, ¢o je mozné riesit’ (aproximovat rieSenie) s evolucnymi algoritmami. Jedince
v populacii reprezentuju jednotlivé pokusy zlodeja. Objekty st popisané s dvoma konsStantami a s
jednou premennou, ktoré su :

« vahova konstanta

+ cenova konStanta

+ logicka premenna (0/1) - ¢i vec je v batohu zlodeja.

Algoritmus moze len zmenit' premennu ,,Ci objekt je v batohu zlodeja”. Tento problém je
lahko implementovatelny s genetickym algoritmom. Z ddévodu, Ze je dand len jedna logicka
premenna, gendém (postupnost’ bitov) popisuje, ktoré objekty st v batohu. Mutacia a reprodukcia
funguje obycajne ako u vSetkych genetickych algoritmov, zmenia sa hodnoty jednotlivych bitov.
Fitness funkciu tiez pomerne jednoducho navrhnuta. Jedince budu ohodnotené podl'a ceny objektov,
ktoré odnesie zlodej. Problémom je urcenie fitness hodnoty tych chromozémov, ktoré maju
prekroceny limit vahy. Tieto jedince by sa dali ohodnotit’ s nulovou fitness hodnotou, ale tento pristup
by nebolo najvyhodnejsie rieSenie. Stratili by sa rieSenie, ktoré sa len mierne prekrocia limit a st
blizko k lokalnemu maximu fitness povrchu. Je lepsi sposob zaviest’ penalizaciu u tychto jedincov.
Kazdému jedincovi, ktory ma prekroceny limit, je od¢itana z jeho fitnessu hodnota, ktoré je v pomeru

vel’kosti prekrocenia.
n
fitness=(D, cena)—penalizicia
i=1

(6.10)

Penalizacia moze byt napr. nasledujuca [16] :
penalizdciaZ(Z vdha,)—kapacita
i=1

(6.11)
Tym padom aj jedince, ktoré prekrocili kapacitu vrecka sa zicastnia v selekcie, tj. moézu byt vybrany

na reprodukciu.
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6.4  Problém plianovania mostnej konStrukcie

Druhy priklad je simulaciou konStrukcie mostu. Cielom algoritmu je vymodelovat mostnl
konStrukciu tak, aby sa nezratila. Z dovodu ze simulovanie mostu je ¢asovo naro¢né, preto datova
reprezentacia a pravidla modelu boli zjednodusené. Pre jednoduchost’ nie su rozliSené materialy
mostu, tj. vSetky komponenty st rovnakého homogénneho materialu.

Model mostu je obecna grafova §truktira. Z pohladu implementacie je grafova Struktira
reprezentovana ako mnozina uzlov a mnozina hran. V modelu maji vahu apoziciu len uzly,
hrany(pruty) sliizia len na spéjanie uzlov. Hrany s schopné deformovat’ sa a pripadne sa zlomia pod
velkym zatazenim. Hrany maji maximalnu diZku, ktora je vzdy predom definovana. Aby sa model
¢im viac priblizil k redlnemu mostu, z dévodu jednoduchosti védha uzlu je konstantna (jedna). Na
simulaciu zemského povrchu existuju tzv. pevné uzly, ktoré maji nekoneént vahu. Ulohou kazdého
mostného modelu je stabilizacia cesty. V simulacii hlavnu rolu hra graviticia, ktora podsobi
konstrukciu. V modelu je cesta definovana, ako vodorovna postupnost’ hran a uzlov medzi dvoma
pevnymi uzlami. Ciel'om celého algoritmu je stabilizovat’ tuto cestu, aby sa pdsobenim gravitacnej

sily ¢o najmenej zdeformovala.

Obraz 6.1: Model mostu. ¢ierne body na obrazku reprezentuji pevné uzly. Farba hrany reprezentuje
zataz aka na nich pdosobi. Modra farba ukazuje, roztiahnutie hrany, cervena farba stlacenie. Modry

obdiznik ukazuje hladinu vody.

6.4.1 Fitness hodnota mostu

V skutocnosti je posudenie mostu zlozité. Je nutné brat’ do tvahy napr. ekonomické, funkcionalne,
estetické a dalSie faktory. Fitness hodnota tohoto modelu mostu mé tiez viacero aspektov, ale
hlavnym je vytrvalost’ konstrukcie.

Otazkou je, ako je mozné testovat’ vytrvalost’? Jeden z postupov je, Ze sa zvicSuje zataZenie

mostu az k jeho poruseniu pripadne zrateniu. Veli¢ina vytrvalosti mostu by sa potom rovnalo
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zatazeniu, ktoré bolo v poslednom momente na konstrukcii. Tento model kvoli jednoduchosti
postupuje tak, e postupne zvysSuje gravitaciu ktord pdsobi na celi konstrukciu. Dalsi parameter
fitness funkcie je cena mostu, ktora je uréena podla celkovej dizky spojov. Tento faktor okrem toho,
Ze motivuje algoritmus vytvorit’ lacnejSie mosty, zabrani aj zabudovaniu zbytocnych komponentov do
konstrukcie. U evolu¢ného algoritmu, ktory vytvori konStrukciu mostu, je pridanie zbyto¢nych
komponentov vo vécsSine pripadov Skodny jav. Na druhej stranesa neda posudit’ pocas vyvoja ktoré
komponenty budu zbyto¢né a ktoré budu dolezité k stabilite modelu.

V tejto otazke je treba zaviest kompromis. Na zaciatku vyvoja jedincov (mostov), cena eSte
nie je zapocitand do uvahy (je mozné dokonca brat’ cenu ako kladny parameter - ¢im mé most vacsiu
cenu , tym bude mat’ vacsi fitness, dovodom tohoto pristupu je, zZe algoritmus na zaciatku vyvoja je
motivovany vytvorit' ¢im viac spojov, ¢im sa zrychli rast fitness hodnoty). Pre stabilnejSie modely
(mosty s vysokou fitness) sa cena berie opacne, ¢im ma most vacsiu cenu, tym ma mensiu fitness
hodnotu. Toto je motivaciou na minimalizaciu a odstranenie zbyto¢nych komponentov z konstrukcie.

Podla skusenosti na zaciatku simulacie st mosty eSte tak nestabilné, Ze ani najslabsiu
gravitaciu nevydrzia. Kvoli tomu je vyhodnejsie pocitat’ do fitness hodnotu deformacie celej cesty
a gravitaciu nastavit’ na malu kons$tantntl veli¢inu. Hodnota deformacie cesty pri malej gravitacii je
vypocitana tak, Ze kazda pozicia uzlov cesty je porovnana s jej pociato¢nou poziciou. Hodnota bude
pomerna s veli¢inou rozdielu. To nam dava ovela podrobnejSie hodnotenie slabych mostov, hlavne na
zaciatku simulacie.

V zhrnuti fitness funkcia mostov ma tri etapy:

1. Konstrukeia (test konstrukcie), v tejto etape fitness funkciu je mozné navrhnut’ nasledovne:

a
b*de formacia

fitness=

6.1)

Gravitacia kvoli nepresnosti odhadu, nie je brana do funkcie a je nastavena na mala
konstantu. Cim je viac deformovana cesta tym ma mensiu fitness, podl'a testov cenu neni

treba brat’ kladne do uvahy.

2. Optimalizacia (test vytrvalosti), v tejto ¢asti uz je vyriesena pociato¢na deformacia mostu,
ktora je sposobena malou konstantnou gravitaciou. Gravitacna sila sa zvysSuje, pokial

deformacia cesty neprekroc¢i dopredu definovany limit. Funkcia fitnessu je :
fitness+=c*gravitacia

(6.2)
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Mosty musia najprv absolvovat’ test konstrukcie (1. etapa) a potom pokracuji do druhe;j

etapy,preto je hodnota gravitacie pripocitana a nie je prirovnana k fitness hodnoty.

3. Minimalizicia (test ceny), v poslednej etape je treba odstranit’ zbytocné komponenty mostu

pomocou ceny. Cim ma most va¢§iu cenu tym ma mensi fitness:

fitness+ :*L
e*cena
(6.3)

Pozndmka: a,b a c si konstanty fitness funkcie. Na zéklade experimentov najlepsie hodnoty pre tieto

konstanty st :

a b c d e

100 1 2 100 1
Tabulka 6.1: Nastavenie parametru fitness funkcie

Je velmi dolezitym faktom, Ze fitness hodnota v neskorSich etapach je vicsia. To
neumoziuje, aby doslo k podceneniu mostu v porovnani (pri selekcii) s mostami z predoslych etap

fitness funkcie.

6.4.2 Inicializacia mostov

K inicializéacii mostov v populdcii je treba zmienit’, Ze je jedna urcita Cast’ konstrukcie pre kazdy most
totozna. Tato Cast’ konsStrukcie mostu je cesta, ktord v procese reprodukcie a mutacie nie je zmenena.

Kazdy potomok bez vynimky po reprodukcii bude obsahovat’ tito ¢ast’ grafu.

6.4.3 Navrh reprodukcie mostov

Reprodukcia sa moze uskuto¢nit’ viacerymi spdsobmi. Datova reprezentacia konstrukcie je grafova
Struktira. Z tohoto faktu vyplyva, Ze algoritmus reprodukcie sa bude podobat’ na algoritmus
reprodukcie u genetickych programovani. Problém spociva v tom, ze graf mostu je obecny graf
a preto je t'azké si vybrat’ ,,podgraf™ na reprodukciu. Na prekonanie tohoto problému sa daju pouzivat

napr. geometrické krizenia. Tym Ze maju uzly poziciu, daju sa rozdelit’ gendmy podla osy krizenia.
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Obraz 6.2: Geometrické krizenie. Existuji dve osy kriZzenia (lava a prava), ktoré su rozdelené do
rodicovskych modelov. Vsetky body, ktoré st na l'avej strane pravej osy, a vSetky body, ktoré st na

pravej strane od l'avej osy modelu su kopirované do genotypu potomka.

Druhd metdda krizenia spociva v tom, ze od oboch rodiCov su nahodne vybrané hrany
s vhodnymi uzlami, ktoré su zabudované do konStrukcie potomka. Ked sa vyskytne situacia, Ze
rovnaka hrana uz existuje, tak neddjde k prekrytiu tj. duplikacia hran nie je povolena. Daji sa
pouzivat’ variacie tejto metody, ako napr. algoritmus s ocenenymi hranami, kde dblezitejSie hrany sa
pravdepodobnejsie vybrané. V pripade tejto metddy sa musi polozit’ otazka, ktoré hrany su dolezité.
Podra skasenosti, ¢im ma hrana vacsiu deformaciu, tym je dolezitejsia. Prikladom tohoto tvrdenia su
stipy a obluky. Ich komponenty st pomerne viac deformované, pretoze tieto asti prenasaju najvacsiu
Castzat’azenia mostu a preto v tejto variante pravdepodobnost’ na vybranie tych komponentov je

vagdsia.
6.4.4 Navrh mutacie mostu

Mutécia je pomerne jednoducha operacia. Da sa definovat’ 5 rozli¢nych javov mutacie:

1. Pridanie uzla — v tomto pripade sa vytvori novy uzol ktory sa prida do mnoziny uzlov.
Vytvoria sa tri hrany, priCom jeden koniec tychto hran je pripojeny k novovytvorenému uzlu.

Tak je zabezpe€ené aby prebyto¢né uzly neboli vytvarané.

2. Pridanie hrany (spojenie uzlov) — Spoja sa eSte dva nespojené uzly, ale len vtedy, ked’

vzdialenost’ uzlov nie je vicsia ako maximalna dlzka hrany.

3. Odstranenie uzla — Nahodne sa odstrani uzol, ktory nie je sucast'ou cesty.
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4. Odstranenie hrany — Nahodne sa odstrani hrana, ktora nie je stiCastou cesty.

5. Zmenit’ pozicie uzla — Nahodne sa zmeni pozicia jedného vybraného uzla, ktory nie je

sucastou cesty.

Pri procese mutacie vo vécsine pripadov su hore definované operacie prevedené viackrat.

6.5 Vahovo-agregacna fyzika (Mass-aggregate
physics)

Pre vypocet fitness hodnoty mostovej konstrukcie potrebujeme fyzikalny model. V stcasnej dobe sa
prudko rozvija tieto modely v oblasti pocitacovych hier, preto vyuZijeme jeden, ktory uz existuje.

V dobe vykonnych pocitacov je pozadované vyvinutie celkom novej sekcie informacnych
technologii. Je to technologia fyzickych motorov, ktoré su motivované s vyvojom vysoko kvalitnych
rozhrani hier. Fyzické motory st va¢Sinou zamerané na dynamiku a kinematiku. Tieto simulacie si
vyziadaju vel'mi narocné vypocty. Fyzické motory (Physics engines) tvoria logicky oddelenu cCast’
programu. Hry a simuldcie si vyziadaju ich fyzicky motor, aby previedol svoje vypocty na zaklade
aktuadlnych stavov entit v simulacii a podla odpovedi motora je obnoveny stav entit. V&cSiny
simulécii su diskrétne .

Fyzické motory mbézeme zariadit’ do viacerych kategorii. Hlavné kategoérie st:

1. Casticové fyzické motory (Particle physics engines)
2. Viahovo-agregacné fyzické motory (Mass-aggregate physics engines)
3. Fyzicky motor tuhych telies (Rigid body physics engines)

Tieto druhy st zakladné, ktoré st pouzivané v pocitacovych hrach. Vahovo-agregacnym
fyzickym motorom je mozné simulovat’ model mostu, ktora je zmienena v predoslych kapitolach,
preto bude d’alej rozpisana [17].

Vahovo-agregaény fyzicky motor je diskrétny model, ¢o sa snazi simulovat fyzické
interakcie, pohyby a sily pomocou &astic a spojov medzi nimi. Castice su vektory (pozicia), ktoré
maju nejak vahu. Spoje sluzia na spajanie Castic. Tieto spoje mdzu nadobtidat’ rézne charaktery ako
su tye, lana alebo pruziny. Castice okrem véhy a pozicie vlastnia eSte dva vektory: vektor
akumulovanej sily, ¢o je suma vsetkych sil, ¢o na jednu Casticu posobi a vektor rychlosti, o zmeni
poziciu ¢astice. Pomocou tychto vektorov je mozné vypocitat’ trajektoria Castice. Vypocet jedného
kroku sa nazyva integracia, kde vektor sily zmeni rychlost’ a vektor rychlosti zmeni poziciu Castice.
Sily st v kazdom kroku vynulované a znova vypocitané podla prostredia v ktorom sa Castica
nachddza. Zakladné sily su gravitacia a sily sposobené pruzinami. Graviticia je vektor pdsobiaci v

smere ,,-)*.
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Hlavné komponenty, ktoré su nenahradite'né k modelovaniu mostu su ty¢e (Rods). Tyce st

také spoje, ktoré drzia od seba dve cCastice v konstantnej vzdialenosti nezavisle od sily a rychlosti, o

pdsobi na ne. Tymito ty¢ami sa daji simulovat’ komponenty mostu. Reakcie tyce nepdsobia na vektor

sily Castice, ale priamo na vektor rychlosti. Zmena rychlosti sposobena tyCami funguje na zaklade

pojmu akcia-reakcia. Existuju tri zakladné premenné, podl'a ¢oho sa urci nova rychlost’ Castic spojené
tycou :

* Normala spoje (Contact normal) — normalizovany vektor z rozdielu pozicie dvoch castic

(4,B st castice).

normal=normalize(A,,—B,,)
(6.5)
Normalizovany vektor ma dizku 1.
* Rozdiel rychlosti (Separating velocity) — da sa popisat’ rovnicou :
vel0Cit V.= Aoy~ Buugey)-n0r mal
(6.6)

Bodka znamena skalarny sucin, tym padom rozdiel rychlosti nebude vektor, ale redlna
hodnota.

+ Totalna inverzna vaha castic (Total inverse mass) — znamena sicet vahy Castic, ktoré su
spajané ty¢ou. Kvoli jednoduchosti je reciprocna hodnota vahy implementovana vo fyzickom

motoru, tj. nekone¢na vaha v motoru ma hodnotu 0 atd. Tym padom totalna inverzna vaha je:

1 1
totallnverzMass=——+——
A mass mass
(6.7)
Nové rychlosti Castic sa daju vypocitat’ nasledujucim spoésobom:
ry Ju vyp 1] p
If (velocity ,yuing™> 0 V totallnverzMass=0)return ;
—normal ¥velocity ., .,uing
Vector i, uise— ;
e totallnverzMass
vector .
_ impulse
Avelocity_ Avelocizy+ )
mass
B —B _ veCtorimpulse .
velocity — = velocity B ’
mass
(6.8)

Dalsi jav ¢o je potreba simulovat v modelu je deformacia mostu. K tomu je vSak treba
vysvetlit’ pojem preniknutie (Penetration). Preniknutie u ty¢i znamend, Ze vzdialenost’ Castic nie je
rovna so povodnou vzdialenost'ou. Na rieSenie tohoto problému sluzi systém, ktora sa nazyva anti-

penetration system. Tento systém po zisteni preniknutia opravi pozicie €astic pomocou normal
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vektoru tyCe (posobi hned’ na poziciu Castic, neposobi vSak ani na rychlost’ ani na silu). Velkost

preniknutia je implementovana ako premenna tyce [17].

pen etration:lengthdqfall,,— Aim+ Bim
(6.9)
Hodnota deformacie tyce je v pomere so suctom hodndt preniknutia vSetkych iteracii rezolucie tyci.
(Rezolucia znamena jeden krok na vypocet novej rychlosti a opravu preniknutia u ty¢i)
n
defo rmationNZ penetration,
i=0
(6.10)
Kde 7 je pocet rezolucii, ktoré su prevedené na ty¢ v jednom kroku diskrétnej simulacie.
Rezoltcia sa neprevedie iba raz, ale niekol’ko desat’- az dokonca sto krat v kazdej iteracii pre
vietky ty¢e v diskrétnej simulacii. Cim viac krat sa rezolicia prevedie, tym viac sa bude model

podobat’ skuto¢nej konstrukeii.

Obraz 6.3: Priklad na rezolucie pohybu u vahovo-agregacnom fyzickom modelu.
Ako uz bolo zmienené deformacia je zakladom fitness funkcie modelu mostu. Vahovo-

agregaCny fyzicky model ndm udava pomerne presné hodnoty deformacie jednotlivych spojov v

konstrukcie mostu, z tohoto dévodu je pouzivana v simulécie.
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7 Implementacia

Implementacnu Cast’ tejto prace tvori pat réznych programov (modulov). Hlavnym a centralnym
modulom je knihovna difuzneho evolu¢ného algoritmu, ktora sa nazyva Evolution. Knihovia
Evolution poskytuje moznost” aplikovania difuzneho evolucného algoritmu vSeobecne na rézne typy
optimalizaénych problémov. Druha cast’ implementacie je program na simulaciu fyziky mostov.
Sklada sa z dvoch casti: fyzicky motor a aplikovanie difuzneho evolu¢ného algoritmu na planovanie
mostnej konstrukcie. Tretou castou je aplikovanie difuzneho evolu¢ného algoritmu na rieSenie
knapsack problému. Posledné dva programy su BridgeModeller a PopulationViewer, ktoré sliizia na
planovanie a testovanie mostov. PopulationViewer je maly program, ktorym je mozné analyzovat’ a

graficky znazornit’ vyvin populacie po priebehu simulécie difizneho evolu¢ného algoritmu.

7.1 Knihovna Evolution

Knihovna Evolution je napisana v jazyku C++. Sklada sa z dvoch modulov :

1. Chromosome

2. Evolution
Modul Evolution je implementacia difizneho evolu¢ného algoritmu pomocou OpenMP. Obsahuje
jednu triedu. Modul Chromosome obsahuje tri triedy na vSeobecné simulovanie jedincov a populacie.
Triedy v modulu Chromosome su : Population, ChromosomeFactory a Chromosome.
Chromosome je abstraktnd trieda, slizi ako rozhranie (interface) jedincov. Obsahuje Sest” dolezitych
funkecii, ktoré su :

1. virtual float fitness () = 0 - je abstraktna funkcia pre jedinca. Implementacia tejto funkcie by
mala vratit’ fitness hodnotu chromozému. Je to privatna funkcia, a zavolad ju len verejna
funkcia getFitness().

2. virtual void mutate (int ratio) = 0 - v tejto abstraktnej funkcii by sa mal uskuto¢nit’ mutacny
proces. Parameter ratio udava, ze aka velkd zmena by sa mala pomerne uskutoCnit v
genotypu jedinca.

3. virtual *Chromosome reproduceFrom (Chromosome * second) = 0 - funkcia prevedie
reprodukciu dvoch jedincov. Prvy jedinec je ten u ktorého je funkcia zavolana, druhy jedinec
je parameter funkcie. Mala by vratit novovytvoreného jedinca, ktory bol vytvoreny
operatorom new.

4. float getFitness() - funkcia zavola virtualnu funkciu fitness(). Hodnotu vratenu od nej uloZi
do premennej cachedFitness. Pri nasledujucich volaniach je hodnota vratena z tejto

premenne;j.

31



5. virtual void serialize (ostream & stream) - vypise jedinca na stream ako retazec znakov.
Ulozi jedinca napr. do suboru, odkial’ je mozné znova nacitat’.
6. virtual void init() - tato funkcia sluzi na inicializaciu jedinca. V implementacii tejto funkcie

by sa malo uskuto¢nit’ nastavenie pociatocnych hodndt chromozému.

Tuato triedu nie je mozné vytvorit, je abstraktna. Vsetky triedy na rieSenie problémov (ako
knapsack a planovanie mostu), ktoré su implementované, dedia od tejto triedy.

Druha trieda je Population. Této trieda obsahuje dvojrozmerné pole chromozoémov. Velkost
pola je uchovana v premennych width a height. Populaciu je mozné vytvorit len pomocou
ChromosomeFuactory, preto treba pridat tato triedu pri vytvoreni populdcie ako parameter
konstruktoru . ChromsomeFactory je trieda, ktord funguje ako generator jedincov, vytvori
dvojrozmerné pole chromozémov. Na vytvorenie pola st kdispozicii dve funkcie
createChromosomes() a createArray(). CreateChromosomes vytvori pole, ktoré bude obsahovat
objekty jedincov a vrati ukazovatel’ na toto pole. Napriek tomu createArray vytvori len pole typu
ukazovatel’ na objekty Chromosome, ale nie st v iom allocované jedince. Je to dvojrozmerné pole
ktoré obsahuje hodnoty NULL. Trieda ChromsomeFactory pouziva C++ Sablonu (Template), podla

ktorej s vytvorené jedince. (UML diagram tried je v prilohe tejto prace)

7.1.1 Trieda Evolution

Evolution je zékladna trieda na prevedenie difizneho evolu¢ného algoritmu. Tato trieda je navrhnuta
tak, aby s nou bolo mozné testovat’ a pozorovat’ Casovy rozdiel medzi paralelnymi a sekvencnymi
algoritmami. Trieda mé& dve hlavné funkcie, ktoré su: simuldcia sekvenéného difizneho algoritmu
a simulacia paralelného difuzneho algoritmu. Obsahuje premenné na podmienky ukoncenia simulécie
(termination condition) a dalSie premenné, ktoré st nutné pre simulaciu. Su implementované dve
podmienky ukoncenia :

1. Maximalna generacia dosiahnuta

2. Pozadovana fitness je dosiahnuta
Tieto podmienky sG uchované v premennych generations a requestedFitness. Dalej je dana
premenna, ¢i ide o krizenie podl'a Styroch alebo 6smych rozvetvenych tvarov. Tato premenna sa
nazyva fourway. Na nastavenie pocCtu vlakien u paralelnej simulacie sluzi premennd threads.
Premennd populationl je hlavnd populacia simulacie, do population? su pridané nové jedince
(potomky), ktoré su vytvorené funkciou reprodukcie. V procesu rekombinécie, potomky, ktoré boli
pridané do population? nahradzuji ich rodicov v populationl v pripade, ked maji vacsiu fitness
hodnotu ako ich rodi¢ia. Kazda premenna je nastavitelna pomocou jeho set funkcii. Medzi dolezité

funkcie patria eSte init(), dirx(int q) a diry(int g). Funkcia init() inicializuje jedincov v populacii
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pomocou virtudlnej funkcie init() ztriedy Chromosome. Dirx(int q) adiry(int q) si Specialne
pomocné funkcie pre zistenie tvaru susedstva pri selekcii. Parameter int ¢ moze nadobudat’ hodnoty 0
az 3 pre Stvor-rozvetvené okolie, 0 az 7 pre osem-rozvetvené okolie. Podl'a parametru ¢ dirx a diry sa
vrati pozicia susedného jedinca z okolia. Tieto funkcie su pouzivané v funkcii getBest(), €o je hlavnou

funkciou selekcie. Vrati najlepsieho jedinca z okolia.

7.1.2 Sekvenéna simulacia

Sekvencnu simulaciu je mozné spustitt pomocou funkcie runSequential(). Konstrukcia funkcie je
relativne jednoducha. Najprv je vypocitana fitness hodnota vSetkych pociatoénych jedincov. Vypocet
vSetkych hodndt je implementovany zloZzenym for cyklom (prva stupa vertikalne, druha
horizontalne). Virtualna funkcia chromozému getFitness() je zavolana pri kazdej iteracie dvojitého
cyklu. Tato funkcia okamzite ulozi (cachuje) fitness hodnotu, takze pre d’alSie vyuZitie nie je
zbyto¢ne pocitana. Algoritmus obsahuje cyklus typu for, Co pocita generacie. Tento cyklus zahriuje
vSetky d’alSie Casti simulacie. Ako prvé sa prevedie selekcia jedincov (kazda fitness hodnota je uz v
tejto chvili vypocitand), v tejto Casti je tiez pouzivany podobny zloZeny for cyklus. Pre kazdého
jedinca sa vyberie jeden par na reprodukciu. Tento proces sa uskutocni pomocou funkcie getBest(int
x, int y). Reprodukcia sa uskutocni pomocou virtudlnej funkcie reproduceFrom(Chromosom *
second) z triedy Chromosome. Po reprodukcii je prevedena operacia mutcie: mutate (int ratio).
Novovytvoreny jedinec je pridany do populacie population2 na totoznu poziciu ako je pozicia jeho
prvého rodica (v populationl). Po mutécii, potomky, ktoré maju lepsiu fitness, ako ich rodicia,
nahradia ich rodiov v pole chromozomov populationi. Ostatné jedince si deallocované. Z tohto
vyplyva Ze novovytvoren¢ jedince majil uz v tejto Casti vypocitanu fitness hodnotu.

Poslednd faza funkcie je logovanie a serializdcia. Logované su fitness hodnoty jedincov
v populacii pri kazdej generacii. Tieto data pouziva program PopulationViewer. Iba najlepsi jedinec,
ktory priniesol vylepSenie, je serializovany. Na konci kazdej generdcie su testované podmienky

ukoncenia. V pripade splnenia niektorej z podmienok program kon¢i.

7.1.3 Paralelna simulacia

Paralelna simulécia je zlozitejSia ako sekvenc¢na, ale zakladné kroky simulédcie st totozné. Je
implementovan pomocou knihovne OpenMP. Na zaciatku funkcie sa rozdeli populacia medzi vlakna.
Funkcia getDivide() vrati pole z typu integer (staticky model rozdelenia zataze). Tieto hodnoty st
indexy jedincov a znamenaju hranice (zaciatok a koniec) pre vlakna. Index jedinca je vypocitatelna
pomocou vzorca :
index=x+yxwidth
(7.10)
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Kde x a y st parametre pozicie jedinca a width je Sirka populacie. Funkcia getDivide() vrati hodnotu,
ktora sa rovna poc¢tom vlakien plus jedna. Dévodom tohoto je, Ze okrem prvého a posledného vlakna,
jeden index znamena zaciatok pre jedno a koniec pre dalSie vlakno. Napr. vlakno s ¢islom N bude
pocitat’ jedince s indexom od getDivide()[N] az do indexu getDivide()[N+1]. Po rozdeleni populacie
je nastaveny pocet vlakien pre OpenMP. Realizicia je uskutocnend pomocou funkcie
omp_set num_threads(int t). Funkcia je zavolana s parametrom threads (pocet vlakien). Po nastaveni
vlakien nasleduje OpenMP direktiva:
#pragma omp parallel
(7.1)
Tato direktiva indikuje paralelni sekciu simulacie. Od tohoto bodu program prebieha
paralelne s viacerymi vlaknami. Kazdé vlakno pocita generacie tak, ze hlavny cyklus na simulaciu
generacii je pod paralelnou sekciou. Pred hlavnym cyklom je vypocitana fitness hodnota kazdého
jedinca pomocou indexovaného for (pre vlakna) cyklu. Prvym krokom kazdej generacie je
vynulovanie verejnych premennych. Tato sekcia je vykonand jednym vldknom, kvoli tomu je
pouzivana direktiva :
#pragma omp single
(7.2)
Ostatné vldkna ¢akaji, kym vybrané vlakno vynuluje verejné premenné. Na synchronizaciu
(¢akanie) je pouzivana OpenMP bariéra. Po tejto sekcii sa nachadza selekcia, ktora prebehne
pomocou indexovaného for cyklu (pre kazdé vlakno iné indexy). Selekcia, reprodukcia a mutacia
prebehnti podobne. Operacie rekombinacia a logovanie su prevedené jednym vlaknom, tj. st pod
OpenMP single sekciou. Z dévodu synchronizacie medzi jednotlivymi ¢astami for cyklu a na konci
kazdej generécie sa nachadza bariéra. Hlavny rozdiel medzi sekven¢nym a paralelnym algoritmom je,
ze z dovodu indexovania (pouZzivanie funkcie getDivide()) paralelny algoritmus nepouziva dvojité

for cykli. Podmienky ukoncenia su testované za poslednou bariérou v kazdej iteracii hlavného cyklu.

7.2  Implementacia rieSenia problému mostu

Hlavnym modulom tejto aplikacie je World.h. Modul World obsahuje jednu triedu, ktora sa nazyva
World. Tato trieda dedi od abstraktnej triedy Chromosome. Z tohoto vyplyva, ze tato trieda
reprezentuje jedinca v populacii. Modul obsahuje objekty fyzického motora. V tejto triede st
implementované Castice a hrany fyzického motora pomocou Standardnych vektorov jazyku C++
(vector<T>). Existuje jeden vektor na Castice a jeden na hrany medzi nimi. V triede World st eSte
premenné na zuZzenie Cinnosti difuzneho evolu¢ného algoritmu. Tieto premenné su statické a st

nazyvané maxContacts a maxBodies. Premenné maxBodies a maxContacts zabranuju tomu, aby
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algoritmus vytvoril velké mnoZstvo spojov a Castic. Kazdy model mostu (World) si naviac uchova
dvojrozmerny geometricky vektor gravitacie. Objekt resolver v triede sluzi na rezoluciu fyzickych
reakcii (viz. kapitola 6.2). Poslednd a najdolezitejSia premennd v triede je premenna femp. Objekt
temp je staticky a obsahuje model cesty mostnej konstrukcie, tzv. Sablonu mostu. Kazdy objekt
vytvoreny z triedy World je inicializovany podla tejto Sablony.

Trieda samozrejme implementuje virtualne a Ciste virtualne (pure virtual) funkcie rodi¢ovske;
triedy Chromosome. Z tohoto vyplyva, Ze obsahuje funkciu fitness(), reproduceFrom() a mutate().
Fitness funkcia je viac etapova, ako uz bolo zmienené v kapitole 6.2.1. Na zaciatku sa nastavi
gravitacia na mala hodnotu, prebehne 20 iteracii simulovania fyziky (funkcia step()). Po tejto Casti je
ziskand kompletna deformécia mostu pomocou funkcie getTotalDeformation() (viz kapitola 6.3). Ak
totalna deformacia neprekrocila limit, tak fitness funkcia sa dostane do druhej etapy, priCom v jednom
cykle sa postupne zvySuje gravitacia. Pre kazdé zvysenie gravitacie je vypocitanych pat krokov
fyzickej simulacie. Tento cyklus bezi, kym totdlna deformdcia neprekroci limit. Hodnota limitu sa
rovna trojnasobkom poctov hran v konstrukcii cesty. Ak zvisly parameter gravitacie je vyssi ako 1.5,
tak funkcia postupi do tretej etapy. V tejto etape je zapoéitana do uvahy celkova dizka mostu (suma
velikosti vSetkych spojov).

Co sa tyka reprodukcie, je implementovand metéda nahodného vyberu hran takou
modifikaciou, kde hrany st ocenené. Cenu hrany je mozné urcit’ podla veli¢iny preniknutia hrany.
Preniknutie je v pomere zataze, ktorti hrana prendSa. Da sa povedat, ¢im ma hrana vicsie
preniknutie, tym je dolezitejSia. V prvom kroku u oboch rodi¢ov vektor spojov je triedeny podl'a ceny
spojov. Potom je vypocitany koeficient nahodnosti, tato veli¢ina je potrebna pri zabudovani hran do
modelu potomka. Koeficient nahodnosti je mozné vypocitat’ nasledovne:

(fitness1 a fitness2 su fitness hodnoty rodi¢ov)
fitness,

N=100%*
fitness,+ fitness,

(7.2)
Do modelu potomka je kopirovanych tol’ko hran, kol’ko je priemerny pocet hran rodicov. V cyklu for
algoritmus prekopiruje spoje do potomka podla jednej ndhodnej hodnoty, ktora je medzi 0 a 100. Ak
tato hodnota je menSia ako koeficient nahodnosti (N), tak je prekopirovana hrana z triedeného
vektoru spojov prvého rodica, ak nie tak z vektoru druhého rodi¢a. Vyber hrany z vektoru je pomocou
iteratoru vektora, po vybere iterator preskoCi na d’al$iu hranu, tzn. Ze hrany je mozné kopirovat’ iba
raz. Tymto krokom je dosiahnuté, aby sa najcennejsie spoje dostali do modelu potomka. To znamena,
ze existuju dominantné a recesivne hrany konstrukcie. Mutéacia funguje jednoducho. Podl'a parametru
ratio sa uskuto¢ni nadhodna zmena v konstrukcii mostu. Tol’ko zmien je prevedenych, aké hodnoty

ratio nadobuda. Zmeny mézu byt nasledujuce:
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1. Pridanie Castice blizko k inej Castici, a pritom nova castica bude spojena s tromi inym.
2. Pridanie spoja medzi dve Castice.

3. Vymazanie Castice, vymaZzu sa aj hrany, ktoré su spojené s Casticou.

4. Vymazanie spoja.

5. Zmena pozicie.

Zmeny sa uskutocnia len medzi komponentami mostu, ktoré nie definované Sablonou.

7.3 Implementacia rieSenia knapsack problému

Aplikacia na rieSenie knapsack problému je jednoducha. Existuju tri triedy: Thing, KTemplate,
knapsack. Trieda Thing reprezentuje objekty, ktoré su v ,jizbe“. Trieda Thing ma tri premenné:
wieght, value a inside. Premenna weight je vaha, value znamena cenu a inside je logicka hodnota, ¢i
je v batohu. Trieda KTemplate sluzi, ako $ablona pre problém. Podla tejto Sablony su inicializované
jednotlivé jedince v populacie. Obsahuje vektor (C++ Standard vektor) objektov (vector<Thing>)
a premennu na kapacitu batohu, ktora je z typu integer. Tretia trieda je vlastna implementécia jedinca
knapsack problému. Dedi od abstraktnej triedy Chromosome, takze implementuje funkciu fitness(),
mutate(), reproduceFrom(), serialize() a init(). Obsahuje tieZ vektor objektov a naviac staticky objekt
Sablony. Vo funkcii init(), ktord je zavolana na zaciatku simuldcie, vektor objektov sa vyplni podla
Sablony. Reprodukecia je implementovana ako jednobodové krizenie (single point crossover). Mutacia
je ovplyvnena parametrom ratio, tol’ko zmien je prevedenych, aké hodnoty ratio nadobtida. Zmeni sa
len logicka hodnota inside. Fitness hodnota sa vypocita nasledovne :

V for cyklu sa vypocita suma cien a suma vah, a v pripade prekrocenia kapacity, je od¢itana zo sumy

cien rozdielu kapacity a sumy vah.

7.4  Implementacia ostatnych komponentov prace

Ostatné komponenty prace su BridgeModeller a PopulationAnalyser. Tieto aplikacie si pouzivané na
pozorovanie vysledkov simulacii. St napisané v jazyku Java.

BridgeModeller je program na sledovanie a testovanie modelov mostov. Tieto mosty su
nacitané zo suboru, v ktorej je zakdodovana konstrukcia modelu s jednoduchym protokolom. V tomto
programe je implementovand prilezitost’ na vytvorenie a ulozenie $ablony mostov, na ktoré je mozné
aplikovat’ program difuzneho evolu¢ného algoritmu. PopulationViewer je program pomocou ktorého
je mozné sledovat’ vyvin populdcie. Tiez funguje na zaklade logovanych dat, takze sa da pouzivat po

priebehu simulacie. V aplikécii je implementovana grafika na zobrazenie populécie a grafu vyvinu.
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Graf vyvinu obsahuje fitness hodnoty najlepSieho jedinca, najhorSieho, priemerny fitness,

a smerodajnu odchylku.
File Export About

Mew collection Save collection Load collection | Save as template Load template |Model num.: 1=
Model
Add node
Add anchaor
Join nodes
[ Clear ]
Gravity: h.2s/%

Anchor node

Show stress
Show grid
[ Show vectors * *

Speed: I}

Water
Breaking

Obraz 7.1: BridgeModeller, aplikacia na modelovanie, testovanie a vytvorenie Sablonou.
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Obraz 7.1: PopulationViewer, program na analyzovanie vyvinu populacie.
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8 Vysledky testov

8.1  Vysledky testov problému knapsack

Tieto testy boli prevedené na pocitace s parametrami : Rychlost procesoru : 3.33 Ghz, 4 jadra s
Intel® HT (Hyper Threading) technologiou, 8 MB Intel® Smart Cache,12GB DDR3 1066 MHz
pamdt’ .

Prvy test porovnava sekvenéni a paralelni variantu difuzneho evoluéného algoritmu.
Zvoleny problém na testovanie je knapsack problém. Kazdy test obsahoval vypocet 50 generacii, na

danom rozmeru populécie a danym poctom vldkien.

Efektivita Efektivita Efektivita

1

.8
.8
3
2
.6

23.08%
13.96%

Tabulka 8.1: Zrychlenie a efektivita paralelného a sekven¢ného algoritmu u problému knapsack na

rozmery populacie 10x10, 15x15 a 20x20.

Podla vysledkov je mozné konstatovat’, Ze paralelné difizne evolu¢né algoritmy nie su prilis
efektivne na vypocet knapsack problému. Dévodom tohoto javu moze byt, ze vypocet fitness
funkcie je trividlny a pritom procesor neustale musi synchronizovat’ vlakna. Synchronizacia vlakna

zoberie viac Casu ako vypocet fitness funkcie.
Druhy test sa snazi experimentalne najst’ najvyhodnejsie rozmery populécie, ktorym je mozné

najrychlejsie dosiahnut' pozadovanu fitness hodnotu. Pozadovana fitness bola 83 (priemerne velka

fitness na tento problém), metdda bola sekvencna, a selekcia jedincov bola Styri-smerna.
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Tabul’ka 8.2 : Cas simulacie a interval spolahlivosti ¢asu na zaklade roznych rozmerov populacie

pri Styri-smernej selekcie.

0.3

0.25

0.2
i == Priemer casu
B 015

== MNajhoriie pr. Cas

0.1 Majlepiie pr. Cas

0.05 A

ﬂ T T T T T T T 1

3*3 4%¥4 5%5 g¥6 TF7 E¥E 9%0 10%10
rozmery

Obrizok 8.1 : Cas simulacie na zaklade rozmeru populacie s $tyri-smernou selekciou. Horny a dolny
limit si hranice intervalu spolahlivosti, ktora ukazuje, Ze testované hodnoty st 97.5%

pravdepodobnost'ou medzi tieto hranice.

Treti test sa snazi experimentalné najst’ najvyhodnejsie rozmery populacie, ktorym je mozné
najrychlejsie dosiahnit’ pozadovant fitness hodnotu, tym rozdielom, Ze selekcia je osem-smerna.

Pozadovana fitness bola opét’ 83, metdda bola sekvencna.

Tabul’ka 8.3 : Cas simuldcie a interval spol'ahlivosti ¢asu na zéklade roznych rozmerov populécie pri

osem-smerne;j selekcie.
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Obrizok 8.2 : Cas simulacie na zaklade rozmeru populdcie, s osem-smernou selekciou. Horny a
dolny limit st hranice intervalu spolahlivosti, ktora ukazuje, Ze testované hodnoty su 97.5%

pravdepodobnost'ou medzi tieto hranice.

Obidve testy boli prevedené na zéklade rovnakych vstupnych hodnét problému, tj. kapacita
batohu bola vzdy 100kg, pocet objektov bol 50 a vlastnosti objektov (vaha a cena) boli vzdy rovnaké
(nebola pouzivand funkcia srand). Aby boli dosiahnuté najpresnejsie vysledky, pre vsetky rozmery
boli prevedeny 10 testov (celkom 200 testov). Smerodajnd odchylka ukazuje, Ze rozdiel medzi
testami je zanedbatel'ny. Podl'a testov si mozeme tvrdit, Ze pre Styri-smernu selekciu najvyhodnejsie
rozmery populécie st 4x4, 5x5, 6x6. Dalej je mozné konstatovat’, Ze efektivita osem-smernej selekcie
sa len mierne 1i8i od Styri-smernej, najvacsi rozdiel je pri rozsiahlejSich populaciach, tj. 9x9 a 10x10,
kde osem-smerna selekcia je vyhodnejsia.

Podrobny vysledok testu problému knapsack sa nachadza v prilohe B.

8.2  Vysledky testov problému mostnej

konStrukcie.

Prvym testom na navrh mostnej konstrukcie bolo opat’ meranie zrychlenie vypoétov, porovnanie
sekven¢nu a paralelni variantu algoritmy. Kazdy test obsahoval vypocet 5 generacii, na danom

rozmeru populécie a s danym poctom vlakien.
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Bfektivita

Tabulka 8.4 : Zrychlenie a efektivita paralelného a sekven¢ného algoritmu u problému mostnej

konstrukcie na rozmery populacie 10x10, 15x15 a 20x20.

Podla vysledkov je mozné tvrdit, Ze problémy so narocnejSou fitness funkciou ukazaju lepsiu
efektivitu pri pouzivaniu viacerych vlakien. Podla hodnoty zrychlenia, pri rieSeniu problému mostnej
konstrukcie je najlepsie pouzivat’ 8, 9 alebo 10 vlakna.

Druhym testom je test schopnosti planovania difuznych evolu¢nych algoritmov. Testy boli

prevedené na jednoduché Sablony mostov.
Prvy navrh - pracovali 6smi vldkna, rozmer populdcie bolo 20x20, pozadovand fitness bola 70,

dosiahnut’ tento vysledok trvalo 128 sekund (70 generacii). Vysledna fitness hodnota je 97.09 . V

prilohe B sa nachadza podrobny vyvin tohoto navrhu.

— W

Sabléna konstrukcie Visledok ndvrhu

Obrazok 8.3 : Navrh mostnej konstrukcie difuznych evolu¢nych algoritmov.
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Druhy navrh - pracovali 6smi vlakna, rozmer populacie bolo 20x20, dosiahnut’ tento vysledok trvalo
153 sekund (50 generacii). Vysledna fitness hodnota je 118.458 . V prilohe B sa nachadza podrobny

vyvin tohoto navrhu.

Sablona konstrukcie Vysledok navrhu

Obrazok 8.4 : Navrh mostnej konstrukcie difuznych evolu¢nych algoritmov.

Treti navrh - pracovali 6smi vlakna, rozmer populacie bolo 20x20, dosiahnut’ tento vysledok trvalo

171 sekund (64 generacii). Vysledna fitness hodnota je 114.407 .

Sabléna konstrukcie Vysledok navrhu

Obrazok 8.5 : Navrh mostnej konstrukcie difuznych evolu¢nych algoritmov.
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9 Z.aver

Ako uz bolo zmienené, cielom tejto prace bolo experimentalne najst’ najvyhodnejSie parametri
difuznych evolu¢nych algoritmov. Porovnanie ¢asovej narocnosti paralelnych a sekvencnych
evolu¢nych algoritmov. Ako nad ramec vypracovand praca bola testovanie schopnosti navrhu mostne;
konstrukcie difaznych evoluénych algoritmov.

Co sa tyka porovnania paralelného a sekvenéného algoritmu pri rieSeniu knapsack problému,
vysledky su prekvapujuce. Podla testov trvali paralelné simulacie dlhsie ako sekvenéné. Vysvetlenie
tohoto javu mbze byt, Ze procesor potrebuje Cas na synchronizovanie vlakien, tento ¢as je dlhsi ako
vypocet skupiny jedincov, ktory su priradeny k jednému vlaknu. Inak povedané, Cas potrebny na
synchronizaciu vlakien je dlhsi, ako Cas na vypocet fitness hodnét jedincov. Z toho vyplyva, ze
paralelné¢ evolu¢né algoritmy nie st vyhodné na rieSenie problémov, ktorych fitness funkcia je
trividlna, lepSie je pouzivanie sekvencnych algoritmov.

Podla testov mézeme povedat, Ze navrh mostnych konstrukcii pomocou difiznych
evolucnych algoritmov je pomerne kvalitna. Kvalita konStrukcie zalezi na zlozitosti $ablony mostne;j
konstrukcie. Tieto simulacie boli Casovo ovela narocnejSie ako simulacie na rieSenie knapsack
problému. Paralelné evolu¢né algoritmy su uzito¢né pre rieSenie navrhovych problémov. Vysledky
potvrdzuju, Ze ¢im viac vlakien (do rozumnej miery) pracuje na vypocte jedincov, tym je celkovy
vypocet rychlejsi. Cas potrebny na synchronizaciu procesov je v tomto pripade zanedbatel'ny.

Co sa tyka dalsieho vyvoja aplikacii, v prvom rade by som zmienil, Ze k d’al§im testom by
bolo dobré implementovat’ farmarsky model paralelnych evoluénych algoritmov. Da sa predpokladat’,
7e tento model by vykazoval lepsie vysledky ohladom na Gas simulacie. Dalsie vylep3enie by sa
mohli uskutoénit’ u fitness funkcie problému mostnej konstrukcie. Navrhnutie tejto funkcie bolo
relativne naro¢né. Jej pripadné vylepSenie by sa malo zamerat’ na vyliéenie zbyto¢nych komponentov
mostnej konstrukcie. Inak povedané, nedostatky st u heuristickej Casti tejto funkcie. Ako posledné
dolezité vylepsenie by bolo pridanie novej funkcie do knihovne FEvolution, ktorda by umoznila
ulozenie populacie. Tato funkcia by nam udavala moznost’ na zastavenie a obnovenie behu programu,
tym padom by jedna simulacie nebola suvisla, ale dalo by sa previest’ vo viacerych krokoch.

Na posledy by som zmienil, Ze tato praca obsahuje nad ramec vypracované Casti. Tieto su
navrh mostnej konstrukcie pomocou difuznych evolu¢nych algoritmov, program BridgeModeller,
ktorym sa da pozorovat’ vysledky mostnych konstrukcii a program je PopulationViewer, ktory sluzi

na pozorovanie vyvinu a vyrobenie $tatistiky o populacie.
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Priloha A

Navod na pouzitie

Tento dokument obsahuje ndvody na pouzitie praktickej Casti bakalarskej prace Difuzne Evolucné
Algoritmy. Prakticka cast’ prace sa sklada z piatich Casti:

1. Knihovia Evolution

2. Program na planovanie mostnej konstrukcie
3. Program na rieSenie knapsack problému
4. BridgeModeller
5. PopulationViewer

St k dispozicii dva testy, ktoré sa daju previest pomocou tychto aplikacii :
1. Evolu¢né planovanie mostnej konstrukcie
2. Riesenie knapsack problému pomocou diftizneho evolu¢ného algoritmu

Evolucné planovanie mostnej konstrukcie

Planovanie sa zadina s vytvorenim $ablony, tj. cesty, mostnej konstrukcie. Hlavnou ulohou tohto
prikladu je stabilizovanie tejto cesty. Sablony sa vytvoria pomocou programu BridgeModeller.
Program bol napisany v jazyku Java pomocou vyvojového prostredia Netbeans IDE. Subor Jar sa
nachadza v zlozke dist. Aplikacia je spustitel'na pomocou prikazu:
java -jar dist/bridgemodeller.jar

(pozn. BridgeModeller a PopulationViewer su ANT projekty, prekladat’ sa daji pomocou prikazu
ant build)
Existuju dva typy stuborov :

1. Subory s rozsirenim ,, .tmp“, ktoré obsahuju Sablony. Tieto subory obsahuji iba jeden

model mostnej konstrukcie.
2. Subory s rozSirenim ,, .col“, ktoré obsahuju vysledky difizneho evolu¢ného

algoritmu. Tieto sibory obsahuju viaceré modely mostnej konstrukcie.
Vytvorenie Sablony

Po spusteni programu do priestoru fyzického modelu sa daju pridat’ uzly a hrany. Na tento tcel st k
dispozicii tlacidla:

1. Add Body , ktoré sluzi na pridanie uzla do fyzického priestoru.

2. Add anchor , ktoré sluzi na pridanie pevného uzla.

3. Connect , ktoré slizi na spojenie dvoch uzlov.
Vyznacit’ body je mozné pomocou kliknutia na nich. Vyznacené body sa daji premiestnit’ a vymazat’.
Vymazanie je mozné pomocou pravého tlacitka mysi. Premiestnit’ sa daju pomocou ,,drag and drop.

UlozZenie $ablony pomocou tlacidla Save as template.

46



Simulacia pomocou BridgeModeller.

Simulécia je spustitelna pomocou tlaitka play, ktoré je na hornej pravej strane okna aplikacie.
Ostatné tlacitka v tejto priestore tiez slizia na riadenie simulacie. Pocas simulacie je mozné zmenit
hodnota gravitacie pomocou komponentu Gravity. S potiahnutim uzlov vo fyzickom priestore sa

interaktivne da testovat’ kons$trukcia.

| 2| BridgeModeller EI@
File Export About
New collection Save collection Load collection I Save as template ILoad template |Model num.: 1= |S
oo - T .
Model Ulozit| $ablomm Riadenie simulicie

+tKlontrola modeln

Gravity: b8 [1Zmena gravitacie

Anchor node

Show stress
Show grid
[ Show vectors

Speed: ”

Water
Breaking L ]

Obraz 1: Obrazok ukazuje uzivatel'ské rozhranie programu BridgeModeller.

Planovanie mostnej konstrukcie

Pre planovanie mostnej konstrukcie pomocou evolucného algoritmu je treba prekladat’ zdrojovi kod
programu. Prekladat’ je mozné pomocou prikazu :
make bridge

Tento prikaz preklada zdrojovi kod do spustitelného stboru : bridge

Spustenie simulacie

Spustit’ simulaciu je mozné nasledovne :

/bridge [arguments]
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Argumenty simuldacie :

1. -s rozmery : nastavi velkost’ populécie, hodnota rozmery znamena vysku aj Sirku populacie.
Napr. ak rozmery je 20 tak populacie bude mat’ velkost 20 x 20, tj. 400 jedincov.

2. -w: ak je nastavena, tak selekcia bude osem smerna.

3. -g : znamena sekvencnu simuléciu, tj. pre nastavenie tohoto argumentu, simulacia prebehne
pomocou jedného vldkna.

4. -tvldkna : nastavenie poctu vlakien. Tento argument ma zmysel len vtedy, ked’ atribit -¢ nie
je nastaveny. Hodnota vldkna mdze byt od 1 az do poctu vlakien, ktoré procesor podporuje.

5. -g generdcie : nastavenie pozadovanych poctu generacii.

6. -r fitness : nastavenie pozadovanej fitness hodnoty.

7. -f log subor : nastavenie suboru na logovanie. Ak tidto hodnota nie je nastavena vyvinu

populécie, nebude vypisand a pozorovanie pomocou PopulationViewer nebude mozné.

Priklad spustenia :

J/bridge -s 20 -t 4 -r 70 -g 200 -w -f log.evo
V tomto pripade populacia bude obsahovat 400 jedincov, Styri vlakna budl pracovat, pozadovana
fitness hodnota je 70, pocet generacii bude 200, selekcia bude osem smerna a vyvin populacie bude

logovany do suboru log.evo.

Sablona mostu bude permanentne na¢itana zo stiboru bridge.tmp . Tento subor musi byt v tom istom
adresari, v ktorom je spustitelny subor bridge.

Vysledky mostov budil permanentne ukladané do stboru results.col.

Pozorovanie vysledkov

Pomocou BridgeModeller (Open collection) je mozné otvorit’ subor results.col. Program nacita
vSetky mosty, ktoré boli ulozené do tohto suboru. Vyhl'adavat’ mostové konstrukcie sa daju pomocou

komponentu Model num, ktora je v hornej ¢asti okna.

Vyvin populécie je pozorovateIny pomocou programu PopulationViewer. Pomocou tlacidla Open sa

nacitavaju subory, ktoré obsahujt data o vyvinu. Tieto sibory musia byt ukon¢ené priponou ,, .evo*.

Po nacitani je mozné pozorovat’ vyvin populacie.
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|2 Evolution Analyzer =0 E=E 5

File About

Fitness=113.25501

e Play

354
Deviation
Max :113.25501
Min :10, 146551
Avarage :33.906185
Deviation :18.12803

fitnezz=| genrations

L |
| i ] T30 40
P . »

Obraz 2: Obrazok ukazuje uzivatel'ské rozhranie programu PopulationViewer.

PopulationViewer sa da spustit’ s prikazom:

java -jar dist/PopulationViewer.jar
RieSenie knapsack problému

Pre problém knapsack neexistuje Sablona. VSetky parametre su nastaviteIné pomocou argumentu
aplikacie. Pred spustenim je potrebné prekladat’ zdrojovi kdd, toto sa da uskutoCnit’ pomocou
nasledujuaceho prikazu :
make knapsack
Prikaz make vytvori spustitelny subor, ktory mé& ndzov knapsack. Spustit simuldciu je mozné
nasledovne:
/knapsack [arguments]
Argumenty su takmer totozné, ako u simulacie modelu mostnej konstrukcie. Pre knapsack problém
existuju este dva argumenty :
1. -y kapacita : nastavi kapacitu batohu zlodeja.

2. -c pocet_objektov : nastavi pocet objektov v izbe.

Podra tych dvoch argumentov prevedie sa optimalizacia knapsack problému. Cena a vaha vsetkych
objektov bude vygenerovana nahodne. Kedze aplikacia pouziva rovnaké jadro ako u simulacie
mostnej konstrukcie logovanie funguje podobne. Vysledky simulacie su vzdy ulozené do stiboru
results.txt.

Priklad spustenia :

Jknapsack -s 30 -g 300 -f log.evo -c 20 -y 60 -w
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Priloha B

Obrazkové vysledky testov mostnej konStrukcie a ukazka

vyvinu populacie.

Gen. 1
/.
*‘? i Gen. 12.
i ; % Gen. 25.
F ﬁ Gen. 41,
1 ? Gen. 70.

SRERE

Gen. 1.

Gen. 12

Gen. 23

Gen. 41.

Gen 30.

Obrazky ukazaju vyvin mostnych konstrukcii. Cavy je vyvin mostu prvého testu (viz. Kap. 8.2),

Pravy je vyvin druhého mostu (viz. Kap. 8.2).
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Gen. 14 Gen. 31. Gen. 46 Gen. 70.

Obrazok ukazuje vyvin populacie prvého testu (viz. Kap. 8.2).

Gen. 17. Gen. 27. Gen. 36. Gen. 30

Obrazok ukazuje vyvin populécie druhého testu (viz. Kap. 8.2).

Priklad rieseniu knapsack problému

Vsetky objekty (50 kus, celkom 699kg, a 2458%) :

(6%,13kg) (5%,27kg) (58,23kg) (28,16kg) (13$,9kg) (7$,2kg) (9%,20kg) (63$,23kg) (6$,0kg) (6$,22kg)
(88,11kg) (9%,27kg) (0$,2kg) (3%,2kg) (58,7kg) (2$,29kg) (8%,12kg) (7$,29kg) (68,13kg) (2$,1kg)
(3$,9kg) (9%,21kg) (78,14kg) (43,8kg) (0$,5kg) (6$,23kg) (03,1kg) (38$,26kg) (03$,2kg) (18,16kg)
(5%,15kg) (7%,14kg) (5%,26kg) (98,16kg) (78,13kg) (58,24kg) (5%,12kg) (79%,14kg) (4$,14kg)
(0%,3kg) (8%,7kg) (8%,0kg) (4$,8kg) (1$,3kg) (98,14kg) (0$,12kg) (8$,26kg) (25,19kg) (6$,16kg)
(9%,24kg)

Vysledok :

vyuzivana véha :100/100, celkova cena: 82

(78,2kg) (6%,0kg) (8%,11kg) (0$,2kg) (3$,2kg) (58,7kg) (8%,12kg) (28,1kg) (4$,8kg) (0$,1kg)
(7%,13kg) (7$,14kg) (88,7kg) (88,6kg) (98,14kg)
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Priloha C

UML diagram tried knihovni Evolution

Evolution

- stream : *ostream
- result : *ostream

- threads : int

- width : int

- height : int

- divide : "int

- fourway : bool

- requestedFitness : float
- generations : int

- pop1 : * Population
- pop2 . ® Population

Population

- width : int
- height : int
- population : *=Chromozome

+ get(x : int, y :int} . * Chromosome

- dircount () : int

- dirx (g : int) : int

- diry (g : int) : int

- getBest (g : int, w : int, pop : * Population) :
*Chromosome

- getDivide() : void

- serializelnt(value : int, stream : & ostream} : void
= init (factory : & ChromosomeFactory=T=} . void
+ runGeographical() : void

+ runSequential() - void

+ setBounds(g : int, w : int} : void

+ getWidth () : int

+ getHeight () : int

+ zetThreadCount( count : int} ; void

+ getThreadCount(} : int

+ zetGenerationCount( count : int) ; void

+ getGenerationCount() : int

+ zetReguestedFitness(fitnezs : float) :void
+ getReguestedFitness() ; float

+ setFourWayTyped( fourway : bool) : void
+ isFourWWayTyped(} : bool

+ zetlogStream( stream : *ostream) ; void

+ setResultStream ( stream : ®ostream) : woid

1

+zet(x int, ¥ . int, ¢ . ®* Chromosome) : void contains
+ getWidth() : int 1
+ getHeight() : int
+ zeriglize (stream : & ostream) : void
+ Population { factory : & ChromosemeFactory,
width : int, height : int)
- W*MN
< 1
Chromosome
- cachedFitness : float
# virtual fitness() ; float (pure)
contains + getFitness() ; float
< wirtual init(} ; woid
+ wirtual mutate(ratio :int) ; void (pure}
Uses + virtual reproduceFromisecond ; * Chromosome) |
fDr_ *Chromosome (pure}
Creation + virtual finalize() : void
+ virtual serialize ( stream : & ostream) ; void
T*M
1
ChromosomeFactory<T>
1 Creates
+ createChromosomes(width : int, height : int) ; ==

Chremosome
+ createArray(width ; int, height ; int} :
**= Chromo=some
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