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ABSTRAKT

Cielom tejto prace je zoznamit Citatela s prejavom delta viny na elektrokardiograme u
detskych pacientov s Wolf-Parkinson-White syndrémom, ktori st ohrozeni nahlou smrtou
srdca. Nasledne sa v praci venujeme spracovaniu dat z elektrofyziologického vysSetrenia
a tvorbe algoritmov na extrakciu biomarkerov z EKG signalu v programovacom jazyku
Python. Praca obsahuje statistickd analyzu biomarkerov, pricom sa ststreduje na rozdiel
v datasetoch u rizikovych a nerizikovych pacientov. Biomarkery, ktoré maja statisticky
vyznamny rozdiel v datasetoch si pouzité k tvorbe a vyberu vhodného modelu predikcie
rizika akcesoérnej drahy u pacientov.

KLUCOVE SLOVA
WPW syndrém, preexcitacny syndrém, akcesérna draha, EKG, delta vina, extrakcia bio-
markerov

ABSTRACT

The aim of this work is to acquaint the reader with the delta wave manifestation on the
electrocardiogram in pediatric patients with Wolf-Parkinson-White syndrome who are at
risk of sudden cardiac death. Subsequently, in the work we deal with the processing of
data from the electrophysiological examination and the creation of algorithms for the
extraction of biomarkers from the ECG signal in the Python programming language. The
work includes statistical analysis of biomarkers, focusing on the difference in datasets for
at-risk and non-at-risk patients. Biomarkers that have a statistically significant difference
in the datasets are used to create and select a suitable model for predicting the risk of
the accessory pathway in patients.

KEYWORDS

WPW syndrome, pre-excitation syndrome, accessory pathway, ECG, delta wave, extrac-
tion of biomarkers
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Uvod

Wolf-Parkinson-White syndrém (WPW syndréom) je vrodenym ochorenim srdca,
pri ktorom spojenie medzi predsienami a komorami nezabezpecuje len atrioventri-
kularny uzol, ale aj akcesérna draha. Tato draha sposobuje predcasnu elektrickt
aktivitu komor s obrazom preexcitacie na elektrokardiograme (EKG). V najhorsich
pripadoch moze dojst k tvorbe arytmii, ktoré sposobia ndhlu smrt srdca. Charakte-
ristickym priznakom tohto syndrému je nalez delta viny na EKG. Vzhladom na to,
7ze mnoho pacientov je asymptomatickych, ich preventivne sledovanie a pripadna
liecba nie st dostatoc¢ne skoro zacaté. Frekvencia vyskytu WPW syndréomu u Iudi
je 0,1% - 0,3%. Znamend to, ze kazdy prvy az treti ¢lovek z 1000 Tudi trpi WPW
syndrémom [1].

Hlavnym cielom tejto prace je spracovanie signalov od pacientov s WPW syn-
dromom a implementovanie vhodnych algoritmov v prostredi Python, ktoré budu
pouzité pre extrakciu priznakov z EKG zaznamu. Nésledné predspracovanie dat po-
trebnych k implementacii modelu predikcie rizika akcesérnej drahy z pohladu nahlej

srdcovej smrti.
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1 Kilinicka cast
1.1 Prevodovy systém srdca

Prevodovy systém srdca je tvoreny Specializovanymi myocytmi, ktoré maji svoje
jedineéné anatomické, funkéné a molekularne vlastnosti, vdaka ktorym nase srdce
dokéze pracovat ako samostatnd jednotka. Systém je tvoreny dvoma uzlami, sinoat-
ridlnym (SA uzol) a atrioventrikularnym (AV uzol), dalej je tvoreny pravou a lavou
vetvou zvéazkov, ktoré vedu elektricky impulz az ku koneé¢nym Purkynovym vldknam
2].

Sinoatridlny uzol ma tvar podobny "bananu'[2] a nachddza sa v subepikardidlnej
oblasti srdca. Posobi ako primarny pacemaker, ktory automaticky udéva rytmus.
Riadi sa spontannou diastolickou depolarizaciou, ktora po dosiahnuti urc¢itého prahu
spust{ dalsie akéné napétie [2].

Vzniknuty impulz sa vdaka preferenénym draham dostava do atriventrikular-
neho uzla, ktory sa nachddza na dne predsienového septa. Jeho hlavnou tlohou je
viest akéné napétie z predsieni na komory, pricom musi tento impulz spomalit, aby
vzniklo oneskorenie medzi predsienovou a komorovou systolou, pretoze je dolezité,
aby sa najprv dokoncila depolarizacia predsieni a az tak bola zahajena kontrakcia
komor. Zaroven AV uzol chrani komory pred predsienovou tachykardiou a v pripade
zlyhania SA uzlu méze AV uzol prevziat tlohu pacemekera [2].

Hisov zvazok prestupuje medzi vazivovy skelet do interventrikularneho septa
a tvori jedini moznu elektricki drahu pre impulz z AV uzla na komory. Myokard
predsieni a komor je elektricky izolovany pomocou vazivového skeletu. Systém ve-
denia od AV uzlu az po komorovy pracovny myokard zabezpecuje synchronizaciu
aktivacie komorového myokardu tak, aby sa zabezpecila ¢o najefektivnejsia aktivita
srdca ako pumpy [2].

Poslednou c¢astou prevodového systému srdca su Tawarové ramienka, na ktoré
nadvézuju Purkynove vlakna. Ich tlohou je previest vzruch cez pravu a lavi komoru

az na pracovny myokard komor [2].

1.2 AkEéné napdtie bunky

Akéné napétie bunky myokardu je mozné merat pomocou intracelularnej elektrody
zavedenej priamo do srdca ku konkrétnej bunke. Akéné napétie je tvorené 5 za-
kladnymi fazami, ktoré popisujui jeho vznik a priebeh v ramci jednej bunky. Faza 0
popisuje nastup rychlej depolarizacie, kedy sa aktivuju sodikové kandly a zvysi sa
vodivost membrany. Faza 1 nastava vtedy, ked sa otvoria draslikové kanaly a nastane

rychly pokles napétia v bunke. Vo faze 2 alebo inak nazyvanej aj platé sa vyrovna

11



podiel vapnikovych a draslikovych iénov a membranovy potencial je takmer kon-
stantny. Faza 3 zahrnuje repolarizaciu bunky, kedy sa uzatvoria vapnikové kanaly,
avsak draslikové kanaly ostani otvorené az do dosiahnutia pokojového membrano-
vého potencidlu okolo -90 mV. Stvrtad fiza nastdva pocas diastoly bunky, kedy si
uzatvorené sodikové aj draslikové kanaly a akéné napéatie ma stabilni hodnotu okolo
-90 mV [3].

Efektivna refraktérna perioda (ERP) je doba po vyvolani akéného napétia, po-
cas ktorej nemoze dojst k vyvolaniu dalsieho akéného napétia bez ohladu na to,
aky velky impulz je vyvolany, kedZze membrana nie je dostatocne repolarizovana
a sodikové kanaly su eSte inaktivované. Na obrazku 2.2 je znédzorneny jeden priebeh

akéného napatia v kardiomyocytoch a nazorne znazornena aj ERP [4].

Obr. 1.1: Fazy akéného potencidlu srdca a efektivna refraktérna peridda [8]

1.3 Popis EKG

Najcastejsie pouzivana vysSetrovacia metoda srdca 12-zvodovy elektrokardiogram.
V bunkach myokardu vznika akény potencial, ktory sa postupne depolarizaciou
bunky po bunke $iri od sinoatridlneho uzlu az po Purkynove vldkna. V oblastiach
rozdielneho membranového napétia vznikaji malé prudy, ktoré vytvaraju elektro-
magnetické pole. Vdaka vodivosti telesnych tekutin mozeme zachytavat tieto zmeny
potencialu na elektrédach na povrchu tela. Vysledkom tohto merania je EKG krivka,
pomocou ktorej mozeme jednoducho a neinvazivne rozlisit niektoré typické ochorenia
srdca.

EKG krivka sa sklada z jednotlivych QRS komplexov, ktoré nam zobrazuju prie-
beh srdca. QRS komplex sa skladd z 5 zdkladnych vin. Fyziologicky by sa pred
kazdym QRS komplexom mala nachddzat P vlna, ktord signalizuje depolarizaciu
predsieni, pricom prva cast signalizuje depolarizaciu pravej predsiene a druhé cast
zasa lavej predsiene. Nasleduje interval PQ (od zaciatku viny P az po zadiatok

viny Q), ktory predstavuje dobu, za aku sa signal dostane zo sinoatridlneho uzla az
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na prevodovy systém komor. Nasleduje samotny komplex QRS, ktory vo vSeobec-
nosti opisuje depolarizaciu komoér a tvoria ho dve negativne viny Q a S a jedna
pozitivna vlna R. Poslednou vyznamnou vlnou na EKG je vlna T, ktora reprezen-
tuje repolarizaciu komor. Predsiene st samozrejme taktiez repolarizované, avsak tato
aktivita nie je na EKG viditelnd, kedZe ju prebija depolarizacia komor [5] [6].

Na EKG mo6zeme pozorovat isté patofyziologické zmeny EKG krivky, ktoré naz-
nacuju rozne choroby srdca. Jednou z nich je aj delta vlna, ako mozeme vidief
na obrazku 1.2 a ktorad je typickym priznakom pri WPW syndréme. Sice sa ndm
zobrazi klasicky sinusovy rytmus, aviak interval PQ, ktory méd bezne dizku 0,12 -
0,2 sekundy, je skrateny pod 0,12 sekundy, ¢o je spésobené prave predcasnou depo-
larizaciou komor. Prave delta vlna skracuje PQ interval a zaroven rozsiruje spodnu
cast QRS komplexu, a teda ma QRS komplex dizku viac ako 0,1 sekundy. Druhd
polovica QRS komplexu je normaélna, kedze impulz, ktory sa na komory dostal cez

Kentov zvazok sa stretne s vlnou depolarizacie, ktory presiel cez AV uzol [7].

Delta vina

Mormalny signal

Obr. 1.2: QRS komplex s delta vinou [9]

1.4 Patofyziolégia WPW syndromu

Wolf-Parkinson-White syndrom je vrodeny preexcitecny syndrém s predcasnou de-
polarizéciou ¢asti komor cez akcesérnu drahu (Kentov zviazok) v prevodovom sys-
téme srdca. Lludia s tymto syndréomom sa narodia s pridanou drahou v srdci, ktora
umozni elektrickému signalu obist AV uzol a depolarizuje tym komory skor (preexci-
tacia), popripade sa vzruch moéze vratit pomocou drahy naspéit z komory na pred-
sien. KedZe spojenie medzi predsieniou a komorou je pomocou dvoch zvéizkov (AV
uzol a Kentov zvizok), méze dochdadat k roznym porucham rytmu srdca. Elektrické
impulzy, ktoré prejdu cez akcesérnu drahu vedu k abnormaélnej supraventrikularne;
tachykardii [7] [1].
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1.5 Priznaky WPW syndrému

Wolf-Parkinson-White syndréom je tikaz na EKG, ktory je jednym z prejavov atri-
oventrikuldrnej reciprocnej tachykardie (AVRT'). Medzi najcastejSie priznaky AVRT
patria synkopy (ndhla a kratkodobd strata vedomia), palpitacia (busenie srdca),
dyspnoe (pocit nedostatku vzduchu) a pocit chvenia. Hlavne u det{ méze mat vyvo-
lana tachykardia fatalne nasledky, kedZe srdcovy rytmus dosiahne hodnoty nad 220
tepov za minttu a vedie k zéstave srdca a nahlej smrti[10]. Podla predchadzajtcich
studii sa nahla smrt pri WPW syndréme vyskytuje aj bez predchédzajtcich prizna-
kov, castokrat v pripade, kedy su pacienti v klude, popripade v spanku a zaroven

zo studil vychddza, ze Castejsie st ohrozeni muzi ako zeny [11].

1.6 Arytmie sposobené WPW syndrémom

Akcesérna draha Kentovho zvazku pri WPW-syndréme je ¢astou pric¢inou vzniku
arytmii. U pacientov s tymto syndrémom sa s 95% pravdepodobnostou vyskytuje
ortodromnd AV reentry tachykardia (AVRT). Pri ortodrémnej AVRT sa vzruch
siri anterogradne z predsieni na komory cez AV uzol, avsak retrogradne sa vracia
na predsiene cez akcesérnu drahu, ¢im vznika kruzivy vzruch. Jedna sa o pravidelni
tachykardiu s izkym komplexom QRS a s P vInou, ktora sa nachadza az na pociatku
ST tseku. Delta vina v takomto pripade chyba a QRS komplex je stihly [7] [12].

V opacnom pripade, ked antegradne vedenie vzruchu je cez Kentov zviazok na
komoru a ten sa nasledovne vracia retrogradne na predsien cez AV uzol, hovorime
o antridromnej AV reentry tachykardii. EKG obsahuje typickd delta vinu, skrateny
PQ interval a rozsireny QRS komplex [7] [12].

Okrem tachykardii moze Wolf-Parkinson-White syndrom spdsobit aj fibrilaciu
predsieni. Vznika dvojité vedenie cez AV uzol a zaroven aj cez pridani drahu, ¢o sa
prejavuje na EKG premenlivymi RR intervalmi a vyraznou delta vinou. Ide o naj-
nebezpecnejsiu formu arytmii, kedy hrozi prechod fibrilacie z predsieni aj nakomory;,

¢o mdze sposobit ndhlu smrt srdca [7].
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2 Metdédy

2.1 Pacienti

Jednd sa o retrospektivnu stidiu, v ktorej bolo zahrnutych 182 mladych pacientov
vo veku od 5 do 19 rokov indikovanych k elektrofyziologickej studii (EF) pre obraz
preexcitacie na 12-zvodovom EKG v Detskej nemocnici Fakultnej nemocnice Brno
v rokoch 2012 az 2022. Pocas EF studie bola pacientom merana ERP akcesérnej
drahy v 4 roznych situdcidach. Anterogradna efektivna refrakterna peridda bola in-
dikovana pri doprednom vedeni drahy, kedy sa impulz $iril z predsiene na komoru.
Retrogradna ERP bola indikovana pri spdatnom vedeni AP, pricom sa impulz Siril
presne opacnym smerom ako pri anterogradnom vedeni, a teda z komory na pred-
sien. U niektorych pacientov boli merané tieto hodnoty aj po podani izoproterenolu.
[zoprotenerol je beta-1 a beta-2 adrenergny receptorovy agonista, ktory po aplika-
cii zvysi kontraktilitu a frekvenciu srdca, a zaroven zvysi rychlost vedenia vzruchu
v prevodovom systéme srdca [13].

Ziskané data boli pre kazdého pacienta prestudované a z dat EF vysetrenia
boli vybrané hodnoty nameranych ERP, ktoré boli nasledne ulozené do tabulky pre
jednoduchsi prehlad. V praci bolo urc¢enych niekolko kritérii, ktoré pacienti museli
spliiat a podla ktorych boli pacienti roztriedeni do skupin. 24 pacientov (z toho 12
muzov a 12 zien) malo iba interminentne (obc¢asne) vedicu pridavnd drahu pri sinu-
sovom rytme, a preto boli zo §ttdie vyradeni. Dalsich 17 pacientov (z toho 11 muzov
a 6 zien) bolo zo studie vyradenych, pretoze pri nich nebola vykonand nativna $ti-
dia efektivnej refraktérnej periédy ziadnym z obvyklych postupov. Medzi obvyklé
metody sa zaraduje vzostupnd stimulacia predsieni, S1-S2 programovana stimulacie
predsieni a meranie najkratsieho R-R intervalu pri indukovanej fibrilacii predsieni.
Poslednd skupina 12 vyradenych pacientov (z toho 7 muzov a 5 Zien) nemali dosia-
hnutelntd hodnotu ERP akcesérnej drahy ani jednym z obvyklych sposobov.

7 povodnych 182 pacientov iba 129 splitalo vietky kritéria zaradenia do préce.
82 muzov s priemernym vekom 13,18 rokov a medidnom 14 rokov, ¢o predstavuje
63,6% vsetkych pacientov. Zvysnych 36,4% pacientov tvorilo 47 Zien s priemernym
vekom 13,40 rokov a medidnom 14 rokov. Postup selekcie pacientov je zobrazeny

na obrazku 2.1.
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182 pacientov indikovanych k EF
Studii

24vyradenych pacientov
. [Iba ob&asné vedenie akcesornej
“ldrahy pri sinusovom rytme

Muzi - 12/ Zeny - 12

158 pacientov

17 vyradenych pacientov
Neuskuto€nena nativna Studia
ERP akcesornej drahy
Muzi- 11 / Zeny - 6

141 pacientov

12 vyradenych pacientov
Nedosiahnutelna hodnota ERP
kcesornej drahy
Muzi - 7 / Zeny - xx5

»

129 pacientov

Muzi Zeny
Pocet - 82 Pocet - 47
Vek (priemer) - 13,18 Vek (priemer) - 13,40
Vek (median) - 14 Vek (median) - 14

Obr. 2.1: Vyvojovy diagram selekcie pacientov

Z tabulky 2.1 je zrejmé, Ze najcastejsie bola namerana anterogradna ERP AP,
ktora bola indikovana u vsetkych zaradenych pacientov. Prave tato hodnota v praci
sluzi na klasifikaciu rizikovych a nerizikovych pacientov. Zaroven su v tabulke uve-
dené priemerné hodnoty ERP AP spolu s vypocitanou smerodajnou odchylkou, ktora
bola vypocitana podla vzorca 2.1.

1 N

6=\ % 2 @i ), (2.1)

i=1
kde N je pocet prvkov, z; je hodnota na pozicii i vo vektore x a & je priemerna
hodnota vektoru x [14].

Skatulovy graf (boxplot) zobrazuje rozdelenie hodnét anterogradnej ERP akce-
sornej drahy pre vsetkych pacientov zaradenych do prace. Z grafov je zrejmé, ze
véacsina hodnot sa pohybuje v okoli 300 ms. Pre ostatné typy ERP AP su skatulové
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Ant ERP AP | Ant ERP AP siso | Ret ERP AP | Ret ERP AP s iso
Pocet 128 30 59 8
T 286 277 303 275
) 53.7 51.8 55.8 58.9

Tab. 2.1: Hodnoty ERP AP (ant - anterogradne, ret - retrogradne). Z - priemer a ¢
- smerodajna odchylka

grafy vykreslené bez NaN hodnot, pretoze tie by znacne ovplyvnili vysledny graf
2.2.

erp_ant erp_ant_iso
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450 °
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®
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Obr. 2.2: Hodnoty anterogradnej (ant) a retrogradnej (ret) ERP akcesérnej drahy
pre vsetkych pacientov zobrazené v skatulovom grafe.

2.2 Meranie dat

Podstupenie elektrofyziologického vysSetrenia je najddlezitejsSim krokom k urceniu

rizika nahlej smrti a k vyhodnoteniu povahy biomarkerov, kedze neinvazivne studie
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sice dokazu urcit polohu akcesérnej drahy, ale zatial pomocou nich nedokazeme
predpovedat riziko nahlej smrti srdca [15].

Pri EF vysSetreni sa pacientovi zavedu elektrédy do pravej casti srdca a este pred
samotnou stimulaciou sa nameria nativne EKG. Zacina sa so stimulaciou z predsieni
na komory, aby sa zistilo, ako vyzera vedenie signalu. Prva stimulacia je uskutoc-
nena metdédou vzostupnej sériovej stimulacie predsieni, kedy sa zacinaju stimulovat
komory na zakladnom stimulacnom cykle, ktory ma frekvenciu vyssiu ako je frek-
vencia pacienta, pricom sa obvykle zac¢ina na hodnote okolo 100 tepov za minttu.
Téato frekvencia sa postupne zvysuje a sleduje sa odpoved na komorach. Moézu na-
stat dva pripady, vdaka ktorym vieme urcit ERP na zaklade aktualnej frekvencie
stimuldcie. V pripade, Ze vedenie prestane byt 1:1 (1 predsien a 1 komora) znamena,
ze vypadla aj akcesérna draha a aj AV uzol alebo mo6ze nastat pripad, Ze sa zostihli
QRS komplex na EKG, ¢o znaci, ze vypadla iba akcesérna draha [15].

Dalsou metédou, ktord sa pouziva pri elektrofyziolégii srdca je programovatelna
stimulacia predsieni, ktora sa nazyva aj ako protokol S1-S2. Funguje na principe, ze
sa pacientovi stimuluje predsien presne danym poctom stimulov pri napriklad 100
milisekndach a nasledne sa poda jeden extrastimul pri 400 milisekundach. Takto
sa opakuje cyklus a postupne sa znizuje hodnota extrastimulu. Sleduje sa, kedy sa
zastavi prevod z predsneini na komory (ERP AV uzlu alebo akcesérnej dréhy) alebo
kedy zmizne delta vina (ERP AP). Protokol S1-S2 sa znova opakuje, avsak s tym,
ze sa stimuluji komory a sleduje sa prevod signalu z komoér na predsiene. Takymto
sposobom zistujeme retrogradne ERP [15].

V pripade, zZe bol pacientovi podany izoproterenol (iso), ktory zvysuje excitabilitu

buniek srdca, opakuje sa cely postup znovu a meraji sa hodnoty ERP pri iso.

2.3 Zaznamenavanie dat

Na zaznamendvanie dat sa pouziva systém Workmate firmy Abbott, pricom sa za-
znamenavaju hodnoty z 12-zvodového EKG a intrakardialne zaznamy z koronarneho
sinusu a z Hisovho zvézku. Vzorkovacia frekvencia sa obvyklne nastavuje na 2 kHz
a rozlisenie signalu je 78(11V/Isb). Tieto data su poskytnuté z Détské nemocnice FN

Brno.

2.4 Detekcia QRS komplexov

Na spracovanie EKG signdlu bol pouzity program SignalPlant z Ustavu pristrojovej
techniky Akadémie vied Ceskej republiky [16]. Tento program sa $pecificky zame-

riava na biologické signaly, avSak obsahuje nastroje uzito¢né pre akikolvek int oblast
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spracovania signalu. Vsetky EKG zaznamy boli ulozené v siibore typu .h5, ktory je
jednym z hierarchickych datovych formatov, ktory sa pouziva na velké mnozstvo
udajov vo forme viacrozmernych poli [17].

V ramci tejto bakalarskej prace bol najviac vyuzity softwarovy modul QRS de-
tektor, ktory v celom signdli oznacil kazdy QRS komplex [18]. Model bol upraveny
pre potreby tejto bakalarskej prace rozsirenim detekcie cez vsetkych 12 zvodov. Na-
sledne boli tieto znacky davkovo zo vsetkych signalov exportované do .sel suborov.
KedZe program SignalPlant, oznaci iba stred QRS komplexu a na spravnu lokaliza-
ciu celého QRS komplexu a tseku P-Q je potrebné oznacif vacsiu cast, boli preto
vsetky znacky pomocou vytvoreného programu rozsirené este o 350 vzoriek dolava

a 350 vzoriek doprava.

2.5 Korelacia signalov

Korelacia je Statisticka metdda, ktora sa pouziva na posudenie linearity medzi dvoma
spojitymi premennymi. Korelacny koeficient moze nadobudat hodnoty od -1 do +1.
Hodnoty -1 a +1 znamenaju tplni korelaciu, zatial ¢o nula znamenad, ze medzi pre-
mennymi neexistuje ziaden linedrny vztah [19]. V tejto praci bola koreldcia signélov
vyuzivana na porovnavanie jednotlivych QRS komplexov. Pri kazdom pacientovi bol
zvoleny jeden casovy tsek s QRS komplexom, ktory obsahoval delta vinu a jeden
casovy usek s QRS komplexom, ktory uz delta vinu neobsahoval a bol zaznamenany
na konci elektrofyziologického vysetrenia. Takymto sposobom boli uréené vzory, voci
ktorym prebiehala korelacia. Hlavnym dévodom, kvoli ktorému sme sa rozhodli takto
postupovat, bolo znizit vypoctovi naroc¢nost celého programu, aby nemusela prebie-
hat korelacia kazdého detekovaného tseku signélu s kazdym detekovanym tsekom.

Na obrazku 2.3 je znazorneny vyvojovy diagram, na ktorom je graficky spraco-
vany postup tvorby korelacie, vypoctu korelacného koeficientu a vytvorenia priemeru
vhodnych tsekov signalu.

Pomocou kniznice SciPy[20] v prostredi Python sme vyuzili funkciu correla-
tion_lags, ktora vypocita posun indexov pre 1D krizovi korelaciu a vrati pole, ktoré
obsahuje indexy posunu. Nésledne bol signél zarovnany voci vzoru a vypocitany Pe-
arsonov korelac¢ny koeficient zo vzorca 2.2. Ide o Statisticky test, ktory urcuje mieru
asociacie dvoch signalov. Pre vyber dat velmi podobnych sabléne bolo potrebné
nastavit prah. V tejto praci bola nastavena hodnota prahu na 0,9. Vsetky tseky
QRS komplexov, ktoré spliiali tito podmienku, boli ulozené do slovnika, ktorého
kIce tvoria jednotlivé zvody. Data boli nasledne kumulované samostatne pre kazdy
zvod kazdého pacienta, pricom tieto data boli ulozené do trojrozmerného pola typu

numpy (700 vzoriek, 12 zvodov, korelované a kumulované data). Tie tseky, ktoré
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Obr. 2.3: Postup korelacie signalov

podmienku nesplitali, boli vynechané. Kvoli vipoctovej a paméitovej ndrocnosti boli

ulozené uz len data kumulovaného signalu.

S (x—myg) - (y—my)

r

Grafy na obrazku 2.4 predstavuju vybrané .sel sibory u konkrétneho pacienta

TSP S -m)

kde m, je priemerna hodnota vektoru x a m, je priemerna hodnota vektoru y [21].

s kumulovanymi hodnotami v jednotlivych zvodoch.
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Obr. 2.4: Ukazka vystupu po kumulacii korelovanych signalov. Lavy obrazok pred-
stavuje signaly s delta vinou. Pravy obrazok predstavuje signaly s normalnym QRS

komplexom.

2.6 Extrakcia biomarkerov

Odhalenie biomarkerov na EKG je klticové k spravnemu uréeniu ochorenia a ako bolo
spomenuté v kapitole 1.3 je najtypickejsim priznakom pre Wolf-Parkinsov-White
syndrém vyskyt pomalej delta viny, a teda rozsirenie QRS komplexu nad 120 ms.

Ziskané korelované a spriemerované data boli stdle zasumené a obsahovali frek-
vencie, ktoré pre tito pracu nie su dolezité. Kedze pocas filtrovania mdze dojst
k posunutiu faze, na nas signal sme aplikovali filtrovanie dopredu a odzadu (angl.
forward-backward filtering). Ako filter bol pouzity Butterworthov filter 4. radu s pés-
movou priepustou od 0.5 Hz do 40 Hz, aby sme odstranili jednosmernt zlozku signélu
a zaroven odstranili striedavy interferen¢ny signdl z napajania pristroja. [24].

Pre urcovanie biomarkerov zo signalu EKG a teda konkrétne z QRS komplexov
je potrebné si v prvom rade urcif niekolko hlavnych bodov na QRS komplexe ako je
zaciatok delta viny, koniec delta viny a pozicia amplitidy R peaku. Jednotlivé bio-
markery st znaznornené na obrazku 2.5. Amplitida R vrcholu (v praci skratene ako
ampl R) bola urc¢enad ndjdenim maxima, a zaroven bola uréend aj pozicia R vrcholu,
ktora bola pouzitd k dalsim vypoctom.

V dalsom kroku bol na signél aplikovany Butterwathov filter 4. radu typu horna
priepust, ktory filtroval hodnoty nizsie ako 5 Hz, ¢o je typicka frekvencia delta viny
v EKG signali. Ziskali sme tak signal, ktory delta vlnu uz neobsahoval a prave po-
rovnavanie tychto dvoch signalov sme vyuzili k detekcii zaciatku a konca delta viny,
pricom zaciatok delta viny sa urcoval ako krizenie tychto signalov v mieste, ktoré sa

nachadza pred miestom ukoncenia delta viny. Koniec delta viny bol urcovany v bode,
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Obr. 2.5: Znazornenie jednotlivych biomarkerov

kde signal s odfiltrovanou frekvenciou delta vlny prechadzal nulovou izoliniou, ¢o je
znazornené aj na obrazku 2.6. Zaciatok delta nebol pri vSetkych signaloch pomocou

programu najdeny, v takychto pripadoch dodatoc¢ne rucne urceny.
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Obr. 2.6: Znazornenie jednotlivych biomarkerov

Medzi dalsie priznaky, ktoré sme z nasich signdlov urc¢ovali, bola ¢asova hodnota
taul, ktora urcovala ¢as od zaciatku delta viny az do maxima R vlny, ¢o sa zistovalo
odcitanim zaciatku delta viny od polohy amplitidy R viny. Urcovali sme aj casovi
hodnotu tau2, ktora urcovali dobu trvania delta viny a bola urcovana ako odcitanie
polohy zaciatku delta viny od bodu, kedy delta vlna skoncila.

Dolezitym ukazovatelom delta viny je jej rychlost v signdli, ¢o sme v nasom

pripade urcovali pomocou derivacie, pricom sa vzdy vzala maximalna hodnota de-
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rivacie v useku delta viny (der d). Okrem rychlosti zmeny amplitidy signalu moze
byt délezitym ukazovatelom EKG signalu aj plocha pod R vInou (v nasej praci ako
inte_ R), ¢i plocha pod delta vlnou (inte d) a ich vzajomny pomer(inte  Rd). Integ-
ral R vlny bol poéitany pomocou funkcie peak widths z kniznice scipy.signal [20],
pricom sme si nastavili relativnu vysku vrcholu na 0,85. Ide o vysku, pri ktorej sa
meria Sirka vlny ako percento jej vyznamnosti, kde hodnota 1 znamen4, Ze sa pocita
nastavenej sirky R vrcholu a pocital sa integracny sucet ako absolttnu hodnotu
jednotlivych vzoriek. Absolitna hodnota bola pouzita z dévodu, zZe obcasne R vlna
prekracovala nulovi izoliniu do zapornych hodnot. V pripade integralu delta viny
bol vypocet jednoduchsi a pouzity iba integracny stcet absoltitnych hodnot v tiseku
od detekovaného zaciatku delta viny po jeho koniec. Poslednym parametrom bol
pomer tychto ploch.

Efektivna refraktérna periéda (ERP) akcesérnej drahy rozdelovala databazu pa-
cientov na rizikovych a nerizikovych, pricom sme prah nastavili na 280 ms (typicky
sa tento prah pohybuje od 280 ms do 300 ms). VSetci pacienti, ktori mali hodnotu
ERP vacsiu ako 280 milisektiind boli povazovani za rizikovych, zatial ¢o pacienti
s hodnotou ERP nizsou ako 280 ms boli povazovani za nerizikovych. Prave tento
parameter je klicovy pre vytvorenie modelu predikcie rizika akcesérnej drahy z po-
hladu néahlej smrti srdca. Tieto parametre boli ku ostatnym priznakom pridané az

v poslednom krok pred tvorbou modelu.

2.7 Agregacia extrahovanych biomarkerov

Agregacia biomarkerov je proces, pri ktorom sa zhlukuju informécie z viacerych
biomarkerov do jedného nového priznaku. Na agregaciu dat mozu byt pouzité rozne
metody, pricom v tejto praci bolo zvolené urcovania maxima, minima a priemeru
hodnot. Pre presnejsie urcenie sme zvolili samostatne agregovat data pre koncatinové
zvody (I, IT, III) a pre hrudné zvody (V1-V6). Pri tomto procese sa iplne vynechali
augmentované zvody aVL, aVF a aVR, kedze ide o zvody, ktoré si len dopocitané
a nemeraju sa priamo.

Agregiaciou pomocou maxima, minima a priemeru samostatne pre hrudné a kon-
catinové zvody zo vsetkych 7 biomarkerov sme ziskali 42 agregovanych biomarkerov,
ktoré sme nésledne ulozili do numpy pola a pre lepsiu vizualizaciu sme ich previedli
do .csv suboru. Priklad agregovanych dat mézeme vidiet v prilohe 77, pricom prvy
stIpec oznacuje pacienta (v prilohe si pacienti oznac¢ovani poradovym ¢islo) a kazdy
dalsf stipec je pomenovany skratenou formou priznaku. Vzdy prva cast predstavuje
skratku priznaku, nasledujice pismeno k znaci, ze ide o koncatinové zvody, popri-

pade pismeno h, ktord oznacuje hrudné zvody a posledni cast tvori typ agregacie,
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pricom p znaci priemer, max zna¢i maximalnu hodnotu a min oznacuj minimalnu
hodnotu (priklad: ampl R-k-p znaéi priemer amplitidy R vrcholu z hrudnych zvo-
dov).

2.8 Statistické testovanie vyznamnosti biomarkerov

2.8.1 Test normalneho rozlozenia

Pred samotnym testom na statisticky vyznamny rozdiel v biomarkeroch medzi rizi-
kovymi a nerizikovymi pacientami bolo potrebné zistit, ¢i nase data maji normélne
rozlozenie alebo nie. Na tento ucel sme vyuzili D’Agostino a Pearsonov test, ktory
testuje nulovi hypotézu, ze data jednotlivych biomarkerov maji normalne rozlo-
zenie [25]. D’Agostino a Pearsonov test pocita dva Statistické parametre sikmost
a kurtézu. Sikmost uréuje mieru asymetrie v distribicii, zatial ¢o kurtéza kvantifi-
kuje, aka cast z celkového rozlozenia je na konci. Ako prvé sa pomocou tychto dvoch
parametrov vypocita asymetria voc¢i Gaussovskému rozlozeniu a nasledne sa vypo-
¢ita p-hodnota zo sictu nezrovnalosti medzi Gaussovskym rozlozenim a rozlozenim
nasich hodnoét.

Kedze na vyber spravneho Statistického testu je potrebné, aby biomarker mal
idedlne v oboch skupinach (ohrozenych a aj neohrozenych pacientov) rovnaké rozlo-
zenie dat, boli vsetky priznaky roztriedené do troch skupin. Prva skupina obsahovala
tie biomarkery, ktoré maji v oboch pripadoch normalne rozlozenie, druhé skupina
tie, ktoré normélne rozloZzenie nemaji a posledna skupina obsahovala biomarkery,
pri ktorych sa typy rozlozenia nezhodovali v oboch kategoriach.

2.8.2 Test statisticky vyznamnej odchylky

Pri analyze dat sa cCasto stretdvame s potrebou overif, ¢i existuje Statisticky vy-
znamnd odchylka medzi dvoma skupinami alebo vzorkami. V pripade priznakov
s normalnou distribiiciou bol pouzity T-test, zatialco v pripade, Ze obe skupiny
nemali normalne rozlozenie alebo sa rozlozenia nezhodovali bol pouzity neparamet-
ricky Mann-Whitneyov U test. Studentov t-test je parametricky Statisticky test,
ktory sa pouziva na porovnanie priemerov dvoch nezavislych skupin dat. Nulova
hypotéza testuje, ze neexistuje ziadny vyznamny rozdiel medzi priemernymi hod-
notami oboch skupin. Implementaciou t-testu je funkcia ttest ind v kniznici scipy.
Pri pouziti t-testu predpokladame nezavislost pozorovanych skupin, ¢o znamena, ze
hodnoty v jednej skupine nemaji ziaden vztah s hodnotami v druhej skupine, za-

roven predpokladdme norméalnu Gaussovskud distribticiu a homogenitu variacie dat.
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Variacia dat ndm vyjadruje kvantitativnu mieru odchylky dat od ich priemeru. Vy-
stupom funkcie je vypocitana t-Statistika a p-hodnota. P-hodnota (pravdepodob-
nostna hodnota) vyjadruje pravdepodobnost dosiahnutia pozorovaného alebo este
vzdialenejsieho vysledku, ak je nulova hypotéza pravdiva [28] [26].

Ako druhy bol pouzity Mann-Whitneyov U test, ktory je analégiou studentovho
t-testu, avSak nevyzaduje normélne gaussovské rozlozenie. Porovnava priemery me-
dzi dvoma nezavislymi vzorkami a testuje pritom nulovi hypotézu, ze medzi prie-
mermi dvoch vzoriek nie je Statisticky signifikantny rozdiel. Implementaciou tohto
testu v jazyku Python je funkcia mannwhitneyu z kniznice scipy. Vystupmi funkcie
su u-Statistika a p-hodnota. Hodnota statistiku U vyjadruje sicet hodnot U pre
jednu zo skupin. Vyssia hodnota U poukazuje na to, ze hodnoty v druhej skupine
st pravdepodobne vyssie ako hodnoty v prvej skupine [27].

Oba testy boli hodnotené na zéklade vysledkov p-hodnoty. P-hodnota sa po-
hybuje v rozmedzi od 0 do 1, pricom hodnoty blizke 1 naznacuji vysoku prav-
depodobnost, Ze rozdiel medzi pozorovanymi hodnotami je vysoko nahodny, zatial
¢o hodnoty blizke 0 naznacujui, ze existuje velmi mala pravdepodobnost, Ze by sa
dosiahlo signifikantného rozdielu medzi skupinami, pokial by vzorky pochéadzali z to-
tozného rozlozenia. Typicky sa ako hrani¢nd udava hodnota 0.05, ¢o znac¢i 5% hla-
dinu vyznamnosti. V pripade ak je p-hodnota mensia ako hladina vyznamnosti 0.05,
hypotézu zamietame, ¢o v pripade t-testu alebo u testu znamenad, ze medzi dvoma
skupinami je statisticky signifikantny rozdiel. Na druhej strane, ak je p-hodnota vac-
sia ako 0.05 znamena to, ze nulovi hypotézu nezamietame a medzi dvoma skupinami

nie je statisticky vyznamny rozdiel [28].

2.9 Korelacie biomarkerov

Multikolinearita sa vyskytuje v pripade, ked st vstupné premenné modelu medzi
sebou silne korelované, ¢o moze maft za néasledok, ze model bude mat problém rozlisit
vplyv jednej premennej od vplyvu inych premennych a bude pre neho problematické
urcit, ktoré premenné st skutocne dolezité pre predikciu. [30]

Ziskané agregované priznaky mohli byt medzi sebou linearne zavislé, ¢o bolo zis-
tované pomocou Pearsonovho korelacného koeficientu. V pripade, ak niektoré pri-
rovnakych, bol z nich vybrany iba jeden a to na zaklade nami zvoleného poradia
presnosti urcenia jednotlivych biomarkerov. Na obrazku 2.7 je znazornena korelac¢na
matica aj s hodnotami Pearsonovho korela¢ného koeficientu pre 6 biomarkerov, ktoré
z predchadzajiceho kroku vysli, Ze maju sStatisticky vyznamny rozdiel medzi hod-

notami pre ohrozenych a neohrozenych pacientov.
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Obr. 2.7: Korela¢na matica signifikantnych biomarkerov

V pripade maximalnej hodnoty derivacia delta vlny v koncatinovych zvodoch
(der_d-k-max) a priemernej hodnoty derivacie delta viny v koncatinovych zvodoch
(der_d-k-p) je vidiet na obrazku 2.7, ze Pearsonov korelacny koeficient dosahuje
hodnotu 0.92, ¢o znamena, ze medzi tymito dvoma biomarkermi je silnd linearna
zavislost. Preto bol parameter der d-k-max odstraneny, kedze priemerna hodnota
v sebe obsahuje obecnejsie informéacie o derivacii delta viny.

Zaroven z obrazku 2.7 vyplyva, ze korelacia nastala aj medzi biomarkermi tau2-
k-max (maximdalna hodnota doby od zaciatku delta viny po R vrchol pre koncatinové
zvody) a taul-k-max (maximéalna hodnota doby trvania delta viny pre koncatinové
zvody), kedze Pearsonov korela¢ny koeficient dosahoval hodnotu 0.98. Z tychto dvoch
biomarkerov bol odstraneny taul-k-max, kedze parameter tau2-k-max v sebe zahina
aj oblast celej delta viny.

Zvys$né 4 biomarkery (der_k-p, tau2-k-max, der d-h-p, inte Rd-h-max) boli
pouzité na tvorbu modelu predikcie rizika akcesérnej drahy pre pacientov ohrozenych

nadhlou smrtou srdca.

2.10 Model predikcie

Strojové ucenie ma v medicine velky potencial a méze pomdct zlepsit kvalitu zdravot-
nej starostlivosti a predchadzat zhorseniu stavu pacientov. R6zne modely strojového
ucenia mozu byt vyuzivané na predpovedanie rizika vzniku ochoreni, pravdepodob-

nosti tmrtia, alebo aj na predikciu lie¢ebnych tspechov [32].
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2.10.1 Kilasifikacny model

Medzi zakladné néstroje strojového ucenia patri klasifika¢ny model, ktory umoz-
nuje rozdelit data do jednotlivych kategorii na zaklade ich vlastnosti a charakteris-
tik. Jeho hlavnym cielom je naucit sa implicitné vzfahy medzi vstupnymi tdajmi
a prislusnymi triedami, ¢o umoznuje predikovat triedu pre nové, nezname data. Pri
klasifikacii sa predpokladd, ze existuje urcity vztah medzi vstupnymi idajmi a ich
prislusnymi triedami, ¢o umoznuje vytvaranie matematickych modelov na odhadnu-
tie tychto vztahov.

Pri klasifika¢nych modeloch sa rozlisuje medzi dvoma hlavnymi typmi ucenia a to
ucenie s ucitelom (angl. supervised learning) a ucenie bez ucitela (angl. unsupervi-
sed learning). Tieto pristupy sa liSia v spOsobe trénovania a vyuzitia dostupnych
udajov. Pri uceni s ucitelom rozdelujeme dataset na dve skupiny a to na trénovacie
a testovacie data, pricom v pripade trénovacich dat je ku vstupnym atribiitom prira-
dena aj prislusna trieda. V nasom pripade sii to dve triedy a to rizikovi a nerizikovi
pacienti, kde kazdy pacient z trénovacej sady dat je zaradeny do jednej z tychto
dvoch tried. Testovacia mnozina slizi na overenie schopnosti modelu generalizovat
naucené vztahy na nové, nezname data. V tejto praci boli testovacie a trénovacie
data rozdelené pomerom 30:70. Na nauceny model sa aplikujui testovacie data a vy-
sledné klasifikacie sa pouzivaji na vyhodnotenie tispesnosti modelu. Porovnavaji sa
klasifikicie z modelu s oznacenymi triedami v testovacej mnozine.

V praci boli skimané tri typy klasifikacnych modelov pre urcenie najlepsieho
z nich a to konkrétne rozhodovaci strom, model logistickej regresie a algoritmy pod-

pornych vektorov (SVM z angl. Support vector machine).

2.10.2 Hodnotenie kvality modelu

Na vyhodnotenie tispesnosti modelu sa vyuziva matica zdmeny (angl. confusion mat-
rix), ktord predstavuje tabulkovii metodu, ktord sumarizuje spravnost predikcie mo-
delu. Kazdy riadok predstavuje skuto¢nt triedu zaradenia prvku (pacienta) a kazdy
stIpec predstavuje predikovant triedu. V matici zdmeny, ktord mozeme vidiet v ta-
bulke 2.2 rozpoznavame Styri typy hodnot: skutocne pozitivnu (TP z angl. True
Positive), falosne pozitiviou (FP z angl. False Positive), skutocne negativnu (TN
z angl. True Negative) a falosne negativnu (FN z angl. False Negative). Skutoc¢ne
pozitivne su ti pacienti, ktori boli spravne zaradeni ako rizikovi, faloSne pozitivni
su ti, ktori boli nespravne klasifikovani ako pozitivni, ale mali byt klasifikovani ako
negativni. Skuto¢ne negativni pacienti boli spravne zaradeni ako nerizikovi a po-
sledni falosne negativni mali byt klasifikovani ako pozitivni, ale boli klasifikovani

ako negativni.
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Skuto¢ne pozitivni (1) | Skutoéne negativni (0)
Predikovane pozitivni (1) TP FP
Predikovane negativni (0) EFN TN

Tab. 2.2: Matica zameny

Z konkrétnych hodnot matice zdmen je mozné urcit niekolko dalsich parametrov
uspesnosti modelu akymi si presnost (ACC z angl. accuracy), Specificita a senziti-
vita. Presnost udava pomer spravne klasifikovanych pacientov ku celkovému poctu
vsetkych pacientov 2.3, Specificita vyjadruje percento skuto¢ne negativnych pacien-
tov, ktori boli spravne klasifikovani ako negativni a je dand vzorcom 2.4, zatial ¢o
senzitivita, ktora sa tiez nazyva aj citlivost modelu, udava percento skutocne pozi-
tivnych pacientov, ktori boli spravne klasifikovani ako pozitivni a je dana vzorcom
2.5.

TP +TN
ACC = 2.3
TP+TN+ FP+ FN ( )
g TN
ficita = ———— 2.4
Speci ficita TN+ FP (2.4)
TP
pe TP o
Senzitivita TP LN (2.5)

2.10.3 Model rozhodovacieho stromu

Rozhodovaci strom je v dnesnej dobre jednym z casto pouzivanych algoritmov stro-
jového ucenia, ktori patri do kategérie ucenia s ucitelom. Je zalozeny na principe
postupného rozdelovania dat na zaklade priznakov a vytvarania istej hierarchie roz-
hodnuti. Reprezentovany je Struktirou stromu, v ktorej kazdy vnutorny uzol re-
prezentuje rozhodovaciu podmienku, ktord oddeluje data na zaklade hodnoty kon-
krétneho priznaku. Kazda vetva predstavuje jednu moznost rozhodnutia na zaklade
konkrétneho priznaku, ktory je spojeny s danym vrcholom a kazdy list stromu pred-
stavuje koneény vysledok rozhodovania. Rozhodovaci strom je struktirovany tak,
aby minimalizoval chybu predikcie a zaroven bol ¢o najefektivnejsi. Kvalita klasi-
fikacie je hodnotena pomocou entropie, ktord vyjadruje mieru neistoty v systéme.
Entropia méze nadobudniut hodnét od 0 do log2(n), pricom n udava pocet kate-
goril v mnozine. V pripade tejto prace je n=2. Ak st vSetky prvky v mnozine dat
rovnakej triedy mame tuplnu istotu a entropia nadobtda hodnoty 0. Ak su vsetky

triedy v mnozine dat rovnomerne zastipené entropia nadobtida maximalnu hodnotu
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a znamena to, ze je v bode maximélnej neistoty, ¢o vychédza z rovnice 2.6.

E(S)= -3 pi(logsws) (2.6)

i=1
kde S je mnozina dat, i je trieda a p(i) je pravdepodobnost vyskytu triedy i v mnozine
S. Pri tvorbe rozhodovacieho stromu je snaha minimalizovat hodnotu entropie, ¢o
znamena, ze je snaha dosiahnuf maximéalnu homogenitu vramci jednotlivych skupin.
V programovacom jazyku Python bol model implementovany z kniznice scikit-learn
[35] pomocou funkcie DecisionTreeClassifier()[33] [34].

2.10.4 Model logistickej regresie

Druhym typom modelu pouzity v praci bol model logistickej regresie, ktory tak-
tiez patri do kategoérie ucenia s ucitelom. Princip je zalozeny na logistickej funkeii,
ktora transformuje linedrnu kombinaciu vstupnych priznakov pomocou sigmoidne;j
funkcie. Sigmoidna funkcia, ktorda mé tvar ako pismeno ’S’, zabezpecuje, Ze vystup
je vzdy v rozmedzi od 0 do 1, pricom hodnoty blizke 0 udavaji nizku pravdepo-
dobnost zaradenia k urcitej triede. Na druht stranu hodnoty blizke 1 vyjadrujua, ze
pravdepodobnost prislusnosti k danej triede je velmi vysoka. V pripade, ze linearna
kombinacia vstupnych priznakov je rovna nule, pravdepodobnost prislusnosti k danej
triede je 50%. Kazdy priznak je vazeny koeficientom, ktory udéava, aky vyznam mé
dany priznak pri predikcii. Podobne ako linearna regresia, logisticka regresia moze
zahfnat iba jednu alebo viac nezavislych premennych, hoci skiimanie viacerych pre-
mennych je vo vSeobecnosti informativnejsie, pretoze odhaluje jedinec¢ny prispevok
kazdej premennej po uprave pre ostatné, ¢o vychadza aj z rovnice 2.7.
ePo+B1X1+B82X0+-Bi X;

}/i = 1 + 6’60+’61X1+’62X2+"'ﬂiXi’

(2.7)

kde Y; vyjadruje aké je odhadovand pravdepodobnost, Ze vistupnd hodnota na-
chadza v jednej bindrnej skupine (i) oproti vyskytu v druhej, X; je nezavisla pre-
menna a [; je koeficient udavajuci sklon regresnej priamky, pricom [y je priesec¢nik
krivky s osou y[37].

Zakladné predpoklady, ktoré musia byt splnené pre logisticki regresiu, zahinaju
nezavislost chyb, absenciu multikolinearity a absenciu silne vplyvnych extrémnych
hodno6t.V praci bol model logistickej regresie implementovanych taktiez pomocou
kniznice scikit-learn a funkcie LogisticRegression()[35] [36] [37].

2.10.5 Model SVM

Model podpornych vektorov je model pouzivany pre regresné aj klasifikacné tlohy.

Cielom SVM je ndjst optiméalnu hranicu separacie medzi jednotlivimi triedami
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v priestore priznakov. Nadrovina je definovana polohou podpornych vektorov, ktoré
sui vyberané tak, aby boli najblizsie vzorky oboch tried maximalne vzdialené, ¢o je

znazornené na obrazku 2.8.

podporny
vektor

nadrovina  podporny
vektor

vzdialenost
krajnych hranic

Obr. 2.8: Schématické znazornenie linearneho modelu SVM

SVM model mo6ze byt bud linearny alebo s takzvanou jadrovou metdédou, ktora
umoznuje transformaciu nelinearne separovanych dat do vyssieho priestoru a tym
vytvorit nelinearnu separac¢ni hranicu. Existuji viaceré typy jadrovych metod ako
napriklad polynomiélne jadro, sigmoidalne jadro ¢i radidlne bazové funkéné jadro
(RBF z angl. Radial Basis Function), ktoré bolo pouzité aj v pripade tejto péace
[38]. Funkcia jadra je matematickd funkcia, ktora prevadza nizkorozmerny vstupny
priestor na priestor vyssej dimenzie. To sa dosiahne mapovanim tdajov do nového
priestoru funkcii. V tomto priestore budi udaje linearne oddelitelné. Jadro RBF
funguje tak, ze mapuje idaje do vysokodimenzionalneho priestoru ndjdenim bodov
a Stvorcov vsetkych funkcii v mnozine tidajov a naslednym vykonanim klasifikécie
pomocou zakladnej myslienky linedrneho SVM [39]. Pre projekciu dat do vyssieho
dimenzionalneho priestoru pouziva jadro RBF takzvani radidlnu bazickta funkciu,

ktort mozno zapisat ako:

| X1 —X2||2> ’ (2.8)

|
K (X, Xy) = —
(X1, Xo) = exp < 952
kde || X7 — X2||2 vyjadruje Stvorcovi euklidovski vzdialenost bodov a o je para-
meter na vyladenie funkcie [39].
V pripade tejto prace bol implementovany model pomocou funkcie sklearn.svm.SVC

z kniznice scikit-learn[35]. Funkcia SVC() slizi na implementaciu SVM modelu pre

ulohy klasifikacie.
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2.10.6 Metoda bagging

Bagging je metdda stiborového ucenia (z angl. bootstrap aggregation), ktora sa pou-
Ziva na zvysenie presnosti klasifikacného modelu. Principom metody je kombinovat
vystupy viacerych nezavislych modelov, ktoré boli trénované na réznych podmnozi-
nach trénovacich dat. V prvom kroku sa vytvori M trénovacich podmnozin s opa-
kovanim (bootstrapping). Tieto podmnoziny maji rovnaka velkost ako pdvodnd
trénovacia mnozina. Pre kazdi podmnozinu sa vytvori a uc¢i samostatny model stro-
jového ucenia. Nasledne sa vysledky zo vsetkych modelov spoja a urci sa finalny
vysledok vyberom triedy s najvic¢Sim zastipenim. ZjednodusSeny postup bagging
metody je znazorneny na obrazku 2.9. Vysledny model je odolnejsi voci preuceniu
a sumu v datach, kedze kombinuje viacero nezavislych modelov [40]. V praci bola
pouzita funkcia BaggingClassifier() z kniznice scikit-learn [35]. Vstupnym paramet-
rom boli vzdy jednotlivé modely (vzdy sa tvoril bagging len pre jeden druh modelu)
a parameter n_ estimators, ktory urcuje pocet nezavislych modelov bol nastaveny
na hodnotu 20.

Pdvodny dataset

Bootstrapping

Agregacia

Vysledna trieda

Bagging

Obr. 2.9: Schématické znazornenie metédy bagging

31



3 Vysledky

3.1 Normalne rozlozenie dat

V pripade testu normélneho rozlozenia dat sa pocitalo so 42 biomarkermi samos-
tatne pre rizikovych pacientov oznacenych ako ERP = 1 a nerizikovych pacientov
oznacenych ERP = 0. Porovnanie rozlozenia dat bolo vykonané nie len pomocou
D’Agostino a Pearsonoho testu, ale aj vizudlne pomocou skatulovych grafov, ktoré
sa nachadzaju v prilohe A.1. V pripade rizikovych pacientov malo 24 priznakov nor-
malne rozlozenie, zatial ¢o 18 nemalo normalne rozlozenie. V pripade nerizikovych
pacientov bol pomer opac¢ny ¢o znamena, ze 23 biomarkerov nemalo normélnu dis-
tribticiu hodnot a 19 biomarkerov malo normélne rozlozenie. 15 biomarkerov malo
v oboch skupinach normélne rozlozenie, 14 biomarkerov nemalo normélne rozlozenie
v oboch skupinach a 13 biomarkerov malo v jednej zo skupin normaélne rozlozenie a

v druhej zasa normélne rozlozenie nemalo.

3.2 Statisticky vyznamna odchylka

Pri testovani Statisticky vyznamnej odchylky pomocou t-testu a Mann-Whitney U
testu na datach od pacientov s hladinou vyznamnosti 0.05 mal iba jediny biomar-
ker statisticky vyznamny rozdiel. Taul-k-max je biomarker udavajici maximalnu
dobu trvania delta vlny pri snimani z koncatinovych zvodov. Jeho p-hodnota bola
0.047. Kedze testovanim vysiel ako jediny parameter, ktory ma statisticky vyznamnu
odchylku medzi rizikovymi a nerizikovymi pacientmi, rozhodli sme sa posuntt hra-
nicu p-hodnoty na 0.1, ¢im bola minimalizovana chyba II. typu, ktora udava chybu
prijatia nulovej hypotézy, ak je v skutocnosti nespravna [29]. Na druhej strane sa po-
sunutim hranice k vys$sim hodnotam zvysuje pravdepodobnost chyby I. typu, ktora
udéava chybné zamietnutie nulovej hypotézy, aj ked je v skutocnosti spravna, ¢o vedie
k zvyseniu falosne pozitivnych vysledkov [29]. V pripade zvySenia hranice hladiny
vyznamnosti sme ziskali celkovo 6 biomarkerov (der d-k-max, der d-k-p, tau2-k-
max, taul-k-max, der d-h-p, inte_ RD-h-max), ktoré mali hodnoty nizsie ako 0.1 a
teda mali statisticky vyznamny rozdiel medzi kategoriou rizikovych a nerizikovych
pacientov. Pri tychto 6 biomarkeroch bola testovana aj ich vzdjomna linedrne zavis-
lost. pripade der d-k-max a der d-k-p vysla hodnota korelacného koeficientu 0.92,
a preto bol priznak der d-k-max odstraneny. Rovnako aj v pripade tau2-k-max a
taul-k-max vysiel Pearsonov korelacny koeficient vyssi ako stanoveny prah 0.8, a

preto bol priznak taul-k-max odstraneny.
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3.3 Porovnanie vysledkov modelov predikcie

Pre ziskanie ¢o najpresnejsicho modelu pre predikciu rizika néhlej srdecnej smrti
u pacientov boli porovnavané tri typy model strojového ucenia a to konkrétne mo-
del rozhodovacieho stromu, model logistickej regresie a model podpornych vektorov
znamy pod skratkou SVM. Vsetky typy modelov boli porovnavané v jednoduche;j
implementacii a zaroven v pripade, kedy na nich bola aplikovand metdéda bagging.
Tabulky 3.1 a 3.2 predstavujui porovnanie kvality jednotlivych modelov. Z vysledkov
je zrejmé, ze rozhodovaci strom bol najmenej presny, ¢o mohlo byt sposobené malym
mnozstvom biomarkerov a zaroven celkovo mensim datasetom. Zaroven pre kazdy
model bola vytvorena matica zameny, z ktorej bola vypocitana presnost, Specificita a
senzitivita modelu. Matice zdmeny pre jednotlivé modely a na nich implementovant

metodu bagging st znazornené na obrazku 3.1.

Rozhodovaci strom | Logisticka regresia | SVM

ACC 0.44 0.68 0.74
Specificita 0.71 0.71 0.59
Senzitivita 0.18 0.65 0.88

Tab. 3.1: Hodnotenie kvality modelov na testovacej mnozine.

Rozhodovaci strom | Logistickd regresia | SVM

ACC 0.59 0.68 0.68
Specificita 0.76 0.59 0.53
Senzitivita 0.41 0.76 0.82

Tab. 3.2: Hodnotenie kvality modelov s aplikovanou metédou bagging na testovacej

mnozine.
Rozhodovaci strom Logistické regresia SVM
Min | Max | Z 0 | Min | Max | =z 0 | Min | Max | =z )
Bagging 0.41 | 0.65 | 0.52 | 0.04 | 0.59 | 0.74 | 0.66 | 0.03 | 0.5 | 0.74 | 0.62 | 0.05
Bez bagging | 0.47 | 0.59 | 0.52 | 0.03 | 0.68 | 0.68 | 0.68 | 0.00 | 0.74 | 0.74 | 0.74 | 0.00

Tab. 3.3: Vyhodnotenie presnosti modelov predikcie.

Z vysledkov presnosti modelov predikcie v tabulke 3.3 je vidiet, Ze model rozho-
dovacieho stromu mal najmensiu ispesnost spravneho zaradenia pacientov do tried,
kedZe priemerna hodnota v pripade klasického modelu aj v pripade pouzitia me-

tody bagging bola 0,52, ¢o znamend, Ze iba 52% vsSetkych testovacich pacientov

33



bolo zaradenych spravne. Najlepsie zo vsetkych modelov vysiel model podpornych
vektorov, ktorého tspesnost bola vzdy 74%. Z matic zameny 3.1 je vidiet, ze pre
model SVM bolo 7 pacientov predikovanych ako rizikovych, aj ked neboli ohrozeni,
zatial ¢o 2 pacienti boli predikovani ako nerizikovi, aj ked mali patrit do skupiny
rizikovych. V pripade zaradenia pacientov do skupiny rizikovych a nerizikovych je
sice nespravne, ale lepsie, ak je pacient zaradeny do skupiny ohrozenych, aj ked mu
nehrozi riziko nahlej smrti srdca, kedze pacient bude pod vaésim dohladom. Na dru-
hej strane ak je pacient zaradeny do skupiny neohrozenych, avsak v skutocnosti je

ohrozeny, moze byt problém v nedostatocnej prevencii pacienta.

Skutoéne pozitivni (1) Skutoéne negativni (0) Skutoéne pozitivni(1) Skutoéne negativni (0)
= RS RS = RS RS
b= 3 5 = 7 4
] o
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= 14 12 = 10 13
oo Qo
[ @
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g g
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Obr. 3.1: Matice zdmeny pre jednotlivé modely (RS - rozhodovaci strom, LR - lo-

gistickd regresia), vpravo aj s aplikovanou metédou bagging.

Z matic zameny je vidiet, Ze najpresnejSie urcenie ma model logistickej regre-
sie, na ktory bola aplikovana metdda bagging, kedZe najmensi pocet pacientov bol

zaradeny do skupin falosne pozitivnych a falosne negativnych.
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4 Diskusia

Téato praca mala v tivode stanovené tri hlavné ciele. Prvym bolo objasnit z dostupne;j
literatary prejavy a rizika pridavnej sinoatrialnej drahy pri detskych pacientoch,
ktoré su spojené s Wolf-Parkinson-White syndromom. Z dostupnych informacii je
zname, ze najCastejSim prejavom tykajicim sa akcesérnej SA drahy je delta vina
a s nou spojené rozsirenie QRS komplexu na EKG. Druhym cielom tejto prace
bolo spracovanie signalov EKG od pacientov po elektrofyziologickom vysetreni a
poslednym cielom bola extrakcia vhodnych priznakov typickych pre WPW syndrom
a nasledna implementacie modelu predikcie rizika akcesérnej drahy spojenej s ndhlou
smrfou srdca.

Retrospektivne ziskané data od pacientov obsahovali aj data, ktoré neboli pre
tito pracu vhodné, pretoze nespliiali niektord z 3 podmienok opisanych v kapi-
tole Pacienti2.1. Pre data pacientov, ktorf spliiali vSetky podmienky, boli uréené
4 zakladné hodnoty efektivnej refraktérnej periddy akcesérnej drahy a ich vysledky
mozeme vidiet v tabulke 2.1. Z tabulky je zname, ze antegradne vedenie ERP akce-
sornej drahy je najvhodnejsim indikatorom predikcie WPW syndrému a prave preto
bolo v préaci pouzité ako klasifikator rizikovych a nerizikovych pacientov.

Meranie a zaznamenavanie dat prebiehalo pocas elektrofyziologického vysetrenia
vo FN Brno, ktora poskytla data pre tito pracu. Pocas vysetrenia bolo pacientovi
okrem iného snimané aj EKG. Prave data z 12-zvodového EKG boli pre tuto pracu
klicové. Data boli ako prvé spracované pomocou programu SignalPlant, v ktorom
sme vyuzili davkové oznacovanie QRS komplexov. Pri davkovom oznacovani QRS
komplexov nastal v pripade niekolkych dat problém so spravnym detekovanim QRS
komplexov a program tieto sibory vynechal. Najcastejsim dévodom bol vyskyt hod-
not na zaciatku alebo na konci signalu, ktoré mali hodnoty radovo aj 1000 krat
vacsie, nez si normalne hodnoty EKG. Pokial bol vyskyt tychto nechcenych hodnot
vo vacésine stiborov alebo neboli spravne vytvorené .sel sitbory boli pacienti vyradeni.
Kvoli tejto chybe boli vyradeni 4 pacienti.

Kedze bolo potrebné spravne zaradif kazdy jeden QRS komplex z pacientovho
EKG zaznamu bol pri kazdom pacientovy rucne vybrany jeden vzorovy tusek QRS
komplexu voci ktorému bola nasledne vykonand korelacia pomocou korelacnej ma-
tice. V pripade 6 pacientov bolo velmi problematické urcit vhodny tsek delta viny,
kedze ich data boli bud prilis nekonzistentné alebo obsahovali vyraznu fibrilaciu,
kvoli ktorej nebolo mozné odhalit delta vinu. Vyber takychto dat by zanieslo chybné
hodnoty do mnoziny pre budtce trénovanie a testovanie modelov. Vo viacerych pri-
padoch sa stalo, Ze niektory zo zvodov chybal alebo signal obsahoval vyrazny Sum,
¢o taktiez vnieslo chybu do datasetu. Vyber vzorového tiseku bol realizovany hlavne

kvoli znizeniu vypoctovej narocnosti celého programu, kedze korelacia kazdého QRS
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komplexu ku kazdému v pripade aj niekolko stoviek sekundovych zdznamov by bola
vypoctovo a paméfovo narocna.

V pripade detekovania biomarkerov na QRS komplexe bol najvacsi problém de-
tekovat zaciatok delta vlny. V pripade 130 signélov (priblizne 1 zvod u 1 pacienta)
nebol tento bod vobec urceny a bolo potrebné rucne zadat jeho hodnotu. Takéto
hodnoty boli zapisané do samostatného .csv stiboru, s ktorymi nasledne program
pocital. KedZze urcenie zaciatku delta viny nebolo v kazdom pripade spravne, zanasa
to chybu do celkového vypoctu biomerkerov. V pripade, kedy delta vlna nebola
v signali zretelne viditelna, bol problém spravne urcit aj jej koniec, ¢o ovplyvnilo
hodnoty biomarkeru taul.

Pri agregacii bol kazdy jeden pacient na zaklade hodnoty ERP zaradeny ako ri-
zikovy alebo ako nerizikovy. V pripade, ze ERP hodnota bola vacsia ako 280 ms, bol
tento pacient zaradeny do skupiny ohrozenych, zatial ¢o ak hodnota ERP bola men-
sia ako 280 ms, bol pacient zaradeny do skupiny nerizikovych. Takymto sposobom
nam vznikli dva samostatné datatsety, ktoré boli nasledne podrobené Statistickej
analyze, pricom hodnoty ERP vacsie ako 280 boli oznacované 1 a hodnoty mensie
ako 280 ms zase 0. V pripade 8 pacientov boli chybne vypocitané niektoré priznaky,
¢o znamenalo, ze pacienti boli vyliceni.

Kedze vyber spravneho statistického testu si vyzaduje zistenie rozlozenia dat
v jednotlivych priznakoch bol pouzity test norméalneho rozlozenia, ktory testuje nu-
lovii hypotézu, ze data jednotlivych biomarkerov maji normaélne rozlozenie. Bol
na to pouzity D’Agostino a Pearsonov test. Pocitala sa miera asymetrie vo¢i Gaus-
sovskému rozlozeniu. Jednotlivé biomarkery boli roztriedené do troch kategorii. Prva
kategoriu tvorili tie priznaky, ktoré mali v pripade ERP = 1 a aj ERP = 0 normélne
rozlozenie, druhu kategoériu tvorili tie priznaky, ktoré v oboch skupinidch nemali
normalne rozlozenie a tretiu skupinu tvorili tie biomarkre, ktoré mali rozdielne roz-
delenie pre hodnoty ERP = 1 a ERP = 0. Pre grafické porovnanie rozlozenia dat
biomarkerov pre dve skupiny ERP boli vytvorené krabicové grafy A.1.

Pri trénovani modelov bola vyznamna velkost datasetu trénovacej a testovacej
mnoziny, kedze cely dataset obsahoval iba 112 pacientov so 4 biomarkermi a pri
rozdelovani na trénovacie a testovacie data bol rozdeleny v pomere 30% pre testovacie
a 70% na trénovanie modelu, ¢o znamend, ze z celkovych 112 pacientov bolo 34

pouzitych na testovanie a 78 na trénovanie.
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Zaver

Odhalenie rizika akcesérnej drahy z EKG zaznamu by mohlo pomoct ku vcasnej
a jednoduchsej predikcii a prevecnii pred nahlou smrfou srdca u detskych pacien-
tov s Wolf-Parkinson-White syndrémom. V stcasnej dobe je potrebné na odhalenie
rizika podstipit elektrofyziologické vysetrenie, pocas ktorého doktor z viacerych
parametrov vyhodnocuje ohrozenie pacienta ndhlou smrtou srdca. Tato praca bola
zamerana na spracovanie 12-zvodového EKG zaznamu z retrospektivnej studie v roz-
medzi od roku 2012 do roku 2022. V studii bolo zahrnutych 182 pacientov vo veku
od 5 do 19 rokov, pricom nie vSetci boli vhodni pre tito pracu. Extrahované bio-
markre z 12-zvodového EKG boli pouzité pre model predikcie rizika.

Pri testovani Statistickej vyznamnosti rozdielu biomarkerov medzi rizikovymi a
nerizikovymi pacientmi vysiel v pripade nastavenia prahu p-hodnoty na 0.05 iba je-
den statisticky vyznamny biomarker a to taul-k-max, ktory udava maximalnu dobu
trvania delta vlny pri snimani z koncatinovych zvodov. Kedze predikovat riziko len
na zaklade jedného parametru by nebolo vhodné, bol prah p-hodnoty posunuty na
hodnotu 0.1, pri ktorej vysli 4 signifikantné biomarkre (der k-p, tau2-k-max, der d-
h-p, inte Rd-h-max), ktoré boli pouzité aj ako vstupné data modelov predikcie.

V praci boli otestované 3 typy modelov strojového ucenia a to konkrétne model
rozhodovacieho stromu, model logistickej regreasie a model SVM. Na kazdy z mo-
delov bola aplikovana aj metoda bagging. Zo ziskanych hodndt zapisanych v matici
zameny mozeme konstatovat, Ze najvhodnejsi na predikciu rizika akcesoérnej drahy
u pacientov s ndhlou smrtou srdca je model podpornych vektorov (SVM), ktory ma
uspesnost modelu 74% a zo vsSetkych 34 testovacich pacientov, zaradil nespravne
9, pricom 7 bolo zaradenych ako falosne pozitivnych a 2 boli zaradeni ako falosne

negativnych. Najmenej sa osvedcil model rozhodovacieho stromu.
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B Obsah elektronickej prilohy

L e korenovy adresar prilozeného archivu
D o5 oo - a1 AP programy v jazyku Python
Extrakcia_priznakovV .........covviininiinnennnnnn. spracovanie biomarkerov

| _agregacia.py

. _extrakcia.py

,__statisticke_testovanie_biomarkerov.py

| Korelacia_signalov..........cceevvuuunnnn. korelacia signélov s delta vlnou
| _main.py

, _correlation_matrix.py

| sel_parser.py
| Modely_predikcie.......covviuuiiiiiinnnnnnnnnnnn, tvorba modelov predikcie

modely_predikcie.py

| Modely........... natrénované modely (posledné 2 ¢isla v nédzve urcuju presnost)
| rozhodovaci_strom_56.sav

| logisticka_regresia_68.sav

| _svm_74.sav

| bagging_rozhodovaci_strom_59.sav

| bagging_logisticka_regresia_68.sav

., _bagging_svm_68.sav
| agregovanie_data.csv.................. ukazka vystupu agregéicie biomarkerov
| _model_data.csv................. dataset biomarkerov pouzity k tvorbe modelov
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