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Abstrakt

Tato bakalarska prace se zaméruje na metody shlukové analyzy v matematickych progra-
mech. Jejim cilem je popsat zakladni shlukovaci metody, popsat zptisob jejich implemen-
tace v matematickych programech, metody pak pouzit ke shlukovani pripravenych dat
a porovnat funkénost zvolenych programi.

Summary

This bachelor thesis is focused on methods of cluster analysis in mathematical software.
The goal is to describe basic methods of cluster analysis, to describe their implementation
in mathematical software, to use the methods for clustering of prepared data and to
compare the functionality of chosen software.
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matematické programy, dolovani dat
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L d
Uvod

Termin shlukovd analjza pouzil jako prvni Robert Tryon v roce 1939. Jedna se o me-
tody a algoritmy slouzici k nalezeni souvislosti v datech, o nichz casto nic nevime. Cilem
téchto metod je sdruzovat data s podobnymi vlastnostmi do mnozin, které jsou nazyvany
shluky.

V této bakalarské praci budou nejprve popsany zakladni pojmy spjaté se shlukovou
analyzou, jako jsou shluk, nepodobnost objekti nebo koeficient nepodobnosti shlukt.
Predstaveny budou zakladni shlukovaci metody, které se svoji podstatou déli na hierar-
chické a nehierarchické.

Dalsi naplni prace bude metody shlukové analyzy vyzkouset ve zvolenych matema-
tickych programech. Metody jsou v programech v rizné formé, porovname tedy jejich
funkcénost, dosazené vysledky a uzivatelskou privétivost. Vybrané vysledky také zobra-
zime v grafickych vystupech. Pouzivat budeme software MATLAB, programovaci jazyk
R a dva softwary zamérené na statistiku a analyzu dat - Minitab a STATISTICU. Pro
potfeby prace byly vytvoreny fiktivni datové soubory, se kterymi budeme v programech
pracovat.

12



1. SHLUKOVA ANALYZA

1. Shlukova analyza

Shlukova analyza je jednou z metod k ziskani informaci z dat. Jejim cilem je v dané
mnoziné objektu najit podmnoziny (takzvané shluky) takovym zptisobem, aby objekty ve
shluku byly v jistém smyslu navzajem podobné a aby se dostatecné odlisovaly od objekti
mimo tento shluk. (V kapitole jsou informace cerpany z [3], [1], [1].)

1.1. Zakladni pojmy
Necht X je mnozina n objektt popsanych p-tici znaki. Systém podmnozin
Q={Cy,0Cy,...,Ch}
mnoziny X nazveme rozklad mnoziny X, jestlize plati
1. C; #0 prol <i<m,
2. ;NG =0 pro i # j,
3. C1UCyU ..U, =X

Vytvorime matici X o n radcich a p sloupcich, v niz -ty radek patii -tému objektu
a j-ty sloupec odpovida j-tému znaku. Tato matice se nazyva datova matice.

T11 Tiz2 - Tip
T21

X =
:L’nl ) ) :I’"I’Lp

Zmakum zpravidla pritazujeme ¢iselné hodnoty. Objekty pro shlukovou analyzu jsou
pak tedy vektory p ¢isel. Znaky objektti mohou byt:

1. Kvantitativni znaky

o Mmnozinu stavu znaku tvori interval realné osy (napriklad pro znak vyska) nebo
koneén4 ¢i spocetnd mnozina ¢isel (napf. pro znak pocet zeber).

2. Kvalitativni znaky

 Prikladem jsou binarni znaky, napt. znak ,mit zelené o¢i“ (pravdivy/neprav-
divy), které nejcastéji kddujeme tak, ze stav ,pravdivy“ byva kédovan jednic-
kou, stav ,nepravdivy‘ nulou.

e Mnozinou stavi znaku je konecna mnozina popisnych termini. Tento typ znakt
vétsinou prevedeme na soustavu binarnich znakt. Pokud napiiklad mnozi-
nou stavi znaku ,barva plodu® je trojice (Cervend, zelend, zlutd), lze zavést
namisto toho tfi znaky ,cerveny plod“, ,zeleny plod“, ,zluty plod“, z nichz
kazdy nabyva hodnoty ,pravdivy“ nebo ,nepravdivy“. V nékterych pripadech
lze mnozinu popisnych termint usporadat. Jestlize znak kuprikladu nabyva
stavi (svétld, stfedni, tmavd), muzeme mimo bindrni zpusob koédovat také
usporadanou mnozinou prirozenych ¢isel. V uvedeném pripadé by ¢isla 1, 2, 3
udéavala stupen tmavosti.
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1.1. ZAKLADNI POJMY

Velmi cCasto ziskavame hodnoty jednotlivych znakt v ruznych jednotkach. To muze
zpusobovat, ze nékteré znaky se chovaji jako dominantni, a tedy ovliviiuji pribéh shlukové
analyzy vétsi mérou. Abychom tomu zabranili a dali vSem znaktm stejnou vahu, je vhodné
provést standardizaci dat. Necht Y je datovd matice s rozméry nxp. Pro vSechny znaky
(sloupce) y; vypocitame stiedni hodnoty 7; a smérodatné odchylky s; pomoci vzorci:

1 n
yj = ” Zyij>
i=1

1 < _
Si =5 > (i — 7).
=1

Déle vypocitame standardizované hodnoty znaku:

Y~ Yy

Ty = .
Dostaneme tak transformovanou datovou matici X, standardizované hodnoty v této
matici maji nyni stfedni hodnotu rovnu 0 a rozptyl roven 1. Jednotlivé znaky se navic

stavaji bezrozmérnymi veli¢inami.

1.1.1. Podobnost objektt

Jednim z dilezitych problémt shlukové analyzy je pojeti vzajemné podobnosti objekti
a kvantitativni vyjadreni této podobnosti. Cilem je stanovit vhodny predpis 7: X x X — R,
jenz kazdé dvojici objektu (O;, O,) pritadi realné ¢islo w (O;, O;), které budeme povazovat
za miru podobnosti objektil, tak, aby byly splnény néasledujici podminky:

W(Ohoj) > 07
7(0;,0;) = 7(0;, 0;).

Tento predpis vyjadiujici podobnost objektit davéa tim vétsi hodnotu 7(0;, O;), ¢im vétsi
je vzajemna podobnost objekti O;, O;. Ma tedy smysl pozadovat, aby hodnota 7(O;, O;)
byla maximalni, pokud O; = O;.

Ve shlukovacich metodach se vSak vychazi spise z dualniho pojmu. Nepodobnost objektu
d: X x X — R spliuje podminky:

d(OZ,OJ) =0 << 0O; = Oj>
d(OZ> OJ) >0,
d(OZ> OJ) = d(OJ>OZ)

Jednim ze zpisobli vyjadieni podobnostnich vztahi mezi objekty jsou metriky. Pokud
napiiklad pohliZime na objekty jako na body v p-rozmérném euklidovském prostoru E,,
pak urcime euklidovskou vzdélenost pro dva body A = (a1, as,...,a,), B = (b1,ba,...,b,)
jako

14



1. SHLUKOVA ANALYZA

Obecné je metrikou zobrazeni p : E, x E, — R spliiujici ¢tyfi podminky (A, B,C € E,):

p(A,B)=0 < A=0B,
p(A, B) = 0,

p(A, B) = p(B, A),

p(A,C) < p(A,B) + p(B,C)

1.1.2. Shluk

Cilem shlukové analyzy je rozdéleni objektii z mnoziny objektii do shlukii. Bonner popsal
shluk intuitivni definici jako mnozinu, ve které jsou si prvky podobné, ale nejsou prilis
podobné prvkim mimo tento shluk.

[8]Van Rijsbergen zpresnil tento ndznak definice takto:

Necht je ddna mnozina objekti O = {O;,0,,...,0,}, d je nepodobnost objekti
a predpokladejme, ze chceme najit & shluki (1 < k& < n). Pak hleddme zobrazeni
f: 0w~ Q,jez kazdy objekt z mnoziny O prifadi do shluku C; € Q, Q = {C4,Cy, ..., Cy},
Uk, C; = O. Shlukem nazveme takovou podmnoZinu C' mnoziny objekttt O, pro kterou
plati

0s0yC d(0:,0;) < él%% d(Ox, Or).

Shluky jakozto vysledky aplikace shlukovaciho algoritmu na danou mnozinu objektd O
tvoli systém, jenz je bud hierarchicky, nebo nehierarchicky:.

1.1.3. Koeficient nepodobnosti shlukt

Dilezitou roli ve shlukovani ma vypocet nepodobnosti shluki. Koeficient nepodobnosti
shluki definujeme jako zobrazeni D : Q) x Q +— R, které pritazuje kazdé dvojici shluki
C;, C; z rozkladu Q ¢islo D(C;, C;) spliujici nasledujici podminky:

D(C;,C;) =0,
D(CZ> CJ) > 07
D(CZ> CJ) = D(CJ>CZ)

Ctvercovou matici D o rozmérech kxk, kde D;; = D(C;,C;),1 < 4,5 < kk = |Q],
nazveme matici nepodobnosti shlukai.

Zminime nejznaméjsi metody zavadéjici tento koeficient. Necht d je koeficient nepo-
dobnosti objekti, A a B jsou shluky rozkladu Q a D(A, B) je koeficient nepodobnosti
shluka.

Metoda nejblizsiho souseda

Pro shluky A, B definujeme jejich koeficient nepodobnosti nasledovné:

O;EB

15



1.1. ZAKLADNI POJMY

Nepodobnost dvou shlukti A, B je tedy vyjadfena pomoci nepodobnosti dvou nejméné
nepodobnych objekti ze shluki A a B. Metodu se také nazyva single linkage a je tak
oznacovana v matematickych programech.

Metoda nejvzdalenéjsiho souseda

Metodu nejvzdalenéjsiho souseda definujeme podobné jako predchazejici metodu nejbliz-
stho souseda. Tentokrat koeficient nepodobnosti shluki A, B uvazujeme jako nepodobnost
dvou nejvice nepodobnych objekti z téchto shlukt:

O;EB

Metoda se nazyva také complete linkage.

Centroidni metoda

Centroidni metoda vyjadiuje koeficient nepodobnosti shluktt A, B jako nepodobnost cen-

N

troidu (tézist) téchto shluku.
Necht

A= {Ok,k' = 1,. cey |A|},Ok = (Ok,1>0k,2> .. .,th),
B = {Oh,h = 1,. cey |B|},Oh = (Oh71,0h72, e >Oh,p)

jsou shluky. Jejich tézisté jsou

Z (aha% >ap)>
E: (b17527' >bp)>
kde
|4
aj |A|ZOkJ> ‘: 7"'>p>
|B|

j |B|Zoh’9’ ‘: ,...,p.

Pak definujeme nepodobnost shlukt jako

D(A, B) = d(A, B).

Metoda priameérné nepodobnosti objektti

V této metodé urcujeme koeficient nepodobnosti shluki jako primérnou nepodobnost
vsech dvojic objektt z danych shlukii:

D(A, B) |A||B| > ) d0;,0y).

0;€A0;eB
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1. SHLUKOVA ANALYZA

%O%O A o)
00 9 409 o
e i 0§®
@) 0]
o 8% 082
00 O
(a) Metoda nejblizstho souseda (b) Metoda nejvzdélenéjsiho souseda
® @
A
08 ©
00
O
00 °

(c) Centroidni metoda
Obrazek 1.1: Koeficient nepodobnosti shluki [0]

Lance-Williamsova pruzni strategie

Zminili jsme nékteré metody k urceni koeficientu nepodobnosti shluki. Lance a Williams
dosli k zavéru, ze z hlediska praktického je vyhodné pouzit rekurzivni schéma, diky kte-
rému jsme schopni provést efektivnéjsi vypocet. Matice nepodobnosti skluki rozkladu €2;
lze vypocitat pomoci matice z predchazejiciho rozkladu €2;_; timto zptusobem:

1. DH{0;},{0;} = d(0;,0;)

2. Necht R = SUT je shluk rozkladu €; ziskany sjednocenim shluka S, T € €2, ;. Pak
pro vsechny shluky C'z rozkladu €2;_; prechazejici beze zmény do rozkladu €2; plati:

D(R,C) = asD(S,C) 4+ arD(T,C) + BD(S,T) +~|D(S,C) — D(T, C)],

koeficienty ag, ar, 3,7 pro vyse uvedené metody najdeme v tabulce nize.

Tabulka 1.1: Koeficienty Lance-Williamsova vzorce

Shlukovaci metoda Qg ar 6] y
Metoda nejblizsiho souseda 1/2 1/2 0 -1/2
Metoda nejvzdélenéjsiho souseda 1/2 1/2 0 1/2
L B T —|S|IT]
Centroidni metoda ISHS; T |S‘JTF 71 | TaErme 0
Metoda primérné nepodobnosti | S|| T | T 0 0

17



1.2. HIERARCHICKE SHLUKOVANI
1.2. Hierarchické shlukovani

Hierarchické shlukovani méa charakter posloupnosti rozkladi mnoziny objektt, ve které
je kazdy rozklad zjemnénim rozkladu nasledujiciho. Na jedné strané tedy mame trivialni
rozklad, v némz kazdy objekt tvori jednoprvkovy shluk, a na druhé strané dostavame trivi-
alni rozklad s jednim shlukem obsahujicim celou mnozinu objekt. Metody hierarchického
shlukovani délime podle sméru postupu pri shlukovani na:

o Aglomerativni metody

e Divizni metody

1.2.1. Aglomerativni metody

Aglomerativni procedura shlukovani za¢ina nultym rozkladem 2y, ve kterém kazdy objekt
O; z mnoziny objekti O = {O1, Oa, ..., 0, } vytvari jednoprvkovy shluk. V kazdém kroku
procesu shlukovani vybereme dva shluky s nejmensim koeficientem nepodobnosti (ktery
zavedeme napiiklad jednim ze zpusobt z kapitoly 1.1.3), spojime je v jeden a vypocitdme
koeficienty nepodobnosti pro nové vytvorené shluky. Tento krok opakujeme. V kazdém
dalsim kroku se snizuje pocet shlukti o jeden, proto s-ty rozklad €2, obsahuje n — s shlukt.
Tento rozklad je slozen z nového shluku vzniklého z dvou vzajemné si nejpodobnéjsich
shlukt z predchoziho rozkladu 2,1 a z ostatnich nezménénych shluki rozkladu €2,_;.
V matici koeficienti nepodobnosti shlukii tedy muzeme hodnoty odpovidajici nezméné-
nym shlukiim prevzit z predchoziho kroku. Procedura konéi, kdyz dostaneme rozklad
Q,_1, v némz vsechny objekty z mnoziny objektt vytvari jediny shluk.

Priklad

[lustrujme si nyni aglomerativni shlukovani krok po kroku na jednoduchém prikladu.
Vyuzijeme u toho metodu nejblizsiho souseda a nepodobnosti bodii budeme mérit eukli-
dovskou metrikou. Méjme v roviné dané body (1, 1), (1, 2), (3, 3), (1.5, 2). Na obrazku
nize nejprve z kazdého bodu udélame samostatny shluk a v kazdém dalsim kroku pak
slou¢ime dva nejblizsi shluky, dokud vSechny body netvori jediny shluk.

4 T T T T T T T 4
35r 1 35r
3| . Il ®
25¢ 1 251
: < - : © 06
15 15
, . : ®
05 05
0 - * - - * - - 0 - - * - - - *
0 0.5 1 1.5 2 25 3 35 4 0 0.5 1 15 2 25 3 3.5 4
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1. SHLUKOVA ANALYZA

4 4
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15+ 1 15}
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() (d)
4
351
f Y
3r L
251
2 L] L]
151
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) .
0 0.5 1 15 2 25 3 35 4

Obrazek 1.2: Priklad: Aglomerativni hierarchické shlukovani

1.2.2. Divizni metody

Na rozdil od aglomerativnich metod, u nichz vytvarime hierarchicky systém rozkladu
mnoziny objektl postupnym sjednocovanim shluki, u diviznich metod vznika hierarchicky
systém postupnym délenim shluki. Divizni procedura shlukovani tedy na pocatku poklada
celou mnozinu objekti O = {01, Os,...,0,} za jeden shluk. Déle se rozdéluji existujici
shluky, dokud nejsou vSechny shluky tvoreny jedinym objektem.

Nalezeni optimalniho rozkladu mnoziny obsahujici n objekt na dvé podmnoziny si
74d4 vyzkouset vSechny mozné rozklady a to lze ucinit 2"~ — 1 zpiisoby. To je mnohokrat
vice nez u aglomerativniho pristupu, u kterého sta¢i v prvnim kroku provést n(n—1)/2 vy-
poctu. Divizni procedury jsou tedy prakticky proveditelné pouze pro mensi pocet objektii.
V této praci je jimi dale zaobirat nebudeme.
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1.3. NEHIERARCHICKE SHLUKOVANI

1.2.3. Dendrogram

Konecéné vysledky vSech metod hierarchického shlukovani mtzeme graficky vizualizovat
stromovym diagramem, ktery nazyvame dendrogram. Urcuje poradi, v némz byly shluky
slouceny pti aglomerativnim shlukovani nebo rozdéleny pti diviznim shlukovani. Na jedné
ose jsou vyneseny indexy jednotlivych objektd. Druhda osa reprezentuje shlukovaci hla-
diny udavajici koeficient nepodobnosti shluki. Provedeme-li fez dendrogramem v néjaké
shlukovaci hladiné, ziskdme konkrétni rozklad a uzly reprezentujici jednotlivé shluky. Na
obrazku 1.3 je znazornén vodorovny fez hodnotou 1,4. Dostali jsme tak rozdéleni 15 ob-
jektu do 4 shluki.

2571

05

13 14 10 156 7 8 3 6 9 12 1 2 4 5 11
Obrézek 1.3: Dendrogram

1.3. Nehierarchické shlukovani

Metody nehierarchického shlukovani slouzi k nalezeni optimalniho rozkladu mnoziny ob-
jekt do shlukti. Na rozdil od hierarchického shlukovani dochazi béhem shlukovaciho pro-
cesu k presouvani objekt mezi shluky.

Pr1i hledani optimélniho rozkladu mnoziny objekti je nutné stanovit, v jakém smyslu
ma rozklad byt optimalni. Kvalitu rozkladu obvykle udava funkciondl kvality rozkladu, pro
ktery jsou urcujici jedna nebo vice z nasledujicich vlastnosti shlukt tvoricich rozklad:

o vzajemna podobnost objekt uvnitt shluku,
e mira separace shluki,

homogenita rozlozeni objektti uvniti shluki,

rovnomeérnost rozlozeni objektit do rtiznych shluk.

1.3.1. Problém pocatecniho rozkladu

Typické pro nehierarchické shlukovani je, Ze na zacatku postupu stanovime nebo od-
vodime pocatecéni rozklad na k shlukt. Algoritmy poté pri hledani optimélniho rozkladu
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vvvvvv

v prubéhu vypoctu pocet shluktt ménit v zavislosti na uréitych fidicich parametrech.

Nejjednodussim zptsobem volby pocatecniho rozkladu je nahodné vygenerovani k bodu
(tzv. centroidu). Vsechny objekty pak prifadime k nejbliz§imu (ve smyslu nepodobnosti
objekti) centroidu. U tohoto pristupu vsak muze nastat, ze néktery ze shluki v poca-
tecnim rozkladu nebude obsahovat zadné objekty. Tomu se vyhneme, pokud za centroidy
nahodné vybereme k prvki z mnoziny objektti. Dalsi moznosti je vybrat za pocatecni
centroidy objekty tak, aby jejich nepodobnosti byly maximéalni.

Optimalni pocet shluki

Predevsim pro metody shlukovani zachovavajici predem dany pocet shluka je pocatecni
rozklad dilezity, protoze zahrnuje volbu poc¢tu shluki k. K tomu vyuzijeme bud nékterou
z metod hledani optimalniho poc¢tu shluki, nebo k ur¢ime diky znalosti povahy problému.

U metod s neménnym poctem shlukii se bézné vhodny pocet shluki zvoli tak, ze se
provede shlukova analyza pro rizny pocet shluka a z vysledkt se vybere nejlepsi. Jed-
nou z nejpopularnéjsich metod, kterda navrhuje optimalni pocet shluki, je elbow method
(,loketni metoda“). Na obrazku 1.4 nize jsou vykresleny hodnoty funkcionalu, ktery byva

vvvvv

pocet shlukl. Pozorujeme vyrazny ,loket“, kdyz je pocet shlukt roven 3. Z toho pak vy-
plyva, ze pravé 3 je vhodny pocet shluki. Chceme-li urcit optimalni pocet shluki predem,
vyuziva se ruznych indexu (Calinski-Harabasctiv index, C index, Goodman-Kruskal).
4000

3500

3000

2500

2000

1500

1000

Hodnaota funkcionalu S

300

0
0 1 2 3 4 5 5] 7 8 =] 10

Potet shlukd k

Obrazek 1.4: Elbow method

1.3.2. Metoda k-means

Metoda k-means je nejznaméjsi metodou nehierarchického shlukovani, také se nékdy na-
zyva MacQueenova k-primérova podle svého objevitele. Podstatou algoritmu je minima-
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vvvvv

k
SSE =YY [d(O,c)],
i=1 OeC;

sum of squared errors. V dalsich kapitolach budeme zkratku SSFE pouzivat.
Postup metody k-means Ize shrnout nasledovné:

1. Urcime pocet shluki £ a ndhodné vybereme k pocatecnich centroidi.

2. Pritadime vSechny prvky z mnoziny objekti k nejblizSimu centroidu. Dostdvame
tak pocatecni rozklad.

3. Vypocitame nova tézisté jednotlivych shluki a opét kazdy objekt pritadime do

Vvev

4. Predchozi krok opakujeme, dokud nenastane situace, ze se centroidy shlukt nezméni.

Pocet krokl zavisi na pocatecni volbé centroidii. Metoda konverguje pouze k lokalnimu
minimu, je proto vhodné pouzit algoritmus pro rizné pocatecni rozklady a vybrat pak
ten vysledny rozklad, pro néjz funkcional SSE dosahuje minimalni hodnoty.

K-means++

Metoda k-means—++ vychazi, jak uz nazev napovida, z metody k-means. Lisi se poc¢atecnim
rozkladem. Za prvni centroid pocatecniho rozkladu vybereme nahodné jeden z objekti.
Druhym centroidem pak bude objekt nejvice nepodobny s prvnim centroidem. Dalsi cent-
roid poté zvolime jako objekt co nejvzdalenéjsi od predchozich centroidii a takto pokracu-
jeme, dokud neni zvoleno k centroidi. Takto upravend metoda dosahuje lepsich vysledki
nez pri pouziti zcela nahodného pocatecniho rozkladu.

1.3.3. Metoda k-medoids

Metoda k-medoids je obdobou metody k-means. Misto centroidu vsak shluk reprezentu-
jeme tzv. medoidem, jimz je piimo jeden z objektt ve shluku. Jako medoid oznac¢ime ten
objekt, pro ktery je soucet nepodobnosti tohoto objektu s ostatnimi objekty ve shluku
minimalni.

Algoritmus tedy funguje nasledovne:

1. Urcime pocet shluki k& a vybereme k pocatecnich medoidu.

2. Pritadime vSechny prvky z mnoziny objekti k nejblizsimu medoidu (ve smyslu ne-
podobnosti objekti). Dostavame tak pocatecni rozklad.

3. Vypocitame nové medoidy jednotlivych shluki a opét kazdy objekt priradime do
shluku, k jehoz medoidu ma nejblize.

4. Predchozi krok opakujeme, dokud nenastane situace, ze se medoidy shluki nezméni.
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2. SHLUKOVANI V MATEMATICKYCH PROGRAMECH
2. Shlukovani v matematickych
programech

2.1. Programy

Metody shlukové analyzy jsou soucasti riuznych matematickych programiu. V této kapitole
je vyzkousime a porovname jejich funkcénost. Vyuzivat budeme nasledujicich programii:

o MATLAB - Software MATLAB je vyvijen spole¢nosti MathWorks a je urcen pro
sirokou skalu védeckotechnickych vypocti. Je zalozen na pocitani s maticemi, které
jsou zakladnim typem proménné. Dokonce i obycejné ¢islo je brano jako matice
rozméra 1x1.

e R - Programovaci jazyk R je urceny k statistické analyze dat a jejich grafickému
zobrazeni. Praci s jazykem R umoznuje napriklad vyvojové prostiedi RStudio.

e Minitab - Software Minitab obsahuje balik statistickych metod urcenych k praci
s daty.

o STATISTICA - Software STATISTICA byl vytvoren spolecnosti StatSoft a v sou-
casnosti vyvijeny spolecnosti TIBCO Software Inc. Program slouzi pro praci s daty,
jejich analyzu ¢i dolovani.

2.2. Data

Pro potieby bakalarské prace byly vytvoreny fiktivni datové soubory, se kterymi budeme
pracovat. 7Z vizualizacnich divodi jsou veskerd vyuzita data dvourozmeérna, lze je tedy
zobrazit jako body v roviné.
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U prvnich dvou problémi je rozdéleni do shlukl zfejmé. Vlevo mame datovy soubor
se tfemi zhruba stejné velkymi shluky, vpravo je jeden maly shluk umistén mezi dvéma
velkymi.
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Data ¢. 3 a 4 jsou podobna datiim ¢. 1 a 2, jsou vSak nékolikanasobné mensi. To nam
zajisti, ze hierarchickym shlukovanim vznikne prehledny dendrogram.
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Data vlevo jsou tvorena dvéma shluky zaseklymi do sebe. Pro lidské oko je jednoduché
rozklad do shlukt vytvorit, pro mnohé shlukovaci algoritmy je to vSak problematické.
Podobné to je s daty tvaru spiraly napravo.
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Data ¢. 7 jsou v podstaté tvorena dvéma prekryvajicimi se shluky. Datovy soubor
vpravo (pochézi z [3]) obsahuje priblizné 3000 bodu a 20 shluki, pouzijeme jej k testovani
¢asové narocnosti vypoctu.

Poznamka

Datové soubory jsme ocislovali od 1 do 8. Pomoci téchto ¢isel je budeme v této praci
oznacovat. Bude-li naptiklad obrazek popsan jako Dendrogram 4, znamena to, Ze vznikl
z dat ¢. 4.

V 1dlohach budeme dale urcovat nepodobnosti objektu jakozto euklidovskou vzdale-
nost a pri hierarchickém shlukovani zavedeme koeficient nepodobnosti shlukti metodou
nejblizsiho souseda.

Zkratkou SSE (sum of squared errors) budeme znacit sumu ¢tverci nepodobnosti ob-
jektu a centroidu prislusnych shluki.

2.3. MATLAB

MATLAB nabizi fadu znamych shlukovacich algoritmu. K jejich aplikaci potfebuje uziva-
tel zakladni znalosti prace v matlabovském prostiedi. U hierarchického shlukovani nabizi
program vSechny zakladni moznosti volby koeficientu nepodobnosti shlukt: single pro
metodu nejblizsiho souseda, complete pro metodu nejvzdalenéjsiho souseda, centroid pro
centroidni metodu a dalsi metody. Zvolit si mtzeme i zptisob zavedeni nepodobnosti ob-
jekt, naptiklad euclidean pro euklidovskou metriku nebo cityblock pro manhattanskou
metriku. Na zakladé vysledki pak lze vykreslit dendrogram a uréit rozklad do konkrétniho
poctu shlukii.

Z metod nehierarchického shlukovani jsou k dispozici k-means a k-medoids. Poc¢atecni
rozklad je pritom vytvaren metodou k-means++. Na pocatku si musime zvolit pocet
shlukt. Vyhodou je, Ze je mozné nastavit, aby se algoritmus provedl mnohokrat pro rtizné
pocatecni rozklady a z vysledki se pak vybere ten s nejmensi hodnotou SSE.
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2.3. MATLAB

2.3.1. Hierarchické shlukovani

Ukazka kédu

Z = zscore(X):;
vzd = pdist (%, 'euclidean');
Y = linkage(vzd, 'single');

figure (1)
dendrogram(Y)

figure (2)
T = cluster (Y, 'maxclust',3);
gscatter(X(:,1),¥(:,2),T)

Obrazek 2.5: Kod - MATLAB (hierarchické shlukovani)

Po tvodnim nacteni dat do matice X jsme vyuzili funkci zscore ke standardizaci dat.
Néasledné pomoci pdist spocitame nepodobnosti objektt. V koédu jsme zvolili euklidov-
skou vzdalenost. Funkce linkage provede samotné aglomerativni hierarchické shlukovani.
Musime pritom vybrat, ktery koeficient nepodobnosti shluki uvazujeme. Vysledky této
procedury jsou zasifrovany v matici Y. Piikazem dendrogram pak muzeme vysledky zob-
razit do podobnostniho stromu. Chceme-li na zakladé hierarchického shlukovani vytvorit
rozdéleni do konkrétniho poctu shluki, vyuzijeme funkci cluster. V kédu na obrazku 2.5
jsme tak vytvorili rozklad do 3 shlukii. Vizualizovat tento rozklad pro ptivodni matici dat
X lze funkci gscatter.

Vysledky

24 :

09 [ L] L]
L]

22} o .

08 ‘l o °
8t L . ’,

. gt

07} 18+ . e
L]
06 16
05| ar
* [ ]

12 L o L] L]
04r ¢ ee

10 ° 4, :--.-f_- o
031 . e o0 o . 1

8 I 2
02} ° p—

2728230026243022252921 2 7 617 911 8 3 5 410 118161415191213 6 8 10 12 14 18 18 20 22 24
(a) Dendrogram 1 (b) Vizualizace shluku 1

Obrazek 2.6: Hierarchické shlukovani 1 - MATLAB
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Obrazek 2.9: Hierarchické shlukovani 5 - MATLAB
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Obrazek 2.10: Hierarchické shlukovani 6 - MATLAB

2.3.2. Nehierarchické shlukovani

Ukazka kodu na obrazku 2.11 je pro metodu k-means. Pokud bychom chtéli vyuzit metodu
k-medoids, pouze bychom v kédu zaménili ptikazy kmeans a kmedoids.

Ukazka kédu

[idx,C] = kmeans (X,20, 'Distance', 'euclidean', 'Replicates',50);
gscatter (¥ (:,1),%(:,2),1dx);

Obrazek 2.11: K6d - MATLAB (nehierarchické shlukovani)

Data ke shlukovani mame opét v matici X. Na rozdil od hierarchického shlukovani ne-
musime standardizovat data, metody to udélaji. Vysledky metody ukladame v kodu vyse
do vektoru idz, jenz udava rozdéleni objektti do shluki. Do matice C pak ukladame sou-
fadnice centroidi (medoidi v pifipadé k-medoids) jednotlivych shluki. Pokud pro nés
umisténi centroidii neni dtlezité, mizeme to z kédu vypustit. Prvnim argumentem pii-
kazu kmeans je matice dat X, dalsim je volba poctu shluki (v nasem pripadé 3). Pomoci
"Distance’ a nasledného ‘euclidean’ jsme rozhodli, Ze k ur¢eni nepodobnosti objekta vyu-
zijeme euklidovskou vzdalenost. Prostrednictvim prikazu ’Replicates’, 50 se zajisti, Ze se
shlukovaci procedura provede 50krat. Ze ziskanych rozkladt se pak vybere ten s minimalni
hodnotou SSE. Vizualizaci provedeme stejné jako u hierarchického shlukovani prikazem
gscatter.

28



2. SHLUKOVANI V MATEMATICKYCH PROGRAMECH

Vysledky
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24. R

Tento problém s 3000 objekty slouzi k otestovani casovych narokt programu. Vykonat
algoritmus k-means pro 50 riznych pocatecnich rozkladu trvalo MATLABU 1,9 sekundy.
Metoda k-medoids potiebovala zhruba ctyrikrat delsi cas, a to 7,7 sekund.

2.4. R

Programovaci jazyk R nabizi vSechny nejznameé;jsi shlukovaci algoritmy. Pti hierarchickém
shlukovani mizeme vyuzit mnoho riznych zptsobu zavedeni nepodobnosti shluku (single,
complete, average, centroid, ward, ...). Pfed samotnou procedurou je vhodné standardizo-
vat data, coz je mozné jedinym fadkem kdédu. Podle vysledkii pak lze jednoduse vykreslit
dendrogram a urcit rozklad do libovolného poc¢tu shlukti. Z nehierarchickych metod je
k dispozici nejpopularnéjsi metoda k-means. Uzivatel zvoli pocet shluki, poté ma moz-
nost zvolit, pro kolik riznych pocatecnich rozkladi chce algoritmus provést. Pokud je jich
vice nez 1, je za koneény vysledek povazovan rozklad, u néjz je minimalni hodnota SSE.
Vychozim zptusobem urcovani nepodobnosti objektl je euklidovska metrika, uzivatel vsak
muze zvolit i jinou (manhattan, mazimum, ..). Metodu lze téz omezit maximalnim poc¢tem
iteraci, lepsich vysledkt vsak byva dosazeno, kdyz je algoritmu umoznén libovolny pocet
iteraci.

2.4.1. Hierarchické shlukovani

Ukazka kédu

mydatas <=- scale(mydata)

vzd <=- dist(mydatas)

dendrogram <- hclust(vzd,method="single")
plot (dendrogram)

rect. hclust(dendrogram, k=3, border="red")

Obrazek 2.14: Kod - R (hierarchické shlukovani)

Matici dat mame nazvanou mydata. Nasledné provedeme standardizaci pomoci scale, stan-
dardizovana matici dat je pak nazvana mydatas. Dale spocitame nepodobnosti vSech ob-
jektu pouzitim dist, vyuzije se pri tom euklidovska metrika, pokud nespecifikujeme jinak.
Prikaz hclust provede hierarchického shlukovani, jehoz vysledky ulozime do dendrogram.
Vybrat pri tom musime, jaky koeficient nepodobnosti shlukii chceme pouzit. Poté vy-
kreslime podobnostni strom. Posledni fadek kédu ve vykresleném dendrogramu zvyrazni
vzniklé shluky cervenym rameckem.
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Vysledky
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Obrazek 2.15: Dendrogram 3 - R
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Obrézek 2.16: Dendrogram 4 - R

Cluster Dendrogram

<~

o

@ |

o

o]

(=]

; |

o

o

I
Obrazek 2.17: Dendrogram 5 - R
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24. R

2.4.2. Nehierarchické shlukovani

Ukazka kédu

kc<-kmeans (mydata, 3,
plot(mydata, col=kcs

kcitot.withinss

Obrazek 2.18: K

V prvnim fadku provedeme shlukovani metodou k-means pouzitim funkce kmeans. V argu-
mentech funkce zaddvame matici dat mydata, pocet shluki rozkladu (v nasem pripadé 3)
goritmus provedl pro 50 riznych pocatecnich
rozkladti a z nich se pak vybral ten nejkvalitnéjsi. Vysledky procedury ukladame do kc. Na
druhém radku vykreslime vysledky shlukovani, col=kc$cluster urcuje, ze body v jednom
shluku budou vykresleny stejnou barvou. Na poslednim radku je pouze ukazano, jak lze

a udajem nstart = 50 pozadujeme, aby se al

nstart 50)
cluster, pch = 19)

6d - R (k-means)

pristupovat k tdaji o hodnoté SSE u vysledného rozkladu.

Vysledky
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Obrazek 2.19: K-means 1 - R
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Obrazek 2.20: K-means 2 - R
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Obrazek 2.21: K-means - R
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Obrazek 2.22: K-means 8 - R

Provést k-means algoritmus pro 50 rtznych pocatec¢nich rozkladu trvalo programu pouze
necelou sekundu.

2.5. Minitab

Minitab nabizi hierarchické shlukovani s fadou nastavitelnych moznosti. V menu se k nému
dostaneme pres Stat > Multivariate > Cluster Observations. Z nehierarchickych

metod je dostupnd metoda k-means. Nalezneme ji v nabidce pod Stat > Multivariate >
Cluster K-Means.
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2.5. MINITAB

2.5.1. Hierarchické shlukovani

Ukazka prostredi

Cluster Observations

C1
c2

| we |
Help

Variables or distance matrix:

Cl C

Linkage method:

Single hd

|Euc|idean

Distance measure: v

|w Standardize variables

Specify final partition by
(@ Number of clusters:

—
—

[v Show dendrogram Customize...
oK |

(" Similarity level:

Storage... |

Cancel |

Obrazek 2.23: Minitab - moznosti hierarchického shlukovani

Nejdiive vybereme proménné, které ovlivni shlukovani. V nasem pripadé mame objekty
popsany proménnymi CI1 a C2. Poté vybereme jednu ze sedmi metod zavedeni nepo-
dobnosti shluki (Linkage method). Na vybeér je také pét zpusobi vypoctu nepodobnosti
objektu (Distance measure). Je vhodné zaskrtnout moznost standardizace dat. Rozklad
do shluk miize byt urcen bud podle poc¢tu shlukt, nebo podle hladiny dané nepodob-
nosti shluki. Vysledkem hierarchického shlukovani jsou kromé dendrogramu také udaje
o vytvorenych shlucich (pocet objekti ve shluku, poloha centroidi shluki a dalsi). Po-
kud chceme shluky vizualizovat ve dvourozmérném grafu, je nutné to udélat zvlast pres

Graph > Scatterplot.

Scatterplot of C2 vs C1

,
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(b) Vizualizace shluku 1
Obrazek 2.24: Hierarchické shlukovani 1 - Minitab
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c2

Scatterplot of C2 vs C1
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(b) Vizualizace shluku 3

Obrazek 2.25: Hierarchické shlukovani 3 - Minitab
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(b) Vizualizace shluku 4

Obrazek 2.26: Hierarchické shlukovani 4 - Minitab

2.5.2. Nehierarchické shlukovani

Ukazka prostredi

Cluster K-Means

C1l

Select |

Help |

Variables:

Specify partition by
(& MNumber of clusters:

[v Standardize variables

Storage... |

o]

IZU
¢ Initial partition column: I

Cancel

Obrazek 2.27: Minitab - moznosti k-means
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Nejdiive opét zvolime proménné, na zakladé kterych maji byt objekty shlukoviny (na ob-
razku vyse jsou to C1 a C2). Poté specifikujeme, kolik shluki ma vzniknout. Po rozkliknuti
Storage lze pozadovat, aby do nové proménné (naptiklad C3) byl kazdému objektu pfi-
fazen index shluku, do néjz patii. Na zakladé toho pak muzeme shluky vykreslit pres
Graph > Scatterplot v menu, protoze vysledkem samotného shlukovani jsou pouze
udaje o shlucich bez vizualizace.

I
Vysledky
Scatterplot of C2 vs C1 Scatterplot of C2 vs C1
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Obrazek 2.28: K-means - Minitab

Scatterplot of C2 vs C1
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Obrazek 2.29: K-means 8 - Minitab

K-means metoda se sice pro nas nejvétsi datovy soubor provedla v par desetinach sekundy,
vysledek vSak nelze povazovat za spravny.
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2. SHLUKOVANI V MATEMATICKYCH PROGRAMECH
2.6. STATISTICA

Shlukovou analyzu v programu STATISTICA najdeme pod nazvem Cluster v zalozce
Data Mining. Po rozkliknuti se nam zobrazi nabidka shlukovacich metod. K dispozici je
metoda k-means, pod nazvem Tree Clustering nalezneme hierarchické shlukovani a pouzit
lze i metodu EM, tou se vsak tato prace nezabyva.

Po zvoleni metody nesmime zapomenout ve Variables vybrat proménné, které maji
zasahovat do shlukové analyzy. Tyto proménné oznacime jako Continuous.

2.6.1. Hierarchické shlukovani

Ukazka prostredi

59 Cluster Analysis: ? X
@ Variables:
Categorical: NfA .

Continuous:  ALL
Specify the continucus

Quick Tree clustering variables for the cluster

analysis.
Method
OWard
(@ Single linkage
Complete linkage
Centroid
Median [&] Optons ~
Standardize data (== OpenData
SELECT
ChsEs S A
MD casewise
deletion

Obrazek 2.30: STATISTICA - moznosti hierarchického shlukovani
Program umoznuje volbu koeficientu nepodobnosti shluki a standardizaci dat. Vysledkem

procedury je pak horizontdlné orientovany dendrogram, jehoz podstata je identicka s diive
uvedenymi dendrogramy. Dalsim vystupem je fada statistik tykajicich se vzniklych shlukt.
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,
Vysledky
Dendrogram Dendrogram
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(a) Dendrogram 3

Obrazek 2.31: Hierarchické shlukovani - STATISTICA

2.6.2. Nehierarchické shlukovani

Ukazka prostredi

Linkage distance

(b) Dendrogram 4

58 Cluster Analysis:
@ Variables:

Categorical: none
Continuous:  ALL

Quick l k-Means ] Walidation ]

EM
Tree Clustering

> H
o H

Algorithm:

MNumber of clusters:

MNumber of iterations:

oK

Cancel

Specify the continuous
and/or categorical
variables for the cluster
analyzis.

E Options  ~
E_': Open Data

SELECT

his S| D W

MD casewise
deletion

58 Cluster Analysis:

@ Variables:

Categorical: none
Continuous:  ALL

CQuick k-Means l\-"alidatjon

Initial cluster centers

(@) Maximize the initial distance

O Randomly choose k observations
() Choose the first k observations

[v]Standardize distances

Distance measure:

Euclidean Distances !

Cancel

Specify the continuous
and/or categorical
variables for the cluster
analyzis.

E Options
E‘: Open Data

SELECT

e 5 | D> W

MD casewise
deletion

Obrazek 2.32: STATISTICA - moznosti metody k-means

Nejprve urc¢ime pocet shluki (Number of clusters) a dostatecné velky maximalni pocet
iteraci (Number of iterations). Na vybér jsou tii moznosti vytvoreni pocateéniho rozkladu.
Muzeme pozadovat, aby pocatecni centroidy byly co nejdéle od sebe (Mazimize the initial
distance), nebo lze ndhodné zvolit k& bodu (Randomly choose k obvervations) nebo vybe-
reme prvnich k objektu (Choose the first k observations). Nepodobnost objektt (Distance
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measure) lze mérit ¢tyfmi ruznymi zpusoby. Vystupem procedury je pak rozklad objektt
do shluk, ktery mizeme vizualizovat pouzitim Graphs > Scatterplot. Dile obdrzime
statistické popisy vzniklych shlukt (pozice centroidu shluki, analyza rozptylu bodu ve
shluku, mira vlivu jednotlivych proménnych na shlukovéni a podobné).
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Obrazek 2.33: K-means - STATISTICA
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2.6. STATISTICA

Software si metodou k-means poradil s timto datovym souborem témér okamzité.
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Obrazek 2.34: K-means 8 - STATISTICA



I v
Zaver

V bakalarské préaci jsme v kapitole 1 zminili pojmy nezbytné pro pochopeni prin-
cipt shlukové analyzy. Nasledoval popis zédkladnich shlukovacich metod. Predstavili jsme
si algoritmus hierarchického shlukovani, objasnén byl vyznam dendrogramu. Z metod

nehierarchického shlukovani jsme se zamérili na popularni metodu k-means a vénovali
jsme se problému pocatecniho rozkladu.

V kapitole 2 jsme ve ¢tyrech riznych programech vyzkouseli aplikovat metody shlukové
analyzy. Jednalo se o dva obecnéjsi programy (MATLAB a R) a o dva softwary zamérené
na statistiku a analyzu dat (Minitab, STATISTICA).

Vsechny tyto programy obsahuji metody aglomerativniho hierarchického shlukovani
a vysledky ziskané timto pristupem jsou v programech identické. V. MATLABu a R
bylo nutné naprogramovat nékolikaradkovy kod, zatimco v Minitabu a STATISTICE sta-
¢ilo moznosti hierarchického shlukovani navolit v menu. Uzivatelsky nejprivétivéjsi byl
Minitab, ktery umoznuje také péknou vizualizaci vysledki. Subjektivné bylo nejjedno-
dussi pri hierarchickém shlukovani pracovat pravé s Minitabem. Nejpodrobné;jsi statisticky
popis shluku zase poskytuje STATISTICA, jejiz grafické vystupy vsSak jsou méné prive-
tivé. Ve vSech programech se také ukazalo, Zze pro objemnéjsi data vznika neptehledny
dendrogram, fesenim je nezobrazovat dendrogram cely, ale pouze jeho horni ¢ast, jako je
tomu na obrazcich 2.6a ¢i 2.9a.

Vyuzité softwary také bez vyjimky obsahuji metodu k-means. V programu Minitab
jsme pomoci této metody nedosahli dobrych vysledki, coz je patrné z obrazku 2.28a
a 2.29. Vysledky v dalsich programech byly ptiznivéjsi, avsak odhalili jsme néktera ome-
zeni metody k-means. Na obréazcich 2.12b, 2.20 a 2.33b vidime, Ze se metodé nepodarilo
rozeznat maly shluk mezi dvéma vétsimi shluky v datovém souboru ¢. 2, metoda k-means
totiz tihne k vytvareni stejné velkych shluki. Na obrazcich 2.12¢, 2.21a, 2.33c nebo 2.33d
se zase projevuje, ze metoda predpoklada tvar shluku sférického charakteru, a nemuze
tedy rozlisit shluky do sebe zaseknuté. Jako vyhoda metody k-means se ukazala rych-
lost, kdyz si s datovym souborem o 3000 objektech algoritmus poradil v kratkém case.
Mensi prodlevu slo pozorovat pouze u softwaru MATLAB. Prednosti R a MATLABu je
moznost nechat algoritmus provést pro zvolené mnozstvi riznych pocatecnich rozkladt
a z vyslednych rozkladti do shluki pak vybrat ten nejkvalitnéjsi. Subjektivné ptisobilo
nehierarchické shlukovani nejprijemnéji v MATLABu a v R, kde slo provést jednoduchym
kédem a kde vznikaly pékné a prehledné vizualizace.
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