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Abstrakt

Pfedmétem této diplomové prace je vytvoreni nového predikéniho modulu pro jiz existujici systém
pro ziskavani znalosti z databazi. Prvni ¢ast prace se vénuje obecné problematice ziskavani znalosti,
predikci a predikénim metodam. Druha ¢ast se vénuje systému vyvijenému na FIT, pro ktery se
modul implementuje, pouzitym technologiim, navrhu a implementaci samotného dolovaciho modulu
pro uvedeny systém. ReSeni je implementovano v jazyce Java a postaveno na platformé NetBeans.

Abstract

The issue of this master’s thesis is a creation of new prediction unit for existing system of knowledge
discovery in database. The first part of project deal with general problems of knowledge discovery in
database and predictive analysis. The second part of the project deal with system developed on FIT,
for which is module implemented, used technologies, concept and implementation of mining module
for this system. The solution is implemented in Java language and is a built on the NetBeans platform.
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1 Uvod

Zijeme v dobé, ve které patfi informace k nejzadangjsimu a také k nejcennéjsimu artiklu. V dobg,
ktera produkuje obrovské mnozstvi dat. Mnohdy si to ani neuvédomujeme, ale s trochou nadsazky lze
tvrdit, Ze kazdy nas krok produkuje néjaka data. Kazdy nas telefonat, zprava, pohyb na internetu,
nakup v obchod¢, navstéva lékare, koupé dovolené, registrace do klubu a dalsi produkuji néjaké
informace - data. Existuji oblasti, pfedevsim obchodni sféra a organizace v ni, pro které jsou tyto data
neocenitelnou polozkou. Tyto informace jim slouzi pro automatizaci jejich operativniho zpracovani.
Tim tyto organizace ziskavaji ur€ity potencial, ktery pak dovedou v ur¢ité podobé zurocit, stejné tak
jako kazdy inteligentni jedinec, ktery na zakladé svych zkuSenosti a informaci je schopen se né&jak
rozhodovat a reagovat. Otazkou ziistava, jakym zpilisobem Ize automatizovan¢ vyuzit tato obrovska
data.

Jednou z cest, jak z udaju ziskat to dulezité, je technologie vytvareni datovych skladii (data
warehousing) a aplikace riiznych dotazovacich a analytickych nastroji OLAP (Online Analytical
Processing), schopnych prezentovat rizné agregované udaje v co nejnazornéjsi podob¢. Zatimco
bézné OLAP néstroje jsou urceny pro interak¢ni datovou analyzu, postupné se dostavala stale vice do
popiedi snaha o poskytnuti technik, metod a nastroju, které by analyzu do urcité miry automatizovaly.
Vysledkem byl vznik nového sméru v oblasti IT, ktery se nazyva data mining (dolovani z dat). Jde o
automatizovanou extrakci modeld dat predstavujicich znalost, ktera je obsazena v datech ulozenych
v rozsahlych databazich, datovych skladech, na webu ¢i v jinych rozsahlych ulozistich dat nebo
proudech dat. Je zfejmé, ze proces dolovani dat a hlavné jeho vysledky jsou vyuzitelné v mnoha
oblastech a oborech, podpora fizeni, sprava, rozhodovani, analyzy a dal$i. V obchodni sféfe je tato
schopnost ,,0odezirani“ z dat pfimo imérna kvalité rozhodnuti, které se vytvari na jejim zakladé. Tak
je v porovnani s jinymi subjekty trzniho prostiedi vytvaien silny prvek konkuren¢ni vyhody (nebo v
opacném piipadé ztraty). V bankovnictvi je tato schopnost vyuzitelnd pii rozhodovani o
davéryhodnosti zakaznika, ve zdravotnictvi a vyzkumu zase pii objevovani souvislosti na zaklad¢ jiz
znamych informaci. Bezesporu se da tvrdit, Ze dolovat se da v jakémkoliv oboru z jakychkoliv dat,
otazkou je jak kvalitni a pouzitelny ziskame vysledek.

Cilem této prace je navrh a implementace predikéniho modulu pro jiz existujici systém
ziskavani znalosti z databazi vyvijenym na FIT, ktery je postaven na jazyku DMSL. Modul by mél
byt realizovan na platformé NetBeans. Opira se o zaklady prace pana Ing. Krasného (Systém pro
dolovani z dat v prostredi Oracle) [2]. Tento systém prozatim poskytuje moznost vybéru vstupnich
dat a fadu funkci pro jejich predzpracovani. V ¢em je systém ,,chudy“, jsou dolovaci moduly.
Doposud byl implementovan jediny dolovaci modul a to v ramcei diplomové prace pana Ing. Madera
[8] (modul pro ziskavani asociacnich pravidel). Jak jiz bylo feceno, cilem této prace je tedy vytvoreni
dalsiho dolovaciho modulu a tedy i rozsifeni po¢tu moznych zptisobti dolovani. Pro implementaci
predik¢niho modulu byla vybrana metoda regrese.

Text je organizovan do deviti kapitol. Prvni kapitola v sobé zahrnuje tivod a popis prace.
Druha kapitola obecnou charakteristiku ziskavani znalosti z dat, tieti kapitola se vénuje predikci a
predikénim metodam, ¢tvrta kapitola popisuje pouzité technologie. Pata kapitola se vénuje systému,
pro ktery se tento modul vyviji. Sesta kapitola se vénuje navrhu modulu. Sedma kapitola  popisuje
implementaci modulu. Osma zobrazuje GUI a piiklady uziti. Posledni devata kapitola shrnuje
dosazené vysledky a diskutuje dal$i mozny vyvoj projektu.



2 Ziskavani znalosti z dat

Ziskavani znalosti z databazi [3] je extrakce (neboli ,,dolovani*) zajimavych (netrivialnich, skrytych,
drive neznamych a potencialné uzitecnych) informaci z velkych objemit dat. Netrividlnost znamena, ze
nejde o informaci, kterou lze ziskat napf. jen pouhym SQL dotazem, nepatii sem ani deduktivni
databazové a expertni systémy. Skrytost fika, ze musi jit o informace, které nejsou na prvni pohled
patrné, musi se teprve nalézt. Potencidlni uzitecnost ziskanych znalosti (informaci) znamend, Ze ma
vyznam pro dal$i rozhodovani. MiiZe jit naptiklad o podklad pro rozhodnuti o ptijéce klientovi banky
nebo rozhodnuti o uspofadani zbozi v supermarketu na zakladé znalosti druhd zbozi, které zakaznici
¢asto kupuji. Jinym piikladem mize byt upozornéni na podezielé bankovni operace ¢i chovani
nekterych osob ve sledovaném prostoru. V oblasti védy miize vysledek dolovani dat byt podkladem
pro n&jakou novou hypotézu nebo muze slouzit k potvrzeni ¢i vyvraceni néjaké hypotézy diive
stanovengé.
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Obrazek 2.1 Proces dolovani dat



Proces ziskdvani znalosti z dat se sklada z nc¢kolika krokt, které se z pravidla v urCitych iteracich
opakuji a kterym se budu nasledné vénovat. Tento proces demonstruje obrazek 2.1. V této kapitole
jsem vychazel z praci [1] a [3]. Nejprve je tfeba pfipravit a vycistit data, poté najit znalosti a z nich
vybrat jen ty dulezité a zajimavé.

2.1  Priprava a predzpracovani dat

Vétsina dat, které vyuzivame pro dolovani dat, nejsou zpravidla v takovém tvaru, abychom na nich
mohli bezprostiedné pouzit dolovaci algoritmus k dolovani. Obsahuji obvykle vice informaci nezZ je
pro nase zpracovani potieba, zaSuména data, nekonzistentni data a mnohdy mohou nékteré hodnoty
chybét. Pravé Spatnd kvalita vstupnich dat mtze vést k nepfesnym ¢i dokonce nespravnym a
zavadgjicim vysledkiim z dolovani. Dtlezitym krokem je tedy cisténi a integrace dat.

Cisténi dat
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|
[ ] | | . -
]
| HEE |
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Obrazek 2.2 Piiprava a pfedzpracovani dat



2.1.1  Cisténi dat

Cilem je odstranit chybéjici hodnoty, najit, identifikovat a odstranit odlehlé hodnoty, fesSit
nekonzistence dat a fesit redundance zplisobené integraci dat. Divodem téchto problémi muize byt
lidsky faktor, porucha na pfistroji pro sbér dat, chyba komunika¢niho kanalu atd. Nekvalitni vstupni
data mohou ve velké mife ovlivnit i samotny dolovaci algoritmus, ktery poté mize davat nespolehlivé
vysledky. Prikladem mtze byt naptiklad zjisténi platu bézného ob¢ana. Problém je v tom, Ze pokud
spocitame pouze aritmeticky primér plati vSech obcanti, mize se stat, ze vysledek ve zna¢né miie
ovlivni mensina obCanti s nadprimérnymi daty. Tyto nadprimérné platy jsou piikladem odlehlych
hodnot, proto je potieba tyto odlehlé hodnoty odstranit.

2.1.1.1 Chybéjici hodnota

Castym problémem je chybéjici hodnota atributu, ktery vsak miZe reprezentovat do znatné miry
dialezité informace pro proces dolovani. VétSinou se jedna o nekliCové atributy, které dovoluji
uchovavat hodnoty NULL. Odstranéni téchto chybéjicich hodnot mize probéhnout nasledujicimi
zpUsoby:

1. Ignorovani n-tice — je nejjednodus$im zplisobem jak provést odstranéni chybéjicich
hodnot, nicméné tak mizeme pfijit i zajimavé informace. Tento zplsob je vhodny pouze
v ptipad¢, pokud v prvku relace chybi nékteré dalsi atributy (nelze odvodit hodnotu
chybéjiciho atributu) nebo v pripadé ¢isténi dat pro klasifikaci.

2. Manualni nahrazeni — tento zpusob je mnohem vhodnéjsi, protoze se ocekava uzivatelova
dobra znalost problematiky a je schopen data vhodné doplnit. Nicméné je tento zplisob
znacn¢ nerealny pii velkych objemech dat.

3. Automaticka nahrada — tento zpusob nabizi n€kolik variant nahrazeni:

a. Globalni konstantou — jde o obdobu NULL v databazich. Pouziva se hodnota
mimo rozsah platnych hodnot daného atributu (napt. 0 nebo oo pro numericky
atribut). Pokud by vyskyt této odlehlé hodnoty byl nizky, algoritmus pro dolovani
ji mize ignorovat, ale v piipadé Castého vyskytu muZze tento zptisob negativné
ovlivnit vysledek dolovani.

b. Prumeérnou hodnotou atributu — jedna se o primér hodnot atributu z ostatnich
hodnot relace

¢. Prumérem hodnot n-tic patricich do téZe tridy — je pouzita primérna hodnota
atributu z relaci, které patii do stejné tfidy. Pokud napfiklad chybi hodnota atributu
prijem v tadku klienta, ktery ma navésti tfidy (hodnota atributu schopnost splacet)
rovno bezproblémovy, pak by se na misto chybéjici hodnoty doplnila hodnota
pramérného ptijmu vSech klientt patficich do kategorie bezproblémovy.

d. Nejpravdépodobnéjsi hodnotou — tato hodnota se odhadne podle ostatnich
nenulovych atributll. Redi se vlastné uloha klasifikace a predikce s hledanym
atributem jako cilem. Lze wvyuZit regrese, Bayesovské klasifikace nebo
rozhodovaciho stromu.
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posledni zplisob nahrazeni nejpravdépodobnéjsi hodnotou, nebot’ nejvice vyuziva informace obsazené
v datech.

2.1.1.2 Sum v datech

Sumem v datech rozumime nahodné chyby nebo odchylky hodnot atributi. Pii¢in je nékolik, napf.
porucha na zafizeni sbéru dat, lidsky faktor, chyby programu nebo hardwaru, nekonzistence v datech
jako jsou rizné formaty zadavanych dat a podobné. Zptisoby k vyhlazeni Sumt jsou nasledujici:

1. Plnéni (binning) - tento zplsob vyhlazuje setfidénd numerickd data pomoci lokalniho
vyhlazeni. Vstupy se rozd¢li do tzv. kosi tak, Ze kazdy z nich obsahuje piiblizné stejny pocet
hodnot. Poté se kazda z téchto hodnot nahradi primérnou hodnotou kose, medianem nebo
nejblizsi krajni hodnoté kose.

2. Regrese — tento zptsob vyhlazuje data pomoci regresni kiivky

3. Shlukovani — tento zplsob je sam o sob& dolovaci ulohou, muze vsak také poslouzit
k odstranéni odlehlych hodnot. Ty hodnoty, které po aplikaci shlukovani nepatii do zadné
skupiny shluku, mtizeme prohlasit za odlehlé.

2.1.2  Integrace dat

Data, ktera zpracovavame, obvykle pochdzi z vice zdroji a je potieba je integrovat do jednotného
ulozisté. Pritom muZe dojit k nejednotnosti atributli. Naptiklad identifikator v jednom zdroji se mize
nazyvat ltemID a v druhém zdroji tieba IdPolozky. Mezi hlavni problémy integrace patii:

1. Konflikt schématu — znamena integraci metadat do jednéch metadat popisujicich vysledny
zdroj dat. Ptikladem muze byt zadani adresy. V jednom zdroji mtize byt adresa zadavana
pomoci ti1 sloupctl, jako jsou ulice, mésto, PSC a ve druhém zdroji pouze jednim sloupcem
adresa. Proto je potieba pii integraci takové konflikty schématu fesit.

2. Konflikt hodnot — konfliktem hodnot rozumime zpravidla rizné formaty dat, rizné stupnice
a jednotky, riizné konvence a podobné. Resenim je transformace do jednotné formy.

3. Konflikty identifikace — tytéz objekty realného svéta mohou byt identifikovany odliSnym
zplisobem nebo naopak odlisné objekty stejn€. Napiiklad pokud slu¢ujeme informace o
zaméstnancich zriznych pobocek, ve kterych méli vramci své pobocky unikatni
identifikator, pak dochazi pii slouceni k poruse této unikatnosti.

4. Redundance — u redundance nejde pouze o vyskyt stejnych atributil v riiznych zdrojich dat,
ale 1 0 odvozené atributy, jejichz hodnotu Ize odvodit z hodnot jinych atributi. Naptiklad
z data narozeni jsme schopni odvodit vék, stejné tak z rodného ¢isla.



2.1.3

Transformace dat

Cilem transformace je dostat data do podoby vhodné pro dolovani. Byva nastrojem pro integraci dat.

Transformace miiZze obsahovat nésledujici operace:

2.14

Vyhlazeni — jedna se o odstranéni Sumu z dat, viz kapitola 2.1.1.2

Konstrukce atributii — jde o odvozeni novych atributli ze stavajicich atributd, cilem je
zkvalitnit dolovani.

Agregace — jinak také sumarizace dat. Rozdil mezi agregaci a konstrukei atributi je ten,
Ze pii agregaci sumarizujeme data v néjakém rozméru (¢as, pobocka), kdezto konstrukce
atributl pouze slouci vice atributti do jednoho.

Generalizace — jde o nahrazeni hodnoty atributu jejich obecnéj$i hodnotou jako u
hierarchie konceptt. Naptiklad atribut ulice miize byt na vyssi tirovni nahrazen nazvem
mésta ¢i kraje.

Normalizace — transformace dat do vhodnégjsiho tvaru — intervalu, typicky <-1,1>, <0,1>.

Redukce dat

Dolovani se provadi nad obrovskym mnozstvim dat, cilem redukce je tyto data do jisté miry
zredukovat bez poruSeni integrity a zachovat charakter ptivodniho souboru. Existuje né€kolik druht

redukeci:

2.2

Agregace datové kostky — jedna se o redukci dat agregovanim udajt, typické pro datové
sklady

Vybéer podmnoziny atributii — cilem je vybrat pouze ty atributy, které jsou potieba pro
dolovani

Redukce dimenzionality — data se zakoduji tak, ze dojde k redukei, ale je mozné s daty
nadale provadét operace

Redukce poctu hodnot — data jsou nahrazena néjakym redukovanym modelem

Diskretizace a generace konceptualni hierarchie — jedna se o metodu mapujici souvislé
hodnoty na diskrétni intervaly.

Typy dolovacich aloh

Dolovaci ulohy mtzeme rozdélit do dvou zakladnich kategorii a to na popisné (deskriptivni) a
prediktivni. Popisné charakterizuji vlastnosti dat a prediktivni na zakladé analyzy pouzitych dat
provadi dedukci pro ptedpoveéd’ budoucich dat.



2.2.1 Charakterizace a diskriminace dat

2.2.1.1 Charakterizace dat

Charakterizace znaci sumarizaci vlastnosti analyzované tiidy. Tyto data lze obvykle dostat z databaze
né¢jakym jednoduchym dotazem. Piikladem mize byt dotaz: ,, Co je charakteristické pro zdkazniky,
kteri utratili v nasem obchode vice jak 5000 K¢?

2.2.1.2 Diskriminace dat

Diskriminace na rozdil od charakterizace hleda atribut nebo atributy, které se nejvice lisi od dané
tfidy. Pfikladem mtze byt dotaz: “Cim se lisi zaméstnanci, kteii za minuly rok vyuzili méné dovolené
od tech, kteri vyuzili vSechnu? “.

2.2.2  Shlukova analyza

Shlukova analyza je dal§im typem dolovacich uloh, ktery shlukovanim analyzuje datové objekty bez
znalosti pfifazeni do tfid. Cilem je tedy nalézt tfidy objektil, které maji co nejvice spolecného a
zaroven se od ostatnich co nejvice lisi. Tyto tiidy objektt pak vytvari shluky.

Obrazek 2.3 Shlukova analyza

2.2.3  Analyza odlehlych hodnot

Tato analyza vyhledava extrémni, neobvyklé, néim vyjimecné prvky. Dulezité je tedy, aby pfi
ptipravé dat nebyly pouzity metody, které by odlehlé hodnoty vyhladily nebo je néjakym zplisobem
poskodila normalizace. Tato metoda se nejvice pouziva pti odhalovani bankovnich podvodt nebo pfi
analyze datovych tokd.



2.2.4  Evolu¢ni analyza

Jedna se o analyzu dat v Case, ktera hledda modely trendi a jejich vyvoj. Zkouma se vyvoj a rychlost
zmén v Case anebo pravidelnost dat v jistych cCasovych intervalech. Tato metoda se vyuziva pfi
analyze prib&éhu hodnot akcii a rozhodovani o investicich

2.2.5 Asociacni analyza

Asociacni analyza je metoda, ve které hledame tzv. asociacni pravidla. Jedna se o vztahy mezi daty,
které se daji nejlépe vysvétlit na nakupnim koSiku. Mame-li seznam nakupt (transakci), které
zakaznici uskutecCnili, pak mtizeme hledat vztahy mezi jednotlivymi vyrobky (polozky v transakcich).
Hleddme mnoziny takovych vyrobki, které zakaznici Casto kupuji dohromady v jednom ndkupu
(silné mnoziny).

Napiiklad mizeme ziskat asociaéni pravidlo, které tvrdi Ze ,, Zdkaznik ktery si koupi rohliky si také
s 60% pravdépodobnosti koupi uzeninu. Co do Cetnosti vyskytu ze viech uskutecnénych ndkupii je toto
pravidlo platmé v 12%*

2.2.5.1 Frekventovana mnoZina prvku

Frekventovand mnozina prvku je takova mnozina vzord, ktera se vyskytuje v datech velmi Casto.
Vede k odhaleni zajimavych korelaci nebo pouziti asociani analyzy a vyhleddvani asociac¢nich
pravidel ve tvaru A = B, kde A a B jsou tvrzeni tykajici se hodnot atributli. Asociacni pravidlo nam
tika, jaka je pravdépodobnost vyskytu prvkl v transakei.

Silna asociacni pravidla

jsou takova, ktera maji vyssi spolehlivost nez je nami stanovena minimalni spolehlivost. Opakem jsou
pravidla slaba.

Asociacéni pravidla se hledaji ve dvou krocich:

1. Nalezeni frekventovanych mnozin — nejpouzivangj$im algoritmem pro ziskani téchto mnozin
je algoritmus Apriori, nebo né€ktera z jeho variant. Tento krok je jadrem celého dolovani.

2. Vygenerovani silnych asociacnich pravidel — z frekventovanych mnozin vygenerujeme
vSechna asociacni pravidla a ponechame jen silna.

2.2.6  Klasifikace a predikce

Ob¢ tyto metody patti do prediktivnich dolovacich uloh, tedy uloh, které na zaklad¢ stavajicich dat
predpovidaji néco nového.

2.2.6.1 Klasifikace

Cilem klasifikace je nalézt takovy model, ktery popisuje a soucasné rozlisuje tfidy dat a ten poté
pouzit pro predikci. Pfikladem klasifikace mize byt téeba potieba rozdélit klienty banky do dvou
skupin na zakladé znadmych dat, tak aby jednu skupinu tvofili klienti s minimalnim rizikem pro
ud¢leni piijcky a ve druhé skupiné klienti s rizikem vysokym. Proces klasifikace je rozdélen do dvou
kroku:
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Trénovani (uceni) — na zaklad¢ analyzy trénovaci mnoziny je vytvoren klasifikacni model, u
téchto dat, ktera tvofi trénovaci mnozinu, musime pfedem znat, do jaké tfidy jsou zarazeny.
Tyto vzorky dat jsou vstupem pro klasifikator, ten ma za tikol zjistit tzv. klasifikacni pravidla,
pomoci kterych se dany objekt klasifikuje do konkrétni dané tfidy. Tuto fazi popisuje
obrazek 2.4

Jméno | Vék |Pfijem [Uvéryschopnost

J.Howvak| ==30 maly Zpatna
J.0ta (31..40 velky dobra
V.Kral =40 stfedni Zpatna
L.Nowy (31. .40 velky dobra

Klasifikaéni pravidia:

H

Hh

it
= A
(1]

=

Obrazek 2.4 Klasifikace — faze trénovani

Testovani — testovanim ovéfujeme kvalitu modelu pomoci testovaci mnoziny. Testovaci
mnozinu opét tvoii data, u kterych je pfedem znama klasifikacni tfida. Tyto vzorky dat ale
musi byt nezavislé na predchozich datech, nemély by tedy byt vybrany z trénovaci
mnoziny. Testovanim ziskavame ¢etnost vysledku, pro které dany model klasifikuje spravng.
Podle tohoto vysledku se pak odviji dalsi kroky. Pokud jsou vysledky Spatné, je potieba
model upravit nebo vytvofit znovu, v opaéném piipadé dany model lze prohlasit za
pfipraveny. Tuto fazi popisuje obrazek 2.5
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ff \

/ (D.Zlamal, 31..40, velky, ?77)
/
!
I
/ Uvéryschopnost = dobra

E.Zima [ ==30 welky dobra
M_Jikl [31. .40 velky dobra
P.Satl | ==30 maly Zpatna

Obrazek 2.5 Klasifikace — faze testovani

Model klasifikace miize mit (viz obrazek 2.6 a 2.7) riiznou podobu, napiiklad podobu klasifikaénich
IF-THEN pravidel, rozhodovaciho stromii, matematické formule, neuronové sit¢ a mnoho dalsich.

a)
age(X. “youth™) AND income (X, “high”) ——> class(X. “A")
age(X. “youth") AND income (X, “low”") —— class(X. "B")

age(X. "middle_aged") class(X. “C")

age(X. "senior”) = class(X. “C")

Obrazek 2.6 Formy reprezentace klasifikacniho modelu: a) klasifika¢ni pravidla
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b)

class A

)
/ ; . B ™
youth ., middle_aged, senior .\_.f b
E: \ " ; , - : ", "
— - Q O e
high . low : / | " |
| f/\ i .l.n ""--\._‘_’f\‘ . |
- ¥ I/'F A 4 ¥ e 1. "a-."l".
class A class B class C

Obrazek 2.7 Formy reprezentace klasifika¢niho modelu: b) rozhodovaci strom, ¢) neuronova sit’

Klasifikace se pouziva k predikci diskrétnich hodnot. Naopak pro hodnoty spojité vyuzivame

Predikci.

2.2.6.2

Predikce

Predikce je proces, ktery umozni pfifazovat datim hodnoty, které maji obecné spojity charakter.
Predikci je vénovana nasledujici samostatna kapitola ¢. 3.

2.2.6.3

Piiprava dat pro Kklasifikaci a predikci

Abychom zefektivnili predikci i klasifikaci, je vhodné provést rizné Upravy vstupnich dat. Mezi ty
zékladni patfi nésledujici tii, o nichz jsme se jiz zminili v predchazejicich kapitolach:

2.2.6.4

Cisténi dat — jedna se o odstranéni umu v datech a chybgjicich hodnot.

Vyznamnostni analyza — jde o odstranéni nepotiebnych atributd v datech pro danou
klasifikaci

Transformace dat — ptevod dat na jiny format, typickym prvkem transformace je
normalizace

Porovnavani klasifikaénich metod

Predikeni a klasifikacni metody se porovnavaji predevsim podle nasledujicich péti kritérii:

Robustnost — popisuje schopnost vytvofit spravny model, pokud dana data obsahuji Sum a
chybéjici hodnoty
Rychlost — popisuje slozitost pro vygenerovani a pouzivani klasifikacnich pravidel

Presnost — popisuje v jaké mife — v kolika procentech dany model klasifikuje nova data,
tedy data, ktera nebyla obsaZena v trénovaci mnozingé

Stabilita — popisuje schopnost vytvofit spravny model pro obrovské mnozstvi dat

Interpretovatelnost — popisuje slozitost daného modelu pro pochopeni
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3 Predikce

O predikci jiz bylo néco malo feceno v piedchazejici kapitole, tato kapitola se ji vénuje vice
dopodrobna. Predikci myslime ptedpovéd urcité hodnoty (obecné spojitého charakteru) pro dany
objekt na zaklad¢ jeho vlastnosti. Prikladem predikce je naptiklad urceni vySe platu daného
pracovnika na zaklad¢ znalosti jeho dalSich vlastnosti. Predikce se tedy lisi od klasifikace v tom, Ze
predpovida hodnoty spojitého charakteru, klasifikace diskrétniho charakteru. Obé tyto metody maji
vSak spolec¢nou chronologii procesu.

Proces predikce je tedy stejn¢ jako proces klasifikace rozdélen do dvou kroki:

1. Trénovani (uceni) — na zéklad¢ analyzy trénovaci mnoziny dat je vytvofen predikéni model
(zavislost prediktorti, v zavislosti na zndmé hodnoté, kterda by meéla byt predikovana).
Jednoduse feceno, na vzorku dat z trénovaci mnoziny se proces ,,nauci“ jak predikovat —
predikovana hodnota je totiz znama. DiileZitou podminkou je nezavislost vzorki dat pro
trénovaci mnoZinu a pro testovaci mnozZinu. Nemély by tedy obé€ tyto mnoziny obsahovat
stejna data.

2. Testovani — testovanim ovéfujeme kvalitu modelu pomoci testovaci mnoziny. Testovaci
mnozinu opét tvoii data, u kterych je pfedem znama hodnota ktera by méla byt predikovana.
Testovanim tedy ziskavame predikované hodnoty na zakladé vytvofeného predikéniho
modelu a porovnavame je s hodnotami, které byly znamy v testovaci mnozin€ vstupnich dat a
to ty, které mély byt predikovany. Podle tohoto vysledku se pak odviji dalsi kroky. Pokud
jsou vysledky Spatné, tedy rozdil mezi predikovanymi daty a zndmymi daty je ptilis velky, je
potfeba model upravit nebo vytvofit novy, v opacném piipadé dany model lze prohlasit za
pripraveny.

Nekdy se jako dalsi krok procesu uvadi Aplikacni faze (Aplikace) — ta na zakladé vytvoreného
a otestovaného predikéniho modelu a mnoziné vstupnich dat pro aplikaci je schopna predikovat nova
data.

Pro metodu predikce se vyuziva regrese — regresni analyza. Regresni analyza se snazi nalézt
hodnoty parametrti funkce, takové, ktera nejlépe kopiruje vysledné body na mnozin€ dat. Nasledujici
rovnice popisuje regresni funkci, ta zobrazuje proces odhadujici hodnotu spojité veli¢iny jako funkce
F s jednim nebo vice prediktory (xi, Xp, ..., X,), mnozinou parametri (6, 6,,..., 8 ) a odchylkou (e).
(Viz rovnice 3.1):

y=F(x,0)+e (3.1)

Prediktory si mizeme predstavit jako nezavislé proménné a cilovou hodnotu jako zavislou
proménnou. Odchylku e chapeme jako rozdil mezi znamou cilovou hodnotou a predikovanou
hodnotou zavislé proménné. Regresni parametry oznacujeme jako regresni koeficienty. Faze uceni
regresniho modelu se snazi nalézt parametry (koeficienty) s co nejmensi odchylkou e. Regresni
funkce muzeme z matematického pohledu rozdé€lit do 3-4 typd. (linearni jednoduchd, linedrni
vicenasobnd, nelinearni jednoducha, nelinearni vicenasobna)
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3.1 Linearni jednoducha regrese

Linedrni regrese [4] predstavuje aproximaci danych hodnot polynomem prvniho fadu (tedy pfimkou)
metodou nejmensich Ctvercl. Jinak feCeno, jedna se o prolozeni nékolika bodi v grafu takovou
primkou, aby soucet druhych mocnin odchylek jednotlivych bodii od pfimky byl minimalni.

Pro linedrni jednoduchou [3] regresi jsou ocekdvana data ve tvaru (xi, yi),...,(xs , ¥s), kde x;
reprezentuje vstupni atribut a y; vystupni atribut, jehoz hodnota se bude pro nova data ptedpovidat,
pro vSechna i = 1,..., 5. Tato data jsou aproximovana piimkou o rovnici (rovnice 3.2):

Y=aX+b (3.2)

Zaved’'me nasledujici oznaceni:
* X1, X2, ..., Xg — znaci vstupni atributy danych dat
V1, V2, ..., ¥s — znaci vystupni atributy skute¢nych dat
* Y1, Y, ..., Y5 — jsou hodnoty, které byly ziskadny dosazenim vstupniho parametru do dané
rovnice ptimky (tedy ty hodnoty, které budou pro dané vstupni atributy predpoveézeny)

Snaha minimalizovat souéet obsahl modrych Etvercd

Y=axXx+bh

Obrazek 3.1 Metoda nejmensich ¢tverct

Metoda nejmensich Ctvercli je zalozena na takovém principu, Ze soucet druhych mocnin rozdilu
skute¢né hodnoty y; a aproximované hodnoty Y; je minimalni. Tato myslenka je ilustrovana na
obrazku 3.1

Pro metodu nejmensich ctverct lze koeficienty a, b spocitat pomoci vzori (viz rovnice 3.3):

_ Y1 (=D i—y)
¥ (xi—%)?

a b=y—ax (3.3)

Kde x symbolizuje aritmeticky pramér hodnot X4, x5, ..., Xs a ¥ symbolizuje aritmeticky primér

hodnot y¢, ¥a, ..., Vs.

15



3.1.1 Priklad vypoctu jednoduché linearni regrese

M¢jme [3] tabulku obsahujici data zaméstnanct firmy, kde x udava, kolik let ma zaméstnanec praxi a
y udava jeho plat v tisicich K¢.

Xi 3 8 9 13 3 6 11 21 1 16

Yi 30 57 64 72 36 43 59 90 20 83

Tabulka €. 3.1 Priklad jednoduché linearni regrese — data zaméstnanct firmy

Z uvedenych dat ur¢ime ¥ = 9,1 a ¥ = 55,4 a z uvedenych vzorcti jsme schopni vypocitat koeficienty
aab (vizrovnice 3.4):

 (3-9,1)(30 — 554) + (8 — 9,1)(57 — 55,4) + - + (16 — 9,1)(83 — 55,4) _
a= (3-91)2+ (8—91)2+ -+ (16 —9,1)2 -

3,5

b =554-(35)(9,1) =23,6 (3.4)

Rovnice pfimky ma tedy tvar: Y =3,5X + 23,6
Pro Sletou praxi pracovnika (X = 5) prediktor naptiklad pfedpovi plat: Y=(3,5)(5) + 23,6 =41 100 K¢

3.2  Linearni vicenasobna regrese

Linedrni vicendasobnd regrese je regrese, ktera na rozdil od jednoduché linearni regrese je schopna
predikovat nikoliv jeden atribut, ale obecné v atributli. Data ocekavejme [3] ve tvaru:

(X115 X125 s X100 Y1)s (X210, X225 000 X200 Y2 )5 wees (X515 X520 00s X5y Vs)

Aproximaci provedeme pomoci rovnice (rovnice 3.5 ):
Y = aO + a1X1 + a2X2 + -+ ava (35)

Je tedy potieba najit hodnoty koeficientd ag, a;, s, ..., a,,. Sestavme ze ziskanych dat matice X a Y,
vysledek bude matice A:

)

1 x11 xl‘l] yl a
1 X va yz 1
X=|., 7 77 Y=|". A=|
1 Xg1 - Xsp Vs a,

Vzorec, podle kterého ur¢ime vyslednou matici 4 (a tim jednotlivé koeficienty) je (rovnice 3.6):
A=XTX)"xTy (3.6)
kde horni index T zna¢i matici transponovanou a horni index —1 matici inverzni. Ptiklad na

vicenasobnou regresi je uveden v nasledujici kapitole, kterd zadani ukolu transformuje na pravé tento
druh regrese.
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3.3  Nelinearni regrese

Nelinearni regresi feSime vétsSinou tak, ze ji transformujeme na linearni regresi. Pfedpokladejme, Ze
chceme naptiklad provést regresi pomoci kubické funkce, tedy funkce, kterou budeme hledat ve tvaru
(viz rovnice 3.7):

Y =ay+ a X + a,X? + az X3 (3.7)
Potom miizeme nadefinovat nasledujicim zptisobem nové proménné X, X, a X; (viz rovnice 3.8):

X1=X, X2=X2, X3=X3 (38)

Dosadime-li tyto nové proménné do vyse uvedeného vzorce, dostaneme novou funkci ve tvaru
(viz rovnice 3.9):
Y = ay + ale + a2X2 + a3X3 (39)

Toto ovSem neni nic jiného, nez rovnice pro linearni vicenasobnou regresi, kterou jiz fesit umime.
Podobnym zplisobem lze prevést i néjaké dalsi nelinearni regrese na linearni.

3.3.1 Priklad nelinearni regrese transformované na linearni
vicenasobnou

Uvazujme nasledujici tabulku dat, u které predpokladame, Ze hodnota y je zavisla na hodnot¢ x, a to
kvadraticky:

x; 0 1 -1

Tabulka ¢. 3.2 Priklad nelinearni regrese transformované na linearni — data

Regresni funkci budeme hledat tedy ve tvaru (viz. rovnice 3.10):

Y =ay+ a X + a,X? (3.10)
Zavedeme nové proménné (atributy) (viz. rovnice 3.11):

X, =X, X, =X? (3.11)

Dosadime-li tyto nové proménné do vyse uvedeného vzorce, dostaneme jiz linearni regresni funkci ve
tvaru (viz. rovnice 3.12):

Y = aO + a1X1 + a2X2 (312)

Tabulku dat tedy mtizeme rozsitit o tyto nové atributy, které jsou spocitany z hodnoty atributu x;.

2

X X1i = X Xoi = X{ Yi
0 0 0 2
1 1 1 2
-1 -1 1 0

Tabulka ¢. 2.3 Priklad nelinearni regrese transformované na linearni — rozsiteni predeslé tabulky
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Hodnoty z tabulky miizeme piepsat do matic, které jsou tedy ve tvaru:

1 0 O 2
X=(1 1 1)Y=|2
1 -1 1 0

Provedeme vypocet koeficientll ay, a4, a, (viz. rovnice 3.13):

1 0 3 0 2
XTX = (1 1]=|0 2 0
1 -1 1 2 0 2
0 —4
XTX)™! = 2 0 (3.13)
0
1/4 0 —4\/1 1 1)\/2 2
A=(XTX)‘1XTY=Z<O 2 0]{o 1 —1])(2])=(1
—4 0 6/\0 1 1/\0 -1

Plati tedy, ze ay = 2,a; = 1,a, =- 1.
Hledan4 regresni funkce je ve tvaru: ¥ = 2 + X - X?
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4 Pouzité technologie

4.1 Oracle Data Mining

Soucasti relacniho databazového systému firmy Oracle [8] je i podpora pro dolovani z dat, ktera jsou
v databazi Oracle ulozena. Podpora se nazyva Oracle Data Mining a je dostupna od databazové verze
9iR2. ODM nabizi funkce pro piedzpracovani dat, které predchazeji vlastnimu dolovéani. Témito
funkcemi jsou naptiklad diskretizace, normalizace nebo plnéni (binning). Vstupnimi daty dolovacich
funkci je rela¢ni tabulka nebo pohledy uloZzené v databazi. Hlavni vyhodou fesSeni firmy Oracle je
umisténi veskerych dolovacich funkci do jadra databaze. Toto feSeni eliminuje jakykoliv pfesun dat
a Setfi mnoho casu. UZivatel pouze definuje model dolovaci tlohy, ulozi ho na server a pozada
o spusténi dolovaciho procesu. ODM dale nabizi podporu pro dolovani kolekei algoritm a datovych
analyz pro klasifikaci, predikci, regresi, shlukovani, asocia¢ni analyzu, méfeni vyznamnosti atributti,
detekci odlehlych hodnot a dalsi specializované analyzy. Spoluprace s dolovacimi funkcemi je
uzivateli umoznéna bud’ ptes jazyk PL/SQL nebo Java API (Java Data Mining). JDM definuje
rozhrani, které by mél dolovaci systém poskytovat, aby byla zajiSténa nezavislost aplikace na
konkrétnim nastroji pro data mining. K rozhrani Java Data Mining pro ODM je na strankach firmy
Oracle kvalitni dokumentace v podobé JavaDoc. K dispozici jsou také vzorové piiklady
a programové kody, které by mély uzivateli ukazat, jak nejefektivnéji dolovaciho systému ODM
vyuzit.

4.1.1 Piehled funkci ODM

4.1.1.1 Predzpracovani dat:

1. Transformace dat. vzorkovani dat, plnéni (binning), diskretizaci a dalsi transformace

4.1.1.2 Deskriptivni ulohy

1. Asociacni analyza: pro dolovani asociacnich pravidel ODM pouziva algoritmus Apriori
2. Shlukovani: dostupné jsou algoritmy k-means, Orthogonal Partitioning Clustering O-Cluster
3. Textové a prostorové dolovani: dolovani v textu, prostorova/GIS data

4. Specializované analyzy: porovnani sekvenci DNA a proteinovych fetézcl. K dispozici je
BLAST algoritmus

4.1.1.3 Prediktivni ulohy

1. Klasifikace: pro klasifikacni ulohy jsou k dispozici rozhodovaci stromy, bayesovska
klasifikace, bayesovskée site a SVM (Support vector machines)

2. Regrese: SVM (Support vector machines)
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3. Mereni vyznamnosti atributii: Tato uloha slouzi k ulehéeni prace klasifika¢nich modela pii
praci nad datovymi tabulkami, které obsahuji mnoho atributd. Méfeni vyznamnosti ma za
ukol vybrat z mnoziny atributil podmnozinu takovych, které jsou nejvice relevantni pro
urceni vysledku klasifikace. Pouzit je algoritmus Minimum description length (MDL)

4. Detekce odlehlych hodnot: One-class SVM (Support vector machines)

Vsechny prediktivni tlohy poskytuji nékolik moznosti zobrazeni vysledkii. Prvni je tabulka piesnosti,
ktera udava, v kolika pripadech byla klasifikaéni metoda uspé$nd. Dal§i moznosti je zkoumani
n¢kolika druhi tzv. "/ift" (kumulativni, nekumulativni, kvantilovy a dalsi). Tyto charakteristiky jsou
pouzitelné pouze pii klasifikaci do binarnich tfid. Déle je také mozné porovnavat UspéSnosti
jednotlivych klasifikaénich metod mezi sebou pomoci tzv. "Receiver Operating Characteristics
(ROC krivek)".

4.2 Platforma NetBeans

NetBeans [12] je open source projekt podporovany zejména firmou Sun Microsystems. V ramci
projektu existuji dva hlavni produkty: vyvojové prosttedi NetBeans (NetBeans IDE) a vyvojova
platforma NetBeans (NetBeans Platform).

Vyvojové prostfedi NetBeans IDE je nastroj, pomoci kterého programatoii mohou psat,
prekladat, ladit a Sifit programy. NetBeans IDE je napsano v jazyce Java a je postaveno na
stejnojmenné platformé. Primarné je urceno pro vyvoj aplikaci v jazyce Java, ale mize podporovat
i dal§i programovaci jazyky (C++, PHP, Ruby). V Javé podporuje vSechny 3 hlavni platformy -
J2SE, J2EE a J2ME. ZjednoduSuje praci s frameworky jako je Struts nebo RoR a umozinuje mimo
jiné vyvoj SOAP aplikaci a webovych sluzeb i webovych aplikaci. Obsahuje také RAD nastroje pro
tvorbu designu aplikace. Kromé toho také existuje velké mnozstvi modulli, které toto vyvojové

Kromé vyvojového prostiedi je také dostupna vyvojova platforma NetBeans Platform, coz je
modularni a rozsifitelny zaklad pro pouziti pii vytvareni rozsahlych aplikaci. Nezavisli dodavatelé
softwaru poskytuji zasuvné moduly pro integraci do této platformy. Tyto moduly slouzi pro vyvoj
jejich vlastnich nastroju a feseni.
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5 Systém pro dolovani z dat vyvijeny na
FIT

V poslednich nékolika letech je na VUT Fakulté Informacnich Technologii v ramei roénikovych
a diplomovych praci vyvijen systém pro ziskavani znalosti z databazi. Systém je jiz kompletni
a umoznuje tak veskeré kroky procesu dolovani — vybér a predzpracovani dat, umoznuje piipojeni
modulii, které zajistuji samotné dolovani a prezentaci vysledkd. V néasledujicich letech a pracich
ptjde spise o vytvareni novych dolovacich moduld a mozné vylepSovani stavajiciho systému.

5.1 Charakteristika systému

Klientska aplikace je implementovana v prostfedi jazyka Java a postavena na jazyku DMSL. Klient se
pripojuje k serveru Oracle. Vyhodna je volba prostiedi Java, diky némuz je systém pienositelny
a vyuziva veskeré vyhody tohoto feSeni. Jazyk DMSL je vyuZzivan systémem k definici vSech dat
a operaci nad nimi, ke komunikaci s jddrem a moduly. Prace mezi vrstvami je rozd€lena nasledovné:
klientska aplikace zajiStuje definici dat, pfiprava a transformace téchto dat jsou rozdéleny mezi ob¢
vrstvy (klient, server) a samotné dolovani pak probiha na serveru. Systém je postaven na platforme
NetBeans Platform a je plné modularni, coz byl hlavni pozadavek pfi implementaci.

5.2  Historie projektu

Zacatku projektu predchazelo ne€kolik navrhi a praci, nicméné zaklad tohoto systému pracujicim nad
databazi Oracle, byl vytvoten (v roce 2006) diplomovou [5] praci Ing. Dolezala. Cilem jeho prace
bylo vytvofit jadro systému, které bylo zikladem pro formulafovou aplikaci, vykonavalo
predzpracovani dat, fidilo samotny proces dolovani a mélo jednoduché grafické uzivatelské rozhrani.
Systém byl navrhnut a naprogramovan tak, aby bylo mozné do néj ptidavat dolovaci metody pomoci
nezavislych modulti. Dolovaci modul lze tedy vytvofit samostatné a jediné, co je vyzadovano je to,
aby modul implementoval rozhrani pro dolovaci modul.

Na jeho praci o rok pozdéji navazal svou diplomovou praci [6] Ing. Galet (2007). Ten mél za
ukol vylepsit stavajici systém o piijatelnéjsi grafickou nadstavbu, pfijemné uzivatelské rozhrani
a nékteré nedostatky jadra. Ve své praci poukazal na nékteré dal$i nedostatky systému a navrhnul
moznosti pro jejich odstranéni a nasledné vylepsSeni. Diky platformé, na které byl systém vyvijen,
bylo mozné vyuzit rizné nové techniky a na ty Ing. Galet upozornil. Ty byly ptfedlohou pro
diplomovou praci [2] Ing. Krasné¢ho (2008). Provedl zmény v grafické nadstavbé a zasadné piestavél
jadro, aby bylo mozné vice vyuzit potencial grafického uzivatelského prostredi, protoze umoznoval
definovat dolovaci proces pomoci orientovanych grafii. Byly vytvofeny nové datové struktury, pro
n€z byly dopsany nové algoritmy jadra. Déle byl upraven jazyk DMSL, zejména format ukladani dat,
aby 1épe vyhovoval novym pozadavkiim aplikace a také bylo zménéno rozhrani pro pripojovani
dolovacich moduld. Posledni prace vénovanad tomuto systému je prace Ing. Madera [8], ve které
vytvofil prvni funkéni dolovaci modul pro ziskavani asociacnich pravidel.

Vice podrobnych informaci o tomto projektu naleznete v pracich [2], [5], [6] a [8].
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5.3  Struktura systému

53.1 Jazyk DMSL

Jazyk DMSL (Data Mining Specification Language) [7] je zalozeny na bazi XML, tedy stejné jako
v XML jeho strukturu tvoii elementy. V projektu postihuje cely proces dolovani dat, od definice
vstupnich dat, pies jejich transformace, definice dolovacich uloh az po popis ziskanych znalosti. Je
uréen k ukladani metadat, nikoliv samotnych dat. Data se nachdzeji v databazovych tabulkach na
serveru, DMSL pouze popisuje kde.

5.3.1.1 Struktura jazyka

Struktura [6] jazyka se sklada ze Sesti ¢asti, viz obrazek 5.1:

1. Data Model — (Model dat) — je to element, ktery slouzi k definici vstupnich dat. V ramci néj
je definovan element DataMatrix, kazdy sloupec tabulky je reprezentovan elementem
DataField.

2. Data Mining Model — (Dolovaci model) — tento element popisuje, ktera data budou zahrnuta
pro dolovani, aplikace transformaci na sloupce, kazdy DataMiningModel se musi odkazovat
na jeden DataModel.

3. Domain Knowledge — (Znalosti o domén¢) — element obsahujici znalosti o datech, jako jsou
vtahy, integritni omezeni, obory hodnot apod.

4. Data Mining Task — (Dolovaci uloha) — element specifikujici dolovaci funkce, které se budou
provadét nad daty, ma volnou syntaxi. Kazda dolovaci funkce ma jiné pozadavky, podle
kterych se bude odvijet podoba syntaxe

5. Knowledge — (Znalosti) — element obsahujici vydolované znalosti, posledni element, ktery ma
volnou syntaxi. Podle typu ziskanych znalosti je definovana syntaxe, kterda bude vhodna
k ulozeni daného typu znalosti

6. Function Pool — (Funkce) — element definujici funkce. Ty mohou byt pouzity pii ¢isténi dat
a transformacich. Kazdy FunctionPool ma sviij nazev, podle kterého miize byt jednoznacné
identifikovan, na né¢jZz se mohou odkazovat jednotlivé elementy. Funkce mohou byt interni
nebo externi. Interni funkce maji hlavicku i télo definované v ramci DMSL dokumentu.
Externi funkce maji v dokumentu definovanu pouze hlavicku, kompletni definice je
v externim zdroji.
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Obrazek 5.1 Zavislost DMSL elementti — pfevzato z [6]

5.3.2  Systém

Jak jiz bylo zminéno v piedchazejicich kapitolach, je tento systém rozdélen do dvou zakladnich ¢asti.
Prvni znich je Jddro a druhou Casti je Grafické uZivatelské rozhrani. Dal§i moznou casti jsou
samostatné dolovaci moduly, ale ty tu popisovat nebudeme. Chapejme tedy pojem systém jako jadro
a GUI Tento systém umoziuje organizovat praci do projektu, pfedzpracovani dat, transformace,
zvolit dolovaci tlohu, ptidavat dolovaci moduly, nacitat a ukladat do DMSL.

Co se tyka umisténi, byl zaveden systém balickt s kofenem cz.vutbr.fit.dataminer. Jadro
pouziva balicek cz.vutbr.fit.dataminer.core. Pro grafické uzivatelské rozhrani slouzi balicky umisténé
v cz.vutbr.fit.dataminer. *. Jadro je zkompilovano a zabaleno do java archivu (JAR). Knihovny,
na kterych je jadro zavislé, jsou taktéz distribuovany jako JAR archivy. Pro datové struktury DMSL
byl zaveden balicek cz.vutbr.fit.dataminer.core.system.dmsl.

5.3.2.1 Jadro

Strukturu jadra popisuje obrazek 5.2. Jadro ma svoji centralni tiidu Kerneljava. Dalsi tiidy jsou
vazané na tuto tfidu. Ttida Dmsl.java obsahuje datové jednotky, je uréena pro spravu DMSL
dokumentti, slouzi tedy jako centralni ulozisté dat. Ttida ma za kol poskytovat pfipojeni k serveru —
jeden typ pro SQL dotazy, jeden pro DME transformace. Vytvoteni pfipojeni nezajistuje Kernel,
proto je ve vztahu uvedena agregace. Dale Kernel poskytuje Caller pro volani zkompilovanych
internich funkci a pfistup kdatové struktute Dmsl.java. Instance Clipping, Normalization
a Discretization se vytvateji pifi volani metody, obsluhujici spusténi béhu komponenty
Transformations a zajist'uji inicializaci parametrti pro server a jejich odeslani.
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5.3.2.2

Clipping Dmsl
0.1 1
Hommalization 0.1 Kemel
——————»
1
Discrefization 0.1 Caller
0.2
Comnectionl nfo
ComnectioninfoS0OL ComnectionlnfoD NE

Obrazek 5.2 Diagram tiid Kernel — struktura jadra — ptevzato z [2]

Grafické uzivatelské rozhrani

Grafické uzivatelské rozhrani je nadstavbou nad jadrem. Na obrazku 5.3 je zndzornéna graficka

Mrow

predloha tak jak ji ve své praci vytvoril Ing.Galet [6]. Tvofi ¢ast pro zobrazeni otevienych projekt
ajejich obsahu. Po poklepani na pfislusny DMSL soubor se otevie editor s paletou elementd -
komponent, které Ize vkladat do editoru a modifikovat tak samotny dokument. Komponenty umisténé
na platno je nutné propojit Sipkami (Ctrl+click a “tah mys$i®). Kazda komponenta ma své
kontextové menu, Ize ji otevfit a pracovat s jejim dialogovym oknem, Ize ji spustit z kontextového
menu polozkou Run. Kazda komponenta mize mit pouze jednu vstupni hranu, a pokud nema Zzadnou,
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Obrazek 5.3 Graficka nadstavba Ing. Galeta
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5.3.2.3 Komponenty dolovaciho procesu

Komponenta Select Data

Tato komponenta umoziuje vybér vstupnich dat. Mozné je zvolit vstupni data z CSV
% souboru nebo z databaze. V levé ¢asti dialogového okna je zobrazen strom, ktery zobrazuje
databazové schéma a tabulky v ném ulozené. Z téchto tabulek mutze uzivatel libovolné vybirat
sloupce, ve kterych jsou data, ktera maji byt pouzita v dolovaci uloze. Dale je zde umisténa funkce,
ktera slouzi ke vkladani podminek pro spojovani tabulek.

Komponenta Transformations

Tato komponenta umoznuje aplikace ODM transformaci, clipping, normalizaci a diskretizaci
na vstupnich datech. Dale umoziiuje nezahrnout do vystupu vstupni sloupce a pomoci funkci
odvodit sloupce nové.

Komponenta Vimeo

‘E:‘Eﬁ Tato komponenta funguje jako datovy filtr. VSechny vystupni sloupce jsou stejné jako
== vstupni, pouze je k nim pfifazena néjaka VIMEO funkce. Neumoznuje sloupce
pfejmenovavat, od toho je tu jiz zminénd komponenta Transformations. Komponenta Vimeo zajistuje

pristup k editacim funkei.

Komponenta Reduce

EEEE  Tato komponenta umoziuje redukovat pocet vstupnich dat a také umoziiuje rozdélit vstupni
data do 2 tabulek pro trénovaci fazi a pro testovaci fazi, které jsou soucasti procesu dolovani
u klasifika¢nich a predik¢énich moduli.

Komponenta Mining Module

i7# Tato komponenta reprezentuje uZivatelem vybrany dolovaci modul. Funk&nost komponenty

= zavisi na pozadavcich vybrané dolovaci ulohy.

Komponenta Insight

Cl,  Tato komponenta miize byt pfipojena k ostatnim komponentdm a zobrazuje obsah vytvotenych
tabulek, které tyto komponenty pii spusténi vytvorily.

Komponenta Report

Tato komponenta je posledni komponentou jak ve vyctu tak i co se tyka uziti v systému.
Zajistuje zobrazeni vysledkd. Vysledné zobrazeni se lisi v zavislosti na zvoleném dolovacim
modulu.
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6 Navrh predik¢niho modulu

V této kapitole se budu podrobné zabyvat navrhem predik¢niho modulu. Pro svoji implementaci jsem
si zvolil druh predikce - regresi. Oracle Data Mining nabizi pro regresi algoritmus SVM — Support
Vector Machines.

6.1 Algoritmus SVM

Support Vector Machines je algoritmus zalozeny na statistickém uceni. Tento algoritmus je v ramci
ODM vyuzivan k linearni i nelinearni regresi, ke klasifikaci a k detekci odlehlych hodnot. Jedna se
o silny algoritmus, s pevnou teoretickou zékladnou, ktera se opira o teorii ,,Vapnik-Chervonenkis .
SVM ma silné regularizacni (sjednocujici) vlastnosti. Regularizace rozhoduje o zobecnéni modelu
pro nova data. Modely SVM funguji na podobnych principech jako neuronové sit¢ a radidlni bazové
funkce, ob¢ jsou to velmi zndmé techniky pro dolovani. Nicméné zadna ztéchto technik neni
podlozena takovymi fakty pro regularizaci, jako algoritmus SVM. Pii pouziti algoritmu SVM je
rozdil vysledné kvality zobecnéni a jednodussiho uceni nad daty znacny oproti zminovanym
tradi¢nim metodam.

klasifikace textu a obrazkd, rozpoznavani ru¢né psaného textu a podobné. Algoritmus SVM pracuje
efektivné na mnoziné dat, které maji velky pocet atributli, a to i piesto, Ze napiiklad nema velkou
moznost provést fazi uceni na velkém vzorku dat. Tento algoritmus nema zadnou horni hranici pro
pocet atributll, jedinym omezenim je zatiZzeni hardwaru. Naproti tomu, tradi¢ni neuronové sité za
téchto okolnosti nepracuji efektivné.

6.1.1 Vyhody algoritmu SVM v ODM

Oracle Data Mining ma svoji vlastni implementaci metody SVM, ktera vyuziva spoustu vyhod tohoto
algoritmu. Poskytuje rozsifitelnost a pouzitelnost, které jsou potiebné k vytvofeni kvalitniho
dolovaciho systému.

6.1.1.1 Pouzitelnost

Pouzitelnost je jednou z nejstézejnéjSich vlastnosti tohoto algoritmu, jelikoz na SVM byva casto
pohlizeno jako na nastroj pro experty. Algoritmus obvykle potiebuje predzpracovana
a optimalizovana data. Implementace tohoto algoritmu v ramci ODM tyto naroky minimalizuje.
Uzivatel nemusi byt expert, aby vytvofil kvalitni SVM model. Pfedzpracovani dat neni ve vétSiné
pripadt nutné.

6.1.1.2 RozSiritelnost

Pokud se zabyvame velkou mnozinou dat, je ¢asto vyzadovano vzorkovani, av§ak diky implementaci
SVM v ODM to nutné neni, jelikoz algoritmus sam vyuZziva rozdéleni vzorkli dat na nékolik vrstev
k redukci poctu trénovacich dat na potiebny pocet. Implementovany algoritmus je optimalizovany,
vytvaii model inkrementaln¢ na malych vzorcich dat, z celkového souboru dat. Model je ve fazi uceni
tak dlouho, dokud se neblizi pravé zpracovdvané mnoziné dat, poté se model pfizplisobi novym
datdm. Proces pokracuje iterativn€, dokud nejsou splnény podminky konvergence.
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6.1.1.3 Dalsi vyhody algoritmu

Kernel-Based Learning

SVM je ,Kernel-based“ algoritmus. Kernel je funkce, ktera transformuje vstupni data do
vicerozmérného prostoru, kde se dana problematika fes$i. Funkce Kernel miize byt /inedrni nebo
nelinearni, vramci ODM se jedna o linedrni a gaussovsky (nelinearni) kernel. Funkce linearniho
kernelu redukuje linearni rovnost na originalnich atributech z trénovacich dat. Linedrni kernel pracuje
efektivng, pokud ma hodné¢ atributi v trénovacich datech. Gaussovsky kernel transformuje kazdou
polozku z trénovacich dat na bod do n-dimenziondlniho prostoru, kde n je pocet polozek. Algoritmus
usiluje o oddéleni bodl do podmnoziny se stejnou (homogenni) cilovou hodnotou.

Active Learning

Aktivni uceni je optimaliza¢ni metoda pro kontrolu zvétSovani modelu a redukovani Casu pii jeho
vytvafeni. Bez aktivniho uc¢eni, SVM model vzrista podle toho, jak se zvétSuje mnozina vstupnich
dat, ta efektivné omezuje SVM model v ramci malé a stfedni mnoziny trénovacich dat (méné jak
100 000 polozek). Aktivni uceni poskytuje zpiisob jak piekonat toto omezeni. Diky aktivnimu uceni
je mozné vytvorit efektivné model na velké mnozin¢ trénovacich dat. Aktivni u€eni se vyuziva jak
pro linearni, tak i pro gaussovsky kernel. Obzvlasté pro gaussovsky kernel je vyhodné, jelikoz
nelinearni model miize rychleji nartistat a mit zna¢né naroky na pamét’ a dalsi systémové zdroje.

VylepSovani SVM modelu

SVM obsahuje mechanismus, ktery umi automaticky vybrat nejvhodnéj$i nastaveni vstupnich
parametrti v zavislosti na vstupnich datech.

6.1.2  Predzpracovani dat pro SVM

Algoritmus SVM pracuje nad atributy numerical, tedy nad Ciselnymi atributy. Automaticky rozdeluje
categorical data do mnoziny binarnich atributli, kazdy podle hodnoty kategorie. Naptiklad sloupec
pohlavi ze vstupni tabulky s hodnotami muz nebo Zena by byl transformovan do dvou ciselnych
atributl muz a Zena. Nové atributy budou pak nabyvat hodnot /(true) nebo O(false).

Pokud jsou nékteré fadky prazdné ve sloupcich s jednoduchym datovym typem (ne typ
nested), pak je SVM interpretuje jako nahodné hodnoty. Algoritmus automaticky nahradi chybégjici
categorical hodnoty na mode (hodnota s nejvétsi frekvenci vyskytu) a chybéjici numerical hodnoty na
mean (aritmeticky pramér). Pokud se jedna o sloupce s datovym typem nested, pak chybéjici data
SVM algoritmus interpretuje jako sparse data (fidka data). Algoritmus automaticky nahradi sparse
numerical data za nuly a categorical sparse data za nulové vektory.

6.1.2.1 Normalizace

SVM vyzaduje provést normalizaci nad ¢iselnymi daty. Normalizace umistuje hodnoty Ciselnych
atributll ve stejném poméru a zamezuje tak atributim s velkym pomérem ovliviiovat feSeni. Diky
normalizaci je tedy mozné predchazet ovlivnéni feSeni a navic numerické atributy se dostavaji do
stejného poméru (0,1) jako rozdé€lené categorical data.

6.1.2.2 SVM a automatické predzpracovani

SVM algoritmus umi automaticky oSettit chybéjici hodnoty a transformovat categorical data, co ale
neumi je normalizace. Tu je nutné provést ru¢né.
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6.1.3 SVM regrese

Algoritmus SVM regrese se snazi nalézt spojitou funkci, takovou aby co nejvétsi pocet datovych
bodl lezel ve ¢tvercovém prostoru o vzdalenosti epsilon. Body, které lezi v tomto prostoru, pak
nejsou brany jako chybné. Hodnota epsilon je regulariza¢ni nastaveni pro SVM regresi, ta balancuje
na hranici chyby robustnosti modelu dosdhnout nejlepsi zobecnéni novych dat.

6.1.4 Rozhrani ODM a JavaAPI

Na obrazku 6.1a a 6.1b jsou zobrazeny tfidy tvofici rozhrani pro pouziti regrese pomoci ODM.
O vytvareni instanci tfid se stard metoda create() ptislusné Factory. Objekt ttidy Connection
poskytuje ptipojeni k ,,data mining enginu‘ a pfes tento objekt probiha ukladani objekti na server,
spusténi tlohy a zisk vytvoteného dolovaciho modelu. Prvni krok definice ulohy je vytvofeni objektu
PhysicalDataSet, ktery popisuje strukturu dat urcenych k dolovani, odkazuje prostfednictvim URI na
vlastni data. S timto objektem souvisi objekt PhysicalAttribute odpovidajici sloupci databazové
tabulky. Pro sestaveni dolovaci lohy je potfeba nastavit parametry - objekt tfidy BuildSettings slouzi
k zachyceni vstupnich parametrt modelu, k nastaveni dolovaciho algoritmu a cilového atributu.
O nastaveni konkrétnich parametri metody se stara objekt AlgorithmSettings a s nim izce souvisejici
objekt SVMRegressionSettings, zde se nastavi potfebné hodnoty jako je funkce kernelu, epsilon,
tolerance a dalsi (viz kapitola 7.2.2). Objekt Task slouzi pro specifikaci ¢innosti, které bude v urcité
fazi DME provadét. Pro vytvofeni modelu slouzi objekt BuildTask, pro testovani slouzi objekt
TestTask, pro aplikaci modelu slouzi objekt ApplyTask a pro vypocet deskriptivnich statistik slouzi
TestMetricsTask. Po spusténi Ulohy BuildTask se na serveru vytvoii model. Objekt Model je
vysledkem zpracovani trénovacich dat. Objekt ModelDetail je uzce spojen s objektem Mode! a jedna
se o podrobngjsi informace v ramci konkrétniho dolovaciho algoritmu, v tomto ptipad¢ jde o objekt
SVMRegressionModelDetail. Objekt TestMetrics a s nim souvisejici objekt RegressionTestMetrics
zobrazuje vydolované metriky v ramci testovani na mnozin¢ testovacich dat.

Connection AlgorithmSettings SupernvisedAlgonthmS eltings
+execute(task ; String) . ExecutionStatus <|
+getConnectionS ped) : ConnectionSpec
+retrieveDbject{name : Sting, NamedObjed : objectT ype) : Mining Object
+saveObjed(nam e : String, object : Mining Objed, replace : boolean)

A SVMR egressionSettings

+setComplexityFactor{factor : double)

+setE psloniepsilon : double)
+setiemelCacheSize(cacheSize | int)

+setie melF undion(kernelFundion ; KemelFundion)

+=etT olerance(tolerance : double)

A

i

|

|

|

|

i

: +=etStandardD eviation(stdD eviation : double)
|

|

i

|

|

| |

ComnectionF actory SVNMR egressionSettingsFactory

+getC onnection{connedion ; ConnedionSpec) ; Connection +ereate(): SVMRegressionSettings

Obrazek 6.1a Ttidy rozhrani
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6.2  Vytvoreni modulu a integrace do aplikace

Tato kapitola popisuje postup vytvoieni a integrace nového modulu, tak jak ji popsal ve své praci
Ing. Krasny [2] a Ing. Mader [8], aplikovana na tento modul.

6.2.1 Vytvoreni modulu NetBeans

Cela aplikace DataMiner je vyvijena v prostiedi NetBeans, dulezité tedy pfi instalaci tohoto prostiedi
je zvolit verzi NetBeans Development, ta jedina totiz umoziuje vyvoj NetBeans modult. Pro novy
modul zvolime projekt Module, z kategorie NetBeans Modules. Nyni mame dvé moznosti, pokud
mame k dispozici v§echny zdrojové kody aplikace, miizeme modul vyvijet jako soucast tohoto celku.
V tomto piipadé zvolime moznost Add to module suite. Pokud mame k dispozici pouze pteloZzenou
aplikaci, musime novy modul vyvijet jako samostatny projekt. V tomto pfipadé zvolime moznost
Standalone module. Aby mél novy modul piistup k tfiddm a knihovnam, které jsou potiebné pro jeho
vyvoj, je nutné nastavit platformu, ktera odpovida aktualni verzi aplikace DataMiner. Vybereme
moznost pfidani nové platformy a zde zvolime adresai aplikace DataMiner. Automaticky se pfida
nova platforma, pro kterou se bude novy modul vyvijet. Zvolime nazev modulu a jako ptedponu Code
Name Base pouzijeme cz.vutbr.fit.dataminer. Dokon¢ime vytvareni modulu. Na konec je nutné jesté
nastavit ve sloZce projektu v prostfedi NetBeans je polozka Libraries, zvolime Add Module
Dependency a v ni vybereme Dialogs API, dm-api, dm-core-wrapper, Ul Utilities API a Utilities APl
jsou zavislosti potfebné pro vyvoj nového modulu. Takto vytvofeny a nastaveny modul je pfipraven
k implementaci nezbytnych tfid a funkci a nasledné integraci do aplikace.

6.2.2 Implementace abstraktni tiidy MiningPiece

Aby [8] dolovaci modul byl ptistupny v aplikaci, je potfeba implementovat MiningPiece abstraktni
tfidu, ktera se nachazi v API vrstv€. Kazda tfida, ktera dédi od ttidy MiningPiece, ptedstavuje prvek,
ktery lze vlozit do procesu dolovani dat. Implementovana tfida je pak zakladni tfidou celého modulu
V konstruktoru tfidy je nutné nastavit parametry zobrazeni komponenty v aplikaci — jméno, popis
a cesty k ikonam komponenty.

setDisplayableName(NbBundle.getMessage(PredictReModule.class, "NAME_PredictReModule"));
setDescription(NbBundle.getMessage(PredictReModule.class, "HINT_PredictReModule"));
setPaletteIcon("cz/vutbr/fit/dataminer/predictremodule/resources/Modulel6.png");

setEditorIcon("cz/vutbr/fit/dataminer/predictremodule/resources/Module48.png");

Posledni dva fadky urcuji cestu v adresaii modulu k obrazktim, které jsou pouzity jako ikony modulu
v paleté komponent a editoru. Prvni dva fikaji, Ze jméno a popis modulu jsou ulozeny v lokaliza¢nim
bundle, pod vlastnostmi NAME ModuleName a HINT ModuleName. Aby aplikace nalezla tyto
popisy, je nutné do souboru Bundle.properties, ktery se nachazi v adresari modulu, pridat nasledujici
radky.

NAME_PredictReModule=Regression

HINT_PredictReModule=Mining module for prediction - regression

Ttida MiningPiece (viz obrazek 6.2) implementuje metody, které jsou popsany nize a které je nutné
v naSem novém modulu také implementovat.
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Obrazek 6.2 Abstraktni tfida MiningPiece - pievzato [8]

Je nutné implementovat metodu openCustomizingDialog(), ktera zajistuje otevieni dialogu pro
nastaveni parametri komponenty. Implementace by neméla vytvaiet vlastni okna, ale méla by pouzit
prostiedky platformy NetBeans pro dialogy, které se staraji o zachovani jednotného vzhledu
a korektni chovani. Tento panel by mél obsahovat prvky pro zadani parametriit dolovaciho modulu.
Metody beforeAcceptEvent(), afterAcceptEvent(), afterRemoveEvent() jsou volany jako reakce na
provedenou akci v editoru dolovaci tlohy. Pokud je pozadovana reakce modulu na akci, je
implementovana zde. Napf. metoda afterAcceptEvent() do DMSL vlozi zadklad elementd
DataMiningTask a Knowledge. Metoda getOutputPanel() je volana pii otevieni standardni
komponenty Report. Méla by zajistovat vytvoreni panelu, ve kterém se budou zobrazovat vysledky
dolovaciho procesu. Metoda run() spousti akci komponenty. V piipadé dolovaciho modulu by v této
komponenté mél probehnout samotny proces aplikace algoritmu ziskani znalosti na vstupni data.

6.2.3 Integrace do aplikace

Dale [6] je potieba ke kone¢né integraci modulu do aplikace, do které se instaluje, jej zaregistrovat do
souboru layer.xml. Tento soubor piedstavuje virtualni systém soubort, ktery se z riznych moduld
integruje do jednoho celku. To znamend, Ze zdznamy, které tento modul vytvori, budou viditelné
i z ostatnich modulti. Ostatni moduly o dolovacim modulu nic nevi, dokonce ani nemaji pfistup k jeho
ttidam, i pfesto, ze bézi v ramci jednoho virtudlniho stroje Javy. O vytvareni instanci se stara System
FileSystem, ktery poskytuje instance ostatnim modulim.

Aby se dolovaci modul objevil v MiningPieceRegistry (a tim i v paleté¢ komponent), je potieba
vytvofit par zaznamd v layer.xml:

<filesystem>

<folder name="MiningPieceRegistry">
<folder name="MiningModules">
<file name="cz-vutbr-fit-dataminer-predictremodule-PredictReModule.instance"/>
</folder>

</folder>
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Tento zdznam vytvoii instanci tfidy modulu. A zaregistruje modul v MiningPieceRegistry do
kategorie Mining Modules. Komponenta bude zobrazena v palet¢ Mining Modules. Dalsi skupina
zaznamd tika, které komponenty mohou modulu pfedchazet, a které jej mohou nasledovat. V ptipadé
tohoto modulu regrese MiningPieceConfig tika, ze tento modul mize byt pfipojen pouze na
komponentu Reduce, a to proto, jelikoz modul potfebuje dvé vstupni tabulky, jednu tabulku pro
uceni, druhou tabulku pro testovani. To komponenta Reduce nabizi. Tento predikéni modul muze
nasledovat jedina komponenta a to komponenta pro zobrazeni vysledkti Report.

<folder name="MiningPieceConfig">
<folder name="cz-vutbr-fit-dataminer-predictremodule-PredictReModule">
<folder name="accept">
<file name="cz-vutbr-fit-dataminer-editor-palette-items-Reduce"/>
</folder>
</folder>
<folder name="cz-vutbr-fit-dataminer-editor-palette-items-Report”>
<folder name="accept">
<file name="cz-vutbr-fit-dataminer-predictremodule-PredictReModule"/>
</folder>
</folder>
</folder>

</filesystem>
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7 Implementace modulu Regrese

Tato kapitola popisuje vlastni implementaci predikéniho modulu regrese. V ramci implementace
tohoto modulu bylo nutné navrhnout DMSL elementy DataMiningTask a Knowledge, implementovat
samotnou dolovaci ulohu, navrhnout a implementovat Report a implementovat moznost aplikacni
faze predikce.

7.1  Navrh DMSL

V ramci predeslych praci byly vytvoteny elementy DataMiningTask, specifikujici dolovaci tlohu
a element Knowledge, obsahujici vydolované znalosti. Oba tyto elementy maji volnou syntaxi, jelikoz
kazda dolovaci funkce ma jiné pozadavky a jiné vysledky. V nasledujicich podkapitolach je uveden
navrh syntaxe elementt pro predik¢éni modul regrese, algoritmu Support Vector Machines.

7.1.1 DataMiningTask

Element DataMiningTask specifikuje dolovaci tlohu, v pivodnim navrhu je jeho syntaxe elementu
volna. Kazdy typ tlohy mize mit svoje specifické pozadavky na parametry, které je zapotiebi
ukladat. Ty se mohou li§it i ve stejném typu Glohy podle vybraného algoritmu. Jediny povinny atribut
je language. Ten udava, v jakém jazyce je element DataMiningTask popsan. Seznam povinnych
atributl rozsitril ve své praci Ing. Krasny. Zavedl povinny atribut name, ktery slouzi jako propojeni
s dolovacim modulem.

<!ELEMENT DataMiningTask ANY >

<!ATTLIST DataMiningTask name CDATA #REQUIRED
language CDATA #REQUIRED
languageVersion CDATA #IMPLIED
type CDATA #IMPLIED >

Element Regression pro predikéni modul je navrzen v ramci elementu DataMiningTask. Uchovava
v sob¢ informace o vstupnich datech a parametrech, které jsou potieba k definici regrese algoritmem
Support Vector Machines.

<!ELEMENT Regression (InputDataType, Parametres)>
<IATTLIST Regression algorithm CDATA #REQUIRED>

V elementu InputDataType jsou ulozeny informace urcujici typ vstupnich dat. Atribut tableKey
uchovava identifikator tabulky, atribut target uchovava nazev sloupce — cilovy atribut, pro ktery bude
vytvorena predikce.

<IELEMENT InputDataType>
<IATTLIST InputDataType tableKey CDATA #REQUIRED
target CDATA #REQUIRED>
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V elementu Parametres jsou ulozeny parametry pro dolovani. Elementy KernelFunction, Tolerance,
ActiveLearning jsou povinné, zbylé elementy Epsilon, ComplexityFactor, StandartDeviation,
CacheSize nutné nejsou.

<!ELEMENT Parametres (KernelFunction, Tolerance, ActivelLearning, Epsilon?,

ComplexityFactor?, StandartDeviation?, CacheSize?)>

<!ELEMENT KernelFunction (Gaussian]|Linear|System determined)>
<!ELEMENT Tolerance (%REAL-NUMBER;)>

<!ELEMENT Activelearning (true|false)>

<!ELEMENT Epsilon (%REAL-NUMBER;)>

<!ELEMENT ComplexityFactor (%REAL-NUMBER;)>

<!ELEMENT StandartDeviation (%REAL-NUMBER;)>

<IELEMENT CacheSize (%INT-NUMBER;)>

7.1.2  Knowledge

Element Knowledge specifikuje vydolované znalosti, v ptivodnim navrhu je jeho syntaxe elementu
volna. Kazda metoda ma jiné vydolované znalosti, které je zapotfebi ukladat. Ty se mohou liSit i ve
stejném typu ulohy podle vybraného algoritmu nebo podle vybrané dolovaci funkce. Jediny povinny
atribut je language. Ten udava, v jakém jazyce je element Knowledge popsan. Seznam povinnych
atributti rozsifil ve své praci Ing. Krasny, zavedl povinny atribut name, ktery slouzi jako propojeni
s dolovacim modulem, ktery dané znalosti ziskal.

<IELEMENT Knowledge ANY>

<IATTLIST Knowledge name CDATA #REQUIRED
language CDATA #REQUIRED
languageVersion CDATA #IMPLIED
type CDATA #IMPLIED >

Stejné tak, jak je proces predikce rozdélen na 3 faze, je rozdélen i element Knowledge. Ten pomoci
elementdG BuildTask, TestTask, ApplyTask uchovava informace o jednotlivych fazich procesu
a ziskanych znalosti v ramci kazdé faze.

7.1.2.1 BuildTask

Element BuildTask obsahuje informace ziskané b&hem féze uceni. Uchovava nazev ulohy name,
jméno modelu model, nazev vstupni tabulky pro uceni input a informace o vytvoreni a dob¢ trvani
ulohy start, end, status.
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<!ELEMENT BuildTask Model>

<!ATTLIST BuildTask name CDATA #REQUIRED
model CDATA #REQUIRED
input CDATA #REQUIRED
start %DATE-TIME; #REQUIRED
end %DATE-TIME; #REQUIRED
status CDATA; #REQUIRED >

Element BuildTask dale obsahuje element Model, ten popisuje informace o vytvoreném modelu, jeho
nazev name a informaci zda je model linearni ¢i nikoliv isLinear. Konkrétni informace o modelu
popisuje az element ModelSignatureAttribute, ktery uchovava nazev sloupce, ktery je do modelu
zahrnut name, jeho datovy typ dataType a dolovaci typ miningType. Pokud je model linearni, je nutné
uchovavat ziskané atributy value a koeficienty coefficient, coz jsou hodnoty parametrii regresni
funkce.

<!ELEMENT Model (ModelSignatureAttribute)>
<!ATTLIST Model name CDATA #REQUIRED
bias %REAL-NUMBER #IMPLIED
isLinear (true|false) #REQUIRED >

<!ELEMENT ModelSignatureAttribute (AttributeProperties*) >

<IATTLIST ModelSignatureAttribute name CDATA #REQUIRED
dataType CDATA #REQUIRED
miningType CDATA #REQUIRED >

<!ELEMENT AttributeProperties EMPTY>
<IATTLIST AttributeProperties value CDATA #REQUIRED
coefficient %REAL-NUMBER; #REQUIRED >

7.1.2.2 TestTask

Podobnou syntaxi jako element BuildTask ma element TestTask, ten uchovava informace ziskané
béhem faze testovani. Uchovava tedy nazev ulohy name, jméno modelu model, nazev vstupni tabulky
pro testovani inmput, navic obsahuje ndzev vystupni tabulky, kde jsou uloZeny otestovand data
i s predikovanymi pro porovnani output a informace o vytvoreni a dob¢ trvani ulohy start, end, status.

<!ELEMENT TestTask (Metrics)>

<IATTLIST TestTask name CDATA #REQUIRED
model CDATA #REQUIRED
input CDATA #REQUIRED
output CDATA #REQUIRED
start %DATE-TIME; #REQUIRED
end %DATE-TIME; #REQUIRED
status CDATA; #REQUIRED >
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Element TestTask obsahuje element Metrics, ve kterém jsou uloZeny ziskané metriky v prub&hu
testovani. MAE — Mean Absolute Error, MAV — Mean Actual Value, MPV — Mean Predicted Value,
RMSE — Root Mean Squared Error vice viz 7.2.4.2.

<!ELEMENT Metrics EMPTY>

<!ATTLIST Metrics MAE %REAL-NUMBER; #REQUIRED
MAV %REAL-NUMBER; #REQUIRED
MPV %REAL-NUMBER; #REQUIRED
RMSE %REAL-NUMBER; #REQUIRED >

7.1.2.3 ApplyTask

Posledni faze procesu je aplikacni faze, ta je nepovinna. Informace ziskané v ramci této faze jsou
uchovany v elementu ApplyTask. Je zde ulozen néazev ulohy name, jméno modelu model, nazev
vstupni tabulky pro aplikaci input, nazev vystupni tabulky, kde jsou ulozeny predikovana data output
a informace o vytvoteni a dobé¢ trvani ulohy start, end, status.

<'ELEMENT ApplyTask EMPTY>

<IATTLIST ApplyTask name CDATA #REQUIRED
model CDATA #REQUIRED
input CDATA #REQUIRED
output CDATA #REQUIRED
start %DATE-TIME; #REQUIRED
end %DATE-TIME; #REQUIRED
status CDATA; #REQUIRED >

7.2  Implementace modulu

Na obrazku 7.1 je zobrazena struktura predikéniho modulu. Nejdalezitéjsi tfidou celého modulu je
ttida PredictReModule, zajistuje komunikaci s jadrem a je pfistupovym bodem ke vSem funkcim
modulu. Jak uz bylo popsano v kapitole 6.2.1 a 6.2.2 je nutné, aby tato tfida implementovala
abstraktni tiidu MiningPiece (kazda komponenta grafu tuto tfidu musi implementovat). O nastaveni
jména modulu, cest k ikonam a nazvii popiskd se stard lokalizacni bundle uvedeny v konstruktoru
ttidy. V tfid¢é PredictReModule jsou zakladni metody spoustéjici uzivatelské funkce mimo jiné piistup
k dialogu pro zadavani vstupnich parametrd (implementuje tfida PredicReModulelnputPanel),
metoda run(), volajici samotny dolovaci proces (implementuje tfida PredictReModuleMineTask)
ataké pristup kdialogu pro zobrazeni vysledki — report (implementuje tfida
PredictReModuleOutputPanel). Velky diraz je kladen na spravnost a konzistentnost ukladani udajt
do DMSL. V jakékoliv fazi musi byt mozné ulozit tlohu do DMSL aniz by se n¢jak narusila struktura
a konzistence. DMSL figuruje jako jediny prostfedek k uchovani informaci (metadat o dolovani).
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PredictR eModuleMineTask

-dmeConn : Connection

+mineR egression(kernelB : String, k : Kernel, dlg : ProgressDialog): String

lprepareDatal)

[+hauildh odel ()

l+te thladel()

(com pute TestMetrics])

l+e xecuteT ask ftaskObj - Task, taskMame : String) : boolean

executeT asktaskObj : Task, taskName : String, modelNam e : String, inTable : String, outTable : String): hoolean

lupdateDMSL Settings{table : String, targst : Sting, key: Stiing, kemelname : String, tolerance : double, complexity  double, epsilon - double, learning - boolean, cache - int, deviation - double, kBinding : String, kemel : Kemel)
lupdateDMS LKnowledge(kBinding : String, kemel : Kemel)

777777777777777777777 +afterfcceptEvent() - boolean
+aterfRem oveE vert() . boolean <<oreates>
+areR equiredC onnection Satisfied() : boolean
+before AcceptE vert() : boolean
+getOutpLtPanel(): P redictR eModulOutp utP anel

'
'
'
'
'
<<create>> Pr |
'
'
'
'

Pr

e I e =1 2 W2l +openCustomizingDialog() PredictReModuleOutputPanel
HreadinputP aram etresFrom DM SLE) +run() : hoolean = greatess |
[+updatelnputParam etresD MSL() +updateDMSLKnowledge(kBinding : String, kemel : String, String strkinowledge)

Obrazek 7.1 Struktura predikéniho modulu regrese

7.2.1  Vlozeni modulu do grafu

Kdyz vlozime modul do grafu, musime zajistit, aby se vytvofil zaznam v DMSL, o to se stara metoda
afterAcceptEvent(). V DMSL se vytvoii elementy DataMiningTask a Knowledge v preddefinované
podobé, ktera je nastavena. Pokud je modul odstranén, je nutné opét provést zmény v DMSL, to ma
na starost metoda afterRemoveEvent(). Nasledujici kod zobrazuje zaznamy v DMSL po vlozeni
nového predikéniho modulu:

<DataMiningTask language="XML" name="DM122_PredictReModulel" type="Regression">
<Regression algorithm="SVM">
<InputDataType tableKey="null" target="null"></InputDataType>
<Parametres >
<KernelFunction >System determined </KernelFunction>
<Tolerance >0.001 </Tolerance>
<Activelearning >True </ActivelLearning>
</Parametres>
</Regression>
</DataMiningTask>
<Knowledge 1language="XML" name="DM122_PredictReModulel” type="Regression">
<BuildTask name="null" model="null" input="null" start="null" end="null"
status="null"></BuildTask>
<TestTask name="null" model="null" input="null" output="null" start="null"
end="null" status="null"><TestTask>
<ApplyTask name="null" model="null" input="null" output="null" start="null"
end="null" status="null"></ApplyTask>

</Knowledge>";
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7.2.2  Panel parametri

Panel parametrii je volan metodou openCustomizingDialog(), o ziskani a zobrazeni jednotlivych
parametrii se stara tfida PredictReModulelnputPanel(). Pokud uzivatel korektné vyplni hodnoty
vstupnich parametrti, hodnoty se po stisknuti tla¢itka Ok ihned ulozi do DMSL. Pokud byl otevien jiz
existujici projekt, pak se stisknutim tlacitka Ok vymazou predeslé parametry nastaveni, vydolované
znalosti a ulozi se nové hodnoty vstupnich parametrt.

e ——
Kernel
| ) = - Linear kernel is for linear regression
Kernel Function: |Gau55|an i | - Gaussian kernel is for nonlinear regression
Identifier Key: | - | - System determined - choose the best function self
Target: | - |
Parametres
Tolerance Value: 0.001 CIE
Range: =0and < 0.1 Range: = 0 or not defined
[7] Complexity Factor: [] Standart Deviation:
Range: = 0 or not defined Range: = 0 or not defined
Active Learning Kernel Cache Size: 50
Range: = 0 (M)
| ok | | Cancel |

Obrazek 7.2 Dialog vstupnich parametra

Obrazek 7.2 zobrazuje dialogové okno pro zadavani vstupnich parametrii, jednotlivé parametry budou
popsany nasledovné:

Kernel Function - jedna se o Kernel funkci pro zptisob dolovani, moznosti vybéru jsou nasledujici:

a) Linear — pro linearni regresi (pokud ma trénovaci mnoZzina dat mnoho atributti > 100)

b) Gaussian — pro nelinearni regresi

¢) System determined - dolovaci modul sam urci v zavislosti na vstupnich datech, kterou ze
dvou predeslych Kernel funkci zvoli

Identifier Key — tato polozka urcuje identifikator (identifikacni kli¢) vstupni tabulky

Target — tato polozka uréuje cilovy atribut, ktery chceme predikovat. Jelikoz se jedna o predikci, 1ze
zvolit pouze polozky, které¢ maji dolovaci typ numerical.

Tolerance Value — parametr udava méfitko pro dokonceni trénovani modelu, (hodnota musi byt
v intervalu [=(0, 0.1)), standardné je nastavena na hodnotu 0,001

Complexity Factor - je regularizacni parametr, nastavujici rovnovéhu slozitosti modelu na ukor
robustnosti/velikosti modelu za ucelem dosahnout generalizace novych dat. SVM uziva datove tfizeny
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pristup k nalezu spravné hodnoty Complexity Factor. Parametr je volitelny, (pokud je zvolen, hodnota
musi byt kladné realné cislo)

Active Learning — parametr aktivniho uceni je volitelny parametr, vyuziva se u obou funkci Kernelu,
ale stézejni je pro Gaussovsky. Standardn¢ je tento parametr zapnuty.

Epsilon Value — je regularizacni parametr regrese, podobny parametru Complexity Factor. Tento
parametr specifikuje povolenou odchylku od hranice regresni funkce v datech. Jedna se o volitelny
parametr, (pokud je zvolen, hodnota musi byt kladné realné ¢islo)

Standart Deviation — SVM uziva datove¢ fizeny piistup k nalezu spravné hodnoty Standart Deviation
ktera je ve stejném poméru jako vzdalenost mezi obvyklymi piipady. Jedna se o volitelny parametr,
lze zvolit pouze, pokud je zvolena Kernel funkce Gaussian, (pokud je zvolen, hodnota musi byt
kladné realné ¢islo)

Kernel Cache Size — velikost paméti alokované Kernelem v pribéhu vytvareni modelu, standardni
nastaveni je SOMB, tento parametr je pouzit pouze, pokud je zvolena Kernel funkce Gaussian,
(hodnota musi byt celé kladné ¢islo)

7.2.3  Spusténi procesu dolovani

O spusténi procesu dolovani se stard metoda run(). Ttida zajistujici dolovaci proces se nazyva
PredictReModuleMineTask. Té je predan cely element DataMiningTask, ze kterého ziska dolovaci
proces vstupni informace. Vstupem pro dolovaci tlohu jsou dvé tabulky ziskané z predeslé
komponenty Reduce, ktera pro tento modul rozdéli vstupni tabulku na tabulku pro uceni a tabulku pro
testovani. Nejprve se provede nastaveni parametrl, vytvoii se model ve fazi uceni, poté se model
otestuje v ramci testovaci faze. Po dokonéeni dolovani jsou vydolované znalosti pfedany hlavni tfidé
PredictReModule, ktera znalosti ulozi do DMSL.

7.2.4  Prezentace vysledki — Report

O prezentaci vydolovanych znalosti a informaci s nimi spojenymi, se starda komponenta Report. Pro
kazdy dolovaci modul je nutné mit vlastni podobu tohoto panelu, jelikoz kazda metoda dolovani ma
odlisné vysledné znalosti nebo jejich formu. Proto v tomto pfipadé vystupni panel implementuje tfida
PredictReModuleOutputPanel, ktera je volana zhlavni tfidy PredictReModule metodou
getOutputPanel(). Struktura zobrazovani vysledkti dolovani je ilustrovana na obrazku 7.3.

Po otevieni panelu se uzivateli zobrazi panel se tfemi zalozkami. Kazda zalozka popisuje jednotlivé
faze Build - BuildTask, Test - TestTask a Apply - ApplyTask. Podrobnéji se kazdé zalozce vénuji
nasledujici podkapitoly. Informace o danych ulohach implementuje tfida PredictReModuleTask.
Tiida PredictReModuleModelTable implementuje vstupni model dat pro vSechny zobrazované
tabulky.
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Pred cieModuleMineApplyTask PrediciReModulelodel Table
FameConn: Connection o+ [+PredictReModuleModel Table(kemel : Kemel, kb : String)

+checkTableftype : Stiing, table : String, column : String, target : String): boolean
+TllTableModelSignaturetheader: String [], item : String [ : DefaulT ablehode!

+fllTableModel(type : String, table : String, column : String, target : String, s int, ¢ int, ¢l : irt, tbl2 : String): DefautTableModlel
+fllTableModeiC oeffcients(header : String [], tem : String [I[]) : Defaul TableModel

+createBar(percent : int, test : Sting) : jP rogressBar

[+mineRegression(kernelB : String, k: Kernel, dig : P rogressDialog): String
[+prepareApplyData()

[+applyModel)

[+executeT ask(taskObj : Task, taskName : String) : boolean

[+executeT ask(taskObj : Task, taskName : String, m odelNam e : String, inTabls : String, outT abls : String): boolean

1
Pr

1
\
[P T per e ——— ! +reauApplyD:::xm::;mmwa"d +dlisplayGraph(data - P redictR eModuleTableData, type : String, s- int, ¢ int, paramster - int)
| [weadApphyDstalFromDMSLO) e ___ ]
iz | i | l+readT askD etailF romDMSLQ
Hargetitem : String ! l+read odelF romDMSLY <<aeate>>
. i
[tolerance : String \ ltreadCoeficientsF rom DMSLE) =
LIl | cccreate-»  [eadP arametresFromDMSLO - B
complextty - String ! el able ) " 0.5 |sarDate: Sting
reache:Sting | -------3 l+readAllFromDMSLANGF i Table() FELALLE . Sl
-:'EE;“W-S‘”'“S [+createApplyTable(input : String, takle : String) : boolean '““:? :“””gl
Ldesigtion -input Table : String
IHeernelFunction 1 1 1 1 P -startTime : String
I+P recictReModuleP ar ininghode : Nede) | 9-1 Pred clReModulehdnics FEr e Sl
l+getiteyitem(): String o isLin: String
[+getTargetitem(): Sting [ B s S
[+getTolerance( : Sting o T K
] -model : String
l+aetEpsilon() - Sting g |
l-getcomplexity) : String -outputTable ; Siring
legetCacheq : String +P redictR eModuleMetrics{lnowledge : Node) [+P redictR eModuleT ask (<nowledge : Node, task : int)
l+getALearning(): String [+getMae(): String +getStartDate() : String
l-getDemation() : String 0.1 [+getMav) : String +getStartTime) : String
leqetiternel Function) : String PredictReModuleTableData SR +getEndDate ) : String
header : String]] +oetRmsz() : String +getEndTime() : String
-tems|D : Double] ). Sting
-tems : Double(] 0.1 +getinputT able() . Sting
- i Double _ +getOutpLiTable() : String
Predi ctiReModuleModelSignature - PredictReModuleCoefficients +getisLin(); String
[headerTable - Stringl] — [headerTable - Stringl] +getBias0: String
s et +P redictReModuleT ableData(cemel : Kemel, table - Stina) e e e s
Leounts : int *ge‘Hea“Er:% SD"‘”;““U LcountCo: int +gethlodel - Sting
+gethts 1| . Double
l+P redictReModulsModel Signature(knowledae : Node) - getitems0 : Double [ [+P redictReboduleC oeffcients{nowtedge : Node)
laetHeaderTable() : String [) getttemsPredictd): Double [ [+getHeaderTable() : String [
l+getitemsTable() ; String (1 +getCount(): int [+getitemsTable()  String (1
l+getCaunts() : int l+getCount(): int

Obrazek 7.3 Implementace zobrazeni vysledkd dolovani

7.2.4.1 Prezentace vysledkii — zaloZka Build — Trénovaci uloha

Buid | Task & Settings | Structure of Input | Input Data | Coeffidents
Test

Apply Obrazek 7.4 Zalozka Build a jeji zalozky

Zalozka Build odpovida trénovaci fazi. V této fazi se nastavi hodnoty vstupnich parametrd z DMSL
a vytvofi se model, tyto informace popisuje zalozka Task & Settings. Jsou zde uvedeny vstupni
parametry, informace o vytvofené uloze trénovani, zda probchla uspésné, jak dlouho trvala
a podobn¢. Informace o nastaveni implementuje tfida PredictReModuleParametres. Déle je zde
tabulka popisujici vytvofeny model. Ten implementuje tfida PredictReModuleModelSignature. Dalsi
zalozka Structure of Input zobrazuje tabulku, kterd popisuje metadata vstupni tabulky pro trénovani.
Zélozka Input Data zobrazuje tabulku s daty ze vstupni tabulky pro uceni a posledni zalozka
Coefficients zobrazuje koeficienty vstupnich atributli, ale jen u linearni regrese. Informace v této
zalozce obsazené implementuje tiida PredictReModuleCoefficients.

7.2.4.2 Prezentace vysledku — zaloZka Test — Testovaci illoha

Biid Task & Metrics | Structure of Input | Input Data | Predicted Test Data - Output | Graph - Predicted Data From Test Model

Apply Obrazek 7.5 Zalozka Test a jeji zdlozky

Zalozka Test odpovida testovaci fazi. V této fazi se vytvoreny model otestuje na vstupni testovaci
tabulce. V tabulce jsou hodnoty atributu, ktery chceme predikovat znamy, provede se predikce
a hodnoty se porovnavaji. Zalozka Task & Metrics zobrazuje informace o probéhlé uloze testovani
a také vydolované metriky, ty implementuje tfida PredictReModuleMetrics. Zalozka Structure of
Input zobrazuje tabulku, ktera popisuje metadata vstupni tabulky pro testovani. Zalozka Input Data
zobrazuje tabulku s daty ze vstupni tabulky pro testovani. Zalozka Predicted Test Data-Output
zobrazuje tabulku s porovnanim znamych hodnot predikovaného atributu a predikovanych hodnot,
jejich presnost a rozdil. V posledni zalozce Graph-Predicted Data From Test Model je mozné spustit
nekolik graft popisujicich vystupni data. Graf implementuje tfida PredictReModulePlot. Vstupni data
pro grafy implementuje tfida PredictReModuleTableData.
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Testovaci metriky

Root Mean Squared Error (RMSE)

Jedna se o statisticky udaj, jehoz hodnotu popisuje nasledujici rovnice: RMSE = /% ;-‘=1(yj_)’1})2
a SQL ptikaz:

SQRT(AVG((predicted value - actual value) * (predicted value - actual_value)))

Mean Absolute Error (MAE)
Jedna se o statisticky daj, jehoz hodnotu popisuje nasledujici rovnice: MAE = %Z}LJ V- 5/}|
a SQL ptikaz:

AVG(ABS(predicted value - actual_value))

Mean Actual Value (MAYV)

Jedna se o udaj udavajici pramér vSech aktualnich hodnot: MAV = % 19

a SQL prikaz:

AVG(actual value)

Mean Predicted Value (MPV)
Jedna se o udaj udavajici primér vsech predikovanych hodnot: MPV = %Z;’l=1 Yj
a SQL prikaz:

AVG(predicted _value)

7.2.4.3 Prezentace vysledkii — zalozka Apply — Aplikac¢ni uloha

Build Task | Apply Settings I Structure of Inputl Input Data | Predicted Data |

Test
Apply Obrazek 7.6 Zalozka Apply a jeji zalozky

Posledni zalozka Apply odpovida aplikacni fazi. Tato faze neni spusténa v ramci vytvoreni dolovaci

ulohy, je to volitelnd faze a je mozné ji spustit zde z reportu. O implementaci aplikacni ulohy se stara
ttida PredictReMineApplyTask. V zalozce Apply Settings je mozné zvolit vstupni tabulku piimo ze
serveru nebo vytvofit prazdnou tabulku pro manualni vkladani dat. Po vybrani/vytvofeni vstupni
tabulky se automaticky zapnou zalozky Structure of Input a Input Data. Ty zobrazuji informace
podobné¢ jak v predeSlych zalozkach (Build, Test). V zalozce Input Data, pokud byla tabulka
vytvofena pro manualni vkladani, je mozné pridavat jednotliva nova data, pro kterd chceme provést
predikci. Pro spusténi aplikacni tlohy, je nutné kliknout na tlacitko Run Apply Task. Pokud uloha

probéhne v potadku, aktivuje se i posledni zalozka Predicted Data se ziskanymi vysledky.
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8 Ukazkové priklady a Grafické
uzivatelské prostredi

Tato kapitola demonstruje uziti predikéniho modulu na dvou typech ptikladi. Prvni piiklad zobrazuje
pouziti nelinearni regrese a ptiklad druhy zobrazuje linearni regresi. Mimo jiné tak popisuje graficky
vzhled celého modulu a jeho ¢asti, pfevazné prezentaci vydolovanych vysledkt. Je zde popsan cely
proces od zalozeni nového projektu, az po prezentaci ziskanych znalosti a provedeni aplikacni ¢asti.
Pro oba tyto pfiklady jsou pouzita data (SH schéma - SalesHistory) z ukazkové databaze firmy
Oracle. Jedna se o data zabyvajici se historii prodeje nemovitosti a informace o jejich kupcich.

8.1  Nelinearni regrese

8.1.1 Vytvoreni nového projektu

K vytvofeni projektu zvolime File — New Project a vybereme polozku Data mining Project.
V nasledujicim kroku je nutné vyplnit nazev projektu a jeho umisténi. V posledni fadé je nutné
vyplnit parametry pro pfipojeni k databazovému serveru.

Pfiklad parametria pro pristup na server:
Login: dmuser5
Heslo: dmuser5

URL: jdbc:oracle:thin:@berta.fit.vutbr.cz:1521:STUD

Po zadani parametrii pro pfipojeni je vhodné otestovat pfipojeni, je-li vSe v poradku, mizeme
pokracovat dale. Po kliknuti na soubor dmsl.xml v prizkumniku projektu se otevie pracovni plocha
a paleta komponent, jednotlivé komponenty Ize pouzit pro definici dolovaciho procesu.

8.1.2 Nadefinovani komponent v grafu

Na obrazku 8.1 jsou zobrazeny komponenty postacujici k vytvoreni spravné fungujici dolovaci tilohy.
Komponenta SelectData slouzi k vybéru vstupnich dat, 1ze vybrat z tabulek dostupnych na serveru
nebo naimportovat data zcsv souboru. Dilezité je, aby

% . % komponenta Reduce predchazela samotny predikéni modul
Select Data Reduce/Partition @ aby byla viibec pouzita. Bez ni by byl modul nefunkéni,
ocekava totiz na vstupu dvé tabulky a to tabulku vstupnich dat

l pro fazi uceni a tabulku vstupnich dat pro fazi testovani, to

—_ zajistuje pravé komponenta Reduce, ktera tabulku ze

@ - | FSion SelectData rozdeli podle nastavenych proporci pravé na
AR Regression zmifiované dvé tabulky. Komponenta Regression je samotny
Obrazek 8.1 Komponenty v grafu dolovaci modul a pokud chceme zobrazit vydolované znalosti,

pak je nutné za tento modul pfipojit komponentu Report.
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8.1.3  Vstupni data a parametry

V komponenté SelectData zvolime zalozku Columns Selection a v levé Casti okna najdeme tabulku
TABULKAPROREGRESI (zde jsou uloZeny jiz zminiovana data Sales History). Pfesuneme vSechny
polozky/sloupce na pravou stranu do vybéru sloupct se kterymi budeme pracovat. Viz obrazek 8.2.
Klikneme na tlacitko Ok. Vratime se na graf s komponentami, klikneme pravym tlacitkem na
komponentu SelectData a zvolime polozku Run, probéhne vybér danych polozek z tabulky.

P\ Select Data &8

Impart Data €5V | Columns Selection | Field References | Table JOIN Conditions |

Database content: Selected Data Files:
Table filter:
COUNTRY_NAME -
: CUST_ID
a-{i = CUST_GENDER
: ES;JTNTIETI_ND:]:ME CUST_YEAR_OF_BIRTH
i CUST_GEINDER" ! CUST_MARITAL_STATUS
i i CUST_INCOME_LEVEL
- 4 CUST_YEAR_CF EDUCATION
- @ CUST_MARITAL_ OCCUPATION
- # CUST_INCOME | HOWSEHOLD _SIZE
- 4 EDUCATIOM:STR ¥RS_RESIDEMCE
o OCCUPATIDN:S_ AFFINITY_CARD
- 4 HOUSEHOLD 5L BULK_PACK_DISKETTES ol
'l m b 1 = ;

Obrazek 8.2 Komponenta SelectData — vybér vstupnich dat

Nyni je potfeba rozdélit ziskana data ze zvolené tabulky do dvou tabulek. Otevieme komponentu
Reduce obrazek 8.3. Ta umoziiuje nejen rozdéleni vstupnich dat do dvou tabulek podle zvoleného
poméru, ale i moznost redukovat pocet vstupnich dat. Zvolime pro nas vhodné nastaveni

a pokracujeme dale. -

Total reEords: GOUNE ... .o ———————————————— 4500

Data reduction: 100 %

0% D 100%

Reduction method: |Random SREROW W | |

Reduced record count (6] wssssssssssnssssmsssssssss s 4500

Enable data paritioning

Partition ratio:

Standard,Training Testing
iy [ ] ) |
: L] ;
55 % 45 Y%
Training records SBE ..uuuuisss 2475

Testing records set

Obrazek 8.3 Komponenta Reduce — redukce a rozdéleni dat
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Nyni se jiz dostavame k samotnému predikénimu modulu. Otevieme komponentu Regression, otevie
se panel pro zadani vstupnich parametrl, obrazek 8.4. Zvolime Kernel funkci Gaussian, jelikoz
chceme nelinearni regresi (pokud uzivatel nema velké zkuSenosti s vytvarenim dolovacich uloh je
vice nez vhodné zvolit polozku Systém determined, ktera zptisobi, Ze systém zvoli idealni nastaveni
automaticky v zavislosti na vstupnich datech). Polozka identifier key je jednoznacny identifikator
v ramci dat, coz je primarni kli¢ z tabulky. Polozka Target oznacuje sloupec/atribut, ktery hodlame
predikovat (musi to byt atribut, ktery ma dolovaci typ numerical, jelikoz regrese pracuje nad
spojitymi Ciselnymi daty). Ostatni parametry a jejich hodnoty zadejte naptiklad nasledovné (vyznam
parametri je popsan v kapitole 7.2.2), vyhodou je Ze pokud volitelné parametry nezadate, systém
dokaze jejich hodnoty urcit co nejefektivnéji v zavislosti na vstupnich datech a zpétné je doplni do
DMSL. Klikneme na tlac¢itko Ok a pokud je vSe zadano spravné mulizeme zacit dolovat. V grafu
klikneme na dany modul pravym tlacitkem a zvolime Run, tim se spusti dolovaci uloha. Dokud
probiha dolovani je zobrazen progress dialog informujici o cinnosti lohy. Jakmile je uloha
dokoncena, progress dialog zmizi a my mizeme pfejit k prezentaci vydolovanych znalosti.

B Regression e ——l
Kernel
: - || - Linear kernel is for inear regression
REme it - Gaussian kernel is for nonlinear regression
Identifier Key:  |CUST_ID - | - System determined - choose the best function self
Target: [cusT_vEar oF BRTH  ~|
Parametres
Tolerance Value: 0.001 [¥] Epsilon Value: 6.25
Range: >0and <0.1 Range: > 0 or not defined
[”] Complexity Factor: [¥] Standart Deviation: 3.16
Range: = 0 or not defined Range: > 0 or not defined
[¥] Active Learning Kernel Cache Size: 50
Range: = 0 (M)
| oK || Cancel

Obrazek 8.4 Komponenta Regression — panel pro zadani vstupnich parametrti

8.1.4  Prezentace vysledki

K prezentaci vydolovanych znalosti je mozny pfistup z komponenty Report. Klikneme na tuto
komponentu a zobrazi se nam nasledujici panel viz obrazek 8.5.

8.1.4.1 Build faze

V zalozce Task & Settings jsou zobrazeny informace o vstupnich parametrech dolovaci ulohy,
informace o trvani trénovaci Glohy a v neposledni fad¢ tabulka s informacemi o vytvofeném modelu.
Zalozka Structure of Input zobrazuje tabulku s metadaty vstupni tabulky, zalozka Input Data
zobrazuje data vstupni tabulky pro uceni. Je mozné tyto data v této tabulce zobrazovat v uréitém
objemu a je mozné provést i export téchto dat do souboru csv nebo jako tabulku. Posledni zalozka
Coefficients neni v dané situaci aktivni, jelikoZ je dostupna pouze pfi linearni regresi.
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Task &Settings | structure of Input | Input Data |

Apply Predictive Mining Module Task SUCCESS

Regression

Algorithm: Support Vector Machines

Build Settings: Build task info:
Key item: CUST_ID Model name: DM315_Model
Target item: CUST_YEAR_OF_BIRTH Is linear model: false
Algorithm Settings:
Kernel function: Gaussian Task name DM315_BuildTask
Standart deviation: 3.16
Start Date: 21.05.2009
Kernel Cache Size: 50
Start Time: 15:16:19.0
Complexity: 41.2287
Tolerance: 0.001 End Date: 21.05.2009
End Time: 15:16:23.836
Epsilon: 6.25
Active Learning: true
Model Signature:
Attribute Name Data Type Mining Type
AFFINITY_CARD doubleType riumerical -
BOOKKEEPING_APPLICATION doubleType numerical
BULK_PACK_DISKETTES doubleType numerical
COUNTRY_MAME stringType categorical
CUST_GEMDER. stringType categorical
CUST_INCOME_LEVEL stringType categorical
CUST_MARITAL_STATUS stringType categorical

l oK ] Cancel

Obrazek 8.5 Komponenta Report — zalozka Build — informace o trénovaci tloze

8.1.4.2 Test faze

V zélozce Task & Metrics jsou zobrazeny informace o trvani testovaci ulohy a také ziskané metriky
z otestovaného modelu. Zalozka Structure of Input zobrazuje tabulku s metadaty vstupni tabulky pro
testovani. Zalozka Input Data zobrazuje data vstupni tabulky pro testovani. Dalsi zalozka Predicted
Test Data — Output, viz obrazek 8.6, zobrazuje aktudlni data i data predikovand v ramci testovani
a jejich porovnani, je zde zobrazen sloupec popisujici presnost predikce a rozdil obou hodnot. Pokud
neni zaSkrtnuto pole Error range, je vypocet procentuelni pfesnosti (Accuracy) piimo zavisly na
hodnot¢ aktudlni a predikované. V ptipade€, ze pole je zaSkrtnuto, bere se v potaz korekéni hodnota,
pro kterou jsme ochotni akceptovat odchylku predikce. V nasem ptipadé jsme ochotni akceptovat
maximalni moznou vychylku 8let. Posledni zalozka Graph — Predicted Data From Test Model
zobrazuje tabulku pouze predikovanych a aktualnich hodnot slouzici jako zdroj dat pro rizné typy
grafii, které zde lze vytvofit pro jednoduchou demonstraci. Moznosti zobrazeni je hodné, je zde na
vybér z vice jak 10 typt graft. Obrazek 8.7 ilustruje jeden z grafi (Power Regression), ktery popisuje
zavislost aktualnich a predikovanych hodnot (Cim vic se blizi hodnoty k piimce, tim presnéjsi jsou —
se sobé rovnaji). U poslednich tii zdlozek je mozné data uvedené v tabulkach zobrazovat v ur¢itém
objemu a je také mozné provést export téchto dat do souboru csv nebo jako tabulku.
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= Report

Predicted Test Data - Output | g

Predicted Test Data - Qutput Table:  DM315_TestOutput FetchSize: 2000 | [ Fetch Next ] [ Refresh ] [ Export ]
Info panel: Give a error range for correction a percentage accuracy: Accuracy - when accuracy is 100%, then predicted value is a same as actual
Error tange: |8.0 | E Re - count i Accuracy values have only information character, they aren't exact
Difference - is a difference between actual value and predicted value
Data: (7) AllData @ Just Predicted
+ CUST_ID CUST_YEAR_OF BIRTH = FREDICTION ACCURACY ... DIFFERENCE

397 100863 1971 1973.5055913131423] e 2,50559 i
401 100872 1971] 1973.3421204182541) |
242 100956 1971 1970.363512146m058) |
474 101029 1571 1972.3139731325814 M
540 101182 1971 1972.5369192498942|
559 101224 1974 1972,7049107321266
538 101305 1971 1969.9818523095458|
633 101330 1971] 1374.148550540579
713 101565 1974 1969.8713106018363|
739 101748 1571 1972.3115173812262 M 1,31152
811 101773 1971 1970.5501788855088[ -
812 101779 1971] 1370,9311461076115]
825 101304 1971 1971.732543279233|
343 102124 1371 1976,4372594291858| - =
973 102185 1971 1968, 7708701456181

1009 102242 1971 1973.7259806607938) A%

1137 102537 1971 13?&.6054961840252

1151 102563 1971] 1974,3102952982576

1182 102622 1871 | s4mssss e ¥

1204 102685, 1971 1972.5057151481999 m

1215] 102631 1971 1966.4394698428171]

. 1243 102750 1374] 1365.684156208252) . -

Obrazek 8.6 Komponenta Report — zalozka Test — srovnani aktualnich a predikovanych dat

Scatter Plot

1985
1980
1975
1970
1985
1960
14955
1950
1945
1940
1935
1930
1925

CUST_YEAR_OF_BIRTH

1930 1935 1940 1945 1950 1955 1950 1965 1970 1975 1980 19385
PREDICTION

Obrazek 8.7 Komponenta Report — zalozka Test — vykresleny graf Power Regression
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8.1.5 Aplikacni faze

Aplikacni faze je volitelnou fazi. Pro nas je zajimavou pouze tehdy, pokud chceme na zakladé
vytvofeného modelu a vstupnich dat s nezndmou hodnotou cilového atributu predikovat hodnoty
tohoto cilového atributu. Je nutné v zalozce Apply Settings zvolit vstupni data, ty lze ziskat dvojim
zplisobem: z tabulky nebo manualné. Pokud zvolime moZnost z tabulky, zobrazi se nam stromova
struktura tabulek na serveru, vybereme tabulku, ktera je vhodna pro aplikaci dat (podminkou je, aby
vybrana tabulka obsahovala sloupec s primarnimi kli¢i ve stejném nazvu a formatu jako sloupec s
primarnim kli¢em pouzitym pfi vytvofeni modelu), pokud zvolime moznost vytvoteni tabulky a
manualni vloZzeni dat, vytvofi se nam tabulka o stejné struktufe, jez byla pouzita pfi vytvoreni
modelu. Vyplnime data, pro kterd chceme znat vyslednou piedpovéd a spustime aplikacni fazi
tlacitkem Run Apply Task. Pokud probéhne vSe v potadku, zobrazi se v posledni zalozce vysledna
data viz obrazek 8.7. V zalozce Task se zobrazi informace o provedené uloze. Zalozka Structure of
Input popisuje metadata vstupnich dat, zalozka Input Data zobrazuje veskera data ze vstupni tabulky.

U poslednich dvou zalozek je mozné data uvedené v tabulkach zobrazovat v urcitém objemu a je také
mozné provést export téchto dat do souboru csv nebo jako tabulku (neplati jen v pfipad¢, Ze vstupni
tabulka je vytvofena manualng).

| Task | Apply Settings | Structure of Input | Input Data | Predicted Data

Qutput Table:  DM315_ApplyOutput Fetch Size: 5100 FetchlNext | [ Refresh | [ Export
Data: () Just Predicted

= PREDICTION = COUNTRY. o, | -GS iy, | e, | G800, [ ED, | 0C, | B0 | YR |8 [ B | Blees | i | Bl [P L iosn: | ans
6 1943,9434733149986| United State.., 8| F |Married |2 18...| Bach, | Exec. | 2 [0.45454... 1 0 0 | 1 | o 1

8|  1944.5746130236191|United State. . 8 ™M [Married |3 19... [<Bach.| Sales | 3 |0.63636... 0 1 0 i o | of o

5 1945,9377846320963|  Braal 5| M |Married|3:19...| Bach. | Prof. | 3 |0.27272.. 0 1 1 i o | of o

17|  1946.3331608075865|  Brazi 17 F  [Married [K: 25...| Profsc | Prof. | 3 |0.36363... 0 0 1 i 1 | of 1

1 1949,3586040909777|  Argentina 1| F |Married |L: 30... | Sth-6th | Other | 3  |0.36363... 1 1 1 il s | of o

3| 1954,4237107326098| United State... 3| M [Divorc. |F:11..[<Bach.| Exec. | 4 [0.45454.. i 0 i 1 1 | of o

14| 1956.5146202314634| United State... 14 M |Married |D: 70... |Masters| Prof. | 5 |0.45454.. 1 0 0 1 o of 1 o

15| 1957.9602513513894]  Italy 15| F [Married [E:90,..[ Bach, | Exec. | 3 |0.638%6... 1 0 of o 1 1| of 1

3 1959, 1535013195086| United State... 5| M |Divorc. [L:30...| Bach, | Sales | 9+ |0.36383... 1 0 of o 1 of o o

10| 1961,2863054417194| United State. . 0] F [Neverm|[3:19..[ Profsc [ Prof. | 2 [o.54545... 0 0 1 i o | 1] 1

4| 1962.6457750561976| United State. .. 4 M |MeverM|D:70..| Profsc | Prof. | 2 |0.36363... 0 1 of o o of o 1

16|  1962,7008985585151| United State. .. 1] M [NeverM|H: 15..|Assoc-A|[Transp.| 2 |0.54545... 0 0 0 i o of 1 o

12 1965,3764244274666| United State... 12| M |MeverM|2:19... |HS-grad| Other | 1 |0.030%0... 0 0 1 i 1 of 1 o

18] 1967.1151498502597| United State. .. 18 F |Divorc. |H: 15...|<Bach, | Other | 5 |0.54545... 0 1 i o 1 | o 1

7| 1988.3113557936588| United State... 7| M |Married [3: 19... |HSgrad| Crafts | 3 [0.27272.. 1 1 1 o 1 of 1 o

18| 1968.9906327499566| Argentina 18 ™M |Divorc. |L: 30... [HS-grad| 2 45 |0.18181., 1 1 i1 o o | 1 o

13| 1974.5450207355443| United State... 13| F |MeverM|c:S0...|HSgrad| Sales | 2 |o.18181.. 1 0 | o 1 !

2| 1974.8448887215104| United State.., 2| F [MeverM|1:15..|<Bach.| Exec. | 2 [0.18181.. 0 0 of o 1 of 1 1

11 1975,2231840579479| United State... 11 ™ |MeverM|L: 30...|<Bach.| Cleric. | 3 |0.27272.. 1 1 of of 1 | 1 o

Obrazek 8.8 Komponenta Report — zalozka Apply — tabulka zobrazujici vysledné predikované hodnoty i
s atributy (prediktory), ze kterych se vychazelo
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8.2  Linearni regrese

8.2.1 Vytvoreni nového projektu

Vytvofeni nového projektu a postup pti ptihlaseni je stejny jako u nelinearni regrese.

8.2.2 Nadefinovani komponent v grafu

Stejné tak nadefinovani komponent v grafu je zcela dostacujici v takové mife, jak bylo pouzito
v kapitole 8.1.2.

8.2.3  Vstupni data a parametry

V komponenté SelectData zvolime zalozku Columns Selection a v levé Casti okna najdeme tabulku
TABULKAPROREGRESI. Ptfesuneme polozku CUST ID, ta je nutnd pro dolovaci ulohu jako
jednoznacény identifikator, polozku CUST YEAR OF BIRTH, hodnoty pro tento atribut budeme
chtit predikovat a naptiklad jesté par dalSich polozek, slouzicich jako prediktory, viz obrazek 8.9.
Klikneme na tlacitko Ok. Vratime se na graf s komponentami, klikneme pravym tlacitkem na
komponentu SelectData a zvolime polozku Run, prob&hne vybér danych polozek z tabulky.

-

Import Data C5Y | Columns Selection | Field References | Table JOIN Conditions |

Database content: Selected Data Files:
Table filter: |tab
COUNTRY_NAME
o CUST_ID
= CUST_GENDER
AR LR [ agg> | CUST_YEAR OF BIRTH
- » V' AFFINITY_CARD
: EE;—;ETER | FLAT_PANEL_MONITOR
- @ CUST YEAR_ OF |
- @ CUST_MARITAL. L isbera )|
% CUST INCOME | e
. @ EDUCATION:sTR | SSRemoveal |
- # OCCUPATION:S —

-

l OK “ Cancel |

Obrazek 8.9 Komponenta Select Data — vybér vstupnich dat

Nyni je nutné rozdélit ziskand data ze zvolené tabulky do dvou tabulek. Otevieme komponentu
Reduce a rozdé€lime data podobn¢ jako tomu bylo v kapitole 8.1.3. Pak piejdeme k predikénimu
modulu. Otevieme komponentu Regression, otevie se panel pro zadani vstupnich parametrt,
obrazek 8.10. Zvolime Kernel funkci Linear, jelikoz chceme provést linearni regresi (pokud uzivatel
nema velké zkuSenosti s vytvafenim dolovacich uloh je vice nez vhodné zvolit polozku Systém
determined, ktera zpisobi, Ze systém zvoli idedlni nastaveni automaticky v zavislosti na vstupnich
datech). Jako polozku identifier key (jednoznacny identifikator) zvolime CUST ID. Hodnotu polozky
Target zvolime CUST_YEAR OF_BIRTH. Ostatni parametry a jejich hodnoty zadejte naptiklad tak,
jak je popsano na obrazku 8.10, (vyznam parametrti je popsan v kapitole 7.2.2), klikneme na
tlacitko Ok a pokud je vSe zadano spravné muzeme zacit dolovat. V grafu klikneme na dany modul
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pravym tlacitkem a zvolime Run, tim se spusti dolovaci illoha. Na zacatku samotného dolovéni se u
linearni regrese provede normalizace vstupnich dat (nutny krok pro linearni kernel). Dale pokracuje
stejnymi fazemi jako pfi nelinearni regresi — vytvoreni modelu v rdmeci ueni a otestovani modelu.

Kernel
I ) : | - Linear kernel is for linear rearession
Kernel Function: | 2 - Gaussian kernel is for nonlinear regression
Identifier Key: |CU5T_ID 2 | - System determined - choose the best function self
Target: |cusT_rEAR_OF BIRTH - |
Parametres
Tolerance Value: 0.001] [¥] Epsilon Value: . 0.44
Range: > 0and < 0.1 Range: > 0 or not defined
[] Complexity Factor:

Range: = 0 or not defined

Active Learning

| ok I | Cancel

Obrazek 8.10 Komponenta Regression — panel pro zadani vstupnich parametra

8.2.4  Prezentace vysledkii

Dolovaci uloha probéhla Gspésné a nyni je mozné pristoupit k vysledkiim vydolovanych znalosti.
Otevieme komponentu Report.

8.2.4.1 Build faze

V zalozce Task & Settings jsou zobrazeny informace o vstupnich parametrech dolovaci ulohy,
informace o trvani trénovaci ulohy a v neposledni fadé¢ tabulka s informacemi o vytvofeném modelu.
Zalozka Structure of Input zobrazuje tabulku s metadaty vstupni tabulky pro uceni, zalozka Input
Data zobrazuje data vstupni tabulky a posledni zalozka Coefficients zobrazuje atributy modelu, jejich
hodnoty a koeficienty hodnot, viz obrazek 8.11. (Coefficienty jsou dostupné pouze v ramci linearni
regrese).
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Test
Apply

| Task & Settings | structure of Input | input Data | Coefficients

Linear model

Model name:
Bias: 0,557

DM315_Model

Coefficents of linear regression:

Attribute Name
AFFIMITY_CARD

Value

Coeffident

COUNTRY_MNAME

Brazil

-0,0086

COUNTRY_NAME

Argentina

0,0038

COUNTRY_NAME

United States of America

0,003

COUNTRY_NAME

Australia

COUNTRY_NAME

Canada

COUNTRY_NAME

China

COUNTRY_NAME

Denmark.

COUNTRY_NAME

France

COUNTRY_NAME

Germany

COUNTRY _MAME

Italy

COUNTRY_NAME

Japan

COUNTRY_NAME

Mew Zealand

COUNTRY_NAME

Poland

COUNTRY_NAME

Saudi Arabia

COUNTRY_NAME

Singapore

COUNTRY_NAME

South Africa

COUNTRY_MNAME

Spain

COUNTRY_NAME

Turkey

o|lo|lo|lo|lo|lo|lo|o|lo|lo|a|a|lo|a

COUNTRY_MNAME

United Kingdom

0

CUST_GEMDER

M

-0,0007

CUST_GEMNDER

=

0,0007

FLAT_PAMNEL_MONITOR

0,0008

Obrazek 8.11 Komponenta Report — zalozka Build — informace o koeficientech prediktori

8.2.4.2 Test faze

V zélozce Task & Metrics jsou zobrazeny informace o trvani testovaci ulohy a také ziskané metriky
z otestovaného modelu viz obrazek 8.12. Zalozka Structure of Input zobrazuje tabulku s metadat,
zéalozka Input Data zobrazuje data vstupni tabulky. Zalozka Predicted Test Data — Output zobrazuje

aktualni data i data predikovana v rdmci testovani a jejich porovnani, piesnost predikce a rozdil obou
hodnot. Posledni zalozka Graph — Predicted Data From Test Model zobrazuje tabulku pouze

predikovanych a aktualnich hodnot slouZici jako zdroj dat pro rtizné typy grafi, které zde lze vytvorit

pro jednoduchou demonstraci viz obrazek 8.13 popisujici metriky MPV a MAV a obrazek 8.14
ilustruje posledni zalozku i s grafem popisujicim vyslednou linearni regresni funkci. V poslednich

dvou zalozkach jsou zobrazena data v normalizované podobé, protoze v ramci linearni regrese jsou

tak zpracovany.
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|| Task &Metrics | Structure of Input | Input Data | Predicted Test Data - Output | Graph - Predicted Data From Test Model

= Predictive Mining Module Task SUCCESS

Regression
Algorithm: Support Vector Machines

Mining Metrics: Mean Absolute Error: 1 =
Test task info: - MAE ==Y" 1| Vi ‘1-"|
e =
Model name: DM315_Model MAE = 14,8374
Task name DM315_TestTask
Start Date: 21.05.2009 Mean Actual Value: MAy =1 };: . '?j
Start Time: 15:52:17.0
MAV = 1964,5857
End Date: 21.05.2009
End Time: 15:52:18.005
Mean Predicted Value: 1
MPV ==3" 1 ¥;
nI=14
MPV = 1953,8722

Root Mean Square Error: [l re
RMUSE= 05 (05 %)

RMSE = 17,4709
"t} ..................................... Actual value
":. ................................... Predicted| value

Obrazek 8.12 Komponenta Report — zalozka Test — informace o ziskanych metrikach a pribéhu testovaci tlohy

Dial2 Graph - MPV - PREDICTION & MAV - CUST_YEAR_OF_BIRTH

5 ‘
- -40,0 20,0 =

# CUST_YEAR_OF_BIRTH / PREDICTION

Obrazek 8.13 Komponenta Report — zalozka Test — vykresleny graf Dial2 popisujici metriky MAV a MPV
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[ Buid | | Task & Metrics [ Structure of Input [ Input Data | Predicted Test Data - Output | Graph - Predicted Data From Test Model

Test

[ Apply |

Sample Size:

100 Fetch Next || Refresh || Export

Predicted Data from Test Model - Qutput Table: DM315_TestOutput

Graph panel:

Type of Graph: |Accuracy Flot Linear - | [ Draw Graph

Column ¥:  CUST_YEAR_OF_BIRTH Count of rows: 2025

Type:  (T) Vertical (@ Horizontal Column¥:  PREDICTION

Set Axis: (7) Predicted (X) @ Actual (X} This model is linear - for linear model data were normalized.

Graph Accuracy Linsar: Display accuracy with linear curve - axisY display values of difference {actual-prediction)

= - PREDICTION
a Accuracy of Predicted Data 571233 0.55995089639354958| =
o
g |ha31507] 0,55325039539354253
0,4 71232 0.55931425123231293)
=
=
T g3 P260274 0.55622139579457556,
= . 232877 0,55995032539334353)
& e 150535 0.56132237442922361
% o1 972503 0.55931425123231298
[T
S 0o fos473s 0.55331425123231298
% 54 fis4384 0.5613223744292236 1
g 30411 0.56132237442922361
o 02 bo45205 0.56068573876768701
2 o3 r173738 0.56132237442922361
= o 543336 0,55925082533354355,
a r
5 hosa4a3 0,55325033689354355,
% 05 h109589 0.556234750 13303396,
ﬁ -0,6 lazss1s 0,55325039539354255)
= 0.0 0,1 0z 0,3 0.4 0,5 0.6 0,7 08 09 1,0 k335616 0.55523476013303996,
£ CUST_YEAR_OF_BIRTH 424658 0.55995089689354958
r123283 0,56068573376 763701
E OK i 356164 0.56068573876768701| =
3

Obrazek 8.14 Komponenta Report — zalozka Test — zalozka Graph s vykreslenym grafem Accuracy Plot Linear

8.2.5

Aplikacni faze je, jak uz bylo mnohokrat feceno, volitelnou fazi. Neni tedy nutné tuto fazi provadet,
pokud nechceme ziskat nové hodnoty. V zalozce Apply Settings obrazek 8.15 zvolime mozny vstup a
to z ulozené tabulky na serveru nebo si mizeme vytvorit prazdnou a data vlozit ruéné. Zvolime
vytvofit prazdnou. Zobrazi se nam zalozka Input Data s tabulkou, do které muzeme vkladat data.
Prvni dva tadky jsou pro ukazku vyplnény. Snahou bylo pomoci uzivateli objasnit, jakd data vkladat
viz obrazek 8.16. Poté spustime proces tlacitkem Run Apply Task. Pokud vse probéhlo v poradku
zobrazi se zalozka Predicted Data s predikovanymi daty. Zalozka Task popisuje informace o
provedené uloze, zalozka Structure of Input popisuje metadata vstupnich dat, zalozka Input Data
zobrazuje veskera data ze vstupni tabulky.

Aplikacni faze
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- Apply Settings |Strpcmfe of Input I Input Data IF'.’fGIC!&E Dats

@5

Database content:

=

sssossonsoe

() Create manual table

Selected Table:

CHANNELS
CO5TS
COUNTRIES
. CUSTOMERS
WDATAARPLY

COUNTRY_MNAME:STRING
CUST_ID:INT
CUST_GENDER:STRING
CUST_MARITAL_STATUS:STRING
CUST_INCOME_LEVEL:STRING
EDUCATION:STRING
OCCUPATION:STRING
HOUSEHOLD_SIZE:STRING
YRS_RESIDENCE:INT
AFFINITY_CARD:INT
BULK_PACK_DISKETTES:INT

DATAAPPLY

Select Table

Obrazek 8.15 Komponenta Report — zalozka Apply — Apply Settings — vybér aplikacni tabulky

Input Table: DM315_ApplyInput Run Apply Task Fetch Size: |100
Data: Info panel: The first two rows are sample data. .. Column CUST_ID is primary key, must be not null and unique. ..
Supposed data for column;: Column:  COUNTRY_NAME Type of Column: stringType
Brazil, Argentina, United Stztes of America, Austrsliz, Canads, Chins, Denmark, France, Germany, Itsly, Japan, New Z=aland, Poland, Ssudi Arabiz, Singapors, South Africa,
Spain, Turkey, United Kingdom,
COUNTRY_NAME CUsST_ID CUST_GEMDER AFFINITY_CARD FLAT_PAMEL_MONITOR
United States of America 103027 1] a -
United States of America 104262 a a
Brazil 1 ] 1
w
1 4

Obrazek 8.16 Komponenta Report — zalozka Apply — manualni vloZeni vstupnich dat
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9 Z.aveér

9.1 Dosazené vysledky

Cilem této diplomové prace bylo vytvotit predikéni modul v systému pro dolovani z dat na platformeé
NetBeans. Nejprve bylo nutné nastudovat obecny princip dolovani, jednotlivé jeho kroky a zaméfit se
na predikci. Popisem téchto problematik se v dostatecné mife zabyvam v prvni ¢asti této prace. Dale
bylo nutné se seznamit se systémem pro ziskavani znalosti z dat, ktery je vyvijen na VUT FIT a pro
ktery je urcen tento modul. K tomu mi poslouzili prace Ing. Dolezala [5], Ing. Galeta [6] a hlavné
Ing. Krasného [2]. Pravé prace Ing. Krasného mi byla ptfedlohou pro vytvofeni a zakomponovani
nového modulu do stavajiciho systému. K implementaci predikéniho modulu byla vybrana metoda
regrese a dolovaci algoritmus Support Vector Machines.

Systém pracuje s rela¢ni databazi firmy Oracle, ktera nabizi podporu dolovani v ramci Oracle
Data Mining. Tento implementovany predikéni modul zminovanou podporu vyuziva. Podstatnou
¢asti mé prace, bylo nastudovani prace s ODM, moznost podpory dolovani pomoci algoritmu Support
Vector Machines a vyuziti Java API. Prvni vazné&jsi problém, se kterym jsem se béhem prace setkal,
bylo zprovoznéni vzorovych piiklada, které¢ Oracle poskytuje. Ty vyuzivaji tzv. SH schémat, coz jsou
vzorova data, ke kterym v ramci studentskych ucti neni ptistup (vyzaduji vysoky stupen opravnéni).
Dale bylo nutné navrhnout rozsifeni definice jazyka DMSL o popis elementd DataMiningTask
a Knowledge, které uchovavaji kompletni informace o vstupnich parametrech pro nastaveni dolovaci
ulohy, zdrojich dat a také o ziskanych znalostech.

Béhem implementace bylo zjisténo nékolik problémi. Jednim z vaznéjSich byl problém
s n¢kterymi bali¢ky potfebnymi k vytvofeni linearni regrese. Tyto balicky systém obsahoval, ale jadro
k nim zamezovalo pfistup z modulu. Snazil jsem se klast velky diiraz nejen na samotny proces
dolovani, ale i na zajimavou, uziteCnou a podrobnou prezentaci vysledkd. Proto byl navrhnut
vysledny panel v podobé, ktera popisuje nejen ziskané znalosti, ale 1 informace spojené s prilbéhem
kazdé faze dolovani, informace o vstupnich datech a metadatech. Ziskané znalosti je mozné
porovnavat, zobrazit nazorn¢ pomoci vice jak patnacti typt grafi. Aby se dal model a ziskané
informace z fazi trénovani a testovani rozumné vyuzit, byla navrhnuta a implementovana i aplikacni
faze. Ta je fazi volitelnou a Ize ji spustit z panelu pro prezentaci vysledkli. Diky ni je mozné na
zéklad¢ vstupnich dat a ziskanych znalosti predikovat data pro zvoleny cilovy atribut.

Vytvoteny dolovaci modul je funkéni a plné€ vyuzitelny pro predikci. Rozsifuje tak stavajici
dolovaci systém o dal§i moznost vyuziti. Spole¢né s dal§imi diplomovymi pracemi tak zvySuje pocet
dolovacich modultl v systému. Pfesto v§ak moznosti tvorby dal§ich modulli nejsou vycerpany.
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9.2  Mozné upravy a vylepSeni

Prace s vice projekty

Pti vytvoteni nebo otevieni dvou ¢i vice projektti nastava problém s aktualnim DMSL dokumentem.
Vystupnimu panelu neni piidélen novy, ale zlistdiva DMSL dokument z projektu ptedeslého. Jedinou
moznosti je vypnuti a opétovné zapnuti programu.

Odstranéni projektu

Projekt je mozné zavtit nikoliv odstranit. Bylo by vhodné zavést moznost pro odstranéni projektu
a s tim spojenou moznost zruseni vSech tabulek z databaze v projektu vytvofenych.

Rozs$ireni dolovacich modula

Rozsitit pocet dostupnych dolovacich modulti. Program je prozatim chudy co do vy¢tu modulti pro
dolovéani. A to i pfesto, ze v letoSnim roce bylo v ramci diplomovych praci vytvoreno hned nékolik
novych modult.

MoZnost provést transformace a funkce VIMEQ nad aplikaéni tabulkou

U prediktivnich moduld, u kterych je mozné v reportu provést aplikacni tilohu nad né&jakou vstupni
tabulkou, by bylo vhodné zavést moznost aplikace transformace a funkci VIMEO.

Zavislost dolovacich moduli na ODM

Casem by bylo vhodné oprostit se od zavislosti dolovacich modulti na ODM a samotné dolovani
provadét i jinym zptisobem (v ramci PL/SQL)
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Piiloha A: Upravy a navrh specifikace
DMSL

<!-- Data Mining Task -->
< - T -->

<!ELEMENT DataMiningTask (Regression?) >

<!ATTLIST DataMiningTask name CDATA #REQUIRED
language CDATA #REQUIRED
languageVersion CDATA #IMPLIED
type CDATA #IMPLIED >

<!ELEMENT Regression (InputDataType, Parametres)>
<IATTLIST Regression algorithm CDATA #REQUIRED>

<!-- Input Data Type -->
< V- - Y - -

<!ELEMENT InputDataType>
<!ATTLIST InputDataType tableKey CDATA #REQUIRED
target CDATA #REQUIRED>

<l-- Parametres -->

< V- - HHEHEEHEHEE S - -

<!ELEMENT Parametres (KernelFunction, Tolerance, Activelearning, Epsilon?,

ComplexityFactor?, StandartDeviation?, CacheSize?)>

<!ELEMENT KernelFunction (Gaussian]|Linear|System determined)>
<!ELEMENT Tolerance (%REAL-NUMBER;)>

<!ELEMENT Activelearning (true|false)>

<!ELEMENT Epsilon (%REAL-NUMBER;)>

<!ELEMENT ComplexityFactor (%REAL-NUMBER;)>

<ELEMENT StandartDeviation (%REAL-NUMBER;)>

<IELEMENT CacheSize (%INT-NUMBER;)>



<!-- Knowledge -->

< V- - HHHEHEHEREHHE -->

<IELEMENT Knowledge ANY>

<IATTLIST Knowledge name CDATA #REQUIRED
language CDATA #REQUIRED
languageVersion CDATA #IMPLIED
type CDATA #IMPLIED >

<l-- BuildTask -->
< V- - bt - ->

<!ELEMENT BuildTask (Model)>

<IATTLIST BuildTask name CDATA #REQUIRED
model CDATA #REQUIRED
input CDATA #REQUIRED
start %DATE-TIME; #REQUIRED
end %DATE-TIME; #REQUIRED
status CDATA; #REQUIRED >

<!ELEMENT Model (ModelSignatureAttribute)>
<!ATTLIST Model name CDATA #REQUIRED
bias %REAL-NUMBER #IMPLIED
isLinear (true|false) #REQUIRED >

<ELEMENT ModelSignatureAttribute (AttributeProperties*) >

<IATTLIST ModelSignatureAttribute name CDATA #REQUIRED
dataType CDATA #REQUIRED
miningType CDATA #REQUIRED >

<!ELEMENT AttributeProperties EMPTY>
<IATTLIST AttributeProperties value CDATA #REQUIRED
coefficient %REAL-NUMBER; #REQUIRED >

<l-- TestTask -->
< V- - fHEHHEHEHEEHEE I - ->

<IELEMENT TestTask Metrics>

<IATTLIST TestTask name CDATA #REQUIRED
model CDATA #REQUIRED
input CDATA #REQUIRED
output CDATA #REQUIRED
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start %DATE-TIME; #REQUIRED
end %DATE-TIME; #REQUIRED
status CDATA; #REQUIRED >

<!ELEMENT Metrics EMPTY>

<IATTLIST Metrics MAE %REAL-NUMBER; #REQUIRED
MAV %REAL-NUMBER; #REQUIRED
MPV %REAL-NUMBER; #REQUIRED
RMSE %REAL-NUMBER; #REQUIRED >

<l-- ApplyTask -->
< - T -->

<ELEMENT ApplyTask EMPTY>

<!ATTLIST ApplyTask name CDATA #REQUIRED
model CDATA #REQUIRED
input CDATA #REQUIRED
output CDATA #REQUIRED
start %DATE-TIME; #REQUIRED
end %DATE-TIME; #REQUIRED
status CDATA; #REQUIRED >
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Priloha B: Obsah prilozeného CD

AN N B W=

. dist — spustitelna distribuce aplikace DataMiner

. doc — textova ¢ast diplomové prace

. sample — ukazkové priklady

. workspace — zdrojové kody aplikace i s modulem asociacnich pravidel
. dmsl.xml — ukazka DMSL dokumentu

. readme.txt - popis obsahu CD a ukazkovych prikladii
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