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Abstrakt

Cilem této bakalaiské prace je popsat moznosti piedzpracovani obrazu a jeho
nasledného zpracovani v algoritmu neuronovych siti s cilem rozpoznavani objekti. Dale
popsat princip algoritmu neuronovych siti a navrhnout implementaci aplikace pro
rozpoznavani ¢islic, kterd bude zaloZena pravé na neuronovych sitich. V posledni ¢asti

bude rozebrana prakticka aplikace pro rozpoznavani Cislic.

Abstract

The main goal of this bachelor’s thesis is to describe options for image pre-
processing and the following recognition process of the information in picture. Additional
goal is to describe the algorithm of neural network and implement a working solution for
number recognition, which will be based on this algorithm. In the last section, the

implementation itself will be covered there.
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1 Uvod

Rozpoznavani objektti v obraze je v soucasné dob¢ automatizace mnoha oblasti
lidské ¢innosti velmi popularni a sklonované téma. Rozpoznavani slouzi k identifikaci
objektd realného svéta na fotografiich nebo videich. Toto téma je Gizce spjato s tématem
pocitacového vidéni a zpracovani obrazu. Je zalozeno na myslence, Ze kazdy objekt ma
své specidlni vlastnosti, na jejichz zékladé je muzeme identifikovat. Jako piiklad si
muzeme piedstavit lidsky oblicej, kde vlastnosti mize byt vzdalenost mezi o¢ima, barva
o¢i, oCi samotné nebo nos. Rozpoznavani objektd je hodné vyuzivano napiiklad
vV biomedicing, potravinaiském pramyslu, elektronickém primyslu nebo strojirenstvi.
Skala vyuziti strojového uleni je velice Siroka. Konkrétnimi piiklady pouziti je
rozpoznavani tvart nakreslenych na dotykovém displeji nebo mysi. Zde je vhodné zminit
projekt Quickdraw od spole¢nosti Google, ktera se v ném chlubi svou neuronovou siti na
rozpoznavani nakreslenych objekti. Dal§im ptikladem jsou programy pro zpracovani
rentgenovych snimkul pacientii s podezienim na rakovinu. VSudypfitomna zobrazujici se
reklama na webovych strankach, tedy konkrétné jeji obsah, je vybirdna také neuronovou
siti, ktera je schopna do jisté miry ptedpovidat, co ¢lov€k zrovna potiebuje a po ¢em
prahne. V neposledni fadé by mohly byt zminény spam filtry v e-mailovych schrankach,
bez kterych by tyto schranky byly zahlceny nechténou, a velice Casto 1 nebezpecnou
postou. [4]

Pocatky vyzkumu pocitacového vidéni datujeme do brzkych 60. let 20. stoleti.
Prvni rozpoznavaci systémy slouzily pro rozpoznavani pismen pro kancelaiské vyuziti.
V téchto letech patfila mezi nejvyraznéjsi spolecnosti zabirajici se timto tématem firma
Hitachi Labs v Japonsku, odkud pochazi vyraz machine vision neboli strojové vidéni.
nahradit lidské d€lniky. Prvni pln€ automatizovany stroj vyuzivajici tuto myslenku byl

nasazen v roce 1973 a slouzil pro verifika¢ni proces pii vyrobé polovodicu. [1]

Proces rozpoznavani obrazu je vhodné rozloZit na 2 podprocesy a kazdy fesit
samostatné. Pro odstranéni nadbyte¢nych informaci a dat z obrazu slouzi proces
predzpracovani. Vystupni data tohoto subprocesu jsou nasledné pouzita jako data vstupni

pro proces druhy, kterym je samotné rozpoznavani objekta.


https://quickdraw.withgoogle.com/

Cilem této prace bude prozkoumat algoritmus neuronovych siti a jemu
predchéazejici kroky uprav pro dosazeni ptesnych vysledki. Dale prozkoumanou
problematiku ptfevést do algoritmii a za pomoci vybraného programovaciho jazyka

naimplementovat.



2 Predzpracovani obrazu a segmentace

Snimek je po svém pofizeni Casto néjakym zplsobem poskozen. Ptikladem
poskozeni miize byt Sum nebo zkresleni. Faze pfedzpracovani se snazi tyto nedostatky
Vv obraze zredukovat, piipadné Gplné potlacit, a za cil si nedava nic mensiho nez zvySeni
kvality obrazu pro dalsi zpracovani. Segmentace je pak navazujici proces, ve kterém se
obraz rozd¢li na nékolik mensich, z nichz kazdy by mél obsahovat prave jednu souvislou
cast, tedy jeden objekt. A na tomto objektu bude nasledné¢ mozné spustit algoritmus

rozpoznavani.
2.1 Prevod obrazu do odstint Sedé

Pro praci s obrazem ve stupnich $edi je mnoho davodu. V prvni fadé je na barvu
mozné hledét jako na Sum nebo rozptyleni, které ve vétSiné ptipadli rozpoznavani
objektli niCemu nepomiize a pouze zvétSuje vypocetni ndrocnost celého procesu.
Mimo jiné algoritmy predzpracovani, které mohou byt na obraze v odstinech Sedi
jednoduché s barevnou hloubkou, nabyvaji slozitosti. V neposledni fad¢ ziskame
redukci barevné hloubky rychlejSiho dosazeni pozadovanych vysledka, nebot’ kazdy
pixel v modelu RGB (24 bitt)) nabyva hodnot od 0 do 255 na tiech barevnych
kanalech, potazmo ¢tyfech v modelu RGBA. Po ptevedeni do odstinti Sedi se pocet
kanali snizi na jeden. Barevna hloubka se zredukuje na 8 bitt. To odpovida hodnotam
od 0 do 255 na jednom kanale, tedy pfipustnych 256 hodnot, coZ v detekci objekta
vyrazné usnadni vypocetni slozitost, protoze nadale jiz nebudeme muset zpracovavat

tfirozmérné pole.

Existuji samoziejmé 1 vyjimky, kdy by méla byt barevna hloubka zachovéna,
protoze bez ni by byl rozdil mezi objekty ztracen — pokud je v obraze napiiklad
zachycen oranzovy, potazmo nazloutly, objekt pred svétle zelenou. Obecné lze fici,

Ze barva je dulezity faktor, pokud barva objektu svira s barvou pozadi maly thel na



HSV, potazmo HSL kruznici. To se ale ve vétsin€ ptipadl, v kterych chceme pouzit

detekci objektil, nestava. Obrazek: 1 HSV kruznice
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Obrazek: 1 HSV kruznice
Implementovat prevod obrazu do odstini Sedi lze vice zplisoby. Prakticky jde
vzdy o primérovani hodnot barev pixelu. Nejjednodussi moznosti, jak obraz barevny
transformovat do odstint Sedi, je vyuziti metody lightness. Ta na kazdém pixelu

zpruméruje nejvyssi z hodnot R, G, B s tou nejmensi, je tedy dana vzorcem: [2]

f(x) = (max(R, G, B) + min(R, G, B))/2.
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Obrazek: 2 Pfevod do odstint $edi s vyuzitim metody luminosity

Dalsi moznosti je pramérovani vSech tii barevnych kanali. Vzorec odpovida
predpisu f(x)=(R+G+B)/3, kde x je vysledna hodnota pixelu a R, G, B jsou zastupné
symboly pro Cerveny, zeleny a modry kandl. Vycet moznosti pro dosazeni stejné
transformace, le¢ s lehce odlisSnym vysledkem, je zavrSen metodou luminosity —
nejsofistikovanéjsi ze vSech moznosti pfevodu obrazu do odstint Sedi. Stejné tak jako
predchozi metoda se hodnota barevnych kanald primeruje, ale v tomto piipadé jde o
primér vazeny. Vaha kazdé barvy je Gzce spjatd s vnimanim barev lidskym okem.

Clovék je schopen nejvice vnimat zelenou barvu. Tomuto kandlu je tedy piifazena



nejvetsi vaha. Pro kazdy pixel je aplikovana funkce S vyuzitim stejnym zastupnych

znakl jako u metody primérovani. [2]
f(x)=021+*xR+0.72+G + 0.07 xB

2.2 Odstranéni Sumu

At je jiz obraz barevny transformovan na obraz ¢ernobily, nebo je v pivodnich
barvach, byva poskozen chybami. Chyba mtze vznikat v riznych ¢astech pofizeni
snimku. At uz je to pfi pofizeni naptiklad nedostateCnym nasvicenim, nebo pfti
pievodu jednoho obrazkového formatu do jiného napiiklad kvili kompresi. Kazdy
nesynteticky obraz tedy obsahuje kromé skutecnych informaci o obsahu jesté

nenulovou miru Sumu.

Tato mira Sumu miize v dalSich krocich zpracovani obrazu zapticinit chybovost,
nebot’ se lokdIn¢ chovéd jako hrana. Hranové detektory jsou zalozeny na skokové
zméné jasové funkce, kterou zpiisobuje 1 jiz zminény Sum. Kviili tomuto chovani je
tedy potfebné Sum odstranit. Toho je mozné dosédhnout filtraci pomoci Gaussova
filtru, poptipadé primérovanim hodnot pixelti s hodnotami v jeho okoli. Pro tyto
ucely je vyuzivano postupu zvaného konvoluce. To je vlastn¢ aplikace transformacni
funkce, pomoci které ziskame ze vstupnich hodnot hodnoty jiné. Tento vztah je

zachycen nasledujici rovnici: [3, 10]

9% y)= f(x y)*h(xy) =3 3 F(x—i.y— j)*hi, j).

=i j=— ]

V rovnici je na pivodni hodnotu danou vztahem f (X, y) aplikovana maska h(i,j)
V piipad¢ primérovani je maska h obvykle ¢tvercova matice s lichym po¢tem prvku
v fadce a kde kazdy prvek matice mé hodnotu 1/N, pficemz N je celkovy pocet prvkl
v matici. Funkce tedy prochazi cely obraz a kazdy pixel a hodnoty jeho okoli vyndsobi
hodnotami z konvolu¢niho jadra. Vysledné hodnoty jsou nasledné sec¢teny a hodnota
tohoto souctu je pfifazena pravé zpracovavanému pixelu na soufadnicich X, .

Konvolu¢ni maska vyuzivand pti primérovani je tedy zapsana jako:



111
h(i, j)=1/9*1 1 1|.
111

Alternativou mize byt vyuziti Gaussova filtru. Tato metoda také vyuziva
konvoluéniho jadra. Nicméné hodnoty jednotlivych prvki konvolu¢niho jadra nejsou
pouze jednoduchym pramérem, ale primérem vazenym. Vaha prvku je dana
exponencialni vzdalenosti od zpracovavaného pixelu x. Konvolu¢ni jadro h(i,j) je
tedy ¢tvercova matice, se kterou je provedena piivodni obrazové funkce f{(1,)) stejné

jako u metody predchozi. Gaussova konvolu¢ni maska je dana matici: [3]

;leIH;lH
[ool NN ool [T
g\‘|>—-oo|>—-g\‘|>—x

cozZ je v podstaté vazeny pramér, kde vahou je vzdalenost od stfedu matice.
2.3 Detekce hran

Po provedeni operace redukce Sumu lze pfistoupit k detekovani hran objekta
nachazejici se v obraze, nebot’ byl odstranén matouci Sum, ktery by algoritmus
detekce hran mohl nespravné vyhodnotit jako hranu. K hranové detekci se nejcastéji
vyuzivaji detektory, které analyzuji jasovou funkci. V misté, kde se nachdzi hrana,
dochazi ke skokové zméné této funkce. Tyto zmény je mozné nalézt vypoctem prvni
derivace. Hrana se bude nachdzet v maximech tohoto vypoctu. Dalsi, presnéjsi
moznosti je hledani prichodd nulou po vypocétu druhé derivace, nicméné ne tak hojné
vyuzivana kvuli vypocetni naro¢nosti. Pro detekci hran mohou byt pouzity detektory
Robertstiv, Prewittové, Sobeliv, Robinsontv, Kirshiiv, Laplacetiv v étyfokoli a
Laplaceiv v osmiokoli. Tyto hranové detektory aproximuji parcialni derivace, a
vSechny, az na Laplaceovy aproximuji prvni derivace. Laplaceliv aproximuje druhou

derivaci.[10]

Pro ptiklad uved’'me aplikaci Sobelova operatoru. Sobelova konvolu¢ni maska

pro x-ovy a y-ovy smeér je dana matici:

-1 -2 -1 101
h=l0 0 0|h,=|-2 0 2
1 2 1 -1 0 1
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Vysledny vypocet gradientu v X-ovém a y-ovém sméru S vypoctem velikosti

hrany je zapsan jako:

gradX = Zk: Zk: flx—i,y—j)*h G Jj)

i=—k j=—

grady = i i fx—i,y—§)*h,(i. j)

i=—k j=—kK

g(i, j)=+/gradx? + grady? ,

kde iterujeme pixely ¢tvercového okoli bodu a kazdou z hodnot pixelu nasobime
hodnotou konvolu¢ni masky na stejnych soufadnicich. Tento postup je opakovan
Vv obou smérech, ¢imz je ziskana velikost hrany v daném sméru. Z téchto hodnot je
nasledné¢ pomoci Pythagorovy véty vypocitana velikost celkovd. Hranovy detektor
nejdiive inicializuje konvoluéni masky hl a h2 pro horizontalni a vertikalni smér a
nasledné je aplikuje na obraz tak, ze osmi okoli bodu X vynasobi Sobelovym filtrem.

Nasledn¢ hodnoty pixeld po aplikaci filtru secte. [3]
2.4 Prahovani obrazu

Po aplikaci hranového filtru jesté neni cely proces hledani hran dokoncen. Bylo
pouze vypocitano, jakou hodnotu gradientu, tedy sméru rustu, ma kazdy pixel. Dale
je potieba toto pole hodnot gradientl projit a vyhledat vhodné kandidaty pro to, aby

se staly hranovymi pixely. Tomuto procesu hledani se fika prahovani.

Prahovani mtiZe byt provedeno s hysterezi, coz znamena4, Ze budou uréeny prahy
dva. Prdh T1 bude spodnim prahem. Hodnoty gradientli dosahujici pod hranici T1
jsou automaticky zatazeny jako hodnoty pozadi. Pixely s gradientem vyS$Sim nez je
hodnota T2, jsou naopak okamzité zafazeny jako hranové. Pro pixely s gradientem
mezi témito hranicemi je proveden algoritmus hledani sousedicich hranovych boda,
ktery eliminuje pixely s vyS$8§i hodnotou gradientu, nez je T1, které nesousedi

S zadnym jinym hranovym bodem.

Prahovani s hysterezi ma ale smysl pouze, pokud pfed samotnym procesem
prahovani piedchazi takzvané ztencovani (hnonmaximum suppression). Tento proces
déla ptesné to, co tika doslovny pieklad — potlacuje hodnoty, které nejsou lokalnim
maximem. Vysledkem je skutecné ztenceni hrany. Naéslednym prahovanim

S hysterezi jsou odstranény pixely, které jsou prilis slabé na to, aby se staly

11



hranovymi. Pfevazné¢ jde o Sum. Druhou, jednodu$si moznosti je vyuziti
jednoduchého prahovani s jednou hodnotou T. Kazdy pixel s hodnotou gradientu
vy$s$i nez hranice T je urCen jako hranovy. Tento vztah je zachycen nasledujici
formuli: [3]

X<T —->x=0

Xi,j:

X>T —>x=1"

Jak jiz bylo popsano, globalni prahovani je proces porovnavajici vSechny pixely
S jednou hodnotou T. Ziskéani adekvatni a dobfe fungujici hodnoty T je ale neméné
dalezitym ukolem, jako samotné spocitani velikosti gradienti. Hodnotu T lze ziskat
jak védecky, naptiklad vyuzitim algoritmu Otsu [3], nebo nevédecky stylem pokus
omyl. Tento postup mtize byt vhodnym v piipadé€, ze budeme chtit prahovat pokazdé

obrazy s podobnym histogramem.

Sofistikovanéjsi metodou je vyuziti zminéného algoritmu Otsu. Ten je
pojmenovan po japonském védci a matematikovi Nobyuki Otsuovi. Tato metoda je
zaloZena na myslence, Ze po provedeni prahovani jsou vSechny pixely zafazeny do 2
skupin. Bud’ do skupiny pixelti oznacujicich objekt, v naSem ptipad¢ hranu, nebo do
skupiny oznacujici pozadi. Uvniti skupiny by vSechny pixely mély mit cO mozna
nejvice podobné hodnoty pixeld. CoZz zpohledu statistiky znamena maly
vnitroskupinovy rozptyl. Analogicky tedy plati, ze mezi skupinovy rozptyl bude co
nejvetsi.

2.5 Morfologické operace

Z obrazu bylo predchozimi kroky zjisténo, kde se nachazi hranové pixely.
Nicméné i ptes veskerou snahu o potlaceni veskerého Sumu a nalezeni skute¢n¢ vsech
Cisté¢ hranovych pixelll se v obraze mohou vyskytovat nejasné malé objekty, které
pivodné mély tvofit jeden celek, le¢ vlivem Sumu a naslednym zpracovanim byly
rozdéleny. Opakem mize byt ptipad, kdy v obraze bylo pivodné nékolik objekti,

které byly vlivem poSkozeni obrazu ¢asteéné slity do jednoho objektu.

V obou piipadech pomilZze zpracovani obrazu za pomoci morfologickych
operaci. Matematickd morfologie je technika pouZzivana k analyze tvarii a vlastnosti
obrazu. Tato operace prozkoumavd obraz za pomoci takzvaného strukturniho
elementu, coz je bodova mnozina S ptfeddefinovanym tvarem. Ta je postupné

umisténa na vSechny pixely v obraze a je vzdy porovnavan se sousedicimi pixely.

12



Nekteré morfologické operace zkoumaji, zda pixel odpovida nebo neodpovida

lokalnim tvartim v obraze. Jiné¢ pravy opak.

Pfi problémech s nespojitymi objekty v obraze, po provedeni hranové detekce a

binarizace obrazu, je nasnadé¢ vyuziti dilatace. Dilatace je dana vzorcem:

X®B={deE?:d=x+bxeX,beB}
xeB=JX, !
beB

zde na mnozinu pixeld X, tedy obraz, aplikujeme strukturni element B. Prvky
Z obrazové mnoziny oznacujeme jako X a prvky ze strukturniho elementu b a po

aplikaci strukturniho elementu dostavame zménénou hodnotu d.

Nejdiive je obraz vertikaln€ i horizontalné rozsifen z kazdé¢ strany kvili Siice
strukturniho elementu. Nasledné je obraz prochazen a pro okoli kontrolovaného
pixelu je proveden logicky soucin se strukturnim elementem, a je-1i alespon jedna

hodnota rovna 1, pak je i pixelu pfifazena hodnota 1.
2.6 Segmentace

Na ptedzpracovaném obrazu je nasledné mozné najit spojité oblasti pixeld
s celkem velkou pravdépodobnosti, Ze pixely v jedné oblasti budou nalezet prave
jednomu objektu. Obraz je tedy mozno cely projit a spojité oblasti si oznacit Cislici
od 1 do n, kde n je celkovy pocet nalezenych objektt v obraze.

Pti druhém prichodu obrazem jsou ziskdvany obdélnikové vyseCe definovany
soufadnici levého rohu, vySkou a Sitkou. Po zobrazeni pouze této vysece je mozné

dostat obraz, ktery zobrazuje pouze jeden objekt a na kterém bude mozno nasledné

Spustit algoritmus rozpoznavani.
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3 Rozpoznavani strojovym uc¢enim

Schopnost ¢tenaie této bakalaiské prace text Cist, a nasledné mu i porozumét, je
ve skutecnosti schopnosti jeho mozku a nervové soustavy jako celku. Myslenka, ze by
bylo mozné tomuto naucit i pocita¢, pfiméla lid k vymysleni postupi a algoritmui, jak

toho dosahnout.

Jako formalni definici strojového uceni lze vyuzit definici Toma Mitchella:
,Pocita¢ se uci ze zkusSenosti E, kterou ziskal pti feseni problému T s ptesnosti P, pokud
se presnost P s touto zkuSenosti zlepSuje.« [11]. Pokud tuto definici aplikujeme na realny
priklad t¥idéni ptichozich emaili do spamu, pak T je pravé klasifikace emailu jako spamu.
Pismeno E zde substituuje zkusenost zafazeni emailu jako spam a P tik4, zda byl email
zatazen spravng, ¢i nikoliv. Takze pocita¢ se bude ucit, paklize prvné zatadil email jako

spam, a ve skutecnosti se o spam nejednalo, a ptisté uz tak neucini.

Ucici algoritmy lze roziadit do dvou subkategorii — a to jako algoritmy uceni
sucitelem a algoritmy uceni bez uclitele. Uceni sucitelem je pravdépodobné
nejpouzivanéjsi typ strojového uceni. Algoritmu uceni s ucitelem jsou piedany vzorky
dat a k t¢émto vzorkum jejich spravné vysledky. Algoritmus na zakladé téchto dat odvodi
pravidla pro urceni vysledné hodnoty dals$iho ptichoziho vzorku. Tento postup lze pouzit
naptiklad v medicin¢. Pokud ma algoritmus tudaje o velikosti nadoru a o tom, zdali byl
tumor zhoubny nebo nezhoubny, je tento algoritmus schopen s uréitou mirou
pravdépodobnosti na dalSich piichozich snimcich tumord urcit, jedna-li se o tumor

zhoubny a naopak.

V kontrastu s timto postupem existuji algoritmy uceni bez ucitele. Pii tomto
postupu jsou algoritmu poskytnuty pouze vzorky, na jejichz zakladé je pak algoritmus
schopen klasifikovat vzorky na zdkladé podobnosti. Jako piiklad si lze ptedstavit
obrovsky agregacéni portal novinek, ktery bude prochazet kazdy ¢lanek a na zaklad¢€ jeho

obsahu fici, do které patii kategorie (sport, politika, informacni technologie atd.). [4]

V této bakalarské praci bude vyuzit ke strojovému u€eni algoritmus neuronovych
siti inspirovan fungovanim mozku. Motivaci mize byt vyzkum na zvifecim mozku. Ten
zjistil, ze pokud pfesmérujeme vjemy z oka do oblasti, kam za normalnich okolnosti
prichazi vjemy z usi, tato oblast se dokdze naucdit reagovat na tyto vjemy, tedy vidét. Coz
je velice pozoruhodné zjisténi, z kterého lze odvodit mozny postup pro feSeni obtiznych

uloh vyZzadujicich pfemysleni. Misto implementace obtiznych algoritml je mozné

14



naimplementovat algoritmus jeden. Algoritmus, ktery je schopen data uchovavat a ucit se
z nich. Algoritmus, kterému poskytneme trénovaci mnozinu dat, jiz si Ize pfedstavit jako

dostate¢n¢ velkou mnozinu dat obsahujici relevantni data pro nauceni neuronoveé sité.

To znamena, Ze v ni bude v dostate¢ném mnozstvi zastoupen kazdy z objekta,
které chceme pocita¢ naucit rozpoznavat. Ten pak bude schopen z takovéhoto vzorku
odvodit pravidla. Pravidla budou nésledné pouzita na dalSich vzorcich k odvozovani, 0
ktery objekt se jedna. Cim vice bude poéitadi poskytnuto vzorki k naudeni tdchto

pravidel, tim vétsi presnosti bude nasledné tento algoritmus dosahovat. [4]

Neuronova sit’ se skladd z nékolika prvkl. Témi jsou model perceptron, ktery
simuluje chovani neuronu a vaha jeho spojeni s perceptronem na nasledujici vrstvé —

nazyvana prosté vaha spojeni. Efektivita zvolenych vah je udavéana tc¢elovou funkci.
3.1 Uegelova funkce

Nejprve je potieba definovat tcelovou funkcei, coz je konvexni funkce, kterd ma
za ukol shrnout efektivitu zvolenych vah spojeni na zéklad¢ porovnani aktudlniho
vysledku s vysledkem oc¢ekdvanym. Oznacme tcelovou funkei J. V podstaté, pokud
trénovaci algoritmus odvedl dobrou préci a sit’ ma zapamatované adekvatni hodnoty
biast a vah spojeni. Hodnota ucelové funkce / = 0 a analogicky, pokud jsou vahy a
hodnoty biasti zvoleny nespravné, hodnota funkce J bude vysoka. Cilem neuronové
sit¢ pfi procesu uceni je tedy postupnymi kroky hodnotu této funkce minimalizovat,
a to za pomoci algoritmu zvaného gradient descent. Spravné zvoleni piedpisu tcelové

funkce je stézejni pro cely proces nasledného uceni.

Ve spolecnosti tcelové funkce je tieba jesté definovat funkci hypotézy neboli
aktivacni funkce, ktera na zakladé vah spojeni fik4, jaka je aktualni vystupni hodnota.
Nejjednodussi funkci hypotézy je hg(x) = Ox, kde @ je vektor vah spojeni obohaceny
o vahu biasu a X je vektor hodnot obohaceny o 1. Takovyto predpis je nicméné jiz
méné vhodny pro ulohy feSené pomoci neuronovych siti, té bude vénovéana nasledujici

cast této kapitoly.
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Jednim z nejjednodussSich, le¢ U¢innych tvarti ucelové funkce, muize byt
takzvané pocitdni primérné kvadratické chyby dle predpisu Jg = ﬁzx(hg (x) —
y)2, ve které s¢itame rozdil mezi aktuélni chybou hypotézy a spravnym vysledkem a

tento subvysledek nasledné délime hodnotou dvakrat pocet prvki.

Obrazek: 3 Ucelova funkce (leva &ast — funkce hypotézy pro 0, pravéa &ast — uéelova funkce)

Pro lepsi predstavu jsou na Obrazek: 3 vidét vlevo funkce hypotézy, kde jsou
vstupni prvky x (0, 1, 2, 3) zavislé pouze na jednom parametru 6, ktery nabird hodnot
zleva2,1.5,1,0.5, 0.Jak je z obrazku mozno vidét nejptesnéjsi hypotézou je funkce
s hodnotou 6 = 1. Pro tyto hodnoty 6 je nasledné vypocitana tcelova funkce J, jejiz
graf je vidét na obrazku vpravo. Potadi zvyraznénych bodt odpovida potradi hodnot
0. Jak je z ucelové funkce ziejmé, pokud je parametr nastaven spravné, hodnota
ucelové funkce dosahuje hodnoty blizké nule. Tato idealni hodnota se da ziskat

pomoci algoritmu zvaného gradient descent.

3.2 Gradient descent

Tento algoritmus slouzi k postupnému zmenSovani hodnoty ucelové funkce.
Jestlize mame danou funkci J, ktera je zavisld na parametrech 6, ...6,. To, co
algoritmus déla, je, Ze po malych ¢astech méni hodnoty téchto parametrt tak, ze
velikost Gcelové funkce na nich zavislé konverguje k nule. Poté, co bude dosazeno
takovéhoto vysledku, je mozné vzit sadu vstupnich dat a na zakladé piedpisu funkce

hypotézy predpoveédét, kam vstupni data zatadit.
Jednim z moZnych pftistupi pro ziskani minima je zajisté vypocet derivaci
k ziskani bodt, ve kterych J dosahuje svého minima. To muze byt jednoduché

Vv ptipadech, jako je vyse zakresleny graf Obrazek: 3, kde je funkce J, zavisla pouze
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na jednom parametru. AvSak v ptipadech, kdy je ucelova funkce zavisla na vicero
parametrech 6, je vypocet pomoci tohoto kalkulu znacné obtizné. Nabizi se otazka,

jaky jiny zptsob tedy pouzit.

Pokud je pocate¢ni hodnota parametru 8 rovna 0, bude, jak je mozno vidét na
obrazku Obrazek: 3, hodnota u¢elové funkce vysoka. Pfedstavme si nyni, ze do tohoto

bodu umistime kuli¢ku. Ta dle zakoni fyziky zvoli smér k minimu funkce.

Obrazek: 4 Gradient descent

To, co kulicka v kazdou chvili opravdu déla, je, Ze se posune o maly kousek A6,
ve sméru 0. Kalkulus nam tikd, Ze zména ucelové funkce je rovna AJg = Z—é * AG. Jak
je z tohoto vypoctu ziejmé: zména hodnoty ucelové funkce je kromé zmény hodnoty
parametru 8 zavisla jesté na hodnoté g—é, kterou definujeme jako vektor gradientu a
znaCime VJ. S touto znalosti 1ze vzorec piepsat na zapis AJy = V] * AG.

Z tohoto vzorce je nasledné mozno odvodit, jak zvolit A8 tak, aby bylo dosazeno
negativniho AJy neboli zmenSeni Gcelové funkce. Pokud totiz zvolime AO = —nV],
kde 71 je zvany parametr uéeni, pak zminény vzorec AJg = V] * Af zaruduje, Zze po
dosazeni bude AJy negativni. Tedy pokud se bude hodnota A@ ménit vzdy o —nV],

bude J klesat. Ztohoto kalkulu je tedy mozné odvodit pravidlo pro aktualizaci
parametru 8 : 6 — 08’ =6 —nVjJ.

Pro shrnuti gradient descent funguje tak, Ze spocita gradient VJ a pomysinou
kulicku posune v opaéném sméru. Prib&h zmény hodnoty Gcelové funkce pii pouziti

algoritmu Gradient descent je mozné vidét na obrazku [4].
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Pokud jednotlivé konkrétni hodnoty A6 a V] nahradime vektory A6 =
(A0, .00 ,)Ta V] = (;T],...,;T]), neboli misto jednoho parametru 6, bude
1 m

ucelova funkce zavisla na vicero parametrech, bude vSe fungovat naprosto stejné.
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Obrazek: 5 Gradient descent — pribéh[4]

3.3 Klasifikace

Problém rozpoznavani ¢islic Ize obecné uchopit jako problém typu: je sada
vstupnich hodnot obrazku podobna se vstupem obrazku, na kterém se nachazela
konkrétni Cislice? Tuto podobnost matematicky procentualné vyjadiuje pravé vyse
zminénad funkce hypotézy. Jeji defini¢ni obor se vSak v klasifika¢nich problémech
omezuje na hodnoty od 0 do 1 a jejim prahovanim s ¢islici 0,5 ziskdme diskrétni
hodnoty znamenajici, zdali se ptedlozeny vzorek shoduje nebo neshoduje
s vysledkem. Klasifika¢ni algoritmus je Casto také nazyvany algoritmem logistické

regrese. [4]

Vyse zminéné prahovani definuje matematicka funkce pro vypocet rozhodovaci
hranice. Tu si Ize na jednoduchém ptipadé piedstavit jako linearni funkci, pro kterou
plati, Ze vSechny hodnoty nachazejici se nad touto hranici jsou klasifikovany jako
spiSe podobné mnozin¢ vstupnich hodnot. Tedy jsou klasifikovany jako objekty

stejného typu. A oznaceny diskrétni hodnotou 1.[4]
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3.4 Ugici algoritmus klasifikace

Logistickd regrese je v soucasnosti jednim z nejpouzivangjSich ucicich
algoritma. [4] O to se zapfi¢inuje mimo jiné i hojné vyuziti tohoto uciciho modelu
vV neuronovych sitich, coz je algoritmus, kterému se tato prace bude podrobné&ji
vénovat dale. Zatimco vystupem piedpovédi u prvné zminé€né ucelové funkce bylo
libovolné Cislo na spojitém oboru hodnot, u logistické regrese je vysledkem prave
hodnota 1 nebo 0. To je totiz opisny tvar pro skute¢ny vyznam téchto dvou ¢islic, a
to: 1 pro nalezi do klasifikované tfidy nebo O pro nenalezi. Naptiklad ma pacient

tumor zhoubny, nebo nezhoubny? Je pfichozi email spam, nebo neni?

Vystupem logistické regrese je hodnota 0 nebo 1, nicméné skute¢nym vystupem
fyzického neuronu v neuronové siti je hodnota na spojité skale od 0 do 1. Tato
hodnota je nasledn¢ prahovana a prahovanim ziskavame diskrétni hodnoty. Je tedy
zapotiebi zavést formu funkce hypotézy, ktera bude mit defini¢ni obor ve zminéném
rozpéti, nebot” funkce pouzivana u linearni regrese dosahuje hodnot i daleko vétsich,
nez je pozadovana horni hranice, i daleko mens$ich nez spodni hranice. Z ptredchoziho
piedpisu je vSak mozno vychazet a jeji hodnoty pouze normalizovat na hodnoty
Vv definicnim oboru. Toho je dosazeno pomoci takzvané sigmoid funkce neboli
logistické funkce. Kterou definujeme jako g(z), ve které z substituuje ptavodni

piedpis funkce a funkce g ma tvar:

1
1+e~ %

9(2) =

Tu je mozné interpretovat jako pravdépodobnost, ze vystupni hodnota bude

rovna 1, tedy:

ho(x) = g(2) =p(y = 1|x;0),

neboli pravdépodobnost, ze pii vstupni hodnoté X nabude hodnoty 1, ptiCemz

pravdépodobnost je parametrizovana parametrem nebo parametry 6.[8]

Jesté zbyva definovat ucelovou funkci. Problémem je vSak nelinearita pouzité

sigmoid funkce. Prvné definovanou ucelovou funkci
1
Jo = =2x(he(x) = y)*,
milZeme piepsat na tvar:
%Z}’;l cost(hg(x),y),
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kde v tomto piipadé je
cost(hg(x),y) = 3 (he(x) = »)*.

Pii dosazeni sigmoid funkce do ucelové dostaneme nekonvexni funkci. To
ztézuje cely problém hledani globalniho minima jakozto idedlni hodnoty natrénované
sité. Proto je potieba definovat funkci jinou, ktera bude spliovat piedpoklad
konvexnosti. cost(hg(x),y) je tedy nutné nahradit jinou, ktera ve spojeni se sigmoid

funkci bude konvexni. [8] Tuto podminku spliuje logaritmicka funkce:

—log(hg(x)) proy =1

cost(hg(x),y) = {— log(1 — he(x)) proy =0’

Pro levy graf na Obrazek: 6, tedy pokud y = 1 plati, Ze pokud se hodnota funkce
hypotézy ptiblizuje 1, cost funkce je rovna 0, a analogicky naopak. Pokud je funkce
hypotézy rovna 0, pak hodnota cost funkce se blizi nekone¢nu. Tedy pokud vysledek
hypotézy neboli predikce tika, ze vystupem ma byt hodnota 0, ale ve skute¢nosti je
spravnym vystupem hodnota 1, je nutné ucici algoritmus penalizovat (upravit).

Analogicky stejna pravidla aplikujeme na piipad, kdy y = 0. [4]

y=0

L L L L L L L L T T L L L L L L L L
o 01 02 03 04 05 06 07 08 08 1 0 01 02 03 04 05 0B 07 08 09 1
hix)

Obrazek: 6 Logaritmicka funkce pro y=0 a y=1,

Tuto formu podminéného dvoutadkového zapisu tcelové funkce lze zapsat jako:

Cost(h,, y) = -y *log(h, (x))- (- y)*loglL-h, (x)).

Toto 1ze u€init diky tomu, ze pokud y bude nabyvat hodnoty 0, pak prvni ¢len

rovnice, tedy:
- y*log(h, (x)),
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bude roven 0, a pokud y = 1, pak:

(1-y)*logl1-h,(x))

je roven 0. Tato cost funkce vychazi z metody maximalni vérohodnosti, ktera
oznacuje jednu z centralnich metod matematické statistiky. Z této Cost funkce vychazi

ucelova funkce pouzivana v logistické regresy. Definujeme ji tedy jako:

Jo = _%[Z?Q yOloghg(x) + (1 - yD)log(1 — he(x%))].

Z této ucelové funkce lze stejné jako z prvné definované uréit pravidlo, na jehoz
zaklad¢é budou ménény hodnoty parametrii 0 tak, Ze celkova hodnota ucelové funkce
bude klesat, az dojde k minimalizovani hodnoty téelové funkce k hodnoté blizké 0.

Toto pravidlo jde stejné jako v ptipad¢ linearni regrese definovat jako opakovani
. ] (. a _1 ;
krokii: 6; = 6; — “a?,.](e)’ ve kterém je kalkulus pro a—gj](@) = ;Zﬁl(hg (x‘) —

yi) = xk.
3.5 Regularizace parametrt

Téma regularizace parametrii, a tedy celé¢ ucelové funkce, je tzce spjaté
S problémem pteuceni. Pfeuceni se v ucicim algoritmu mtize objevit, paklize naSe
funkce hypotézy hg je prili§ pfizpiisobena trénovaci mnoziné dat. U¢ici algoritmus
nasledné¢ neni schopny generalizace problému a selhdva v rozpoznavani dalSich
prikladii, které nejsou soucasti trénovaci mnoziny. Na obrazku je problém ptreuceni
znazornén vpravo, vlevo je znazornén jev opacny, kdy funkce hypotézy nedostatecné
pfesné odpovida skutecnosti, a Vv disledku toho pak dochdzi k velké chybovosti.

Idedlni funkce hypotézy je zndzornéna uprostied.

Price
Price

N

Size Size Size
— 0y + 0z =0y + 0,z + 0222 > 0y + 0,2 + 222 + O32° + 042"

Obrazek: 7 Regularizace parametri [4]
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Ukolem regularizace je udrzet parametry, na kterych je funkce hypotézy zavisla,
co nejmensi pomoci penalizace. K ucelové funkci je tedy nutné ptidat ¢ast rovnice,

ktera se postara o udrzeni parametr dostate¢né malych:
1 . . . . 2
o= —-[Z1yPloghg(x') + (1 - y©)log(1 —he(x )] + ;- 67,

kde L je pocet vrstev, S poet neuront vrstvy a A je regularizaéni parametr, ktery
vyvazuje pomer mezi udrzenim malych hodnot parametri a dostate¢ného

ptizpasobeni ucelové funkce trénovaci mnozing.

Timto dojde k vyhlazeni grafu funkce, a algoritmus ptedpovidani je pak schopen

problém zobecnit a dosahovat lepsich vysledkd.
3.6 Problém slozité rozhodovaci hranice

Ztidka kdy bude rozhodovaci hranice mit jednoduchy linearni charakter. Paklize
nema, je zapotiebi do funkce hypotézy zavést slozitéjsi nelinearni sledované znaky.
Reknéme, Ze chceme predikovat vysledek, ktery je zavisly na 2 neznamych X1 a X2, a

k dostani je historie vysledkd:

X
><x
X X
X

x XX

Obrazek: 8 Historie vysledki, u kterych neni linearni rozhodovaci
hranice.

Pokud aplikujeme logistickou regresi s velkym mnozZstvim polynomi
skladajicich se z kombinaci téchto proménnych g(6, + 6,x; + 0,x, + O3x,x, +
0,x2x, + Osx3x, + O3x,x5 + -+ ), ziskdme rozhodovaci hranici, na jejimz zakladé
budeme moci ptesné odhadnout vysledek. Tato metoda mize fungovat, pokud mame

skutecné jen 2 proménné, na kterych vysledek zavisi. Pokud je téchto proménnych

22



100, pak (pokud se omezime na kvadraticky stupen) ziskavame zhruba 5 000
polynomd, a v ptipadé kubického stupné je polynomt okolo 170 000.

V ptipadé tlohy rozpoznavani ¢islic pocita¢ nedokaze vidét Cislice jako clovek,
je potfeba mu informaci o Obrazku néjakym zptisobem piedat. Definujme v tomto
vztahu pojem rys, ktery symbolizuje informaci. Pocitaci jsou tedy predany tyto rysy,
na jejichz zékladé se musi rozhodnout. Nejpfirozenéj$im rysem obrazové informace
je intenzita pixelit v ném obsazenych. Pokud tedy pocitaci pfedavame rysy obrazu o
velikosti 50 x 50 ve formé vektoru, piredame mu celkem 2 500 ryst obrazu, pokud se

omezime na obraz v Sedo tonu.

Pokud chceme ptedat obraz v RGB, pfedavame informaci o kazdém kanale,
takze 2 500*3. Pokud nasledné ztéchto rysii uspofaddme funkce hypotézy
S kvadratickymi polynomy, kombinaci téchto hodnot ziskdvame 3 miliony téchto
polinomt. Coz je pro pocita¢ velmi slozité spocitat. Je tedy zapotiebi vytesit, jak
uchopit problém se slozitou rozhodovaci hranici. K tomuto poslouzi algoritmus

neuronovych siti.
3.7 Neuronova sit’

Neuronova sit’ (dale jen NS) je abstraktni poc¢itacovy model lidského mozku.
Mozek ma piiblizné 10 neuronfi, coz jsou zakladni stavebni kameny mozku.
Neurony jsou spolu provazany zhruba 10%° vazbami (synapsemi). Na zakladé lidského
mozku byl navrhnut model NS, ktery se sklada také z neuronti a spojeni. Pokud je
takovato NS pak prevedena do grafu, neurony jsou reprezentovany jako vrcholy a

spojeni jsou jako hrany. [4]
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3.8 Neuron

Stejné tak jako je neuron zékladnim stavebnim kamenem lidského mozku, je
také hlavnim konstruktem NS v pocitacové oblasti. Na Obrazek: 9 je vlevo lidsky

neuron a vpravo simulovany neuron v neuronové siti.
Neuron v mozku

Tato burika je schopna nést, zpracovavat a pfimét organizmus reagovat na

Lyl flu) !

Obrazek: 9 Neuron a simulovany neuron [12]

podnéty. Jeden neuron se poté d€li na dendrity, které jsou dostfedivé a slouzi pro
piijem vzruchti do jadra neuronu. Dale jadro neuronu, kde je rozhodnuto, zda se na
vzruchy bude, ¢i nebude reagovat, a v neposledni fad¢ odstfedivy axon. Ten slouzi

pro spojeni s ostatnimi ¢astmi nervové soustavy. [5]
3.8.2
Simulovany neuron

Prvni umélé neurony zvané perceptrony vznikaly v 50-60. letech pod kiidly
védce Franka Rosenblatta, ktery byl inspirovan pany McCullochem a Pittsem.
Perceptron na Obrazek: 10 pfijima binarni data. Na tomto piikladu jsou neuronu

poskytnuta data x1-X3, z nichz produkuje jedinou vyslednou hodnotu.

Vysledna hodnota je vypoctena na zadkladé vah spojeni, které jsou oznacovany

. | -

malym pismenem W z anglického slova weight a oznacuji diilezitost daného spojeni.

Obrazek: 10 Perceptron
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Jak jiz bylo zminéno Vysledkem je jedina hodnota, ktera je dana vazenou sumarizaci
hodnot x, tedy . ; w;x;. Tato sumarizace je nasledné porovnana s prahovou hodnotou.
Paklize je mens$i nez hodnota prahu, je vysledek roven 1, a analogicky naopak

0 pokud Y ;w;x; < prah P , v .
., . Tento zapis je nicméné zdlouhavy a neptehledny, pro

1 pokud ¥ ; wjx; > prah
zjednodusSeni je mozné vyuzit vektory. Vektor w symbolizujici vahy spojeni a X
symbolizujici vstupni hodnoty, a vyslednad hodnota je pak skalarnim sou¢inem téchto
dvou vektori ¥ ; wix; = w.x. Dalsi zménou pro zjednoduSeni vypoctu je presunuti

prahu z pravé strany rovnice na stranu levou.

Timto pfesunem definujeme hodnotu zvanou bias, kterda ma hodnotu b =

—prah. Vypocetni vzorec vysledné vystupni hodnoty je tedy konecné zformulovan

Opokudw.x+b <0

1 pokud w.x +b > 0 Bias tedy v podstat¢ vyjadiuje hodnotu toho, jak snadné

jako {
je, aby kone¢ny vysledek byl roven 1 neboli biologicky piesnéji, aby perceptron

zareagoval.

V soucasnosti je model neuronu perceptron nahrazeny modelem sigmoid. Ten
se navenek jevi obdobné jako model perceptronu. Nicméné, jeho vnitini chovani je
lehce odlisné. Stejné jako u perceptronu je vstupni hodnotou vektor X, vyslednou
hodnotou vSak neni pravé 1 nebo 0, ale jakakoliv hodnota v rozmezi téchto hodnot
véetné jich samych. Z puvodniho piedpisu perceptronu je odvozen vzorec sigmoid
neuronu o(w.x + b), kde o je nazyvana jako sigmoid funkce. Pro tuto funkci je
typicky jeji S-ovity tvar. Definiénim oborem jsou bud” hodnoty od -1 do 1, nebo ¢astéji

(hlavné v kontextu neuronovych siti) od 0 do 1. Krajnim hodnotdm se tato funkce

[8].

1
1+e~Z

blizi limitné. Nejéastéji je pouzivan tento predpis o(z) =

Podobnost modelu sigmoidu a perceptronu je zna¢na. Pro piipady, kdy je
vysledkem funkce w.x + b velmi vysoké &islo, by vystupni hodnota perceptronu
nabyvala hodnoty 1, stejné tak je tomu u sigmoidu, nebot’ pii velkém w. x + b plati,
ze e7?=0aoc(z) = 1. Tedy pro dostatecné velké pozitivni w.x + b je vystupni
hodnota aproximovana k 1 a analogicky pro velké negativni ¢islo. Rozdil je tedy
pouze V hodnotach primérnych. Jak je vidét na nasledujicich funkcich modeli.
Obrazek: 11
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3.8.3

Nutnost vyhlazené sigmoid funkce bude vysvétlena v ndsledujicich kapitolach.

1

1

09 ost

08 osl

g o7t

06 osl

051 1 Eost

hTheta

Qi 04}

03 o3t

02 a2t

01f a1k

o
3

Obrazek: 11 Funkce perceptronu a sigmoidu

Model sité

Neuronova sit’ se Vv lidském téle sklada z jednotlivych neuronil, které spolu
kooperuji k dosazeni jednotného cile. Stejné tak je tomu i ve vypocetnim modelu
pocitacové neuronové sit¢. Tak jako jedna mozkovad buiika nemiize porozumét
niCemu, nemize byt ani perceptron, potazmo sigmoid, schopny sam zpracovavat

obtizngjsi ukony. Pro slozitéjsi ikony je nutné dohromady spojit vicero neuront.

Na Obrazek: 12 se nachazi jedna vstupni vrstva, jedna skryta vrstva a jedna
vrstva vystupni. Mezi nimi se nachdzi jedna vrstva, ktera nese oznaceni skryta. Kazdy
simulovany neuron na vstupni vrstvé ned¢la nic jiného, nez ze zvazi vystupni hodnoty
a ty nasledné preposild dalsi, v tomto piipad¢ skryté vrstvé. Na skryté vrstvé jiz
dochazi k rozhodovani na vyssi formé abstrakce, nebot’ vstupni hodnotou jiz neni

konkrétni hodnota pixelu, ale vysledek rozhodovani neuronu na vrstve prvni.

hs (x)

Layer L;

+1

Layer L, Layer L,

Obrazek: 12 Neuronova sit’ — vypocetni model
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Komplexnost a vyS$i mira abstrakce pak ptibyva s kazdou dalsi vrstvou.
Vystupem kazdého dil¢iho neuronu je jedna hodnota, coz se miize zdat v rozporu
s ptilozenym obrazkem. Nicméné vystupem je opravdu jedna hodnota, ktera je dale

rozeslana na vSechny neurony sousedni vrstvy.

Ukolem neuronové sité je vypoéitat hodnotu funkce H , a na zaklad¢ této

hodnoty rozhodnout, zda objekt, ktery je definovan vstupnimi hodnotami x; az xs,
zatadit jako vyhovujici nebo nevyhovujici. Tohoto je dosazeno pomoci takzvan¢ho
procesu uceni. Uceni znamena schopnost neuronové sité zapamatovat si konkrétni
vahy spojeni a hodnoty biasu a pfi chybovém rozhodnuti sité tyto hodnoty mirné
upravovat tak, aby se vysledek také o malo zménil a iteraci po malych zménach dosahl
spravnych hodnot a spravného rozpoznani objektu. Pokud tedy prvotni hodnotu vahy
upravime o malou zménu Aw, pak oc¢ekéavany vysledek je prvotni vysledek plus mala
hodnota Avysledek. Pokud se tomuto skutecné déje neuronova sit’ po malych kriiccich

méni hodnoty vah, az nakonec spravny vysledek najde.

Problém ale nastava v ptipad¢, ze mame v neuronove siti perceptrony. Ty maji
schopnost nabyvat hodnot pouze 0 nebo 1, tudiz 1 mala zména vahy mlize zapticinit
skokovy rozdil vysledné hodnoty. A tato mala zména pak kompletné¢ zméni chovani
celé sité. To je divod, pro¢ byly perceptrony nahrazeny sigmoidy, které jsou prakticky
vysledku. Nebot’ jak je mozné vidét na grafech funkci Obrazek: 11 aplikaci sigmoid
funkce o ziskame vyhlazenou verzi skokové funkce. A pravé tato vyhlazenost je
klicova pro to, Ze po malé zméné vah se vyslednd hodnota zméni také pouze o malo.
Vypocet ndm prozrazuje, ze zména vysledku mize byt aproximovana nasledovné:

dvysledek dvysledek
Ovfsledek ,  dvystedek

ow, G ~, Ab, kde w je zastupny symbol pro vektor

Avysledek = };
vah a b pro bias. [5,6,8]

To, jak celkové neuronova sit’ vypada na vstupni a vystupni vrstve, je ve vétSiné
piipadu ziejmé. U rozpoznavani konkrétnich objektl bude mit neuronova sit’ na
vstupu pocet neuronil shodnych s celkovym poctem pixelti v obraze. V obraze o
rozmérech 20 X 20 bude tedy 400 vstupnich neurontl. Na vystupni vrstvé je pak neuron
jeden. Jeho hodnota rozhodne o tom, zda objekt bude nebo nebude posouzen jako typ
objektu, s kterym byl pravé porovnavan. Co je jiz méné ziejmé, je pocet neurontl na

skryté vrstvé a také pocet skrytych vrstev samotnych. Pravidla toho, jak by méla

27



vypadat skryta vrstva a kolik skrytych vrstev by neuronova sit' méla obsahovat,
prakticky neexistuji. Byla popséna pouze heuristicka feSeni pro pozadovana chovani
neuronové sité.[4] Z jednoho heuristického feseni bude vychazet také neuronova sit’

sestrojena v této praci.

Ve spojitosti s vicevrstvou architekturou je nezbytné synchronizovat pouzité
nazvoslovi a indexaci. Pro aktiva¢ni funkei i-tého neuronu na j-té vrstvé bude vyuzit
zéastupny symbol agj ). Pro vektor vah spojeni z j-té vrstvy na vrstvu j+1 symbol 80,
Pokud tedy budeme uvazovat naptiklad neuronovou sit’, ktera bude mit na vstupu 1 ve
skryté vrstvé pravé 3 neurony a jeden vystupni, kalkulus pro vypocet aktivacnich

funkci na zaklad¢ hodnot ze vstupni vrstvy na prvni neuron skryté vrstvy fika:
2 1 1 1 1
a§ ) = g(@l(o)xo + 91(1)951 + 91(2)962 + 01(3)x3).

Tedy proneuron skryté vrstvy ziskavame hodnotu jeho aktiva¢ni funkce souctem
nasobkll vah spojeni vedoucich ze vstupni vrstvy K neuronu na vrstvé skryté
(61(;) 61(?). Stejny je nasledny postup pro zbylé neurony a vysledky aktivacnich
funkci budou poskytnuty jako vstupy pro vrstvu vystupni. Pro tuto vrstvuje pak

aplikovan vypocet:
3 2 2 2 2
hg(x) = ag ) = g(@l(o)ao + 91(1)a1 + 91(2)612 + 91(3)613).

Ten jako svou vstupni vrstvu pouziva vyse ziskané hodnoty aktivacnich funkci
neuronti na skryté vrstvé. Timto vypoctem jsme ziskali predikci neuronové sité.
Aplikovanému postupu se podle toho, co dé¢la, tika doptedna propagace. Vstupni
hodnoty jsou vzaty, na skryté vrstvé je jejich multiplikaci s jejich vahami ziskana
hodnota aktiva¢ni funkce kazdého neuronu, a tyto vysledné hodnoty vrstvy jsou

nasledné propagovany na vrstvu dalsi.

Pfi pouziti vektorizovaného feseni tohoto problému bude parametr aktivacni

funkce nahrazen symbolem z, tedy a{® = g(@l((l))x0 +0Wx, + 0D x, + Hl(;)x3) je

ekvivalentni se zapisem agz) = g(zl(z)) a analogicky pro ostatni neurony. Tyto

parametry aktivacnich funkci Ize nasledné zapsat jako vektor. Pro druhou vrstvu tedy
2@

plati z? = Zgz) . Vektorizované lze tedy vypocet aktivacnich funkci na skryté
22
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3.84

vrstvé zapsat jako z® = §Wx aa® = g(z®). Na vystupni vrstvé pak dostavame
vztah z® = 0@x a hy(x) = a® = g(z®). Pokud se nyni omezime pouze na
zavislost vystupni vrstvy na vrstve skryté, jde o klasickou linearni regresi definovanou
a predstavenou V kapitolach 3.1 a 3.2. Co je ale nové, a co je pravé diitvodem toho, ze
algoritmy neuronovych siti jsou schopny fesit problémy slozité nelinearni
rozhodovaci hranice, je to, ze hodnoty, které pro vystupni vrstvu slouzi jako vstupni,
jsou dény aktivacni funkci neuronu na skryté vrstvé, a tato aktivacni funkce je

parametrizovana naucenou hodnotou vahy spojeni se vstupni vrstvou.

V této praci bude vyuzita architektura sit¢ zaloZzena na neuronové siti
predstavené védcem Anrew Ng, kterou piedstavil na portale Coursera.org [4]. Sklada
se ze 400 vstupnich neurond, coz odpovida obrazkiim s Cislicemi o rozmérech 20 X
20 a bude reprezentovana 400prvkovym vektorem X. Na vrstvé vystupni je neuront
10. 1 neuron pro kazdou z ¢islic 10 soustavy. Kazdy neuron na vystupni vrstvé bude
dosahovat pravé hodnoty 1, pokud je objekt klasifikovan jako objekt, ktery je v siti
zastoupen neuronem, nebo hodnoty 0, pokud tak objekt klasifikovan neni.
Reprezentovan bude 10prvkovym vektorem y. Na skryté vrstvé bude umisténo 25

neuronu.
Vice tiridni klasifikace

Architekturu a nasledny vypocet zminény vyse v této praci je mozné pouZit jen
za predpokladu, ze konecny vysledek bude pouze: ano, patti do tfidy nebo ne, do tfidy

nepatfi.

Obrazek: 13 Algoritmus jeden proti viem
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To ale neodpovidé zadani neuronové sité rozpoznavajici ¢isla od 0 do 9, nebot’
pocet moznych vysledki je pravé 10, a to y=0, y=1, ..., y=9. Pro ptfevedeni tohoto
problému na problém binérni, tedy ndlezi nebo nendlezi do tfidy, je mozné vyuzit
algoritmu jeden proti vS§em. Ten je v grafu znazornén na Obrazek: 13, ktery zachycuje

rozdéleni grafu se 3 skupinami do 3 riznych graft.

Na kazdém z téchto grafi je aplikovan jeden proti vSem pftistup, tedy na pravém
hornim obrazku je za vyslednou hodnotu oznacena skupina 1 a ostatni skupiny jsou
oznaCeny jako chybné. Z tohoto predpokladu je nasledné mozné vychéazet a urcit
rozhodovaci hranici (znazornéna Cervenou barvou). Analogicky je postupovano
S ostatnimi skupinami. Vysledek je v matematickém vyjadifeni moZno zachytit
vysledkovym vektorem. Pro piipad 10 Cislic definujeme 10 vysledkovych vektora
nasledujicim zptisobem: pro vysledek, ktery bude odpovidat hodnoté 5, definuje
vektor (0,0,0,0,0, 1,0, 0, 0, 0). Celkovou vysledkovou matici definujeme:

Y, 100 0
01 0
v =| Y7 | tedy v =
Y 000 1

Na vystupni vrstvé neuronové sit¢ bude tedy 10 vystupnich neuronti, z nichz pro

kazda vstupni data bude pravé jeden dosahovat hodnotu 1 a ostatni 0.
3.9 Ugelova funkce neuronové sité

Stejné¢ jako tomu bylo U jiz zminénych ucicich algoritmii 1 algoritmus
neuronovych siti k u€eni potfebuje formulaci vyjadieni stavu svého momentalniho
nauceni, a 1 zde je tato formulace zastoupena ucelovou funkci. Matematicky model

vychazi z ptedpisu funkce logistické regrese. Tedy z matematické formule Jg =

—— [, yDloghg(x!) + (1 — y®) log(1 — he(x'))]. Je nutné si uvedomit, ze
neuronova sit’ pro rozpoznavani ¢isel bude fesit problém typu jeden proti vSem. Tedy,
7e po&et moznych vysledki neuronové sité bude pro jeden piiklad pravé 10. Ugelovou
funkci budeme pocitat pro vSech 10 vysledkt a jejich vysledky secte. Matematicka

formulace tedy zni:

Jo = =7 | Ty ZK y D loghy(x), + (1 - ¥(”) log(1 — ke (x'))i] +
Lyt wi(e?),
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kde Kje pravé onéch 10 moznych vysledkd. Druhym scitanym polynomem je

regularizacni parametr.

Algoritmus uceni je dle jeho definice na zakladé zkuSenosti, kterou je v ptipadé
rozpoznavani Cislic poskytnutd sada trénovacich c¢isel, schopen zméfit svoji
vykonnost na zakladé spocteni ucelové funkce a z tohoto métitka pak vyvozovat
zménu svych parametra tak, aby dochazelo ke zlepSovani vysledk, tedy minimalizaci
ucelové funkce. Onu minimalizaci V pfedchozich ptipadech strojového uceni
zastupoval algoritmus gradient descent. Nebude tomu jinak ani u neuronovych siti.

Tedy hlavni mySlenka zlstava stejna, pouze ptibyvaji vrstvy neuronové sité. Pro

shrnuti: potiebujeme ménit hodnoty vazeb 6 na zakladé vypoctu # J(6).
ij

Postup pro ziskani téchto hodnot je nicméné lehce odlisny. Nejprve je tieba
doptednou propagaci vypocitat uUcelovou funkci a na =zakladé této hodnoty
distribuovat chybu § do vSech neurond j na vrstvach |. Tato dil¢i chyba je oznatovana

@ _

jako 5]-(1). Pro vystupni chybu na vystupni vrstvé definujeme vztah 61.(1‘) =q; Vi

kde L je celkovy pocet vrstev v neuronové siti a a]@ je (hg (x))j, tedy funkce
hypotézy na vystupl vrstve.

Pokud tento vypocet uvazujeme ve vektorové matematice, pak lze vypocet
piepsat jako §) = a® — y. Hodnotu 6§ @nasledné propagujeme zpét do hlubsich
vrstev, tedy smérem ke vstupni vrstvé, za pomoci vzorce §® = (9(1))T6(l+1).*
g'(z(l)), pokud I uvazujeme jako proménnou s hodnotou rovnou pofadi feSené vrstvy.
Vyraz g'(z®) zde zastupuje derivaci sigmoid funkce vstupnich hodnot I-té vrstvy.
Tuto derivaci lze vyjadfit jako a®.* (1 — a(l)), tedy Hadmardtv souéin vektoru
aktiva¢nich funkci s vektorem 1 — vektor aktivaénich funkeci vrstvy |. Chybu &
nepocitdme pro prvni vstupni vrstvu, nebot’ pro ni nema smysl.

S vypoctenou hodnotou § miZzeme pfistoupit k vypoctu parcidlni darivace

tcelové funkce podle Hi(jl) na zakladé vzorce #: a]@(ﬁl”l. Ve spojitosti
ij

S vypoctem S agregovanim hodnoty parcialni derivace pfi uceni neuronové sit€ na m

vzorcich zavadime proménnou A. Coz je matice o rozmérech stejnych jako matice vah

spojeni. Do ni pted spusténim algoritmu ulozime hodnotu 0 a s kazdym prichodem
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5}

)
a9, )

aktualizujeme hodnotu A o hodnotu neboli A= A + a{”5*1. Pokud

budeme Ag-) uvazovat jako prvek matice agregovanych chyb na vrstvé 1, pak cela tato
. T
matice ma zastupny znak A®) a vypocet Ize prepsat jako AV= A® + §U+D(gW)",

Po zpracovani posledniho vzorku miizeme piekrocit k vypoctu hodnoty Di(}). Ta je

rovna { 2 "
Di(]l-) ::%A§§)+7\9i(}) pro j=0

=%A8-) pro j*#0 , B .
, tedy spodnimu vyrazu pro vSechny neurony vrstvy,

kromé neuronu biasu. Tato hodnota je nasledné pouzita v algoritmu gradient descent

piipadné v jiném, obdobném optimaliza¢nim algoritmu. [4] [6] [7]
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4 Implementace

4.1 Matlab

Pro implementaci feseni problému rozpoznavani ¢islic byl vybran programovaci
jazyk Matlab. Hlavnimi diivody pro tento programovaci jazyk jsou jednoduché prace
S maticemi a maticovymi pocty. Dale pak snadné a rychlé¢ prototypovani, a
V neposledni fadé€ intuitivnost jazyka jako takového a celého ekosystému (IDE,

piikazova fadka, ladici moznosti, tutorialy, dokumentace.
4.2 Testovani resSeni

Pii implementaci algoritmu neuronovych siti bylo potfeba vyiesit nékolik
problémi. Prvni v fad¢é byl kde sehnat trénovaci/testovaci data. To nakonec bylo
vyteseno diky portalu Coursera.org [4]. Pro natrénovani neuronové sité a nasledné
testovani nabizi 5 000 piikladovych obrazkl ve form¢ matice o rozméru 20 X 20,
normalizovanych na tvar 1*400 s hodnotami na Skale od -1 do 1. K témto hodnotam
je poskytnuta i vysledna cislice, kterou by spravné naucena neuronova sit’ méla
predikovat. Vizualizovana data je mozné vidét na: 0Obrazek: 14. Tato matice dat je
nahrana pomoci kli¢ového slova load, kterému je jako parametr pfedana cesta k

souboru:

load('data.mat"');
% Nahodny vyber 100 obrazku
sel = randperm(size(X, 1));
sel = se1(1:100);
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zobrazenibpat(X(sel, :));
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Obrazek: 14 Vizualizace trénovacich dat

Dale je potteba definovat tvar neuronové sit¢:

input_layer_size = 400; % 20x20 vstupnich pixelu obrazku
hidden_layer_size = 25; % 25 neuronu na skryte vrstve

num_labels = 10; % 10 moznosti vystupu (10 cisel).

A nasledné jsou data ptedlozena uc¢icimu algoritmu:

[nn_params, cost] = fmincg(@(p)costFunkce(p,input_layer_size,
hidden_layer_size,num_labels, X, y, lambda),initial_nn_params, options);

ten na zakladé principii popsanych v této praci aktualizuje hodnoty vah spojeni, které

jsou zprvu nainicializovany ndhodné:

initial_Thetal = inicializacevah(input_layer_size, hidden_layer_size);
initial_Theta2 = inicializacevah(hidden_layer_size, num_labels);

vystupem kazdé iterace trénovani sit¢ je hodnota ucelové funkce, kterd se postupné

zmensSuje.
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Iteration 1 | Cost: 3.312223e+000
Iteration 2 | Cost: 3.248407e+000

Iteration 1499 | Cost: 3.058311e-001
Iteration 1500 | Cost: 3.058243e-001

Jakmile je neuronova sit' naucena, je schopna zacit Cislice rozpoznavat.
Rozpoznavani ¢islic probiha tak, Ze neuronové siti je predlozena sada vstupnich dat.
A ta na jejich zaklad¢ vyprodukuje sadu vystupnich, z nichz kazda tato hodnota udava
pravdépodobnost, ze Cislice patii do dané skupiny. Tedy vektor o 10 prvcich,
naptiklad (0.0004, 0.0092, 0.0000, 0.0040, 0.0006, 0.9979, 0.0000, 0.0006, 0,0032,
0.0007), tika ze vysledna ¢islice s 99,79 procent odpovida skupiné Sestek a na druhou
stranu z 0 procent odpovida trojkam, ¢i sedmickam. Z tohoto vektoru je nasledné
mozné pomoci maxima urcit, které skupiné je Cislice nejvice podobna. S touto

znalosti je tedy mozné piikroCit k samotnému testovani na datech od Coursery:

Obrazek: 15 Spravna predikce neuronové
sité: 0

Obrazek: 16 Spravna predikce
neuronové sité: 7
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Obrazek: 17 Spravna predikce
neuronove sité: 5

Nechame-li trénovacimu algoritmu na natrénovani 1 500 iteracim, dosahuje
takto naucend neuronova sit’ na normalizovanych datech uspésnosti blizké 100 %. Pti
testovani na 50 vzorcich dochazi k maximalni chybovosti 1 vzorku. Doba potiebna
pro dob&hnuti 1 500 iteraci je 1 minuta a 58 vtefin. Pokud algoritmu omezime pocet
iteraci na 1/3, tedy na 500, pak se uspésnost sit€¢ pohybuje okolo 98 % a doba potiebna
pro natrénovani je 44 vtefin. Pii 50 iteracich je pravdépodobnost tispéchu pii testovani

stejna jako u 500 iteraci.

Nejvice problémovymi ¢islicemi jsou Spatn€ napsané 2 a 7. Problém muze také

nastat u nedotazené cislice 0, kterou neuronova sit’ odhaduje jako 6.

Druhou vyzvou, kterd se poji Stimto tématem je predzpracovani obrazku
s ¢islicemi do formatu, kterému je neuronova sit’ schopna porozumét. Tedy nejdiive
proces segmentace, ktery obraz rozdé€li na obrazy diléi, z nichz kazdy bude obsahovat
prave jednu Cislici. A nasledné takto ziskana data normalizovat na tvar a §kalu hodnot,

ktera je co mozna nejpodobnéjsi datlim, na kterych byla neuronova sit’ naucena.
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Algoritmu je poskytnut obrazek s naskenovanymi ¢islicemi Obrazek: 18.

Z
’ 7

Obrazek: 18 Scan ¢islic pro testovani sité
Z tohoto obrazu jsou za pomoci sady transformaci:

I = imread('lot.png');

imshow(I);

G = grayscale(I);
imshow(G);

G = medfilt2(G);
T = otsu(G);

G = hranice(G);

G= prahovani(G,T);

G=imfi11(G, 'holes');
strel=[1,1,1,1,1;1,1,1,1,1;1,1,1,1,1;1,1,1,1,1;1,1,1,1,1];
G= pridani(G,strel);

[G sum] = spojovani(G,[1,1,1;1,1,1;1,1,1]);
stats = regionprops(G, 'BoundingBox');
rectangles = zeros(10,4);
for i=1l:size(stats,1l)
rectangles(i,:) = stats(i).BoundingBox;
end
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ziskany obrazky Ccislic, které jsou nasledné predlozeny neuronové siti pro rozpoznani.

Vysledek je viditelny na obrazcich

Obrazek: 19 Predzpracovana ¢islice 1,
$patné rozpoznana jako 7

Obrazek: 20 Predzpracovana cislice 7,
$patné rozpoznana jako 2

Obrazek: 21 Predzpracovana Cislice 2,
spravné rozpoznana

Obrazek: 23 Predzpracovana Cislice 9,
$patné rozpoznana jako 7
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Obrazek: 25 Predzpracovana Cislice 3,
spravné rozpoznana 3

Obrazek: 24 Predzpracovana cislice 8,
$patné rozpoznana jako 3

Obrazek: 26 Predzpracovana Cislice 0,
spravné rozpoznana

39



Obrazek: 27 Predzpracovana Cislice 6,
spravné rozpoznana

Z vysledkl je patrné, ze ke spravné fungujici neuronové siti je zapotiebi ji
natrénovat na datech, kterd maji stejné charakteristiky jako ndsledné€ rozpoznavané
¢islice. Tedy na datech, na kterych probehla stejné sada funkci pro ptedzpracovani
jako na rozpoznavanych Ccislicich. Nebot' paklize data odpovidaji tvarem, ale
hodnotami se 1isi, tato diference nasledné zpiisobi Spatnou predpovéd’ neuronové sité

v zhruba 55 % piipadu.
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5 Zaver

V této préaci byly nejdiive rozebrany metody pouzivané pii ptredzpracovani
obrazu, které jsou nezbytné pro extrakci obrazové informace. Ta je nasledné¢ mozna
matematicky popsat za pomoci rysu, které jsou predany algoritmu neuronovych siti, ktery
je na jejich zakladé schopen informaci rozpoznat.

Rozpoznavani rysti na neuronoveé siti pfedchéazi proces jejiho ucenim, ktery byl
logisticke regrese, ktera je vyuzivana pravé v neuronovych sitich. Nasledné byl rozebran
problém rozpoznavani Cislic a jeho definice za pomoci algoritmu jeden proti vS§em. Na
zéklad¢ tohoto rozboru bylo nasledné¢ mozné definovat strukturu neuronové sité. Ta ma
tvar 40 x 25x 10. V neposledni fadé byl vysvétlen ucici algoritmus neuronové sité zvany
zpétna propagace. Ten byl poslednim nezbytnym teoretickym prvkem pro praktickou

implementaci problému.

Pro implementaci neuronové sité byl pouzit programovaci jazyk Matlab a byly
zminény dilezité pouzité funkce — a nasledné byl predstaven zdrojovy kéd aplikace. Tato
implementace neuronové sité dosahla uspé$nosti rozpoznavani okolo 95 % na datech
poskytnutych online kurzem Coursera. Ve studii by Slo pokracovat napiiklad
experimentovanim s jinym poctem neuronti na skryté vrstvé, piipadné aplikovani
stejného algoritmu pro rozpoznavani jinych objektl nez pouze Cislic. K tomuto by stacilo

pouze sehnat relevantni datovou sadu pro uceni a nasledné testovani neuronove sit¢.
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: 4 Gradient descent

: 5 Gradient descent — prib¢h

: 6 Logaritmickd funkce pro y=0 a y=1,

: 7 Regularizace parametri [4]

: 8 Historie vysledki, u kterych neni linearni rozhodovaci hranice.
: 9 Neuron a simulovany neuron [12]

10 Perceptron

11 Funkce perceptronu a sigmoidu

12 Neuronova sit’ — vypocetni model

13 Algoritmus jeden proti vSem

14 Vizualizace trénovacich dat

15 Spravna predikce neuronové sité: 0

16 Spravna predikce neuronové sité: 7

17 Spravna predikce neuronové sité: 5

18 Scan ¢islic pro testovani sité

19 Pfedzpracovana Cislice 1, Spatné rozpoznana jako 7
20 Pfedzpracovana Cislice 7, Spatné rozpoznana jako 2
21 Pfedzpracovana Cislice 2, spravné rozpoznana

22 Predikce neuronové sité: 2

23 Pfedzpracovana Cislice 9, Spatné rozpoznana jako 7

24 Ptedzpracovana Cislice 8, Spatné rozpoznana jako 3
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Obrazek: 25 Predzpracovana Cislice 3, spravné rozpoznana 3
Obrazek: 26 Predzpracovana Cislice 0, spravné rozpoznana

Obrazek: 27 Predzpracovana Cislice 6, spravné rozpoznana
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8 PFilohy

Ptilohy se nalézaji na ptilozeném CD. Toto medium obsahuje vSechny funkce a

data potiebna ke spusténi funkci run_neural_only a run_with_segmentation.
Seznam funkci:

1. run_neural_only

2. run_with_segmentation

3. data.mat

4. costFunkce.m

5. fmincg.m[4]

6. grayscale.m

7. hadani.m

8. hranice.m

9. inicializaceVah.m

10. cisla.png

11. otsu.m

12. otsuCalculation.m

13. prahovani.m

14. pridani.m

15. sigmoidFunkce.m

16. sigmoidFunjceDerivace.m
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17.

18.

19.

20.

21.

22.

23.

24.

25.

spojovani.m
toGray.m[4]
toGrayOriginal.m[4]
zobrazeniDat.m
4.jpg

6.jpg

7.jpg

8.jpg

11.jpg
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