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ABSTRAKT 
Práce se zabývá využitím automatické diferenciace v registraci obrazů. V teoretické části 
byly popsány kroky registrace obrazů a možné způsoby jejich realizace. V praktické 
části byl navržen algoritmus pro registraci afinně transformovaných obrazů s využitím 
automatické diferenciace. Algoritmus byl implementován. Byly navrhnuty dvě modifikace 
algoritmu. Dále byla sestavena testovací databáze sestávající z RTG snímků hrudníku. 
Na ní byl algoritmus otestován. 
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ABSTRACT 
This thesis deals with image registration using optimization with automatic differenti­
ation. In the teoretical part were decribed steps of image registration and possibilities 
of their realization. The practical part consists of design of algorithm for registration of 
afinely transformed images and implementation of it. Two modifications of the algorith 
were proposed. Database of xray images was designed. The algorithm was tested on 
this database. 
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Úvod 
Registrace obrazů nachází uplatnění v mnoha aplikacích. V medicíně umožňuje 

lékařům lépe porovnat snímky jednoho pacienta v čase, nebo vytvořit zfúzovaný 
obraz z několika zobrazovacích modalit. [1, 2] 

Cílem této práce je sestavit algoritmus pro registraci obrazů s využitím auto­
matické diferenciace, navrhnout modifikace, algoritmus otestovat a porovnat s do­
stupnými algoritm. Od programu je vyžadováno, aby byl schopen registrovat různé 
medicínské obrazy s dobrou přesností a nízkým výpočetním časem. 
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1 Registrace obrazu 
Registrace obrazů je úloha při které jsou zadány dva nebo více obrazů a je třeba 

jeden nebo několik z nich transformovat tak, aby pixely výsledných obrazů odpoví­
daly stejným, nebo co nejbližším místům v prostoru. [3] Mattes a kol. definují pro 
účely registrace medicínských dat v definici místo prostoru "anatomický prostor". 
[2] Registraci obrazů můžeme rozdělit na dva základní druhy - monomodální a mul-
timodální. Monomodální registrace zarovnává obrazy ze stejné modality (například 
dva rentgenové snímky), multimodální obrazy z různých modalit (například CT a 
MRI data).[4] 

Obvykle jeden z obrazů považujeme za nedeformovaný a tedy jej netransformu­
jeme. Označme nedeformovaný obraz B a obraz, který k němu chceme registrovat A . 
Dále označme XA zorné pole obrazu A , tedy soubor pozičních vektorů a XB zorné 
pole obrazu B, tedy soubor pozičních vektorů x#. Poziční vektory jsou zobrazeny 
na odpovídající hodnoty intenzity A(x.A), £?(x B ) . 

XA = {xA},XB = {xB};XA ->• {A(xA)},XB {B(xB)} (1.1) 

Při registraci využíváme zvolenou transformaci Ta, kde a je vektor parametrů trans­
formace. Transformací transformujeme obraz A na A ' , který pak prostorově odpo­
vídá obrazu B. 

Ta : x A / = T Q ( x A ) , A'(xA>) = A(xA),xA> = x B (1.2) 

Protože si zorná pole neodpovídají, je porovnání obrazů možné dělat jen v průniku 
zorných polí XA> a XB, který označíme Qa. Průnik íla závisí na vektoru transfor­
mačních parametrů a. 

na = xA,nxB,xA, = {Ta(xA)},xB = { x B } (1.3) 

Cílem registrace je nalézt vektor parametrů a, tak aby byla optimalizována kritéri­
ami funkce c(B(x.B), A'(Ta(-x.A))). 

a0 = argmaxac(B(xB),xB,Ta(xA) e Qa (1.4) 

[3] 

Před provedením registrace může být vhodné data předzpracovat, zejména od­
straněním šumu. Poté je třeba rozhodnout které transformaci odpovídá deformace 
obrazu. Dále je třeba stanovit vhodnou kriteriální funkci, pomocí které je průběžně 
odhadováno, jak kvalitně jsou obrazy zarovnány. Při použití metod založených na 
extrakci charakteristických rysů je třeba zvolit, které rysy budou extrahovány a 
vytvořit postup jejich extrakce. Následuje volba optimalizačního algoritmu. Poté 
optimalizační algoritmus iterativně hledá nejvhodnější zarovnání. [4] 
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1.1 Kriteriální funkce 

Kriteriální funkce slouží ke kvantifikování kvality zarovnání obrazů. Při registraci 
lze využít gradientu kriteriální funkce k hledání optimálního zarovnání. 

1.1.1 Střední kvadratická chyba (MSE) 

Jednoduchá a často využívaná metrika[l]. 

MSE = - yif 
i 

Xi ve vzorci značí pixel na i-té pozici v zarovnávaném obraze, y i značí pixel na i-té 
pozici v referenčním obraze 

1.1.2 Střední absolutní chyba (MAE) 

Jednoduchá metrika, méně využívaná, než střední kvadratická chyba (MSE). 

MAE = YJ\XÍ-VÍ\ 
i 

Xi ve vzorci značí pixel na i-té pozici v zarovnávaném obraze, y i značí pixel na i-té 
pozici v referenčním obraze 

1.1.3 Vzájemná informace 

Tato metoda je vhodná pro multimodální registraci obrazů. Vzájemná informace 
je původně definována jako míra závislosti dvou náhodných proměnných. [2, 4, 5] 
Můžeme j i vyjádřit pomocí vzorce: 

MI = HA + H B - HAB 

Kde HA, HB a HAB jsou dány vztahy: 

q-l 
HA = -J2P(k)logP(k) 

k=0 

HB = -:£P(k)logP(k) 

HA^ - Y,Y,P{Kl)logP{k,l) 

k=01=0 

kde q­l a r­1 jsou maximální intenzity v jednotlivých obrazech a P(x) pravděpodob­

nost výskytu dané intenzity v obraze. [3] 
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1.1.4 Normalizovaná křížová korelace 

1.2 Metody založené na ploše a metody založené na 

charakteristických rysech 

Při registraci obrazu můžeme využít metody založené na ploše, nebo metody zalo­
žené na extrakci charakteristických rysů. Metody založené na extrakci charakteris­
tických rysů poskytují výhodu při registraci multimodálních obrazů. [1] 

1.3 Transformace 

1.3.1 Afinní transformace 

Afinní transformace sestávají z posunutí (translace), otočení, zvětšení nebo zmen­
šení v jednotlivých osách a zkosení. Afinní transformaci lze vyjádřit transformační 
maticí. Pokud jsou známy souřadnice bodu před transformací a je třeba znát sou­
řadnice bodu po transformaci, lze využít následující postup. Souřadnice bodu před 
transformací jsou zapsány jako sloupcový vektor. K vektoru je zdola přidán jeden 
řádek obsahující hodnotu jedna. Vektor je vynásoben transformační maticí. Výsled­
kem jsou souřadnice bodu po afinní transformaci. 

1.3.2 Transformace s využitím kontrolních bodů 

Další možností transformace je určit kontrolní body, popsat na kterou pozici se trans­
formuje každý kontrolní bod a definovat pravidlo pro transformaci ostatních bodů 
v závislosti na transformaci kontrolních bodů v jejich okolí. Mattes a spol využívají 
tohoto principu a body, které nejsou kontrolními dopočítávají pomocí kubických B-
splinů. Tento postup je vhodný pokud není deformace rovnoměrná po celém obraze. 
Například u tomografických snímků kde hraje roli pohyb bránice při dýchání. [2] 

1.4 Optimalizace 

K optimalizaci lze využít gradientních metod nebo evolučních algoritmů. V práci je 
využit gradientní sestup, implementovaný pomocí autommatické diferenciace. 
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1.5 Algoritmy pro registraci obrazů 

1.5.1 DRMIME 

Algoritmus D R M I M E slouží k registraci monomodálních i multimodálních dat. 
Využívá metriky mutual information(MI) a je plně diferencovatelný. Metriku MI 
počítá metodou MINE, založenou na neuronových sítích. [4] 

Využívá pyramidového přístupu, který je však upraven, tak aby nepracoval od 
nejhrubšího rozlišení k nejjemnějšímu, ale se všemi úrovni pyramidy současně. Kvůli 
drobnému posunu struktur v obraze při rozmazání a podvzorkování, používá algo­
ritmus mírně upravené transformační matice pro transformaci nejjemnější rozlišení 
v obrazové pyramidě. [4] 

K ušetření místa v paměti grafické karty algoritmus vybere v každé iteraci jen 
část pixelů, které se účastní výpočtu kriteriální funkce. Autoři algoritmus imple­
mentovali ve dvou verzích, kdy jedna vybírá k výpočtu náhodně 10% pixelů, druhá 
najde hrany Cannyho detektorem a používá pouze pixely v okolí hran. [4] 

Algoritmus byl testován na databázi FIRE[6] obsahující monomodální data a na 
databázi ANHIR[7] obsahující multimodální data. [4] 

1.5.2 Nerigidní multimodální registrace obrazů - Mattes a ko­
lektiv 

Algoritmus slouží k registraci 3D snímků hrudníku z P E T a CT. Motivací pro 
registraci těchto snímků je vysoké rozlišení obrazů z CT a fyziologický význam dat 
z P E T . [2] 

Při P E T vyšetření je těsně před snímáním radiofarmaka pořízen prozařovací sní­
mek. Získaný snímek je velmi podobný CT, ale je získán zářením o vyšší intenzitě, 
což způsobuje horší kontrast tkání a má oproti CT snímkům horší rozlišení. Algorit­
mus tedy neregistruje CT snímky k obrazu získanému vyzařováním radiofarmaka, 
ale k prozařovacím snímkům, získaným těsně před snímáním radiofarmaka. [2] 

Algoritmus využívá kontrolních bodů umístěných v pravidelné mřížce a interpo­
laci B-spliny. Kriteriální funkcí je vzájemná informace v upravené spojité podobě. 
K upravení vzájemné informace do spojité podoby jsou histogramy, ze kterých je 
vzájemná informace počítána vytvořeny s použitím Parzenova okna. Derivace krite­
riální funkce jsou vyjádřeny analyticky. Optimalizace probíhá na základě gradientu. 
[2] 

K urychlení výpočtu a snížení pravděpodobnosti uvíznutí v lokálním minimu 
je využita registrace v několika fázích, kde se mění rozmazání vstupních obrazů 
Gaussovým konvolučním jádrem, počet kontrolních bodů a další parametry. Jedná 
se o postup podobný pyramidovému přístupu. [2] 
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1.5.3 DIRNet 

Algoritmus DIRNet využívá k registraci neuronové sítě. Tvoří jej tři hlavní části, 
kterými jsou neuronová síť, prostorový transformátor a resampler. Neuronová síť je 
učena bez učitele, po naučení se je schopna registrovat obrazy na jeden průchod. [8] 

Referenční a pohyblivý obraz nejprve vstupují do konvoluční neuronové sítě. Neu­
ronová síť analyzuje výřezy z referenčního a pohyblivého obrazu a vypočítá lokální 
deformační parametry pro prostorový transformátor. Prostorový transformátor vy­
generuje pole vektorů posunu. To vstupuje do resampleru, který pak transformuje 
pohyblivý obraz. Ve fázi učení je dále vypočítána metrika podobnosti a jsou upra­
veny váhy neuronové sítě. [8] 

Algoritmus byl implementován s použitím knihoven Theano a Lasagne [9]. Testo­

ván byl úspěšně na datasetu ručně psaných číslic MNIST a na M R I snímcích srdce. 

[8] 

1.6 Software pro registraci obrazů 

1.6.1 Elastix 

Elastix je software pro rigidní a nonrigidní transformaci obrazů, zejména medi­
cínských. Využívá knihovnu Insight Toolkit (ITK)[10]. Elastix umožňuje uživateli 
vytvořit registrační algoritmus pomocí parametrového souboru. Z příkazové řádky 
pak uživatel program spustí s parametrovým souborem a danými obrazy a ten pro­
vede registraci. [11] 

Elastix podporuje různé transformace, například rigidní, afinní nebo transfor­
maci s využitím kontrolních bodů. Nabízí mnoho kriteriálních funkcí jako například 
MSE, křížovou korelaci nebo vzájemnou informaci. Program podporuje využití py­
ramidového přístupu a to ve dvou formách - rozmazání Gaussovým konvolučním 
jádrem s podvzorkováním a bez podvzorkování. K urychlení výpočtu umožňuje pro­
gram využití pouze některých pixelů k výpočtu kriteriální funkce. Pixely mohou být 
zvoleny například v okolí hran v referenčním obraze, nebo náhodně. [11] 

1.6.2 Simple Elastix 

Simple Elastix je toolkit pro Python, Javu, C# a další jazyky, obsahující knihovnu 
Elastix. Navíc nabízí předkonfigurované metody registrace, které mohou sloužit jako 
výchozí bod při návrhu registračního algoritmu. [12] 
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1.6.3 Kornia 

Kornia je diferencovatelná knihovna pro programovací jazyk Python umožňující 
snadnou integraci metod klasického strojového učení do modelů pro hluboké učení. 
Sestává z několika modulů, které slouží například pro práci s barvami, kriteriální 
funkce nebo extrakci znaků. [13] 

Kornia je silně inspirována knihovnou OpenCV. Hlavními výhodami oproti OpenCV 
je diferencovatelnost a kompatibilita s PyTorch. Nevýhodou je nižší optimalizova-
nost pro použití v produkci a embedded zařízeních. Záměrem autorů tedy je, aby 
Kornia sloužila k trénování neuronových sítí, které pak budou nasazeny pomocí 
jiných knihoven například OpenCV. [13] 

Knihovna Kornia je strukturována do několika modulů podle různých témat z 
oblasti počítačového vidění. Vlastnosti jednotlivých modulů jsou shrnuty níže. [13] 

Modul kornia. augumentation obsahuje funkce k augumentaci dat pro trénování 
neuronových sítí. Podporuje práci s dávkami (batch). Příklady funkcionalit jsou: 
náhodné rotace, afinní a perspektivní transformace, různé náhodné transformace 
intenzit barev, přidání šumu a rozmazání pohybem. [13] 

Modul kornia. color umožňuje konverze mezi barevnými prostory. Funkce modulu 
jsou podobné jako některé funkce knihoven OpenCV a Scikit-image, ale Kornia 
zavádí modifikace umožňující podporovat výpočty s plovoucí desetinnou čárkou. 
Umožňuje přechod například mezi následjujícími barevnými prostory: šedotónový, 
R G B , R G B A , BGR, HSV. Dále umožňuje výpočet barevných histogramů, úpravu 
kontrastu, gamma korekci a jiné. [13] 

Modul kornia.features obsahuje funkce pro detekci charakteristických rysů (fea-
tures). Modul obsahuje například tyto funkce: Harrisův rohový detektor, Shi-Tomasiho 
rohový detektor, detekci charakteristických rysů metodou SIFT a detekci chrakte-
ristických rysů deeplearningovými metodami HardNet a SOSNet. Funkce jsou im­
plementovány diferencovatelně. [13] 

Modul kornia.filters zahrnuje různé lineární i nelineární filtry. Obsahuje napří­
klad funkce pro rozmazání pomocí Gaussiánu, nebo obdélníkovým oknem, mediá­
nový filtr, nebo Sobelův hranový detektor. Všechny zmíněné funkce jsou diferenco­
vatelné. [13] 

Dalšími moduly jsou moduly kornia.geometry, kornia.losses a kornia.contrib. 
První zmíněný model umožňuje geometrické transformace včetně afinních transfor­
mací. Druhý zmíněný model nabízí různé kriteriální funkce. Poslední zmíněný model 
obsahuje různé experimentální operátory. [13] 
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1.6.4 AIRLab 

AIRLab je knihovna pro programovací jazyk Python zaměřená na registraci medi­
cínských obrazů. AIRLab využívá knihovny PyTorch a umožňuje výpočty na G P U . 
Pro práci se vstupy a výstupy využívá AIRLab knihovny SimpleITK[14]. Autoři 
uvádí záměr vytvořit knihovnu umožňující rychlé prototypování registračních algo­
ritmů. [15] 

Knihovna klade poměrně velký důraz na regularizaci algoritmu pro registraci. 
Nabízí čtyři různé regularizátory - difůzní regularizátor, regularizátor využívající 
celkové variace anizotropní i izotropní a sparsity regularizátor, penalizující nenulové 
koeficienty. [15] 

Poslední příspěvek do této knihovny na GitHubu[16] je z 8. října 2020, připo­
mínky (issues) na GitHubu zůstávají bez reakce. Z toho lze usuzovat, že knihovna 
již pravděpodobně není dále rozšiřována a vyvíjena. 
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2 Navržený algoritmus 

2.1 Popis algoritmu 

Algoritmus iterativně transformuje pohyblivý obraz a masku pomocí aktuální 
transformační matice. Poté vypočte z referenčního obrazu, pohyblivého obrazu a 
masky hodnotu kriteriální funkce. Následně vypočte gradient kriteriální funkce po­
mocí automatické diferenciace. Dále upraví podle vypočteného gradientu transfor­
mační parametry a vypočte novou transformační matici. Pokud proběhl požadovaný 
počet iterací algoritmus končí, pokud ne proběhne další iterace. Blokové schéma al­
goritmu je na obrázku 2.1. 

2.2 Pyramidový přístup 

Algoritmus byl vylepšen s využitím pyramidového přístupu. Před vykonáním al­
goritmu je třeba zvolit koeficienty, podle kterých budou obrazy podvzorkovány. 
Na začátku algoritmu jsou referenční obraz, pohyblivý obraz i maska podvzorko­
vány nejhrubším koeficientem. Poté proběhne předem daný počet iterací algoritmu 
s podvzorkovanými obrazy. Následně jsou obrazy a maska podvzorkovány jemněj­
ším koeficientem a opět proběhne daný počet iterací algoritmu. Obdobě se opakuje 
podvzorkování všemi zvolenými koeficienty, nakonec proběhne algoritmus pro ne-
podvzorkované obrazy. Pyramidový přístup omezuje pravděpodobnost uvíznutí v 
lokálním minimu a snižuje potřebný výkon pro registraci. Schéma modifikace s vy­
užitím pyramidového přístupu je znázorněno na obrázku 2.2 

2.3 Změna kroku učení pomocí scheduleru 

Na začátku registrace je výhodnější, když algoritmus modifikuje transformační 
parametry ve větších krocích. Je tím dosaženo rychlejšího přiblížení k optimálnímu 
řešení a omezení uvíznutí v lokálním minimu. V závěru registrace naopak bývá vý­
hodnější postupovat po malých krocích, aby se algoritmus nevzdaloval od optima 
a nalezl jej s co nejvyšší přesností. Proto můžeme v průběhu registrace měnit krok 
učení. Scheduler použitý v této práci mění krok učení tak, že jej vždy po předem 
daném počtu iterací vynýsobí koeficientem gamma. Schedulerem lze rozšířit jak zá­
kladní verzi algoritmu, tak jej zkombinovat s pyramidovým přístupem. 
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Obr. 2.1: Blokové schéma navrženého algoritmu v základní verzi 

2.4 Implementace navrženého algoritmu 

Navržený algoritmus využívá knihoven Scikit image[17], Numpy, [18] a PyTorch 
[19]. Nejprve jsou vytvořeny proměnné pro translaci ve směrech x a y, zvětšení ve 
směrech x a y, zkosení ve směrech x, y a rotaci. Zvětšení jsou inicializovány hodno­
tou jedna, ostatní parametry hodnotou nula. Dále je v každé iteraci ze zmíněných 
proměnných vytvořena transformační matice. Pomocí funkce z knihovny PyTorch je 
registrovaný obraz transformován. Následně je vypočten gradient a s využitím opti-
mizeru Adam jsou vypočteny nové hodnoty posunů a rotace. Poté se cyklus opakuje 
až do dosažení požadovaného počtu iterací. 
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Obr. 2.2: Blokové schéma navrženého algoritmu v modifikaci s využitím pyramido­
vého přístupu 
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3 Testovací databáze 

3.1 Rentgenové snímky hrudníku 

Testovací sada obsahuje 100 8bitových šedotónových rentgenových snímků hrud­
níku o výšce 1280 pixelů a šířce 1024 pixelů. Snímky byly získány z databáze[20] a 
upraveny, aby měly všechny stejný rozměr. Příklad vstupu z testovací databáze si 
můžete prohlédnout na obrázku 3.1. Snímky byly transformovány počítačem, aby 
byly vytvořeny páry obrazů k registraci. Díky tomu známe přesně hledané trans­
formační matice. Hlavní testovací sada obsahovala afinně transformované obrazy s 
posuny v x a y v rozsahu +-5% šířky a výšky obrazu, otočením +-12°, zvětšením 
90% až 110% a koeficienty zkosení v rozmezí -0,1 až 0,1. Transformační parametry 
byly generovány rovnoměrným rozložením. Dále byly vytvořeny databáze pro dílčí 
transformace (například pouze posun v X ) . 

Obr. 3.1: Příklad obrázku z testovací databáze 
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4 Testování hyperparametrů 

4.1 Metrika testování 

Testování proběhlo s využitím metriky Target registration error. Tato metrika 
využívá definovaných bodů v referenčním a posuvném obraze a chybu registrace 
pak stanovuje jako průměrnou eukleidovskou vzdálenost, mezi místem na které měl 
být daný bod být registrován a místem na které registrován byl. 

Protože jsou data generována synteticky, není třeba detekovat významné body 
v referenčním a posuvném obraze. Jako významné body jsou určeny body na sou­
řadnicích [0,5;0,5], [0,5;-0,5], [-0,5;0,5] a [-0,5;-0,5] v referenčním obraze. Využíváme 
zde souřadnic normalizovaných na rozsah <- l , l> v obou dimenzích. 

Protože je známa jak deformační matice, kterou byl vytvořen pohyblivý obraz, 
tak matice získaná z registrace, lze pak body jednoduše transformovat postupně 
pomocí obou transformačních matic. Při dokonalé registraci by se body promítly 
zpět samy na sebe. Chyba je vypočtena jako vzdálenost průměrná eukleidovská 
vzdálenost původního bodu a bodu získaného jeho postupnou transformací pomocí 
obou matic. 

4.2 Testování hyperparametrů základní verze algo­

ritmu 

V základní verzi algoritmu bylo potřeba otestovat dva hyperparametry, kterými 
jsou krok učení a počet iterací. Počet iterací je třeba volit dostatečně vysoký, aby 
se algoritmus stihl dostatečně přesně přiblížit správnému řešení a zároveň ne zby­
tečně velký, aby byla omezena doba běhu programu a spotřeba výpočetního výkonu. 
U kroku učení je třeba, aby byl dostatečně velký k tomu, aby se algoritmus blížil 
požadovanému řešení rychle a neuvízl v lokálním minimu. Příliš velký krok učení 
však omezuje přesnost s jakou jsme schopni dosáhnout výsledku. Tyto hyperpara­
metry se navzájem ovlivňují. Optimální krok učení pro jeden počet iterací nemusí 
být optimální pro druhý a naopak. 

4.2.1 Testování kroku učení v základní verzi algoritmu 

Algoritmus byl otestován s kroky učení 0,001, 0,003, 0,005 a 0,007. Testování 
probíhalo pro 120 iterací. Výsledky testování jsou zaznamenány v tabulce 4.1. Jako 
optimální hodnota kroku učení bylo zvoleno 0,003. 
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Tab. 4.1: Testování různých kroků učení 

krok učení T R E kriteriální funkce 

0,001 0,0391 8,00E-4 
0,003 0,0203 2,92E-5 
0,005 0.0210 l,41E-5 
0,007 0.0245 l,30E-5 

4.2.2 Testování počtu iterací v základní verzi algoritmu 

Vhodnou hodnotu počtu iterací lze odhadnout z grafu hodnoty kriteriální funkce 
po jednotlivých iteracích algoritmu. Pokud hodnota kriteriální funkce významně 
neklesá, pravděpodobně již není třeba dále zvyšovat počet iterací. 

V tabulce 4.2 je zanesen testovaný počet iterací, chyba T R E , kriteriální funkce 
a doba běhu programu na základní testovací databáze se 100 obrazy. Na grafu A . l 
je patrný průběh kriteriální funkce pro 300 iterací algoritmu. 

Jako optimální hodnota počtu iterací bylo stanoveno 120. Při zvoleném počtu 
iterací je doba běhu algoritmu asi jedna minuta. Inspirací pro tuto volbu byl i článek 
[4], ve kterém nejrychlejší algoritmy dosahovaly na databázi s obdobným počtem 
obrazů času běhu rovněž přibližně jedné minuty. 

Tab. 4.2: Testování optimálního počtu iterací 

počet iterací T R E kriteriální funkce doba běhu programu 

50 0,0286 8,17E-4 26,94 
100 0,0211 6,38E-5 52,40 
120 0,0203 2,92E-5 62,84 
140 0,0199 l,94E-5 72,66 
160 0,0196 l,34E-5 83,08 
180 0,0194 l,00E-5 93,35 
200 0,0193 8,67E-6 103,60 
300 0,0189 5,03E-6 155,08 
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4.3 Testování hyperparametrů algoritmu modifikova­

ného s využitím pyramidového přístupu 

U modifikace s využitím pyramidového přístupu je mimo dříve testovaných hy­
perparametrů třeba otestovat i počet úrovní podvzorkovací pyramidy. 

4.3.1 Testování počtu úrovní pyramidy 

Podvzorkovací pyramida byla vždy konstruována tak, aby předchozí patro bylo 
podvzorkováno dvakrát více než předchozí a poslední patro nebylo podvzorkováno 
vůbec. Vhodný počet úrovní pyramidy byl testován pro 30 iterací na každé úrovni 
podvzorkování. Výsledky testování jsou zobrazeny v tabulce 4.3. Nejlepšího výsledku 
bylo dosaženo pro 6 úrovní pyramidy. 

Tab. 4.3: Testování různých úrovní podvzorkování 

počet úrovní pyramidy T R E kriteriální funkce doba běhu programu 

1 0,0378 3,02E-3 16,49 
2 0,0183 4,81E-4 20,40 
3 0,0089 9,67E-5 20,98 
4 0,0062 3,84E-5 21,10 
5 0,0048 l,93E-5 21,36 
6 0,0040 l,25E-5 21,61 
7 0,0051 l,33E-5 22,77 

4.3.2 Testování počtu iterací 

Při použití pyramidového přístupu je optimální počet iterací jiný, než když není 
použit. Proto bylo třeba optimální počet iterací hledat znovu. Počet iterací byl op­
timalizován pro 6 úrovní pyramidy a krok učení 0,003. Bylo zjištěno, že optimální 
počet iterací je 30. Výsledky testování jsou v tabulce 4.4. Pro vyšší počty iterací 
docházelo k poklesu kriteriální funkce, ale chyba T R E se naopak zvyšovala. Uve­
dený počet iterací probíhá v každé úrovni pyramidy, celkem tedy proběhne iterací 
šestinásobek, byť většina z nich je s výrazně podvzorkovanými obrazy. 

4.3.3 Testování kroku učení 

Protože použitím pyramidového přístupu došlo k výrazné změně chování algo­
ritmu, bylo třeba ověřit, zda je stále vhodné využití korku učení 0,003. 

25 



Tab. 4.4: Testování různých počtů iterací 

počet iterací T R E kriteriální funkce doba běhu programu 

10 0,0130 4,45E-3 07,32 
20 0,0045 7,07E-4 14,09 
30 0,0040 6,22E-5 21,21 
40 0,0051 l,25E-5 28,30 

Tab. 4.5: Testování různých kroků učení 

krok učení T R E kriteriální funkce 

0,001 0,0125 2,00E-4 
0,001 0,0046 3,95E-5 
0,003 0,0040 l,25E-5 
0,005 0.0086 2,07E-5 
0,008 0.0127 6,59E-5 
0,01 0.0145 l,12E-4 

4.4 Testování hyperparametrů algoritmu modifikova­

ného s využitím pyramidového přístupu a schedu-

leru 

S použitím scheduleru je třeba otestovat parametr gamma, který udává jak se 
mění krok učení. V tabulce 4.6 jsou výsledky testování tohoto parametru. Testování 
probíhalo pro krok učení 0,005, se šesti úrovněmi pyramidy a maximálním počtem 
iterací 200 v každé úrovni pyramidy. Optimální hodnota parametru byla stanovena 
na 0,4. Doba běhu programu byla 204 sekund, nezávisle na velikosti parametru 
gamma. 
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Tab. 4.6: Testování parametru gamma 

gamma T R E kriteriální funkce 

0,2 0,0085 l,05E-5 
0,3 0,0041 6,84E-6 
0,4 0,0038 3,95E-6 
0,5 0,0040 l,25E-6 
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5 Testování algoritmů pro jednotlivé dílčí trans­
formace 

Algoritmus byl otestován na rentgenových snímcích upravených vždy jen jednou 
dílčí transformací. Testování umožnilo zjistit které typy deformací zvládá algoritmus 
hůře a které lépe a v jakém rozsahu deformací poskytuje dobrou přesnost registrace. 

Testován byl v základní verzi a ve verzi s pyramidovým přístupem. Použití py­
ramidového přístupu se ukázalo jako výhodné u všech typů deformací s výjimkou 
zkosení. Ukázka testování pro posun v x a zkosení v x je v grafech 5.1 a A.6. Další 
grafy z testování jsou v přílohách A.2 až A.5. 

Chyba v závislosti na posunu v X 

— i 1 1 1 1 1 1 — 
-0.3 -0.2 - D . l 0.0 0.1 0.2 0.3 

Posun v X 

Obr. 5.1: Testování posunu v X 
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Chyba v závislosti na zkosení v X 

0.008 -

0.006 -

0.004 -

0.002 -

1 1 1 1 1 1 1 1 1 — 
-0.20 -0.15 -0.10 -0.05 0.00 0.05 0.10 0.15 0.20 

Zkosení v X 

Obr. 5.2: Testování zkosení 
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Závěr 
V teoretické části diplomové práce byly popsány vybrané metody pro automatic­

kou registraci obrazových dat. Dále byly popsány knihovny pro registraci obrazů, 
využívající automatickou diferenciaci pro výpočet gradientu. 

V praktické části byl navržen algoritmus pro registraci obrazů s využitím automa­
tické diferenciace. Navržený algoritmus byl naprogramován v programovacím jazyce 
Python, s využitím knihovny PyTorch [19]. Byly vytvořeny modifikace navrženého 
algoritmu s využitím pyramidového přístupu a s použitím scheduleru. Testováním 
bylo zjištěno, že použití pyramidového přístupu i scheduler mohou zlepšit přesnost 
navrženého algoritmu. U scheduleru bylo však zvýšení přesnosti jen velmi malé a to 
za cenu významného prodloužení doby běhu programu. 
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Seznam symbolů a zkratek 
C T počítačová tomografie 

M A E střední absolutní chyba 

M S E střední kvadratická chyba 

M R I magnetická rezonance 

34 



A Grafy testování algortimu a jeho modifi­
kací 

Kriteriální funkce v závislosti na počtu iterací 
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Obr. A . l : Hodnota kriteriální funkce v závislosti na proběhlém počtu iterací pro 
základní verzi algoritmu 
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Chyba v závislosti na posunu v Y 
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Obr. A.2: Testování posunu v Y 
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Obr. A.3: Testování rotace 
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Obr. A.4: Testování zvětšení v X 
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Obr. A.5: Testování zvětšení v Y 
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Chyba v závislosti na zkoseni v Y 
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Obr. A.6: Testování zkosení v Y 
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B Zdrojový kód 

Výpis B . l : Funkce vykonávající základní verzi algoritmu pro registraci 

def a f f i n e _ r e g i s t r a t i o n ( r e f , sample, max_iters=120, mu=0.02, datatype=to 
# t h i s function performs r e g i s t r a t i o n of two ^.D pytorch tensors 

# inputs - reference tensor, tensor of moving images, max. number of 

# datatype, verbose mode 

# output - dictionary containing tensor of registered images, s h i f t s 

# loss function 

i f v e rbose: 
p r i n t ( " B e g i n i n g u r e g i s t r a t i o n " ) 

i f r e f . s h a p e != sample.shape: 
p r i n t ( " E R R O R : u r e f e r e n c e u t e n s o r u a n d u s a m p l e u t e n s o r u m u s t u h a v e u s a m e u  

p r i n t ( " r e f r e r e n c e M d i m e n s i o n s : u " + s t r ( r e f . s h a p e ) ) 
p r i n t ( " s a m p l e i i d i m e n s i o n s : M " + s t r ( s a m p l e . s h a p e ) ) 
r e t u r n 1 

b a t c h _ s i z e = r e f . s h a p e [0] 
he i g h t = r e f . s h a p e [2] 
width = r e f . s h a p e [3] 
r e g i s t e r e d _ t e n s = None 

r e f = r e f . t o ( u s e d _ d e v i c e ) 
sample = s a m p l e . t o ( u s e d _ d e v i c e ) 

mask = t o r c h . o n e s ( s a m p l e . s h a p e , dtype=datatype, d e v i c e = u s e d _ d e v i c e ) 

x _ s h i f t = t o r c h . z e r o s ( b a t c h _ s i z e , dtype=datatype, r e q u i r e s _ g r a d = T r u e 
y _ s h i f t = t o r c h . z e r o s ( b a t c h _ s i z e , dtype=datatype, r e q u i r e s _ g r a d = T r u e 
a n g l e _ r a d = t o r c h . z e r o s ( b a t c h _ s i z e , dtype=datatype, r e q u i r e s _ g r a d = T r ' 

x _ s c a l e = t o r c h . o n e s ( b a t c h _ s i z e , dtype=datatype, r e q u i r e s _ g r a d = T r u e , 
y _ s c a l e = t o r c h . o n e s ( b a t c h _ s i z e , dtype=datatype, r e q u i r e s _ g r a d = T r u e , 

shear_x = t o r c h . z e r o s ( b a t c h _ s i z e , dtype=datatype, r e q u i r e s _ g r a d = T r u e 
shear_y = t o r c h . z e r o s ( b a t c h _ s i z e , dtype=datatype, r e q u i r e s _ g r a d = T r u e 

o p t i m i z e r = torch.optim.Adam( [ x _ s h i f t , y _ s h i f t , a n g l e _ r a d , x _ s c a l e , 
l o s s e s = [] 
f or i in. range (max i t e r s ) : 

i f verbose and ( i == 0 .or i °/0 5 == 4 or i == max i t e r s - 1) : 
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p r i n t ( " i t e r a t i o n " , i + 1, " u o u t u o f u " , m a x _ i t e r s ) 
# prepare transformation matrix 

T = t r a n s l a t i o n _ m a t ( x _ s h i f t , y _ s h i f t , d a t a t y p e , u s e d _ d e v i c e ) 
R = r o t a t i o n _ m a t ( a n g l e _ r a d , d a t a t y p e , u s e d _ d e v i c e ) 
S = s c a l e _ m a t ( x _ s c a l e , y _ s c a l e , d a t a t y p e , u s e d _ d e v i c e ) 
SH = shear_mat(shear_x , shear_y , d a t a t y p e , u s e d _ d e v i c e ) 
t_mat = T @ R @ S @ S H 
t_mat = t_mat[:, 0:2, :] 

# transform image 

g r i d = F . a f f i n e _ g r i d ( t _ m a t , sample.shape, a l i g n _ c o r n e r s = F a l s e ) 
r e g i s t e r e d _ t e n s = F . g r i d _ s a m p l e ( s a m p l e , g r i d , padding_mode="zero 

a l i g n _ c o r n e r s = F a l s e ) 
# transform mask 

with t o r c h . n o _ g r a d ( ) : 
mask = F.grid_sample(mask, g r i d , padding_mode="zeros", 

a l i g n _ c o r n e r s = F a l s e ) 
# c a l c u l a t e loss fundi on 

d i f f = ( r e g i s t e r e d _ t e n s - r e f ) ** 2 
d i f f = d i f f * mask 
l o s s = d i f f . m e a n O 

l o s s e s . a p p e n d ( l o s s . d e t a c h ( ) . c p u () .numpy ()) 
# adjust transformation parameters 

o p t i m i z e r . z e r o _ g r a d ( ) 
l o s s . b a c k w a r d ( ) 
o p t i m i z e r . s t e p ( ) 

i f v erbose: 
p r i n t ( " R e g i s t r a t i o n i icomplete.") 
p r i n t ( " b a t c h s i z e : u " , b a t c h _ s i z e , " h e i g h t : u " , h e i g h t , " w i d t h : u " , 

o u t p u t _ d i c t = { 
" x _ s h i f t s " : x _ s h i f t . d e t a c h ( ) .cpu () .numpy() , 
" y _ s h i f t s " : y _ s h i f t . d e t a c h ( ) .cpu () .numpy() , 
" a n g l e s _ r a d " : a n g l e _ r a d . d e t a c h ( ) . c p u ( ) . n u m p y ( ) , 
" l o s s e s " : l o s s e s , 
" r e g i s t e r e d _ t e n s " : r e g i s t e r e d _ t e n s . d e t a c h ( ) . c p u ( ) , 
" t r a n s f o r m a t i o n _ m a t r i c e s " : t_mat.detach () .cpu() 

} 

r e t u r n o u t p u t _ d i c t 
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