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Abstrakt

Cielom tejto prace bolo navhrniaf a implementovat systém na generovanie kédu z textového
popisu funkcionality. Boli vypracované celkovo 2 systémy, prvy z nich slazil ako kontrolny
prototyp, a druhy ako redlny vystup prace. Zameral som sa na pouzitie nepredtrénovanych
modelov s mensimi rozmermi. Obidva systémy pouzivali ako jadro model typu Transformer.
Druhy systém vyuzil na rozdiel od prvého syntakticky rozklad kédu aj textovych popisov.
Data pre obidva systémy pochadzali z projektu CodeSearchNet, cielovy jazyk pre generova-
nie bol jazyk Python. Druhy systém dosiahol lepsie ¢iselné vysledky, ako prvy, s presnostou
predpovede slov 85%, zatial ¢o prvy len 60%. Systém dokézal doplnit spravny kéd na dokon-
Cenie funkcie, s vacSou ¢asovou odozvou. V tejto praci sa venujem takmer vylucne druhému
systému.

Abstract

The aim of this thesis was to design and implement system for code generation from textual
description of functionality. In total, 2 systems were implemented. One of them served
its purpose as a control prototype, the second one was the main product of this thesis.
I focused on using smaller non-pre-trained models. Both systems used Transformer type
model as their cores. The second system, unlike the first, used syntactic decomposition
of both code and textual descriptions. Data used in both systems originated from project
CodeSearchNet. Targer programming language to generate was Python. The second system
achieved better quantitative results than the first one, with accuracy of 85% versus 60%.
The system managed to auto-complete correct code to finish the function definition, with
bigger time delay. This thesis is almost exclusively dedicated to the second system.
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Kapitola 1

Uvod

Generovanie kédu je pomerne nova disciplina v oblasti strojového ucenia. Vsetci prog-
ramatori vedia, aké je to pisat repetitivny kéd. Niekedy je jednoducha myslienka tazko
preveditelna do samotného kédu, alebo to skriatka zaberie neprimerane dlhy ¢as. Preto sa
rozni vyskumnici snazia navrhnut systém, ktory by dokazal takyto kod napisat na zdklade
textového popisu, alebo doplnit na zaklade uz napisaného kédu.

Prave sa nachadzame v case, kedy takéto systémy dosahuju irovne, pri ktorej ma zmysel
hovorit o masovom komerénom pouzivani. Tieto systémy pouzivaju jazykové modely obrov-
skych rozmerov, trénované na extrémnom mnozstve dat. Tieto data st zvacsa zozbierané
z velkych internetovych repozitarov. Vdaka tymto skuto¢nostiam tieto modely potrebuja
enormné mnozstvo vypoctového vykonu a paméte.

V tejto praci sa budem zaoberat navrhom a implementaciou podobného systému. Cielom
je navhrnit systém na generovanie kodu. Jeden zo zdsadnych rozdielov bude v tom, zZe sa
pokusim takyto systém navrhnaf v ovela menSom meritku. To znamend menej dat, mensi
rozmer modelu, mensia vypoctova kapacita, atd. Pri takychto obmedzeniach je potrebné
vytazit z poskytnutych dat absolitne maximum.

Vo viacerych pracach v tomto odvetvi prevlada dalsi trend. Okrem velkych dat a vel-
kych modelov sa viacero timov snazilo extrahovat z poskytnutého kédu viac informacii
vdaka syntaktickej analyze. Cielom tohoto pristupu je, aby sa model neudil len lexikalny
vyznam jednotlivych slov, ale aj ten syntakticky, resp. gramaticky. Programovacie jazyky
su totiz vysoko Strukturované, da sa teda oCakavat, Ze premiestnenie zaujmu z lexikalneho
na syntakticky vyznam prinesie zlepsenie kvality modelov.

Jednym zo spdsobov, ako chcem dosiahnut vyssiu kvalitu modelu, je okrem pouzitia
syntaktického vyznamu kédu podobne vyuzit aj syntakticky vyznam vety opisujtcej fun-
kcionalitu tohoto kddu. Cielom je zistit, ¢i model dokaze najst suvislosti medzi gramatickym
vyznamom prirodzeného jazyka a kodu. K tomuto problému sa staviam podobne, ako ku
strojovému prekladu. Narozdiel od prekladu medzi dvoma prirodzenymi jazykmi vsak pdjde
o preklad z prirodzeného jazyka do programovacieho jazyka. Na porovnanie vysledkov s mo-
delom, ktory nepouziva syntakticky rozklad textu budem okrem v celej praci spominaného
systému implementovat este jeden, ktory je akymsi prototypom vysledného systému. Jeho
detailom sa nevenujem do hibky, kedze sa da povedaf, ze ide o podmnozinu vysledného
systému.

V kapitole 2 sa venujem vysvetleniu pojmov z oblasti spracovania prirodzeného jazyka,
ako aj strojového ucenia vSeobecne. V kapitole 3 je kratko zhrnuty doterajsi postup v oblasti
generovania koédu, sucasné trendy, a dosiahnuté milniky. V kapitole 4 opisujem dostupné
datasety pre tuto ulohu, a rozoberam vlastnosti jedného z nich vybratého pre tiato pracu.



V kapitole 5 je navrh jednotlivych komponentov systému, a vztahov medzi nimi. Kapi-
tola 6 potom pojedndva o praktickejsich aspektoch tohoto navrhu, venuje sa implementacii
a konkrétnym pouzitym technikdm. Poslednd kapitola 7 sa venuje testovaniu vysledného
systému, vyhodnoteniu vysledkov, a porovnaniu systému s jeho prototypom.



Kapitola 2

Koncepty v spracovani
prirodzeného jazyka a strojovom
uceni

2.1 Transformer

Transformer [23] je jedna z architektir jazykovych modelov. Zakladnym konceptom tejto
architektiiry je mechanizmus pozornosti'. Tento model dosahuje v porovnani s predchadza-
jucimi jazykovymi modelmi ovela lepsie vysledky, a to najmé v oblasti strojového prekladu,
ako aj v inych oblastiach spracovania prirodzeného jazyka.

Pozornost

Pozornost je mechanizmus vyuzivany v spracovani prirodzeného jazyka. Jeho podstatou
je venovanie pozornosti modelu na jednotlivé casti vstupu. V architektire Transformer sa
pouziva tzv. self-attention, to znamena, ze model sa uci, aky vztah maju jednotlivé slova
medzi sebou. Pozornost sa poéita podla tohto vzorca:

T

Vdy
kde Q, K, V st matice Query, Key, Value. Vypocet pozornosti je ukazany graficky na
obrazku 2.1

Attention(Q, K, V) = softmax(

W (2.1)

Multi-head attention

Architektara Transformera vyuziva zlozitejsiu verziu pozornosti, tzv. Multi-head attention.
Podstata tejto techniky je rozdelenie vstupnej matice na h ¢asti s rovnakym poc¢tom prvkov,
pricom pre kazdua z tychto Casti sa vypocita pozornost osobitne. Z toho vyplyva, ze musi
platit mod doder, B = 0. Vysledok sa potom konkatenuje do jednej matice. Princip tejto
techniky je opisany vzorcom:

MultiHead(Q, K, V) = Concat(heady, ..., heady) W (2.2)

kde
head; = Attention(QWZ, KWX vwY) (2.3)

"Pozornost - ang. origindl Attention



Obr. 2.1: Attention [23]

Matice WZ-Q, WZ-K , WZ-V z rovnice 2.3, nazyvané aj vahové matice, patria medzi trénova-
telné parametre modelu. Ich celkovy pocet je 3h, kde h je vySsie uvedeny pocet ¢asti MHAZ.
Pocet tychto ¢asti je nazyvany aj pocet attention heads®. Architektira MHA je zndzornena
na obrazku 2.2.
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Obr. 2.2: Multi-head Attention [23]

MHA - Multi-head Attention
Sattention heads - hlavy



Enkdoder

Enkoder je jedna z hlavnych sticasti Transformera. Sklada sa z N identickych vrstiev. V ori-
gindlnej publikacii [23] bolo pouzitych N = 6 vrstiev, tento pocet je vSak mozné ITubovolne
menit na zaklade implementacénych potrieb.

Vrstva enkédera

Jedna vrstva enkddera sa sklada z 2 hlavnych casti: Multi-Head attention a z doprednej
neurénovej siete s 1 skrytou vrstvou. Kazda z tychto ¢asti pracuje nasledovne:

y = Layer Norm(z + Dropout(Function(z)) (2.4)

kde x je vstup, y je vystup, Function je samotna funkcia vykonavana danou c¢astou enkoé-
dera, Dropout je funkcia dropout®, a Layer Norm je normalizacia vrstvy”.

Dopredna neurénova sief je klasicka plne prepojena sief, ktorej skryta vrstva méa v ori-
ginélnej praci [23] rozmer 4-krat vicsi, ako jej vstup a vystup®.

Dekoder

Dekéder je druha hlavnd c¢ast Transformera. Podobne ako enkdder, sklada sa z rovnakého
poc¢tu indentickych c¢asti. Rovnako pre nu plati aj rovnica 2.4. V ¢om je vsak odlisna, je
zloZenie jednej vrstvy. Namiesto 2 ¢asti obsahuje 3 ¢asti, konkrétne jednu MHA naviac.

Prva z dvoch MHA vyuziva maskovanie z dovodu, aby dekéder videl len na doposial
predpovedany vystup. Druha z nich je klasickda MHA, avsak namiesto duplikovania vstupu
na 3 Casti je namiesto 2 z nich, konkrétne Query a Key pouzity vystup enkddera. Tretia
hodnota Value je vystup predchadzajicej MHA.

Posledna cast vrstvy dekdédera je taktiez doprednd neurémova siet, rovnako ako pri
enkoderi.

Embedding a positional encoding

Pri vstupe do Transformera st jednotlivé data sekvenciou slov, pricom kazdé slovo je re-
prezentované celociselnou hodnotou v rozsahu rovnajicemu sa definovanej velkosti slov-
nej zasoby. Model vSak potrebuje slovéi reprezentovat inym spésobom. Na to slizi Embed-
ding [13], ktory je vo svojej podstate jednoduchou vyhladédvacou tabulkou, ktora pre kazdé
celoc¢iselné oznacenie slova uchovava jeho vektorovi reprezentaciu. Tento vektor ma rozmer
rovnajuci sa dy,odel, pricom ide o vektor desatinnych cisel. Podstatou takejto reprezenta-
cie je ulozenie slova do n-dimenziondlneho priestoru, pricom slova s podobnym vyznamom
by mali byt blizko seba. Z globalneho hladiska modelu je Embedding maticou o rozmere
dimodel * vocab__size, ktorej hodnoty patria medzi trénovatelné parametre. Vizualne znéazor-
nenie Embeddingu v mensej dimenzii je na obrazku 2.3.

Po transformacii vstupného slova na vektorovi reprezentaciu nasleduje positional enco-
ding. Ide o maticu hodndt, ktora sa pripocita ku sekvencii vektorovych reprezenticii slov.
Tato matica udava slovam kontext na zdklade ich pozicie vo vete. Pocita sa podla vzorca:

PE (pps 2i) = sin (pos/10000%/ dmodet)

' (2.5)
PE(pos 2i+1) = 08 (pos/ 1000021/dmodez)

“dropout - nghodné zakrytie istej ¢asti vstupu [20]
"normalizdcia vrstvy - ang. origindl Layer Normalization [2]
5V tomto pripade velkost vstupu aj vystupu - dmoder



kde pos je pozicia slova vramci vstupu, a i je index vo vektorovej reprezenticii slova.
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Obr. 2.3: Vizudlne znézornenie embeddingu [8]
Model

Cely model sa sklada z vyssie uvedenych sucasti. Architektira modelu je znazornend na
obrazku 2.4. V trénovacej faze je na vstup privedeny zoznam slov (veta) ako zoznam ce-
lociselnych reprezentacii tychto slov vramci preddefinovanej slovnej zasoby. Tento zoznam
potom prejde embeddingom, ktory ho transformuje na maticu o velkosti d,,ode; * S€q__len,
kde seq_len je pocet slov. K tejto matici sa potom pripocita matica positional encodingu,
ktord mé rovnaké rozmery. Tato matica potom vstipi do enkddera.

V enkéderi tato matica prejde jeho N vrstvami, ktoré maju za tlohu zachytit stuvislosti
slov medzi sebou na zdklade mechanizmu pozornosti. Vyslednd matica je potom poslana do
dekdédera. Dekéder najprv prevedie cielovy vstup na maticu vektorovych reprezenticii rov-
nako ako enkdder. Tato matica rovnako prejde vSetkymi vrstvami dekodera s tym, ze v kaz-
dej vrstve je kombinovana s vystupom enkdédera, ako bolo opisané vyssie. Tato vlastnost
je velmi ddlezita, kedze sa v nej model uci stvislosti medzi vstupom a cielovym vystupom.
Po vystupe z dekddera je findlna matica spracovana plne prepojenou vrstvou, ktorej vystup
ma rozmer seq_len*vocab__size. Potom je na tento vystup aplikovand funkcia softmax [9],
ktora transformuje logaritmické rozlozenie na klasické rozlozenie pravdepodobnosti. Toto
rozlozenie vyjadruje pravdepodobnost dalSiecho nasledujiiceho slova vo vystupnej sekvencii.
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Obr. 2.4: Architektiira Transformera [23]

2.2 POS tagging

POS tagging, alebo Part-Of-Speech tagging je proces rozkladu vety na slovné druhy. Exis-
tuju mnohé databdzy, takzvané stromové banky, ktoré pozostavaju z viet rozlozenych na
slovné druhy. Jednou z nich je aj Penn Treebank, ktord obsahuje okolo 3 miliénov viet
rozlozenych na syntaktické stromy pomocou slovnych druhov [22].

2.3 GPT

GPT, alebo Generative Pre-Trained Transformer je typ Transformera, ktory je urceny na
generovanie textu. Od klasického modelu transformera sa odlisSuje tym, Ze neobsahuje deké-
der, len vrstvu enkdéderov napojenych za sebou. Jednym z najnovsich a najvéacsich modelov
v tejto kategorii je GPT-3 [4], ktory dosiahol velmi dobré vysledky vo viacerych tlohéch,
¢i uz generovanie textu, alebo odpovedanie na otazky v prirodzenom jazyku. Na obrazku
2.5 je znézornend architektira viacerych GPT modelov. Uplne napravo je model GPT-3,
ktory obsahuje az 96 vrstiev enkdderov.

"Zdroj: https://dzlab.github.io/assets/2020/07 /20200725-gpt3-model-architecture.textpng
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2.4 Metriky v strojovom uceni

Stratova funkcia

Stratova funkcia® je funkcia, ktord sa pouziva pri strojovom uceni na vypocet chyby modelu.
Cielom trénovania modelu je potom minimalizacia tejto chyby. Spomedzi mnohych v tejto
praci pouzivam tzv. categorical cross-entropy loss, ktorej vypocet je uvedeny vo vzorci” 2.6.

output size

Loss = — Z y; * logy; (2.6)
i=1

V tomto vzorci je 3; i-ty Clen vektora vystupu modelu, y; je i-ty ¢len vektora skutoéného
vystupu, a output size je dlzka vektora vystupu

Presnost

Vypocet presnosti modelu je dolezity pre informéciu o stave tréningu modelu. V tejto praci
som pouzil jednoduchy vypocet presnosti, ktory porovna predpovedané a skutoc¢né tokeny.
Na zaklade toho potom urc¢i, aké cast z nich sa rovna, a to je vysledok vypocétu presnosti.
Koéd tejto funkcie je zndzorneny na obrazku 2.6.

2.5 Tokenizacia

Tokenizaciou sa rozumie rozdelenie textu na slova, tzv. tokeny. Tato metdda je nevyhnutna
pre pouzitie sekvenénych jazykovych modelov. Existuje viacero pristupov k tokenizacii.

8angl. original loss function
9Zdroj: https://peltarion.com/knowledge-center/documentation /modeling-view /build-an-ai-model /loss-
functions/categorical-crossentropy
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def accuracy_function{real, pred):

accuracies = tf.equal{real, tf.argmax(pred, axis=2))

maszk = tf.math.logical_not{tf.math.equal(real, @))

accuracies = tf.math.logical_and(mask, accuracies)

accuracies = tf.cast(accuracies, ditype=tf.float32)
mask = tf.cast(mask, dtype=tf.float32)

return tf.reduce_sum(accuracies)/tf.reduce_sumi{mask)

Obr. 2.6: Kéd zodpovedny za vypocet presnosti. Porovnanie predpovedanych a skutoénych
tokenov sa deje na riadku 250. Potom sa aplikuje maska, ktord vynechd z porovnania tzv.
padding tokeny. Na riadku 257 sa potom vydeli suma spravnych predpovedi s celkovou
sumou.

Rozdelenie textu na slova

Najjednoduchsou formou tokenizacie je rozdelenie textu na slova podla medzier, alebo regu-
larnych vyrazov. Tato technika funguje dobre pre maly obsah dobre struktirovaného textu.
Problém nastava pri vac¢sich obsahoch textu. Tymto spésobom vznikne prilis vela rozdiel-
nych slov, ¢im sa zvicsuje velkost slovnej zasoby. To vyrazne zvysSuje vypocetné narodky
pri trénovani modelu.

Rozdelenie textu na znaky

Dalsou z foriem tokenizacie je rozdelenie textu na jednotlivé znaky. V¥hodou je mald velkost
slovnej zdsoby a jednoduchd implementécia. Hlavnou nevyhodou je prilis velkd dizka jednej
vety, ¢o znova zvysuje vypocetni niro¢nost jazykovych modelov. Dalsfm z minusov je aj to,
ze model sa nenaudi suvislosti medzi jednotlivymi slovami, kedze kazdé slovo je len jeden
znak.

Rozdelenie textu na podslova

Lepsou formou tokenizacie je rozdelenie textu na podslova. V prirodzenom jazyku je bezné,
ze slova vznikaji spojenim viacerych slov. Tento fakt vyuziva prave tatp metoda. Usetri sa
ako velkost slovnej zasoby, tak aj dizka vety, a navyse sa model lepsie nauci suvislosti aj
medzi jednotlivymi ¢astami slov.

Byte-Pair Encoding

Existuje viacero pristupov k rozdeleniu textu na podslova. Jednym z nich je Byte-Pair En-
coding [7], skratene BPE. Spoc¢iva v tom, Ze sa postupne vezmu najviac pouzivané dvojice
znakov, a su nahradené novym znakom. Tento proces prebiecha rekurzivne, az pokial sa
neddjde k pozadovanej velkosti slovnej zasoby. Tuto metdédu pouziva aj tokenizér Senten-
cePiece [16], ktory je pouzity v tejto praci. Ukazka pseudokdédu prebratéd z prace [7] je na
obrazku 2.7.
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Listing 1 Compression algorithm (pseudocode)

While not end of file
Read next block of data into buffer and
entar all pairs in hash table with counts of their occurrence
While compression possible
Find most frequent byte pair
Replace pair with an unused byte
If substitution deletes a pair from buffer,
decrease its count in the hash table
If substitution adds a new pair to the buffer,
increase its count in the hash table
Add pair to pair table
End while
Write pair table and packed data
End while

Obr. 2.7: Pseudokdd tokenizacnej metdédy BPE

2.6 Vzorkovacie heuristiky

Jazykové modely sa vo vSeobecnosti snazia predpovedat dalsie slovo v sekvencii. Deje sa to
tak, ze pre kazdu sekvenciu vratia zoznam vsetkych slov zo slovnej zasoby s prislusnymi
pravdepodobnostami, ze dané slovo je nasledujtice. Na spésob samotného vyberu pozname
viacero algoritmov, resp. heuristik.

Greedy search

Greedy search [3] je algoritmus, ktory vzdy vyberie najlepsie lokélne rieSenie. Pri jazykovych
modeloch to znamenad, ze pri kazdej predpovedi dalSieho slova sa vyberie to s najvysSou
pravdepodobnostou. Ide o najtriviadlnejsiu vzorkovaciu heuristiku pri jazykovych modeloch.

Beam search

Beam search [6] je algoritmus, ktory prehladdva stavovy priestor ponechanim N najlep-
sich moznosti, kde N nazyvame sirkou lac¢a'’. Skére sa pocita pre kazdy 14¢ od zaciatku do
konca. Tento algoritmus som upravil na zmensenie pamétovej aj ¢asovej naroc¢nosti. V praxi
to znamenad, ze v kazdej iteracii jazykového modelu sa vyberie N slov s najvyssimi pravde-
podobnostami. V origindlnom algoritme by sa vybrala celd slovna zasoba, to by vSak bolo
prilis naroc¢né. Tieto slova st potom konkatenované ku siicasnym N lacom, ¢im dostaneme
N? moznosti. Z tychto moznosti sa ponecha len N s najlepsim skére, a proces sa opakuje.
Skére lica sa pocita ako sucin pravdepodobnosti kazdého slova v tomto IG¢i. Vyssi sicin
znamena lepsie skore.

Yangl. beam width
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Top-K

Top-K [10] je algoritmus, ktory pri kazdwj iteracii jazykového modelu vyberie K slov s naj-
vysiimi pravdepodobnostami. Z tychto slov ndhodnym vyberom vyberie jedno, prida ho do
sekvencie, a proces sa opakuje. Tymto sposobom sa snazi predist prediktivnemu a repeti-
tivnemu chovaniu jazykového modelu.

2.7 Softmax

Softmax [9] je funkcia, ktora premieria vektor hodnot v rozsahu celych redlnch ¢éisel na vektor
hodnét v rozsahu od 0 po 1, pricom sucet ¢isel tohto vektora je 1. Tato funkcia sa vyuziva
v strojovom uceni, kde premiena vysledné skore modelu na rozlozenie pravdepodobnosti.
Pocita sa podla vzorca [26]:

e~

Ugizi 2.7
=57 27)

kde Z je vstupny vektor, K je dizka vstupného vektora, z a zj su i-ty a j-ty prvok
vektora Z, a e je Eulerovo dislo.

13



Kapitola 3

Zhrnutie doterajsieho postupu

Generovanie kédu je pomerne nova disciplina v oblasti spracovania prirodzeného jazyka
a strojového ucenia. Napriek tomu uz je to par rokov, ¢o sa roézni vyskumnici zaoberaja
touto témou a jej pouzitim v praxi. D4 sa povedat, Ze ide o akysi logicky postup z oblasti
generovania sumarizacie a komentarov z poskytnutého kédu. Tato tiloha vyzera intuitivne
jednoduchsia. Ma vsak s generovanim koédu vela spolo¢ného.

V préci [11] sa venuju tejto tematike. Pouzivaji rozklad kédu na AST, ktory je potom
serializovany. Nasledne je pomocou poskytnutych anotacii natrénovany model, ktory sa
formou strojového prekladu snazi najst suvislost medzi kddom a komentarom (anotéciou).

Problematike generovania ¢i doplinovania kodu sa poslednej dobe venuje vela pozornosti,
najmé v suvislosti s GPT-3. Viacero ¢lankov, ako naprikad aj ¢lanok [5] ziskalo pozornost
Sirsieho publika tym, ako demonstrovali schopnosti modelu GPT-3 generovat jednoduchy
kéd podla textového popisu. Toto spustilo zaujem o pouzitie GPT modelov, ako aj Trans-
formerov vseobecne, na generovanie ¢i doplnovanie kédu.

Model typu GPT bol pouzity napriklad v praci [21], kde bolo pouzitych 1,2 miliardy
riadkov kédu v réznych programovacich jazykoch na trénovanie modelu. Ulohou bolo vy-
tvorit systém na dopliovanie kédu. V tomto pripade nebol pouzity rozklad na AST, model
vSak dosiahol velmi dobré vysledky. Pochopitelne, jednalo sa o model s velkym poc¢tom
parametrov, konkrétne 366 miliénov. Takéto modely si extrémne vypoctovo niroéné na
tréning aj nasadenie.

Mnoho z pokusov o generovanie kédu ma spolo¢ni jednu vec, a tou je rozlozenie kédu
na syntakticky strom (AST). Jedna sa napriklad o pracu [27], kde bol pouzity model typu
RNN [19] na predpovedanie struktiry vysledného kédu.

Dalsou z pouzivanych metéd syntaktického rozkladu kédu je rozklad AST na graf. Tento
pristup bol pouzity v préci [24], kde navrhli tzv. AST Graph Attention Block. Ide o modul,
ktory je podobny Attention bloku v Transformeri s tym rozdielom, ze spractva grafy.

V préci [17] bol zvoleny trochu odlisny pristup ku dopliovaniu kédu. Rovnako ako
u inych prac bol pouzity rozklad kédu na AST. Rozdiel bol v tom, ze v tejto praci boli
pouzité 2 rozdielne neurénové siete. Princip bol v tom, Ze na generovanie syntaktickych
tokenov bola pouzitd siet typu LSTM [19], a na generovanie slovnych tokenov bola pouzita
tzv. Pointer Mixture Network, ktord bola definovand v tejto praci.

Poslednou pracou spomenutou v tejto kapitole je praca [15], ktord sa venuje navrhu a
implementacii systému na dopliiovanie kodu. V tejto praci bol taktiez pouzity rozklad kédu
na AST s tym, Ze sa experimentovalo s roznymi metédami serializacie AST do sekvencie.
Pouzity dataset bol py150 [18], ktory obsahuje spracované AST pre kazdy zo 150 tisic
stborov v jazyku Python.
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Kapitola 4

Data

Pre natrénovanie modelu bolo potrebné pouzit kvalitny dataset. Ulohou vysledného mo-
delu je predpovedat kéd v jazyku Python na zdklade poskytnutého popisu, prip. hlaviciek
funkcii. Existuje niekolko potencidlnych zdrojov takychto dat. Jednym z nich je kvalitne
dokumentovany koéd, druhym st napr. Jupyter notebooky.

4.1 Dostupné datasety

Vzhladom na fakty uvedené vyssie prislo do ivahy viacero datasetov. Jednym z nich bol
dataset CodeSearchNet [12], ktory obsahuje kolekciu implementacii funkeii a ich dokumenta-
cie. Tento dataset bol vytvoreny zbieranim verejne dostupnych zdrojovych kédov a obsahuje
cez 2 miliény parov funkcii a dokumentacénych retazcov.

Dalsi z kandidétov na pouzitelny dataset bol dataset JulCe [1], ktory pozostéva z dat
pozbieranych z cca. 673 tisic verejne dostupnych Jupyter notebookov. Vysledkom je cca. 1,5
miliéna kusov kédu, pricom ku kazdému z nich je priradeny jeho kontext. Kazdy kus kédu
je obsah nejakej bunky v notebooku, a kontext je obsah viacerych buniek pred nim. Tieto
bunky st zmes kusov kdédu a textovych popisov. Prave z tohto dévodu som sa rozhodol
tento dataset nepouzif, kedze na jeden cielovy kus kodu sa mapuje viacero popisov a inych
kusov kodu, ¢o stazuje praktické pouzitie takéhoto modelu.

4.2 CodeSearchNet

CodeSearchNet je dataset obsahujici kédy v 6 programovacich jazykoch.! V tejto praci
sa zameriavam len na koéd napisany v programovacom jazyku Python. Hlavnym dévodom
je, ze Python je najviac "prirodzenyé najviac popularny programovaci jazyk, ¢o znamena,
ze pri tlohach ako napr. automatické dopliovanie kédu dosiahol spomedzi inych jazykov
najlepsie vysledky. [21] Sthrnné Statistiky tohoto datasetu st v tabulke 4.1. Histogramy
dizky kédu a dokumentacnych retazcov v poéte znakov st na obrazkoch 4.1, resp. 4.2.

'Konkrétne Python, Java, PHP, Javascript, Go, Ruby
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Tabulka 4.1: Statistiky datasetu CodeSearchNet pre jazyk Python. Pocet slov je dany po
rozdeleni textu Tubovolnym poc¢tom bielych znakov.

Kod | Dokumentacné retazce
Pocet datovych vzoriek | 412178 412178
Priemerny pocet riadkov | 17,06 6,19
Priemerny pocet slov 59,15 36,71
Priemerny pocet znakov 730 295,01

Count

0 500 1000 1500 2000 2500
chars

3000

Obr. 4.1: Histogram dizky kédu v poéte znakov

Count

0 200 400 600 800
chars

1000

Obr. 4.2: Histogram dizky dokumentaéngch retazcov v poéte znakov
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Kapitola 5
Navrh riesenia

V tejto praci som vypracoval konkrétne 2 modely, v ndvrhu a implementéacii sa vsak venujem
len tomu druhému. Prvy model bol takmer identicky s druhym, s jedinym rozdielom v jeho
velkosti a v tom, Ze bolo pouzité syntaktické spracovanie kodu. Pri prvom bol na tokenizaciu
aj detokenizaciu pouzity len BPE tokenizér, a dataset bol len prefiltrovany od prilis dlhych
vstupov, ¢im sa zachovalo viac ako 90% povodného datasetu.

5.1 Spracovanie dat

Data st z pévodného zdroja stiahnuté v ZIP forméate, je potrebné ich najprv extrahovaf.
Obsah tohto archivu pozostéva z viacerych JSONL' stiborov. Kazdy z tychto stiborov je
potrebné nacitat riadok po riadku a ulozit do pola. Kazdy z tychto riadkov reprezentuje
jeden datovy bod.

Kazdy datovy bod obsahuje niekolko poloziek. Pre tuito pracu budu stacit 2 z nich: code a
docstring. Tieto reprezentuji origindlny text obsahujtci cely kéd (vratane dokumentac¢ného
retazca), resp. samotny dokumentacény retazec. Je teda potrebné odstranit z kédu samotny
dokumentaé¢ny retazec. Dalej nasleduje odstranenie datovych bodov, pri ktorych sa dizka
kédu nachdadza mimo isté uréené hodnoty. Podla obrazku 4.1 vidime, zZe vic¢sina kodu je
kratsieho rozsahu, teda neprideme o prilis velkua ¢ast datasetu. Tento krok je potrebny, aby
sme zvysili presnost modelu, kedze je lepsie mat datovi sadu v ¢o najviac uniformnom
forméte. Navyse, pri velmi kratkych alebo velmi dlhych tsekoch kdédu je vicsia Sanca, ze sa
jednd o nekvalitné dédta, kedze pri takejto velkosti datasetu nie je mozné mat na 100% Cisté
data.

Cielom filtrovania dokumentacnych refazcov je ziskanie kratkych, jednoduchych, vy-
stiznych, a idedlne jednovetovych popisov kédu funkeii v anglickom jazyku. To samozrejme
nie je uplne trividlna tloha, kedZe tieto refazce obsahuju ¢asto aj iny text, napr. priklady
pouzitia, alebo popis parametrov. Po ziskani nadhladu nad formatom tychto refazcov som
usudil, Ze bude najlepsSie ponechat len prvy riadok u kazdého z nich, kedze ten casto ob-
sahoval prave ziadant formu textového popisu. Ukézka formy niektorych dokumentacny
refazcov je na obrazku 5.1. Niekedy vsak tento popis chybal, a ¢asto od prvého riadku
zacinal formélny popis parametrov. Vécsina z tychto popisov sa drzala formatov reStruc-
turedText” a Epytext®, ¢o sa d4 Iahko vyuzit. Preto som navrhol systém, ktory pomocou

"https:/ /jsonlines.org/
*https:/ /www.python.org/dev/peps/pep-0287/
3http://epydoc.sourceforge.net /epytext.html
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regularneho vyrazu urci, ¢i sa prvy riadok podobda na jeden z tychto formatov. Ak &no,
tak tento dokumentacny refazec je vynechany z datasetu. Cely tento proces je zndzorneny
na obrazku 5.2. Druha cast spracovania dat pred vstupom do samotného modelu pozos-
tava z prevodu textov na sekvencie tokenov. Tejto problematike st venované nasledujtce
kapitoly.

Shows the face recognition results visually.

:param img_path: path to image to be recognized
:param predictions: results of the predict function
sreturn:

Convert a dlib 'rect' object to a plain tuple in (top, right, bottom, left) order

:param rect: a dlib 'rect' object
:return: a plain tuple representation of the rect in (top, right, bottom, left) order

Make sure a tuple in (top, right, bottom, left) order is within the bounds of the image.

:param css: plain tuple representation of the rect in (top, right, bottom, left) order
:param image_shape: numpy shape of the image array
ireturn: a trimmed plain tuple representation of the rect in (top, right, bottom, left) order

Obr. 5.1: Ukazka formy dokumentac¢nych retazcov

Extrahovanie do Ponechanie 2

Data - ZIP .:'—l- Macitanie do pofa pologiek: code,
: JSONL docstring
-~ - - ‘r
) Odstranenie ( L e | [ . .
Predspracované nevhodnych ?ﬁﬁtﬁ n,in I'ihpwls d Edstra;l;'mgh
data dokumentacnych & E’. dra eno @ tl,l men : ',13 0
retazcov \ odd / || Fetarea zRodu

Obr. 5.2: Predspracovanie dat

5.2 Syntaktické spracovanie vstupu

Jazykové modely ako napr. Transformer sa vyuzivaju na spracovanie sekvencii slov. Pri
prirodzenom jazyku vykazuji vysoku presnost. Co sa tyka spracovania kédu programova-
cich jazykov, viacero prac ukazuje, ze model dosiahne lepsie vysledky, ak sa mu nejakym
sposobom dodaju informéacie o syntaxi vstupného kédu. Prehlad tychto prac je v kapitole
3.

V tejto praci som sa zameral ako na syntaktické spracovanie kédu, tak aj dokumen-
ta¢nych retazcov. Transformovat kod na syntakticky strom nie je zlozité, existuje viacero
kniznic, ktoré to dokazu. Rovnako existuju aj kniznice pre rozklad viet v anglickom jazyku
na syntakticky strom. Problém je v tom, ze Transformer je sekven¢ny model, jeho vstupom
aj vystupom je sekvencia slov, nie stromova Struktira. Je teda potrebné tieto syntaktické
stromy transformovat na sekvencie, ktoré model dokaze spracovat. Navyse, v pripade kodu
musi tento proces fungovat aj opacne, kedZze kone¢nym vystupom modelu ma byt ¢isty text.
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Problematike prevodu stromu na sekvenciu sa venovali aj v praci [27], kde pouzili me-
tédu pre-order prechodu stromom. Rozhodol som sa tato metédu pouzif aj v mojej praci.
Narozdiel od ostatnych pristupov som sa rozhodol pouzif tuto stratégiu aj pri prevode
vstupného textu. Moja domnienka je, Ze model bude schopny najst stvislost medzi synta-
xou vety a kédu.

Spracovanie kédu

Kéd v textovej podobe musi byt najprv prevedny na abstraktny syntakticky strom [14]. N4~
sledne tento strom musi byt prevedeny do sekvencénej formy. KedZe to nie je tiplne trividlna
uloha, bude existovat este jeden mezikrok, ktory prevedie abstraktny syntakticky strom na
JSON* reprezentéciu, z ktorej sa nasledne vygeneruje sekvencia tokenov. Detailnejej im-
plementéacii sa budem venovat v kapitole 6. Nasledne je potrebné analogicky implementovat
systém, ktory zo sekvencie tokenov vyprodukuje najprv JSON reprezentaciu, nasledne syn-
takticky strom a potom samotny kéd. Princip tejto procediry je zndzorneny na obrazku
5.3.

Spracovanie dokumentac¢nych retazcov

Dokumentacné retazce musia byt najprv skonvertované na syntakticky strom, podobne
ako aj kod. Prirodzeny jazyk ale nema tak zlozitt Struktiru ako kéd, a preto mdzeme
previest jeho syntakticky strom priamo na sekvenciu tokenov. Opacny prevod potom uz nie
je potrebny. Princip tejto proceduiry je znazorneny na obrazku 5.4.

-~

Abstraktny JSON -'/Selwen cia ™, | ] Sekvencia
Kod <—» synfakticky < reprezenticia <€—»{ tokenoy H Tokenizer «—» Ciselnych
strom AST N ’,/ i | oznaceni slov
Obr. 5.3: Prevod kédu na sekvenciu tokenov a naopak
; 2 L Ve Y : Sekvencia
Dokumenta { Y i . ] - - .
cny 3 Syntakticky ) Sekvencia _. > Tokenizér | 3 Eiselnych

retazec strom ', tokenov
A N

.""’

oznaceni slov

Obr. 5.4: Prevod dokumentac¢ného refazca na sekvenciu tokenov

Prevod syntaktického stromu na sekvenciu

Syntakticky strom, podobne ako kazdad ind stromova struktira, obsahuje 2 typy uzlov:
vnutorné a listové. Vnutorné uzly v pripade syntaktického stromu reprezentuju jednotlivé
struktiry, z ktorych pozostava text, z ktorého bol tento strom vytvoreny. Listové (koncové)
uzly si v tomto pripade atomické jednotky textu, ktoré z hladiska syntaxe nie je mozné
dalej delit. Kazdy z vnitornych uzlov ma urceny typ, a kazdy z koncovych uzlov reprezen-
tuje literdl (napr. slovo v pripade dokumentacnych retazcov, alebo nézov premennej, ¢islo
v pripade kédu).

“https://www.json.org/json-en.html
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Co sa tyka vnitornych uzlov, vietky ich typy st predom dané, takZe je mozné kazdému
z nich priradit jedno ¢islo. Sekvencia tokenov kédu vSak musi byt spétne preveditelnd na
strom, preto musime Struktiru stromu istym spoésobom zakédovat do sekvencie. Kedze sa
jednd o pre-order prechod, postaci na to jednoduchy algoritmus. Zacina na korenovom uzle
stromu:’

1. Spracuj stcasny uzol

2. Ak ma uzol nespracovaného potomka, zaznac¢ ho ako spracovaného, prejdi na neho a
chod na krok 1

3. Pridaj do sekvencie token UP
4. Ak ma uzol predchodcu, prejdi na neho a chod na krok 2

5. Koniec

Token UP je specialny token, ktorym sa znac¢i navrat v strome o troven vyssie. Princip
tohoto prevodu je ukdzany na obrazku 5.5. Prevod opa¢nym smerom je potom uz jedno-
duchy, zo sekvencie vygenerovanej tymto spésobom je mozné jednoznacne spatne vytvorit
strom.

Tokenizacia sekvencie

Vysledkom syntaktického spracovania budi sekvencie tokenov ako pre kod, tak pre doku-
mentacny retazec. Model vsak potrebuje dostat sekvenciu celych ¢isel, ktoré reprezentuja
jednotlivé slova. O mapovanie tokenov na ¢isla sa postard tokenizér, ktorého funkcia bude
opisand v podkapitoldch 2.5 a 6.2. V tejto kapitole je zatial vnimany ako tzv. black-box (vid
obrazky 5.3 a 5.4).

5.3 Tokenizér

Hlavnou dlohou tokenizéra v jazykovych modeloch je prevod textu na sekvenciu tzv. toke-
nov. Kazdy z tychto tokenov je celé ¢islo v rozsahu velkosti slovnej zasoby modelu. Toto
rozloZenie slovnej zasoby je lepsie znazornené na obrazku 6.15 v podkapitole 6.3. Pri tradic-
nych jazykovych modeloch sa nejakou z dostupnych metdd rozdeli text na jednotlivé slova
(tokeny), pricom kazdému z nich je priradené jedno ¢islo.

V pripade tejto prace vsak rozliSujeme 2 typy tokenov. Jednym z nich je token re-
prezentujici vnutorny uzol syntaktického stromu, ktory ma jednoznacne priradené svoje
¢iselné oznacenie typu. Druhym z nich je token reprezentujici koncovy uzol stromu, ktory
uz priradeny typ nema. Na zdklade tychto skutoc¢nosti je potrebné navhrniat struktaru,
ktord reprezentuje jeden token. Pri vnatornych uzloch potrebujeme ulozif ¢islo jeho typu,
pri koncovych uzloch zasa jeho textovy obsah. Ciselné oznacenie koncového uzla (tokenu)
moze byt Specialna konstanta WORD, ktora znaci, ze sa jedna o koncovy uzol. Takyto to-
ken bude predany dalej tokenizéru, ktory na jeho miesto vlozi sekvenciu 1 az N tokenov.
Ukéazka roznych tokenov je na obrazku 5.6.

5Spracovanim uzlu sa mysli jeho pridanie do vyslednej sekvencie
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Obr. 5.5: Prevod medzi syntaktickym stromom a sekvenciou tokenov

Rozdelenie slov na tokeny

Pri tokenoch typu WORD nevieme urcit ich typ. Na priradenie celoc¢iselnej hodnoty teda
musime vyuzit iny postup. Tu prichddzaji na rad tradicné metddy tokenizacie, ktoré st
vyuzivané v jazykovych modeloch. Podstatou tychto tloh je rozclenenie textu na slova, a
ocislovanie kazdého slova. Poznama viacero takychto metéd. Najprimitivnejsie z tychto me-
t6d rozdeluji slova na zdklade bielych znakov. Trochu pokrocilejsou metédou je BPE, ktora
sa vyznacuje tym, ze umoznuje kazdé slovo rozdelit na viacero podslov, ¢im sa dosiahne vys-
Sie pokrytie slovnej zasoby, a zaroven to dokaze spravit s mensou velkostou slovnej zasoby.
Toto je lepsie opisané v podkapitole 2.5.

Token #1 Token #2 Token #3 Token #4
Type: Call (9) Type: Return {(15) Type: WORD (0) Type: UP (1)
Value: Mone Value: Mone Value: "counter” Value: Mone

Obr. 5.6: Ukazka roznych tokenov
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Priklad pouzitia tejto metédy je na obrazku 5.7. Po spracovani stromu na sekvenciu
budu tokeny typu WORD nahradené 1 az N tokenmi. O toto rozdelenie sa postara tokenizér
s vyuzitim BPE metdédy. Z toho vyplyva, ze cela slovna zasoba pozostava z viacerych casti.
Prvou z nich s Specidlne tokeny, ktoré potrebuje samotny tokenizér. Jedna sa o tokeny, ako
napr. PAD, UNK, alebo Specidlne znaky ako novy riadok, tabulator, atd. Druhou ¢astou je
token UP. Tretou c¢astou s tokeny, ktoré sa vztahuji na typ uzla v syntaktickom strome.
Stvrtou a poslednou ¢astou sii slovné tokeny, teda tie, ktoré tokenizér vyprodukuje pri
spracovani WORD tokenov. Rozdelenie slovnej zasoby je nazorne ukazané na obrazku 5.8.
N vyznacuje velkost slovnej zasoby.

Token #1 Token #2 Token #3
Type: WORD () Word: "count” Word: "er”
Value: "counter” ID: 2508 ID: 1845

Token #1 Token #2
Type: WORD (0) Word: "data”

Value: "data" ID: 3125

Obr. 5.7: Priklad tokenizacie

Token
up
0 N
Specidlne Typové Slovné
tokeny tokeny tokeny
Obr. 5.8: Rozdelenie slovnej zasoby
5.4 Model

NajdolezitejSou sucastou celého systému je samotny jazykovy model. Spomedzi réznych
jaykovych modelov bude v tomto systéme pouzity model typu Transformer, ktory je pod-
robnejsie opisany v podkapitole 2.1. Tento model pozostava z 2 vstupov a jedného vystupu.
Prvy zo vstupov (enkéder) sluzi pre zdrojovy jazyk, v nasom pripade dokumentacné retazce.
Druhy zo vstupov sluzi pre cielovy jazyk, v nasom pripade kéd.

Model bude pouzity v 2 fazach: tréning a nasadenie. V tréningovej faze prejda obidva
vstupy spracovanim na tokeny. Nasledne sa tieto tokeny predju modelu, ktory na zdklade
toho poskytne vystup vo forme rozlozenia pravdepodobnosti pre jednotlivé slova. To sa
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nasledne pouzije na optimaliziciu parametrov modelu. Tento proces sa opakuje, a tymto sa
model trénuje.

V druhej faze je natrénovany model pouzity na predikciu pisaného kédu. Na vstup enko-
dera sa rovnako umiestnia tokeny reprezentujice dokumentacné retazce. Na vstup dekdédera
sa umiestnia tokeny kodu, ktoré uz boli vygenerované modelom. Na zaciatku ziadny kod
vygenerovany nebol, preto sa na tento vstup umiestni Specidlny START token. Vystup
potom prejde cez kontrolu syntaxe, dalej sa vybranou metédou vyberie jedno z moznych
slov. Toto slovo je potom sucastou vystupu, a zaroven sa prida na vstup dekddera. Tento
proces sa opakuje, kym sa bud nedosiahne maximalna dizka sekvencie, alebo sa neukondi
syntakticky strom ndvratom ku korenu. Ukazka integracie modelu do celého systému je na
obréazku 5.9.

5.5 Kontrola syntaxe

Model pri predikcii slov vyprodukuje rozlozenie pravdepodobnosti pre kazdé slovo zo slov-
nej zasoby. Najjednoduchsou heuristikou je vybraf slovo s najvyssou pravdepodobnostou.
Pri klasickom jazykovom modele by to fungovalo. Problémom v pripade tejto prace je, ze
jednotlivé predpovedané slovd zodpovedaju syntaktickym jednotkam textu, a musia byt
spatne preveditelné na syntakticky strom. V praxi to znamend, ze vyber slov je obmedzeny
len na tie, ktoré dodrzuju syntax.

Je potrebné navrhnit systém, ktory bude obmedzovat dalsie mozné slova (tokeny) na
zéklade doterajsich slov. Princip je nasledovny:

1. Inicializacia zoznamu pouzitelnych slov

2. Model vygeneruje pravdepodobnosti pre vSetky slova

3. Zo zoznamu pouzitelnych slov sa vyberie to s najvyssou pravdepodobnostou

4. Vybrané slovo sa posle systému, ktory vygeneruje novy zoznam pouzitelnych slov
5. Ak je zoznam pouziteInych slov prazdny, proces sa skondci

6. Vybrané slovo sa posle modelu, a pokracuje sa krokom 2

Takymto spésobom bude prebiehat generovanie slova za slovom. Tieto slovd potom
prejdia procesom konverzie zo sekvencie tokenov na text, ktory bol opisany v predchidza-
jucich sekciach.

Strukttra systému

Hlavnou tlohou tohto systému bude pre dand sekvenciu doterajsich slov vytvorif zoznam
slov, ktoré mo6zu nasledovat. Systém by mal fungovat interaktivne, tzn. po kazdom dalSom
vlozenom slove vediet poskytniuf zoznam povolenych slov. Zaroven musi systém poznat
gramatické pravidla jazyka kédu.

Kedze systém si musi byt vedomy stcasnej pozicie v syntaktickom strome, rozhodol som
sa, ze bude pracovat so zasobnikovou struktirou. Na tento zasobnik by sa ukladali pricha-
dzajuce slova. Ak by prichadzajicim slovom bol token UP, tak by sa z vrcholu zasobnika
odstranilo jedno slovo. Princip ¢innosti tohoto systému je znazorneny na obrazku 5.10.
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5.6 Vzorkovacie heuristiky

Pri jazykovych modeloch ziskame pre dand sekvenciu slov ¢iselné hodnoty, pricom kazda
z nich urcuje pravdepodobnost, ze nasledujice slovo bude to dané slovo. NajprimitivnejsSia
stratégia je jednoduchy vyber slova s najvyssou pravdepodobnostou. V tejto praci budem
implementovat tito jednoduchu variantu, rovnako aj Top-K a Beam search, a budem porov-
navat ich tispesnost, ako aj ¢asovu zlozitost. Heuristiku Beam Search som z hladiska ¢asovej
narocnosti trochu upravil, opis toho algoritmu je v podkapitole 2.6, kde sa nachadza aj opis
met6édy Top-K. Dalej budem ttto upravent verziu nazjvat Beam Search.

5.7 Uzivatelské rozhranie

Ako rozhranie na demonstraciu funkcie modelu som sa rozhodol pouzit editor Sublime
Text®. Tento editor obsahuje jednoduché prostredie pre pisanie pluginov, navyse v jazyku
Python. Po stlaceni istej klavesovej skratky sa spusti funkcia, ktora analyzuje text v okoli
kurzora, potom ho posle cez modul requests na server, ktory naspét vrati kod na doplnenie.
Tento server bude obsluhovat systém, ktory je ukadzany na obrazku 5.9 v ¢asti nasadenie.
Ukéazka pouzitia tohoto rozhrania je na obrazku 5.11.

Shttps:/ /www.sublimetext.com/
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Obr. 5.9: Integracia modelu do systému
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Kapitola 6

Implementacia

Pre implementaciu tohoto systému som sa rozhodol pouzif prostredie jazyka Python verzie
3.8. Python je univerzilne pouzitelny jazyk, jeho prostredie obsahuje mnozstvo kniznic,
ktoré ulah¢uju pracu s datami, strojovym ucenim, a podobne.

6.1 Spracovanie dat

Data z originalneho zdroja boli stiahnuté v ZIP forméte. Tento ZIP stbor obsahuje 14 si-
borov formatu GZIP. Na extrakciu tychto stiborov bola pouzita kniznica gzip'. Po extrakcii
kazdého z tychto archivov dostaneme textovy sibor, ktory pozostava z riadkov, pricom
kazdy riadok je text vo formate JSON?. Na nacitanie tohoto textu bola pouzitd kniZnica
json®. Tato obsahuje funkciu loads, ktora konvertuje text v JSON formate na pythonovsky
slovnik®.

Po nacitani celého datasetu dostaneme zoznam slovnikov, pricom kazdy prvok tohoto
zoznamu je zaroven jeden datovy bod. Kazdy z tychto slovnikov obsahuje 12 poloziek,
najcastejsie ide o rdzne metadata®. Pre ticely tohoto modelu bude potrebné pouzit len 2
z tychto poloziek, a to code a docstring. Tieto polozky obsahuju ¢isty nespracovany textovy
format kédu a dokumentacného retazca, ktory prinalezi tomuto kodu.

Pre kazdy z parov kéd, dokumentacny retazec je potom zavolana funkcia
remove__docstring. Tato funkcia ma za ilohu odstranit dokumentacény retazec z kodu, kedze
polozka code obsahuje kéd aj s dokumentaénym retazcom. Na to je pouzitd kniznica ast®,
konkrétne jej podcast NodeTransformer. Kéd je pomocou funkcie ast.parse najprv rozlo-
zeny na abstraktny syntakticky strom. Potom je na tento strom aplikovand funkcia, ktora
vezme kazdy element typu Ezpr, tzn. vyraz, ktory obsahuje konstantu typu str, tzn, refazec.
Toto sa deje z dovodu, ze v takejto formu vystupuje dokumentacény retazec v koéde. Ak plati
podmienka, zZe tento vyraz obsahuje dokumentac¢ny retazec, alebo naopak, je z kodu odstra-
neny. Ak sa nenajde ani jeden takyto refazec, tak je dana dvojica kédu a dokumentacéného
refazca z datasetu odstranenda. Ukazka tohoto algoritmu je na obrazku 6.1.

DalSou stcastou je filtrovanie kédu na zéklade jeho dizky. Aby bol konkrétny priklad
kédu zahrnuty do datasetu, musi spliiat 2 podmienky. Prvou je maximalny pocet riadkov,

"https:/ /docs.python.org/3/library/gzip.html

*https:/ /www.json.org/json-en.html
3https://docs.python.org/3/library/json.html
“https://docs.python.org/3/tutorial /datastructures.html#tdictionaries
®https:/ /github.com/github/CodeSearchNet
Shttps://docs.python.org/3/library /ast.html
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ktory bol nastaveny na 6. Druhou je maximélny pocet tokenov, ktory bol nastaveny na 256
z dovodu dimenzie pouzitého jazykového modelu. Vysledna rozhodujica hranica je napokon
znizena na 254, kedze musime zapocitat aj START a END tokeny.

Po filtrovani na zaklade dizky kédu nasleduje filtrovanie dokumentaénych retazcov. Pri
kazdom z nich je ponechany len prvy riadok. Ak je tento riadok prazdny, alebo spliuje for-
mat regularneho vyrazu, ktory zahina najpouzivanejsie formaty dokumentacénch retazcov,
je vynechany. Viac o tychto formétoch je napisané v podkapitole 5.1. Ukazka koédu je na
obréazku 6.2.

Druhd cast spracovania dat potom pozostava z tokenizacie vysledného textu. Obidva
vystupy st priebezne ukladané do formatu pickle” a nésledne skomprimované do formétu
GZIP.

class DocstringRemover(ast.NodeTransformer):
def __init_ (self, docstring):
gst.NodeTransformer.__init_ {self)
self.docstring = docstring

self.removed = False

def visit_Ewpr(self, node):
const = node.value
if isinstance{const, ast.Constant):
val = const.value
if isinstance(wval, str):
if self.docstring in val or val in self.docstring:
self.removed = True

return None
Obr. 6.1: Ukazka casti kédu na odstranenie dokumentacného retazca

def remove_tags(doc):
lines = doc.split('wn"')
first_line = lines[@].strip{'st )
if first lipne == "' or re.search(’ i+ s+ w+)200s+\w+", first_line):
return MNone

return re.sub'hs+', ' ', first_line)

Obr. 6.2: Ukazka casti kédu na filtrovanie dokumentac¢nych retazcov

"https:/ /docs.python.org/3/library /pickle.html
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6.2 Tokenizacia

Ako bolo uvedené v podkapitole 5.3, tokenizacia pozostava z dvoch krokov. V prvom je text
prevedeny na syntakticky strom a néasledne na sekvenciu, v druhom su slovné tokeny, tzn.
tokeny, ktoré reprezentuju listové uzly stromu, spracované pomocou klasického tokenizéra.

Rozklad kédu na syntakticky strom

V prvej faze prevodu kédu na syntakitcky strom vyuzijeme modul ast®, ktory vyprodukuje
objekt typu ast. Module. Tento objekt je korenovym elementom, a obsahuje cely syntakticky
strom. Ukézka tohoto stromu je na obrazku 6.3.

Module (
body=]|
FunctionDef (
name="helloWorld"',
args=arguments (
posonlyargs=[],
args=[],
vararg=None,
kwonlyargs=[],
kw defaults=[],
kwarg=None,
defaults=[]),
body=]
Expr (
value=Call (
func=Name (
id='print',
ctx=Load()),
args=|[

Constant (
value='Hello world!",
kind=None) |,

keywords=[])) ],
decorator list=[],
returns=None,
type comment=None) ],
type ignores=[])

Obr. 6.3: Ukazka syntaktického stromu

Tento strom je nasledne prevedeny do JSON reprezentacie. Jedné sa o akysi medzikrok
medzi AST objektom a sekvenciou tokenov. AST objekt obsahuje parametre, ktoré si len

®https://docs.python.org/3/library /ast.html
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informac¢ného charakteru, a si prebytoc¢né. Je to napriklad parameter ctzr, ktory urcuje
kontext, v ktorom sa vyuziva nejakd premenna. Méze nadobudat hodnoty Load(), Store()
a Del(). Tento parameter sa uz neukladd do JSON reprezentacie, je kompletne vynechany.

Dalsou z potrebnych tprav pévodného AST je pridanie vlastnej dvojice tokenov string
a other. V pévodnom AST vznika problém v listovych uzloch, kde nie je explicitne urceny
typ konstanty. Prikladom takejto nekonzistencie je napr literal 123, ktory moze vyjadrovat
ako Cislo, tak aj retazec. Dalej to méze byt literal None, ktory méze vyjadrovat $pecidlnu
konstantu None, a znova aj refazec. Ak chceme hodnoty tychto uzlov poslat tokenizéru
na rozdelenie na slova, je potrebné nejakym sposobom uchovat informéaciu o type tejto
konstanty. Preto som zaviedol tieto tokeny. Jeden z tychto tokenov je vzdy vlozeny pred
kazdu konstantu, ¢im sa urci, ¢i sa jedna o refazec, alebo in hodnotu. Jediny rozdiel je,
ze pri vytvarani JSON reprezenticie je na tokeny typu other zavolana funkcia str()’, a pri
spitnej rekonstrukeii z JSON na AST je na tokeny typu other() zavolana funkcia eval()'.
Ukazka koédu pri vytvarani JSON stromu z AST je na obrazku 6.4, opacny pripad je na
obréazku 6.5.

if isinstance{tree, str}:

return "string', tree

return "other', str{tree)

Obr. 6.4: Zavedenie Specidlnych tokenov pri prevode z AST na JSON strom

if tree[@] == 'string":

return tree[l]

LA
I

(]
=

return eval(tree[1])
Obr. 6.5: Pouzitie Specidlnych tokenov pri prevode z JSON na AST strom

O prevod z AST na JSON strom sa stard funkcia parse_tree(). Téato funkcia pracuje
rekurzivne pre cely strom. Zacina od korenového elementu. Pri kazdom elemente najprv
zisti, ¢i nie je koncovy. Ak ano, vrati sa dvojica prislusného typu koncovej konstanty, bud
string alebo other, a hodnoty tejto konstanty. Tato dvojica sa potom ulozi do vysledného

9https://docs.python.org/3/library /functions.html
https://docs.python.org/3/library /functions.html
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JSON stromu. V opa¢nom pripade sa iteruje cez vsetky podelementy daného elementu. Pri
kazdej iteracii sa kontroluje, ¢i dany element nema byt vynechany, ako napr. elementy typu
ctz. Potom v pripade, ze dany element je prazdny (jeho hodnota je None), a zaroven je
z hladiska abstraktnej gramatiky nepovinnym atribttom, je takisto vynechany. Ak element
vynechany nebol, je spracovany dalsim rekurzivnym volanim tejto funkcie, a vysledok tohoto
volania je priradeny do JSON stromu.

Struktira JSON stromu je podobnid AST stromu. Jednd sa o pythonovsky slovnik.
Kazdy element obsahuje 2 polozky: category a children. Polozka category obsahuje nazov
kategorie tohoto elementu. Polozka children obsahuje zoznam podelementov daného ele-
mentu. Tento zoznam ma taktiez podobu slovnika, kde kIt¢ je ndzov daného atributu, a
hodnota je samotny element. V pripade, Ze ide o koncovy element, jeho hodnota je dvojica
typu a hodnoty. Na obrazku 6.6 je ukazka struktiry JSON stromu.

={}4son
# category - "Module"
=2 {} children
= [ ] body
={}o
# category : "FunctionDef"
= { } chitdren
= [ ] name
o 0 :"string”
# 1 "hello\World™
E| {} args
® category : "arguments”
{] children
= [ ] body
=2{}o
o category - "Expr”
= { ¥ chitdren
= {} value
o category - "Call"
= {] children
=] {} func
8 category - "Mame"
=2 {} children
=[]
o 0 : "string”
o 1 "print"
=] [ ] args
={}o
# category © "Constant”
= {} children
= [ ]ualue

o 0 "string”
| 1 :"Hello world!”

Obr. 6.6: Ukazka JSON reprezenticie abstraktného syntaktického stromu

Enumeracia tokenov kédu

Aby bolo mozné rozlozit text kédu na tokeny, je nutné ich istym spésobom ocislovat. Preto
musi byt k dispozicii nejaky koneény zoznam vsetkych tokenov. Pre Python verzie 3.8
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existuje definicia abstraktnej gramatiky'', ktord je urcend pre parser jazyka Python. Na

zaklade tejto gramatiky potom vieme ziskat vSetky tokeny. Ukazka cCasti tejto gramatiky je
na obrazku 6.7.

slice = Slice{expr? lower, expr? upper, expr? step)
| ExtZlice({slice* dims)
| Index{expr wvalue)

boolop = And | Or

operator = Add | Sub | Mult | MatMult | Div | Mod | Pow | LShift
| RShift | BitOr | BitXor | BitAnd | FloorDiwv

unaryop = Inwert | Mot | UAdd | USub
cmpop = Eq | MotEq | Lt | LtE | @t | GtE | Is | IsMot | In | MotIn
comprehension = (expr target, expr iter, expr® ifs, int is_async)

excepthandler = ExceptHandler(expr? type, identifier? name, stmt* body)
attributes (int lineno, int col_offset, int? end lineno, int? end_col offset)

arguments = {arg* posonlyargs, arg® args, arg? vararg, arg® kwonlyargs,
expr® kw_defaults, arg? kwarg, expr® defaults)

arg = (identifier arg, expr? annotation, string? type_comment)
attributes (int lineno, int col_offset, int? end_lineno, int? end_col_offset)

-- keyword arguments supplied to call (NULL identifier for **kwargs)
keyword = (identifier? arg, expr value)

Obr. 6.7: Cast abstraktej gramatiky jazyka Python verzie 3.8

7 prvého pohladu na tato gramatiku je mozné rozdelit tokeny na 2 typy:
1. Uzly

2. Parametre

Parametre su tokeny, ktoré su sucastou nejakého uzla. Na obrazku 6.7 sa jednd napr.
o parametre na prvom riadku, konkrétne lower, upper a step. Tieto parametre maju svoj
typ, ktory vSak nie je podstatny délezité je ich zaradenie do nejakého uzla. Dalsou dole-

zitou vlastnostou tychto parametrov je ich kardinalita. Podla tejto abstraktnej gramatiky
rozliSujeme 3 typy parametrov:

1. Jednopocetny
2. Viacpocetny

3. Nepovinny

Jednopocetny parameter musi byt pritomny vzdy a prave raz. Vyznacuje sa tym, ze pred
ndzvom atribitu nie je ziadny zo symbolov * alebo 7. Na obrézku 6.7 ide napr. o parameter
value na tretom riadku. V praxi to znamend, ze uzol Inder musi obsahovat prave jeden
parameter value, a tento musi byt typu expr. Typ ezpr na tomto obrazku nie je, moze vsak

"https:/ /raw.githubusercontent.com /python/cpython/3.8 /Parser /Python.asdl
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reprezentovat jeden z mnohych uzlov. Viacpocetny parameter musi byt pritomny aspon
raz, ale moze byt pritomny aj viackrat. Vyznacuje sa symbolom * pred ndzvom parametra.
Prikladom je parameter dims na obrazku 6.7 v druhom riadku. Nepovinny parameter sa
moze najviac jedenkrat vyskytnit v uzle, nemusi sa vSak vyskytni ani raz. Vyznacuje
sa symbolom ? pred nazvom parametra. Prikladom takého parametra je parameter lower
v prvom riadku.

Uzly st také tokeny, ktoré nie st parametre. V praxi to znamend, ze nie s siucastou
ziadneho iného tokenu. Mézu obsahovat parametre, ale nemusia. Na obrazku 6.7 sa jedna
napr. o token Add, ktory neobsahuje ziadne parametre, alebo aj o token Slice, ktory obsahuje
3 nepovinné parametre.

Na zédklade tychto znalosti je potom mozné extrahovat informacie o tokenoch a ulozit
ich do nejakej struktdary. Rozhodol som sa pre tieto tcely vyuzif slovnikovi Struktiru,
najmé preto, ze potrebujeme mapovat typy tokenov na ¢isla, ktoré potom budu slazit na
tokenizaciu textu. Na ziskanie roznych informacii o tokenoch, vratane mapovania na ¢isla
sluzi funkcia create code_dicts(). Funkcia ocakava jeden argument, celé ¢islo, ktoré urcuje,
od akého ¢isla sa budu tokeny ¢islovat. Je to potrebné z dévodu, Ze samoty BPE tokenizér
ma svoje Specialne tokeny, ktoré sa ¢isluju od 0.

Této funkcia najprv stiahne abstraktni gramatiku pomocou modulu requests'?, z ktorej
extrahuje vSetky potrebné informaécie. Jej vystupom je slovnik, ktory obsahuje 4 slovniky:

1. node dict
2. attr_dict
3. elem_dict

4. item dict

Kazdy z tychto slovnikov uchovava rozne informécie o tokenoch. Slovniky elem_ dict
a item__ dict nie s potrebné pre mapovanie tokenov na ¢isla, vyuzivaji sa pri kontrole
gramatiky, ktorej sa venujem v podkapitole 6.4. Slovnik node dict slazi prave na toto
mapovanie. Obsahuje polozky nodes a special. Polozka nodes obsahuje mapovanie tokenov
na ¢isla na zaklade abstraktnej gramatiky. Polozka special obsahuje mapovanie Specidlnych
tokenov string a other.

V polozke nodes su ako kluce zahrnuté vsetky uzly. Hodnota pri kazdom z tychto kla-
cov je slovnik, ktory obsahuje kltuce wvalue a fields. KIG¢ value mé ako hodnotu priradené
¢islo toho konkretného uzla. KIU¢ fields obsahuje slovnik, ktory priradzuje ¢isla kazdému
z parametrov tohto uzla. Tento slovnik moze byt aj prazdny za predpokladu, Ze tento uzol
neobsahuje ziadne parametre. Kluce v tomto slovniku st ndzvy parametrov, a hodnoty sa
ich ¢isla. Ukazka casti tohoto slovnika je na obrazku 6.8.

Dalsfm z vyuzivanych slovnikov pri vytvarani JSON stromu je attr_dict. Tento obsahuje
informécie o type tokenov, tj. ¢i si mnohopocetné, alebo nepovinné. Obsahuje 2 polozky:
list a optional. Kazda z tychto poloziek je zoznamom ¢isel, ktoré kéduju tokeny (tieto
¢isla st urcené slovnikom node dict). Ak sa ¢islo tokenu nachédza v polozke list, tak ide
o mnohopocetny token, podobne ak sa nachiddza v polozke optional, tak ide o nepovinny
token. Jednoppocetné tokeny nie je potrebné ukladat, kedze sa jedna o zvysné parametre,
ktoré nie sd ani v jednom zozname.

2https://docs.python-requests.org/en /master/
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;Il[]- nodes
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H {} Interactive
+ {} Expression
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= '[]- FunctionDef
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® name : 111
® args:- 112
# body: 113
# decorator_list: 114
® refums: 115
® type _comment : 116
+ {}AsyncFunclinnD&l
il -[]- ClazsDef
H '[]- Return

Obr. 6.8: Cast slovnika node dict. Expandovana je iba ¢ast uzlov.

Funkcia create_code__dicts pouziva najmé regularne vyrazy na rozdelenie taxtu na pod-

Casti. Z tychto casti sa potom ziskavaju informécie. Kedze tato abstraktnd gramatika je
struktirovana, ziskanie informécii o tokenoch nie je zlozité. Na obrazku 6.9 je ukizka za-

ciatku tejto funkcie.

[=1

f create_code_dicts{token_offset):

url = 'https://raw.githubusercontent.com/python/cpython/3.8/Parser/Python.asdl’

text = reguests.get(url).text

default_types = text.zsplit("\n")[1].split('-- "JI[1].split(', ')

default_types.remove('object')

text = re.sub("\s®=--[*\An]+\\n", 'wn', text)

matches = re.finditer(" (ww+) = ((C0IWVAAST=Y] D2 w08 ([htn, #2100 00+ | (W (Dwdn, *31+0)00", text)

Obr. 6.9: Cast kédu funkcie na extrakciu informécii o tokenoch z abstraktnej gramatiky

RozlozZenie syntaktického stromu kédu na tokeny

Ako uz bolo spomenuté v kapitolach venujicich sa navrhu, model, ktory budeme pouzi-
vat, oCakdva na vstupe sekvenciu slov (tokenov). My mame k dispozicii strom v JSON
forméate a slovniky na mapovanie tokenov na ¢isla. Z tohoto je potrebné vytvorit sekvenciu
ocislovanych tokenov.
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O tento prevod sa stara funkcia flatten_ tree(). Na vstup dostane JSON strom a
node__dict, jej vystupom je sekvencia dvojic. Tato dvojica pozostava z textovej formy tokenu
a prislusného ¢iselného kédu. Okrem tokenov, ktoré dostali priradené ¢islo podla slovnika
totiz existuju este 2 dalsSie Specialne tokeny. Jeden z nich, token UP ma4 ¢islo o 1 mensSie, ako
prvy token v slovniku. Ako bolo spomenuté v podkapitole 5.2, tento token je nevyhnutny
pre naslednu rekonstrukciu stromu zo sekvencie.

Dalsim z tjchto tokenov je token WORD, ktorého &slo je analogicky o 2 mensie, ako
¢islo prvého tokenu v slovniku. Tento token slizi na oznacenie listovych uzlov, tzn. konstant,
ktoré sa z gramatického hladiska nedaju dalej delif. Ide napr. o ndzvy premennych, retazcové
literaly, ¢iselné literaly, konstantu None, a podobne. V dalsej faze tokenizacie sa tento token
nahradi sekvenciou 1 az N tokenov, o ¢o sa postard BPE tokenizér. Funkcia flatten_ tree()
pracuje rekurzivne, a to taym sposobom, Ze sa vysledok volania funkcie vzdy prida na koniec
vysledného zoznamu tokenov. Zdkladom funkcie je implementacia pre-order prechodu cez
JSON strom. Pri kazdom navrate o tiroven vyssie je teda pridany do sekvencie token UP,
kvooli spatnej kompatibilite. Tato funkcia za¢ina od korenového elementu stromu, ktory
je spracovany. Potom si rekurzivne spracovani vSetci potomkovia tohoto elementu. Typ
kazdého elementu sa vycita z polozky category v JSON strome, zoznam potomkov potom
z polozky children. Pri spracovavani kazdého elementu sa zo slovnika node_ dict zisti ¢islo
prislusného elementu (tokenu). Sposob, akym sa ziskava ¢islo tokenov je ukdzany na casti
kédu tejto funkcie na obrazku 6.10. Ukazku vystupu tejto funkcie je mozné vidief na obrazku
6.11.

(=
[11]
1

F flatten_tree({tree, node_dict, token_offset, inference=False): # pre-order
TOKEM_UP = token_offset + 1
cat = tree['category’

tokens = [{cat, node_dict['nodes'][cat]["valus']}]

children = list{tree['children"])}
if inference and cat == 'FunctionDef':

children = modify_treei{children)

for child in children:
tokens.append{{child, node_dict['modes”][cat][ fields"][child])}

child_item = tree['children'][child]

Obr. 6.10: Cast kédu funkcie na prevod JSON stromu na sekvenciu tokenov. Na riadku
169 sa ukladéa stucasne spracovavany element do dvojice, ktord reprezentuje token. Jeho
hodnota je ziskana zo slovnika mode dict. Na riadku 175 sa potom iteruje cez vSetkych
potomkov tohoto elementu. Na riadku 176 sa podobne uklad4 hodnota sic¢asného potomka
do vyslednej sekvencie, znova sa pristupuje k hodnote v slovniku. Na riadku 177 sa potom
ziska samotna hodnota prislusného potomka, a funkcia ju spracovava dalej.
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[ ("Module', 10), ('body', 105), ('FunctionDef', 14), ('name', 111),
('string', 256), ('helloWorld', 8), ('up', 9), ('args', 112),
('arguments', 99), ('up', 9), ('up', 9), ('body', 113), ('Expr', 35),
('value', 176), ('Call', 55), ('func', 209), ('Name', 62), ('id', 223),
('string', 256), ('print', 8), ('up', 9), ('up', 9), ('up', 9),
('args', 210), ('Constant', 58), ('wvalue', 216), ('string', 256),
('Hello world!', 8), ('up', 9), ('up', 9, ('up', 9), ('up', 9),

('ap', 9), ('up', 9, ('up', 9, ('up', 9), (‘up', 9), ('up', 9)]

Obr. 6.11: Ukézka vystupu funkcie flatten_tree(). Token Module je prvy v poradi, mé ¢islo
10. Token UP ma4 ¢islo 9. Vsetky slovné tokeny dostali priradené ¢islo 8.

Tokenizacia dokumentacénych retazcov

KedZe v tejto praci pouzivam syntaktickd analyzu koédu, je potrebné ju pouzit aj pri doku-
menta¢njch retazcoch, resp. komentéroch'?. Podobne ako pri kéde, je nutné najprv rozlozit
tieto komentéare na syntakticky strom.

Rozlozenie prirodzeného jazyka na takyto strom nie je trividlna tloha. Preto som sa
rozhodol pre tieto tcely vyuzit modul benepar'®, ktory to dokaze. Ide o modul postaveny
na kniznici spaCy'®. Tento modul rozdeli vetu na slovd, a nasledne na syntakticky strom.
Jednotlivé syntaktické elementy si pouzivané na zdklade projektu Penn Treebank [25].

Format syntaktického stromu, ktory produkuje modul benepar, je textovy. Ukazka
vstupnej vety a vystupného syntaktického stromu je na obrizku 6.12.

Function prints a hello world message

-

0 y
i
W

(S (NP (NN Function}) (VP (VBZ prints) (NP (DT a) (NML (JJ hello) (NN world)) (NN message))))

Obr. 6.12: Prevod textu na syntakticky strom za pouzitia modulu benepar

7 obrazku 6.12 vidime, Ze tento syntakticky strom ma formu textu. To nam znacne
ulahcuje prevod na sekvenciu tokenov, kedze z textu je vidno, Ze ide v podstate o serializaciu
stromu pre-order prechodom. Takyto isty prechod je vyuzivany aj pri spracovani kédu.

Podobne ako pri kéde, je potrebné aj v tomto pripade ziskat zoznam tokenov a ocislo-
vat ho. Na ziskanie vsetkych tokenov slazi funkcia get all tokens(). Tato funkcia najprv
pomocou modulu requests'® stiahne obsah stranky'’, kde sa nachédza takmer kompletny
zoznam vetnych ¢lenov podla projektu Penn Treebank. Potom st z tejto stranky pomocou
modulu bs4'® extrahované vietky potrebné vetné ¢leny. Jednd sa zvidsa o 1 az 3 pismenové
kédy, ako je vidno na obrazku 6.12. Tento zoznam je doplneny o dalsie 4 tokeny, ktoré boli
bud uvedené v publikécii [25], alebo boli ndjdené na ziklade prechddzania datasetu ko-
mentarov, a neboli obsiahnuté na danej stranke. Kompletny zoznam tychto vetnych clenov

13V priebehu préace pouzivam termin komentar a dokumentaény retazec, tieto terminy st z hladiska prace
identické.

Yhttps:/ /pypi.org/project /benepar/

Yhttps:/ /spacy.io/

Yhttps://docs.python-requests.org/en /master/

Yhttps:/ /www.surdeanu.info/mihai/teaching /ista555-falll13 /readings/PennTreebankConstituents. html

8https:/ /pypi.org/project /beautifulsoupd/
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pouzivanych modulom benepar sa mi totiz nepodarilo najst. Nie je to vsak taky problém,
z0 stotisicov komentarov som zaznamel problém chybajiceho vetného ¢lena v slovniku len
parkrat, takéto datové vzorky mozu byt vzhladom na velkost datasetu vynechané.

Potom, ¢o funkcia get _all_tokens() ziska tento zoznam, zavola sa funkcia
create__token__dict(), ktora tento zoznam premeni na ocislovany slovnik. Kli¢ami v tomto
slovniku s nazvy tokenov, hodnotami sa prislusné ¢isla.

Po ziskani slovniku na mapovanie tokenov na ¢isla mézeme previest syntakticky strom
na sekvenciu. Funkcia flatten__tree_doc() dostane na vstup tento text a slovnik s tokenmi, a
nasledne ho premeni na sekvenciu tokenov, ktord mé rovnaky format, ako pri kéde. Funkcia
najprv vycisti regularnym vyrazom tento text, aby sa dal jednoducho rozdelit na casti podla
medzier. Po rozdeleni dostavame zoznam vetnych ¢lenov a samotnych slov. Funkcia iteruje
tymto zoznamom, a pri kazdom prvku zistuje, ¢i sa zacina otvorenou zatvorkou. Ak &no,
najde sa v slovniku tokenov a prida sa do sekvencie. Ak nie, znamenéa to, ze sa prida do
sekvencie token UP. Ukazka vystupu tejto funkcie je na obrizku 6.13. Ako si je mozné
v8imnut, struktira je zhodnd so sekvenciou tokenov pri kéde, na obrazku 6.11.

[('s', 47), ('NP', 32), ('NN', 28), ('Function', 8), ('up', 9),
(‘vp', 9), ('ve', 62), ('vBz', 6l), ('prints', 8), ('up', 9),

(‘np*, 32), ('DT', 15), ('a', 8), ('wp', 9), ('NML', 72), ('JJ', 21),
(*hello’, 8), ('up', 9), ('NN', 28), ('world', 8), ('up', 9),

(‘vp*, 9), ('NN', 28), ('message', 8), ('up', 9), ('up', 9),

(‘up', 9), ('up', 9)]

Obr. 6.13: Ukazka vystupu funkcie flatten_tree doc(). Tento vystup je vysledkom vstupu
z obrazku 6.12.

BPE tokenizicia

Vystupom metéd uvedenych v predchadzajicich kapitolach je zoznam dvojic hodnét, ako
na obrazkoch 6.11 a 6.13, pricom kazda z tychto dvojic je jeden token. Ako je vidno, tieto
zoznamy obsahuju aj tokeny typu WORD (na obrazkoch oznacené ¢islom 8), ktoré musia
byt dalej spracované. Tu prichddza na rad BPE tokenizér, ktory kazdé z tychto slov nahradi
sekvenciou podslov, a kazdému priradi ¢iselné oznacenie.

BPE tokenizér pouzivany v tejto praci sa nazyva SentencePiece [16]. Obsahuje jedno-
duché API pre Python, ¢o z neho robi vhodna volbu pre tento projekt. Rovnako ho pouzili
v praci [21], ¢im som sa inspiroval.

Tento tokenizér, podobne ako iné jazykové modely, vyzaduje tréning. Tréning prebieha
bez uditela, ¢o v praxi znamend, ze mu postacuje velky obsah textu, tzv. korpus. Kedze kod
a komentare maju odlisna struktdru, bolo potrebné natrénovat 2 tokenizéry, jeden pre kod
a druhy pre komentare. Pre kazdy z nich bol vytvoreny osobitny korpus. Tie boli vytvorené
tak, ze sa nacital dataset po prvej faze spracovania, t.j. pred tokenizaciou, ale prefiltrovany
od nepotrebnych dat. Obsahy tychto datasetov sa potom jednoducho konkatenovali za sebou
do 2 velkych suborov. Obidva tokenizéry boli natrénované na tychto korpusoch, a potom
boli pripravené na pouzitie.

Vo faze pouzitia tokenizéra je mu dodana sekvencia tokenov, ako napr. na obrazku 6.11.
Potom prebieha iterdcia cez vsetky tokeny. Ak je token typu WORD, je jeho slovnd hodnota
predand tokenizéru, konkrétne cez metédu encode__as_ids(). Tato vrati zoznam éisel, ktoré
kéduju toto slovo. Tento zoznam je potom vlozeny namiesto WORD tokenu. V tejto faze sa
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token zmeni z dvojice uz iba na jedno ¢islo, kedze uz nie je potrebné uchovavat informéciu
o texte WORD tokenu. Ukazka vyslednej sekvencie je na obrazku 6.14.

10, 105, 14, 111, 256, 345, 3984, 15987, 6333, 9, 112, 99, 9, 9, 113,
35, 176, 55, 209, 62, 223, 256, 2196, 9, 9, 9, 210, 58, 216, 256,
752, 3984, 8443, 1, 9, 9, 9, 9, 9, 9, 9, 9, 9, 9

Obr. 6.14: Priklad findlnej formy tokenizacie. Tento priklad vznikol spracovanim sekvencie
z obrazka 6.11

6.3 Detokenizacia kodu

KedZe tulohou modelu je predpovedaf, resp. generovat napisany kdéd, je potrebné vediet
previest tokeny spédf na text. Podobne ako pri tokenizacii, BPE tokenizér dokéaze previest
sekvenciu ¢isel spaf na slovo. BPE tokenizér vsak spracuje len Casti, ktoré zodpovedaja
slovnym tokenom. To, ktoré ¢isla zodpovedaju slovu a ktoré nie, sa da jednoducho zistit
podla rozsahu tokenov. Tento rozsah je zndzorneny na obrazku 6.15. Ako je mozné vidiet
na obrazku, ak tokenizér vidi ¢islo s hodnotou v rozsahu od 259 do 15999, vie, Ze sa jedna
o slovo. Do tohoto slova konkatenuje dalSie ¢isla, az pokial nenarazi na ¢islo mimo toho
rozsahu. Tuato sekvenciu ¢isel premeni na slovo a nastavi mu ako token konstantu WORD,
zvySok sa ponechd na spracovanie dalej.

Token
up
0 11 259 16000
L 10
iy T
Specidlne Typové Slovné
tokeny  tokeny tokeny

Obr. 6.15: RozloZenie slovnej zasoby modelu. Velkost slovnej zasoby je dokopy 16000 slov.
Cisla na rozhrani 2 sekcif oznac¢ujt ¢islo prvého tokenu v sekeii napravo. Token WORD ma
¢islo o 1 mensie, ako UP, teda 9.

Vysledkom tejto operacie je zoznam dvojic hodnot, podobne ako na obrazku 6.11. Tie sa
dalej poslu funkcii construct_tree(), ktord funguje opacnym sposobom, ako flatten__tree().
T4 zo sekvencie tokenov vytvori JSON strom, jeho Struktaru je schopné zrekonstruovat
vdaka UP tokenom. Tento vysledny JSON strom sa potom premeni na AST strom po-
mocou funkcie unparse__tree(). Tato musi robit opacni operaciu, ako funkcia parse_tree().
Jednym z uskali tohoto pristupu je, ze funkcia parse_tree() odstranila zo stromu nepot-
rebné parametre, ¢o moéze sposobovat problémy pri spitnej konstrukcii kodu. Modul ast
sa totiz bez niektorych parametrov nezaobide. Toto je vo funkcii unparse tree() vyrieSené
sposobom, ktory je ukdzany na obrazku 6.16. Tento kéd na riadku 150 prejde vsetkymi
polozkami, ktoré gramatika obsahuje. Ak nejaka z tychto poloziek este nebola pridand do
stromu, tak potom v zavislosti od toho, ¢i sa jedna o mnohopocetny alebo jednopocetny
token, sa prida do stromu bud to prazdny zoznam, alebo konstanta None.
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for item, code in node_dict['nodes’][tres['category']]["fields"].items():
if item not in tree[*children']:
if code in attr_dict['list']:

[1')

exec(f'new_tree.{item}

ewec(f'new_tree.{item} = Mans')
Obr. 6.16: Ukazka kédu funkcie unparse__tree()

Po vytvoreni AST stromu sa uz len zavold funkcia unparse() z modulu astunparse'?,

ktora premeni AST na text reprezentujici vysledny kod.

6.4 Kontrola gramatiky

Ako uz bolo spomenuté v ndvrhu, model za kazdym vyprodukuje zoznam tokenov, zoradeny
podla pravdepodobnosti, ze dany token je dalsi v sekvencii. Kedze systém musi tieto tokeny
premenit na text na zaklade syntaktickych pravidiel, s vysokou pravdepodobnostou moze
nastat, ze dant sekvenciu tokenov nebude mozné premenif na text. Preto je zavedeny
systém na kontrolu gramatiky. Funguje tak, ze za kazdym novym tokenom sa aktualizuje
jeho stav, a potom vrati zoznam tokenov, ktoré mézu nasledovat. Tento zoznam sa porovna
so zoznamom pravdepodobnosti z modelu. Napokon sa vyberie ako dalsi ten token, ktory
ma spomedzi zoznamu gramaticky povolenych tokenov najvyssiu pravdepodobnost. Tento
sa znova posle systému na kontrolu gramatiky, a proces sa opakuje.

NajpodstatnejSou triedou tohoto systému je trieda GrammarChecker. Okrem iného ob-
sahuje tato trieda 2 najpouzivanejsie metédy: next token() a get_next_tokens(). Metdda
next_token() prijma ako argument ¢islo tokenu, ktory prichddza ako dalsi. Této funkcia ak-
tualizuje vnutorny stav systému, ¢im sa zmeni zoznam povolenych nasledujicich tokenov.
Funkcia get_next_tokens() vrati tento zoznam. Aby sa do istej miery predislo zacykleniu
modelu, obsahuje tato trieda metédu set__maz_words(). Touto metédou sa moze nastavit
limit na dizku jedného slova v poéte tokenov. Ak je napr. maximalna dizka nastavens na
3 a systém uz obdrzal 3 po sebe idtuce slovné tokeny, tak dalsi povoleny token bude uz len
token UP, ktory znac¢i koniec slova.

Tento systém dalej obsahuje 3 triedy, z ktorych kazda reprezentuje jeden typ tokenu:

1. Node
2. Attribute

3. Special

Prva z tychto tried reprezentuje uzlové tokeny, druhé parametrové, a tretia reprezen-
tuje dvojicu Specidlnych tokenov string a other. Dalej tento systém obsahuje triedu Stack,
ktora je jednoduchou implementaciou zasobnika. Tento zasobnik pouziva trieda Grammar-
Checker, a uklada na neho prichadzajice tokeny. Podla typu prichadzajiceho tokenu vzdy
vytvori novi inStanciu triedy, ktord zodpoveda jeho typu tzn. bud Node, Attribute alebo

Yhttps:/ /pypi.org/project /astunparse/
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Special, a ulozi ju na vrchol zasobnika. Podla dvojice slovnikov elem__dict a attr__dict po-
tom zisti, aké dalsie tokeny mozu nasledovat. Podla tejto informéacie potom aktualizuje svoj
vnutorny stav.

Dévod, preco je pre kazdy typ tokenu vytvorend osobitna trieda je taky, ze kazdé z tychto
troch tried obsahuje metédu get next_tokens(). Po vytvoreni instancie danej triedy a jej
umiestneni na vrchol zasobnika sa teda len jednoducho zavold metéda priamo v tejto in-
Stancii, a tato vrati povolené tokeny, ktoré po nej médzu nasledovat. Tymto sa vyrazne
zjednodusuje cely systém, kedZe predava tlohy jeho subkomponentom, a potom ich len na
zéaklade istych kritérii upravi.

6.5 Model a tréning

Na samotni predikciu tokenov bol pouzity klasicky Transformer [23]. Tento model dosiahol
velmi dobré vysledky v modelovani sekvencii slov.

V tejto praci som pouzil implementaciu Transformera zo stranky frameworku Tensorf-
low?", ktort som trochu upravil, aby sa dala pouzit v tomto systéme.

Okrem samotného modelu som vytvoril aj funkciu pre tréning. Jednym z vylepseni
je aj systém pre zalohu natrénovaného modelu v istych intervaloch. Vzhladom na velkost
modelu a pocet parametrov je potrebné ponechat len max. 3 posledné ulozené stavy. Okrem
natrénovanych parametrov modelu sa uklada aj stav, ako napr. presnost, poradie vzorky
v epoche atd. Kedze som pred kazdou epochou zamiesal poradie vzoriek, vzdy sa ulozi len
pole ich poradi. To sa potom pri pripadnom preruseni a znovunacitani pouzije tak, aby
bolo zachované poradie vzoriek vramci jednej epochy. V opa¢nom pripade by sa totiz mohli
vzorky opakovat, ¢i niektoré by ani nepresli tréningom.

Tréning obidvoch modelov prebiehal na sluzbe Google Colab”!. Pouzita grafick4 karta
bola NVIDIA Tesla T4 16GB**.

Ohttps:/ /www.tensorflow.org/text /tutorials/transformer
2 https://colab.research.google.com/
*https:/ /www.nvidia.com/en-us/data-center/tesla-t4 /
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Kapitola 7

Testovanie

7.1 Prva faza testovania

Ako prva z metéd vyhodnocovania modelov som pouzil funkciu presnosti opisant v podka-
pitole 2.4. Téato funkcia sa zameriava len na vystup tokenov, nie samotného detokenizova-
ného textu. Druhy model bol trénovany na 10 epoch, avsak ulozil som si postup po kazdej
epoche. Najlepsiu presnost dosiahol po epoche ¢islo 10. Preto tidaje o jeho presnosti budua
pochadzat z tejto epochy. Porovnanie parametrov a vysledkov je v tabulke 7.1.

Tabulka 7.1: Porovnanie parametrov a vysledkov modelov. Prvy model je kontrolny, bez
rozkladu na syntax, druhy je opisovany v celej praci, obsahuje syntakticky rozklad.

Prvy model | Druhy model
Velkost datasetu 377649 118021
Pocet vrstiev Transformera 6 8
Pocet attention heads 8 12
Pocet epoch pri vyhodnocovani 8 10
Batch size 16 32
Velkost slovnej zasoby 16000 16000
Rozmer vektoru jedného slova 512 768
Maximalna dlzka sekvencie 512 256
Rozmer feed forward siete 2048 3072
Dropout rate 0,05 0,1
Pocet parametrov modelu 69M 169M
Pocet vzorkov pri vyhodnocovani 1000 1000
Priblizna doba tréningu 72 hodin 30 hodin
Syntaktické spracovanie textu Nie Ano
Strata 2,1728 0,8331
Presnost 60,03% 85,41%

Ako je vidno z tabulky 7.1, druhy model dosiahol v porovnani s prvym lepsie vysledky.
Napriek tomu, Ze mal vicsie rozmery a kratsiu dizku sekvencie, mal 3,2-krat mensi dataset,
a potreboval na tréning o 60% menej Casu, ako prvy model. Tento rozdiel sa d4 pripisat
pouzitiu syntaktického systému.

Ako bolo spomenuté, model bol vyhodnocovany po 10. epoche, kedze mal z hladiska
presnosti a straty najlepsie vysledky. Tieto parametre sa vSak od 5. epochy uz vyrazne
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nemenili, ¢o znadci, ze model mal urc¢ite dostatok epoch na tréning. Progres v jednotlivych
epochéch je zhrnuty v tabulke 7.2. Podobne, hodnoty straty a presnosti pocas tréningu na
valida¢nych datach st znazornené na obrazku 7.1.

Tabulka 7.2: Prehlad postupu tréningu modelu po jednotlivych epochach. Epocha ¢. 1
zahrnutd nie je, pretoze model mal po tejto epoche vyrazne horsie vysledky.

Epocha | Strata | Presnost
2 0,9067 | 83,06%
3 0,8771 | 83,98%
4 0,8356 | 84,16%
5 0,8455 | 84,65%
6 0,8475 | 84,41%
7 0,8551 | 84,82%
8 0,8332 | 85,12%
9 0,8528 | 84,81%
10 0,8331 | 85,41%
—— Loss
Accuracy
4.5
- 0.85
4.0
- 0.80
3.5 -
- 0.75
3.0 1 -
o F0.70 @
3 2.5 1 a
- 0.65 &
2.0 1
- 0.60
1.5 -
Lo - 0.55
os - 0.50
0 2 4 6 8 10

Epoch

Obr. 7.1: Priebeh straty a presnosti na valida¢nych datach pocas tréningu. Skokové preru-
Senia grafu sa vyskytuju na rozhraniach epoch z dévodu, Ze strata a presnost boli poc¢itané
ako priemer za celil epochu.

7.2 Druha faza testovania

Metriky ako presnost ¢i strata samozrejme nemusia znamenat, ze model bude pouzitelny
v praxi. Preto som v druhej faze testovania skiimal, ako sa systém da pouzit spolocne s edi-
torom Sublime Text. V tejto faze som experimentoval aj s réznymi heuristikami, ako Top-K
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¢i Beam search. Systém som v tomto pripade testoval po 5. epoche, kedze s pribtudajicimi
epochami sa systém pravdepodobne trochu pretrénoval, a vracal repetitivny kod.

Jednym z problémov tohoto systému je ¢as poskytnutia odpovede. Systém som testoval
na svojom PC, ktory obsahuje graficki kartu NVIDIA GeForce GTX 1050Ti 4GB'. Po-
rovnaval som casy roznych typov poziadavku, s réznymi parametrami. VSetky casy sa vSak
pohybovali v rozmedz{ niekolkych mintt, ¢o je v praxi slabo pouzitelné. Prehlad dizky ¢asu
odpovede systému v zavislosti na vstupe a parametroch je v tabulke 7.3.

Tabulka 7.3: Prehlad dizky ¢asovej odozvy systému v roznych situdcidch. Kazdy vstup
s algoritmom beam search mal $irku lica nastavent na 2.

Typ vstupu Cas

Dokumentac¢ny retazec 5m 6s

Dokumentacny retazec - beam search 9m 39s
Dokumentac¢ny retazec + hlavicka 6m 46s
Dokumentacny retazec + hlavicka - beam search 17m 42s
Dokumentacny retazec + hlavicka + kod 4m 19s
Dokumentac¢ny retazec + hlavicka + kod - beam search | 8m 18s
Hlavicka 4m 6s

Hlavicka - beam search 10m 44s
Hlavicka + kéd 4m 13s
Hlavicka + kod - beam search 8m 11s

Ako vidno z tabulky 7.3, tieto ¢asy odozvy sa prilis dlhé na redlne pouzitie. V tejto
tabulke nie je zahrnuta heuristika Top-K. Je to z dévodu, Ze na viacerych prikladoch ne-
dokéazala vyprodukovat ziadny kéd. To nastalo bud preto, Ze bola dosiahnutd maximélna
dizka sekvencie skor, ako bol dokonéeny AST, alebo heuristika zvolila token other namiesto
tokenu string vtedy, ked to nebolo vhodné. Ako je uvedené v podkapitole 6.2, na tokeny
typu other sa zavold funkcia eval(), ¢o mé v pripade nejakého retazca za nasledok chybu
v programe, napr. ak premennd s nazvom tohto refazca neexistuje.

Co sa tyka samotného produkovaného kédu, jeho ukazky st na obrazkoch 7.2 az 7.11.
Kazdy z tychto obrazkov v tomto poradi zodpovedd jednému riadku v tabulke 7.3.

Returns a random number

Obr. 7.3: Ukazka vstupu a vystupu systému. Pouzitd heuristika bola beam search so sirkou
laca 2.

"https:/ /www.nvidia.com/en-in/geforce/products/10series/geforce-gtx-1050/
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W

Returns a random number
Returns a random number

; : def random():
random = random.
random = random. ,
return random. (random)

W

Returns a random number
el
random = random.
-i'J'E'_,"': ran ._'-Z'l"(): random random.
random random.
turn random

Obr. 7.5: Ukazka vstupu a vystupu systému. Pouzita heuristika bola beam search so Sirkou
laca 2.

Ako je z obrazkov vidno, model nie je v tejto forme pouzitelny v praxi. Podla obrazkov
7.6 a 7.10, resp. aj 7.7 a 7.11 je zrejmé, ze model neberie ohlad na obsah dokumentacného
retazca. Tuto skutoc¢nost som otestoval na viacerych prikladoch, ktoré vzhladom na velkost
obrazkov nebudem vsetky uvadzat.

Dalsim z postrehov je, Ze metéda beam search produkuje véacsinou dlhsi a komplexnejsi
kéd, ako klasicky greedy search. Prikladom toho st pary obrazkov 7.8 a 7.9, alebo 7.4 a 7.5.

Model dokéaze vyprodukovat aj sémanticky a logicky spravny kéd. Prikladom toho je
napr. obrazok 7.6, ked model spravne uhadol, ze ma vratit vysledok c. Tento kod je spravny,
obsahuje vSak prebytoc¢né riadky. V tomto pripade metdéda beam search dokazala najst
optimalnejsie riesenie, ako je vidno na obrazku 7.7. Tato metdéda oproti greedy search
v tomto pripade usSetrila prebyto¢né 2 riadky kédu.

7 tychto poznatkov o testovani som usudil, Ze model dokaze pochopit syntakticki Struk-
taru kédu. Dokaze vyprodukovat syntakticky spravny, dokonca aj spustitelny ¢i logicky
spravny kéd. Problémom je, ze nenasiel stvislost medzi Struktirou dokumentac¢nych retaz-
cov a kédu. To mohlo byt zapri¢inené tym, ze dizka dokumenta¢nych retazcov je v priemere
cca. 2,5-krat mensia, ako dizka kédu, vid. tabulka 4.1 a obrazky 4.1 a 4.2. DalSou z vec,
ktord som si vsimol je, Zze model sa pravdepodobne az prilis zameriava na syntax, a neberie
az tak do iivahy samotny obsah slov. Na druhej strane, ak je mu dodand hlavicka funkcie ¢i

Obr. 7.6: Ukazka vstupu a vystupu systému.
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Obr. 7.7: Ukéazka vstupu a vystupu systému. Pouzitd heuristika bola beam search so sirkou
laca 2.

Obr. 7.8: Ukazka vstupu a vystupu systému.

prvy riadok, vyzera to tak, Ze na zaklade jeho kontextu dokaze generovat kod, ktory aspon
zdanlivo stuvisi so vstupom.

Co sa tyka ¢asovej odozvy, této je ne redlne pouzitie prilis vysoka. Jeden z dévodov je
pouzita graficka karta pri vyhodnocovani, ktord je na trovni priemerného PC. Ak by tento
model bol spusteny na nejakom serveri vo vypoctovom centre, urcite by ¢as odozvy bol ra-
dovo nizsi. Navyse, model bol trénovany od nuly, bez pouzitia predtrénovanych parametrov.
Ned4 sa rozmermi porovnavat s modelmi, ako napr. GPT-3. Myslim, Ze tento model sluzi
ako dokaz, ze uloha generovania ¢i doplnovania kédu je aspon teoreticky realizovatelna aj
s mensimi modelmi.

(a, b):
b):
return a

Obr. 7.9: Ukazka vstupu a vystupu systému. Pouzita heuristika bola beam search so Sirkou
laca 2.
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(a, b):
(a b)
(a b)

(c b)

‘eturn ¢

Obr. 7.10: Ukazka vstupu a vystupu systému.

Obr. 7.11: Ukazka vstupu a vystupu systému. Pouzitd heuristika bola beam search so sirkou
laca 2.
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Kapitola 8

Zaver

Cielom tejto prace bolo navrhnif a implementovat systém na generovanie kédu z textového
popisu funkcionality. Napriek tomu, Ze model nedosiahol vysledky porovnatelné s najlepsimi
modelmi v tejto oblasti, ¢i vysledky hodné komeréného pouzitia, sa da povedat, ze ciel bol
splneny. Bol navhrnuty a implementovany systém, ktory dokazal na zaklade dostupnych
dat generovat kod.

V prvej casti praci som sa venoval zakladnym konceptom v oblasti spracovania jazyka
a strojového ucenia. Zoznamil som sa s modelmi typu Transformer, ¢i GPT. Naucil som
sa, ako sa daju pouzif a spracovat data ziskané z velkych repozitarov. Zistil som, aky je
momentalny postup v oblasti generovania koédu, aké techniky a modely sa pouzivaja, a
aké su trendy v tejto oblasti. Rozhodol som sa navhrnif systém, ktory by dokédzal ge-
nerovat kod aj s mensimi rozmermi modelu, ¢i menej datami. InSpiroval som sa pri tom
viacerymi pracami, ktoré sa snazili extrahovat syntaktické informacie z kédu, na ziklade
ktorych potom trénovali modely. Rozhodol som sa tdto myslienku prevziat a rozsirit ju
aj na extrakciu syntaktickych informacii z textovych popisov kédu. Vysledky som nako-
niec porovnal s jednoduchym prototypom systému, vyhodnotil som ich ako ¢iselne, tak aj
subjektivne z pohladu programaétora.

Pri vyhodnoteni som najprv porovnaval systém s jeho prototypom na ziklade presnosti
uhédnutych slov. Prototyp v tejto metrike dosiahol presnost 60%, zatial ¢o systém, ktorému
sa venujem v celej praci dosiahol presnost az 85%. Je pravda, ze model pouzity v tomto
systéme obsahoval oproti jeho prototypu takmer 2,5-krat viac trénovatelnych parametrov,
napriek tomu jeho tréning trval o 60% kratsie, a velkost jeho datasetu bola 3,2-krat men-
Sia. Toto pripisujem z velkej ¢asti pouzitiu syntaktickej analyzy v systéme, ktoré prototyp
neobsahoval. Vysledny kod produkovany systémom bol syntakticky spravny, v niektorych
pripadoch dokonca aj logicky. Problémom je, ze ¢as vyhodnotenia jednej poziadavky bol
prilis dlhy na pouzitie systému v praxi. Dalsfm zo ziskanych poznatkov je, Ze model nena-
Siel prilis velku suvislost medzi syntaktickou Struktirou textovych popisov a kédu. Napriek
tomu si myslim, Ze pouzitie tohoto pristupu na trochu véic¢sich modeloch by mohlo priniest
dobré vysledky.

Tato praca ma naucila vela veci o jazykovych modeloch, spracovani dat, a pouziti tychto
modelov na velkych objemoch dat. V praci by som mohol pokracovat tak, ze by som sa viac
ststredil na filtrovanie dat, konkrétne na to, aby kéd a textové popisy mali podobnu dizku.
Dalsou z moznosti by bolo vyuzitie iného typu modelu, ktorj by na tejto tlohe dosiahol
lepsie vysledky.
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Priloha A

Obsah pamitového média

BP.zip

+—modell/ - prvy model - obsah uvedeny na nasledujicej strane

+—model2/ - druhj model

+—checkpoints/ - natrénované parametre modelu

t—main.py - hlavnd Cast programu

+—download.py - stiahnutie a extrakcia déat

t—preprocess_data.py - spracovanie dat

—tokenizer.py - tokenizdcia dat

+—Ccreate_corpus.py - vytvorenie korpusu pre tokenizér

+—train.py - tréning modelu

—transformer.py - implementdcia Transformera

t—evaluate.py - testovanie modelu na datach

—grammar _check.py - kontrola gramatiky

—predict.py - generovanie kédu

—server.py — server na posielanie Ziadosti na generovanie kédu
—setup.py - stiahnutie potrebnjch dat pre parser dokumentacnjch retazcov
t—code.model - natrénované parametre tokenizéra pre kéd

—code.vocab - natrénované parametre tokenizéra pre kéd

t—doc.model - natrénované parametre tokenizéra pre dokumentacné retazce
+—doc.vocab - natrénované parametre tokenizéra pre dokumentacné retazce

+—Makefile - makefile pre inStal&ciu potrebnjych kniZnic

+—requirements.txt - zoznam poZadovanych kniZnic pre Python
t—sublime-plugin/ - plugin pre generovanie kédu v editore Sublime Text
+—README.md - névod na spustenie systému

+—BP-source/ - zdrojové sibory na kompilaciu bakaldrskej préace

+BP.pdf - bakalarska praca vo formate PDF

+—plagat.png - strucny plagdt k praci
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modell/ - prvy model

+—checkpoints/ - natrénované parametre modelu
+—transformer.py - implementdcia Transformera

+—train.py - tréning modelu

—server.py - server na posielanie Ziadosti na generovanie kédu
+—predict.py - generovanie kédu

+—evaluate.py - testovanie modelu na datach

+—index.html - uzivatelské rozhranie pre generovanie kédu
—encode_tokens.py - tokenizacia

—train_tokenizer.py - tréning tokenizéra

+—evaluate.py - testovanie modelu na datach
+—extract_data.py - spracovanie dat

—code.model - natrénované parametre tokenizéra pre kéd
—code.vocab - natrénované parametre tokenizéra pre kéd

+—doc.model - natrénované parametre tokenizéra pre dokumentacné retazce

+—doc.vocab - natrénované parametre tokenizéra pre dokumentacné retazce
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Priloha B

Plagat

Na nasledujticej strane je priloZzend zmensSena verzia plagatu k tejto praci (obrazok B.1).
Origindlna verzia vo vysokom rozliSeni sa nachadza na SD karte. Tu uvadzam zdroje pou-
zitych obrazkov v plagate:

o Sublime Text logo - https://www.sublimehq.com /images/sublime__text.png

o Server logo - https://www.nicepng.com/png/detail /207-2073247
_ download-database-server-icon.png

o Berkeley Neural Parser logo - https://www.researchgate.net /profile/
Mohit-Bansal-10/publication/220873576 /figure /figl / AS:669396477419527
@1536607965393/ A-PP-attachment-error-in-the-parse-output-of-the-
Berkeley-parser-on-Penn-Treebank.png

o AST Parser logo - https://miro.medium.com/max/261/0*ykaAplklGeJ7Qzhw

« JSON Parser logo - https://miro.medium.com/max/512/
1*4e5PgSBgxgFolqvob9x_ Weg.png

» Serializacia logo - https://www.techiedelight.com/wp-content /uploads/
Preorder-Traversal.png

o Tokenizér logo - https://www.thoughtvector.io/blog/subword-tokenization/
Subword%20Units.svg

o Tokenizér logo 2 - https://miro.medium.com/max/726/
1*ALFCq4JyyqGJzeH7JjOKww.png

o Deserializacia logo - https://media.geeksforgeeks.org /wp-content /uploads/
BtreeRepresent.jpg

o Kontrola gramatiky logo - https://cdn.programiz.com /sites/tutorial2program/
files/stack.png

o Vzorkovacia heuristika logo - https://d3i71xaburhd42.cloudfront.net/
6901af3198b79e4054{842c9fF28cch98ead8a59/4-Figurel-1.png

o Transformer - [23]

53


https://www.sublimehq.com/images/sublime_text.png
https://www.nicepng.com/png/detail/207-2073247
https://www.researchgate.net/profile/
https://miro.medium.com/max/261/0*ykaApIklGcJ7Qzhw
https://miro.medium.com/max/512/
https://www.techiedelight.com/wp-content/uploads/
https://www.thoughtvector.io/blog/subword-tokenization/
https://miro.medium.com/max/726/
https://media.geeksforgeeks.org/wp-content/uploads/
https://cdn.programiz.com/sites/tutorial2program/
https://d3i71xaburhd42.cloudfront.net/

Autor: Jan Kacur (xkacur04)

Email: xkacur04@stud.fit.vutbr.cz

Nazov bakalarskej prace: Generovani
kédu z textového popisu funkcionality
Veduci: doc. RNDr. Pavel Smrz, Ph.D.
Akademicky rok: 2020/2021

Vzorkovacia
heuristika

Tokenizér

14. Tokenizér
premeni sekvenciu
tokenov na slovo

13. Vzorkovacia

JSON
Unparser

{:}

Root  Left SubTree

Deserializacia sekvencie
4(2(3)(1))(6(5))
f f I kodu na vstupe.

Sublree Zaroven je poslany aj

heuristika vyberie
nasledujtici token
(alebo viac tokenov -
Beam search). Vybrany
token je poslany
Transformeru, kde sa
prida do sekvencie

16. Strom v
JSON formate je
konvertovany na

Pévodna velkost datasetu
AST Unparser

Doba tréningu
Pocet epoch
Vysledna presnost™
17. AST je premeneny

spat na text, ktory je
poslany serveru

18. Server podle
odpoved editoru

Sublime Text

Editor Seney

ol

2. Editor vysle
Zladost na server

15. Sekvencia je premenena
spat na JSON format
syntaktického stromu

AST Detaily tréningu modelu

Velkost prefiltrovaného datasetu
Graficka karta pouZita na tréning NVIDIA Tesla T4 16GB

kontrole gramatiky, aby
aktualizovala svoj
vnltorny stav.

412178

12. Kontrola gramatiky
obmedzi, ktoré tokeny
méZu nasledovat.
Funguje na principe
zasobnika

Y
Kontrola gramatiky

Vlastnosti Transformera

Pocet vrstiev 8
Pocet attention heads 12
Velkost slovnej zasoby 16000
Rozmer vektoru slova 768
Maximalna dizka sekvencie 256
Rozmer feed forward siete 3072

Pocet trénovatelnych parametrov 169M

token. Vytvori zoznam pravdepodobnosti
pre kaZdy token v slovnej zasobe.

11. Transformer na zaklade poskytnutych
sekvencii tokenov predpoveda nasledujuci \

/

(Adc & Nom )
Faed
Forvarg

\

Transformer

ou
Prcbab lities

Nx
(Add & Nom }
Multi-Head M
Attention ion
J
Positional Positional
Encoding Encoding

Tt Cutpat
Crbedding Embeddng

Inputs Outputs
(shi‘ted right)

/

A

118021

30 hodin
10 *presnost merana ako pocet
uhadnutych slov v sekvencii
8541% Y

5. Parser rozloZi dokumenta&ny
retazec na syntakticky strom
Y
Dokumentacny | Berkeley Neural Parser
retazec

7. Syntakticky strom je
premeneny na

sekvenciu
Serializacia 9. Tokenizér rozdeli slova
stromu v sekvencii na tokeny

Tokenizér

nfrierdly

friend

3. Server podle kéd a Koéd
dokumentacny retazec dalej
19. Editor vypide

1. Pouzivatel stla¢i klavesovu skratku
pre generovanie kédu

and b and

vygenerovany kéd
do suboru

dds numbers a and b and returns the

(a, b):
c=(a+b)
return c

4. AST Parser rozloZi
kod na abstraktny
syntakticky strom

AST Parser

{i}

JSON Parser

8.
premeneny na sekvenciu

6. AST sa konvertuje do
JSON formatu

10. Tokenizér
rozdeli slova v
sekvencii na
tokeny

Tokenizér
Unfriendly

friend

JSON format stromu je

Serializacia

stromu

lagatu k praci

’

Send verzia p

Zmen

Obr. B.1

54


mailto:xkacur04@stud.fit.vutbr.cz

