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Testovani rozhodovacich algoritmi na notebooku
Jupyter

Abstrakt

Tato diplomova prace se zabyva testovanim rozhodovacich algoritmi, které je
provadéno na notebooku Jupyter. Hlavnim cilem prace je demonstrovat moznosti vyuziti
notebooku Jupyter pro feseni rozhodovacich problému na vybraném datovém souboru. Prace
obsahuje dvé hlavni Casti. Prvni Cast je teoreticka a je v ni nejprve vysvétlena architektura
notebooku Jupyter a prace v jeho prostiedi. Dale jsou v ni vysvétleny zakladni pojmy
tykajici se problematiky umélé inteligence a strojového uceni. Jsou v ni téz popsany
algoritmy strojového uceni, které budou v praktické Casti prace vyuzivany. Prakticka ¢ast
prace se zabyva vytvorenim kompletni metodiky pro feSeni rozhodovacich problému.
Nejprve jsou v ni uvedeny moznosti ziskani vhodnych dat. Nésledné je vybran datovy
soubor. Poté je na notebooku Jupyter provedena analyza zvoleného datového souboru, ktera
je nasledovana sestavovanim predpoveédnich modelti pomoci algoritmt strojového uceni.

Modely jsou otestovany a zhodnoceny jejich vysledky.

Klicova slova: strojové uceni, konvoluéni sité, hluboké uéeni, notebook jupyter



Decision algorithms testing using Jupyter notebook

Abstract

This diploma thesis deals with testing decision algorithms, which is performed on a
Jupyter Notebook. The main goal of this thesis is to demonstrate the possibilities of using a
Jupyter Notebook to solve decision problems on a selected data file. This thesis contains two
main parts. The first part is theoretical and first explains the architecture of the Jupyter
Notebook and the work in its environment. It also explains the basic concepts related to
artificial intelligence and machine learning. It also describes machine learning algorithms
that will be used in the practical part of this thesis. The practical part of this thesis deals with
the creation of a complete methodology for solving decision problems. First, it presents the
possibilities of obtaining suitable data. Then a data file is selected. Then, the analysis of the
selected data file is performed on the Jupyter Notebook, which is followed by the
compilation of prediction models using machine learning algorithms. The models are tested

and their results are evaluated.

Keywords: machine learning, convolutional networks, deep learning, notebook jupyter
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1 Uvod

V dnesni dobé se uméla inteligence a strojové uceni vyuziva v mnoha oborech lidské
¢innosti. At uz jde naptiklad o predpoveédi kurzi mén, rozpoznavani obrazii, nebo
doporucovani produktu na zaklad€ predchozich nakupt. Pro feSeni téchto uloh vyuzivame
algoritmt, pomoci nichz sestavujeme vhodné modely. Na jejich zakladeé dokazeme s urcitou
presnosti predpoveédét budouci vyvoj, nebo rozhodovani v dané situaci. UziteCnym

nastrojem pro feseni té€chto typu uloh je notebook Jupyter.

Hlavnim cilem této prace je navrhnout postup pro feSeni uloh strojového uceni a s
vyuzitim Jupyter Notebooku demonstrovat na konkrétnim piikladu feSeni vybrané ulohy.

Prace je rozdélena na teoretickou a praktickou ¢ast.

V teoretické Casti se nejprve seznamime s notebookem Jupyter, dozvime se néco o
jeho architektufe a praci v jeho prostfedi. Poté se budeme zabyvat umélou inteligenci a
strojovym ucenim. Vysvétlime si zakladni pojmy tykajici se této problematiky a téz i
zakladni rozd€leni algoritmi. V posledni kapitole teoretické Casti popiSeme algoritmy, které

budeme prakticky vyuzivat pro tvorbu modelt.

V praktické Casti prace je za pouziti teoretickych znalosti popsanych v teoretické ¢asti
prace zpracovan kompletni postup, ktery lze pouzit pro feSeni tloh strojového uceni. Ten je

demonstrovan na konkrétnim ptikladu.
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2 Cil price a metodika

2.1 Cil prace

Tato diplomova prace se zabyva testovacimi algoritmy a jejich vyuzitim pro feSeni
rozhodovacich problémid. Hlavnim cilem prace je vypracovat metodiku pro testovani
rozhodovacich algoritmi na notebooku Jupyter. Bude k tomu vyuzit vhodny datovy soubor,
ktery bude vybran v praktické casti, na némz bude nazorné demonstrovano, jak vyuzit

Jupyter Notebook k feSeni rozhodovacich tloh.
2.2 Metodika

Prvni kapitola teoretické casti prace bude vénovana notebooku Jupyter, bude v ni vysvétlena
jeho architektura, zpasob instalace a prace v jeho prostiedi. Dalsi kapitola teoretické Casti se
bude zabyvat umélou inteligenci a strojovym ucenim. Bude obsahovat vysvétleni zakladnich
pojmu, které s touto problematikou souviseji. V posledni kapitole teoretické Casti budou
vysvétleny metody strojového uceni, které budeme pouzivat v praktické Casti pro tvorbu

modela.

Prakticka ¢ast této prace bude vénovana vypracovani metodiky pro testovani rozhodovacich
algoritmu na notebooku Jupyter. Nejprve vybereme vhodny datovy soubor a provedeme jeho
analyzu. Poté rozdélime datovy soubor na trénovaci a testovaci ¢ast. Nasledné budeme
pomoci vybranych algoritmu strojového uceni sestavovat modely, které budou trénovany na
trénovacich datech. Poté bude provedeno jejich otestovani na testovacich datech, které bude

nasledné vyhodnoceno.
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3 Teoreticka ¢ast

3.1 Jupyter Notebook

Projektem Jupyter je nazyvana skupina aplikaci, které umoziuji programovani
prostfednictvim webového rozhrani. Tyto aplikace jsou vyvijeny neziskovou organizaci
Project Jupyter. Nazev byl zvolen podle tii hlavnich podporovanych jazyka, kterymi jsou
Julia, Python, a R, a také jako pocta Galileovym notebookiim obsahujicich objev mésict
Jupyteru. Autory projektu Jupyter jsou Fernando Pérez a Brian Granger, ktefi ho zalozili
v roce 2014. Stal se nastupcem Cisteé pythonového projektu iPython, jehoz programovy kod

je v projektu nadale vyvijeny a stal se jeho zakladni soucasti. [1, 2]

Nejpopularngjsi a také i nejvice pouzivanou soucasti projektu Jupyter je Jupyter Notebook.
Je to webova aplikace s otevienym zdrojovym koédem bézici pfimo v internetovém
prohlizeci. Nazev je odvozen od jeho uzivatelského rozhrani podobnému diafi (notebooku)
do kterého uzivatel zadava obsah. Jeho predchidcem byl projekt iPython Notebooks. ktery
umozinoval prostfednictvim webového rozhrani interaktivné vyhodnocovat jednotlivé
vstupy uzivatele. UZivatelské rozhrani Jupyter Notebooku umoziuje jeho uzivatelim
vytvaret a sdilet dokumenty, které kromé zdrojového kodu mohou obsahovat 1 dalsi obsah,
coz mohou byt naptiklad tabulky, grafy, obrazky. Obsah lze do vytvafeného dokumentu
vkladat pfimo, nebo nechat vytvofit pomoci zadani funkce, jejiz vystup je ihned interaktivné
zobrazen. Je téZ podporovana fada dalSich funkci, jako zadavani vzorci psanych v TeXu
nebo LaTeXu, tvorba slajdi, sdileni zdrojového kodu. V textovych buikach je podporovan
Markdown pro jednoduché formatovani textu. Dokumenty z notebooku Jupyter jsou ulozeny
v souboru s piiponou ipynb a Ize je téz vyexportovat do mnoha formatd jakymi jsou PDF,

HTML, LaTeX, Markdown a dalsi. [1, 2]
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Jupyter analysis Last Checkpoint 26.02.2022 (autosaved)

File Edit View Insert Cell Kemel

Widgets

B+ ¥ @ B 4+ PR B C P Coue

Help

v =

Rozdéleni trénovacich a testovacich dat

In [12): X_data = df data.iloc[:, :-1]

ycat = {'no’: @, 'yes': 1}

y_data = np.asarray(df_data['y'].replace(y_cat))

y_dsta

out[12]: array([@, @, O, ..., 1, @, 8], dtype=intsa)

In [13]: X _data.info()

<class 'pandas.core.frame.DataFrame'>
RangeIndex: 45211 entries, © to 45210
Data columns (total 15 columns):

%  Column Non-Null Count
o age 45211 non-null
1 job 45211 non-null
2 marital 45211 non-null
3 education 45211 non-null
4 default 45211 non-null
5 balance 45211 non-null
& housing 45211 non-null

Obrazek 1 - Jupyter Notebook - okno

JupyterLab

Dtype
inted

object
object
object
object
inte4

object

[ Logout

| Python 3 ©

JupyterLab je dal§i generaci notebooku Jupyter. Roz§ifuje moznosti jeho pouziti a poskytuje

vylepSené uzivatelské rozhrani, které ma modularni strukturu. Lze v ném otevfit nékolik

notebookd, nebo dalsich aplikaci (napf. editory, widgety, mapy) jako zalozek v jednom okng.

Zachovava si kompatibilitu s formaty klasického Jupyter Notebooku. Je vhodnéjsi pro

pokrocilé uzivatele, kterym jiz funkce klasického Jupyter Notebooku nedostacuji. [31]

a

- + 2 [+} 2 Laune

T Fle Edt View Run Kemel Tabs Settings Help

cher

%

OneDrive/Dokumenty/CZU/DP/notebook

[M] Notebook

'H
[1]1]
4=

i
a

Markdown File

=1

Show Contextus
Help

Obrazek 2 - JupyterLab - okno
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3.1.1 Architektura Jupyter Notebooku

Jupyter Notebook je zalozen na sitové architekture klient-server. Klientskou aplikaci ma
spusténou uzivatel ve svém webovém prohlizeci. Serverem je Jupyter, ktery obsahuje
vypocetni moduly (kernely) pro zvolené programovaci jazyky. Uzivatel zadava ve webovém
prohlizec¢i prikazy, které jsou po odeslani na server zpracovany a jejich vysledky ihned
poslany zpét do prohlizece uzivateli. [2]

Zakladem Jupyter Notebooku je iPython Kernel, ktery byl pfevzat z pavodniho projektu

iPython Notebooks. Pro umoznéni podpory dalSich programovacich jazykt a kernelt vSak

musela byt architektura pivodniho kernelu upravena. [2, 3]

Terminal
IPython

stdin &
stdout

Python
execution

IPython
Kernel

Messages

Obrazek 3 - IPython Kernel [3]

iPython kernel vyuzivaji vSechna ostatni rozhrani. Je zodpovédny za spusténi uzivatelského
koédu. Komunikuje prostfednictvim rozhrani @MQ, pres které piijima pomoci JSON zprav
piikazy a zasila zpét jejich vysledky. Kernel podporuje programovaci jazyk Python.
Architektura kernelu je vSak navrzena tak, aby bylo mozné Jupyter rozsifit o dalsi jazyky.

(2, 3]
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Rozsireni Jupyter Notebooku o dalSi jazyky lze provést dvéma zpusoby:

e Wrapper Kernel - Vyuzit iPython kernelu, ktery bude volat pfikazy interpreteru
jiného programovaciho jazyka.
e Native Kernel - Pridani dalsiho nativniho Kernelu jiného programovaciho jazyka.
Rozsifeni pomoci Wrapper Kernelu je vhodné predevsim pro programovaci jazyky blizké

Pythonu (napf. octave kernel). U nativnich kernell je dilezité, aby komunita udrzovala

jejich vyvoj (napt. [Julia, [Haskel). [3]

$LANGUAGE
execution

$LANGUAGE
execution

&
JSON, @MQ
machinery

IPython
JSON, @MQ
machinery

Native
Kernel

Wrapper
Kernel

Obrazek 4 - Rozsireni Jupyteru o dalsi jazyky [3]

Architektura Jupyter Notebooku méa dvé hlavni ¢asti. Jsou jimi webovy prohlizec a kernel(y).
Tyto moduly jsou propojeny prostiednictvim Notebook serveru, pres ktery spolu
komunikuji. S prohlizeCem server komunikuje prostiednictvim http a Web socketl,
s kernely ptes OMQ. Dokument Jupyter Notebooku je soubor s pfiponou ipynb. Je v ném
ulozen v JSON formatu veskery obsah zadany ve webové aplikaci. Viz. nasledujici obrazek.
(2, 3]
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HTTP &
Websockets

=

User

a0

Browser [

Notebook

Obrazek 5 - Architektura Jupyter Notebooku [3]
3.1.2 Jak zacit s Jupyter Notebookem

Zacit pracovat s Jupyter Notebookem lze dvéma zakladnimi zpusoby:

e Nainstalovat si ho do pocitace

e Vyuzit webovou aplikaci, kde je jiz nainstalovan (Kaggle)

Hlavni vyhoda nainstalovaného Jupyter Notebooku v pocitaci je v rychlosti zpracovani
kodu, coz se projevi predevSim u spousténi slozitéjSich algoritmti narocnych na zdroje.
Nevyhodou je nutnost projit procesem instalace nejen Jupyteru, ale i potfebnych knihoven,
pokud nepouzijeme jiz predpiipravenou distribuci s potfebnymi knihovnami (Anaconda). Je
zde téz nizké riziko neopravnéného odcizeni nasich dat, jelikoz je mame u sebe.

U pouziti predinstalované webové aplikace (napt. Kaggle) jsou hlavnimi vyhodami moznost
okamzité zacit pracovat, dostupnost odkudkoliv z Internetu, moznosti sdileni notebooku
v ramci komunity. Nevyhodami jsou pomalejsi zpracovani tloh a nutnost pracovat na
serveru, kde nemame plnou kontrolu nad bezpec¢nosti nasich dat.

Zde jsou dva nejtypictéjsi zpusoby instalace do pocitace, pouziti webové aplikace Kaggle se

budu vénovat v praktické ¢asti.
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Instalace do Pythonu:

Nejprve potfebujeme nainstalovat Python. Ten lze ziskat bud =z oficialnich stranek

https://www.python.org/, nebo 1ze vyuzit instalanich balicka, které jsou soucasti repozitait
podporovanych opera¢nich systému. Jupyter Notebook neni standardni soucasti Pythonu,
doinstalovat Ize pomoci nastroje pip, coz je doporuceny nastroj pro instalaci balickt do
Pythonu, ktery byvéa jeho standardni soucasti. Nasledné doinstalujeme potfebné knihovny

pro praci.
Instalace distribuce Anaconda

Dal§i moznosti instalace je pouzit distribuci Anaconda. Tato moznost je vhodna pokud
budeme pouzivat Jupyter Notebook pro datovou védu. Soucasti této distribuce je Python3 a
dalsi potfebné knihovny obsahujici néastroje pro datovou védu a strojové uceni jakymi jsou

napiiklad Scikit-learn, Pytorch, Keras, TensorFlow a téz i nastroje pro vizualizaci dat. [22]

Instalaci provedeme stazenim instalatoru ze stranek https://www.anaconda.com/.

Podporovany jsou operacni systémy Windows, Linux, macOS.

Soucasti nainstalované Anacondy je program Anaconda Navigator, ktery slouzi ke spousténi
nainstalovanych aplikaci, jeZ jsou soucasti instalace a téz i sprave nainstalovanych balic¢ka.

Jupyter Notebook Ize spustit z Anaconda Navigatoru, nebo téz samostatne.
3.1.3 Prostredi Jupyter Notebooku

Po spusténi Jupyter Notebooku se jeho webova aplikace otevie na jeho standardnim
lokalnim portu 8888 (localhost:8888). Ve webovém rozhrani poté mizeme vybrat adresar,

v ném vytvofit novy notebook, nebo otevfit stavajici.

- Jupyter Cuit Logout

Files Running Clusters
Select items to perform actions on them. Upload | | Mew =

0 | ~  Im/ OneDrive / Dokumenty /| CZU | DP | notebook { ——
Do y Name ¥ bytnon 3
o pi
0 Dold Text File

O & analysis.ipynb Folder

Terminal
[ & decision_tree.ipynb )

Obrdzek 6 - Jupyter Notebook - vybér

19

=

e

kB

kB


https://www.python.org/
https://www.anaconda.com/

Po vytvoreni nového notebooku vstoupime do hlavniho rozhrani Jupyter Notebooku, ve
kterém budeme pracovat. V zahlavi okno obsahuje nazev souboru, hlavni menu a
nastrojovou listu s tlacitky pro operace a navigaci pii tvorbé notebooku. Pracovni plocha

notebooku obsahuje butiky, do kterych zapisujeme programovy kod, nebo text. [34]

i JUDytE‘I’ Untitled Last Checkpoint 02.02.2022 (unsaved changes) ﬁ Logout
File  Edit  View Inset  Cell  Kemel \Widgets  Help Trustee | Python 3 ©

B+ & & B 4+ ¥ PRun B C B code v =

In[ ]:

Obrazek 7 - Jupyter Notebook - rozhrani

Nézev nového notebooku je defaultné nastaven na Untitled. To lze jednoduSe zménit

kliknutim na nazev.

Rename Notebook *

Enter a new notebook name:

Analysig

Cance

Obrdzek 8 - Jupyter Notebook - zména jména souboru

Na pracovni plochu Notebooku vkladame buriky, ty mohou obsahovat programovy kod,
nebo text. Typ buriky 1ze ménit v nastrojové listé. Dalsi tlacitka pro praci s burikami
umoziuji pridavani a odebirani bunék, kopirovani bunék a zmény jejich poradi. Pomoci

Markdownu lze textové buriky formatovat. [34]

V nastrojové listé téz najdeme skupinu tlacitek pro ovladani kernelu. Jedna se o spousténi
kodu v dané buiice, zastaveni béhu kernelu, nebo jeho restart. Informace o pouzitém kernelu

a jeho stavu vidime vpravo nahofte.
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’ Jupyter df_info Last Checkpoint 02.02.2022 (unsaved changes) A Logout
File Edit View Insert Cel Kemnel Widgets Help Truste | Python 3 O

B+ 2 B B 4 4 PR B C W Code v =

In [1]: dimpert pandas as pd
df = pd.read csv('train.csv’, sep=";")

Zobrazeni datasetu

In [2]: df.head()

age job  marital education default balance housing loan contact day month i i pdays previ ¥

0 58 management mamied tertiary no 2143 yes no - unknown 5 may 261 1 -1 o unknown nao
1 44 technician  single secondary no 29 yes no - unknown 5 may 151 1 -1 o unknown nao
2 33 enfreprenesur mamied secondary no 2 yes  yes unknown 5 may T8 1 -1 o unknown no
347 blue-collar  mamied unknown no 1506 yes no - unknown 5 may 92 1 -1 o unknown no
4 33 unknown  single unknown no 1 no no  unknown 5 may 193 1 -1 o unknown no

Obrdzek 9 - Jupyter Notebook - priklad

V prostredi Jupyter Notebooku lze pouzivat i klavesové zkratky, kterymi lze praci zna¢né
urychlit. Seznam vSech zkratek se da zobrazit stisknutim klavesy ,,h“. Lze pomoci nich
kompletné ovladat praci v jeho prostiedi, coz mize byt napf. prace s buiikami, ukladani

dokumentu, spousténi kodu a dalSich uzite€nych funkci.
3.2 Uméla inteligence a strojové uéeni

Umeéla inteligence (Artificial Intelligence - Al) je obor informatiky, ktery se zabyva
schopnostmi stroju pfiblizovat se inteligenci lidské. Méla by byt schopna feSit rizné
komplexni tlohy a napodobovat lidské schopnosti jako je uceni, uvazovani, kreativita,

planovani. [1, 29]
Strojové uceni (Machine Learning)

Strojové uceni (Machine Learning - ML) je podoblasti umélé inteligence, kterda zkouma
schopnosti stroji ucit se a prizpusobovat se dynamicky novym situacim na zakladé jiz
zjisténych dat. Timto zplisobem se stroje snazi napodobit lidskou schopnost uéeni se
z ptedchozich chyb tak, ze pfi neuspéchu hledaji nové pristupy pro feSeni problému. [1, 33]

Hluboké uceni (Deep Learning)

Specifickym rozsifenim strojového uceni je hluboké uceni (Deep Learning - DL), které

dokaze ftesit slozit€jsi a komplexnéjsi ulohy s dosahovanim lepSich vysledkii. Pro svou
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¢innost vyuziva vicevrstvé neuronové sité, které se vice priblizuji chovani lidského mozku.
Je vyuZzivané predev§im v oblastech rozpoznavani lidské feci, obrazkd, virtualnich asistentt

(napt. Google Translate, Siri, Alexa, Face ID). Vyzaduje vyssi vypocetni vykon. [5]

Na nasledujicim obrazku je znazornén vztah mezi umélou inteligenci, strojovym ucenim a

hlubokym ucenim. [10]

Uméla Strojové Hluboké

inteligence uceni uceni

Obrazek 10 - Vztah mezi umélou inteligenci, strojovym ucenim a hlubokym ucenim
3.2.1 Algoritmy strojového uceni

Algoritmus strojového uceni je programovy kod, pomoci kterého mizeme analyzovat datovy
soubor. Na zakladé provadénych instrukci algoritmus vytvoii model, ktery Ize pouzit pro

tvorbu budouci predpovédi nebo rozhodovani. [7]
Rozdéleni technik strojového uceni [1, 8]

e Uceni s uCitelem (Supervised learning)
e Uceni bez ucitele (Unsupervised learning)
e Kombinace uceni s ucitelem a bez ucitele (Semi-supervised learning)

e Zpétnovazebni uceni (Reinforcement learning)
Uceni s ucitelem

Je metodou, kdy mame k dispozici data, u kterych zname pro kazdou mnozinu vstupnich
udaju spravny vystup. Na zakladé téchto znamych trénovacich dat je pak algoritmem feSen
dany typ tlohy. [1, 8]

Mame 3 zéakladni mnoziny dat. Jsou jimi trénovaci mnozina, validani mnozina a testovaci

mnozina. Na trénovaci mnozin€ dat provadime samotné uceni modelu. Vysledky prubéhu
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uceni kontrolujeme na validacni mnoziné. Na testovaci mnozinu dat, ktera by méla byt

odli$na od predchozich, poté aplikujeme nauceny model a zjistime tispéSnost jeho predikce.
Uceni bez ucitele

Je metodou, kdy mame k dispozici vstupni data, ale nezndme vystup. Algoritmy na zakladé
vstupnich dat sami dospéji k vysledkim. K typickym pfikladim téchto algoritmt patii

neuronové sité. [1, 8]
Kombinace uceni s ucitelem a bez ucitele

U kombinace uceni s u€itelem a bez ucitele mame k dispozici ¢ast dat se znamym vystupem,

ale u casti vstupnich dat vystup nezname. [1, 8]
Zpétnovazebni uceni

Je zalozeno na maximalizaci odmény. Jsou znama pouze vstupni data, u kterych algoritmus
hleda nejlepsi zpusob, jakym lze dospét pozadovanému vysledku. Je podobné algoritmtim
uceni s ucitelem, stim rozdilem, ze u zpétnovazebniho uceni vysledek neni znam a

algoritmus se na n¢j snazi sam pfijit. [1, 8]
Rozdéleni algoritmu podle zpusobu zpracovani [8]

e Davkové

e Inkrementalni
Déavkové algoritmy pozaduji mit vSechna potiebna data pred zacatkem vypoctu.
Inkrementalni algoritmy dokazou po dodani novych dat upravit model vypoctu, aniz by ho
museli od zacatku prepocitavat. Jinak feceno se dokazou priucit.
3.2.2 Ulohy strojového ueni:
V predikci dat feSime vytvoreni modelu, ktery nam na zakladé historickych dat predpovi
data nova. Zakladni typy uloh, které fesime, jsou klasifikace a regrese. [1]

e Klasifikace - rozdé€luje vstupni data do dvou 1 vice tfid

e Regrese - na zaklade vstupnich dat odhadujeme Ciselnou hodnotu vystupu
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3.2.3 Preuceni a nedouceni

Preuceni a nedouceni jsou negativni jevy, které jsou z velké Casti pti¢inou Spatné vykonosti

algoritmu strojového uceni. Mezi nimi se nachazi idealni stav, kterého se snazime dosahnout.
Pieudeni

Preuceni (overfitting) znamena, ze nas model pfili§ dobfe modeluje tréninkova data. Je to
typické uskali vznikajici v algoritmech strojového uceni, kdyz se model snazi ptizplsobit
trénovacim datim do takové miry, ze se nauci rozpoznavat datové vzory véetn€ Sumu a

nahodnych vykyvu. [10, 32]

Indikéatorem preuceni je vysoky rozptyl vykonu modelu. Vznika pfi dlouhé dobé trénovani
modelu, nebo pii jeho velké slozitosti, kdy se nauci rozeznavat Sum a nepodstatné informace

v trénovacich datech.

Vysledkem pteuceni je model, ktery velmi dobfe funguje na trénovaci mnoziné dat, ale neni

schopen spravné fungovat na mnozin€ novych dat.
Nedouceni

Nedouceni (underfitting) znamena, ze se na§ model nedokézal spravné naucit z trénovacich

dat, a proto se ani nedokaze spravné zobecnit na data nova. [10, 32]

K nedouceni mize dochazet, kdyz mame necista zdrojova data, ktera obsahuji Sum nebo
odlehlé hodnoty. Model pak neni schopen odvodit vzory z datové sady. K nedouceni dochazi
také, pokud ma model vysoké zkresleni, protoze neni schopen zachytit vztah mezi vstupy a

cilovymi hodnotami. Téz muze byt pfi¢inou nedouceni pfilisna jednoduchost modelu.
3.2.4 Kvizova validace

Kfizova validace je metoda, ktera testuje schopnost pfedpoveédi modelu. Vstupni data jsou
rozdelena na nékolik podmnozin. Jedna z podmnozin slouzi jako testovaci a zbylé jako
trénovaci. Klasifikator se natrénuje na trénovacich datech, pri¢emz jeho uspésnost je ovéfena
na testovacich datech. Tento proces se opakuje k-krat, ale vzdy sriznym rozdélenim

vstupnich dat. [1]
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‘ All Data ‘

‘ Training data ‘ ‘ Test data ‘

\ Fold 1 H Fold 2 H Fold 3 \ Fold4‘ Fold 5 ‘\

spiit1 | Fold1 || Fold2 | Fold3 | Fold4 | Folds |
spiit2 | Fold1 || Fold2 || Fold3 || Fold4 || Folds |
> Finding Parameters
spiit3 | Fold1 | Foid2 || Fold3 || Fold4 | Folds |
Spiit4 | Fold1 || Fold2 | Fold3 | Fold4 | Folds |
Spiit5 | Fold1 || Fold2 | Fold3 || Fold4 || Fold5 |/

Final evaluation ‘ﬂ Test data

Obrazek 11 - Krizova validace [35]
3.3 Modely strojového uéeni

Resi Glohy prostiednictvim algoritmd strojového uéeni. Modelem strojového udeni se stane
algoritmus, ktery byl natrénovan nad sadou trénovacich dat k rozpoznavani uréitych typa
vzoru. Natrénovany model poté mizeme pouzit k provadéni predpoveédi nad novymi daty,

ktera doposud nevidél. [9]
3.3.1 Rozhodovaci strom

Rozhodovaci stromy (decision trees) jsou technikou vytézovani dat (data mining). Jeji hlavni
vyhodou je rychlé nalezeni vysledku, ktery lze snadno interpretovat. Lze je vyuzit

v klasifikacnich 1 regresnich ulohach. [1]

Rozhodovaci strom je tvoren stromovym grafem, coz je souvisly graf neobsahujici smycku.
Obsahuje kofenovy vrchol, ktery je spojen pomoci hran s dalsimi vrcholy, které mohou byt
dale vétveny. Vrcholy stromu predstavuji jednotliva rozhodnuti, vystupujici hrany jsou
moznostmi daného rozhodnuti. Listy neboli vrcholy stromu, které nemaji dal§i potomky,

jsou kone¢nymi vysledky rozhodovani. [10]
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Obrdazek 12 - Rrozhodovaci strom [11]

Sestavovani rozhodovaciho stromu provadime od kofenového vrcholu (uzlu) shora dola.
Postupné rozd€lujeme trénovaci data na ¢im dal mensi podmnoziny (uzly) tak aby v nich
prevladaly prvky pouze jedné tfidy. Uzly jsou vybirany na zakladé optimalniho rozmisténi
prvki. Existuji dvé zakladni kritéria vybéru.

Gini

Gini necistota je zalozena na méfeni frekvence, pfi které dojde k nespravnému oznaceni

prvku datové sady, kdyz je nahodné€ oznacen. Vypocita se podle nasledujiciho vzorce.

n
Gini = 1—Zpi2
i

kde p; je pravdépodobnost tridy i

Pokud je hodnota Gini indexu 0, tak to znamena, ze je uzel Cisty, neboli vS§echny prvky v uzlu
jsou jedné jedinecné tiidy. Takovyto uzel nebude tedy znovu rozdélen. Podle vlastnosti

majicich nizsi Gini index bude zvoleno optimalni rozdéleni. [12]
Entropie

Entropie je metrika pro vypocet nejistoty. Vypocita se podle nasledujiciho vzorce.
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n
Entropie = _Z pi * log,(p:)
i

kde p; je pravdépodobnost tridy i

Hodnota nula znamena, ze vSechny prvky v uzlu patfi do stejné tfidy. Optimalni rozdéleni

je podobné jako u Gini indexu zvoleno podle prvki s nizsi entropii. [12]
3.3.2 Metoda k-nejblizsich sousedu

Metoda nejblizsich sousedi patii mezi nejjednodussi klasifikatory. Je metodou strojového
uceni sucitelem, pouzitelnd pro klasifikacni ulohy i regresi. Cilem této metody je
klasifikovat prvky reprezentované vicedimenzionalnimi vektory do nekolika tfid na zakladé
jejich nejblizsi vzdalenosti. Pro odstranéni citlivosti na odlehlé hodnoty, pouzivame castéji
k-nejblizsich sousedu pro urceni prvku do spravné tfidy (metoda k-nejblizsich sousedu). [1,

13]

= O pacienti

2 kontroly
O testovaci subjekt

Xy

Obrazek 13 - Metoda k-nejblizSich sousedii [36]
3.3.3 Metoda SVM

Metoda podpurnych vektora (Support vector machines - SVM) je metodou strojového uceni

s uCitelem, kterou lze vyuzit pro regresni i klasifikacni tlohy.

Princip této metody je zalozen na nalezeni takové nadroviny v N-dimenzionalnim prostoru,
ktera bude rozdélovat datové body patficim odliSnym tfidam z trénovaci mnoziny dat.

Takovychto nadrovin Ize vSak nalézt mnoho. Proto cilem metody podpirnych vektord je
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nalézt pravé takovou nadrovinu, u které je hodnota minima vzdalenosti bodi co nejvétsi.
Maximalizaci odstupu je zajisténa co nejvetsi jistota pro spravnou klasifikaci novych bodu.
Pruh bez bodt okolo nadroviny (téZ nazyvan jako pasmo necitlivosti nebo hranicni pasmo)
1ze urcit body, které lezi na jeho okraji. Tyto hrani¢ni body nazyvame podpurné vektory

(support vectors), podle nichz je nazvana i tato metoda. [1]

Ha A

X4
Obrazek 14 - Metoda podpiirnych vektori [37]

SVM algoritmy pouzivaji sadu matematickych funkci pro transformaci vstupnich dat do
pozadované podoby. Témto typum funkeci se fika jadra (Kernely) a mohou byt rizného typu.
V soucasnosti se pouzivaji nejbéznéji funkce RBF a linearni, které jsou vhodné pro vétSinu
modeld. Dal§imi ¢astymi alternativami mohou byt naptiklad polynomialni nebo sigmoidalni

funkce.
3.3.4 Nahodny les

Néhodny les (Random forest) je flexibilni a téz i1 snadno pouzitelny algoritmus strojového
uceni s ucitelem, ktery i bez ladéni jeho parametrii dokaze produkovat vyborné vysledky.
Pro svou jednoduchost a rozmanitost je jednim z nejpouzivangjSich algoritma. Je vhodny
pro feSeni klasifika¢nich i regresnich uloh a pouziva se v ruznych odvétvich jako je
bankovnictvi, medicina, elektronické obchodovani, akciovy trh. [15]

Princip jeho Cinnosti spociva v sestaveni souboru mnoha rozhodovacich stromt, které
spojuje dohromady pro ziskani presnéjsi predpovédi. Nejprve jsou vybrany nahodné datové
body z trénovaciho datového setu (technika pytlovani - Bagging). Z nich jsou sestaveny

rozhodovaci stromy, které jsou nezavisle trénovany na pridélené podmnoziné dat. Poté je na
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zakladé vysledki predpovédi urceno klasifikatorem vétsinové rozhodnuti ze vSech stromu

jako spravné.

\ aee
\
Tree-1 Tree-2 . Tree-n
(= '~ :
Class-A Class-A CIéss-B

Majority-Voting

o

W
e

Obrazek 15 - Ndhodny les [16]
3.3.5 Umélé neuronové sité

Umélé neuronové sité€ (artificial neural networks - zkratka ANN) jsou vypoc€etnim modelem,
ktery je pouzivan v oblasti umélé inteligence (artificial inteligence - zkratka AI) a strojového

uceni. Mizeme pomoci nich fesit klasifikacni i regresni ulohy.

Inspiraci pro vznik umélych neuronovych siti je lidska nervova soustava, jejimz zakladnim
prvkem je neuronova buiika (neuron). Ukolem neuront v organismu je pienaset, zpracovavat
a uchovavat informace, které zajist'uji jeho zakladni zivotni funkce. Stejné tak je neuron i
zékladnim prvkem umeélych neuronovych siti. Neurony jsou spolu propojeny a piedavaji si
navzajem signaly. Plati pfitom pravidlo, ze kazdy neuron mize mit nékolik vstupd, ale pouze
jeden vystup, ktery muize byt rozvétven do vice neuront. Na vstupy neuronu mohou

prichazet signaly z jinych neuront, nebo informace z vnéjsku. [17, 18]

29



X1

JSx)

Xn

Obrazek 16 - Neuron [20]

Na vstupy neuronu prichazeji vstupni signaly (x1, X2, ..., Xn). Kazdy vstup ma uréenou vahu
(W1, W2, ..., Wn), kterd urCuje jeho vyznamnost. Po pfijeti vstupnich informaci vynasobi
neuron hodnoty vstupt vahami a secte je. Pokud je vazeny soucin vstupa vétsi nebo roven

prahové hodnoté (O), je neuron aktivovan.
Neurony jsou v neuronové siti usporadany do tri vrstev:

1. vstupni vrstva - receptory, vstupni proménné
2. skryté vrstvy - vrstvy neuronti mezi vstupni a vystupni vrstvou, muaze jich byt vice

3. vystupni vrstva - neurony vytvarejici vystupni proménné

PriCemz plati, Ze pouze neurony sousednich vrstev jsou spolu propojeny. [19]
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1. hidden layer

2. hidden layer

output layer

@ output

Obrazek 17 - Neuronova sit' [20]
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4 Prakticka ¢ast

V praktické casti navrhnu postup, ktery lze pouzit pro feSeni uloh strojového uceni na

Notebooku Jupyter.

Nejprve uvedu moznosti, jak ziskat potiebna data pro sestavovani modeld. Dale také

uvedenu zdroje riznych platforem, kde lze jiz pfipravena data ziskat.

Poté zvolim konkrétni datovy soubor, ktery rozdélim na trénovaci a testovaci Cast. Na
trénovaci mnoziné dat budu pomoci algoritmt strojového uceni vytvaret modely. Nasledné

budu testovat uspésnost jejich predpovédi na testovaci mnozing dat.

Na zavér praktické ¢asti zhodnotim uspésnost predpovédi vSech vytvorenych modell a

provedu jejich porovnani.
4.1 Ziskani dat

Pro testovani algoritma strojového uceni je nutno ziskat vhodna zdrojova data. Ta je nutno
nejdfive nasbirat. Sbér dat pro feSeni specifického ukolu strojového uceni byva casto
kritickym problémem. Obzvlaste techniky hlubokého uceni vyzaduji velké mnozstvi spravné
oznacenych udaja.

Ziskat data lze tFemi zakladnimi zpusoby:

e Objevovani dat
e Rozsifovani dat

e Generovani dat
4.1.1 Objevovani dat

Tyka se dat, ktera jsou indexovana a publikovana pro sdileni. Jednéa se pfedevsim o data
generovana z n€jakého systému. Tyto systémy ovSem nemusi byt vzdy uzpisobené pro
generovani datovych sad vhodnych ke sdileni, v takovém piipad¢ je nutno data dodatecné

upravit. [21]

Do této skupiny patfi systémy, které jsou navrzeny pro sdileni datovych sad. Tyto systémy
Casto umoziuji uzivatelim spolupraci na analyze datovych sad a publikovani vysledka na

webu. Typickym ptikladem je napiiklad Kaggle. [21]
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Dal§im ptikladem této skupiny jsou systémy uréené prevazné pro vyhledavani datovych sad.
Tyto systémy jsou typické pro velké spoleCnosti, které generuji mnoho datovych sad
z ruznych zdroju. Jelikoz byva problém datové sady nalézt, umoziiuji systémy pro jejich
vyhledavani nalézt jednotliveim datové sady, které mohou dale analyzovat a zpracovavat.
Systém pro zpracovani datovych sad od IBM umoziuje jejich vlastnikiim sady zpracovavat
1 prohledavat poté co jsou vytvoreny. Systém Google Data Search (GOODS) dokaze
kategorizovat metadata mnoha datovych sad dostupnych z riznych ulozist v ramci Google.
Systém WebTables automaticky extrahuje strukturovana data z online zdroja publikovana

ve formé z tabulek. [21]
4.1.2 Rozsirovani dat

Datové sady lze rovnéz ziskat pomoci pfistupu rozsifeni existujicich sad o externi data.

Jednim ze zpasobli obohaceni datové sady je odvozenim latentni sémantiky z dat.
Vyuzivame zde vyznamové blizkosti slov, vyskytujicich se v podobnych castech textu.
Slova jsou prevedena na vektory a nasledné trénovana. Pfredpovidano je bud’ jedno slovo na
zékladé okolnich slov (model CBOW), nebo okolni slova na zakladé vybraného slova
(model Skip-Gram). Téz lze pouzit 1 dal§i metody, napiiklad model LDA, ktery umi na

zakladé napozorovanych skupin urc¢it podobné ¢asti dat. [21]

Dalsi moznosti rozSifovani dat je pouzit rozSifovani entit. Tento zplisob se pouziva u
neuplnych datovych sad, u kterych je tfeba doplnit chybéjici informace. Lze to provést

pomoci seskupeni tabulek, ve kterych jsou identifikovany podobné atributy.

Datovou sadu lze téz rozsifit 1 integraci dat, kdy ji obohatime o dalsi ziskané sady. Naptiklad
spojenim n¢kolika tabulek v rela¢ni databazi. [21]

4.1.3 Generovani dat

Pokud neexistuji vhodné datové sady, které 1ze pouzit pro trénovani, mizeme je vygenerovat
bud’ ru¢né, nebo automaticky.

Pfi ru¢nim generovani dat jsou pracovnikim zadavany ukoly pro ziskavani a shromazd’ovani

potiebnych udaji, ze kterych se vytvoii pozadovany datovy soubor. Existuje fada
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crowdsourcingovych platforem, kde jsou pracovnici odménovani za feseni zadanych ukolq,

jakym muze byt naptiklad oznacovani obrazka a riznych dat. [21]

Pro automatické generovani dat pouzivame automatizované techniky. Vyhodou tohoto
zpusobu ziskavani dat je nizka cena. Jednou z nejjednodussich metod je vygenerovat vzorek
na zakladé rozdéleni pravdépodobnosti urcitych dat. Pokrocilej§imi technikami jsou

generativni adversarialni sit€é (GAN) a dalsi aplikacné specifické techniky. [21]
4.2 Zdroje dataseti pro strojové uceni

Existuje fada platforem, které umoziuji nalezeni vhodnych datovych sad pro strojové uceni.
Nejpouzivangjsimi v soucasnosti jsou UCI Machine Learning Repository a Kaggle, na které

se zamé&fim podrobnéji. Kromé nich existuje fada dalSich uzite¢nych sluzeb. [23]

Google Dataset Search https://datasetsearch.research.google.com/ je vyhledavaci sluzbou od

Google zameétenou na hledani volné dostupnych datovych sad.

OpenML (Open Machine Learning) https://www.openml.org/ je online oteviena védecka

platforma pro strojové uceni a sdileni dat. Datové sady jsou pravideln¢ aktualizovany. Kazda

je poté automaticky verzovana, analyzovana a doplnéna metadaty pro efektivné;si analyzu.

DataHub https://datahub.io/ obsahuje tisice datovych sad strojového uceni, zahrnujici

finan¢ni trhy, makroekonomii, rast populace az po ceny kryptomén.

Papers with Code https://paperswithcode.com/ je komunitni projekt s otevienymi zdroji dat.

Lze vybirat v soucasnosti z 3937 datovych sad, které 1ze filtrovat podle riznych kritérii.

VisualData https://visualdata.io/ je vyhledava¢ datovych sad pocitatového vidéni.

Dale Ize vyuzit verejné vladni datové sady:
data.gov.cz - oteviena data CR
data.europa.eu - zverejnéna data agentur, instituci a dalSich subjektd EU

data.worldbank.org - oteviena data svétové banky
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4.2.1 UCI Machine Learning Repository

Je archiv datasett, které vyuziva komunita strojového uceni pro analyzu a testovani
algoritmu strojového uceni. Archiv vznikl v roce 1987, kdyz ho vytvofil David Aha spolecné
s dal§imi postgradualnimi studenty na UC Irvine. Od pocatku se stal Siroce vyuzivanym
pedagogy, studenty a vyzkumniky po celém svété jako zdroj datovych sad pro ulohy
strojového uCeni. V roce 2022 obsahuje 622 datovych sad. V repozitafi lze vyhledavat a
filtrovat datové sady podle riznych charakteristik. [24]

4.2.2 Kaggle

Je dcefina spole¢nost Google LLC. Jedna se o crowdsourcingovou platformu, ktera
umoziuje lidem z celého svéta zapojit se a fesit problémy tykajici se strojového uceni,
datové veédy a prediktivni analyzy. Kaggle mohou uzivatelé vyuzit k vyhledavani a
publikovani datovych sad, téz i k jejich prozkoumavani a vytvareni model v prostiedi
Kaggle notebooku, coz je obdoba Jupyter Notebooku. Platformu lze také vyuzit ke

vzdeélavani v oblasti umélé inteligence a strojového uceni. [25]

V roce 2021 Kaggle oznamil, Zze jeho komunita ma vice nez 8 mil. uzivateli ze 194 zemi
svéta. Skladba komunity je riiznoroda, od uzivatel, ktefi prave zacinaji az po nejznaméjsi

sveétoveé vyzkumniky.
Kaggle umoziuje:

e Publikovani, sdileni a analyzovani datasett

e Prohlizeni koda vytvorenych notebookil uzivateli
e Zakladat soutéze a ucastnit se jich

e Diskutovat s ostatnimi uzivateli na foru

e Absolvovat vyukové kurzy

Datasety v Kaggle 1ze vyhledavat jak pomoci kli¢ovych slov, tak i prostfednictvim mnoha
kategorii. Vyhledavani téz podporuje filtrovani vysledka podle velikosti, typu soubord, nebo

licence. Téz 1ze ptidavat i vlastni datasety, které Ize sdilet vefejné, nebo ponechat soukromé.
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Datasety uzivatelé vyuzivaji k tvorbé modela v integrované platformeé Kaggle notebooku,
cozje typ Jupyter Notebooku. Vyuzivat 1ze programovaci jazyky Python, nebo R. Vytvorené

notebooky lze sdilet s ostatnimi uzivateli a hodnotit je.

Kaggle porada téz rizné soutéze, do kterych se zapojuji jednotlivei i tymy. Organizator
soutéze pripravi data a popis feSeného problému. Nasledn€ ucastnici experimentuji
s vytvorenim nejlepsiho modelu. Vysledek prace ucastniki je vefejné sdilen. Po
vyhodnoceni poradatel wvyplati vitézi odménu vyménou za neomezenou licenci

k vyvinutému algoritmu.

Na foru v Kaggle platformé 1ze pokladat dotazy sdélovat nazory a téz jednoduse vyhledavat

prispévky ostatnich uzivatelu.

Na Kaggle jsou také dostupné kurzy, které jsou zamétreny na vyuku dovednosti vyuzitelnych
pii datové analyze na jeho platformé. Jsou dostupné zdarma a po jejich absolvovani ziska

uzivatel certifikat, ktery muze dale sdilet.
4.3 Bankink Dataset - Marketing targets

Pro praktickou Cast prace, ve které provedu testovani rozhodovacich algoritmd, jsem zvolil

Bankink Dataset - Marketing targets dostupny zde: https://www.kaggle.com/prakharrathi25/

banking-dataset-marketing-targets. [25]

Budu hledat vhodny model, na jehoz zakladé bychom dokézali predikovat, zda klient uzavie
terminovany klad v bance. K predikci vyuziji udaje obsazené ve zvoleném datové souboru.
Modely budu vytvaret pomoci algoritmu strojového uceni, které jsem uvedl v teoretické Casti

prace.

Terminovany vklad je druh spoficiho uc¢tu, na kterém mé klient garantovanou urokovou
sazbu vlozenych finan¢nich prostfedki. Jsou sjednavany s klientem na urcitou dobu, po
kterou neni mozno penize vybrat ani vkladat. Terminované vklady jsou jednim z
vyznamnych zdroji pfijma pro banku, ktera ma vlozené finance klienta po celou dobu

vkladu k dispozici a mize s nimi libovoln€ nakladat a investovat je. [1, 25]

Jednim ze zptsobu, jak oslovit nové lidi pro zalozeni terminovaného vkladu jsou telefonické

marketingové kampané. Ve zvoleném datové souboru jsou obsazeny udaje ziskané
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v marketingové telefonické kampani portugalské bankovni instituce. Budeme predikovat,

zda klient uzavfte terminovany vklad.

Popis vsech sloupcti obsazenych ve zvoleném datovém souboru je uveden v nasledujici

tabulce.

Tabulka 1 - Popis sloupcti datového souboru

Cislo sloupce | nazev popis

1 age vek klienta

2 job typ prace

3 marital rodinny stav

4 education | vzdélani

5 default ma uveér v prodleni

6 balance | zUstatek

7 housing | Gvér na bydleni

8 loan pujcka

9 contact typ komunikace

10 day posledni den kontaktu v meésici

11 month posledni mésic kontaktu v roce

12 duration | doba posledni kontaktu

13 compaign | poCet uskutecnénych kontakti béhem kampané
14 pdays pocet uplynulych dni, kdy byl klient kontaktovan
15 previous | pocet kontakt uskutecnénych pied touto kampani
16 poutcome | vysledek predchozi marketingové kampané

17 y Zalozil klient terminovany vklad?
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Dataset obsahuje 2 soubory:

e train.csv - obsahuje 45211 tadku, 17 sloupct

e test.csv - obsahuje 4521 radkua, 17 sloupct

V souboru test.csv je ov§em obsazena podmnozina dat ze souboru train.csv. My ovSem
potfebujeme unikatni data, proto budeme pracovat pouze se souborem train.csv, ktery

obsahuje unikatni zdznamy. Soubor rozdélime na testovaci a trénovaci data.
4.4 Priprava a analyza datasetu

Pro testovani rozhodovacich algoritmi na Notebooku Jupyter je nejprve potieba nacist data.
K tomu vyuzijeme datovy ramec (dataframe) obsazeny v knihovné pandas, coz je vhodny
datovy typ pro praci s datovymi soubory. Po nacteni je potieba data zkontrolovat a ptipadné

upravit do vhodné podoby pro nasledné testovani.
4.4.1 Analyza dat

Nez za¢neme s testovanim rozhodovacich algoritmi, bude tfeba data nejprve analyzovat a
ptipadné upravit do vhodné podoby pro nasledné testovani. Podrobny postup analyzy vetné

vSech vystupti je soucasti souboru Jupyter Notebooku prilozeného k této praci.

Je tieba zjistit:
e Chybg¢jici hodnoty v datech - vSechny zaznamy musi obsahovat kompletni data.
e Duplicitni zdznamy - vS§echny zdznamy musi byt unikatni
e Zdaneni pfitomna multikolinearita

e Konazistenci hodnot ve vSech sloupcich

age job  marital education default balance housing loan contact day meonth duration campaign pdays previous poutcome vy
0 58 management married tertiary no 2143 yEeS no  unknown 5 may 261 1 -1 Li] unknown no
1 44 fechnician singles  secondary no 29 yEes no  unknown 5 may 151 1 -1 L] unknown no
2 33 entrepreneur married secondary no 2 yes  yes unknown 5 may 76 1 -1 1] unknown no
3 47 blue-collar  married unknown no 1506 yes no  unknown 5 may 92 1 -1 L] unknown no
4 33 unknown single  unknown no 1 no no  unknown 5 may 193 1 -1 Li] unknown no

Obrazek 18 - Datovy soubor - hlavicka
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Chybéjici hodnoty v datech a duplicitni zaznamy

Analyzou bylo zjisténo, ze zdrojova data neobsahuji zadné chybé&jici hodnoty. Duplicitni

zaznamy téz nebyly nalezeny.
Korela¢ni matice

Korelacni matice je jednoduchéd tabulka, kterd nam zobrazuje korelacni koeficienty
v intervalu <-1, 1> pro rizné proménné. Mizeme z ni zjistit korelaci mezi v§emi sloupci

v naSem datovém souboru.

Pokud je korelacni koeficient v absolutni hodnoté vétsi nez 0,8, dochazi k multikolinearité,
neboli zavislosti hodnot v danych sloupcich. Je to nezadouci jev, ktery muze negativné

ovlivnit kvalitu vytvareného modelu.

-10
age - 0,098 0.00910.0046 0.0048 0.024 00013

balance JONER 0.0045 0.022 0.015 0.0034 0.017 -0.8
el () 0091 0.0 |::-45 003 016 0093 0052

duration -gUREAETREVEIFe

e nEE 0.0048 0.015 016

pdays JRIKIELIL 0.093 0.0016 0.089

nnEe 00013 0017 0.052 0.0012 0033 045
pr

duration -
campaign -
pdays -
previous -

Obrazek 19 - Korelacni matice

Z vytvorené korela¢ni matice je zieymé, ze v naSem datovém souboru se multikolinearita

nevyskytuje.
Konzistence hodnot a validita dat

Kontrolou odlehlych hodnot a validity dat bylo zjisténo, ze vSechny cCiselné hodnoty jsou

v realnych mezich.
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Analyzou bylo zji§téno, Ze sloupce job, education, contact a poutcome obsahuji skupinu
hodnot oznacenou jako unknown (neznamé). U sloupcti poutcome a contact se jedna o
vyznamnou ¢ast obsazenych hodnot, proto tyto sloupce budeme ignorovat. Sloupce job a
education obsahuji neznamé hodnoty pouze v malém mnozstvi pfipadd, proto u nich
vyfeS§ime tento problém odstranénim zaznamu obsahujicich neznamy udaj. Tim dojde u

datového souboru ke snizeni jeho zaznamt z 45211 na 43193.
4.4.2 Rozdéleni datasetu

Dataset se kterym pracujeme potiebujeme dale rozdélit na 2 skupiny:

e Trénovaci data - budeme je pozivat k nauCeni zvoleného klasifikacniho algoritmu
o Testovaci data - budou pouzita pro ovéfeni UspéSnosti nauceného algoritmu na

trénovacich datech

Rozdéleni dat provedeme v poméru 80% (34554 zaznamu) trénovaci data, 20% (8639

zaznamu) testovaci data. Vyuzijeme funkci train_test_split z knihovny scikit-learn.

<class 'pandas.core.frame.DataFrame’> <class 'pandas.core.frame.DataFrame’>
IntedIndex: 34554 entries, 33601 to 2988 Inte4Index: 8639 entries, 13832 to 12171
Data columns {total 14 columns): Data columns {(total 14 columns):

#  Column Mon-Null Count Dtype # Column Mon-Null Count Dtype
@ age 34554 non-null  inte4d @ age 8639 non-null  inted
1 job 34554 non-null object 1 job 8639 non-null object
2 marital 34554 non-null object 2 marital 8639 non-null  object
3  education 34554 non-null object 3 education 8639 non-null object
4  default 34554 non-null object 4  default 8639 non-null  object
5 balance 34554 non-null  inted 5  balance 8639 non-null  inte4d
& housing 34554 non-null  object & housing 8639 non-null  object
7 loan 34554 non-null  object 7 loan 8639 non-null  object
8 day 34554 non-null  inte4 8 day 8639 non-null  inted
2 month 34554 non-null object 2  month 8639 non-null  object
12 duration 34554 non-null  inte4d 12 duration 8639 non-null  inted
11 campaign 34554 non-null  inte4 11 campaign 8639 non-null  inte4
12 pdays 34554 non-null  inte4 12  pdays 8639 non-null  inte4
13 previous 34554 non-nuell  inted 13 previous 8639 non-null  inte4
dtypes: int&4(7), object(7) dtypes: ints4(7), object(7)

memory usage: 4.8+ MB memory usags: 1812.4+ KB

Obrazek 20 - Trénovaci a testovaci data (info)
4.4.3 Konverze kategorickych proménnych

Vétsina algoritmi strojového ueni pracuje s Cisly. Proto je nutné, aby vSechny sloupce

obsahovali pouze ¢iselné hodnoty, coz je problém u kategorickych proménnych. V nasem
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reSeném prikladu se jedna o sloupce job, marital, education, default, housing, loan a month.
Tento problém Ize vyfesit nékolika zpusoby. Bud” muzeme piifadit konkrétnim slovnim
nazvam unikatni ¢iselnou hodnotu. Nebo mizeme rozdélit kategorické hodnoty do sloupct
a pfifadit jim hodnotu O (neni obsazena v zdznamu), nebo 1 (je obsaZena v zaznamu).
V naSem pfipadé€ vyuzijeme funkci get_dummies z knihovny pandas, ktera nam kategorické

hodnoty rozdéli.

U sloupce y, ktery obsahuje hledané odpovédi (yes / no) provedeme téz substituci na Ciselnou

hodnotu:
no: 0 - negativni odpovéd’

yes: 1 - pozitivni odpoveéd
4.5 Méfeni vykonu klasifikaéniho modelu

Pro posouzeni uspésSnosti predikce vytvorenych modelt prostfednictvim algoritmu
strojového uceni je dalezité vyhodnotit jejich piesnost, abychom zjistili, jak jsou tisp€sné pii

vytvareni pfedpoveédi v novych situacich.
4.5.1 Knihovna scikit-learn

Scikit-learn, téz znama jako sklearn je open source knihovna obsahujici sadu jednoduchych
a efektivnich nastroji pro datovou analyzu a feSeni uloh strojového uceni v Pythonu.
V knihovné jsou obsazeny vSechny algoritmy strojového uceni, které budu v praktické ¢asti
vyuzivat. Téz jsou v ni zahrnuty uzite¢né funkce, které nam umoziuji zhodnotit uspéSnost

aplikace vybraného algoritmu strojového uceni. [26]
4.5.2 Chybova matice (confusion matrix)

Je to Ctvercova matice obsahujici skuteCnou hodnotu predpovédi ve sloupcich a
predpovidanou hodnotu v fadcich. Na zaklad€ této matice jsou vypocitany uvedené metriky.

[27]
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Obrazek 21 - Chybova matice

e TP - True Positive
Pocet zaznamu, které byli predpovézeny jako pozitivni a byli ve skuteCnosti
oznaceny jako pozitivni

e FP - False positive
Pocet zaznamu, které byli pfedpovézeny jako pozitivni, ale byli ve skuteCnosti
oznaceny jako negativni

e TN - True Negative
Pocet zaznamu, které byli predpovézeny jako negativni a byli ve skuteCnosti
oznaceny jako negativni

e FN - False Negative

Pocet zaznama, které byli predpovézeny jako negativni, ale byli ve skuteCnosti

oznaceny jako pozitivni
4.5.3 Klasifika¢ni metriky

Klasifikacni metriky pouzivané pro posouzeni vykonosti nam pomahaji lépe pochopit silné
a slabé stranky zvolené¢ho modelu pfi vytvareni predpoveédi. Zahrnuji pfesnost (accuracy),
preciznost (precision), recall a Fl-score. V Pythonu budu vyuzivat knihovnu Scikit-learn,
kterd uvedené metriky obsahuje. Pro zobrazeni vystupu vSech metrik vyuziji metodu
Classification report, ktera ndm zobrazi vysledky v§ech metrik méfeni vykonu klasifikaéniho

modelu v piehledné tabulce. [28]
Presnost (acuracy)

Tato metrika nam dava informaci o tom, jak ¢asto miizeme oCekavat spravné predpoveézeny

vysledek z celkového po¢tu odpovédi v naS§em modelu.
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Je definovéna jako pomér TP a TN ke vSem pozitivnim 1 negativnim pozorovanim.
Acuracy = (TP + TN) / (TP + EN +TN + FP)
Preciznost (precision)

U pozitivnich pfedpovédi urcuje, jak je model schopen spravné predpovidat pozitiva ze
vSech pozitivnich predpovedi které ucinil. Je definovan jako pomér TP ke vSem pozitivnim

predpovedim.
Precision (positive) = TP / (FP + TP)

U negativnich predpovédi urcuje, jak je model schopen spravné predpovidat negativa ze
vSech negativnich predpovédi které ucinil. Je definovan jako pomér TN ke vSem negativnim

predpovedim.
Precision (negative) = TN / (FN + TN)
Recall

U pozitivnich predpovédi nam fika, jaka je schopnost modelu spravné predpovidat pozitiva

ze skute¢nych pozitiv. Je definovan jako pomér TP k souctu FN + TP
Recall (positive) = TP / (FN + TP)

U negativnich ptfedpoveédi nam tika, jaka je schopnost modelu spravné predpovidat negativa

ze skute¢nych negativ. Je definovan jako pomér TN k souctu FP + TN
Recall (negative) = TN / (FP + TN)

Cim vys$si toto skore je, tim 1épe dokaze na§ model spravné identifikovat pozitivni i negativni

ptipady. U nevyvazenych tfid je uzitenym méfitkem uspésnosti predikce.
F1-score

Metrika vykonu reprezentujici skore modelu jako harmonicky primér piesnosti (precision)
a recall. Lze spocitat pro pozitivni i negativni predpovedi. Pouziva se Casto jako hodnota,

ktera nam sdé€luje celkové informace o kvalité vystupu modelu.

F1-score = 2 * Precision Score * Recall Score / (Precision Score + Recall Score)
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Macro average

Je makroprimérné skore, které se vypocitava tak, ze se vezme aritmeticky (nevazeny)

prumer ze vSech skore dané metriky.
Weighted Average

Je vazené prumémé skore, které se vypocita tak, ze vynasobime pomér vyskytu u kazdé tiidy

s vypocitanou metrikou. VSechny hodnoty poté secteme.
Support

V klasifika¢nim reportu udava pocet zaznamu patficich k dané tiidé.

4.6 Sestavovani modela

V této Casti se budu zabyvat sestavovanim modelti pomoci riznych algoritml popsanych
v teoretické Casti na zvoleném datovém souboru. Pro zhodnoceni uspé$nosti a piesnosti

predikce modeld budu méfit jejich vykon pomoci dfive uvedenych metrik.

Pti trénovani moedli budeme vyuzivat kiizovou validaci, kterou funkce z knihovny scikit-

learn standardné pouzivaji.

Na zvoleném datovém souboru budu zkoumat za pouziti vytvorenych modeli pomoci
zvolenych algoritmd, zda klient banky na zakladé zjisténych udaji uzavie terminovany
vklad. JelikoZ se vklad rozhodne uzaviit pouze mensina s oslovenych klientt, bude vysledna
presnost modelu ovlivnéna z velké Casti spravnou predpovédi negativnich odpovédi a z malé
Casti spravnou predpoveédi pozitivnich odpovédi. U kazdého modelu uvedu vygenerovanou
vyslednou chybovou matici a report s vysledky predikce nauceného modelu na testovaci
mnoziné dat. Ve vytvorenych modelech budu hodnotit hlavné schopnost predpovidat
pozitivni predpovédi (yes - 1), neboli zda klient uzavie terminovany vklad. Pro hodnoceni
budu vyuzivat klasifika¢ni metriky. Téz budu méfit Cas potrebny k vytvoreni modelu. Na

zaveér u kazdé metody provedu jeji celkové zhodnoceni.
4.6.1 Metoda k-nejblizSich sousedu (K-Nearest-Neighbor)
V této metode je tieba zvolit vhodny pocet nejblizsich sousedu (k), na kterém zavisi spravna

ptresnost klasifikace. Pti nizké hodnoté budou mit odlehlé hodnoty velky vliv na vysledek.
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Pii vysoké hodnoté bude sestaveni modelu vypocetné narocnéjsi, hranice rozhodovani

2

hladsi, ale vychyleni vyssi. Zvolil jsem nékolik riznych hodnot k-nejblizsich sousedu.
Metoda nejblizsich sousedui - 5 sousedu

U modelu metody nejblizsich sousedi se zvolenym poctem 5 byl Cas jeho vytvoreni 10,33
sekund. Vysledna presnost modelu dosahuje 88%. Pozitivni pfedpoveédi ¢ini 49% tspéSnosti

podle metriky precision a 28/% uspésnosti podle metriky recall.

Chybova matice: k-nejbliziich sousedii (k = 5)
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Obrazek 22 - Metoda k-nejblizsich sousedii (k=3)

precision recall fl-score support

0 0.91 0.96 0.94 7651

1 0.49 0.28 0.35 988

accuracy 0.88 8639
macro avg 0.70 0.62 0.65 8639
weighted avg 0.86 0.88 0.87 8639

Metoda nejblizsich sousedui - 7 sousedu

Model metody nejblizSich sousedu se zvolenym poctem 7 byl vytvoren za 6,17 sekundy.
Presnost predpoveédi Cini 89%, pfiCemz podle metriky precision je kvalita pozitivnich

predpovedi 53% a podle metriky recall 27%.
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Chybova matice: k-nejblizsich sousedd (k = 7)
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Obrdzek 23 - Metoda k-nejblizsich sousedii (k=7)

precision recall fl-score support

0.91 0.97 0.94 7651

0.53 0.27 0.36 988

accuracy 0.89 8639
macro avg 0.72 0.62 0.65 8639
weighted avg 0.87 0.89 0.87 8639

Metoda nejblizsich sousedu - 10 sousedu

Model metody nejblizsich sousedi se zvolenym poctem 10 byl vytvoren za 6,05 sekundy.
Vysledna presnost modelu dosahuje 89%, pficemz kvalita vystupu pozitivnich predpoveédi
modelu podle metriky precision ¢ini 54% a podle recall 20%.
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Obrazek 24 - Metoda k-nejblizsich sousedii (k=10)
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accuracy
macro avg

weighted avg

precision recall

0.90 0.98
0.54 0.20
0.72 0.59
0.86 0.89

fl-score

Zhodnoceni metody k-nejblizSich sousedu

U vSech vytvorenych modelti metodou nejblizsich sousedii bylo dosazeno 88-89% presnosti.
U modelu s 10 sousedy vSak jiz dochazi ke snizovani kvality pozitivnich predpovédi podle

metriky recall. Proto bych za vhodny model pro predikci podle této metody urcil model se 7

sousedy.

4.6.2 Metoda SVM

V tomto algoritmu je dulezitym parametrem zvoleni vhodného typu kernelu. Zvolil jsem

nejprve RBF kernel, ktery je doporucovan jako vhodny pro vétsinu fesenych problémi. Poté

jsem zvolil linearni kernel.

Metoda SVM - kernel RBF

Model SVM se zvolenym RBF kernelem byl hotov za 41,8 sekundy. Vysledna presnost
modelu dosahuje 89%. Kvalita vystupu pozitivnich pfedpovédi modelu je 45% podle

metriky precision a 1% podle metriky recall.

0.94
0.29

0.89
0.62
0.87

Chybova matice: SVM (RBF)
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Obrazek 25 - Metoda SVM - kernel RBF
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precision recall fl-score support

0.89 1.00 0.94 7651

0.45 0.01 0.02 988

accuracy 0.89 8639
macro avg 0.67 0.50 0.48 8639
weighted avg 0.84 0.89 0.83 8639

Metoda SVM - kernel linearni

Sestavovani modelu SVM se zvolenym linearnim kernelem trvalo 3 hodiny a 32 minut.
Vysledna piesnost modelu dosahuje 88%. Pozitivni predpoveédi Cini 45% Uspésnosti podle

metriky precision a 27/% GspésSnosti podle metriky recall.

Chybova matice: SWM (linear)
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Obrazek 26 - Metoda SVM - kernel linedrni

precision recall fl-score support

0.91 0.96 0.93 7651

0.45 0.27 0.34 988

accuracy 0.88 8639

macro avg 0.68 0.62 0.64 8639

weighted avg 0.86 0.88 0.87 8639
Zhodnoceni metody SVM

Model SVM vytvoreny pomoci RBF kernelu byl sestaven za 41,7 sekund, kde presnost
modelu dosahovala sice 89%, ale kvalita pozitivnich pfedpovédi podle recall Cinila pouze

1%. U modelu SVM sestavenym pomoci linearniho kernelu Cinila doba vytvoreni modelu 3
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hodiny a 32 minut, pficemz za tuto dlouho dobu jsme dostali model s neuspokojivymi

vysledky.
Vzhledem k uvedenym nedobrym vysledkim RBF kernelu a vysoké ¢asové naroCnosti
linearniho kernelu bych tuto metodu nedoporucil pro predikci zvoleného datasetu.

4.6.3 Rozhodovaci stromy (Decision Trees)

U Algoritmu rozhodovaciho stromu je mozno zvolit ze dvou funkcnich kritérii vybéru
optimalniho rozdéleni prvkd pro vybér uzlu. Jsou jimi ,,Gini“ nebo , Entropy“. Strategii
rozdeleni kazdého uzlu lze ovlivnit zvolenim ,,best pro vybér nejlepsiho rozdéleni, nebo

random pro vybér nejlepsiho nahodného rozdélenti.
Rozhodovaci strom - Gini-best

Model rozhodovaciho stromu s nastavenym kritériem rozdéleni Gini a strategii best byl
vytvofen béhem zlomku vtefiny. Vysledna pfesnost modelu dosahuje 87%, pri¢emz podle

metriky precision je kvalita pozitivnich predpovedi 44% a podle metriky recall 46%.

Chybova matice: Rozhodovaci strom (Gini-best)
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Obrdazek 27 - Rozhodovaci strom (Gini-best)

precision recall fl-score support

0.93 0.92 0.93 7651

0.44 0.46 0.45 988

accuracy 0.87 8639
macro avg 0.68 0.69 0.69 8639
weighted avg 0.87 0.87 0.87 8639
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Rozhodovaci strom - Entropie-best

U modelu rozhodovaciho stromu s nastavenym kritériem rozdéleni Entropie a best strategii
byl Cas vytvoreni okamzity. Vysledna presnost modelu dosahuje 87%. Pozitivni predpoveédi

¢ini 44% uspesnosti podle metriky precision a 45/% uspésnosti podle metriky recall.

Chybové matice: Rozhodovaci strom (Entropie-best)
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Obrazek 28 - Rozhodovaci strom (Entropie-best)

precision recall fl-score support

0.93 0.92 0.93 7651

0.44 0.45 0.44 988

accuracy 0.87 8639
macro avg 0.68 0.69 0.68 8639
weighted avg 0.87 0.87 0.87 8639

Zhodnoceni metody rozhodovaciho stromu

U vSech modela rozhodovaciho stromu byla dosazena presnost 87%. Kritérium rozdé€leni

prvka nemélo zasadni vliv na uspésnost predpovedi.
4.6.4 Nahodny les (Random Forest)

V tomto algoritmu je tifeba zvolit vhodny pocet stroma v lese. Algoritmus jsem spustil
s nékolika pocty stromu, pfiCemz plati, ze ¢im vyS$si hodnota, tim naro¢néjsi byl vypocet a

delsi doba trvani sestaveni modelu.
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Nahodny les - 10 stromu

Vytvoreni modelu algoritmu nahodného lesa v poctu 10 stromt probéhlo prakticky ihned
béhem zlomku vtefiny. Vysledna presnost modelu dosahuje 90%, pii¢emz podle metriky

precision je kvalita pozitivnich predpoveédi 58% a podle metriky recall 30%.

Chybové matice: Nahodny les (10 stromd)
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Obrdzek 29 - Ndhodny les (10 stromii)

precision recall fl-score support

0 0.92 0.97 0.94 7651

1 0.58 0.30 0.40 988

accuracy 0.90 8639
macro avg 0.75 0.64 0.67 8639
weighted avg 0.88 0.90 0.88 8639

Nahodny les - 100 stromu

U modelu algoritmu nahodného lesa v po¢tu 100 stromi byl vypocet modelu hotov za 3,52
sekundy. Vysledna presnost modelu dosahuje 90%, pficemz podle metriky precision je

kvalita pozitivnich pfedpoveédi 63% a podle metriky recall 36%.
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Chybova matice: Nahodny les (100 stromd)
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Obrdzek 30 - Nahodny les (100 stromit)

precision recall fl-score support

0.92 0.97 0.95 7651

0.63 0.36 0.46 988

accuracy 0.90 8639
macro avg 0.77 0.67 0.70 8639
weighted avg 0.89 0.90 0.89 8639

Nahodny les - 1000 stromu

Pro model algoritmu nahodného lesa v poctu 1000 stromt trval vypocet modelu 36,2 sekund.
Vysledna presnost modelu dosahuje 90%, pficemz podle metriky precision je kvalita

pozitivnich predpovédi 62% a podle metriky recall 35%.

Chybova matice: Ndhadny les (1000 stromi)
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Obrdazek 31 - Ndhodny les (1000 stromii)
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precision recall fl-score support

0 0.92 0.97 0.95 7651

1 0.62 0.35 0.45 988

accuracy 0.90 8639
macro avg 0.77 0.66 0.70 8639
weighted avg 0.89 0.90 0.89 8639

Zhodnoceni metody nahodného lesa

U vsech vytvorenych modelti pomoci metody nahodného lesa bylo dosazeno 90% piesnosti.
Jako nejlepsi z t€chto modelt pro praktické vyuziti bych zvolil model s nastavenym poctem
100 stromu, u kterého je podle precision i recall lepsi predikce pozitivnich predpovédi, nez

v pfipad€ modelu s 10 stromy v rozumném case.
4.6.5 Neuronové sité (Neural networks)

U algoritmu neuronové sité je dilezitym parametrem urceni poCtu skrytych vrstev, pro které

1ze volit z nékolika aktivaénich funkci.
Neuronova sit’ - skryté vrstvy (100)

Vytvofeni modelu neuronové sit€ s jednou skrytou vrstvou se 100 neurony trvalo 3,45
sekundy. Presnost predpovédi Cinila 89%. Pozitivni predpovédi Cini 54% uspésnosti podle

metriky precision a 32/% uspésnosti podle metriky recall.

Chybova matice: Neuronova sit
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Obrdzek 32 - Neuronova sit' (100)
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precision recall fl-score support

0.92 0.97 0.94 7651

0.54 0.32 0.40 988

accuracy 0.89 8639
macro avg 0.73 0.64 0.67 8639
weighted avg 0.87 0.89 0.88 8639

Neuronova sit’ - skryté vrstvy (100, 100, 100)

Model neuronové sité se tfemi skrytymi vrstvami v poCtu sta neurond byl vytvoien za 2
minuty a 34 vtefin. Pfesnost modelu dosahovala 89%, pficemz podle metriky precision je

kvalita pozitivnich predpovédi 51% a podle metriky recall 43%.

Chybova matice: Neuronova sit
- 7000

-
Z0 418 - 5000
=
=
(=}
2 - 4000
d
5
& - 3000
21- 560 428
w
- 2000
- 1000
0 1

Predpovidané hodnoty

Obrazek 33 - Neuronova sit' (100, 100, 100)

precision recall fl-score support

0.93 0.95 0.94 7651

0.51 0.43 0.47 988

accuracy 0.89 8639
macro avg 0.72 0.69 0.70 8639
weighted avg 0.88 0.89 0.88 8639

Zhodnoceni neuronové sité

Model neuronové sité se tfemi vrstvami po sto neuronech dosahl podle recall vétsi presnosti
pozitivnich vysledk nez model s jednou vrstvou. I pfes Casoveé naro¢néjsi vypocet bych
tento typ modelu neuronové sité pro dany dataset zvolil za lepsi z téchto dvou testovanych

modelu.

54



4.7 Hodnoceni vytvoifenych modela

Vysledky dulezitych ukazatelG zreporti vSech vytvofenych modelt jsou uvedeny

v nasledujici tabulce.

Tabulka 2 - Vysledky predpovédi modela

Metoda |Parametry cas Predpovéd’ | Precision | Recall Fl-score | Pfesnost
k=5 6,335 0 0,91 0,96 0,94 0,88
1 0,49 0,28 0,35
KNN k=7 6,17s 0 0,91 0,97 0,94 0,89
1 0,53 0,27 0,36
k=10 6,05s 0 0,9 0,98 0,94 0,89
1 0,54 0,2 0,29
kernel: RBF 41,8s 2 3'1819 0 Oi g'i; 0,89
VM ' i 0'96 0'93
kernel: Linedrni | 3h32m 0 0,9 : : 0,88
1 0,45 0,27 0,34
krit. - Gini 260ms 0 0,93 0,92 0,93 0,87
DT 1 0,44 0,46 0,45
krit. - Entropie 248ms 0 0,93 0,92 0,93 0,87
1 0,44 0,45 0,44
2 7 4
stromu: 10 358ms 0 0, 0,3 0,3 0,9
1 0,58 0,3 04
RF stromU: 100 3,52s 0 0,92 0,97 0,95 0,9
1 0,63 0,36 0,46
stromU: 1000 36,2s 0 0,92 0,97 0,95 0,9
1 0,62 0,35 0,45
neuront: 100 3,45s 0 0,92 0,97 0,94 0,89
NS 1 0,54 0,32 0,4
neuront: (100 . 0 0,93 0,95 0,94
" | 2min. 34s. 0,89
100, 100) 1 0,51 0,43 0,47

Z vysledkd uspésnosti modelli predpovidat rozhodovani na testovaci mnoziné dat lze

usoudit, vhodnost jednotlivych algoritmii pro tvorbu modelt predpoveédi na zkoumaném

souboru dat.
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Presnost predpovédi vSech vytvorenych modelt se pohybovala mezi 87% - 90% a byla podle
predpokladu silné ovlivnéna negativnimi odpovéd'mi, kterych bylo nejvice z celkového

poctu.

Nejharte si vedli modely vtvorené pomoci algoritmit SVM a metody k-nejblizsich sousedt
(KNN), ¢emuz napovida i jejich nizké F1-score. U SVM modelu se zvolenym RBF kernelem
bylo dosazeno pouhé 1% pozitivni predpovedi podle metriky recall a pfi zvoleni linearniho
kernelu trval Cas jeho vytvoreni pfes 3 hodiny s neuspokojivymi vysledky. U metody k-
nejblizSich sousedi byla nizka Gspésnost pozitivni predpovédi predevs§im podle metriky

recall.

Dobie si vedly modely vytvofené pomoci algoritmi rozhodovaciho stromu (DT) a
nahodného lesa (RF), jelikoz dokazi v rychlém Case vytvorit vhodny model podéavajici dobré
vysledky. Modely rozhodovaciho stromu dosahovaly vysokych hodnot metriky recall u
pozitivnich predpovédi, ale nizsi hodnotou precision. Modely nahodného lesa dosahovaly
nejvyssich hodnot precision u pozitivnich predpovédi, pficemz hodnota ukazatele recall byla
téz dobra. U Modelu neuronovych siti se tfemi skrytymi vrstvami v poctu 100 neuronti bylo
dosazeno dobrych vysledkti podle precision i recall metriky, nevyhodou byla delsi doba

pottebna k vytvoreni modelu.

56



S Zavér
Aplikace notebooku Jupyter je velice uziteCny nastroj pouzitelny pro datovou védu. Vdeci
za to prehlednému rozhrani, podpofe mnoha jazyka a spousté knihoven, které umoznuji

nejen datovou analyzu, ale i vizualizaci zjiS§ténych vysledkt. Proto je vhodny nejen pro

datovou analyzu ale 1 jako vyukovy néstroj.

Hlavnim ucelem této prace bylo demonstrovat, jak 1ze notebook Jupyter vyuzit pro datovou
analyzu a feSeni rozhodovacich problémt pomoci algoritmt strojového uceni. K tomu je
zapotiebi znat nejen praci v jeho prostiedi, ale mit i teoretické znalosti z oblasti feSené

problematiky. VSechny tyto aspekty jsou v praci zahrnuty.

V teoretické Casti prace je nejprve predstaven Jupyter Notebook, vysvétlena jeho
architektura 1 prace snim. Dalsi kapitola objasfiuje problematiku tykajici se umélé
inteligence a strojového uceni. V navazujici kapitole jsou vysvétleny algoritmy, které jsou

pouzity v praktické casti pro sestavovani modeld.

V praktické casti diplomové prace jsem se vénoval vypracovani metodiky feSeni uloh
strojového uceni na Jupyter Notebooku. Nejprve jsem fesil moznosti ziskani potfebnych dat
pro sestavovani modelt. Nasledné jsem vybral datovy soubor obsahujici zjisténé udaje
klientt banky a provedl jeho analyzu. Poté jsem za pomoci vybranych algoritmt strojového
uceni sestavil nékolik modelt, na zaklade kterych by se dalo predpovédét, zda klient uzavie
terminovany vklad. U kazdého modelu jsem zhodnotil uspésnost jeho pifedpoveédi a nasledné

provedl jejich souhrnné hodnoceni.

Nejlépe si vedly modely vytvorené pomoci algoritmt rozhodovacich stromt, nahodného lesa

a neuronovych siti.

U modell vytvofenych pomoci algoritmu rozhodovaciho stromu bylo dosazeno vysoké
hodnoty recall. Proto je pouziti t€chto modelt vhodné, pokud pozadujeme mit co nejméne

lidi, ktefi byli fale§né oznacCeni, Ze nemaji o terminovany vklad z4jem.

U modelt vytvorenych pomoci algoritmu nahodného lesa bylo dosazeno vysoké hodnoty
precision. Tyto modely jsou vhodné pro pouziti, jestlize chceme oslovit co neyméné lidi,

kteti ve skuteCnosti nemaji o terminovany vklad zajem.
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Model vytvofeny pomoci algoritmu neuronové sit€ se tfemi skrytymi vrstvami po sto
neuronech podava dobré vysledky podle precision i recall skore. Jeho nevyhodou je delsi

doba pottebna k vytvoreni tohoto modelu.

Algoritmy z knihovny Scikit-learn, které jsem vyuzival, maji mnoho riznych parametrq,
kterymi lze ovlivnit sestavovani modeli. U modeld, jez byli vytvofeny, bylo
experimentovano se zakladnimi parametry jednotlivych algoritmt, které by méli
nejvyraznéji ovliviiovat sestavovani vyslednych modela a davat hrubou predstavu o jejich

celkové uspésnosti na obdobné typy piiklada.

Metodologie feSeni popsana v této diplomové praci muze nadale slouzit jako navod pro
feSeni obdobnych typt tloh. Vyuzitelna muze byt i pro jiné bankovni instituce, kde je ale
tieba zajistit, aby modely byli sestavovany na aktualnich realnych datech dané instituce.
Pomoci volitelnych parametrti, které jsou soucasti pouzitych metod, 1ze vyladit vysledné

modely a jesté o néco zpresnit jejich predpovedi.
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