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Abstrakt

Bakalarska prace se zabiva vyuZitim fuzzy logiky, fuzzy systému a fuzzy neuronovych siti
pti predikci vyvoje akciového trhu. Prace obsahuje navrh a popis implementace aplikace na
predpovéd vyvoje akciového trhu.

Abstract

This thesis deals with fuzzy logic, fuzzy systems and fuzzy neural networks used for pre-
diction of stock market. Thesis contains design and implementation description of appli-
cation for stock market forecast.
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Kapitola 1

Uvod

Uz od ¢ias barterovych obchodov sa obchodnici snazili odhadnit vyvoj cien réznych komodit
v snahe ziskat obchodnti vyhodu. Vyrazny pokrok v tejto oblasti nastal v 18. storo¢i s
rozvojom tedrie pravdepodobnosti. Era pocita¢ov dalej umoznila urychlit v§poéty spojené
s predikciou a taktiez pouzif nové Struktiry a modely, ktoré do tej doby nemali obdoby.
Ziadny z nich vSak nebol natolko tspesny, aby splnil sen kazdého obchodnika. Vytvorit
systém, ktory by dokazal dokonale predikovat spravanie trhu totiz nie je mozné.

Dévodom je fakt, Ze trh sa sprava ako Zivy organizmus a aj jeho zmeny s Zivymi orga-
nizmami podnietené. Dolezitu ilohu v tomto procese hré Tudské psychika, ktora ovplyviiuje
rozhodnutia obchodnikov nakupovat a predévat. Ponitika sa preto otdzka, ¢i méa vobec zmy-
sel navrhovat systémy schopné predikcie trhu, ktory je tak silne nedeterministicky.

V stcasnosti vSak existuju techniky, ktoré to dokdzu v takej miere, Ze st pri analyze
trhu ndpomocné a maji z dlhodobého hladiska uspokojivi tispesnost. Medzi tieto techniky
patri aj fuzzy logika, ktorej sa venuje tato praca.



Kapitola 2

Ciel prace a metédy spracovania

Ulohou tejto kapitoly je vymedzif ramec tejto bakalarskej prace a objasnif ¢itatelovi postup,
ktorym sa bude préca riadit.

2.1 Vymedzenie ciela prace

Cielom prace je zoznamit céitatela so zdkladmi fuzzy logiky a fuzzy systémov v spojeni s
predikciou akciového trhu. Budti mu predstavené zakladné postupy a modely, ktoré vyu-
zivaju fuzzy logiku na predikciu vyvoja hodnét akcii. Dalej sa ¢itatel dozvie o sti¢asnjch
trendoch v predikcii pomocou fuzzy neurénovych sieti.

Cielom praktickej Casti je poskytnaf c¢itatelovi ndvod na aplikovanie teoretickych po-
znatkov a postupov do formy pocitacovej aplikacie. T4 na zaklade historickych hodnot
akcie a pomocnych ukazovatelov predikuje (predvida) dalsi vyvoj. V zavere tejto Casti je
zhodnotend tspesnost a vhodnost tohoto postupu s odkazmi na mozné rozsirenia.

Préca sa nezaobera podrobnejsimi principami fungovania akciového trhu a investovanim,
nakolko to rozsah préace to nedovoluje. Pre zdujemcov odportacam [7].

2.2 Metody spracovania

Teoreticka cast

V teoretickej Casti prace st obsiahnuté teoretické zéklady fuzzy logiky, fuzzy systémov a
fuzzy neurénovych sieti. Tieto poznatky si dolezité pre porozumenie praktickej ¢asti, ktora
sa na kvoli prehladnosti spitne odkazuje na tedriu.

Prakticka ¢ast

Obsahuje uceleny popis procesu tvorby aplikacie na predikciu od navrhu, cez impementaciu
az po pripadové $tudie, skimajtice vykonnost aplikicie. Pripadové $tidie maju jednotna
Struktiru, po struénom popise spolo¢nosti nasleduje:

e urcenie optimalnych parametrov aplikacie,
e predikcia a
e zaver, v ktorom st zhodnotené dosiahnuté vysledky.

Po pripadovych studiach nasleduje ich zovSeobecnené zhodnotenie.



Kapitola 3

Teoretické vychodiska prace

Tato kapitola obsahuje zékladné teoretické vychodiska z oblasti fuzzy logiky a fuzzy neu-
rénovych sieti, potrebné pre porozumenie praktickej ¢asti prace. Pre podrobnejsie stidium
danej oblasti budt na konci kapitol uvedené referencie.

3.1 Fuzzy logika

Klasicka tedria mnozin (angl. crisp sets - ostré mnoziny) priniesla matematike formalizmus,
vdaka ktorému mozno jednotnym pristupom riesit vela typov tloh. Existuja vSak aj situdcie,
ktoré tento model nedokaze pokryt. Prikladom moze byt paradox, ktorym sa zaoberali grécki
filozofi: [1]

Je zvykom velké mnoZstvo piesku oznacovat slovom ,hromada“. Ked z hro-
mady odoberieme jedno zrnko, je zrejmé, Ze neprestane byt hromadou. Ak
v tom v8ak budeme pokracovat dost dlho, nezostane ni¢. To uz vSak nie je
hromada. Nevieme vSak urcit, v ktorom kroku hromada prestala byt hromadou
pri odobrati jediného zrnka. Z toho vyplyva, ze vlasnost ,,byt hromadou* (defi-
novand pre akékolvek mnozstvo piesku) nemoze byt klasickd, dvojhodnotova a
teda ju nemozeme vyjadrit jednou z moznosti je alebo nie je.

Ukazuje sa, ze Tudia zvyknia do svojich Gvah a vyjadreni zahrniovat aj vlasnosti, ktoré
su vagne, nepresné a bez ostrych hranic. Napr. vyjadrenie, ,,v miestnosti je teplo“ obsahuje
vagnu informaciu. Teplo moze znamenat 20 ale pre niekoho iného aj 30°C. Je vSak zrejmé,
ze nepdjde o hodnoty pod nulou. Prave tento druh informadcie sa snazia popisovat fuzzy
mnoziny s ktorymi nésledne naraba fuzzy logika.

3.1.1 Fuzzy mnoziny

Teériu fuzzy mnozin a fuzzy logiky vytvoril v roku 1965 L. A. Zadeh [17]. Pri klasickej
tedrii mnozin, tzv. ostré mnoziny (crisp sets), sa na rozdiel od fuzzy mnozin hovori, ¢ dany
prvok do mnoziny patri, alebo nie. Fuzzy mnoziny zosSiruju ostré mnoziny v tom zmysle,
ze prvok do nich méze partit do istej miery. Tato miera, dané funkciou prislusnosti moéze
nadobtidat hodnoty z realneho intervalu (0,1). Kedze vSak ide o ohrani¢enie neurcitosti,
na vyjadrenie tohto intervalu sa pouzivaju tzv. konfidencné intervaly, znacené hranatymi
zétvorkami [0, 1]. [3](s. 106)



3.1.2 Funkcia prislusnosti

V tedrii fuzzy mnozin je funkcia prislusnosti (membership function) pp takou funkciou,
ktord mapuje celé univerzum na interval [0, 1], teda

pr U —[0,1]. (3.1)
a urcuje tak mieru, do akej jednotlivé prvky univerza patria do fuzzy mnoziny.[?]
Fuzzy mnozina je potom jednoznac¢ne urcend prvkom u € U a jemu odpovedajiicej
hodnote prislusnosti pr(u), resp. mnozinou tychto dvojic (u, ur(u))
F = {(u, pr(u))/u € U}. (3.2)

Rozne tvary funkcii prislusnosti ukazuje obr. 3.1.

pimf

Obrazek 3.1: Roézne tvary funkcii prislusnosti

3.1.3 PribliZzné usudzovanie

Zakladom priblizného usudzovania je pouZitie fuzzy vyrokov pri fuzzy implikdcii. Fuzzy
vyrok je vyrok, ktory obsahuje fuzzy hodnoty. Prikladom moze byt veta ,auto ide rychlo.
Slovo ,rychlo® predstavuje tzv. linguisticky premenni, ktord moze byt vyjadrend fuzzy
¢islom. Fuzzy implikacia tohoto vyroku moze mat tvar napr.:

if (auto ide rychlo) then (mierne pribrzdi).

Vyrok sa sklada z predpokladov (antecedentov), ktoré mozu byt od seba oddelené spojkami
(and, or) a vysledku (konsekventu).
V dvojhodnotovej logike mozno implikéciu vyjadrit ako

p — q = (not p) or ¢ = (p and q) or (not p). (3.3)

V pripade fuzzy vyrokov p a ¢, mdzeme miesto operatoru and vyuzit tzv. t-normu a
miesto or operatoru s-normu'. Je zrejmé, Ze takto modze vzniknif nekoneéne vela fuzzy
implikacii podla toho, ktorti t-normu a s-normu zvolime. V tabulke 3.1 je prehlad najpou-
zivanejsich z nich.[?]

lt-norma a s-norma s binarne opericie, ktoré spliiaju tieto vlasnosti: komutativnost, asociativnost, mo-
noténnost a hrani¢nii podmienku



Nazov implikacie

Pouzity vztah

Funkcia prislusnosti

Zadeh

p — q = (p and q) or (not p)

max(min(x,y), 1-x)

Lukasiewicz

p — q = (not p) or q

min(1, 1-x+y)

Kleene-Dienes

p — q = (not p) or g

max(1-x, y)

Inferencia

Tabulka 3.1: Fuzzy implikacie

Inferenica je proces spojenia vstupov fuzzy systému s jeho pravidlami za i¢elom priblizného
usudzovania. Inferencia obsahuje 4 fazy:

1. Fuzzifikicia vstupnych hodnét - vstupné hodnoty sa pomocou funkcii prislusnosti
prevedu na hodnoty prislusnosti pre jednotlivé fuzzy mnoziny.

2. Vyhodnotenie pravidiel - pre aktivované pravidla sa vypocita vysledok implikacie.

3. Agregécia vystupov aktivovanych pravidiel - zjednotenie vystupov pravidiel do jednej

fuzzy mnoziny.

4. Defuzzyfikacia vystupu - prevod fuzzy hodnoty na ostri hodnotu.

Najcastejsie pouzivané metdédy inferencie st Mamdani a Sugeno. Uvazujme pravidla a

hodnoty

if (X je A) then (Y je C),
if (X je B) then (Y je D),

X je A (0,5),
X je B (0,25).

Mamdaniho metéda vyuziva orezdvanie vysupnej funkcie prislusnosti na hodnote prislus-
nosti vstupu. Defuzzifikovanie hodnoty potom spociva v najdeni taziska plochy tvorenej

fuzzy mnozinami (obr 3.2).

Pri Sugenovej metéde st fuzzy mnoziny vystupu zjednodusené takym sposobom, ze
maju hodnotu 1 v jedinom bode, vSade inde maji hodnotu 0. Tym sa vypocet faziska
zjednodusi na vypocet vazeného priemeru niekolkych hodnét (obr. 3.3). [14]

hodnoty prislusnosti
>
)
o

Obréazek 3.2: Mamdaniho inferenéna metéda



hodnoty prislugnosti
>
)
Yy
Q

X X N—

Obrazek 3.3: Sugenova inferen¢nd metdda

3.1.4 Predikcia pomocou fuzzy logiky

V [1](s. 288) je popisany model programu na odportac¢anie vstupu do pozicie na burze.
Podkladom programu na vyhodnotenie odporucania je fundamentalna a technickéd analyza.

7 technickej analyzy vyuziva trendy casovej rady - intradenny, denny a tyzdenny. Z
fundamentélnej analyzy vyuziva ukazovatele ako napr. EPS, P/E a ROE?. Tieto vstupy st
do programu zadavané ako fuzzifikované hodnoty v lingvistickej forme (néarast, stagnacia a
pod.). Fuzzy systém aplikdcie obsahuje expertom vytvorent bazu pravidiel. Pravidla maja
tvar

if (intradenny trend mierne stipa) and (denny trend stagnuje)
and (tyzdenny trend prudko rastie) then (nakupuj).

Inferenciou tychto pravidiel a vstupov program produkuje odportcanie na vstup do
pozicie na burze.

3.2 Fuzzy systémy

Podla [2] pod pojmom fuzzy systém rozumieme taky systém, ktorého premenné (jedna
alebo niektoré z nich) nadobtidaji hodnot (stavov), ktoré nie st definované ostrymi ¢islami
(redlnymi ¢islami v matematickom zmysle slova), ale st definované slovnymi hodnotami,
resp. fuzzy mnozinami.

Kazda takato jazykova premennd je definovana na odpovedajicom univerze, ktorym je
velmi casto interval redlnych ¢isel. V tomto Specidlnom pripade si fuzzy mnoziny vlasne
fuzzy cisla.

Vyznam tychto systémov sa prejavi uz len pri zohladneni faktu, Ze kazdé meranie fyzikél-
nej veli¢iny je sprevadzané istou neurditostou. Jej pri¢ina pochddza z konec¢nej rozliSovacej
schopnosti kazdého redlneho meriaceho pristroja. T4dto nepresnost vSak nemusi nutne pred-
stavovat negativnu vlasnost. Jednym z dovodov, preco sa nadbyto¢né informdcie vylucuja
zo systémov tmyselne je redukcia zlozitosti systému.

Alternativny pristup je zaloZeny na myslienke, Ze klG¢ovym elementom v Tudskom mys-
leni nie su ¢isla, ale nazvy (labels) fuzzy mnozin, tj. tried objektov, v ktorych sa prislusnost
do danej triedy meni postupne, nie skokom. Proces ludského myslenia a jeho logika uvazo-
vania pracuje skor s tymito fuzzy mnozinami ako s klasickou dvojhodnotovou logikou.

Nech z;, ¢ = 1, 2, ---, n st vstupné premenné, definované na univerzach X,;. Ka-
zdé toto univerzum je pokryté systémom fuzzy mnozin (slovnych hodnét patriénej slovnej
premennej) L,, = {A}, A?,--- A}, Nech je dalej dany stbor pravidiel podla vztahu 3.4,

2EPS je ¢isty zisk na akcii, P/E je pomer trinej ceny akcia a zisku na akcii a ROE je podiel zisku a
vlasného kapitalu.



R®) . if (x = Agk)) and (xg = A(Qk)) and --- and (z, = AW) then (y = B®);

(3.4)

k=1,2, - r,
kde k je cislo pravidla a r je pocet pravidiel. Vstupny vektor @ = z1, x9, --- z, je teda
definovany na kartézskom sucine X = X; x X5 x --- x X,;. Oznacme kartézsky sucin

Ak) = Agk) X Agk) X e X A%k). Potom kazdé pravidlo predstavuje fuzzy implikaciu (tj.
fuzzy relaciu) R®) = AK) » B() ktora je definovana na X x Y s funkciou prislusnosti
R¥)(z,y),kdex e X, ycVY.

Nech A je Tubololna fuzzy mnozina s funkciou prislusnosti A(x) vstupojuca do tejto fuzzy
relacie. Tato vstupnd mnozina indukuje vo vystupnom priestore vystupnu fuzzy mnozinu
Bg , pre ktoru plati Bg = Ao R®) kde symbol ,,0¢ znadi kompoziciu. Takto formalizovany
systém sa nazyva fuzzy systém.[2]

V technickych aplikaciach st vstupné hodnoty najcastejsie vo forme ostrych cisel. Preto,
aby sme mohli pouzit fuzzy systém, je potrebné doplnit systém o modul fuzzifikdcie a modul
defuzzifikdcie. Modul fuzzifikicie zaistuje prevod ostrej hodnoty na fuzzy mnozinu a modul
defuzzifikicie naopak prevod z fuzzy mnoziny na ostri hodnotu. Struktiru takéhoto fuzzy
systému vidiet na obr. 3.4.

ostré fuzzy fuzzy ostra
hodnoty hodnoty hodnota hodnota
vstupu vstupu vystupu vystupu

: : Inferenény E E

\ Modul ‘;'\ mechanizmus V\ Modul V.

> fuzzifikacie i Baza >| defuzzifikicie [

pravidiel
N
|  Bézadat |

Obrézek 3.4: Struktira fuzzy systému

Béza pravidiel a baza dat je sihrnne oznacovand ako znalostnd baza fuzzy systému. Baza
dat obsahuje tdaje o fuzzy mnozindch (ich tvare a polohe v univerze) vSetkych premen-
nych systému. Baza pravidiel obsahuje vetky pravidla fuzzy systému. Ulohou inferenéného
mechanizmu je postupne vyhodnocovat vSetky pravidla a agregovat ich vysledky do jed-
nej fuzzy mnoziny (vid. 3.1.3). Met6dy fuzzifikicie a defuzzifikdcie budu blizsie popisané v
nasledujucich kapitolach.

3.2.1 Fuzzifikicia

Ulohou fuzzifikicie je transformovaf ostrit hodnotu z* premennej z na fuzzy mnozinu.
Najjednoduchsou formou fuzzifikacie je fuzzifikicia singletonom.[2] Vypocet prebieha podla
vztahu 3.5.

) 1la= x* (3.5)
B = 0 inak )

Hodnota fuzzy mnoziny je teda pocitana ako funkénéd hodnota funkcie prislusnosti v
bode ostrej hodnoty x* premennej x.



3.2.2 Defuzzifikacia

V tejto Casti bude popisanad defuzzifikicia metédou priemerov stredov (Center Average
method - CAM). Tato metéda uvazuje $pickové hodnoty (stredy) kazdej fuzzy mnoziny a*,
ktoré st zvazené vyskou patri¢nej fuzzy mnoziny w® a to pre kazdé pravidlo k =1, 2, --- r.
Ostra hodnota je teda vazenym priemerom Spickovych hodnét

r ~k, k
g =i (36)
Dk W

kde 7* je §piskova hodnota fuzzy mnoziny k-teho pravidla a w” je jej vyska dana vystupnou
hodnotou pravidla.

O inych metédach, ako napr. metéde stredu plochy, metéde stredu suctov, ¢i metdéde
prvého maxima je mozné viac sa docitat v [2].

3.3 Fuzzy neurdnové siete

Z hladiska pouzitelnosti méa fuzzy logika v oblasti predikcie trhu zna¢né obmedzenia. Tieto
obmedzenia sa vztahuji hlavne na bazu pravidiel (expertny systém), ktory predstavuje jadro
fuzzy systému. Aby bol takyto systém schopny skutoéne predikovat vyvoj akciového trhu,
bolo by nevyhnutné, aby obsahoval obrovska bazu znalosti a pravidiel, ktoré by museli byt
ru¢ne vytvorené odbornikom na zaklade dlhoro¢nych sktsenosti. Ak by aj podobny systém
vznikol, jeho pouzitelnost by bola ¢asovo limitovana z dovodu premenlivosti trhu a pravidla
by bolo nutné ¢asto upravovat. RieSenie tohto problému poskytuji neurénové siete, ktoré
maju, ako bude popisané dalej, schopnost ucenia. Takto naucdeny systém dokize fungovat
ako univerzalny aproximétor, teda moze modelovat s pozadovanou presnostou Tubovolna
spojitt funkciu, pokial dostane spravne vzory na ucenie.[3] Ich kombinéciou s fuzzy logikou
vzniké model, ktory je schopny ucenia na zaklade vzorky casovej rady a zarovein je schopny
pracovat s vagnostou, ktord je pre trhy charakteristicka.

3.3.1 Umelé neuronové siete

Napriek tomu, Ze umelé neurénové siete nie stt hlavnou nalptiou tejto prace, buda v tejto
kapitole popisané ich zdkladné principy a ich suvislost s fuzzy systémami. Vychodiskom
umelych neurénovych sieti je biologicky neurén a jeho spracovanie signalu a informacii.
Biologicky neurén

Biologicky neurén (obr. 3.5) predstavuje zékladny stavebny prvok centrélneho nervového
systému ¢loveka. Spracovava informécie a komunikuje s réznymi ¢astami tela. Ludsky mozog
obsahuje priblizne 10!! neurovych buniek rézneho typu.|[3]

Z pohladu spracovéavania a uchovavania informaécii si dolezité tieto tri ¢asti neurénu:

e synaptické spojenia (dendrity) - miesta prijmu informécii a miesta uchovavania zna-
losti od inych neurénov,

e telo bunky (soma) - prijima informécie zo synaptickych spojeni a dalej ich spracovava,

e axoén - prenésa spracované informadcie z tela bunky do dalsich neurdnov.
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Obréazek 3.5: Struktira biologického neurénu

Elektricky potencial z dendritov je spracovavany telom bunky. Ak tento potencial presiahne
urc¢itu droven, bunka sa aktivuje a vysle signal do axénu. Tam sa signal rozvetvi a po urcitej
dobe dosiahne synaptického spojenia inych buniek.

Umely neurén

Na zaklade funkéného modelu biologického neurénu navrhli v roku 1943 McCulloch a Pitts
jedhoduchy model umelého neurénu, ktory dostal nazov perceptron. V tomto neurdne sa
kazdy vstupny signdl z vynédsobi zodpovedajicim vahovym koeficientom w a nésledne sa
sCita. Ak tato suma, nazyvand tiez vnatorny potencial neurénu, prekroc¢i tzv. aktivacni
hodnotu 6, tak sa vystup z neurénu nastavi na logicki jednotku, v opac¢nom pripade na
logicktl nulu. Prekrocenie tejto prahovej hodnoty ma teda za nasledok vybudenie neurénu,
¢im sa na jeho vystup privedie hodnota :

n
yzsﬁ(zxi-wi—9> (3.7)
i=1
kde Sg je aktivacna funkcia neurénu, najcastejSie definovana sigmoidou ako

1
%) = T e

Perceptron ma oproti skutoénému neurénu mnoho zjednoduseni, napriek tomu je vsak
najdolezitej$im modelom neurénovych sieti.

(3.8)

Ucenie umelej neurénovej siete

Schopnost ucit sa a klasifikovat vstupné vektory do tried je jednou z najvyznamnejSich
vlasnosti neurénovych sieti. Pocet tried do ktorych st vstupné vektory triedené je rovny
poctu vystupov neurénovej siete. Schopnost udenia je dand moZnostou nastavovat véhy
synaptickych spojeni na zaklade nejakého uciaceho algoritmu. V zasade moézu byt tieto
algoritmy s tzv. ucitelom, alebo bez uditela.

Pri udeni s ucitelom st na vstup siete privadzané vstupné vektory, pricom vieme, do
ktorej kategorie jednotlivé vektory patria. Odozva siete je porovnavana so spravnou klasifi-
kéciou a na zaklade tohoto rozdielu (chyby klasifikicie) upravuje uéiaci algoritmus jednotlivé

11



vahy spojeni. V kazdom uciacom kroku je na vstup privedeny jeden vstupny vektor a zmena
véah je upravovana tak, aby sa chyba zmensila. Najznamejsim algoritmom uéenia s ucitelom
je algoritmus spétného Sirenia chyby (Backpropagation).

V pripade ucenia bez ucitela siet neméa k dispozicii spravne vystupy, s ktorymi by mohli
byt vystupy siete porovnavané. V tomto pripade siet obsahuje pravidlo, pomocou ktorého
moZe sama korigovat chybu vystupu.

3.3.2 Neuronové siete a fuzzy logika

Bolo dokédzané, ze fuzzy systémy, ako aj neurénové siete, st za urcitych podmienok uni-
verzalnymi aproximatormi®. Pontika sa preto moznost realizovat fuzzy systémy pomocou
neurénovej siete, pricom si této realizdcia zachové schopnost uéenia (vdaka neurénovym
siefam), a tiez schopnost reprezentovat znalosti (vdaka fuzzy systémom).

Kedze klasické neurdénové siete mozu byt vyuzité na realizaciu fuzzy systémov, naché-
dzame v literature pokusy prisposobit klasické neurénové siete potrebam fuzzy systémov.
Zakladnou myslienkou je pouzitie fuzzy Cisel namiesto ¢iselnych hodnot vyskytujucich sa
v $truktare jedného neurdnu, alebo celej siete. Takato modifikicia vedie na nasledujice
moznosti kombinacii :

—_

. vstupy st fuzzy disla,
2. vystup je fuzzy dcislo,
3. vahy su fuzzy cisla,

4. vazené vstupy kazdého neurdénu nie st agregované operaciou ,,suma“, ale je pouzita
niektora z ¢-noriem.

Tento neurdén sa nazyva fuzzy neuron a siete z neho zostavené fuzzy neuronové siete
(Fuzzy Neural Network, FNN).[2]

3Mézu modelovat s pozadovanou presnostou fubovolni spojittl funkciu
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Kapitola 4

Aplikacia na predikciu akciového
trhu

V tejto Casti je popisany navrh a implementécia programu (skriptu), ktory je jadrom tejto
prace.

T4to demonstracna aplikdcia méa byt schopné na zaklade zadanych vstupov a parametrov
urcit predikciu vyvoja ¢asovej rady. Casova rada bude reprezentovat hodnoty urcitej akcie
v priebehu casu. Interval medzi jednotlivymi hodnotami bude jeden den, pricom budt brané
do tuvahy uzatvaracie hodnoty pre dany den.

Do tivahy budi pri urc¢ovani vyslednej predikcie okrem historickych hodnét akcie brané
aj dva dalSie ukazovatele. S ohTadom na to, Ze sa pri testovani zameriavam na vyvoj akcii
poprednych americkych firiem, ktoré posobia v oblasti informaénych technoldgii (napriklad
IBM, Intel, Google), zvolil som po prestudovani [10, 8, 9] ako ukazovatele index NASDAQ-
100 a mieru inflacie v Amerike. Tieto ukazovatele s blizsie popisané v podkapitolach 4.1.1
a4.1.2.

Vystupom aplikdcie bude uréenie dalSieho vyvoja, teda ¢i nastane pokles, mierny pokles,
stagnacia, mierny narast alebo narast hodnoty akcie pocas urcitej doby. Je zrejmé, ze tieto
veli¢iny nepredstavuju ostré mnoziny. Ide o fuzzy mnoziny, ktorych neostra hranica je urcena
funkciou prislusnosti, ako bolo popisané v sekcii 3.1.2.

Skript musi byt tiez schopny uréif tspesnost predikcie, resp. chybu. Uspesnost bude
testovand na osobitnych datach ku ktorym pred predikciou nebude mat algoritmus pristup.

4.1 Zdrojové data

Kvalitné zdrojové data su dolezitym predpokladom testovania systému. Ako zdroj som
pouzil internetovia aplikiciu $vajciarskej spolo¢nosti Dukascopy. Tato firma sa okrem iného
zaoberd aj FOREX tradingom' a akciami a poskytuje kompletnii obchodovaciu platformu.
Na ziskanie dat vsak postacil ich online systém pre export historickych hodnét akcii. Jeho
pouzitim je mozné stiahnut historické data v podobe ¢asovej rady. Jeho rozhranie ukazuje
obr. 4.1.

Rozhranie umoziiuje zvolit si koncovy datum exportu, ¢asovy interval medzi hodnotami
a pocet bodov do minulosti. Pod nimi sa nachéddza zoznam symbolov (s ozna¢enim ,,s“),
komodit (oznacené ,f“ podla anglického futures) a indexov(,i“). Po nastaveni ukonéova-

'Obchodovanie s cudzimi menami
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Dukascopy CSV DATA Export

Data end: Number of Time Interval: Date output
(mm.dd.yyyy) points: format:
1 DATE ; TIME ; VOLUME ; OPEN; CLOSE ; MIN; MAX
04.16.2011 500 v 1 day m/dyY v 2 05/13/2009;00:00:01;77828;33.14;31.32;30.96;33.15
Lomin 3 05/14/2009;00:00:01;53540;31.32;31.87;31.31;32.23
GFC |s| GECINA 10 min - 405/15/2009;00:00:01;44491;31.87;31.95;31.68;32.5
GM Is| General Motd, .. 5 05/18/2009;00:00:01;54332;31.95;33;31.95;33.03

6 05/19/2009;00:00:01;55479;33;33.09;32.56;33.43

SLLHL ISl EETTILE | 7 05/20/2009;00:00:01;67372;33.09;33.03;32.95;33.76

GS |s| Goldman Sacheek 8 05/21/2009;00:00:01;43514;33.03;31.79;31.43;33.05
GSK |s| GLAXOSMITHKLI month 9 05/22/2009;00:00:01;57101;31.79;32.12;31.75;32.63
HD |s| Home Depot Inc. HO 18 85/25/2009;00:00:01;5833;32.12;32.1;32.09;32.13
HIT |s| Hitachi, Ltd. | A | B | ¢ | b E F | 6|
HMC |s| Honda Motor Co., Ltd. 1 DATE|  TIME VOLUME OPEN| CLOSE] MIN MAX
HON |s]| Honeywell International Inc. 2 05/13/2009 | 00:00:01 77828 33,14 31,32 30,96 33,15
HOV || Hovnanian Enterprises 805157000 | 00:00.01 4aeo1 a1 3198 a1.68 32.0
HPQ ISI Hewlett-Packard Co. hd 5 |05/18/2009 | 00:00:01 54332| 31,95 33,00/ 31,95 33,03
e . = - 6 |05/19/2009 | 00:00:01 55479, 33.00; 33,09) 32,56 33,43
EI"'Id |II"'Ie, umx M SpIII b)" ' M GQ‘ Data 7 |05/20/2009 | 00:00:01 67372 33.09 33,03 32,95 33,76
8 |05/21/2009 | 00:00:01 43514| 33,03 31,79 31,43 33,05
9 |05/22/2009 | 00:00:01 57101 31.79; 32,12 31,75 32,63
10 (05/25/2009 | 00:00:01 5833 32,12 32,10 32,09 32,13

Obrazek 4.1: Dukascopy CSV DATA Export systém

nia riadkov a separatorov je mozné stiahnuf tabulku pozadovanych dat vo forméate CSV?,
pricom ako oddelovacde st pouZzité znaky z pola Split by.

Takto vytvoreny CSV subor je mozné nacitat priamo tabulkovym procesorom Oppen
Office. Je len potrebné nastavit spravny separator pri parsovani a skontrolovat ¢i sa déta
rozdelia do stlpcov ako majti. Tabulka obsahuje v poradi stipce udavajtce datum a cas,
pocet obchodovanych kontraktov, otvaracia cena na zaciatku dna, uzatvaracia cena na konci
dina a denné minimun a maximum.

Zo ziskanjch dat je uz potom jednoduché extrahovat stipec CLOSE a ulozit ho do
osobitného textového suboru. Rovnaky postup ako na hodnoty akcii som aplikoval aj na
¢asovu radu indexov NASDAQ-100 a inflaciu.

4.1.1 NASDAQ-100

NASDAQ-100 je burzovy kapitdlovo vaZeny index, ktory pozostava zo sto najvic¢sich ne-
finanénych spolo¢nosti americkej burzy cenngch papierov NASDAQ?. Viha spolo¢nosti v
tomto indexe je urcena ich kapitalovym podielom s uréitym hornym obmedzenim. Neza-
hina finan¢né spolocnosti a naopak, zahfna pridruzené spolo¢nosti mimo Spojenych statov.
Oba tieto faktory odliSuju tento index od indexu Dow Jones Industrial Average (DOW) a
nezahrnutie finanénych spolo¢nosti ho odlisuje od indexu SEP 500. [10]

V zozname spolocénosti figuruji zname korporacie ako napriklad Apple, Cisco Systems,
eBay, Google, Intel, Microsoft, Oracle alebo Yahoo!.

4.1.2 Inflacia

Inflacia je definovana ako rast vSeobecnej cenovej hladiny v case, alebo aj ako zniZenie
kupnej sily petiazi. Jej vypocet sa odvodzuje od indexu spotrebitelskych cien (anglicky CPI
- Consumer price index).

2Comma-Separated Values|[11]
3National Association of Securities Dealers Automated Quotations
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Obrazek 4.2: Historickd miera inflacie v Spojenych $tatoch americkych

Vysoké, alebo nepredvidatelnd miera inflacie nepriaznivo vplyva na celkovi ekonomiku
krajiny. Sposobuje neefektivnost trhu a spolo¢nosti maji problém vytvarat rezervy a dlho-
dobé plany. Vplyvom inflacie klesé produktivita a firmy st ntitené odobrat zdroje uréené na
produkty a sluzby, aby sa mohli ststredif na zisky a straty sposobené menovou inflaciou.[(]
Historicky vyvoj inflacie v Amerike ukazuje obr. 4.2

4.2 Navrh modelu

Model predikcie pochadzajuci z [1], popisany v kapitole 3.1.4 mé zna¢né nedostatky. Do
velkej miery totiZz zavisi na tom, Ze experty systém je tvoreny Specialistom, alebo expe-
rimentélne. Ulohou experntého riadiaceho systému je popisaf bazu pravidiel, na zaklade
ktorych st podla prislusnosti vstupnych parametrov do fuzzy mnozin vyvodené dosledky, v
nasom pripade predikcia. Experimentalne vytvorif takiito mnozinu pravidiel by vSak bolo
casovo prili§ naro¢né. Navyse, z dovodu premenlivosti trhu by bolo potrebné pravidla casto
upravovat. Ako vyhodnejsie sa javi pouzif model zaloZeny na fuzzy neurénovej sieti (3.3).

Navrh mo6jho modelu kombinuje prvky so spominanych dvoch modelov, pricom vyu-
Ziva jednoduchost Dostélovho fuzzy modelu a odstranuje jeho slabé stranky pouzitim fuzzy
neurénovych sieti. Navyse je cely proces zadadvania hodnét a vypocétu paramertov automa-
tizovany, ¢im sa vyrazne skracuje praca potrebna na pripravu dat.

4.2.1 Fuzzifikacia

Vstupnymi hodnotami aplikacie st ¢asové rady historickych hodné6t urcitej akcie a dva do-
plnujuce faktory. Pre kazdy bod casovej rady historickych hodnét akcie vypocitam trend
vyvoja hodnoty s urc¢itym intervalom, napr. pre 5, 10 a 50 dni dozadu. Tieto trendy vyja-
druja charakter zmeny hodnoty v Case.

Na zadlade charakteru tychto trendov potom vytvorim fuzzy mnoziny, ktoré reprezen-
tuji spédtny vyvoj hodnoty v danom ¢ase. Vyvoj rozdelujem do piatich mnozin - pokles,
mierny pokles, stagnacia, mierny narast a narast hodnoty akcie.

Fuzzifikuja sa aj dva pomocné indexy, nie vSak spdsobom ako hodnoty akcie. Fuzzy
mnoziny tychto indexov reprezentuju vztah k priemernej hodnote indexu - zvySena, mierne
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Obrazek 4.3: Tvar funkcii prislusnosti pouzitych fuzzy mnozin

zvy$end, normalna, mierne zniZenad a zniZend hodnota indexu. Tvar funkcie prislusnosti
tychto fuzzy mnozin ukazuje obr. 4.3. Tvary funkcii prislusnosti trendov st rovnaké, akurat
maju iny vyznam, ako uz bolo popisané vyssie.

7 predchadzajtuceho je zrejmé, ze vysledkom tejto fazy je 25 fuzzy mnozin. Obsahuja
informécie o kratkodobom, strednom a dlhodobom vyvoji hodnoty akcie a stave dvoch
pomocnych indikatorov. K tymto tidajom sa prida este hodnota trendu predikcie v danom
case, tiez na urcené obdobie. Tento postup je aplikovany pre kazdy casovy bod vSetkjch
casovych rad. Vysledkom je sada dat ktora slizi ako vstup fuzzy neurdnovej sieti.

4.2.2 Fuzzy neurdénova sief

Fuzzy neurénova siet ma v tomto modeli tlohu automatizovaného expertného systému.
Na zéklade predanych vstupnych parametrov urcuje pomocou algoritmu backpropagation
hodnoty véh synaptickych spojeni. Ako predloha na ucenie je tomuto algoritmu predana
predikcia. Siet teda hlada spojitost medzi fuzzy mnozinami (trendami a indikatormi funda-
mentélnej analyzy) a vyslednou predikciou. Naucéena sief funguje potom ako béza pravidiel
fuzzy systému, podla ktorého je na zdklade mnoziny vstupov mozné urcit predikciu na vo-
pred ureny casovy interval. Jej vystupom je opif fuzzy mnoZina, ktort je potrebné na
zistenie predikcie defuzzifikovat.

4.2.3 Defuzzifikacia

Defuzzifikacia fuzzy mnozin zabezpedi zistenie ostrej hodnoty predikcie. T je potom mozné
pouzit napriklad na vykreslenie v grafe. Na defuzzifikdciu je pouzitd metdda stredu suctu
(COS, Center of Sum)[2]. Vysledok je vSak prezentovany aj v lingvistickej forme a to v
piatich drovniach - pokles, mierny pokles, stagnécia, mierny narast a narast.

4.3 Technolégie

Python

Aplikicia je po dohode s vedicim bakaldrskej prace vytvorena v jazyku Python. Python
je moderny objektovy programovaci jazyk vytvoreny Guido van Rossumom, pouzivaja ho
statisice programéatorov po celom svete a ich pocet sa neustéle zvysuje. Jednym z dévodov
preco je tomu tak, je, Ze umoziiuje programatorom vytvarat aplikdcie omnoho rychlejsie, nez
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pomocou beznych programovacich jazykov ako napr. C+-+ alebo Java. Ide o platformovo
nezavysly jazyk, ktory mozno pouzit opera¢nom systéme Linux, Windows, OS/2 ale aj na
podéitadoch Macintosh. Poskytuje pristup k velmi vykonnému a uzivatelsky jednoduchému
grafickému uzivatelskému rozhraniu. Jeho vyvoj je otvoreny a interpret je zdarma. Velkou
vyhodou je tiez dobra dostupnost kniznic Sirokého zamerania a celkova podpora modlularity.
Préve pouzitie kniZznic v znacnej miere ulah¢uje implementéciu ¢asto rieSenych tloh. Pri
mojej implementacii mi vyrazne pomohli najmi kniznice SciPy, scilab, matplotlib a
PyBrain.

PyBrain[5]

PyBrain je modularna kniZnica na strojové ucenie pre python. Jej ciefom je pontkat flexi-
bilné a vykonné algoritmy, ktoré si Tahko pouzitelné. Obsahuje mnozstvo preddefinovanych
prostredi na testovanie a porovnavanie algoritmov. PyBrain je skratka pre Python-Based
Reinforcement Learning, Artificial Intelligence and Neural Network Library. Koncept kniz-
nice PyBrain je zapuzdrovat rézne algoritmy na spracovanie dit v objekte nazvanom modul.
Miniméalny modul obsahuje doprednti implementéaciu zavislii na kolekcii nastavitellych pa-
rametrov, najcastejSie pomocou urcitych algoritmov strojového ucenia.

Moduly maja vstupny a vystupny zasobnik. Okrem nich maji aj zasobniky obsahuj-
uce chyby, ktoré sa pouzivaju pri urcovani chyby pri algoritme backpropagation. Moduly
st zapuzdrované do objektov triedy Network a st spajané pomocou objektov Connection.
Mozu obsahovat niekolko nastavitelnych parametrov, ako napr. vdhy. Samotny objekt Ne-
twork je taktiez modulom, preto je mozné jednoducho zostavit hierarchiu viacerych sieti.
Na zostavenie ¢asto pouzivanych siefovych architekttur existuju v kniznici PyBrain skratky,
ktoré urychluji modelovanie. Systém vSak v principe umoziiuje zostavit akékolvek spoje-
nie, pokial modeluje orientovany acyklicky graf. Parametre siete (pozn.: vahy synaptickych
spojeni) st nastavované ucitelom ( Trainer), ktory pouziva zdroj dat (Dataset) na naucenie
optimélnych parametrov na zdklade vzorov. Na experimenty s posilovanym ucenim (rein-
forcement learning) sa miesto zdroju dat pouziva simulaéné prostredie s optimalizaciou.
Vnutorna architektiru kniznice a jej vztahy s okolitym prostredim ukazuje obr. 4.4.

SciPy[13]

SciPy je open-source softvér pre matematiku, vedecké a inzinierske vypocty. Ide o kniznicu
pre python, ktord je zavisld na kniznici NumPy. T4 jej poskytuje prostriedky na rychu
pracu s n-dimenzionalnymi polami. SciPy pouZiva tieto polia a poskytuje mnoho uzivatelsky
pohodlnych a efektivnych metéd na numerick integraciu a optimalizaciu. Spolu funguju
na vSetkych popularnych opera¢nych systémoch, rychlo sa instaluja a st bezplatné. NumPy
a SciPy sa Tahko pouzivaji, no napriek tomu st dostatoéne vykonné, pri¢om st na nich
zavisli popredni svetovi vedci a inzinieri.

matplotlib[12]

matplotlib je kniZnica na vytvaranie dvojrozmernych grafov z poli v jazyku Python. Napriek
tomu, ze mé povod v emulovani grafickych prikazov programu MATLAB, je od matlabu
nezavisld a moéze byt pouzitd objektovo orientovanym sposobom jazyka Python. Aj ked
je napisand takmer v ¢istom Pythone, vo velkej miere pouziva modul NumPy a dalSie
rozsirenia kédu, ktoré poskytujui dobria vykonnost aj pre velmi velké polia. Zakladnou fi-
lozofiou matplotlib-u je poskytnaf uzivatelovi metédy na vytvorenie jednoduchych grafov
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Obrazek 4.4: Organizacia kniznice PyBrain

pouzitim len niekolko mélo prikazov, niekedy postacuje aj jeden. Napriklad na vytvore-
nie histogramu hodn6t nie st potrebné instancie objektov, volanie metdd, ¢i nastavovanie
parametrov. Zdrojovy kéd modulu matplotlib je koncepéne rozdeleny na tri casti:

e rozhranie pylab je skupina funkcii poskytovanych modulom matplotlib.pylab, ktory
umoznuje uzivatelovi vytvarat grafy pomocou kédu podobnému MATLAB-u.

e matplotlib API je skupina tried, ktoré zabezpecuju vyrazna abstrakciu a vytvéaranie
a ovladanie grafov, obrazkov, textu, atd.

e Backend* modulu obsahuju vykreslovacie zariadenia zavislé na vystupnom zariadeni
a transformuju reprezenticiu dat z frontendu na vystupné zariadenie.

4V softvérovej architekture sa rozly$uju viaceré vrstvy medzi hardvérom a uzivatelom. Front-end je vrstva
zabezpecujica abstrakciu, teda zjednoduSenie komponenov, ¢im vytvara uzivatelsky pohodlné rozhranie.
Backend je naopak najcastejsie databazou, resp. reprezentaciou dat na najnizSej Grovni.
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4.4 Implementacia

V tejto casti budt priblizené metédy a postupy pouzité pri implementécii modelu z kapitoly
4.2

Ako uz bolo popisané vyssie vstupné data st ulozené v textovych stiboroch vo formate
CSV. Pre jednoduchsiu manipulaciu som rozdelil jednotlivé vstupy do osobitnych stborov.
V skripte je potom mozné prepisanim parametrov uréit zdroj vstupnych déat. Parametre
prikazového riadku som kvoli jednoduchosti neimplementoval. Skript totiz obsahuje znacné
mnoZstvo parametrov ktoré je mozné nastavit, preto by bolo ich urcovanie cez prikazovy
riadok neprehladné a neefektivne.

4.4.1 Nacditanie dat
Python umoziiuje svojim objektovym pristupom nacitat zdrojové data velmi jednoduchym
sposobom. Naditanie ¢asovej rady do objektu zoznam je mozné docielit jedinym riadkom:

cols = open(file,’r’).read().split()

Funkcia read() nacita cely stubor a funkcia split() ho rozdeli na jednotlivé objekty
zoznamu. Nasledne je potrebné pretypovanie hodnét zoznamu na desatinné cisla

cols = [float(i) for i in cols]

Vsetky takto vytvorené zoznamy ulozim do zapuzdrujiceho zoznamu, ¢im dostanem
jediny objekt obsahujuci vsetky zdrojové data.

4.4.2 Normalizacia dat

PodTla [3] tieto data dalej normalizujem. Normalizacia je v Statistike proces, ktory izoluje
Statisticki chybu v meranych déatach. Vysledkom tejto transformécie maju data nulovi
stredntt hodnotu a ich rozptyl je rovny jednej. Jej vypocet (4.1) spociva v odéitani strednej
hodnoty p od hodnoty X, ktorti chceme normalizovat a vysledok sa podeli standardnou
odchylkou o.

X —
a (4.1)
o
Pre vypocet Standardnej odchylky plati vztah 4.2.
1 2 2 2
o =4[l —p)? + (22 = p)? + -+ (zn — w7,
kde (4.2)

! (v1 4+ +2zN)
- — a’/’ DY x
H N\l N
V pythone je mozné standardnt odchylku pola ziskat funkciou std(), ktora je metédou

objektu array. Tym sa vypocet znacne zjednodusuje. Rozdiel medzi pévodnymi a normali-
zovanymi datami ukazuje obr. 4.5 a 4.6.
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Obrazek 4.5: Denormalizované (povodné) data

Obréazek 4.6: Normalizované data
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Obrézek 4.7: Linearna regresia

4.4.3 Linearna regresia

Na urcenie trendu vyvoja hodnoty akcie za urcity cas je pouzitd linedrna regresia. Lineadrna
regresia predstavuje aproximéciu hodét polynémom prvého radu (priamkou), ako vidno na
obr. 4.7. NajcastejSie sa na urcenie tohoto polynému pouziva metéda najmensich stvorcov.
Pri tejto metéde sa hlada takd priamka, aby stdet druhych mocnin odchylok jednotlivych
bodov od priamky bol minimalny. Optimélne parametre sa dalej ur¢uji pomocou parcial-
nych derivacii.[10]

Ak uvazujeme funkénu zavislost f(x) = ax+b, stéet Stvorcov bude vyzerat podla vztahu
4.3

n n

S(a,b) = [f(wi) —wil> =D (awi +b— )’ (4.3)

i=1 i=1

Na implementéciu linedrnej regresie mozno vyuzit modul scipy, konkrétne jeho funkciu
scipy.stats.linregress. Fukncia vracajica smernicu priamky trendu na zaklade hodnot v
zozname y bude potom vyzeraf takto:

def regressionLine(y):
x = [i for i in range(l,len(y)+1)]
trend = stats.linregress(x,y) [0]
return trend

4.4.4 Fuzzifikacia

Na fuzzifikiciu dat pouzivam vlastni univerzalnu funkciu fuzzify(), ktora prijima ako pa-
rametre

e value - ostra hodnota urcena na fuzzifikiciu
o fyzzySetCount - pocet fuzzy mnozin medzi hodnotami -fuzzyRange a fuzzyRange

e fuzzyRange - citlivost funkcie prislusnosti, urc¢uje interval, medzi ktoré sa rozdelia
fuzzy mnoziny
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Vzniknuté fuzzy mnoziny maji potom tvar podobny mnozinadm z obr. 4.3. fuzzyRange
je na obrazku oznaceny ako R. Z ich funkcii prislusnosti vyplyva, ze fuzzifikiciou ostrej
hodnoty buda nenulové najviac dve fuzzy mnoziny.

Funkcia vracia zoskupenie tychto fuzzy mnozin v podobe zoznamu. Vystupy z funkcie
mozu vyzerat takto:

[0.0, 0.045249897394742389, 0.95475010260525761, 0.0, 0.0]
[0.0, 0.0, 0.046481429632482141, 0.95351857036751786, 0.0]
(0.0, 0.0, 0.50770477069620301, 0.49229522930379699, 0.0]
(0.0, 0.0, 0.0, 0.031316539123626752, 0.96868346087637325]
(0.0, 0.0, 0.0, 0.78691719993014009, 0.21308280006985991]

Kedze kazda ¢asovd rada mé iny charakter trendu, nie je moZné univerzilne urcif
jednu hodnotu parametru fuzzyRange pre jednotlivé trendy Casovej rady. Preto je potrebné
tato hodnotu vypocitat osobitne pre kazda casovi radu. Na jej urcenie pouzivam funkciu
getTrendRange (). Tento postup zabezpeéi univerzalnost algoritmu pre akikolvek ¢asovi
radu.

4.4.5 Fyzzyneurdénova siet a jej trénovanie

Po nacitani a normalizacii dat dochadza k vytvoreniu fuzzy neurdnovej siete. T4 mé na
vstupe fuzzy mnoziny, ktoré boli blizsie popisané v kapitole 4.2.1. Na jej vytvorenie mozno
pouzit zrychlent metédu kniznice PyBrain buildNetwork() na vytvaranie siete. Pomo-
cou jej parametrov je mozné jednoduchym spdsobom ur¢it vnatornt Struktiru, vstupné,
vystupné body a iné parametre.

Optimalnu vnatorna Struktaru siete som urcil experimentalne. Tieto experimenty si
blizsie popisané v kapitole 5.

Vysledné fuzzy neurénova siet ma tvar podobny obr. 4.8. Vstupnu vrstvu (Input layer)
tvori 25 fuzzy hodnot vytvorenych zo zdrojovych dat, skrytéd vrstva (Hidden layer) obsahuje
volitelny pocet fuzzy neurénov’. Sief uzatvéara skupina vystupnych fuzzy neurénov, ktorjch
pocet koresponduje s poctom klasifika¢nych tried (5).

Trénovanie siete

Na trénovanie siete je pouzity tréner BackpropTrainer z kniznice PyBrain. Ide o triedu,
ktord pomocou algoritmu Backpropagation® natrénuje fuzzy neurénovi sief na zéklade
vzorovych vystupov.

Pred zacatim trénovania je potrebné urcit data na trénovanie. Na tento ucel je zo
zdrojovych dat vyhradend ich podmnozina. Zvy$n4 cast slazi ako testovacie data, na ktorych
sa neskdér urcuje chyba predikcie. Testovacie data st vo vyslednom grafe zobrazené na
modrom pozadi (obr. 4.9).

Trénovanie siete zaistuje funkcia trainer.trainOnDataset, ktorej sa ako parametre
predévajua dataset so zdrojovymi datami a pocet trénovacich iteracii. Pocas tychto iterécii
algoritmus upravuje vahy synaptickych spojeni a spitne Siri chybu. Absolitna priemernd
chyba je pocas tohoto procesu vypisovana na Standardny vystup.

5Tento pocet je predmetom experimentu v kap. 5
6 Algoritmus spétného Sirenia chyby
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Obrézek 4.8: fuzzy neurénové siet
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Obrazek 4.9: Trénovacie a testovacie data (v modrom ramdéeku)
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4.4.6 Defuzzifikacia a vystup aplikacie

Po natrénovani siete, je mozné zacat s testovanim a urcovanim predikcie. Samotné siet
sa sprava ako urcita funkcia, ktora na zaklade vstupnych parametrov vypodcita vystupnia
hodnotu. Vystupom fuzzy neurdénovej siete v tejto aplikacii je sada piatich fuzzy neurénov,
ktoré obsahuju fyzzy hodnoty. Na to aby bolo mozné vystup zo siete pouzit je potrebné
tieto hodnoty defuzzifikovat.

Na defuzzifikaciu pouzivam metédu CAM ( Center Average method)[2], ktora bola blizsie
popisané v kapitole 3.2.2. Dévodom pouzitia je jej jednoduchost a tiez symetrickost pouzi-
tych fuzzy mnozin.

Defuzzifikiciou ziskame nielen charakteristick( kategériu trendu ale aj jeho ostrii hod-
notu v podobe smernice. T4 sa vyuziva napriklad pri vykreslovani smeru trendu v podobe
oranzovej $ipky, ktora priblizne uréuje jeho dal$i vyvoj. Aplikicia pre porovnanie vykre-
sluje aj modré Sipky, ktoré predstavuju skutoény vyvoj od bodu, kde mé $ipka pociatok.
Je dolezité poznamenat, Ze tieto $ipky nie si regresiou hodnét, ide len o urcenie uhla pod
akym hodnoty dalej narastaji. Linearna regresia by bola k tymto Sipkam rovnobezna.

4.4.7 Urcenie chyby

Vo vSeobecnosti vykonédva aplikacia klasifika¢nt tlohu, pri ktorej sa snazi zaradif vstupné
hodnoty do kategorii. Kategorie predstavuju lingvistické hodnoty trendov - pokles, mierny
pokles, stagnécia, mierny narast a narast. Na uréenie chyby je potrebné zistit, kolko prvkov
zo vstupnych dat bolo zaradenych do sprévnej (resp. nespravnej) kategorie.

Aplikécia pocita dva druhy chyb:

e chybu ucenia - chyba, ktord vznikne tym, Ze fuzzy neurénova sief nie je schopné
dostato¢ne konvergovat a presne aproximovat skutoény vystup na zaklade zadanych
vstupov a

e testovacia chyba (validacénd) - chyba ktora skiima schopnost systému adaptovat sa na
data, ktoré neboli sticastou ucenia. Tato chyba je v aplikdcii podstatnd, pretoze na
zéklade nej mozno odhadnit presnost vyslednej predikcie.

Z dovodu prili§ jemného rozdelenia fuzzy mnozin uréujucich charakter trendu (5 stupnov)
som sa rozhodol pri uréovani chyby spojit koncové dve kategérie oboch krajnych pripadov.
To mé za nasledok, ze ak aplikicia predikovala v nejakom bode ¢asovej rady mierny narast
a v skutocnosti iSlo o néarast, pokladdm tuto situédciu za tspesnt predikciu, pretoze z prak-
tického hladiska ide o tspech. Napriek tomu skript vo vypise uréi vysledok v 5 stuptiovej
skale a poskytuje tak presnejsiu informaciu.

Oba druhy chyb st vo vyslednom grafe zobrazené v percentudlnej podobe.
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Kapitola 5
Pripadové studie

5.1 Vymedzenie problému

Tato kapitola obsahuje niekolko pripadovych studii, ktorych vysledkom je urcenie predikcie
vyvoja akcii réznych spolo¢nosti. Obsahuje experimenty, ktoré veda k urceniu optimalnej
vnutornej Struktary siete a urceniu optimélneho poctu iteracii ucenia.

Pripadové studie spocivaji v tom, ze aplikacii st1 ako vstupné tidaje predavané casové
rady roznych akcii. Aplikdcia ich spracuje a vypiSe vysledky predikcie, chybu ucenia a
testovaciu chybu. Tento proces sa opakuje s réznym poctom iteracii ucenia. Dé6vodom na
opakovanie testu s roznymi po¢tami iteracii je urcenie optimélneho poétu iteracii vzhladom
na chyby, ktoré pocas predikcie vznikn.

Prilisné zvySovanie poc¢tu iteracii ucenia sposobuje preucenost siete. Ide o uréity bod
kedy uz zvySovanie iteracii ucenia nespdsobuje zniZzovanie testovacej chyby, prave naopak,
chyba rastie. Dovodom je Ze sief sice presne aproximuje data urdené na ucenie, av8ak pri
testovacich datach vykazuje vysoka chybovost klasifikacie.

Ucelom tohto experimentu je prave uréit optimalny pocet iteracii u¢enia, aby hodnoty
chyby ucenia boli miniméalne (t4 s po¢tom iteracii klesad) a zaroven nesposobili preucenost
siete, teda aby aj testovacia chyba bola minimélna (od uré¢itého bodu rastie).

Druhé kritérium, ktoré experimenty sktimaju je optimalna vnutorna struktara siete.
Preto je postup popisany vyssie opakovany pre rozne poéty skrytych fuzzy neurénov (na-
zvyme tento parameter hidden).

Vysledkom tychto experimentov je teda siet s optimélnou vnatornou Struktirou a poc-
tom udiacich iteracii. Funkéné hodnota tejto siete je potom vyslednou predikciou aplikacie
pre dani ¢asovu radu.
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5.2 Pripadova studia 1 - Akcie International Business Ma-
chines Corporation (IBM)
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Spolo¢nost IBM, prezyvand aj Big Blue, fungujica od roku 1888 a ako akciova spoloc-
nost od roku 1911, je poprednou svetovou spolo¢nostou v odbore informaé¢nych technoldgii.
Medzi hlavné ¢innosti spolo¢nosti patri v stucasnosti vyroba a predaj pocita¢ového softvéru
a hardvéru a rézne sluzby.

Sidlo spolo¢nosti je v Armonk v New Yorku, USA. V roku 2010 vykazala zisk 23,1 z
celkovych vynosov vo vyske 99,8 miliard americkych dolarov. S majetkom v hodnote 113,4
mld dolarov a 426 751 zamestnancami patri medzi najvicsie spolo¢nosti na svete. Jej akcie
sa i¢astnia obchodovania na NYSE! pod symbolom IBM.[17]

Ako zdrojové data boli pouzité uzatvaracie hodnoty akcii IBM v horizonte od 13. méja
2009 do 14.4.2011, teda 500 obchodnych dni.

Urcéenie optimalnych parametrov aplikacie

Spomedzi testovanych hodnot vnutornej struktary skrytej vrstvy vykazovala najoptimal-
nejsie vysledky siet s 50 fuzzyneurénmi. Testovanie jej chyb pre rozny pocet iteracii zobra-
zuje tabulka 5.1. Jej grafické reprezenécia je v grafe 5.1.

Iteracie | Chyba ucenia | Test. Chyba
20 46,04% 69,00%
40 52,71% 85,00%
60 38,96% 57,00%
80 37,92% 66,00%

100 34,17% 61,00%
120 35,42% 67,00%
140 35,83% 60,00%
160 34,79% 71,00%
180 30,00% 64,00%
200 30,63% 70,00%

Tabulka 5.1: Tabulka chyb pre rozne hodnoty iteracie uéenia (hidden = 50)

7 testov vyplyva, Ze optimalny pocet iteracii sa pohybuje okolo hodnoty 60. Je tiez
vidiet, Ze chyba ucenia s narastajicim poctom iterécii klesd, pri¢om zaroven chyba testova-
nia v globéle rastie. Z grafu testovacej chyby je zrejmé, ze sief je ovplyviiovand ndhodnym
faktorom, ktory méa zéklad v ndhodnej inicializacii synaptickych spojeni siete.

New York Stock Exchange
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Obrazek 5.1: Chyby aplikacie pre rézne hodnoty iteracii ucenia

Predikcia

Obr 5.2 ukazuje vysledna predikciu akcie IBM s poc¢tom iteracii 60 a 50 vnatornymi fuzzy-
neurénami. Biela plocha nalavo od modrého ramceka predstavuje dita uréené na trénovanie
siete, chyba ich klasifikacie je 38%. V modrom raméeku sa nachadzaju data uréené na tes-
tovanie, pricom chyba ich klasifikacie je 56%. Modré $ipky naznacuju skutoény vyvoj 20
obchodnych dni dopredu a sltizia na porovnanie s oranzovymi Sipkami, ktoré s vysledkom
defuzyfikacie vystupu fuzzy neurdénovej siete. Medzi modrou plochou a koncovou predikciou
je medzera, ktord suvisi s predikovanim poslednej hodnoty z mnoziny testovacich dat.

Zaver

Prva cast pripadovej studie bola zamerana na urcenie optimalnych parametrov aplikacie.
V druhej c¢asti bola vypocditané predikcia akcie IBM v horizonte 20 obchodnych dni.

Vysledna koncova predikcia bola aplikaciou klasifikovana ako mierny ndrast. Tato pre-
dikcia sa pocas nasledujucich dni potvrdila, kedZe hodnota akcie vzrastla od 14. aprila
z 165,16 $ na 170,53 $ za kus (hodnota k 5. mdju 2011).
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5.3 Pripadova studia 2 - Akcie Google Inc.

Google

Google Inc. je americkou medzinarodnou korporéciou, ktoréa sa zaobera najmi interne-
tovym vyhladavanim, cloud computingom® a reklamnymi technolégiami. Google poskytuje
a vyvija mnozstvo internetovych sluzieb a produktov ako napriklad Google Maps, Google
Earth, Google Docs, Google Calendar, Google AdWords atd. Svoj profit generuje najmi
z reklamy prostrednictvom programu AdWords. Majetok spolocnosti je 57,851 miliardy
dolarov a roény obrat predstavuje 10,381 miliardy dolarov®.

Ako zdrojové data boli pouzité uzatvaracie hodnoty akcii Google Inc. v horizonte od
13. méja 2009 do 14.4.2011, teda 500 obchodnych dni.

Urcéenie optimalnych parametrov aplikacie

Pri urcovani vnutornej struktury dosahovali najlepsie vysledky siete so 70 a 100 skrytjmi
fuzzyneurénmi. Kedze iSlo v tychto pripadoch o porovnatelny vykon siete, vo vyslednej
predikcii bol pouzity model s hidden=70 z dovodu efektivity. V tabulke 5.2 je porovnanie
chybovosti klasifikacii pre r6zne hodnoty parametru hidden, pricom st vybrané najlepsie
hodnoty z kazdého experimentu. Testovanie jej chyb pre roézny pocet iteracii zobrazuje
tabulka 5.3. Jej grafickd reprezenécia je v grafe 5.3. Pocet skrytych neurénov je uréeny na
70.

Hidden | Iteracie | Chyba ucenia | Test. Chyba
30 100 33,75% 55,00%

50 40 35,63% 54,00%

70 140 27,71% 48,00%

100 200 34,79% 50,00%

Tabulka 5.2: Tabulka chyb pre rozne hodnoty parametru hidden (vybrany najlepsi pripad)

Predikcia

Obrazok 5.4 ukazuje vystup aplikacie predikujiuci vyvoj hodnoty akcii Google. Na prvy
pohlad vidiet, Ze ide o dynamickejsi vyvoj ako v pripade akcii IBM a hodnota podlieha
silnej volatilite*. Chyba ucenia dosiahla hodnotu 23% a testovacia chyba 52%, ¢o je o nieco
viac ako pri experimente s parametrom hidden.

2Cloud computing mo#no charakterizovat ako poskytovanie sluzieb & programov ulozenych na serveroch
Internetu s tym, Zze uZivatelia k nim moézu pristupovat napriklad pomocou webového prehliadaca alebo
klienta danej aplikicie a pouzivat prakticky odkialkolvek.

3U.S. Securities and Exchange Commission (2010).

4V ekondmii a Statistike kolisavost, nestalost, premenlivost hodnét Easovej rady.
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Iteracie | Chyba ucenia | Test. Chyba
20 46,88% 66,00%
40 32,92% 60,00%
60 43,13% 64,00%
80 45,83% 70,00%

100 35,63% 67,00%
120 34,17% 74,00%
140 27,71% 48,00%
160 28,13% 60,00%
180 29,38% 68,00%
200 37,08% 77,00%

Tabulka 5.3: Tabulka chyb pre rozne hodnoty parametru hidden (vybrany najlepsi pripad)
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== Test, Chyba
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20%
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0%
0 50 100 150 200 250
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Obrazek 5.3: Chyby aplikacie pre rézne hodnoty iteracii ucenia

Zaver

Prva cast pripadovej Studie bola zamerana na urcenie optimalnych parametrov aplikacie.
V druhej casti bola vypocitané predikcia akcie Google v horizonte 20 obchodnych dni.

Vysledok predikcie klasifikovala aplikacia ako mierny ndrast. Pocas nasledujucich 20
obchodnych dni, ktoré boli predmetom predikcie doslo k silnému prepadu hodnoty akcii
Google. Zo dna 14. aprila na 15. aprila klesla hodnota z 579,05$ na 530,70$ a tato hodnota
pretrvala az do 7. méja (535,63$). Aplikacia tento vyrazny pokles hodnoty akcie nedokézala
predpovedat.
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5.4 Pripadova studia 3 - Akcie Honeywell International Inc.

Honeywell

Honeywell je konglomerat®, ktorého spolo¢nosti produkuja siroky sortiment spotrebnych
vyrobkov, inZinierskych sluzieb a letovych systémov. Cielovymi zdkaznikmi st privatne
spoloc¢nosti, korporacie a vlada. Honeywell zamestnava viac ako 130 000 zamestnancov a
jeho ro¢ny obrat je 33,37 miliardy americk§ch dolarov.°

Ako zdrojové data boli pouzité uzatvaracie hodnoty akcii Honeywell v horizonte od 13.
maja 2009 do 14.4.2011, teda 500 obchodnych dni.

Urcéenie optimalnych parametrov aplikacie

Najlepsie vysledky dosahovala siet pre parameter hidden zvoleny na 50. Tabulka 5.4 ukazuje
chybovost klasifikicie pre jednotlivé hodnoty iterdcii. Z grafu tychto hodnot (Obr. 5.5)
vyplyva, zZe testovacia chyba v niektorych pripadoch klesla pod uroven chyby ucenia. To
je sposobené dlhodobym stupajicim trendom v oblasti testovacich dat (modré pozadie).
Siet takyto trend klasifikovala presnejsie ako premenlivi oblast dat pri uceni (Tava strana s
bielym pozadim).

Iteracie | Chyba ucenia | Test. Chyba
20 34,58% 21,00%
40 33,75% 38,00%
60 32,08% 21,00%
80 26,46% 27,00%

100 28,75% 37,00%
120 40,63% 68,00%
140 25,21% 42,00%
160 32,29% 62,00%
180 25,00% 41,00%
200 25,83% 42,00%

Tabulka 5.4: Chyby aplikdcie pre rozne hodnoty iterdcii ucenia

Predikcia

Obrazok 5.6 ukazuje vystupna predikciu aplikdcie pri predikovani vyvoja hodnoty akcii
Honeywell. Hodnoty chyby ucenia a testovacej chyby s v porovnani s predchadzajucimi
experimentami nizke, chyba ucenia je 26,5% a testovacia chyba 25%.

Velky podnik (holding), do ktorého patria podniky roéznych nestvisiacich odvetvi.
5U.S. Securities and Exchange Commission, 2010

32



80%

70%

60%

50%

40%

chyba

== Chyba ucenia
== Test, Chyba
30%

20%
10%

0%
0 50 100 150 200 250

pocet iteracif

Obrazek 5.5: Chyby aplikacie pre rézne hodnoty iteracii ucenia

Zaver

Prvéa cast pripadovej stidie bola zamerand na uréenie optimélnych parametrov aplikacie.
V druhej casti bola vypocitana predikcia akcie Honeywell v horizonte 20 obchodnych dni.

Aplikacia klasifikovala vysledok predikcie ako ndrast. Hodnota akcie stupla v priebehu
20 dni od 14.4.2011 z 57,49% na 60,32$% (4.5.2011). Predikciu preto moZno povazovat za
uspesnu.
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5.5 Zhodnotenie pripadovych studii

V tejto casti prace bol vytvoreny model testovany na realnych datach troch spolocnosti
- IBM, Google a Honeywell. Tieto ¢asové rady tvorené uzatvaracimi cenami boli vybrané
zadmerne, aby bolo mozné pozorovat vystupy aplikcie roznych charakterov trendu. Ulohou
aplikécie bolo predikovat vyvoj hodnoty akcie v horizonte 20 obchodnych dni. Po uplynuti
tejto doby bol vysledok aplikdcie porovnany s redlnym vyvojom.

7 pripadovych $tudii je zrejmé, Ze pouzity model mé schopnost lepSie aproximovat a
nasledne predikovat ¢asové rady, ktoré maju plynuly priebeh, ako bolo mozné pozorovat
pri predikovani vyvoja akcii spolo¢nosti Honeywell a IBM. Naopak, ked dochadzalo k prud-
kym zmendm hodnoty (prudky prepad akcii Google), model nebol schopny tento vyvoj
predikovat.

Zhodnotenie vyuzitia fuzzy logiky a fuzzy neurénovych sieti pri predikcii akci-
ového trhu

Po porovnani vysledkov aplikdcie s redlnym vyvojom mozno skonstatovat tispech dvoch z
troch vykonanych predikcii. Napriek tomu v8ak model ¢asto vykazoval rozporuplné vysledky
pri rovnakych parametroch. Dévodom tohto chovania je zrejme ndhodné inicializicia siete
malymi hodnotami.

Najlepsie vysledky boli pozorované pri plynulych ¢asovych radach bez prudkych zmien
(valida¢né chyba okolo 25%). Pri niektorych ¢asovych radach s extrémnou volatilitou mal
vSsak model problém konvergovat a validacna chyba klasifikicie presahovala 70%. Dobré
vysledky nastali tiez pri opakovani urcitého vzoru v zdrojovych datach, ¢o stvisi s bazou
pravidiel fuzzy systému, ktory sa takyto vzor nauci a pri validacii je ho schopny rozpoznat.

7 globalneho hladiska ale nepovazujem pouzitie tohoto modelu za spolahlivé. Doévo-
dom st hlavne vysoké hodnoty testovacej (validacnej) chyby, ktoré maji zrejme stvis s
jednoduchostou modelu.

5.5.1 MoZnosti rozsirenia

Predikcia trhu je v stcasnosti aktivne rozvijajucou sa disciplinou a existuje mnoho metéd
a postupov na jej docielenie. Niektoré z nich st popisané v nasledujicom zozname. Skom-
binovanie tychto metdd s postupmi popisanymi v tejto praci dava realny predpoklad na
zlepsSenie vykonnosti modelu a moze viest k tspesnejsej predikcii.

e Elliotove vilny - vychadzaja z tedrie fraktalnych trhov. Funguja na principe odha-
lovania vzorov v ¢asovych radach, ktoré sa v nich opakovane vyskytuju v roznych
velkostiach.

e Support a rezistancia (metéda dvojitého vrcholu alebo dvojitého dna) - support je
cena, ktora je predavajicimi vnimana ako spodna hranica, pod ktori uz nie st ochotni
predavat. Naopak, rezistencia je vnimana kupujtcimi ako strop, maximum, ktory s
za jednotku ochotni zaplatif. Urdenie tychto bodov moze napomdct k predvidaniu
dalsieho vyvoja.[7]

e Hurstov exponent - urc¢uje mieru chaotickosti ¢asovej rady. Dokaze rozlisit cha-
oticku (fraktélnu) ¢asovi radu od ndhodnej a najst dlhodoby paméfovy cyklus u
chaotickej casovej rady.
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Kapitola 6

Z.aver

V tejto praci bol ¢itatel najprv zozndmeny s teoretickymi zdkladmi fuzzy logiky a fuzzy
systémov. Tato tedria bola dalej rozsirend o fuzzy neurénové siete, ¢im dostal dostatoéna
teoretickl vybavu na porozumenie praktickej casti.

V praktickej casti bol na zdklade modelov popisanych v teoretickej casti vytvoreny mo-
del vyuzivajuci fuzzy neurénovi siet ako dynamicky uciacu sa bazu pravidiel fuzzy systému.
Tento model bol néasledne implementovany v jazyku python. Vysledna aplikécia riesi kla-
sifika¢ni tlohu, pri ktorej sa snazi predikovat vyvoj hodnoty akcie v horizonte niekolkych
obchodnych dni. Vstup aplikicie tvori sada historickych trendov s réznymi dizkami, ku
ktorym st pridané dva pomocné indexy.

Posledné ¢ast sa venovala pripadovym §tudidm, v ktorych bol predikovany vyvoj akcii
spolo¢nosti IBM, Google a Honeywell. Nasledne boli vysledky predikcii a vykonnost modelu
zhodnotené. Pripadové studie ukazali, Zze vykonnost modelu je zéavisla na dvoch faktoroch
- volatilite vstupnjch dat a opakujticich sa vzoroch. V globéle vSak model nedosahoval
vysledky zlucitelné s pouzitim v praxi.

Vychodisko je mozné hladat v spojeni tohoto modelu s inymi, ¢asto pouzivanymi tech-
nikami technickej analyzy ako napriklad Elliotove vlny, metéda dvojitého vrcholu alebo
dvojitého dna (support a rezistencia), ¢i pouzitie Hurstovho exponentu.

Na zéver mozno povedat, Ze fuzzy logika m4 pre svoju schopnost vyjadrovania nepres-
nosti spojenim s umelou inteligenciou v oblasti predikcie akciového trhu velky potencial a
stale pontika Siroky priestor na nové pristupy k rieSeniam problémov, ktoré mozno povazovat
za nadcasové.
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