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Anotace

Deep reinforcement learning je oblast umélé inteligence, kombinujici pristup re-
inforcement learning a hlubokého uceni. Pro stavebni stroj, poskytnuty firmou
Technotrade, je vytvorena simulace pohybu v pevnée daném prostredi. PouZitim
algoritmu deep Q-learning, ktery spojuje algoritmus Q-learning s umélymi neu-
ronovymi sitémi, je vytvoren model, navigujici nakladac v daném virtudlnim pro-
stredi do cilové souradnice okolo rozmisténych prekdzek.

Synopsis

Deep reinforcement learning is an area of machine learning which combines the
principles of reinforcement learning and deep learning. Construction vehicle is
provided by the company Technotrade. A driving simulation in a stable fized envi-
ronment is developed for the given vehicle. Using the deep @Q)-learning algorithm,
which merges Q-learning algorithm with artificial neural networks, a model is
implemented. This model navigates the wvehicle to the goal coordinates around
surrounding obstacles in a virtual environment.

Klicova slova: reinforcement learning; neuronové sité; deep reinforcement lear-
ning; deep Q-learning; machine learning

Keywords: reinforcement learning; neural networks; deep reinforcement lear-
ning; deep Q-learning; machine learning
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1 Uvod

Pristup strojového uceni zvany reinforcement learning se v posledni dobé stava
velmi popularni pii feSeni problémi, které maji vhodné specifikovatelné prostredi
a odpovidajici proveditelné kroky. Reinforcement learning je zejména efektivni
v oblastech robotiky a videoher [2]. Hlavni nevyhodou tohoto pfistupu je velmi
rychle nartstajici vypocetni a pamétova slozitost v zavislosti na komplexnosti
prostiedi, ve kterém algoritmus pracuje. Tento problém tesi pristup deep rein-
forcement learning, ktery kombinuje reinforcement learning s hlubokym ucenim.
Hluboké uceni umoznuje aproximaci daného slozitého prostiredi a nezptsobuje
vyrazné zvyseni vypocetni a pamétové slozitosti. Mozné oblasti pouziti deep re-
inforcement learning algoritm jsou diky této aproximaci vétsi nez u samotného
reinforcement learningu a zahrnuji problémy tykajici se zpracovani feci, zdravot-
nictvi i financi [3].

Téma této diplomové prace bylo vytvoreno ve spolupréaci s firmou Techno-
trade, kterd méla zdjem o automatizaci stavebniho stroje pomoci umélé inteli-
gence. Vybranym stavebnim strojem byl nejprve nakladac¢ s kloubovym zatace-
nim, ktery byl nakonec vyménén za nakladac s pasovym pohonem. Nakladac se
pohybuje v neménném prostoru vymezeném ctvercovou siti, ve kterém jsou také
umistény prekazky. Algoritmus mé za tikol navigovat nakladac z aktualni pozice
do predem dané cilové souradnice kolem rozmisténych prekazek. Reprezentace
stavu celkového prostredi spolu s nakladacem je pro pristup reinforcement lear-
ning natolik komplexni, ze jsem v této praci implementovala deep reinforcement
algoritmus deep Q-learning, ktery je velmi vhodny a casto pouzivany v oblasti

Vzhledem k povaze zadéni, jsem se rozhodla nejdiive zamérit na uceni ve
virtudlnim prostredi, protoze umoznuje rychlejsi uc¢eni modelu a také poskytuje
bezpecné podminky pfi uceni oproti realnému svétu. Pro snadné zobrazeni na-
uceného chovani nakladace je implementovana i jednoducha graficka vizualizace
celkové simulace.



2 Reinforcement learning

Reinforcement learning, neboli zpétnovazebni uceni, patii do podoblasti umélé
inteligence zvané strojové uceni. Reinforcement learning pristupuje k uceni po-
dobné jako napiiklad lidé. Lidé béhem uceni interaguji se svym okolnim prostie-
dim a registruji nasledné zmény na zékladé provedenych akci. Tyto zmény poté
povazuji za formu zpétné vazby, kterd muze byt pozitivni, nebo negativni. Na
tomto principu je zalozena oblast reinforcement learning.

V této kapitole se vénuji zakladnim principtim strojového uceni reinforcement
learning. Cerpadm zejména z mé bakalafské prace [4], kterd se timto tématem a
Q-learning algoritmem zabyvala, a z knihy Reinforcement learning: An intro-
duction [5].

2.1 Markoviav rozhodovaci proces

Markoviv rozhodovaci proces formalizuje proces uceni a interakce agenta s pro-
stredim. Je definovany jako n-tice (S, A, T, R) obsahujici mnozinu stavi .S, mno-
zinu akei A, miru okamzité odmény R a prechodovou funkci 7.

Mnozina stavii S obsahuje veskeré dostupné stavy agenta a mnozina akci
A obsahuje proveditelné akce agenta. Mira okamzité odmény R urcuje hod-
notu zpétné vazby za provedeni akce a ve stavu R. Tuto miru lze zapsat jako
R:SxAxS —R

Ptechodova funkce T : Sx Ax .S — [0, 1] vy¢isluje pravdépodobnost prechodu
ze stavu s do stavu s’ pomoci akce a. Tuto pravdépodobnost zapisujeme pomoci
vyrazu 1'(s, a, s).

2.2 Déleni algoritmi

Vztah mezi stavem s a akei a je definovany pomoci strategie 7 (anglicky policy),
na jejichz zakladé agent vybira akci, ktera bude v aktualnim stavu provedena.
Veskeré rozhodovani agenta se tedy 1idi podle predem zvolené strategie.

Reinforcement learning algoritmy se na zakladé jejich ptistupu ke strategiim
déli do dvou skupin. Algoritmy pouzivajici pristup on-policy se snazi o optimali-
zaci strategie 7, ktera je pouzivana i béhem uceni. Algoritmy ze skupiny off-policy
také pouzivaji v pribéhu uceni predem urcenou strategii m, jejich cilem je ale na-
lezeni optimalni strategie 7*, ktera je odlisna od strategie 7. 7 tedy reprezentuje
trénovaci strategii a 7* vyslednou optimélni strategii.

Dale se v reinforcement learningu rozlisuji algoritmy na zakladé dostupnosti
modelu prostiedi. Modelové (anglicky model-based) algoritmy pouzivaji k vypo-
¢tu model Markovova rozhodovaciho procesu. Na zakladé tohoto modelu mize
agent predpovédét vliv akce na dané prostiedi i nasledujici stav a obdrzenou od-
ménu. Vysledna strategie agenta vznika na zdkladé planovani v daném modelu.
Bezmodelové (anglicky model-free) algoritmy nepotiebuji znat model Marko-
vova rozhodovaciho procesu, protoze hledaji vyslednou strategii na zdkladé zkou-



seni v daném prostiedi namisto planovani. Tyto algoritmy ziskavaji informace
o prostredi pomoci vykonavani akci a zaznamenavani vzniklych zmén v prostredi.

2.3 Q-learning algoritmus

Algoritmus Q-learning patii do skupiny bezmodelovych off-policy algoritmi.
Tento algoritmus je popularni diky své jednoduchosti a siroké pouzitelnosti. Hlav-
nim principem algoritmu je vypocet Q hodnot, urcujici aspésnost akce v daném
stavu a @) funkce, ktera aktualizuje Q hodnotu akce a; v daném stavu s;.

Q(st,a) = Q(s¢,ar) + 04<7”t + 7y max Q(8t41,a) — Q(sy, Cbt)> (1)

Obecna () funkce se zapisuje ve tvaru Q : S x A — R. Lze ji chapat jako
funkci, prifazujici miru tspésnosti akci @ v daném stavu s. Tuto Q hodnotu
zna¢ime Q(s,a). Q hodnoty pro vSechny mozné kombinace dvojic stavi a akei
s X a jsou ulozeny v predem urcené tabulce.

Po kazdém provedeni akce a; v Case t a stavu s; je aplikovdna rovnice (1)
k aktualizaci pfislusné 3 hodnoty dané dvojice (s, a;). Provedenim akce a; ve
stavu s; agent prejde do stavu s;11 a obdrzi odménu r;. Algoritmus pomoci
formule max, Q(s;+1,a) pocitd s maximalni moznou Q hodnotou v nésledujicim
stavu s;,1, tedy predpoklada situaci, kdy se algoritmus fidi vyslednou optimalni
strategil 7* a vybird pouze nejoptimalnéjsi akce. Algoritmus ale neni nucen tuto
akci ve stavu s, skutecéné provést, pokud se aktualné tidi trénovaci strategii .
Pri aktualizaci Q hodnoty se pocita s nejlepsim moznym vysledkem, ke kterému
dand dvojice (s;, a;) mize vést. K aktudlni Q hodnoté Q(sy, a;) je pricten soucet
obdrzené odmény r; s rozdilem optimalni Q hodnoty ve stavu s;;; a aktudlni
Q hodnoty.

Mira uceni « (anglicky learning rate) uréuje dulezitost nového vysledku
Q hodnoty oproti staré hodnoté. Tato konstanta ovliviiuje rychlost aktualizace
Q hodnot.

Diskontni faktor ~ (anglicky discount factor) ovliviiuje p¥inos budoucich
stavli. Tato konstanta urcuje, zda se pracuje s problémem u kterého se nasledky
akce projevi ihned nebo pozdéji (napriklad Sachy).

Cely proces uceni je rozdélen do jednotlivych ucicich epizod. Algoritmus bé-
hem ucici epizody provadi zvolené akce a aktualizuje odpovidajici Q hodnoty.
Uc¢ici epizoda kon¢i, pokud aktudlni stav prostiedi odpovida cilovému stavu nebo
pokud pocet provedenych akci dosahne stanoveného maximélniho poctu.

Q-learning algoritmus nejprve inicializuje Q hodnoty v Q tabulce na 0, pro-
toze algoritmus doptredu nezna, jaky vliv maji akce v danych stavech. Na zacatku
kazdé ucici epizody je nejprve aktudlni stav s; nastaven na zvoleny pocatecni
stav. Poté probihd cyklus, ve kterém se provede zvolend akce a;, prechod do
nového stavu s;1 a aktualizace dané Q hodnoty Q(s;,a;). Nova aktualizovand
Q hodnota je poté ulozena v Q tabulce. Pseudokdd je uveden v algoritmu 1.



Algoritmus 1 Q-learning [4]

Require: discount factor v, learning rate «
inicializace Q(s,a) =0,Vs € S,Va € A
for each epizoda do
inicializace pocatecniho stavu na stav s;
repeat
vybér akce a; € A(s;) na zdkladé pouzité strategie a hodnoty Q
provedeni akce a;
zaznamenani nového stavu s;;; a ziskané odmény ry

Q(st, ar) = Q(s1, ar) + 04(7"1& + 7 max, Q(set1,a) — Qs at))
St = St41
until s;y; je cilovy stav nebo pocet iteraci dosdhne uréeného poctu iteraci

2.3.1 Pomér zkoumani a uzivani

P1i uceni se algoritmus snazi najit pro kazdy stav nejvhodnéjsi akci zarucujici
maximalni odménu. Nejdrive je ale potfeba v daném stavu vyzkouset vétsi mnoz-
stvi akci, aby bylo mozné urcit, ktera z nich je ta nejlepsi. Tento princip pri-
zkumu riznych akci se nazyva zkoumdni. PrilisSné zkoumani ale neni prospésné a
je nutné nékdy zacit uprednostnovat akce generujici vétsi odmeény. Princip uzi-
vani zarucuje, ze algoritmus v daném stavu vybira nejvhodnéjsi akci s maximalni
odménou.

Kazda trénovaci strategie se snazi najit nejlepsi vyvazeni mezi zkoumanim
a uzivanim. Hledani tohoto nejlepstho poméru se nazyva dilema zkoumdni a
uzivani (anglicky Ezploration Exploitation Dilemma) a doposud nebyla nalezena
jednoznacné odpoveéd garantujici idealni pomér pro nauceni algoritmu.

U Q-learning algoritmu je nejcastéji pouzivana trénovaci strategie zvana
e-greedy. Tato strategie urcuje vybér provadénych akci béhem uceni a snazi se
co nejlépe vyvazovat zkoumani a uzivani. Zakladem této strategie je proménna
e € (0,1). Tato proménna urcuje miru zkoumani oproti uzivani a v priabéhu uci-
ciho algoritmu je jeji hodnota postupné snizovana. Pti kazdém vybéru akce je
nejprve vygenerovana ndhodné hodnota v intervalu (0, 1). Pokud je tato ndhodné
hodnota vétsi nez e, tak se v daném stavu provede nejoptimalnéjsi akce s nejvétsi
odménou (nejvétsi Q hodnotou pro dany stav a akei). Pokud je ndhodna hodnota
mensi nez €, je provedena nahodné akce. Tento pristup zarucuje, ze na zacatku
algoritmu je uprednostnovano zkoumani rtznych akci a v pribéhu uceni se pri
snizovani hodnoty e postupné prejde k uzivani nejvhodnéjsich akei.
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3 Umélé neuronové siteé

Hluboké uceni (anglicky deep learning) je jeden z popularnich pristupt ke stro-
jovému uceni pouzivajici nelinearni vicevrstvé funkce k aproximaci optimalniho
feseni problému. Nejcastéji je tato funkce realizovana vicevrstvou umeélou neuro-
novou siti.

Umeéla neuronovd sit je matematicky model skladajici se z umélych neuronti.
Tyto neurony jsou mezi sebou propojeny a pomoci tohoto propojeni si navzajem
posilaji a prijimaji signdly. Nevyhodou takového propojeni je zvysena komplex-
nost pri vétsim poctu neuront a obtiznost interpretace jeho vyznamu. Této nevy-
hodé se anglicky tika black box neboli cerné skrinka, protoze lze tici, Ze nevidime
jak neuronova sif uvniti skuteéné funguje a pozorujeme pouze vystupy neuro-
nové sité na zakladé danych vstupt. I pres tuto komplikaci popularita umélych
neuronovych siti stale roste, zejména kvili rozsdhlém pouziti neuronovych siti
v oblastech klasifikace, rozpoznavani vzori, zpracovani dat a tak dale.

V této kapitole ¢erpam zejména z knihy Grokking deep learning [6] a ze
studijnich materiali predmétu Uméld inteligence [7] od profesora Bélohlavka.

3.1 Perceptron

Perceptron predstavuje jednoduchy model neuronu. Priklad perceptronu lze vidét
na obrazku 1. Perceptron je slozen ze vstupt, vah, vazenych souctd vstupi,
prahti neuronu a vystupu. Vstupni signdl z; perceptron prijima z daného zdroje,
napiiklad z okolnich neuronti nebo vstupnich dat. Tento signal se mize skladat
z vice nez jedné hodnoty a kazda tato hodnota ma pridélenou vahu w;. Tyto
vahy ovliviiuji silu i prinos (kladny, zédporny) kazdé vstupni hodnoty. Vazené
vstupy jsou poté secteny a tento vazeny soucet je porovnan s hodnotou prahu
perceptronu 6. Pokud je tento soucet vyssi nez prah, pak vystupem perceptronu
je hodnota 1, jinak je vystupem hodnota 0. Na obrazku 1 je namisto prahové
hodnoty urc¢ena schodova aktivacni funkce unit step function, ktera vraci 1 pokud
je vstup kladny a 0 pokud je zaporny. Takova aktivacni funkce je ekvivalentni
k nastaveni prahové hodnoty na 0.

Chovani perceptronu je urc¢eno pouze vahami vstupnich signalii w; a hodnotou
prahu 6. Cilem uceni perceptronu je nalezeni vhodnych hodnot parametrii vah a
prahu. Ucici algoritmus je tim padem algoritmus hledajici odpovidajici hodnoty
parametru.

Perceptron mé urcité omezeni a je schopen se naucit pouze linearné sepa-
rabilni vstupné-vystupni mnoziny. Toto omezeni poté vedlo k vyvoji a pouziti
vicevrstvych neuronovych siti. Pokud je oblast uceni vhodna k nauceni per-
ceptronem, pak ucici algoritmy konverguji k uspésnému vysledku v koneéném
case.
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weights

weighted

sum unit step function

Obrazek 1: Perceptron [§]

3.2 Vicevrstva sit s doprfednym Sifenim

Vicevrstvd sit s doprednym Sirenim je matematicky model slouzici k aproximaci
nelinearni funkce. Vicevrstvé sité mohou mit vice jak jednu vystupni hodnotu.
Zékladem této sité je libovolné mnozstvi propojenych neuront, které jsou uspo-
radany ve vrstvach. Vystup kazdého neuronu ve vrstvé [ —1 je napojen na vstupy
vsech neuront ve vrstvé [. Kazdé takové propojeni neuronti ma nastavenou vahu
w;, ktera urcuje silu signalu jednoho neuronu na vstupu druhého. Sit ma vstupni
a vystupni vrstvu neuronu, kde velikost vstupni vrstvy urc¢uje pocet hodnot na
vstupu a velikost vystupni vrstvy urcuje pocet vystupnich hodnot. Sit ma také
libovolny pocet takzvanych skrytych vrstev. V téchto skrytych vrstvach dochézi
k hlavnimu vypocétu sité. Jejich ndzev odkazuje na fakt, ze pri praci s neuronovou
siti se interaguje zejména se vstupni a vystupni vrstvou a zbylé vrstvy uvnitr sité
lze povazovat za skryté.

Input layer Hidden layer Output layer
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Obrazek 2: Priklad vicevrstvé neuronové sité [9]

Neuronova sif funguje jako vice mezi sebou propojenych perceptront. Kazdy
vstupni signdl neuronu mé urcéenou vahu, ktera se nésobi se vstupni hodnotou.
Tyto vazené vstupy jsou poté sec¢teny a pouzity na vstupu nelinedrni aktivacéni
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funkce daného neuronu, ktera nahradila zakladni prahovou hodnotu definovanou
u perceptronti.

Cilem uceni neuronové sité je, aby neuronova sit umeéla vyjadrit podstatu a
princip, na kterém je zalozena dand oblast uc¢eni. Je nutné spravné urcit architek-
turu neuronové sité (pocet neuront, pocet skrytych vrstev) a poté pomoci uciciho
algoritmu nalézt odpovidajici hodnoty danych vah, praht a strmosti aktivacni
funkce. Velikost dané neuronové sité je ovlivnéna slozitosti problému. Pokud je
problém na danou sif prilis slozity a sift ma problém s u¢enim, pak je vhodné zva-
zit pridani dalsi vrstvy nebo zvyseni poc¢tu neuront ve vrstvach. Naopak pokud
se sit uci problém prilis rychle a snadno, je vhodné zkusit uc¢eni na mensi siti,
protoze je mozné, ze dochazi k preuceni a sif pouze vraci vypozorované vzory
ze vstupnich dat a nezna princip daného problému. Cilem uceni neuronové sité
by také méla byt schopnost vracet spravné vysledky i na vstupy, které sit nikdy
predtim nedostala. Tomuto principu se tika generalizace.

3.3 Aktivacéni funkce

U perceptronu byly mozné vysledné hodnoty pouze 0 nebo 1, protoze perceptron
pouziva k vypoctu vysledku pouze hodnotu prahu (skokova aktivacni funkce).
Aktivacni funkce neuronti neobsahuji pouze prahovou hodnotu, ale také strmost
funkce. Obor hodnot takovych funkeci je dynamictéjsi a neuron neni omezen pouze
na odpovédi ANO (hodnota 1) a NE (hodnota 0). V této podkapitole ¢erpam
zejména ze zdroje [10], ktery obsahuje prehled pouzivanych aktivacnich funkei.

P1i pouziti metody gradientniho sestupu (popsdno nize v kapitole 3.5) pra-
cujeme s derivaci aktivacni funkce neuronu. Zavedeni téchto funkci je dulezité,
protoze u skokové funkce neni definovana derivace v bodu prahové hodnoty a
tedy nelze s funkei pracovat.

Linedrni aktivacni funkce f(x) = c-x vraci vysledek umérny vstupni hod-
noté (v pripadé neuronu soucet vazenych vstupt). Obor hodnot této funkce je
(—00,00). Derivace této funkce je konstantni hodnota ¢ a gradient tedy neni ni-
jak ovlivnény vstupni hodnotou funkce. Vice vrstev neuronii obsahujicich linearni
aktiva¢ni funkce lze nahradit pouze jednou vrstvou, protoze spojeni linearnich
funkci lze z jejich podstaty nahradit jednou linearni funkei. Linearni aktivacéni
funkce je casto vyuzivana ve vystupni vrstvé neuronové sité, kde tyto hodnoty re-
prezentuji vystup celé neuronové sité [11]. V tomto piipadé ¢asto byva hodnota ¢
nastavena na 1.

Sigmoiddlni prenosovd funkce f(x) = 1 +i*z je populdrni nelinedrni funkce,
kterd je velmi citlivd na zmény vstupnich hodnot v intervalu (—2,2). Obor hodnot
této funkce je (0, 1), coz vhodné omezuje vysledné hodnoty neuronti. Vzhledem
k tomu, ze je tato funkce nelinearni, tak vysledkem kombinace vice téchto funkei
je opét nelinearni funkce. Tato funkce je vhodna k pouziti ve skrytych vrstvach
za sebou.

Usmérnénd linedrni funkce (ReLU, viz obrazek 3) f(x) = max(0,x) je také
pouzivana ve skrytych vrstvach neuronové sité. Tato nelinearni funkce je v sou-
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casné dobé jednou z nejpouzivanéjsich a je popularni zejména diky své tspésnosti
pii uceni. ReLLU, se stanovenym oborem hodnot [0, 00), neomezuje vysoké hod-
noty ¢islem 1. Je také responzivni na celém svém kladném intervalu, narozdil od
funkce sigmoidalni, ktera je responzivni zejména na mensi zmény okolo intervalu
(—2,2). ReLu funkce je vypocetné jednodussi oproti sigmoidalni funkci. Neurony
s negativni vstupni hodnotou vraceji hodnotu 0, coz je pfinosné, protoze je casto
nezadouci, aby se tyto neurony aktivovaly (vracely pozitivni hodnotu). Hlavni
nevyhodou ReLU funkce je mozné nartustajici pasivita urcitych neuront, které
nebyly aktivovany (hodnota funkce byla nulovd) a neodpovidaji tedy na zmény
chyb, protoze jejich gradient je nulovy. Existuji variace ReLLU funkce, které se
snazi tento problém eliminovat.

cutput
|

5

Obrazek 3: Graf aktivacni funkce ReLU [12]

3.4 Chyba neuronové sité

P1i hodnoceni celkové tispésnosti neuronové sité i pri samotném uceni je nutné
definovat miru chybovosti. Tato chybovost je reprezentovana takzvanou stredni
kvadratickou chybou (anglicky mean squared error). Cistd chyba (anglicky pure
error) je definovana jako rozdil mezi spravnym ocekavanym vysledkem k danému
vstupu a skuteénym vysledkem neuronové sité. Ke zdiraznéni vétsich chyb a za-
roven ke snizeni diirazu méné odlisnych vystupi je tento rozdil umocnén na dru-
hou. Umocnéni také zaprti¢ini, Zze hodnota chyby je vzdy kladné. Takova chyba
pouze sdéluje, o jak velkou hodnotu se neuronova sit mylila, ale nesdéluje, zda
je vysledek neuronové sité vétsi ¢i mensi v porovnani s oc¢ekavanym vysledkem.
Omezeni na pozitivni hodnoty chyby je dilezité, protoze pri praci s neuronovou
siti obsahujici vice vystuptu se pocita s hodnotou prumérné chyby ze vsech vy-
stupnich neuronti. Pokud by jeden vystup mél chybu —100 a druhy vystup chybu
100, pak by vysledna primeérna chyba byla 0, coz neni zaddany vysledek.

Stredni kvadraticka chyba neuronové sité s jednim vystupnim neuronem vzhle-
dem ke vzoru p je definovana jako E, = %(y(xp) —oP)?, kde y(zP) je vystup neuro-
nové sité pro vstup z” a of je hodnota pozadovaného vystupu ziskana z trénovaci
mnoziny 7.
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Proces uceni je mozné sledovat na rozdilech v celkovych chybach neuronové
sité. Také je mozné ve zméné chybovosti sité sledovat vliv vybraného parametru.
Cilem uciciho algoritmu je minimalizace chyby neuronové sité.

3.5 Backpropagation

Algoritmus backpropagation je oblibeny ucici algoritmus. Proces uceni neuronové
sité je mozné povazovat za minimalizaci chyby sité pomoci Gpravy parametri vah,
prahti a strmosti aktivacni funkce. Nejvice jsou v procesu uceni ménény hodnoty
vah.

Zména vihy w v Case t + 1 je definovana jako w(t + 1) = w(t) — aVE(w(t))
kde « reprezentuje miru uceni. Hodnota vahy w(t 4+ 1) by méla zap¥icinit mensi
hodnotu chybové funkce E. Klicovy je vypocet V E(w(t)), reprezentujici hodnotu
gradientu chybové funkce E. Tento gradient lze vyjadrit jako g—i, protoze se
snazime nalézt takové hodnoty vah w, aby chybova funkce neuronové sité byla
minimalni.

Gradient funkce f : R® — IR v bodé a je vektor V f(a), ktery reprezentuje
smér nejvétsiho rustu dané funkce f v a. Opacénd hodnota k Vf(a) je smér
nejvetsiho klesani f v a. K nalezeni minima dané funkce zac¢neme v libovolném
bodé a a postupné prechazime do bodi, které lezi ve sméru nejvétsiho klesani
funkce. Takto pokracujeme, dokud se nebude aktualni bod nachézet v minimu
dané funkce f. Tento princip se nazyva metoda gradientniho sestupu a je vyuzivan
k vypoctu minimalizace chyby neuronové sité.

Gradient funkce f v bodé a lze zapsat jako vektor parcidlnich derivaci v bodé a.

Vi = (@ o)

oxy 7 Oxy,

Metoda backpropagation pomoci gradientniho sestupu postupné upravuje
hodnoty parametri neuronové sité s cilem minimalizace chyby. Backpropagation
kon¢i pokud sit dosahla predem stanovené minimalni presnosti nebo po prove-
deni maximalniho poc¢tu povolenych iteraci. U této metody je mozné, ze pouziti
gradientniho sestupu nalezne pouze lokalni minimum funkce chyby E.
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4 Deep Q-learning algoritmus

Nejvetsim problémem reinforcement learning algoritmi je velmi rychle narts-
tajici vypocetni a paméfova slozitost v komplexnéjsich prostredich. Napriklad
Q-learning algoritmus musi ukladat do tabulky Q hodnoty vSech moznych dvojic
(stav, akce) a pri vétsim poctu stavi a akei je prace s touto tabulkou neprak-
ticka. Pokud méme naptiklad prostiedi s 1000 stavy a 1000 akcemi, pak by bylo
potifeba ulozit milion Q hodnot. Takovéto prostiedi by se jesté dalo povazovat
za jedno z jednodussich v porovndni se hrou Go kterd ma 1070 stavii anebo Star
Craft 2 s 10°™ stavy [13]. K obéma témto hrdm existuji varianty deep Q-learning
algoritmi, které je hraji na profesionalni tirovni.

Reseni problému reinforcement learning piistupu spo&iva v hledani aproxi-
matoru takového komplexniho prostredi. U Q-learning algoritmu hledame funkci
Qo(s,a), kterd je schopna aproximovat () hodnotu jakékoliv dvojice (stav, akce)
s pomoci vektoru parametri 6. Tento pristup se nazyva Approzimate
Q-learning [14].

Nejvétsimi prukopniky v této oblasti se stala spolecnost DeepMind, ktera
v roce 2013 vydala ¢lanek [15] pfindsejici novy typ algoritmu zvany Deep Q-lear-
ning. Bylo to poprvé, kdy se k aproximovani Q hodnoty pouzila uméla neuronova
sit (nazyvand Deep @Q-network). Tento algoritmus propojuje Q-learning algorit-
mus s konvoluéni neuronovou siti a tspésné se naucil hrat 49 klasickych Atari her
a 22 z nich je schopen hrat 1épe nez profesionalni lidsky hrac¢. Jedinymi vstupy
agenta byly pixelové reprezentace aktualniho obrazu hry a bodové skore hry.

Aktualné nejzajimavejsi objev v deep reinforcement learning odvétvi je po-
psan v ¢lancich [16, 17], opét od spolecnosti DeepMind, zabyvajicich se pouZi-
tim deep reinforcement learning algoritmu k ovladani jaderné fize v tokamaku'.
Tento objev mé nezanedbatelny vliv na pokrok v oblasti udrzitelné energie.

Vzhledem ke slozitosti prostfedi pro navigaci multifunkéniho nakladace jsem
se rozhodla v této praci pouzit deep Q-learning algoritmus. Princip tohoto algo-
ritmu je popsan v nasledujici podkapitole, kde jsem ¢erpala zejména ze zdroje [14].

4.1 Princip deep Q-learning algoritmu

Deep Q-learning algoritmus pouziva neuronovou sif, kterd ma na vstupu aktualni
stav prostiedi a na vystupu jsou Q hodnoty vsech akci agenta. Tento pristup je
rozdilny od klasického Q-learning algoritmu, kde je vstupem dvojice (stav, akce)
a Q-tabulka vraci odpovidajici Q hodnotu.

Ucici algoritmus neuronovych siti backpropagation (viz 3.5) pracuje s chy-
bovou funkci FE, ktera se v zakladu sklada z rozdilu mezi cilovou hodnotou a
vysledkem neuronové sité. Reinforcement learning ale nema dopredu stanovenou
cilovou hodnotu, jako je tomu u uéeni s ucitelem (anglicky supervised learning).

1 Zafizeni vytvarejici toroidalni magnetické pole, pouzivané jako magnetickd nddoba pro

vvvvvv

cest k realizaci fizené jaderné fize! [18]
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Je tieba zadefinovat cilovou hodnotu Qrger slouzici k uceni neuronové sité.
Funkce vypoctu cilové Q hodnoty je definovana velice podobné jako Q funkce
(1). Hodnotu odmény r ziskdme provedenim dané akce a ve stavu s. Maximalni
ocekavanou QQ hodnotu )y obdrzime pri pouziti neuronové sité se vstupem nasle-
dujiciho stavu s’ a vybérem nejvyssi hodnoty z vysledku sité. Z tohoto duvodu
neuronova sit vraci () hodnoty pro vSechny akce. To velice zjednodusuje hledani
maximalni ocekdvané Q hodnoty.

Qtarget(37 a) =r+- maa,’x Q9(S/’ a’,) (2)

Deep Q-learning, stejné jako klasicky Q-learning, muze pouzivat e-greedy stra-
tegii k vyvazeni poméru zkoumani a uzivani. Pokud je ndhodna proménna vétsi
nez €, tak je vybrana akce s nejvyssi predikovanou Q hodnotou, jinak je vybrana
nadhodné akce.

Bylo zjisténo, ze i¢innost neuronové sité je negativné ovlivnéna korelaci mezi
vstupnimi daty. U deep Q-learning algoritmu jsou vstupnimi daty stavy pro-
stfedi a tyto stavy jsou mezi sebou silné zavislé. K redukei této korelace se ukla-
daji vSechny kroky (stav, akce, ndsledujici stav) spoleéné s hodnotou odmény do
experience bufferu a neuronova sit je trénovana na nahodnych vzorcich stejné
velikosti z tohoto bufferu. Pred zacatkem uceni je nejprve nutné provést urcity
pocet krokt, aby se alespon zcasti zaplnil buffer k vybéru trénovaciho vzorku.

Pti trénovani neuronové sité v deep Q-learning algoritmu je nejprve vybran
nahodny vzorek z bufferu. Tento vzorek obsahuje ¢tvefici (stav, akce, ndsledujict
stav, odména). Na zdkladé hodnoty nasledujiciho stavu pouzijeme neuronovou
sit pro vypocet maximalni nadchazejici Q hodnoty. Spolu s obdrzenou odménou
1ze pomoci rovnice (2) vypocitat cilovou Q hodnotu pro dvojice (stav, akce). Poté
se ziskd Q hodnota (stav, akce) z neuronové sité. Ze ziskané a cilové Q hodnoty
lze vypocitat chybu neuronové sité pomoci stiedni kvadratické chyby a nasledné
aplikovat metodu gradientniho sestupu k minimalizaci chyby.

4.2 Dvé neuronové sité

V zékladnim deep Q-learning algoritmu, ktery je popsan vyse, je pouzita jedna
neuronova sit k predikci Q-hodnot i k vypoctu cilovych Q-hodnot. Cilem uceni
sité je, aby predikovand hodnota byla co nejblize pozadované hodnoté. K dosa-
zeni tohoto cile jsou ménény proménné neuronové sité. Tyto ipravy proménnych
nezméni pouze predikovanou hodnotu, ale i cilovou hodnotu, ke které se ta pre-
dikovand snazi dostat. To poté vede k nestabilité neuronové sité, ktera se miize
chovat nepredvidatelné.

Reseni se objevilo v publikaci [19] od spolecnosti DeepMind. Je zavedena
druha neuronova sit zvana Target network. Tato sit je inicializovana jako kopie
hlavni sité a je pouzivana pouze prii vypoctu cilové QQ hodnoty pro ziskani ma-
ximalni nadchézejici Q hodnoty. Vahy této sité se méni pouze po urcitém poctu
krokti, aby se predeslo prilis casté zméné cilové Q hodnoty. Pri aktualizaci vah se
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pouze zkopiruji vahy z hlavni sité. Hlavni neuronova sit slouzi k vybéru aktualné
vykonavané akce a provadi aktualizaci vah po kazdém kroku.
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5 Hardwarové vybaveni

Ve spolupraci s firmou Technotrade byl nejprve vybran nakladac¢ pouzivajici prin-
cip kloubového zatdceni (anglicky articulated steering). V prubéhu spolupréce byl
kloubovy naklada¢ nahrazen naklada¢em pouzivajicim smykové rizeni (anglicky
skid steering).

Déle je v této diplomové préaci popsana zejména implementace virtudlni simu-
lace samotného nakladace a jeho prostiedi spolu s deep Q-learning algoritmem.
P1i planované budouci implementaci uciciho algoritmu s fyzickym nakladacem
bude naklada¢ pripojen k prenosnému pocitaci nVidia Jetson Nano [20], ktery
bude obstaravat komunikaci mezi deep Q-learning algoritmem a ovlddanim sa-
motného nakladace.

5.1 Nakladac s kloubovym zatacenim

Multifunkéni naklada¢ Dapper 5000 (viz obrazek 4) pouziva k pohybu kloubové
fizeni, které pri zataceni otaci celou polovinou stroje. Diky tomu je stroj schopny
zatédcet i na misté.

Nakladac je ovladany prostirednictvim joysticku. Naklonéni joysticku ve sméru
horizontalni osy urcuje miru zatoceni stroje, na vertikdlni ose rychlost a smér
jizdy (dopfedu, dozadu). Mira naklonéni joysticku je v simulaci reprezentovina
intervalem [—100,00%, 100,00%]|. Pro zjednoduseni uceni deep Q-learning al-
goritmu je mira zatoCeni nakladace (horizontalni osa joysticku) reprezentovana
hodnotou odpovidajiciho hlu, kde maximalni thel natoceni 35° reprezentuje
hodnotu 100,00% naklonéni joysticku. Agentovi také neni umoznéno nastavit
jakoukoliv hodnotu z intervalu [—35°,35°], ale ma k dispozici pét moznych hod-
not thlu {7°,14°,21°,28°, 35°} spoleéné s odpovidajicimi zapornymi hodnotami
a neutralnim thlem 0°. Toto omezeni moznych hodnot uhla zatoceni vyrazné
zjednodusuje vypocet matematické reprezentace pohybu (vice v sekei 5.1.1) a
také samotny proces uceni. Maximalni rychlost nakladace je z bezpecnostnich
divodu omezena na 10 km/h a agent ma k dispozici rychlosti {—3,0,3,7,9,10}.

5.1.1 Matematicka reprezentace pohybu

Vzdalenosti mezi stredem os kol a otac¢ecim kloubem jsou v pripadé nakladace
Dapper 5000 rozdilné (kloub se nenachazi zcela uprostied nakladace), coz zna-
mena, ze ma pri zataceni dva rizné poloméry kruznic otaceni. Jelikoz je rozdil ve
vzdalenostech pouhych 10cm, je pro zjednoduseni problému ignorovan a vypocet
je provadén pouze s jednou kruznici otaceni.

Vzhledem k tomu, Zze ma agent k dispozici pét hodnot 1hli zatoceni na kazdou
stranu, bylo mozné poloméry téchto péti kruznic otaceni vypocitat dopredu, pred
zahajenim uciciho procesu, bez nutnosti opakovaného vypoctu polomért.

Geometrie zataceni je naznacena v obrazku 5. Na obrazku je zobrazen na-
klada¢ s nesymetrickym umisténim otacectho kloubu (vzdélenosti [y, l5) a nazna-
¢ené poloméry kruznic otaceni ry a ry. V pripadé symetrického umisténi kloubu
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Obréazek 4: Mlutifunkéni naklada¢ Dapper 5000 [21]
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plati r; = ry. Bod O reprezentuje stfed kruznice otaceni, ktery lze ziskat jako
prisecik polopiimek kolmych k osdm kol. Uhel ~ reprezentuje thel natoceni na-
kladace. Uhel 6 urcuje smérovy uhel (anglicky heading angle), ktery reprezentuje
natoceni nakladace vzhledem k ose soufadnic (napfiklad vzhledem k ose x).
Rovnice k vypoctu pohybu a soutadnic nakladace s kloubovym fizenim jsou
pfevzaty z publikace [22]. Vypocet poloméru kruznice otéceni je popsan v rov-
nici (3), kde [ je vzdalenost osy kol k otédcecimu kloubu a « urcéuje tihel natoceni.
Uhlové rychlost w je vyjadiena jako podil mezi rychlosti nakladace a polomérem
kruznice otaceni w = 2. Rovnice (4) definuje vypocet novych soutadnic z’,y" a
nového smérového thlu ¢’ z puvodnich hodnot z,y a 6, kde ¢asovy rozdil mezi
témito soufadnicemi je obsazen v At. Rovnice z publikace [22] obsahuje chybu ve
vypoctu souradnice z’, obsahujici namisto prvni operace s¢itdni operaci odc¢itani.

I+
r= cosy (3)
tan -y

z' = cos(wAt) - r - sin(f) + sin(wAt) - r - cos(f) — r - sin() + x
y' = sin(wAt) - r - sin() — cos(wAt) - 7 - cos(f) +r - cos(6) +y (4)
0 =w-At+6

Pokud je tihel natoceni v roven nule, pak by v rovnici (3) dochézelo k déléni
nulou. Naklada¢ v takovém pripadé sméruje rovné, nikam nezataci a nemame
urcenou zadnou kruznici otdceni ke které by se pocital polomér. Pii implementaci
je tato situace vyfeSena nahrazenim rovnic (3) a (4) rovnici pro vypocet pohybu
po primce.

5.1.2 Dtvod zmény stroje

7 dtivodu problému s dostupnosti stroje Dapper 5000 a nize popsanych kompli-
kaci doslo po domluvé s firmou Technotrade ke zméné stroje. Navrhovany stroj
pouziva jiny typ pohybu, ktery je podrobnéji popsany v nasledujici podkapitole.
Veskeré poznatky a implementace uvedené v této kapitole jsou v pripadé zajmu
firmy pouzitelné.

Pr1i implementaci simulace nakladace s kloubovym fizenim je nutné pro spréav-
nou funkcénost senzoru vzdalenosti nakladac¢ reprezentovat pomoci dvou obdél-
nikd (obréazek 6). Pouzité vzorce (4) vsak vypocitavaji pouze stiedové soutadnice
celého nakladace. Pro vypocet dvou souradnic je potieba najit odpovidajici vztah
mezi témito souradnicemi a vypocitanym stredem.

5.2 Nakladac¢ se smykovym rizenim

Smykovy (anglicky skid-steer) naklada¢ pro pohyb vyuziva princip smyku. Po-
hyb a smér nakladace urcuje mira pohonu levé a pravé casti nezavisle na sobé.
Tyto nakladace mohou byt kolové nebo i pasové a vynikaji zejména svou schop-
nosti pohybu na malém prostoru. V této diplomové praci jsem méla k dispozici
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P1 = (z1, y1)

w Seo N

Obrazek 5: Geometrie zataceni kloubovym fizenim [23]

péasovy naklada¢ Kovaco MiniZ (viz obrazek 7), jehoz pohyb je podobny pohybu
vojenskych tankt.

Smykovy zptisob pohybu umoznuje riizné zptusoby zataceni, kde je ostrost
daného zatoceni urcena rozdilem rychlosti mezi jednotlivymi stranami. Cim vice
jsou odlisné rychlosti stran, tim prudceji stroj zatoc¢i. Pro jemné zatoceni je
mozné pouze zpomalit jednu stranu oproti té druhé. Vétsiho zatoceni dosdhneme
celkovym zastavenim jedné strany a prudsiho zatoceni docilime invertovanim
pohybu jedné strany vici té druhé. Pii pohybu dopredu a dozadu je nastavena
stejna rychlost na levé i pravé strany nakladace.

Pohyb nakladace je reprezentovan pomoci dvojice hodnot, urcujicich rychlost
a smeér levého a pravého pasu. Opét je pocet rychlostnich hodnot v simulaci ome-
zen z diuvodu snizeni vypocetni naroc¢nosti. Naklada¢ ma k dispozici rychlostni
hodnoty z mnoziny {—0,56; —0, 28; —0, 14; 0; 0, 14; 0, 28; 0, 56 }.

Déle se v této praci budu vénovat zejména nakladaci se smykovym rizenim, ke
kterému je navrzena celd implementace deep reinforcement learning algoritmu.
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senzory

umisténi senzord

Obrazek 6: Zkreslené umisténi zadnich senzort kloubového nakladace

5.2.1 Matematicka reprezentace pohybu

Smykové Tizeni lze, narozdil od kloubového fizeni, reprezentovat pouze jednim
obdélnikovym tvarem a samotny princip pohybu je tak jednodussi. Tento typ
fizeni je ale velmi ovlivnén mirou prokluzu pési. Prokluzovani nelze doptredu
predpovédét, protoze zalezi na nékolika faktorech, jako napriklad typ a nerovnost
povrchu, po kterém se nakladac¢ pohybuje, ale i tézisté samotného nakladace
(zda prevazi nakladac¢ naklad, nebo je prazdny). Mnoho matematickych vypocti
smykového fizeni se spoléhd i na senzory mérici aktualni miru prokluzovani pastu
stroje (naptiklad gyroskopicky senzor) [25]. Pokud tyto hodnoty prokluzu nejsou
znamy, je potieba pocitat s tim, ze redlna aplikace vypoctu se miize ve vétsi mite
lisit od virtualni simulace.

Pti studiu a implementaci matematického modelu smykového tizeni jsem nej-
prve pouzila znalosti z ¢lanku [25]. Rovnice (5) z tohoto ¢lanku popisuje vypocet
novych souradnic 2/, 1y a smérového thlu €', kde v reprezentuje celkovou rychlost
nakladace a jeji vypocet je popsan rovnici (6), kde proménné v, a v; reprezentuji
rychlost pravého a levého pasu nakladace.

¥ =sin(f)-v +x

J = cos(®) v +y )
0 =w+0
Uy U

v 5 (6)

Vypocet thlové rychlosti w popisuje rovnice definovand nize. Hodnota
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KOVACO

Obrazek 7: Kovaco MiniZ [24]
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proménné rozchod je vzdalenost stiedu levého pasu od stredu pravého pasu.

U — U

Y rozchod (M)
Pri testovani simulace, vyuzivajici tyto rovnice k vypoctu, se model pti zata-
¢eni pohyboval po kruznici, avsak mira rotace byla extrémné vysoka. Tento styl
pohybu se zdal neptirozeny a nespravny. Dalsi akademické ¢lanky popisujici ma-
tematicky model smykového tizeni zahrnovaly ve svych vypoctech i znalost miry
prokluzu pési, a takova informace neni ve virtudlni simulaci k dispozici. Cla-
nek [26] také pocitd se znalosti miry prokluzovani pasu, ale vypocet je rozdélen
do vice c¢asti, takze pomoci urcitych tprav lze tento kinematicky model pou-
zit bez znalosti hodnot prokluzu. Vysledné rovnice jsou podobné rovnicim (5),
hlavnim rozdilem je ale pouziti goniometrické funkce cos u vypoctu souradnice
2’ a goniometrické funkce sin pii vypoctu y’. Po prohozeni téchto goniometric-
kych funkei, simulace odpovida pohybu smykového fizeni pasového nakladace a
rovnice (5) tedy obsahuje chybu. Spravny vzorec k vypoc¢tu novych souradnic je

obsazen v rovnici definované nize.

5.3 nVidia Jetson Nano

Sada pro vyvojare nVidia Jetson Nano je pfenosna kompaktni vypocetni jed-
notka, navrzena pro béh a uceni neuronovych siti. Soucasti je microSD karta,
ktera obsahuje operac¢ni systém Linux spolu s ovladaci a knihovnami potrebnymi
k praci s neuronovymi sitémi. [20]

Tento pocitac¢ od firmy nVidia neni pouzivany k hlavni fazi uceni deep re-
inforcement algoritmu, ta probiha na serveru Katedry informatiky Univerzity
Palackého, ale pouze na doucovani samotného nakladace v terénu a prekladu po-
hybovych prikazt u¢iciho algoritmu do instrukei ovladajicich nakladac¢. Nakladac
je k nVidii pripojen pomoci CAN sbérnice. Ptreklad instrukei z jazyka Python
poskytuje knihovna CANlib SDK [27] od firmy Kvaser, kterd vyviji CAN pre-
vodniky pouzivané firmou Technotrade.

Na nVidii byly nainstalovany vsechny potiebné knihovny k deep Q-learning
algoritmu a samotné simulaci. Pro pripojeni k zatizeni byl vyuzivan piikaz screen
a Micro-USB konektor [28]. Je tedy mozné na zafizeni poustét nejen deep Q-lear-
ning algoritmus, ale i vizualni reprezentaci virtualni simulace nakladace.

5.4 Senzorové vybaveni nakladace

V této podkapitole je popsano planované senzorové vybaveni nakladace a oceka-
vany zpusob prace s témito snimaci.
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K tdspésnému automatizovanému pohybu ve volném prostoru bez kolizi je
nutné, aby naklada¢ obsahoval senzory vzdélenosti. Méteni téchto senzort je
poté posilano po CAN sbérnici deep Q-learning modelu, ktery na zakladé téchto
hodnot rozhodne o dalsim pohybu. Jednou z moznosti je pouziti jednoho LiDAR
senzoru umisténého na strese nakladace, snimajiciho okoli stroje v rozsahu 360°.
Dalsi moznosti je vyuziti vice ultrazvukovych snimaci na vSech strandch nakla-
dace. Pri praci na simulaci jsem pouzila ¢tyti ultrazvukové snimace, umisténé na
kazdé strané nakladace.

Algoritmus také potirebuje ziskavat informace o pozici nakladace v predem
definované pohybové mrizce. Model pocita s jednim GPS lokatorem, ktery urcuje
pozici nakladace. Tento lokator ale neni velmi citlivy na mensi zmény polohy
stroje. P1i béhu nakladace bude pozice ziskavana z vypoctu simulace. Jednou za
urcity pocet krokt nebo po ujeti urcité vzdalenosti, bude tato pozice porovnana
s hodnotou GPS lokatoru a poté pripadné upravena.
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6 Simulace prostredi

Tato kapitola se zabyva popisem pouzitych knihoven a principi slouzicich k zpro-
voznéni virtudlni simulace pohybu nakladace v predem uréeném nezmapova-
ném prostredi. Také je popsana implementace vizualni simulace, ktera pomoci
knihovny Pygame graficky zobrazuje pohyb nakladace, pozice prekazek a stavy
senzoru.

6.1 Knihovna pygame

Pygame je knihovna pro jazyk Python, slouzici zejména k tvorbé videoher a
grafickych vizualizaci [29]. Knihovna obsahuje obsdhlou dokumentaci zahrnujici
priklady pouziti jednotlivych funkci. Knihovna je pouzivana zejména v souboru
simulation.py, kde realizuje celkové zobrazeni vizualni simulace pohybu nakla-
dace.

6.1.1 Popis souboru simulation.py

Soubor simulation.py se sklada z vice zadefinovanych funkci, které uvniti po-
uzivaji funkce knihovny pygame. Funkce initialize_screen() vytvari pomoci
pygame funkce pygame.display.set_mode () okno o zadanych rozmérech, poté se
vola funkce generate_visual_grid(), ktera do okna vykresli mrizku prostoru po
které se muze naklada¢ pohybovat. Mtizka je vykreslena uvniti pygame objektu
Surface, ktery vytvari povrch, na kterém lze zobrazit jakykoliv tvar nebo obra-
zek. Mrizka odpovida rozmérim 1m x 1m a vzhledem k ptrehlednéjsi vizualni
reprezentaci je zavedena konstanta SCALING_COEFICIENT, jenz nasobi vsechny
souradnice pred jejich vizudlnim zobrazenim.

Funkce update_visualization () nejprve vymaze obsah stavajiciho okna a
zakresli prostorovou mrizku. Poté vynésobi vsechny body obdélniku nakladace
konstantou SCALING_COEFICIENT a vysledny seznam bodi preda funkci
pygame.draw.polygon () k vykresleni. Podobny proces se provede i u senzort a
prekazek, pouze je zde ptidano rizné barevné oznaceni, rozlisujici odlisné stavy
téchto objektu (napiiklad stav kdy senzor detekuje prekazku).

6.1.2 Omezeni knihovny Pygame

Béhem prace s knihovnou pygame jsem narazila na nékolik nedostatki a ome-
zeni knihovny. Pokud byl nakladac¢ reprezentovan pomoci objektu Rectangle,
tak jej nebylo mozné otacet o dany tihel a bylo nutné objekt nejprve vykreslit
od objektu surface, ktery je nasledné mozné otacet pomoci funkce pygame.
transform.rotate ().

Dals$im omezenim knihovny pygame bylo samotné otaceni objektu surface,
které je mozné pouze kolem levého horniho rohu objektu. Pro spravné vykresleni
nakladace bylo potifeba otocit obdélnik kolem stfedu nakladace na hodnotu smé-
rového tthlu 6. Pro takovou rotaci bylo potfeba implementovat pomocnou funkci
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convert_center_to_topleft (), kterd prevadi stfedové souradnice nakladace na
souradnice levého horniho rohu. Celkovy proces otoceni vizualni reprezentace
nakladace je popsan ve zdrojovém kédu 1. ReSeni tohoto problému jsem Cerpala
ze zdroje [30].

topleft_position = convert_center_ to_topleft (position)

rotated_loader = pygame.transform.rotate (loader_image,heading_angle)
new_rect = rotated_loader.get_rect (
center=loader_image.get_rect (topleft=topleft_position) .center)

screen.blit (rotated_loader, new_rect.topleft)

Zdrojovy kod 1: Otoceni objektu Surface obsahujici obdélnik nakladace

Tyto pristupy zobrazeni obdélniku a zejména jeho otaceni ale nebyly velmi
efektivni. Finalné objekt Loader, obsazeny v souboru loader.py, obsahuje atri-
but polygon, ktery reprezentuje pozici nakladace pomoci obdélniku. Samotna
simulace pouze vykresluje body tohoto polygonu. Stejny pristup je pouzivan
i k vykreslovani senzoru a prekazek.

6.2 Mrizka prostoru

Jak uz bylo zminéno vyse, naklada¢ se pohybuje po predem definované mrtizce,
kterd slouzi k navigaci nakladace v prostoru. Jelikoz je poloha nakladace repre-
zentovana jako soutadnice policka, ve kterém se nakladac¢ nachéazi, neposkytuje
miizka presnou polohu nakladace, ale pouze jeji hruby odhad. Mira nepresnosti
takovéto lokalizace zavisi na velikosti jednotlivych polic¢ek. Cim je vétsi policko,
tim je obecnéjsi poloha nakladace. V této implementaci méa jedno policko rozmeéry
Im x 1m a mrizka mé velikost 10 x 10 policek.

Béhem uceni deep Q-learning algoritmu je pozice nakladace reprezentovana
pomoci souradnice policka mrizky, tedy jako dvojice celo¢iselnych hodnot. Sou-
radnice daného policka je ziskana z presné pozice simulace zaokrouhlenim na celd
¢isla. V simulaci je tedy stale ulozena i presna pozice nakladace, ktera je poté
vyuzita naptiklad k vizualizaci.

Cilem deep QQ-learning algoritmu tedy neni dostat stfed nakladace na cilovou
pozici, ale kvili zaokrouhlovani pozice nakladace je pouze nutné, aby nakladac
dojel na policko mtizky urcéené cilovou pozici. Vzhledem k moznym neptresnostem
simulace, kviili materidlu a nerovnosti terénu, je zadané, aby algoritmus pocital
s néjakou odchylkou v cilové souradnici.

6.3 Implementace prekazek

Prekazky jsou reprezentovany pomoci kruhu, ktery je zadan souradnicemi stredu
a polomérem. VSechny tyto prekazky jsou ulozeny v tfidé Loader pomoci se-
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znamu obsahujictho souradnice jejich stredi. Konstanta oBSTACLE_RADIUS s hod-
notou 0,5 reprezentuje hodnotu poloméru kruhta prekazek. Jedna prekazka ma
tedy v praméru 1m a zabird jedno policko mrizky.

Samotné prekazky jsou poté vygenerovany funkci generate_ obstacles (),
kterd pomoci soufadnic stfedi a poloméru vytvori instance tiidy circle
z knihovny collision.

6.4 Implementace senzori

Veskera implementace senzorii vzdalenosti je obsazena v souboru sensor.py,
ktery obsahuje definici tfidy sensor. Tato tiida simuluje funkci ultrazvukovych
snimac.

Pri vytvareni instance této tiidy je predavan argument sensor_position,
ktery pomoci textového fetézce urcuje, na které strané nakladace se dany sen-
zor nachazi. Na zakladé této pozice se provede nastaveni atributti operator a
additional_right_angle, které slouzi k vypocétu umisténi senzoru. Pomoci
téchto atributi se provede posunuti souradnic ze stredu nakladace. Napriklad
pri vypoctu umisténi predniho senzoru je nastaven atribut operator na operaci
sCitani self.operator = operator.add a atribut additional_right_angle ob-
sahuje hodnotu 0. Na zékladé téchto hodnot se ke stredové souradnici nakla-
dace pricte polovina délky nakladace, a tato souradnice je posunuta ve sméru
thlu 6. Pti vypoc¢tu zadniho senzoru je nastavena operace od¢itani a hodnota
uhlu ztstava 0 a bo¢ni senzory maji nastaven atribut additional_right_angle
na hodnotu pravého thlu. Metoda update () je periodicky volana k aktualizaci
umisténi senzorti na zakladé novych souradnic nakladace.

Nejprve byl senzor definovan jako kruh, jehoz stied je umistén na hrané obdél-
niku nakladace. Toto TreSeni ale nebylo idealni, protoze takovy senzor mél maly
dosah a pri zvétseni poloméru kruhu senzoru jeho detekce jiz zasahovala i do
sousednich stran nakladace, coz nereflektuje realnou situaci.

Stred kruhu bylo potfeba zachovat na hrané obdélniku nakladace, protoze na-
sledna vzdalenost prekazky od nakladace je pocitana mezi stredy téchto kruht.
Novy navrh senzoru se sklada ze dvou kruhi, jednoho mensiho a druhého vétsiho.
Vétsi kruh mé stfed umistény na hrané nakladace a pouziva se pouze k vypo-
¢itani mérené vzdalenosti a vzhledem ke svému vétsimu poloméru zasahuje i do
sousedicich stran nakladace. Mensi kruh mé stfed posunuty vice do prostoru a je
pouzivan k detekci kolize s prekazkou. Jakmile je detekovana kolize mensim kru-
hem, tak vétsi kruh spocita vzdalenost mezi svym stiedem a stiedem detekované
prekazky. Princip vypoctu této vzdalenosti je obsazen v podkapitole 6.5.

6.5 Knihovna Collision

Collision je knihovna jazyka Python slouzici k vypoctu kolizi mezi zadefinova-
nymi geometrickymi objekty. V této podkapitole cerpam zejména z dokumentace
knihovny Collision [31].
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Obréazek 8: Razné navrhy implementace senzort

Hlavnimi tfidami této knihovny jsou vector, Circle, Poly a Response. TTida
vector reprezentuje 2D vektor/bod a je definovana souradnicemi z a y. Kruh je
reprezentovan tiidou circle, kterda v konstruktoru prijima stredovy bod a polo-
meér kruhu. Sttedovy bod kruhu je instanci tiidy vector. Ttida poly reprezentuje
konvexni polygon. Polygon je uréen stfedovou souradnici a seznamem bodt, které
jsou relativni ke stfedu polygonu. Instanci t¥idy Poly lze také ziskat ze stredové
souradnice, Sitky a délky polygonu pomoci funkce Poly. from box (pos, width,

height). Tiida Response slouzi k zaznamenani vysledku kolize dvou objektii.

Nakladac je reprezentovan tiidou poly. Objekt je vytvoren pouzitim funkce
poly.from_box (pos, width, height), protoze jsou k dispozici udaje o délce a
sitce nakladace. Pri aktualizaci pozice je vypocitana nova hodnota smérového
thlu 0 a stfedové souradnice nakladace. Je tedy nutné aktualizovat tyto hodnoty
i v reprezentaci nakladace objektem Poly. Aktualizace je provedena nastavenim
atributli angle a pos této tfidy. Prekazka v prostoru je reprezentovana pomoci
ttidy circle, které je predana souradnice sttedu prekazky a polomeér.

Ke kontrole mozné kolize mezi dvéma objekty a a b je pouzita funkce
collision.collide(a, b, response = None), ktera vraci pravdivostni
hodnotu na zakladé toho, zda nastala kolize mezi dvéma objekty, ¢i nikoliv. Po-
kud je nastaven parametr response na instanci tiidy rResponse, pak jsou doda-
tecné informace o kolizi ulozeny do této instance. Funkce je vyuzivana jak pti kon-
trole kolize mezi nakladacem a prekazkou, tak i pri detekci prekazky pomoci sen-
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Obrézek 9: Vypocet vzdalenosti sttedu senzoru od hrany prekazky

zoru. Kolize nakladace se kontroluje funkci check_collisions () obsazené v sou-
boru loader.py.qﬁﬁda,sensor.py‘&ﬂ«éObsahujefunkcicheck_collisions() ke
kontrole kolizi, ktera navic vraci i nejmensi detekovanou vzdalenost mezi senzo-
rem a prekazkou. K vypoctu vzdalenosti mezi senzorem a prekazkou slouzi funkce
calculate_distance () V souboru sensor.py zobrazend ve zdrojovém kodu 2.
Tato funkce je zavoldna pouze v pripadé, ze mensi kruh t¥idy sensor detekoval ko-
lizi s danou prekazkou obstacle. Funkce vytvori instanci tf¥idy Response, ktera se
poté predava funkci collide (). Hodnota atributu collision.Response.overlap
je mira prekryti objektii kolize na nejkratsi ose, vyjadrena ciselnou hodnotou.
Vzdalenost mezi sttedem senzoru a hranou prekazky lze vyjadrit ode¢tenim hod-
noty prekryti od poloméru senzoru (viz obrazek 9).

def calculate_distance (self, obstacle):
collision_response = Response ()
collide(self.bigger_circle, obstacle, collision_response)

new_distance = Sensor.BIGGER_SENSOR_RADIUS - collision_response.
overlap

# saving distance if it is the new minimal
if new_distance < self.min_distance and new_distance >= 0:
self.min_distance = new_distance

Zdrojovy kod 2: Vypocet kolize a vzdalenosti senzoru a prekazky
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7 Implementace algoritmu

Tato kapitola se zabyva implementaci deep QQ-learning algoritmu k navigaci na-
kladace v nezmapovaném prostredi. Nejdiive se vénuje rozdéleni a struktute zdro-
jovych kédu. Poté je popsana naivni implementace, ktera slouzi zejména k pocho-
peni principt tohoto algoritmu. Na zavér je popsana implementace vyuzivajici
knihovnu Keras-rl. Tato knihovna obsahuje veskeré funkce potiebné k praci s neu-
ronovymi sitémi a reinforcement learning u¢enim. Vysledna implementace dokaze
uspésné navigovat nakladac k cilové souradnici okolo rozmisténych prekazek.

7.1 Rozdéleni zdrojového kédu

Zdrojovy kod celkové implementace je rozdélen do ¢ty hlavnich soubort
loader.py, simulation.py, sensor.py a deep_g learning.py. Implementace
pouzivajici knihovnu Keras-rl navic obsahuje soubor loader_env.py, ktery je
vice popsan v sekci 7.3.

Soubor 1oader.py se zabyva implementaci pohybu nakladace a definuje tridu
Loader. Popis matematického modelu pohybu nakladace je obsazen v kapitole 5.2.
Soubor sensor.py obsahuje implementaci tiidy sensor. Tato implementace je
blize popsdna v kapitole 6.4. V souboru simulation.py je pouzita zejména
knihovna pygame, a to k zobrazeni vizualni simulace pohybu nakladace. Popisu
této knihovny se vénuje kapitola 6.1.

Soubor deep_g_learning.py obsahuje implementaci algoritmu deep Q-lear-
ning. K provedeni zvolené akce, vypoctu novych souradnic nakladace a zjisténi
meéreni jednotlivych senzort je pouzivan soubor loader.py, ktery vnitiné pou-
zivd funkcionalitu souboru sensor.py. Ke kontrole a zobrazeni nauc¢eného mo-
delu slouzi soubor simulation.py, ktery pomoci souboru deep_g_learning.py
zobrazuje vybrané akce nauceného deep QQ-learning modelu.

7.2 Naivni implementace

Motivaci k vyzkouseni vlastni implementace deep Q-learning algoritmu byla
zejména snaha o pochopeni principii a ziskani citu pro mechaniku tohoto al-
goritmu.

Vzhledem k vysoké vypocetni naroc¢nosti uc¢iciho procesu algoritmu bézel vy-
pocet na serveru Katedry informatiky Univerzity Palackého v Olomouci. Na
vypocetni jednotce nVidia Jetson Nano by uceni algoritmu trvalo velmi dlouhou
dobu a jednotka je urcéena spise ke spousténi jiz nauceného modelu algoritmu,
ktery by ovladal redlny nakladac.

Tato implementace neni vypocetné optimalizovand a z dtivodu jednoduchosti
uceni obsahuje pouze pohyb nakladace bez senzort a prekazek. Vysledna imple-
mentace je natolik vypocetné narocna, ze se algoritmus dokazal spolehlivé naucit
navigovat do cile pouze u zjednodusené verze prostiedi, kde se nakladac¢ pohybuje
po horizontalni ose dopredu a dozadu a cilova souradnice se nachazi na stejné
vertikalni souradnici jako nakladac.
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Pri navrhu této implementace jsem cerpala zejména z knihy Hands-on ma-
chine learning with Scikit-Learn, Keras, and TensorFlow [14], kterd obsahuje
kapitolu o implementaci deep Q-learning algoritmu.

7.2.1 Popis implementace

Nejprve jsou vybrany hodnoty pro diskontni faktor a miru uceni. Jak jiz bylo
zminéno v kapitole 2.3, diskontni faktor v urcuje dilezitost budoucich hodnot
a hodnota této konstanty byla nastavena na v = 0,95. Mira uceni « ovliviuje,
jak moc je nahrazena stara Q hodnota novou. Tato konstanta byla nastavena
na a = 0,0001, protoze jsou pro spravny béh dilezité i predchozi (Q hodnoty.
Déle byly nastaveny hodnoty pro velikost uciciho vzorku, pocet ucicich epizod a
maximalni pocet krokii v kazdé epizodé. Experience buffer, ukladajici provedené
kroky, je implementovan pomoci Python struktury deque, kterd reprezentuje
frontu pomoci dvousmérného spojového seznamu [14].

Neuronova sit predikujici Q hodnoty akci (@Q-network) je vytvorena pomoci
knihovny TensorFlow Keras [1]. Funkce vracejici vyslednou neuronovou sit je
zobrazena ve zdrojovém kédu 3. Dana sif obsahuje ¢tyti skryté vrstvy obsahujici
64, 128 a 64 neuronu. Aktivac¢ni funkei skrytych vrstev je zvolena funkce ReLU,
popsana v kapitole 3.3. Ve vystupni vrstvé je nastavena linearni aktivacni funkce.
Neuronova sit target network je ziskana pomoci funkce clone_model () jako kopie
sité O-network.

def create_neural_network (action_count, optimizer):

model = Sequential ()

init = HeUniform/()

model.add (Dense (64, input_dim=3, activation=’relu’,
kernel_initializer=init))

model.add (Dense (128, activation=’'relu’, kernel_initializer=init))

model.add (Dense (64, activation=’relu’, kernel_initializer=init))

model.add (Dense (action_count, activation=’linear’,
kernel_initializer=init))

model.compile (loss="mse’, optimizer=optimizer)
return model

Zdrojovy kéd 3: Inicializace neuronové sité pomoci knihovny Keras [1]

’

Ucici faze algoritmu je implementovana ve funkci train network() a
training_step (), které jsou obsazeny ve zdrojovych kdédech 4, 5

Funkce train_network () se stard o obecny priitbéh ucici faze. Obsahuje vnéjsi
cyklus iterujici pres urcity pocet ucicich epizod a vnittni cyklus iterujici pres
dany pocet krokiu v kazdé epizodé. Na zacatku kazdé epizody je nakladac vra-
cen do pocatecéniho stavu. Stav nakladace je reprezentovan trojici [souradnice-t,
soutadnice-y, zaokrouhleny smérovy tihell. Kazdy krok zacind vypoctem odpovi-
dajici hodnoty e. Poté se zavola funkce perform_action (), kterd na zakladé
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e-greedy strategie zvoli akci a tato akce je provedena pomoci vypoctu tiidy
Loader. Vysledkem funkce perform_action() je novy stav nakladace, aktua-
lizovany experience buffer, obdrzend odména za provedenou akci a pravdivostni
hodnota, vypovidajici, zda nakladac¢ dojel do cile. Pokud jiz bylo provedeno vice
nez 50 epizod, je zavolana funkce training_step () a po kazdych 50 epizodach
jsou aktualizovany vahy neuronové sité target_network.

Funkce training_step () slouzi k uceni neuronové sité @Q-network. Vypocetni
postupy této funkce jsou prevzaty ze zdroje [14]. Nejprve je vybran ucici vzorek
dané velikosti z experience bufferu pomoci funkce sample_experiences (). Prvky
tohoto vzorku obsahuji informace o stavu, akci, odméné, nasledujicim stavu a in-
dikator dosazeni cilové souradnice. Poté je pouzita neuronova sif target_network

k predikci vSech Q-hodnot néasledujicich stavii z uciciho vzorku. Algoritmus
Q-learning predpoklada, ze pri vybéru nasledujicich akci bude vybirana ta nej-
optimalnéjsi, generujici nejvyssi Q-hodnotu. Tyto nejvyssi Q-hodnoty jsou poté
pouzity v klasické Q-funkci, kterd je popsana v rovnici (1). Vysledek této funkce
slouzi jako cilova hodnota, ke které se sit o-network snazi ptiblizit. Proto je
nasledné vytvorena maska, pomoci které jsou vybrany pouze akce generujici jiz
ziskané nejvyssi Q-hodnoty. Pouzitim metody gradientniho sestupu a hodnoty
stfedni kvadratické chyby jsou poté upraveny vahy sité o-network.

Po dosazeni maximalniho poctu epizod je neuronova sit 9-network ulozZena
pomoci funkce knihovny Keras network.save ().

K vizualizaci nauceného deep Q-learning modelu je pouzivan soubor
simulation.py. Nejprve jsou nacteny zvolené neuronové sité a poté je opako-
vané volana funkce use_network (), kterd po nacteni aktualniho stavu nakladace
pouzije neuronovou sif g-network k predikci Q-hodnot vSech akci. Nasledné je
provedena akce, u které neuronova sit vratila nejvyssi Q-hodnotu. Po provedeni
této akce je vypocitan novy stav. Poté je ovéreno, zda se naklada¢ dostal do ci-
lové soutadnice. Nakonec program souboru simulation.py vizudlné reprezentuje
novy stav nakladace.

7.2.2 Zhodnoceni nauc¢enych modelt

P1i uceni agenta, ktery meél k dispozici 7 rtiznych rychlosti pro oba pésové po-
hony, nebylo dosazeno uspokojivého reseni. Tento model je pro neoptimalizovany
algoritmus prilis slozity a celkova doba uceni by byla velmi dlouha. Vysledny
agent nejcastéji jezdil do urcéité souradnice a zpét, nebo pohanél pouze jeden
pas, coz znamenalo konstantni zataceni nakladace. Dodatecné bylo implemento-
vano i omezeni pohybu nakladace v mrizce, kde naklada¢ nebyl schopen vyjet
z miizky 10 x 10 a pokud se o to pokusil, tak se souradnice nezménila a obdrzel
negativni odménu. Toto omezeni zarucuje, ze se nakladac zbytecné neuci na sta-
vech mimo mfizku pohybu, ale omezeni nemélo néjak znacény vliv na tspésnost
uceni. Veétsi vliv na chovani agenta mél pocet ucicich epizod. Pri 2000 epizo-
dach chovani agenta naznacovalo, Ze nerozpoznava zmény v soutadnici osy y.
Pti 5000 epizodach bylo chovani agenta nadéjné, protoze z pocatecni souradnice
dojel témér k cilové soutradnici, od které ho délilo pouze jedno pole mrizky. Pri
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10000 epizodach agent opét vybiral akce vedouci k nekonecné pohybové smycce.

Déle byl vyzkousen zjednoduseny princip pohybu, ktery nakladac¢i umoznoval
akce dopredu, dozadu, otoc¢ o 90° doleva a oto¢ o 90° doprava. Tento pohyb tedy
provadél zmény smérového tthlu presné o 90°, coz zmensilo celkovy pocet moznych
stavii. Zminéné zjednoduseni pohybu ale nemélo vétsi vliv na celkovou tispésnost
uceni.

Velmi dilezity je také navrh funkce odmény. Odména je definovana jako roz-
dil vzdalenosti staré a nové souradnice k cili. Pokud je nova soutadnice blize k cili
nez stara, pak je odména pozitivni, a pokud je nova souradnice dal, tak je od-
ména negativni. Byly provadény zmény ve vysi odmény za dosazeni cile, zmény
v intervalu moznych hodnot odmény (normalizace na interval [—1,1]) i zmény
v samotném vypoctu odmény, ani jedna z téchto iprav ale vyznamné neovlivnila
vysledny model.

Uspokojivé vysledky poskytuje model, pouzivajici velmi zjednoduseny princip
pohybu, ktery obsahuje pohyb pouze po horizontéalni ose prostiedi. Nakladac se
tedy muze pohybovat pouze dopredu a dozadu a soutradnice cile se nachazi dany
pocet policek pred, nebo za nakladacem. I pres vétsi zjednoduseni prostredi je
tento model prinosny, protoze z néj lze odvodit, Ze algoritmus je schopny uceni
a nejvetsi prekazkou je slozitost prostredi a uciciho procesu.

7.3 Knihovna Keras-rl

Knihovna Keras-rl [32] nabizi veskeré potiebné funkcionality k implementaci
deep Q-learning algoritmu. Pomoci této knihovny je vytvoren program, ktery
uspésné naviguje nakladac¢ do cilové souradnice kolem rozmisténych prekazek.
Knihovna byla navrzena zejména k pouziti s prostfedim OpenAl Gym [33] a ob-
sahuje implementace riznych typt deep reinforcement learning algoritmii. Pro
pouziti samotné knihovny bez prosttedi Gym je vyzadovano rozsifeni nékolika
abstraktnich tiid knihovny.

7.3.1 Popis pouziti knihovny

K pouziti knihovny Keras-rl bez prostfedi Gym je nutné implementovat tridy
reprezentujici prostredi a mozny prostor akci nakladace. Tyto tridy deédi z abs-
traktnich tiid knihovny Keras-rl. Soubor loader_env.py obsahuje definice t¥id
LoaderEnv a LoaderSpace.

Trida LoaderEnv specifikuje vlastnosti prostiedi, ve kterém se agent nachéazi.
Tato trida dédi z abstraktni tfidy Env. Ve tfidé jsou nejprve definovany roz-
sahy hodnot moznych odmén, akci a stavi. Je také vytvorena nova instance
tridy Loader, se kterou tfida LoaderEnv spolupracuje. Déle je definovana hod-
nota cilové souradnice a mira diskretizace smérového thlu. Nésledné jsou uve-
deny metody tiidy LoaderEnv. Metoda step () prijima index vykonavané akce
a uvnitt vold metodu perform_action() k vykonani akce a aktualizaci po-
zice nakladace. Poté generuje odpovidajici novy stav prostiedi a vola metodu
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generate_reward () s argumenty nového a starého stavu prostiedi k vypoctu ob-
drzené odmeény. Nakonec metoda step () vraci trojici (novy stav, odména, dosa-
Zeni cile). O generovani nového stavu prostfedi se stard metoda
generate_state (), kterd zjisti souradnice pozice nakladace, zaokrouhli hodnotu
smérového thlu a nacte mérené hodnoty senzorti vzdalenosti. Vysledny genero-
vany stav je seznam obsahujici hodnoty souradnic, smérového tihlu a vzdalenosti.

K zadefinovani hodnot moznych akei uvniti tiidy LoaderEnv je pouzita tfida
LoaderSpace, kterd dédi z abstraktni tiidy space. Konstruktor této ttidy prijima
vstupni hodnotu n, kterd reprezentuje pocet moznych akci nakladace. Jednotlivé
akce jsou reprezentovany c¢iselnou hodnotou indexu, kde index je hodnota z in-
tervalu [0,n — 1]. T¥ida také definuje metodu sample (), kterd vybird ndhodny
index akce a metodu contains (), kterd vraci pravdivostni hodnotu urcujici zda
je argument metody odpovidajici index néjaké akce.

Soubor deep_g_learning_keras.py nejprve vytvori instanci tridy
LoaderEnv, pomoci které ovlada a ziskava informace o prostredi nakladace. Prin-
cip vytvoreni neuronové sité je velmi podobny jiz zminénému zdrojovému kodu 3
z kapitoly o vlastni implementaci. Tato neuronova sif je pouzita ve funkci
network_setup (), kterd vytvaii instanci t¥idy ponagent z knihovny Keras-rl [34].
Funkce nejprve zvoli odpovidajici strategii podle toho, zda se agent bude ucit,
nebo bude vykonavat nauceny model. Poté je nastaven experience buffer jako
instance tiidy sequentialMemory knihovny Keras-rl. Pti vytvareni objektu t¥idy
DONAgent se predava nejen vytvorena neuronova sit, experience buffer a stra-
tegie, ale i poc¢et moznych akci, minimalni pocet krokt pred zacatkem uceni a
hodnota argumentu enable_double_dgn. Tento argument urcuje, zda bude al-
goritmus pouzivat dvé neuronové sité nebo pouze jednu (target network a q ne-
twork, vice zde). Poté je sit zkompilovdna s ur¢enym optimalizacnim algoritmem
a funkci chyby sité. Pokud ma program simulovat jiz nauceny model, tak jsou
navic nacteny vahy odpovidajici neuronové sité. Celd funkce network_setup () je
zobrazena ve zdrojovém kédu 6. Trénovani deep Q-learning agenta je provedeno
pomoci metody fit () tridy poNagent (). Této metodé je predavana instance
prostfedi a celkovy pocet krokti uceni. Po dokonceni uceni jsou vysledné vahy
neuronové sité ulozeny do souboru.

7.3.2 Zhodnoceni nauc¢enych modelt

Pti pouziti knihovny Keras-rl byl nejprve vyzkousen agent, ktery pouzival zjed-
noduseny zpusob pohybu (akce: doptedu, dozadu, oto¢ o 90° doleva, oto¢ o 90°
doprava) s neomezenym pohybem mimo mrizku. Tento agent se uci velmi rychle
(do hodiny), potfebuje na nauceni mensi pocet epizod a konzistentné jezdi do cile.

Poté byly do prostiedi implementovany prekazky a senzory. Agent v prostredi
s prekédzkami nebyl tispéSny a vysledny nauceny pohyb se skladal pouze z couvani
dozadu. To bylo zptsobeno chybou v implementaci senzort, kde méreni senzoru
obsahovalo hodnotu nekonec¢no, pokud nebyla v dosahu senzoru zadna prekazka.
Implementovana neuronova sit ale nebyla schopna hodnotu nekonec¢no zpracovat
a k zadnému uceni nedochazelo. Po prepsani hodnoty nekone¢no hodnotou 1000
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(ndhodna hodnota vétsi nez dosah senzoru) se model zacal ucit bez obtizi objizdét
prekazky az do cilové souradnice. Pocet krokii celkového procesu uceni je vétsi,
nez u uceni se zjednodusenym pohybem, i tak je uc¢eni tohoto modelu prekvapive
rychlé a efektivni. Uceni na serveru katedry informatiky trva priblizné hodinu.

Dale byly do prostiedi pridany dalsi prekazky, nachazejici se pfimo v opti-
malni cesté nakladace ke zvySeni obtiznosti. Agent se naucil vyhnout i dodatec-
nym prekazkam a k dojeti do cile zacal vybirat jinou cestu bez prekazek.

Celkove se podarilo vyvinout model fidici nakladac k cilové souradnici a také
jej zaroven naviguje kolem rozmisténych prekéazek. Informace o okoli model zpra-
covava ze senzoru vzdalenosti, které jsou na kazdé strané nakladace. Vytvoreny
model predstavuje ispésnou implementaci deep Q-learning algoritmu a je v bu-
doucnu potencionalné aplikovatelny na rizeni redlného nakladace.

Vysledny model dokaze v simulaci, na zakladé senzori vzdalenosti a znalosti
aktualni pozice, navigovat nakladac¢ k cilové soutadnici bez toho, aniz by doslo
ke kolizi s umisténymi prekazkami. Model je mozné po dalsim vyvoji a trénovani
aplikovat na tizeni nakladace v redlném prostredi.
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8 Budouci vyvoj

Téma této diplomové prace je pouhou ¢asti velmi komplexniho tkolu, jehoz ci-
lem je autonomni navigace nakladace pomoci reinforcement learning algoritmu
ve fyzickém prostredi. Byla bych rada, kdyby ma préace na tomto projektu ve spo-
lupraci s firmou Technotrade pokracovala i po dokonceni studia. V této kapitole
strucné zminim mozné budouci problémy a rozsiteni této autonomni navigace.

8.1 Implementace algoritmu s realnym nakladacem

Na vysledky této prace, kterd implementuje pohyb a uceni nakladace ve virtu-
alnim prostredi, mize navazovat dalsi projekt, ktery ma za cil zprovoznit tento
algoritmus s realnym nakladacem ve skutecném fyzickém prostredi. Pouziti ja-
kéhokoliv reinforcement learning algoritmu mimo virtualni prostredi je ale velmi
slozité a v soucasné dobé stdle vyrazné prevazuje implementace reinforcement
learningu mimo realné prostredi.

Reinforcement learning algoritmy spoléhaji na presnost reprezentace stavu
prostfedi a interakci agenta s prostfedim. Tuto presnost nelze zcela zajistit v re-
alném svéte, kde nema na prostiedi vliv pouze agent, ale i nepredvidatelné okolni
vlivy. V téchto implementacich je nutné k reinforcement learning algoritmu pridat
napiiklad sadu IF-THEN pravidel, které se snazi o kompenzaci téchto neptes-
nosti.

8.1.1 Presnost pohybu nakladace

Podstatna informace o stavu prostfedi jsou souradnice nakladace. Fyzicky na-
klada¢ bude obsahovat GPS lokator k uréeni jeho pozice. Tento lokdtor ma ale
omezenou citlivost a také mize nastat néjaka odchylka v méreni. Proto by mél
program zaroven provadét i vypocet virtudlni simulace a pocitat jak se sou-
radnicemi GPS, tak i s virtudlnimi souradnicemi. Tyto virtualni souradnice ale
také nemusi odpovidat pozici nakladace ve fyzickém prostredi. Pohyb realného
nakladace je totiz ovlivnén i setrvacnosti pohybu (napiiklad pohyb maximalni
rychlosti a nahlé zastaveni) a mirou prokluzovani a tfeni pasu, které je zavislé
na nerovnostech a materialu terénu. Pohyb je také ovlivnén vahovym rozlozenim
IF-THEN pravidel, které budou néjakym zptisobem monitorovat a kompenzovat
tyto odchylky v pohybu nakladace.

8.2 Rozsireni o proménlivé prostredi

Hlavni potencionélni rozsiteni této aplikace deep Q-learning algoritmu je zahrnuti
proménlivych pozic prekazek, kde by se agent neucil informaci o konkrétni po-
loze prekazek, ale vice by pracoval s mérenymi hodnotami senzort. Pri nasledné
implementaci s realnym nakladacem je schopnost vyvarovat se kolizi s nahodné
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umisténou prekazkou velmi dilezita, protoze fyzické prostredi se ¢asto a nepred-
vidatelné méni a tato schopnost by mohla byt pro spravné fungovani nakladace
kriticka.

Déle by bylo mozné do uc¢icitho procesu zahrnout i proménlivé cilové a poca-
tecni souradnice. Agentovi by se ménil nejen smér cilového pohybu, ale i vzda-
lenost a optimalni cesta. Takové rozsiteni by ale mohlo zcela narusit funkénost
algoritmu, protoze se jedna o vyznamnéjsi zmény, které zcela méni princip uceni.
Neni jasné, zda by deep Q-learning algoritmus dokazal pojmout podstatu pohybu
mezi dvéma stale se ménicimi souradnicemi, jelikoz nelze ovlivnit podle jakych
informaci se algoritmus uci. V této situaci by bylo nutné, aby algoritmus zhodno-
til rozdily v aktualni a cilové soutradnici a na zakladé téchto rozdila spolu s jeho
smérovym thlem by rozhodl o rotaci nakladace a sméru jizdy. Pravdépodobné
by bylo nutné upravit reprezentaci stavu prostredi a zahrnout do néj i vzdalenost
nebo spise smérovy vektor k cilové souradnici. Jinak by totiz dané q-hodnoty ne-
reprezentovaly proménlivost prostfedi. Nékdy by mohla byt g-hodnota nadmiru
snizena (akce zrovna vedla k oddaleni od cile) a nékdy by byla ve stejné situaci
nadmiru zvysena.

Na rozsifeni zahrnujici proménlivé pozice prekazek jsem jiz zacala pracovat.
Myslim si, ze algoritmus nebude mit s timto rozsitenim vétsi problém a dokaze
navigovat nakladac¢ do cilové souradnice.
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def train_network (loader, g _network, target_network, output_count,
action_list, experience_buffer):

total_episode_rewards = []
for episode in range (EPISODE_COUNT) :

# reset the environment
loader.set_position ([0, 0])
loader.set_heading_angle (0)

# state represented as [x_coordinate, y_coordinate, heading_angle
]
state = loader.get_grid_position()
discretized_heading_angle = discretize_heading_angle (
loader.get_heading_angle())
state = np.append(state, discretized_heading_angle)

total_reward = 0

for _ in range (STEP_COUNT) :
epsilon = max(l - episode / (EPISODE_COUNT - 100), 0.01)
state, experience_buffer, done, reward = perform_action (
loader, g_network, state, action_list, epsilon,
experience_buffer)

total_reward += reward

# reached the goal
if done:
break

if episode > 50:
training_step(g_network, target_network,
experience_buffer, output_count)
if episode % 50 == 0:
target_network.set_weights (g_network.get_weights())

total_episode_rewards.append(total_reward)

return g_network, target_network

Zdrojovy kod 4: Implementace celkového uceni Q-network sité
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1 def training_step(g_network, target_network, optimizer,
loss_function, experience_buffer, batch_size, discount_factor,
output_count) :

3 # experience sample
states, action_indexes, rewards, next_states, dones =
sample_experiences (

i

5 experience_buffer, batch_size)
6
7 # predicting all Q values of the next state in each experience
8 # for target predicting we use target neural network
9 next_Q_values = target_network.predict (next_states)
10 # we assume the agent chooses the optimal action in next_state —->
maximum Q value
11 max_next_Q_values = np.max (next_Q_ values, axis=1)
12
13 # target Q values for each (state, action) pair in experiences
14 target_Q_values = (rewards + (1 — dones) =x
15 discount_factor * max_next_Q_ values)
16
17 # the neural network returns Q values for all actions
18 # we know we only want the action that was chosen in the
experience
19 # we mask out all the other actions
20 # actions contain action indexes
21 # e. g. actions = [1, 1, 0], output_count = 2 then mask = [[O,
11, [0, 11, [1, O]]
22 mask = one_hot (action_indexes, output_count)
23
24 with GradientTape () as tape:
25 # Q values for all actions in the experience states
26 all_Q values = g_network (states)
27 # multiplying all Q values with the mask will zero out all the
actions we don’t want
28 # sum over axis=1 will remove all the zeros from the excessive
actions
29 # QO values 1is a tensor with one Q value for each (state,
action) pair in experiences
30 Q_values = reduce_sum(all_Q values x mask, axis=1l, keepdims=
True)
31 # loss as a mean squared error between target and predicted Q
value
32 loss = reduce_mean (loss_function (target_Q_ wvalues, Q_values))
33
34 # gradient descent step to minimize loss
35 gradients = tape.gradient (
36 loss, g _network.trainable_variables)
37 optimizer.apply_gradients (
38 zip (gradients, g _network.trainable_variables))

Zdrojovy kod 5: Uéici krok Q-network sité
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def network_setup (g_network, action_count):
if LOAD_MODEL:
policy = GreedyQPolicy ()
else:
policy = EpsGreedyQPolicy ()

memory = SequentialMemory (limit= 100000, window_length=1)
dgn = DQONAgent (model=qg_network, enable_double_dgn=True,
nb_actions=action_count, memory=memory, nb_steps_warmup=100,
target_model_update=le-2, policy=policy)

dgn.compile (Adam(learning_rate=le-3), metrics=["mae’])

if LOAD_MODEL:
dgn.load_weights (' /path/to/model/weights/weight .hdf5’)

return dgn

Zdrojovy kod 6: Nastaveni instance tiidy DQNAgent
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Zavér

Vysledkem této prace je implementace deep Q-learning algoritmu, ktery je scho-
pen navigovat naklada¢ v neménném virtualnim prostiedi z pocatecni do cilové
souradnice. Algoritmus zaroven ovlada nakladac tak, aby se vyhybal okolnim
prekazkam, které jsou umistény v prostoru. Prace dale obsahuje matematickou
reprezentaci pohybu nakladace a implementaci celkového virtualniho prostredi
s prekazkami. Model nakladace obsahuje ¢tyri senzory vzdalenosti, které slouzi
k prevenci kolize. Také je implementovana jednoducha grafickd vizualizace pro-
stfedi k zobrazeni pohybu nakladace. Pomoci grafické vizualizace je i barevné
rozliSena detekce prekazky pomoci senzorti nebo kolize nakladace s prekazkou.

Pred vyslednou implementaci deep Q-learning algoritmu, pouzivajici kni-
hovnu Keras-rl, jsem navrhla vlastni naivni implementaci obsahujici zakladni
funkcionalitu algoritmu deep Q-learning. Pro vytvofreni vlastni implementace
jsem se rozhodla z divodu lepsiho pochopeni principt algoritmu. Vzhledem ke
slozitosti feseného problému a absenci optimalizaci vypoctu je tato implementace
schopna navigovat naklada¢ pouze ve velmi zjednoduseném prostredi.

V zavéru prace je popsan budouci vyvoj tohoto projektu, ktery zahrnuje
implementaci algoritmu s realnym nakladacem. Jsou probrany mozné problémy
této aplikace algoritmu v nekonzistentnim fyzickém prostiedi. Popsané je také
rozsiteni této implementace o proménlivé pozice prekazek, na kterém jsem jiz
zacala pracovat.
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Conclusions

The result of this thesis is an implementation of deep Q-learning algorithm, which
is able to navigate a track loader to the specified goal position in a stable virtual
environment. The surrounding environment contains a number of obstacles. The
algorithm navigates the loader around these obstacles preventing any collision.
This thesis also contains a mathematical representation of the loader’s movement
and the implementation of virtual environment with obstacles. The model of the
loader includes four distance sensors which are used for preventing collisions.
A simple graphical visualization for visual monitoring of the loader’s movement
is implemented as well. The visualization uses color coding to show if an obstacle
is detected by the sensor or that it has collided with the loader.

Before developing the resulting deep Q-learning implementation which uses
Keras-rl library I have developed an my own naive implementation of this algo-
rithm. My implementation only contains the basic functionality of the algorithm.
I have decided to develop my own implementation so I could understand the
principles of this algorithm better. Considering the difficulty of the navigation
problem and absence of any optimizations this implementation is only capable
of navigating the loader in a very simplified environment.

The plans for future development of this project are described at the end of
the thesis. These plans include implementing the algorithm with a real physical
loader or extending this implementation with variable obstacle positions which
I have already began developing. Some of the possible problems with these plans
are also discussed in the last section.
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A Obsah prilozeného DVD

doc/
Text prace ve formatu PDF, vytvoreny s pouzitim zédvazného stylu KI PTF
UP v Olomouci pro zavérecné prace, véetné vsech priloh a vsechny soubory
potfebné pro bezproblémové vygenerovani PDF dokumentu textu (v ZIP
archivu), tj. zdrojovy text textu, vlozené obrazky, apod.

src/
Kompletni zdrojové kédy této diplomové prace. Obsazen je adresar
Own Implementation/ s veskerymi naivnimi implementacemi deep
Q-learning algoritmu a také adresdt Keras Implementation/ s vy-
slednou implementaci pouzivajici knihovnu keras-rl.

src/readme.txt
Instrukce pro instalaci a spusténi programu implementujicich uceni deep
Q-learning algoritmu a zobrazovani vizudlni simulace. Soubor déle obsa-
huje ptikaz pro instalaci vSech knihoven, potifebnych k bezproblémovému
spusténi souborti.

videos/
Ukazkova videa zobrazujici vizudlni simulace nauc¢enych modeli.
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