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Abstract

Przybek, T. Particle Swarm Optimization: Implementation and testing of bioinspired
optimization method. Diploma thesis. Brno, 2016.

This thesis analyzes the implementation of a testing algorithm, Particle
Swarm Optimization, biologically inspired optimization method. Introduce us briefly
with evolutionary algorithms, analyzes in detail the PSO algorithm and its
parameters. Testing is performed on numerical, nominal, and binary data. The
application contains graphical user interface. The algorithm is compared with

genetic algorithm at the end and results are appropriately discussed.
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Abstrakt

Przybek, T. Particle Swarm Optimization: Implementace a testovani biologicky
inspirované optimalizacni metody. Diplomova prace. Brno, 2016.

Tato diplomova prace rozebira problematiku implementace a testovani
algoritmu Particle Swarm Optimization, biologicky inspirovanou optimalizacni
metodu. Struéné nas seznami s evoluénimi algoritmy, podrobné rozebira PSO
algoritmus a jeho parametrizaci. Testovani probiha na numerickych, nominalnich
a binarnich datech. Aplikace obsahuje pfehledné grafické uzivatelské rozhrani.
Algoritmus je na konci porovnan s Genetickym algoritmem a vysledky jsou nalezité

diskutovany.

Klicova slova

Particle Swarm Optimization, Optimalizace, C#, EvoluCni algoritmy



Obsah

Obsah
1 UVOd @ CHl PrACE ...t 10
L1 UVOGu ittt 10
0 | 11
2 Teoretickd CAst ............coovvviiiiiiiiiiiii 12
2.1 OptimalizaCni algoritmy ..........cooiiiiiiiiii e 12
2.2 EVOIUCNT @lgOritmMY ...cceeii e 13
ARG T #r- | F- To [ 11 Yo [ £ 20O 15
2.4 Prehled Operatort ........coooviiiiiiiii i 15
2.5 PoOpPiS UCEIOVE fUNKCE ......ceeviiiiiiiiee e 18
2.6 Rozclenéni optimalizagnich algoritmu..........cccccooiiiiiiiiiieeeen 20
2.7 Popis principl vybranych optimaliza¢nich algoritmu..............cccccccvvvnnnnnns 22
2.8 Particle Swarm Optimization (PSO, Optimalizace hejnem ¢astic)............ 30
3 MetodiKa PracCe ..........ccoooiiiiiiic e 41
I VA F- T3 1 4 11 o] - Ve - SRR 43
4.1 Optimalizovan€ Ulohy...........ccooiiiiiiii e 43
4.2 Analyza a specifikace pozadavku ............ccccceeeiiiiiiiiiiiiiieee 44
4.3 Diagramy @KLIVIT ...........uuummeiiiiiiiiiiiiiiiiiiiiii e 49
4.4 DIiagramy tFid .........eeeeeeeeeei 52
4.5 Navrh uZivatelsk€ho rozhrani.........cccooveiiiiiii i 55
4.6 IMPIEMENTACE .....uiiiiiiiiiiiiiiie i 58
4.7 Ovéfeni spravnosti implementace............cc.coooovviiiiiiiiiicce 61
4.8 Srovnani s genetickym algoritmem ... 62
4.9 Testovani vlivu nastaveni parametrl ..........ccccccevniiiiiiiiiiiiiis 66
4.10  Schopnost najit feSeni vzhledem k velikosti dat .............cccccuvvvnnninnnnnnn. 68
ST 1V S 70
I 1 (=T = LU - 72
Elektronické prilohy ... 75



Seznam obrazku

Seznam obrazku

Obrazek 1: Princip evoluénich algoritmu. Zdroj: Dostal, 2008..............cccccceeeernnnns 16
Obrézek 2 Ugelova funkce jako geometricky problém Zdroj: Zelinka, 2002.......... 20
Obrazek 3 Ugelova funkce jako geometricky problém Zdroj: Zelinka, 2002.......... 20
Obrazek 4 Optimalizacni algoritmy Zdroj: podle Zelinka (2002) a Dostal (2012) ..21
Obrazek 5 Princip horolezeckého algoritmu Zdroj: podle Zelinka (2002).............. 23
Obrazek 6 Princip genetick€ho algoritmu..............cooovvvviiiiiiiiiiiiiieeeee 25
Obrazek 7 Proces migrace JEAINCE .......coooeeeviiiiiiiiiiii e 26
Obrazek 8 Hledani optimalni cesty Zdroj: Metelkova (2006)...........cccoeevvvvvieeennnn. 28
Obrazek 9 Princip ABC algoritmu Zdroj: (Machytka, 2013)........ccovvvviiiiiiiiiiinnnnnnn. 29
Obrazek 10 Princip algoritmu PSO Zdroj: upraveno podle Robinson (2004) ........ 33
Obrazek 11 Vektorové zobrazeni pohybu €astice 2D prostorem ............cccceeee. 35
Obrazek 12 Typy topologie u hejn Zdroj: Volna (2012) .........oveeiiiieiiiiiiiicie e, 37
Obrazek 13 Pohyb €astic po dosazeni hranic D(f) Zdroj: Robinson (2004)........... 37
Obrazek 14 Princip pohybu ¢asti ve 2D prostoru Zdroj: Robinson (2004)............. 39
Obrazek 15 P¥iklad hledani optima algoritmem PSO Zdroj: Robinson (2004) ...... 40
Obrazek 16 Stejna sekvence znakl u nominalnich dat..................cccceeeen 43
Obrazek 17 Use case diagram............ccoiiiieiiiiiiiiiee e 46
Obrazek 18 Diagram aktivit - Hlavni diagram..........cccccccvvviiiiiiiiiiiiiiiiiiiiiiieeeee 50
Obrazek 19 Diagram aktivit - Hledani FeSeni.........ccccooeeviiiiiiiiiiiiieee e 51
Obrazek 20 Diagram aktivit - Inicializace roje .......ccoeeeeeeiiiiiiiiiiiii e 52
Obrazek 21 Diagram tFid - SWarM........cccoooiiiiiiiiiiicc e 54
Obrazek 22 Diagram tfid - PartiCle.........cooooviiiiiiiiiie e 55
Obrazek 23 Logicka struktura grafického rozhrani..........cccccccvvvviiiiiiiiiiiiiiiiinnnnnn. 56
Obrazek 24 Dratény model - zakladni menu............cccooooiiiiiiiiiiiiicceecee e 57
Obrazek 25 Dratény model - nastaveni parametrl .............ccvvvvvvviviiiiiiiiiiiieeennn. 58
Obrazek 26 Ukazka zobrazeni vysIedKU ............cooveeiiiiiiiiiiiiiiiie e 61
Obrazek 27 StaVv VYPOCIU ....covvvviiiiiiiiiiiiiiiieieeeeeeeeeeeee e 61
Obrazek 28 Graf Schwefelovy funkce pro n = 2 Zdroj: Hedar (2012).................... 62



Obrazek 29 Porovnani — Rastriginova funKCe ...........coooeviiiiiiiiiiiiiecceee e 64

Obrazek 30 Porovnani — Schwefelova funkCe ...........cooovvviiiiiiiiiieiieec e 65
Obrazek 31 Porovnani — Eggholder funkCe .........cccovviieiiiiiiiiiici e 66
Obrazek 32 Hledani optima v binarnich a nominalnich datech ............................ 67

Obrazek 33 Porovnani vysledkl vzhledem k velikosti dat - Rastriginova funkce ..69



Seznam tabulek

Seznam tabulek

Tabulka 1 Scénar pripadu uziti — Vytvorfeni vstupnich dat...........ccccccoceeeiis 47
Tabulka 2 Scénar pripadu uziti — Nalezeni optima............cccooooeeiiiiiiiiiiis 47
Tabulka 3 Scénar pripadu uziti — Export vysledKu ............cccoovviiiiiiiiiiiiiiiieeeeees 48
Tabulka 4 Mozny format vstupnich dat ...............cccccii 49
Tabulka 5 Vychozi hodnoty parametrli algoritmu ...............eevvviiiiiiiiiiiiiiiiiinnn, 60



Uvod a cil prace

1 Uvod a cil prace

1.1 Uvod

Optimalizace je hledani hodnot pro mnozinu proménnych, diky kterym

maximalizujeme nebo minimalizujeme nakladovou funkci, f (;). Nakladova funkce
je mnohorozmérna, pokud zavisi na vice nez jedné proménné, jako je tomu bézné
i ve skute€nych vztazich. Hledani optima zpisobem pokus omyl neni nejvhodné;si,
proto pouzivame optimalizacéni techniky, diky kterym muzeme optimum najit
efektivnéji.

Prvni optimaliza¢ni ulohy muZeme zaradit jiZ do obdobi antiky. Podle Zelinky
(2002) jiz v této dobé byly formulovany ulohy, u kterych byla snaha nalézt nejvétsi
nebo nejmensi hodnoty. Mezi znamé klasické ulohy patfi Didonina uloha, kde
hledame maximalni moznou vymeéru pozemku ohrani¢enou volskou kizi. K vyvoiji
v oblasti optimalizace pfispél ilsaac Newton s publikaci Matematické zaklady
prirodni filozofie. DalSim podnétem pro rozvoj optimalizace po druhé svétové valce
byly ulohy z oblasti ekonomie. Snaha byla optimalizovat vyrobni programy, kde pfi
ur€itém vyrobnim programu maximalizujeme ucelovou funkci neboli nejcastéji zisk
podniku a pfitom dodrZzujeme stanovena omezeni jako napfiklad mnozZstvi
materialu. Z této oblasti patfi k optimalizaénim uloham také dopravni problémy, kde
se snazime zjistit minimum, bud pro celkové dopravni naklady, nebo €as pro
veskerou prepravu. V alokacnich problémech zjistujeme optimalni umisténi
spojovaciho bodu pfi zohledfiovani dopravnich a kooperaénich nakladld. Vyuziti
optimalizace zasahuje i do dalSich oblasti jako je chemie, strojirenstvi, stavebnictvi
a dalsi. Slozitost optimaliza¢nich uloh neustale stoupa. V minulosti se slozité ulohy
omezovaly, aby je bylo mozné feSit pomoci deterministickych metod. Dnes,
z dlivodu zvySujici se poptavky po co nejoptimalnéjsSich informacich, se hledaji
metody, pomoci kterych feSime ulohy bez jejich zjednoduSovani.

Problematika optimalizace je jiZ mnoho let tématem mnohych matematickych
a technickych publikaci a vyzkumu. Pfi optimalizaci byl pomérné dlouho vyuzivan

klasicky matematicky aparat zaloZzeny na infinitezimalnim poctu, varianich
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metodach aplikovanych ve funkcionalnich prostorech ¢i numerickych metodach
(Zelinka, 2004). Timto zpusobem bylo mozné nalézt globalni extrém u prostSich
uloh, pfipadné lokalniho extrému ukomplexnéjSich uloh. Vypocetni slozitost
nékterych problémud znemoziuje najit deterministickym zptsobem feSeni, které by
bylo nalezeno v rozumném Case. Proto v 60. letech 20. stoleti zacinaji vznikat nové
optimaliza¢ni algoritmy spadajici do skupiny tzv. evoluénich algoritmd. Jejich nazev
byl pfevzat z evolu€nich procesu odehravajicich se v pfirodé a popsanych
Charlesem Darwinem v 19. stoleti (Jezek, 2005).

V poslednich desetiletich bylo vytvofeno mnoho prevratnych a v praxi Casto
vyuzivanych typu evoluénich algoritm(. Obsahuji nékolik zvlastnosti, diky kterym
jsou Siroce pouzitelnymi a také €asto pouzivanymi. Vyzadovana je pouze efektivné
sestavena ucCelova (cenova) funkce aznalost optimalizované problematiky.
Podstatnou vyhodou je i snaha o nalezeni globalniho extrému, ktery se principialné
evoluéni algoritmy snazi zjistit. Naproti tomu bézné optimalizacni metody se Casto
zaseknou pouze v lokalnich extrémech. Pro praci s algoritmy vychazime ze

zkuSenosti nabytych pfi pouzivani riznych typu dat (Zelenka, 2002).
1.2 Cil

Naplni této prace bude seznameni se s evoluénimi algoritmy, konkrétné
s algoritmem Particle Swarm Optimization a vytvofenim efektivni implementace
algoritmu Particle Swarm Optimization (optimalizace rojem ¢astic) vcetné
grafického uzivatelského rozhrani. Nasledné bude algoritmus otestovan pomoci
numerickych, binarnich a nominalnich typu dat. Vysledky budou porovnany s jinym

typem evolu€niho algoritmu a to s genetickym algoritmem.
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2 Teoreticka cast

2.1 Optimalizaéni algoritmy

Optimaliza¢ni algoritmy se vyuZzivaji pfi feSeni mnoha problému v nejriznéjSich
oborech. VétSinu feSenych problému Ize pfevést na matematicky problém
definovany tzv. ucelovou funkci. MiZzeme tedy optimalizaci povazovat za metodu
hledajici nejvhodné&jsi feSeni daného problému. Cilem optimalizace je nalézt idealni
parametry, jejichz funkce dosahuje maxima nebo minima. ZkouSime tedy ménit
parametry feSeného problému azkoumame jejich vysledny vliv na dany
optimalizovany problém. Optimalizani metody ¢lenime na lokalni a globalni.
Lokalni metody zlepSuji parametry jen v blizkém okoli, zatimco globalni v celém
prostoru. Optimalizace mulze byt jednorozmérna, pfipadné multikriterialni. O
jednorozmérné optimalizaci hovofime, ménime-li pouze jediny parametr.
Multikriterialni optimalizace nastava, kdyz ménime vice parametrt zaroven (TruhlafF,
2008).

PFiklad( z praxe pfi feSeni optimalizacniho problému je cela fada. Mizeme
sem fadit napfiklad nalezeni optimalni trajektorie robota, optimalni tloustky stény
tlakové nadoby, optimalni nastaveni parametru regulatoru, optimalni relace mezi
fuzzy mnozinami. Téchto pfikladd muzeme nalézt nekone¢né mnoho. PFi praci
s parametry uc€elovych funkci musime brat na zfetel ijejich definicni obor, ktery
muze nabyvat riznorodého charakteru. Mohou to byt napfiklad obory celoCiselné,
realné, komplexni nebo diskrétni. V celém intervalu povolenych hodnot také muze
parametr ucelové funkce nabyvat, v urcitych subintervalech, riznych typu hodnot
(napfiklad celoCiselné, realné, komplexni nebo diskrétni). PFi optimalizaci Casto
vyuzivame i penalizaci a omezeni nejen na dané parametry, ale ina funkCni
hodnotu optimalizované funkce. Nalezeni feSeni takovych optimalizacnich
problém0 je analytickou cestou Castokrat mozné, nicméné velmi vypocetné
a Casové narocné (Zelinka, 2004).

Pro nalezeni feSeni téchto optimalizaCnich problém0( bylo vyvinuto

v poslednich desetiletich mnozstvi velmi u€innych a vykonnych algoritmd. Tyto

12



Teoreticka cast

algoritmy dovoluji hledat feSeni velmi rychlym a efektivnim zpdsobem. Tato tfida
algoritmu se nazyva ,evolucni algoritmy*.
Nize v této kapitole jsou uvedeny zakladni a zaroven nejvyuzivangjsi typy

evolucnich algoritm( a nastin principd, na kterém pracuiji.

2.2 Evoluéni algoritmy

Tento typ algoritmd dokaze feSit ivelmi sloZité problémy rychle a elegantné.
Evolu¢ni algoritmy pochazi z Darwinovy teorie o vzniku druhl, neboli evoluéni
teorie. Pojeti evoluce z pohledu informacnich technologii je tedy inspirovano
Darwinovym pojetim evoluce. Tato teorie je povétSinou akceptovana jako vysvétleni
vzniku a adaptace pfirodnich druhd. Teorie se opira o to, Ze pfizplsobeni jedinci
maji vétsi Sanci na preziti vdaném prostifedi a mohou dale prfedavat své geny.
Jedinci se od sebe mirné liSi svoji genetickou vybavo, kdy obCasné, obvykle
nahodné zmény tvofi evoluci u daného druhu. DalSi a dalSi generace generuji nove
zmeény v genetickém kodu, ¢imz se pfizpUsobuji prostiedi s cilem pfezit a mnozit
se. Hlavnim rozdilem evolu¢nich algoritmu oproti pfirozené evoluci je ucel a cil,
které urcuje fitness funkce. V pfirodé probiha evoluce postupné a trvale bez konce
a cile, tedy nema zadny koncovy stav. Jejich hlavnim prvkem je tzv. populace
moznych feSeni, ktera se nadale vyviji a méni. V dalSich iteracich nastava prabézné
vylepSovani jejich vlastnosti. Na tomto principu vznikla spousta algoritmu, které se
inspiruji pfirodnimi jevy nebo chovanim nékterych zivocisnych druhd. Patfi mezi né
napfiklad netopyfi algoritmus, mravenci kolonie, kukac¢i algoritmus, proudéni vody
a dalsi. Tyto typy algoritmu funguiji s riznymi heuristikami, které nasledné méni svoji
populaci. V populaci mohou nastavat vylepSeni, kdy jsme nasli optimalnéjsi feSeni.
V takovém pfipadé nova generace nahrazuje generaci pfedchozi. Pfi vytvareni
nasledujicich generaci ¢asto hraje dulezitou roli nahoda a jeji implementace do
navrhovanych feSeni. Jak uz bylo zminéno, rozvoj nastal v poslednich desetiletich
hlavné z dlvodu pokroku v oblasti vypocetni techniky. Tyto metody se pouzivaji
tam, kde by klasické optimalizacni metody byly nedostatecné z davodu pfiliSné
slozitosti daného problému (Jurcik, 2014; Dostal, 2007).
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Mezi hlavni vyhody evolu€nich algoritm0 patfi, Ze se algoritmy snazi nalézt
globalni a nikoliv pouze lokalni optimum jako tomu byva u klasickych metod. Také
nam, na rozdil od klasickych numerickych metod, po ukonceni jejich Cinnosti
zpravidla poskytuji vice moznych feseni. DalSi vyhodou je, Ze feSitel zkoumaného
problému nemusi znat nutné optimalizacni algoritmus, nybrz stacCi pouze velmi
dobra znalost zkoumaného optimalizovaného problému a schopnost tuto
problematiku popsat. Nevyhody evolu€nich algoritmu jsou zfejmé, z divodu prace
s pseudonahodnou veli€inou muizeme jen velice tézko predpovidat chovani
algoritmu aje obtizné sestavovat komplikované matematické dikazy téchto
algoritmu. Navzdory témto nevyhodam jsou v praxi velmi vyuzivané, protoze ¢asto
naleznou vyhodnéjsi feSeni nez klasické metody, a také kvuli jejich vysSi efektivité
(Jezek, 2005).

Problémy, které se objevuji pfi optimalizaci nékterych typu uloh, podle Zelinky
(2004):

e Prostor moznych feSeni je pfiliS veliky na to, abychom ho mohli klasickymi
metodami prohledat. Napfiklad enumerativni pfistup, ktery prohledava cely
prostor postupné a hleda nejlepsi feseni.

e Reseny problém je natolik sloZity, Ze vytvofeny matematicky model pouzity
pfi FeSeni tohoto problému vraci vysledky, které feSi tento problém u modelu,
avS8ak neni feSenim pro skutecny feSeny problém. Duvodem je pfiliSné
zjednoduSeni pfi tvorbé matematického modelu, ktery neodpovida
skute€nosti.

e Meéfeni kvality pomoci ucelové funkce miaze podiéhat Sumu nebo se ménit
v Case. Tady muzeme napfiklad pouzit mnozinu feSeni zobrazujici vyvoj
nejlepSich feSeni v Case.

e Mozna feSeni jsou podrobena tak prisnym podminkam, Ze je prohledavany
prostor moznych feSeni rozdroben na spoustu izolovanych podmnozin

moznych feSeni, ktera reprezentuji tzv. ,akceptovatelna feseni“.
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2.3 Zakladni pojmy

V této podkapitole jsou obsazeny zakladni pojmy pouZzivané v oblasti evolucnich
algoritmd. Vysvétleni téchto pojmu usnadnuje pochopeni podrobnéjsiho popisu
evolucnich algoritm.

Jedinec — je ¢ast programu, ktera pfedstavuje mozné feSeni a je to prvek zajistujici
prohledavani stanoveného prostoru (Dostal, 2007).

populace — pfedstavuje mnozinu jedincl. Prvni generace jedincu je nejCastéji
nahodné vygenerovana. Pfi vytvafeni jedincl jsou stanoveny pouze omezujici
podminky jako napfiklad hloubka stromu, vyvazeni stromu a podobné (Dostal,
2007).

Generace — predstavuje souCasnou populaci jedincu. Vzdy po kazdém cyklu
mutaci, kfizeni a selekci vznikne nova generace (Dostal, 2007).

genotyp — obsahuje genetické informace jedince (Dostal, 2007).

fenotyp — jedna se o interpretaci genotypu, tedy jak se konkrétni gen projevuje. Je
to napfiklad barva vlasu nebo barva oci. U genetickych algoritmd reprezentuje
dekodovani genotypu, napf. dekddovani fetézce jako dekadického Cisla (Dostal,
2007).

Operatory — uzivaji se k upravam vSech jedincl atim se méni cela populace
a nabyva novych vlastnosti. Mezi tyto operatory fadime mutace, kfizeni, inverze
apod. (JurCik, 2014).

Fitness — jedna se o uc€elovou funkci, ktera se vyuZziva v evolu¢nich algoritmech

a ur€uje kvalitu daného jedince (Jurc€ik, 2014).

2.4 Prehled operatoru

Nasleduijici text popisuje operatory, pomoci kterych evolucni algoritmy pracuji. Tyto
operatory upravuji plvodni generaci jedincq, tedy vytvareji generaci novych jedincu.
Obrazek 1 popisuje obecny princip evoluénich algoritmu. Pro kazdy z popsanych
operatorl existuje spousta riznych variant, jejichz podrobnéjsi popis tato prace

neobsahuje, jelikoz to neni jejim cilem a pfesahuje to jeji ramec.
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<
|:> E Selekce
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Obrazek 1: Princip evolucnich algoritmu. Zdroj: Dostal, 2008

24.1 Rychlost
Tento operator pouzivaji algoritmy Rojeni ¢astic (napf. PSO). Tento operator méni

pozici jedince v prostoru. Vstupem je tedy jedinec ana zakladé zmény pozice
Castice v prostoru hledame extrém.

2.4.2 Selekce
Tento operator stanovuje vhodnost daného feSeni z populace k dalSi reprodukci,

operator tedy nevytvari, ale pouze posuzuje vhodnost jedincu. |FfeSeni, ktera
nedosahuji nejlepsich vysledkl, se v evoluénim programovani zcela nezavrhuiji.
mohou postoupit do dalSi generace a vylepSit feSeni problému. Jako vstup
dostavame urcitou populaci jedinci a pomoci ucelové funkce dochazi k selekci
vybranych jedinc. Do dalSi generace se dostavaji jen vybrani jedinci, ktefi se
mohou dale reprodukovat a podilet se na dalSich generacich (Metelkova, 2006).
Mezi algoritmy pouZzivajici selekci patfi Geneticky algoritmus, Evoluéni strategie,
Evoluéni programovani, Greedy algoritmus, Scatter search, SOMA, Diferencialni
evoluce, Umély imunitni systém, Mravencéi kolonie (ACO) a Tabu search
(Metelkova, 2006).
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Prehled raznych druht selekci:

Ruleta: Jednotlivé vysecCe na ruleté pfedstavuji mozna feSeni, ktera podle vysledku
fitness funkce zabiraji pomérové vyseCe na ruleté. Dale probiha vybér nahodné
(Metelkova, 2006).

Matice: Do matice FeSeni jsou nejprve vlozena ta s nejvySsi selekci, ktera zabiraji
I vy8Si pocCet poliCek nez feSeni s niZSi selekci. Po vyplnéni matice feSeni jsou
parenim vytvareni novi potomci (Metelkova, 2006).

Klasifikace: Tato selekce je podobna Ruleté. OvSem jednotliva feSeni dostavaiji dle
svych fitness ohodnoceni pravdépodobnost vybéru. Cim vy$si je fitness
ohodnoceni, tim je vysSi Sance vybéru (Metelkova, 2006).

DalSimi typy selekci jsou napfiklad Turnaj, Boltzmanuv operator, Soft brood,
Rozklad a konkurence (Metelkova, 2006).

2.4.3 Mutace
Vstupem je jedinec, u néjz bude mutace probihat. Mutace je nahodné provadéna

operace, kdy se vybere nahodné Cislo, které se pfite k parametrim mutujiciho
jedince. Toto €islo ma u evolu¢nich algoritmd obvykle rozdéleni podle Gaussovy
kiivky. Geneticky algoritmus pouziva inverzi vybranych bitl v Cisle. Mutace nam
dava nové informace. Jedna se tedy o proces, kdy dochazi k nahodnym zménam
vlastnosti jedince. Evolu€ni algoritmy, na rozdil od genetickych algoritmd, vzdy
pouZzivaji mutaci. Pfestoze je vliv na populaci obvykle nizky, tento operator zlepsuje
riznorodost populace a snizuje riziko uviznuti v lokalnim extrému (Jurcik, 2014).
Mezi algoritmy pouzivajici mutaci Fadime Horolezecky algoritmus, Evoluéni
programovani, Geneticky algoritmus, Simulované Zihani, SOMA, Diferencialni
evoluce nebo Umély imunitni systém (Metelkova, 2006).

2.4.4 KFizeni
Vstupem je jedinec, avSak kazdy problém definuje proces kfizeni rizné. U jedince

definovaného diskrétnimi daty je pro proces kfiZzeni pouzivan vybér dat z jednoho
rodice. U jedince definovaného realnymi daty se obvykle pro proces kfizeni pouziva

pramér obou rodi¢l (Jurcik, 2014).
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VSeobecné je kfizeni definovano jako vyména informaci mezi dvéma jedinci.
Zkfizenim dvou jedincl se zrodi dva novi jedinci (potomci). Kompletni proces
kifizeni probiha tak, Ze ukazdého jedince v populaci probéhne nahodny
pokus, jehoz vysledek muize jedince pfifadit do mnoziny vybranych jedincu ke
kfizeni. Z této mnoziny vytvafime pary ke kfizeni, bud nahodnym vybérem, nebo po
sobé jdoucimi jedinci (Kvasnicka, 2000).

Algoritmy pouzivajici kfizeni jsou Geneticky algoritmus, Genetické
programovani, Paralelni simulované zihani, SOMA, Diferencialni evoluce a Umély
imunitni systém (Metelkova, 2006).

2.4.5 Ostatni operatory
e Operator reprodukce vyuziva operatory mutace a kfizeni a jejich kombinaci pfi

vytvareni novych potomkda.

e DalSim operatorem je napfiklad inverze, kde dochazi ke zméné binarniho
fetézce na jiny fetézec.

e Stochasticky operator vyuziva nahodnych zmén stavové proménné.

e Operator feromonova matice poziva algoritmus ACO (Mravenci kolonie). Tato
matice nam pomaha v hledani moznych feSeni napfiklad pfi feSeni problému

obchodniho cestujiciho.

2.5 Popis ucelové funkce

Ugelova funkce, také zvana fitness funkce, slouZi u optimalizaénich algoritm(i k
ohodnoceni kvality moznych feSeni z jejich pfipustné mnoziny. Argumenty
optimalizovanych funkci mohou nabyvat riznych hodnot od celych Cisel po Cisla
komplexni ajina. Abychom mohli dosahnout pozadovanych vysledkd pfi
optimalizaci, je velmi dllezity vhodny navrh ucelové funkce pro dany typ problému.
Cim jsou jedinci silngjsi, tim lep$iho vysledku dosahuji v G&elové funkci. | tento
princip je inspirovan Darwinovym popisem evoluce, tedy Ze Iépe vybaveni jedinci
maji vysSi Sanci v dalSim vyvoji. Zajisténi zjisténi objektivni kvality jedincli je
esencialni pro postupnou konvergenci feSeni k vhodnéjsim vysledkim. Ohodnoceni

byva €asto problematickou &asti, protoze objektivni ohodnoceni byva u algoritmu
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obtizné. Ugelova funkce pro ohodnoceni se pouziva u genetickych algoritma,
genetického programovani nebo v algoritmech zaloZzenych na evolu¢nim
programovani. Ugelova funkce je navrzena tvircem algoritmu ajako takova
vétSinou nepodléha evoluci, jako je tomu u populace jedincl predstavujicich mozna
feSeni. OvSem napfiklad utzv. autokonstruktivni evoluce dochazi k evoluci
i u samotnych evoluénich mechanismu (Dostal, 2007).

Optimalizace ucelové funkce nas tedy vede ke zjisténi optimalnich hodnot
jejich argumentt. Ugelovou funkci budeme standardné znadit f (x), pfipadné

f cose(X)- Ugelova funkce byva nazyvana ijako funkce cenovd, proto oznadeni
,cost®. U ucelové funkce plati, ze ma lokalni maximum v bodé x  , pokud plati
flx)< f(x,), kde x € Xa Xje mnozina bodi symbolizujicich okoli bodu x .
Dale rozliSujeme ostre lokalni maximum, kde plati f (x) < f (x ;) (Zelinka, 2002).
Globalni extrem nastava tehdy, pokud v bodé x , € X, kde X je neprazdna mnoZina
z euklidovského N -rozmérneho prostoru E~ definujiciho vSechny mozneé body
z definiéniho oboru, nastava f(x)< f(x,), kdy plati pro vSechna x €X.
Pripadné ostré globalni maximum f (x) < f (x ,) v bodé x ; € X pro vSechny

x € Xsvyjimkou x = x . Zjisténi extrému nemusi vzdy znamenat zjiStovani
maxima, ale i minima. V tomto pfipadé stac¢i obratit smysl| nerovnosti na
f(x)>f(x,), pfipadné f (x) = f (x,) (Zelinka, 2002).

Ugelovou funkci mGZzeme chapat i jako geometricky problém, kde hledame
nazyvame hyperplocha Ci prostor moznych feSeni tohoto problému. Hodnota N je
poCet dimenzi dané ucelové funkce, ktery je dan poctem optimalizovanych
argumentu této funkce. V pfipadé, ze hledame optimum ucelové funkce, ktera ma
pét na sobé nezavislych argumentd, snazime se najit extrém na pétirozmérné
hyperplo$e v Sestirozmé&rném prostoru. Sesty rozmér nam dava vysledna navratova

hodnota ucelové funkce. Obrazek 2 i 3 zobrazuji funkci s jednim globalnim
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extremem, liSi se vSak vtom, Ze funkce na obrazku 3 je obklopena lokalnimi
extrémy. PfestoZe se jedna pouze o trojrozmérnou projekci funkce, princip je stejny
jako u funkci vicerozmérnych. Navratova hodnota je udavana na ose z, ostatni

rozméry dimenzi jsou stejné jako osy x a y.

Obréazek 2 Uselova funkce jako geometricky problém Zdroj: Zelinka, 2002
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Obrézek 3 Uselové funkce jako geometricky problém Zdroj: Zelinka, 2002

Korektni vytvofeni ucelové funkce je jednou z nejnarocnéjSich a nejkritictéjSich
Casti optimalizacniho procesu. Moznych optimalizaénich problému je nekoneéné
mnoho, a proto neexistuje jednotny postup pro tvorbu ucelové funkce. Je nutné

védét, ¢eho musime dosahnout a z ¢eho muzeme vychazet (Zelinka, 2002).

2.6 Rozélenéni optimalizaénich algoritmu

V nasledujici kapitole je uvedeno rozdéleni optimaliza¢nich algoritmu a jejich popis.
Existuje vice druhu rozdéleni, vybrané usporadani vSak uspokojivé charakterizuje
soucasnou situaci a €leni algoritmy dle jejich funkCnich principd, viz obrazek 4.
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Enurmerativii Stochasticke

Exhaustive Search
Fandom Search
Tabu Search

Globalni Simulated Annealing
prohledayvani a Monte Catlo
optimalizace
Deterrministicke Smisens
Greedy Search
Hill Climbing
Branch & Bound
Depth-First
Broadih-First Geneticke algoritmy Ostatni
Best-First
Calculus hased -
Particle Swarms
Genetic Search Scatter Search
Diploid and Haploid GS S Backtracking
Genetic based DMNA Search Art'fa i 'T; Wgnl'n _Antalgorithen
Parallel Genetic Search mcial Bee Lolony Differential Evalution

Glow Worm Swarm SOMA
Adifitial Immune System
Psvchelonal Svstem

Obrazek 4 Optimalizacni algoritmy Zdroj: podle Zelinka (2002) a Dostal (2012)

2.6.1 Enumerativni
Jedna se o nejjednodussi optimalizacni algoritmy. Pracuji s daty bez pfedpokladu

a dosazuiji cely prostor moznych feSeni postupné do ucelové funkce, ¢imz vzdy
naleznou optimum. Tyto metody jsou vhodné pro argumenty, kde dosazujeme
diskrétni hodnoty a obecné relativné malé mnozstvi dat. Praktické nasazeni pro
feSeni slozitych problémud neni mozné, jelikoz by prohledavani bylo asové pfilis
naroéné. Casova naroénost problému exponencidlné roste s mnoZstvim
dosazovanych argumentd a velikosti dat (AntoSovsky, 2013).

2.6.2 Deterministické
Pro nalezeni optima pouZivaji stejné jako Enumerativni metody zadana data, ale

neprovadi vypocCet vS8ech moznych feSeni. Vysledkem tedy muze byt uviznuti
v lokalnim extrému a nenalezeni skuteéného optima. Deterministické metody
pouzivaji zadané predbézné predpoklady a prohledavaji jen klicové hodnoty
v datech. Vystupem je jeden nalezeny extrém. Pfedpoklady mohou byt napfiklad:
problém je linearni, problém je konvexni, prohledavany prostor moznych feSeni je
spojity nebo ucelova funkce je unimodalni. Moznych predpokladi je mnoho
(Zelinka, 2002).
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2.6.3 Stochastické
Tyto algoritmy, na rozdil od vySe uvedenych, pfinasi pouzivani kromeé realnych dat

I pravdépodobnosti a nahody pfi vybéru moznych feSeni. Vystupem je nejlepsi
feSeni nalezené béhem nahodného hledani. Tyto algoritmy neuviznou v lokalnim
extrému a na rozdil od deterministickych metod mohou bezproblémové prohledavat
I nespojity prostor. Vhodné jsou pro pfiblizné odhady a prohledavani malych
prostora.

2.6.4 Smisené
Predstavuji kombinaci metod deterministickych a stochastickych. V sou€asné dobé

se jedna o nejefektivnéjsi optimalizacni metody. Mohou pracovat s libovolnymi daty

bez omezeni velikosti prohledavaného prostoru.

2.7 Popis principti vybranych optimaliza¢nich algoritm

2.7.1 Hill-Climbing (Horolezecky algoritmus)
Algoritmus Fadime do skupiny tzv. gradientnich algoritml (prochazeji prostor

moznych feSeni ve sméru nejvy$Siho spadu). Jedna se o nejjednodussi
informovanou metodu pro prohledavani stavového prostoru. Pfedpokladejme feSeni

ve tvaru vektoru (1.1) a kriterialni funkci (1.2).

x =X, %, X ) (1.1)

f=fkx) 1.2)
Na zacCatku se vygeneruje nahodny startovaci bod, ktery je ohodnocen pomoci
kriterialni funkce. Toto feSeni je rozSifeno, ¢imz se zjisti ohodnoceni vSech sousedu
okolo aktualniho feSeni. Aktualnim feSenim se stava to s nejvysSim ohodnocenim.
Postup se opakuje, dokud v okoli nalézame feSeni s vy§8im ohodnocenim f nez je
to aktualni, pfipadné dokud nedosahneme maximalniho poctu iteraci, viz obrazek
5. Algoritmus je nachylny k uviznuti v lokalnich extrémech, coz je dano principem,
na kterém funguje. Je vhodny k prohledavani prostoru bez lokalnich extrému, nebot
jeho uviznuti by zalezelo na misté vygenerovani startovaciho bodu. Vyhodami jsou
jednoduchost, rychlost a pamétova narocnost algoritmu. Pro jeho béh a funk&nost

neni nutné ukladani historie navstivenych bodu.
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Obrazek 5 Princip horolezeckého algoritmu Zdroj: podle Zelinka (2002)

2.7.2 Stochastic Hill-Climbing (Stochasticky horolezecky algoritmus)
Jedna se orozsifeni puvodniho algoritmu Hill-Climbing a pfidavame Kk ni

stochastickou €ast. Vychazime z principu Hill-Climbing algoritmu a ten mnohokrat
zopakujeme z nahodné vygenerovanych startovacich bodld. Za specifickych
podminek opét dochazi k zacykleni a uviznuti v lokalnim extrému.

2.7.3 Greedy Search (Hltavé prohledavani)
Vstupem je n-prvkova mnozina. Snazime se nalézt jeji podmnozinu spliujici

podminky odrazejici charakter problému. Vysledkem je feSeni optimalizujici
uCelovou funkci. Algoritmus pracuje v iteracich, kdy v kazdém kroku zvolime
nejvhodnéjSi bod pro zafazeni do optimalniho feSeni a body, které nebyly zvoleny
v tomto kroku, vyfadime (Metelkova, 2006).

2.7.4 Depth-First Search (Prohledavani do hloubky)
Prohledavani do hloubky nam negarantuje, Ze je nalezeno nejoptimalnéjSi mozné

feSeni. Algoritmus je podobny jako prohledavani do Sifky srozdilem, ze
neprohledavame sousedy uzll, nybrz jejich nasledniky, ktefi spliuji dané
podminky. Algoritmus se zanofuje do hloubky a tim pomérné rychle nalezne néjaké
feSeni. Princip je tedy prosta expanze prvniho naslednika a splfuje-li podminky,
pokracCuje dale v expanzi. Pokud prvni naslednik kritéria nesplnuje, pokraCujeme
v expanzi dalSich naslednikd. Pokud ani ti nespliuji kritéria, vracime se o uzel
v hierarchii vySe. Pro spravnou funkénost pouzivame tzv. zarazku, ktera zastavi

zanorovani. V opacném pfipadé by zanofovani pokracovalo do té doby, nez by
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pretekl zasobnik nebo by bylo nalezeno néjaké feSeni. Zarazkou byva obvykle
hodnota oznacujici maximalni moznou délku cesty.

2.7.5 Breath-First Search (Prohledavani do Sirky)
Mazeme jej pfirovnat k laviné z vrcholu hory nebo k viné zplsobené objektem

vrzenym proti hladiné vody. Algoritmus prohledava sousedy v jednotlivych vrstvach
pomoci FIFO fronty atim dostavame optimalni feSeni, jestlize néjaké existuje.
Algoritmus funguje nasledovné: Zarfadime startovni uzel do fronty. Tento uzel
vezmeme z fronty a prozkoumame, jestli je feSeni nalezeno - tim bychom ukongili
hledani a dostali vysledek. Neni-li FeSeni nalezeno, zafadime do fronty
neprozkoumané nasledniky tohoto uzlu. Je-li fronta prazdna, neni feSeni nalezeno.
V opacném pfipadé prozkoumame prvni uzel ve fronté a tento postup se opakuije.

2.7.6 Geneticky algoritmus
Patfi mezi uspésné optimalizacni techniky, u kterych je nevyhodou pomérné

naroCny vypocetni proces aje potfeba volit pfiméfené velkou populaci. Vyvoj
populaci bézi v diskrétnich krocich. Posloupnost populaci nazyvame generacemi.
Na pocatku se vygeneruji na nahodné zvolenych, ale rozprostfenych soufadnicich
jedinci. Mnozstvi jedincu musi byt dostate¢né kvUli degeneraci populace, kdy vétsi
populace obvykle obsadi vét§i mnozstvi lokalnich extrému aje vétsSi Sance na
dosazeni optima. VSichni jedinci se pomoci fithess funkce ohodnoti a podle
vysledné kvality jedince se vyberou kandidati pro vyrobu nové generace jedincu.
NizSi ohodnoceni ovSem neznamena uplné vylou€eni daného jedince z dalSi mozné
reprodukce. Zminény jedinec nemusi byt v celku tak kvalitni jako nejlepsi jedinci
v souCasné generaci, ale nékteré ¢asti slabsiho jedince mohou byt vhodné pro dalsi
reprodukci, ¢imz zlepSi nasledujici generaci. Kazdy jedinec je definovan svym
chromozomem sloZzenym z genu, tedy podmnozin chromozomu. Geny uréuji
vlastnosti jedinct a tim padem i jejich kvalitu. RozmnozZovani vybranych jedincu
probiha tak, Ze se chromozomy zkfizZi, ¢imz vytvofi chromozom novy.

Jedinci z mnoziny jedincu vybranych pro dalSi reprodukci jsou ke kfizeni do
dvojic vybirani bud nahodné, nebo jsou jako par brani jedinci po sobé jdouci. Pokud

ma tato mnozina lichy pocet jedincU, je jeden z nich vyfazen. Nasleduje mutace,
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ktera nahodné méni bitovou hodnotu genu. Mutace nesmi byt pfilis rozsahla, aby
jedinec unikl moznému uviznuti v lokalnim extrému a zaroven byl zachovan prvek
dédi¢nosti. Jedinci by neméli byt pouze kvalitni, ale i odlini od priiméru. Vhodné
kifizeni zachovava co nejvySSi rlznorodost jedincl, kdy pravé jejich diverzita
zabranuje uviznuti jedincl v lokalnim extrému. Konec nastava, jakmile se populace
nadale nezlepSuje. Nalezeny vysledek se povaZuje za globalni optimum, které vSak
ve skuteCnosti optimem byt nemusi. Na obrazku 6 je zobrazen cyklus béhu
genetického algoritmu (Zizka, 2014).

Seleks

{ > RODICE

Kfizani

FOPULACE

I

Obrazek 6 Princip genetického algoritmu

Mutace

" POTOMCI
Mahrazeni

2.7.7 SOMA (samoorganizujici se migracni algoritmus)
Spada do skupiny smiSenych algoritml a je inspirovan inteligentnimi jedinci, ktefi

spolupracuji na vyfeSeni spole¢ného problému jako napfiklad vici lovici potravu.
V podstaté se kazdy jedinec snazi najit nejlepsSi feSeni, ktera si v pribéhu hledani
sdéluji a na jejichz zakladé méni své dalSi chovani. Migrace jedincl probiha vzdy
za nejlepSim FeSenim.

PFfi béhu algoritmu nedochazi k vytvafeni novych jedincl, jako je tomu
napfiklad uvySe popsaného Genetického algoritmu. Jedinci pouze migruji
v prostoru moznych FeSeni a jsou ovliviiovani jinymi jedinci, tedy samoorganizuji se.
Pfed tvorbou populace a spusténim algoritmu je nutné nadefinovat Fidici
a ukonCovaci parametry spolu s fitness funkci. Na pocCatku vygenerujeme ve
stavovém prostoru na nahodnych pozicich populaci. Stanovime Leadera, ktery ma
nejvy$si ohodnoceni fitness funkce. Nasleduje dalSi migracni kolo, kdy se vSichni

jedinci pfesunuji smérem k leaderovy po prfeddefinovanych krocich a pokud néktery
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z jedincl nalezne feSeni lepSi nez jeho pavodni, feSeni si zapamatuje. Jedinci se
nepohybuji po pfimce, ale mirné se od ni odchyluji, coz zlepSuje diverzitu populace
a robustnost algoritmu. Na obrazku 7 vidime, Ze pfed migraci jedince se nejprve
vygeneruje prazdny PRTVector o velikosti D, ktery je naplnén hodnotami z intervalu
< 0,1 >, které jsou porovnavany s parametrem PRT. Pokud je n-té Cislo vy$Si nez
PRT parametr, nastavime v PRTVectoru na n-té pozici O, jinak nastavime 1.
Parametry s ohodnocenim 0 se nepficitaji, ¢imz se snizuje pocCet stupnil volnosti
pohybu jedince v prostoru. Poté, co se jedinci usadi na svych nejlepSich pozicich,
zkontrolujeme rozdil mezi nejhlre a nejlépe ohodnocenym jedincem. Pokud je rozdil
vySSi nez vySe povolené chyby, nebo nebyl naplnén minimalni pocet migracnich

kol, migraci opakujeme (Volna, 2012).
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Obrazek 7 Proces migrace jedince
Vyskytuje se vice typu SOMA algoritmu:
e AllToOne
Zakladni typ SOMA algoritmu je popsan vyse.
o AllToAll

Nepouziva se Leader a vSichni sméfuji ke vSem.
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¢ AllToAllAdaptive
Shodna s AllIToAll srozdilem, Ze migrace aktualniho jedince probiha
okamzité na nalezenou poazici.

e AllIToOneRand
Podobna se zakladnim typem SOMA, ale Leader neni vybiran podle
nejvyssSiho ohodnoceni fithess funkce.

2.7.8 Immunology system method (Metoda imunologického systému)
Jak nazev napovida, tento algoritmus je inspirovany principem imunologického

systému v Zivém organismu. Tento systém obsahuje mnoho typa riznych agentu
a kazdy z agentu zajiStuje feSeni od sebe odliSnych uloh. Tento multiagentni
systém je schopen feSit mnoho komplikovanych uloh, jako napfiklad komplexni
antivirova ochrana rozsahlych pocitaCovych siti. KliCova je dovednost vzajemné
komunikace agentl, kdy ma kazdy agent odliSnou pravomoc. Pravé pomoci
vzajemnych interakci a urcité svobody rozhodovani zvladaji tyto systéemy feseni
komplexnich uloh (Zelinka, 2004).

2.7.9 Ant Colony Optimization (ACO, Optimalizace mravencéich kolonii)
Inspiruje se chovanim kolonie mravencl pfi hledani potravy. Z mravenisté, které

predstavuje zdroj mravencl, nahodnymi sméry putuji mravenci hledajici potravu,
ktera predstavuje cil jejich cesty. Jakmile mravenec nalezne néjaké feSeni, vypousti
pfi zpatecni cesté feromon, ktery znackuje cestu. Feromon napomaha mravencim
nasmérovat se k cili. Mravenci se vydaji tou cestou, kde je feromon silné;jsi. Jak bylo
zminéno vySe, bez feromonu jsou jejich rozhodnuti nahodna. Na obrazku 8 je

patrné, ze ¢im je cesta kratsi, tim bude jeji oznaCeni intenzivnéjsi.

27



Teoreticka cast

potrava potrava

mraveni#td mraveni£té mraveni#td
Obrazek 8 Hledani optimalni cesty Zdroj: Metelkova (2006)
Podstatnou vlastnosti algoritmu je postupné odpafovani feromond. Tim je zajisténo
odstranéni méné optimalnich cest, coz zvySuje robustnost algoritmu pfi hledani
globalniho optima a sniZuje moznost uviznuti v lokalnim extrému. Tento algoritmus
se Casto pouziva pfi feSeni problému obchodniho cestujiciho nebo navrhu
telekomunikacnich siti. Nasleduje pseudokdéd feSici problém obchodniho

cestujiciho.

Ohodnoceni vsech hran defaultnim mnozstvim feromonu
Nahodné vygenerovani mravenc v uzlech
while (i < max_pocet_cyklu)
while (!mravenec_v cili)
for jto max_ant do

Presun mravence[j ] k dalSimu uzlu na zdkladé ohodnoceni
end
end
for kto max_ant do
Vyparovani feromonu
Oznaceni feromony
If (delka(ant[k]) < best) best = delka(ant[k])
end
end

Program 1 : Pseudokdd algoritmu ACO Zdroj: upraveno podle Dorigo (2006)

2.7.10  Artificial Bee Colony Algorithm (ABC, Optimalizace v€elim rojem)
Byl poprvé publikovan v roce 2005 a spada pod algoritmicky pfistup optimalizace

vCelim rojem. Inspiruje se chovanim biologickych vCel a pfebira nékteré jejich
charakteristické znaky. DalSi pouzivané algoritmy inspirované timto pfistupem jsou

Honeybee Mating Optimisation Algorithm (v€eli pafici optimalizacni algoritmus),
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Bee System algorithm (algoritmus vc€eliho systému), Bees Algorithm (vCeli
algoritmus) aj.

Veeli roj se sklada ze tfi Casti, ato ze zdroje potravy, pracujicich vcel
a nepracujicich vc€el. Kvalita zdroje potravy se stanovuje podle vzdalenosti od ulu,
konzistence energie a obtiznosti tuto energii ziskat z potravy. Pracujici v€ely se
snazi najit na konkrétnim misté ve stavovém prostoru co nejlepsi feSeni. Pracujici
vCely rovnéz prenasi informace o vzdalenosti a sméru feSeni od ulu a o jeho kvalité.
Nepracujici v€ely se déli na dvé ¢asti, a to prizkumné vcely a divaky. Prizkumné
vCely prohledavaji prostor moznych feSeni a snazi se najit ndhodné co nejlepsi
fedeni. Divaci Cekaji v ulu a stanovuji kvalitu feSeni pomoci sdilenych informaci.
Sdileni informaci probiha na tzv. tanec¢ni ploSe, kde jednotlivé vCely pfedstavuji
nalezena feSeni a vSechno podstatné o nich. Nasledné ostatni vCely pomahaji
ZlepsSit (lokalni prohledavani) nejlepSi (ruletova selekce) nalezena feSeni
(Machytka, 2013).

Obrazek 9 Princip ABC algoritmu Zdroj: (Machytka, 2013)

Zobrazeny princip na obrazku 9 ukazuje dva zdroje potravy, a to feSeni A a B. Dale

je zobrazena potencionalni délnice, ktera neobsahuje Zadné informace. Z této véely
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se muze stat prizkumna vcela, ktera hleda nova feSeni (moznost S), nebo pujde na
tanecni plochu a zjisti informace o jiz znamych feSenich (moznost R). Po nalezeni
feSeni se z potencionalni v€ely stava pracujici v€ela. Ta mizZe nalezené feSeni
opustit (moznost UF), ziskat dal$i vCely sdilenim FfeSeni na tane¢ni ploSse (mozZnost
EF1), nebo pfenést feSeni bez ziskani dalSich v€el (moznost EF2).

2.7.11  Diferencialni evoluce

Novy a hojné vyuzivany algoritmus, ktery €asto rychleji konverguje k feSeni nez jiné
podobné algoritmy. Principialné je podobny evolu¢nim algoritmim. Pro kazdého
jedince ze staré generace A vytvori konkurencniho jedince, kdy do nové populace
bude vybran ten snizSi funkéni hodnotou. Pro vytvofeni jedince nového
potfebujeme Ctyfi rodiCe. Ze tfi nahodné vybranych nestejnych jedincl vytvofime
jejich kombinaci tzv. Sumovy vektor, ktery je nasledné pouzit pfi kfizeni se Ctvrtym
rodicem. Nasleduje porovnani a soutéz Ctvrtého rodi¢e a potomka o misto v nové
generaci.

Nasleduje Diferencialni evoluce zapsana v pseudokodu.

Generuj P (stard generace P, velikost N nahodné v D)
while ukoncujici podminka
for i =1to Ndo
Generuj vektor u
Vytvor vektor Y krizenim ua x,

If f(y)<f(x;) then Q+=y
else Q +=x,

P=Q
end

Program 2 : Pseudokdd algoritmu Diferencialni evoluce Zdroj: upraveno podle Volna (2012)

2.8 Particle Swarm Optimization (PSO, Optimalizace hejnem
castic)

Tato vypocetni technika ma puvod v umélé inteligenci a socialni psychologii. Byla

vyvinuta roku 1995 elektroinzenyrem Russelem Eberhartem a socialnim

psychologem Jamesem Kennedym a inspiruje se socialnim chovanim rybich

a ptacich hejn. Algoritmus PSO pochazi z pokusnych modell vytvarenych biologem
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Frankem Heppnerem roku 1990. Ten zkouSel vytvaret algoritmy inspirované
chovanim hejn (Volna, 2012).

Tyto modely byly velmi podobné jizZ znamym modeliim a chovani hejn vérné
kopirovaly. Navic byla pfidana moznost pfistani v hnizdisti, ke kterému byla Castice
pfitahovana. Takové hnizdi§té muze reprezentovat i cil ¢astic. V modelu se Castice
pohybovaly v hejnu, kdy byl jejich pohyb dan vektory rychlosti a pozicemi v prostoru.
Pravidla pohybu definovala, Ze kazda Castice se snazila dostat mezi ostatni, ale
zaroven se nesméla s zadnou pfimo stfetnout. Jakmile se néjaka Castice vyskytla
v misté hnizdisté a pokud byla nastavena hodnota pfistani v hnizdisti vy$si nez
hodnota udrzujici €astici v hejnu, Castice se odpoutala od hejna a zUstala na misté.
Cim vice &astic zUstalo v hnizdisti, tim vice &astic bylo k hnizdisti pfitahovano. Timto
principem nakonec celé hejno zustalo v hnizdisti (Jezek, 2005).

Nize v této kapitole je popsan princip fungovani algoritmu PSO, kde mizeme
inspiraci timto modelem vidét. Hledani feSeni ve stavovém prostoru je velmi
podobné hledani hnizdisté a inteligence hejna, tedy sociokognitivni mysleni jedinct
pfi hledani feSeni a ovliviiovani okolnich jedincu je také velmi podobné. Zmény se
nachazi u prochazeni jedinct stavovym prostorem a hledani jejich hnizdisté.
Problémem je zjisténi optimalniho hnizdisté neboli feSeni, které jedince na
nahodnych pozicich pfitahne k tomuto optimu.

Socialni pojeti Ize vidét v chovani Castic, napfiklad uceni se od ostatnich
jedincu. VétSina inteligentnich zivocicht se uci od jinych zivo&ichl a inspiruje se
z jejich uspéchu. Snazime se vzajemné porovnavat a imitujeme chovani uspésnych
lidi v pro nas vyznamnych zalezitostech. Pouhé napodobovani uspésnych jedincl
nas k optimalnimu feSeni nedovede a je nutné zkouSet nova feSeni. Vhodné je
aplikovat pfistupy oba a najit jejich spravny pomér. P¥ilis malo novych zkusenosti
nas k pfili§ dobrému vysledku nedovede, protoZe zUstaneme uzavieni urcitém
kruhu (lokalni extrém) a dale se nedostaneme. Naopak ignorovanim uspésnych
jedincd nedosahneme relativné optimalniho vysledku a urcité nedosahneme

globalniho extrému. Toto pfirovnani nas vede k tomu, Ze by ¢astice méli mit néjaky

v waiwvs
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pravidel n-rozmérnym prostorem moznych feSeni. Tato optimalizacni technika se
ukazala byt nejefektivnéjsi pfi FeSeni vicerozmérnych problém0 a ukazala
univerzalnost pfi feSeni riznych typl problému.

Vyhodou této optimalizacni metody je nizka ovlivnitelnost velikosti prostoru
moznych FeSeni. DalSi vyhodou je, Ze dokaze feSit i velmi nelinearni problémy.
Metoda pomérné rychle konverguje k optimalnimu feSeni, tam, kde mnoho
standardnich metod zklame. LepSi je i oproti obdobnym optimalizaénim metodam
jako jsou genetické algoritmy. U genetickych algoritmU Spatna feSeni vypadavaji
v nasledujici iteraci, a proto PSO uc¢inngji zachovava diferenciaci jedincl, kde
jednotlivé c¢astice v nasledujici iteraci nevypadavaji, ale fidi se nejlepSimi
nalezenymi feSenimi. Pokud jsou si feSeni velmi blizka, mizou €astice uviznout
v lokalnim extrému. Vyhodami jsou irelativné snazsi implementace algoritmu
a niz8i mnozstvi parametra.

28.1 Pouzivané terminy
Particle (agent, €astice) jedna se o jednotlivce z hejna. Kazda ¢astice se pohybuje

individualné, ale jejich fidici princip je u vSech stejny. Pohybuji se smérem ke svému
PBest a zaroveri smérem ke GBest a béhem toho ovéfuji pozici, na niz se nachazi.
Position je reprezentovana polem hodnot, kde kazda jednotliva hodnota definuje
pozici vdané dimenzi. U feSeného problému o n parametrech budeme mit pozici
reprezentovanou polem o délce naoptimalni feSeni budeme hledat v n-
dimenzionalnim prostoru moznych feseni.

PBest v nize uvedeném pfikladu je to maximalni mnozstvi drobk( nalezenych
danym jedincem. Hodnota, ktera je definovana ucelovou funkci, je pro kazdou
Castici jedineCna. Tedy kazda Castice ma své vlastni PBest a tuto hodnotu pfi kazdé
iteraci porovnava s aktualnim PBest a pfipadné ji zaménuje.

GBest je maximalni ohodnoceni u€elovou funkci pro konkrétni feSeni nalezené
celym hejnem. Pfi kazdé iteraci porovnava kazda castice aktualni ohodnocenou
pozici s GBest a pfipadné ji zaméni. VS8echny Castice jsou ktéto hodnoté

pfitahovany.
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2.8.2 Princip PSO
Existuje hejno holubu o n jedincich a jejich ukolem je najit na namésti misto

s nejvyS§Sim mnozstvim drobkl. Jednotlivi holubi jsou nahodné vygenerovani na
riznych pozicich na namésti a maji nahodnou rychlost. Kazdy z holubu pfi
vygenerovani nezna sveé okoli, ale dokaze si zapamatovat misto s nejvySsi
koncentraci drobkl a zaroven zna misto se zatim nejvy$Si koncentraci drobku
objevenou hejnem. Kazdy holub ma svoji setrvacnost pohybu pfi hledani, ale pohyb
usmeérfiuje zpét k nejlepSimu feseni, které béhem svého hledani nalezl a také
smérem Kk nejlepSimu feSeni nalezenému hejnem. Vysledna trajektorie byva nékde
mezi témito tfemi vektory. Vliv na vyslednou rychlost holuba ma vliv socialni

a individualni konstanty a také konstanta vahy.

&

o L~

7

o 9 sl | % ¥ s
(a) (b)

*

Obréazek 10 Princip algoritmu PSO Zdroj: upraveno podle Robinson (2004)
V levé Casti obrazku 10 jsou zobrazeny Castice, které jsou pfitahovany k nejlepSimu
feSeni nalezenému celym hejnem a zaroven pfitahovany Kk jejich individualnimu
maximu. V prave Casti maji Castice jistou setrvacnost a pohybuji se kolem lokalniho
extrému. Pokud jina Castice nenalezne lepsi FeSeni, zGstanou Castice vtomto
extrému.

Kazda Castice je povazovana za bod v n-rozmérném prostoru a tato pozice

je stanovena jeho polohou X ; arychlosti V ., které jsou definovany n-rozmérnym

vektorem. NiZze uvedené vektory definuji vektor pozici i-té Castice v iteraci t a vektor

rychlosti i-té Castice v iteraci t.
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X (&)={x (t)x,(t)..x (t)} (1.3)
V. (@t)={w, (t)v,(t)..v, (t)} (1.4)

Rychlost kazdé CcCastice je reprezentovana socialni a individualni hodnotou.
Dulezitost téchto dvou hodnot je proménliva a na kazdou z nich je uzivana jina
nahodna vaha. Individualni hodnota je chapana jako vektor rovnajici se bodu

v prostoru moznych feSeni, kde ma Castice nejlepsi osobni feSeni a budeme jej

. PBest PR . . :
oznacovat X, . NejlepSi feSeni nalezené celym rojem (GBest) budeme

. GBest
oznacovat X

Nasledujici rovnice popisuje pohyb ¢astice do nové vypocitané lokality

X ()=x,(t-1)+V, () (1.5)
Mechanismus fungovani pohybu ¢astic je jeden z hlavnich prvkl celého algoritmu
a podrobné seznameni s nim je podstatné pro porozuméni principu pohybu ¢astic.

Stanoveni rychlosti ¢astic popisuje nasledujici rovnice.

V() =w(e)xV (e 1) +c, xrand, x (X" =x (e = 1)) +¢, x

GBest

rand, X (X —-X,(t—-1)) (1.6)
Rovnice se sklada ze tfi ¢asti. Hodnoty i = {1 , 2, n} oznacuji jednotlivé Castice
a proménna n pfedstavuje velikost populace. Proménna t pfedstavuje pocet iteraci.
Prvni &ast rovnice w(t)xV ,(t —1) popisuje setrvaénost pohybu ¢astice (viz
obrazek 11), tedy snahu pokradovat stale stejnym smérem. Casto byva nasobena

néjakou vahou, ktera omezuje vliv pfedchazejici rychlosti na rychlost soucasnou.

PBest

Vdruhé &asti (c, x rand, x (xi —X (t - 1))) je popsan piitazlivy pohyb

. I oy e . PBest . . . . .
k zatim nejlepSimu nalezenému feseni X , Castici X ,, hodnotu ucelové funkce
na tomto misté oznacujeme PBest a je nasobena vahami ¢, arand, . Hodnoty ¢,

a rand, budou podrobnéji popsany v nasledujicich Castech textu. Zatim staci pouze

vedét, ze ¢, je kladna konstanta a proménna rand, nabyva nahodné hodnoty
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Be.

H P PNT . G t
z intervalu < 0,1 >.V posledni casti rovnice (¢, X rand, X (X Y _x ;@ —1)))

. . . T . v . , GBest
je definovana pfitazlivost k nejlepSimu zatim nalezenému bodu v prostoru X

a jeho vypocitanou hodnotu oznacujeme GBest.

XfPB est

X;(t) ,

XGBeSt

Obrazek 11 Vektorové zobrazeni pohybu c¢astice 2D prostorem

2.8.3 Pribéh PSO algoritmu
V této Casti je popsan prubéh algoritmu v jednotlivych krocich:

1. Nastaveni parametr( algoritmu, které urCuji jeho funkénost. Nejdfive
vymezime rozsah prostoru feseni, tedy vybereme parametry, které chceme

optimalizovat a pfifadime rozumné hodnoty, ve kterych chceme hledat

optimaini feseni. Stanovime X  aX_ . hodnotu omezujici kazdou

dimenzi. Dale nastavime hodnoty V. aV . omezujici velikost rychlosti

Castic (v dalSi Casti textu je uveden davod tohoto omezeni). Uréime pocet
Castic n v hejnu, hodnoty ¢, ac,,vliv individualniho a socialniho chovani
Castic a hodnotu w, vliv rychlosti z minulé iterace.

2. Definujeme ucelovou funkci, ktera predstavuje propojeni mezi algoritmem
a realnym svétem. Optimalizace ucelové funkce predstavuje feSeny problém
a jeji definovani je kliCovym prvkem optimalizace, pro kazdy problém musi

byt vytvofena individualné. Vice v kapitole o ucelové funkci.
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3. Inicializuje se hejno Castic, ke kazdé Castici se vygeneruje nahodna

startovaci pozice naintervalu <X X ., > Pro kazdou dimenzi

ax’ mi

a startovaci rychlost pro kazdou Castici, hodnota kazdého parametru bude

|4

Best PBest

vintervalu <V >. Poté se vyhodnoti u€elova funkce u vSech Castic

max’ min

a stanovime X ¢
4. Cyklus hledani optima je nasleduijici:

V. . >.

ax’ min

a. Stanoveni rychlosti ¢astic V (¢ ) a korekci podle <V

b. Stanoveni pozic ¢astic X , (¢t ) a korekcipodle <X X . >.

max’ min

G
c. Aktualizace novych hodnot X pest fBESt
5. Opakovani prfedchoziho kroku dokud nenalezneme dostate¢né dobrou
hodnotu ucelové funkce nebo dokud neni dosazen maximailni pocet iteraci.

2.8.4 Topologie PSO
Algoritmus PSO existuje v mnoha provedenich. Mohou se lidit napf. v pfedavani

informaci mezi Casticemi. Bylo zjisténo, Zze nékteré z optimalizacnich problém
tihnou k jinému nez optimalnimu feSeni. Pficinou je topologie PSO, kdy vSichni
jedinci znaji nejlepSi feSeni celého hejna atim padem kazdy jedinec muze
ovliviiovat vSechny.

Algoritmus PSO a jeho topologie vlivu ¢astic mize nabyvat raznych typl
sousedstvi. Sousedstvi nema nic spoleCného se vzajemnou prostorovou
vzdalenosti Castic od sebe v prohledavaném prostoru. Vyznam sousedstvi se
vztahuje na urc€ity vliv mezi ¢asticemi na jejich vzajemny pohyb. Rozdélujeme je na
dva hlavni typy. Globalni sousedstvi, jehoz Castice znaji nejlepsi feSeni z celého
hejna, jedna se tedy o uplny graf (viz obrazek 12a). Druhym typem je Castecné
propojeny graf (viz 12b, c, d), kde jsou Eastice vzajemné ovliviiovany podle urcitych
pravidel. Obrazek 12b zobrazuje topologii ¢astic uspofadanych do kruhu, kdy
se vzajemné ovliviuji pouze Castice sousedni. Obrazek 12c zobrazuje topologii

hvézdicovou, kde jsou ¢astice od sebe odtrzeny a informace se shromazduji v jedné
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hlavni ¢astici. Topologie von Neumanna (viz obrazek 10d) byva ¢asto oznaCovana

K‘“l
37N

Obrazek 12 Typy topologie u hejn Zdroj: Volna (2012)

za nejlepsi.

o

{a)

Toto ,ofezané” propojeni Castic zpomaluje konvergenci k néjakému fedeni, ale
umoznuje algoritmu prohledat vétSi oblast prostoru moznych feSeni. Vzajemné
propojeni sousedd umoznuje postupné Sifeni informaci, jelikoz Castice se budou
postupné pohybovat urCitym smérem a pfitahovat své sousedy, ktefi budou zase
pfitahovat ty své. To je mechanizmus pomalého Sifeni informaci skrz celé hejno,
jelikoz je Cas Sifeni této informace podstatné nizS§i nez u standardniho PSO
algoritmu, diferenciace Castic se zvySuje a Ize tak prohledat vétsi rozsah moznych
fedeni, protoZe se stale pohybuji kolem svého PBest.

2.8.5 Hrani€ni podminky
Pfi hledani optima nastavujeme oblast prostoru, kde toto optimum vyhledavame.

Stava se, Ze Castice dosahne hranice definovaného prohledavaného prostoru.
Hodnoty jako konstanty snizujici rychlost, maximalni rychlost Castice (V) a ani

setrvacné vahy neomezi ¢astici pouze ve vymezeném prostoru. V téchto pfipadech

se pouzivaji hraniéni podminky, viz obrazek 13.

(a) Absorbing Walls (b) Reflecting Walls (¢) Invisible Walls
E
£33 Foy &R
o N N,
‘\ = \\ : \\ o
\(“\. z ' B N T
et o A L '.‘_‘J\ o
g g =
< (3 [
o (=¥ (oY
1o fitess
evabiation
Parameter 2 Parameter 2 Parameter 2

Obrazek 13 Pohyb ¢&astic po dosazeni hranic D(f) Zdroj: Robinson (2004)
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Obrazek 13a popisuje absorpéni sténu, pokud se Castice dostane na hranici
definovaného prostoru moznych feSeni u jedné nebo vice dimenzi, bude rychlost
Castice v téchto dimenzich vynulovana. Nasledné se bude ¢astice pohybovat podél
této hranice nebo bude pfitazena zpét. Castice na obrazku 13a dosahla hranice
u parametru 2 a rychlost v této dimenzi se vynulovala.

Jinym zplsobem usmérnéni ¢astic je odrazejici sténa. Vzdy, kdyz se Castice
dostane na hranici urcité dimenze, znaménko rychlosti se u této dimenze prohodi.
Vysledkem je odrazena Castice. Tento princip je zobrazeny na obrazku 13b.

Poslednim typem pro feSeni hrani¢nich podminek je neviditelna sténa.
Vyhodou této metody je sniZeni Casové naroCnosti, protoZze se vypoustéji castice
mimo dovolené hranice. Castice se pohybuji i mimo vymezené hranice, coz
nechava algoritmu volny pribéh. Na obrazku 13c vidime &astici, ktera se dostala
mimo hranici dimenze parametr 2. Tato Castice se poté nevyhodnoti ucelovou
funkci.

2.8.6 Stanoveni parametra PSO
Na zjisténi idealnich parametrd bylo provedeno jiz mnoho experimentu. Vysledkem

meél byt algoritmus s optimalnim pomérem mezi globalnim hledanim a exploataci
v mistech maxim. Jak bylo naznaceno vySe, byl problém s fizenim hejna ve

vymezenem prostoru, kde je CasteCne feSeni nastaveni V. . Parametry rand, ,

rand, vraci nahodné Cislo v rozmezi 0.0 a 1.0. Tim vkladame do algoritmu jisty

. , , o o wer wae GBest PBest ) .,
stochasticky prvek, ktery méni pfitazlivost k X ax, . Hejno se tak stava

pomérné nepredvidatelné v dalSich krocich algoritmu atim pomaha zabranit
cyklickému pohybu castic.

Abychom se vyhnuli pfiliSné divergenci Castic, nastavujeme maximalni
rychlosti Castic, optimalni nastaveni konstant pfitaZlivosti a nastaveni setrvac¢nosti.

Castice se mze pohybovat chaoticky. Abychom se tomu vyhnuli, nastavime V i

aVv .. Tato omezeni je vhodné pfizpusobovat FeSenému prohledavanému

in’

prostoru, protoze velikeé V  — muze prejit néktera optima amalé V . snizuje
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konvergenci k optimu a nemusime optimum vubec nalézt. Proménne ¢, ac,

usmérnuji pohyb k nalezenym extrémam. Nizké hodnoty pfili§ limituji tento pohyb
a vysoké hodnoty zpusobuji pfili§ velky rozptyl ¢astic do prostoru. Bylo zjiSténo, Ze
pfi nizkych hodnotach ¢ se trajektorie Castice podoba sinusoidé a naopak pri
vysokych hodnotach (vys$Sich nez 4) Castice mifila do nekonecna. Optimalni

hodnotou pro proménné ¢, ac, byla stanovena hodnota 2, kdy ale zalezi na

1

feSeném problému Tyto hodnoty Ize v zavislosti na feSeném problému upravovat.

2.8.7 Pohyb ¢astic v prohledavaném prostoru
- — - original velocity
A | Velocity toward gbest

734 |=-=-velocity toward pbest

A
1
VoA resultant velocity
™ gbest
Y

Parameter 1

o)

o g

o

&

4
¢
I'4

Parameter 2

Obrazek 14 Princip pohybu casti ve 2D prostoru Zdroj: Robinson (2004)

Kazda Castice se pohybuje skrz prostor moznych feSeni, viz obrazek 14. Pohyb

Castic probiha postupné na dalSi pozici. Spojeni tfi vektorl, ptvodni rychlost
(original velocity), pfitaZzlivost k nejlepSimu feSeni celého hejna X ohest (velocity
toward GBest) a pfitazlivost k nejlepSimu feSeni dané castice XfBESt (velocity
toward PBest), jak je zobrazeno na obrazku 14, nam dava vektor vysledné rychlosti,

ktery je oznagen jako V , (t ) (resultant velocity).
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Obrazek 15 Priklad hledani optima algoritmem PSO Zdroj: Robinson (2004)

Obrazek 15 ukazuje proces hledani optima u dvoudimenzionalni funkce, viz

obrazek 15a. Obrazek 15b pFedstavuje Castice v procesu hledani. Kazda Sipka
ukazuje smér a silu rychlosti ¢astice a hvézdicka oznacuje X fBeSt Castic, pficemz
jedna z hvézdi¢ek oznacuje jejich X GBESt. Obrazek 15c zobrazuje jiz dvousté
opakovani algoritmu, kdy X cBest i X fBeSt jsou shromazdény v jedné lokalité stejné

jako vétSina castic.
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3 Metodika prace

Cilem prace je efektivni implementace algoritmu PSO spolu s vhodnym
uzivatelskym rozhranim. Ugelem uzivatelského rozhrani je prehledné nastaveni
parametrd béhu algoritmu, pfehledné zobrazeni vysledného vystupu a zajisténi
prehledu, v jakém stavu se vypocCet nachazi. Nasledné bude mozné vypsat a ulozit
podrobny popis prubéhu vypoltu avysledné feSeni. Z ddvodu maximalni
efektivnosti programu bude vysledna binarni forma programu spustitelna pod
64bitovym OS MS Windows.

Pro vyvoj této aplikace byla vybrana platforma .NET, ktera umozriuje efektivni
vyvoj aplikace spolu se zameéfenim na jeji vykon. Programovacim jazykem, jenz tato
platforma vyuZziva, je objektové orientovany programovaci jazyk C #. Nejvyraznéjsi
nevyhodou je omezeni béhu aplikaci pouze na operacnich systémech spole¢nosti
Microsoft.

Jako vyvojové prostiedi pro platformu .NET jsem zvolil Microsoft Visual
Studio 2013 Ultimate. Toto prostfedi jako vétSina jinych zajistuje nastroje pro psani
a kompilaci programového kodu. Dale poskytuje moznosti generovani UML
diagram a generovani programového kodu na zakladé diagramu tfid.

Pro tvorbu grafického uzivatelského prostiedi byla pouzita knihovna
Windows.Forms, ktera je podporovana ve Visual Studiu aje mozné pohodiné
pouzivat nastroje této knihovny.
Postup prace a jednotlivé kroky pfi tvorbé aplikace
1. Shrnuti uzivatelskych pozadavkl predstavujicich vstupy a vystupy aplikace,
parametry programu pro funkénost algoritmu.
2. Navrh aschémata implementace zahrnujicich navrh funkénich modell
aplikace a objektovych tfid a ostatnich programovych elementd.
3. Kontrola navrzené aplikace bude provedena tak, ze poskytnuté vysledky
budou ovéfovany na lehce ovéfitelnych problémech. Ovéfeni funkénosti

bude provedeno na nominalnich, binarnich i numerickych typech dat.
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4. Vyhodnoceni schopnosti algoritmu PSO najit optimum a porovnani vysledku
s jinym optimalizacnich algoritmem. Shrnuti bude obsahovat zhodnoceni

algoritmu PSO z hlediska jeho parametrizace a efektivity vzhledem k objemu
dat.

Pfi praci na praktické Casti byly vyuZzity znalosti z vySe uvedené teoretické Casti.
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4 Vlastni prace

4.1 Optimalizované ulohy
ReSenymi Ukoly unumerickych umélych dat bude sada unimodélnich
a multimodalnich funkci, u nichz zjiStujeme optimalni hodnoty ze stanoveného
defini¢niho oboru hodnot.

Pro numericka realna data vyuzivame stejnou sadu unimodalnich
a multimodalnich funkci, ovSem pro tato data nemame stanoveny definiCni obor
hodnot, ale ziskavame je z externiho csv souboru. Kazdy fadek v souboru
predstavuje jednu feSenou dimenzi, pokud je tedy FeSena funkce dvojrozmérna,
bude aplikace vyuzivat pouze prvni dva radky souboru a hledat jejich optimalni
kombinaci pro danou funkci.
Nasledujici typy dat maji feSeny ukol spole¢ny. U nominalnich ibinarnich dat
hledame nejdelSi spoleCnou sekvenci hodnot, viz obrazek 16.
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Obrazek 16 Stejna sekvence znaku u nominalnich dat

Kazdy fadek je reprezentovan sekvenci znaku. Uméla data jsou nahodné
vygenerovana v rozsahu stanoveném definiCnim oborem, jenZ pfedstavuje délku
prohledavanych sekvenci, pfi¢emz pocCet sekvenci je stanoven navolenym poctem
sekvenci. Kazdy rfadek u nominalnich dat pfedstavuje jeden genom slozeny ze
4 typu hodnot. Aplikace se snazi najit nejdelSi spole¢nou podmnozinu sekvence
alespori u dvou genomu.

Nominalni i binarni realna data ziskame importem z csv souboru. Stejné jako

u umeélych dat aplikace hleda nejdelSi spole¢nou sekvenci v jednotlivych genomech.
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4.2 Analyza a specifikace pozadavki

Jadro aplikace bude tvofeno standardnim PSO algoritmem a bude obstaravat
nalezeni nejvhodnéjSiho feSeni. Tento standardni algoritmus je popsan vySe
v teoretické Casti prace. Pohyb €astice, pokud dosahne hranice defini¢niho oboru
pro danou dimenzi, bude absorbovan, viz obrazek 13a. Topologie hejna bude
predstavovat uplny graf, tedy kazda Castice bude moci ovlivnit kazdou castici
v hejnu, viz obrazek 12a.

Uzivatel aplikace bude moci specifikovat typ optimalizovanych dat. Muze si
vybrat mezi nominalnimi, binarnimi a numerickymi daty, kdy tato data mohou byt
realna nebo uméle vytvofena. Pro pohodiné pouzivani aplikace bude vytvofeno
grafické uzivatelské rozhrani, kde si uzivatel mize navolit typ prohledavanych dat
a také si zvolit, budou-li data automaticky vygenerovana v uzivatelem zvoleném
rozsahu nebo zda uZivatel vyuZije externi zdroj dat. Nasledné se aplikace pokusi
najit v datech optimum ve vySe uvedenych feSenych ulohach. Zakladni vysledky
bude aplikace ihned zobrazovat a bude mozné exportovat podrobnéjsi vysledky.
Aplikace bude uzivateli poskytovat moznost parametrizace algoritmu. Nastaveni
parametru ovliviiuje chovani algoritmu a dosahovani co mozna nejlepSich vysledka.
V aplikaci je mozné upravovat niZze uvedené parametry algoritmu PSO:

e Vaha

e Konstanta osobni

e Konstanta globalni

e Pocet Castic

e Rozsah definiéniho oboru
Pfi hledani optima v datech je obtizné stanovit, jestli jsme uz globalni optimum
u kterych nezname globalni optimum, jsme po néjakém Case béhu algoritmu nalezli
urcité feSeni, nemuzeme vSak ovéfit, jestli je toto feSeni nejoptimalnéjsi. Proto je
dilezité definovat ukon€ovaci podminku algoritmu. Nevhodnym feSenim by bylo

zvolit jako ukoncovaci podminku ¢asovy interval.
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V tomto pfipadé by byl pocet iteraci zavisly na vykonu stroje, coZz by znemoznilo
porovnani dosazenych vysledkd. Mezi vhodné ukonfovaci podminky patfi
napfiklad:

e Pevny pocet iteraci

e Pocet iteraci od posledniho zlepSeni globalniho optima
V aplikaci je mozné stanovit poCet iteraci béhu algoritmu. DalSim parametrem je pfi
generovani nominalnich a binarnich umélych dat pocCet sekvenci. Po dokonceni
vypoctu budou dosazené vysledky prezentovany v tabulce, kde uvidime nejdelSi
nalezeny fetézec, pfipadné nejvyssi nalezenou hodnotu ucelové funkce spolu s
nalezenymi pozicemi.

Dlraz bude kladen i na pfehlednost a jednoduchost grafického uzivatelského
rozhrani. Nepotiebné prvky pfi feSeni riznych uloh nebudou zobrazeny. Nalezené
vysledky budou pfehledné zpracovany v tabulce a podrobnéjsi informace bude
mozné ziskat exportem. O stavu vypocCtu bude aplikace uZivatele informovat liStou
s procentualnim vyjadfenim dokonceni vypoctu.

4.2.1 Funkéni pozadavky
Nize jsou uvedeny funkéni pozadavky na aplikaci:

1. Nalezeni optima ucelovych funkci.

2. Nalezeni nejdelSi spole¢né sekvence.

3. Import realnych dat pro zpracovani.

4. Export vysledku v textovém souboru.

5. GUI pro zobrazeni vysledkl a nastaveni parametru.

4.2.2 Nefunkéni pozadavky
NiZe jsou uvedeny nefunkcni poZadavky na aplikaci:

1. Bézné hardwarové naroky.
2. Aplikace pobézi na PC s OS Windows.

4.2.3 Use case diagramy
Diagram pfipadu uziti popisuje chovani systému z pohledu jeho uzivatele.

Zobrazuje funkcionalitu systému, ale nezobrazuje nic o jeji vnitfni implementaci.
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Z tohoto dlvodu je pfi navrhu nové aplikace vétSinou vytvaren tento diagram jako
prvni. Jedna se o vyzkousenou techniku sbéru pozadavku na funkcionalitu. Pfipad

uziti napojeny vazbou <<include>> je spustény vzdy, je-li spustén pfipad, na néjz

se odkazuje (Capka, 2013).

Nasleduje obrazek 17 popisujici diagram pfipadu uziti se tfemi scénafi, které bude

uzivatel pravdépodobné ¢asto pouzivat.

UZivatel

Obrazek 17 Use case diagram

Vlastni prace

Aplikace

Wtvofeni vstupnich
dat

l <<include>>

AN

Nalezeni optima

Export wysledku
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Use case Vytvoreni vstupnich dat

Pfipad uziti popisujici vytvofeni vstupnich dat pro béh aplikace, viz tabulka 1.

Nazev Vytvoreni vstupnich dat
Aktéfri Uzivatel, Aplikace
Podminky Aplikace se nachazi ve vychozim stavu pro zadani nové
zahajeni ulohy
1. Uzivatel definuje rozsah generovanych dat
Zakladni tok 2. Aplikace data vygeneruje apfevede do vlastni
reprezentace
Alternativni krok | 1.1Uzivatel urci externi zdroj dat

Tabulka 1 Scénar pripadu uziti — Vytvoreni vstupnich dat

Use case Nalezeni optima

Pfipad uziti popisujici nalezeni optima ve zvolenych datech, viz tabulka 2.

Nazev

Nalezeni optima

Aktéri

Uzivatel, Aplikace

Podminky zahajeni

Aplikace ma k dispozici data k prohledavani

Zakladni tok

Zahrnuje (Vytvoreni vstupnich dat)
Uzivatel nastavi parametry pro béh algoritmu
UZivatel spusti algoritmus

Aplikace nalezne feSeni

a bk~ 0N PE

Aplikace zobrazi feSeni

Vystupni podminka

Nalezeno néjaké feseni

Tabulka 2 Scénar pripadu uziti — Nalezeni optima
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Use case Export vysledku
Pfipad uziti popisujici export vysledku, ktery obsahuje prabéh prohledavani dat

a nalezeny vysledek, viz tabulka 3.

Nazev Export vysledku
Aktéri Uzivatel, Aplikace

Podminky zahajeni | Aplikace ma k dispozici vysledky feSené ulohy

1. Zahrnuje (Nalezeni optima)

2. UZivatel urci misto pro export vysledku
Zakladni tok
3. Aplikace shromazdi vysledky

4. Aplikace ulozi vysledky

Vystupni podminka | Cesta pro uloZeni vysledkl byla korektné zadana

Tabulka 3 Scénar pripadu uziti — Export vysledku

4.2.4 Vstupy
Vstupni data mazou byt generovana aplikaci na zakladé uzivatelem definovanych

parametrd nebo jsou importovany z csv souboru.

Kazdy fadek z externiho souboru dat znaci jednu prohledavanou dimenzi pro
ucelovou funkci. U nominalnich a binarnich dat, mame-li na vstupu deset sekvenci,
je pozice kazdé Castice z hejna reprezentovana deseti Cisly a aplikace zjistuje, zda
se na této pozici nevyskytuje optimum. Data z importovaného csv souboru jsou
ukladana v binarni, nominalni nebo numerické formé podle typu zvoleného pfi
importu dat, viz tabulka 4. Nominalnimi daty v importovaném souboru mohou byt
jakékoliv znaky, ovSem pfi generovani umélych nominalnich dat jsou generovany
pouze znaky (A, B, C, D), které reprezentuji znaky v genomu. Binarni data
v importovaném souboru mohou byt 0 nebo 1 ajsou ulozeny jako datovy typ
boolean. Numericka data potfebuji na vstupu pouze tolik fadku, kolik ma ucelova
funkce neznamych parametri. Format dat je ukazan v nasledujici tabulce.
Jednotlivé hodnoty jsou od sebe oddéleny mezerou. Jednotlivé sekvence

v importovaném souboru mohou mit riznou délku.
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-19 -2 20 105 11560 0 -12 -55 -150 -70 -21 68 97 20
-180 -220 25 190 500 0 114 3 -500 -700 -1 500
ABAACDDADCCBABBCDBCC
Nominalni | DACCABAABBBADCCAAB

CDACCA
010011101001000011011010
1101100101010110010101110101
001110010110

110100110

Tabulka 4 Mozny format vstupnich dat

Numericka

Binarni

4.2.5 Vystupy
Vystupem je optimum nalezené ve zvoleném problému. V exportu vystupu bude

definiéni obor, vstupni data, vystupy z nahodné zvolené Castice (napf. jeji rychlost,
pozice, aktualni fitness, nejlepsi fitness dané Castice), nalezené globalni optimum

a Cas trvani vypoctu.

4.3 Diagramy aktivit

Patfi mezi zakladni UML diagramy umoznujici znazornit vnitfni chovani systému.
Modeluje procesy slozené z mnoziny uzld, které jsou vzajemné propojeny hranami.
Pfevazné se tento diagram pouziva pro modelovani proceduralni logiky, procesu
a zachyceni workflow (Kanisova, 2004).

Dalsi ¢ast kapitoly zobrazuje a popisuje chovani implementovaného algoritmu.

4.3.1 Hlavni diagram aktivit
Tento diagram popisuje chod aplikace pfi spusténi hledani optima, sklada se z péti

Casti definujicich chod aplikace a jejich posloupnost. Startovacim bodem je vychozi
stav aplikace, nap¥. po spusténi. Nasleduje nacteni vstupnich dat (napf. ze souboru,
vygenerovani nebo stanoveni defini¢niho oboru). Dal$i aktivitou je hledani feSeni
v datech a poté zobrazeni feSeni uZivateli. Posledni €asti je koncovy stav, kdy je
aplikace pfipravena k dalSimu pouziti. Na obrazku 18 je rozebrana aktivita Najdi

feseni.
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°
!

CNaéti vstupni data)
C Najdi feSeni )
( Zobraz feseni )

Obrazek 18 Diagram aktivit - Hlavni diagram

4.3.2 Diagram aktivit Najdi FeSeni
Vychozi bod nastava, ma-li aplikace k dispozici data, ve kterych mize algoritmus

hledat FfeSeni. Nezbytné je také spravné nastaveni parametrd algoritmu. Pokud je
v této chvili spustén algoritmus, zacne inicializace roje, viz obrazek 20. BlizSi
informace o inicializaci roje jsou popsany nize. DalSi aktivitou je aktualizace
rychlosti vSech Castic, kde jsou vypoéteny nové rychlosti na zakladé puvodnich
rychlosti ¢astic, globalniho a osobniho nalezeného optimalniho fedeni, viz kapitola
2.8.2. Aktualizace nové pozice Castice zapocitava aktualni rychlost Castice a jeji
pavodni pozici. Nasledné dochazi k vypoltu dané ucelové funkce na zakladé
aktualni pozice Castice. Po zjisténi rychlosti, pozic a ohodnoceni vSech Castic
celého roje dochazi k aktualizaci osobniho optima vSech Castic a také k aktualizaci
globalniho optima celého roje. Bylo-li dosazeno maximalniho poctu iteraci

nastavenych v parametrech, je algoritmus ukoncen, viz obrazek 19.
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Inicializace

;

Aktualizuj rychlost
vSech castic

Aktualizuj pozici
v8ech &astic

o
UL

Zjisti fitness vSech
Castic

v

Aktualizuj gBest a
pBest vSech ¢astic

o

Ne Dosazen

maximalni pocet
iteraci?

Obrazek 19 Diagram aktivit - Hledani reSeni

4.3.3 Inicializace roje diagram aktivit
Startovacim bodem je spusténi algoritmu PSO. Prvni aktivitou je vygenerovani

nahodné pozice v prostoru moznych feSeni a pfifazeni pozice ¢astici. Tato pozice
je ohodnocena ucelovou funkci a poté je vygenerovana nahodna rychlost pro danou
Castici. Zjisténa hodnota se pfifadi do osobniho optima nalezeného danou castici.

Postup je zopakovan pro cely roj ¢astic a nakonec je zjisténo globalni optimum.
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Vygene_rqj _rléhod nou

pozici ¢astice

Zjisti fitness Gastice

Vygeneruj nadhodnou

rychlost ¢astice

Nastav pBest ¢astice

Vygenerovan
cely roj?

Ano

Nastav gBest celého
roje

Obrazek 20 Diagram aktivit - Inicializace roje

4.4 Diagramy trid
zobrazuje staticky pohled na modelovany systém, coz je umoznéno pomoci tfid
a vztahl mezi nimi. Tento diagram je mozné pIné pfepsat do kodu, mél by byt
prelozitelny a vhodny pro dalSi praci. Podobné objekty se stejnymi viastnostmi
muzeme sdruzovat do tfid, kdy pro kazdou instanci této tfidy definujeme jeji
spolecné vlastnosti a metody.

Vztahy mezi tfidami jsou rlizné. Nejpouzivangjsi jsou asociace, agregace
a kompozice. DalSim pouzivanym vztahem je realizace, ktera se vyskytuje mezi

tfidou a interface, ktera poskytuje vné&jsi pohled na objekt.
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Generalizace

Z pohledu implementace se jedna o vztah dédi¢nosti. Hlavni vyhody dédi¢nosti jsou
lepSi sprava programoveého kodu a snizeni redundance programového kodu.
Potomek je obohaceny o atributy nebo metody, které rodi€ nema. Jedna se o vztah
nadtfida/podtfida. Dal$i vyhodou je polymorfismus, kdy podtfida muze mit riznou
vnitini implementaci dané metody.

4.4.1 Swarm class
Tfida Swarm je rodiCem tfid MinSwarm a MaxSwarm, viz obrazek 21. Tridy

MinSwarm a MaxSwarm se od sebe li§i hlavné metodami psolLoop a inicializace,
kde byl pomoci polymorfismu rdznym zplsobem implementovan vnitfek téchto
metod. V tfidé Swarm vidime atributy a metody, které budou pouzivat i potomci
MaxSwarm i MinSwarm. Atributy Swarm tfidy jsou nezbytné pro spravny vypocet

a vypis vypocCtu. Z nazvu téchto tfid je zfejmé, ze instanci MinSwarm budeme
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pouzivat pfi hledani minima ucelové funkce a naopak instanci MaxSwarm pouZzivat

pfi hledani maxima uceloveé funkce.

£=3 #_# classs
PSOCore:Swarm

= Attributes

+ bestGlobalFitness ; Double
+ bestiElobalPozice : Double[*]
+ conskG : Double

+ constP ; Double

+ fn : FunctionBase

+ iaB : Double

+ maxR : Double

+ maxs ; Double

+ minR. : Double

+ rmire : Double

+ pocetCastic ; Double

+ pocetDimenzi @ Integer

+ pocetlteraci : Double

+ waha ; Double

- swarm : Particle[*]

= Operations
+ inicializacelfce @ Integer)
+ psoloopl)
+ Swarmidim : Integer, numberParticles : Integer)

.""-_
r

£~ 3 classs £ ¥ classs
PSOCore:MinSwarm PSOCore:Maxswarm
= Attributes = Attributes
+ bestGlobalFitness : Double + bestGlobalFitness : Double
- minswearm : MinParticle[*] - maxswarm ; MaxParticle[*]
= Operations =l Operations
+ inicializacelfce ; Integer) + inicializacelfce ; Integer)
+ MinSwarmidim : Inkeger, nurmberParticles : Integer) + MaxSwarmidin : Inteqer, numberParticles : Integer)
+ p=oLoopl) + psoLoopl)

Obrazek 21 Diagram tfid - Swarm

4.4.2 Particle class
Tridy MaxParticle a MinParticle jsou potomci tfidy Particle, viz obrazek 22. Tfida

Particle obsahuje atributy nezbytné pro kazdou d&astici vroji (poloha cCastice
v prostoru, rychlost ¢astice, aktualni hodnota ucelové funkce, nejlepSi dosazena
hodnota ucelové funkce a jeji pozice). Potomci se liSi metodou pro aktualizaci
rychlosti €astice. Implementace této metody zalezi na tom, jestli hledame maximum

nebo minimum udelové funkce.
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£23 wC# classe
PSOCorez:Particle

= Aktributes
+ bestFitness : Double
+ bestPaozice : Double[*]
+ fitness : Double
+ pozice : Double[*]
+ rychlast : Double[*]
=l Cperations
+ Particlefposition ; Dauble[*],
fitmess : Double, velacity : Double[*],
bestPosition : Double[*], bestFitness : Double)
+ UpdateRychlost{actualParticle : Parkicle, swarri @ Swarm,
newPosition : Double[*], bestGlobalPosition : Double[*],
bestGlobalFitness : Double, novaRychlost : Double[*])

:

A «C# classz A aC# classs
PSOCore:MaxParticle PSOCore:MinParticle
=l attributes = attributes
=l Operations =l Operations
+ MaximalizelpdateR ychlost{actualParticle : MaxParticle, + MinimizeUpdateRychlost{actualParticle : MinParticle,
swarm : MaxSwarm, newvelocity | Double[*], newPasition : Double[*], swarmn ¢ MinSwarm, newvelocity @ Double[*], newPosition : Double[*],
bestlobalPosition ; Double[*], bestGlobalFitness : Double) bestGlobalPosition : Double[*], bestGlobalFitness : Double)
+ MaxParticle(position : Double[*], fitness ; Double, + MinParticle{position : Doubla[*], fitness : Double,
velocity @ Double[*], bestPosition : Double[*], bestFitness : Double) velocity : Double[*], bestPasition : Double[*], bestFitness : Double)

Obrazek 22 Diagram tfid - Particle

4.5 Navrh uzivatelského rozhrani
Vhodné uzivatelské rozhrani je velmi dllezité pro kazdou aplikaci. Rozlozeni prvki
by mélo dodrzovat vizualni tok, tzn. pohyb oci uzivatele z levého horniho rohu okna
aplikace do spodniho pravého rohu okna aplikace. UZivatelské rozhrani propojuje
funkCni ¢ast aplikace s uZivatelem.

Pro navrh efektivniho uzivatelského rozhrani je potfebna znalost typickych
uzivatelll této aplikace, a proto budou nize charakterizovani. Dale bude popsana
logika a navrh uzivatelského rozhrani.

4.5.1 Charakteristika uzivatelt
Dulezité je pred tvorbou jakéhokoliv softwaru zjistit cilovou skupinu uzivateld.

V tomto pfipadé se prevazné bude jednat o uzivatele zabyvajici se problematikou
optimalizace a evolu¢nich algoritmu. Aplikace bude slouzit pro vyzkouSeni moznosti

algoritmu PSO a porovnani vysledkd s konkurenénimi algoritmy.
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UZivatelé provadéjici tyto experimenty budou mit pravdépodobné znalosti
o problematice algoritm0 pracujicich na principu inteligence roje. Pfedpoklada se,
Ze uzivatel zna moznosti aplikace a optimalizované ulohy, které feSi. Aplikace je
demonstraci moznosti optimalizacniho algoritmu PSO, pomoci néhoz muzeme
optimalizovat riznorodé ulohy.

452 Logicka struktura grafického rozhrani
Jedna se o paralelu ke stavovému diagramu, kde kazdy stav zobrazuje nové okno,

pfip. prepisuje grafické prvky v okné puvodniho stavu a zobrazuje uzivateli
pozadované informace pro dany stav. Pocet stavu a rozlozeni prvku zalezi hlavné
na rozsahu aplikace a ucelu aplikace. Existuji aplikace s jednim stavem, kdy je to
nejlepsSi feSeni pro danou aplikaci, protoze nepotfebuje pro spinéni svého ucelu
mnoho grafickych prvkd a nema dal$i dodate¢na nastaveni. To zvySuje pfehlednost
aplikace a snizuje zatéz na uzivatele pfi jejim pouzivani.

Aplikace vytvofena v ramci této prace obsahuje dva stavy. Startovacim
stavem aplikace je pfimo hlavni stav, ve kterém uzivatel muze vybrat typ
optimalizovanych dat a feSenou ulohu. Na zakladé typu zvolenych dat se aplikace
interaktivné méni pomoci skryvani nepotiebnych grafickych prvka pro zvolena data
a ulohu. Napfiklad pokud zvolime realna binarni data, neni nutné zadavat pocet
prohledavanych sekvenci a typ optimalizované ulohy. Ve startovacim stavu bude
aplikace zobrazovat zakladni vysledky jednotlivych FeSenych uloh v prehledné
tabulce. Dale muzeme z tohoto stavu aplikaci vypnout nebo exportovat podrobnéjsi
informace o feSené uloze, viz kapitola 4.2.5. Ze startovaciho stavu muzeme kdykoliv
prejit do stavu nastaveni PSO algoritmu, které je zobrazeno v novém okné. Tato
nastaveni jsou podstatna nehledé na typ prohledavanych dat a vyc€lenéni tohoto

nastaveni mimo startovaci stav je z divodu zvySeni pfehlednosti aplikace.

| Zakladni menu
Nastaveni typu dat
- Zobrazeni vysledkli <«———

< _4

Nastaveni parametrt
PSO

Obrazek 23 Logicka struktura grafického rozhrani
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45.3 Dratény model
Uspésné se pouziva pfi tvorb& navrhu rozmisténi grafickych prvkd u jednotlivych

stav( aplikace, pro kazdy stav tvofime novy model. U&elem modelu neni naprosto
detailni a neménné rozmisténi vSech grafickych ovladacich prvkd, ale jejich
pfiblizné rozlozeni v daném stavu. V modelu také nejsou zachyceny obrazky nebo
barevné grafické prvky. Detailnost navrhu se mize ménit a velmi zalezi na typu
vyvijené aplikace. Navrh by mél odpovidat pozadované funkcionalité v daném
stavu.

Zakladni menu by mélo byt pfehledné a jednoduché, protoze se zobrazi po
spusténi aplikace. Navrh zakladniho menu v této chvili zahrnuje moznost volby typu
prohledavanych dat a dalSi nastaveni se bude ménit podle vybraného typu dat.
Bude zahrnuta volba vstupnich dat, feSené ulohy ataké typ optimalizace (jestli
budeme ucelovou funkci maximalizovat nebo minimalizovat). Ze zakladniho menu
bude mozné spustit okno zajistujici nastaveni parametrd PSO. Zakladni menu bude

dale obsahovat zobrazeni vysledkl a moznost spusténi algoritmu, viz obrazek 24.

Nastaveni parametrd a
export vysledkd

Spusténi algoritmu

Volba typu dat

Zobrazeni vysledkd

Obrazek 24 Dratény model - zakladni menu

Obrazek 25 zobrazuje model nastaveni parametrt algoritmu PSO. Obrazovka je

v tomto stavu rozdélena do dvou &asti.
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V levé Casti bude mozné editovat jednotlivé obecné parametry PSO jako je
napfiklad pocet iteraci, pocCet Castic, osobni a globalni konstanty upravujici rychlost
novych &astic, konstantu vahy pavodni rychlosti ¢astice a definiéni obor zahrnujici
prostor moznych feSeni. V pravé spodni ¢asti bude potvrzeni nastaveni parametru
PSO.

Nastaveni parametrt algoritmu

Potvrzeni nastaveni

Obrazek 25 Dratény model - nastaveni parametri

4.6 Implementace

4.6.1 Parametry algoritmu
Uzivateli je umoznéno v GUI nastavovat parametry a muze tak s algoritmem

experimentovat a zjiStovat jeho moznosti a tim aplikace splfiuje svuj ucel. Po
spusténi ma aplikace nastaveny vychozi parametry algoritmu. Jak bylo zminéno
vySe V teoretické Casti hodnota osobni a globalni konstanty je stanovena na
hodnotu 4. Nastavené hodnoty parametrl jsou univerzalni a lze s nimi najit dobré
feSeni. Tyto hodnoty byly pfevzaty jako doporu¢ené od jinych autor(. Podle
vlastnich pokusl jsem urcil, ze pro kazdou ucelovou funkci je nutné parametry

Mg wivs

(mUzZeme si tuto hodnotu pFedstavit jako setrvacnost Castice).
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DalSi podstatné parametry jsou osobni a globalni konstanta (urCuji, ke kterému
bodu bude Castice smérovat). NiZze je uvedena implementace aktualizace rychlosti

Castice v jedné z dimenzi.

novaRychlost[j] = (Swarm.vaha * actualParticle.rychlost[j]) + (Swarm.constP *
rl *(actualParticle.bestPozice[j] -actualParticle.pozice[j]))
+ (Swarm.constG * r2 * (bestGlobalPosition[j] -
actualParticle.pozice[j]))

Program 3 : Implementace aktualizace stavu rychlosti ¢astice

V kapitole srovnavajici PSO s genetickym algoritmem jsou popsany pfesné hodnoty
parametrq, pfi kterych byl PSO nejefektivnéjsi k jednotlivym testovanym ucelovym
funkcim. Obecné je pro numerickd data vhodnéjSi nastaveni parametru osobni
a globalni konstanty na hodnotu 2, ale pro nominalni a binarni data je vhodnéjsi
osobni konstantu nastavit na hodnotu 3 a globalni na hodnotu 1. Neni to z ddvodu
riznych typa dat, ale z davodu jiné ucelové funkce. U nominalnich a binarnich dat
hledame nejdelSi spoleCnou sekvenci, kdy se jako kliCové ukazalo nastaveni osobni
konstanty, protoze pfi nastaveni vysSSi globalni konstanty se hledani Casto zasekne
v lokalnim optimu.

Vychozi nastaveni definicniho oboru je od 0 do 100. Tyto hodnoty se pfi
vloZzeni realnych dat z csv souboru automaticky pfenastavi a jejich pozdéjsi
pfipadna uprava znemozni idealni prohledani dat daného souboru a nalezeni jeho
optima. Jako minimum je nastavena hodnota 0 a maximum je nastavena délka
nejdelSiho fadku. Definicni obor uumélych numerickych dat znamena rozsah
moznych hodnot, kterych mize dana ucelova funkce nabyvat a ve kterych PSO
hleda optimum. Definiéni obor u umélych nominalnich a binarnich dat znamena
pocet hodnot v jednotlivych generovanych sekvencich.

Parametry pocet Castic a poCet opakovani zvysuji ¢as prohledavani dat. Pfi
testovani bylo zjisténo, Ze tyto hodnoty je vhodné navySovat pfi prohledavani
rozsahlejSich dat (napf. vice dimenzi nebo vysSi rozsah defini¢niho oboru).

Nize je uvedena tabulka vychozich hodnot parametru pfi spusténi aplikace.
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Parametr Hodnota
Pocet opakovani 10
Pocet Castic 10
Definicni obor (maximum) 100
Definiéni obor (minimum) 0
Vaha 0,75
Konstanta osobniho maxima 2
Konstanta globalniho maxima 2

Tabulka 5 Vychozi hodnoty parametrt algoritmu

4.6.2 Zobrazeni vysledku
Vysledky vypoctl jsou zobrazovany postupné v pfehledné tabulce, viz obrazek 26.

V prvnim sloupci je pofadové Cislo vypoctu. Nasleduje typ prohledavani dat, bylo-li
v datech hledano maximum nebo minimum. Ve sloupci nalezené pozice zalezi na
zvolenych datech, zda jsou numericka, nominalni nebo binarni. Optimalni nalezené
feSeni u numerickych umélych dat je zobrazeno jako mnozina n Cisel podle poctu
prohledavanych dimenzi, kde prvni hodnota v fadku patfi do prvni dimenze az n-ta
hodnota do n-té dimenze.

Vysledky numerickych realnych dat jsou zobrazeny také postupné podle
dimenzi, navic je ale zobrazena pozice v daném fadku (dimenzi) a v zavorce
hodnota, ktera se na této pozici nachazi. Ve sloupci nalezené pozice u nominalnich
i binarnich dat (realnych i umélych) jsou zapsany radky (sekvence), ve kterych bylo
nalezeno optimalni feSeni, pfiemz mlze byt nalezeno ve dvou, ale i vice Ffadcich.
V nasledujicim sloupci je optimalni feSeni zapsano. Mlze se jednat o fetézec, nebo
hodnota ucelové funkce zalezi na typu zvolenych dat. Pfi exportu podrobnéjSich
vysledki muzeme nejdelSi podretézec najit ve zdrojovych datech. Pro ovéfeni
vysledkl ucelové funkce staci dosadit zjisténé hodnoty do funkce.

Posledni sloupec RunTime ukazuje ¢as trvani jednotlivych vypoc¢td. Mnohem
podrobnéjSi informace i o pribéhu vypoctu, zdrojovych datech atd. dostaneme
exportem pres tlacitko Soubor.
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F.. Twp Malezené pozice Malezené fedeni FunTime

1 Mawimurn  Ma Fadeich &, 11, BADCCEEA 00:00:02.42
2 Minimum  0,00000 | 0,00000 ] 0,00000 ] 0,00000 | 000000 00:00:00.24
3 Maximum  100,00000 | 100,00000 ] 100,000001100.00000 [ 40000,00000 00:00:00.34
4 Mawimum Maradcich 7,11, 1110110071000700107000 0000345

Obrazek 26 Ukazka zobrazeni vysledki

4.6.3 Stav vypoctu
Uzivatel je informovan o stavu vypoctu listou a procentem dokonc&eni, viz obrazek

27.

a5 Pogitam =R X
76 %
. =

Obrazek 27 Stav vypoctu

4.7 Oveéreni spravnosti implementace
Zvolit optimalni FeSeni je u nékterych ukoll obtizné. Napfiklad na prvni pohled
nepozname v datech spole¢nou nejdelsi podsekvenci nebo optimalni hodnoty pro
ucelovou funkci. Muzeme pouzit pfiklady, u kterych zname feSeni pro ovéreni
funkcénosti aplikace.

Schwefelova funkce je multimodalni a proto je vhodna pro ovéfeni funkénosti

algoritmu, neuvizne-li v néjakém lokalnim optimu.

f(x)=14189829 - %] (x,xsin ”xi|) (1.7)
Definiéni obor —500 < x; <500. Funkce obsahuje nékolik lokalnich minim,

pfiemz globalni se nachazina x = (1,..,1),f w =0

61



Vlastni prace
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Obréazek 28 Graf Schwefelovy funkce pro n = 2 Zdroj: Hedar (2012)
Po otestovani byl algoritmus ve vétSiné pfipadl schopen najit optimum jiz po 100
opakovanich pfi 100 vygenerovanych €asticich pfi vychozim nastaveni a poctu
dimenzi n = 2. Ovéfeni funk&nosti bylo uspésné na numerickych umélych datech.
Stejnym zpusobem probéhlo iotestovani s numerickymi realnymi daty rovnéz
s uspésnym vysledkem. Otestovani algoritmu probéhlo i na dalSich funkcich jako
napf. Rastrigin funkce, Easom funkce a Eggholder funkce.

Otestovani funkénosti hledani optima v nominalnich a binarnich umélych
datech je naro¢né z divodu nahodného generovani sekvenci, proto byla funkénosti
otestovana s realnymi daty. Do prvniho a posledniho fadku zdrojového souboru,
ktery obsahuje 100 sekvenci o délce kazdé sekvence pfiblizné 500 hodnot, byla
uméle vloZzena spole¢na podsekvence o délce 30 stejnych hodnot. Algoritmus
dokazal spolehlivé najit spravné feSeni ve vychozim nastaveni pfi 100 opakovanich

a vygenerovanych 100 &asticich.

4.8 Srovnani s genetickym algoritmem
Nakonec byla vytvofena implementace PSO algoritmu srovnavana s Genetickym

algoritmem pro zavéreéné shrnuti moznosti PSO.
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Po vyzkouSeni mnoha volné dostupnych implementaci Genetického algoritmu bylo
nakonec pouzito feSeni od autora Jamese McCaffrey. Zdrojové kody jsou napsany
v jazyce C # a parametry algoritmu je mozné snadno upravit stejné jako ucelovou
funkci, viz McCaffrey (2014). Po ovéfeni funkCnosti implementace Genetického
algoritmu bylo mozné prejit na porovnavani dosazenych vysledku. To probihalo
pomoci numerickych umélych dat a dosazené vysledky byly nasledné pfehledné
srovnany v grafech. Tento typ dat pro porovnani byl zvolen z dlvodu snadné
porovnatelnosti vysledkl a objektivnosti méfeni. Ugelova funkce fesici nejdelsi
spole¢nou podsekvenci vdaném bodé, ve kterém se Castice v daném prostoru
moznych feSeni pravé nachazi, byla navrzena pro algoritmus PSO a kdyby tato
ucelova funkce byla upravena pro Geneticky algoritmus, testovani by mohlo byt
neobjektivni. Nominalni a binarni data byla pouZita pfi testovani schopnosti najit
optimum vzhledem Kk velikosti dat avlivu parametrizace. Dosazené vysledky
uvadéné nize jsou zprimérovany z 20 béhl algoritmu. Tato prace se nezabyva
Genetickym algoritmem, proto byly parametry ponechany ve vychozim nastaveni,
viz McCaffrey (2014). Ve vychozim nastaveni je selekéni tlak nastaven na hodnotu
0.4, pravdépodobnost kfiZzeni na 0.2 a pravdépodobnost mutaci na hodnotu 0.01.
Pfi testovani byly pouze upraveny parametry pocCet generaci, velikost populace,
definiéni obor, pocet dimenzi a uc¢elova funkce.

4.8.1 Rastriginova funkce
Obrazek 29 popisuje hledani minima Rastriginovy funkce. Defini¢ni obor je

D (f) =< —5.12,5.12 > pro vSechna x ;. PoCet dimenzi je n =4 . Vidime, ze
optimum pro vSechna x ; se nachazi v bodé 0 a s poctem generaci v pfipadeé GA,

resp. iteraci v pfipadé PSO, se koptimu pfiblizujeme. Po mnoha pokusech
s nastavenim parametru jsem optimalni nastaveni PSO pro tuto funkci zvolil

w(t)=0,4;c, =1,8;c, =1,5prvni parametr je vaha, dale osobni konstanta
a globalni konstanta. Zminéné nastaveni nemusi byt optimalni a je pravdépodobné

mozné najit lepSi nastaveni. Na vodorovné ose je vyznacen pocet iteraci/generaci

a na svislé ose je vyzna€ena hodnota ucelové funkce.
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V legendé mame cCervené vyznaceno GA 20, jedna se o zkratku genetického
algoritmu o velikosti populace 20 jedincl. Ve stejném pojeti je i legenda PSO 20,
kde Cislo 20 znamena pocet Castic. Vysledky vyznaCené v grafu vyznivaji ve
prospéch PSO algoritmu, ovSem odladénim parametrd GA algoritmu muzeme
nejspiSe dosahovat lepsSich vysledkd. Od 200. iterace uz uPSO nedochazi

ke zlepSeni, protoze optimum bylo dosazeno.

2
f (x) =10n + 2?:1 (x;, —10cos(2mx ;)) (1.8)
30
25
20
15
=
10
\
5 \
O ______ % 1} 1% A L A
20 50 100 200 500
Generace GA/ lterace PSO
GA 20 = GA 50 PSO 50 PSO 20 e  Optimum

Obrazek 29 Porovnani — Rastriginova funkce

4.8.2 Schwefelova funkce
Obrazek 30 popisuje hledani minima Schwefelovy funkce av grafu zobrazené

dosazené vysledky porovnané s Genetickym algoritmem. Defini¢ni obor je

D (f) =< —500,500 >pro vSechna x, pfi podtu dimenzi n =4. Stejné jako

v predchozim prikladu se optimum nachazi pro vSechna x ; na hodnoté 0.
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Po otestovani byly zvoleny parametry pro Schwefelovu funkci
w(t)=06;c, =3; c, = 1. Osy alegendy maji stejny vyznam jako v pfedchozim

pFikladu, pouze byly upraveny pocty €astic/jedinca a iteraci/generaci. Vysledky ma

opét lepsi PSO, muzZeme to pricist optimalizaci hodnot parametrt pro danou funkci.

100

90

80

70

60

f(X)

50

40

30

20

10

100 120 150 200 250
Generace GA/ lterace PSO

GA 50 = GA 150 PSO 50 e PSQO 150 @=» Optimum
Obrazek 30 Porovnani — Schwefelova funkce

4.8.3 Eggholder funkce
Eggholder funkce je dalSi z multimodalnich funkci. Obrazek 31 koresponduje

s pfedchozim zpusobem testovani, li§i se pouze pocétem iteraci/generaci
a Castic/jedincu. Nize je uvedena ucelova funkce, kde pocCet dimenzi je n = 2.
Definiéni obor byl stanoven na D (f ) = < —512,512 > pro x, y . Globalni minimum
na tomto D (f) je rovno f (x,y) = —959.6407 vbodé x =512 ay = 404.2319.

Optimum je na obrazku 31 vyznaceno pferuSovanou ¢arou.
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Nejlepsi vysledky byly zaznamenany pfi nastaveni PSO w (t ) = 0,5;¢, =2; ¢, =
1.8. Vtomto pfipadé Geneticky algoritmus dosahoval lepSich vysledkd. Pro
demonstraci moznosti uviznuti algoritmu bylo pro testovani zvoleno pouze 5 resp.
10 Castic a PSO c¢asto uvizl v lokalnim optimu. Pfi zvySeni poctu castic PSO

mnohem Castéji nalezl globalni optimum.

f(x,y) =—(y +47)><sin< |y +§+47|>—x ><sin< |x -y —47|> (1.9)
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Generace GA/ lterace PSO
e GA 5 e—GA 10 PSO5 emmm=pPSO 10 == == Optimum

Obrazek 31 Porovnani — Eggholder funkce

4.9 Testovani vlivu nastaveni parametrt

Dalsim testovanim bylo hledani nejdelSi spoleCné sekvence v nominalnich
a binarnich datech. Testovan byl vliv nastaveni parametrd na chovani PSO pfi
hledani optima a schopnost PSO rychle a uspésné prohledavat velké mnozstvi dat.
V tomto pfipadé nezname optimum v testovanych realnych datech, proto obrazek
32 vypovida hlavné o vlivu parametrizace na chovani PSO.
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Na obrazku 32 mizeme vidét, ze s vyS§Sim poctem sekvenci a jejich zvySujici se
délkou bylo dosazeno lepSich vysledkd. Dale je patrny zfejmy vliv nastaveni
parametru. V legendé oznaceni Nom S znaci Nominalni data pfi standardnich, resp.
vychozich parametrech. Oznaceni Nom PB (PersonalBest) muzeme rozumét jako
nominalni data s nasledujicim nastavenim parametrt w (¢t ) = 0.7; ¢ , =25¢, =
1.5, kdy je zvyhodfiovana osobni (individualni) konstanta. Stejnym zplUsobem je
pojmenovana i znaCka Nom GB (GlobalBest) s nastavenim parametru w(t) =

0.7;¢, = 1.5; ¢, = 2.5. Zde zvyhodnujeme globalni (socialni) konstantu. Obdobné

jsou oznacena i binarni data se stejnym nastavenim parametra.

S vy8Sim pocltem opakovani algoritmu vysledek nakonec konverguje
k urCitému feSeni adosazené hodnoty jsou podobné. LepSich vysledkd
dosahujeme pfi niz§im poctu opakovani algoritmu pfi zvyhodnéni osobni konstanty

(PersonalBest).
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Obrazek 32 Hledani optima v binarnich a nominalnich datech
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4.10 Schopnost najit reSeni vzhledem k velikosti dat

Poslednim testovanim byla schopnost najit optimum vzhledem k velikosti dat. Pfi
testovani byl pocet iteraci a poCet Castic stejny. Oba parametry byly nastaveny na
hodnotu 500. V legendé pfibylo oznaceni PSO V, kde jsou vSechny parametry
stejné jako u vychoziho nastaveni, pouze w (t ) = 1.0 (vaha). Nastaveni PSO PB,
PSO GB aPSO Sje stejné jako v pfedchozim prikladu. Hledame minimum
Rastriginovy funkce, pferuSovana ¢ara je na hodnoté O pfi D (f) =< —5.12,5.12 >

pro vSechna x ;.

Na vodorovné ose je vyznacCen pocet dimenzi a se zvySujicim se pocCtem
dimenzi ztraci algoritmus schopnost najit globalni optimum. ZvySenim hodnoty
parametru vahy algoritmus velmi brzy se zvySenim poctu dimenzi ztrati schopnost
najit dobré feSeni. Naopak zvyhodnénim osobni konstanty bylo dosahovano
nejlepsSich vysledku.

PFi vy8Sim mnozstvi dat je nutné zvysSit | poCet Castic a iteraci, lehce se tim
vSak zvysi Cas vyhledani optima. Algoritmus je schopen v rozumném case najit

optimum i ve velkém mnozstvi dat, viz obrazek 33.
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Obrazek 33 Porovnani vysledku vzhledem k velikosti dat - Rastriginova funkce
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5 Zaver

Tato diplomova prace se zabyvala problematikou algoritmu Particle Swarm
Optimization, ktery fadime do evolu€nich algoritml, presnéji do algoritmu
zaloZzenych na inteligenci hejna. Cilem této prace bylo seznameni se s algoritmem
a nasledné jeho efektivni implementace.

V uvodni Casti prace je ¢tenaf seznamen s teoretickymi zaklady problému
optimalizace a je zde nastinéno, o jak rozsahlou problematiku se jedna a do kolika
oborl zasahuje. Nasleduje seznameni s nékterymi evolu¢nimi algoritmy.

Prace ¢tenare dale podrobné seznamuje s PSO algoritmem a jeho historii. Puvod
vzniku je velmi zajimavy, zejména proto, Ze pfiroda neprestane lidi fascinovat
a inspirovat svoji dokonalosti.

Hledani optimalniho FeSeni u nékterych typla problému je natolik naro¢né, ze
pokud bychom chtéli vyzkouset vS§echny mozné kombinace zpUsobu, jak feSit dany
problém, byla by ¢asova naro€nost neunosna. | s vyuzitim souCasné moderni
vypocetni techniky by vyzkouSeni vSech moznych kombinaci feSeni nékterych typu
problému nebylo zalezitosti pouhych hodin nebo dnu, jednalo by se o fad tisicl
a miliond let i déle. V této chvili pfichazeji na Fadu promyslenéjSi zpisoby hledani
optima misto zkouseni vdech moznych kombinaci. Mezi tyto zpUsoby patfi pfirodou
inspirované algoritmy.

Mezi pozadavky na aplikaci patfila i tvorba vhodného uzivatelského rozhrani
pro snadné pouzivani a testovani algoritmu. Rozhrani bylo navrzeno, aby bylo co
nejpfehlednéjsi a zaroven plnilo ostatni pozadavky jako moznost otestovani
riznych typa dat. Pro podrobnéjSi seznameni s chodem algoritmu zajiStuje aplikace
mozny vystup popisujici postupny vypocet optima a dalSi zajimavé informace.
Uzivatel aplikace se mize sam presvédcit o moznostech algoritmu FeSit rizné typy
uloh.

Po vytvofeni aplikace nasledovalo ovéfeni funk&nosti algoritmu a schopnosti
najit dobré feSeni v rozumném Case. Po ovéfeni funkénosti bylo mozné prejit k

testovani algoritmu a k jeho porovnani s konkurenénim optimalizacnim algoritmem.
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Cilem nebylo dokazat nadfazenost PSO nad jinym optimalizacnim algoritmem, ale
mit alespon pfiblizné srovnani s podobné fungujicim algoritmem.

Po srovnani s konkurenci lze fFici, Ze navrzena implementace PSO je
schopna porovnani s jinymi optimalizaCnimi algoritmy a dokaze pomérné spolehlivé
najit optimum. Pfi testovani byly pouzivany, mimo jiné, multimodaini funkce a kvuli
niz§imu poctu vygenerovanych castic vzhledem k prohledavanému prostoru
vyhledavani obc¢as skoncilo v lokalnim extrému. Pfi spravném nastaveni parametru
a pfiméfeném poctu vygenerovanych castic, kterym umoznime konvergovat ke
spravnému feSeni, v8ak algoritmus dokaze najit velmi dobra feSeni, ¢imz lIze

povazZovat cil prace za spinény.
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Elektronické prilohy

1. Aplikace ve spustitelné podobé.
2. Vzorové vstupni soubory pro nominalni, binarni a numericka data.
3. Zdrojové kody implementace.
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