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Anotace

Tato prace se zabyva zpracovanim velkého mnoZstvi dat pomoci programovaciho modelu
MapReduce. Popisuje hlavni mySlenky tohoto pfistupu a principy, ze kterych model vznikl.
Vysvétluje jeho propojeni s distribuovanym souborovym systémem, ktery je nezbytnou sou-
c¢asti efektivniho vyuZziti modelu. Praktickd ¢4st prace se zaméfuje na open-source implemen-
taci MapReduce modelu — Hadoop a distribuovany souborovy systém HDFS. Cilem praktické
¢asti je vytvofeni funkéniho pfikladu MapReduce tlohy implementované pomoci Hadoop
frameworku. Zamérem je ziskat z velkého mnoZstvi ¢astec¢né strukturovanych dat o navstév-
nosti ¢eské Wikipedie souhrnné statistické informace o nejnavstévovanéjsich strankédch. Prace
porovnavé feSeni tohoto problému na lokalnim pocitaci s feSenim pomoci paralelniho zpra-
covéni na vice serverech. Dochdzi k zavéru, Ze vyuZiti paralelizovanych vypoctu je efektivni

aZ pri zpracovani dat v fadech desitek GB a vétSich.

Annotation
Title: Parallel computing using MapReduce model

This thesis deals with processing large amount of data using MapReduce programming mo-
del. It describes main ideas of this approach and the origin of the model. The thesis explains
interconnection between the model and distributed file system, which is necessary for ef-
fective usage of the model. Practical part of this thesis focus on open-source implementation
of MapReduce — Hadoop and distributed file system HDFS. The goal of the practical part is
creation of functioning example of MapReduce job implemented using Hadoop framework.
The intention is to obtain statistical information about the most visited pages on Czech Wi-
kipedia from large amount of semi-structured data. This thesis compares the solution of this
problem using local computer and using parallel processing on multiple servers. It concludes

that the parallel computing is effective starting with tens of GB of input data or more.
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1 Uvod

Cim dal vice spole¢nosti potiebuje zpracovavat velké mnoZstvi dat. Zaznamy detailniho cho-
vani uZzivateld pti prochdzeni webovych portéali nebo informace ze senzord na nejriiznéjSich
zafizenich generuji obrovské mnozstvi zdznamd, které vSak obvykle jen ¢ekaji na své zpraco-
véani. Dat je Casto tolik, Ze je obtiZné nebo nemoZzné je vSechny zpracovat. Tento problém Ize
resSit provadénim vypocti na vice pocitacich soubézné. Jeden z pristupd predstavuje model
MapReduce.

MapReduce je programovaci model uréeny pro distribuované vypocty nad velkym mnoz-
stvim dat. Byl pivodné vyvinut spole¢nosti Google, kterd své prvni vysledky shrnula ve studii
z roku 2004 [1]. Model a jeho myslenky se rychle ujaly — vznikla open-source implementace
zvand Hadoop, jejiz vyvoj byl veden spole¢nosti Yahoo a pozdéji se stal projektem organizace
Apache.

Jiz v roce 2004 zpracovaval Google s vyuZzitim MapReduce 100 TB dat denné [1] a v roce
2008 je jiz zmitiovano 20 PB dat denné [2]. Mnoho dalSich velkych firem se zac¢ind poty-
kat s podobnym mnozstvim dat. Napf. Facebook pfijimal v roce 2009 15 TB novych dat
denné [3]. V roce 2012 ozndmil Jay Parikh, vice prezident pro infrastrukturu spolec¢nosti
Facebook, Ze pomoci distribuovanych vypocti zpracovava firma pres 100 TB dat kazdych 30
minut a denné pfijimaji 500 TB dat novych [4].

MnoZstvi dat v§ak nemusi byt jedinym problémem. Nizkad mira strukturovanosti dat pred-
stavuje prekdzku i pti mensim objemu. Mezi takova data se fadi multimedidlni soubory, doku-
menty nebo webové stranky, které jsou technologiemi jako jsou napf. relacni databdze Spatné
zpracovatelné. Data, kterd jsou obtiZzn€ zpracovatelna af jiz z dtivodu velkého mnozstvi, kvili
nedostate¢né strukturovanosti nebo z obou diivodi byvaji oznacovana za Velka data (nebo
Castéji anglicky — Big data).

Pojem MapReduce je moZzné chdpat ve tfech mirné odliSnych vyznamech. Prvnim je vySe
zminény programovaci model a principy s nim spojené. Druhym vyznamem je obecné ozna-
¢eni pro framework, ktery fidi provadéni programi napsanych tak, aby vyhovovaly modelu
MapReduce. Do tfetice je mozné MapReduce chdpat jako konkrétni softwarovou implemen-
taci programovaciho modelu, prikladem muze byt open-source projekt Hadoop, nebo uza-
viend implementace spolecnosti Google [5].

Mym zamérem v ramci této price je sezndmit se s programovacim modelem MapReduce
a jeho open-source implementaci Hadoop. Pfinosem pro vetejnost bude Cesky popis teoretic-
kych i praktickych aspekti MapReduce, jelikoZ vétSina vyznamnych zdrojt k této problema-
tice je v angli¢tiné. Principy budou aplikovdny na konkrétni funkcni piiklad, ktery v rdmci

této prace vznikne.



2 Principy modelu MapReduce

2.1 Hlavni myslenky

Model MapReduce stoji na nékolika myslenkdach, které sami o sobé nejsou nijak nové. Avsak
az ve chvili, kdy inZenyti spole¢nosti Google spojili patficné postupy do jednoho celku, uka-
zala se sila tohoto systému.

Zvétsujici se mnoZstvi dat, které je tieba zpracovat, Ize do jisté miry feSit pofizovanim
vétsich paméti. Cisla uvedend vy3e ale naznacuijf, Ze mnoZstvi dat mtiZe byt vétsi, neZ paméti
nejvétsich pocitacovych systémi se sdilenou paméti. Jsou to systémy s mnoha procesory ale
jen jednou operacni paméti, do které maji vSechny procesory piistup. I kdyby se daly ta-
kové systémy poridit, jejich cena by byla nedimérnd vykonu. Barroso, Clidaras a Holze [6]
vidi feSeni v systémech, které Skaluji horizontdlné. Horizontalni Skdlovani oznacuje zvySo-
vani celkového vykonu systému zvySovanim poctu vypocetnich jednotek. Naopak vertikalnim
Skdlovanim se rozumi zvySovani vykonu u jednotlivych pocitacti. Ekonomicky nejvyhodnéjsi
je podle nich systém sloZeny z vétStho mnoZstvi serveri niZsi tfidy nebo osobnich pocitact
vyssi tfidy. Implementace modelu MapReduce se zaméfuji praveé na takovéto systémy — vétsi
klastr levnéjsich serverd.

Je tteba pfedpokladat, Ze chyby v hardwaru jsou bézné. Pokud by napiiklad priimérna doba
mezi selhanimi jednoho zafizeni byla 1 000 dni, znamena to, Ze v klastru o tisici serverech se
v pruméru vyskytne chyba kazdy den. Implementace programovaciho modelu MapReduce
jsou schopné tyto vypadky vypocetnich uzli klastru automaticky fesit a ptiradit tlohy jinym
jednotkam.

V tradi¢nich vysoce vykonnostné naro¢nych tlohach (napf. meteorologické simulace) se
uplatiiuje princip rozdéleni klastru na vypocetni a skladovaci uzly, které jsou propojené vy-
soce propustnym spojenim. Rada vypocetnich problémi s velkymi daty vSak neni zdvisla
jen na vykonu procesorti. Rozdéleni uzli klastru na vypocetni a skladovaci tak vytvaii izké
hrdlo systému. Misto pfesouvani dat k vypocetni sile je v§ak mozné presouvat vypocty k da-
riim. MapReduce vyuZiva architektury, kde na jednotlivych uzlech klastru je jak vypocetni
tak i skladovaci jednotka. Tedy vypocty na procesoru ur¢itého serveru probihaji nad daty na
pridruZeném disku.

Datové ndro¢né dlohy jsou typické tim, Ze mnoZstvi zpracovavanych dat je pfili§ velké na
to, aby se data veSla do paméti pocitace. Zpracovavani dat z pevnych disk je pak vyrazné
rychlejsi, pokud jsou data ¢tena sekvencné. Nahodny piistup k datiim je fadové pomalejsi a to
jak na mechanickych discich tak i v ptipadé SSD diskti. Model MapReduce uprednostiiuje
sekvencni ¢teni pred ndhodnym pifstupem do paméti. Rada principi modelu uptednostiiuje
propustnost pfed odezvou.

Programdtorské femeslo vyZaduje zna¢nou miru koncentrace a soustfedéni. Kratkodoba
paméf programatora musi udrZet jak obycejné zdleZitosti jako ndzvy proménnych, tak slo-

Zité principy algoritmu, ktery pravé implementuje. Programovéani distribuovanych systém je
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snaZi feSit tento problém vrstvou abstrakce, kterou oddéluje programdtora od nizkoviroviio-
vych problémii jako je napt. zamykani datovych struktur. MapReduce rozdéluje problém na to
co se ma pii vypoctech vyfesit a jak se ma tento vypocet rozdé€lit mezi pocitace v klastru. Co
se bude fesit je Cist€ v rukou programdtora, zatimco pfeneseni vypoctl do klastru obstardva
MapReduce framework.

Idedlni paralelni algoritmus by mél byt schopen linedrné skdlovat. KdyZ se dvakrat zvetsi
objem dat, doba béhu by se méla prodlouZit maximalné dvakrat. A nebo by méla dobéhnout za
stejny Cas, pokud bychom zdvojndsobili velikost klastru. VétSina dnesnich algoritmi je vSak
daleko od tohoto idedlu. Je zajimavé, Ze pro nékteré piipady se vyuziti modelu MapReduce

idedlu velmi ptiblizuje [5, str. 15].

2.2 Vznik modelu MapReduce

Zékladnim konceptem jak se vypofradat s velkym mnozZstvim dat je princip rozd€l a panu;.
Hlavni myslenkou je rozd€lit problém na vice menSich dil¢ich tloh, idedlné nezavislych. Tyto
dil¢i problémy pak mohou byt zpracovavéany paralelné na vice pocitacich, vice procesorech,
nebo jen ve vice vldknech procesorového jadra.

Tento koncept je aplikovatelny na Sirokou $kdlu problémt. Konkrétni implementace ale
mizZe byt pokaZzdé jind a miZe vyZadovat velmi komplexni pojeti problematiky. Pfed progra-

maétorem takového systému stoji nelehké otazky:
e Jak rozdélit problém na mensi ulohy, které by mohly byt spoustény paralelné?
e Jak distribuovat tlohy mezi vétSi mnozstvi uzli klastru?
e Jak zabezpecit aby vypocetni uzly dostdvaly data, kterd prave k vypoctu potfebuji?
e Jak sdilet dil¢i vysledky mezi uzly?

MapReduce poskytuje programdatorovi abstrakci, kterd skryva systémové detaily. Umoziiuje
tak soustfedit se na to, jaké vypoCty maji byt provedeny a méné na to jak budou provedeny.
Nazev MapReduce vychdzi ze dvou zdkladnich logickych souédsti — map a reduce. Tvirci
modelu se inspirovali ve stejnojmennych funkcich, které se pouZivaji ve funkcionélnich pro-
gramovacich jazycich [1]. Tyto funkce mohou mit jako argument jiné funkce. Na obrazku 1

je vysvétlen princip vyuziti funkci map a reduce.
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Obrazek 1: Znazornéni funkci map a reduce. Funkce map ma jako sviij argument funkci f s jednim
argumentem, kterd je aplikovdna na vSechny poloZzky vstupniho seznamu. Reduce opa-
kované aplikuje funkci g s dvéma parametry (aktudlni pfechodnd a pfedchozi hodnota)
a agreguje tak vysledky. Zdroj: Pfevzato z knihy Data-intensive Text Processing with
MapReduce [5] a pozménéno.

2.3 Zpracovani paru klic-hodnota v MapReduce

MapReduce se zaméfuje na zpracovani dat ve formdtu kli¢-hodnota. KIi¢ i hodnota mohou
byt nejriznéjsi datové typy nebo formdty. Dean a Ghemawat ve své studii [1] schematicky

zapisuji funkce map a reduce:

map: (ky,vi) — [(kz,v)]

reduce : (kp,[v2]) — [(k3,v3)]

Funkce map je aplikovdna na kazdou dvojici kli¢-hodnota na vstupu. Vysledkem je se-
znam (v hranatych zavorkach) prechodnych k1i¢t a hodnot!. Reduce pievede klice a seznamy
hodnot, které k nim patii, na vysledny seznam kli¢t a hodnot.

Dean, Ghemawat [1] a autofi dalSich publikaci, které se vénuji MapReduce [5, 7] uvadéji
jako tvodni ptiklad vyuZziti modelu MapReduce vypocet Cetnosti vyskytu slov ve velké ko-
lekci dat. Vstupem je velkda mnozina textovych dokumentt (klice tvoii identifikacni ¢isla do-
kumentd, hodnoty jsou texty dokumentli samotnych). Mapovaci funkce rozd€li text na slova
a vytvori (tzv. emituje) pfechodné pary klic-hodnota, kde klic¢e jsou jednotliva slova a hod-
noty jsou 1, znacici jeden vyskyt daného slova. Redukéni funkce poté secte vSechny hodnoty
ndlezici kazdému kli¢i. Algoritmus mapovaci a redukéni faze je mozné zapsat pseudokédem,

viz vypis 1 na nésledujic{ strané.

Uanglicky intermediate keys and values



class MAPPER
function Mar(docid a, doc d)
for all term ¢ € doc d do
EmiT(term ¢, count 1)

class REDUCER
function Repuck(term ¢, counts [cy,ca,...])
sum < 0
for all count ¢ € counts [cy,cy,...] do
sum <— sum-+c
EmiT(term ¢, count sum)

Algoritmus 1: Pseudokéd MapReduce algoritmu pro vypocet ¢etnosti slov. Zdroj: Pfevzato z knihy
Data-intensive Text Processing with MapReduce [5].

Na obrazku 2 na nésledujici strané je schéma zndzortiujici zpracovani kli¢i a hodnot
v MapReduce. Vstup je nejdiive rozdélen mezi jednotlivé mapovace?, které vykonaji pro-
gramétorem zadanou mapovaci funkci. Kombinovace zajisti lokélni agregaci klic¢ a hodnot.
Rozdélovace jsou odpovédné za rozdéleni pfechodnych hodnot mezi redukovace podle klica.
Ur¢i tedy, kam budou zkopirovéany které klice a hodnoty. Nasleduje premistovani dat, o které
se stard MapReduce framework. Cilem této faze je setfidit a seskupit data podle kli¢h tak,
aby hodnoty patfici jednomu kli¢i byly v§echny pfitomné na jednom uzlu klastru. Reduk¢ni
ulohy mohou diky tomuto rozdé€leni zpracovdvat jen data, kterd jsou umisténa na daném uzlu
klastru.

Konkrétni pribéh zpracovani dat pfi feSeni tlohy o vypoctu Cetnosti slov ve zdrojovém
textu je zndzornén na obrdzku 3 na strané 7. Vstup je rozdélen na jednotlivé servery klastru,
kde probihaji fdze mapovani a kombinovani. Data jsou poté rozdélena a pfemisténa na jiné
servery, kde probéhne redukéni faze.

2.4 Béhové prostiedi MapReduce

MapReduce framework byva oznacovan jako behové prostredi modelu MapReduce. Je to im-
plementace programovactho modelu nasazend na pocitacovém klastru. Programator do sys-
tému nahraje ilohu a béhové prostiedi se postard o cely pribéh vypoctu, af béZi na jednom
nebo na tisici pocitacich v klastru [5].

Béhové prostied se stard o planovdni vypoéti. Ulohy rozdéluje na jednotlivé tkoly, napf.
jednotliva provddéni mapovaci funkce. Framework hlid4, zda vykondvéani néjakého tkolu ne-
trva priliS dlouho a v piipadé potieby nechd na stejném tikolu pracovat vice uzlt klastru, ¢imz
zvySuje pravdépodobnost co nejdiiveéjstho dokonceni celé ulohy.

Dalsi odpovédnosti béhového prostfedi je maximalizovat lokdlnost provadéni ukold. Kazdy

2 U pojmi psanych kurzivou jsem zvolil vlastni preklad. Anglicky: mapovac¢ — mapper, kombinova¢ — combiner,
rozdélovac — partitioner, redukovac — reducer, premistovani — shuffling.
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Obrazek 2: Schéma procesti v modelu MapReduce. Zdroj: Pfevzato z knihy Data-intensive Text Pro-
cessing with MapReduce [5] a pozménéno.
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mapovaci i redukéni tkol probéhne vyrazné rychleji, pokud je provadén s daty pfitomnymi na
daném pocitaci. Presuny dat po siti mezi pocitaci v klastru nejvice zpomaluji cely vypocet [9].

Prechodné vysledky, které jsou vystupem mapovaci faze, musi byt distribuovany do uzla
klastru, kde bude probihat redukéni faze. Tato distribuce se nazyva premistovani a trideni
a seskupuji se pfi ni hodnoty podle klicd. Redukéni faze nemize zacit, dokud neni pfemisto-
vani a tfidéni dokonceno. O tuto synchronizaci se stard béhové prostredi.

hardwaru i softwaru. MapReduce je uréeny k nasazeni na levnéjs$i hardware niz$i tidy, kde

se se selhanimi musf pocitat.

3 Anglicky pieklad uvedenych pojmii: béhové prostiedi — runtime, MapReduce iiloha — MapReduce job, fize
premistovani a tridéni — shuffle and sort phase.



Vstup Rozdéleni Mapovani Kombinovani Premistovanf{ Redukovéani Vystup
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Obrazek 3: Zniazornéni pribéhu vypoctu Cetnosti slov. Tmavéji jsou vyznacend mista, kde doslo k re-
dukci dat. Zdroj: Pfevzato od Martinja van Groningena [8] a upraveno.

2.5 Distribuovany souborovy systém

Aby se projevily pfednosti MapReduce modelu, je vyuZivdn ve spojitosti s distribuovanym
souborovym systémem. V takovém systému jsou soubory rozdéleny na bloky, které jsou ulo-
Zené na datovych uzlech. Kazdy blok je replikovdn na vice uzli pro zajisténi spolehlivosti.
Replikace také napomahd MapReduce frameworku s pldnovdnim uloh, protoZe umozZiuje
vice vyuZit lokdlnosti dat. VSechny informace (metadata) o souborech jsou uloZeny v cent-
rdlnim jmenném uzlu. Kazdy datovy uzel je v neustdlém spojeni se jmennym uzlem, ktery
kontroluje, Ze bloky dat jsou dostatecné replikovany. Pfi vypadku néjakého uzlu tak miize
ihned zafidit ndpravu. Na obrazku 4 jsou schematicky zndzornény zakladni soucésti distribu-

ovaného souborového systému.

3 e N
pozadavek na soubor Jmenny uzel
q < N
Aplikace ) poloha bloku Jmenny prostor
I . v[blok 1
_.-"" [blok 2
\ J
instrukce kontrola stavu
data r — . :
Datovy uzel ] [ Datovy uzel ]
N 4
- > Linuxovy souborovy systém Linuxovy souborovy systém
poZadavek na blok 4 Yoy ) ( 4 Yy

Obrazek 4: Schéma distribuovaného souborového systému. Zdroj: Prevzato z knihy Data-intensive
Text Processing with MapReduce [5] a upraveno.

Distribuovany datovy systém, ktery podporuje ¢innost MapReduce modelu, spliiuje néko-



lik predpoklada [5]:

e Systém je optimalizovany na skladovani mensiho mnoZstvi vétSich souborti. Velikost
soubor( se mtiZe pohybovat v gigabytech, coZ je vzhledem k ddvkové povaze MapReduce
modelu lepsi, velké mnoZstvi mensich souborl. ReZie spojend s vytvarenim tkold pro

jednotlivé soubory by znatelné zpomalila cely vypocet.

e Dilezitéjsi je vysokd prenosova rychlost udrzitelnd po del$i dobu, nez nizkd odezva

mezi uzly klastru. Opét to souvisi s ddvkovou povahou MapReduce tloh.

e Bezpecnost souborového systému nemusi byt feSena, protoZe se predpoklada nasazeni
v prostiedi, kam maji pfistup jen oprdvnéni uZivatelé.

e [ pri chybéch a vypadcich nékterych uzld klastru je systém schopen poskytovat svoje
sluzby spolehlivé.

Distribuovany souborovy systém tvofi spole¢né s programovacim modelem MapReduce sys-
tém, ktery umoZziiuje zpracovat velké mnozstvi dat bez nutnosti investice do vysoce vykon-

ného a specializovaného pocitace.



3 Hadoop framework

Hadoop je open-source framework vybudovany na principech MapReduce modelu. Hadoop
zacal vznikat v reakci na zvefejnéni technologickych postupti vyuZivanych ve spolecnosti Go-
ogle [10, 1] v letech 2003 a 2004. Zpocatku byl vyvijen pro ucely projektu Apache Nutch,
pozdéji se z néj stal samostatny projekt organizace Apache s podporou velkych firem jako Ya-
hoo nebo Facebook [11]. Hadoop je framework je napsany v programovacim jazyce Java, uzi-
vatelské programy umoziuje vytvéret i v jinych jazycich diky néstroji Hadoop Streaming [7].

Hadoop dnes zastieSuje cely ekosystém souvisejicich projektti. Na obrazku 5 je zndzor-
néna struktura téchto projekti. Zakladem je distribuovany souborovy systém HDFS. Ke spravé
vypodetnich zdrojii a pro planovani dloh je uréen YARN*. O samotné paralelni zpracovani

dat se stard Hadoop MapReduce.

UZivatelské rozhrani MR) ( Hive ) (Hive) (HBase)

Giraph
Systém zpracovani dat MapReduce ) [ Tez ) [ Hoya )
Sprdva zdroju § YARN )
Distribuovans dlozists | HDFS )

Obrazek 5: Hadoop a ekosystém souvisejicich projektii. Zdroj: Pfevzato z kurzu Hadoop Fundamen-
tals I [12] a upraveno.

Hadoop doprovazi velké mnozstvi souvisejicich projektti. Pro zdkladni orientaci uvedu

jejich prehled.

Ambari Systém pro monitorovéani, spravu a nasazeni Hadoop klastru.

HBase Sloupcové orientovand databdze urcend pro velkd mnozstvi dat.

Hive Systém umoziujici dotazovani pomoci jazyka podobného SQL nad daty v HDFS.

Hue Webové rozhrani pro ovladani Hadoop klastru a nasazenych systémti.

Chukwa Systém pro monitorovani klastrd a sbirdni dat.

Mahout Systém pro strojové uéeni vyuzivajici MapReduce a Spark.

Oozie Nastroj pro planovdni dloh. Umi spravovat dlohy systémi MapReduce, Pig,
Hive.

4 HDFS = Hadoop Distributed File System, YARN = Yet Another Resource Negotiator



Pig Skriptovaci jazyk a béhové prostredi pro paralelni zpracovani dat vyuZivajici
HDFS a MapReduce.

Spark Systém pro distribuované vypocty v paméti uzla klastru, bez vyuZiti zapisti na

disk. Spark podporuje HDFS a YARN ale mtZe béZet i nad jinymi systémy.
Sqoop Nastroj pro presouvani dat mezi relaénimi databazemi a HDFS.
Tez Obecny framework pro zpracovani tokd dat, vystavény na Hadoop YARN.

ZooKeeper Systém pro koordinaci distribuovanych aplikaci.

3.1 Architektura Hadoop frameworku

3.1.1 HDFS

N

Distribuovany souborovy systém HDFS bézi nad souborovym systémem kazdého datového
uzlu klastru. Je stavény na prici s velkym objemem dat, velkymi soubory a diky replikaci
umoziuje zajistit spolehlivost a toleranci k selhdni pocitact v klastru.

HDFS je urcen k hromadnému ¢teni a zdpisu velkého mnoZstvi dat. Naopak pro mnoho
piistupli na ndhodnd mista vhodny neni. Tomu odpovid4 architektura systému zndzornéna
na obrazku 6 na ndsledujici stran€. Zakladem zajisténi spolehlivosti je replikace. Soubory
jsou pred zapsdnim do systému nejprve rozdéleny na bloky o velikosti 64 MB nebo vétsi.
Klientskd aplikace zjisti, kam m4 byt dany blok zapsan a zkontroluje, Ze pfidélené datové
uzly jsou pripraveny pfijmout data. Po potvrzeni je datovy blok zapsdn na vSechny uréené
datové uzly najednou. Tzv. replikacni faktor urcuje, na kolik uzli bude datovy blok zapsan.
Standardni hodnota je 3. Kazdy datovy blok je zapsdn na 3 rtizné uzly, jeden v jednom racku
a dali dva v jiném. Tato strategie vytvari dobry pomér mezi spolehlivosti a vykonem pfi
zapisu a Cteni dat [11, str. 74].

Vyuziti blokli namisto samotnych soubort pfinasi nékolik vyhod. Systém muze diky roz-
déleni pracovat i se soubory vét§imi neZ je velikost diskli na pocitacich v klastru. Diky fixni
velikosti bloki je zjednoduSena préce s daty a informacemi o nich (metadata uloZzend na Name
node).

HDFS neni vhodny pro aplikace, které vyzaduji kratkou dobu odezvy. V systému je ddna

prednost vysoké rychlosti pti sekvenénim ¢teni dat pied rychlosti okamzZité odezvy.
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poZadavek

na zapis souboru
| B1 | | BZI IBSI Client [ NameNode ]
BigFile.txt informace

pro zapis souboru

informace
0 Uspésném
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presun dat

/\
[ DataNod [ DataNode\‘)

[ DataNode

Rack1 Rack?2

Obrazek 6: Architektura distribuovaného systému HDFS se zndzornénim replikace. Zdroj: Vlastn{
zpracovani.

3.1.2 Interakce s HDFS

HDFS neposkytuje tolik moZnosti interakce jako napfiklad souborovy systém kompatibilni se

standardem POSIX. Pro zdkladni dkony vSak poskytuje obdobné rozhrani. Interakci s HDFS

2 Nz

pomoci ptikazové faddky zprostfedkovdva stejnojmenny program hdfs.
Piikaz

hdfs fsck /data -files -blocks

vypiSe vSechny soubory z adresdre data v HDFS a informace o jejich rozdéleni do blokii.

Ke kopirovani a prochdzeni distribuovanym souborovym systémem slouZi piikaz hdfs dfs.

hdfs dfs -mkdir /data

vytvoii slozku data v kofenovém adresafi.

hdfs dfs -put ~/soubor.txt /data

zkopiruje soubor.txt do adresédie data v HDFS.

hdfs dfs -get /data/output ~/output

zkopiruje obsah slozky /data/output do domovského adresafe do slozky output.

11



Piikaz -getmerge také kopiruje data z HDFS na lokalni disk, nejdfive ale slou¢i vSechny

soubory ve zdrojové sloZce do jednoho.

hdfs dfs -1s /data

vypiSe podrobny obsah obsah sloZky /data podobné jako unixovy piikaz 1s -1.

hdfs dfs -cat /data/soubor.txt

vypiSe pfimo obsah souboru soubor. txt.
Kromé HDFS podporuje Hadoop fadu dal$ich souborovych systémi, ke kterym lze diky
vrstvé abstrakce pristupovat pies spole¢né rozhrani. Podporovano je napiiklad dlozisté S3

spole¢nosti Amazon, nebo 1loZist€¢ dostupné pomoci protokolu FTP [11].

3.1.3 Hadoop verze 1

Systém Hadoop MapReduce plivodné fesil nejen proces zpracovani dat podle MapReduce
modelu ale i spravu zdroji a rozdélovani tkoll. Na obrdazku 7 je naznacena spoluprace mezi
komponentami HDFS a MapReduce.

JobTracker je tidici uzel, ktery rozdéluje tikoly mezi uzly typu TaskTracker. Ty prova-
déji zadané mapovaci a redukovaci dkoly a vyuZivaji pfi tom dat z HDFS prostfednictvim

prislusného DataNode.

TaskTracker

Zpracovani dat

Pozadavek

TaskTracker '
na vykonani
ulohy

Client ———| JobTracker
Zadani L]kolu\ T~

TaskTracker

Pozadavky na data

DataNode

fromee)

DataNode

i

Obrazek 7: Architektura systému Hadoop verze 1. Zdroj: Pfevzato z kurzu Hadoop Fundamen-
tals I [12] a upraveno.

12



3.1.4 Hadoop verze 2

V systému Hadoop verze 2 doslo k rozdéleni odpovédnosti v systému tak, aby fizeni a sprava
zdrojl byla odd€lena od zpisobu jakym jsou provadény vypocty. Diky tomu je moZzné na
Hadoop klastru spoustét i jiné aplikace nez MapReduce a klastry mohou byt tvoieny vice
uzly.

Hlavnim fidicim uzlem systému YARN je Resource Manager (obrazek 8 na nésledujici
strané). Jeho dkolem je ptidélovat zdroje aplikacim v klastru. Na kazdém podfizeném uzlu
klastru bézi Node Manager, ktery komunikuje s Resource Managerem. Na jeho Zadost vy-
tvafi Node Manager tzv. kontejnery, které alokuji urcité zdroje (paméf, CPU) na daném uzlu.
V kontejnerech béZzi aplikace. Chod kazdé aplikace tidi Application Master. Ten si vyjed-
ndva pridéleni dalSich kontejnerit pro spusténi svych tkolt. Na History server se ukladaji
informace o zpracovavanych dlohéch.

Cely systém vyuziva HDFS jako zdroj dat. V druhé verzi je zvySena spolehlivost souboro-
vého systému ptriddnim zdlozni NameNode, ktery v pfipadé poruchy primarniho NameNode
prfevezme jeho dlohu. VySe zminény néstroj ZooKeeper miiZe byt pouZit pro koordinaci hlav-
niho a zaloZntho NameNode uzlu.

V piipadé€ velkého mnozstvi dat v systému hrozi, Ze na NameNode dojde pamét. To je od
Hadoop verze 2 moZné fesit pomoci tzv. HDFS Federation. Pti vyuziti federace je v systému

vice uzli NameNode, kazdy z nich spravuje jinou ¢4st souborového systému.

3.2 Béh systému Hadoop

Hadoop je open-source projekt, je k dispozici ke staZeni na oficidlnich strdnkdch projektu,
kde se také nachdzi obsdhld dokumentace. Hadoop je primdrné uréen pro béh na operacnim
systému Linux. Pro chod je nezbytny Java SDK s ssh [13].

Hadoop miiZe byt spustén ve tfech riznych médech:

e Local (Standalone) Mode
e Pseudo-Distributed Mode
e Fully-Distributed Mode

Prvni je urcen ke spusténi na jednom pocitaci, jako jeden Java proces. V pseudo-distribuovaném
modu je pro kazdou komponentu systému spusténa samostatnd JVM. To je vhodné pro testo-
vaci ucely, jelikoz cely klastr se skldda z jediného uzlu a zdroven se komponenty chovaji jako
v distribuovaném prostiedi (komunikuji prostfednictvim sokett atp.). Jediné plné¢ distribuo-

vany mdd je pouZitelny pro klastry o vice uzlech.
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Obrazek 8: Architektura Hadoop verze 2 se systémem YARN. Zdroj: Vlastni zpracovani.

3.2.1 Pseudo-distribuovany mod

Pro ucely vyvoje a testovani je doporucené [7] mit na lokdlnim pocitaci nainstalovany Ha-
doop v pseudo-distribuovaném médu. V tomto médu je chovédni systému podobné, jako pfi
béhu v klastru, ale zaroven je mozné cely systém ovlddat lokdlnég, protoZe béZ{ jen na jednom
pocitaci. VyZaduje ptipravu prostiedi a konfiguraci jako v distribuovaném prostiedi.

Instalace probihd ze stazeného instala¢niho balicku:

tar -xf /vagrant/installators/hadoop-2.7.1.tar.gz

Hadoop vyZaduje nastaveni né¢kolika proménnych prostiedi:

export JAVA_HOME=/usr/lib/jvm/java-7-openjdk-amd64
export HADOOP_HOME=/opt/hadoop/hadoop-2.7.1

export PATH=$HADOOP_HOME/bin:$PATH

export PATH=$JAVA_HOME/bin: $PATH

export HADOOP_CLASSPATH=$JAVA_HOME/lib/tools. jar

A explicitni nastaveni cesty k instalaci Javy v konfiguraénim souboru hadoop-env. sh:

vi $HADOOP_HOME/etc/hadoop/hadoop-env.sh
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export JAVA_HOME=/usr/lib/jvm/java-7-openjdk-amd64

Ddle je tieba nastavit protokol ssh, pies ktery Hadoop procesy komunikuji. Nasledujici série
prikazii vytvoii vefejny kli¢ pro komunikaci pomoci protokolu ssh a umisti ho mezi daveéry-

hodné klice. Procesy tak budou moci komunikovat aniZ by vyzZadovali heslo pro pfipojeni.

mkdir ~/.ssh; cd ~/.ssh
ssh-keygen

cp id_rsa.pub authorized_keys

Hadoop obsahuje v zdkladni instalaci ptiklady MapReduce programii. Pro ovéieni, Ze je Ha-
doop spravné nastaven je vhodné pouZit piiklad, ktery nevyZaduje Zadné vstupy [7]. Takovym

prikladem je ptiblizny vypocet Cisla 7:

hadoop jar $HADOOP_HOME/share/hadoop/mapreduce/hadoop-mapreduce
-examples-2.7.1.jar pi 4 100

Standardni vystup spusténého prikladu zakonceny textem Job Finished in ... seconds
signalizuje uspé$né dokonceni ulohy.

Hadoop poskytuje Siroké moZnosti nastaveni prostfednictvim konfigura¢nich dokumentt.
Nachdzeji se v adresdfi $HADOOP_HOME/etc/hadoop. V souboru core-site.xml jsou umis-
tény konfiguracni parametry spole¢né pro HDFS a MapReduce. V souboru hdfs-site.xml
jsou parametry tykajici se HDFS, NameNode a DataNodes. V souboru mapred-site.xml se
nastavuje MapReduce a v souboru yarn-site.xml YARN.

Zékladni nastaveni pro pseudo-distribuovany méd obsahuje konfiguracni parametry uve-
dené ve vypisu 2. Parametr fs.defaultFS urcuje adresu NameNode a typ souborového sys-
tému. Parametr hadoop. tmp.dir nastaveny na jiny adresaf neZ standardni linuxovy /tmp za-
jisti, aby data v HDFS nebyla nechténé smazdna syst¢émem. ProtoZe pii béhu na lokalnim

pocitaci neni uzitecna replikace blokt dat, je tfeba ji omezit parametrem dfs.replication.

15



# core-site.xml
<property>
<name>fs.defaultFS</name>
<value>hdfs://localhost :9000</value>
</property>
<property>
<name >hadoop.tmp.dir</name>
<value>/opt/hadoop/data</value>
</property>

# hdfs-site.xml
<property>
<name>dfs.replication</name>
<value>1</value>
</property>

Algoritmus 2: Zakladni konfiguraéni parametry pro pseudo-distribuovany méd. Konfiguracni para-
metry se aplikuji pfiddnim tagu <property> s prisluSnym jménem a hodnotou do
konfigura¢niho souboru. Zdroj: Pfevzato z dokumentace k Hadoop MapReduce [13].

Pred prvnim spusténim HDFS je tfeba naformétovat NameNode:

hdfs namenode -format

Po predchozich krocich 1ze spustit HDFS a YARN:

cd $HADOOP_ HOME
./sbin/start-dfs.sh
./sbin/start-yarn.sh

Pokud probéhlo spusténi Gspésné, vypise piikaz jps ndsledujici Java procesy:

24050 NameNode

24410 SecondaryNameNode
24185 DataNode

24590 ResourceManager

24725 NodeManager

Spravny chod systému je moZzné opét ovéftit spuSténim piikladu. Soubor /data/text.txt

obsahuje libovolny text.

hadoop jar $HADOOP_HOME/share/hadoop/mapreduce/hadoop-mapreduce

-examples-2.7.1. jar wordcount /data /vystup

Do adreséfe /vystup jsou uloZeny vysledky. Pro kazdy Reducer se vytvoii soubor s ndzvem

ve tvaru part-r-00000. Pro tento piiklad vypiSe prikaz
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hdfs dfs -cat /vystup/part-r-00000

slova, kterd se vyskytuji v souboru text.txt a jejich cetnosti vyskytu.

Hadoop poskytuje webové rozhrani se zdkladnimi informacemi o béZicim prostiedi. Na
portu 50070 a URL adrese NameNode je ptistupné rozhrani zobrazené na obrdzku 9 s pre-
hledem béZicich datovych uzli. Obrazek je z lokdlniho prostiedi, kde béZi jen jeden uzel.
Pfes webové rozhrani je také mozné prohliZet soubory a provadét s nimi zdkladni operace,

viz obrazek 10 na nésledujici strané.

Hadoop

Overview  Datanodes  Datanode Volume Failures Snapshot  Startup Progress  Utilities

Datanode Information

In operation
Non Block
Last Admin DFS pool Failed
Node contact State Capacity Used Used Remaining Blocks used Volumes Version
test- 2 In 7T8BAGEB 33275 692 7163 GB 100 33275 0 271
hadoop.Ittr.cz.50010 Service ME GB ME
(127.0.0.1:50010) (0.41%)

Obrazek 9: Informace o DataNode ve webovém rozhrani. Zdroj: Webové rozhrani Hadoop fra-
meworku.

3.3 Implementace MapReduce ulohy

Jednim z cilii programovaciho modelu MapReduce je poskytnout uZivateli-programétorovi
jednoduché rozhrani pro tvorbu spustitelnych tloh. V jazyce Java to v nejjednodusSim prove-
deni znamend implementaci tf{ tfid, a vytvofeni jar bali¢ku, ktery bude pfeddn MapReduce

frameworku ke spusténi v klastru.

3.3.1 Zakladni kostra MapReduce ulohy

V hlavni tfidé je nutné nastavit zdkladni konfiguraci ulohy, napf. cestu ke vstupnim datim

a k adresafi pro vystup. Metoda main spousti tlohu a ¢ekd na jeji dokonceni. Jednoduchou
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Browse Directory

finput Gol
Permission Owner Group Size Last Modified Replication Block Size Name
drwxr-xr-x vagrant supergroup 0B 18 10 2015211301 0 0B big-data
Arwxr-xr-x vagrant supergroup 0B 18 10 2015211302 0 0B micro-data
Arwxr-xr-x vagrant supergroup 0B 18 10 2015211326 0 0B small-data
Hadoop, 2015

Obrazek 10: Vypis soubortl na datovém uzlu. Zdroj: Webové rozhrani Hadoop frameworku.

implementaci ilustruje vypis 3 na ndsledujici stran€, jak je uveden v Hadoop MapReduce
dokumentaci [13].

public class WordCount {
public static void main(Stringl[] args) throws Exception {
Configuration conf = new Configuration();
Job job = Job.getInstance(conf, "word count");

job.setJarByClass (WordCount.class);
job.setMapperClass (TokenizerMapper.class);
job.setCombinerClass (IntSumReducer.class);
job.setReducerClass (IntSumReducer.class);

job.setOutputKeyClass (Text.class) ;
job.setOutputValueClass (IntWritable.class);

FileInputFormat.addInputPath(job, new Path(args[0]));
FileOutputFormat.setOutputPath(job, new Path(args[1]));

System.exit (job.waitForCompletion(true) 7 0 : 1);

Algoritmus 3: Piiklad implementace hlavni tfidy MapReduce tdlohy. Zdroj: Prevzato z dokumentace
k Hadoop MapReduce [13].

Zékladni priklad uvddény v dokumentaci je WordCount, program, ktery spocitd cetnost

vyskytu slov ve zdrojovém textu. K implementaci je kromé hlavni tfidy potfeba jen metoda

map a metoda reduce. Map musi byt metoda prepsand v potomku tiidy Mapper a metoda
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reduce v potomku tfidy Reducer. Princip algoritmu je vysvétlen v kapitole 2.3 na strané 4.
Ttidy s mapovaci a reduk¢ni funkefi tvoii spolecné s hlavni fidici tfidou zakladni kostru pro-
gramu, ktery je interpretovan v béhovém prostiedi MapReduce frameworku. Na vypise 4 je

zdrojovy kéd obou tiid.

public class TokenizerMapper
extends Mapper<Object, Text, Text, IntWritable> {

private final static IntWritable one = new IntWritable(1l);
private Text word = new Text ();

public void map(Object key, Text value, Context context
) throws IOException, InterruptedException {
StringTokenizer itr = new StringTokenizer (value.toString())
while (itr.hasMoreTokens ()) {
word.set (itr.nextToken ());
context.write (word, one);

public class IntSumReducer
extends Reducer<Text, IntWritable, Text, IntWritable> {
private IntWritable result = new IntWritable();

public void reduce(Text key, Iterable<IntWritable> values,

Context context
) throws IOException, InterruptedException {

int sum = O0;

for (IntWritable val : values) {
sum += val.get ();

}

result.set (sum) ;

context.write(key, result);

Algoritmus 4: Implementace mapovaci a redukéni funkce programu WordCount. Zdroj: Pfevzato
z dokumentace k Hadoop MapReduce [13].

3.3.2 Datové typy v Hadoop frameworku

Jednim ze zdkladnich konceptii Hadoop frameworku je vzdédlené voldni metod a z toho vy-
plyvajici posilani serializovanych objektti mezi uzly klastru. Serializace je prevedeni struk-
turované podoby objektu na posloupnost bitl za icelem odeslani po siti nebo perzistentniho

uloZeni. ProtoZe si Hadoop klade na serializaci zvl4Stni podminky (napf. kompaktnost, in-
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teroperabilita s jinymi programovacimi jazyky apod.), byly vytvoreny datové typy specidlné
pro tento ucel.

Datové typy v Hadoop frameworku implementuji rozhrani Writable. Napf. IntWritable
je datovy typ pro prirozend ¢isla. Obaluje zdkladni datovy typ int. Dal§imi piiklady mohou
byt LongWritable, DoubleWritable nebo Text, ktery obaluje typ String. Typ NullWritable
reprezentuje hodnotu null.

Dals$im z ustfednich koncepti MapReduce modelu je porovnavani datovych typi. Po-
rovnatelné datové typy musi implementovat rozhrani Comparable nebo odvozené rozhrani
WritableComparable.

Na vypise 5 na strané 24 je piiklad vlastniho datového typu, ktery implementuje roz-
hrani WritableComparable. Metoda compareTo urcuje vlastnosti porovnani dvou objektl
typu TextIntPair. Metoda toString ovliviiuje, v jaké podobé bude datovy typ zapsdn napf.

do vystupniho souboru.

3.3.3 Vstup a vystup metod map a reduce

Vstup i vystup do obou metod map a reduce je definovan pomoci dvojice klic-hodnota. Oba

prvky této dvojice maji svilij datovy typ. Ten je definovéan v hlavi¢ce dané tfidy, napt. Reducer

public class IntSumReducer extends Reducer<Text, IntWritable,

Text, IntWritable>

svlj vstup i vystup definuje jako dvojici <Text, IntWritable>. Vystupni datové typy celé
ulohy jsou nastaveny v hlavni tfidé volanim metod setOutputKeyClass

a setOutputValueClass.

3.3.4 Combiner a Partitioner

Ttfidy Combiner a Partitioner fidi fdzi kombinovani a rozdélovani (viz kapitola 2.3 na
strané 4). Nastavuji se v hlavni tfidé pomoci metod setCombinerClass,
setPartitionerClass.

Pro roli Combiner se hodi samotny Reducer. Musi v§ak byt implementovany tak, aby i pfi
opakovaném spusténi vZdy vratil poZzadovany agregovany vysledek.

Partitioner obsahuje metodu getPartition, kterd vraci prirozené ¢islo oznacujici ur-
Citou ¢ast. Defaultni implementace se chova jako hasovaci tabulka.

Priklad tfidy Partitioner je uveden v algoritmu 6 na strané 25. Metoda getPartition
vraci ¢islo dne — data z map féze jsou tak rozdélena do skupin podle dne, ke kterému zdznam
patii. Z ¢isla dne je operaci modulo ziskan zbytek po déleni proménnou numPartitions. Tim

je zajisténo, Ze pocet dilii nebude vétsi neZ nejvyssi mozny pocet.
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3.4 Amazon Web Services

Provozovéni vlastniho po¢itacového klastru je ndkladné a ndro¢na ¢innost. Rada firem proto
zaCala nabizet software nebo platformy jako sluzby provozované v cloudu, tedy v datovém
centru firmy. Ke sluzbé ma uzivatel vzdaleny pfistup pres webové nebo programové rozhrani.

Jednou ze spoleCnosti, které takové sluzby nabizeji je Amazon. V rdmci Amazon Web Ser-
vices (AWS) existuji tfi vzdjemné se dopliiujici sluzby, které umoziuji spousténi MapReduce
uloh v klastru, ktery je na vyzadani uzivatelem vytvoren v cloudu.

Elastic Compute Cloud (EC2) je sluzba spocivajici v poskytnuti virtudlniho serveru s po-
Zadovanymi vlastnostmi. Poskytnuti miZe byt na vyZadani nebo na pfedem dané obdobi.
EC2 nabizi velkou flexibilitu v moznostech zvySeni vykonu, pfidani diskti a v doplitkovych
sluzbach.

Pro stalé, spolehlivé a zdroven snadno dostupné uloZeni dat slouZi Simple Storage Service
(S3). Je to jednoduchd sluzba na ukladédni dat do hierarchické struktury.

Elastic MapReduce (EMR) je sluzba, kterd umoziuje relativné jednoduse nakonfigurovat
parametry MapReduce tdlohy a spustit ji v cloudu. Na pozadi jsou v rdmci EC2 vytvofeny
virtudlni servery, na které je nasazen Hadoop a nakonfigurovan podle poZzadavki uZivatele.
7. S3 jsou stazena vstupni data a zdrojovy kéd MapReduce tlohy, na virtudlnim klastru je
tloha spusténa a vysledky jsou nahrdny zpét na S3. Po dokonceni tlohy je tak moZné nechat
cely klastr zruSit. [14]

Diky tomuto principu mohou i jednotlivci a malé spole¢nosti zpracovat velka data béhem

kratké doby a za nizkou cenu.

3.4.1 Typy instanci na AWS

AWS poskytuji Sirokou skdlu typovych pocitact (instance, uzly klastru). Sestaveni instanci je
zaméfeno na rizné potfeby — vysoky vykon procesoru, velké naroky na paméf nebo prostor
na pevnych discich. Instance jsou oznacovany ve tvaru aX .b, kde a je typ instance, X oznacuje
potradové Cislo generace instanci a b je velikost nebo vykon instance.

Instance typu ¢ a m jsou urc¢ené k obecnému pouziti, paméf, procesor a sitové pripojeni maji
nastavené vyvazeng. Instance typu ¢ jsou optimalizované pro vypocty, obsahuji nejsilné;jsi
procesory. Instance typu r jsou uréené pro paméfoveé naro¢né dlohy. Pro aplikace naro¢né na

pocty zdpist a ¢teni z pevnych diskil jsou optimalizované instance typu i [15].

3.4.2 Webové rozhrani AWS

Kazda sluzba v ramci AWS lze ovlddat pfes webové rozhrani. Ve sluzbé S3 je moZné nahré-
vat soubory a organizovat je do hierarchické struktury. V rdmci sluzby EC2 je k dispozici
privodce s nastavenim typl a poctli poZadovanych instanci, opera¢niho systému, ktery ma
byt na né nainstalovan, dale bezpec¢nostni a sifova nastaveni a volba velikosti a typu tloZnych

prostord.
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Ve webovém rozhrani sluzby EMR Ize prohliZet béZici a ukoncené klastry, nebo vytvo-
fit klastr novy. Na obrdzku 12 na stran¢ 23 je pohled na zakladni parametry klastru, jehoz
beh byl ukoncen. V tomto klastru byla nastavena jedna instance typu ml.medium jako fidici
(Master) a Ctyti jako vypocetni (Core). Z hlediska kompatibility je dilezity parametr Hadoop

Distribution urcujici, jaka verze Hadoop frameworku bude nasazena na instancich klastru.

+ Steps

Steps > Jobs > Tasks View all interactive jobs | View all jobs
Tasks for: s-3B4M40D40OW3FT, Job 1447076485999_0003
Task summary: 143 total tasks - 143 completed, 0 running, 0 failed, 0 pending, 0 cancelled.

Filter: &
Task Type State Start time (UTC+1) Actions
r_0000o0 REDUCE COMPLETED _.201:.’:1 1-0914.98:13 View attempts
(UTCH1)
- 2015-11-09 14:59:18 —
m_000030 MAP COMPLETED (UTCH1) View attempts
- 2015-11-09 14:59:16 P
m_000029 MAP COMPLETED (UTC#1) View attempts
2015-11-09 14:59:15 ]
il " ]'i' . f 'lr\.'l
m_000028 MAP COMPLETED (UTC+1) View attempts
- 2015-11-09 14:59:14 -
m_000027 MAP COMPLETED (UTC#+1) View attempts

Obrazek 11: Obrazovka s prehledem ukolti MapReduce tlohy. Zdroj: Webové rozhrani AWS EMR.

UZivatelem ptidané programy uréené ke spusténi na klastru se oznacuji jako kroky (Steps).
Krokem mitiZe byt MapReduce tloha pfedand do AWS EMR v jar archivu. Na obrazku 11 je
prehled tkold a jejich stavi v rdmci takto spusténé MapReduce tdlohy.

3.4.3 AWS CLI

Pro opakovéni obdobnych ¢innosti je uZiteéné vyuZit rozhrani piikazové fadky> pro piistup
ke sluzbdm AWS.

Pro nahrani souboru do sluzby S3 slouZzi piikaz

aws s3 cp mapreduce-job.jar s3://my-bucket/jar/

Bucket je zékladni adresaf, ktery musi mit jedine¢ny ndzev v ramci celé sluzby S3. UZivatel
ho musi mit pfedem vytvoreny.

StaZeni vSech souborti urc¢itého adresare do aktudlni slozky je moZné pouZitim piikazu

aws s3 cp s3://my-bucket/output/ . --recursive

Pro vytvoreni klastru slouZi pfikaz

> https://aws.amazon.com/cli/
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aws emr create-cluster

ktery umoziiuje pfidat velké mnoZstvi parametr. Ty budou bliZe popsdny v nésledujici ka-

pitole.

vs 2

S vytvofenym klastrem je mozné provadét dalsi tikony, napf. vypsat jeho stav:

aws emr describe-cluster --cluster-id "<id-klastru>"

Nebo ho ukondit:

aws emr terminate-clusters --cluster-id "<id-klastru>"
Elastic MapReduce ~ Cluster List > Cluster Details EMR Help
Add step Resize Clone Terminate
Cluster: Ittr-wiki-main-run Terminated Terminated by user request C

Connections: -

Master public DNS: ec2-52-91-95-53. compute-1.amazonaws.com SSH
Tags: -
Summary Configuration Details
ID: -17XQY08J0QL0B Release label: emr-4.0.0
Creation date: 2015-11-09 14:35 Hadoop Amazon 2.6.0
(UTC+1) distribution:
End date: 2015-11-09 1512 Applications: --
(UTC+1) Log URI: s3://litr-hadoop-
Elapsed time: 37 minutes us/logs/large-run/ =
Auto- No EMRF S Disabled
terminate: consistent
Termination Off view:
protection:
Network and Hardware Security and Access
Availability us-east-1a Key name: hadoop
Zone. EC2 instance EMR_ECZ DefaultRole
Subnet ID: -- profile:
Master: Terminated 1 m1.mediu EMR role: EMR_DefaultRole
m Visible to all All Change
Core: Terminated 4 m1.mediu users:
m Security sg-6824540f
Task: -- groups for (ElasticMapReduce-

Master: master)

Security sg-76245411
groups for (ElastichapReduce-slave)
Core & Task:

Obrazek 12: Obrazovka s pohledem na nastaveni ukonc¢eného EMR klastru. Zdroj: Webové rozhrani
AWS EMR.
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public class TextIntPair implements WritableComparable<
TextIntPair> {

private Text text = new Text ();
private IntWritable integer = new IntWritable();

public TextIntPair (String text, int integer) {
this.text.set(text);
this.integer.set (integer) ;

public TextIntPair () A
}

public void write(DataOutput out) throws IOException {
text.write(out);
integer.write (out);

}

public void readFields(DataInput in) throws IOException {
text.readFields (in);
integer.readFields (in);

}

public int compareTo(TextIntPair textIntPair) A
int compareValue = this.text.toString().compareTo(
textIntPair.getText ());
if (compareValue == 0) {
compareValue = Integer.compare(this.integer.get(),
textIntPair.getInt ());
}

return compareValue;

public String toString () {
return text + "\t" + integer;

}

Algoritmus 5: Pfiklad implementace vlastniho datového typu, ktery spojuje dva zdkladni datové typy
Hadoop frameworku do jednoho objektu. Z vypisu jsou vynechdny metody pro piistup
k atributiim (get, set) a metody equals a hashCode. Zdroj: Vlastni zpracovani.
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public class SumByDayPartitioner extends Partitioner<
NameDayPair, IntWritable> {

@0verride
public int getPartition(NameDayPair key, IntWritable value,
int numPartitiomns) {
String dayString = key.getDay();
int dayInt = Integer.parselnt(dayString);
return (dayInt - 1) % numPartitions;

}

Algoritmus 6: Piiklad tfidy implementujici vlastni rozdélovaci funkci. Zdroj: Vlastni zpracovani.
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4 Statistika pristupt na Wikipedii

4.1 Popis feSeného problému

Jako problém k feSeni uZitim principti MapReduce modelu jsem si zvolil statistiku ndvstév-
nosti Wikipedie. Organizace Wikimedia Foundation pribézné zverejiiuje data [16], kterd ob-
sahuji informace o ndvstévach vSech strdnek Wikipedie a souvisejicich projektt. Tato data
jsou pro kazdou hodinu za poslednich n€kolik let. Jejich velikost je zna¢na — jeden zkompri-
movany (ve formdtu gz) soubor ma za mésic Cervenec 2015 primérné 90 MB, coz je pies
2 GB dat pro kazdy den, za cely mésic 65 GB. Data jsou uloZena v textovych souborech

v nésledujicim formatu:

<identifikator_jazyka>:<projektu> <nazev_stranky>

<polet_poZadavki_na_stranku> <mnoZstvi_pFfenesenjch_dat>

Diky tomuto textovému formatu a charakteru dat® je tento problém vhodny fesit pomoci
MapReduce tdlohy. Data sice neobsahuji pocty unikdtnich navstévnikd, i tak ale mohou vy-
sledné statistiky poskytnout zajimavy nahled na vyuzivani Wikipedie.

Za cil jsem si dal zjistit, kterych 10 stranek ¢esky psané Wikipedie bylo nejvice navstévo-
vano v ¢ervenci 2015. Pro téchto 10 stranek jsem sestavil grafy jejich ndvstévnosti v pribéhu
celého mésice.

Pro tvorbu vystupu jsem potfeboval data rozdélend do souborti pro jednotlivé nejnavste-
vovanéjsi stranky Wikipedie. Kazdy vystupni soubor by mél byt pojmenovany podle dané
stranky a obsahovat az 31 fddkl sefazenych podle poradového ¢isla dni, ve kterych byla

stranka alespoii jednou navstivena.

Slozka vystupnich dat

+-- Soubor dat jedné stréanky.txt

| +-- <nazev stranky> <&islo dne> <poclet pozZadavkid>
|-

+-- Soubor dat jiné stréanky.txt

| +-- <nazev stradnky> <¢&islo dne> <poclet pozadavki>
|-

Pro feSeni problému jsem zvolil ndsledujici postup:
1. Navrhnout strategii, jak data ziskat a jakym postupem je zpracovavat
2. Ziskat data a pripravit testovaci vzorky dat

3. Implementovat tlohu pomoci skriptu pro bash a zméfit rychlost zpracovani dat

6 Soubory jsou komprimované ve formétu gz. Hadoop framework vstupni soubory v tomto komprimaénim
formatu automaticky dekomprimuje.
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4. Ptipravit vyvojové prostfedi pro Hadoop na lokdlnim pocitaci
5. Implementovat dlohu pomoci Hadoop MapReduce

6. Nakonfigurovat a spustit Glohu na klastru (AWS EMR), zméfit rychlost zpracovani tes-

tovaciho vzorku a kompletnich dat
7. Porovnat doby trvani béhu MapReduce tlohy a skriptu a porovnat piistupy k préci s daty

8. Zpracovat data a vytvorit grafy

4.2 Priprava vstupnich dat

Jako referencni pocitaC pro provedeni testd a hlavniho béhu MapReduce tlohy, jsem zvolil
EC2 instanci m1.medium. Je to jedna ze zdkladnich instanci pro v§eobecné pouZiti, dostupna
jako samostatny server na AWS EC2 nebo jako uzel klastru v EMR. Obsahuje jedno jadro
o frekvenci 2 GHz a 4 GB pam¢ti.

Vstupni data jsem potfeboval dostat do AWS S3 (odkud jsou dostupnd tloze béZici na
EMR) a na samostatnou instanci ml.medium, na které jsem chtél otestovat zpracovéani dat
pomoci skriptu.

Data jsem stdhl pomoci programu wget. Prvni piikaz v algoritmu 7 stdhne html stranku
s absolutnimi odkazy. Druhy ptikaz extrahuje URL adresy a uloZi je do jiného souboru. Treti

pfikaz stdhne data z uloZenych adres.

wget --convert-links http://dumps.wikimedia.org/other/
pagecounts-raw/2015/2015-07 -0 index.html

cat index.html \
| sed -n "/href/ s/.*xhref=\"\(C.*\)\".*x/\1/gp" \
| grep "gz$" > urls.txt

wget -i urls.txt

Algoritmus 7: Prikazy pro automatizované stazeni vstupnich dat. Zdroj: Vlastni zpracovani.

Abych mohl porovndvat vliv dat na béh uloh pripravil jsem si nékolik testovacich sad.

Vsechny velikosti jsou uddvané pro data zkomprimovand v gz formatu.
e micro-data 4 soubory ze 2 dni jen s né€kolika radky (8 kB)
e small-data 4 kompletni soubory ze 2 dni (320 MB)

medium-data 16 souborti ze 4 dni (1,1 GB)

double-medium-data zduplikovand medium-data (2,2 GB)

large-data 48 soubor( ze 2 dni — vSechny hodiny (3,8 GB)

big-data Vsechny soubory (744) z jednoho mésice — 7/2015 (65 GB)
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Skriptem i pomoci MapReduce ulohy jsem problém fesil ve tiech krocich (obrazek 13):
1. Secist pocty navsteév jednotlivych stranek v kazdém dni (sumy po dnech)

2. Sedist pocty navstév jednotlivych stranek za cely mésic a vybrat z nich 20 nejnavstévo-

vanéjSich (celkova suma)

3. Pro celkové nejnavstévovanéjsi stranky nalézt navstévnost téchto stranek v kazdém dni

a seradit data chronologicky (nej stranky po dnech)

( Vstupni data )

Soucty navstév N nejnavstévovanéjsich
po dnech » celkem

N

N nej se soucty
po dnech

Obrazek 13: Schéma postupu zpracovani dat. Zdroj: Vlastni zpracovani.

4.3 Reseni pomoci skriptu

Vypocty pomoci distribuovaného systému jsem chtél porovnat s jinym, pokud moZzno jed-
noduchym pfistupem. Zvolil jsem feSeni pomoci skriptu pro bash, ktery je spustitelny na
kazdém linuxovém pocitaci.

Skript implementuje ti'i kroky zminéné vyse. Klicové ¢asti skriptu doprovdzené komentéri

jsou v algoritmu 8 na ndsledujici strané. Cely skript je v elektronické pfiloze této price.
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# 1. kliCe v~asociativnim poli reprezentuji dny
for key in ${!input_files[@]}
do
# vSechny soubory pro dany den se rozbali na stdout
gunzip -c¢ ${input_files[$keyl} |
# pro radky, které vyhovuji kritériim, spocCitd sumu navstév
# pro kaZdou stréanku
awk ’$1=="cs" && length($2)<120 && NF>3 { al[$2] += $3 }
END { for (i in a) print i,ali] 3}’ |
# set¥idi a uloZi do soubord po dnech
sort > $SUM_DIR/$key
done

# 2. z~vysledkd vytvofri celkovou sumu pro kaZdou stréanku

cat $SUM _DIR/* |

awk > { al[$1] += $2 } END { for (i in a) print i,ali]l } ’ |

# setfidi podle hodnot ve druhém sloupci a uloZi jen 20 zaznamu
# s nejvysSsi hodnotou

sort -r -n -k 2 |

head -20 > $TOTAL DIR/total

# 3. setridi nejnavsStévovanéjsSi stranky, budou tak ve stejném
# poradi, jako zaznamy po prvni céasti
declare -a top_pages=($(awk ’{print $1}’ $TOTAL_DIR/total |
sort))
for day_file in $SUM_DIR/x*
do
top_pages_counter=1
day_number=${day_file: -2}
while read line # pro kazdou stradnku a sumu jejich néavstév
do
line_array=($line)
page_name=${line_array [0]}
page_count=${line_array[1]}
top_page=${top_pages[$top_pages_counter]l}
# otestuje, jestli je strédnka mezi nejnavsStévovanéjsSimi
if [ "$top_page" = "$page_name" ]
then
# pokud ano prid& stranku a~navstévnost do souboru
echo $day_number" "$page_count >> $PAGES_DIR/$page_name
# posune se k~dalSi nejnavstévovanéjSi strance
((top_pages_counter+=1))
fi
done < $day_file
done

z X2z

Algoritmus 8: Klicové asti skriptu pro vypocet navstévnosti Wikipedie. Zdroj: Vlastni zpracovani.
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Skript jsem spustil pro kaZzdou datovou sadu na instanci mI.medium. Vysledné Casy jsou
uvedené v tabulce 1. Z tabulky je patrné, Ze vSechny fdze se s velikosti dat ¢im dal vice
zpomaluji. Pro mensi vzorky dat je sice riist pomalejsi nez linearni, pro kompletni sadu dat
ale roste mnohem rychleji. U sady dat double-medium (ve které jsou obsazena medium data

dvakrét) je dobfe videt, Ze data jsou po prvni fazi stejnd jako v ptipadé medium sady.

small | medium | double-medium large big
rel. velikost 4x small 2x medium 4x medium 16x large
sumy po dnech | 35s 133 s 272 s 443 s 12728 s (03:32:08)
celkova suma 2s 3s 3s 5s 38 s (00:00:38)
nej stranky 13s 30s 31s 60 s 1009 s (00:16:49)
50s 166 s 306 s 508 s 13775 s (3:49:35)

Tabulka 1: Vysledky béhu skriptu pro rtizné sady dat. Zdroj: Vlastni zpracovani.

4.4 Implementace Hadoop MapReduce ulohy

Pro spousténi MapReduce tlohy na lokdlnim pocitaci jsem vyuZil postupu, ktery jsem popsal
v kapitole 3.2.1 na stran€ 14. Pro implementaci jsem pouzil vyvojové prostfedi Eclipse a pro

vytvéareni jar archivu ndstroj Maven.

4.4.1 Vyuziti Mavenu pro sestaveni jar archivu

Maven je fizen obsahem souboru pom.xml umisténém v kofenovém adresafi projektu. Na
vypise 9 na ndsledujici strané jsou uvedené zavislosti, které je tfeba pridat do pom.xml aby se
Jar archiv spravné sestavil.

Prikazem

mvn install

spuSténym v adresdfi se souborem pom.xml Maven vytvoii poZadovany jar soubor v adresafi

target.
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<dependency >
<groupIld>org.apache.hadoop</groupId>
<artifactId>hadoop-core</artifactId>
<version>1.2.1</version>

</dependency>

<dependency >
<groupIld>org.apache.hadoop</groupIld>
<artifactId>hadoop-client</artifactId>
<version>2.7.1</version>

</dependency >

<dependency >
<groupld>org.apache.hadoop</groupIld>
<artifactId>hadoop-hdfs</artifactId>
<version>2.7.1</version>

</dependency >

<dependency >
<groupIld>org.apache.hadoop</groupIld>
<artifactId>hadoop-common</artifactId>
<version>2.7.1</version>

</dependency>

Algoritmus 9: Zavislosti Hadoop frameworku uvedené v pom.xml. Zdroj: Vlastni zpracovani.

Maven také zajisti, Ze Manifest jar archivu obsahuje definici spustitelné tfidy a tu nebude
nutné zaddvat jako argument na piikazové fadce.
Bez Mavenu nebo jiného build nastroje je moZzné zkompilovat a spustit MapReduce program

nasledovné:

javac -classpath ‘yarn classpath‘ WordCount. java
jar -cvf word-count. jar WordCount.class

hadoop jar word-count.jar WordCount /data/text.txt /output

Piikaz yarn classpath se expanduje na cesty k jar souborim Hadoop frameworku.

4.4.2 Struktura zdrojového kédu MapReduce ulohy

Obdobné jako skripti MapReduce tloha je sestavena ze tii ¢asti. VyuZziva vlastnosti MapReduce
modelu a Hadoop frameworku, ktery umoziuje snadné zfetézeni nékolika pod-uloh.

Prvni map funkce odfiltruje zdznamy, které jsou pravdépodobné poskozené, nebo jinak
nezajimavé a prizptsobi zdznamy tak, aby §lo snadno nacist den, ke kterému zdznam patfi.
Funkce getPartition poté rozdéli ziznamy po dnech — poradové Cislo dne je Cislem Casti.
Pfi zpracovani dat za cely mésic (Cervenec) tak vznikne 31 ¢asti, které jsou zpracovany 31
funkcemi reduce. Ty se€tou ndvstévnosti u kazdé stranky a ulozi mezivysledky.

Druh4 pod-tloha mé za ukol secist mezivysledky seskupené podle jména stranky. Map

funkce vybere z kazdého zdznamu jméno stranky a sumu navstév za dany den. Reduce funkce
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spocitd celkovou sumu ndvstév pro kazdou stranku ale do dalSich mezivysledkd jiz uloZi jen
N stranek s nejvyssi celkovou ndvstévnosti.

Funkce map ve tfeti pod-uloze nacte seznam N stranek s nejvyssi ndvstévnosti a seznam
stranek a jejich navstévnosti pro kazdy mésic. Stranky, které jsou mezi celkové nejnavstévo-
vanéjsimi posle spolu s oznacenim dne a poctem navstévnikd v daném dni reduce funkci. Ta
jiZ jen dekdduje ndzev stranky, protoZe znaky jsou ve vstupnich souborech URL-zakédované.

Tabulka 2 obsahuje ptehled vstupti, vystupt a jejich datovych typt v jednotlivych pod-
ulohach. Sloupec M/R oznacuje pary, které se tykaji vstupt do funkce map (>M) vystupil

z map a zaroven vstupl do reduce funkce (M>R) a vystupli z reduce funkce (R>).

Uloha M/R | Pary (kli¢, hodnota) Datové typy

>M | (soubor, obsah-souboru) <Object, Text>

sumy po dnech | M>R (stranka+den, pocet) <NameDayPair, IntWritable>

R> (strdnka+den, pocet) <NameDayPair, IntWritable>
>M | (soubor, obsah-souboru) <Object, Text>
celkova suma | M>R (stranka, pocet) <Text, IntWritable>

R> (stranka+potadi, pocet) <TextIntPair, IntWritable>

>M | (soubor, obsah-souboru) <Object, Text>

nej stranky | M>R | (strdnka+den, pocet) | <NameDayPair, IntWritable>

R> (stranka+den, pocet) <NameDayPair, IntWritable>

Tabulka 2: Prehled vstupnich a vystupnich datovych typt jednotlivych MapReduce pod-tloh.
Zdroj: Vlastni zpracovani.

4.5 Béh MapReduce ulohy v klastru

Pro spousténi uloh se mi osvédcila kombinace piikazové fadky s doplitkovym webovym roz-
hranim pro kontrolu stavu vypocetniho klastru. Pfikaz na piikazové fddce umoziuje jedno-
dussi kontrolu spravnosti a zjednodusuje opakovdni. Webové rozhrani zase poskytuje pre-
hledny monitoring klastru.

Pro hlavni béh MapReduce tlohy nad kompletnimi daty jsem pouZzil ndsledujici definici.

aws emr create-cluster
--name "wiki-main-run"
--instance-groups InstanceGroupType=MASTER, InstanceCount=1,
InstanceType=ml.medium
InstanceGroupType=CORE, InstanceCount=16, InstanceType=ml.

medium
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--use-default-roles
--ec2-attributes KeyName=hadoop
--release—-label emr-4.0.0
-—-applications Name=Hadoop
--steps Type=CUSTOM_JAR,

Name="Wikipedia visitors",
ActionOnFailure=CONTINUE,
Jar=s3://<bucket>/jar/wikipedia-visitors. jar,
Args=["s3://<bucket>/input/big-data", "s3://<bucket>/output

"]
--no-auto-terminate
--log-uri s3://<bucket>/logs
--enable-debugging

Pro spusténi na piikazové fadce ve Windows musi byt piikaz cely na jedné fadce:

aws emr create-cluster --name "wiki-main-run" --instance-groups
InstanceGroupType=MASTER , InstanceCount=1,InstanceType=ml.

medium InstanceGroupType=CORE, InstanceCount=16,InstanceType=
ml.medium --use-default-roles --ec2-attributes KeyName=
hadoop --release-label emr-4.0.0 --applications Name=Hadoop
--steps Type=CUSTOM_JAR ,Name="Wikipedia visitors",
ActionOnFailure=CONTINUE, Jar=s3://<bucket>/jar/wikipedia-
visitors.jar,Args=["s3://<bucket>/input/big-data", "s3://<
bucket>/output"] --no-auto-terminate --log-uri s3://<bucket

>/logs --enable-debugging

Prikaz vytvoii jednu instanci typu MASTER (pro Name Node, Resource Manager) a 16
vykonnych instanci typu CORE, vSechny m1.medium. Na klastr nasadi Hadoop s danou verzi
a spusti jar soubor se zadanymi argumenty pro vstupni data a vystupni slozku. Diky —-no-
auto-terminate zlstane klastr i po dokonceni dlohy v chodu. Logy ze vSech serveri jsou
po dokonceni krokt stazeny a uloZeny na zadanou cestu v S3.

Webové rozhrani Resource Manageru a dalSich komponent je dostupné i v AWS EMR. Na-
sledujici ptikaz vytvoii sifovy tunel, diky kterému je mozZné se na webové rozhrani hlavniho
serveru klastru pfipojit. Soubor se soukromym kliCem .pem je k ziskani pies administracni

rozhrani AWS uctu.

aws emr socks --cluster-id "<cluster-id>" --key-pair-file "<x.

pem soubor>"

Job History server poskytuje uzite¢né pohledy pro zpétnou analyzu probéhlych MapReduce
dloh. Na obrdzku 14 na ndsledujici stran€ jsou vidét tfi ilohy mého MapReduce programu,
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spusténé s daty z medium data setu, ktery obsahuje 16 soubort, proto bylo vytvoieno 16 Map
ukold v prvni dloze.

JobHistory

Search:
Maps Maps Reduces
& a - . Reduces
Job ID v Mame v User v Queu:e State ¥ Total Completed Total 2 Completed
job 1447116747206 0001 sumByDaylob hadoop default SUCCEEDED 16 16 31 31
job 1447116747296 0002 tofalTopNJob  hadoop default SUCCEEDED 31 3 1 1
job 1447116747296 0003 topMByDaylob hadoop default SUCCEEDED 31 3 1 1

Obrazek 14: Obrazovka Job History serveru. Zdroj: Webové rozhrani Hadoop JobHistory serveru.

DalS$im nastrojem pro analyzu béhu MapReduce dloh jsou logy. Na vypise 10 na stran¢ 37
je Cast logu zaznamenand pti béhu MapReduce ulohy s datovou sadou big v klastru. Jedn4 se
o druhou ze tif pod-tloh, kterd pocitd celkovou sumu navstév na vSech strankach. V logu je
kromé zdznamu o priibéhu mapovaci a reduk¢ni faze nékolik uzite¢nych ¢itact. Napriklad S3
: Number of bytes read uddvd mnoZstvi dat nactenych z tlozisté S3. Cislo 296 tisic byt
odpovida velikosti vystupu z piredchozi pod-ulohy. Pocet map ukolt — 31, byl odvozen od
stejného poctu vstupnich soubori. Podle ziznamu Map input records bylo v mapovaci fazi
zpracovano 10080964 fadkid. Vystupnich fadkit bylo jen 20 (vystupem této fize ma byt N
nejnavstévovanéjsich stranek) jak je uvedeno u Reduce output records. Téchto 20 fadkt
mélo velikost 599 bytt, které byly zapsany na vystupu.

Doby trvani béhu programu pro sady dat medium, large a big jsou uvedené v tabulce 3.

Prvni dva béhy byly spustény na 4 vykonnych instancich, tfeti na 16 instancich.

medium large big
rel. velikost 4x medium 16x large
instance 4 4 16
sumy po dnech 314 s 625s 2077 s
celkova suma 167 s 155s 101 s
nej stranky 147 s 167 s 69 s
628 s (10:28) | 947 s (15:47) | 2247 s (37:27)

Tabulka 3: Vysledky béhu MapReduce programu pro rizné sady dat. Zdroj: Vlastni zpracovani.
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4.6 Vyhodnoceni vysledku

Provedl] jsme méfeni doby vypoctu pomoci skriptu a MapReduce dlohy. M€l jsem k tomu
pfipraveno nékolik sad testovacich dat. VSechny vypocty, paralelizované i sekvencni jsem
provadél na stejném typu pocitac¢e — EC2 instanci m1.small s istou instalaci Linuxu. Datova
sada medium méla zaokrouhlené 1 GB, large 4 GB a big 64 GB.

Béh skriptu byl rychlejsi pro vSechny sady, kromé té nejvétsi — kompletni sady dat za jeden
mesic. Tu zpracovaval skript 3 hodiny a 49 minut na jednom pocitaci, zatimco MapReduce
uloha 37 minut na 16 pocitacich. Jedna Sestndctina z doby béhu skriptu je 14,3 minuty. Pa-
ralelni zpracovani je tedy pro tuto ulohu asi 2,6krat pomalejSi neZ pfi idedlnim rozdéleni
vypocetni sily.

Namétené Casy odpovidaji predpokladu, ze MapReduce model by mél byt Skdlovatelny,
tedy pfi rostoucim mnoZstvi dat by mél ¢as rist linedrné, ne rychleji. V tomto ptipadé dokonce
cas, ktery by odpovidal nértistu dat klesd. Ziejmé dochdzi k efektivnéj$§imu vyuZiti vnitinitho
zpracovani dat v modelu, ktery ale zbytecné zdrZuje dlohy s malym mnoZstvim dat, nebo
Spatnym pomérem pocti mapovacich a redukénich funkci vzhledem k poctu uzla klastru.

V sadé dat big je 16krat vice dat a uloha béZela na 4krat vice instancich neZz uloha s large
daty. Dal by se tedy ocekdvat 4krat delsi Cas zpracovani. Doba zpracovani je ale jen 2,4krat
pomalejsi.

Naopak pfi sekvencnim zpracovdni pomoci skriptu by se dal Cas jeho béhu s big daty
odhadnout na 2 hodiny a 15 minut (16krat vice) avSak redlna doba byla o hodinu a pal delsi.

Ulohu, kterou jsem fesil bych charakterizoval jako ndro¢nou na procesor, relativné méné
na diskovy prostor a na paméf. Zadna fize b&hu skriptu nebo MapReduce tilohy nemusela
paméf by se doba béhu na jednom pocitaci mohla kviili omezené paméti vyraznéji prodluzovat
s rostoucim mnozZstvim dat.

Udaje jsou shrnuté v tabulce 4. Z méfen{ vyplyva, Ze pro tilohy takového typu, jako jsem fe-
§il, se nevyplati pouzivat paralelizované zpracovani pomoci MapReduce, pokud jsou vstupni
data jen v fadech jednotek GB.

medium | large big
skript 2:46 8:28 | 3:49:35
MapReduce 10:28 15:47 | 37:27

Tabulka 4: Pfehled doby trvani béhu skriptu a MapReduce tlohy. Udaje jsou ve formétu ho-
diny:minuty:vtefiny. Zdroj: Vlastni zpracovani.
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4.6.1 Graficka podoba vystupu ulohy

Grafy poctu ndvstév deseti nejzadancjSich stranek jsou na obrazku 15 na strané 38. Na ose x
jsou dny Cervence 2015, na ose y poCty navstév stranky v daném dni. Graty jsou zobrazeny
v abecednim potadi.

Takto reprezentovand data o ndvstévnosti pfindseji vhled do zajimavych souvislosti. Napf.
1. Cervence 2015 zemftel britsky burzovni makléf a humanitarni pracovnik Nicholas Winton
ve véku 106 let. Velkd poptavka po informacich o tomto ¢lovéku se projevili jen par dni po
této udélosti, poté zdjem zcela upadl.

Zajimavy je také prvni vrchol grafu stranky Tour de France. Ten signalizuje néjakou uda-
lost dtilezitou pro Cechy — 9. Eervence vyhril po dvou letech prvni Cech etapu tohoto slavného
zavodu. 26. Cervence, kde je druhy vrchol grafu se konala zavérecna etapa zdvodu. Charak-
teristicky je zdjem o Jana Husa, vyrazn€ zvySeny ve stdtni svatek, jinak se drzici na nizké
urovni.

I tato jednoducha statistika (suma za urcité obdobf{) prinasi informace, které mohou pfinést
vhled do jinak nepoznanych souvislosti.
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Running job: job_1447053760776_0002
map 0% reduce 0%
map 11% reduce 0%
map 37% reduce 0%
map 74% reduce 0%
map 95% reduce 0%
map 100% reduce 0%
map 100% reduce 36%
map 100% reduce 587
map 100% reduce 757
map 100% reduce 100%
Job job_1447053760776_0002 completed successfully
Counters: 55
File System Counters
S3: Number of bytes read=296851639
S3: Number of bytes written=599
S3: Number of read operations=0
S3: Number of large read operations=0
S3: Number of write operations=0
Job Counters
Killed map tasks=1
Launched map tasks=32
Launched reduce tasks=1
Data-local map tasks=32
Total time spent by all map tasks (ms)=1083034
Total time spent by all reduce tasks (ms)=42086
Map-Reduce Framework
Map input records=10080964
Map output records=10080964
Map output bytes=285867663
Input split bytes=4185
Combine input records=0
Combine output records=0
Reduce input groups=1409125
Reduce shuffle bytes=152247403
Reduce input records=10080964
Reduce output records=20
Spilled Records=20161928
Shuffled Maps =31
Failed Shuffles=0
Merged Map outputs=31
File Input Format Counters
Bytes Read=296851639
File Output Format Counters
Bytes Written=599

Algoritmus 10: Cist logu z b&hu MapReduce tlohy v klastru pfi zpracovani datové sady big.
Zdroj: Vlastni zpracovani.
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Obrazek 15: Deset nejnavstévovanéjsich stranek ¢eské Wikipedie v Cervenci 2015. Na vodorovné ose
jsou dny, na svislé pocet navstév v daném dnu. Zdroj: Vlastni zpracovani.
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5 Zaveér

Mym cilem bylo sezndmit se s teoretickymi i praktickymi aspekty programovaciho modelu
MapReduce a popsat jeho principy. Na zdkladé nabytych znalosti implementovat funkéni pii-
klad paralelizovaného vypoctu statistik piistupli na web. Pro piiklad jsem si zvolil vypocet
piistupti na web Wikipedie, protoZe jsem se domnival, Ze obdrZim zajimavé vysledky. To se mi
podatilo — z vefejné dostupnych, jen ¢aste¢né strukturovanych dat, jsem pomoci MapReduce
ziskal vysledky, jejichZ vyznam lze interpretovat na redlnych udédlostech. Vypocet je navic
mozné snadno opakovat pro obdobnd data nebo principielné podobné problémy.

Vyhodou pouziti modelu MapReduce je relativni jednoduchost feSeni problému paraleli-
zovanych vypoctl. Vstupni data neni (pro urcité typy tloh) nutné predem strukturovat nebo
vytvéret jejich schéma. Dalsi vyhodou je rozdé€leni feSeni problému do nékolika samostatnych
map a reduce funkci, coZ zlepSuje prehlednost a Citelnost implementace. UmoZziiuje také efek-
tivni pokryti unit testy, i kdyz ty jsem pti implementaci nevyuZil.

Z hlediska rychlosti zpracovéni dat se podle vysledk z této prace domnivam, Ze se pouZiti
MapReduce modelu vyplati aplikovat aZ pfi vstupnich datech v fddech desitek GB a vyssich.
Nicméné myslenkovy proces, ktery probihd pfi dekompozici problému s cilem implementovat
MapReduce tlohu, je myslim uzite¢ny pro Sirokou $kdlu dkold, jejichZ cilem je néjakd trans-
formace dat. Funkciondlni pfistup MapReduce modelu miiZe prinést lepsi vhled do problému
i pfi implementaci zcela odliSnym zptisobem.

Domnivam se, Ze jsem splnil v§echny cile ur¢ené pro tuto praci. VEtsi prostor by si vSak za-
slouZilo studium a popis rtiznych rozhrani a detailt Hadoop frameworku, konfigurace klastru
a implementace rGznych algoritmii do MapReduce modelu. Na tomto zdkladé bych pak mohl
vytvorit komplexnéjsi aplikaci pfinasejici hodnotnéjsi vysledky nez jednoducha4 statistika pii-

stupil na web.

39



Literatura

[1]

(2]

[3]

[7]

[8]

DEAN, Jeffrey a GHEMAWAT, Sanjay. MapReduce: Simplified Data Processing on
Large Clusters. In Proceedings of the 6th Conference on Symposium on Opearting
Systems Design & Implementation - Volume 6, OSDI’04, 13 s, Berkeley, CA, USA,
2004. Dostupné z: http://research.google.com/archive/mapreduce.html.

DEAN, Jeffrey a GHEMAWAT, Sanjay. MapReduce: Simplified Data Processing on
Large Clusters. Communications of ACM. 2008, 51, 1, s. 107-113. ISSN 0001-0782.
doi: 10.1145/1327452.1327492. Dostupné z:
http://doi.acm.org/10.1145/1327452.1327492.

MONASH, Curt. Facebook, Hadoop, and Hive [online]. DBMS2.com. 11.5.2009.
[cit. 4.8.2015]. Dostupné z:
http://www.dbms2.com/2009/05/11/facebook-hadoop-and-hive/.

TAM, Donna. Facebook processes more than 500 TB of data daily [online]. CNET.
22.4.2012. [cit. 4.8.2015]. Dostupné z: http://news.cnet.com/8301-1023_
3-57498531-93/facebook-processes-more-than-500-tb-of-data-daily/.

LIN, Jimmy a DYER, Chris. Data-intensive Text Processing with MapReduce.
Morgan & Claypool. 2010. 165 s. G - Reference, Information and Interdisciplinary
Subjects Series. Dostupné z:
http://lintool.github.io/MapReduceAlgorithms/index.html.

ISBN 9781608453429.

BARROSO, L.A. a CLIDARAS, J. a HOLZLE, U. The Datacenter as a Computer :
An Introduction to the Design of Warehouse-Scale Machines. 2nd. Morgan &
Claypool Publishers. 2013. 154 s. Synthesis Lectures on Computer Architecture. doi:
10.2200/S00516ED2V01Y201306CAC024. ISBN 9781627050098.

TURKINGTON, G. Hadoop Beginner’s Guide. Packt Publishing, Limited. 2013.
Packt Open Source : Community Experience Distilled. Dostupné z:
http://books.google.cz/books?id=88iia_wT_NgC. ISBN 9781849517300.

GRONINGEN, Martijn. Introduction to Hadoop [online]. Trifork blog. 4.8.2009.
[cit. 4.8.2015]. Dostupné z:
http://blog.trifork.com/2009/08/04/introduction-to-hadoop/.

Google Technology RoundTable: Map Reduce. In Youtube [online], 21.8.2008.
[cit. 4.8.2015]. Kandl uzivatele Life at Google. Dostupné z:
https://www.youtube.com/watch?v=NXCIItzkn3E.

40


http://research.google.com/archive/mapreduce.html
http://doi.acm.org/10.1145/1327452.1327492
http://www.dbms2.com/2009/05/11/facebook-hadoop-and-hive/
http://news.cnet.com/8301-1023_3-57498531-93/facebook-processes-more-than-500-tb-of-data-daily/
http://news.cnet.com/8301-1023_3-57498531-93/facebook-processes-more-than-500-tb-of-data-daily/
http://lintool.github.io/MapReduceAlgorithms/index.html
http://books.google.cz/books?id=88iia_wT_NgC
http://blog.trifork.com/2009/08/04/introduction-to-hadoop/
https://www.youtube.com/watch?v=NXCIItzkn3E

[10]

[11]

[12]

[13]

[14]

[15]

[16]

GHEMAWAT, Sanjay a GOBIOFF, Howard a LEUNG, Shun-Tak. The Google File
System. In Proceedings of the 19th ACM Symposium on Operating Systems Principles
(SOSP 2003), 29-43 s, New York, 2003. Dostupné z:
http://static.googleusercontent.com/media/research.google.com/en/

/archive/gfs-sosp2003.pdf.

WHITE, T. Hadoop: The Definitive Guide. 3rd edition. O’Reilly Media. 2012.
Dostupné z: http://books.google.cz/books?id=Wu_xeGdU4G8C.
ISBN 9781449338770.

MCDONALD, K. et al. Hadoop Fundamentals I [online]. Big Data University. July
2013. [cit. 4.8.2015]. Version 2. Online course, Lecture 2 - Hadoop Architecture.
Dostupné z: http://bigdatauniversity.com/bdu-wp/bdu-course/

hadoop-fundamentals-i-version-2/.

Apache Hadoop [online]. Apache Software Foundation. 2015. [cit. 20.8.2015]. Project

Documentation. Dostupné z: http://hadoop.apache.org/docs/current/.

What is Amazon EMR? [online]. Amazon Web Services. 2015. [cit. 20.8.2015].
Management Guide. Dostupné z: http:

//docs.aws.amazon.com/ElasticMapReduce/latest/ManagementGuide/.

Amazon EC2 Instances [online]. Amazon Web Services. 2015. [cit. 9.11.2015].

Dostupné z: https://aws.amazon.com/ec2/instance-types/.

Page view statistics for Wikimedia projects [online]. Wikimedia Foundation. 2015.
[cit. 20.8.2015]. Maintained by Wikimedia Foundation’s Analytics team. Dostupné z:
http://dumps.wikimedia.org/other/pagecounts-raw/.

41


http://static.googleusercontent.com/media/research.google.com/en//archive/gfs-sosp2003.pdf
http://static.googleusercontent.com/media/research.google.com/en//archive/gfs-sosp2003.pdf
http://books.google.cz/books?id=Wu_xeGdU4G8C
http://bigdatauniversity.com/bdu-wp/bdu-course/hadoop-fundamentals-i-version-2/
http://bigdatauniversity.com/bdu-wp/bdu-course/hadoop-fundamentals-i-version-2/
http://hadoop.apache.org/docs/current/
http://docs.aws.amazon.com/ElasticMapReduce/latest/ManagementGuide/
http://docs.aws.amazon.com/ElasticMapReduce/latest/ManagementGuide/
https://aws.amazon.com/ec2/instance-types/
http://dumps.wikimedia.org/other/pagecounts-raw/

Seznam obrazku

O 00 9 O Lt A W N =

e e e e e T
N A WD = O

Znazornéni funkcimapareduce . . . .. .. ... ... 4
Schéma procest v modelu MapReduce . . . . . .. ... ... ....... 6
Znazornéni priibéhu vypoctu Cetnostislov . . . . . .. ... ... ... .. 7
Schéma distribuovaného souborového systému . . . . . . . . ... ... .. 7
Hadoop a ekosystém souvisejicich projektd . . . . . . ... ... ... .. 9
Architektura distribuovaného systtmu HDFS . . . . . ... ... ... .. 11
Architektura systému Hadoop verze 1 . . . . . . . ... ... ... .... 12
Architektura systému Hadoop verze 2 . . . . . . . .. . ... ... ... 14
Informace o DataNode ve webovém rozhrani . . . . . . . .. ... ... .. 17
Vypis soubordl na datovémuzlu . . . . . . ... ..., 18
Obrazovka s prehledem dkold MapReduce dlohy . . . . .. ... ... .. 22
Obrazovka s pohledem na nastaveni ukonceného EMR klastru . . . . . .. 23
Schéma postupu zpracovanidat . . . . . . . .. ... ... ... ... ... 28
Obrazovka Job History serveru . . . . . . .. ... ... ... ....... 34
Deset nejnavstévovanéjSich stranek ceské Wikipedie . . . . . . . . . . . .. 38

42



Seznam algoritmi

O 00 9 O Lt A W N =

(S
(=]

Pseudokéd MapReduce algoritmu pro vypocet Cetnosti slov . . . . . . . .. 5
Zéakladni konfiguraéni parametry . . . . . . . .. ... ... ... ... 16
Ptiklad implementace hlavni tfidy MapReduce dlohy . . . . . . ... . .. 18
Implementace mapovaci a redukéni funkce . . . . . . . ... oL 19
Ptiklad implementace vlastniho datovéhotypu . . . . . . . . .. ... ... 24
Priklad tfidy implementujici vlastni rozdélovaci funkci . . . . . . ... .. 25
Piikazy pro automatizované staZeni vstupnichdat . . . . .. ... ... .. 27
Klicové casti skriptu pro vypocet navstévnosti Wikipedie . . . . . . . . .. 29
Zavislosti Hadoop frameworku uvedené v pom.xml . . . . . ... ... .. 31
Cast logu z béhu MapReduce tlohy vklastru . . . . ... ... ...... 37

43



Seznam tabulek

1 Vysledky béhu skriptu pro rizné sadydat . . . . ... ... ... ..... 30
2 Prehled vstupnich a vystupnich datovychtypt . . . .. ... .. ... ... 32
3 Vysledky béhu MapReduce programu . . . . . .. ... ... ... .... 34
4 Prehled doby trvani béhu skriptu a MapReduce dlohy . . . . .. ... ... 35

44



Pfilohy
Ptilohou této prace jsou zdrojové kédy programi, které vznikly v pribéhu tvorby prace. Pri-
loZené elektronické materidly’ maji nasledujici strukturu:

e data (struktura sloZek pro uloZeni dat, slozky obsahuji URL adresy datovych souborti)

e mapreduce-job (kofenova slozka MapReduce ulohy)
o src/main/java/cz/lttr/hadoop (struktura projektu vyhovujici konvenci Ma-
venu)
- pairs (slozka balicku s vlastnimi datovymi typy — dvojicemi hodnot)
- sumbyday (sloZka baliCku prvni faze dlohy sumy po dnech)
- topnbyday (slozka balicku tieti faze Glohy nejnavstévovanejsi stranky po dnech)

- totaltopn (sloZka balicku druhé faze ulohy celkova suma)

e notes (slozka obsahujici uZite¢né pozndmky k béhu skriptu, MapReduce tlohy a k in-

stalaci Hadoop frameworku)
e scripts (bash skript vykondvajici stejnou préaci jako MapReduce uloha)
e Vagrantfile (soubor s definici virtudlniho pocitace vyuZzivaného pro testovani)

e Readme.md (popis projektu)

7 Elektronické piilohy jsou také dostupné na autorové Github wG&tu: https:/github.com/Ittr/mapreduce-
wikipedia-visitors
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