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Abstrakt

Cilem predkladané prace je vybrat vhodnou metodu klasifikace objektli pro rozpoznani znaki
jednorucni prstové abecedy. Za timto ucelem byla vytvofena dostatecné¢ mohutna mnozina
dat, kterd je soucasti této prace. Vytvoreni mnoziny dat je nutné pro trénink konvolucni
neuronové sité. Dale byla nalezena vhodna topologie pro klasifikaci dat. Cela prace je
implementovana pomoci programu Python a byla pouzita open-source knihovna Keras.

Kli¢ova slova: klasifikace objektl, rozpoznavani znakii jednoruc¢ni prstové abecedy,
konvolu¢ni neuronova sit’, Python, Keras

Abstract

The aim of the present work is to select a suitable object classification method for the
recognition of one-handed finger alphabet characters. For this purpose, a sufficiently robust
dataset has been created and is included in this work. The creation of the dataset is necessary
for training the convolutional neural network. Furthermore, a suitable topology for data
classification was found. The whole work is implemented using Python and the open-source
library Keras was used.

Keywords: object classification, one-handed finger alphabet character recognition,
convolutional neural network, Python, Keras
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1. Uvod

Klasifika¢ni uloha je uloha rozdéleni jednotlivych vzorki do tfid. Tyto tfidy mohou byt
piedem zndmé nebo muze byt znam pouze jejich pocet. Klasifikacni tloha je ¢asto prvnim
a zakladnim krokem v §irSim spektru uloh, jako je naptiklad vyhledavani objektd, jejich
sledovani a dalsi. Klasifikace objektt je vZdy zaloZena na popisu vlastnosti dan¢ho objektu.
Jednim z moznych popisii je obraz objektu, ktery ma fadu vyhod: ziskani obrazu je pasivni
metodou nevyzadujici aktivni interakci s objektem, diky technickému vyvoji kamer je
pofizeni obrazu levné a ziskany obraz muze byt velmi kvalitni. Strojovému zpracovani
obrazli se vénuje oblast zvand pocitatové vidéni.

Z obecného hlediska lze fici, Ze pocCitacové vidéni je urcitd snaha o ndpodobu lidského vidéni.
Uskutecniuje se diky snimani obrazu elektronickymi prostiedky a porozuméni jejich obsahu
prostiednictvim pocitacového zpracovani. Vyznamnou roli poc¢itacového vidéni je rozpoznani
objektu, kdy je konec¢ny obraz vysledkem perspektivniho zobrazeni ¢ésti trojrozmérného
prostiedi do dvourozmérného prostiedi.

Pocitacové vidéni je disciplina, kterd se snazi technickymi prostfedky asponi castecné
napodobit lidské vidéni. Pro pocitatové vidéni je typicka snaha porozumét obecné
trojrozmérné scén¢, napt. takové, jakou zahlédnete pii pohledu z okna do zahrady. Postupy
nejcastéji reprezentovana symbolicky. Jadrem pokrocilejSich postupii jsou znalostni systémy
a techniky umél¢ inteligence. Pocitacové vidéni je jak védou, tak i1 technologii usilujici
o vytvéfeni ,,strojii schopnych vidét a vnimat*.

Z historického hlediska zaznamenavame zajem o pocitacové vidéni v 60. letech minulého
stoleti. V roce 1966 zadava Marvin Minsky (vyzkumnik na poli um¢lé inteligence) ulohu
pocitacového vidéni jednomu ze svych studentd jako prazdninovy projekt. V roce 1970 je
zaznamenan jisty pokrok v interpretaci obrazu v omezeném svete.

V 80. letech minulého stoleti se objevuji umélé neuronové sité, pozdeji se diky inspiraci
biologického vidéni (David Marr a spolupracovnici) zdjem posunuje vice ke geometrii
a k pouziti matematiky.

V letech 1990 az 2000 je zaznamenana detekce a rozpoznavani lidskych oblicejii a roste
popularita statistické analyzy 1 zajem o geometrické ulohy vidéni. Rozpoznavani se vyuziva
ve veétsim meétitku a zacinaji byt k dispozici rozsahlé anotované databéaze. Jedna se o pocatek
prakticky pouzitelnych metod analyzy videa.

Prvni software, ktery byl schopny rozpoznavat objekty, se jmenoval DIDAK. Byl vytvotfen
vroce 1980 Joachimem Wieselem, némeckym vedoucim pracovnikem Ustavu
fotogrammetrie.

Vstupem byly uméle vytvoifené matice a malé obrazky, které byly za pomoci algoritmu
rozpoznany. V roce 1977 se uskutecnila konference o pocitacovém vidéni a rozpoznavani
(CVPR), v soucasnosti patii, spolecné¢ s mezinarodni konferenci o pocitaCovém vidéni
(ICCV), ke konferencim nejvétsiho vyznamu v ramei pocitacového vidéni.



2. Mozné metody klasifikace objektli

Pro klasifikaci objektii na digitdlnim zaznamu je v praxi vyuzivano vice ruznych pfistupd.
Kazdy z téchto ptistupli ma urcité vlastnosti, které se mohou 1épe nebo hiiie hodit pro néjaky
konkrétni piipad pouziti. Nasledujici kapitola proto bude vénovana piehledu nejvice
pouzivanych metod ke klasifikaci objektli a vybéru té nejvhodnéjsi metody.

2.1.  Support vector machines (SVM)

Klasifika¢ni metoda SVM byla navrzena Vladimirem Vapnikem a snazi se nalézt optimalni
rozhodovaci nadrovinu pro spravnou klasifikaci mezi datovymi body rtznych ttid (obr. 1).
Metoda SVM je puvodné navrzena pro klasifikaci se dvéma tfidami, mezi kterymi se hlasuje
v algoritmu (jeden proti jednomu). Pro vice nez dvé ttfidy algoritmus klasifikace SVM je
spustén pro kazdou moznou dvojici tfid. Pro kazdou dvojici obdrzi vybrana tfida bod a tfida,
ktera nasbird nejvice bodli ze vsech SVM dvou tfid, je vit€ézem (jeden proti vSem). Doba
trénovani pro jeden proti jednomu je kratSi nez pro jeden proti v§em. Dimenzionalita
nadroviny se rovna poctu vstupnich prvkd minus jedna, naptiklad pfi praci se tfemi prvky
bude nadrovinou dvojrozmérnd rovina. [1][2]
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Obr. 1: Mozné nadroviny (vlevo) a optimdalni nadrovina (vpravo) [2]

Datové body na jedné stran€ nadroviny budou klasifikovany do urcité tfidy, stejné tak budou
datové body na druhé strané nadroviny klasifikovany do jiné tfidy. Toto je znazornéno na
obrazku ¢. 2, kde nadrovina lezi mezi zelenymi a ¢ervenymi body, které budou klasifikovany
do své tiidy. Vzdalenost mezi nadrovinou a prvnim bodem (pro vSechny riizné tfidy) na obou
stranach nadroviny je méfitkem jistoty, Ze algoritmus je o klasifikaénim rozhodnuti. Cim
vetsi jsou vzdalenosti, tim véEtsi je jistota, ze SVM Cini spravné rozhodnuti. Datové body,
které jsou nejblize k nadroving, se nazyvaji podptirné vektory a urCuji orientaci a polohu
nadroviny, aby se maximalizoval okraj klasifikatoru. Za okraj je povazovan prostor dé€lici se
na dvé strany, pfiCemz v kazdé se nachazi jina klasifikovana tfida, a jehoz stfedem prochazi
rozhodovaci linie. Pocet podptirnych vektorii 1ze libovolng zvolit v zavislosti na aplikacich.

[2]
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Obr. 2: Nadroviny [2]

Za ptedpokladu, Ze data nejsou linearné oddélitelna, vede klasifikace SVM ke Spatnym
linearnim vysledkiim. Tento problém lze obejit pomoci techniky znamé jako Kernel Trick.
Tato technika je schopna namapovat nelinedrni odd¢litelna data do vysSiho dimenzionélniho
prostoru, coz €ini tato data linedrné odd¢litelnymi. Pomoci tohoto nového dimenzionalniho
prostoru lze potom snadno implementovat SVM (obr. 3). Existuje mnoho riznych typi funkei
pro Kernel Trick, které 1ze pouzit k vytvoieni tohoto vysSiho dimenzionalniho prostoru, a to
linearni, polynomialni, sigmoidni a radidlni zakladni funkce (RBF).[2][3]
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Obr. 3: Kernel Trick [3]
Vyhody

- nema pfedpoklady pro normdlni rozdéleni dat.
- lze vyuzit pro lineérni i pro nelinearni klasifikaci.

Nevyhody

- vyzaduje stanoveni parametri (napt. C, kde vyjadiuje pomér vlivu obou clend
kriterialni funkce) a ptipadné i typu jadra.

- velmi casto je obtizné uceni, protoze prakticky vzdy existuje riziko uviznuti
v lokélnim minimu chybové funkce a navic je u€eni silné¢ komplikovano hledanim
vysokého poctu vah ve vicerozmérovém prostoru.

- algoritmus SVM neni vhodny pro velké soubory dat.[2][3]



2.2. Pamétové klasifikatory (IBL)

Pamétové klasifikatory (Instance Based Learning, zkratka IBL) jsou uceni zalozena
na instancich, to znamena, Ze tyto metody jsou schopné nalezeni podobnosti nezndmého
vzoru se znamym vzorem. Uceni v téchto algoritmech spocivd v prostém ukladani
ptedlozenych trénovacich dat, jez jsou slozena z atributii, a informace, do které klasifika¢ni
tiidy patii. Pfivyskytu nové instance dotazu se z paméti nacte mnozina podobnych
ptibuznych instanci a pouzije se ke klasifikaci nové instance dotazu. Dillezitym parametrem
je vybér metriky vzdalenosti mezi sousedy, kde u metody IBL se vyuzivd metrika
Euklidovské vzdalenosti. K uceni tato metoda pouziva piedevsim techniku zapamatovani.
Metody IBL se obvykle nazyvaji lazy (liné) metody uceni, které v procesu uceni nevytvaii
z4dny model, a byvaji ¢asto oznacovany jako k-NN (k nearestneighbor).

Algoritmy IBL pouzivaji jako model cely soubor dat. Algoritmus k-NN zkouma blizké okoli
vstupni instance v prostoru ptiznakovych vektorti a vypisuje oznaceni, které v tomto blizkém
okoli vid€l nejcastéji. [4][5]
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Obr. 4: Liné uceni, k-NN [4]
Vyhody:

- tyto metody mohou také pouzivat slozit&jsi symbolické reprezentace instanci.

- misto odhadu pro celou sadu instanci lze provést cilové funkce mistni aproximace.

- tento algoritmus se snadno pfizplisobi novym datim, kterd jsou shromazd’ovéana
za pochodu.

Nevyhody:

- naklady na klasifikaci novych ptipadli mohou byt vysoké.

- kuloZeni dat je tieba mit k dispozici velké mnozstvi paméti a kazdy dotaz zahrnuje
spusténi identifikace mistniho modelu od zacatku.

- velké citlivost na Sum v trénovacich datech pii nizkém k£ (s rostoucim k& se zvySuje
naro¢nost na vypocet). [5][6]



2.3.  Minimum AverageCorrelationEnergy (MACE)

Jedna se o slibny piistup k automatickému rozpoznévani cili, ktery kombinuje vyhody filtru
minimalni primérné korelacni energie (Minimum Average Correlation Energy) ve frekven¢ni
oblasti s vynikajicimi klasifikaénimi schopnostmi vicevrstvych siti.

Vstupni obraz je nejprve pieveden do frekvencni oblasti pomoci diskrétnich Fourierovych
transformaci a pfetransformovan na sloupce vektoru. Nadale je korelovan korelacnim filtrem
a pasuje-li, pak vytvaii vrcholy na téchto mistech. Vrcholy objevujici se na jiném misté nez
cilovém se nazyvaji falesné vrcholy. Cilem navrhu algoritmu detekce je nalézt vrcholy,
kterych se vyskytuje v cilovych mistech co nejvic, a zdrovent minimalizovat pocet falesSnych
poplachti. K tomu, aby dosSlo k minimalizaci po¢tu faleSnych poplachi, byl vytvotfen filtr
MACE. Filtr  MACE minimalizuje primérnou korelaéni energii snimka ziskanych
pfi korelaci snimk v trénovaci mnoziné pomoci filtru a vytvari také ostry korelacni vrchol
v poloze trénované¢ho objektu. K tomu, aby se vrcholy vyskytovaly co nejvice v cilovych
mistech, obsahuje minimaliza¢ni problém omezeni, a to takovy, ze vystup v cilovém stfedu je
n¢jaka nenulova hodnota. [7]
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Obr. 5: MACE filtr [8]
Vyhody
- je vypocetné efektivni, tedy mén€ narocny
- dokaze zpracovat i vstupy se znacnym mnozstvim Sumu.
- ve frekvencni oblasti je korela¢ni operace rychla.
Nevyhody

- je stale zavisly na mnozstvi trénovacich dat. [7][9]



2.4. Neuronove site

Neuronova sit’” je propojend skupina matematickych modelti neuronu, kterd pouziva pro
zpracovani informaci konekcionisticky pristup* k vypoctu. Tato sit’ byla navrzena na zakladé
fungovani lidského mozku. Lidsky mozek pracuje na principu posilani impulsti mezi mnoha
spojenymi bunikami, které se nazyvaji neurony. Ztoho divodu bylo cilem wvytvorit
algoritmus, jenz pracuje na podobném principu a ma schopnost ucit se, pfizplisobovat se
vstupnim datim a ménit vnitini parametry, které ovliviiuji GspéSnost predikce. VSechna
spojeni neuronu jsou upravena vahou a seftena (linearni kombinace). Nakonec aktivacni
funkce tidi amplitudu vystupu obvykle v rozsahu mezi 0 a 1, nékdy -1 az 1. Kazda sit’ mize
byt upravena jinak. Tato Gprava zalezi na typu neuronu, topologickém uspofadani a strategii
uceni.

Na obrazku jsou na vstupech zobrazeny umélé neurony, které nejsou mezi sebou propojené
v jedné vrstvé, za to jsou plné€ propojené mezi vrstvami. Kazdy spoj ma svoji vahu, kteréd
pfedstavuje intenzitu prochazejiciho signalu. Vrstvy mame jednu vstupni a jednu vystupni,
mezi nimi najdeme jednu nebo vice skrytych vrstev. [10][11]

Vstupni Skryta vrstva Vystupni

vrstva O\vrstva

O—=0- was

Obr. 6: Umelé neuronove site [11]
Vyhody

- ma schopnost ucit se bez nutnosti explicitni znalosti algoritmu feSeni.

- ma odolnost proti Sumu, mensi zmény na vstupu neovliviiuji vystup.

- lze vyuZit u nelinearnich vztaht, feSeni komplexnich a velmi slozitych uloh.

- je moznost implementovat neuronové sité¢ hardwarové, lze navrhnout integrované
obvody jako stavebni prvky neuronovych siti.

Nevyhody

- velké naro¢nost na volbu parametrii sit¢ (napf. pocty vrstev, aktivacni funkce apod.).
- sklony k pfeuceni.
- vysoka vypocetni narocnost pfi trénovani rozsahlych siti. [10][11]

*Konekcionisticky pristup je pristup, ktery modeluje mentalni reprezentaci v siti uzli vzajemné propojenych
ruzné silnymi spoji, jejichz sila se mize ménit pii uceni.



2.4.1. Typy neuronovych siti
PIné propojena neuronova sit’

PIn¢ propojend neuronova sit' je tvofena tak, Ze vSechny neurony v jedné vrstvé jsou
propojeny s dalSimi neurony v dalsi vrstvé. Diky tomu, ze je strukturalné agnosticka, tj. neni
tieba pfijimat zvlastni predpoklady pro vstupy, je velmi Siroce pouzitelnd. V praxi ale ma
v rozpoznavani a klasifikaci obrazu urcité¢ problémy, je vypocetné naro¢na a obtizné
srozumitelné pro ¢lovéka, protoze je ,,hlubokd®, to znamend, ze ma mnoho vrstev uzlti nebo
neurond. [12]
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Obr. 7: Plné propojena neuronova sit [12]
Konvoluéni neuronova sit’

Konvolu¢ni neuronova sit’ je vicevrstva sit’ a nejéasteji se pouziva v oboru zpracovani obrazu.
V minulosti se pouzivala pro rozpoznavani rukopisu jen omezené¢, pozdé¢ji dosahla velkych
uspéchli pfi teSeni probléml pocitacového vidéni, jako je superrozliSeni, sledovani,
klasifikace, segmentace obrazu a rozpoznavani objekti. Konvolu¢ni neuronové sité (CNN) se
obvykle skladaji z n€kolika raznych vrstev jako konvolu¢nich nebo pooling vrstev. K praci
s CNN lze s vyhodou vyuzivat GPU vypocty. [13]
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Obr. 8: Schéema konvolucni neuronové sit’ [12]
Rekurentni neuronova sit’

Rekurentni neuronovou sit’ 1ze vyuzit ke klasifikaci nebo regresi stejné jako konvolué¢ni
neuronovou sit’. Pracuje s 1D signdly a ¢asovymi fadami a je schopna naucit se dlouhodobé
zavislosti v signalech (zéavislosti ze vzdalenych casovych krokd). Vyuziva se v technickych
oborech, napt. v oblastech mediciny, biologie nebo financnictvi. [14]



3. Formulace problému

Klasifikace objekti mize byt zaloZzena na celé¢ fad¢ vlastnosti téchto objektl, jako jsou
naptiklad barva, textura, tvar obrysu atd. VétSina technickych objektii je pro klasifikaci
pomoci metod pocitacového vidéni vhodna diky uniformité vlastnosti v dané tiid¢ objekti
(napf. strojni soucasti). Existuje ovSem fada objektl, které mohou spadat do stejné tfidy, ale
klicovou vlastnosti pro klasifikaci je topologie jejich tvaru.

Zastupcem takovych objektii jsou napiiklad jednoruéni znaky prstové abecedy, které maji
z hlediska feSené ulohy tadu vlastnosti, které ¢ini klasifikaci obtiznou. V prvni tad¢ je to
skutecnost, ze kazdy ¢lovék ma rizné télesné proporce, které se projevi i na tvaru ruky,
naptiklad ruka a prsty jsou silné, uzké, kratké apod. Kazdy ¢lovek také pii znakovani formuje
ruku do mirn€ odlisného tvaru. V neposledni fad¢ je ruka v obraze na rtiznych mistech, rizné
natocend, a to obecné¢ ve vSech tfech rozmérech (i kdyz rozdily v uhlech natoceni nejsou
velké).

Jednou z motivaci vybéru této mnoziny tiid ke klasifikaci je i1 to, ze jsem od narozeni
neslySici a zajimalo mé, jaké rozdily se projevi mezi jednotlivymi objekty vyuZzivajicimi
znaky prstové abecedy. M¢l jsem také moznost ziskat dostatecné velkou mnozinu dat
pro trénovani a testovani. Mohutnost trénovaci mnoziny je pro uspéSné feSeni takto
formulované ulohy klicova.

Velky vliv mohou sehrat i podminky pro samotny obrazovy zaznam. Tedy to, v jakém
prostiedi se bude potfizovat a jakou roli bude hrat dostatek osvétleni. Nataceni 1ze uskutecnit
v rozlicném prosttedi, naptiklad v kancelafi, klubu, restauraci, doma apod., kde jsou odli§né
barvy pozadi a rizné svételné podminky (stiny, Sero, ostré svétlo, slunecni osvétleni). Urcity
vliv mohou mit i rtizné véci na pozadi. Tyto piekdzky klasifikaci objektii ddle znesnadnuji.
Pokud tedy bude mozné uspésné klasifikovat znaky jednoru¢ni znakové abecedy, mize byt
vytvofeny klasifikator obecné pouzitelny pro dalsi tlohy blizsi technické praxi. Aplikaci je
nepfeberné mnozstvi, od klasifikace objekti pii tfidéni odpadu az po klasifikaci rostlin
pii robotickém oSetfovani plodin.

Z provedené reSerSe a ziskanych teoretickych podkladi vyplyva, ze pro klasifikaci
jakéhokoliv objektu je jednou ze slibnych metod vyuziti natrénované umélé neuronové sité.
Resenou ulohou je tedy klasifikace znakli jednoruéni prstové abecedy zpracovanim obrazu.
S uvazovanim vyse uvedenych skutecnosti pak 1ze naformulovat hlavni dil¢i cile této prace:

- ziskat dostate¢né¢ mohutnou datovou sadu vzort.
- najit vhodnou topologii konvolu¢ni neuronové site.
- tuto topologii implementovat pomoci vhodného SW nastroje.

- sit’ natrénovat a vyhodnotit jeji chovani na testovacich datech.



4. Aplikace konvolu¢ni neuronové sité

V hlubokém uceni je konvolu¢ni neuronova sit (CNN nebo ConvNet) tfida umélych
neuronovych siti, které se nejCastéji pouzivaji k analyze vizualnich obrazl jako rozpoznavani
obrazu a videa, segmentace obrazu, klasifikace obrazu, analyza I¢katskych obrazil,
zpracovani pfirozeného jazyka, finan¢nich casovych fad a doporucovacich systému.
Konvoluéni sité byly inspirovany tim, Ze vzor spojeni mezi neurony piipomina organizaci
zrakové kury zivocichl. Jednotlivé korové neurony reaguji na podnéty pouze v omezené
oblasti zorného pole zndmé jako receptivni pole. CNN jsou verze vicevrstvych perceptroni,
kterymi se obvykle rozumi pln€ propojené sité, coz znamena, ze kazdy neuron v jedné vrstvé
je propojen se vSemi neurony v dal$i vrstvé. Diky ,,aplnému propojeni* jsou tyto sité
nachylné k nadmérnému ptizptisobovani. Mezi typické zplsoby regularizace se zahrnuje
penalizace parametrii béhem trénovani (pfidani néjaké formy vahy ke ztratové funkci).
V porovnani s jinymi algoritmy klasifikace obrazu pouzivaji CNN relativné malo
pfedzpracovani. Jinymi slovy se sit’ uc¢i optimalizovat filtry (nebo jadra) prostfednictvim
automatického uceni, zatimco v tradi¢nich algoritmech jsou tyto filtry vytvafeny ru¢né. Tato
nezéavislost na piedchozich znalostech a lidské snaze pfi navrhovani funkci je velkou
vyhodou. [14][15]

Aktivaéni funkce

Aktivacni funkce se pouziva po konvolucni vrstvé a snizuje linearitu vystupnich informaci.
Jedna se tedy o nelinedrni funkci, kterd prfevadi sumu vazenych vstupii na vystup. Diive se
pouzivala sigmoida nebo hyperbolicky tangens, v soucasnosti se pouziva ReLU (rectified
linear unit), ktera byla zavedena profesorem Richardem Hahnloserem a je nejpouzivanéjsi
aktivacni funkci. Oproti pfedchozim dvéma typlim je rychlejsi, ale jeji problém spociva
v tom, Ze vSechny zdporné hodnoty se okamzité stavaji nulovymi. To znamena, ze jakykoli
zaporny vstup zadany aktivacni funkci ReLU okamzité zméni v grafu hodnotu na nulu, coz
snizuje schopnost modelu spravné se pfizptisobit nebo trénovat z dat. [16][17]

Tanh RelLU

tanh(z) max(0,z)

Sigmoid Linear

Obr. 9:Bézné typy aktivacni funkce [18]



Ztratova funkce (Chybova funkce)

v .

Béhem trénovani ztratova funkce meéfi, jak se vystup sité liSi od pozadovaného vystupu.
Kategorizaci aplikovani ztratové funkce (loss function) je vypocitana ztrata, kterou kazdy
neuron provedl pii dopfedném vypoctu. Nasledné je ztrata propagovéana v opaéném smeéru
a kazdy neuron si dle ztraty upravi jednotlivé vahy. Neuronova sit’ se pomoci uprav vah snazi
minimalizovat ztratovou funkci. [16][17]

4.1. Vrstvy siti

Vrstvy neuronovych siti mohou byt rizné usporadané a nastavené, tj. mohou to byt vrstvy
riznych typa v zavislosti na druhu neuront, které je tvori. Udavaji z velké Casti vlastnosti
a schopnosti sité, naptiklad potadi riznych typi vrstev nebo vstupni rozmery.

PIné propojena vrstva

Jedna se o uspotfadani neuront, kde kazdy neuron ma na svém vstupu vystup kazdého
neuronu piedchozi vrstvy. Ve stejné vrstvé tak nejsou neurony navzdjem napojené mezi
sebou, tudiz se signdl §ifi pouze jednim smérem. Jejich aktivace lze vypocitat pomoci
maticového ndsobeni. Hodnoty v pouzité matici jsou parametry, které lze trénovat
a aktualizovat pomoci zpétného S$ifeni (anglicky backpropagation). Vystupem je vektor
o urCitém rozméru a pouziva se ke zméné rozmért vektoru. Lze také aplikovat vrstvu na
vektor operace jako rotace, Skalovani a translace. [29]

Konvoluéni vrstva

Jednd se o dopfednou neuronovou vrstvu, ktera vykondva operaci konvoluce. V kazdé
operaci je konvolu¢ni maska, jednd se o matice o ruznych rozmérech podle potieby.
Napriklad lze zvolit 5x5 %3, coz definuje vysku a Sitku masky a taky jeji hloubku, ve které
budou definovany barevné vrstvy RGB, kde kazdy pixel méa svou barvu, kterd je popsana
Cislem. Nasledn¢ maskou prochdzi cely obraz a nasobi se jednotlivé pixely s hodnotami
masky. Vysledky se sectou a ziské se tak jedno Cislo. Cely postup je znazornén na obrazku.
Nadale je také mozné zvolit velikost kroku, po kterém se maska bude posouvat. Tim dojde
k redukci rozmérii ptiivodni matice. [15]
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Obr. 10: Konvolucni vrstva [20]



V praxi vétSinou datovy vstup prochazi vice filtry najednou, coz pak ovliviluje rozmér
vystupniho tvaru. Na obrazku ¢. 11 je znazornéno, ze roste pocet aktivacnich map
v jednotlivych vrstvach a zaroven se mapy zmensuji, a to diky velikosti masky a pouziti
sdruzovaci vrstvy (pooling), ktera bude popsana nize. [15]

C3: f. maps 16@10x10
C1: feature maps S4: f. maps 16@5x5

6@28x28
S2: f. maps C5: layer i
6@14x14 120 Pl fayer ?‘STP“T

INPUT
32x32

‘ Full com#eciion ‘ Gaussian connections
Convolutions Subsampling Convolutions  Subsampling Full connection

Obr. 11: Schéma vrstev [21]
Sdruzovaci vrstva (Pooling vrstva)

Sdruzovaci vrstvy se pouzivaji v konvolu¢nich sitich, kde redukuji mnozstvi parametri
piredavanych do sit€, vypocetni naro¢nost a cely proces milize pomoci vyhnout se
nezadoucimu pfeuceni sité. Pii vypoctu v konvolucni vrstvé se nékolikrat opakuji konvoluce,
¢imz vznikaji nadbytecna data. Sdruzovaci vrstva odstranuje pravé tato nadbyte¢na data.
Existuji dva typy této funkce. Prvni vybird maxima z dané masky (max pooling) a druha
vypocita primér (average pooling), viz obrazek ¢. 12. [15]

max pooling
20(30
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12120| 30
8 12| 2
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Obr. 12: Funkce sdruzovaci vrstvy [22]

Flatten vrstva

Vrstva flatten slouzi ke zplosténi vstupu, coz upravi vicerozmérné data do jednorozmérného
vektoru. Napftiklad Flatten([[1;2];[3:;4]11;[[5:61;[7:81]) = [1;2;3:4;5;6;7;8]. [23]



Dropout vrstva

Dropout je operace, ktera se pouzivad k odstranéni problému pfiliSného ptizplsobenti,
tzn. pfeuceni. Pti kazdé iteraci ignoruje dand nezadouci data u vstupnich dat, ktera se obvykle
nazyvaji Sum. Tato operace se snazi odstranit Sumova data, a tim zabrani nadmérnému
pfizpisobeni modelu a pfeuceni neuronové sité. [23]
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(a) Standard Neural Net (b) After applying dropout.
Obr. 13: Funkce dropoutu (vpravo) [24]
4.2. Trénovani neuronove sité
V této kapitole bude stru¢né vysvétleno uceni neuronové sité, kiizova validace a preuceni.
4.2.1. UcCeni neuronove sité

Kazdé dit¢ se s pomoci rodic¢li nejprve uci rozpoznavat predméty, které mu davaji zpétnou
vazbu. Timto principem byla inspirovana i1 tato neuronova sit, kterd dostava informace
o uspésnosti své predikce. Pfi ueni neuronové sité se tak pouziva algoritmus zpétného Sifeni.
Ucelem je optimalizovat jeji vnitini parametry a zarovefi minimalizovat chybu predikce.
Samotny prubé¢h uceni se pak skladd z mnoha cykll/iteraci, vyhodnoceni chyby predikce,
zpétného Sifeni a optimalizace parametrt. [25][26]

4.2.2. Kiizova validace

Kiizova validace je metoda, kterd zkontroluje, jak moc vstupni data ovliviiuji dany model.
Mezi metody kiizové validace patii k-nasobnd kiizova validace. Pii ni jsou trénovaci data
rozdélena na k Casti a nasledné se jedna z téchto Casti pouzije k testovani a zbylé budou
pouzity k trénovani. Cely postup se k-krat opakuje tak, aby kazda cast byla pouzita
k testovani jednou. [11]



4.2.3. PreucCeni

Za urCitych podminek, napt. pokud proces uceni neni v€as ukoncen, se muize sit’ dostat
do stavu tzv. pfeuceni (overfitting). Je to stav, kdy se sit’ perfektné nauci testovaci sadu, ale
pii pouziti na datech, ktera nebyla pouzita na trénink, by je sit’ méla byt schopna spravné
urcit, ale selhava. Pii procesu uceni jsou jediné informace, které ziskdvame jako zpétnou
vazbu, trénovaci a testovaci chyba. Trénovaci chyba je méfena pii validaci validacni
mnozinou, ¢aste¢né vychazejici z trénovaci mnoziny, a testovaci chyba je métena pii validaci
testovaci mnozinou, kterd neni zahrnuta v trénovaci mnozing€. Obé by idedlné mély
konvergovat k nule. Ve skute¢nosti vSak takto obvykle konverguji jen po urcitou dobu, nez
zatne testovaci chyba opét rlist, zatimco trénovaci chyba stale klesa. Za ucelem co nejvétsi
eliminace pfeuceni se pouzivaji rizné techniky jako naptiklad kifizova validace, kterd je
jednou z nejbéznéjsich. V této technice je trénovaci mnozina rozdélena na jednu podmnozinu,
na niz se systém trénuje, a jednu podmnozinu vyhodnocujici aktudlni naucenost. Tato
oddélend data se nazyvaji validaéni mnozina. Béhem trénovani je tieba zastavit ve spravném
momenté, kdy testovaci chyba nejvic konverguje k nule, a to jesté pred tim, nez testovaci
chyba zac¢ne stoupat. Jednou z moznosti je zjistit po kazdé¢ iteraci aktualni chybu na valida¢ni
mnoziné a ulozit si souCasné nastaveni sit¢, pokud bude lepsi nez v ptedchozi iteraci. Jestli
sit’ nedosahuje lepSich vysledktli, pak se trénovani zastavi a za nejlepSi nastaveni sité se
prohlési posledni ulozené parametry. [27][28]
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Obr. 14: Preuceni [28]

4.3. Nastroje pro neuronoveé sité

Nastroje ur¢ené k praci s konvolu¢nimi neuronovymi sitémi se pouzivaji ke zpracovani matic
riznych rozmérti a obsahuji implementace jednotlivych vrstev a prostiedkii potfebnych
k u€eni. Existuji v podob¢ knihoven programovacich jazykt jako Python, C++ apod. V této
praci byla zvolena knihovna Keras (pro Python), kterd je postavena nad knihovnou
TensorFlow.



4.3.1. TensorFlow

TensorFlow je nejznaméjsi open-source knihovna pouzivand k vytvafeni neuronovych siti
amodell hlubokého uceni vyvinuta spoleCnosti Google. Jedna se o kombinaci
nizkourovitového vypocetniho frameworku typu Theano, ktery je open-source knihovna
aumoznuje efektivné definovat, optimalizovat a vyhodnocovat matematické vyrazy
zahrnujici vicerozmérna pole. TensorFlow ma vestavénou podporu CNN, ale implementace
RNN je slozitd. TensorFlow je velmi vykonnd knihovna, ale je obtizné pochopitelna
pro vytvafeni neuronovych siti. Ztoho didvodu byla vystavéna knihovna Keras
pro uzivatelské pouziti, coz umoznuje jednodussi praci s neuronovymi sitémi. [29][30]

4.3.2. Keras

Keras bézi nad open-source strojovymi knihovnami jako TensorFlow pro modelovéani
neuronovych siti s vysokou mirou abstrakce. Vyvinul ho vyzkumnik umélé inteligence
ve spolecnosti Google jménem Francois Chollet. Jednd se o jednu znejvykonnéjSich
a nejsnadné&ji pouzitelnych knihoven pro jazyk Python, ktera je postavena nad knihovnami
hlubokého uceni jako Theano, TensorFlow atd. pro vytvaieni modelti hlubokého uceni. Keras
byl zalozen na minimdlni struktuie, kterd poskytovala Cisty a snadny zpiisob definovani
modeli hlubokého uceni zalozenych na TensorFlow nebo Theano. Lze provadét vypocty
i pres GPU. [23][30]

Vyhody
Keras je vysoce vykonny a dynamicky framework, ktery piinasi nasledujici vyhody:

- vetsi podpora komunity.

- snadné testovani.

- neuronové sité¢ Keras jsou napsany v uZzivatelsky ptivétivém jazyce Python.

- Keras podporuje konvolu¢ni i rekurentni sité.

- modely hlubokého uceni jsou diskrétni komponenty, coz je mozné kombinovat mnoha
zpusoby. [23]

Pro tuto préci byl zvolen z toho ditvodu, ze je schopen testovat rizné ptistupy a ma Sirokou
Skalu riiznych architektur neuronovych siti.



5. Reseni tlohy
5.1. Ziskavani dat

Celkovy pocet figuranti je 30 osob (z toho 15 muzi a 15 Zen) vraznych vékovych
kategoriich (13 v obdobi plné dospélosti, 12 v obdobi zralosti a 5 starSich). Figuranti byli
nataCeni v nejriznéjSich prostiedich s riznymi svételnymi podminkami, kde i nckolikrat
ménili misto. Zménou mista dochazelo i ke zméné pozadi, a to odstiny, barvami, svétlem
apod.

K této prace byla vytvotena aplikace, kterd umoziuje rizné funkce, napt. foceni, ostfihnuti
fotek, rotaci fotek nebo zménu meéfitka fotek a tak dale. Pro ziskani dat pottebnych
pro vyzkumnou cast diplomové prace, bylo potfeba nahrat a ulozit prstovou abecedu
do pocitace.

Diky této vytvorené aplikaci se zjednodusuje a usnadiiuje prace s jednotlivymi znaky (daty).
V praxi to znamena, ze se znaky vyfoti v urCitych intervalech — lze tedy nastavit Cas tak, aby
mezi jednotlivymi pismeny byla mald pauza, kterd dovoli figurantovi pfechazet z pozice
aktualniho pismena na pismeno dal$i. To vSe v néjakém cCase, nez se zase vyfoti a ulozi nové.

Dalsi uzitecny ptinos je Stitkovani (anglicky labeling), které fotky pii jejich ukladani
piejmenuje urcitym pismenem tak, aby se snadnéji rozpoznalo, o ktery znak prstové abecedy
se jedna (pozdéji je vhodné pro trénovani a testovani). Moji snahou bylo ziskat data pomoci
znakl prstové abecedy. Sviij zdjem projevili neslySici 1 slySici lidé, kteti se do tohoto
diplomového projektu zapojili. Pomoci webové kamery jsme natoCili videa s vyuzitim
prstové abecedy. Zucastnéni lidé vidé€li na obrazovce monitoru abecedu a nasledné znakovali
podle abecedy.
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Obr. 15: Aplikace pri nataceni prstové abecedy



Nebylo organizacné narocné zajistit zdjemce, kteii jsou pravaci a ne levaci. Mezi neslysicimi
1 slySicimi je vice pravakil nez levakua. Lateralita je tedy v tomto pfipad¢ pro tvorbu znakt
velmi dualezita. VétSina lidi pouziva pro znakovy jazyk pravou ruku, kdy ruka pravaka je
aktivni a leva ruka je pasivni. Proto bylo mou prioritou oslovit lidi, ktefi pouzivaji prstovou
abecedu nebo znaky v pravém znaku. To pfedstavovalo jistou obtiz, protoze jsem musel
upozornit ucastniky, Ze musi pouZivat pouze jednoru¢ni abecedu. V Ceské republice se
zpravidla (vétSina NeslySicich) pouziva dvouru¢ni abeceda. To znamend, Ze se pouziva
abeceda pomoci obou rukou (levé a prave). Nékterym lidem to vyhovovalo, ale pro nékteré to
bylo hodné€ naroc¢né, protoze dosud nebyli zvykli pouzivat jednorucni prstovou abecedu.

5.2.  Augmentace dat

Mnozina dat, ktera se ziskala od 30 osob, neni dostate¢na pro trénovani, protoze existuji jiné
tvary ruky (dlouhé nebo kratké prsty, tlouStka apod.) a pohledy kamery na ruce (pozice
artikulace — tj. poloha ruky vac¢i télu pii znakovani, rGzné thly apod.). K tomu, aby
konvolu¢ni neuronova sit’ fungovala perfektné, je tieba ziskat jest¢ mnoho dalSich dat od
dalsich, jinych osob. Kvilli nedostatecnému casu a opatfenim vlady souvisejicich
s onemocnénim COVID-19, a to hlavné kviili omezeni kontaktu s lidmi, bylo postupovano
trochu jinak, a to pomoci augmentace dat.

Augmentace dat prob¢hla pro kazdy vzorovy obrazek posuvem, rotaci, zménou méfitka
ve vSech smérech, zménou méfitka v jedné ose a jejich kombinaci. Posuvy obrazkl se dé&ji
v nadhodném smeéru a ulozi se jako dalsi data, takze artikulace probihd v rtiznych pozicich.
Rotace natoc¢i obrazova data v riznych malych stupnich, jako by piedlokti nebylo rovno, ale

(24

trochu natoCeno. Zména méfitka ve vSech smérech by se nahradila tim, Ze ruka by byla bliz

(24

ke kametfe nebo dale od kamery. Zména méfitka v jedné ose mize pomoci rozSifovat
mnozinu dat tim, Ze ruce budou tlustsi nebo hubenéjsi apod.
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Obr. 16: Aplikace pri augmentaci
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Obr. 17: Ukazka dat po augmentaci

5.3. Rozdéleni dat

Celkem jsem ziskal 580070 obrazovych dat, kterd byla rozdélena do ¢tyf mnozin. Jedna velka
trénovaci mnozina se vytvorila k tréninku (577866 dat). Néasledné tfi mnoziny slouzily
k testovani. U dvou testovacich mnozin (681 a 342 dat) byli vybrani dva figuranti (MK a TZ),
kteti byli taky soucasti tréninku, ale tato data z né¢ho byla ¢aste¢né oddé€lena. Jinymi slovy
bylo nataceno jindy a jinde, ale se stejnym figurantem v jiném obleceni. Tito figuranti byli
zvoleni z ur€itych divodua. Figurant MK je slySici a ma zvlastni tvar ruky, pfesnéji feCeno ma
dlouhé tenké prsty, dokonce ma dlouhy palec. Dalsi figurant TZ je neslySici a byl piifazen
k testovaci mnozin¢ z diivodu opacného pohlavi. U zbylé testovaci mnoziny (1181) byl
zvolen figurant (PG), ktery neni soucasti tréninkové mnoziny. Figurant PG je neslySici
a dobfe ovlada jednorucni prstovou abecedu. S ohledem na tuto vyhodu a velkou mnozinu dat
byl proto primdrné pravé on zvolen k validaci.

5.4. Navrh topologii konvolu¢ni neuronové sité

Navrhnout vhodnou topologii bylo obtizné. Idedlni topologie by byla, kdyby méla
nastavitelnych parametri (vah) co nejméné a zaroven nejlépe klasifikovala. Bylo zapotiebi
n¢kolika navrhil, nez se nasla vhodné topologie. Navrh prvni topologie byl navrzen ndhodné
a po mensich krocich byl upraven tak, aby se blizil k idedlnimu navrhu topologie. Piesnéji
feceno, byly nejprve pridany konvoluéni, sdruzovaci a dalsi vrstvy, dale byly zadany rozméry
vystupy (neurony). Po vypoctu byla navrzena dalsi topologie, v niz byly pfidany nebo
odebrany nékteré vrstvy a zaroven byly rtizné¢ upraveny rozmeéry vystupu vici pivodni
topologii. Po vypoctech bylo obtizné ptedpoveédét, co je tfeba upravit, protoze napiiklad
zdvojeni konvolucni vrstvy nékdy pomtiize a n¢kdy zase ne. Tyto malé upravy uspotradani
vrstev a vystupnich rozméri byly provedeny nahodné. VSechny topologie byly psany
v programovacim jazyce Pythonu (obr. 18).
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Obr. 18: Ukazka z jedné topologie v Pythonu

s.12(8.81)))

Névrhy topologii nazvanymi tfemi pismeny jsou znazornény tabulkou (viz nize). Rozdily
mezi topologiemi jsou malé. Naptiklad topologie NNN ma stejné usporadani u topologie III,

ale po tfeti sdruzovaci vrstvé byly upraveny vystupni rozméry, ¢imz doslo ke zméné
parametri. Topologie PPP ma jiné usporddani, tedy ma oproti ostatnim topologiim vice
konvolucnich vrstev. V topologiich QQQ, KKK, OO0, RRR a SSS je o pln¢ propojenou
vrstvu navic a vystupni rozmery byly rizné€ upraveny na zacatku nebo konci.

NNN 1
Vrstvy Vystup. rozméry parametry Vrstvy Vystup. rozméry parametry

conv2d (222,222,12) 336 conv2d (222,222,12) 336
max_pool |(111,111,12) max_pool (111,111,12)
conv2d (109,109,12) 1308 conv2d (109,109,12) 1308
max_pool |(54,54,12) max_pool (54,54,12)
conv2d (52,52,14) 1526 conv2d (52,52,14) 1526
conv2d (50,50,14) 1778 conv2d (50,50,14) 1778
max_pool |(25,25,14) max_pool (25,25,14)
conv2d (23,23,18) 2286 conv2d (23,23,16) 2032
conv2d (21,21,18) 2934 conv2d (21,21,16) 2320
max_pool |(10,10,18) max_pool (10,10,16)
conv2d (8,8,22) 3586 conv2d (8,8,20) 2900
conv2d (6,6,22) 4378 conv2d (6,6,20) 3620
max_pool |(3,3,22) max_pool (3,3,20)
flatten (198) flatten (180)
dropout (198) dropout (180)
dense 27) 5373 dense 27 4887

Tab. 1: Navrh topologii



PPP QQQ
Vrstvy Vystup. rozméry parametry Vrstvy Vystup. rozméry parametry
conv2d (222,222,12) 336 conv2d (222,222,12) 336
conv2d (220,220,12) 1308 max_pool (111,111,12)
max_pool |(110,110,12) conv2d (109,109,12) 1308
conv2d (108,108,12) 1308 max_pool (54,54,12)
conv2d (106,106,12) 1308 conv2d (52,52,14) 1526
max_pool |(53,53,12) conv2d (50,50,14) 1778
conv2d (51,51,14) 1526 max_pool (25,25,14)
conv2d (49,49,14) 1778 conv2d (23,23,18) 2286
max_pool |(24,24,14) conv2d (21,21,18) 2934
conv2d (22,22,18) 2286 max_pool (10,10,18)
conv2d (20,20,18) 2934 conv2d (8,8,22) 3586
max_pool |(10,10,18) conv2d (6,6,22) 4378
conv2d (8,8,22) 3586 max_pool (3,3,22)
conv2d (6,6,22) 4378 flatten (198)
max_pool |(3,3,22) dropout (198)
flatten (198) dense (10) 1990
dropout (198) dense 27 297
dense (20) 3980
dense 27) 567
Tab. 2: Navrh topologii
KKK 000
Vrstvy Vystup. rozméry parametry Vrstvy Vystup. rozméry parametry
conv2d (222,222,12) 336 [ conv2d (220,220,12) 912
max_pool |(111,111,12) max_pool (110,110,12)
conv2d (109,109,12) 1308 || conv2d (106,106,12) 3612
max_pool |(54,54,12) max_pool (583,53,12)
conv2d (52,52,14) 1526 | conv2d (51,51,14) 1526
conv2d (50,50,14) 1778 | conv2d (49,49,14) 1778
max_pool |(25,25,14) max_pool (24,24,14)
conv2d (23,23,18) 2286 | conv2d (22,22,18) 2286
conv2d (21,21,18) 2934 | conv2d (20,20,18) 2934
max_pool |(10,10,18) max_pool (10,10,18)
conv2d (8,8,22) 3586 || conv2d (8,8,22) 3586
conv2d (6,6,22) 4378 | conv2d (6,6,22) 4378
max_pool |(3,3,22) max_pool (3,3,22)
flatten (198) flatten (198)
dropout (198) dropout (198)
dense (20) 3980 || dense (20) 3980
dense 27) 567 || dense 27) 567

Tab. 3: Navrh topologii




RRR SSS
Vrstvy Vystup. rozméry parametry Vrstvy Vystup. rozméry parametry

conv2d (222,222,12) 336 conv2d (222,222,12) 336
max_pool |(111,111,12) max_pool (111,111,12)

conv2d (109,109,12) 1308 conv2d (109,109,12) 1308
max_pool |(54,54,12) max_pool (54,54,12)

conv2d (52,52,14) 1526 conv2d (52,52,14) 1526
conv2d (50,50,14) 1778 conv2d (50,50,14) 1778
max_pool |(25,25,14) max_pool (25,25,14)

conv2d (23,23,18) 2286 conv2d (23,23,18) 2286
conv2d (21,21,18) 2934 conv2d (21,21,18) 2934
max_pool |(10,10,18) max_pool (10,10,18)

conv2d (8,8,22) 3586 conv2d (8,8,22) 3586
conv2d (6,6,22) 4378 conv2d (6,6,22) 4378
max_pool |(3,3,22) max_pool (3,3,22)

flatten (198) flatten (198)

dropout (198) dropout (198)

dense (12) 2388 dense (14) 2786
dense 27) 351 dense 27 405

Tab. 4: Navrh topologii

Vysvétlivky zkratek:

conv2d — konvolucni vrstva, max_pool — sdruzovaci vrstva, flatten — flatten vrstva, dropout—dropout vrstva,
dense — plnée propojena vrstva

5.5. Prubéh tréninku

Po prvnich deseti epochach (tj. uéicich cyklech) se ulozil prvni model a zacala se provadét
validace u kazdé epochy. Vysledky by se mély nejprve blizit k idealnim hodnotdm a pak by
mélo dojit k pfeuceni, ale v tomto ptipadé nedoslo k velkému pieuceni, coz diky dropoutu
a regularizaci neni moc vidét. Prubéh tréninku a validace byl zapsan a pieveden do dvou
grafii (viz nize), které ukazuji pfesnost a ztratu u jedné topologie, tedy topologie OOO, ktera
z nich nejlépe klasifikuje. V grafu jsou popsany dvé piesnosti, popt. dvé ztraty, jedna z nich
byla méfena valida¢ni mnozinou, ¢astecné z trénovaci mnoziny, a druhd testovaci mnozinou.
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Graf 2: Ztrata u jedné topologie




5.6. Test

Po tréninku konvoluc¢ni neuronové sit¢ se data ulozi a nasledné se vyhodnoti testovacimi
mnozinami, kde jsou tfi mnoziny sriznymi figuranty (PG, MK a TZ), pfiCemz plati
1 figurant = 1 mnozina. Na obrazku je znazornéno, s jakou pravdépodobnosti byla jednotliva
pismena klasifikovana a jak a kolik jinych pismen bylo rovnéz detekovano u spravného
pismene. Kompletni vysledky jsou zobrazeny a popsany v nésledujici kapitole.
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Obr. 19: Pravdepodobnost uspésné klasifikace
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6. Dosazen¢ vysledky a vyhodnoceni

K tomu, aby se vybral nejvhodné;si navrh topologie ke klasifikaci, je tfeba vyhodnotit kazdy
model, ktery se ulozil po kazdé epose u urcité topologie, a navzajem je mezi sebou porovnat.

6.1. Vyhodnoceni modelu

v

v optimalni epose. Ukolem této &asti je tedy najit v kazdé topologii nejlepsi model a z nich
nasledné vybrat ten nejlepsi, u né¢hoz byla nejvyssi presnost, aniz by nedoslo k pfeuceni.
Kazdy model byl vyhodnocen a z jejich vysledkii pak byl zvolen nejvhodnéjsi model podle
piesnosti a ztraty podstatné u validace. Jako nejvhodnéjsi model byla zvolena topologie
0O0O. Vsechny ptesnosti a ztraty byly zndzornény v tabulce €. 3. Z této tabulky vyplyva, ze

v

doslo k malému pteuceni.

acc val_acc loss val_loss epocha
NNN 94,01% 86,71% 0,2313 0,6299 40
NNN (max_val) 93,60% 88,15% 0,2468 0,6371 29
11 91,66% 85,61% 0,3046 0,6894 39
Il (max_val) 90,65% 87,04% 0,3387 0,6221 30
KKK 94,00% 85,86% 0,2043 0,6291 40
KKK (max_val) 93,83% 87,89% 0,2088 0,5275 37
000 95,74% 87,13% 0,1496 0,6030 80
000 (max_val) 95,59% 90,01% 0,1551 0,5446 72
PPP 96,40% 85,27% 0,1280 0,7820 80
PPP (max_val) 95,96% 88,57% 0,1417 0,5743 57
QQQ 94,41% 88,23% 0,1902 0,7017 40
QQQ (max_val) 94,35% 89,25% 0,1933 0,5619 36
RRR 94,41% 87,72% 0,1884 0,6979 40
RRR (max_val) 94,40% 88,99% 0,1893 0,6291 38
SSS 92,22% 85,77% 0,2607 0,6952 16
SSS (max_val) 91,11% 86,71% 0,2932 0,6682 10

Tab. 5: Prehled presnosti u jednotlivé topologie

Vysvétlivky zkratek:
acc — presnost, loss — ztrata, val acc — presnost u validace, val loss — ztrata u validace,
max_val — nejvyssi presnost u validace

6.2. Ptehled vysledka

Tato Cast je vénovana vysledkim kazdého figuranta. K tomu byla pfidana kontingencni
matice, ktera vytvoii ptehled v kolika procentech u urcitého pismena (vodorovné€) byla
klasifikovana vSechna jind pismena (svisle).



Vysledky €. 1 — figurant PG
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Pravdépodobnostni tabulka (Kontingen¢ni matice) — figurant PG

A |80,6% 8,3% 4,4%  2,3%

B | 2,8% 91,3% 4,4% 2,1%

c 97,7% 2,3%

D 87,5% 8,9% 22% ¢ 2,2%

E 4,7% 88,4% 6,7%

F 2,2% 98,0%

G 100%

H 100%

CH 2,3% 95,6% 2,3%

| 86,7% 2,2% 6,4% 4,7%

) 2,3% 97,6%

K 9,1% : 2,2% 77,8% 10,0% 2,2%

L 97,8% 2,1%

M 97,6% 2,5%

N | 56% 4,7% 29,3% : 55,0%  2,2% 2,3%

o 100%

P 2,3% 77,5%  22,2%

Q 2,2% 2,2% 94,4%

R 2,2% 2,2%: 2,2% 85,1% 2,3% 2,4% 4,4%

s |11,1% 2,2% 6,7% 81,4%

T 2,3% 2,3% 2,2% 2,3%  85,4% i 2,4% 4,4%

u 100%

v 2,0% 2,2% 91,1% : 4,5%

w 100%

X 4,4%  2,2% 4,2% 88,9%

Y 2,2% 97,7%

z 17,8% 7,5% 2,2% 73,9%
A B c D E F G H CH 1 J K L M N o P Q R s T U v w X Y z




Jak muzeme vidét v predchozi tabulce, tak pismeno A v kontingencni matici bylo
klasifikovano na 80,6 % a tato neuronova sit’ podobné klasifikovala i pismena T (8,3 %),
X (4,4 %)ayY (2,3 %). Tato ¢isla jsou velmi nizkd oproti pismenu A, coz ale neni podstatné.
V této matici byla nalezena nizka ¢isla u nékterych pismen, a to naptiklad u pismene
P (77,5 %), ke které byla ptitazena dalsi pismena G (2,3 %) a Q (22,2 %). Nebo u jiného
pismene N (55,0 %), ke kterému byla pfifazena dal§i pismena M (29,3 %), E (4,7 %),
A (5,6 %), O (2,2 %) a S (2,3 %). Pravdépodobnost u pismena P je vic nez tiikrat vyssi nez
pravdépodobnost u pismena Q, knémuz bylo pfifazeno, coz neni velka chyba, ale
pravdépodobnost u pismena M, které bylo pfifazeno k pismenu N a ma vice nez polovinu
pravdépodobnosti pismena N, miize ovliviiovat celou klasifikaci. Pfi¢iny a feSeni tohoto
problému jsou popsany v dalsi kapitole 6.3.



Vysledky €. 2 — figurant MK
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Vysledky €. 3 — figurant TZ
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Pravdépodobnostni tabulka (Kontingen¢ni matice) — figurant TZ
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6.3. Vyhodnoceni jednotlivého figuranta

K tomu, aby celd neuronova sit’ zafungovala dobfte, je tfeba zjistit, pro¢ byla ke klasifikaci
jednoho pismene pfifazena i jind pismena, a to proto, aby se v pfistim procesu védélo, na co
dat pozor, napiiklad nedostate¢né¢ velkd mnozina, chyby pfi natiCeni apod. Tato cCast
podkapitoly tomu byla vénovana a bylo zjisténo, pro¢ u jednotlivého figuranta doslo
k detekei jiného pismene nez toho, které bylo znakovano.

Figurant PG

Ve vysledku bylo zndzornéno, ze pravdépodobnost u pismene N se vyskytla v 55,0 %. Podle
grafu bylo k pismenu N piifazeno i jiné pismeno, a to M. Z obrazku €. 21 je patrné, Ze se tato
pismena velmi podobaji. K dosazeni presnéjSiho vysledku, a to 1 kdyZ neuronova sit’ spravné
klasifikovala, je proto vhodné rozsifit trénovaci mnozinu.

Obr. 21: Podobna pismena M (vievo) a N (vpravo) u figuranta PG
Figurant MK

Jak bylo zminéno, je tato testovaci mnozina vyjimecnd. Pravdépodobnost u pismena J byla
50,0 % a knému bylo pfifazeno pismeno Y. U pismena J se casto vyskytl problém
v samotném provadéni jeho pohybu, ktery vétSinou provadéji neslySici. Pfi snimani
do trénovaci ¢i testovaci mnoziny je tieba, aby ruka byla v klidu. Na obrazku ¢. 22 je sniméan
zacatek a konec pohybu pismena J, a pravé na konci vypada stejné jak pismeno Y.

Obr. 22:Zacatek a konec pohybu pismena J (vlevo, uprostied) a pismeno Y (vpravo)



Na obrazku ¢. 23 je vidét, ze pismeno J u figuranta MK, kterému je pfirazeno i pismeno Y,
nebylo jasné. Kviili nespravnému snimdani, jez mutize velmi ovlivnit validaci, je nutné
piekontrolovat celou trénovaci/testovaci mnozinu a smazat nespravna snimani, v hor$im
ptipad€ znovu spravné vytvofit mnozinu.

Obr. 23: Pismena J v trénovaci mnoziné (vlievo), u figuranta MK (uprostred) a Y (vpravo)

Dalsi problém byl u pismena Q (pravdépodobnost 60,0 %), ke kterému pfti klasifikaci bylo
ptitazeno pismeno N. Kvuli figurantové dlouhému palci skoro vypadé pismeno N, jez bylo

zndzornéno na obrazku ¢&. 24.

Obr. 24: Pismena Q (vlevo) a N (vpravo)

Dalsi zajimavy ptipad se objevil u pismena X (pravdépodobnost 46,7 %). Figurant MK ma
zvlastni dlouhé prsty, diky nimz muize obcas dojit k chybé. Pismeno X se tak podoba
pismentim R a T (obr. 25 a 26).

Obr. 25: Pismena X (vievo) a T (vpravo)



Obr. 26: Pismena X (vievo) a R (vpravo)

K tomu, aby se dalo vyhnout podobné situaci u pismen Q a X, je dobré jesté rozsifit trénovaci
mnozinu.

Figurant TZ

U pismen K, P a Z validace nedopadla tak dobfte, jelikoz pfi ni bylo zjisténo, Ze figurant TZ
znakoval sice pravou rukou, ale orientace ruky byla jina (obr. 27), a v trénovaci mnozing¢ jsou
pouze pismena K a P, kterd byla znakovana jinou orientaci ruky, a to pouze u jediné¢ho
figuranta. Diivodem orientace ruky je prostor nataCeni, ve kterém figuranti vybrali orientaci
ruky, pii které se dobie citi. Pravdépodobnost klasifikace u téchto pismen byla nizka
z diivodu malého mnozstvi téchto pismen v trénovaci mnozing.

Obr. 27: Pismena v trénovaci mnoziné (nahore) a u figuranta TZ (dole)



7. Zavér

Préace se zabyvala klasifikaci jednoru¢ni prstové abecedy s pouzitim metod strojového uceni,
presnéji feCeno konvolu¢nich neuronovych siti. Soucasti prace také byly riizné moznosti
pouziti riznych metod klasifikace. Cilem prace bylo vybrat vhodnou metodu pro klasifikaci
znakl jednoruc¢ni prstové abecedy a navrhnout topologie pro tuto klasifikaci ve vhodném
programu.

Konvolu¢ni neuronové sité byly vybrany jako vhodnda metoda pro klasifikaci znaki
jednorucni prstové abecedy. Tato metoda ma fadu vyhod, pfedevSim dobie zobeciiuje
z tréninkovych dat, coz je nezbytné kvili riznym tvarim ruky jednotlivych znakujicich osob,
dale je do wurCité miry invariantni vic¢i posunuti, natoCeni a také zméné méfitka.
V klasifika¢nich tulohach, které zpracovavaji data liSici se topologii, a nikoliv b&znymi
pfiznaky jako je barva nebo textura, jsou proto konvoluéni neuronové sité¢ aktualné
nejroz§itenéj$i a nejpouzivangjsi. Za timto ucelem byla pouzita knihovna Keras, kterd je
postavena na kvalitni knihovné (TensorFlow), a proto ma Siroké moZnosti vyuZiti, je vykonna
a pritom uzivatelsky pfivétiva. Nadale je knihovna Keras open-source, takz neni potieba
licence. Celd neuronova sit’ byla napsana v Pythonu.

Data byla ziskdna snimanim jednorucni prstové abecedy a po augmentaci dat byla mnoZzina
dostatecné velka pro trénink a test. Po vyhodnoceni byly zjistény nékteré nedostatky, které je
tteba doplnit dalSimi daty. Pfi sniméni je tfeba dat pozor naptiklad na pismena J nebo K,
u kterych figuranti pouzivaji pohyb, kvili kterému se mohou vytvofit nevhodna data. Dalsi
nedostatek spocival v opacné orientaci ruky u pismen, ktera se méalo nebo viibec nenachazi
v trénovaci mnozin€ (naptiklad jiné varianty znakl pro ncktera pismena). Mimo zminéné
nedostatky je ale nutné vyzdvihnout, ze validace primdrni testovaci mnoZzinou, ve které
figurant PG postupoval spravné, probéhla uspésné.

Navrh topologie byl obtizny, protoze cilem bylo nalezeni ide4dlniho navrhu topologie a jeji
epochy, v niz byla pfesnost nejvyssi. Byly navrzeny rizné topologie s malymi Upravami
uspotradani vrstev a vystupnich rozmér. Po vyhodnoceni byly vzijemné porovnany mezi
sebou podle pfesnosti méfenou testovaci mnozinou a po porovnani vysledkd byla pro ucely
této prace zvolena jako nejvhodné;jsi topologie OOO.

Zvolend metoda spliuje pozadavky na dostatecné piesnou metodu pro klasifikaci znakt
jednoru¢ni prstové abecedy pomoci zpracovani obrazovych dat. Vzhledem k vytvofeni
mnoziny dat a navrhu topologie v Pythonu tUspésné klasifikuje znaky jednorucni prstovou
abecedu a splituje vSechny cile prace.
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