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ABSTRAKT

Genetické algoritmy st moderné algoritmy urcené na riesenie optimaliza¢nych problé-
mov. Vznikli inSpiraciou z evolucnych procesov v prirode. Ich paralelizaciou sa dosiahne
nielen vyssich rychlosti, ale aj novych a lepsSich rieseni. Paralelné genetické algoritmy
su taktiez blizsie k skutocnym pomerom v prirode ako ich sekvencné naprotivky. Tato
praca popisuje najpouzivanejSie sposoby paralelizacie genetickych algoritmov. Nasledne
pontka navrh a implementaciu v jazyku Python. Nakoniec je implementacia overena vo
viacerych testovacich scenaroch.

KLUCOVE SLOVA
AMQP, Celery, geneticky algoritmus, hierarchicky model, hrubozrnny model, jemnozrnny
model, master-slave model, paralelizacia, Python, RabbitMQ, SCOOP

ABSTRACT

Genetic algorithms are modern algorithms intended to solve optimization problems. Inspi-
ration originates in evolutionary principles in nature. Parallelization of genetic algorithms
provides not only faster processing but also new and better solutions. Parallel genetic
algorithms are also closer to real nature than their sequential counterparts. This paper
describes the most used models of parallelization of genetic algorithms. Moreover, it
provides the design and implementation in programming language Python. Finally, the
implementation is verified in several test cases.
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UVOD

Téato praca sa zaobera navrhom a implementaciou paralelného spracovania genetic-
kych algoritmov. Genetické algoritmy s triedou modernych algoritmov vzniknutych
algoritmov ich predurcuje na paralelné spracovanie. Prave paralelizacia je oblube-
nou metodou zrychlovania nielen genetickych algoritmov. Genetické algoritmy vSak
prinasaju viacero sposobov paralelizacie, ktoré prinasaju dalsie vyhody, ale aj nevy-
hody pre riesenie optimalizacnych problémov.

Cielom tejto prace je popisat najpouzivanejsie sposoby paralelizacie genetickych
algoritmov a nasledne vyuzif vystupy teoretickej casti pre navrh implementacie.
Ako implementacny jazyk pre geneticky algoritmus bol vybraty Python, preto aj
navrh je realizovany so zretelom na tento jazyk. Navrh tak obsahuje taktiez prehlad
roznych sposobov paralelizacie v tomto jazyku. Tie st detailne popisané a porovnané.
Néasledne st zakomponované do celkového navrhu.

V teoretickej Casti tejto prace je popisany vseobecny sekvencny geneticky algo-
ritmus. Je popisané jeho fungovanie, zakladne operatory a trieda problémov, ktoré
algoritmus riesi. Jadrom tejto prace je prehlad a detailny popis roznych sposobov
paralelizacie genetickych algoritmov. Nasledne st popisané ich vyhody, nevyhody
a taktiez aj ich porovnanie medzi sebou.

Prakticka cast sa zaobera navrhom a implementaciou paralelizacie genetickych
algoritmov. Uvod tejto Casti predstavuje tedriu vieobecnych principov paraleliza-
cie. Vystupy z tejto casti si pouzité pri samotnom navrhu. Navrh obsahuje prehlad
roznych Python modulov poskytujicich paralelné spracovanie. Tie st nasledne ohod-
notené a vyber je zuzeny na Styri moduly, ktoré su dalej popisane a porovnané.

Prakticka cast dalej obsahuje popis realizacie navrhu. Implementécia je detailne
popisand z hladiska paralelizacie, komunikacie a z hladiska genetického spracovania,
kde je implementacia popisana pre kazdy model paralelného genetického algoritmu
zvlast. Sucastou praktickej casti je nakoniec aj testovanie vysledného modulu. Je
popisany testovaci scenar a prostredie, v ktorom testovanie prebiehalo. Nakoniec st

uvedené ziskané data, ktoré si nasledne vyhodnotené.



1 TEORIA GENETICKYCH ALGORITMOV

Téato cast detailne popisuje vseobecny sekvencny geneticky algoritmus. Uvadza do-
lezité terminy, ktoré budd pouzité v dalsich castiach. Jadrom je vSak popis roznych

sposobov paralelizacie genetickych algoritmov.

1.1 Genetické algoritmy

Genetické algorimy (dalej len GA) patria medzi evoluéné heuristické (v niektorych
prametioch aj metaheuristické) stochastické optimalizacné algoritmy [1] [2] [3]. Pred
detailnym popisom budi popisané triedy algoritmov, ktorych si GA stucastou.

Podla autora [4] patria GA medzi algoritmy strojového uéenia, pricom vyuzivaji
ucenie zalozené na indukcii a empirii. GA si generuji vlastné rieSenia pomocou svo-
jich operatorov, kde vyhodnotia doterajsie riesenia (empiria) a ak je ich pravdivostna
hodnota dostatocnd, pouziju sa ako zaklad pre generovanie novych (indukcia). Z to-
hto hladiska si GA ,pribuzné“ algoritmom umelej inteligencie (AI).

Trieda evoluénych algoritmov je siborom algoritmov, ktoré su zalozené na prin-
cipoch fungovania evoltcie. Algoritmy vyuzivaju teériu publikovani roku 1859 brit-
skym prirodovedcom Charlesom Darwinom v diele O povode druhov prirodnygm
vyberom, ¢iZze uchovanim prospesnych plemien v boji o Zivot [5]. Aj ked prvotné naz-
naky vyuzitia principu evolicie v informatike boli uz v 50. rokoch minulého storocia,
kvoli nedostatocnej metodike a v tej dobe este slabému hardvérovému vykonu bol
vyskum tejto oblasti v priebehu dalsich rokov minimélny [1]. Prvym signalom bola
publikacia od amerického profesora psycholégie, elektrotechniky a informatiky Johna
Hollanda Adaptation in Natural and Artificial Systems, (Adaptdcia v prirodzengch
a umeljch systémoch) v roku 1975 [6].

Evolu¢né algoritmy st skor vSeobecnou definiciou, okrem spominanych genetic-
kych algoritmov zahfnaju taktiez evolucéné stratégie a evolucéné a genetické pro-
gramovanie. Evolucné stratégie su jednymi z prvych tuspesnych stochastickych al-
goritmov (60. roky minulého storocia). Nevyuzivali principy evolicie tak striktne
ako napriklad genetické algoritmy (prvé algoritmy pouzivali len operatory mutécie).
Namiesto binarnej reprezentacie taktiez pouzivaju vektory realnych cisel. Genetické
a evoluéné programovanie je rozsirenim genetickych a evoluénych algoritmov, kde
sa namiesto beznej binarnej reprezentacie dat pouzivaju hierarchicky struktirované
programy (funkcie). Vysledkom evolicie je tak program, ktory riesi nejaky problém
(napriklad pohyb mravca, ktory prijima prikazy, po bludisku).

Dalsou triedou, do ktorej patria genetické algoritmy, je mnozina algoritmov
riesiacich optimalizacné problémy. Optimalizacny problém je vo vSeobecnosti prob-

lém najdenia najlepsieho riesenia zo vSetkych moznych. Optimalizacné problémy
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su diferencované podla mnoziny z ktorej vychadzaju ich premenné. Ak je mnozina
kone¢n4 (alebo aspon spocitatelnd) a diskrétna, problémy spadajice do tejto katego-
rie st kombinatorické (problém batohu, problém obchodného cestujiceho). Naopak,
ak je mnozina spojita a nekonecnd, patria do nej minimaliza¢né, resp. maximalizac¢né
problémy.

Medzi optimalizacné problémy patria aj NP problémy, ktoré sa (idajne) nedaji
riesit v polynomialnom case pomocou deterministickych algoritmov. Minimaliza-
¢né, resp. maximaliza¢né problémy sa riesia réznymi gradientnymi (aj negradient-
nymi) optimaliza¢nymi metédami. Niektoré problémy z tejto oblasti sa vsak takto
riesia velmi obtiazne, preto sa Casto pristupuje k evolu¢nym algoritmom [2]. Takisto
aj v oblasti kombinatorickych problémov sa vyskytuju problémy, ktoré patria do
mnoziny NP problémov a preto ich nie je mozné riesit deterministickymi algorit-
mami. Medzi mozné nédhrady tak patria aj GA [7]. GA sa oznacuji za stochastické,
pretoze obsahuju viaceré kvazindhodné operatory, napr. selekcia, mutacia [1].

Poslednou triedou algoritmov, do ktorej GA patria st heuristické (resp. meta-
heuristické) algoritmy. Niektoré pramene radia GA medzi heuristické algoritmy [1]
a niektoré zase medzi metaheuristické [7] [3]. Algoritmy riesiace optimalizacné prob-
lémy sa delia na dve skupiny - exaktné a heuristické [7]. Exaktné algoritmy dokazu
(teoreticky) poskytovat optimélne riesenia problémov, kym heuristické a metaheuri-
stické poskytuji iba suboptimélne. Zjednodusene to znamen4, Ze negarantuji posky-
tovanie toho najlepsieho (a spravneho) riesenia, ¢o ale neznamend, ze ho poskytnit
nemozu. Pri roznych problémoch sa akceptuji kvoli dlhému vypocetnému casu aj
rieSenia, ktoré sice nie st spravne ale blizia sa k tomu.

Metaheuristika nahradila v minulosti pouzivany pojem ,moderna heuristika“
a definuje algoritmy, ktorych vyssia vrstva (,,meta“ znamena ,za“ alebo na ,vyssej
vrstve) riadi nizsiu (heuristickd) vrstvu, ktora je casto zavislda od konkrétneho
problému. Ich hlavnym prinosom je zrychlenie algoritmu a zlepsenie prehladavania

priestoru rieseni.

1.1.1 Optimalizacné problémy

Pre pochopenie ¢innosti GA je potrebné najprv pochopit problémy, na ktoré sa
aplikujia. V predoslej kapitole 1.1 boli tieto problémy zjednodusene definované ako
problémy, ktorych cielom je nachadzat maximé, resp. minima. Tuto tdlohu vsSak
spliia velké mnozstvo algoritmov. Aby vynikli vihody GA je potrebné optimaliziciu
popisat detailnejsie.

Ulohu minimalizécie (princip maximalizicie je ten isty) je mozné podla [8] zapisat
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v tvare:

flz) = min,z € X (1.1)

Pricom f je tcelova funkcia, X je mnozina pripustnych rieseni. RozliSujeme
globélne a lokélne minimum (obrazok 1.1): Bod z* € X sa nazyva

1. bodom globalneho minima f na X alebo tiez globédlne riesenie tlohy (1.1) ak

fl@") < f(x),Ve € X (1.2)

2. bodom lokdlneho minima f na X alebo tiez lokdlne riesenie tlohy (1.1) ak
de > 0 také, ze

f(@*) < f(z), Vo € X[ O(z"), (1.3)
kde okolie O (z*) = {x € R" | ||z — z*|| < €} je otvorena gula s polomerom
€ a so stredom v bode z*.
Pre globalne riesenie ulohy (1.1) podla [8] definujeme:
" = argmin f(zx) (1.4)
zeX
Pre riesenie optimaliza¢nych problémov sa pouzivaju GA vtedy, ak neexistuje zname
rieSenie problému alebo ak st zndme riesenia nedostato¢né (Casty je problém ,uviaz-
nutia v lokdlnom minime“, resp. ,maxime* alebo si ¢asovo naro¢né). Ich vyhodou
je, ze pri generovani novych rieSeni vyuzivaji ndhodnost. Takto dokazu vytvorif
rieSenia, ktoré prekonaji lokdlne minima. Problém ,uviaznutia v lokdlnom min-
ime“ spociva v tom, ze pri dosiahnuti lokalneho minima, dané riesenie oznac¢ime za
konecné, pretoze v okoli O.(z*) uz ziadne lepsie neexistuje (mozno vidiet na obrazku
1.1). Evoluéné algoritmy generuji velky pocet rieseni, ktoré v spojeni s ndhodnostou
pokryvaju vacsi priestor mnoziny pripustnych rieseni X.

Globalne maximum Lokdalne maxima

AGXITN
A
(O

(5

-2
-4 7 .
Globadlne minimum

4

Lokalne minimum ~

Obr. 1.1: Problém najdenia globalneho maxima.
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1.1.2 Cinnost genetickych algoritmov

Genetické algoritmy st najviac pouzivanymi evoluénymi algoritmami v ramci sto-
chastickych optimalizaénych algoritmov [2]. Z principov evolicie vyuzivaji nahodny
vyber jedincov za tcelom reprodukcie, vytvaranie novych jedincov pomocou krize-
nia (a mutécie) a vytvorenie novej populdcie na zaklade ohodnotenia jedincov. Na
uvod je potrebné definovat zakladné pojmy v spojitosti s genetickymi algoritmami,
ktoré st pouzivané v odbornej literatire [1] [2]. Geneticky algoritmus pracuje nad
populaciou

P={o,as,.., a,} (1.5)

kde «, je binarny vektor a p je kardinalita populacie P. Populacia je mnozina
binarnych vektorov, ktoré reprezentuju jedincov populacie. V genetike sa oznacuje
jedinec ako fenotyp. Jeho reprezentacia je oznacovand ako genotyp. Kazda bunka je-
dinca obsahuje ur¢ity pocet chromozémov (vicsinou viac ako jeden). Z praktickych
dévodov sa vSsak u GA predpokladd, Ze jedinec mé iba jeden chromozom. Takto
mozno oznacit chromozém ako ekvivalent genotypu. Chromozém sa teda definuje

ako bindrny vektor « fixnej dlzky &

a = (a1, qg,...,a;) € {0,1}" (1.6)

KIicovym pojmom v genetike je sposobilost (fitness), teda miera vhodnosti alebo
reprodukénej schopnosti jedinca. Je to teda realne ¢islo, podla ktorého mozno pred-
pokladat pravdepodobnost toho, Ze sa jedinec bude rozmnozovat. Sposobilost defi-

nujeme ako déelovi funkciu nad mnozinou bindrnych vektorov dizky &
f:0,1" >R (1.7)

ktord ohodnot{ kazdy bindrny vektor redlnym ¢&slom. Ulohou GA je teda ndjst
globalne minimum (alebo maximum) ako bolo spomenuté v 1.4. GA vylepsuje oby-
¢ajny stochasticky algoritmus pridanim principov evolicie, ktoré narozdiel od slepého
nahodného generovania bodov riadia smer vyvoja populacie. To zabezpecuji opera-
tory krizenia a selekcie, ktoré st zavislé od aktudlnej hodnoty sposobilosti. Samotné
krizenie by vsak mohlo viest k jednotvarnosti jedincov a teda k predcasnej kon-
vergencii algoritmu (a k nedostatoénym rieseniam). Rozmanitost v populdcii tak

zabezpecCuje operator mutacie.

Popis algoritmu

Tato cast uvadza implementaciu GA v pseudopascalovskej verzii (prevzaty a up-

raveny z [2]) a dalej ho detailne popisuje :
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procedure Evolution (input ¢?,4,; output Ppy);
begin t:=0;
P:={ndhodne generovand populdcia chromozdémovl};
while t < t,4, and fitness(P) < f, do
begin t:=t+1; Q:=0;
while |Q| < |P| do
begin ohodnot kaZdého jedinca a kvazindhodne vyber
dva rodicovské chromozdémy a;, as € P podTa fitness;
if random < P, then
(a’1,2’2) =Opepro (a1,a2);
else (a’1,a’2) = (ai,as);

Q:=Q U {a’1,a’2};

end; Ppp:=P;

end ;

Algoritmus najprv nahodne inicializuje populaciu P, teda vygeneruje bindrne vek-
tory ai,as, ..., a,. Populdcia sa nasledne obmienia pomocou cyklu na riadku 4 pocas
tmaz generacii alebo dokym este neexistuje dostatocné riesenie f,r. Nova populacia
vznikd z tej predoslej, a to reprodukciou jedincov. Najprv prebieha kvazindhodny
vyber parov (jedince a; a as), pricom sa ale Casto zohladniuje spdsobilostnd hodnota
Tu sa uplatnuje princip prirodzeného vyberu, teda schopnejsi jedinci maju vacsiu
sancu najdenia partnera. Nasledne je na kazdy par aplikovany reprodukény opera-
tor Orepro s pravdepodobnostou Pp.,, ¢o taktiez uplatiiuje princip prirodzeného
vyberu, teda schopnejsi jedinci maju vicsiu sancu reprodukcie. Operator reproduk-
cie zahfnia mutaciu a krizenie, ktoré budu detailnejSie popisané dalej. Ak sa operator
neaplikuje, obaja jedinci z paru sa okopiruji do novych chromozémov, ako nové je-
dince. Novovzniknuty par sa ulozi do novej populacie a tento priebeh algoritmu od
riadku 6 do riadku 13 sa opakuje az dokym nie je kardinalita novej populéacie rovna
kardinalite tej starej. Na konci kazdej generacie nova populacia nahradi ti aktualnu.
Po prebehnuti t,,,, generacii alebo dosiahnuti dostato¢ného riesenia sa proces ukonci

a vysledok algoritmu predstavuje populdcia Py, .
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Genetické operatory

Genetické operatory su zakladnymi prvkami GA a st inSpirované z prirody. Patria
medzi nich operatory mutacie, krizenia a selekcie. Operator selekcie je jednodu-
cho kvazindhodny vyber jedincov, ¢i uz za ¢elom reprodukcie alebo migracie (vid
kapitola o paralelnych GA 1.2). Je to kvazindhodny proces kvoli zohladiiovaniu
sposobilostnej hodnoty pri ndhodnom vybere. Imituje tak prirodzeny vyber, kedy
zdatnejsi jedinci maji vacsiu Sancu vzdorovat predatorom, chorobam ale taktiez aj
konkurentom v boji o suroviny a tak zit dostatocne dlho a splodit potomstvo. Ope-
rator mutacie imituje v genetike nachadzajicu sa mutaciu, teda zmenu genetického
materialu DNA alebo RNA. Operator krizenia imituje biologicki rekombinéciu, teda
vz&jomni vymenu Casti chromozémov. Dalej budu detailnejsie popisané operatory
mutacie a krizenia, operator selekcie je naozaj jednoduchy a v ramci tejto prace
nepotrebuje detailnejsi popis.

Operator mutacie O,,,; stochasticky modifikuje chromozém « s pravdepodob-
nostou P,,,; na novy o':

o' = Opui(a), (1.8)

kde chromozémy « a o’ st definované ako binarne retazce ako bolo definované v 1.6

a operator modifikuje refazec bit po bite, kde i-ty bit je modifikovany podla:

o l—a; (pre random < Ppu) (1.9)
a; (ostatné pripady)

Kazdy bit je tak s pravdepodobnostou P, invertovany. V pripade, ze P, = 0
operator mutacie by bindrny vektor vobec nemenil. Mutéacie vnasaju do populacie
pozitivne, neutralne alebo aj negativne zmeny. Ich doménou je vnasanie rozmani-
tosti do populacie a zamedzenie predcasnej konvergencii populacie k nedostato¢nym
rieSeniam.

Operator krizenia O, priradi dva nové o/, 3 € {0,1}* chromozémy pre dva

kvazindhodne vybrané chromozémy «, 3 € {0, 1}* z populdcie:

(@', 8") = Ocross(a, B) (1.10)

KriZenie vymiena jednu alebo viacero casti z chromozomu, pricom pocet Casti na
v¥menu je uréeny implementdciou alebo ponechany na nahodu. Dizka a umiestnenie
jednotlivych ¢asti moze taktiez byt nahodna alebo kvazindhodna. Casto sa vyuziva
generovanie tzv. bodu (moze ich byt viacero) krizenia, ako mozno vidiet na obrazku
1.2. Ten chromozom rozdeli a jednotlivé casti nasledne vstupuji do kvazindhodného
procesu, ktory rozhodne, od ktorého rodi¢a sa bude dedif. KriZenie zabezpecuje
vymenu vyhodnych vlastnosti jedincov a ich vzdjomnt kombinédciu. Prave tento

operator je jedinecny ako pre GA tak aj pre evolucné procesy v prirode. Pohlavna
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reprodukcia je v prirode doménou vyspelejsich druhov, ¢o implikuje jej vitazstvo
v prirodzenom vybere a vdaka tomu mame empiricky dokaz, ze tato metéda naozaj

funguje a to nielen v prirode [2].

1-bodové krizenie

|Oé1...OéZ' Oéi+1...Oék| IOél...Oéi Bi—l—l---ﬁk |
—>
|51---5i 5i+1---5k| |51---5i Qjgq...0% |

2-bodové krizenie

aq...0 Qjqq...005 Q... O a1...00 Bi—l—l---ﬁj Qjy1...0

BIBZ Bi+1...57 By'—l—l---ﬁk BIBZ Q1.0 Bj—l—l---ﬁk

Obr. 1.2: Operacia krizenia nad dvoma chromozémami. Zvisla ¢iara znazornuje bod

krizenia [2].

Zhrnutie

Tato kapitola popisuje vseobecny GA, je vsak potrebné mat na zreteli, Ze exis-
tuje velké mnozstvo modifikacii. Algoritmy sa mozu liSit v generovani populacie,
implementacii sposobilostnej funkcie, pocte generacii, pravdepodobnosti mutacie,
krizenia a selekcie. Nemali by vSak porusovat zdkladné vlastnosti GA: stochastic-
kost a heuristickost. Nahodnost v selekcii, mutécii a krizeni by mala byt zachovana.
Pravdepodobnost mutécii by mala byt v intervale od 1 do 5 percent, pri krizeni
by to malo byt od 75 do 95 percent [1]. Mutécia by tak mala len zabranovat jed-
notvarnosti populécie, pricom prave krizenie by malo urcovat jej smerovanie. Ex-
istuje vela réznych modifikacii operatoru selekcie, avsak podla autora [1] nemaji
az taky vplyv na algoritmus ako sposobilostna funkcia, ktorej by sa malo veno-
vat najviac casu. GA si vnutorne paralelné, pracuju sicasne s celou populaciou.
V prirode sa populacia moze delit na r6zné kmene alebo narody, ktoré st viacmenej
izolované. Kmene sa nasledne mozu delit na viacmenej izolované susedstva, ktoré
st v konecom dosledku tvorené viacmenej izolovanymi jedincami. V prirode funguje
evolucia paralelne, preto prirodzene vznikli imitaciou z prirody paralelné genetické
algoritmy:.

1.2 Paralelné genetické algoritmy

Paralelizacia algoritmov je vhodnym nastrojom pre zefektivenie a zrychlenie algo-

ritmu. GA si velmi vhodné pre velkd mnozinu problémov, avsak niektoré z nich
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vyzaduju vacsie mnozstvo cCasu a takto sa GA stavaju pre nich nepouzitelnymi.
Casovo najviac naro¢na operacia vramci GA je sposobilostné funkcia. Této funkeia
sa vykonava pre kazdého jedinca a je nezavisla od ostatnych. To ju predurcuje na
paralelné spracovanie. Genetické operatory: mutacie a krizenie mézu takisto fungo-
vat izolovane, kedze operuju nad jednym, resp. dvoma jedincami. Tieto operatory si
vsak omnoho jednoduchsie ako sposobilostna funkcia, a preto je mozné, ze skonzu-
muju viac casu komunikaciou ako by ziskali svojim paralelizovanym spracovanim [9)].
Komunikacia je takisto problémom aj u dalsieho genetického operatora - selekcie,
ktora ¢asto potrebuje informdcie o celej populécii [9]. Preto sa bude dalej uvazovat
len paralelizacia sposobilostnej funkcie.

Inspiraciou z prirody sa vytvorili metédy, ktoré pracuju (paralelne) nad viac-
erymi populdciami, resp. jednou populéciou, ktora je rozdelend na viacero subpop-
uldcii, tak ako vo svete je mnoho relativne izolovanych populécii (kmenov). Metédy
paralelizacie GA sa tak liSia po¢tom populdcii alebo typom architektury, pre ktora
st urcené. Klasifikdcia podla [9], pouzitd vo véicsine odbornej literatury [11], [12],
[13] definuje 4 zékladné typy:

1. globalne jedno-popula¢né master-slave GA

2. jedno-populacné jemnozrnné GA

3. viac-popula¢né hrubozrnné GA

4. hierarchické GA
Jednotlivé modely, okrem toho, ze sami definuji nejaki topolégiu alebo architektiru,
st implementované na roznych (hardvérovych) architekturach. V dalsich kapitolach
sa bude vyskytovat pojem ,uzol“ topologie alebo architektiry. Uzol tak moze byt
jeden bod logickej architektury, teda bod modelu, alebo bod fyzickej architektury,
teda vypocetna jednotka (napriklad procesor alebo pocitac).

1.2.1 Globalny jedno-populacny master-slave model

Tento typ paralelizovaného GA pracuje len s jednou populdciou presne ako obycajny
GA, avSak s rozdienym spracovanim sposobilostnej funkcie. Privlastkom ,,globalny “
sa oznacuje kvoli operatorom selekcie a krizenia, ktoré si aplikované nad celou pop-
ulaciou.

Sposobilostnéd funkcia sa vykonava paralelizovane na architektire master-slave.
Master, centralny uzol architektiry (vo vSeobecnosti byva v systéme len jeden)
zohrava veducu ulohu. Pracuje nad celou populdciou tak ako obycCajny GA, avSak
s rozdielnym spracovanim sposobilostnej funkcie, ktorej vypocet distribuuje medzi
slave uzly. Slave uzly si podriadené master uzlu a vykonavajua ulohy, ktoré im mas-
ter uzol prikaze. V tomto pripade vypocitavaji sposobilostni funkciu pre jedného

jedinca.
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Sekvencny sposob vypocitavania fitnes funkcie pre n,n € N jedincov v populacii,
kde cas jedného vypoctu sposobilostnej funkcie je t¢,t; € Ry, zaberie vysledny cas
t, = ty * n. Pri paralelnom spracovani (pri ¢ase potrebnom na vymenu dat medzi
master a slave uzlami t;, t, € R-o) je vysledny cas t, = t;+2x*t;. Dolezitym faktom
je, ze vo vztahu chyba parameter n, z ¢oho vyplyva, Ze paralelnym spracovanim sa
zbavujeme zavislosti medzi velkostou populéacie a ¢asom potrebnym pre vypocet. To
vsak plati iba v pripade, Ze pre kazdého jedinca prislicha jeden slave uzol. To sa pri
velkych populédciach v realite dosiahniit neda, preto sa v praxi kombinuje sekvencné
a paralelné spracovanie, kedy uzol, ktory uz dokoncil vypocty a odoslal ich master
uzlu, dostane vzapati nové data dalsiecho neohodnoteného jedinca [10].

Dalsie spracovanie v pripade, ze data posledného, este neohodnoteného jedinca
v populacii uz boli odoslané, rozdeluje globédlne jedno-populac¢né master-slave GA
na (rozdiel vo fungovani mozno vidiet na obrazku 1.3):

o synchrénne — master uzol zacne odosielat data z novej populacie az po spra-

covani tej predoslej na vsektych slave uzloch

o asynchrénne — v pripade, zZe st data vsetkych jedincov z populacie uz odoslané

na slave uzly, master uzol zacne odosielat data z novej populacie volnym uzlom
Synchrénne master-slave GA funguju ako obycajné GA, avSak rychlejsie. Asyn-
chronne funguju odlisne, a preto vyzaduju iny pristup pri modifikacii obycajného
GA na asynchronny. Z toho dévodu su viac rozsirené synchronne a dalej sa bude pri
globalnych jedno-populacnych master-slave GA uvazovat len ich synchrénna vari-

anta.
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Master uzol

ohodnocovanie

Slave uzol

a) odoslanie jedinca na slave uzol

Master uzol

ohodnocovanie
Slave uzol

b) odoslanie fitness hodnoty jedinca spét, hned po

ukonceni vypoctu

Master uzol

ohodnocovanie

Slave uzol

c¢) odoslanie este neohodnoteného jedinca (aktualne;
populacie, pre synchréonny GA alebo aj novej populacie,

pre asynchrénny GA) na slave uzol

Obr. 1.3: Globélny jedno-populacny master-slave GA [10].

Z hladiska implementacie mozu globalne jedno-popula¢né master-slave GA vyuzivat
zdielani paméat, kam sa celd populacia ulozi a slave uzly mozu nacitavat a priamo
zapisovat data jedincov, ktori im boli priradeni master uzlom. Druhou moznostou je
vyuzit distribuovant paméft, pricom populacia bude ulozena na master uzle, ktory
bude rozposielat data slave uzlom a nasledne spracovavat uz prijaté. Pocet slave
uzlov v architektire master-slave byva rézny a zavisi na konkrétnom hardvéri a na
tivitu a rychlost algoritmu. Na druht stranu sa vsak pridavanim uzlov zvysuja aj
naroky na komunikaciu medzi slave a master uzlami. Preto byva casto problém néjst
ich spravny pocet. Pocet uzlov moze taktiez byt konstantny pocas celého vypoctu

GA alebo mé6ze sa po case menif. Vo viacuzivatelskom prostredi by spravne ro-
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zlozZenie zataze (load-balancing) medzi procesormi zvysilo efektivitu nielen GA ale
pocet procesorov a k tomu populéciu, s velkostou odpovedajicou ich poctu [10].
V pripade, Ze pocet procesorov je mensi, nasadenim systému na rozlozenie zataze
moze algoritmus znovu ziskat na efektivite. V pripade mensieho poc¢tu procesorov
algoritmus straca na efektivite kvoli existencii master uzlu a k tomu prislichajice;j
komunikacii medzi nim a slave uzlami. Azda najvacsou vyhodou tohto GA je, Ze
nemodifikuje fungovanie obyc¢ajného GA a preto je velmi jednoduché pre uzivatela

modifikovat svoj obycajny GA a aplikovat na neho master-slave architektiru.

1.2.2 Jedno-populacny jemnozrnny model

GA pracuje s jednou globalnou populaciou, ktora je priestorovo rozptylena do uzlov,
pricom ich umiestnenie urcuje topologia, ktora je rozdelend do viacerych subpopu-
lacii, resp. susedstiev. Rozptylenie populdcie je ,jemnozrnné (fine-grained)“, teda
populacia je rozptylena do velkého poctu uzlov. Jeden uzol tak obsahuje iba maly
pocet jedincov, vacsinou iba jedného alebo dvoch. Vsetky uzly st identické (jedi-
né v com sa lisia je jedinec/jedinci, ktorého/ktorych reprezentuji) a st prepojené
s uzlami v ich susedstve. Sposob prepojenia uzlov medzi sebou je definovany topolé-
giou jemnozrnného GA. Pocet uzlov je ovela vacsi ako pri inych typoch pararelnych
GA, preto sa tento GA oznacuje aj privlastkom ,masivne paralelny ‘.

Susedstva su definované ako najblizsie okolie uzlu, kde definujeme jeden uzol
ako centralny. Kazdy uzol je centralnym uzlom prave jedného susedstva ale zaroven
moze byt stcastou viacerych, z ¢oho vyplyva, Ze sa susedstvd mozu prekryvat (ako
je vidiet na obrazku 1.4). GA modifikuje svojou ¢innostou iba centrélny prvok.
Prave prekryvanie susedstiev zarucuje (a ovplyviuje) sSirenie jedincov s najlepsou
sposobilostou. Spravidla plati, Ze rozlahlejsie susedstva zarucuju vacsie prekryvanie
a tym aj rychlejsie Sirenie jedincov s lepsou sposobilostou. Na druhi stranu sa vsak
kvoli relativnej izolovanosti susedstiev nejlepsi jedinci nesiria tak rychlo ako pri inych
typoch GA, ¢o zvySuje rozmanitost populacie. Susedstva pokryvaju celt topolégiu
uzlov a mézu mat rézne tvary. Rozne topologie uzlov a ich susedstiev implikuju aj

rozne chovanie GA.
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Susedstva

Obr. 1.4: Prekryvanie susedstiev [11].

Susedstva ohranicuju priestor, v ktorom moze operovat selekcia. Selekcia je takto
oproti inym typom GA lokdlna a paralelnd (po susedstvich). Kazdy jedinec sa
zlcastnuje procesu selekcie iba v rdmci susedstiev, ktorych je sicastou (ak je jedinec
sucastou 5 susedstiev, bude prechddzat 5 procesmi selekcie). Ako bolo spomenuté,
v ramei jedného susedstva je modifikovany (krizenim a mutaciou) len jeho centralny
prvok.

Casto pouzivané topolégie si jedno a dvoj-rozmerné mriezky, ktoré st ¢asto
pouzivané aj pre rozmiestnenie vypocetnych prvkov paralelnych pocitacov, ¢o je aj
doévodom preco ich GA pouzivaji [9]. Vylucuje sa ale pouzitie topologie zbernice [11].
Pri navrhovani topoldgie su castym problémom jej okraje. Kedze chceme aby boli
vsetky uzly prepojené s rovnakym poc¢tom uzlov, musime zabezpecit, aby sa okrajové
uzly (napriklad v pripade stvorcovej topologie st to uzly, ktoré st umiestnené na
obvode $tvorca) prepojili. Najcastejsie sa to riesi zakrivenim priestoru, ako mozno
vidiet na obrazku 1.5. Z priamky sa tak stane kruznica, z dvojrozmernej mriezky sa
stane toroid (teleso v priestore, ziskané rotaciou uzavretej rovinnej krivky okolo osi

leziacej v rovine krivky a zaroven nepretinajic krivku).
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Obr. 1.5: Diagram A ako priklad toroidovskej topologie v 1D a diagram B tiez ako
toroidovska topologia ale v 2D [2].

Typ topoldgie potom ovplyviiuje aj rozvrhovanie susedstiev (rézne tvary susedstiev

je mozno vidiet na obrazku 1.6).
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Obr. 1.6: Rozne susedstva jednopopulacného jemnozrnného GA [11].

Paralelne sa vykonavaju vSetky operatory GA, avSak sposobom odlisSnym od toho,
ktory pozname pri obycajnych GA. Ako bolo spomenuté, selekcia sa aplikuje len
lokalne. Ostatné typy GA vyuzivaju naproti tomu globalnu, centralizovani a sek-
vencnu selekciu, ktord vyzaduje zhromazdenie velkého poctu dat, ¢o moze viest
ku komunikaénym problémom (,bottleneck®). Mutéacia je nezavisla od ostatnych
jedincov, preto mdze byt vykonavana na kazdom uzle zvlast a to bez akejkolvek
komunikécie medzi uzlami. Krizenie, ako operator nad dvoma jedincami, uz bude
vyzadovat komunikéciu, ktorej miera bude zavisiet na hustote populacie a selekéného

algoritmu.
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Odlisné spravanie genetickych operdtorov vsak ovplyviuje chovanie algoritmu,
a preto tento typ GA nemusi fungovat na konkrétnom probléme rovnako ako oby-
¢ajny GA. Tuto nevyhodu prevazuje vyhoda, ktord spociva v efektivnej, flexibilnej,
skalovatelnej a ,masivne paralelnej“ implementécii na hardvéri [11]. Uzly systému
si jednoduché, uniformné, ich komunikécia je lokdlna a v pravidelnych intervaloch.

Pri navrhu systému sa musi brat do ivahy aj pocet jedinov na jeden uzol. Vyssi
pocet jedincov by mal za nasledok zrychlenie algoritmu, na druhud stranu by vsSak
zvysil aj zlozitost celého systému. Pri pridavani jedincov do uzlov musime brat do
uvahy zvysujice naroky na pamét, vykon procesoru a aj na komunikacni infrastruk-

turu.

1.2.3 Viac-populac¢ny hrubozrnny model

Tento model, tiez oznacovany ako ,distribuovany“, ,viac-kmenovy“ alebo ,ostrov-
ny“, pracuje nad viacerymi populdciami alebo ,kmenmi (anglicky deme)“, pricom
proces evoliucie prebieha na kazdej z nich asynchrénne a relativne izolovane. Ak
reprezentujeme kazdy kmen ako jeden uzol, mozno prehlasif, ze na kazdom uzle
prebieha samostatny GA. Ich izolovanost je vsak relativna z dévodu existencie mi-
gracie. Ak migracia povolend nebude, budi populacie tiplne izolované. V opa¢nom
pripade bude miera migracie urcovat aj mieru izolacie. Relativna izolovanost vsak
prinasa moznost kombinécie réznych parametrov GA, odlisnych metéd selekcie alebo
aj reprodukénych operatorov. Fungovanie algoritmu je znédzornené na obrazku 1.7.

Tak ako pri ostatnych modeloch, aj tu hra topolédgia, ¢ize usporiadanie uzlov,
velkt rolu. Vacsinou sa pouzivaju topoldgie, ktoré st statické, teda definuji sa na
zaciatku a po dobu vykondvania GA sa nemenia. Pouzivaju sa najmé hyperkocky,
toroidové mriezky a kruhy. Casto sa vSak topolégia upravi tak, aby kopirovala
topologiu vykonnych jednotiek paralelného pocitaca, kedze po hranach topoldgie
medzi sebou uzly komunikuji [9]. Druhou moznostou st dynamické topoldgie, pri
ktorych jedinci migruji do kmenov podla nejakych pravidiel. Pravidla si nastavené
tak, aby sa migraciou dosiahlo zlepsenie daného kmena. Pravidla sleduji parame-
tre ako napriklad rozmanitost kmena alebo genotypova odlisnost dvoch kmenov.
Specidlnym typom dynamickej topolégie je ndhodné topolégia, kde vyber cielového
kmena pre migraciu je nahodny.

Podobnost topoldgii hrubozrnnych a jemnozrnnych modelov implikuje podobnost
medzi tymito modelmi. Deliacu ¢iaru je vsak tazko urcit. Jeden z moznych sposobov
ako pocet jedincov v jednom z nich, tak sa jedna o jemnozrnny model, v opacnom
pripade je to teda hrubozrnny.

Migracia jedincov medzi kmenmi je urcena viacerymi parametrami: topolégiou,
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migracnou mierou a migraénym intervalom. Topoldgia definuje prepojenia medzi
kmenmi, miera migracie urcuje pocet jedincov, ktoré budu migrovat a interval
urcuje ako casto migracia nastane. Jedinci s vacsou sposobilostou sa Siria rychlej-
obycajného alebo master-slave jednopopulacného GA.

V pripade bez pouzitia migracie su rieSenia menej optimalne ako pri jednopopu-
la¢nych GA. Pri nizkych trovniach migracie sa rieSenia k nim priblizujui, pouzitie mi-
gracie tak (zdanlivo) vyrazne nezlepsSuje riesenia. So zvySujtcou sa mierou migracie
je optimalnost rieseni porovnatelna s tymi, ktoré mozno pozorovat pri jednopopulac-
nych. V niektorych pripadoch st riesenia dokonca lepsie [9]. Nevyhodou rozdelenia
jednej populacie na kmene je riziko predcasnej kovergencie, ktora produkuje sub-
optimélne rieSenia (rieSenim moze byt povolenie migracie az po konvergencii ako je
uvedené v [9]).

Po skonceni migracie sa navysi pocet jedincov v niektorych kmenoch. Prob-
lém v pripade statickych kmenov je zrejmy, v pripade dynamickych je problémom
mozné zvacsovanie populdcie do nekone¢na (alebo do skoncenia algoritmu). Existuju
rozne metédy, napriklad migracia najlepsich jedincov a vylicenie najhorsich. Kazda
metoda ma vsak odlisny vplyv na chovanie algoritmu.

Prave pridané parametre tohto modelu komplikuji jeho aplikdciu a dementuji
jeho zdanlivo jednoduchu aplikdciu ako implementaciu viacerych sériovych GA na
viacerych uzloch. Chovanie GA je (podobne ako u jemnozrnnych GA) zmenené
a neda sa jednoducho aplikovat modifikaciou obycajnych GA. Kazdy kmen moze byt
odlisne nastaveny a tak moze konvergovat roznymi spésobomi. To je vsak v prvom
rade vyhodou tohto modelu a to z dévodu zvysenia rozmanitosti, ktora dovoluje
algoritmu preskiimat rozne casti prehladavaneho priestoru. Rozmanitost taktiez
zabranuje predcasnej konvergencii, ktora by mohla priniest suboptimélne riesenia.

Vyhody, ktoré z toho plynu su tak vyrazné, Ze niektori autori odporucaji im-
plementovat tento model GA aj na standardnom sekvenénom procesore [1]. Pri pa-
ralelnej implementacii sa odporica pouzit architektiru s distribuovanou pamétou.
Hlavnym doévodom pre tento vyber je problém so synchronizaciou vsetkych uzlov,

kedZze na kazdom prebieha samostatny a relativne izolovany GA [12].
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Obr. 1.7: Viac-populacny hrubozrnny model [14].

Relativna izolovanost kazdého kmena umoznuje vznik heterogénneho GA, kde sa
nastavenie kazdej populacie moze lisit. Kazdy kmen tak moze pouzivat rozne im-
plementécie operatorov selekcie, krizenia, mutacie alebo aj sposobilostnej funkcie.
Model, ktory obsahuje heterogénnu aj sposobilostni funkciu, sa oznacuje ako in-
jekény (z anglického injection) model. Tento model je vhodny pre problémy, kde je
jedno [15]. Ciasto¢né rieSenia (jedinci s najlepSou sposobilostnou hodnotou v rdmci
kmena) néasledne migruji do iného kmena, kde sa adaptuji na iné kritérium. Zame-
ranie kmena na jedno kritérium je dosiahnuté nastavenim réznych parametrov GA,
ale hlavne sSpecifickou implementaciou sposobilostnej funkcie. Kazdé kritérium sa
musi logicky ohodnocovat rozlicnym spdsobom. Ak sa komplexny problém rozdeli
na viacero kritérii, dosiahne sa to, Ze jedinec bude po migréacii cez vsetky kmene

komplexne adaptovany na dany problém.

1.2.4 Hierarchicky model

Vyvoj paralelizacie GA priniesol kombinaciou dvoch alebo viacerych typov paralel-
nych GA nové moznosti do tejto oblasti v podobe hierarchického modelu. Kombina-
cia viacerych typov GA prinasa prirodzene kombinédciu benefitov kazdého pouzitého
modelu a slubuje lepsi vykon ako keby sme pouzili tieto modely samostatne [9]. Na
druhtd stranu vsak dosahuje vyssie stupne komplexity, aj ked existuju modifikacie
tohto modelu, ktoré si udrzuji podobnu komplexitu ako standardné typy. Privlas-
tok ,hierarchicky“ naznacuje, ze vo vztahu medzi pouzitymi modelmi bude nejaka
forma hierarchie. Najcastejsie sa pouziva dvojvrstvovy model, kde je na vyssej vrstve
niektory z multipopula¢nych modelov. Vznik tohto modelu bol umozneny prave spo-

sobom paralelizacie hrubozrnnych modelov, kde na kazdom uzle pracuje samostatny
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GA. Model GA na trovni uzlov sa méoze lisit od toho, ktory je pouzity na globalnej
urovni. R6zne kombinacie mozno vidief na obrazku 1.8. Vo vsetkych kombinaciach
sa na vyssej vrstve nachadza hrubozrnny model. Vlavo je to kombinécia s jemnozrn-
nym modelom na nizsej vrstve. Na obrazku vpravo je kombinacia hrubozrnného
modelu na oboch vrstvach, kde na tej nizsej je tiroven migracie rychlejsia a topologia
je hustejsia ako na vyssej. Spodny obrazok reprezentuje kombinaciu s master-slave
modelom na nizsej vrstve. Kombinovat rovnaké modely GA v hierarchii pod sebou
ma zmysel ak v jednom z tychto modelov zmenime niektoré parametre. Jednym
z prikladov mdze byt uz spomenuté pouzitie nizsej vrstvy, ktora je zaroven hustejsia
(o sa poctu uzlov tyka), s vysokou frekvenciou vyskytu migracie a vyssej vrstvy,
ktora je nastavend opacne [9].

Hierarchické modely tak ukazuji svoj potencial v efektivite pri viacprocesorovej
architekttre. Tieto modely dokdzu najst rieSenia rovnakej kvality (a aj lepsej) ako

master-slave, jemnozrnné alebo hrubozrnné modely, ale za mensi cas.
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Obr. 1.8: Rozne typy hierarchického modelu [9].
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1.2.5 Porovnanie paralelnych modelov

Populdarna klasifikacia [9] deli triedu paralelnych GA na 4 typy. Je to vSak hrubé
delenie a niektoré typy lezia na pomedzi alebo sa navzajom kombinuji. Podla studii

9] a [16], ktoré prinasaju prehlad odbornych ¢lankov v oblasti paralelnych GA,
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mozno konstatovat, Zze vic¢Sina implementacii sa od seba lisi a teda aj porovnavania
réznych modelov byvaji odlisné. Co vsak mozno povedat s istotou je, Ze paralelné
GA prindsaju okrem zrychlenia vypoctov, ktoré prindsa paralelizicia sama o sebe,
aj lepsie vysledky ako obycajné sekvencné jednopopulacné GA. Dokazu lepsie pre-
hladavat priestor rieseni a najst lepsie riesenia a to v kratSom case. Je dolezité
vsak podotknut, Ze nie vsetky modely dosahuji tychto vyhod. Master-slave model
prindsa len zrychlenie algoritmu, prehladavanie priestoru je vSak nezmenené. Na
druhu stranu vsak poskytuje jednoducht implementaciu. Ak je cielom pouzitia pa-
ralelizacie v GA zrychlenie uz existujuceho GA, je master-slave model najlepsou
volbou. Pri pouziti inych metéd by bolo potrebné venovat velké tsilie nastavenia
paralelného modelu na konkrétny problém tak, aby poskytoval aspon také dobré
vysledky ako povodny algoritmus.

Ak je cielom pouzitia paralelizicie v GA aj zlepSenie prehladavania priestoru,
odporuca sa pouzitie jemnozrnného, hrubozrnného alebo hierarchického modelu. Aj
ked sa tieto 3 modely pouzivajui na jeden spolocny ucel, maji medzi sebou vela
rozdielov.

Ako bolo spomenuté v kapitole 1.2.3, urcit deliacu ¢iaru medzi jemnozrnnymi
a hrubozrnnymi modelmi nie je kvoli ich podobnosti vobec jednoduché. Porov-
nat ich prehladévanie priestoru a rychlost je taktiez obtiaznou tlohou. Zhrnutie
roznych stadii v [9] uvadza rézne porovnania tychto modelov a pritom konstatuje, ze
porovnanie nemoze byt absolitne, ale musi byt spravené so zretelom na konkrétny
optimalizacny problém, kedze niektoré studie uvadzaji, Ze jemnozrnny model je
lepsi, kdezto niektoré uvadzaju opak. Uvedend teoreticka studia vsak konstatuje,
ze pri dostatocnom pocte procesorov je jemnozrnny model rychlejsi (nezavisle od
velkosti populécie), pricom sa vsak nezohladnovali komunika¢éné a pamétové naroky.
Hrubozrnny model je zrejme pomalsi ako jemnozrnny ale prinasa velké mmnozstvo
moznosti implementacie pri injekénom modeli.

Hierarckicky model je oznacovany za model, ktory dokaze redukovat vypocetny
cas ovela viac ako ostatné modely a dokaze prinasat minimalne také dobré riesenia
ako ostatné.

Kazdy model ponuka rézne moznosti implementacie. Lisit sa moze topoldgia,
velkost populacii (a taktiez susedstiev pri jemnozrnnom modeli), implementacia ge-
netickych operatorov a migracia.

Vécsinou sa vyuziva synchronna migracia, ktora nastava v rovnakych preddeter-
minovanych intervaloch. Asynchrénnu migraciu spusta nejaka udalost. Prikladom
moze byt implementacia, kde algoritmus zastavi migraciu, ak je uz blizko konver-
gencie. Dalsim moznym prikladom moze byt opak, kedy migracia zacina, az ked je
populdcia kompletne konvergovana (tak sa obnovi rozmanitost populdcie). Z toho

nastava dolezita otazka, kedy je spravne migrovat, kolko jedincov by malo byt mi-
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grovanych a ¢o sa stane s jedincami, ktory budi v novej populécii zrazu prebytocny
(ak sa bude pouzivat konstantny pocet jedincov v populacii). Vo vSeobenosti vSak
prilis vysoka alebo nizka frekvencia migracie moéze mat negativny dopad na kvali-
tu rieSeni. Zo spominanych prehladov réznych modelov mozno ale konstatovat, ze
modely s migraciou prinasaju vo vseobecnosti lepsie vysledky ako tie bez nej.
Studie, ktoré porovnavali rozne topolégie pouzivali rézne optimalizacné problémy
a prisli s roznymi vysledkami. To implikuje, Ze rozne topoldgie st optimalne pre rozne
optimalizacné problémy. Pri hrubozrnnom modeli niektoré sttidie dokonca uviedli, ze
tvar topologie nie je az taky dolezity, kym je topologia husto prepojena a nie je prilis
velka, ¢o by sposobilo nedostatocné ,miesanie“ medzi jedincami. Vo vSeobecnosti
vsak mensie topologie konverguju rychlejsie avSsak s rizikom nizsej kvality rieseni.
Néjdenie spravnej velkosti je teda pri implementacii délezitym krokom.
Paralelizovanie GA je velmi populdrna metéda ako vylepsit existujici obycajny
GA algoritmus alebo vyriesit problémy, ktoré obycajné GA vyriesit nedokazu. Pa-
ralelizacia evolucénych procesov je viac pribuzna redlnym procesom evolucie, ktoré
mozno pozorovat v prirode. Maximalne vyuzitie paralelizacie je podmienené jej im-
plementaciou na paralelizovanom hardvéri. Aj ked implementéacia jemnozrnného,
hrubozrnného alebo hierarchického modelu na sekvencénych vypocetnych jednotkach

neprinéasa velké zrychlenie, odporuca sa ju pouzit na tkor obyc¢ajného GA.
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2 NAVRH IMPLEMENTACIE V JAZYKU
PYTHON

Tato cast je zamerand na navrh implementacie paralelného GA. Jedna sa o navrh,
ktory by zahinal implementéaciu vsetkych styroch typov paralelného GA. Ako je zrej-
mé z teoretickej casti, navrh bude zahrnovat dve ¢asti: ndvrh paralelného vykonéva-
nia procesov a navrh komunikacie medzi nimi. Ako implementacny jazyk bol vybrany
jazyk Python vo verzii Python 3.6.3 s implementaciou typu CPython. Kazdy teo-
reticky navrh implementacie bol overeny prototypom v prostredi, ktoré pozostavalo
zo Styroch pracovnych stanic. Jedna stanica — operacny systém Fedora vo verzii
25 a kernel vo verzii 4.11.6-201 — virtualizoval 3 dalsie stanice s opera¢nym systé-

mom Ubuntu 17.10 a kernelom vo verzii 4.13.0-16.

2.1 Teoreticky tvod

Paralelné spracovanie méze mat podla [17] stryri rézne podoby:

1. model zdielanej paméte

2. viac-vldknovy model

3. model distribuovanej paméte, resp. model posielania sprav

4. model paralelnych dat
Model zdielanej paméte poskytuje asynchrénny pristup k zdielanej paméti. Vyhodou
tohto modelu je Setrenie Casu a komunikac¢nych zdrojov, kedZze sa tu nevyzaduje
ziadna komunikacia. Nevyhodou je obtiazné riadenie pristupu k paméti, aby sa
vyhlo konfliktom pri ¢itani a zapisovani.

Program moze pri svojej sekvencnej casti vyuzivat aj vlakna, ktoré s vykona-
vané paralelne so sekvencnou casfou. Viac-vldknovy model taktiez casto vyuziva
zdielani paméf. Preto dedi vyhody a nevyhody modelu zdielanej paméti. Imple-
mentécia jazyka Python zvana CPython (interpreter jazyka je implementovany
v jazyku C) vyuziva GIL - global interpreter lock, ktory zabranuje vldknam naraz
vykonavat ,bytecode® (interpreter preklada Python kéd do ,;medzi-jazyka“ zvaného
,bytecode“). Okrem réznych vyhod, ktoré poskytuje, vSak zamedzuje vyuzitiu viac-
vlaknového modelu na viacerych procesoroch. Pre paralelné spracovanie na viacerych
procesoroch prinasa jazyk Python ,procesy“[18]. Proces je vo vseobecnosti spustena
instancia programu. Vlakno je sekvenc¢ny tok riadenia v ramci procesu. Ich hlavny
rozdiel podstatny v tejto praci je, ze vlakna medzi sebou zdielajui paméatovy priestor,
pricom procesy su izolované.

Model distribuovanej paméate predpoklada, ze kazdy procesor ma vlastni pamaéft.

Takto mézu byt vykonavané viaceré tlohy ako keby boli vykondvané na viacerych
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pracovnych staniciach. Paralelizaciu vykondvania tloh a vymenu dat zabezpecuje
programator. Ako mozno vyéitat z nazvu tohto modelu, vymena dat spoc¢iva v po-
sielani sprav, ktoré tie data obsahuji. Spravy mozno posielat po sieti a tak zabezpecit
paralelné spracovanie na viacerych pracovnych staniciach.

Model paralelnych dat definuje datova struktiru, nad ktorou pracuje viacero
procesov. Rozdiel oproti modelu zdielanej paméti je ten, ze kazdy proces operuje
nad inou castou dat. Delenie ¢asti medzi procesy zabezpecuje programator.

Dal$fm delenim modelov paralelizicie podla [17] je delenie na zaklade dekom-
pozicie tloh:

1. doménova dekompozicia — data si dekomponované medzi viacero procesov,

ktoré vykondvaju tu istu tlohu

2. funkcéna dekompozicia — problém je dekomponovany medzi viacero procesov,

pricom kazdy vykonava nieco iné

2.2 Navrh paraleného vypoctu

V tejto casti bude popisany navrh paralelizacie vypoc¢tov vykonavanych v ramci Sty-
roch modelov paralelného GA. Vo vSeobecnosti ide o paralelizovanie vSetkych uzlov,
ktoré sa v topolégii kazdého modelu nachddzaji. Kedze kazdy jedinec-uzol potre-
buje rovnaké vypocty, jedné sa teda o doménovi dekompoziciu. Master-slave model
potrebuje paralelizovat len vypocet sposobilostnej funkcie. Pri ostatnych modeloch
je to paralelizovanie bud kazdého jedinca, kmena alebo celého GA. Kazdy model
teda rozdeli ilohy podla svojej Specifikacie. Jedna tloha tak moze byt vypocet spo-
sobilostnej funkcie nad jednym jedincom, vypocet celého GA nad kmenom atd.
Vysledky kazdej ilohy musia byt odoslané na jedno miesto, kde sa nasledne spracuju.
Master-slave model prideli vypoc¢itant hodnotu kazdému jedincovi. Ostatné modely
zozbieraju vysledky od jednotlivych jedincov alebo kmenov a hladaji medzi nimi
najlepsie riesenie.

Tieto tlohy boli v tejto praci simulované pozastavenim c¢innosti na niekolko
sekind. Jemnozrnny, hrubozrnny a hierarchicky model vyzadujt komunikaciu medzi
jednotlivymi uzlami, ¢o predstavuji v topolégii hrany. Preto kazda tiloha obsaho-
vala Cast, kde si vymenila ddta s ostatnymi a tie ndsledne vypisala. Castym dévodom

komunikécie medzi uzlami je migracia.

2.2.1 Python moduly

Moduly pre paralelizidciu v rdmci jazyka Python boli ¢erpané z [17] a [19]. Z velkého

poc¢tu moznosti boli vybraté styri moduly, ktoré st néasledne detailnejsie popisané.
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Prvou a najjednoduchsou moznostou bolo pouzitie vlaken. Velkou vyhodou je
tiez, ze vlakna st podporované v ramci standardnych kniznic jazyka Python. Moz-
nosti paralelizacie s vSsak velmi obmedzené, a preto, ako uz bolo spomenuté, je
vyhodnejsie pouzit pre paralelizaciu Python procesy, ktoré st tiez stucastou stan-
dardnych kniznic.

Najvacsie moznosti paralelizacie poskytuji moduly, ktoré podporuji aj paraleli-
zaciu na viacerych pracovnych staniciach. Na zaklade tychto kritérii boli vybraté
moduly: Multiprocessing, Celery, PyCSP, SCOOP, Pyro4, Dispy, Rpyc a Disco.
Posledné styri moduly nie st stcastou uzsieho vyberu kvoli réznym problémom,
ktoré sa pri ich testovani objavili. ISslo bud o netspesni instalaciu a konfiguraciu
modulov alebo o netispesnu implementaciu testovacieho scenara. Konkrétne dévody
neuspechu neboli objasnené, ale moznym dovodom mdze byt ich nekompatibilita
s operacnymi systémami pracovnich stanic alebo s verziou jazyka Python. Moduly,

ktoré boli spustitelné si detailnejsie popisane dalej.

Modul Multiprocessing

Modul multiprocessing poskytuje podla oficidlnej dokumentéacie na [20] paralelné
spracovanie pomocou procesov, ktoré mozu byt spustené na lokalnej ale aj vzdialenej
pracovnej stanici. Poskytuje API podobné modulu poskytujicemu vlakna. Jadrom
tohto modulu je trieda Process, ktora samozrejme reprezentuje proces.

Na vymenu objektov medzi procesmi sa vyuzivaju triedy Queue a Pipe. Trieda
Queue je v podstate fronta FIFO a Pipe, v preklade ,rira“, poskytuje 2 objekty
— teda oba konce ,rury*, pomocou ktorych mézu dva procesy komunikovat, kedze
tato trieda poskytuje obojsmernt komunikéciu.

Zdielanie dat medzi procesmi zabezpecuju triedy Value a Array, kde prva za-
bezpecuje zdielanie jednej hodnoty a druhé celého pola hodnot. Druhym sposobom
zdielania dat medzi procesmi je vyuzitie triedy Manager, ktord poskytuje flexibil-
nejsi sposob zdielania ako predosly. Je to vdaka podporovaniu Iubovolnych typov
zdielanych objektov a taktiez schopnosti pracovat cez siet na viacerych pracovnych
staniciach. Paralelné vykonavanie tloh ma na starosti trieda Pool, ktora vytvori
zadany pocet procesov pre ulohu, ktori je potreba vykonaf.

Testovaci scenar obsahoval dve pracovné stanice, na ktorych boli spustené dva
Python programy. Na jednej pracovnej stanici bol spusteny server, ktory rozdelo-
val pracu na jednotlivé ilohy, pricom klient na druhej pracovnej stanici tieto tilohy
vykonéval. Kéd bol inspirovany navodom [21], pri¢om bol rozsireny o vykonavanie
tloha na dvoch pracovnych staniciach. Bola zachytena aj komunikacia medzi stani-

cami, pricom bolo zistené pouzitie TCP protokolu.
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Modul Celery

Modul Celery poskytuje asynchrénnu frontu, do ktorej sa vkladaji tilohy pomocou
posielania sprav. Systém zabezpecujuci posielanie sprav ma v rukach uzivatel. Ten
si moze vybraf z viacerych moznosti systémov zvanych ,message broker“. Celery
podporuje RabbitM(@) (odporucany), Redis a Amazon SQS. Podla informéacii uve-
denych na oficidlnej stranke [22], sa Celery zameriava na operdcie v redlnom case,
podporuje vsak aj planovanie tloh.

Jednotky, ktoré vykonavaju zadané tilohy sa volaji ,,workers“. Podporuji vykona-
vanie asynchrénne aj synchrénne. Ulohy mozno zadavat asynchrénne a distribuo-
vane, teda z roznych procesov na jednej pracovnej stanici ale aj z roznych pracov-
nych stanic v sieti, ak majt sietové spojenie so systémom ,message broker“. Ulohy
st potom vykonavané spominanou vypocetnou jednotkou (,,worker*). Mo6ze nou byt
proces na jednej pracovnej stanici alebo viacero procesov na roznych pracovnych
staniciach v sieti, ktoré vsak, ako v predoslom pripade, musia mat sietové spojenie
so systémom ,,message broker*.

Ukladanie vysledkov zabezpecuje taktiez uzivatel. Pomocou modulu SQLAlchemy
moze pouzit databazy Sqlite, Mysql, Postgresql alebo Oracle. Dalej moze pouzit sys-
tém Redis, ktory sa pouziva ako ,message broker“ a aj ako databaza, ,framework*
Django, ,message broker“ RabbitM(), databazu Cassandra alebo aj obycajny siibo-
rovy systém operacného systému.

Celery modul poskytuje triedu Celery, ktora poskytuje spustitelny objekt. Zak-
ladnymi parametrami, ktorymi sa moze tento objekt konfigurovat je backend, broker
a uloha, ktora sa ma vykonat. Backend definuje pouzity systém na ukladanie a vra-
canie vysledkov a parameter broker definuje pouzitie systému ,,message broker“.

Spustenim programu sa vytvori tloha a umiestni sa do poradovnika vykona-
vanych tloh, ktory je zabezpecovany samotnym modulom. Nasledne sa spusti jedna
alebo viacero vykonavajucich jednotiek ,worker® na jednom alebo viacerych pra-
covnych staniciach. Kazda jednotka néasledne sekvencéne vykondva zadané tlohy.
Spustenie viacerych jednotiek vyustuje do paralelného spracovania. Vysledky tloh
st nasledne ulozené a odoslané naspif pomocou systému definovaného pomocou
parametru backend.

Testovaci scenar bol inspirovany podla navodu pre tento modul v [17] a [23].
Pridané bolo spracovanie tloh jednotkami ,,worker“ na viacerych pracovnych stani-
ciach v sieti. Podla odportcania v dokumenacii na oficialnej stranke modulu [22] bol
pouzity ,message broker RabbitM(@ a ,backend* Postgresql. Kedze systém Rabbit-
MA@ bol uz aj tak stucastou testovacieho scenara, bol vyuzity aj na otestovanie ko-
munikécie medzi jednotlivymi tlohami pomocou Python modulu pika. Kazda tloha

najprv odoslala spravu a nasledne c¢akala na prijatie spravy od inej ilohy. Po zadani
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uloh sa spustili jednotky ,,worker“ na dvoch pracovnych staniciach.

Modul PyCSP

Tento Python modul je zalozeny na komunikacii sekvenénych procesov, ktord je syn-
chrénna a je zabezpecend roznymi typmi kanalov [17]. Tieto typy st: One2One (jed-
nosmerny medzi dvoma procesmi), One2Any (viacsmerny medzi jednym a viacerymi
procesmi), a Any20ne (viacsmerny medzi viacerymi procesmi a jednym procesom).

Modul poskytuje objekt Channel, ktory reprezentuje jeden kanal. Ten poskytuje
objekty zapisu, ¢ftania a ukonéenia ¢innosti. Ulohe vykondvajtcej zépis sa priradzuje
objekt zapisu a tak isto je to aj v ostatnych pripadoch. Nakoniec, model poskytuje
funkcie pre vykondvanie zadanych procesov (v terminoldgii tohto modulu sa oz-
nacuje tloha ako proces): Parallel, Spawn a Sequence. Prva funcia zabezpecuje pa-
ralelné synchrénne vykonanie procesov, druhd ich paralelné asynchréonne vykonanie
a posledna ich sekvencné a synchrénne vykonanie.

Testovaci scenar bol inspirovany z [17] a rozsireny o vykonavanie cez siet. Podla
oficidlnej dokumentécie [24] tento modul podporuje vykondvanie na viacerych pra-
covnych staniciach. Vykonavanie zapisu a citania cez kanal v ramci jedného pro-
gramu bolo tspesné. Tak isto aj spustenie v rdmci viacerych programov na jednej
pracovnej stanici. Spustenie na viacerych pracovnych staniciach vsak bolo netispesné.

Objasnit problém sa vSak nepodarilo.

Modul SCOOP

Scalable Concurrent Operations in Python (SCOOP), v preklade skalovatelné subez-
né operacie v Python je modul, ktory sa primarne pouziva na vedecké vypocty [17].
Poskytuje paralelizaciu tloh na heterogénnych uzloch (na jednej alebo viacerych
pracovnych staniciach [25]).

Podobne ako pri module Celery, aj tu sa definuje vykonavajica jednotka ako
,worker® a systém zabezpecujici komunikaciu medzi nimi ako ,message broker*.
V tomto pripade vsak vsSetky aspekty komunikécie zabezpecuje samotny modul.
Modul poskytuje triedu futures, ktora poskytuje tieto funkcie: map, map__as_comp-
leted a mapReduce. Vsetky tri funkcie funguju ako paralelna verzia funkcie map,
ktora je sucastou standardnych kniznic jazyka Python. Prva vracia generator, ktory
iteruje cez vysledky, ktoré vznikli modifikaciou vstupov funkciou, ktora bola zadana.
Druha je skoro totozna, avsak vracia vysledky akondhle si dostupné. Posledna funk-
cia poskytuje paralelizaciu nejakého operatora (napriklad sé¢itania alebo odcitania)
nad datami, ktoré vrati funkcia map, ktora je volana uz v ramci mapReduce.

Podla oficialnej dokumentécie v [25] sa SCOOP pouziva pre: evoluéné algoritmy,

Monte Carlo simulacie, dolovanie dat a problémy prechodu grafom.
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Testovaci scendr bol vymysleny bez predlohy, kedZze implementovat paralelné
vykonavanie v tomto module je naozaj jednoduché. Na zdrojovej vykonavacej jed-
notke bola zadana funkcia map s 10 iteraciami. Druha vykonavacia jednotka bola
umiestnend na inu pracovnu stanicu. Tam bolo potrebné umiestnit funkciu, ktora sa
m4 vykonat a nainstalovat potrebné moduly aby SCOOP fungoval. Ulohy mali byt
teda spustené na dvoch pracovnych staniciach, pricom si mali vymenit spravy po-
mocou systému RabbitM (). Test sa spustil jedinym prikazom, ktory definoval pocet
vykonavajucich jednotiek a pracovné stanice, na ktorych mali byt tilohy vykonavané.
Modul sa uz potom postaral o vykonanie tloh nielen na zdrojovej stanici ale aj na
vzdialenej a to bez zasahu uzivatela. Pri odchyteni komunikéacie medzi stanicami
bolo zistené, Zze modul vyuziva pre komunikaciu protokol SSH. Odportca sa nas-
tavit SSH pomocou systému verejnych klicov, takto odpadne nutnost pri kazdom

spusteni programu vkladat heslo.

2.2.2 Porovnanie modulov

V tejto casti boli popisané moduly vyuzité pre paralelny vypocet. Vyhoda modulu
Multiprocessing je v tom, zZe je sicastou standarnych kniznic jazyka Python, a preto
nie je nutné instalovat moduly tretich stran. Implementéacia paralelného spracova-
nia na viacerych pracovnych staniciach vSak bola obtiaznejsia ako pri ostatnych
moduloch. Modul Celery poskytuje vela moznosti a je vyuzivany renomovanymi ap-
likdciami ako je napriklad Instagram, Mozilla add-ons a AdRoll [22]. Taktiez préaca
s vykonavajucimi jednotkami ,worker® je jednoduché a intuitivna. Nevyhodou je
pomerne zlozité vracanie vysledkov cez rozne systémy tretich stran a nutnost spuista-
nia vykonavajucich jednotiek na kazdej pracovnej stanici zvlast. Modul PyCSP
poskytuje jednoduchi implementaciu tloh a komunikaciu medzi nimi. Problémom
je vsak uz spominand neuspesna implementacia scenara na viacerych pracovnych
staniciach. Posledny modul SCOOP prinasa najjednoduchsiu implementaciu tloh
zo spominanych modulov. Najvic¢sou vyhodou je centralne spustanie vykonavania
tloh na viacerych pracovnych staniciach bez potreby zasahu uzivatela na vsetkych

staniciach.

2.3 Navrh komunikacie

Navrh paralelného vypoctu zahfnal okrem iného aj posielanie tiloh na pracovné
stanice a taktiez posielanie vysledkov vypoctov spéaf na zdrojovu stanicu. Paralelné
modely GA vsak vyzaduji komunikaciu aj pocas vypoctu. Ide napriklad o posielanie
jedincov pre migraciu pri hrubozrnnom a hierarchickom modeli a vymenu dat pre se-

lekciu, mutaciu a krizenie v rdmci susedstiev pri jemnozrnnom modeli. Kazdy model
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obsahuje viacero uzlov, ktoré si navzajom prepojené istym sposobom, ktory je defi-
novany topologiou modelu. Kazdy uzol mézno reprezentovat ako jedni tlohu, preto
je potrebné navrhnuf systém, ktory bude implementovat komunikac¢ni topoldgiu
daného modelu.

Casto vyuzivanym modulom pre paralelné spracovanie tloh a vytvéranie ko-
munikacnych topologii je mpifpy [17]. Tento modul bol v ramci tejto prace dspesne
otestovany, avSak distribuované vykonavanie tloh na viacerych pracovnych staniciach
zvlada obtiazne. Azda jediny névod na distribuované spracovanie [26] bol velmi
zlozity, predpokladal napriklad vytvorenie zdielanych adresarov cez NFS. Prave kvoli
zlozitosti nebol tento modul vybraty pre navrh komunikacie.

Dalsou moznostou pri navrhu komunikécie je vyuzitie niektorej z implementécif
protokolu AMQP. Z viacerych moznosti si autor [17] vybral uz spominany RabbitM(Q).
Podla oficidlnej web stranky [27] ide o najpouzivanejsi systém ,message broker
s viac ako 35 000 aplikdciami po celom svete. Kedze bol vyuzivany uz pri navrhu

paralelného vypoctu, bude pouzity aj pri navrhu komunikacnej topologie.

RabbitMQ

RabbitMQ je napisany v jazyku Erlang a je zaloZeny na platforme OTP (Open Tele-
com Platform) [17]. Instalacia, podla oficidlnej dokumentacie na web stranke [27], je
jednoducha, predpoklada vsak nainstanovant podporu pre jazyk Erlang. Podporuje
opera¢né systémy Linux (Debian, Ubuntu, RHEL, CentOS, Fedora a Solaris), Win-
dows a MacOS. V tejto praci bol instalovany na systémy Ubuntu a Fedora.

Instalacia je nutnd iba na jednom uzle, kedze systém je centralizovany. Na ostat-
nych uzloch stac¢i nainstalovat Python modul pika. Ten poskytuje objekt connection,
ktory reprezentuje spojenie s centralnym uzlom. Vyzaduje parametre: IP adresu
a prihlasovacie udaje. Nasledne poskytuje objekt Channel, ktory zase poskytuje
vytvaranie front (pomocou queue declare) a vymen (pomocou exchange__declare).
Dalej poskytuje funkcie basic_publish pre posielanie sprav a basic consume pre
ich prijatie. V oficidlnej terminolodgii je odosielatel sprav oznacovany ako produ-
cent (producer), prijimatel zase ako konzumér (consumer). Odoslané spravy sa
pred odoslanim radia do fronty (queue). Producent vSak neodosiela spravy pria-
mo do fronty ale do vymen (exchange). Vymeny prijimaji spravy od producentov
a nasledne ich radia do front. Radenie mé viacero typov, napriklad priame radenie
(direct), radenie do vSetkych front bez rozdielu (fanout) alebo radenie na zaklade
tém (topic), ktoré sa oznacuje rovnako (topic). Producent tak na zaciatku komunika-
cie definuje typ vymeny a sposob radenia do front. Konzument nasledne definuje,
z ktorych front chce spravy prijimat.

Jednoduchym prikladom moze byt posielanie sprav medzi jednym producentom
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a dvoma konzumentami priamym radenim do front. Prvy konzument chce prijimat
len ¢ierne spravy. Druhy konzument len biele a modré. Vymena tak bude radit spravy
na zaklade farby do dvoch front, kazda pre jedného konzumenta. Tento scenar je
mozno vidiet na obrazku 2.1, kde producent je oznaceny pismenom P, konzumenti

pismenom K, fronty pismenom F a vymena pismenom X.

F
¢ierna :
typ=direct jo)
@ X biela @
modra

Obr. 2.1: Zjednoduseny model RabbitM@Q. Prebraty a upraveny z oficialnej doku-

mentacie na web stranke [27].

Navrh komunikacie pomocou RabbitMQ

Radenie sprav do front moze mat vyuzitie pri implementacii komunikacnej topoldgie
paralelného modelu GA. Pri jemnozrnnom modeli by kazdy uzol prijimal spravy
z jednotlivych susedstiev, ktorych je stucastou. Spravy by sa teda radili do front na
zéklade susedstiev a kazdy uzol by prijimal spravy len z niektorych front. Takisto
by uzol posielal spravy len do tych front, ktoré reprezentuju susesedstva, ktorych
je sucastou. Pri hrubozrnnom a hierarchickom modeli by kazdy kmen komunikoval
pomocou vymen len so susednymi kmenmi.

Testovaci scenar tohto systému bol realizovany na troch pracovnych staniciach.
Na jednej z nich bol spusteny RabbitMQ a jeden z konzumentov. Na dalsich dvoch
boli spusteni producent a dalsi konzument. Boli otestované vsetky spomenuté typy
vymen. Taktiez bol otestovany scenar, ktory simuloval spravanie RPC. Data posielané
v spravach boli objekty serializované podla standardu JSON. Na to bol pouzity
Python modul json. Vsetky scenére boli prebraté a upravené z oficidlnej dokumen-

tacie na web stranke [27].

2.4 Zhodnotenie

V tejto casti bol popisany navrh implementacie paralelného GA. Z teoretického
hladiska teda ide o implementaciu modelu distribuovanej paméte, resp. modelu
posielania sprav, pomocou doménovej dekompozicie. Pre implementaciu paralel-

ného vykonavania tloh tu boli popisané viaceré Python moduly. Za najlepsi bol
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oznaceny modul SCOOP. Sposob pouzitia modulu SCOOP ho predurcuje na imple-
mentéaciu master-slave modelu. Implementacia jemnozrnného a hrubozrnného mode-
lu vyzaduje o trochu zlozitejSiu implementaciu. Implementéacia hierarchického mo-
delu s& zda byt velmi obtiaznou az nemoznou z dévodu potreby paralelizacie na
dvoch trovniach naraz. Pre implementaciu komunikacie bol oznaceny za najlepsiu
moznost, systém RabbitMQ.

Z existujucich rieSeni mozno spomentt modul GAFT (Genetic algorithm frame-
work in Python), ktory poskytuje okrem standardného vypoctu GA aj moznost
paralelizdcie pomocou MPI modulov (MPICH alebo OpenMPI) [28]. Dalsim zauji-
mavym modulom je DEAP (Distributed Evolutionary Algorithms in Python) [29].
Tento modul poskytuje paralelizaciu pomocou uz spominaného modulu SCOOP.
Poskytuje velké mnozstvo funkeii avsak implementéacia jedného z paralelnych mode-

lov je uz na uzivatelovi.
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3 IMPLEMENTACIA PYTHON MODULU

Overenim spravnosti navrhu modulu je tspesna realizacia implementécie. V tejto
casti je popisand implementacia z troch hladisk. Prvym hladiskom bola paraleliza-
cia a zakomponovanie modulu SCOOP do vysledného Python modulu. Druhym
hladiskom bola komunikécia v rdmci topolégie GA a tretim hladiskom bola imple-
menticia samotného modelu paralelného GA. Kedze sa jednotlivé hladiska medzi
sebou prelinaji, mozno najst pri opise jednotlivych hladisk poznamky aj k inym
hladiskam.

3.1 Popis modulu

Implementacia navrhovaného Python modulu pre paralelizaciu GA je zhrnuta do
modulu s ndzvom parallel _ga__processing. Modul bol vytvoreny podla navodu [31]
pomocou Python nastroja pip. Modul parallel _ga_processing je mozné vyhladat
medzi modulmi na oficidlnej stranke nastroja alebo priamo na odkaze [32]. Imple-
mentacia modulu vyuziva externé Python moduly SCOOP, Pika, Numpy a Json-
pickle. Ako bolo spomenuté, modul SCOOP sa pouziva pre paralelizaciu vypoctov
a modul Pika pre komunikaciu s RabbitM@Q serverom. Modul Numpy sa vyuziva pre
vedecké vypocty v jazyku Python. V implementacii boli vyuzité funkcie na pracu
s maticami. Posledny externy modul Jsonpickle poskytuje funkcie na serializaciu
a deserializaciu komplexnych Python objektov do a z formatu JSON. Pri posielani
dat medzi procesmi sa data formovali do objektov, ktoré boli nasledne konverto-
vané do textovej podoby vo formate JSON. Prijata sprava bola na druhej strane
zase konvertovana do objektovej podoby. Nastroj pip sa postara pri inStalacii mo-
dulu parallel _ga__processing o instalaciu vsetkych zavislosti, teda v tomto pripade
o instalaciu tychto 4 externych modulov.

Modul parallel _ga_processing obsahuje dva podmoduly algorithmRunners a ge-
neticAlgorithms. Podmodul algorithmRunners poskytuje funkcie pre sptustanie GA
a podmodul geneticAlgorithms poskytuje zakladnu funkcionalitu GA. Uzivatel tak
moze vyuzit Python triedy poskytované podmodulom geneticAlgorithms a imple-
mentovat si vlastny GA. Popisovana Struktira je Struktirou Python modulu vyt-
voreného pomocou nastroja pip. Samotny kdéd obsahuje dalSie adresare, ktoré niesi
poskytované uzivatelom cez nastroj pip. Ide napriklad o adresare s testmi alebo
s prikladmi pouzitia. Tie st potom pristupné spolu s celym kédom na portali Git
[33] alebo v prilohe B.
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3.2 Implementacia paralelizacie

Paralelizacia GA bola implementovand s vyuzitim funkcii poskytovanych modulom
SCOOP. Konkrétne sa jednalo o Python triedu ScoopApp a funkciu map zo SCOOP
podmodulu futures. Trieda ScoopApp poskytuje vytvaranie paralelnych procesov na
jednej alebo viacerych pracovnych staniciach. Pocet procesov a pracovnych stanic,
na ktorych sa majui procesy spustit, si definuje uzivatel. Kazdy proces sptsta Python
program na danej ceste v adresarovej struktire pracovnej stanice. Cesta k Python
stuboru, ktory obsahuje dany program je taktiez definovand uzivatelom.

Z toho jasne vyplyva, ze realizacia paralelizacie sa skladd z minimélne dvoch
procesov. Princip vytvarania procesov medzi dvoma pracovnymi stanicami je ilus-
trovany na obrazku 3.1. Prvy proces (Zdroj proces) spusta najprv INIT proces,
ktory vykondva program umiestneny na danej ceste v adresarovom strome lokalnej
stanice. INIT proces vytvara a rozdeluje data medzi dalSie procesy. Zdroj proces
zatial spusta aj zvysné procesy, ¢i uz na lokalnej alebo vzdialenej stanici na danej
ceste v adresarovom strome. INIT proces si najprv prideli vlastni porciu dat a os-
tatné porcie odosle na vypocet na zvysné procesy. Po odoslani prechadza INIT
proces k vypoctu GA tak ako aj zvysné procesy. Po skon¢eni vypoctu zhromazduje
data z ostatnym procesov. Po zhromazdeni dat zo vsetkych procesov INIT pro-
ces konci. Zdroj proces od zaciatku caka na ukoncenie INIT procesu. V momente
jeho ukoncenia zac¢ne ukoncovat aj zvysné procesy na vsetkych staniciach. Nakoniec

modul SCOOP ukonéi svoju aktivitu a Zdroj proces taktiez skonci.

i =

A A
Zdroj é; vytvor =
>Re
proces
Ptvor GA proces 2
- dan |
GA proces 3
GA proces 1 INIT proces

Obr. 3.1: Princip vytvarania viacerych procesov pomocou modulu SCOOP.

Implementécia paralelizacie sa nachadza v podmodule algorithmRunners v stibore

launcher. V nom sa nachadza len jedna funkcia s nazvom launch. Funkcia obsahuje
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tieto argumenty:
e hosts_list — zoznam pracovnych stanic, na ktorych maji byt procesy spustené

e num__of workers — pocet procesov

path — cesta v adresarovom strome k Python programu, ktory ma byt vykonany

executable — ndzov siboru, v ktorom sa Python program nachadza
Spustenim tejto funkcie sa modul SCOOP pripoji pomocou SSH na kazdua pra-

covnu stanicu a spusti tam potrebny pocet procesov, ktoré budu vykonavat zadany

Python program. Rozdelenie procesov medzi stanice sa nedd zo strany uzivatela

ovplyvnit. Vsetko, ¢o sa tyka procesov zabezpecuje samotny SCOOP.

3.3 Implementacia komunikacie medzi procesmi

Komunikaciu medzi procesmi zabezpecuje server RabbitM Q). Pripojenie k serveru sa
realizuje pomocou Python modulu Pika. Implementacia bola realizovand pomocou
prikladov implementécie na oficidlnej stranke dokumentécie pre modul Pika [34]
a [35]. Oba priklady implementacie boli upravené tak, aby mohli fungovat spolu.
Implementécia sa nachadza v podmodule geneticAlgorithms v sibore messenger.py.
V suibore je definovana Python trieda Messenger, ktora dedi od triedy Thread. To
znaci, ze instancia tejto triedy sa ma spustat ako vlakno.

Vytvorenim vlakna sa v programovani vo vseobecnosti zabezpecuje asynchronita.
Jej pouzitie je velmi rozsirené hlavne pri programovani aplikécii, ktoré musia komu-
nikovat cez siet. V tomto pripade teda vypocet GA a komunikacia medzi procesmi
bezia paralelne a nezavisle. Instancia modulu tak méze v jednom vlakne vykonavat
funkcie GA a v druhom vldkne prijimat a odosielat data dalSim procesom. Vlakno
Messenger je interne implementované ako 2 na sebe nezavislé vlakna. Jedno vlakno
sa pouziva na prijem dat, druhé vlakno na ich odosielanie.

Data urcené na odoslanie sa serializuji pomocou uz spominaného modulu Json-
pickle a jeho funkcie encode. Prijaté data sa nasledne deserializuji pomocou toho
istého modulu a jeho funkcie decode. Spravy su prenasané vo formate JSON a su
kédované do UTF-8 — bezstratového kédovania.

Instancia Python triedy Messenger je dalej oznacovana ako ,,Komunikator“.

3.4 Implementacia modelov paralelného GA

Implementacia modelov paralelného GA sa po zhodnoteni obtiaznosti implementacie
hierarchického modelu obmedzila na master-slave, jemnozrnny a hrubozrnny model.
Implementacia modelov sa deli na dve casti. Prvou je implementacia samotného

algoritmu a druhou je implementacia spustania algoritmu.
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Implementécia algoritmu sa nachddza v podmodule geneticAlgorithms a jej Struk-
tara je ilustrovana UML diagramom na obrazku 3.2. Hlavnymi Python triedami st
triedy MasterSlaveBase, CoarseGrainedBase a FineGrainedBase. Pomocné triedy
su GeneticAlgorithmBase a GrainedGeneticAlgorithmBase. Slovo ,base“ v nazve
tried oznacuje, ze sa jedna o zakladnu triedu a ta moze byt dalej modifikovana uzi-
vatelom. Pomocna trieda GeneticAlgorithmBase poskytuje zakladne funkcie GA: ini-
cializacia ndhodnej populécie, generovanie nahodného chromozému, krizenie, muta-
cia a pseudonahodny vyber jedincov na zaklade ohodnotenia jedincov. Pomocna
trieda GrainedGeneticAlgorithmBase zase poskytuje spolo¢né funkcie pre jemnozrnny
a hrubozrnny modul ako napriklad vytvorenie a zavretie spojenia s RabbitMQ

serverom pomocou objektu Messenger.

GeneticAlgorithmBase

Extends Extends

MasterSlaveBase GrainedGeneticAlgorithmBase

Extenw KExtends
\

CoarseGrainedBase FineGrainedBase

Obr. 3.2: UML diagram struktury tried GA.

3.4.1 Implementacia master-slave modelu

Implementacia samotného algoritmu je reprezentovana Python triedou MasterSlave-
Base. Ta dedi funkcionalitu z triedy GeneticAlgorithmBase a nasledne kopiruje
priebeh klasického GA v tomto poradi:
1. ohodnotenie jedincov
pseudonahodny vyber jedincov na parenie
krizenie
mutacia
integrovanie novych jedincov do populacie

ak to este nebola poslednd generacia, opakovanie priebehu od bodu 1

N O W N

ukoncenie priebehu modulu podla diagramu 3.3
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Obr. 3.3: UML diagram ukoncenia master-slave modulu pre 3 uzly.

Prvy bod priebehu, teda ohodnotenie jedincov, prebieha paralelne pomocou SCOOP
procesov. Vyuziva sa uz spominana funkcia futures.map, ktord odosle predlozené
data ostatnym procesom na spracovanie. Data vSetkych jedincov populacie su tak
efektivne rozlozené medzi vSetky procesy na vypocet sposobilostnej funkcie. Celkovy
priebeh Startu modulu (prva iteracia) je ilustrovany UML diagramom na obrazku
3.4. Vyuzivanie funkcie futures.map a odosielanie dat ma podla diagramu na starosti
INIT proces.
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Obr. 3.4: UML diagram jednej iteracie master-slave modelu s 3 SCOOP procesmi.

Po skonceni poslednej iteracie sa vyberie najlepsi jedinec a prehlasi sa za vysledné
rieSenie. V pripade najdenia najlepsieho riesenia v skorsej iteracii sa populacia naplni
spravnym rieSenim a k pareniu jedincov uz v dalsich generaciach nedojde.

Spustanie algoritmu je implementované v podmodule algorithmRunners v sibore
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masterSlaveGaRunner.py. Ten obsahuje funkciu run__master__slave__ga. Funkcia ob-
sahuje tieto argumenty:

o population__size — velkost populacie

e chromosome__size — pocet bitov chromozému

o number_of generations — pocet generacii

e fitness — sposobilostna funkcia
Uzivatel vytvori na zvolenom mieste v adresiarovom strome Python subor, kde
zavola tuto funkciu s vyplnenymi argumentmi a implementovanou sposobilostnou
funkciou. Cestu a meno suboru potom zada ako argumenty do spustajicej funkcie
launch. V pripade spustania modulu na viacerych staniciach budi vzdialené sta-
nice (vSetky okrem tej zdrojovej) obsahovat stibor len so spdsobilostnou funkciou.

Funkcia run_master__slave_ga je teda stéle len na zdrojovej stanici.

3.4.2 Implementacia jemnozrnného modelu

Hlavnou Python triedou pre tento model je Python trieda FineGrainedBase. Pomo-
cou dedenia rozsiruje funkcionalitu od triedy GrainedGeneticAlgorithmBase. Priebeh
algoritmu uz nekopiruje priebeh klasického GA. Vypocet GA je rozdeleny paralelne
medzi uzly topolégie. Priebeh jemnozrnného modelu na jednom uzle je mozné zhrnit
do tychto bodov:

1. ohodnotenie jedinca (kazdy uzol pracuje len s jednym jedincom)

2. odoslanie aktudlneho jedinca aj s jeho sposobilostnou hodnotou uzlom (proce-
som) v susedstve
prijem dat od uzlov (procesov) v susedstve
pseudonahodny alebo determinovany vyber jedného z prijatych jedincov
parenie (krizenie a mutécia) aktualneho jedinca s vybratym jedincom

ak to este nebola poslednd generacia, opakovanie priebehu od bodu 1

A

ukoncenie priebehu modulu podla diagramu 3.5
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Obr. 3.5: UML diagram ukoncenia modulu pri jemnozrnnom a hrubozrnnom modeli.

Ak niektory uzol najde najlepsie rieSenie v skorsej generdcii, vypocet sposobilostne;j
funkcie a pérenie jedincov sa uz na danom uzle nebude vykonavat. Kedze ostatné
uzly topolégie este neukoncili aktivitu a ocakavaju od daného uzla data, uzol musi
byt aktivny aj nadalej, aj ked iba vo faze odosielania a prijimania dat.

Paralelné spracovanie je implementované v podmodule algorithmRunners v su-
bore fineGrainedGaRunner.py. Funkcia run_fine_grained__ga obsiahnutd v tomto
sibore sa pouziva ako INIT funkcia. Jej argumentmi st:

o population__size — velkost populdcie, v tomto pripade su to 2 ¢isla (rozmery)

X1y

e chromosome__size — pocet bitov chromozému

o number_of generations — pocet generacii

o neighbourhood__size — polomer susedstva

o server_ip_addr — IP adresa RabbitMQ serveru

o server_user — nazov uzivatelského u¢tu na RabbitMQ serveri

o server_password — heslo na RabbitMQ serveri

e fitness — sposobilostna funkcia
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o mate__best_neighbouring individual — parenie najlepsieho susediaceho jedinca
(hodnoty pravda/nepravda). Urcuje, ¢i sa jedinec vyberie z prijatych pseudo-
nahodne alebo determinovane (vyberie sa najlepsi jedinec).

Velkost populacie sa lisi od master-slave modelu. Kvoli vytvaraniu susedstiev a ko-
munikacii medzi uzlami v ramci susedstiev je nutné poznat presné rozmery popula-
cie. Preto je argument reprezentovany v dvoch rozmeroch. Tvar topoldgie je dolezity
pri definovani velkosti a tvaru susedstiev.

Funkcia run_ fine_grained__ga najprv vytvori populaciu s pseudondhodne vy-
generovanymi jedincami. Nasledne pomocou SCOOP funkcie futures.map rozdistri-
buuje jedincov medzi procesy. Kazdy proces reprezentuje jeden uzol a pracuje nad
jednym jedincom populacie. Po skonceni vSetkych generacii sa v tejto funkcii data
zozbieraju a vyberie sa najlepsie rieSenie. Priebeh prvej iteracie spolu s distribticiou
jedincov je ilustrovany UML diagramom na obrazku 3.6.

Subor fineGrainedGaRunner.py v podmodule algorithmRunners obsahuje tak-
tiez funkciu run_ fine_grained__ga__remote, ktora sa pouziva pri spustani modulu na
viacerych staniciach. Obsahuje rovnaké argumenty ako funkcia run_ fine_ grained__ga.
Neobsahuje vsak uz vytvaranie populacie a distribticiu jedincov, kedze to zabezpecuje
INIT proces. Volanie tejto funkcie by teda malo byt obsiahnuté v danom stbore na

vsetkych pracovnych staniciach okrem tej zdrojovej.
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Obr. 3.6: UML diagram jednej iteracie jemnozrnného modelu pre 2 uzly.

3.4.3 Implementacia hrubozrnného modelu

Implementacia algoritmu sa nachadza v tomto pripade v Python triede CoarseGrained-
Base. Takisto ako pri jemnozrnnom modeli dedi od triedy GrainedGeneticAlgorithm-
Base a upravuje priebeh klasického GA na spracovanie na kazdom uzle takto:

1. ohodnotenie populécie (kazdy uzol pracuje s celou populdciou)

2. pseudondhodny vyber jedincov na parenie

3. pérenie jedincov (kriZenie a mutécia)
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odoslanie n najlepsich jedincov do uzlov (procesov) v susedstve
prijem dat od uzlov (procesov) v susedstve
pseudonahodny vyber jedincov z prijatych
integracia vybranych jedincov do populacie

ak to este nebola poslednd generacia, opakovanie priebehu od bodu 1

L X NS O

vyber najlepsieho jedinca na kazdom uzle (procese)

10. ukoncenie priebehu modulu podla diagramu 3.5
Spravanie modulu v pripade néjdenia najlepsieho riesenia v skorsej generacii je
zhodné so spravanim jemnozrnného modulu.

Spustanie a paralelizacia SCOOP procesov je implementovana podobne ako pri
jemnozrnnom modeli. INIT proces vykonava funkciu run_ coarse__grained__ga, os-
tatné procesy vykonavaji uz popisany priebeh bez vytvarania populacie. Pri vyuziti
viacerych pracovnych stanic sa na vzdialenych pracovnych staniciach vyuziva funk-
cia run__coarse__grained__ga__remote. Argumenty su tak ako v predoslom pripade
rovnaké pre obe funkcie a su to tieto:

o population__size — velkost populdcie, v tomto pripade su to 2 ¢isla (rozmery)

X1y

o deme__size — velkost populdcie v jednom kmeni (uzle)

e chromosome__size — pocet bitov chromozému

o number_of generations — pocet generacii

o neighbourhood__size — polomer susedstva

o server_ip_addr — IP adresa RabbitM(Q serveru

o server_user — nazov uzivatelského u¢tu na RabbitMQ serveri

o server_password — heslo na RabbitMQ serveri

e fitness — sposobilostna funkcia

e num__of migrants — pocet jedincov, ktori budi migrovat
Odlisnosti od jemnozrnného modelu mozno odvodit od novych parametrov, ktoré
sa pri jemnozrnnom modeli nevyskytuji. Hrubozrnny model ma dve premenné na
velkost populacie. Jeden urcuje velkost populacie na vyssej tirovni, teda na drovni
topologie uzlov. Velkost je podobne, ako pri jemnozrnnom modeli, reprezentovana
v dvoch rozmeroch, ktoré neskor definuju tvar susedstiev. Druhou premennou je
velkost populacie na trovni jedného uzla, kedze pri hrubozrnnom modeli obsahuje
kazdy uzol vlastni populaciu.

Druhym rozdielom je odosielanie jedincov medzi uzlami. Pri jemnozrnnom mo-
deli kazdy uzol posielal svojho jedinca do susednych uzlov. Kedze pri hrubozrnnom
modeli ma kazdy uzol viacero jedincov v ramci svojej populacie, vyberie si n naj-
lepsich jedincov, ktoré nasledne odosle. Ich pocet si definuje uzivatel argumentom
num,__of _migrants.

Poslednym rozdielom je inicializacia dat pre SCOOP procesy. Narozdiel od jem-
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nozrnného modelu, kde sa kazdému procesu vygeneruje jeden jedinec, pri hrubo-
zrnnom modeli sa vygeneruje pre kazdy proces cela populacia. Vygenerovanti po-
pulaciu proces vyuziva pri prvej iteracii, v ramci ktorej ju néasledne modifikuje
parenim jedincov. Priebeh prvej iteracie prevedeny do UML diagramu mozno vi-
dief na obrazku 3.7.

:Zdroj proces
INIT proces

vytvor proces

priprav data pre kazdy
uzol topologie GA

(SCOOP prOCCS) vytvor proces :SCOOP
10CCS

odosli inicializacné data

vytvor vlakno -
| :Komunikator

Vytvor spojenie u

Fe-o
I

cakaj do ohodnot’
ukoncenia populaciu Vytvor spojenie s
INIT o RabbitMQ serverom
procesu F .
o, rytvor vlakno
vyber jedincov A Al
na parenie - vytvor spojenie

ohodnot’
populaciu

o Vytvor spojenie s
parenie RabbitMQ
jedincov serverom ~

vyber
vyber najlepsich jedincov
jedincov na parenie

T T

Y

odosli najlepsich > pérenic
- Jjedincov odogli data Jjedincov
ziskaj jedincov zo 4 :
susednych procesov vyber

najlepsich
jedincov

<
<

odosli najlepsich jedincov

A

<
<

L odosli data < o
vrat’ prijatych jedincov < ziskaj jedincov zo
' susednych procesov
vyber z prijatych vrat prijatych jedincov vyberz
3 jedincov a integruj prijatych
ich do populacie H je.dincov.a
' integruj
H ichdo
populdcie

Obr. 3.7: UML diagram jednej iteracie hrubozrnného modelu pre 2 uzly.
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4 TESTOVANIE VYSLEDNEHO MODULU

V tejto casti sa nachadza overenie funkénosti implementacie a prinosu paralelizacie
pre GA. Paralelizacia vo vSeobecnosti prinasa zvysenie rychlosti algoritmu a rozloze-
nie zataze. Zvysovanim miery paralelizacie sa vSak zvysuju naroky na jej riadenie
a taktiez sa zvysSuje objem potrebnej komunikacie. Preto nemusi mat paralelizacia na
algoritmus vzdy len pozitivny vplyv. Okrem funkénosti modulu sa teda vyhodnocuje

taktiez vplyv paralelizacie na algoritmus.

4.1 Testovaci scenar

Verifikdcia prinosu paralelizacie GA spoc¢iva v porovnani paralelnych modelov GA
vodi sériovému. Kedze st GA stochastické, nemozno poskytnif exaktné porovnanie.
V tomto pripade sa pouziva Statistika opakovanych pokusov. V tejto praci bol pocet
opakovani pokusu nastaveny na 10. Z desiatich vysledkov sa nasledne vyberie jedna
hodnota pomocou statistickej funkcie median.

Implementéacia poskytuje paralelizdciu na tirovni procesov, teda paralelizaciu na
urovni jednej pracovnej stanice, a paralelizdciu na trovni viacerych pracovnych
stanic. Porovnanie modelov GA bolo realizované iba na trovni jednej pracovnej
stanice z dovodu konzistencie. Na kazdej pracovnej stanici bezi opera¢ny systém
a mnoztvo dalsich podpornych procesov, ktoré vyuzivaju a tym aj zatazuji procesor
a pamat. Vytazenie sa vSsak moze v case lisit. Zapojenim dalsich pracovnych stanic do
testovacieho scenara sa rozdiel len zvacsi. Preto bolo testovanie na tirovni viacerych
pracovnych stanic obmedzené len na testovanie funkcénosti modulu a porovnavanie
modelov bolo ponechané na tirovni jednej pracovnej stanice.

Paralelizacia GA spociva v paralelizacii funkcii GA, ktoré st casovo narocné.
Najviac matematickych operacii sa deje v ramci sposobilostnej funkcie. Pre toto

testovanie bola zvolena sposobilostna funkcia 4.1.

fla) =4 (4.)

Zvolena bola jednoduché funkcia, pri ktorej netrva dlho nastavovanie chovania GA.
Zamer tejto prace bol v paralelizacii, riesenie zlozitejsich funkcii by ale vyzadovalo
analyzu danej funkcie a néasledne prisposobenie GA. Zvoleni funkciu mozno vidief
v 3-rozmernom prevedeni na obrazku 4.1. Ako na nom mozno vidiet, spravne riesenie
minimalizacie sa nachadza v nulovom bode. Pri testovani vSak nebola pouzita 3-
rozmernd varianta. Premenna x; mohla nadobidat len bitové hodnoty a premenna
d urcovala pocet bitov. Tato funkcia (a zdroven aj jej implementécia) bola vybrana

z mnoziny testovacich funkcii pouzivanych programom evolu¢nych vypoctov DEAP
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[30]. Premennd d bola nastavena na hodnotu 20, teda algoritmus minimalizoval
funkciu s hodnotami o dizke 20 bitov. Spravny vysledok minimalizdcie by teda mal

byt bitovy vektor:
0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0, 0]

V prilohe B sa nachadzajt zdznamy aktivity algoritmu (zndme pod anglickym nazvom
logs), kde je mozné overit vysledky poskytované algoritmom.

Velkost populacie bola postupne zvysovana pre kazdy pokus od velkosti 64. Pri
sériovom a master-slave GA mdze byt velkost populécie Tubovolné, v pripade jem-
nozrnného a hrubozrnného GA to vsak neplati. KedZe pri tychto modeloch uzly
populacie medzi sebou musia komunikovat, rozmery a usporiadanie populacie ov-
plyviiuje chovanie algoritmu. Pre jednoduchost bola zvolend topoldgia so Stvor-
covym tvarom a s tvarom susedstva X-Net 9 (uz spominanym pri 1.6). Vyuzilo
sa taktiez zakryvenie priestoru na tvar toroidu (ako bolo spominané pri 1.5). Naj-
mensia topoldgia bola teda velkosti 8 x 8, tak aby sa aj pri najmensich velkos-
tiach susedstiev dosiahlo relativnej izolovanosti a aby prekryvanie medzi sused-
stvami nebolo prilis velké. Nasledne pokusy pokracovali topolégiami: 9 x 9,10 x
10,11 x 11,12 x 12,13 x 13,14 x 14,15 x 15. Kedze sa tato praca venuje paraleli-
zacii, upravovanie chovania GA pre konkrétny rieseny problém by bolo prilis zlozité
a Casovo narocné. 7 tohto dévodu boli pouzité zjednodusené nastavenia GA. Velkost
susedstva bola nastavnd na miniméalnu hodnotu — 1. Takto malo kazdé susedstvo
velkost 9. Specificky parameter hrubozrnného modelu num_of migrants bol nas-
taveny taktiez na miniméalnu hodnotu — 1. Specificky parameter jemnozrnného mo-
delu mate__best_neighbouring _individual bol povolend, takze algoritmus nezavadzal

nahodnost do vyberu susediacich potomkov.
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Obr. 4.1: Funkcia pouzitd na testovanie modelov GA.

KedZe sti¢asné procesory dokazu riesit aj naro¢né matematické vypocty v extrémne
malom casovom intervale, pre potreby testovania bolo do implementécie sposobilost-
nej funkcie umiestnené oneskorenie 1 tisiciny sekundy. Tymto spésobom bolo zretel-

nejsie vidiet pésobenie paralelizacie.

4.2 'Testovacie prostredie

Testovanie modelov paralelnych GA bolo realizované na linuxovom serveri s operac-
nym systémom Ubuntu vo verzii 17.10. Server obsahoval procesor Intel(R) Xeon(R)
CPU L5408 2.13GHz so 4 jadrami. Velkost cache paméte bola na tomto procesore
6144 KiB. Server obsahoval taktiez 32GiB operacnej paméte (konkrétne to bolo
32943484 KiB).

Testovacie prostredie pozostavalo z RabbitM(Q serveru a Python modulu para-
lelného GA. Ten pomocou modulu SCOOP vytvara procesy na zvolenej pracovnej
stanici podla obrazka 4.2.
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Obr. 4.2: Testovacie prostredie pre jednt pracovni stanicu.

Priprava RabbitMQ serveru

Kedze jemnozrnny a hrubozrnny model vyzaduju pouzitie RabbitMQ serveru, bola
instancia tohto serveru zahrnuta do testovacieho prostredia. Kvoli znizeniu zatazenia
na testovacom serveri bola inStancia umiestnena na druhy server, ktory mal sietové
spojenie s testovacim serverom. RabbitM(@Q bol nainstalovany na server vo verzii
3.6.10. Navod na instalaciu mozno najst v prilohe A.

RabbitMQ instancia pouziva TCP porty 5672 a 5673. Tie vyuziva pre komunika-

ciu s klientmi — v tomto pripade procesmi paralelného GA.

Priprava Python modulu paralelného GA

Modul implementovany v tejto praci je stcastou modulov poskytovanych Python
nastrojom pip. KedZe bol modul implementovany v jazyku Python vo verzii 3.6,
vyzaduje sa instalacia podpory tohto jazyka v spravnej verzii. Modul SCOOP nés-
ledne pozaduje taktiez instalaciu SSH. Priprava modulu paralelného GA pre testova-
cie prostredie pozostava prikazov v navode A. Modul SCOOP spusta na serveri dany
pocet procesov, pricom sa kazdy proces (iba v pripade jemnozrnného a hrubozrnného
modelu) pripoji cez komunika¢ni siet na server so spustenym RabbitMQ. V pripade
spustania procesov na viacerych pracovnych staniciach boli nevyhnutné dalsie nas-

tavenia prostredia.

4.2.1 Paralelizacia na trovni viacerych pracovnych stanic

Pri testovani na dvoch pracovnych staniciach bolo odpozorované obmedzenie zo
strany operacného systému alebo hardvéru na vykon, ktory paralelny GA potreboval.

Zvysovanim poctu iteracii, poc¢tu beziacich procesov alebo velkosti chromozému nad
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urcittt mieru boli procesy neaktivne, aj ked z pohladu operac¢ného systému aktivne
boli. Miera vykonu<ns1:XMLFault xmlns:ns1="http://cxf.apache.org/bindings/xformat"><ns1:faultstring xmlns:ns1="http://cxf.apache.org/bindings/xformat">java.lang.OutOfMemoryError: Java heap space</ns1:faultstring></ns1:XMLFault>