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Anotace

Tato prace se zabyva tématy strojového uceni, umélych neuronovych siti a meto-
dou tzv. preneseného uceni (transfer learning). Jsou zde uvedeny zékladni modely
strojového uceni, popsany vybrané architektury umeélych neuronovych siti, aktivaéni
funkce nebo také pouziti preneseného uceni. V praktické céasti této prace byla vy-
uzita metoda preneseného uceni a augmentace dat pro natrénovani modelu umeélé
neuronové sité, ktery umfi klasifikovat ¢eské mince. V rdmci této prace byla vytvorena

mala datova sada obrazkiu ¢eskych minci, na které byl model trénovan.

Annotation

Title: Machine learning with transfer learning method

This diploma thesis focuses on machine learning, artificial neural networks and
transfer learning topics. There are mentioned basic machine learning models, selec-
ted architectures of artificial neural networks, activation functions or use of transfer
learning. In the practical part of this thesis, transfer learning and data augmentation
were used to train a model for Czech coins classification. A small dataset of Czech

coin images was created which the model was trained on.
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Seznam pouzitych zkratek a pojmu

AE Autoencoder (autoenkodér).
AT Artificial intelligence (uméla inteligence).
ANN Artificial neural networks (umélé neuronové sité).

API Application Programming Interface (aplika¢ni programovaci rozhrani).

CNN Convolutional neural networks (konvolu¢ni neuronové sité).

CPU Central processing unit (procesor).

DFFNN Deep feedforward neural networks (hluboké dopfedné neuronové sité).

DL Deep learning (hluboké uceni).
FFNN Feedforward neural networks (dopfedné neuronové sité.

GAN Generative adversarial networks (generativni kompetitivni neuronové sité).

GPU Graphics processing unit (graficka karta).

LSTM Long short-term memory neural networks (sité s dlouhou kratkodobou pa-

méti).
ML Machine learning (strojové uceni).
NLP Natural language processing (zpracovani prirozeného jazyka).
RNN Recurrent neural networks (rekurentni neuronové sité).

TL Transfer learning (pfenesené uceni).



1 Uvod

Témata jako strojové uceni nebo uméla inteligence se stavaji stale vice popularni. To
nazna¢uji naptiklad trendy ve vyhledavani [1], ale i velké technologické spolecnosti
(jako je napft. Google) pfisuzuji strojovému uceni velky vyznam [2]| a vyuzivaji ho
ve svych sluzbach.

Strojové uceni se stava dostupnéjsi diky zdarma dostupnym néstrojim, kurzim
jako jsou napiiklad zdarma dostupné kurzy od Fast.ai® a stale dostupnéjsimu vypo-
¢etnimu vykonu. Strojové uceni se tak rozsirfuje do ruznych oborii a oblastni lidského
zivota, prinasi nové moznosti a dé se tedy ocCekévat, ze poptavka po expertech nebo

alespon lidech se zkuSenostmi v této oblasti se bude dale zvySovat.

Tato préace popisuje moznosti strojové uceni a ukazuje pouziti nékterych nastroju a
postupt v praxi na malé datové sadeé.

Kapitola 2 Strojové uceni vysvétluje nékteré zakladni pojmy, uvadi zédkladni
typy a modely strojového uceni, popisuje moznosti vyuziti a uvadi nékteré zékladni
nastroje.

Kapitola 3 Umélé neuronové sité se zaméruje na jeden z nejpouzivanéjsich mo-
delti strojového uceni — umélé neuronové sité. Popisuje neuronové sité od zakladnich
prvki, uvadi struénou historii, popisuje vybrané architektury umélych neuronovych
siti, predstavuje nékteré aktivacni funkce a vysvétluje princip uc¢eni neuronovych siti
pomoci zpétného Siteni chyby.

Kapitola 4 Transfer learning se vénuje tzv. pfenesenému uceni. Tato kapitola
uvadi formalni definici pfeneseného uceni, moznosti pouziti pfenosu uceni a zminuje
nékteré pred-trénované modely.

Kapitola 5 Klasifikace ¢eskych minci se zamétuje na aplikaci pfenosu uceni
spolu s dal$imi technikami v praxi. V této kapitole jsou popsény néstroje a zakladni
postupy, které byly pouzity pfi tvorbé klasifika¢niho modelu ¢eskych minci. Je zde
popsana také datova sada, které byla vytvorena v ramci této prace. Vysledky nako-

nec shrnuje kapitola 6 Shrnuti vysledki.

"https://www.fast.ai
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2 Strojové uceni

Tato kapitola popisuje nékteré pojmy souvisejici a nékdy také zaménované se strojo-

vym ucenim, zakladni typy strojového uceni, jeho vyuziti, a nékteré vybrané modely.

2.1 Strojové uceni, hluboké uceni, uméla inteligence

S pojmem strojové uceni souviseji také pojmy jako neuronové sité, hluboké
uceni nebo umeéla inteligence a nékdy se tyto pojmy také rizné zaménuji. Vztah
mezi strojovym ucenim, umélou inteligenci a hlubokym ucenim je znazornén na

nésledujicim obrazku.

Hluboké Strojové Uméla

uceni uceni inteligence

Obrazek 2.1: Znazornéni vztahu umélé inteligence, strojového uceni a hlubokého uceni
(zdroj: podle [3, s. 2])

Jednotlivé pojmy jsou pak dale stru¢né popsany. Neuronové sité jsou podrobnéji

rozebrany samostatné v kapitole 3 Umélé neuronové site.

2.1.1 Uméla inteligence

Uméla inteligence (artificial intelligence, zkratka AI) je Siroky obor informatiky,
ktery je casto chapan jako snaha vytvorit obecnou umeélou inteligenci, které by byla
co nejvice podobna té lidské. Méla by tedy byt schopné se napiiklad ucit, racionalné

uvazovat nebo umeét fesit rizné problémy.

Poprvé byl termin umélé inteligence oficialné pouzit v roce 1956, kdyz byl tento



obor zakladan. Pouzil ho jeden ze zakladateli — John McCarthy. [4, 5.17] McCarthy
definuje umélou inteligenci nasledovné: ,,Je to véda a technika tvorby inteligentnich

strojii, zejména inteligentnich pocitacovijch programi.“! |5, s. 2| (preklad: autor)

2.1.2 Strojové uceni

Strojové uceni (machine learning, zkratka ML) je podmnozinou AI nebo také
zpusob, jak umélé inteligence dosahovat. Strojové uceni lze jednoduse charakterizo-
vat jako vytvareni programi, které dokdzi automaticky upravovat svij vnitini stav
a chovani na zakladé dat, ktera dostéavaji.

Konkrétnéjsi popis uvedl Artur Samuel, ktery je povazovan za prukopnika v
oblasti ML a AI [6]. Samuel se snazil naucit poc¢ita¢ hrat deskovou hru dama (chec-
kers) a pravé na tomto problému popsal podstatu strojového uceni. Uvedl, Ze béhem
kratké doby se muze pocita¢ naucit hrat hru dama lépe nez ¢lovék, ktery ho k tomu
naprogramoval, a to pouze se znalosti zdkladnich pravidel a nékterych taha. Tyto

poznatky lze pak také vyuzit i pii feSeni jinych tloh. 7]

Mitchell [8, s. 2] pak uvadi formalni definici: ,, Pocitacovy program se uci ze zkusenosti
E s ohledem na néjakou tridu wiloh T a méreni viykonu P, jestliZe se jeho vykon v
ilohdch v T, méreny pomoci P, zlepsuje se zkusenosti E.“* (pieklad: autor)

Déle pokracuje s konkrétnim piikladem, ktery uvadi pravé na hie dama. Poci-
tacovy program muze zlepsit sviij vykon (méteny jako schopnost vyhrat hru dama)
pomoci zkuSenosti ziskané hrani hry proti sobé samému. Neboli T, P a E z diive
uvedené definice jsou pro tento piiklad nasledujici [8, s. 2-3]:

e T je hrani hry dama

e P je procento vyhranych her

e E je hrani jednotlivych her

2.1.3 Hluboké uceni

Hluboké uceni (deep learning, zkratka DL) se da povaZovat za podmnoZinu stro-
jového uceni. Nazev ,hluboké uceni“ vyplyva z vyuziti tzv. hlubokych neuronovych
siti (viz 3.3 Architektura neuronovych siti). Diky DL lze fesit slozitéjsi alohy (napf.
rozpoznavani zvuku a obrazu, zpracovani pfirozeného jazyka) a také dosahovat lep-

sich vysledku. Kviili vyssi komplexnosti ale také vyzaduje vyssi vypocetni vykon.

Tt is the science and engineering of making intelligent machines, especially intelligent computer
programs.

2A computer program is said to learn from experience E with respect to some class of tasks
T and performance measure P, if its performance at tasks in T, as measured by P, improves with
experience F.



2.2 Typy strojového uceni

Algoritmy strojového uceni se obecné déli na tii zékladni typy:
e Uceni s ucitelem (supervised learning)
e Uceni bez ucitele (unsupervised learning)
e Zpé&tnovazebni uceni (reinforcement learning)

vvvvv

(semi-supervised learning).

2.2.1 Uceni s ucitelem

P1i uceni s ucitelem je vytvaren prediktivni model, ktery dokaze na zakladé vstup-
nich dat pfedpovédét vysledek. Pro uceni takového modelu vyuzivéa ucici algoritmus
mnoziny tzv. oznacenych vzorua (labeled dataset), kde kazdy prvek z této mno-
ziny obsahuje vstupni data a ocekavany vystup. V praxi je tato mnozina jesté dale

rozdélena na dvé nebo tfi samostatné mnoziny.

Prvni z nich je trénovaci mnozina (training dataset), kterd se vyuziva pro sa-
motné uc¢eni modelu. Dalsi je validaéni mnozina (validation dataset), ktera slouzi
pro kontrolu priibéhu uceni. Pokud by tspésnost predikce pro trénovaci mnozinu
stoupala a pro ovéfovaci mnozinu klesala, znamenalo by to, Ze si model jen ,pa-
matuje trénovaci data a dochézi k tzv. preuceni (viz 2.4 Pfeuceni a nedouceni).
Nakonec testovaci mnozina (test dataset, holdout dataset) slouzi pro vyjadfeni
presnosti modelu po skonceni jeho uceni. Tyto mnoziny by mély byt disjunktni, aby

bylo mozné korektné hodnotit pribéh uceni modelu a jeho vyslednou presnost.

Samotné uceni probiha tak, Ze model vytvofi na zakladé vstuptu predikci, které
je porovnéna s o¢ekavanym vysledkem. V zavislosti na velikosti rozdilu (chyby) je
pak model upraven tak, aby podéaval presnéjsi predpovédi, tzn. aby minimalizoval
svoji chybu. Tento postup je opakovan az dokud celkova chyba neklesne pod urcitou

hranici.

Uceni s ucitelem fesi dva typy tloh [9]:
e Klasifikace (classification) — predpovéd kategorie (tfidy) na zakladé vstup-
nich dat; vystupem je kategorie, napt. ¢ervené barva.
e Regrese (regression) — odhad hodnoty na zakladé znalosti vstupu; vystupem

je realné €islo, které muze vyjadfovat napf. cenu.
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Obrazek 2.2: Grafické znazornéni klasifikace a regrese (zdroj: podle [10])

2.2.2 Uceni bez ucitele

Uceni bez ucitele je zalozeno na vyuziti neoznacenych (surovych) dat. Na rozdil
od uceni s ucitelem se tedy model musi naucit strukturu a vztahy mezi jednotlivymi
prvky bez dalsi pomoci v podobé kategorizovani nebo popisu téchto dat. Pomoci
uceni bez ucitele 1ze tak dobte odhalovat skryté vzory a struktury v téchto surovych
datech. [11]

Uceni bez ucitele Fesi typicky tlohy [9]:

e Shlukovani (clustering) — objevovani seskupeni v datech, roziazovani do sku-
pin podle podobnych vlastnosti; napt. seskupeni zdkaznikti podle nakupnich
zvyklosti

e Asociace (association) — odhalovani skrytych vztaht a pravidel v datech;

napiiklad lidé, ktefi si kupuji X maji tendenci si koupit také Y.
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Obrazek 2.3: Grafické znazornéni shlukovani (zdroj: autor)

2.2.3 Zpétnovazebni uceni

Zpétnovazebni uceni vyuziva dvou zakladnich prvki, kterymi jsou agent a pro-
stfedi (environment).

Agent je umistén do néjakého prostiedi a pozoruje jeho stav (state), ktery muze
ovlivnit provedenim akce (action). Vykonanim akce zméni agent stav prostiedi a
dostane odménu (reward). Na zakladé této zpétné vazby si agent aktualizuje své
znalosti, které pouziva pii provadéni akci. Cilem agenta je maximalizovat svoji od-

ménu a tim dosahovat pozadovaného vysledku.
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Obrazek 2.4: Schéma zpétnovazebniho uceni (zdroj: prevzato z [12])

2.3 Modely

Strojové uceni zahrnuje vytvoreni modelu, ktery je nutné nejprve ucit (trénovat),
aby poté mohl samostatné resit urcité alohy. Nékolik zakladnich kategorii modelt je

uvedeno dale.

2.3.1 Umeélé neuronové sitée

Umeélé neuronové sité jsou v soucasnosti nejpopularnéjsim a nejpouzivanéj$im mode-
lem v oblasti strojového uceni. Neuronovym sitim je vénovana samostatna kapitola

3 Umélé neuronové sité.

2.3.2 BRozhodovaci stromy

Rozhodovaci stromy (decision trees) jsou jednim z nejstarsich a nejjednodussich
modelia ML.

Tento model je reprezentovan souvislym grafem, ktery neobsahuje kruznici neboli
stromem. Zékladem stromu je kofenovy vrchol, ktery je dale pomoci hran spojen
s dalsimi vrcholy s ty se mohou dale vétvit stejnym zptisobem. Jednotlivé vrcholy
stromu predstavuji rozhodovani na zakladé jedné urcité vlastnosti, vystupujici hrany
odpovidaji moznostem daného rozhodnuti. Listy stromu nakonec reprezentuji ko-

necné vysledky rozhodovani.

Rozhodovaci stromy tiidi vstupni objekty na zakladé jejich vlastnosti, tzn. provadéji
klasifikaci. Listy stromu reprezentuji kategorie, do kterych mize dany objekt patrit.
8, s. 52-53]

Na obrazku 2.5 je uveden piiklad rozhodovaciho stromu, ktery klasifikuje sobotni
rano jako vhodné nebo nevhodné pro hrani tenisu. Napiiklad pokud bude slunec¢no,
horko, vysoka vlhkost a silny vitr, bude odpovéd ,NE“.[8, s. 53]
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Obrazek 2.5: Rozhodovaci strom pro koncept hrdt tenis (zdroj: prevzato z (8, s. 53|,
preklad: autor)

2.3.3 Podptrné vektorové stroje (SVM)

Metoda podptrnych vektort, znama jako podpirné vektorové stroje (support
vector machines, SVM), miuize byt vyuZita pro tlohy regrese i klasifikace, ale vyu-
zivana je hlavné pro klasifikaci. Popularni je zejména pro svoji presnost a zaroven

mensi vypocetni zatéz. [13]
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(a) Ruazné nadroviny rozdélujici body (b) Optimalni nadrovina rozdélujici body

Obrazek 2.6: Grafické znazornéni SVM, rozdéleni bodii v prostoru nadrovinou (zdroj:
podle [13])

Pri klasifikaci je nutné najit nadrovinu (hyperplane) v N-dimenzionalnim prostoru,
ktera jasné rozdéluje datové body. Takovych nadrovin existuje mnoho a cilem SVM
je najit takovou nadrovinu, ktera je nejvice vzdalena od bodi obou t¥id (znazornéno
na obrazku 2.6). Tato vzdélenost se oznacuje jako odstup (margin) a utvaii kolem
nadroviny tzv. hraniéni pasmo. Maximalizace odstupu zajisti vyssi jistotu pfi
klasifikaci budoucich (novych) bodi. Nadrovina je popsana body, které lezi v jeji
blizkosti (na okraji hrani¢niho pasma). Vektory téchto bodu se nazyvaji podptrné

vektory (support vectors) a pomoci nich lze maximalizovat odstup. [13]



2.3.4 Bayesovskeé sité

Bayesovské sité (bayesian networks) predstavuji pravdépodobnostni model vyuzi-
vajici bayesovské rozhodovani a grafovou reprezentaci modelujici pravdépodobnostni
vztahy mezi jednotlivymi jevy. Bayesovska sit je orientovany acyklicky graf ve kte-
rém kazdy vrchol predstavuje jednu nadhodnou veli¢inu a orientované hrany repre-
zentuji pravdépodobnostni zévislost mezi velicinami. To znamena, Ze pokud v grafu
existuje hrana A, B spojujici nahodné veli¢iny A a B, pak to zna¢i podminénou
pravdépodobnost P(B|A). [14]

2.4 Preuceni a nedouceni

P1i uceni s ucitelem (viz 2.2.1 Ueni s ucitelem) nastava obecné jeden ze tif stavi,
které udavaji silu daného modelu a napovidaji, jak bude nauceny model presny a
pouzitelny:

e Idealni stav (good fit)

e Preuceni (overfitting) — pfilis silny model

e Nedouceni (underfitting) — pfilis slaby model

Béhem procesu uc¢eni je v kazdém kroku hodnocena vykonnost modelu na trénovacich
a validacnich datech. Z hodnoceni na trénovacich datech tak vznika tréninkové ucici
ktivka, ktera vyjadiuje, jak dobfe se model u¢i. Z hodnoceni na valida¢nich datech
vznika valida¢ni ucici kiivka popisujici, jak dobfe model generalizuje pro nova data.
Tyto ucici kiivky (learning curves) ukazuji, jak se vyviji vykon modelu v ¢ase a

pomoci toho lze relativné snadno diagnostikovat stav daného modelu. [15]

2.4.1 Preuceni

Stav tzv. pfeufeni (znamy pod oznacenim overfitting) nastava, pokud se model
nauci detaily z mnoziny trénovacich dat tak, Ze to negativné ovliviuje jeho vykon
na odlisnych datech. To znamena, Ze se model dobfe nauc¢i trénovaci data, ale uz

nedokéaze generalizovat pro jina data. [16]

Preuceni je na grafu ucicich kfivek snadno detekovatelné. Obecné graf ukazuje pie-
uceni, pokud kfivky trénovaci i valida¢ni chyby klesaji, ale od urc¢itého bodu zac¢ne
kiivka valida¢ni chyby stoupat jako je to znazornéno na obréazku 2.7. [15]

Pri¢inou preuceni byva bud pfilis mald mnozina trénovacich dat nebo p¥ilis velka
slozitost modelu (v pfipadé neuronovych siti velky poc¢et neuroni ve skrytych vrst-
vach sité, velky pocet spojeni, a tedy i velky pocet vah). Resenim je proto zvysit

pocet trénovacich dat nebo zkusit snizit slozitost modelu.
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Obrazek 2.7: Piiklad kiivek uceni, které ukazuji pfeuceni modelu (zdroj: [15])

Existuji razné metody, které poméhaji preuceni fesit jako napiiklad [17]:

e dropout — nahodné ,yypnuti“ (vynechéani) nékterych neurontt (v modelech
neuronovych siti)

e omezeni vah — omezeni hodnot vah tak, aby byly v ur¢itém rozsahu (v mo-
delech neuronovych siti)

e Sum (noise) — pridani nahodného Sumu, coz prakticky znamena zvétseni tré-
novaci mnoziny dat

e brzké zastaveni (early stopping) -— zastaveni uceni dfive, nez se za¢ne vykon

snizovat

2.4.2 Nedouceni

Nedouceni (oznatované jako underfitting) je problém, kdy se model nedokazal

naucit z trénovacich dat a ani nedokéze generalizovat pro data nova. [16]

Graf ucicich kfivek ukazuje nedouceni, pokud trénovaci chyba zustava priblizné
stejné po celou dobu uceni nebo se stale snizuje az dokud nedojde k ukonceni uceni.
Pokud trénovaci chyba zustava piiblizné stejné, znaci to nedostateénou kapacitu
(slozitost) modelu (obrazek 2.8a). Pokud se trénovaci chyba stéle snizuje, znamena
to, Ze model je schopny se déle ucit, ale uceni bylo pred¢asné zastaveno (obréazek

2.8h). [15]

Nedouceni lze snadno fesit zvySenim slozitosti modelu (v pfipadé neuronovych siti
pfidanim vice vrstev a/nebo pridanim neuront do skrytych vrstev sité), vybérem

jiného modelu nebo jen dalsim ucenim. [17]
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Obrazek 2.8: Priklady ucicich kiivek, které ukazuji nedouc¢eni modelu (zdroj: [15])

2.4.3 Idealni stav

V idedlnim pripadé by méla trénovaci i valida¢ni chyba klesat do urcitého stabilntho
bodu a mél by mezi nimi byt pouze maly rozdil jako to ukazuje obrézek 2.9 na

nasledujici strané. [15]
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Obrazek 2.9: Priklad ucicich kiivek, které znaci idealni stav (good fit) (zdroj: [15])

2.5 Vyuziti strojového ucéeni

Strojové uceni nachézi vyuziti v Sirokém spektru oboru od informatiky, pfes ban-

kovnictvi, marketing nebo napf. prumysl az po zdravotnictvi.

Popularni jsou dnes napf. virtualni (hlasovi) asistenti jako je Google Assistant,

Siri, Alexa nebo Cortana. Pomoci téchto asistentii lze provadét nékteré jednoduché
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tikony hlasem — nastavit budik nebo upominku, odeslat e-mail, ovladat domacnost
(svétla, vytapéni, spotiebice)?, vyhledavat na internetu nebo spoustét jiné aplikace.
V roce 2018 spole¢nost Google predstavila technologii Google Duplex, kterd dokaze
sama vyfizovat telefonni hovory — napf. rezervaci mista v restauraci [18]. Ani jeden
z téchto asistenti ale (zatim) nepodporuje ¢esky jazyk, coz limituje jejich vyuziti

pro Ceské uzivatele.

Bézna jsou dnes také rizna doporuceni obsahu (zpravy, hudba, videa), produkti
nebo reklamy. To znamena, ze napiiklad podle diive zhlédnutych videich je mozné
uzivateli doporucit dalsi videa, ktera by ho mohla zajimat. Déle je mozné jmenovat
napovidani slov pii psani textu, stale dokonalejsi automatické prekladani mezi
jazyky, filtrovani nevyzadanych e-mailt (spamu), odhalovani pocitacovych
vira (malware) atd.

Strojové uceni vyuzivaji také autonomni vozidla, finan¢ni instituce pro od-
halovani podvodi, zdravotnictvi napiiklad pii analyze snimkt nebo odhalovani
riznych onemocnéni, nebo i firmy pii hleddni mineréalii a zlata*. Moznosti vyuziti

ML jsou zkratka velké a s rozvojem této oblasti lze ocekavat jejich dalsi rozsitent.

I pres tyto vSechny moznosti je vSak nutné poznamenat, Ze strojové uceni v nedokaze
v soucasnosti Tesit vSechny problémy, neni tplné bezchybné a také se s nim poji
néktera uskali jako je ochrana osobnich tidaji nebo etika.

Jednim piipadem kdy, strojové uceni selhalo je, kdyz autonomni vozidlo srazilo
chodce. I pfesto, ze ho vozidlo pomoci senzorii detekovalo, tak nijak nezareagovalo
a chodec tuto srazku nakonec neprezil. [19]

Jinym piikladem je izraelsky startup Faception, ktery tvrdi, zZe dokaze pomoci
ML z fotografie predpovédét, jestli je dany clovek napt. terorista, jaké ma I1Q apod.
Toto oznameni vyvolalo urc¢itou vinu pochybnosti a znepokojeni zejména kvili tomu,
jestli je viitbec mozné takto zjistit osobnost ¢lovéka jen podle fotografie, jaky dopad
to mé na soukromi a také kvili moznym castym tzv. falesné pozitivnim predpove-

dim. [20]

A nakonec je jesté tfeba zminit také tzv. deepfake®, coz je technika manipulace a
falsovani fotografii, videa, hlasu nebo zprav (ve zpravodajstvi). Lze tak napiiklad
falsovat projevy, zaménovat lidem obliceje a ménit jejich vyraz, syntetizovat hlas
apod. Odhalovani deepfake by mélo pomoci opét strojové uceni, napf. spolec¢nost

Adobe pracuje na odhalovani manipulace s obli¢ejem na fotografiich[21].

3to pochopitelné vyzaduje hardware, ktery je pro toto p¥izptisoben
‘https://goldspot.ca
5slozeno ze slov deep learning a fake
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2.6 Software, knihovny a nastroje

Dulezitou soucasti ML je software, knihovny, frameworky a rtzné nastroje, které

umoznuji strojové uceni realizovat.

2.6.1 Programovaci jazyky a vyvojova prostredi

V oblasti strojového uceni jsou nejpopularnéjsimi programovacimi jazyky zejména
Python a C/C++. Python se v ML ¢asto vyuziva jako vysokoturoviiové rozhrani pro
tvorbu modelii. Samotné vypocty a kritické ¢asti (z hlediska vykonu) pak obstarava
kod napsany v C/C++. Lze se ale setkat i s mnoha jinymi jazyky, piikladem je

Javascript nebo Swift.

Pro vyvoj je mozné pouzit témér jakykoli editor ¢i vyvojové prostiedi (napt. PyCharm),
déle je nutné mit nainstalované potiebné knihovny. Pro samotné trénovani modeli
ronové sité) je vhodnéjsi vyuzit dedikovanou grafickou kartu (GPU), ktera dokaze
poskytnout vyssi vykon, a tedy urychlit proces trénovani modelu. Momentalné jsou

podporovany pouze grafické karty nVidia.

Oblibenym prostfedim nejen pro potieby ML je Jupyter Notebok®. Na tomto pro-
st¥edf je postavena sluzba Colaboratory (Colab)” od spole¢nosti Google.

Jedné se o interaktivni prostiedi, které je dostupné zdarma z internetového pro-
hlizece. Colab poskytuje virtualni pocita¢ (runtime) s CPU, GPU (nVidia Tesla
K80) nebo TPU (Tensor processing unit)®, 12 GB RAM a mistem na disku (lisf se
podle konfigurace CPU/GPU/TPU). Samotné notebooky (soubory .ipynb) jsou ulo-
zeny na ulozisti Google Drive. Colaboratory nevyzaduje zadnou konfiguraci, takze
je vhodné zejména pro zacatecniky, pro testovani a prototypovéni, ale lze pouzit i
pro méné naro¢né projekty. V Colaboratory lze vykonavat rizné piikazy jako v Li-
nuxovém prostiedi, tzn. v pripadé potieby instalovat balicky, programy a knihovny;,
kopirovat soubory apod. Soubory jde také stahovat i nahravat zpét do Colaboratory
a existuji zde napt. funkce pro praci s tlozistém Google Drive.

Nevyhodou je, ze Colab neni urcen pro dlouho bézici tlohy (udavany limit je
12 hodin). Pfi odpojeni nebo restartu virtualniho pocitace (nap¥. pii zavieni okna
prohlizece) také dochazi ke smazéni vSech dat uloZenych na disku tohoto pocitace.
Pro zachovani je tak nutné pozadovana data naptiklad stahnout nebo nahrat na

tlozisté Google Drive.

Shttps://jupyter.org/
"https://colab.research.google.com
8Cip navrzeny specialné pro potieby strojového uceni spoleénosti Google
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Pro potieby vyssiho vykonu a méné omezujicich podminek si lze virtualni poci-
tace pronajmout. Ptikladem je Google Cloud, Amazon Web Services (AWS) nebo

Paperspace?’.

2.6.2 Knihovny a nastroje

Pro realizaci strojového uceni, tvorbu a uceni modeli existuji rizné knihovny a

nastroje. Nékteré z téch nejpouzivanéjsich jsou uvedeny dale.

Keras

Keras je open-source knihovna, kterd umoznuje vytvaret umélé neuronové sité a
déle s nimi pracovat. Nabizi vysokotroviiové rozhrani (API) diky kterému je vyvo]
a prototypovani snadné a rychlé. Keras lze také pouzivat spolu s jinymi knihovnami,
viz dale. [22].

TensorFlow

TensorFlow je pravdépodobné nejznaméjsi knihovnou pro strojové uceni. Ptivodné
byla tato knihovna vytvofena spole¢nosti Google pro interni pouziti, pozdéji byl
zdrojovy kod zvefejnén a nyni se jedna o open-source projekt, do kterého miize
prispivat i komunita.

V zari 2019 byla vydana stabilni verze TensorFlow 2.0, ktera resi predevsim
snadnou pouzitelnost prostiednictvim integrace Keras API. [23]

TensorFlow zahrnuje podporu i pro internetové prohlizece (TensorFlow.js), mo-
bilni a [oT zafizeni (TensorFlow Lite). Déle nabizi nastroje jako je TensorBoard pro
vizualizaci a ladéni nebo TensorFlow Hub, ktery nabizi snadny pristup k velkému

mnozstvi existujicich model.

PyTorch

PyTorch je open-source knihovna, ktera se zaméruje na akcelerované vypocty s ten-
zory pomoci grafické karty a na hluboké neuronové sité. [24| Jedna se o implementaci

knihovny Torch v programovacim jazyce Python, odsud nazev PyTorch. [25]

Nttps://www.paperspace.com
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3 Umelé neuronove site

Umeélé neuronové sité (artificial neural networks, zkratka ANN nebo také jen
NN) je vypocetni model, ktery mé Siroké uplatnéni v celé oblasti Al a v poslednich

letech je to jeden z hlavnich modeli vyuzivany ve strojovém uceni.

Nékdy se ANN oznacuji také jako ucici algoritmy, které modeluji vztah mezi vstupem

a vystupem. [26]

3.1 Neuron

Zékladnim prvkem neuronové sité je nervova buiika neboli neuron.

3.1.1 Biologicky neuron

Predlohou pro ANN je slozity systém biologickych neuronovych siti jako je lidsky
mozek a umélé neurony jsou tedy také inspirovany biologickym neuronem, ktery je

znézornén na obrazku 3.1.

dendrity\\

jadro

axon

télo
(soma)

Obrazek 3.1: Znazornéni biologického neuronu (zdroj: podle [27])

Biologické neurony jsou specializované bunky urcené predevsim pro prenos a zpra-
covani vzruchu (signali). Zakladem neuronu je jeho vlastni té&lo oznacované také

jako soma. Z téla pak vychazeji vybézky — tzv. dendrity, které slouzi jako vstupni

14



prenosové kanaly; a jeden axon, ktery predstavuje vystupni prenosovy kanal. Axon
pak byva dale rozvétveny, a diky tomu mize byt pfipojeny k dendritim jinych neu-
ronu. K samotnému prenosu signalu slouzi mezineuronové rozhrani neboli synapse.
Synapse lze rozdélit na ty, které maji excitaéni (umoznuji Sifeni vzruchu) nebo

inhibiéni funkeci (tlumi $ifeni vzruchu). [28|

3.1.2 Umély neuron

Biologické neurony jsou dnes ve skute¢nosti vnimany spiSe jako malé neuronové sité
nez jako prosta ,jednotka® v neuronové siti. [26] Umélé neurony (a obecné umélé
neuronové sité) tedy vyuzivaji jen zakladni a zjednoduSené principy, které jsou ale

pro dané potieby dostatecné.

Obecny matematicky model neuronu je znazornén na obrazku 3.2. Neuron je tvoten
n vstupy (1, xs, ..., T,), ke kterym jsou pfitazeny vahy (wq, ws, ..., w,). Vahy urcuji
vyznamnost jednotlivych vstupi, vyssi hodnota vahy znamené vyssi vyznam daného
vstupu.

Véahy mohou nabyvat i zapornych hodnot a tim napodobovat inhibi¢ni funkci

synapsi u biologického neuronu. [28|

X0=1

X1

/

aktivaéni
funkce

i=0
vnitfni potencial
neuronu

Xi

Xn

Obrazek 3.2: Model umélého neuronu (zdroj: podle [27])

Kromé uvedenych vstupi a vah ma neuron jesté zvlastni vstup xg s konstantni
hodnou 1 a vahu wy oznacovanou také jako b. Tato vaha se nazyva bias. Nékdy se
misto biasu uvadi threshold (prah) 6. Vztah mezi biasem b a prahem 6 1ze jednoduse

vyjadrit jako b = —0 (viz dale).

z= zn:xiwi = b+zn:$iwi (3.1)
i=0 i=1
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Vazenym souctem vstupu (rovnice 3.1) je vypocten tzv. vnit¥ni potencial neu-
ronu z. Vstupy neuronu lze také vyjadrit jako vektor x = (xq, 21, ..., )
= (1,21, 29, ..., z,), vahy jako vektor w = (wp,wy, ..., w,) = (b, wy,ws, ..., w,). Pak
je mozné vnitini potencial neuronu formulovat také jako skalarni souc¢in vektoru z
aw, tedy z =z - w.

Vystupni hodnota (aktivace) neuronu a je dana aktivaéni funkci jako a = f(z).
Jednoduchym prikladem takové funkce je skokova funkce (predpis 3.2), ktera nabyva
hodnot 0 a 1 a tim i odpovida predstavé biologického neuronu (bud je aktivni nebo

neaktivni).

0 pokud z <0
= 3.2
1(z) {1 pokud z > 0 (3:2)

V pripadé pouziti prahu 6 méa skokova funkce predpis 3.3. Neboli vystupni hod-
nota neuronu a (v tomto pripadé 0 nebo 1) zavisi na tom, jestli hodnota vnitiniho

potencidlu neuronu z dosahuje prahové hodnoty 6.

0 pokud z <@ u
7] {1 pokud z> 6" " ;“" (3:3)

Odsud lze jednoduchou tpravou nerovnice ziskat vztah z — 6 < 0 a z toho tedy uz

vySe uvedeny vztah b = —6.

Existuje mnoho funkeci, které se vyuzivaji jako aktiva¢ni funkce neuront. Aktiva¢nim

funkcim je vénovana samostatna ¢ast 3.5 Aktivacni funkce.

3.2 Strucna historie neuronovych siti

Historie umélych neuronovych siti sahé az do roku 1943, kdy Warren McCulloch
a Walter Pitts navrhli prvni matematicky model neuronu, ktery byva oznacovan
jako MCP neuron (McCulloch-Pitts neuron). MCP neuron pracuje pouze s bi-
narnimi hodnotami (reprezentovanymi jako 0 nebo 1) na vstupech i na vystupu.
Excita¢ni vstupy jsou ohodnoceny jednou fixni vahou (41). Aktivn{ inhibi¢ni vstup
(vyjadien vahou -1) zamezuje aktivaci neuronu bez ohledu na ostatni vstupy. Prah 6
je stanoven fixni hodnotou, aktivace neuronu je realizovana pomoci skokové aktivacni
funkce. Aby mohl byt dany neuron aktivovan (hodnota 1 na vystupu), musi platit,
7e vazena suma vstupi dosahuje alespon hodnoty prahu a zaroven nesmi byt aktivni

inhibi¢ni vstup. Pomoci MCP neuronu lze snadno vyjadrit nékteré logické funkce
(AND, OR, NOT, NOR a NAND), ale uz ne funkce XOR nebo XNOR. Omezujici
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je také moznost pouziti pouze binarni hodnoty pro vstupy a vystup a také fixni (a

pro vSechny vstupy stejné) vahy. [29, 30|

A A
-1
Yand Yor A Ynol
B™ ' B™ '
0 pokud A+ B <2 0 pokudA+ B <1 0 pokud —A <O
Yand = Yor = not =
1 pokud A+ B >2 1 pokudA+ B2>1 1 pokud —A >0
A B Yand Yar A Ynot
0 0 0 0 0 1
0 1 0 1 1 0
1 0 0 1
1 1 1 1

Obrazek 3.3: Reprezentace logickych funkci AND, OR, NOT pomoci MCP neuronu
(zdroj: autor)

V roce 1949 vydal psycholog Donald Hebb knihu The Organization of Behavior. V
této knize vyjadiil myslenku o posilovani vazby mezi neurony, pokud jsou dva blizké
neurony aktivni ve stejny cas. To také oznacil jako jednu ze zakladnich funkei, které
jsou nezbytné pro uc¢eni a pamét. Tato teorie byla poté aplikovdna na umélé neurony
v podobé vyuziti vazenych vstupii (samostatna vaha pro kazdy vstup). [30]

Pozdéji v roce 1958 popsal Frank Rosenblatt vylepSeny model neuronu, ktery
nazval perceptron. Na rozdil od MCP neuronu tedy vyuzival vazenych vstupii, ne-
omezoval se pouze na binarni vstupy a také pro néj existoval ucici algoritmus. Per-
ceptron se dé chapat jako obecny model neuronu, ktery je popsan v ¢asti 3.1 Neuron.
Nekdy také byva oznacovan jako ucici algoritmus pro binarni klasifikator.

Ani perceptron vSak nedokézal fesit vSechny funkce. V roce 1969 navic Marvin
Minsky a Seymour Papert popsali limity perceptronu. Ukazali, Ze perceptron
stale nedokaze vytesit funkce XOR a XNOR a dokaze tedy fesit pouze tzv. linedrné
separabilni problémy. [30] Ve skute¢nosti je tento problém fesitelny pomoci vice
vrstev perceptront, ale v té dobé& neexistoval u¢ici algoritmus pro vicevrstvou sit. [28]

Vyzkum neuronovych siti se v nasledujicich letech zpomalil, toto obdobf je znamé

jako ,,Al winter.

Jiz v roce 1971 vyvinul Paul Werbos algoritmus zpétného Siteni chyby, znamy jako
backpropagation training algorithm, ktery v roce 1974 publikoval ve své doktorské
praci. Ale znAmym se tento algoritmus stal az v roce 1986, kdy D. Rumelhart,
G. Hinton a R. Williams publikovali ¢lanek Learning Representations by back-
propagating errors. |31]
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Algoritmus zpétného §ifeni chyby je zdkladem pii uceni neuronovych siti az dodnes.
Uceni neuronovych siti (véetné algoritmu backpropagation) je vénovana ¢ast 3.4 Uceni

neuronovych siti.

3.3 Architektura neuronovych siti

Modely neuronovych siti lze reprezentovat jako vazené orientované grafy, kde vrcholy
predstavuji neurony a orientované hrany znac¢i propojeni téchto neuroni (vystup
jednoho neuronu je vstupem jinych neuronti). Ohodnocenim hran jsou vyjadieny

vahy jednotlivych vstupt.

Podle usporadani tohoto grafu, tedy podle usporfadani neuront, jejich funkce a
funkce celé sité se daji ANN rozdélit na rizné architektury. Existuje mnoho takovych

architektur, dalsi priabézné vznikaji a nelze je tedy obsahnout tplné vsechny.

Input Cell Hidden Cell Kernel

O Backfed Input Cell O Convolution or Pool
‘ Recurrent Cell

‘ Output Cell . Memory Cell
‘ Match Input Output Cell

Obrazek 3.4: Vyznam symboli pouZitych na grafickych znézornénich architektur neuro-
novych siti (zdroj: [32])

Déle jsou uvedeny nékteré vybrané architektury neuronovych siti. U kazdé z nich je
na diagramu pro ilustraci zobrazen jeji zjednoduseny model. Vyznam symboli na

téchto diagramech popisuje legenda na obrazku 3.4.

3.3.1 Perceptron

Perceptron byl jiz zminén v ¢asti 3.2 Strucna his-
torie neuronovych siti jako model umélého neuronu
nebo ucici algoritmus pro binarni klasifikator. V kon- >.
textu architektury neuronovych siti byva oznacovan

také jako nejjednodussi typ neuronovych siti, ale v gy .4 1 3.5,

Perceptron
podstaté se stale jedna o jeden neuron. (zdroj: [32])

Pro perceptron jako architekturu sité je presnéjsi oznaceni spise singlelayer per-
ceptron (SLP), tedy sit s jednou vrstvou perceptronii. Sité s vice vrstvami per-

ceptronu (neuront) se oznacuji jako multiplayer perceptron (MLP), pouZzivan&jsi je
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spiSe oznaceni feedforward neural network (dopfedna neuronova sit) — viz 3.3.2 Do-

predné neuronové sité.

3.3.2 Dopredné neuronové sité

Dopftedné neuronové sité (feedforward neural networks, zkratka FFINN) jsou jedny
z nejjednodussich neuronovych siti. Jednotlivé neurony jsou obvykle usporddany to

tzv. vrstev. Jednoducha FFNN je znédzornéna na obrazku 3.6a.

- 3

(a) Dopfedné neuronové sit (b) Hluboka dopfedna neuronova sit

Obrazek 3.6: Doptedné neuronové sité (zdroj: [32])

Neurony (jejich vystupy) z jedné vrstvy jsou spojeny s neurony (jejich vstupy) ve
vrstvé nésledujici. Dvé sousedni vrstvy jsou obvykle tiplné spojené, tedy kazdy
neuron z jedné vrstvy je propojen s kazdym neuronem v nasledujici vrstvé. Ale
v jedné vrstvé spojeni mezi neurony neexistuji. Tyto vrstvy se déli na vstupni
(input layer), skryté (hidden layer) a vystupni (output layer). Stejnym zptsobem
se oznacuji neurony v téchto vrstvach. Tok informaci ve FFNN je jednosmérny, od
vstupnich pfes skryté az do vystupnich neuront.

Dopredné neuronové sité, které maji vice skrytych vrstev se nazyvaji jako hlu-
boké dopiedné neuronové sité (deep feedforward neural networks, DFFNN),
znazornéné na obrazku 3.6b na predchézejici strané. Jako hluboké dopredné neuro-
nové sité se bézné oznacuji FFNN, které maji vice nez jednu skrytou vrstvu, v praxi

se jedna o sité spise s minimélné desitkami skrytych vrstev.

Obvyklé vyuziti FFNN a DFFNN je pii tzv. ueni s ucitelem (viz 2.2.1 Uceni s
ucitelem). Casto byvaji také soucasti jinych architektur neuronovych siti, napt. kon-

voluénich neuronovych siti (viz 3.3.4 Konvolu¢ni neuronové sité). [32]

3.3.3 Rekurentni neuronové site

Rekurentni neuronové sité (recurrent neural networks, RNIN) jsou podobné do-
pfednym neuronovym sitim, ale na rozdil od nich maji vnitini stav (pamét). Skryté
neurony nedostavaji informace pouze z predchozi vrstvy, ale pomoci rekurentniho

spojeni maji navic informaci o svém vlastnim vystupu v pfedchozim kroku. [32]
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Obrazek 3.7: Rekurentni neuronova sit (zdroj: [32])

Diky této jednoduché paméti jsou RNN vyuzitelné zejména pro sekvencni data, jako
jsou napriklad texty. Konkrétné se vyuzivaji napf. pro generovani textu, predpovi-
déani slov (automatické dokon¢ovani) strojovy pieklad nebo predpovidani ¢asovych
fad. [33]

Problémem RNN je tzv. mizejici nebo explodujici gradient (viz 3.4.2 Mizejici a

explodujici gradient), kdy dochazi ke ztraté informace v case. [32]

Jednou z variant RNN, které tesi problém s gradientem jsou sité Long short-term
memory, zkratka LSTM (do ¢eStiny se piekladaji jako sité s dlouhou kratkodobou

paméti).

Obrazek 3.8: LSTM — Long short-term memory network (zdroj: podle [32])

LSTM jsou inspirovany spise elektrickymi obvody, kazdy (skryty) neuron ma expli-
citni pamét a tii brany (gates) — vstupni, vystupni a zapominaci (forget). Vstup
urcuje, kolik informaci zustane uloZeno v paméti a vystup urcuje kolik informaci
dostanou neurony v dalsi vrstvé. Zapominadni pak mize byt vhodné napiiklad pri
zpracovani textu — sit pri zpracovani véty pravdépodobné nebude potiebovat kon-

text predchozi véty, a tak miize tuto informaci ,zapomenout®. [32]

3.3.4 Konvolucni neuronové sité

Konvoluéni neuronové sité (convolutional neural networks, zkratka CNIN nebo také
ConvNet) jsou vyuzivany predevsim pii zpracovani obrazu. Pro zpracovani obrazu je
mozné pouzit i klasické dopfedné neuronové sité, ale problémem je velikost obrazkii.
Jestlize by mél obrézek rozliseni napriklad pouhych 100x100 pixeld, musela by mit
takova sit 10 000 vstupti. U barevnych obrazki ma navic kazdy pixel 3 barevné

slozky (RGB — ¢ervend, zelena, modré), celkem by 8lo tedy o 30 000 vstupnich
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hodnot. [32, 34] Pro barevny obrazek 500x500 pixela by to bylo 750 000 vstup-
nich hodnot. Zkratka ,klasické” neuronové sité nejsou pro takové zpracovani obrazu

skalovatelné.

Obraz je reprezentovan jako matice, kde jednotlivé hodnoty predstavuji (intenzitu)
barvy pixeli. Pro ¢ernobily obraz je tato matice jedna, hodnoty jsou v rozmezi 0
az 255" (tzn. ernd az bila). Pro barevné obrazy jsou matice celkem t¥i, pro kazdou
slozku barvy jedna. Opét s hodnotami 0 az 255, které signalizuji intenzitu dané

barvy.

O _—
5 %%
\O/ i\

Obrazek 3.9: Konvolu¢ni neuronova sit (zdroj: [32])

\WAVAWV,
/\/\/

\
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Nazev CNN vychézi z operace, které je zde vyuzivana — konvoluce. CNN postupné
¢te obraz po malych castech. Velikost téchto ¢asti zavisi na rozméru dalsi matice
(napf. 3x3) znamé jako kernel (konvolu¢ni jadro nebo také filtr). Filtr se takto
posouvé a probih& néasobeni jeho hodnot s hodnotami, které lezi pod nim. Soucet
téchto nésobku pak tvori hodnotu v matici na vystupu konvolu¢ni vrstvy. Tato
operace se opakuje, dokud filtr neprojde celou §ifku obrazu a poté pokracuje od
zacatku dalstho radku. Takto postupné dojde k pfec¢teni celého obrazu. Fungovani

konvoluce je naznac¢eno na obrazku 3.10.

Délka posunu se oznacuje jako stride (krok). Typicky se pouzivéa krok délky 1, takze
dochézi k pomyslnému prekryvani filtru pfi posunu. Aby pii prochazeni nedochézelo
ke ztraté informaci, tak se okraje obrazku osetiuji pfidanim pixeld napi. hodnoty 0.
To se nazyva padding (odsazeni), znamé také jako zero padding pravé kvili pouziti
nuly. Vystupem konvolu¢ni vrstvy je potom ,,obrazek® (matice), ktery je stejné velky
jako vstup (pokud bylo pouzito odsazeni) a na néj se da aplikovat dalsi konvoluce.
Je dilezité, aby CNN mély nékolik konvoluénich vrstev, protoze jednotlivé vrstvy
umoznuji zachytit dilezité vlastnosti obrazku — od jednoduchych rysi jako jsou
hrany nebo barvy (v prvnich vrstvach) pfes textury a vzory v nasledujicich vrstvach

aZ po komplexni objekty v poslednich vrstvach. [34, 35|

Inebo Ize pouZit také hodnoty od 0 do 1 nebo také od -1 do 1
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Obrazek 3.10: Princip fungovani konvoluce (zdroj: autor podle [35])

Dalsi dilezitou souc¢asti CNN je pooling (sdruzovani), nejcastéji se pouziva tzv.
max-pooling. Tato vrstva se aplikuje podobné jako konvoluce na vSechny c¢asti
obrazku (nebo vystupu z konvoluce) a z kazdé ¢asti (napf. 2x2) vraci maximum.
V tomto pripadé se ale prekryvani nepouziva, takze dochéazi ke snizeni rozliseni
vysledného obrazu, a tedy i k redukci celkového objemu dat. Metoda max-pooling

je naznacena na obrazku 3.11.

3|12 |1 3|12 (1 3| 1] 2|1 3|12 |1
6 | 8|13 6 8|13 6 (8|13 6 (8 1|3
—pp -l —p
01 ]|5]|2 01|52 0| 1|5 ]2 0| 1|5 ]2
2 1 0|04 200 4 2 1 0|0 4 2 1 0|0 4
\4 v A4 \4
8 8 | 3 8 | 3 8 | 3
2 2 |5

Obrazek 3.11: Max-pooling (zdroj: autor podle [35])

Kromé sniZeni narokt na vykon potfebného pro zpracovani takového mnozstvi ob-
razovych dat dochazi také k extrakci dominantnich rysi. Postupnym skladénim
konvolu¢nich a pooling vrstev lze ziskat dostatecné malou reprezentaci ptivodniho
obrazu, na kterou lze uz pouzit FENN. [34, 35| Kombinace konvolué¢nich siti spolu s
dopfednymi sitémi se nékdy oznacuje jako hluboké konvoluéni neuronové sité (deep

convolutional neural networks, DCNN). [32]
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Problémem CNN je, Ze jsou zranitelné pomoci tzv. matoucich vzori. Obrézek miize
byt drobné upraven tak, Ze ¢lovék nepozné rozdil, ale neuronova sit ho muze na-
priklad spatné klasifikovat. Nebo je sit schopna klasifikovat obrazek s presnosti pres
99 %, ale pro ¢loveéka je nerozpoznatelny. Tento problém se netyka nutné jen CNN,
ale na nich se da lehce interpretovat (viz obrazek 3.12). Velmi nebezpeéné to muze

byt pfi nasazeni neuronovych siti v readlném svété (napf. fizeni autonomnich vozi-

del). [34, 36]

"panda" "gibbon"
57.7% confidence 99.3% confidence

Obrazek 3.12: Ukazka chybné klasifikace obrazku diky drobné (pro ¢lovéka nerozezna-
telné) zméné (zdroj: prevzato z 37, s. 3])

3.3.5 Autoenkodéry

Autoenkodér (autoencoder, AE) je jednoducha (typicky
dvouvrstva) neuronova sit. Zakladni myslenkou je auto-
matické kodovani vstupii a nésledné jejich zpétné deko-
dovani na vystupy s co nejmensi chybou. Diky tomu, Ze
je ve skrytych vrstvach mensi pocet neuront, nez je pocet
vstupt, nemuze sit pouze jednoduse piekopirovat vstup

na vystup, ale musi generalizovat. Vyhodou autoenkodéri

je, Ze jsou jednoduché (maji maly pocet vrstev) a je tedy
Obrazek 3.13:

relativné jednoduché je natrénovat. [32, 38| Autoenkodér (zdroj: [32])

Autoenkodéry se vyuzivaji pro odstranéni Sumu (napf. z

obrazki, audia), detekci anomalii nebo redukei dimenzionality.

3.3.6 GAN

Generative adversarial networks, oznac¢ované zkratkou GAN (Cesky se nékdy uvadi
nazev generativni kompetitivni neuronové sité), se skladaji ze dvou ¢asti (siti). Jedna
¢ast ma za tkol generovat obsah (napf. obraz, text), ta se nazyva generator. Druha
cast, nazyvané diskriminator, se snazi obsah od generatoru hodnotit. Diskrimina-

tor dostane od generatoru bud trénovaci data nebo generovany obsah a snazi se
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odhadnout, ze které mnoziny data pochazeji. Obé ¢asti se navzajem trénuji tak, ze
generéator se snazi byt méné predvidatelny (maximalizovat chybu diskriminatoru)
a diskriminator snazi lépe rozeznavat realna data od generovanych (minimalizovat

svoji chybu). Po ukonceni trénovani se obvykle pouziva pouze generator. |34, 32|

Obrazek 3.14: Generative adversarial networks (zdroj: [32])

Pomoci GAN byl vytvoien napiiklad generator lidskych obliceji?, existuji riizné
generéatory obrazki, generatory text (basné, programovaci jazyky) apod. GAN lze
vyuzit napiiklad také pro tzv. pFenos stylu obrazu®, kdy miiZze byt obycejna

fotografii pretransformovana napt. do stylu malife van Gogha.

3.4 Uceni neuronovych siti

Znalosti jsou v neuronovych sitich ulozeny ve vahach (a biasech). U¢eni (trénovani)
neuronové sité znamena postupnou tupravu téchto parametra tak, aby sit podavala

co nejpresnéjsi vysledky.

Aby bylo mozné pii procesu uceni neuronové sité upravovat jeji parametry (véahy a
biasy), musi mit tato sit nejdiive n&jaké poc¢ateéni parametry nastavené. Ty se ob-
vykle nastavuji nadhodné na nizké hodnoty. Neuronové siti se poté predlozi vstupni
data, v zavislosti na parametrech a celkovém nastaveni sité dojde k aktivaci nékte-
rych neuronti, koneénym vystupem je pak piedpoved. Tato pFfedpovéd se porovna
s o¢ekadvanym vysledkem, ktery by méla sit poskytnout. Rozdil mezi pfedpovédi
a ofekavanym vysledkem se oznacuje jako chyba (error) a hlavnim cilem je mini-
malizovat tuto chybu. To znamené upravit parametry sité tak, aby byla vysledna
chyba co nejnizsi. Postupné je takto cely proces opakovan, idedlné dokud neklesne
chyba pod néjakou pozadovanou mez. Tato metoda uc¢eni neuronovych siti je v sou-
¢asnosti nejvice vyuzivana, jedna se o tzv. uceni s uc¢itelem. Vice o zptusobech uceni

je uvedeno v casti 2.2 Typy strojového uceni.

’nttps://thispersondoesnotexist.com
3https://demos.algorithmia.com/deep-style
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3.4.1 Zpétné Sireni chyby

Pokud je neuronové sit slozena pouze z jednoho nebo jedné vrstvy neuront (vstupy
sité jsou pfimo pfipojeny k vystupnim neurontim), neni tak slozité takovou sit ucit
neboli upravovat jednotlivé parametry a minimalizovat jeji chybu. Takové sité ovsem
nejsou dostacujici, protoze nedokazi resit komplexnéjsi problémy. Moderni neuronové
sité se v naprosté vétsiné sklddaji z nékolika vrstev neuront, ¢asto se o nich hovori
jako o hlubokych neuronovych sitich (viz 3.3 Architektura neuronovych siti). Ko-
necny vystup takové sité je ovlivnén nejen vstupy z predchozi vrstvy, ale i vSemi

dalsimi predchozimi vrstvami a jejich neurony.

Hluboké sité prakticky nebylo mozné ucit, a to az do objeveni algoritmu backpro-

pagation (algoritmu zpétného Sifeni chyby), ktery je dodnes stale vyuzivan.

Pro lepsi ilustraci je na obrézku 3.15 znazornéna jednoducha neuronova sit, ktera je
vyuzita v nasledujicim jednoduchém piikladu. Uvedeny ptiklad mé za cil poskytnout

pouze zakladni pohled na algoritmus backpropagation a principy jeho fungovani.

Obrazek 3.15: Jednoduché neuronové sit se dvéma vrstvami pro popis principu fungovani
algoritmu backpropagation (zdroj: autor)

Prvnim krokem uceni je inicializace parametria sité — vah w a biasi b, obvykle
nahodné s nizkymi hodnotami. Spodni index u vah znac¢i, mezi kterymi dvéma neu-
rony existuje propojeni s touto vahou a horni index oznacuje ¢islo vrstvy. Napiiklad
vaha wéQI) patii ke spojeni mezi vystupem prvniho neuronu v prvni vrstvé a vstupem
druhého neuronu v druhé vrstvé. Bias existuje pro kazdou vrstvu pouze jeden, proto

mé jen horni index s oznacenim vrstvy.

Nésledné jsou siti predlozena data na vstupy x; a xs a pii dopfedném priichodu
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siti jsou pocitany jednotlivé aktivace neuroni a. Napiiklad a(2) = f(z (2)) kde f je
aktiva¢ni funkce a 252) = ag ) (2)+ag )wl 4@ je vnitini potencial prvniho neuronu

ve druhé vrstvé.

Po dopredném prichodu jsou na vystupech sité, kterymi jsou vystupy posledni
vrstvy a?’ a &22), dostupné predpovédi. Porovnanim predpovédi a§2) a a§2) s oCe-
kdvanymi hodnotami t; a ¢y je vyjadiena chyba (error, cost) E = g(a,t), kde g(a,t)

je tzv. chybovéa funkce (loss function, cost function, error function)?.

Existuji razné chybové funkce jako je napiiklad stfedni kvadratickd chyba (mean
squared error, MSE) nebo kiizova entropie (cross-entropy), v tomto pfipadé je pro
jednoduchost vyuzita préave MSE, tzn. g(a,t) = 3(t — a)? (pouziti 3 pozdéji lehce
zjednodusf a zptehledni vypocet). Chyba pro prvnf vystup je £ ) = st — a§2))2,
stejnym zpusobem je vyjddrena i chyba E () pro druhy vystup. Clelkovéu chyba E je
pak tedy: ’

1 1
FE = Ea(12) + Eaf) = 5(751 — a&Q))Q + 5(152 — aéQ))Q (34)

Dalsim krokem je minimalizace této chyby neboli nalezeni minima celkové chybové

funkce E pomoci tprav parametri sité. K tomu se vyuziva optimaliza¢ni metoda

nazyvané jako gradientni sestup (gradient descent). Napiiklad vliv vahy w1 1 na

celkovou chybu E lze vyjadrit Jako (2> neboli parcialni derivaci funkce E vzhledem
(2)

k vaze wy7j, nékdy se toto nazyva take Jako gradient vzhledem k vaze w1,1- Obdobné
8E 5

pro vliv biasu b

Cilem je minimalizovat chybu, to znamena ,pohyb v opac¢ném sméru gradientu*

— odsud tedy néazev gradientni sestup (znézornéno na obrazku 3.16 na nasledujici

stran¢). Toto lze vyjadiit jako Awﬁ) x —8‘9@) (Awﬁ) zna¢i zménu vahy wﬁ)).

Presnéji je tato zména déana jako Awl =05 (2) , kde 1 je tzv. mira uceni (learning

rate), ktera udava rychlost zmeény vahy.

Chyba E neni pifmou funkci® vahy wg 1), proto je tfeba W prepsat jako derivaci

slozené funkce”:
oFE oE 8@52) 82{2)

8w(2) 8a§2) 8z§2) 8w§?

(3.5)

40znaceni loss byva nékdy pouzivano jako chyba pro jeden priichod a cost pak jako chyba pro
cely tréninkovy dataset (nebo pro jeho uréitou ¢ast — davku).

5Uprava biasu dale neni v tomto piikladu uvddéna, princip vypocétu téchto zmén je stejny jako
u vah.

6Jedna se o slozenou funkci

Tanglicky se toto oznacuje jako chain rule
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pocatecni _
vaha

E(w)

-

E”Hll(l’(')
Obrazek 3.16: Grafické znazornéni gradientniho sestupu (zdroj: autor podle [39])

Pro jednotlivé slozky plati:

- = (1= o) (=1) = =(tr = a}”) (3.6)
da'? da? ' 1
aag ) (2)
f(z17) (3.7)
32@ !
o _ ol ul+ w10
@ 2) =0 (3.8)
awm 8w1’1
a tedy
) 2 2 1
—ap =~ (= a) ()’ (3.9)
Wy

Odsud lze vyjadiit § o = —(t — o) (=),
aq

Poté je vypocet pro viechny ostatni vahy ve druhé (posledni) vrstvé nasledujici:

oE oE
— =90 (2)@51) — =90 (2)(1&1) (3.10)
(2) a; (2) as
Wi 1 Wsy 1
oF oFE
TQ) = 5a(2)aél) W = 5@(2)(151) (311)
Wy 9 ! Wa 9 :
a tedy napf. zména vahy wﬁ) je pak Awﬂ = —n0 (2 agl).
) ) (11

Déle je tfeba pokracovat vahami v dalsich (skrytych) vrstvach, v tomto pripadé

. ] - 1 ]
vahami v prvni vrstvé. Pro w§ 1) plati

OE  OF 8al" 92V
O~ 5.0 4.0 4 @ (3.12)
w Oay’ 0z’ Ow

1,1 1 1 1,1

27



Vystupy neuront skryté vrstvy ovliviiuji oba neurony ve vystupni vrstvé (tedy i

jejich chybu), to znamené:

aE 6Eag2) 0Ea§2)

- (3.13)
8&51) 6a§1) aagl)
kde
0B, 9E 927  0F 0a? o 14
a0 5.0 940 54@ 5,@ 1 (3.14)
ay <1 04y ay” 0z
0L, 9F 020  0F, 0a
1)~ 5@ () 5 @)y () 2 (3.15)
das 0zy ' Oay dasy’ 0z
Déle analogicky jako predtim (ve druhé vrstve)
8a§1) (1)
= f'(z1) (3.16)
82&1) '
1) Oz +z w'H +pM
02 _ (21 1,1 2Wq 2 )21‘1 (3.17)

8w81) 8wi)1

Dosazenim vznikne zapis

OF OF 8a§2) (2) OF 0@52) (2) (1)
= WG+ ——=wy, | f(z)x 3.18
(8@52) 32%2) b 8a§2) 8252) 2! S ( )

a z predchozich vypocti lze pak dale dosadit a ziskat

OF
5 = G0l + 0,wwi) (), (3.19)

Wy 1

Nakonec lze opét vyjadit d, napt. 6 a) = ((5a(z>w§21) +9 <2)wg21))f’(z§1)). Vypocet pro
1 1 ’ az ’

vahy v prvni (skryté) vrstvé pak nésledujici:

0 oFE
W = 5@(1)1’1 W = 5@(1)1‘1 (320)
Wy 1 ! Wy 1 ?
0 0E
W = 5a(1)$2 T = 6a(1)x2 (321)
L) ! Ws o 2

Zména vahy wﬁ je poté dana jako Awgll) = —nd wmyx; a obdobné to plati i pro

) ’ a;

ostatni vahy v prvni vrstve.
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Pokud by byla sit hlubsi, pokracovalo by zpétné Sifeni chyby dale stejné i pro
dalsi skryté vrstvy. Prakticky dochazi jen k vyuzivani predchozich vypoctu a je-

jich | Fetézeni®.

Po zpétném prichodu a prenastaveni vah nasleduje opét dopfedny prichod a vse
se opakuje vétsinou az dokud neklesne chyba pod urcitou hranici nebo dokud neni

proveden urcity pocet priichodi (tzv. epoch).

3.4.2 Mizejici a explodujici gradient

Mizejici gradient (vanishing gradient) je nestabilni chovéani, které se vyskytuje pii
uceni hlubokych a také v rekurentnich neuronovych siti (viz. 3.3 Architektura neu-
ronovych siti), kdy neni mozné §iFit informace o gradientu z vrstev u vystupu zpét k
vrstvam u vstupu (postupnym nasobenim nizkych hodnot na intervalu (0, 1) se gra-
dient stale zmensuje a piiblizuje nule). Sité tak predcasné konverguji ke Spatnému
feSeni nebo je prakticky nemozné je ucit. Tento problém se Tesi vétSinou pouzi-
vanim ruznych aktivaénich funkei (viz 3.5 Aktivacni funkce), pfed-trénovanim vah

apod. [40, 41|

Opacénym problémem je druhé nestabilni chovani, tzv. explodujici gradient (exploding
gradient), kdy se hodnoty gradientu pfi u¢eni postupné zvysuji, to znamena velké
zmény parametru sité, a tedy nestabilni uceni. Tento problém se ¢asto projevuje
tak, ze rychle dochézi k velkym zménam vah béhem uceni (vdhy se mohou dostat
na hodnotu NaN) piipadné chyba pfi trénovani se muze dostat az na hodnotu NaN.
Pro oSetreni explodujiciho gradientu existuji metody jako napt. gradient clipping,
coz prakticky znamené omezeni velikosti gradientu. Nebo muze stacit jen zmensit

davky (batch size) pro trénovani. [42]

3.5 Aktivacni funkce

Aktiva¢ni funkce® (activation function) definuje jaky bude vystup neuronu na zé-
kladé jeho vstupii.

Jednou ze zékladnich vlastnosti, kterou by méla aktiva¢ni funkce mit je neli-
nearita. Linearni funkce jsou tzv. uzaviené na skladéani, to znamené, ze vystupem
slozenych linearnich funkci bude opét jen linearni funkce. Naopak je dokazano, ze sit
s vyuzitim nelinearni aktiva¢ni funkce dokaze aproximovat jakoukoli spojitou funkci.
[43, 44]

Aktiva¢ni funkce by zaroven méla byt také spojité diferencovatelna. Divodem

je uéici algoritmus zpétného sifeni chyby (viz 3.4.1 Zpétné sifeni chyby). Nicméné v

8nékdy se oznacuje také jako prenosova funkce
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praxi se vyuzivaji i funkce, které tuto podminku presné nespliuji (viz 3.5.4 ReLU).
Existuje celd fada aktivacnich funkci, nékteré znamé nebo casto vyuzivané jsou

uvedeny dale.

3.5.1 Linearni funkce (identita)

Jak jiz bylo uvedeno, linearni funkce, v tomto pripadé presnéji identita f(z) = =
s oborem hodnot H(f) : y € (—00,00), neni vhodné jako aktiva¢ni funkce. Jeji
derivace je konstantni (f'(z) = 1), takZe neni mozné pouzit algoritmus backpropa-
gation pro uceni. Také je uzaviena na skladéani, skladanim této funkce tedy nakonec

vznikne opét jen linearni funkce.

1

—1 |
-1 —-05 0 0.5 1
x

Graf 3.1: Linerarni funkce (identita)

V praxi je tato funkce vyuzitelna pouze ve vystupni vrstvé neuroni pii feSeni tloh

regrese (vystupni hodnoty jsou realna ¢isla).

3.5.2 Sigmoida

Sigmoida je tradi¢ni aktiva¢ni funkce, jeji predpis a derivace jsou dény predpisem
3.22. Obor hodnot je H(f) : y € (0,1). Jeji priubéh je zobrazen na grafu 3.2.

fx) = f'(@) = f(z)(1 = f(z)) (3.22)

Graf 3.2: Sigmoida
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Drive byla tato funkce obecné doporucovana a Casto vyuzivana, dnes se jiz témér
nepouZiva zejména kvili problému mizejicitho gradientu (vanishing gradient, viz
3.4.2 Mizejici a explodujici gradient) a obecné existenci jinych (lepsich) funkei. Se-

tkat se s ni lze spiSe uz jen ve vyukovych materialech a prikladech.

3.5.3 Hyperbolicky tangens

Funkce hyperbolicky tangens, oznacovana jako tanh, je dana predpisem 3.23, deri-
vace je f'(z) = tanh'(z) = 1 — tanh(x)* a obor hodnot je H(f) :y € (—1,1).

et —e "

f(z) = tanh(z) = pr— (3.23)

Graf 3.3: Hyperbolicky tangens (tanh)

Tato funkce je podobnéa funkci sigmoida, rozdil je v oboru hodnot, které jsou zde v
intervalu (—1, 1). Takze dokaze lépe reprezentovat negativni hodnoty, pro které bude
mit aktivace také zapornou hodnotu. Také mé silnéjsi gradient (derivace dosahuje

vyssich hodnot), ale stejné jako u sigmoidy je zde problém mizejiciho gradientu.

3.5.4 RelLU

ReLU je zkratka pro Rectified Linear Unit (usmérnéna linearni funkce). Tato jed-
noducha funkce je dana predpisem 3.24, jeji derivace predpisem 3.25 (na nasledujici
strané). Obor hodnot je H(f) : y € (0,00).

0 proz <0

f(z) = , nebo také f(z) = max(0,x) (3.24)
xr prox >0
0 prox <0

fi(x) = (3.25)
1 proxz >0
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V soucasnosti je ReLLU obecné doporucovanou vychozi volbou pii vybéru aktivacni
funkce (pro skryté neurony). [27] [45, s. 171]

P1i porovnani ReLLU s tanh na identické siti bylo pozorovano, ze s ReLU dochézi k
6nasobnému zrychleni uceni. [47, s. 3] Vyhodou ReLLU muze byt také nizsi vypocetni

naro¢nost na rozdil od sigmoidy nebo funkce tanh, kde se poc¢ita s exponenty. 27|

1 H — fl<x> ............... i
os |l f(2) |
O | | | i
-1 0 1
x

Graf 3.4: Funkce ReLU

Nevyhodou funkce ReLU je, Ze neni spojité diferencovatelné — neexistuje zde derivace
kdyZz x = 0. V praxi je toto feSeno predpokladem, ze f'(0) = 0. [46]

Vétsim problémem je tzv. ,dying ReLU“, tedy Ze neurony s aktivacni funkci
ReL U mohou ,,zem#it*. To znamen4, Ze naptiklad prili§ velky gradient muze zptisobit

takovou zménu véhy, Ze se neuron uz nebude schopen nikdy aktivovat. [27].

Pro predejiti tomuto problému vznikaji rizné varianty ReLU. Pokud v ANN dochazi

k ,,umirani“ neuront, je vhodné zvolit néjakou z variant této funkce.

Leaky ReLU

Jednou variantou, ktera pomaha tesit problém ,,dying ReLU* je funkce leaky ReLU.
Ta se lisi v tom, Ze pro Ze pro hodnoty x < 0 mé funkce konstantni hodnotou dany
maly sklon (napf. 0.01). [27]

PReLU

Obecna verze, ze které leaky ReLLU vychazi, je funkce PReLU (parametric ReLU).
Je déna predpisem 3.26, derivace této funkce predpisem 3.27. Obor hodnot je pak
H(f):y € (—o00,00), pokud plati, ze a > 0.

ar prox <0
, nebo také f(x) = max(azx, x) (3.26)

x prox >0

{a prox <0
f(a,z) = (3.27)

1 prox >0
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Misto konstantni hodnoty pro urceni sklonu tedy vyuziva parametr «, ktery je mozné
ucit (u¢enim upravovat). Pouzitim PReLU misto ReLU a ufenim tohoto parametru
bylo pozorovano mirné zvyseni presnosti pii klasifikaci obrazkt bez témér zadného

zvySeni vypocetni zatéze. [48]

1H— f(%x)‘ ............. 4
..... o, )
0.5
N
-1 0 1
x

Graf 3.5: Funkce PReLU s parametrem o = 0.1

3.5.5 ELU

Exponential linear unit (ELU) je funkce podobna ReLU (PReLU). Je definovana
predpisem 3.28, jeji derivace vyjadiena na pfedpisu 3.29 na nasledujici strané. Obor
hodnot je H(f) :y € (—a, 00).

ae®—1) prox <0

fla,z) = { (3.28)

x prox >0

(o, x) = (3.29)

fla,z)+a prox <0
1 prox >0

Lisi se v hodnotach pro z < 0, kde mé hladky pribéh. Parametr a je stejné jako u
PReLU mozné ucit.

Graf 3.6: Funkce ELU s parametrem a = 1.0

Také bylo ukizano, ze ELU dokaze v nékterych piipadech urychlit uceni a poskyt-
nout vyssi presnost pii klasifikaci nez ReLU. [49]
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3.5.6 Softplus

Funkce softplus byva nékdy nazyvéana také jako SmoothRelu, protoze se v podstaté
jedna o hladkou aproximaci préacé funkce ReLLU. Jeji definice a derivace jsou uvedeny
na predpisu 3.30, obor hodnot je H(f) : y € (0,00). Je mozné vidét, ze derivaci této

funkce je sigmoida.

f(z) =In(1+e") f(z) = (3.30)

Graf 3.7: Softplus

3.5.7 Softsign

Funkce softsign s definici a derivaci uvedenymi na pfedpisu 3.31 a oborem hodnot

H(f):y € (—1,1) je podobna funkei hyperbolicky tangens.

T 1

flz) = f’(x):m

(3.31)

Na rozdil od funkce tanh se ale softsign priblizuje pomaleji ke svym asymptotam.
[50, s. 251]

Graf 3.8: Softsign
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3.5.8 Softmax

Softmax je funkce (predpis 3.32), ktera prevede realné hodnoty na pravdépodob-
nosti. Pfesnéji prevede vektor n realnych ¢isel (xy, zs, ..., x,) na (vektor) rozdéleni

pravdépodobnosti, které obsahuje n hodnot. [51]

evi

f(%):m

(3.32)

Softmax se vyuziva pii klasifikaci, kde jednotlivé pravdépodobnosti vyjadiuji jistotu

spravné odpoveédi.

Pro jednoduchou demonstraci fungovani nasleduje piiklad podle [51]:

Pro ¢isla -1, 0, 3 a 5 plati, ze

Ze‘”ﬂ' —et4+e'+e3+e°=169.87
=0

To znamené:

_e”Y 037 __
f(_l) ~ 169.87 ~ 169.87 0.002

£(0) = 0.006
f(3)=0.118
£(5) = 0.874

Soucet vSech pravdépodobnosti je 1. Cim vé&tsi hodnota z, tim vyssi pravdépodob-

nost.
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4 Transfer learning

Transfer learning (pienesené uceni nebo prenos uceni, zkratka TL) je metoda
strojového uceni, ktera dokaZze zlep$it uceni nové (cilové) ulohy pomoci pienosu
znalosti z jiné (pfibuzné) a jiz naucené (zdrojové) ulohy. Lidé vyuzivaji prenosu
znalosti z jedné ulohy na jinou (novou) pfirozené a ¢im vice nova tloha souvisi s tou
predeslou, tim snazsi je se tuto novou tlohu naucit. [52] Prikladem muZe byt uceni
se cizich jazyku. Pti uceni se nového jazyka ¢lovék prirozené vyuziva zékladnich
znalosti, které se naucil jiz diive. M& povédomi o existenci néjaké abecedy, pravidel

gramatiky apod. — nemusi se tedy ucit vSe od zacatku.

ULOHA 1 ULOHA 2 ZDROJOVA ULOHA  CILOVA ULOHA

NAUCENE ciLovy
MODEL 1 MODEL 2 znALOSTI |™=|  mMODEL
(a) Tradi¢ni zptsob strojové uceni (b) Transfer learning

Obrazek 4.1: Srovnani ML a TL (zdroj: autor podle [53, s. 1346])

Existuji tii zakladni miry, které mohou ukazovat na zlepSeni uceni (znazornéno na
obrazku 4.2 na nasledujici strané). Vzdy jde o porovnani uceni s vyuzitim pfenosu
znalosti a uceni tzv. ,od nuly“ [52]:

e dosazitelna pocatecéni troven vykonu pii uceni cilového tkolu

e cCas, ktery je potfeba pro nauceni se cilového tkolu

e dosazitelna kone¢né tdroven vykonu pii uceni cilovém tkolu
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vysSi sklon vysSi asymptota

VYKON

""" s pfenosem znalosti
= bez pfenosu znalosti

vysSi vykon na pocatku

TRENINK

Obrazek 4.2: TTi zpusoby, jak miZze prenos znalosti zlepsit uceni (zdroj: [52, s. 2|, preklad:
autor)

4.1 Formalni definice
(tato ¢ast je zpracovana podle [53, s. 1346-1347])

Nejprve je tieba definovat dva zakladni koncepty — doménu (domain) a tlohu
(task). Doména D = {X, P(X)} se sklada z prostoru vstupu (feature space) X a
marginalniho rozdéleni pravdépodobnosti P(X), kde X = {x1,...,7,} € X. Uloha
T =A{Y, f(-)} sklada ze dvou ¢asti, kde ) je prostor vystupu (label space) a f(-) je
prediktivni funkce, kterou mozné naucit z trénovacich dat obsahujici dvojice z; € X
a y; € Y. Tato funkce mize byt vyuzita pro predpovéd vysledku f(z) pro novou
hodnotu x a muZe byt zapsana také jako P(y|x).

Naptiklad pro klasifikaci textovych dokumentu je X prostorem vSech dokument,
x; je i-ty vektor termint! odpovidajici néjakému dokumentu a X je trénovaci vzorek
dokumenti. Pro binarni klasifikaci je ) mnozina vystupnich hodnot 0,1 (true, false),

y; je 0 nebo 1 (true nebo false).

Pokud je déna zdrojova doména Dg a k ni zdrojova tloha Tg, a také cilovdi doména
Dy a k ni cilova uloha 77, pak je cilem TL zlep$it uceni cilové prediktivni funkce

fr() v Dy pomoci znalosti v Dg a Tg, kde Dg # Dr nebo Tg # Tr.

Pokud pro domény plati, ze Dg # Dr, tak to znamena ze Xg # Xr nebo Pg(X) #
Pr(X). Na prikladu klasifikace textovych dokumenti to znamena, ze jsou dokumenty
ve zdrojové a cilové sadé napriklad napsané v odlisnych jazycich nebo diskutuji jina
témata.

Podobné plati pro dlohy, Ze pokud Ts # Tr, tak Vs # Yr nebo P(Ys|Xgs) #
P(Yr|Xr). Pri klasifikaci dokumentii to znamené, Ze maji dokumenty ve zdrojové a
cilové doméné jiné kategorie, naptiklad zdrojova doména a cilova doména pouzivaji

rozdilné kategorie, nebo jsou kategorie mezi doménami nevyvazené.

lterm vector — obsah dokumentt je reprezentovan napi. jako vektor viech slov
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4.2 Pouziti prenosu uceni

Jednou z nejpopulérnéjsich oblasti strojového uceni, kde se v soucasnosti vyuziva
TL, jsou hluboké neuronové sité, presnéji hluboké konvoluéni neuronové sité.
Trénovani velkych konvoluénich neuronovych siti muze trvat i s vyuzitim nej-
vykonnéjsich grafickych karet nékolik dnii nebo dokonce tydni, a navic je potieba
dostatecné velkd mnozina trénovacich dat. Sestaveni velké mnoziny trénovacich dat
je nejen narocné, ale nékdy i nemozné. Casto totiz byva k dispozici jen malé mnoz-
stvi obrazovych dat vyuzitelnych pro trénovani — piikladem mohou byt medicinské

snimky, fotografie vzacnych zivoc¢ichi apod.

Oba tyto problémy dokéze tesSit pravée TL pouzitim Vstup
pred-trénovaného modelu. Pokud je takovy model tréno- y
vany na velké a dostatecné obecné datové sadé, muze pak

Konvoluéni
dobfe poslouzit jako obecny vizualni model pro TL [54]. ast
Jak jiz bylo zminéno v ¢asti 3.3.4 Konvolu¢ni neuronové T
sité, CNN urcené pro klasifikaci obrazku se skladaji ze dvou

. . ) . Klasifikator
¢asti — konvoluéni €asti (konvolu¢niho zakladu) a klasi- T
fika¢ni ¢asti (klasifikdtoru) — znazornéno na obrazku 4.3. Vystup

[55] (predikce)
Obrazek 4.3: Zjedno-

Zakladnim krokem pro aplikovani TL na klasifikaci ob- duSena reprezentace slo-
zeni CNN pro klasifikaci

razku je volba modelu a nahrazeni klasifika¢ni ¢asti vlast- ,
obrazu (zdroj: [55])

nim klasifikitorem. Diky tomu bude novy model klasifiko-

vat podle pozadovanych ttid, a ne t¥id pivodniho modelu.

Poté nasleduje volba jedné ze tif strategii pro trénovani a ladéni modelu [55]:

e Trénovani pouze klasifika¢ni ¢asti sité — je zéakladni strategie (schématicky
znézornéna na obrazku 4.4a na nasledujici strané), kdy dochazi k trénovani
pouze klasifikac¢ni Césti sité, vrstvy v konvoluéni ¢asti jsou tzv. ,zmrazené
(frozen) a nedochézi v nich tedy k zménam vah (uceni). Tato strategie je
vhodné zejména pokud je k dispozici pouze mala datova sada a/nebo pokud
dany pfed-trénovany model tesi klasifikaci podobného typu obréazka. Casto se
tento zpusob vyuziti oznacuje také jako feature extraction.

e Trénovani nékterych vrstvev konvoluc¢ni Casti sité — zde dochazi i k
trénovani nékterych vrstev v konvoluéni ¢ésti sité. Je tedy tieba dobfe zvolit
a pripadné testovat, které vrstvy v konvoluéni ¢asti je vhodné jesté trénovat.
Schématicky je tato strategie zndzornéna na obrazku 4.4b na nésledujici strané.
Vhodna je v ptipadech, kdy je k dispozici malé a odlisna datova sada od datové

sady pfed-trénovaného modelu nebo velkd a podobna datové sada.
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e Trénovani celé sité — tato strategie (znazornéna na obrazku 4.4c na nasledu-
jici strané) se nékdy oznacuje také jako inicializace vah (weights initialization).
Dochéazi zde k trénovéani celé sité, vahy pred-trénované konvoluéni ¢asti slouzi
pravé jako pocatecni bod. Aby nedochéazelo k velkym zménam v konvoluéni
casti sité, a tedy ztraté predchozich znalosti, pouziva se pro uceni této casti
nizk4d mira uceni. Tato strategie je vhodna, pokud je datova sada odlisna od

datové sady pred-trénovaného modelu.

Vstup Vstup Vstup

Vystup Vystup Vystup

(predikce) (predikce) (predikce)
(a) Trénovani pouze (b) Castecné trénovani (c) Trénovani obou
klasifikatoru konvolu¢ni ¢asti Casti sité (celé sité)

Obrazek 4.4: Strategie vyuziti TL pii klasifikaci obrazu. Cerna barva znézorhuje tréno-
vaneé Casti sité, bila barva ukazuje ,zmrazené* ¢asti sité (zdroj: podle [55])

Volbu strategie podle velikosti datové sady a jeji podobnosti s datovou sadou pred-

trénovaného modelu shrnuje nésledujici obréazek.

Velikost
datové sady
A

Velka datova sada a odliSna od | Velka datova sada a podobna

datové sady pred-trénovaného datové sadé pred-trénovaného
modelu modelu
> Podobnost
datové sady
Mala datovéa sada a odli§na Mala datova sada a podobna
od datové sady pred- datové sadé pred-trénovaného
trénovaného modelu modelu

-

Obrazek 4.5: Matice zobrazujici vybér volby strategie podle velikosti a podobnosti datové
sady (zdroj: podle [55])
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Vyuziti TL pochopitelné neni limitovano pouze na konvolu¢ni neuronové sité. Dalsi
oblasti, kde se jesté TL bézné vyuziva je napiiklad zpracovani prirozeného jazyka

(NLP).

4.3 Pred-trénované modely

Zakladnim predpokladem pro TL je existence pred-trénovanych modeli, které do-
sahuji vysoké presnosti ve zdrojové tiloze. Nastésti existuje mnoho ,state of the art”
pred-trénovanych modeli, na jejichz vyvoji se podili celé tymy experti.|56]

Kazdy model (nebo skupina modeli) ma ur¢ité vyuziti, nékteré mohou slouzit
pro klasifikaci obrazki, jiné pro detekci objekt v obrazku nebo napiiklad pro prevod
textu na fe¢, analyzu sentimentu atd. Tyto modely byvaji snadno dostupné piimo

pomoci nastroju jako je Keras.

Mezi nejznaméjsi modely (skupiny modeli) pro zpracovani obrazu (pocitacové vi-
déni) patii napiiklad:
e AlexNet —https://papers.nips.cc/paper/4824-imagenet-classification-
with—-deep-convolutional-neural—-networks
¢ VGGNet — https://arxiv.org/abs/1409.1556
e ResNet — https://arxiv.org/abs/1512.03385
e GoogLeNet (Inception V3) — https://arxiv.org/abs/1512.00567
e MobileNet — https://arxiv.org/abs/1704.04861
e EfficientNet — https://arxiv.org/abs/1905.11946

Tyto modely byly trénovany na obrovskych datovych sadach, které obsahuji miliony
jiz ozna¢enych (roztiidénych) obrézka. Jednou z nejznaméjsich velkych datovych
sad je ImageNet?. Po dobu nékolika let byla kaZzdy rok poradana soutéz Large Scale
Visual Recognition Challenge (ILSVRC), ktera zahrnovala klasifikaci obrazku a de-
tekci objektd na obréazcich z datové sady ImageNet. V roce 2012 tuto soutéz (v
klasifikaci obrazki) vyhrala pravé sit AlexNet a to odstartovalo nasledny vzrist

zajmu o konvoluéni neuronové sité.

V oblasti NLP jsou pak znamé modely:
e Word2Vec — https://arxiv.org/abs/1310.4546
e BERT - https://arxiv.org/abs/1810.04805
e ULMFiT - https://arxiv.org/abs/1801.06146
e GloVe — https://nlp.stanford.edu/projects/glove

’http://www.image-net.org/
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5 Klasifikace ceskych minci

Tato kapitola ukazuje vyuziti pfed-trénovaného modelu a augmentace datové sady
na vytvoreni modelu pro klasifikaci (standardnich) ¢eskych minci. Pro tuto ulohu

byla vytvorena datova sada, ktera je v této kapitole také popsana.

5.1 Pouzité nastroje

Pro vyvoj a trénovani modelu bylo vyuzito prostfedi Colaboratory a knihovna
TensorFlow 2.0 (viz 2.6 Software, knihovny a nastroje). I pfes vSechny limity
uvedené v kapitole 2.6 bylo prostiedi Colaboratory dostacujici pro tuto tlohu, na-
vic umoznuje nasledné cely kod komukoliv snadno sdilet a spoustét. TensorFlow je
prakticky standardem v oblasti ML, je dobfe zdokumentovan a nabizi snadny prevod
modelu do jinych formati (napfiklad pro web).

Datova sada je sdilena na Kaggle.com (viz 5.2 Datova sada). Pro snadné rozdélent
datové sady byla vyuZita knihovna split-folders!. Pro augmentaci datové sady byla
pouzita knihovna imgaug?, ktera nabizi pokro¢ilé moznosti konfigurace a lze snadno

pouzit s knihovnou TensorFlow (viz 5.3.1 Augmentace datové sady).

5.2 Datova sada

V ramci této prace byla vytvorena datovéi sada ceskych minci, kteréd je verejné do-

stupna na https://www.kaggle.com/janstol/czech-coins.

Tato datova sada obsahuje 6 t¥id (pro 1, 2, 5, 10, 20 a 50 K¢&), jednotlivé obrazky
jsou rozdéleny do odpovidajicich samostatnych adresaii (0lczk, 02czk, ... 50czk).
Kazda tiida obsahuje ptiblizné 300 obrazkt minci o velikosti 640x640 px. Mince byly
zachyceny pomoci fotoaparatu v mobilnim telefonu, kazd& mince je zachycena z obou

stran, na riznych podkladech, z riznych thla a za riznych svételnych podminek.

'https://github.com/jfilter/split—folders
’https://github.com/aleju/imgaug
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V datové sadé nejsou zahrnuty mince: 10 Ké — vzor 20003, 20 K& — vzor 2000* a také
20 K¢ — vzory 2018° a 2019°.

5.3 Vyvoj a trénovani modelu

Pii vyvoji a trénovani modelu bylo vyuzito technik TL (viz 4 Transfer learning) a

také augmentace datové sady (viz dale).

V pripadé klasifikace minci dava smysl vyuzit vysledny model v mobilni nebo webové
aplikaci, obecné na zafizenich s nizsim vykonem, omezenou vydrzi akumuldtoru
apod.

S ohledem na tuto skutecnost byl jako zaklad pro vyvoj nového modelu zvolen
model mobilenet v2 1.0 224. Jedna se o zakladni verzi modelu ze skupiny
MobileNetV2, ktery byl trénovan na datové sadé ImageNet a pracuje se vstupnimi
obrazky o velikosti 224x224 px. Modely MobileNet(V2) jsou optimalizovany pro
mobilni zafizeni — maji nizsi pocet parametri, dosahuji nizsi vysledné velikosti, ale

také nizsi presnosti. Porovnani nékolika vybranych modelt je uvedeno v tabulce 5.1

Tabulka 5.1: Porovnani nékterych pied-trénovanych modelt. Top-1 a Top-5 ukazuje pres-
nost modelu na valida¢ni datové sadé ImageNet. (zdroj: [57])

Model Velikost | Top-1 | Top-5 | Pocet parametra
VGG 19 549 MB | 0.713 | 0.900 | 143 667 240
ResNet152V2 | 232 MB | 0.780 | 0.942 | 60 380 648
Xception 88 MB 0.790 | 0.945 | 22 910 480

InceptionV3 92 MB 0.779 10937 | 23 851 784
MobileNetV2 14 MB 0.713 10901 | 3538 984
DenseNet201 80 MB 0.773 | 0.936 | 20 242 984
NASNetMobile | 23 MB 0.744 | 0919 |5 326 716

Vsechny tyto modely jsou snadno dostupné pomoci Keras API, které je soucasti

TensorFlow 2.x, viz 5.3.2 Sestaveni modelu.

Kompletni zdrojovy kod je dostupny v souboru czk_coins_classification.ipynb
v elektronické piiloze k této praci. Pro préci s timto souborem je nutné ho nahrat
do prostfedi Colaboratory (vyzaduje Google ucet). Nekteré dilezité ¢asti jsou vice

popsany dale.

3https://www.cnb.cz/cs/bankovky-a-mince/mince/10-kc-vzor-2000
*https://www.cnb.cz/cs/bankovky-a-mince/mince/20-kc-vzor-2000
Shttps://www.cnb.cz/cs/bankovky-a-mince/mince/20-kc-vzor-2018-1
Shttps://www.cnb.cz/cs/bankovky-a-mince/mince/20-kc-vzor-2019-i
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5.3.1 Augmentace datové sady

Augmentace neboli rozsifeni datové sady je zpusob, jak uméle zvétSit existujici
datovou sadu a predchazet tak napiiklad problému pfeuceni (viz 2.4 Preuceni a
nedouceni). Obecné se jedna o pridani ndhodného Sumu k existujicim datim ¢mz
prakticky vzniknou data nova.

V pripadé obrazku se pouzivéa rotace, posunuti, pfevraceni, priblizeni/oddélent,
zménu jasu a kontrastu, pridani efekti jako je rozmazani nebo Sum atd. Je ale nutné

volit pouzité upravy s ohledem na danou datovou sadu.

Pro generovani upravenych obrazku existuje v TensorFlow 2.x tiida ImageData-
Generator (tf.keras.preprocessing.image.ImageDataGenerator). Tato tfida nabizi
ale pouze zakladni transformace jako je pfeklopeni, rotace, posunuti apod. Chybi
zde pokrocilejsi apravy, napiiklad moznost pridat Sum nebo rozmazani. Zaroven je
mozné pomoci parametru preprocessing_function predat funkci, kterda bude
upravy provadét. Diky tomu je snadné pouzit knihovnu imgaug, ktera nabizi pokro-

¢ilou konfiguraci augmentace obrazki.

1 import imgaug.augmenters as iaa

2 import tensorflow as tf

3

4 aug = iaa.Sequential ([

5 iaa.Fliplr(0.5),

6 iaa.Affine(scale=(0.9, 1.5), rotate=(-180, 180)),
7 iaa.OneOf ([

8 iaa.Dropout (p=(0.01, 0.05)),

9 iaa.GammaContrast ((0.8, 1.2)),

10 1),

11 ], random_order=True)

12

13 datagen = tf.keras.preprocessing.image.ImageDataGenerator (
14 preprocessing_function=aug.augment_image

15 )

16

17 train_generator = datagen.flow_from directory (

18 "/path/to/train-data", target_size=(224,224),

19 batch_size=64

20 )

Ukazka kodu 5.1: Piiklad pouziti knihovny imgaug

Ukazka kodu 5.1 ilustruje pouziti knihovny imgaug pro nastaveni augmentace. U po-

loviny obrazki bude provedeno horizontalni preklopeni, kazdy obrazek bude rotovan
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v rozsahu -180° az 180°, dojde k zméné méritka mezi 90 a 150 % puvodni velikosti a
také bude pouzita jedna z transformaci Dropout nebo GammaContrast. Tyto tipravy
jsou diky parametru random_order jsou provadény v nahodném poradi.

Vyvolani tipravy obrazku se provadi zavolanim metody augment__image (img) .
Toto volani lze pfedat piimo jako argument t¥idé ImageDataGenerator (fadek 17),
kterd bude tuto metodu volat automaticky béhem trénovani.

Uvedeny kod je zatim v podstaté jen konfigurace augmentace a generovani. Na-
konec je tedy tieba jesté zavolat metodu flow_from_directory () (fadek 19).
Pomoci parametri se predd cesta k adresafi s trénovaci datovou sadou, velikost
obrazku a velikost jedné davky. Také je mozné specifikovat napt. jestli ma dojit k
zamichani dat, jaky pouZit seed apod. Tato metoda pak vraci iterator/generator,

ktery vraci davku obrazki a k nim odpovidajici oznaceni t¥idy.

Obrazek 5.1: Ukazka augmentace obrazovych dat. V prvnim fadku jsou originaly, druhy
fadek ukazuje jejich vygenerovanou tpravu. (zdroj: autor)

Generovani obrazku pomoci t¥idy ImageDataGenerator probiha za béhu, upravené
obrézky neni tfeba ukladat. Obdobné je vytvoren generator validac¢nich dat, u kte-

rych se ale obecné augmentace nepouziva.

5.3.2 Sestaveni modelu

Jak jiz bylo vyse uvedeno, pomoci Keras API v TensorFlow 2.x jsou snadno dostupné
nékteré modely, véetné modelu MobileNetV2, ktery je pouzit v této praci. Jeho
stazeni je ukazuje nasledujici kod.
1 base_model=tf.keras.applications.MobileNetV2 (
2 input_shape= (224, 224),
3 alpha=1.0,
4 include_top=False,
) welghts=’imagenet’
6 )
Ukazka kédu 5.2: Stazeni modelu pomoci Keras API v TensorFlow 2.x
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Parametr include_top=False udava, Ze bude stazen model bez vrchni vrstvy
(klasifikatoru) a je tedy nutné dodat vlastni klasifikator, naptiklad jako je to uvedeno

v ukézce kodu 5.3.

1 model = tf.keras.Sequential ([

2 base_model,

3 tf.keras.layers.Conv2D (32, 3, activation=’'relu’),
4 tf.keras.layers.Dropout (0.2),

) tf.keras.layers.GlobalAveragePooling2D (),

6 tf.keras.layers.Dense (6, activation='softmax’)])

Ukazka kédu 5.3: Sestaveni modelu

Zde je pouzita naptiklad i vrstva Dropout, kterda v tomto pfipadé nahodné deakti-
vuje 20 % neuronti. To by mélo pomoci predchazet problému s pfeucenim, jak bylo
zminéno v 2.4 Preuceni a nedouceni). Posledni vrstva obsahuje 6 vystupt pro 6 tiid
minci a aktivaéni funkci softmax, diky které jsou na vystupech pravdépodobnosti,

které vyjadiuji jistotu spravné predikee (viz 3.5.8 Softmax).

K pfedtrénovanému modelu (base_model) je také dilezité zminit moznost ladéni
pomoci tzv. odmrazovani/zmrazovani vrstev — viz 4.2 Pouziti pfenosu uceni. Po-
moci base_model .trainable = False lze vSechny vrstvy pred-trénovaného
modelu zmrazit, to znamena Ze trénovany budou pouze vrstvy klasifikatoru. Pres
jednotlivé vrstvy modelu lze také iterovat a nastavovat tak jednotlivé vrstvy. Ukazka
kodu 5.4 uvadi priklad, kdy dojde k zmrazeni pouze prvnich 10 vrstev (zékladniho)

modelu.

1 base_model.trainable = True
2 for layer in base_model.layers[:10]:

3 layer.trainable = False

Ukazka kédu 5.4: Zmrazovani vrstev modelu

Nakonec je tfeba cely model pomoci metody compile () zkompilovat (viz ukizka
kodu 5.5). Parametr opt imi zer specifikuje optimalizator a miru uceni, 1oss ztra-
tovou funkci a met rics metriky podle kterych se hodnoti model v pribéhu tréno-

vani a testovani.

1 model.compile (

2 optimizer=tf.keras.optimizers.Adam(learning_rate=1le-4),
3 loss=tf.keras.losses.CategoricalCrossentropy (),

4 metrics=["accuracy’]

5 )

Ukazka kédu 5.5: Kompilace modelu
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5.3.3 Trénovani a ladéni modelu

Kdyz je model zkompilovany, je mozné zahajit trénovani. V tomto ptipadé, kdy byl

pouzit generator se trénovani spousti zavolanim metody fit_generator ().

1 model.fit_generator (

2 train_generator,

3 validation_data=val_generator,
4 epochs=10,

5 )

Ukazka koédu 5.6: Zahéjeni trenovani modelu

Tato metoda také nabizi rizné parametry, pomoci kterych lze modifikovat cho-
vani pii trénovani modelu. Nutné je predat generator trénovacich dat (popséano v
5.3.1 Augmentace datové sady), zadouci je také generator valida¢nich dat (predany
pomoci parametru validation_data) a pocet epoch (epochs).

Uziteény je parametr callbacks, kam je mozné predat tzv. callbacky. K je-
jich vykonani dochéazi v uréitych bodech pii trénovani (napiiklad po konci kazdé
epochy). TensorFlow nabizi nékolik existujicich callbacka — napiiklad TensorBoard
callback umoznuje vizualizovat pribéh trénovani v nastroji TensorBoard, EarlyStop-
ping umoznuje predcasné ukoncit trénovani, pokud jiz nedochézi k zlepSovani apod.
Existuje zde také moznost vytvaret vlastni callbacky, jeden takovy je pouzit i v této
praci — ConfusionMatrixCallback pro logovani matice zamén.

Pomoci parametru initial_epoch lze specifikovat od které epochy ma zacit

trénovani. To je uzite¢né pii pokracovani v trénovani z urcitého (pfedchoziho) bodu.

V této praci doslo k vyuziti vySe uvedenych moznosti a byl implementovan vlastni
proces trénovani a ladéni modelu. Cely proces se nastavuje pomoci jednoduché kon-

figurace uvedené v ukézce kodu 5.7

1 FINE_TUNING_SETUP = [
{"epochs": 15, "1lr": le-3, "fine_tune_from": -1},

2
3 {"epochs": 100, "Ir": le-4, "fine_tune_ from": 10},
4

Ukazka kodu 5.7: Konfigurace pro trénovani a ladéni modelu

Jedna se o klasické pole (seznam), kde jednotlivé prvky tvori slovniky. Kazdy slovnik
predstavuje nastaveni pro urc¢ity krok. Kli¢ epochs znadi pocet epoch pro dany
krok, 1r udava miru uceni pro dany krok a fine_tune_from nastavuje které
vrstvy v pred-trénovaném modelu budou zmrazené, kde -1 znamené zmrazeni vSech
vrstev v tomto modelu.

Vyse uvedeny piiklad znamené, Ze by nejdiive doslo k trénovani pouze klasifika-

toru po dobu 15 epoch, poté by by bylo zmrazeno jen prvnich 10 vrstev zakladniho
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modelu a trénovani by pokracovalo dalsich 100 epoch.

Tuto konfiguraci zpracovava kod uvedeny v ukazce kodu 5.8. Nekteré ¢asti kodu jsou
zamérné vynechény pro zachovani stru¢nosti. Kompletni zdrojovy kod je dostupny

v elektronické priloze k této praci, jak jiz bylo uvedeno dfive.

1 epochs = 0
2 for i, setup in enumerate (FINE_TUNING_SETUP) :

3 initial_epoch = epochs

4 epochs = epochs + setup["epochs"]

5 learning_rate = setup["1lr"]

6 fine_tune_from = setup["fine_ tune_from"]

7

8 if fine_tune_from == -1:

9 base_model.trainable = False

10 else:

11 base_model.trainable = True

12 for layer in base_model.layers[:fine_tune_from]:
13 layer.trainable = False

14

15 model .compile (

16 optimizer=tf.keras.optimizers.Adam(learning_rate),
17 # loss, metrics

18 )

19

20 if fine_tune_from < 10:

21 callbacks.append(early_stopping_callback)
22

23 model.fit_generator (

24 train_generator,

25 validation_data=val_generator,

26 epochs=epochs, initial_epoch=initial_epoch,
27 callbacks=callbacks

28 )

Ukazka kodu 5.8: Zpracovani konfigurace a trénovani modelu

Jedné se o jednoduchy for cyklus, pomoci kterého je konfigurace postupné procha-
zena. V kazdém kroku dojde k nastaveni vrstev v zakladnim modelu, cely model se
znovu zkompiluje (s pfipadnou novou mirou uceni) a spusti se trénovani.

Ve vyse uvedeném piipadeé jesté za ur¢ité podminky dochazi k pridani callbacku

pro predcasné zastaveni uceni, pokud jiz nedochazi k dostatecnym zménam.
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Po kompletnim dokonceni trénovani je mozné model jednoduse ulozit:

1 model.save("path-to-dir/saved_model", save_format="tf")

Ukazka kodu 5.9: UloZeni modelu do formatu SavedModel

Takto ulozeny model lze pak zpétné nahrat a vratit se naptiklad k trénovani nebo
ho pfevést do jiného formétu (napf. pro mobilni aplikaci — TensorFlow Lite nebo

web — TensorFlow.js).
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6 Shrnuti vysledku

V ramci této prace byla vytvorena mald datova sada obsahujici fotografie ¢eskych
minci (viz 5.2 Datova sada). S vyuZzitim nékterych, v této praci diive uvedenych,
postupti byl na této datové sadé natrénovin model umélé neuronové sité, ktery
klasifikuje ¢eské mince.

Byly vyzkouSeny riizné konfigurace, tii vybrané jsou uvedeny v elektronické pii-
loze v souboru czk_coins_classification.ipynb, déle jsou k této praci pii-

lozeny logy a ulozené modely. Jedna (nejlepsi) konfigurace je dale popséana.

S konfiguraci, ktera je oznacené jako czk01 (tabulka 6.1) bylo dosazeno 96% pres-
nosti modelu. Je ale nutné zduraznit, Ze tato presnost byla dosazena na (malé)
valida¢ni datové sadé. U poslednich dvou kroku této konfigurace bylo také pou-
zito predcasné zastaveni s argumenty monitor=’val_loss’,min_delta=le-2
a patience=20. V pfedposlednim kroku konfigurace bylo trénovani automaticky
preruseno u 93. epochy (celkem 198. z 205), v poslednim kroku u 40. epochy (celkem
245. 7 305). Je predpokladéano, ze pouzity pred-trénovany model MobileNetV2 nebyl

trénovan na obrazcich minci a tak byly trénovany i hlubsi vrstvy tohoto modelu.

Tabulka 6.1: Konfigurace trénovan{ modelu — czk01

epochs | learning rate | fine tune from
15 le-3 (0.001) -1

10 3e-4 (0.0003) 100

10 5e-5 (0.00005) | 60

20 3e-4 (0.0003) 30

50 7e-5 (0.00007) | 10

100 3e-5 (0.00003) | 3

100 2e-5 (0.00002) | 0

Na uéicich kiivkach (obréazky 6.1a, 6.1b) je mozné pozorovat pribéh uceni. Vzhledem
k tomu, Ze po rozdéleni datové sady zbylo v trénovaci mnoziné priblizné 1500 obrazki
a velikost davky (batch size) byla nastavena na 100, tak bylo pro kazdou epochu
provedeno 1500/100 = 15 kroku (neplést s kroky v konfiguraci). To také znamena,
ze jedna epocha odpovida 1500 krokiim (steps) na téchto grafech ucicich kiivek.
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Je zde vidét, ze pro parametr pat ience byla zvolena pravdépodobné piili§ vysoké
hodnota a trénovani tak zbytecné pokracovalo dale i kdyz uz prakticky nedochézelo
k dalsimu zlepSovani ztraty. Navic by uz nemusel byt provadén ani posledni krok v
konfiguraci (na obrazku ptiblizné krok 300k).

I training
N validation
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I training
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(a) Trénovaci a valida¢ni presnost (b) Trénovaci a validaéni ztrata

Obrazek 6.1: Ucici kiivky pro uceni s konfiguraci czk01 (zdroj: autor)

Na dalsim obrazku (6.2) je matice zdmén. Na ni je vidét, ze k zdménam (nespravné
klasifikaci) dochéazelo nejvice mezi korunami a dvoukorunami. To vzhledem k stejné

barvé a podobnosti téchto minci z licni strany neni tplné prekvapivé.
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True label

10czk 4

20czk 4

soczk | 000 0.00 0.00 0.02 0.00
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Predicted label

Obrazek 6.2: Matice zamén — natrénovany model (zdroj: autor)

Nakonec byl také proveden maly test klasifikace na obrazcich mimo datovou sadu
(viz obréazek 6.3). Model byl schopen spravné klasifikovat i verze 10 K¢ a 20 K¢,

které nebyly v datové sadeé.

20



oy, Loy
0.88-02 CZK 0.99-05CZK 0.68-10CZK 0.87-20CZK
0.11-05CZK 0.13-20CZK 0.10-01CZK
0.12-50 CZK

Obrazek 6.3: Test klasifikace na obrazcich mimo datovou sadu. Pod jednotlivymi obrazky
jsou uvedeny pravdépodobnosti s nazvy t¥id. (zdroj: viz nize)

Zdroje obrazkii:
® https://www.publicdomainpictures.net/en/view-image.php?image=
27676&picture=czech-money
e https://pixabay.com/photos/coins—crown-czech-macro—2420840
e https://www.leftovercurrency.com/exchange/czech-koruna/czech-
koruna-coins/10-czech-koruna-coin—-commemorative
e https://www.leftovercurrency.com/exchange/czech-koruna/czech-

koruna—-coins/20-czech-koruna-coin-commemorative
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Prace se zabyvala strojovym uc¢enim, umélymi neuronovymi sitémi, metodami pre-
nesené¢ho uceni a jejich aplikaci v praxi — zejména pro klasifikaci obrazovych dat.

V ramci této prace byla vytvorena mala datova sada ¢eskych minci, ktera je
verejné dostupna na kaggle.com. Na této datové sadé byl nasledné natrénovan model
pro klasifikaci ¢eskych minci. Bylo ukéazéno, jak je mozné vyuzit technik prenosu
uceni (transfer learning) a vzhledem k velikosti datové sady byly pouZzity metody
pro jeji augmentaci.

Cely kod pro trénovani modelu je dostupny jako tzv. notebook, ktery je tieba
nahrat do interaktivniho prostiedi Colaboratory. Toto prostiedi je snadno dostupné
prostfednictvim internetového prohlizece, nabizi vykonny hardware a je dostupné
zdarma (nutny je pouze ucet Google). Tato prace ukazuje, Ze i pres ur¢ité limity je
v tomto prostiedi mozné natrénovat relativné jednoduchy klasifika¢ni model. Tento
notebook by mél byt pouzitelny i pro klasifikaci jinych obrazku, bylo by nutné
provést zmény ve stahovani datové sady, konfiguraci apod.

Existuje nékolik zpisobi, jak by Slo na tuto praci navazat nebo ji zlepsit. Na-
prosto ziejmé je vylepSeni datové sady pridanim dalsich fotografii minci, zejména
téch chybéjicich. Vylepsit by Sel také kod pro trénovani, napriklad umoznit podrob-
néjsi konfiguraci. Vhodna by byla také mobilni nebo webova aplikace (vyuzivajici

natrénovany model), na kterou jiz nezbyl v ramci této prace cas.

V oblasti strojového uceni dochézi k rychlému vyvoji, proto je mozné, ze nékteré
Casti této prace budou ¢asem neaktualni (to se tyka zejména softwarovych knihoven

a zdrojového kodu), budou existovat lepsi modely, nové metody apod.
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Obsah elektronicke prilohy

Soucasti této préace je také elektronicka priloha. Jedna se o ZIP archiv, jehoZz struk-
tura je nésledujici:
e soubor czk coins classification.ipynb — obsahuje zdrojovy kéd pro tré-
novani modelu; pro praci s nim je ho tfeba nahrat do prostiedi Colaboratory.
e adresare czk01, czk02 a czk03 — odpovidaji jednotlivym trénovacim konfi-
guracim; obsahuji ulozené modely a vypis z konzole pii trénovani.
e adresar log — obsahuje logy z trénovani modelu podle vySe uvedenych konfi-

guraci; pro prohlizeni téchto logi je tfeba je oteviit v nastroji TensorBoard.
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