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Abstrakt

Cilem této diplomové prace je vytvorit online systém, ktery bude fungovat jako demon-
stra¢ni aplikace pro prezentaci vysledku vizualni geo-lokalizace v prirodnim a horském
prostiedi. Systém nabidne uzivateli moznost vybrat si jednu z preddefinovanych fotografii
nebo nahrat vlastni fotografii vybérem souboru nebo zadanim URL adresy. Systém bude
hledat pozici kamery daného obrazku na zikladé vizualni geo-lokalizace. Geo-lokalizace
vyuziva horizontu hor jako klicovou charakteristiku pro vyhledavani podobnych horizontu.
Krivka horizontu je extrahovana z fotografie plné automatickym algoritmem, zaloZzenym na
strojovém uceni s ucitelem a dynamickém programovani. Vizudlni geo-lokalizace probiha na
serveru, ktery vyuzivad novy inverzni index s cachovaci politikou umoznujici dalsi skalovani
systému. Server zpracuje detekovanou krivku horizontu a vrati nejlepsi kandidaty na vy-
sledky, které jsou pak vizualizovany uzivateli formou klasické mapy, detailniho satelitniho
pohledu a vykresleni nalezeného panoramatu.

Abstract

The goal of this master thesis is creation of an online system serving as a performing ap-
plication for presentation results of visual geo-localization in nature and mountain environ-
ment. The system offers the users to choose one of the pre-defined photographs or to upload
one’s own photography while choosing a file or inserting an URL address. The system will
localizate a camera of a given image based on a visual geo-localization. The geo-localization
uses the mountain horizon as a key characteristic when searching for similar horizons.
The curve line of the horizon is extracted by a fully automatic algorithm based on supervi-
sed learning and dynamic programming. Visual geo-localization running on the server which
using new inversed index with cache politic. This allows further scaling of the system. The
server processing detected horizon curve and respond with set of the best candidates on
results. Results are visualised to the user in form of classic map, detailed sattelite view and
rendering of found panorama.
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Kapitola 1

Uvod

Geo-lokalizace je problémem, jehoz feseni mé velmi uzitecné a rozmanité uplatnéni. Geo-
lokalizaci muzeme definovat jako odhad geografické lokace zpracovavaného obrazku naleze-
nim nejpodobnéjsich referen¢nich obrazku [17]. S moznosti zjistit polohu na zakladé porizené
fotografie se oteviraji dalsi moznosti jak dohledavat dalsi informace o vyznamu a obsahu
fotografie. Vizudlni geo-lokalizace a jeji cil zjisit misto porizeného obrazového zdznamu ma
vyznamné vyuziti naptiklad pro historické a forenzni védni obory, dokumentovani, uspota-
dani a kategorizaci fotografickych dokumentaci svéta, a také pro inteligentni aplikace [3].
Uréeni polohy muze probihat v civilizovaném prostiedi (ulice, mésta), ale také v prirodnim
prostiedi (lesy, Feky, hory). Tato préce se vymezuje na lokalizaci v pfirodnim prostiedi, coz
je naroc¢na disciplina spise kvili vegetaci, osvétleni, roénim obdobim, obla¢nosti a podobné.

V této praci se zaméruji na urcovani polohy, ve které se vyuziva horizontu hor, ktera
s sebou nese vyznamné sémantické informace. K¥ivka horizontu urcuje profil hor. Mizeme
z ni detekovat tvary jednotlivych hor, tidoli, pfevisy nebo konkrétni vrcholy. Horizont hor
muzeme porovnavat s jinymi horizonty a najit tak podobné horizonty, u kterych zname
zemépisnou Sitku a délku. Automaticka detekce horizontu ma velké vyuziti pravé ve vizudlni
geo-lokalizaci — napiiklad pro roboty a létajici drony, které mohou na zakladé horizontu lépe
odhadovat svou polohu [(].

Prvni kapitola analyzuje bakaldiskou praci [34], na kterou tato prace navazuje. V této
kapitole upozornuji na dulezité problémy existujicitho feseni a tim vytvaiim motivaci pro
tuto praci. V dalsi kapitole jsou zpracovany reserSe nutné pro ziskani pirehledu problematik
algoritmti pro detekci horizontu, systému pro vizualni geo-lokalizaci a moznosti vizualni
prezentace geografickych dat. Treti kapitola zasvéti do implementace algoritmu pro lo-
kalizaci kiivky horizontu. Je zde vybran vhodny algoritmus a postupné implementovany
vSechny jeho ¢asti. S implementovanym algoritmem je dale experimentovano a provedeno
srovnani s dalsimi konkurenénimi algoritmy [1], [L1], [26], [28]. Kapitola je zakonc¢ena profi-
laci algoritmu a jeho naslednou optimalizaci za tcelem co nejrychlejstho béhu, coz je jeden
z klicovych pozadavkil na novy systém. Nasledujici kapitola li¢i ndavrh webového systému
a s tim souvisejici navrhy architektury a uzivatelského rozhrani. Na navrhy primo navazuje
kapitola s implementaci online systému a integraci lokalizace krivky horizontu. Prace je
zakonc¢ena zhodnocenim odvedené price a nahledem na mozny budouci vyvoj projektu.



1.1 Predchozi prace

Webova aplikace pro vizualni geo-lokalizaci jiz byla implementovana v ramci mé bakalarské
prace [34]. Cilem bylo vytvorit webovou aplikaci, kterd umozni uzivatelsky privétivou vizu-
alni geo-lokalizaci fotografii na zakladé detekovani kiivky horizontu. Aplikace je zaméfena
na uzivatele, a proto navrh i vysledna aplikace byla podrobena uzivatelskému testovani.
Aplikace mimo jiné nabizi také moznost vybéru obrazku ze sluzby Flickr, kterd byla primo
integrovana do aplikace. Déle je pro uzivatele pripravena moznost registrace a prihlaseni,
kde oproti neregistrovanym, ziska uzivatel vyhody ukliddani nahranych obrazki a zachovani
historie provedenych vyhledavani.

Nejdulezitéjsi casti v aplikaci je vyhleddvani panoramat a s tim spojend detekce krivky
horizontu. Proces extrakce krivky horizontu probiha poloautomaticky ve dvou krocich.
V préci je pouzit algoritmus GrabCut, ktery se sam pokusil odhadnout kiivku horizontu.
Tento algoritmus ale neni na segmentaci oblohy vhodny kvili okluzim v podobé vegetace,
budovam, povétrnostnim podminkam a rtiznym sezénnim obdobim. Napiiklad je kiivka ho-
rizontu Spatné rozeznatelnd od oblohy v pripadé, Ze jsou vrcholky pokryté snéhem. Proto
je odhadnutd krivka zobrazena uzivateli, ktery ji miize interaktivné v aplikaci opravit po-
moci pivotovych bodi. Jednoduchym potdhnutim muze uzivatel body posunout do mist
horizontu a timto zpiisobem opravit chybné oznacenou kiivku horizontu. V dal$im zpraco-
vani se uzivatelem opravena kiivka pouzije pro novou detekci v GrabCut, ktery produkuje
vysledny horizont. Z detekovaného horizontu je nasledné odhadnuta pozice kamery pomoci
algoritmu Large Scale Visual Geo-Localization of Images in Mountainous Terrain [8]. Vy-
sledky jsou komprimovany a zabaleny do ZIP archivu a jsou odeslany zpét do aplikace,
kterd je zpracuje a vizualizuje uzivateli spole¢né s integrovanymi Google mapami zamére-
nymi podle zemépisnych souradnic u kazdého vysledku.

1.1.1 Analyza problémt predchozi implementace

Predchozi aplikace [34] splnila vSechny své pozadavky avSak vyslednd aplikace a nasledné
uzivatelské testovani odhalilo, Ze systém obsahuje problémy, které je treba eliminovat. Za-
kladni funkci aplikace je vyhledavani panoramat za pomoci detekované kfivky horizontu.
Cely proces urceni kfivky horizontu je vsak poloautomaticky a vyzaduje Casovy interval
v rozmezi 150-300 sekund. Dalsim velkym problémem je ¢asté nepochopeni vysledku uziva-
teli coz ukazuje, ze zpusob prezentovani vysledkt neni vhodny. Grafické uzivatelské rozhrani
aplikace mé velké mnozstvi riiznych obrazovek, coz mutze pusobit dojmem komplikovaného
a rozsahlého systému a odradit tak nové prichoziho uzivatele. Front-end aplikace ma vét-
Sinou kladné ohlasy, ale jeho vzhled neodpovida souc¢asnym modernim webovym aplikacim
a nemtize konkurovat aplikacim' podobného zaméfeni.

Nejvétsimi nedostatky v aplikaci tedy jsou:
e Rychlost aplikace.
e Polo-automaticka detekce horizontu vyzadujici zasah uzivatele.

e Nevhodné vizualizace nalezenych vysledki ze systému Locate.

1Je pravdépodobné, 7e uzivatel radéji pouzije jinou aplikaci, kterd je lépe graficky zpracovana a vzbudi
tak u uzivatele vétsi zajem.



e Velky pocet jednotlivych obrazovek aplikace.

e Piimérené esteticky a piivétivy design grafického uzivatelského rozhrani, ktery ale
nemuze konkurovat souc¢asnym aplikacim podobného zaméreni.

Téchto pét bodu, vychazejicich z analyzy problému predchozi implementace, shledavam
jako nejvyznamnéjsi duvody pro vytvoreni nového systému, ktery bude explicitné zaméien
na eliminaci téchto prekazek.



Kapitola 2
Reserse existujicich algoritmiu

Tato kapitola predstavuje teoretickou bazi v této praci a rozebira ¢tyri hlavni témata, ktera
jsou v této praci vyuzita. Kazdé téma je resersi na konkrétni skupinu algoritmi, systému
¢i sluzeb. Vyhledany jsou state-of-the-art metody, které dand skupina nabizi. Reserse byly
hledany v ramci védeckych publikaci. Pro reSersi posledni skupiny jsou zde na misté také
webové sluzby uznavanych spole¢nosti nebo postupy uznavané sirokym okruhem vyvojara
a dalsich uzivateli. Kazda reserse se vzdy sklada z obecného pohledu na véc, ze sumarizace
a kratkého uvedeni jednotlivych zastupci, a na to navazujici Siroké a podrobné pojednani

vvvvv

2.1 Reserse algoritmti pro detekci horizontu

Pro moznost vytvoreni plné automatické detekce kfivky horizontu bylo potreba uskutecnit
podrobnou resersi relevantnich algoritmi. Vybér se soustfedil vyhradné na algoritmy, které
se tykaly primého detekovani kiivky horizontu v pfirodnim prostiedi, ale také algoritmy,
které se tykaly sémantické segmentace obrazu. Automaticka detekce horizontu se v tomto
systému zavadi za ucelem ¢asového zrychleni (avSak s dostate¢nou presnosti), a tim i zlep-
Seni privétivosti a pouzitelnosti pro uzivatele. Vétsina takovychto algoritmu [5], [11], [24],
[26], [28] vyuziva strojového uceni, které si v procesu sémantické segmentace obrazu nebo
detekovani objekti v obrazu nasla své pevné misto, protoze poskytuje solidni rychlost, vy-
sokou presnost a Uspésnost, ¢imz zastinuje konkurencéni algoritmy nevyuzivajici strojové
ucend.

Mezi vybrané algoritmy se fadi An Edge-less Horizon Line Detection [1], ktery vyu-
ziva klasifika¢nich ohodnoceni jednotlivych pixeli na rozdil od vétsiny ostatnich algoritmii,
které pouzivaji detekované hrany pro extrakci kiivky horizontu. Na zakladé klasifikace jsou
ziskany vicestupnové grafy, ze kterych se dale extrahuje nejkratsi cesta. Klasifikace spo-
leéné s dynamickym programovanim (viz. kap. 3.8) a pocitanim velikosti gradientu vyuziva
framework ALE - The Automatic Labelling Environment [26]. Metoda provadi sémantic-
kou segmentaci do vice t¥id a vyuziva natrénovany klasifikdtor. Sémantické segmentaci se
vénuji i nasledujici dva algoritmy. Fully Convolutional Neural Networks (FCNs) [28] také
vyuziva strojového uceni, a to konkrétné trénovani plné konvolucénich neuronovych siti.
Vyuziva end-to-end a pixels-to-pixels pristupu takze pro kazdy vstupni pixel produkuje
jeden vystupni podobné jako ALE. FCNs a SegNet [11] je hluboka enkodér-dekodér archi-
tektura pro segmentaci pixeli do tfid. Architektura je rozdélena do nelinearnich vrstev -
kodéry a korespondujici mnozinou vrstev pro dekodéry. Posledni metody jsou zaméfeny na



primou extrakei kiivky horizontu s pomoci detekce hran a natrénovaného klasifikdtoru po-
moci SVM! (viz. kap. 3.3). Prvni je Machine Learning Approach to Horizon Line Detection
[5], kterd vyuzivd pouze hrany, které projdou filtrem rozsahlého prahovani? (wide range
thresholding). Metoda dale vyuzivd dynamické programovani pro nalezeni nejkratsi cesty.
Skyline Localization for Mountain Images [21] z detekovanych hran vytvari segmenty jejichz
informace o okoli jsou pouzity pro trénovani i predikci. Horizont se pak ziskava z gradientni
mapy a je opét vyuzito dynamického programovani pro nalezeni nejkratsi cesty.

2.1.1 An Edge-less Horizon Line Detection

Vétsina algoritmu sémantické segmentace pracuje na extrakci hran a ziskdvani informaci
z jejich okoli. Metoda Edge-less Horizon Line Detection [1] vyuziva strojového uceni a dy-
namického programovani pro extrahovani horizontu z klasifikaé¢ni mapy namisto mapy hra-
nové. Kazdému pixelu je ptifazeno klasifikacni skére, které udava miru pravdépodobnosti,
7e pixel patii do horizontu. Klasifikaéni mapa je reprezentovana vicestupiiovym grafem?
(multi-stage graph), ve kterém je pomoci dynamického programovani extrahovina cesta
s nejmensi cenou (suma vsech ohodnoceni v cesté). Algoritmy vyuzivajici hrany jsou vétsi-
nou binarni a obsahuji mezery. Tato metoda je spojitd a mezery neobsahuje.

Query Image

il --\

Generating Generating Dynamic Programming
DCSI N mDCSI (Horizon Line Detection)
a7 [ _——

Classifier

Obrazek 2.1: Proces zpracovani v Edge-less Horizon Line Detection
prevzato z [1]

Pro natrénovani klasifikatoru je uzito strojového uceni s ucitelem, kde bylo pouzito SVM
a konvolu¢nich neuronovych siti. Trénovani probiha pro kazdy obrazek z trénovaci sady, ze
kterého se extrahuje N bodua uniformé z ground truth a stejny pocet je vybran nahodné
z oblasti, které nejsou soucasti horizontu. Pro trénovani i naslednou predikci se generuje
DCSI (Dense Classifier Score Image) pro dany obrazek. Pro kazdy vybrany pixel (pfi pre-
dikei - pro kazdy pixel v obrazku) je generovan 16x16 px oblast, kde se pocitaji intenzity.
Normalizované intenzity jsou pouzity pro vytvoreni 256 dimenzionalniho vektoru, ktery je
predan klasifikdtoru. Vysledek predikce je normalizovan do intervalu [0..1] a asociovan s lo-
kaci pixelu. Z DCSI se dale vytvari redukovand varianta (mDCSI), kde se ponechéva pouze
m nejvyssich skére pro kazdy sloupec. Nejvyssi skére jsou typicky koncentrovany pobliz
horizontu. Korespondujici vicestupnovy graf s mDCSI obsahuje méné vrcholu a tim padem

ISupport Vector Machines - Strojové uéeni s uéitelem

2Metoda segmentace obrazu zaloZend na jasovém ohodnoceni kazdého pixelu. Z hodnot je vytvoien
histogram a hled4 se takovd hodnota (prahu), pro kterou bude platit, ze niz${ hodnoty pati{ pozadi / vyssi
patii popredi. [21]

3Vicestupiiovy graf G = (V, E) je orientovany graf, ve kterém jsou jednotlivé uzly rozdéleny do k stupiii,
kde k > 2. Problém ve vicestupniovém grafu je nalezeni nejkratsi cesty ze Source do Sink uzlu. [35]



vysledek obsahuje méné cest na vybér pri hledani nejkratsi cesty coz mé zna¢ny dopad na
rychlost zpracovani.

V porovnani k [24] je nejvyznamnéjsim rozdilem, Ze tento algoritmus nevyuziva hranové
mapy. Vektory jsou zde extrahovany pro kazdy pixel a jeho okoli o velikosti 16x16 px,
zatimco v [24] se extrahuji vektory pro cely hranovy segement o velikosti 8x8 px. S tim
jsou spojeny také ruzné velikosti vektoru. Dulezitym rozdilem je, Ze v tomto algoritmu
jsou Cerpany pouze jasové informace z oblasti okolo pixeli, kdezto v [24] jsou z oblasti
extrahovany hodnoty barevnych slozek RGB modelu pro kazdy pixel oblasti, pramérné
jasové hodnoty a soufadnice pixeli.

2.1.2 The Automatic Labelling Environment (ALE)

Lubor Ladicky a Philip H.S. Torr spoleéné se skupinou na univerzité Oxford Brookes®
vytvorili néstroj The Automatic Labelling Environment [26], ktery provadi sémantickou
segmentaci zalozenou na rozpoznani objektd ve scéné a ziskani jejich hloubek. Zakladem
ALE je metoda pouzivajici PN model, kterd kazdy pixel pfifazuje ke konkrétnimu objektu.
Ko6d umoznuje trénovat vlastni kasifikdtory na vlastnich datech ¢i predtrénovanych klasifi-
katorech. V ramci [6] a [33] bylo vSak zjisténo, ze v porovnani s metodami [1], [11] a [28] je
tento nastroj je pomaly a dosahuje mensi presnosti nez konkurence.

2.1.3 Fully Convolutional Neural Networks (FCNs)

Sémanticka segmentace s pomoci Fully Convolutional Neural Networks [28] je implemen-
tovana pomoci trénovanych end-to-end, pixels-to-pixels plné konvoluénich neuronovych siti
(viz. obr. 2.3). Pristup vSak pouzivd plné konvoluéni sité, aby mohl zpracovat obrézek pu-
vodni velikosti a produkovat vystup korespondujici velikosti s efektivnim odvozenim a uce-
nim. Je zde vyuzivano pred-trénovanych modeli s pomoci trénovani s ucitelem. Autori
prizptisobili stavajici moderni klasifika¢ni sité® na plné konvoluéni sité a prenesli jejich
reprezentaci uceni na segmentacni tkol.

forward /inference

backward /learning
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Obrazek 2.3: FCNs se mohou efektivné ucit pro vytvareni hustych predikci pro per-pizel
tkoly jako je sémanticka segmentace.

prevzato z [28]

“The Oxford Brookes University Computer Vision (http://cms.brookes.ac.uk/research/visiongroup/)
5AlexNet, the VGG net, GoogLeNet


http://ac.uk/research/visiongroup/

Jadrem je architektura s moznosti preskoCit vrstvu, kterd kombinuje sémantické infor-
mace z hlubokych hrubych vrstev s vyskytem informaci v mélkych jemnych vrstvach pro
produkovani presnych a detailnich segmentaci. Sité vyuzivaji vrstev nadvzorkovani, kde
probiha pixelova predikce. A vrstev podvzorkovani, kde probiha uceni. Plné konvolucni
neuronové sité byly testovany na datovych sadach®, na kterych dosahovaly state-of-the-art
vysledkt pro sémantickou segmentaci.

2.1.4 SegNet

Architektura SegNet [I1] byla vytvofena skupinou Computer Vision and Robotics’ na Uni-
vesity of Cambridge a provadi sémantickou segmentaci a je zalozena na hluboké plné kon-
voluéni neuronové siti. Segnet obsahuje sekvenci nelinedrnich vrstev (kodéri a dekodéru)
spole¢né s natrénovanym pixelovym klasifikatorem. Schéma téchto vrstev je zndzornéno na
obrazku 2.5. Kodéry se skladaji ze tfinacti konvolu¢nich vrstev navrzenych pro objektovou
klasifikaci. Inicializace trénovaciho procesu miize probéhnout s pomoci vah trénovanych pro
klasifikdtor z objemnych dataset.

Kazda vrstva kodéru mé korespondujici vrstvu v dekodéru. Témér jako ve vsech kon-
volu¢nich neuronovych sitich je v posledni vrstvé dekodéru vystup odeslan do vicestupno-
vého ,soft-max* klasifikatoru, ktery predikuje pravdépodobnost nezavisle pro kazdy pixel.
V kazdé vrstvé sité kodéru probihd konvoluce s bankou filtrt, kterda produkuje mnozinu
yfeature* map. Tyto mapy jsou dédle davkové normalizovany a upraveny pomoci ReLU
(Rectified-linear non-linearity). Na konci kazdé vrstvy kodéru je vrstva poskytujici max-
pooling jehoz vysledek je podvzorkovan. Ve vrstvach dekodéru jsou vzdy vstupni ,feature”
mapy nejdiive nadvzorkovany. Nasleduji podvrstvy konvoluce, normalizace a ReLU.

Convolutional Encoder-Decoder

Output

Pooling Indices
RGB Image I conv + Batch Normalisation + RelU Segmentation
I Fooling M Upsampling Softmax

Obrazek 2.5: Schéma SegNet
prevzato z [11]

2.1.5 Machine Learning Approach to Horizon Line Detection

V Machine Learning Approach to Horizon Line Detection [5] je také vyuzito strojového
uceni s ucitelem, a to pro detekci kiivky horizontu s pomoci hran v obrazku a lokalnich
vlastnosti. Na dany Sedoténovy obrazek je nejdiive pouzit Cannyho detektor hran [14]

®PASCAL VOC, NYUDv2, SIFT Flow
"Machine Intelligence Laboratory, University of Cambridge Department of Engineering
(http://mi.eng.cam.ac.uk/Main/CVR)
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s pouzitim ruznych parametri, ale ponechany jsou pouze hrany, které projdou filtraci roz-
séhlého prahovani (wide range thresholding [21]). Takto vyfiltrované hrany jsou oznaceny
jako MSEEs (Maximally Stable Extremal Edges). Postup ziskani MSEE hran je znazor-
nén na obrazku 2.7. S pouzitim informaci z ground truth je natrénovan klasifikator pomoci
SVM pro klasifikaci MSEE do pixeli dvou kategorii - horizont a ostatni. Kazdy MSEE pixel
a jeho okoli je popsédno pomoci SIFT deskriptoru [29], které jsou vstupem pro SVM klasifi-
kator. Horizontové MSEE lokace jsou vybrany pro kazdy ¢tvrty pixel krivky horizontu. Pro
nehorizontové lokace je vybran nahodné stejny pocet z nehorizontovych oblasti obrazku.
Pro kazdy MSEE pixel je extrahovan 128 dimenzionalni vektor z 16 x 16 px ¢tvercové oblasti
okolo tohoto pixelu.

Pro predikci je pouzit stejny postup a kazdy pixel je tak predikovan zda-li je soucasti
kfivky horizontu nebo ne. Pozitivné predikované pixely jsou pouzity pro dynamické pro-
gramovani, kde algoritmus hled4 nejkratsi cestu, ktera vraci konzistentni krivku horizontu.
Dynamické programovani vraci rizné vysledky pro hledani zleva do prava nebo naopak.
Z toho divodu je vysledna kiivka kompozici kiivek z obou sméra.

Obrazek 2.7: (top) Sedoténovy vstupni obrazek. (middle) Vystup z Cannyho detektoru
hran. (bottom) Extrahované MSEE.
prevzato z [5]

2.1.6 Skyline Localization for Mountain Images

Metoda Skyline Localization for Mountain Images [24] je velmi podobné predchozi me-
todé [5]. Metoda je zalozend na uréeni horizontu s vyuzitim hranové extrakce, strojového
uceni s ucitelem a dynamickém programovani. Obrazek je nejdrive preveden do odstint Sedé
a jsou z néj extrahovany hrany za pomoci Cannyho algoritmu [14]. Detekované hrany jsou
oproti [5] rozdéleny na hranové segmenty, které jsou definované jako spojité useky o veli-
kosti 8 px. Pro kazdy hranovy segment je vybrdna ¢tvercova oblast 8 x8 px (narozdil od

11



16x16 px oblasti pouzité v [5]). Vektory pro trénovani jsou zde vytvareny pro cely hranovy
segment, zatimco v [5] jsou vytvareny vektory pro kazdy pixel zvIast.

Pro trénovani klasifikatoru se pouziva 210 dimenzionalni vektor, ktery se sklada:
e RGB hodnoty kazdého pixelu oblasti hranového segmentu (3 * 8 x 8)
e Prumérné hodnoty jasu horni a dolni poloviny oblasti hranového segmentu (2)

e Pozice X a Y kazdého pixelu hranového segmentu (2 * 8)

e e 0 e ™
b I-IE'E"'

Obrézek 2.9: (a) Pozitivni trénovaci vzorky. (b) Negativni trénovaci vzorky.

prevzato z [24]

Klasifikator je natrénovan s pomoci téchto vektort pro kazdy hranovy segment. Vektory
segmentu kiivky horizontu jsou pouzity vsechny a jsou ziskany s pomoci ground truth. Ne-
gativni vektory jsou vybrany nahodnym zptisobem ve stejném poctu jako pozitivni vektory.
Oblasti pozitivnich a negativnich hranovych segmentt jsou znazornény na obrazku 2.9.

Pro predikeci je vyuzivan stejny postup ziskani vektoru, kde SVM predikuje zda-li je hra-
novy segment pozitivni/negativni. Vracené pozitivni segmenty jsou vyuzity pro dynamické
programovani. S pomoci energetické funkce je vytvorena mapa energii pro kazdy pixel, ve
kterém jsou pozitivni segmenty oznaceny hodnotou 0. V této mapé je pak hledana nejkratsi
cesta s co nejnizsi kumulativni energii.

2.2 Reserse pristupa pro vizualni geo-lokalizaci

Vizudlni geo-lokalizace je netrivialni{ problém kvili riznorodym podminkam zahrnujicim
napriklad proménlivou vegetaci, pocasi, slune¢ni osvétleni nebo ro¢ni obdobi. Narozdil od
vizualni geo-lokalizace v urbanistickém prostiedi, kde budovy vétsinou svou vizualni stranku
Casto neméni, je pouziti vizualné zalozenych metod mnohem naro¢néjsi pravé v prirodnim
prostiedi. Vizualni geo-lokalizace je navic velmi uziteény nastroj pro historické a forenzni
védni obory, inteligentni aplikace, dokumentacni techniky, organizovani fotografickych ko-
lekci nebo vyhledavani v archivech. Vétsina pristupti pro vizualni geo-lokalizaci pouziva
datové sady s digitalnimi 3D modely a fotografiemi s jiz zndAmymi informacemi o zemépis-
nych souradnicich a tthly porizeni fotografie.

Nasledujici podkapitoly popisuji algoritmické pristupy [8], [27], [39] pro vizudlni geo-
lokalizaci v pfirodnim prostfedi. Déle je zde zminén projekt Locate [13], ktery vychazi
z [10] a implementuje nékolik algoritmu (napft. [39]).
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2.2.1 Large Scale Visual Geo-localization of Images in Mountainous
Terrain

Pristup popsany v c¢lanku Large Scale Visual Geo-localization of Images in Moutainous
Terrain [%] se zaméfuje na kamerovou geo-lokalizaci. Vyuziva se rozpoznani kiivky horizontu
v lokalizovaném obrazku pro dany digitélni eleva¢ni model (DEM?®) dané zemé. Agreguji
se zde informace o tvaru napri¢ celou kfivkou horizontu a hledd se podobné konfigurace
zékladnich tvart v rozsahlé databézi, kterad je organizovana pro moznost vyhledavani riz-
nych 1hld pohledu - FOV?Y. Riizné stavy celého procesu jsou znizornény na obr. 2.11. Tento
¢ldnek byl déle rozsifen v Image Base Geo-localization in the Alps [39], kde autofi uva-
déji vice detailnéjsi analyzu a evaluaci systému a vylepsuji algoritmus v segmentaci oblohy.
Obsahuje novou metodu pro robustni kédovani kontur jako dvé rizné hlasovaci schémata.
Prvni schéma operuje pouze v prostoru deskriptoru zatimco druhy kombinuje hlasovani
v prostoru deskriptort a rotaci.

(a) (b)

Obrazek 2.11: (a) Lokalizovany obrazek. (b) Segmentace oblohy. (c¢) Vzorek mnoziny extra-
hovanych 10° contourletii. (d) Rozpoznana geo-lokalizace v DEM. (e) Prekryv viditelného
horizontu odhadnuté pozice.

prevzato z [3]

Problém rozpoznani lokace je v obecném ramci Sesti-dimenzionalni kvuli zpracovani
t¥1 dimenzi pozice a t¥i dimenzi orientace. V tomto ¢lanku se predpoklada, ze k porizeni
fotografie doslo v malé vySce nad povrchem zemé. Vyuziva se vlastnosti viditelného ho-
rizontu. Viditelny horizont digitdlniho eleva¢niho modelu je extrahovan ve vSech pozicich
(360° v kazdé pozici) a reprezentovan kolekei vektorové kvantifikovanych lokalnich contour-
let'". Subsekvenéné je extrahovany obrys robustné popsan mnozinou lokalnich contourleti
s relativn{ thlovou vzdélenosti o, s ohledem na optické osy kamery. Nasledné je vyuzivan
invertovany souborovy systém pro obrysova slova pro nalezeni nejlepsich lokaci a postupné
se hlasuje pro ruzné smeéry pohledu. To je provedeno v integrované geometrické verifikaci
béhem bag-of-words'" hledani.

Zpracovani obrazku se sklada z nalezeni kiivky horizontu, coz je zde chapano jako ex-
trakce popredi / pozadi. Hledd se nejvyssi pixel popredi a pocitd se suma vSech cen pixelu
popredi. Déle pak vSechny ceny nad kandidatem ktivky horizontu. Segmentace je pak po-
psana energetickou funkci. Algoritmus je automaticky, ale umoznuje i zasah uzivatele pro
manudlni oznaceni popfedi. Dalsim krokem je extrakce contourleti (viz. obr. 2.13). Kon-
tury jsou prekryvajici se kiivky sitky w. Tyto kiivky jsou navzorkovany s pevnym odstupem

®Digital Elevation Model

Field of View

Y Contourlets: obrysové slova, podobna v duchu vizualnich slov ziskanych z kvantifikovani obrézku plos-
nymi deskriptory.

HBag-of-words: je v poé&itatovém vidéni vektor poétu vyskyti slovniku lokdlnich vlastnosti obrazku.
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Obrézek 2.13: Vypocet konturovych slov: (a) Zakladni kontura. (b) Vyhlazend kontura
s n vzorkovacimi body. (c) Navzorkované body po normalizaci. (d) Contourlety jako nu-
merické vektory. (e) Kazdd dimenze kvantifikovand do tf{i biti. (f) Konturové slovo jako
24-bitové celé dcislo.

prevzato z [39]

a tim jsou ziskdny n-dimenzionélni vektory hodnot. Déle se pfimo kvantifikuje separatné
kazd4 dimenze deskriptoru. Navic je nalezen nejlepsi bin'?. Z kazdé dimenze je ziskan bin,
ze kterych se pak konkatenaci ziskd jedno celé ¢islo - konturové slovo. Jedna featura (con-
tourleta) se kdduje na n biti. Pocet featur je pak roven 2". Pfi vyhleddvani se pouzivaji
invertované soubory a cely proces je jesté rozsifen o hrubou geometrickou verifikaci. Cel-
kova velikost invertovaného indexu je dana velikosti a hustotou vzorkovani prohledavané
geografické oblasti. Pro kazdé slovo je vytvofen seznam, kterd uchovava ID panoramatu
a azimut a4 pro kazdy vyskyt contourletu. Algoritmus porovnava 10°-70° pohledy s 360°
panoramaty. V idedlnim ptipadé je skore 0 ziskana z databazového obrazku, ktery obsahuje
kazdé konturové slovo nejméné tak Casto jako lokalizovany obrazek. Béhem hlasovaci faze
se ziskd geometrickd informace, kterd se dale pouzije pro geometrickou verifikaci po ob-
drzeni 1000 nejlepsich kandidati. Geometricka verifikace se skldda z vypoc¢tu optimalniho
zarovnani dvou viditelnych kfivek horizontu pouzitim iterativnich nejblizsich bodi (ICP'?)
coz urcuje kompletni 3D rotaci. Prumérna chyba zarovnani je pouzita jako skére pro nové
sefazeni kandidatt.

2.2.2 Worldwide Pose Estimation Using 3D Point Clouds

Worldwide Pose Estimation Using 3D Point Clouds [27] popisuje vizudlni lokalizaci jako
celosvétové odhadnuti pozice. V daném obrazku probiha automatické urcéeni matice kamery
(pozice, orientace a kamerové hodnoty) v geo-oznac¢eném koordinaénim systému. Prace se
zameéfuje na precizni geometrii kamery, jejiz spravny odhad muze instantné poskytnout
silnd voditka pro urceni, kterd ¢ast obrazku muze byt obloha, silnice nebo budovy. Metoda
pracuje prevazné s lokalizaci v urbanistickém prostiedi, ale lze ji pouzit i na prirodnich
oblastech s dostateénym mnozstvim charakteristickych a znamych vizudlnich bodd.
Metoda primo zpracovava korespondenci mezi 2D vlastnostmi v obrazku a 3D body ve
velkém mra¢nu bodu (point cloud) zahrnujici mnoho mist na svété. Je vyuzivano 3D bo-
dového shluku vytvoifeného béhem procesu Structure from Motion (SfM)'* nad obrazky se

?Bindrni ¢fselnd hodnota.
3Tterative Closest Points
! Technika fotogrametrického zobrazovani rozsahu pro odhad 3D struktur z 2D sekvenci obrazka.
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Obrazek 2.15: Celosvétova databaze bodovych shlukt. Obrazek je porovnavan s databdzi
geo-oznacenych struktur. Databdze (vlevo) zahrnuje obrézky po celém svété (zde je zna-
zornéno jen nékolik bodovych shluki). Vpravo je pocitdna pozice nového obrazku porov-
navanim na tuto celosvétovou databazi. Pfimé porovnavani vlastnosti je nepresné a muze
produkovat Spatné vysledky (¢ervené body). Proto jsou v tomto ¢lanku pouzity robustnéjsi
techniky.

prevzato z [27]

zemépisnymi souradnicemi. Hlavni ¢asti je skdlovatelnd metoda pro presné ziskani 3D pozice
kamery z jedné fotografie porizené z neznamé lokace. Dalsim tkolem je nalezeni dobrych
korespondenci mezi vlastnostmi obrazku v masivni databazi 3D bodu (viz. obr. 2.15).

2.2.3 Locate - Visual Localization in Natural Environments

Locate [13] je geo-lokaliza¢ni projekt, ktery (mimo jiné) implementuje algoritmus [39]. Ci-
lem je lokalizovat fotografii a urc¢it tak jeji pozici a orientaci potizujici kamery. Je tedy
vyuzito digitalnich eleva¢nich modelu, které jsou v dobrém rozliseni dostupné témér pro ce-
lou planetu. Metoda je vSak extrémné vypocetné naro¢na kvili velmi rozsahlému prostoru,
ktery se prohledava. Systém byl natrénovan na prostor svycarskych Alp. Ilustrace spravné
geo-lokalizace fotografie je zndzornéna na obr. 2.17.

2.3 Reserse algoritmt pro inverzni indexy

Pristupy pro vizudlni geo-lokalizaci uvedené v kapitole 2.2 jsou velmi pamétové narocné
z divodu velkého mmnozstvi dat reprezentujicich napriklad znamé horizonty. Tato data
jsou reprezentovana formou bint extrahovanych z detekovanych contourletu (viz. 2.2.1).
V praxi se pak obdrzeny horizont segmentuje na nékolik ¢asti'®, které predstavuji contour-
lety. Kazdy je pak zpracovan na biny, a kazdy z téchto binu je dale pouzit pro vyhledani
zndmych dokumentt (horizontt), ve kterych se dany contourlet nachézi. Vysledky ve formé

5 Features
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Obrazek 2.17: Vizualizace geo-lokalizace

prevzato z [13]

dokumentt jsou pak vraceny v zavislosti na poctu obsahujicich contourleti hledaného ho-
rizontu.

Pro zminéné vyhledavani dokumentt se vyuziva invertovanych indexti. Jednotlivé znamé
contourlety jsou ulozeny v paméti a ke kazdému vzdy prislusi seznam dokumentt, ve kte-
rych se dany contourlet naléza. V rdmci nasi implementace algoritmu [39] je pro moznost
vyhledavani nahran do paméti cely invertovany index. Tento invertovany index muze ob-
sahovat velké mnozstvi featur (contourletti) a dokumentu. V pt¥ipadé nasi implementace se
jedna featura zakéduje do 24 bitfl, takze pocet featur je 224, Pro implementaci [39], zabira
invertovany index pro plochu priblizné 1/3 Alp, v paméti prostor o velikosti zhruba 120 GB.
To mé kriticky dopad na vypocetni naroky hardwaru, na kterém systém pobézi. V tomto
pripadé by bylo zcela nerealné, ze by mohl byt systém dale skalovan na celé Alpy, kompletni
pohoii Evropy nebo pro cely svét.

Tuto problematiku je tfeba vyTesit vhodnym pristupem organizace a Tizeni paméti.
Funkcionalita invertovaného indexu by méla zustat zachovana, protoze je pro tento typ
vyhleddni idedlni. Musel jsem vSak nalézt optimalni feSeni, které by se postaralo o spravu
indexu v paméti. V nejlepsim pripadé by knihovna méla rezervovat pro index jen malou
omezenou oblast paméti, ve kterych by zanechaval napiiklad jen 100 poslednich hledanych
contourlett nebo 100 nejcastéji hledanych. Pokud by v paméti dany contourlet nebyl pro-
béhlo by nacteni contourletu z disku do paméti a vhodnym strankovacim algoritmem by
nahradil jiny v paméti. Pripadné vlastni rizeni procesti mezi paméti a diskem konkrétni kni-
hovnou neni piekazkou, pokud splni podminku jen omezeného mnozstvi pouzivané paméti
pro index.

2.3.1 HDF5

Knihovna HDF5 [14] poskytuje moznost pro préci s ruznorodymi datovymi modely a kom-
plexnimi datovymi objekty s podporou metadat. Nabizi platformné nezavisly datovy for-
mat, ktery nema zadné limity na velikost obsazenych dat. Knihovna nabizi API v jazycich
C, C++, Java a Fortran 90. Vyhodou je velké mnozstvi vlastnich implementovanych me-
tod, které dovoluji optimalizace pristupového ¢asu a tlozného prostoru na disku. HDF5 je
podobny jako XML v tom smyslu, ze HDF5 soubory popisuji svou strukturu a umoznuji
uzivateli specifikovat vztahy a zavislosti komplexnich dat. Na rozdil od XML mtze HDF5
pracovat i s binarnimi daty a umoznuje primy pristup k ¢astem binarniho souboru.
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HDF5 se sklada:
e Souborovy forméat pro ulozeni HDF5 dat.
e Datovy model pro logickou organizaci a pristup k HDF5 datiam z aplikace.

e Software (knihovny, jazykova rozhrani a nastroje) pro praci s formétem.

Zakladnim objektem HDF5 datového modelu jsou datasety a skupiny (groups). Skupiny
seskupuji vice datasetii. Datasety jsou multidimenzionalni pole datovych elementu spole¢né
s metadaty. Vytvoreni a pouziti datasetu vyzaduje otevieni HDF5 souboru, kde je dataset
fyzicky ulozen. Déle je tfeba definovat souborovy a pamétovy datovy prostor (dataspace).
A7 kdyz je veskeré zazemi pripraveno je mozno dataset nacist ze souboru. Knihovna umoz-
nuje mit razné velikosti datového prostoru pro soubor i pamét. Je tedy mozné mit definovan
datovy prostor pro cely soubor a v paméti jen omezenou velikost. Problém vSak nastava pri
pouzivani knihovny. Z daného datasetu je zapotiebi ¢ist pouze tseky dat'®. Tuto moznost
samoziejmé knihovna umoznuje.

Pro ¢teni vSech dat na jednom konkrétnim indexu je zapotiebi mit alokovany prostor pro
uplné cely dataset. Vybrana data v alokovaném poli budou k dispozici na daném indexu,
zbytek hodnot bude vyplnén nulami. Povinnost mit vSak v paméti vymezeny blok pro
kompletni invertovany index zustava. Tato vlastnost knihovny ji vSak ¢ini nepouzitelnou
pro potireby uchovavat v paméti jen omezenou ¢ast invertovaného indexu.

2.3.2 MeTA: ModErn Text Analysis

MeTA: ModErn Text Analysis [31] je knihovnou zamétujici se na préci s textovym korpu-
sem. Tato modularni knihovna nabizi tokenizaci textu véetné funkci jako napriiklad parse
trees'”. MeTA vyuziva invertovanych a dopfednych indextt s kompresi a riiznymi cachova-
cimi strategiemi. V knihovné je dostupna kolekce rankovacich funkci pro hledani v indexu.

Vsechna zpracovana data jsou uloZena v diskovém indexu. Kazda MeTA aplikace ma
na vstupu index a vSechna zpracovavand data jsou zaménitelnd mezi vsemi komponentami.
V hlavnim konfigura¢nim souboru se definuje typ indexac¢ni strategie a maximalni veli-
kost prostoru v RAM paméti. To umoznuje definovat jen omezenou a presné definovanou
velikost obsazené paméti indexem. Konfigurace obsahuje také nazev datasetu a korpusu.
Nazev datasetu se pouzije jako prefix pro hledani korpusovych dat. Definovany korpus se
pouzije pro cestu ke konfigura¢nimu souboru korpusu. Pri indexaci jsou nejdfive spustény
tokenizéry, které definuji jak segmentovat vstupni soubor na tokeny. Nasleduji filtry, které
mohou byt zfetézeny. Filtry definuji jakym zptisobem bude text modifikovan nebo trans-
formovan. Poslednim ¢lankem ve zpracovani jsou analyzatory, které operuji nad vystupem
filtrt a produkuji pocty vyskytt tokenti v dokumentu.

Knihovna v8ak neumoznuje dynamické zmény indexu za béhu. Déle knihovna vyzaduje
pouziti rankeru'® definovaného v rameci knihovny. Rankovaci funkce v nasf implementaci jiz
implementovana je a jeji pfesunuti do t¥idy knihovny by bylo velmi naro¢né. Knihovna je
navic urcend pro zpracovani prirozeného jazyka. Jeji adaptovani na zpracovani konturovych

16Ve dvoudimenzionalnim prostoru pro invertovany index chceme é&st pouze konkrétni ¥édek.

Parse tree nebo také derivacni strom je sefazeny kofenovy strom, ktery reprezentuje syntaktickou struk-
turu Fetézcl na zdkladé bezkontextové gramatiky.

18Funkce, kterd hodnoti vysledky dotaztl v invertovaném indexu. Ranker vraci seznam dokument? sefa-
zenych dle relevance.
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slov by znamenala nutnost, vyhradit si velkou porci ¢asu na experimentovani s knihovnou
a nalezeni funkéniho FeSeni. Navic neni jisté, ze by adaptace byla viibec mozna.

2.3.3 MIFLUZ

Knihovna MIFLUZ [17] je ur¢ena pro pouzivani a fizeni fulltextovych invertovanych indext.
MIFLUZ umozniuje dynamické aktualizace indexu a podporuje skalovani (az na iroven 1 TB
indexi). V knihovné je zajisténo Fizeni a kontrolovani mnozstvi alokované paméti a sdileni
souboril indexu a cache paméti napri¢ procesy a vlakny. Velkou vyhodou je implicitni kom-
prese indexu az na 50 % objemu surovych dat. Struktura indexu je konfigurovatelns za
béhu a umoznuje inkluzi relevantnich rankovacich informaci. Funkce pro dotazy nevyzaduji
nahran{ vsech vyskyti hledaného termu.

V prvnim kroce se musi vytvorit textovy indexac¢ni algoritmus pro spocitani poctu
vyskytl slov v textu. Toho lze dosdhnout determinovanim datového modelu a pravidel pro
filtrovani znaku. Dalsim krokem je algoritmus pro segmentaci textu. MIFLUZ potfebuje
datovy model pro ulozeni dat. Prvnim elementem datového modelu je slovo, které je ulozeno
ve slovniku, a které je mozno vyhledavat. V poslednim kroce je tfeba definovat prostiedi
indexu a vyhledavaci funkci.

Knihovna vsak sdili problémy s knihovnou MeTA. Dalsi nevyhodou miize byt velmi
slaba a omezena dokumentace nebo témér zadné oficidlni tutoridly ¢i ndvody k pouziti. Pro
neznamé uzivatele tedy mutze byt prekazkou strma krivka uceni pii pouziti této knihovny.

2.4 Reserse sluzeb pro vizualizaci geografickych dat

Jednim z hlavnich problému specifikovanych v kapitole 1.1.1 byla Spatna vizualizace vy-
sledkt nalezenych horizontu. V praci [34] byly pak vysledky vétSinou Spatné pochopeny
uzivateli. Tento problém bylo tfeba eliminovat novou vizualizaci vysledki, kterd bude ma-
ximélné jednoduchéa a pochopitelna uzivateli. V této kapitole je reserse zamérena na posledni
skupinu algoritmi, kterymi jsou vizualiza¢ni knihovny a nastroje. Analyzou dostupnych na-
stroju, schopnych vizualizovat geografickd data, mizeme zjistit, ktery nastroj by mél byt
pro pouziti nejvhodnéjsi. Jednim z hlavnich kritérii pro vybér, aby sluzba bézela idealné
na serverech jejich autortu. Virtualni server, na kterém webova aplikace pobézi nemé k dis-
pozici fyzické GPU, a proto jsou z referse vylouceny vizualiza¢ni nastroje'”, které by jinak
mohly byt nainstalovany na serveru a mohly by provadét renderovani vysledkt v redlném
Case.

2.4.1 Google Maps Platform

Google Maps [3] od spoleénosti Google je k dispozici jiz velmi dlouho a je inovovan kazdym
rokem. Disponuje velmi spolehlivou sluzbou s rozsahlym a robustnim API. Pro vSechny
své sluzby poskytuje také velkou fadu tutoriali a ndvodu véetné plné dokumentace. Své
sluzby nabizi ve vétSiné pouziti zdarma. Vyuzitelnou sluzbou Google Map je JavaScriptové
rozhrani diky ¢emuz lze rychle a pohotové zavést sluzby map do jakékoliv webové aplikace.
Staci jen pripojit odkaz na knihovnu Google Maps JS a v JavaScriptovém kédu aplikace jiz
jen definovat mapu, jeji typ, pozici, priblizeni a pripadné zadefinovat ukazatel polohy, ktery
se zobrazi uprostied mapy. Google Mapy umoznuji zobrazit klasické orientacni mapy, ale
také satelitni snimky nebo i Google Street View (pokud je pro danou k dispozici). Google

YNapt.: Virtual Terrain Project (http://vterrain.org/), AutoDEM (http://www.autodem.com/).
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Maps Platform by tedy mél byt vice nez ndpomocny ke vhodné vizualizaci vysledki vizudlni
geo-lokalizace.

2.4.2 PeakFinder

PeakFinder [10] od autora Fabio Soldati je aplikace pro vyhleddvani panoramat, kterd zob-
razuje panoramata hornatych oblasti a vykresluje k vrcholkim jejich nazvy. V aplikaci je
mozné si vyhledat konkrétni misto podle nidzvu nebo souradnic. Z nalezeného mista lze
pak dokola prochazet kompletni horizont (viz. obr. 2.19). Aplikace také umoznuje vykreslit
trasu slunce a meésice v Case. PeakFinder funguje primarné jako webova aplikace, ale je
jiz také k dispozici jako mobilni aplikace s moznosti augmentované reality. V ramci této
aplikace je definovano malé API poskytujici zakladni sluzbu aplikace. V ramci API je vsak
mozné ovlivnit pozici zobrazeného panoramatu, nadmorskou vysku pohledu, ptiblizeni nebo
azimut. Néstroj je mozné zavést do aplikace napriklad pouhym vlozenim HTML tagu <if-
rame>, kde se v URL adrese definuji vSsechny parametry. PeakFinder je rovnéz velmi silnym
kandidatem pro piipadné vizualizace pozic na zakladé zemépisnych soutadnic.
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Obrazek 2.19: Ukazka aplikace PeakFinder.

2.4.3 CesiumdJS

CesiumJS [13] je open-source JavaScriptova knihovna pro vizualizace map, 3D objektu,
modelu a ¢asové dynamickych vizualizaci apod. CesiumJS vyuziva sluzeb Google Earth
a dokaze tak vizualizovat i celou planetu Zemi. Nevyhodou této knihovny muze byt jeji
velmi vysoké naroky na vypocetni vykon a internetové pripojeni. Samotnd manipulace
s ukadzkou mapy na webovych strankach aplikace je velmi kostrbatd, trhani a relativné
pomalé nacitani textur mize byt pro bézného uzivatele znacné neprivétivé. Tato knihovna
nabizi sirokou skalu pouziti, véetné definovaného API. Prerekvizitou pro spusténi aplikace
je vsak zprovoznéni vlastni instance Cesium webového serveru poskytujici vypocetni vykon.
To mtize Cinit pro nase potieby potize, protoze virtualni server prilis vykonu nabidnout ne-
miize. Celkové je CesiumJS velmi bohata knihovna, avSak nespliiuje podminky maximélni
jednoduchosti a privétivosti pro uzivatele.
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Kapitola 3

Implementace detekce krivky
horizontu

V této kapitole je detailni popis implementace algoritmu pro detekci krivky horizontu v ob-
razku. 7Z provedené reSerse algoritmu z kapitoly 2.1 jsem ziskal 7 kandidatd, ze kterych
bylo tfeba vybrat nejvhodnéjsi algoritmus. Kandidati [1], [11], [26], [28] byli jiz implemen-
tovani ve srovnavaci publikaci [6]. V rdmci [6] byly vSechny tyto metody trénovdany na
datové sadé CHI1 [9] a testovany na datové sadé GeoPose3K [12]. Metody [11], [20], [28]
byly také implementovdny v rdmci diplomové prace [33] Ing. Jakuba Pelikdna zabyvajici
se sémantickou segmentaci v horském prostiedi. Prace taktéz obsahuje ¢ast, ve které jed-
notlivé algoritmy srovnava na stejnych datovych sadach jako [6]. Pro eliminaci problému
predchozich jmenovanych algoritmu jsem se rozhodl pro implementaci algoritmu Skyline
Localization for Mountain Images [21] jejimz autorem je Yao-Ling Hung a dalsi. Implemen-
tovanou metodu mohu natrénovat i testovat na stejnych datovych sadéch [9], [12] a vysledky
testovani pfimo porovnéavat s vysledky z praci [6] a [33].

Implementace algoritmu se sklada z popisu struktury aplikace, ve které bude vybrany
algoritmus implementovan. Déle néasleduje podrobny teoreticky popis algoritmu, na ktery
nasleduji podkapitoly s jiz konkrétnimi informacemi o realizaci implementace. V ramci
implementace jsou zde uvedeny experimenty pii vybéru riznych parametri pro Cannyho
detektor hran a pro trénovani modelu pomoci SVM. Soucasti kapitoly jsou také experimenty
s findlni implementaci algoritmu. Nasledujici podkapitola porovnava namérené vysledky
s pracemi [0] a [33]. Kapitola je uzaviena profilaci algoritmu a optimalizaci z hlediska ¢asu.

3.1 Aplikace lokalizace krivky horizontu

Aplikace bézi ve dvou rezimech: trénovani a lokalizace. Rezim trénovani je uréen primarné
pro zpracovani obrazkf a jejich ground truth a ziskani tak ,Feature vektorti“!, a k nému
korespondujici trénovaci vektor’. Rezim lokalizace je p¥ipraven pro pifmé pouziti detekce

kiivky horizontu.

Vektory s informacemi o jednotlivych hranovych segmentech a jejich oblastech (viz. kap. 2.1.6).
28 oznagenim pozitivnich/negativnich Feature vektort (viz. kap. 3.5).
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3.2 Extrakce hran

Zakladem pro algoritmus extrakce krivky horizontu je extrakce hran z obrazku a ziskani
hranové mapy. Pro extrakei hran je v algoritmu pouzit Cannyho hranovy detektor [14], ktery
je zalozeny na aproximovani maxim prvnich derivaci a detekuje hrany ve dvourozmérném
diskrétnim obraze. Pro detekci hran jsem pouzil implementovanou verzi Cannyho hrano-
vého detektoru z knihovny OpenCV [2]. Ovliviiovdnim parametri® Cannyho detektoru lze
ziskavat ruzné husté hranové vystupy.

3.2.1 Experiment s hodnotami prahovani

S hodnotami prahovani jsem provedl experiment, kde jsem ménil hodnoty prahovani. Cilem
experimentu bylo zjistit optimélni hodnotu prahu, aby obrizek s detekovanymi hranami
obsahoval co nejvétsi pocet hran nalezicich kfivce horizontu. A ziroven aby tento obrazek
neobsahoval zbytecné prilis velky pocet hran, které kiivce horizontu nendlezi. Vysledky byly
subjektivné hodnoceny vizualnim zhodnocenim. Kritériem pro nejlepsi vysledky byla vlast-
nost, aby krivka horizontu byla idedlné kompletni. AvSak zaroven aby krivek, které nepatti
horizontu, bylo co nejméné (aby v obrazku bylo co nejméné vaty). Experiment byl proveden
na fotografiich z datové sady GeoPose3K [12]. Vizualni hodnoceni vSak probéhlo pouze na
priblizné 50 fotografii. Vice obrazku nebylo tfeba vizualné métit z divodu opakujicich se
vysledk, které nepiindsely zadné nové informace.

Experiment byl proveden na rizné hodnoty prahovani*. V ukézce vysledki 3.1 je mozné
vidét puvodni obrazky prevedené do odstinu Sedi a déle vysledky po prahovani. Pro nizkou
hodnotu prahovani (< 15) je detekovanych hran pfilis mnoho a jejich zpracovani by stélo
zbytecné mnoho vypocetnich i pamétovych prostredki. Pri velkych hodnotach prahovani
(45 >) je pocet detekovanych kiivek optimalni, ale v ¢astych pfipadech na tikor hran kiivky
horizontu. Pri téchto hodnotéch jiz chybély i celé kusy hran krivky horizontu, coz by mélo
kriticky dopad na tspésnost celého algoritmu lokalizace kiivky horizontu. Pii hodnoté pra-
hovéani (30) byl pocet nadbytecnych kiivek v nékterych piipadech pomérné vysoky, ale na
druhou stranu hrany kiivky horizontu chybély pouze v minimalni mire. Mohu proto tvrdit,
ze je tato hodnota prahovani nelepsi variantou.

3.2.2 Extrakce hranovych segmenta

Po ziskan{ hran z obrazku je tfeba hrany rozdélit na tseky pevné dané velikosti, se kterymi
se bude naddle pracovat. Jednotlivé tseky jsou v algoritmu [24] ziskdny o velikosti 8 px
a je jim prifazen nazev hranové segmenty. Tyto hranové segmenty jsou ziskany algoritmem,
kdy je vzdy nejlevéjsi obrazovy bod ziskané hrany z Cannyho detektoru hran oznacen jako
pocatecni pixel. Od tohoto pixelu se algoritmus pokousi najit primého naslednika hrano-
vého segmentu na péti preddefinovanych pozicich®. Pokud je takovy pixel nalezen, pak je
pocatecni pixel ulozen a hleda se dalsi naslednik od pravé nalezeného. Tento proces hledani
sousedu se opakuje dokud neni takto nalezeny spojity usek dlouhy 8 px. V tom pripadé je
extrakce hranového segmentu kompletni a doty¢né pixely jsou vymazany z hranové mapy,
aby se tak odstranil mozny vyskyt duplicit nebo nedeterminismu. Pokud sousedni pixel
neni nalezen na definovanych pozicich, pak je cely hranovy segment zahozen. Proces se

3Velikost prahovani pro histerezi.
4Hodnoty: 3, 15, 30, 45, 60.
®Mo#né pozice naslednika: nad, vpravo nad, vpravo, vpravo pod, pod (aktudlnim pixelem).
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Puvodni obrazek Threshold: 3 Threshold: 30 Threshold: 60

Obrazek 3.1: Hledani optimélni hodnoty prahovani.

opakuje tak dlouho, dokud v hranové mapé existuji néjaké detekované hrany. Vystupem
tohoto procesu je mnozina hranovych segmenta.
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3.3 Detekce segmentii horizontu

Vybrand metoda lokalizace kiivky horizontu [24] vyuzivd SVM - Support Vector Machi-
nes [12], coZ je metoda strojového uceni s ucitelem a je vyuzivana pro klasifikaci® nebo
regresni analjzu’. Zakladnim kamenem SVM je linedrni klasifikitor do dvou tiid. Cilem
v této tloze je najit nadrovinu (viz. obr. 3.2), kterd rozdéli obé t¥idy trénovacich dat, kde
hodnota minima vzdalenost{ bodi od nadroviny by méla byt co nejvétsi.

V praxi je SVM vyuzito k vytvoreni modelu, ktery pfi trénovani déli vstupni data prave
do dvou tfid. Vstupni data jsou proto rozdélovana diky informacim, které vzorky jsou pozi-
tivni nebo negativni. Vstupni data mohou byt typicky multidimenzionéalni. Vstupem SVM je
trénovaci sada dat skladajici se z vektort hodnot. SVM pak vektor pfiradi k jedné ¢i druhé
skupiné. Po kazdém vektoru si SVM upravuje nadrovinu tak, aby byla co nejoptimalnéjsi
(tedy aby vzdalenost obou skupin byl co nejvétsi - viz. obr. 3.2). Pti predikci je testovany
vektor porovnan klasifikatorem s natrénovanym modelem a SVM rozhodne, do které sku-
piné vektor odpovida. Vystupem predikce je odpovéd pozitivni (1) nebo negativni (-1).

Obrazek 3.2: Optimalni nadrovina

inspirovano z [12]

Pro implementaci SVM do algoritmu jsem zvolil knihovnu LIBSVM [15]. LIBSVM je
integrovany software, pro support vector klasifikaci, regresi a distribuované odhady. Podpo-
ruje multidimenzionalni klasifikaci. LIBSVM je implementovano do fady znamych jazykua
véetné Javy. Tato knihovna mimo jiné poskytuje velmi snadno pouzitelné nastroje pro kont-
rolu zda jsou trénovaci data v poradku, nastroj pro selekci optimalnich parametri a nastroj,
ktery automaticky vybere nejlepsi parametry a natrénuje spolu s testovacimi daty a tréno-
vacim vektorem finalni model.

5Problém kde se uréuje, do které z kategorii dat je dané pozorovani p¥ifazeno.
"Statistické metody, pomoci kterjch se odhaduje hodnota jisté ndhodné veli¢iny na zakladé znalosti
jinych velicin.
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3.4 Extrakce Feature vektoru

Reprezentaci jednotlivych vzorkt trénovaci sady dat je Feature vektor. Feature vektor je
v nasem konkrétnim piipadé této metody 210 dimenziondlni vektor hodnot, nesoucich infor-
mace o jednotlivych hranovych segmentech. Vyznam jednotlivych dimenzi jiz byl vysvétlen
v kapitole 2.1.6. Pro kazdy hranovy segment se Feature vektor poc¢ita pro jeho nejblizsi okoli,
kterym je 8x8 px ¢tvercova oblast, kterou hranovy segment prochézi. Prvnich 192 dimenzi
je rezervovano pro informace o barvach jednotlivych pixelti okoli hranového segmentu, kde
se jako pro jednu dimenzi pocita kazda barevna slozka RGB modelu. Dalsi 2 dimenze jsou
urcéeny pro jasy, které se také pocitaji z okoli hranového segmentu. Okoli se rozdéli horizon-
talné na dvé poloviny a vypocitava se jas pro kazdou polovinu zvlast. V kazdé této poloviné
se vypocitava jas pro kazdy pixel zvlast, a to pomoci vzorce 3.1. Jas celé poloviny je spocten
jako aritmeticky primeér jast vsech pixeld dané poloviny okoli. Zbylych 16 dimenzi zaplni
X a Y souradnice jednotlivych ¢lent hranového segmentu. S pomoci tohoto zpracovani je
pro kazdy hranovy segment ziskan jeho Feature vektor.

luminance = (red x 0.2126) + (green * 0.7152) + (blue x 0.0722) (3.1)

Implementace extrakce Feature vektoru probiha spolecné se ziskanim hranové mapy
a extrakci hranovych segmentt v balicku processImage ve tiidé FeatureVector. Pro repre-
zentaci a jednoduché ukladani informaci o hranovych segmentech a jejich Feature vektorech
je pripravena trida Edge, ve které jsou pripravené datové struktury pro nasledné reprezen-
tace okoli hranovych segmentt a barev pixelii a pro vypoctené hodnoty jasti. Vystupem
po ziskani Feature vektoru je kolekce objektt tridy FEdge. Pro extrakci barevnych slozek
pixel okoli hranového segmentu jsou nejdrive zjiStény souradnice levého horniho pixelu
okoli. Nasledné od této pozice probiha ziskani barev postupné po sloupcich a fadcich. Pti
vypoctech jasu je opét iterativné po sloupcich a fadcich prochazena horni / spodni polovina
okoli, kde se pro kazdy pixel nejdiive ziskaji jednotlivé barevné slozky az nasledné vypoci-
tava jas pixelu. Podle pozice pixelu se pak jas pripoc¢itava k sumé vSech jasu daného okoli.
V poslednim kroku je jas aritmeticky zprameérovan.

3.5 Extrakce trénovaciho vektoru

Trénovaci vektor reprezentuje oznaceni pozitivnich a negativnich hranovych segmenti, re-
spektive Feature vektort. Informaci o tom, zda-li je Feature vektor pozitivni nebo negativni,
ziskdme z ground truth nebo masek obrazku, které musi byt pripravené predem. Priklad
ground truth a masky je vyobrazen na obrazku 3.4.

Nejdiive se dany obrazek nacte a je z néj extrahovana skuteéna kfivka horizontu pomoci
jednoduchého procesu. Obrazek je prohledavin po pixelech zleva—doprava a shora—dola.
Pri zjisténi zmény barvy je pixel zaznacen jako soucast kiivky horizontu. Po extrakci celé
kiivky jsou postupné vsechny Feature vektory pixel po pixelu zkontrolovany podle X-ové
soufadnice, zda-li spadaji do intervalu tolerance skutec¢né kiivky horizontu. Kazdy pixel
Feature vektoru je tedy porovnan podle Y-ové soutfadnice. Pokud vysky pixeli skutecéné
kfivky horizontu a hranového segmentu sedi, je dany Feature vektor oznacen jako pozitivni.
Interval tolerance je zaveden kvili moznym odchylkdm Cannyho hranového detektoru.
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Ground truth v GeoPose3K [12] Maska v CH1 [9]

A

3
{3

Obrazek 3.4: Ukéazky fotografii a jejich ground truth a masky pouzitych datovych sad.

3.6 Trénovani modelu

Trénovani modelu probihalo na datové sadé CH1 [9], kterd obsahuje 203 obrazku spolecné
s jejich maskami. Z kazdého obrazku se postupné extrahovaly Feature vektory a korespondu-
jici trénovaci vektory. Aby pro ucely trénovani byl vyvazeny pocet pozitivnich a negativnich
Feature vektorti, byly ponechany vsechny nalezené pozitivni Feature vektory. Negativnich
Feature vektort bylo vzdy mnohem vétsi mnozstvi, a proto se negativni vektory navzorko-
valy takovym zptsobem, aby byl pocet roven pozitivnim vektorim. Zpiisob selekce nega-
tivnich vektoru je fizen podle podle podilu poc¢tu negativnich a poctu pozitivnich Feature
vektori®. Celkem bylo z datové sady CH1 extrahovano 12 684 Feature vektort. Hodnoty ve
Feature vektorech byly nésledné jesté po jednotlivych dimenzich preskalovany do intervalu
[0..1]. Trénovaci datova sada s Feature vektory byla exportovana do LIBSVM formétu (pii-
klad takového formatu je zndzornén v kédu 3.1). Prvni hodnotou je oznaceni pozitivniho /
negativniho vektoru. Nasleduji dvojice hodnot, kde ¢islo pred dvojteckou oznacuje dimenzi.
Cislo za dvojteckou hodnotu v dané dimenzi.

8Napf. pro 12.000 negativnich a 4.000 pozitivnich je jejich podil roven 3. Z negativnich Feature vektor®
se tedy vybere kazdy treti.
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0 1:-0.513725 2:-0.488189 3:-0.629921 4:-0.498039 5:-0.458824
1 1:0.0509804 2:0.023622 3:-0.0944882 4:0.0431373 5:0.0117647
0 1:-0.827451 2:-0.84252 3:-0.88189 4:-0.772549 5:-0.772549

1 1:0.013642 2:0.19846 3:-0.0944882 4:0.0118373 5:0.04537

Koéd 3.1: Ukdzka formatu LIBSVM.

Implementovany program v Javé vygeneruje soubor s Feature vektory a jejich ohodnoce-
nimi. Avsak pro samotné natrénovani modelu byl pouzit nastroj easy.py, ktery je k dispozici
spolu se zakladni distribuci LIBSVM (kompletni knihovna LIBSVM véetné tohoto nastroje
je k dispozici v adresari projektu). Tento skript napsany v pythonu provadi zcela automa-
ticky:

e Preskdlovani jednotlivych vektora.

’ . C
e Provedeni ,cross“ validace”.

Nalezeni nejoptimalnéjsich parametra.
e Samotné natrénovani klasifikdtoru a ulozeni do modelového souboru.

e Testovani presnosti klasifikace na stejné sadé vektoru.

Naéstroj jsem spustil na exportované datové sadé obsahujicimi Feature vektory véetné
informace zda jsou pozitivni nebo negativni. Vysledkem bylo nalezeni optimalnich hodnot:
¢ = 32.0; g = 0.03125; CV rate = 94.4182. Natrénovany model mél presnost klasifikace na
trénovaci datové sadeé 99.0697 % (12566,/12684).

3.7 Predikce pozitivnich segmentii

Algoritmus Skyline Localization [241] vyuzivd natrénového modelu k predikci pozitivnich
hranovych segmentii. Pii procesu predikce pozitivnich segmentt se ze vstupniho obrazku
extrahuji hranové segmenty a jejich prislusici Feature vektory. Tyto vektory jsou nasledné
po jednom posilany do SVM, ktery mé nacteny model, a zde probiha predikce. Vystupem
predikce miuze byt pouze zda-li je vektor pozitivni ¢i nikoliv.

Implementace predikce spociva v pouziti stejné extrakce hranovych segmentii a Feature
vektori jako pro trénovani modelu. Predikce samotna je implementovana ve tiidé Locali-
zation, kde je ptimo vyuzit java kéd LIBSVM pro predikci. Pred samotnou predikci je ale
nutné vektor naskalovat podobné jako to provedl nastroj easy.py predtim, nez spustil cross
validaci. Pro naskalovani jsem upravil zdrojovy kéd ve t¥idé svm__scale LIBSVM. Feature
vektor je tedy nejdiive naskdlovan do intervalu [-1..1] a az ndsledné je poslan na predikei do
SVM. Tento proces probéhne postupné pro vSechny extrahované hranové segmenty a vy-
sledky vSech predikci jsou zaznamenavany pro dalsi zpracovani.

9Cross validace je funkce, kterd napomshs nalezeni co nejlepsich parametrt pro trénovani v LIBSVM.
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3.8 Spojovani segmentii pomoci dynamického programovani

Posledni ¢asti algoritmu detekce kfivky horizontu je spojovani segmentu za asistence dy-
namického programovani popsaného v [241]. Na zdkladé pozitivnich hranovych segmentu
a ignorovani negativnich je mozné spojit pozitivni hrany do kompletni k¥ivky horizontu.
Originalni vstupni obrazek je preveden na energetickou mapu vahovanim gradient obrazku
za pomoci rovnice 3.2.

ep:{o if pes (32)

ap(l —G)p) otherwise

Kde e, je energie pro pixel p. S oznacuje mnozinu pixeld kiivky horizontu a G, oznacuje
normalizovanou gradientni hodnotu p. oy je vaha energetické funkce pixeli nepatticich do
kiivky horizontu.

Pixely krivky horizontu p jsou vysledky predikce SVM. Pro pozitivni hranové segmenty
je velmi pravdépodobné, Ze jsou soucasti kiivky horizontu a proto jsou jejich pixely v ener-
getické mapé zaznaceny nulovou hodnotou. Rovnice 3.3 je vAhovany parametr pro zvyseni
rozdilu mezi pixely, které se podobaji kiivce horizontu a ostatnimi pixely.

o = log(| ¢ — e, | +¢) (3.3)

Kde C¢ oznaéuje barvu pixelu na soufadnicich (z, y-d), kde d je pozice (z,y). Cly, ozna-
Cuje median barev pixeli nad pixelem krivky horizontu s malou distanci d. Barevna distance
- norma je popsana v RGB barevném prostoru. € je hodnota vétsi nez 1 pro zajisténi, ze
vaha ay, bude vidy vétsi nez 0.

=

-~

A
=
k)

\\5 i ; ‘»L,,,, P>

Obrazek 3.5: Ukazka generovanych energetickych map.
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Po ziskani energetické mapy (viz. 3.5) prichdzi na fadu vyfeseni problému minimali-
zace kumulativni energie. Predpokladem je, Ze kiivka horizontu mutze byt extrahovana jako
horizontalni cesta zleva do prava. V pripadé tohoto algoritmu je proces dynamického progra-
movani Seam Carving [7] dobra volba, protoze fesi rychle a presné nalezeni cesty s nejmensi
kumulativni energii. Pixel s mensi energii bude mit vétsi prilezitost stat se soucasti cesty,
pokud jiz nebyl vybran pomoci SVM. Algoritmus Seam Carving vSak selhdva pri hledani
horizontélni cesty pro prudké kolmé svahy vzhledem k tomu, ze dalsi kandidaty hleda pouze
mezi sousedy, které jsou na pozicich: vpravo nad, vpravo a vpravo pod. Proto byl algoritmus
upraven a byly definované rekurzivni funkce 3.4, 3.5, 3.8 pro vyfeseni problému s kolmymi
svahy.

e if v=1

O _ ) fr(@y) (3.4)
T, ; f f ! .
p@y) {mm(Ep(z_Ly_l), E o1y Ep(z_17y+1)) + €p(ay) Otherwise
i — i i—1 i—1 i—1
p(z.y) — mzn(Ep(z,y—l) + €p(x,y)> Ep(z,y)’ Ep(z,y—f—l) + 6p(z,y)) (35)
f _ : J _ g1

Ep(zﬁy) - Ep(zﬁy)’ if Ep(zﬁy) - Ep(z,y) forall (3.6)

Pro pixely v nejlevéjsim sloupci obrazku plati Eg = ep. Jinak je Eg kumulativni energii
nejkratsi cety z pixelu nejlevéjsiho sloupce do pixelu p. Cesta nikdy neprochézi skrz jaké-
koliv pixely ve stejném sloupci jako p. Narozdil od EY je nejkratsi cesta skrz dal3i pixely ve
stejném sloupci jako p bude oznacena v Ef,, kde 7 oznacuje i-tou iteraci. Ve chvili kdy se
hodnoty E{, ustali pro vSechny pixely sloupce j-té iterace, pak E{, bude nastavena jako E{,,
kterd je findlni nejmensi kumulativni energii z pixeli nejlevéjsiho sloupce do aktualniho
pixelu p.

Obrazek 3.6: Ukazka kumulovanych hodnot ptivodni energetické mapy po prvni iteraci.
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Nejvétsi rozdil oproti Seam Carving je zavedeni moznosti hledani dalsiho kandidata
s nejnizsi energii také nad a pod aktudlné zpracovavanym pixelem v rovnici 3.5. Timto je
proto mozné detekovat horizonty obsahujici kolmé strmé srazy. Ve chvili, kdy se nalezne
minimum v rovnicich 3.4 a 3.5, muZzeme zaznamenat cestu sledovat nejkratsi cestu pro
kazdy pixel. Po vypoctu findlni kumulativni energie pro vsechny pixely v obrazku mizeme
zpétnym prichodem ziskat cestu s nejmensi kumulativni energii, ktera za¢ina v nejpravéjsim
sloupci v pixelu s nejmensi energii.

Implementace tohoto algoritmu kopiruje teoreticky zaklad [24]. Nejdfive jsou do energe-
tické mapy zaneseny pixely pozitivné predikovanych hranovych segmentii. Nad témito pixely
jsou rovnou spocitany medidny potrebné pro vypocteni . V dalsim pribéhu je vytvoren
horizontalni a vertikalni kernel pro vypocet vahovanych gradientii. Nasleduje iterovani pro
jednotlivych sloupcich a fadcich, kde je pro kazdy pixel (vyjma téch s hodnotou 0) spo-
Citana energie podle 3.2. Nasleduje cyklus pro postupné distribuce kumulativnich hodnot
(viz. 3.6) dle definovanych rovnic 3.4, 3.5, 3.8. Ve chvili, kdy se hodnoty ustéli, je provedeno
zpétné hledani nejkratsi cesty (viz. 3.7).

Obrazek 3.7: Ukazka extrahovanych krivek horizontu zpétnym hledanim nejkratsi cesty
v kumulovanych hodnotéch pivodni energetické mapy.

3.9 Testovani na datové sadé GeoPose3K

V rdmci tohoto algoritmu byl natrénovan model na datové sadé CH1 [9]. Ziskany model byl
podroben evaluaci na datové sadé GeoPose3K [12]. Tato datova sada obsahuje vice nez 3000
fotografii v hornatém prostredi véetné jejich ground truth a dalSich anotaci. Implemento-
vany algoritmus musel byt nepatrné upraven pro moznost automatické evaluace modelu na
vsech fotografiich GeoPose3K. Vzhledem k tomu, ze datova sada CH1 je podmnozinou také
datové sady GeoPose3K, musely tyto fotografie byt z evaluace vylouceny, aby nezkreslovaly
a neovliviiovaly naméfené vysledky. Celkem tedy méfeni probihalo na 2916 fotografiich.
Testovani probihalo na virtudlnim stroji s témito parametry: OS: Linux Ubuntu 16.04.4
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LTS (64-bit) xenial; RAM: 4 GB; Procesor: 3 jadra; Video pamét: 64 MB; Pevny disk:
SATA 120 GB; Dalsf nastaveni'’. Virtudlni po¢itac bézel v ramci Oracle VM VirtualBox!'!
na fyzickém stroji s parametry: OS: Windows 10 Home (64-bit), verze 1709, ¢islo sestaveni
16299.371; RAM: 16 GB, Procesor: Intel(R) Core(TM) i7-4710HQ s taktem 2,50 GHz, Gra-
ficka karta: NVIDIA GeForce GTX 860M, Pevny disk: KINGSTON SSD 128 GB, WDC
WD10JPVX-22JC3T0 1 TB.

3.9.1 Definice metrik

Pro ucely automatické evaluace byly definovany ekvivalentni metriky jako naptiklad v [6]
nebo [33]. Definovanymi metrikami tedy jsou:

Stredni presnost (Mean accuracy)

Pro kazdy obréazek je pocitano jaké pixely byly korektné klasifikovany. Formalné mizeme
definovat metriku jako:

(3.7)

Kde Ny je celkovy pocet obrazkt datové sady. N§a Nf jsou pocty korektné klasifiko-
vanych pixelt a celkovy pocet pixelt v obrdazku i. V perfektnim piipadé 100 % presnosti
klasifikace bude metrika déavat nejlepsi hodnotu 1.

Pruamérna absolutni vzdalenost pixela (Average absolute pixel distance)

V této metrice se méfi absolutni vertikalni vzdalenost pixeltt mezi vyslednou segmentaci
a ground truth. Spravna segmentace by se méla co nejvice shodovat s ground truth a proto
by vertikalni{ rozdil detekovaného a ground truth horizontu mél byt minimalni.

S_ 1 Nset 1 N PZ ;
= 5= 2 | ¥ 2 Pi — Py (3.8)
i=1 j=1

Kde Pyg) a Py jsou pozice (fadky) detekovaného a ground truth horizontu ve sloupci j.
N je pocet sloupcu obrazku. Rozdily jsou dale zprumérovany. Perfektni detekovany horizont
by v této metrice mél vracet hodnotu 0.

3.9.2 Experimenty

Implementovany algoritmus pro extrakci kiivky horizontu z fotografie byl podroben trem
experimentium pro zjisténi zda-li existuje né¢jakd moznost algoritmus vylepsit. Zlepseni je

ODodateéné nastaveni: Povolené I0 APIC, HW ¢as v UTC, Omezeni procesoru: 0 %, 3D Akcelerace,
Povolené VT-x/AMD-V, Pouzivani pfimé komunikace s HW.
1 Grafické uzivatelské prostiedi pro VirtualBox, verze 5.2.4r119785 (Qt5.6.2).
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zadouci z hlediska hlavné rychlosti, ale také presnosti algoritmu. Systém dokumentace po-
stupu byl inspirovan z [6] a [33]. VSechny experimenty probihaly s ur¢itou modifikaci stavaji-
ciho algoritmu. Vstupni datavou sadou bylo opét 2916 fotografii véetné jejich ground truth
z GeoPose3K [12], abych tak mohl vysledky navzajem porovnavat i s vysledky z méfeni
na puvodni verzi algoritmu. Vysledky experimentt byly méfeny definovanymi metrikami
z kap. 3.9.1 na virtudlnim stroji specifikovaném v kap. 3.9.

| Algoritmus H Stredni presnost ‘ Pramérna absolutni vzdalenost pixela ‘
| Origindlni implementace || 95,0563 % | 14,6260 px |

Tabulka 3.1: Vysledky méfeni na originalni implementaci algoritmu.

V prvnim kroku provadéni experimentt bylo naméfeni hodnot pro implementovany al-
goritmus bez zadnych tprav. Ziskal jsem tak referenéni hodnoty znazornéné v tabulce 3.1,
které mohu déle porovnavat s novymi hodnotami ziskanymi z méfeni ddle uvedenych expe-
rimenti.

Experiment pro ignorovani nizkého poc¢tu predikovanych segmenti

Zakladni premisou pro uskutecnéni tohoto experimentu byla namatkou vypozorovana nega-
tivni vlastnost, kterd se projevila na vyslednych detekovanych krivkach horizontu. Pii pro-
chazeni vysledkd bylo mozné si v§imnout, ze u nékterych obrazki byla detekovana kiivky
urc¢ena zcela Spatné i presto, ze na fotografii byl zcela zretelné oddéleny horizont, se kte-
rym by si bez problému poradily i jednoduché algoritmy na segmentaci popiedi / pozadi.
Po prozkoumaéani pti¢iny tohoto problému jsem zjistil, Ze pfi¢inou chybné extrahované kiivky
byl nizky pocet detekovanych pozitivnich hranovych segmentti z SVM. Casto tak zdkladem
pro zpracovani algoritmem pro distribuci kumulativnich hodnot a hledani nejkratsi cesty
(viz. kap. 3.8) bylo jen malo pozitivnich segmentt. Pokud z téchto segmentt je navic né-
ktery predikovan Spatné, pak to méa dramaticky dopad na tspésnost vysledné detekované
ktivky.

Zakladni otdzkou v tomto experimentu tedy bylo: zda-li je moZnost zvysit uspésnost
lokalizace horizontu v pripadé, ze byl predikovan maly pocet hranovych segmenti. Algorit-
mus byl upraven, aby nizsi detekovany pocet segmentt nez definovana hranice, byl zahozen.
Namisto zahozenych segmenti se do energetické mapy vyplni vsechny hrany z Cannyho de-
tektoru hran. V tomto experimentu byla testovana hranice 10, 20, 30, 40 a 50. Do dalsiho
zpracovani s pomoci dynamického programovani tak nebyly zaneseny zadné predikované
hranové segmenty z SVM, které by v opacném pripadé byly pevné zadefinované do gradi-
entni mapy hodnotou 0. Celou detekci kiivky pak ma na starosti pouze algoritmus z kapi-
toly 3.8.

Vysledky experimentu jsou znazornény v tabulce 3.2. Vysledky ukazuji, Ze jiz hranice
s hodnotou 10 zlepsuje pramérnou absolutni vzdalenost pixelu za cenu zanedbatelného zhor-
Seni stredni presnosti v fadu setin procent. Strojové nemeéritelnou, avsak ¢lovékem vizualné
pozorovatelnou metrikou bylo optické zlepseni presnosti detekce kfivky horizontu pravé pro
obrazky, na které méla tato uprava algoritmu dopad (viz. 3.8). Samoziejmé s narustajici
hodnotou hranice zahazovani pribyval i pocet dotéenych obrazka. V tabulce 3.2 jsou také
uvedeny poc¢ty obrazki na néz méla konkrétni hodnota hranice vliv. Je tak mozné vypozoro-
vat, ze dramatické zhorsovani vysledkt od hranice 40 a vys je v dusledku toho, Ze se hranice
dotkla i obrazku, kde byl jiz dostateény pocet spravné predikovanych segmetii, které mély
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vliv na spravné zpracovani v hledani nejkratsi cesty. Tyto hranice mély celkové negativni
vliv, protoze pusobily na prili§ velké mnozstvi obrazk.

Gradientni mapa s vy-
znacenymi hranovymi seg-
menty.

Energetickd mapa po prvni

. ) Detekova kiivka horizontu.
iteraci.

Obrézek 3.8: Ukazka piinosu ignorovani predikce: Prvni fadek (origindlni implementace)
- v gradientni mapé je vyznaceny maly pocet (a navic nevhodné) predikovanych hrano-
vych segmetl. Energetickd mapa je pak pocitdna Spatné, coz se odrazi na extrahové kiivce
horizontu. Druhy fddek (uprava s ignoraci pro méné nez 10 predikovanych segmenti) -
gradientni mapa obsahuje vSechny hranové segmenty. Energentickd mapa je pak schopna
lépe kumulovat energii a vysledna krivka horizontu je nesrovnatelné lepsi nez v origindlni
implementaci.

Hranice || Stfedni presnost | Pramérna absolutni | Pocet dotCenych obrazkta
vzdélenost pixeli

10 95,0472 % 13,9748 px 66

20 94,8409 % 13,5312 px 164

30 94,2755 % 13,7678 px 342

40 84,8694 % 26,6737 px 677

50 85,6568 % 37,1541 px 1190

Tabulka 3.2: Vysledky experimentu s ignorovanim nizkého poctu predikovanych segmentii

Experiment béhu bez predikce SVM

Predikovani pozitivnich a negativnich hranovych segmentti ma velky dopad na ¢as a rychlost
zpracovani. Cilem tohoto experimentu bylo zjistit jak velky dopad na tspésnost algoritmu
by mélo uplné odstaveni SVM z algoritmu a ponechani tikolu detekce krivky horizontu jen
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na algoritmu s dynamickym programovanim (viz. kap. 3.8. Pokud by dopad na tispésnost byl
maly a SVM bylo mozné z procesu uplné vyloucit, doslo by tak k velmi vyraznému zrychleni
detekce. Predikce v SVM je nejvétsim konzumentem strojového casu (viz. kap. 3.10). Jedna
se vlastné o podobny pokus jako predchozi experiment. Avsak pocet dotéenych obrazka neni
omezen zadnou hranici a vzhledem k nezavislosti na SVM je celd predikce SVM vynechéna.

Gradientni mapa s vy-
znacenymi hranovymi seg-
menty.

Energetickd mapa po prvni

. ) Detekova kiivka horizontu.
iteraci.

Obrazek 3.9: Ukazka Spatnych vysledki pti vylouceni predikce SVM z procesu. Prvni slou-
pec: pouzity jsou vSechny hranové segmenty. Druhy sloupec: kumulace hodnot pro velké
mnozstvi segmentll neprobihd idealné a casto se vytvaii nékolik kumulovanych cest. Tteti
sloupec: z vice moznosti cest je nalezena nejkratsi cesta, ktera vsak neodpovida skutecéné
ktivce horizontu.

‘ Algoritmus || Stredni presnost ‘ Primérna absolutni vzdalenost pixelt ‘
| Implementace bez SVM || 84,8693 % | 26,6737 px |

Tabulka 3.3: Vysledky méfeni na implementaci algoritmu bez predikovani SVM.

Vysledky méfeni jsou zobrazeny v tabulce 3.3. Namétené hodnoty ukazuji, ze tplné
vyclenéni predikce hranovych segmenti pomoci SVM ma fatalni vliv na tispésnost algoritmu
(viz. 3.9). S tak zdsadnim zhorSenim dspésnosti se ukazuje, ze SVM mé v procesu velmi
dulezitou roli a nelze jej vyloucit i za cenu jeho naro¢nosti na strojovy cas.

Experiment pouziti LIBLINEAR SVM

Projekt LIBSVM mé svou vétev LIBLINEAR [20] vénujici se ¢isté rozséhlé linearni klasifi-
kaci. Klasicky LIBSVM ma klasifikaci implicitné nelinearni. LIBLINEAR vsak pouziva ¢isté
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linearni klasifikaci. Pro urcité fesené problémy tak mutze mit LIBLINEAR vétsi tispésnost
a zaroven nizsi naroky na cCas vypoctu nez LIBSVM. Cilem experimentu bylo vyzkouset
LIBLINEAR namisto soucasného LIBSVM a zjistit, zda-li by klasifikace hranovych seg-
fikdtoru bylo tfeba natrénovat novy model za pomoci LIBLINEAR. Vstupem byla opét
datova sada CHI1 [9].

‘ Algoritmus H Stredni presnost ‘ Pramérna absolutni vzdalenost pixela

| Implementace s LIBLINEAR || 85,6568 % | 37,1541 px

Tabulka 3.4: Vysledky méfeni na implementaci algoritmu bez predikovani SVM.

Tabulka 3.4 obsahuje naméfené hodnoty za vyuziti LIBLINEAR namisto LIBSVM.
Uspésnost klasifikace LIBLINEAR je v8ak velmi nizkd a mé jesté horsf vysledky nez, kdy-
bychom kfivky horizontu detekovali iplné bez pouziti natrénovaného klasifikatoru. Jeho
pouziti neni pro tento konkrétni problém vhodnym Fesenim.

3.9.3 Srovnani vysledki experimenta

@ Stiedni presnost @Priméma absolutni vzdalenost pixeld

Origindlni implementace

Implementace s LIBLINEAR

Implementace s ignorovanim (hranice 50)

Implementace s ignorovanim (hranice 40)

Implementace s ignorovanim (hranice 30)

Implementace s ignorovanim (hranice 20)

Implementace s ignorovanim (hranice 10)

Implementace bez SV

60 80 100

0 20 40

Obrézek 3.10: Srovnani vysledkt experimentu

V ramci experimentovani byly provedeny tfi pokusy, ze kterych byly naméreny hodnoty
definovanych metrik. Vysledky byly zpracovany ve formé pruhového grafu 3.10. Tabulka
se vSsemi vysledky experimentt je v priloze C.1. Z vysledkil experimenti lze vypozorovat,
ze oproti naméfenym vysledkim origindlni implementace dosahuje implementace s igno-
rovanim na zdkladé hranice 10 a 20 shodnych vysledkti v rdmci metriky stfedni pfesnosti.
Pro primérnou absolutni vzdalenost pixelt vSak originalni implementace mé horsi vysledky
nez implementace s ignorovanim. Zbylé experimenty dosahuji mnohem horsich vysledkii nez
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puvodni implementace. Nejlepsich vysledka v ramci celého testovani dosahovala implemen-
tace s ignorovanim pod hranici 10 hranovych segmentt. Na zakladé tohoto zjisténi byla
tato Uiprava nasazena trvale jako vylepseni puvodniho algoritmu.

3.9.4 Srovnani s konkurenc¢nimi algoritmy

Algoritmus pro detekci kiivky horizontu jsem dale srovnaval s vysledky konkurenc¢nich
algoritmu [6] a [33]. Od autora [6] jsem ziskal upravenou datovou sadu GeoPose3K [12],
na které byly testovany algoritmy implementované pravé v tomto dokumentu srovnavajici
aktualni nejlepsi algoritmy pro detekci kt¥ivky horizontu. Na této upravené datové sadé
jsem spustil algoritmus adaptovany na zpracovani upravené datové sady s jiz nasazenou
upravou 3.9.3 pro ziskani co nejlepsich vysledkti na srovnani. Cilem tohoto srovnani bylo
zjistit jak si stoji SVM v porovnéani s neuronovymi sitémi pouzitymi v [6]. Obecné jsou
neuronové sité daleko presnéjsi nez klasifikace pomoci strojového uceni s ucitelem. Pocet
obrazku, na kterych se testovalo byl shodny s predchozimi experimenty.

‘ Algoritmus H Sttedni presnost ‘ Primeérna absolutni vzdéalenost pixeli ‘
| Implementace algoritmu || 96,3709 % | 9,9730 px \

Tabulka 3.5: Vysledky méreni implementace algoritmu na upravené datové sadeé.

Srovnani s konkurenénimi algoritmy

FCNBs-PascalCH1
FCMNBs-SiftFlow-5-CH1
Seghet-CHL
Horizon-DCSI-CH1
Horizon-ALE-CH1
FCMBs-SiftFlow-s
FCMEs-SiftFlow-g
FCN32s-Pascal
FCN16s-Pascal
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Obrazek 3.11: Srovnani s konkurenc¢nimi algoritmy

Vysledky méreni na upravené datové sadé jsou v tabulce 3.5 a dosahuji jesté lepsich
vysledkl nez na puvodni datové sadé. Vysledky byly spole¢né s vysledky z [0] zpracovany do
grafu 3.11. Kompletni tabulku se vSemi daty tohoto srovnani jsou k dispozici v priloze C.2.
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Data pro srovnani byla z [6] pouzita z tabulky po druhém post-zpracovani ,,postprocessing*.
Nameéfené hodnoty testovaného algoritmu dosahuji nejlepsich vysledkt stfedni presnosti
a pro prumeérnou absolutni vzdalenost je zlepseni velmi vysoké. Nejlepsich vysledkid pro
stFedni presnost dosahuje, v rdmeci algotitmu porovnévanych v [6], algoritmus [28] ve verzi
FCON8s-SiftFlow-s s hodnotou 95,63 %. Pro prumérnou absolutni vzdélenost pixell je, opét
v ramci [6], nejlepsi opét [28]. Implementovany algoritmus, jehoz zékladem je SVM, dosahuje
v tomto pripadé lepsich vysledkt nez vSechny algoritmy a jejich variace, které bézi na
konvoluénich neuronovych sitich.

Srovnéni s vysledky [33] muze probéhnout pouze porovndnim hodnot naméfenych pro
stFedni presnost. Nejlepsi hodnoty, v rameci [33], dosdhl autor v diplomové préaci 93,73 % pro
konvoluéni neuronové sité v ramci DeepLab v1 pro segmentaci na 11ti t¥idach. V porovnani
na mé nameérené vysledky tyto hodnoty nestaci. Je vSak tieba vzit v iivahu, ze zde se jedna
o segmentaci do 11ti t¥id. Pokud by autor zkusil segmentovat obrazky na 2 tfidy, mohly by
byt vysledky i presnéjsi nez mé namérené hodnoty.

3.10 Profilace a méreni

Posledni fazi implementace algoritmu pro detekci kiivky horizontu byla profilace algoritmu
a nasledna optimalizace. Jednim z klicovych pozadavki na novy systém je rychlost zpraco-
vani, proto bylo nutné algoritmus a vsechny jeho funkéni podc¢éasti zmérit a ziskat tak vychozi
data. Na zdkladé vychozich dat je pak mozné urcit hlavni problémy, které by se daly fesit
a také je lze pozdéji vyuzit napriklad pro srovnani s dalSim méfenim po optimalizacnich
upravach algoritmu. Méfen{ v ramci profilace bylo zaméfeno na c¢as straveny zpracovanim
jednotlivych funkei. Vzhledem k tomu, Ze spusténi a zpracovani programu a vsech jeho ¢asti
muze byt afektovidno mnoha rozliénymi faktory, jak z hlediska software tak hardware, bylo
meéfeni opakovano desetkrat. Z deseti méreni pak je mozné hodnoty aproximovat a zjistit
tak aritmeticky primeér nebo median naméfenych hodnot. Méfeni probihalo v ramci funkce
profilace platformy NetBeans'? na virtualnim stroji specifikovaném v kap. 3.9. V rameci prv-
niho spusténi probéhla nejdiive kalibrace'® prostiedi pro adaptovani profilace na méfeny
algoritmus.

Vysledky prvntho méfeni jsou znazornény v grafu 3.12. Kompletni namérené hodnoty
jsou k dipozici v priloze D. Ve vysledcich je jako prvni uvedeno méreni na metodé Sky-
line__localization.main, ktera je hlavni funkci a ¥idi zpracovani celého programu. Tato me-
toda kaskdadové vold funkci Skyline localization.runLocalization a Localization.localizate,
které jsou na druhém a tretim misté. VSechny dalsi metody jsou volany v ramci Locali-
zation.localizate. 7 vysledku lze vypozorovat, ze obecné program (v rédmci profilace) spo-
tfebuje na vypocet prumérné 5144,9 ms. Nejveétsi porci ¢asu si vezme zpracovani metody
libsvm.svm.svm__predict, jednd se o metodu knihovny LIBSVM, kterd provadi klasifikaci
vstupni hodnoty. Tato metoda se stara o urceni, zda-li je dany hranovy segment sou-
Casti krivky horizontu. Pramérny cas predikovani vSech hranovych segmentti v obrazku
je 3051 ms. DalSim zasadnim spotrebitelem Casu je metoda FeatureVector.extractSkyline,
kterd ma za kol vstupni obrazek zpracovat a extrahovat z néj hranové segmenty. Ze seg-

12NetBeans IDE 8.1 (Build 201510222201) - https://netbeans.org/

13Vysledky kalibrace: Aproximovany ¢as v jednom voldni paru methodEntry()/methodExit(): Pro abso-
lutni ¢as: 0,1211 pum. Pro CPU cas vldkna: 0,48 um. Pro oba Casy: 0,5446 pm. Aproximovany c¢as v jednom
volan{ paru methodEntry() /methodExit() je navzorkovén pristrojovym médem za: 0,0985 pm.
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Profilace (prvni sada méfeni)
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Obrazek 3.12: Vysledky prvniho méfeni

mentu pak metoda extrahuje hodnoty pro feature vektor. V této metodé zpracovani vy-
zaduje v priméru 770,6 ms. Nasledujici metodou je opét LIBSVM knihovni funkce lib-
svm.svm.svm__load__model, kterd se ma starat pouze o nac¢teni modelu ze souboru. Cely
algoritmus pouze na nacteni modelu SVM potiebuje primérné 696,9 ms ¢asu. Posledni me-
todou, kterd stoji za zminku je Localization.linkSkyline EdgeSegments, kterd nasledné zpra-
covava predikované hranové segmenty a s pomoci dynamického programovani extrahuje
kfivku horizontu hledanim nejkratsi cesty. Presto, ze zpracovani zde probiha rekurzivné, je
tfeba na prubéh metody v priméru 437,4 ms casu.

3.11 Optimalizace z hlediska casu

Na zékladé zjisténych vysledk probéhla zakladni optimalizace [25] zdrojovych kédi algo-
ritmu eliminujici hlavné nevhodné programovaci praktiky pfi programovani v jazyce Java.
Avsak tprav ve zdrojovém koédu bylo nakonec minimum, vzhledem k tomu, ze kod jiz byl
programovan s ohledem na vhodné programovaci techniky a rychlé zpracovani.

Pri analyze vysledkid méfeni bylo zjisténo, ze algoritmus stravi velké mnozstvi casu
v knihovné LIBSVM. Metody knihovny jsou volany primo z kédu, coz muze zpusobovat
delsi Casové trvani zpracovani v jazyce Java oproti moznému spusténi binarniho souboru,
kompilovaného z ptvodniho jazyka knihovny C++. Pouhé nacitani modelu trva dlouhou
dobu. V ramci algoritmu tedy probéhla tprava, kdy se extrahované feature vektory exportuji
do textového souboru. Predikce v LIBSVM pak probiha za vyuziti nachystaného spoustéciho
binarniho souboru svm-predict, ktery se spusti externé ze zdrojového kédu. Vysledky jsou
ulozeny do dalsiho textového souboru, ktery je pak ze zdrojového kdédu nacten do programu
a predan metodé Localization.linkSkyline EdgeSegments.
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Samotny vypocet algoritmu v metodédch pro ziskani feature vektoru a extrakce krivky
horizontu'* bohuzel nebylo mozné hloubé&ji optimalizovat. Metody vykonéavaji jen to nej-
nutnéjsi, aby poskytly presny vysledek v co nejkratsim ¢asovém intervalu.

Profilace (druha sada méreni)
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Obrazek 3.13: Vysledky druhého méfeni

Po optimaliza¢nich tpraviach probéhla novd sada méfeni, jejichz kompletni vysledky
jsou dostupné v piiloze D. Vizualizace vysledki je k nahlédnuti v grafu 3.13. Ve vza-
jemném porovnani vypadla funkce libsum.svm.svm__predict jelikoz predikce probiha ex-
terné primo v bindrnim souboru svm-predict. Ze stejného duvodu uz nebylo nutné na-
Citat model, proto také vypadla funkce libsum.svm.svm_ load model. Naopak zde pribyla
funkce Train.exportFeatureVector, kterd exportuje extrahované Feature vektory do souboru.
Pro zpracovani predikce pribylo méreni funkci Runtime.exec a UNIXProcess.waitFor.

Porovnani vysledki druhého a prvniho méfeni ukazuje na vysoké zlepseni rychlosti
zpracovani. Primeérné zpracovani celého algoritmu v ramci Skyline__localization.main bylo
v prumérném c¢ase srazeno na poloviéni hodnotu oproti puvodni implementaci. Zpraco-
vani FeatureVector.extractSkyline bylo v pruméru navyseno o 80 ms a v pripadé Loca-
lization.linkSkylineEdgeSegments dokonce o 700 ms z divodu nové potfebného exportu
ze souboru a néasledného nacteni hodnot ze souboru. Tato navysSeni zpracovani konkrét-
nich metod vSak zastinuje usporeny Cas v ramci predikce v . SVM. V puvodni implemen-
taci trvala primérnd predikce v souc¢tu'® 3747,9 ms. Po pfesunuti predikce mimo kéd
do externi aplikace svm-predict je priumérnid casova spotfeba na vypocet v metodéach
Train.exportFeatureVector, Runtime.exec a UNIXProcess.waitFor v souctu pouze pres 300 ms.
Tato tspora i s pripocitanym navysenim zpracovani metod FeatureVector.extractSkyline
a Localization.linkSkylineEdgeSegments znamena celkové prumérné zrychleni vypoctu algo-

Y FeatureVector. extractSkyline a Localization.linkSkylineEdgeSegments
5Naéteni modelu libsvm.svm.svm_load model a samotné predikee libsum.svm.svm_ predict.
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ritmu z 5144,9 ms na 2419,8 ms. Optimalizace kodu pravdépodobné usetfila setiny mili-
sekund. Avsak optimalizace zpracovéni predikce v SVM méla majoritn{ vliv a je tedy velmi
Géeln4. Tyto zmény v ramei optimalizace byly v systému zavedeny na trvalo, protoze citelné

vylepsuji spotiebu ¢asu pro prici algoritmu.
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Kapitola 4

Implementace inverzniho indexu

Jak jiz bylo popsano v 2.3 je pro vyhleddavani a porovnavani contourletti vyuzivano inverz-
niho indexu. Implementace v rdmci projektu Locate nacita cely inverzni index do operacni
paméti. To vSak limituje ze spodni hranice minimalni hardwarové naroky a z horni hranice
moznost dalstho skalovani. ReSenfm miize byt ponechat inverzni index ulozen na pevném
disku s pouzitim vhodné cachovaci politiky. Tim bychom ziskali v paméti omezeny prostor
pro index a obé uvedené hranice bychom eliminovali za cenu uré¢itého zpozdéni'. Z tohoto
divodu byla provedena reserse v ramci podkapitoly 2.3, ze které byla vyvozena konkluze -
nejvhodnéjsi reseni je implementovat vlastni inverzni index s cachovaci politikou.

010 %41’32 1894
011 \~3138 4948[8712[2345(6718 ...

100 -5845|6945(6682(3822(3344 |..

Obrazek 4.1: Pribéh vyhledavani v inverznim indexu: 1. Detekovand kiivka horizontu je
vyhlazena. 2. Kfivka je navzorkoviana s pevnym odstupem. 3. Vzorky jsou normalizovany.
4. 7 normalizovanych vzorku jsou vypocéitany biny (contourletty). 5. Contourletty jsou vy-
hledany v hlavnim poli inverzniho indexu. 6. Contourletta z hlavniho pole indexu odkazuje
na sekundarni pole se seznamem ID dokumentt. 7. ID dokumentii odkazuji na znamé ho-
rizonty, ve kterych se dand contourletta nachézi.

LCtenf z operac¢ni paméti je Fadové rychlej$i nez &teni z disku.
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4.1 Inverzni index

Proces vyhledavani v inverznim indexu je zndzornén v obrazku 4.1. Zakladni prerekvizitou
inverzniho indexu ulozeného na pevném disku je systém ¢i hierarchie v jakém bude index
ulozen. Sekundarni pole budou ulozeny jako samostatné soubory obsahujici ID dokumentt.
Primarni pole ale bude ulozeno jako hierarchie slozek na jejimz konci bude pravé soubor
obsahujici sekundarni pole. Vzhledem k tomu, Ze systém pobézi na Linuxu a tedy na soubo-
rovém systému Ext4, bylo potfeba analyzovat souborovy systém a zjistit pripadnd omezeni.
Podrobné analyza tohoto souborového systému byla provedena v [18], avSak zde neni pro-
vedena analyza testujici moznou zavislost mezi poklesem vykonu a vzristajicim mnozstvim
podslozek v jedné slozce. Tuto a mnoho dalsich zavislosti testovali na Kalifornské univer-
zité? a vysledky vystavili online [45]. Na zakladé této analyzy miizeme zjistit, ze souborovy
systém Ext4 nabyva malého poklesu vykonu pokud je v jedné slozce vice nez 1.000 podslo-
zek. Tento pokles vykonu se navic tyka ¢teni i zapisu. Drasticky pokles vykonu pak nastava
pokud je v jedné slozce vice nez 1.000.000 podslozek. Z tohoto divodu byla zvolena horni
hranice 1.000 podslozek pro hierarchii inverzniho indexu. Prvky primarniho pole inverzniho
indexu jsou celd nezapornd ¢isla, které muzeme hierarchicky rozdélit podle fadu. Inverzni
index by tak mél byt na disku ulozen hierarchicky rozdélen tak, aby v kazdé podslozce ob-
sahoval maximalné 1.000 podslozek. Toho miuzeme docilit napriklad tak, ze ¢islo rozdélime
vzdy po trech Fadech (kvuli limitu 1.000).

Cislo 12.345.678 miizeme rozdélit na hierarchii slozek: 12/345/12345678°.

Inverzni index byl implementovan v jazyce C++, aby bylo mozné jej primo zakompo-
novat do nastroje HLOC* projektu Locate, ktery je v tomto jazyce napsan. Pro praci se
slozkami a souborovym systémem byla pouzita knihovna Boost®. Hlavni funkei inverzniho
indexu je moznost vlozit hodnotu do sekundarniho pole podle indexu primarniho pole. Dru-
hou hlavni funkci je nacteni a vraceni celého sekundarniho pole podle indexu primarniho
pole. Obé tyto metody potfebuji podle ID featury (contourletty) ziskat cestu k souboru,
ve kterém je ulozen seznam ID dokumenti. Metoda generujici cestu precte ¢islo po zna-
cich zprava (od nejmensiho fadu) a postupné je konkatenuje do Fetézce za sebe. Navic za
kazdé t¥i fady vlozi lomitko (oddélovaé identifikujici slozky v cesté souboru). Tento Fetézec
s extrahovanou cestou je nasledné reverzovan do spravné podoby a pripadné je doplnén hod-
notami nula, pokud je ¢islo mensiho fadu nez fad maximalniho ¢isla feature ID. Funkce pro
zapis ID dokumentu do souboru feature ID si necha extrahovat cestu k souboru. Na zdkladé
cesty se vytvori prislusné slozky a podslozky, pokud jiz nebyly vytvoreny dfive. Do souboru
feature ID se na konec souboru pripoji zapisované ID dokumentu.

Implementace inverzniho indexu se tyka také jeho reprezentace v opera¢ni paméti. Ome-
zeny prostor pro obsah pravé nactenych dokumentt featur je reprezentovan jako vektor
struktur obsahujicich ¢islo featury, seznam dokumentti a piipadné informaci slouzici pro ca-
chovaci politiky (viz. 4.2). Aby byla zachovana konstantni slozitost vyhledani, zda-li je dana
featura nacCtena v paméti, byl vytvoren hlavni vektor o velikosti po¢tu featur. Nactené fe-
atury v paméti budou mit na svém prislusném indexu v hlavnim vektoru ulozen index

*University of California (https://www.universityofcalifornia.edu/)

3Posledni &slo v cesté obsahuje kompletni &slo protoze se jednd o koncovy soubor obsahujici sekundarni
pole.

“Implementujici algoritmus [39].

"Boost je volné dostupnd C++ knihovna jejiz primarni autofi jsou Berman Dawes, David Abrahams
a Rene Rivera (https://wwu.boost.org/).
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do sekundarniho vektoru®, ve kterém jsou nacteny. Pokud featura nactend neni, bude mit
na svém indexu v hlavnim vektoru hodnotu (-1). Metoda pro piecteni vsech ID dokumentu
ulozenych pod danou feature ID tedy nejdfive zjisti z hlavniho vektoru jestli je featura
k dispozci v paméti. Pokud ano, pak metoda vrati vektor ID dokumentu dané featury.
V opacném pripadé metoda pristoupi k nacteni featury do paméti. Nejdiive je opét extra-
hovana cesta k souboru featury. Ze souboru jsou pak nac¢teny ID dokumentt, které se ulozi
do docasného vektoru. Pokud je featura nactena spravné tak je zvolenou cachovaci politi-
kou (viz. 4.2) vybréna featura, kterd ma byt v paméti nahrazena pravé nac¢tenou featurou.
Probéhne nahrazeni v sekunddarnim vektoru a metoda vrati vektor ID dokument.

4.2 Cachovaci politiky

Sprava omezeného prostoru inverzniho indexu v paméti musi byt fizena vhodnou cachovaci
politikou’. Cachovaci politiku mizeme chipat jako optimaliza¢ni instrukce ¢ algoritmus,
ktery ridi cachovani informaci ulozenych v pocitaci. Pokud je cache zaplnénd, algoritmus
musi vybrat, kterou polozku zahodi pro vytvoreni prostoru pro novou polozku. V ramci
této implementace inverzniho indexu byly vybrany tfi cachovaci politiky: LRU, Random
a FIFO. V nasledujicich podkapitolach je rozebran princip politiky a jeji implementace.
Divod vybéru a implementace vice politik bylo vSechny politiky naméfit pro riazné velké
prostory v paméti. Na zakladé experimentu je pak mozné vysledovat mozné zavislosti a vy-
brat nejvhodnéjsi politiku pro pouziti v nastroji HLOC.

4.2.1 LRU - Least Recently Used

LRU je deterministicka strategie, kdy je z cache pro nahrazeni vybran vzdy prvek, jez
byl ze vsSech prvku cache nejdéle nevyuzivan. Strategie vybéru tedy predpokladé, ze ke
vSem prvkum musi byt udrzovan kontext starnuti. Pfi pouziti konkrétniho prvku je treba
jeho kontext resetovat a vSem ostatnim prvkum kontext starnuti zvysit. Politika LRU je
spravedlivd ve smyslu, Ze nejstarsi vybrany prvek je pravdépodobné mélo vyuzivan (nebo
méné Casto vyuzivan) oproti ostatnim prvkim, a proto je zahozen. Problémem vSak muze
byt rezie udrzovani kontextu starnuti. LRU muze byt vSak povazovana za velmi spravedlivou
politiku, pravé proto, ze afektuje redlnou vyuzivanost nac¢tenych prvki a zahazuje vzdy ten
nejstarsi / nejméné vyuzivany prvek.

Kontext starnuti je v implementaci této politiky koncipovan jako inkrementujici cela
nezaporna ¢isla (integery), kterd se uchovavaji ve strukture kazdé featury v paméti. Struk-
tura tedy kromé ID featury a seznamu ID dokumenti obsahuje LRU c¢itac, ktery simuluje
starnuti prvku v paméti. Pfi ¢teni prvku z paméti je mu nastavena hodnota starnuti na (0)
a vSem zbylym prvkim v paméti je hodnota starnuti inkrementovana o hodnotu (1). Stejny
proces je aplikovan i pii nahrazovani v paméti, kdy je novému prvku nastaven kontext star-
nuti na (0) a stavajicim prvkum je kontext inkrementovan. P¥i prvotnim spusténi inverzniho
indexu je prazdnym prvkiim v cache nastaven kontext starnuti na maximalni hodnotu®.

5Reprezentujici omezeny prostor v paméti.
"Cache replacement policies.
8Maximaln{ hodnota je UINT _MAX (2'¢ = 65.535).
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4.2.2 RANDOM

Tato strategie se nefadi mezi bézné konvencni cachovaci politiky. Je to z divodu, ze za
cenu absolutné nulové rezie (a tedy uSetfeni ¢asu), je z paméti zahozen zcela ndhodny
prvek. Vibec se vSak nebere v potaz, zda-li je zahozeni spravedlivé ¢i nikoliv. Zahozen
muze byt prvek, ktery je v paméti pritomen nejkratsi dobu nebo je nejcastéji vyuzivan.
Vyhodou politiky je velmi jednoducha implementace a absolutné zadna rezie. Algoritmus je
tak pomérné rychly, narozdil od LRU, ktery méa ¢asové narocnou rezii pro ¢teni, udrzovani
a aktualizaci kontextu starnuti. Velkou nevyhodou vsak muze byt pravé nepiedvidatelné
chovani vybéru prvku k zahozeni. Pokud nedeterministicky ndhodny vybér nevhodné vybere
v nékolika iteracich mladé nebo ¢asto vyuzivané prvky, muze byt provoz inverzniho indexu
s touto politikou zbyteéné ¢asové narocny.

Implementace ndhodného vybéru byla realizovana pomoci funkce, kterd vraci nahodnou
hodnotu z uniformniho rozlozeni.

4.2.3 FIFO - First In First Out

Politika FIFO je zalozena na deterministické strategii, kdy prvni prvek ulozeny do paméti
je také jako prvni vybran k zahozeni. Mtzeme si proces predstavit jako frontu. Prvek jako
prvni vstoupi do fronty a dalsi prvky se stavi za néj. Prvek, ktery do fronty vstoupil jako
prvni, jej také jako prvni opusti. Celkové je strategie dost podobnd LRU. FIFO nemusi
udrzovat kontext starnuti jako LRU, avSak si musi udrzovat kontext o poradi prvku ve
fronté. Oproti LRU navic politika FIFO nebere viibec v tivahu vyuzivanost daného prvku.
Pokud byl konkrétni prvek predchozi iteraci ¢ten z paméti, ale nachazi se na konci fronty,
je jeho pravdépodobné ¢asta vyuzivanost zcela ignorovana a prvek je presto zahozen. FIFO
muzeme prohlasit jako ¢astecné spravedlivy, protoze sice simuluje starnuti jako LRU, ale jiz
nebere ohled na frekventovanost vyuziti konkrétniho prvku.

FIFO byla implementovéna jako fronta (queue), kterou nabizi C++. Manipulace s fron-
tou je omezena, ale v ramci FIFO stac¢i mit k dispozici pouze funkce na vlozeni prvku na
zacéatek fronty (pop_ front) a vyjmuti prvku z konce fronty (push__back). Veskerou dalsi rezii
fronty obstarava jeji nativni implementace v C++. Prvek, ktery ma byt zahozen, je tedy
ziskan pouze invokaci funkce pro vraceni prvku na konci fronty. Novy prvek je vlozen na
zacatek fronty a jeho dalsi postup ve fronté je ovliviiovan automaticky na zakladé prichozich
dalsich prvkda.

4.3 Experimenty s inverznim indexem

Implementovany inverzni index byl podroben testovani, pro zjisténi moznych zavislosti nebo
pripadnych anomalii. Primarnim divodem testovani vSak bylo odhalit, ktera z implemen-
tovanych cachovacich politik je nejvhodnéjsi. Sledovanymi metrikami v experimentech byly
CPU c¢as zpracovani a pocet prepisu v paméti (cache miss). Testovani probihalo na virtudl-
nim stroji specifikovaném v kapitole 3.9. Vsechny experimenty byly provedeny pro kazdou
cachovaci politiku pro rizné velikosti vyhrazeného prostoru pro index v paméti. Zvolené
hodnoty méfenych velikosti indexu v paméti byly 1 %, 2 %, 5 %, 10 %, 15 % a 20 % z celko-
vého poctu featur. Kromé méreni cachovacich politik a rtiznych velikosti indexu v paméti,
byla také naméfena puvodni implementace indexu z HLOC. Pivodni implementace ne-
pouziva zadnou cachovaci politiku, protoze méa cely index nac¢ten v paméti. Cilem méreni
puvodni implementace bylo zjistit jak moc se inverzni index ¢asové zpozdi vlivem cachova-
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cich politik a omezenych prostort v paméti, a tedy zjistit jaké je cena rychlosti za moznost
dalstho skalovani inverzniho indexu. V nasledujicich podkapitolach jsou rozebrany jednot-
livé experimenty véetné jejich vyhodnoceni. Posledni podkapitolou je zavérec¢né zhodnoceni
namérenych vysledkt a selekce optimalni politiky pro vyuziti v novém inverznim indexu.

V ramci téchto experimentti byly ovéfovany tyto premisy:
e S rostouci velikosti indexu v paméti by mély klesat ¢asové naroky na zpracovani.

e S rostouci velikosti indexu v paméti by mél klesat pocet prepist prvki v paméti.

4.3.1 Experiment pro generovana data

Duvodem provedeni tohoto experimentu bylo vysledovat, jakym zptsobem se budou poli-
tiky chovat na generovanych datech a ziskat tak zakladni predstavu o tom, jak se pravdé-
podobné budou politiky chovat na redlnych datech. Vysledky tohoto experimentu je pak
mozné porovnat s vysledky na redlnych datech, které by mély kopirovat stejné zavislosti
jako vysledky z generovanych dat.

RozloZen ID dokumenti do soubor( featur

Potet ID dokumentd

of a, o o ? o o o o D 2 2 o o o 5 5 & & 3
& & ¢ o T L - L L S “' 3 &
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Interval featur

Obrazek 4.2: Distribuce ID dokumentt mezi featury na zakladé normalniho rozlozeni.

Priprava experimentu spocivala v automatickém vygenerovani dat inverzniho indexu.
Pro tento experiment byl urcen pocet featur na 100.000. Generovani probihalo iterativni
invokaci metody pro zapis ID dokumentu dokud nebylo dosazeno hodnoty 1.000.000. Tato
hodnota byla zvolena jako pocet dokumentt rozlozenych mezi vsechny featury. Distribuce
ID dokumentti do featur bylo fizeno na zdkladé ndhodné hodnoty z normélniho rozlozeni
(viz. obr. 4.2). Tento proces vygeneroval potfebnou hierarchii na pevném disku a do featur
nageneroval nahodné ID dokumentii. Pro kazdou politiku a kazdou jiz definovanou velikost
indexu (viz. 4.3) bylo provedeno 10 méfeni. V jednom méfeni se testovalo 10.000 pokust na-
¢teni ndhodné” vybrané featury, pii¢emz prostor v indexu byl v po¢ateénim stavu prazdny.

9Na zékladé uniformniho rozloZeni.
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Referen¢ni primérna hodnota c¢asu zpracovani 10.000 pozadavkid na ziskani featury meé-
Fend na puvodni implementaci je 0,030212 s (vysledky méteni vsech pokust je k dispozici
v priloze E).

Inverzni index (generovand data) - 10.000 pokust getFeature()
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Obrazek 4.3: Vysledky méfeni casu.
Méfeni pottu piepisi - Inverzni index (generovana data) - 10.000 pokusti getFeature()
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Obrazek 4.4: Vysledky méfeni poctu prepisi.
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Primérné hodnoty vysledkt pro méreni CPU c¢asu jsou znadzornény v grafu 4.3. Kom-
pletni namétené vysledky jsou k dispozici v priloze E. Z obdrzenych vysledkt lze pro LRU
politiku sledovat trend, ktery se projevuje jako vzrustajici funkce v zavislosti na zvétsovani
prostoru indexu v paméti. To muze byt zptsobeno pravé dopadem rezie LRU na aktualizaci
kontextu starnuti. Se zvétsSujicim se prostorem roste i naro¢nost na udrzbu kontextu star-
nuti pro vSechny prvky. K trendu LRU je kontrastni detekovatelny trend pro FIFO, ktery
muze byt popsan jako klesajici funkce v zavislosti na rostoucim prostoru indexu v paméti.
Tento trend podporuje prvni premisu (viz. 4.3). Pro politiku RANDOM nelze vysledovat
zadny charakteristicky trend, jelikoz primérné hodnoty pro rtzné velké indexy v paméti
kolisaji zcela ndhodné.

Pro méreni poc¢tu prepisi prvkt inverzniho indexu v paméti jsou prumérné hodnoty
dostupné v grafu 4.4. Tabulka obsahujici vSechny namérené hodnoty vSech pokusu je zob-
razena v priloze F. Prumérné hodnoty poc¢tu prepisu pro LRU s rostouci velikosti paméti
klesa i presto, ze ¢asova narocnost na zpracovani stoupa. Zde je vidét paradox, Ze i pres
snizeni poc¢tu prepist v paméti (a tim i uSetfeni casu), CPU ¢as roste. To ukazuje, ze uset-
feny Cas je zanedbatelny v porovnani se vzrustajicim c¢asem, ktery vznikd rostouci rezii
politiky LRU (spolu s rostouci velikosti indexu). Politika FIFO zobrazuje chovani, které
bychom cekali v rdmci korespondence s ¢asovymi vysledky. Se zvétSujicim se prostorem in-
dexu v paméti klesd pocet prepisu (¢astéji je pravé hledana featura jiz pritomna v paméti),
a tim klesd i narocnost na CPU c¢as (¢teni z operacéni paméti je ¢asové fadové rychlejsi nez
¢teni z pevného disku). U politiky RANDOM jsou vysledky opét ndhodné a ukazuje se,
ze zvysujici paméf ma minimaln{ vliv na pocet prepisu.

4.3.2 Experimenty pro realna data

Novy inverzni index byl zakomponovan do néastroje HLOC a nahradil tak ptvodni imple-
mentaci. Nastroj musel byt adaptovan pro novy index a optimalizovan pro lepsi vyuziti
sluzeb nového indexu. Tento experiment byl tedy proveden pfimo v néastroji HLOC na re-
alnych datech, které jsem dostal k dispozici od vedouciho této prace. Datova sada redlnych
dat se skldda z 1.000.000 pozic a obsahuje 16.777.216 featur. Experimentovani na redlnych
datech bylo opét provedeno pro vsechny cachovaci politiky véetné vsech velikosti indexu.
Méreni probihalo na 100.000 pozadavku na Cteni featury, pricemz kazdé méreni probéhlo
10x. Referen¢ni primérna hodnota ¢asu na ptivodni implementaci s kompletnim inverznim
indexem nactenym v paméti bylo 0,0167928 s (vysledky méteni vSech pokust je k dispozici
v priloze G).

Méfeni €asu - Inverzni index (redlnd data) - (LRU) - 100.000 pokusi getFeature()
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Obrazek 4.5: Vysledky méreni ¢asu pro LRU.
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Vysledky métreni casu pro LRU byly umistény do vlastniho grafu 4.5 kvuali az prilis
prekvapivym hodnotam vysledki. Nameérené hodnoty jsou prilis vysoké, nez aby je bylo
mozné srovnat s namérenymi vysledky politik RANDOM a FIFO. Vzhledem k vysledkim
meéfeni na nahodné generovanych datech se dal ocekévat podobny pribéh, ovsem napriklad
prumérny cas zpracovani pro velikost indexu 1 % je 38,10295 s. Pro 5 % velikosti je to
jiz 274,4822 s, a pro 20 % je prumérnd hodnota neuvéfitelnych 1101,5701 s (coz je zhruba
18,3 minuty). Spolu s velikosti indexu v paméti se zvySuje i rezie udrzovani a aktualizace
kontextu starnuti pro vSechny prvky v paméti. Kazdé ¢teni prvku z paméti a kazdé nacteni
prvku ze souboru, znamena aktualizaci kontextu pro vSechny prvky. To znamend, Ze pro
100.000 x ziskani featury se musi provést stejny pocet i pro aktualizaci kontextu starnuti.

Meéfeni ¢asu - Inverzni index (redlna data) - (RANDOM a FIFQO) - 100.000 pokust getFeature()
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Obrazek 4.6: Vysledky méreni casu pro RANDOM a FIFO.

Primérné hodnoty vysledkii pro méfeni ¢asu zpracovani jsou znazornény v grafu 4.6.
Kompletni vysledky vSech pokust méreni jsou déle k dispozici v priloze G. Vysledky ukazuji,
ze ndhodny vybér zahazovaného prvku politikou RANDOM je skute¢né ndhodny, protoze
z prumérnych hodnot pro rtzné velikosti nelze vycist zadny trend nebo charakteristika,
kterd by blize popisovala konkrétni chovani. Pro politiku FIFO naopak lze detekovat trend,
kde se vzrustajici velikosti indexu v paméti, klesa ¢asova naroénost zpracovani. Cimz pifmo
potvrzuje prvni premisu uvedenou v tivodu kapitoly (viz. 4.3).

Graf 4.7 ukazuje vyvoj poctu prepisu v paméti pro politiky RANDOM a FIFO. Politika
LRU nebyla do grafu a ani do tabulky kompletnich namérenych vysledkt zanesena, protoze
pocet prepisii byl pro vSechny velikosti paméti a vSechna méfeni stejny - 100.000 ze 100.000
pokustu. Kompletni namérené hodnoty pro RANDOM a FIFO jsou k nahlédnuti v ptiloze H.
Pramérné vysledky namérenych hodnot ukazuji, ze pro realnd data se pocet prepisu v pa-
méti nijak razantné neméni. Obé politiky vykazuji klesajici tendenci. Nejvétsim skokem je
zde pro politiku RANDOM porovnani méfeni pro 1 % a pro 20 %, které tvori rozdil vice
nez 50 prepisi. Zajimavy faktem je pomérné plynulé klesani praveé pro politiku RANDOM,
zatimco u méfeni na generovanych datech byly hodnoty zcela ndhodné. I v tomto pripadeé
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MéFeni poétu prepist - Inverzni idnex (redlnd data) - (RANDOM, FIFO) - 100.000 pokusii getFeature()
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Obrazek 4.7: Vysledky méteni poctu prepist pro RANDOM a FIFO.

méfeni na redlnych datech se jednd o ndhodné hodnoty. Jedinym vhodnym vysvétlenim
je, ze se jednd pouze o ,,Stastnou souhru ndhod*. FIFO mé velmi jemné klesani které sice
potvrzuje druhou premisu v tvodu kapitoly (viz. 4.3), ale na vykonnost inverzniho indexu
nema zasadni vliv. Charakteristika pouze potvrzuje podobné jemné klesani v ramci méreni
casu.

4.3.3 Celkové zhodnoceni experimenta

V ramci zavére¢ného hodnoceni lze upozornit na korespondenci chovani politik LRU a FIFO
v mérenich mezi generovanymi a realnymi daty. Vysledovana charakteristika z méreni na
generovanych datech je pozorovatelnd i na méfeni na redlnych datech. Z mérenych po-
litik spliuje puvodni dvé premisy z tvodu kapitoly (viz. 4.3) pouze FIFO. Pro politiku
LRU je cena za férovy pristup k vybéru nejméné pouzivaného prvku bohuzel jeho hlav-
nim problémem, protoze rezie udrzovani kontextu starnuti je s rostouci velikosti indexu
v paméti prilis vysoka, nez aby bylo mozné jeho pouziti v praxi. Politika RANDOM vyka-
zuje pomérné dobré hodnoty, ale jeho nepredvidatelnost je zaroven majoritni slabinou, coz
se muze ve Spatnych chvilich negativné projevit. FIFO se zda byt z téchto tii kandidata
jako nejvhodnéjsi volba, protoze jeho chovani je ustalené a vykazuje nejlepsi vysledky za
cenu (pouze) ¢astecné férovosti vybéru nahrazovaného prvku. Pro potfeby nastroje HLOC
a demonstracni webové aplikace vice nez postaci.

Nejdtlezitéjsimi duvody implementace nového inverzniho indexu byly podpora skalovani
a lepsiho hospodareni s paméti. Puvodni myslenka nacteného celého inverzniho indexu
v paméti sice prispiva rychlosti, ale jiz témér vyluCuje moznosti dalsiho skdlovani. Pokud
by mél byt systém dale rozsitovan na veétsi tizemi, s timto novym indexem by to jiz bylo
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mozné. Pokud porovname referenéni hodnotu puvodniho indexu experimentu pro realna
data a nejlepsi primérny vysledek nového inverzniho indexu s FIFO politikou, zjistime, Ze
novy inverzni index je témér 100x pomalejsi nez ptivodni. Z priblizné hodnoty 0,016 s je
CPU éas pro zpracovani navySen na zhruba 1,5 s. To je vsak se ziskanou moznosti systém
déle skalovat zanedbatelné zpozdéni.
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Kapitola 5

Navrh systému

Kapitola rozvadi problematiku navrhu celého online systému pro vizudlni geo-lokalizaci.
Pred samotnym navrhem bylo tfeba definice pozadavki na systém, které budou vychazet
z predchozi prace [31] a jejich nejvétsich problému popsanych v kapitole 1.1.1. Navrho-
vany systém musi spliiovat vSechny definované pozadavky. Cely online systém se sklada
z klientské a serverové casti webové aplikace, systému Locate a vzajemnym propojenim.
Prvni podkapitola pfedstavuje ndvrh architektury celého systému véetné vsech jeho kom-
ponent. Néasleduje podkapitola s navrhem architektury webové aplikace a blizsim popisem
vybrané architektury. Dalsi ¢ast se tyka ndvrhem grafického uzivatelského rozhrani, kde
jsou vyzdvizeny konkrétni pozadavky na frontend. Proces navrhu GUI se skldda z navrh-
nuti kostry frontendu a rozmisténi jednotlivych dil¢ich ¢asti aplikace. Posledni kapitolou je
vybér a specifikace vybranych technologii.

5.1 Definice pozadavkit

Definice pozadavku probéhla vytycenim funkénich a nefunkénich pozadavku [30]. Vycet
funkénich pozadavku je zobrazen v tabulce 5.1. Nefunkéni pozadavky jsou uvedeny v ta-
bulce 5.2. Definovani obou skupin doprovéazely zejména vychodiska kapitoly 1.1.1 a zamé-
feni na eliminaci téchto problémi. Velmi duilezité je, aby vysledny systém byl co nejrych-
lejsi a aby polo-automatickou detekci horizontu nahradil jiny algoritmus, ktery by obstojné
zvladal plné automatickou extrakci kiivky horizontu bez zdsahu uzivatele. Dale také vy-
brat prezentaci vysledkti s moznostmi tcelovych struénych vysvétlivek nebo nabidkou s FAQ
(nejcastéji kladené otazky). Velky pocet obrazovek by mohl byt v nejlepsim pripadé omezen
pouze na jednostrankovou aplikaci, po které by se uzivatel presouval interaktivné a mél tak
vSe primo dostupné bez zbytecénych nac¢itani celé webové stranky v navaznosti na pruchod
riznymi okny.
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Funkéni Typ Popis

pozadavek

Nahrat obrazek Pripad Uzivatel muze do aplikace nahrat vlastni obrazek z lo-

pouziti kalniho tlozisté nebo z URL adresy.

Vybér obrazku Pripad Utzivatel si miize vybrat jeden z predpfipravenych ob-

pouziti razki.

Detekce Systémovy  Systém automaticky detekuje kifivku horizontu.

kiivky horizontu

Odeslani deteko- Systémovy  Systém automaticky odesle detekovanou hranu do

vané Kkrivky podsystému pro geo-lokalizaci kfivky horizontu.

Lokalizace dete- Systémovy  Podsystém lokalizuje kfivku horizontu a odesle vy-

kované krivky sledky do systému.

Vizualizace Systémovy  Systém vizualizuje vysledky geo-lokalizace uzivateli.

vysledkt

geo-lokalizace

Informace Systémovy  Systém musi nabizet zobrazeni informaci o projektu

o projektu (informace ,, About“).

Informace ,Jak to Systémovy  Systém musi nabizet zobrazeni informaci o tom, jak

funguje“ funguje detekce a geo-lokalizace kiivky horizontu.

Zobrazeni Systémovy  Systém musi nabizet napovédu.

napovedy

Jazykové mutace  Systémovy  Systém musi nabizet zobrazeni v riznych jazycich.

Tabulka 5.1: Funkéni pozadavky

Kategorie Pozadavek Popis

Vykon Rychlost Systém musi detekovat kiivku horizontu a provadét
geo-lokalizaci v co nejrychlejSim case.

Pouzitelnost Automatizace Systém musi detekovat kiivku horizontu plné automa-
ticky.

Pouzitelnost Pristupnost Cely systém vcetné vizualni stranky musi byt ma-
ximalné jednoduchy, aby jej dokazal pouzit i méné
zdatny uzivatel.

Pouzitelnost Srozumitelnost Vysledky geo-lokalizace musi byt maximalné srozumi-

vysledkt telné.

Pouzitelnost Privétivost Vzhled systému by mél byt moderni, privétivy, mi-
nimalisticky a schopen konkurovat systémtm podob-
ného zameéreni

Spolehlivost Presnost Systém musi detekovat kfivku horizontu s co nejvétsi
presnosti.

Spolehlivost ZabezpeCeni  Systém musi byt oSetfen proti béznym utokiim na
webové aplikace.

Podporovatelnost ~ Skalovatelnost Systém musi byt skdlovatelny z frontendu i backendu.

Vyvojové omezeni Podpora Systém musi byt dostupny ze vSech zafizeni vyuziva-

platformy jicich internet.

Vyvojové omezeni Moderni Systém by mél byt vyvijen na zdkladé nejmoderné;j-

technologie Sich technologii a pristupt, které jsou v soucasné dobé

a pristupy

k dispozici.

Tabulka

5.2: Nefunkéni pozadavky
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5.2 Navrh architektury systému

Architektura je zakladni organizace systému, dana jeho komponentami', vzéjemnymi vztahy

téchto komponent a jejich vztahy k okolnimu prostfedi a principy fidicimi jeji ndvrh a evo-
luci [1]. V rdmci aspektu architektury [19] pak samotnd architektura definuje strukturu,
jejl prvky, vztahy a rozhrani. Dale architektura definuje chovani a interakci mezi prvky. Za-
méfeni architektury je na zdsadni prvky (s dlouhodobym a trvalym efektem), které mohou
ovliviiovat stabilitu a skalovatelnost.

Webova aplikace (serverova East) Server (vizualnl geo-lokalizace)

Vyhleddvani
Back-end

Inverzni index

Webova aplikace (klientska East)

Front-end

Obrazek 5.1: Struktura architektury online systému

Online systém se skladd ze tii ¢asti: klientskd a serverova ¢ast webové aplikace a ser-
ver samotny, poskytujici zpracovani vizualni geo-lokalizace. Kompletni schéma architektury
systému vcetné jejich vazeb a komponent je znizornén na obr. 5.1. Klientska ¢ast poskytuje
front-end grafické uzivatelské rozhrani pro webové aplikace. Tato vrstva obsluhuje veskerou
komunikaci s uzivatelem. Front-end prijima interakce uzivatele a dale interpretuje a prezen-
tuje vysledky ziskané ze serverové ¢asti webové aplikace, ktera tvori back-end. Serverova
cast aplikace obsahuje logiku a zpracovani dat. Back-end aplikace je napojen na imple-
mentovany algoritmus detekce k¥ivky horizontu. Webova aplikace je také svou serverovou
Casti napojena na server samotny s pomoci definovaného rozhrani. Server mé na starosti
samotnou geo-lokalizaci na zdkladé detekované krivky horizontu. Vyhledavani podobnych
horizontd probihd v ramci inverzniho indexu, ktery mé server k dispozici.

5.3 Navrh architektury webové aplikace

S ohledem na IEEE standard 1471-2000 [1] definici o softwarové architektute, muze byt
webova architektura definovana jako zdkladni organizace systému vestavénych komponent

'Komponenta predstavuje moduldrn{ ¢ast systému, jez zapouzdiuje sviij obsah a v rdmci daného prostiedi
jsou jeji projevy nenahraditelné. Komponenta definuje svoje chovani v podobé poskytovanych a vyzadova-
nych rozhrani. [38]
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(subsystémil), jejich vzdjemnych vztaht, prostiedi a principy fidici jeho vyvoj [37]. Webova
architektura pouziva abstrakci a modelovani pro zjednoduseni a komunikaci komplexnich
struktur. Architektura prinasi framework, ktery popisuje struktury a poskytuje jednodussi
pochopitelnost systému. A dale napom&dha vytvaret most mezi analyzou a implementaci.

Pro klientské webové aplikace se nejvice hodi vrstvené architektury, ze kterych lze jme-
novat MVC? nebo PCMEF? [36]. Vistvend architektura je pravdépodobné nejpouzivandjsi,
protoze je obvykle stavéna na spolupraci s databazi. Mnoho nejvétsich a nejlepsich softwa-
rovych frameworkt® bylo stavéno na této architektufe.

Zakladni vrstvenou architekturu mizeme rozdélit do tii vrstev [23], které na sobé lezi.
Ve vrstvenych architekturach je zakladni vrstvou perzistentni dlozisté, které miuzeme cha-
pat jako kolekci soubori nebo data ulozena v databazi. Predtim nez je mozné k datim
pristupovat, manipulovat s nimi nebo je zobrazovat, je nutné zjistit, kde se data nachazeji.
Na datové vrstvé lezi logickd (business) vrstva, kterd definuje moznosti jak je mozné pristu-
povat k datim a manipulovat s nimi. Dale ¥idi chovani systému a pravidla, jak zpracovat
uzivatelské pozadavky a jaké vystupy navratit zpét. Logickd vrstva je tedy ze spodni Casti
obalena datovou vrstvou a z horni ¢asti obalena vrstvou prezentacéni, kterd definuje jakym
zpusobem se aplikace prezentuje uzivateli. Prezenta¢ni vrstva interaguje s uzivatelem a pri-
jima jeho pozadavky, které odesila na zpracovani do logické vrstvy. Pozadované vystupy
logicka vrstva odesila do prezentacéni vrstvy, kterd je interpretuje a vizualizuje uzivateli.

5.3.1 Architektura MVC a PCMEF
MVC

Architektura MVC je s nami jiz dlouho, avsak nejvice se uchytil pro webové aplikace. Velké
firmy zacaly do této architektury investovat a stavét na ni své frameworky”. Existuji vak
i skupiny vyvojait a dobrovolnikil, ktef{ vytvofili open-source frameworky® postavené na
MVC. Tato architektura ma ¢tyii hlavni vyhody, kde se mezi prvni fadi moznost samostat-
ného vyvoje uzivatelského rozhrani, ridici logiky a datové logiky. Dalsi vyhodou je, ze zmény
jedné casti témér neovlivni ostatni. Dale moznost pouzit Model s nékolika riznymi View
(nékolika uzivatelskymi rozhranimi) nebo také iplné bez View (napf. pro testovaci tcely);
Posledni vyhodou je jednoduchost, pfimocarost a skalovatelnost architektury se hodi pro
vyvoj mensich webovych aplikaci (vice nez PCMEF). Tato architektura je rozdélena na tii
logické casti, tak aby bylo mozno je upravovat samostatné a aby byl pripadny dopad na
ostatni ¢asti co nejmensi. Logika aplikace a zpracovani toku udalost{ ma na starosti vrstva
Controller. View definuje zptisoby prezentace dat uzivateli a tedy zajistuje vykreslovani
uzivatelského rozhrani. Posledni vrstvou je Model, kterd pokryva business logiku aplikace
a praci s daty. Jednotlivé vrstvy spolu maji konkrétni vazby (viz. obr. 5.2). View vrstva
prezentuje uzivateli data z Modelu za pomoci uzivatelského rozhrani, které zadal vykreslit
Controller. Uzivatel muze interagovat s aplikaci kliknutim na néjaky prvek v aplikaci a ode-
slanim pozadavku, ktery zpracuje vrstva Controller. Tato vrstva pak ptripadné upravi nebo
da nacist nova data za asistence Modelu.

?Model-View-Controller
3Presentation, Control, Mediator, Entity, Foundation
4Naptiklad - Java EE, Drupal a podobné.
®Zend Framework (http://www.zend.com/), ASP.NET (https://www.microsoft.com/cs—cz/)
SLaravel (https://laravel.com/), Symfony (https://symfony.com/),
CakePHP (https://cakephp.org/), Nette Framework (https://nette.org/cs/)
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MVC PCMEF

<<layer>>
presentation

|

<<layer>>
control

<<layer>>
entity domain mediator

_—
-l

Model

Obrazek 5.2: Struktura architektury MVC a PCMEF

<<layer>>
foundation

Architektura PCMEF

Tato softwarova architektura je hojné vyuzivand v oblasti objektové orientovaného pro-
gramovani. Pro tvorbu vétsich robustnich webovych systému je vhodnéjsi nez architektura
MVC, protoze vyuziva hierarchii vrstev, které maji volnéjsi vazby. PCMEF je rozdélena dle
zodpovédnosti do celkem péti vrstev (viz. obr. 5.2). Vrstvy mohou obsahovat dalsi balicky.
Presentation odpovida za ovladani grafického uzivatelského rozhrani a ptijimé interakce od
uzivatele. Aplikac¢ni logiku zapouzdruje Control, ktery vyhledava informace ve vrstvé En-
tity. Dédle miize Control iniciovat interakci mezi vrstvami Mediator a Foundation a zajistit
tak nahrani novych dat do vrstvy Entity. Mediator se tedy stara o komunikaci mezi Entity
a Foundation. Entity jsou business objekty nahrané v paméti. Posledni vrstva Foundation
zajistuje (low-level) komunikaci se zdrojem dat (napf¥. databdzi). Samotnda architektura PC-
MEF stavi na navrhovych vzorech jako jsou fasada, abstraktni tovarna, retéz odpovédnosti,
pozorovatel a dalsi.

5.3.2 Vybér architektury

Vzhledem k funkénim i nefunkénim pozadavkim jsem vybral architekturu MVC. Vysledna
webova aplikace by méla byt minimalistickd a jednoducha pro uzivatele. Vyuziti entitnich
t¥id by v tomto piipadé bylo minimélni. Silnéjsi vazby MVC oproti PCMEF nejsou prekaz-
kou. Podpora skalovatelnosti je také jednim z velkych divodu pro priklonéni k této varianté.
Pro vyvoj aplikace postavené na MVC je mozno pouzit frameworku, ktery jiz implicitné
fesi bézné problémy nebo napiiklad dalsi z nefunkénich pozadavkh - osetieni proti béznym
utokim na webové aplikace. I presto, ze je aplikace na detekci kfivky horizontu napsana
v Javé a pro PCMEF se dokonale hod{ pouziti Java EE” (mohla by se tedy detekce spoustét
primo z kédu webu), je podle mého lepsi varianta s PHP a MVC. Java EE vyzaduje po-

"Java Platform, Enterprise Edition
(http://www.oracle.com/technetwork/java/javaee/overview/index.html)
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mérné velké vypocetni zdroje hlavné z hlediska procesorového ¢asu a paméti. MVC aplikace
na PHP je méné naro¢nd a spusténi binarniho souboru detekce kiivky horizontu jiz neni
takovym problémem.

5.4 Navrh uzivatelského rozhrani webové aplikace

Uzivatelské rozhrani je kombinace prostredki ¢i technologii, kterd umoznuje uzivateli ko-
munikovat s programem. Rozhrani komunikace muzeme definovat v grafické formé, pokud
se jedna o navrhem uzivatelského rozhrani pro webovy online systém, kde se jedn& pre-
devsim o textové a grafické prvky a jejich rozmisténi. Tyto prvky budou slouzit uzivateli
k pohodlné manipulaci se systémem. Prvky uzivatel vyuzije také k zadavani dat do apli-
kace, a po zpracovani v systému prvky zobrazi uzivateli vysledky operaci. GUI by se tedy
v prvé fadé mélo orientovat na uzivatele. Navrhovan{ s timto ohledem je oznacovano jako
UX® design [46], coz je metodika zalozena na hlavnich principech:

e Design: je vizualni forma, ale i naptiklad to, jakym zptsobem navrhovana aplikace
funguje. Cilem designu je diraz na ucelnost propojeni estetiky a funkcénosti navrho-
vaného systému.

e Pouzitelnost: jedna z ¢asti, vytvarejici uzivatelsky prozitek pri praci s aplikaci. Zde
je primarnim zamérenim odstranovani prekazek ¢i nedostatkt v ovladani a postupné
vylepsovani na zdkladé uzivatelské zpétné vazby.

Cilem User Experience Design je dosazeni co nejlepsiho sjednoceni nékolika disciplin,
jakymi je design, pouzitelnost, ale také informacni architektury a interakce uzivatele s apli-
kaci. Pokryva tedy nejen formu webové aplikace, ale také jeji obsah a chovani.

5.4.1 Navrh kostry GUI

Pti navrhovani kostry grafického uzivatelského rozhrani byl kladen nejvétsi diraz na spl-
néni vSech funkénich i nefunkénich pozadavkt definovanych v kapitole 5.1. Z funkénich
pozadavki jsou to predevsim: Nahrat obrazek, Vybér obrazku, Vizualizace vysledku geo-
lokalizace, Informace o projektu, Informace ,,Jak to funguje“, Zobrazeni ndpovédy a Jazy-
kova mutace. Navrh kostry se tyka téchto nefunkénich pozadavkt: Pristupnost, Privétivost
a Podpora platformy.

Vytvofeny navrh je k dispozici v piiloze B a byl vytvofen za pomoci programu Pencil®.
Aplikace byla navrzena jako jednostrankova (viz. obr. B.1), kde je veskery obsah zobrazen
pod sebou na jediné strance ve vizualné oddélenych horizontélnich panelech. V tvodnim
panelu je uvitani navstévnika a tlac¢itka pro rychlou navigaci na vyzkouseni vizualni geo-
lokalizace nebo na informace o projektu. V levém hornim rohu je k perzistentné dispozici
zndma ikona pro menu (viz. obr. B.2), které se vysune z levé ¢asti webu a nabidne uzivateli
nabidku jednotlivych obsahovych paneli. Kliknutim na tlacitka v menu nebo v tivodnim
panelu bude uzivatel automaticky animované piresunut na pozadovany obsah. V menu bude
také moznost zvoleni jazykové mutace. Pro ndvrat na tvodni panel je k dispozici tlacitko
v pravém dolnim rohu. Obsahové panely jsou v kostfe sefazeny: Gvodni panel, panel s de-
monstraci vizudlni geo-lokalizace (véetné zobrazeni vysledkil), panel s informacemi o pro-

8User Experience
9Pencil Project (https://pencil.evolus.vn/)
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jektu a posledni panel s informacemi jakym zptsobem probihé vizualni geo-lokalizace a jak
aplikace funguje.

5.5 Vybér technologii

V této kapitole jsou predstaveny vybrané technologie tykajici se vyhradné navrhované
webové aplikace. Technologie byly vybrany s ohledem na (pokud mozno) vSechny funkéni
a nefunkéni pozadavky podrobné popsané v kapitole 5.1. V prvni fadé je predstaven webovy
framework. Podle zvoleného typu architektury (kap. 5.3.2) - MVC, bylo dulezité zvolit
vhodnou platformu, kterd je na této architekture vystavéna. Framework by se také mél
zamérit v rameci nefunkénich pozadavki hlavné na pouziti modernich pfistupt, bezpecnost,
skalovatelnost a rychlost. Dalsi podkapitola se tyka vhodné selekce knihovny pro robustni
a responzivni front-end aplikace. Tato knihovna by méla byt zamérena na bezproblémovou
implementaci funkénich pozadavku. Z pozadavkl nefunkénich je dilezité, aby knihovna na-
plnovala pozadavky na pristupnost, privétivost a podporu platformy. Kapitolu zakoncuji
malé pluginy a knihovny jejichz zodpovédnost nalezi hlavné na zkvalitnéni sluzeb uzivate-
lim (v rdmci uzivatelské privétivosti). Nékteré z knihoven jsou vybrény za icelem doplnéni
funkei, které zakladni webovy framework a front-end nenabizi. Tyto knihovny maji primarni
zaméfeni na zbylé funkéni a nefunkéni pozadavky'’.

5.5.1 Nette Framework

Nette [22] je multiplatformni open-source MVC framework pro tvorbu webovych aplikaci
a je tvoren souborem samostatnych komponent v PHP 7. Autorem tohoto frameworku, jez
je dostupny pod GNU GPL, je David Grudl a dalsi vyvojari z Nette Foundation. Nette
klade dtraz na zabezpeceni, vzhledem k nativni implementaci prevence bezpecnostnich dér
v podobé prevence proti ttokiim typu: XSS, CSFR, session hijacking'', session fixation'?
a dalsi. Framework je postaven na nejmodernéjsich technologiich, ze kterych lze jmenovat
zejména: AJAX / AJAJ, Dependency Injection, SEO, DRY?, KISS'*, Web 2.0 a cool URL.
V siroké skale nabidky moduld mtzeme nalézt ladici nastroje, Sablonovy systém, unit testing
a mnoho dalsich plugint a rozsiteni.

5.5.2 DBootstrap

Moderni knihovnou pro podporu vyvoje robustniho a responzivniho grafického uzivatelského
rozhrani je knihovna Bootstrap [32]. Knihovna je open-source a poskytuje sadu nastroju
pro vyvoj HTML, CSS a JavaScript. Od jeho prvniho spusténi v srpnu 2011 nabral na velké
popularité a postupné se vyvinul do CSS rizeného projektu zahrnujici JavaScriptové pluginy
a ikony, které spolupracuji s formulafi a tlac¢itky [11]. Zakladnimi stavebnimi kameny pro
vyvoj front-endu poskytuje Bootstrap formou kontejnerd. Kontejnery je mozné nastavit
s pevnou Sifrkou nebo responzivni a mohou byt také kaskddové vnoreny do dalsich. Dalsim

ONapiiklad: Nahrat obrazek, Vybér obrazku, Vizualizace vysledkt a Jazykové mutace.

HSession hijacking - itok, ktery zneuziva ukradené HTTP cookie uzivatele, aby tito¢nik ziskal neoprévnény
pristup k informacim nebo sluzbdm webového serveru.

128ession fixation - vyuziti bezpe¢nostni diry v systému umoziiujici Gtoénikovi se zafixovat na identifikdtor
sezeni (session ID) nic netusiciho uzivatele.

3Don’t Repeat Yourself - princip vyvoje softwaru zaméfeny na snizovani poé¢tu duplicitnich informaci.

MKeep It Short and Simple - princip navrhu, kdy je nejvétsi snahou drzet tiidy, metody a kompletn{ kéd
kratky a jednoduchy.
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zékladnim prvkem je Grid systém, coz je vyuziti fady kontejnert a sloupct (ukazka kédu 5.1
a jeho realizace 5.3) pro vytvofeni schématu obsahu (layout). Grid systém je vytvofen
spolecné s flexbox'” a je plné responzivni. Boostrap umoziuje velmi rychly vyvoj na stabilni
platformé.

<div class="container">
<div class="row">
<div class="col-sm">
One of three columns
</div>
<div class="col-sm">
One of three columns
</div>
<div class="col-sm">
One of three columns
</div>
</div>
</div>

Koéd 5.1: Ukazka responzivniho kontejneru se tfemi sloupci v Boostrap.

One of three columns One of three columns One of three columns

Obrazek 5.3: Ukazka responzivniho kontejneru vytvoreného kédem 5.1.

5.5.3 Dalsi knihovny a pluginy

Jak uz bylo naznaceno v uvodu této kapitoly (viz. 5.5), tento seznam dalsich knihoven
a plugini se tyka vyhradné doplnéni nékterych funkei nebo vlastnosti, které zakladni verze
webového frameworku nebo front-end knihovny nenabizi. Tyto knihovny se z vétsi ¢asti
zameétruji na zvyseni privétivosti pro uzivatele grafickym riznymi grafickymi a animovanymi
efekty. Pripadné doplnuji moznosti webové aplikace z backendu formou pluginii webového
frameworku.

Kdyby/Translation

Kdyby /Translation'® je pluginem pro Nette a rozsifuje tak zékladni framework o snad-
nou a pohodlnou podporu lokalizace. Umoznuje tak vyvojari vytvaret vicejazycéné weby za
pomoci konfigurac¢nich soubori, do kterych se uklddaji jazykové specifické retézce. V konfi-
gura¢nim souboru Nette stac¢i definovat jaké jazyky maji byt k dispozici uzivateli a plugin
se jiz sam postara o automatické rozpoznani jazyka z URL adresy a nastaveni spravnych re-

S fexbox
(https://developer.mozilla.org/en-US/docs/Web/CSS/CSS_Flexible_Box_Layout/
Basic_Concepts_of_Flexbox)

8https://github.com/kdyby/Translation
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tézct do sablon aplikace. Knihovna mimo jiné umoziiuje také podminénou selekci fetézcii'”

nebo také zvoleni spravného tvaru fetézce v piipadé éislovek'® (pokud je to v rdmci daného
jazyka zapotiebi).

Animate Scroll

JavaScriptovy plugin Animate Scroll'” poskytuje uzivatelsky pifvétivou animaci pii pre-

sunech na webové strance s pomoci odkazii na kotvy. Rozlozeni navrhu webové aplikace
na jednostrankovou uz od zacatku pocita s tim, Ze se uzivatel bude presunovat po strance
»scrollovanim* nebo za pomoci odkazi v menu, které pravé budou odkazovat na kotvy jed-
notlivych obsahovych panela v aplikaci. S timto pluginem se bude moci uzivatel posunovat
po strance atraktivnim pohybovym efektem. Mimo jiné je také plugin optimalizovan pro
pouziti na tabletech a mobilnich zafizenich.

Bootstrap Lightbox

Galerie Lightbox je na svété jiz velmi dlouho snad ve vSech variacich. Modul Bootstrap
Lightbox?" je pievzaty ptivodni nipad implementovany za pouziti knihovny Bootstrap.
Bootstrap mimo jiné podporuje kromé klasickych obrazki i napiiklad YouTube videa.

Side Menu

Nez knihovnou nebo pluginem je Side Menu?! spiSe souborem CSS stylii s nékolika fadky Ja-
vaScriptu. Modul obstarava navrzenou funkeci ,,schovaného“ bo¢niho menu, které se zobrazi
pouze na zakladé tlacitka v levém hornim rohu.

Konva.js

Konva?? je HTML5 a JavaScriptovy framework pracujici s grafikou v Canvas prvku a roz-
Situje jeho 2D kontext o interaktivitu s desktopovymi a mobilnimi aplikacemi. Konva je
robustni a komplexni framework disponujici vlastnim API a poskytuje vysoce vykonné ani-
mace, prechody, vrstvy, filtry a obsluhami eventti. Pouziti Konvy v aplikaci bude stejné
jako v [34], tedy s jeji pomoci bude mozné uzivateli vykreslit detekovanou kfivku horizontu
uzivateli na jejimz zakladé probéhne vizualni geo-lokalizace.

jQuery Upload File

Utilita jQuery Upload File?® poskytuje moznost snadno pridat do aplikace uzivatelsky piive-
tivé a pohodlné nahravani soubort. Plugin disponuje vestavénym automatickym odeslanim
AJAX HTTP pozadavku s nahranym souborem a poskytuje mnoho moznosti pro splnéni
konkrétnich potieb. Tento plugin také nativné podporuje drag-n-drop mechaniku, multi-file
upload a dalsi. Plugin by mél jednoduse vyresit otdzku nahrani fotografie uzivatelem na
server.

1"Na zékladé splnéni néjaké podminky rozhodne, ktery z definovanych fetézcti mé zobrazit.

18Podle hodnoty doplni spravny tvar slova (napf. pro hodnotu ,1“ doplni Fetézec ,kus“; pro hodnotu
,4“ doplni Fetézec ,kusy*; atp.).

Dhttps://github.com/mpalpha/animate-scroll

Ppttps://github.com/ashleydw/lightbox

https://tympanus.net/codrops/

2https://konvajs.github.io/

Bhttps://github.com/hayageek/jquery-upload-file
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Kapitola 6

Implementace webové aplikace

Vybér architektury v 5.3.2, navrh GUI webové aplikace v 5.4.1 a vybrané technologie v 5.5
se staly zakladnimi kameny pro implementaci webové aplikace. Implementovand aplikace
by méla spliovat vSechny pozadavky definované v 5.1. Implementace probihala v jazyce
PHP 7.2.5 pro serverovou c¢ast aplikace. Klientskou ¢ast pak definuji jazyky HTML 5,
CSS 3 a JavaScript (nadstavba v podobé jQuery'). Celd webové aplikace byla nadefino-
vana jako jednostrankova s veskerym obsahem fazenym pod sebe. Klientska ¢ast aplikace
by méla se serverovou ¢asti komunikovat pouze za pomoci AJAX pozadavku-odpovedi, coz
jisté zvysi privétivost pro uzivatele. VSechny udélosti v aplikaci v rdmci demonstrace vizu-
alni geo-lokalizace, by mély byt automaticky zietézeny a volany postupné. Cely proces je
zaroven podrobné popisovan uzivateli, ktery za vSech stavl zpracovani vi co se pravé déje.
Pro nékteré hure chapajici stavy nebo pojmy jsou k dispozcii vysvétlivky, které se zobrazi
najetim na dany népis. Jedinym nutnym divodem pro znovu-nacitani stranky bude zména
jazykové mutace aplikace.

Zékladem webové aplikace bude framework Nette zajistujici zakladni funkcionalitu.
Nette potrebuje ke spusténi konfigura¢ni soubor config.neon, ve kterém se muze specifiko-
vat prezentér pro chyby, mapovani prezentérii, nastaveni session, definice modeli a routeri,
dalsi parametry a registrace dalsich rozsiteni. Pro rozsifeni o jazykové mutace jsou vSechny
lokalizované fetézce ulozeny ve vlastnim souboru dle uzitého jazyka. Piiklad schématu ta-
kového souboru a jeho nésledné pouziti v Sabloné je znazornén v ukédzce kédu 6.1. Webova
aplikace byla lokalizovdna do angli¢tiny. S pomoci externich pirekladatel@’ jesté navic do
jazyku: slovenstina, polStina a portugalstina.

// Definice retezce v lokalizacnim souboru

app:
header: ’’System for Visual Geo-localization’’

// Pouziti retezce v sablone
{_app.app.header}

Koéd 6.1: Ukazka definice fetézce pro lokalizaci a pouziti v Sabloné.

Prvni podkapitola rozebird implementaci zdkladni webové aplikace bez lokalizace kiivky
horizontu a vizualizace vysledki. Navazujici podkapitola jiz popisuje integraci programu pro

'Query v3.2.1 (https://jquery.com/).
2Seznam externim korektorii a prekladatelil je uveden v podékovani préce.

59



http://jquery.com/

detekci kiivky horizontu do webové aplikace. Posledni podkapitola pojednava o propojeni
webové aplikace se serverem a zpracovanim vizualni geo-lokalizace. A dale formy vizualizace
vracenych vysledku.

6.1 Kostra webové aplikace

Back-end webové aplikace se skldada primarné z modelt. V této implementaci byl imple-
mentovan aplikacni model, ktery bude priméarné zastresovat detekci krivky horizontu, a tim
i spusténi programu z kapitoly 3, ziskani vysledk a jejich zpracovani pro moznost vhodné
vizualizace vysledkt uzivateli. Dalsi hlavni ¢innosti tohoto modelu bude obsluha komuni-
kace se serverem.

Logika webové aplikace je implementovana v prezentérech. Pro aplikaci byl definovan
zakladni prezentér jako abstraktni trida, ktery udrzuje injektované kontexty pro lokalizator
a aplikacni model. Dalsi funkce zdkladniho prezentéru je ziskdni HT'TP pozadavku. Po-
kud se jednd o AJAX pozadavek, pak metoda vrati kompletni kontext HT'TP pozadavku,
v opacném pripadé je odesldna AJAX odpovéd, Ze se nejedné o platny pozadavek na apli-
kaci. Zakladni prezentér obstarava také zpracovani dat, které se maji odeslat do klientské
Casti, a obsluhu samotného odeslani HT'TP odpovédi.

Od zékladniho prezentéru dédi tiida aplikac¢niho prezentéru, ktera ridi celou aplikaci.
Aplika¢ni prezentér prijiméa pozadavky od klientské ¢ésti, vola prislusné metody v aplikac-
nim modelu a vysledky odesila jako odpovédi do klientské ¢asti. Zakladni funkcionalitou
v kostie webové aplikace je obstarani pozadavku na nahrani obrazku uzivatelem. Uzivatel
nahraje obréazek, pro ktery se vygeneruje ndhodné ¢islo jako identifikator aktualniho sezeni
(vyhledavani) uzivatele. Z ndzvu obrazku jsou odstranény nezidouci znaky a mezery. Pti-
padné specialni znaky abeced jazyku jsou prevedeny na zakladni ASCII pismena. Obrazek
je nasledné presunut do slozky na serveru, kde jsou docasné uklddany pravé vyhleddvané
fotografie. Aplika¢ni prezentér nasledné zasila klientské ¢asti odpovéd s tspéchem ¢i nei-
spéchem operace.

Front-end neboli klientska ¢ést aplikace je tvofena ze Sablon napsanych v Latte?, coz je
sablonovaci systém dostupny se zakladni distribuci Nette. Zaklad aplikace tvori Sablona pro
celkovy layout aplikace. Tato Sablona obsahuje HTML hlavicku linkujici vSechny potiebné
CSS soubory se styly. Déle jsou v hlavicce uvedeny zdkladni meta tagy o webové aplikaci.
Layout dale obsahuje definici vysuvného menu a jeho obsah. Néasleduje prazdny blok pro
obsah, do kterého se pravé vklada sablona s veskerym obsahem webu. V layoutu jsou pak
jesté definovany naptiklad paticka, kéd pro ,,Scroll-to-top“ tlacitko nebo ,, Progress bar,
ktery plovouci formou znazornuje scrollovanou pozici uzivatele na strance. Layout ukoncuje
linkovani{ vsech JavaScriptovych kodt a knihoven uzitych v aplikaci.

Od zacatku byla snaha veskery vlastni JavaScriptovy kod a funkce koncipovat do oddé-
leného souboru. Nicméné ¢asti JavaScriptu se neobesly bez umisténi piimo v hlavni sabloné
pro obsah. Uvod Sablony tak obsahuje definici nékolika JavaScriptovych proménnych s lo-
kalizovanymi fetézci pouzitymi pravé v kédu v externim souboru. Déle je zde kéd pro
obsluhu nahrani fotky pluginem jQuery Upload File (viz. 5.5.3). Ukdzka implementace na-
hrani a vybéru obrazku je zndzornéna v 6.1. Samotny kod by mohl byt v externim souboru,
ale lokaliza¢ni Tetézce, které plugin Kdyby/Translation (viz. 5.5.3) podle aktualniho jazyka
distribuuje do front-endu, jsou k dispozici pravé pouze v sablonach Latte. Jejich viditelnost
je tedy omezend. Obsahovy HTML kod v sabloné je pak tvoren kaskddovymi definicemi tvo-

3https://latte.nette.org/cs/
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Fenymi pravé kontejnery, fadky a sloupci, tak jak definuje Bootstrap (viz. 5.5.2). Postupné
je tak definovan kod pro tvodni zahlavi s predstavenim aplikace. Déale definice panelu pro
demonstra¢ni funkcionalitu vizualni geo-lokalizace. Sablona je zakoncena tfemi panely pro
informace o projektu, popis jak aplikace funguje a panel pro umisténi podporovateli.

Nahrejte vlastni fotografii

Nahrejte obrézek

nebo

\/\fbprie jed U Z pripz‘avc'ny'ch fotografii

Obrazek 6.1: Ukazka implementace nahrani a vybéru obrazku.

Jak jiz bylo zminéno, funkéni vlastni JavaScriptovy kéd je koncipovan do souboru, aby
tak byl oddélen od Sablony. Pro zdkladni kostru aplikace je zde definovana funkcionalita
pro animované presuny po kotvach odkazi (smooth scroll). Déle je zde napojena funkce
pro scroll-to-top, a také obsluha progress baru.

6.2 Integrace lokalizace krivky horizontu

Aplikace pro detekci krivky horizontu je nezbytnd pro webovou aplikaci, protoze az na
zékladé detekované kiivky miize probéhnout vizualni geo-lokalizace. Po tispéSném nahrani
vlastni fotografie nebo uzivatelové vybéru predem nachystanych fotografii je z klientské casti
odeslan pozadavek na server s informaci o ID obrazku nazvu obrazku. Prezentér serverové
Casti pozadavek prijme a ziskd ID a nazev obrazku. Prezentér zavola kontrolu v modelu
zda-li takovy obrazek na serveru existuje a spusti detekci kiivky horizontu.

Detekce ktivky horizontu je integrovana do aplika¢niho modelu, kde se aplikace spousti
jako externi program funkci shell exec(run__command). Ve spoustécim prikazu je nutné
uvést cestu k LIBSTDCXX.s0.6, cestu k OpenCV balikiim a samoziejmé nutné parametry
spusténi programu. Spravné detekovana kiivka horizontu bude produkovana aplikaci jako
Fetézec souradnic. Modelova metoda, kterd cely proces zastiesuje vysledek aplikace detekce
kiivky zkontroluje regularnim vyrazem a dale je ziskdna hodnota Field of View z obrazku.
Metoda konéi parsovanim fetézce s vysledkem do formy, kterou je mozné primo pouzit
pro vizualizaci uzivateli. Zpracovani se vrati do prezentéru, ktery informace o obrazku
a detekované krivce ulozi do Cookies a odesle je v rdmci odpovédi do klientské ¢asti.

Klientska ¢ast prijme odpovéd a ze ziskanych dat je vytvoren objekt knihovny KonvaJS
(viz. 5.5.3), ktery vykresli uzivateli miniaturu obrazku, a v ném vyznacenou detekovanou
kfivku horizontu. Ukazka informovani uzivatele o pravé zpracovavané fazi aplikace je zna-
zornéna v obr. 6.2.

6.3 Vizualni geo-lokalizace a vizualizace vysledki

Po vykresleni detekované krivky se rovnou automaticky invokuje pozadavek na server pro
vizudlni geo-lokalizaci. Prezentér opét prebere zodpovédnost a stahne si z Cookies potiebné
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Vyberte jednu z pfipravenych fotografii
SEm—

%
Vizualni geo-lokalizace je .\_ .
Casové narotna a miize trvat i
2-3 minuty. Budte prosim ~
I

trpélivi.

Detekuji kiivku horizontu. Provadim vizuéini geo-
D lokalizaci

Detekovana kiivka horizontu

TR

Obrazek 6.2: Ukazka informani uzivatele o ¢innosti aplikace a vykresleni detekované kiivky
horizontu.

informace z predchoziho zpracovani lokalizace kiivky horizontu. Nasledné zavola modelovou
metodu, kterd z parametri vytvori pole, které prevede na JSON forméat a zavold metodu
komunikujici se serverem. Komunikace se serverem zustala stejnd jako v pripadé [34], proto
i podoba metody je velmi podobna

Oproti [341] vSak nastala jedna zésadni zména. Jiz se na server neodesild generovany
obrazek se segmentovanym poptedim/pozadim, ale zasild se pouze pole soutadnic kiivky
horizontu. Ukazka JSON formatu odesilaného na server je k nahlédnuti zde 6.2. JSON
obsahuje polozku coordinates, kde je zakédovana kfivka horizontu. Vzdy hlavnim indexem
v tomto poli je X-ova soutfadnice. Pod timto indexem je umisténo pole, ve kterém miize
byt jedna nebo dvé Y-ové souradnice. Jedna Y-ova souradnice znadi jediny bod. Dvé Y-ové
soutradnice znac¢i kolmy spojity segment kiivky horizontu, kde jeji souradnice jsou definovany
pravé intervalem téchto dvou Y-ovych hodnot.

Server s implementovanym novym inverznim indexem vyhleda nejlepsi vysledky a vrati
je stejnym zpusobem a ve stejném formatu jako v [34]. Data tedy prijdou ve formétu
base64. Po dekédovani se musi vysledky rozbalit napiiklad pomoci funkce zlib__decode().
7 rozbalenych dat je jiz mozné dekédovat JSON do asociativniho pole, které je vraceno
prezentéru.

{
>’ coordinates’’: {
’2122: [ 100, 20 1],
»0200 . [ 35, 40],
72322 [ 15 ],
},
’2fov’’: 68.46,
’’ywidth’’: 240,
>’height’’: 180
}

Ko6d 6.2: Ukazka JSON formatu odesilaného na server.

62




S 4

Prezentér prevezme vysledky a odesle HIT'TP odpovéd do klientské ¢asti. JavaScriptova
metoda obdrzi odpovéd s vysledky vizualni geo-lokalizace. Uzivateli je v danou chvili zob-
razen vzdy pouze jeden vysledek. Ukdzka s vizualizecemi vysledku vizualni geo-lokalizace
je k dispozici v obr. 6.3. V levém panelu se zobrazi zemépisné souradnice vysledku a Yaw
thel. Pod témito informacemi se vygeneruje malda Google mapa s klasickou orienta¢ni mapou
priblizenou na troven viditelnosti stati a vétsich mést. Mapa je vycentrovana na nalezené
soufadnice vysledku v mapé je také umistén marker zvyraznujici, kam soutadnice ukazuji.
Do hlavniho panelu je pak nejdiive umistén panel ze sluzby PeakFinder, ktery zobrazuje
horizont z mista, zaméreného na souradnice vysledku a posunuty o Yaw thel. PeakFinder
by tak mél zobrazovat viditelny horizont z mista vraceného vysledku. Pod panelem s pano-
ramatem z PeakFinderu je jesté jedna vizualizace vysledku, a to opét z Google map. Panel
zobrazuje satelitni detailni snimek zamétené pozice opét s markrem. Pokud maji Google
mapy pro dané misto k dispozici materialy, je detailni pohled naklonén o 45 stupni. Uzivatel
si tak miize na jednom misté ve tfech panelech prohlédnout jak vypadd horizont z daného
mista, jak detailné a redlné misto vypadd, a kde na mapé se priblizné nachézi (v jakém
staté, u jakého mésta, apod.). Pokud by si uzivatel chtél prohlédnout i dalsi vysledky (cel-
kem jich server vraci 100), pak jsou nad hlavnimi panely zobrazeny Sipky, pomoci kterych
se muze uzivatel presouvat mezi jednotlivymi vysledky. Pfi presunu na dalsi vysledek jsou
automaticky nacCteny i nové mapy a horizonty, dle aktudlné prohlizeného vysledku. Pokud
uzivatel zatouzi si hned nechat lokalizovat dalsi fotku, pak stac¢i jen nahrat fotku novou
(pfipadné vybrat z pfipravenych) a cely proces mize opét bez problémi pokracovat.

Zobrazuji vysledek 1/100. ©

Detekovana kiivka horizontu °

Vizualizace nalezeného horizontu:

Vysledky vizudlini geo-lokalizace
Zemépisna ifka: 46,5673"

Zemépisna délka: 8.03283° +
Yaw Ghel: 342* - <
Y
Pfiblizné poloha
Migs  Sate Lt f L e 1
e C
s
G\ric,sko Satelitni pohled nalezené pozice:

Obrazek 6.3: Ukazka vizualizace vysledki vizudlni geo-lokalizace.
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Kapitola 7
Zaver

Cilem této prace bylo vytvorit online systém pro vizualni geo-lokalizaci v pfirodnim pro-
stfedi. Online systém je tvofen ze serveru, ktery provadi vizuadlni geo-lokalizaci a z webové
aplikace poskytujici uzivatelim demonstraci fungovani systému. Pro vyvoj webové aplikace
bylo tfeba analyzovat predchozi aplikaci pro vizudlni geo-lokalizaci [34] a zjistit nejvétsi
problémy, se kterymi se aplikace potyka. Nova webova aplikace méla byt explicitné zameé-
fena na eliminaci téchto problémt definovanych v 1.1.1. Webova aplikace by rovnéz méla
splnovat naroky na jednoduchost, snadnou pouzitelnost, interaktivitu, rychlost a skalovatel-
nost (viz. 5.1). Kromé webové aplikace bylo tfeba se také zamérfit na ipravu serveru, ktery
nemohl byt dale skalovan kvili neoptimalni strategii udrzovani celého inverzniho indexu
v paméti. Bylo tfeba serveru implementovat novy inverzni index s cachovaci politikou, ktery
umozni dalsi skdlovani systému. Pro detekci k¥ivky horizontu bylo tfeba implementovat al-
goritmus, ktery obstojné a automaticky zvladne detekovat kiivku horizontu z fotografie.

7.1 Zhodnoceni dosazenych vysledkt

Implementoval jsem velmi jednoduchou a atraktivni jednostrankovou webovou demon-
stracni aplikaci pro vizualni geo-lokalizaci. Aplikace implicitné podporuje jazykové mu-
tace hned v nékolika jazycich. V této aplikaci se mtze uzivatel pohybovat jednoduse skrze
vysuvné menu nebo pomoci scrollovani. Aplikace nabizi vizualni geo-lokalizaci vlastniho ob-
razku nebo muze uzivatel vybrat z jiz pripravenych fotografii. Po vybéru obrazku probéhne
plné automaticky proces skladajici se z detekce kiivky horizontu a vizualni geo-lokalizace,
pricemz je uzivatel prubézné informovan o ¢innosti aplikace. Vysledky geo-lokalizace jsou
uzivateli prezentovany formou nékolika pohledt na lokalizované misto.

Dle mého nazoru implementovana webova aplikace odstranila vSsechny problémy specifi-
kované v 1.1.1. V [34] je uvedeno, ze rychlost zpracovani jen pouhé vizudlni geo-lokalizace je
150-300 s. V této implementaci se rychlost zpracovani pohybuje v intervalu 20-180" s. Polo-
automatickd detekce kfivky horizontu z [34] byla nahrazena automatickou implementaci
s velmi dobrou presnosti. Nevhodnd vizualizace vysledku z [34] byla odstranéna a vysledky
se nyni vizualizuji formou dvou interaktivnich map a panelu s vykreslenym horizontem.
Velky pocet obrazovek z [34] byl eliminovan na pohou jednu strdanku v soucasné implemen-
taci. Nova webova aplikace také disponuje modernim a atraktivnim designem nez [34].

Déle jsem implementoval program pro detekei kiivky horizontu podle [24]. V implemen-
taci jsem natrénoval SVM, jehoz model jsem podrobil evaluaci a testovani na datové sadé

LCas mize byt ovlivnén napiiklad tim, Ze pro hledany horizont neni v paméti nahrdna ani jedna featura.
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GeoPose3K [12]. Celkem jsem pro tento algoritmus a natrénovany model provedl nékolik
experimentid pro zjisténi pripadnych moznosti vylepseni.

Posledni implementovanou ¢asti byl novy inverzni index pro server provadéjici vizudlni
geo-lokalizaci. Inverzni index si nyni ukladd své featury a ID dokumentii do hierarchicky
umisténych soubori na pevném disku. Pro béh indexu jsem implementoval t¥i rizné ca-
hovaci politiky, které se staraji o fizeni a spravu omezeného prostoru inverzniho indexu
v opera¢ni paméti. Pro cachovaci politiky jsem provedl sérii experimenta pro vyhodnoceni,
ktera politika bude nejoptimalnéjsi.

7.2 Dalsi vyvoj projektu

Webova aplikace muze byt dale vyvijena z pohledu moznych dal$ich moznosti vizualizace
vysledkt. S vysledky jsou vraceny i souradnice nalezenych horizonti a souradnice hledané
kiivky horizontu. Pokud by se povedlo napiiklad do panoramatu PeakFinderu zakompono-
vat i vracené soutadnice vysledki, mohl by se horizont pfimo vyznacit v panelu PeakFin-
deru. Webova aplikace by také mohla byt fadné otestovana pro mobilni telefony. Boostrap
nativné fesi témér vSechny problém responzivity, avSak pro velmi mald rozliseni by mohly
byt nékteré prvky a panely nevhodné usporadané. Aplikace by tak mohla byt otestovana
a pripadné stylové upravena pro pouziti na vsech typech a velikostech obrazovky mobilnich
telefont.

Jednim ze sméru dalstho vyvoje projektu je pro inverzni index s featurami a ID doku-
mentu implementovat optimalizace popsané v [16]. Dalsi moznosti muze byt implementace
dalsi cachovaci politiky a otestovani oproti aktualni FIFO politice. Bylo by tak teoreticky
mozné nalézt jesté rychlejsi a optimalnéjsi politiky.
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Priloha A

Obsah DVD

e Diagramy

e Dokumentace.pdf

e Mockup webové aplikace

e Navod k instalaci.txt

e Obrazové materialy

e Plakat.png

e Profilace - méreni (detekce kiivky horizontu)
e Ukazky webové aplikace

e Zdrojové kédy - Detekce krivky horizontu
e Zdrojové kédy - Dokumentace

e Zdrojové kédy - Inverzni index

e Zdrojové kody - Webova aplikace
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Priloha

Navrh kostry aplikace

Systém pro Vizualni Geo-lokalizaci

=

Nahrejte vlastnf fotografi
V] Soubes paytin

nebo
Vyberte jednu z pfipravenjch fotograflt

Prostor pro znazornéni detekované kiivky horizontu nebo ysledki

O projektu

Nadj Nadpis

Jak to funguje

Nadpis

Podnadpis

Lorem ipsism dolor sit amet Locem fpsum dolor it amet Lorom ipsum
Lorem ipstam dolor s amet Locem fpsum dolor it amed Lorom ipsum
Lotem ipsum dolor st amet Lorem ipsum dolor sit amet Lorom ipsum
Podnadpis

Lorem ipsum dolor st amat Losem ipsum door 34 amet Lorem ipsum
Lorem ipsum dolor sit amet Lorom lpsum dolor 52 amet Lorom ipsum
Loem ipsum dolor st amat Losem ipsum dokor 34 amet Lorem psum

Nadpis

Podnadpis.

L s amet Locen

L 52 amet Lorem

L st amet Lorem

Podnadpis
ipsum
=

sitamet L ipsur

Copyrpa e Pespi, F1T T Bma 2018

Obrazek B.1: Navrh kostry aplikace
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Systém pro Vizualni Geo-lokalizaci

Ssum door 1t ame, consectetuer adpiscing o1 AIQUam orare wisi e metus. Lorer sum door 1 amet, cansectetuer adpiscing &1t A/QUam arare visi o4 metus.
ertin maurs cu toror portttor ccu

Vyzke

Nahrejte vlastni fotografii

Soubor nevybran

nebo
Vyberte jednu z pfipravenych fotografii

Prostor pro znazornéni detekované kfivky horizontu nebo vysledka

O projektu

Nadpis
Lorem ipsum dolor sit amet
Lorem ipsum dolor sit amet

Lorem ipsum dolor sit amet

Zobrazi detally

Nadpis

Lorem ipsum dolor sit amet
Lorem ipsum dolor sit amet
Lorem ipsum dolor sit amet
Lorem ipsum dolor sit amet
Lorem ipsum dolor sit amet
Lorem ipsum dolor sit amet

Zobrazit detaily.

Nadpis

Lorem ipsum dolor sit amet
Lorem ipsum dolor sit amet
Lorem ipsum dolor sit amet
Lorem ipsum dolor sit amet
Lorem ipsum dolor sit amet
Lorem ipsum dolor sit amet

Zobrazit detaily

Jak to funguje
Nadpis

Podnadpis

Lorem ipsum dolor sit amet Lorem ipsum dolor sit amet Lorem ipsum
Lorem ipsum dolor sit amet Lorem ipsum dolor sit amet Lorem ipsum
Lorem ipsum dolor sit amet Lorem ipsum dolor sit amet Lorem ipsum
Podnadpis

Lorem ipsum dolar sit amet Lorem ipsum dolor sit amet Lorem ipsum
Lorem ipsum dolor sit amet Lorem ipsum dolor sit amet Lorem ipsum
Lorem ipsum dolor sit amet Lorem ipsum dolor sit amet Lorem ipsum

Nadpis

Podnadpis

Lorem ipsum dolor sit amet Lorem ipsum dolor sit amet Lorem ipsum
Lorem ipsum dolor sit amet Lorem ipsum dolor sit amet Lorem ipsum
Lorem ipsum dolor sit amet Larem ipsum dolor sit amet Lorem ipsum
Podnadpis

Lorem ipsum dolor sit amet Lorem ipsum dolor sit amet Lorem ipsum
Lorem ipsum dolor sit amet Lorem ipsum dolor sit amet Lorem ipsum
Lorem ipsum dolor sit amet Lorem ipsum dolor sit amet Lorem ipsum

lav Pospii, FIT VUT Brio 2018

Obrazek B.2: Navrh kostry aplikace - vysunuté menu
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Priloha C

Vysledky experimenti

Algoritmus Stredni presnost | Prumérna absolutni
vzdalenost pixeli

Originalni impl. 95,0563 % 14,6260 px

Impl. s ignorovéanim (hranice 10) 95,0472 % 13,9748 px

Impl. s ignorovéanim (hranice 20) 94,8409 % 13,5312 px

Impl. s ignorovéanim (hranice 30) 94,2755 % 13,7678 px

Impl. s ignorovéanim (hranice 40) 84,8694 % 26,6737 px

Impl. s ignorovéanim (hranice 50) 85,6568 % 37,1541 px

Impl. bez SVM 84,8693 % 26,6737 px

Impl. s LIBLINEAR 85,6568 % 37,1541 px

Tabulka C.1: Vysledky méfeni vSech experimentii

Algoritmus Stredni presnost | Prumérna absolutni
vzdéalenost pixeli
Implementovany algoritmus [24] 96,37 % 9,973 px
FCN8s-Pascal [25] 95,51 % 32,161 px
FCN16s-Pascal [28] 95,39 % 32,888 px
FCN32s-Pascal [25] 95,20 % 33,534 px
FCNB8s-SiftFlow-g [28] 94,91 % 34,975 px
FCNB8s-SiftFlow-s [28] 95,63 % 31,399 px
Hozion-ALE-CH1 [20)] 94,11 % 43,959 px
Horizon-DCSI-CH1 [4] 87,37 % 99,742 px
SegNet-CH1 [11] 114,893 % 90,385 px
FCN8s-SiftFlow-s-CH1 [28] 94,86 % 37,947 px
FCNB8s-Pascal-CH1 [28] 94,32 % 41,596 px
Tabulka C.2: Srovnan{ implementovaného algoritmu s algoritmy z [6]. Prvni fadek: namé-

fené hodnoty implementovaného algoritmu. Zbytek tabulky: Data z tabulky 3 z [0].
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2

Vsechny hodnoty jsou uvedeny v milisekundach.

Metoda [ L[] 2 [ 3 [ 4 [5 [ 6 [ 7 | 8 [ 9 [ 10 [ Pramér [Medin ]
Skyline localization. || 5969 | 6145 | 5884 | 4452 | 4316 | 4535 | 4943 | 4916 | 5091 | 5918 || 51449 5017
é%{fyﬁneilocalization. 5818 | 5950 | 5739 | 4326 | 4157 | 4403 | 4843 | 4788 | 4956 | 5085 || 5006,5 | 4899,5
runlocalization
Localization. 5800 | 5950 | 5738 | 4323 | 4155 | 4395 | 4838 | 4784 | 4956 | 5085 || 5002,4 4897
localizate
libsvm.svm. 3372 | 3538 | 3669 | 2540 | 2547 | 2514 | 3126 | 3034 | 2787 | 3383 3051 3080
svm__predict
FeatureVector. 1204 | 834 | 804 | 509 | 675 | 757 | 697 789 910 | 527 770,6 773
extractSkyline
libsvm.svm. 798 | 1084 | 730 | 546 | 472 | 722 | 628 523 787 | 679 696,9 700,5
svm_load model
Localization. 397 | 431 | 496 | 699 | 422 | 348 | 349 378 415 | 439 437,4 418,5
linkSkylineEdge
Segments
svm.svin__scale.run 11,2 | 22,7 | 7,39 | 4,54 | 13,8 | 6,49 | 14,8 | 9,59 | 10,6 | 25,9 12,701 10,9

Metoda I & [ 2 [ 3 [ 4[5 [ 6 | 7 [ 8 [ 9 | 10 | Primé |Medin |
Skyline localization. || 2725 | 2688 | 2146 | 2039 | 2665 | 2194 | 2112 | 2413 | 2855 | 2361 || 24198 2387
gﬁ?ﬂneﬁlocalizatiom. 2606 | 2564 | 2027 | 1899 | 2564 | 2048 | 2022 | 2312 | 2743 | 2242 || 2302,7 2277
runlocalization
Localization. 2589 | 2562 | 2014 | 1898 | 2550 | 2040 | 2014 | 2306 | 2725 | 2242 2294 2274
localizate
Train. 307 | 381 | 349 | 290 | 242 | 196 | 241 408 283 | 253 295 286,5
exportFeatureVector
FeatureVector. 875 | 1096 | 634 | 597 | 846 | 850 | 843 731 877 | 1159 850,8 848
extractSkyline
Runtime.exec 16,4 | 433 | 3,84 | 2,29 | 10,3 | 16,6 | 1,83 | 0,429 | 1,53 | 1,98 5,9529 3,065
UNIXProcess.waitFor
Localization. 1353 | 1064 | 1012 | 993 | 1433 | 972 | 906 | 1147 | 1533 | 820 1123,3 1038
linkSkylineEdge
Segments
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k I.1: Ukazka vrchni ¢asti aplikace.
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O projektu

Jak to funguje

Detekce kiivky horizontu
Extrakce hranovych segment(
Z obréazku jsou extrahavény hrany s pomoci Cannyho hranového
detektoru, Hrany jsou déle segmentovény na spajité Gseky o pevné
délce. Kazdy hranovy segment je na zakladé informaci o

svém okoli & jasu
nalrénavanym SVM.

Rekonstrukce kfivky horizontu

Hranavé segmenty, kleré SVYM Klasifikoval pozitvng, se pevné
zanesou do vypotitané energelické mapy obrazku. Mapa je dale
pouzita pro distribuci kumulativnich hodnot pixel dynamickjm
programovénim. Jakmile se hodnoty v energetické mapé ustal je
Kiivka horizontu extrahovana zpétnym nalezenim nejkratsi cesty.

Vizualni Geo-lokalizace

Zpracovani kfivky horizontu

Kfivka horizontu je odestana do systému provadéjici vizulni geo-
lokalizaci. Zde je kfivka nejdfive vyhlazena, a pak postupné
NavZorkovana s peviym odstupem. Jednotiivé vzorky jsou
nomalizovany. Viistupem je jedno binami Sislo, které reprezentuje
contourlettu horizontu.

Wyhledavani
‘Whieddvani probihd v implementovaném inverznim indexu. Pro dany
contourlett se nejdi e jeh ji v indexu,

Ktery odkazuje na seznam jiz znamych horizontd, Kieré tento
contourlett obsahuji. Znamy horizont, kiery se nejéastéji vyskyluje pro
wiechny contourletty hledaného horizontu je oznagen jako nejlepsi
visledek.

Podporovatelé

LOCATE - Visual Lt ion in Natural Envi

1 i he
f South Moravian Region ' Jcmm £l SDMDP,g@

@ Jak to funguje

@

Obrazek 1.3: Ukéazka vysunutého menu.
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Nahrejte viastni fotografii

obrazex

nebo
Vyberte jednu z pfipravenych fotografii
T

¢ S i‘
y. bute prosim

2Vl

Provadim vizualnl geo.
Iokalizaci

Detekovand Kiivka horizontu

O projekiu

Implementace proj

Jektu byl navrzen a

Io mnohe apiiki e m spoluprac

Obrazek 1.4: Ukazka prace vizualni geo-lokalizace.

Detekovand Kilvka horlzontu © Zobrazuji vysledek 1/100. Q

Vizualizace nalezeného horizontu:

Vysledky vizuaini geo-lokallzace
i itka: 16.5673"

Zermépi

Zemépisna délka: 8.03283°

Yaw thel: 342"

PAibliznd poloha

g Mo et Lun,
¥
Svy'c'sko

)
A
G5

O3ty D013, CHES ADAS DERRIBADS | Poamin Pt Nanastryo. /e

Obrazek 1.5: Ukazka vysledkt vizudlni geolokalizace.
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Online systém pro vizualni geo-lokalizaci v prirodnim prostredi
Bc. Miroslav Pospisil

Detekce krivky horizontu
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