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Abstrakt

Prace se zabyva problémem shlukovani tuneld z dat ziskanych molekularni dynamikou pro-
teintd. Tento proces je velmi vypocetné naroény a predstavuje vyzvu pro védecké komunity.
Cilem je najit algoritmus s optiméalnim pomérem casové a prostorové slozitosti. Prace zacina
resersi shlukovacich algoritmi. Rovnéz se zabyva zpusobem, jak pracovat s velkymi dato-
vymi sadami, zplisobem vizualizace a porovnani vysledkti shlukovani. Jadro préce pred-
stavuje nédvrh Teseni tohoto problému s vyuzitim algoritmu Twister Tries. Rozebird jeho
implementacni detaily a poskytuje vysledky testovani z hlediska kvality vysledki a vypo-
cetni naroc¢nosti. Cilem prace bylo experimentalné ovérit, zda stochastickym algoritmem
Twister Tries dosdhneme stejnych vysledku jako s exaktnim algoritmem (average-linkage).
Tento predpoklad se nepovedlo jednoznac¢né potvrdit. Z poznatkt pri testovani hashovacich
funkei vyplyva, ze stejnych vysledki jsme schopni dosdhnout i s funkci, kterd pracuje na
nizkém stupni dimenzionality, avSsak v mnohem krat$im vypocetnim case.

Abstract

This thesis deals with the clustering of tunnels in data obtained from the protein molecu-
lar dynamics simulation. This process is very computationaly intensive and it has been
a challenge for scientific communities. The goal is to find such an algorithm with optimal
time and space complexity ratio. The research of clustering algorithms, work with huge
highdimensional datasets, visualisation and cluster-comparing methods are discussed. The
thesis provides a proposal of the solution of this problem using the Twister Tries algorithm.
The implementation details are analysed and the testing results of the solution quality and
space complexity are provided. The goal of the thesis was to prove that we could achieve
the same results with a stochastic algorithm — Twister Tries, as with an exact algorithm
(average-linkage). This assumption was not confirmed confidently. Another finding of the
hashing functions analysis shows that we could obtain the same results of hashing with
a low dimensional hashing function but in much better computational time.
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Kapitola 1

Uvod

Makromolekuly proteint jsou nedilnou soucasti vSech zivych organismt, ve kterych plni
nezbytné zivotni funkce. Povrchova i vnitfni struktura proteinu je vsak pomérné kom-
plikovana. Je tvorena rtznymi vybézky, ryhami, prohlubnémi a dutinami. Navic se tato
struktura vlivem molekulové dynamiky méni v case. Vyznam zminénych ttvari spociva
ve funkci a povaze daného proteinu, protoze zpravidla umoznuji molekuldm okolnich 1a-
tek pristup k aktivnim misttm, které byvaji ukryty uvniti proteinu. V téchto mistech pak
dochéazi k reakci latek s danym proteinem. Produkt této reakce poté odchazi z proteinu
pry¢ stejnou nebo jinou cestou, avsak podobného charakteru. Slozitd proteinova struktura
tvorend zminénymi Gtvary slouzi jako selektivni filtr pro substraty. Molekuly substrati, tj.
okolnich latek, maji rizné tvary i velikosti a stejné tak i utvary ve struktufe proteinu jsou
ruzneé slozité. Predstavime-li si, napriklad, itvar pripominajici tunel nebo rouru, ktery vede
strukturou proteinu od jeho povrchu az k aktivnimu mistu, pak takovy utvar diky svému
prumeéru a tvaru dokaze propustit jen urcitou c¢ast molekul latek, které vyhovuji svou ve-
likosti i tvarem, a jsou tedy schopné projit danym ttvarem az k aktivnimu mistu. Timto
se makromolekula proteinu z ¢asti brani reakci s nevhodnou latkou a vznikl tak nezadouci
produkt.

Studium dynamickych vlastnosti proteinovych struktur a jejich schopnosti reagovat s ji-
nymi latkami je velkou motivaci pro biology a chemiky. Porozumét podrobné principu, jak
spolu latky mohou reagovat prispiva k lepsimu pochopeni reakci a vzniku znamych latek,
ale také muze prispét k ziskani novych znalosti, diky kterym budeme schopni molekuly 1a-
tek pozménit tak, aby reagovaly jinak, nez je tomu doposud v prirodé. To miize pomoci pii
vyvoji a vyzkumu novych latek v riznych oblastech 1ékarstvi a mediciny, biochemie nebo
pramyslu.

Proces hledani a lokalizace aktivnich mist proteinovych struktur je velice vypocetné
narocny, zejména kvuli simulaci slozité molekulové dynamiky. Vysledkem takovych simu-
laci je obrovské mnozstvi (sta tisice az miliony) potencidlnich vyskytt zadjmového ttvaru
v case. Tato data je dale nutné zpracovat pomoci shlukovani a v obrovském mnozstvi dat
najit pouze nékolik nejvyznaméjsich vyskytd tuneli. Cilem této prace je shlukovani tu-
neld v proteinech z velkého mnozstvi statickych snimkt makromolekuly proteinu zachycené
v Case. Shlukovaci algoritmy jsou vypocetné velmi niro¢né a je tedy snahou hledat nové

eV,

métovou slozitosti. Touto vyzvou se zabyva i tato prace.



Kapitola 2

Uvod do biologie proteint

2.1 Proteiny

Proteiny jsou organické makromolekularni latky, které jsou tvoreny jednim nebo vice poly-
peptidovymi fetézci. Jsou podstatou vsech zivych organismi, kde plni razné funkce, napr.
strukturni, obranné nebo senzorické. [3]

Struktura proteini

Struktura proteini vychdzi z usporadani aminokyselin v polypeptidovém Tetézci. Zpusob
usporadani ma vliv na funkci proteint.
Podle trovné abstrakce 1ze rozdélit strukturu proteini do ¢tyt skupin (viz obr. 2.1) [20, 34]:

Primarni struktura Presné poradi a pocet aminokyselinovych zbytk v polypeptidovém
fetézci, ve kterém jsou tyto zbytky spojeny peptidovou vazbou.

Sekundarni struktura Prostorové usporadani c¢asti polypeptidového fetézce a spojeni
jednotlivych aminokyselin vodikovymi mustky, které toto spojeni stabilizuji. Mezi
Casté stavebni motivy sekundarni struktury patti alfa-sroubovice a beta-skladany list.

Terciarni struktura Prostorové usporadani celé molekuly. Je charakterizovana dalSimi
intramolekuldrnimi vazebnymi interakcemi, jako jsou disulfidické mustky, van der
Waalsovy sily a iontové vazby [34]. Tato struktura je vytvorena spojenim nékolika
strukturnich elementt, tj. elementa sekundéarni struktury do jedné, skrze interakce
postrannich fetézcti. Druhou moznosti je, ze struktura je tvorena nékolika kompakt-
nimi kulovitymi jednotkami zvané domény [3].

Kvartérni struktura Protein na nejvyssi trovni abstrakce miize byt slozen z nékolika
polypeptidovych retézcti usporadanych do kvartérni struktury. Podjednotky jsou spo-
jeny nekovalentnimi vazbami.

Aktivni mista

Aktivni, neboli vazebnd, mista jsou tzv. prazdnymi misty ve struktufe proteinu. Nazyvaji
se prazdnymi, protoze neobsahuji zadny atom proteinu, ale jsou vyplnény malymi moleku-
lami solventu. Tato mista hraji vyznamnou roli v interakcich s jinymi molekulami a proto
vyznamné ovliviiuji i samotnou funkci proteinu. Velikost aktivnich mist a jejich cetnost



BB P K -
v
588
D
- F L A
s
s B B e
[
& 8 B = E

Obréazek 2.1: Struktury proteinu. Zleva doprava: primarni, sekundarni, terciarni, kvar-
térni [3].

vyskytu je zavisld na atomovém rozlozeni samotného proteinu [21]. Tvori tak specifickd
mista na povrchu proteinu nebo ve vnitfnich dutindch. Zde na sebe dokazi navazat jiné
volné molekuly, které se vyskytuji v okoli proteinu a za ur¢itych podminek mezi nimi muze
probéhnout katalyticka reakce, ¢imz dojde k transformaci volné molekuly na jinou.

U jiz dobte strukturné popsanych proteini je pozice téchto mist znama, avsak u nové
vzniklych proteind je tato mista nutné najit. Algoritmus nebo jind univerzalni metoda,
kterd by tato aktivni mista byla schopna najit se 100% tspésnosti vSak neexistuje. Rada
jiz existujicich nastroji se soustiedi na nalezeni pozice aktivniho mista u specifické skupiny
proteinti. Takova metoda pak u jiné skupiny proteint ¢asto nemad tak vysokou tspésnost.

Velky vyznam hledani téchto mist je napt. pti vyrobé 1éki nebo jinych chemickych latek.
Pritom se vyuziva reakce aktivniho mista proteinu s néjakou okolni molekulou, kdy dochazi
ke transformaci proteinu nebo okolni molekuly.

Jelikoz struktura kazdého proteinu je pomérné komplikovand, rozliSujeme nékolik druhu
utvard — aktivnich mist — rozlisenych podle svého tvaru a podle vyskytu v rdmci molekuly
proteinu [20]. Ijtvary v proteinové struktufe jsou velice zajimavé z hlediska funkce proteinu,
proto se védecké komunity zabyvaji jejich studiem a vyzkumem. Mezi takové ttvary patii
napt. tunely, pory, kanaly, dutiny a kapsy. Ve své praci se dale zamérim podrobnéji pouze
na popis tunelt, kterymi se ma prace z velké ¢asti zabyva. Termin ,tunel“ mize mit dvoji
vyznam. Muze se jednat o propojeni dvou mist ukrytych v makromolekule proteinu, tj. ak-
tivni mista ve vicefunkcionédlnich enzymech [28] nebo o cestu ve struktufe proteinu mezi
vnitini dutinou molekuly (tzv. kavita [21]) a povrchem proteinu. Tunel tak spojuje okolni
prostfedi molekuly s aktivnim mistem, ukrytym uvniti struktury proteinu. Ve své praci se
zameéruji pravé na tento typ tunelu. Tunel tvoii pristupovou cestu pro molekuly substratu
a odchodovou cestu pro molekuly produktu. Pokud se molekula substratu dostane az k ak-
tivnimu mistu, kde dojde k reakci, molekuly produktu se mohou, ale nemusi vracet stejnou
cestou, kterd byla pfistupovou pro substrat. Tunel svou tloustkou (nejuzsim mistem) limi-
tuje velikost molekuly substratu, kterd je schopna tunelem projit. Timto zpiisobem dochazi
k selekei latek, se kterymi by mohlo dojit k reakci. [32]

Priklad tunelu nalezeného ve strukture proteinu znazornuje obr. 2.2. Existujicimi né-
stroji zabyvajicimi se problematikou proteinovych tunelt a jejich vyhledavanim, jsou napr.
programy CAVER [28], MOLE [31], MolAzis2 [30].



Obréazek 2.2: Tunel nalezeny uvnitt makromolekuly proteinu. Pfevzato a upraveno z [20)].

Detekce tunelu

Cilem pri hledani tunelt je najit nejpravdépodobnéjsi trajektorii v makromolekule proteinu,
podél které se okolni molekuly mohou dostat z vnéjsitho povrchu makromolekuly az k jejimu
aktivnimu mistu. Podle [28] je tunel definovan nésledovné:

Definice 1 (Tunel) Necht M je konecnd mnozina kouli reprezentujici atomy makromole-
kuldrniho systému. Pak tunel, spojujici mista A a B, je sjednocenim tzv. prdazdngch kouli
takovych, Ze:

e stredy téchto kouli tvori krivku spojujici body A a B,

e polomer téchto kouli je maximdlni mozny, a zdroven takovy, Ze prinik takové koule
s atomem z M je prdazdnj,

e stredova trajektorie lezi mezi A a B v rdmci prostorovych hranic M.

Obrézek 2.3 niZe znézoriiuje piiklad tunelu. Uzké misto tunelu pak tvoif koule s mini-
malnim polomérem.

Pro vypocet polohy tuneli se pouzivaji algoritmy vyuzivajici Delaunayho triangulaci
a konstrukci Voroného diagramu [28]. Voroného diagram dekomponuje metricky prostor
do konecné mnoziny Voroného bunék. Z tohoto diagramu pak muzeme urcit trajektorii,
po které vnéjsi molekula mize putovat az k aktivnimu mistu proteinu. Vztah mezi Vo-
roného diagramem a Delaunayho triangulaci spliuje princip duality, tzn. Zze mezi obéma
strukturami lze libovolné pfechazet. Vypoctem Delaunayho triangulace lze ziskat Voroného
diagram a naopak. Tuto schopnost vyjadiuje obrazek 2.4. [32]

Molekularni dynamika

P1i studiu tunelu a jejich detekci v ramci makromolekul proteint nés zajimé chovani celé
makromolekuly v case. Zajimame se tedy o jeji molekuldrni dynamiku, coz je simulace
vyvoje daného proteinu v case, kdy se projevi jeho strukturni zmény zptsobené interakcemi
s okolnimi ¢asticemi. To zahrnuje i mozné zmény vyskytu tuneli. V ramci makromolekuly

1Pfevzato z wuw.diku.dk/students/myth/eos.
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Obrazek 2.3: Tunel spojujici mista A a B. Prerusovana krivka pfredstavuje stfedovou trajek-
torii tunelu, modré kruhy predstavuji koule formujici tunel, a fialové kruhy atomy z konecné
mnoziny kouli M, reprezentujici atomy makromolekuly [28].

Voroného Delaunayho
diagram triagulace

Obréazek 2.4: Vztah mezi Voroného diagramem a Delaunayho triangulaci. Pfevzato! a upra-
veno.



se muze vyskytovat vice tunelil a zaroven se mohou ruzné transformovat a v daném misté
vznikat i zanikat. Tento vyvoj jsme schopni zachytit pravé pomoci molekularni simulace.
Vysledkem simulace je zna¢né mnozstvi statickych snimk® proteinu, ve kterych jsou tunely
lokalizovany pomoci algoritmti zminénych v kapitole 2.1. Nad témito daty je poté potieba
provést shlukovou analyzu a zamérit co nejpresnéji vyskyt pouze malé nejpravdépodobnéjsi
podmnoziny tuneli v daném proteinu. O tomto problému pojednava nasledujici kapitola
3. Obrézek 2.5 znazornuje pét ruznych tunel, které se povedlo najit pomoci shlukovaciho
algoritmu. Z obrazku je patrno, ze kazdy tunel je tvoren shlukem nékolika jeho moznych
vyskyti.

Obrazek 2.5: Vizualizace vysledku shlukovani. V makromolekule proteinu (zndzornéno Se-
dymi sroubovicemi) jsou barevné znézornény nalezené a nejlépe ohodnocené tunely [25].



Kapitola 3

Shlukovaci algoritmy

Tato kapitola pojednava o vybranych typech shlukovacich algoritmi. Bézné pouzivané shlu-
kovaci algoritmy si ¢asto neumi efektivné poradit s velkou datovou sadou, na kterou jsou
aplikovany. Jejich dalsi nepfiznivou vlastnosti je kvadraticka casova, ale i prostorova slo-
zitost [24]. Pfi svém studiu jsem se tedy zaméfila na hierarchické a mfizkové shlukovaci
algoritmy, zejména na Gilpiniv algoritmus [13], OptiGrid [10, 36, 33] a Twister Tries [11].

3.1 Mrizkové shlukovaci algoritmy

Mrizkové shlukovaci algoritmy [10] rozdéluji datovy prostor do konec¢ného poctu bunék,
¢imz vytvari miizkovou strukturu nad timto prostorem. Z bunék mrizky se poté vytvareji
shluky (z angl. clusters). Shluky odpovidaji mistim, kde jsou data tzv. hustéjsi, nez je jejich
okoli, tzn. mista, kde je koncentrace bodl vétsi nez v jejich okoli. Velkou vyhodou tohoto
pristupu je znacnd redukce ¢asové narocnosti, zejména pro velké objemy dat. Pristup zalo-
zeny na mrizce shlukuje sousedni data na trovni mrizky. Nepracuje tedy pfimo s datovymi
body, ale s jejich reprezentaci pomoci bunék mrizky.
Miizkové shlukovaci algoritmy obecné pracuji nasledujicim zptisobem:

1. Rozdéleni datového prostoru do mrizky o koneé¢ném poctu bunék.

2. Vypocet hustoty v kazdé bunce mrizky.

3. Serazeni bunék podle jejich hustoty.

4. Urceni stfedt shlukt.

5. Priichod pfes sousedni bunky.

Nevyhodou tohoto pristupu je jeho nachylnost k nasledujicim datovym problémim:

e Neuniformita — pouziti pravidelné miizky pro rozdéleni dat nemusi byt vzdy posta-
Cujici k dosazeni pozadované shlukovaci kvality a efektivity pro vysoce nepravidelné
distribuce dat.

e Lokalita — efektivita je limitovana preddefinovanou velikosti bunék mrizky, jejich hra-
nic a prahem hustoty u vyznamnych bunék.



e Dimenzionalita — vykonnost zavisi na velikosti miizkovych struktur, které se mohou
znacné zveétsit s rostoucim poctem dimenzi. Pro vicedimenziondlni data pak tyto al-
goritmy nemusi skalovat.

K prekonani prvniho problému zminéného vyse lze pouzit adaptivni mrizkové shlukovaci
algoritmy, napt. AMR [22] nebo MAFIA [14]. Problém vyskytujici se obecné u shlukovani
vicedimenzionalnich dat vychézi z faktu, ze stredy shlukl je mnohem obtiznéjsi urcit, vlivem
velkého mnozstvi témér totoznych datovych bodi, nez u dat s méné dimenzemi [18].

Piiklady shlukovacich algoritmi, které si umi dobfe poradit i s vicedimenzionalnimi daty
a tudiz by pro problém, ktery resim (viz kapitola 4), mohly byt vhodnymi kandidéty, jsou
napft. OptiGrid, CLIQUE [0], MAFIA [11], O-cluster [26]. P¥i svém studiu jsem se zamérila
podrobnéji na algoritmus OptiGrid, jehoz vlastnosti nastinim v néasledujici podkapitole.

OptiGrid

Algoritmus OptiGrid [10, 30] je navrzen tak, aby bylo mozné ziskat optimalni mfizkové
rozdéleni dat, viz obr. 3.1. OptiGrid rekurzivné rozdéluje data do podmnozin. Kazda z pod-
mnozin obsahuje minimalné jeden shluk, a je také zpracoviana rekurzivné. Rekurze konci
v okamziku, kdy jiz nelze shluk dale délit, tj. neni mozné ziskat dobré prurezové roviny [306].
Obecné algoritmus pracuje néasledovné [33]:

1. Pro kaZzdou dimenzi:

e Vygeneruj histogram hodnot.

e Urci velikost Sumu v datech. Pokud dimenzionalita neni pfili§ vysoka, mize se
velikost Sumu urcit i manudlné, v ostatnich pripadech je tuto fazi nutné au-
tomatizovat. Odhad velikosti Sumu lze provést vypoctem funkce hustoty a jeji
vizualizaci [18].

e 7 histogramu hodnot najdi nejlevéjsi a nejpravéjsi maximum, a poté (¢ — 1)
maxim mezi nimi, kde ¢ je pocet rovin, kterymi chceme rozdélit data (vstupni
parametr algoritmu).

e Najdi ¢ minim nachazejici se mezi maximy nalezenymi v ptredchozim kroku.
Tyto body reprezentuji mista pro potencionalni fezy, tj. mista, kterymi mize
prochazet prufezova rovina (viz definice 2).

e Kazdy nalezeny potenciondlni fez ohodnot hodnotou hustoty nalezeného bodu.

eV,

hustoty.
3. Z vybrané kone¢né mnoziny rezti vytvor mrizku, kterd rozdéli data.
4. Najdi bunky mrizky s nejvyssi hustotou a pridej je do seznamu shlukf.

5. Opakuj kroky 1.-4. pro kazdy shluk.

Definice 2 (Prufezova rovina) Prirezové roviny jsou (d—1) dimenziondlni roviny, které
splnuji ndsledujici omezend:

1. prochdzeji oblastmi s nizkou hustotou,

2. jsou schopny detekovat maximdlni pocet shluki.



d znaci pocet dimenzi datové sady [70].

Casova slozitost algoritmu OptiGrid je ©(d - N -log N), kde d je pocet dimenzi a N je
pocet datovych bodu.

Velkou nevyhodou OptiGridu je variabilita vybéru parametri, které je nutné znat jiz
na zac¢atku algoritmu. Konkrétné se jedna napr. o pocet fezu, ktery by mél byt proveden
(vstupni parametr ¢). Pocet fezi nelze jednoduSe zobecnit. Tento parametr se bude lisit
je aplikacné zavisly. Lisi se tedy u kazdé tlohy a jeho optimdalni volba je moznéd az po
dostatecné velké radé provedenych experimentt. Parametr ¢ je vybiran tak, aby stanovil
minimélni dolni mez hustoty. Z tohoto divodu jsem tento algoritmus pro svou implementaci
nezvolila.

V porovnani s algoritmy BIRCH [37] a DENCLUE [17], je OptiGrid mnohem efektivnéjsi
a dokéze se mnohem lépe vyporadat se Sumem ve vicedimenziondlnich datech [18].

120

100 -

80

60

40 f

-20 0 20 40 60 80 100 120

Obrézek 3.1: Urceni prvnich prutezovych rovin algoritmem OptiGrid pro ¢ =1 [18].

3.2 Hierarchické shlukovaci algoritmy

Jedné se o vicedimenziondlni statistickou metodu, vyuzivanou ke klasifikaci dat. Metoda
hierarchického shlukovani vytvaii v konecné datové mnoziné hierarchii — strukturu — shluka
dat. Vytvari tedy systém podmnozin, kde priunikem dvou podmnozin je bud prazdna mno-
zina nebo jedna z podmnozin [23].

Existuji dva pristupy pro tyto algoritmy [24]:

o Aglomerativni (zespodu-nahoru, z angl. hierarchical aglomerative clustering (HAC)).
Aplikaci postupného seskupovani objektt se vytvari stromova struktura a vysledkem
je kone¢ny celkovy shluk. Casova slozitost HAC je nejméné kvadratickd. Mezi ty-
pické metody, radici se do této podkategorie, patii single-linkage, complete-linkage
a average-linkage [21].
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e Divizni (shora—dolu, z angl. bandwidth-adaptive clustering (BAC)). Tento pristup roz-
déluje pocatecni celkovy shluk do hierarchického systému objekti. Metoda je apliko-
vana rekurzivné, dokud kazdy jediny objekt neni ve svém vlastnim shluku. V uréitych
pripadech je tato metoda schopna pracovat mnohem presnéji nez HAC. Pii rozho-
dovani na nejvyssi urovni tézi z celkové informace o globalni distribuci dat, zatimco
BAC se rozhoduje na zakladé lokdlnich piiznak.

Bohuzel, vétsina soucasnych algoritmu je ve svych aplikacich limitovana casovou slozi-
tosti, ktera je nejméné O(n?), kde n je pocet objekti. Mimo to je vipocet podobnosti mezi
dvéma objekty sam o sobé velmi Casové naroc¢ny vzhledem k velkému poc¢tu dimenzi.

Hierarchické shlukovani miize nabizet vice alternativnich reseni. Vysledek procesu shlu-
kovani lze vyjadrit napt. pomoci dendrogramu (viz obr. 3.2).

Hierarchické shlukovani

Aglomerativni Divizni

I
rﬁﬁmllﬁ |

Obrazek 3.2: Ukazka dendrogramu. Na obrazku je rovnéz vidét, jakym zpiisobem funguji
aglomerativni a divizni shlukovaci algoritmy. Pievzato? a upraveno.

Metody hierarchického shlukovani mizeme rozdélit na exaktni a pfiblizné. Podstatou
exaktnich metod je vypocet podobnosti mezi jednotlivymi body ve shlucich. Predstaviteli
téchto metod jsou napi. single-linkage, complete-linkage nebo average-linkage [2].

Mezi predstavitele pribliznych algoritmt hierarchického shlukovani patii napi. Gilpindv
algoritmus [13], Twister Tries [11] a HappieClust [19]. Podstatou téchto metod je, ze se
nepocita vzdalenost mezi jednotlivymi body shluku tak, jako tomu bylo napiiklad u metody
average-linkage, ale dochazi k ur¢itému predzpracovani dat, kdy jsou data rozdélena do
skupin podle urc¢ité metriky, kterd aproximuje jejich podobnost. Samotné shlukovani pak
probiha na urovni téchto skupin. Dochazi zde tedy k urcitému zanedbdni presnosti. Na
druhou stranu se tyto algoritmy vyznacuji mensi ¢asovou a prostorovou narocnosti.

?Pfevzato z www.saedsayad.com/clustering_hierarchical.htm
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Gilpintiv algoritmus

S Gilpinovgm algoritmem [13] pfichdzi mezi HAC algoritmy nova myslenka, a to vyuziti
thlového hashovdni pro vypocet souboru hash kosu (z angl. buckets), coz prispiva k redukci
vypocti, a tim i ke snizeni Casové slozitosti. Myslenka hashovdni do kosu spoc¢iva v tom,
ze objekty, které mezi sebou maji malou thlovou vzdalenost, jsou zahashovdny do stejného
kosSe, coz ndm umoznuje vytvorit hierarchii objekta sestavajici se z kazdého kose a provést
hierarchické shlukovani nad kosi. Objektiim je hashovaci funkci pfitazen hashovaci koéd
(bindrni vektor).

Kos 1
00

Kos 2
01

Hierarchicke
shlukovani

; Uhlové
Databaze —
shlukovani

Kos 4 00 01 1110
10

SE{:

Obréazek 3.3: Schéma dvou krokt algoritmu. Po zahashovdni objektid do kost se provede
hierarchické shlukovani kosu (vyuzivajici jejich hash kédu) a poté se provede hierarchické
shlukovéni objektu v rdmci jednotlivych kosi. Pfevzato a upraveno z [13].

Rychlejsiho porovnani podobnosti dvou objekti 1ze docilit pouzitim takovych binarnich
kodd, ze jejich Hammingova vzdalenost bude aproximovat kosinovou vzdalenost ptivodnich
vektort (tj. vypocet Hammingovy vzdalenosti pro binarni kody je mnohem rychlejsi nez vy-
pocet kosinové vzdalenosti mezi puvodnimi vektory v plovouci fddové ¢arce). Takové kédy
pak lze pro celou datovou sadu zkonstruovat v linedrnim case. Toto vSak plati pouze pro
datové sady, jejichz objekty maji kladné souradnice, a nachdazi se tedy v prvnim kvadrantu
soutadnicového systému. V praxi se pouzivaji bindrni kédy s proménlivou délkou, tj. délkou
vetsi nez je pocet dimenzi datové sady.

Ziskani binarnich kéda pro kladny realny vektor se provede jeho namapovanim na jed-
notkovou hyperkouli (viz obr. 3.4 — zeleny bod x). Déle se provede pfifazeni nejblizsiho
vrcholu d-dimenziondalni jednotkové hyperkostky, jejiz souradnice vrcholu predstavuji hle-
dané binarni kédy. [15]

Mezi vyhody tohoto algoritmu pat¥i [13]:

e Linearni casova i prostorova slozitost.

e Poskytuje porovnatelné vysledky s exaktnimi hierarchickymi algoritmy (viz podka-
pitola 3.3) a pro nékteré podobnostni, tj. vzdalenostni, funkce dava dokonce lepsi
vysledky nez klasické HAC' algoritmy.
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Obrazek 3.4: Ukdzka mapovani vektoru na hyperkouli a pfifazeni vrcholu kostky [15].

e Diky vztahu mezi Hammingovou a kosinovou vzdalenosti se rozsifuje jeho aplikova-
telnost na vice typt vicedimenzionalnich datovych sad.

Gilpindv algoritmus jsem si pro svou implementaci nevybrala kvili zptsobu, jakym se
provadi mapovani bodi pfes hyperkouli na hyperkostku. Systém s body tunelti obsahuje
kladné i zaporné souradnice a nebyl by tedy problém pocatek tohoto systému posunout tak,
aby se vSechny jeho body nachézely v prvnim kvadrantu soufadnicového systému hyper-
koule. Pokud by vsSak nastala situace, kdy dva body odlisnych tunelt lezi v pfimce, avSak
oba predstavuji zcela jiny tunel na jiné strané makromolekuly proteinu, mohlo by dojit
k namapovani obou téchto bodt na stejny bod v hyperkouli, a pak tedy i v hyperkostce.
Dva naprosto rozdilné vektory by pak reprezentoval stejny binarni vektor (kéd) a doslo by
tak k chybé v procesu shlukovani.

Twister Tries

V této podkapitole se podrobnéji zamérim na popis algoritmu a datové struktury Twister
Tries [11]. Dale na zptusob hashovdni, kterého vyuziva, a datovou strukturu LSH Forest [11],
ze které vychazi. Na zavér se zaméfim na jeho casovou a prostorou slozitost.

Hashovani citlivé na lokalitu

Metoda hashovdni citlivého na lokalitu (z angl. locality-sensitive hashing, LSH)[29] slouzi
k nalezeni nejblizsich sousedt v ramci datové sady, tj. tzv. kandidatnich pari. Nejblizsim
sousedem rozumime takovy bod, ktery spliuje zadané kritérium, kterym zpravidla byva
vzdalenosti metrika, na jejimz zakladé se rozhoduje, zda spolu tyto body jesté koresponduji
¢i nikoliv. Mezi bézné pouzivané vzdalenostni metriky patii napr. Fuklidovskd, Manhat-
tanskd, Jaccardova nebo Hammingova vzdalenost [29]. Za Gcelem najit kandidatni pary se
zavadi pojem rodiny nezavislych hashovacich funkei (viz definice 3), které hashuji podobné
objekty, tj. objekty splnujici pozadovand kritéria metriky, k sobé, a odlisné objekty od sebe.
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V okamziku, kdy jsou vSechny objekty jiz zahashovdny funkcemi z této rodiny a je vytvorena
rozttidénd databdaze, je mozné vyhledat nejblizsiho souseda k zadanému bodu. K zahajeni
procesu vyhledavani je nutné jesté tento bod, ktery je predmétem vyhledavani, zahashovat
stejnymi hashovacimi funkcemi. Vysledkem procesu vyhledavani je podmnozina objektu
databéaze, jejiz objekty byly zahashovdiny se stejnymi vysledky jako dotazovany bod. Tyto
objekty lze z pohledu pouzitého rozhodovaciho kritéria a metriky povazovat za sobé si blizké.

Rodina hashovacich funkci musi splnovat tato kritéria:

1. Funkce musi byt schopné s vétsi pravdépodobnosti uréit dva blizké body, tj. body
mezi nimiz neni vzdélenost dle pouzité metriky vétsi, nez je pozadovana mez, jako
kandidatni par, nez dva vzdalené.

2. Funkce musi byt statisticky nezavislé, tj. schopnost odhadnout pravdépodobnost, ze
dvé a vice funkci budou davat urcitou odezvu danou produktovym pravidlem (viz
definice 3) pro nezavislé udalosti.

3. Musi pracovat efektivné v téchto smérech:

(a) Schopnost identifikovat kandidétni pary v ¢ase mnohem kratsim, nez by trval
pruchod pres vSechny prvky v souboru dat.

(b) Funkce musi byt kombinovatelné. Utelem kombinovatelnosti je vytvorit funkee,
které lépe zamezi vyskytu chybnych shod a chybnych neshod. Plati pro né, Ze
cas nutny k identifikaci kandidatnich para je mnohem kratsi, nez Cas potiebny
na pruchod pres vSechny pary.

Definice 3 (Rodina funkci citlivych na lokalitu) Necht H je rodina hashovacich funk-
ct, kterd provddi mapovani z domény D do univerza U, a necht d je metrika vzddlenosti
definovana na D. Pak, je-li dy < dg, H se nazjvd (di,da, p1,p2)-citliva pro kaZdou dvojici
p,q € D a vsechny h € H, jestlize:

e d(p,q) < di, pak Pr[h(p) = h(q)] > p1,
b d(p> Q) Z d27 pak P?"[h(p) = h‘(Q)] S D2,

kde p1 > po. [11]

Definice 3 nam iika, ze pracujeme v urcité zajmové doméné D, ve které je vzdale-
nost mezi dvéma body definovina metrikou d. Rodina funkci H ma tu vlastnost, ze po-
kud ndhodné vybereme funkci h, pak vysledkem aplikace h na body, které si jsou blizké
(d(p,q) < dy), pravdépodobné bude produkce stejnych vysledku (Pr[h(p) = h(q)] > p1).
Naopak, aplikaci h na body, které jsou od sebe vzdalené, bude pravdépodobnost produkce
stejnych vysledkd velmi mald. Obr. 3.5 ilustruje predpoklad o pravdépodobnosti, s jakou
LSH rodina oznaci dva objekty za kandidatni par.

Jelikoz pravdépodobnosti p; a ps si mohou byt blizké, pouziti pouze jediné funkce h
z H k rozhodnuti o podobnosti bodii nemusi byt postacujici. ReSenim tohoto problému
muze byt tzv. amplifikace LSH (viz 3.2). Rodinu LSH funkci H muzeme vyuzit ke kon-
strukci hashovacich tabulek tak, jak je ukdzano nize. Skupinu takovych hashovacich tabulek
oznacujeme jako LSH Indez.
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Obrazek 3.5: Chovani (dy, da, p1, p2)-zévislé funkce. Prevzato a upraveno z [29].

Amplifikace LSH Uvazujme (dy,d2, p1, p2)-citlivou rodinu H. Pod pojmem amplifikace
LSH (z angl. amplification) budeme chapat konstrukci nové LSH rodiny H' takové, ze H'
nad H muze byt vytvofena pomoci [29]:

AND-konstrukce Kazdy ¢len z H' se skldda z r hashovacich funkci vybranych ndhodné
z H, kde r je libovolné fixni kladné ¢islo. O takovém h, pro které plati h € H', a to, ze
bylo vytvotreno z koneéné mnoziny {hq, ha,...,h,} € H, muzeme ¥ici, Ze h(x) = h(y)
tehdy, a jen tehdy kdyz h;(z) = h;(y), pro vSechna ¢ = 1, 2, ..., r. Takto vytvorend
nova rodina se pak nazyva (di, da, (p1)", (p2)")-citliva.
Pro libovolny bod s z mnoziny vSech boda S plati, Ze se s umisti do kose se Stit-
kem (z angl. label) g(s) = (hi(s), ha(s), ..., hy(s)). Zde vidime, ze kazda h;,i > 0,
produkuje jeden symbol a kazdy kos je identifikovan Stitkem tvofenym r symboly [7].

OR-konstrukce Kazdy ¢len z H' je zkonstruovdn pomoci b ¢lent z H, tj. z mnoziny
{h1, ha, ... hp}. Tato konstrukce definuje, ze h(x) = h(y) plati tehdy, a jen tehdy
kdyz, hi(z) = hi(y), pro jednu nebo vice hodnot i. Takto vytvorend rodina funkei se
nazyva (di, dz, 1 — (1 —p1)°, 1 — (1 — pa)®)-citlivé.

AN D-konstrukce snizuje vsechny pravdépodobnosti, tj. produkei kolizi, zatimco OR-
konstrukce tyto pravdépodobnosti zvysuje. Vytvorenim kaskady z AN D- a OR- konstrukei
v jakémkoliv poradi, mizeme spodni hranici pravdépodobnosti posunout blize k hodnoté 0
a horni hranici bliz k hodnoté 1.

AN D- i OR- konstrukce konkatenuje k rozdilnych hashovacich funkci, které identifikuji
kos. Dva vzdalené body maji pravdépodobnost kolize ps s jednou hashovact funkci. S konka-
tenaci vak jejich pravdépodobnost kolize odpovida (ps)¥, popt. 1 — (1 —p3)*. Z éehoZ plyne,
ze mald hodnota k bude produkovat nepravé shody (z angl. false positives) a naopak vysoka
hodnota k& bude mit za nasledek snizeni moznosti kolize blizkych bodt. Tento problém resi
konstrukce vicenasobnych hashovacich tabulek, ktera spociva v opakované aplikaci AN D-
nebo OR- konstrukce. Pro vytvoreni I odlisnych hashovacich tabulek je nutné AN D- nebo
OR- konstrukei provést pravé [—krat s hashovacimi funkcemi g1, go, ..., g1 [7]-
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LSH Forest

LSH Forest [11, 7] je stromova datova struktura reprezentujici hierarchii LSH funkci po-
moci LSH Trees. LSH Forest Tesi urcité problémy, které se vyskytuji ve standardnim LSH
algoritmu, a to:

e Vypocet pouze g; LSH funkci, kde j > 0, nutnych k rozliSeni dvou bodi od sebe.
Timto dochazi k tspore vypocetniho Casu.

e Pouziti stitka s variabilni velikosti, coz vede k tispore paméfového mista a eliminaci
potieby konstruovat vicenasobné LS H indexy. Tyto stitky jsou umistény v prefixovém
stromé (datova struktura trie) na jeho hrandch a slouzi jako hodnota sub-hashovaci
funkce g;. Duplikované prefixy jsou takto uloZeny pouze jednou. LSH index pouzival
stitky o fixni velikosti k.

Problémem, ktery se rovnéz vyskytuje i pri pouziti struktury LSH index, je gene-
rovani prilis dlouhych stitkd nutnych k odliSeni dvou bodi, které si jsou velmi blizké.
Tento problém lze TesSit omezenim maximalni velikosti stitku. Pak délka stitku x bodu

pieg(p,x) = (hi(p) ha(p), - ha(p)) [7]-

LSH Tree je prefixova stromova datova struktura sestavajici se ze vsSech stitka a je-
jiz listové uzly koresponduji s jednotlivymi body z datové mnoziny. LSH Forest sestava
z | LSH Tree konstruovanych nezavisle z ndhodné sekvence hashovacich funkei H [7].

Rozbor algoritmu Twister Tries

Algoritmus Twister Tries [11] funguje jako aproximace k aglomerativnim hierarchickym
shlukovacim algoritmtim. Jeho ¢asova i prostorova slozitost zavisi na pozadované pfesnosti,
tj. pravdépodobnost, ze algoritmus v kazdé iteraci spravné vybere dva shluky, které mo-
hou byt spojeny. Pokud je tento parametr fixni, ¢asova i prostorova slozitost je linearni
s ohledem na pocet shlukovanych polozek. Rozhodnuti o tom, které shluky budou spo-
jeny do vétsiho shluku, je zaloZeno na aproximaci. Standardni HAC algoritmy vyberou dva
shluky na zdkladé nejmensi vzdalenosti mezi nimi definované dle zvoleného algoritmu (napft.
average-linkage) a metriky. Algoritmus Twister Tries je vSak stochastickou metodou a své
rozhodnuti o vybéru dvou shlukt provadi na zakladé pozice nejnizsiho rozdélujictho bodu
(viz definice 4), resp. spojujiciho bodu (viz definice 5). Tento bod obsahuje zdznamy obou
shlukt, tj. poshlukovanych paru v rdmci jakéhokoliv stromu—trie (viz podkapitola 3.2).
Mezi vyhody Twister Tries, jakozto algoritmu i datové struktury, patii:

e Vysledky shlukovani jsou porovnatelné se standardnimi HAC algoritmy. Vysledkem
Twister Tries je dendrogram.

e Diky linedrni ¢asové a prostorové slozitosti, algoritmus skaluje i u datovych sad s vice
jak jednim milionem polozek.

Algoritmus vyuziva LSH funkci ale i datové struktury typu LSH Forest. Twister Tries
pracuje nasledujicim zptsobem:

e Vytvori shluk pro kazdy bod a vlozi jej do struktury LSH Forest.

e V kazdém shlukovacim kroku (tato ¢ast je nékdy nazyvana jako twisting faze):
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— Ziska nejblizsiho souseda pro kazdy shluk a uchova si pouze ten par, mezi jehoz

eV

bodu).

— Shluky spoji dohromady tak, Ze je nejprve vyjme ze stromové struktury a poté
do ni vlozi jejich sjednoceni.

e Algoritmus kond¢i v okamziku, kdy zbyva pouze jeden shluk.

Hlavni myslenkou tohoto pristupu je opakovatelné pouziti LSH datové struktury k na-
lezeni nejblizsiho paru. Takovy vypocet muze byt dokoncen v sub-linearnim c¢ase pouhym
zjisténim, zda kose obsahuji dva rozdilné body.

Datova struktura Twister Tries

Datova struktura [11] se skldda ze souboru prefixovych stromii, kde kazdy strom je doplnén
o rozdélujici splitmap strukturu. Shluky jsou v rdmci stromu (trie) reprezentovany elementy.
Vysledkem vypoctu hashovacich funkei jsou Stitky umisténé na hranich mezi dvéma uzly
stromu. Daéle, kazdy uzel obsahuje ukazatel na svého rodic¢e a kazdy list udrzuje seznam
ukazatelil na jednotlivé elementy, s kterymi dany list koresponduje.

Pojmy uzivané v rdmci datové struktury Twister Tries [11]:

Definice 4 (Rozdélujici bod) Rozdélujici bod (z angl. splitpoint) je uzel stromu, ktery
md vice jak jednoho potomka, nebo je listem vztahujicim se k vice jak jednomu elementu.
Rozdélujici body mimo jiné uchovdvaji ukazatel na uzel v linedrnim seznamu splitmapy,
ktery ukazuje zpet na rozdélujici bod.

Definice 5 (Spojovaci bod) Spojovaci bod (z angl. joinpoint) je nejnize poloZenym roz-
délujicim bodem v ramci stromové struktury. Je vijznamny z hlediska vijbéru kandiddti pro
operact shlukovdni.

Definice 6 (Seznam rozdélujicich boda) Seznam rozdélujicich bodi (z angl. splitmap)
doprovazi jednotlivé stromové struktury trie. Jednd se o linedrni seznam o velikosti maxi-
malni hloubky trie (korenovy uzel stromu md hloubku 0). KazZdd polozka v ramci splitmap je
sama o sobé linedrni seznam obsahujici ukazatele na rozdélujici body (viz definice 4) stejné
drovné v rdmci stromu (trie).

Elementy predstavuji shluky, které se momentalné vyskytuji v systému. Kazdy element
uchovava ukazatele na listové uzly v jednotlivych trie, které reprezentuji dany shluk. Listové
uzly pak zase ukazuji zpét do struktury elementt na jednotlivé korespondujici elementy.
Vyse popsané c¢asti datové struktury vystihuje obr. 3.6.

Nad datovou strukturou jsou definovany operace vlozeni, vyjmuti, vybéru a spojeni.
Kazdé z operaci musi byt provedena v konstantnim c¢ase. Operace vlozeni je konstantni,
jelikoz velikost a pocet trie je fixni, a vypocet hashovaci funkce je proveden rovnéz v kon-
stantnim case. Pridani uzlu do splitmap struktury jako rozdélujici bod je provedeno pouze
jednou a v podstaté se jedna pouze o pridani ukazatele do linearniho seznamu. Pridani ele-
mentu do listu stromu mé rovnéz konstantni slozitost ©(1). Viceméné stejné duvody plati
i pro ostatni operace a tudiz mohou byt dokonceny v konstantnim case.

Diky predpokladu o konstantni ¢asové slozitosti téchto funkci, je tedy celkova casova
slozitost algoritmu linearni [11].
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Splitmap

Obréazek 3.6: Césti Twister Trie datové struktury [11].

3.3 Metriky pro porovnani vysledkiti shlukovani

Vyhodnocenim vysledkii shukovani se zabyva disciplina zvana validace shlukové analyzy.
Jejim tkolem je méfit kvalitu shlukovani pro rizné algoritmy nebo pro stejny algoritmus,
ktery pri vypoctu pouziva odlisné proménné. Vysledky shlukovani lze porovnavat za zakladé
ruznych kritérii.

Metody, které vyhodnocuji kvalitu shlukovani daného algoritmu, pracuji na pricipu porov-
navani vysledku z jiz provedenych shlukovych analyz. Vstupem algoritmu porovnéni je pak
asociac¢ni matice a prislusnost jednotlivych objektd do shlukd.

Porovnani na zakladé poc¢tu pari

Porovnani dvou algoritmu je zalozeno na vypoctu prislusnosti kazdého paru bodu ke shlu-
kim vygenerovanych pomoci obou algoritmti. Mohou tedy nastat ¢tyri situace, a to, zZe
testovany par bodi se nachézi ve shlucich obou algoritmi, ani v jednom nebo pouze v jed-
nom shluku jednoho algoritmu.

Mezi metody, které pracuji na tomto principu, fadime vypocet Jaccardova indexu,
Fowlkes-Mallows indexu, Randova indexu atd. [27]

Porovnani na zakladé shody podmnozin

Metody pracujici na tomto principu porovnavaji primo body ve shlucich a hledaji nejlepsi
shodu. Pro porovnani pouzivaji kontingencni tabulku, ktera statisticky vyjadiuje vztah mezi
obéma shluky. Zastupcem této metody je napr. van Dongenova metrika nebo Larsenova
a Aoneova metrika. [25]
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3.4 Zpusoby vizualizace vicedimenzionalnich dat

Vizualizaci dat rozumime grafickou reprezentaci ziskanych hodnot bud primo ze shlukova-
ciho algoritmu, nebo z rtznych méreni ¢i porovnani. Pro samotnou vizualizaci miize byt
vyuzito kombinaci grafickych primitiv, symbolt, ¢isel apod. U vizualizace vicedimenzio-
nélnich dat je nutné vyuzit technik, které pomoci geometrickych transformaci prevadi data
z n-dimenzionalniho prostoru do nejvyse 3-dimenzionalniho prostoru, ktery je pro nias mno-
hem srozumitelnéjsi. Ke zvyraznéni dalsich dimenzi 1ze pouzit razné barvy ¢i tvary, avSak
takova grafickd reprezentace se muze stat neprehlednou. Je dulezité si uvédomit, ze pri
kazdé redukci dimenzi dochézi k urcité ztraté informace. To pro ucely vizualizace nemusi
nijak vyraznéji vadit, avsak pro spravnou reprezentaci dat je potrebné s timto faktem po-
¢itat. [16]
Mezi nejznaméjsi vizualiza¢ni techniky patii’:

Scatter Plot Matrixz (SPLOM) Tato vizualiza¢ni technika umoznuje reprezentovat vzta-
hy mezi vice parametry, resp. dimenzemi. Vyuziva 2D-projekce k zobrazeni vztahu
mezi kazdym ze dvou parametri v rdmci datové sady. Jedna se tedy o matici sloze-
nou z jednoduchych X-Y grafu (Scatter Plots), kterd poskytuje zobrazeni kazdému
atributu vi¢i vSem ostatnim. Ukazka této vizualizac¢ni techniky je na obr. 3.7.

Node-link diagramy Tato technika se fadi mezi techniky zobrazujici hierarchie. Pomoci
téchto metod lze rovnéz vizualizovat vysledky ¢i prubéh shlukovacich metod. Node-
link diagram patii mezi popularni metody, jak zvizualizovat stromové struktury. Kru-
hovy diagram zobrazuje obr. 3.7. Alternativou tohoto diagramu je dendrogram (viz
obr. 3.2), ktery je hojné vyuzivin pravé pri vizualizaci procesu shlukovani. Dendro-
gram umistuje listové uzly na stejnou troven.

Sitové grafy Tento typ grafu je vyuzivan zejména pro vyjadreni vztaht mezi jednotlivymi
entitami. Z hlediska shlukovani nas zajima zejména grafova vzdélenost, jejiz zpusob
vyjadieni popisuje obr. 3.8.

Parallel Coordinates Tato vizualizacni technika nezobrazuje kazdy par parametrd ve
2D zobrazeni, nybrz opakované vykresluje data na paralelni osy, a poté spoji kore-
spondujici idaje pomoci linek. VSechny vertikalni linie predstavuji vSechny uvazované
parametry. Minimalni a maximélni hodnoty kazdé dimenze jsou poté nastaveny vici
spodnimu a hornimu bodu vertikalnich car. Vyhodou tohoto zobrazeni je jeho re-
lativni kompaktnost, kdy velké mnozstvi parametrtit mize byt zobrazeno soubézné.
Priklad takového zobrazeni je na obr. 3.8.

3.5 Zpisoby ukladani vicedimenzionalnich dat

S rostouci velikosti datovych sad a jejich rostouci dimenzionalitou, vznika problém, jak
spravné pracovat s daty, aby se co nejvice snizily pozadavky na pamétové moznosti a zvysila
se propustnost dat pri manipulaci s nimi. Déle je nutné definovat zpusob jejich ukladani do
souboru tak, aby nedoslo k chybné interpretaci vzhledem k velikosti dat.

Jednou z nejjednodussich moznosti je pouziti obycejného textového souboru. Tato moznost
je vsak vhodnd maximélné pro uklddani jednoduchych nebo malych datovych sad. Mezi
znacné nevyhody textovych souboru patii:

3Kvtli obtizné prelozitelnosti jsou nékteré ndzvy technik ponechdny v angli¢ting.
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Nutnost vytvoreni vlastniho syntaktického analyzatoru.

Pomalé vstupné vystupni operace.

e Rozdilnd interpretace znakl na raznych pocitacovych architekturach a vlivem pouzi-
tého kédovani.

e Z4dn4 schopnost samopopisu dat a detekce chyb.

Dalsi moznosti je pouzit binarni soubory, které tyto nevyhody odstranuji a jsou primo
navrzeny pro praci s velkymi a vicedimenzionalnimi datovymi sadami. Tyto soubory jsou
hojné pouzivany v aplikacich riznymi, nejen védeckymi, komunitami a existuje velké mnoz-
stvi nastroji, které takto ulozena data umi ptimo interpretovat a zobrazovat. Rovnéz byla
vytvorena fada knihoven pro rtzné programovaci jazyky, které umi pracovat s formatem
téchto datovych souborii, napt. rhdf5 knihovna pro praci se soubory ve formatu hdf v ja-
zyce R [12].

Samopopisné datové formaty

Samopopisné datové formaty [27] obsahuji ve svych metadatech navigaéni informaci o tom,
jak jsou data ulozena a jak se maji sémanticky chépat. Data se do souboru ukladaji po
mensich blocich (z angl. chunks). Timto se redukuje pristupovy cas k disku v pripadé,
ze pristupujeme k velkému mnozstvi dat. Ukladani po blocich rovnéz umoznuje aplikaci
primo pristoupit k jakékoliv ¢asti datového souboru. Vétsina datovych formati urcenych
pro védecké aplikace uklada data do vicedimenzionalnich poli za ticelem zjednodusit pristup
k témto datiim z aplikace. Tyto aplikace pak na data nahliZeji pfes tzv. pristupové sablony,
od kterych se odviji zptisob, jak jsou data Ctena.

Mezi pouzivané samopopisné datové formaty patii knihovny HDF (Hierarchical Data
Format)[1], NetCDF (Network Common Data Format)[5] nebo FITS (Flexible Image Trans-
port System)[2]. Pro vSechny tyto forméty existuje podpora ze strany komercnich, ale i ne-
komercnich softwarovych aplikaci. Napriklad pro knihovnu HDF existuje podpora pro pro-
gramovaci jazyky Java, MATLAB, R, Python, C/C++, Fortran a dalsi.
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Kapitola 4

Kritika soucasného stavu a cile
prace

Hlavnim problémem, kterych se ve své praci zabyvam, je shlukova analyza vicedimenzional-
nich dat. Data pro shlukovou analyzu jsou ziskdna prostrednictvim simulace molekularni
dynamiky proteinu. Vystupem této simulace je velké mnozstvi statickych snimkt makromo-
lekuly proteinu v ¢ase, ve kterych se hledaji charakteristické ttvary uvnitf makromolekuly.
V mém pripadé se jedna o lokalizaci tunel. Tyto snimky tedy predstavuji potencionalni
vyskyty tuneld v rdmci makromolekuly a je nutné mezi témito snimky nalézt korespondence
a najit tak pouze nékolik nejpravdépodobnéjsich vyskytt tunelti. Uvniti makromolekuly
proteinu se vsak miize nachdzet vice tuneli. Simula¢ni data predstavuji velkou vicedimen-
zionalni datovou sadu a proto se pro nalezeni korespondenci jevi jako vhodny kandidat
shlukova analyza. Pro feseni tohoto problému pomoci shlukové analyzy zde navrhuji své
reSeni.

4.1 Kritika souc¢asného stavu

V soucasné dobé se na fakulté informacnich technologii VUT v Brné ve spolupraci s Ma-
sarykovou univerzitou vyviji program CAVER [28]. Tento program se zabyva tématikou
analyzy molekularnich latek. Zabezpecuje dvé hlavni tlohy. Prvni tlohou je detekce tunelt,
kanali a pori v molekularnich télesech a anorganickych materidlech. Tato tloha se provadi
na zakladé simulace molekuldrni dynamiky, kde se pro detekci uvazovanych struktur pou-
zivé Voroného diagramu (viz podkapitola pojednavajici o detekei tunelt 2.1). Dalsi hlavni
ulohou je pak shlukovani nalezenych struktur a nalezeni kandidatnich reseni, tj. nalezeni
korespondujicich objekt mezi riznymi snimky simulace. U problematiky tunelt se pocet
nalezenych struktur bézné pohybuje mezi desiti az sto tisici [28]. Lze rovnéz predpoklddat,
ze s rostouci délkou simulace, bude riust i pocet struktur, které je nutné dale zpracovat
pomoci shlukovani.

Program CAVER [28] aktuédlné pouziva pro shlukovani hierarchicky algoritmus average-
linkage. Tento algoritmus pocitd vzdalenost dvou shluka tak, ze pocitd vzdélenosti mezi
vsemi dvojicemi bodt mezi obéma shluky. Jeho casova i prostorova slozitost je tedy vyssi
nez kvadratickd a vypocet se pro velké datové sady stava velmi ndkladnym a neefektivnim.
7 tohoto divodu je proces shlukovani tzkym hrdlem celé aplikace.
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4.2 Cile prace

Na zakladé zhodnoceni aktualniho stavu v feSené oblasti jsem v souladu se zadanim préce
zformulovala cile prace. Hlavnim cilem mé préce je prostudovat nékteré existujici shlukovaci
algoritmy a zvolit nejvhodnéjsi pro nalezeni kandidatnich tuneli v makromolekule proteinu.
Provést implementaci algoritmu a experimentalné ovérit jeho funkénost.

Dil¢i a postupné cile mé prace jsou:
e Prostudovani shlukovacich algoritmi pouzivanych v dané oblasti.

e Vybér vhodného kandidata pro shlukovaci algoritmus.

Vytvoreni obecného navrhu tiid pro dany algoritmus.

Vybér programovaciho jazyka a navrh testovani.

Implementace a testovani.

Navrh dalsiho postupu.
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Kapitola 5

Navrh algoritmu

7 kandidatnich shlukovacich algoritmt, zminénych v kapitole 3 jsem se rozhodla implemen-
tovat algoritmus Twister Tries a to nejen pro jeho linearni ¢asovou i prostorovou slozitost,
ale také proto, ze se u néj nevyskytuji problémy s velkou nejezdnoznacnosti reprezentace
dvou rozdilnych bodu jako u Gilpinova algoritmu (viz podkapitola 3.2) s velkou variabilitou
vybéru parametru jako v pripadé algoritmu OptiGrid (viz podkapitola 3.1).

V aplikaci je tunel identifikovan desiti body v 3D prostoru. S tunelem vsak budu pra-
covat jako s jednim bodem. Coz znamena, ze cely tunel bude uréen 30 souradnicemi a pro-
blém shlukovani se tak bude fesit ve 30-dimenzionalnim prostoru. Tunel T" tvoreny body
{Po[z0, y0, 20], P1[x1,y1,21], - - -, Po[x9, Y9, 29|} je pak reprezentovan vektorem t= (o, Yo, 20,
T1,Y15215---,29,Y9, 2:9).

Névrh algoritmu jsem vytvorila tak, aby byl modularni. Algoritmus je tedy mozné apli-
kovat na objekty rtuzného typu, na které lze poté aplikovat rtizné hashovaci funkce. Pro
imlementaci byl zvolen programovaci jazyk Java kvili planované integraci algoritmu do
programu CAVER [28], ktery je rovnéz cely implementovan v jazyce Java. Myslim si, ze
pokud by byl algoritmus vyuzivan i jinymi aplikacemi, bylo by vhodnéjsi pouzit programo-
vaci jazyk C++, jehoz implementace by byla zcela jisté efektivnéjsi. Popripadé lze zvolit
skriptovaci jazyk Python kvili jeho prototypovacim vlastnostem a jeho narustajicim vyu-
zitim tohoto jazyka védeckymi komunitami.

5.1 Navrh hashovaci funkce

Hashovaci funkci jsem navrhla tak, aby splnovala definici 3. Jejim cilem je tedy maxima-
lizovat pocet kolizi lokalitné si blizkych tunelti a minimalizovat kolize u tuneli, které jsou
od sebe vzdalené.

Navrh hashovaci funkce vychazi z nasledujiciho:

e Velikost kose, kterd je parametrem hashovaci funkce, odpovida svym rozmérem ma-

ximalni pozadované vzdalenosti dvou tunelu, viz obr. 5.1.

e Hashovaci funkce pracuje ve stanoveném souradnicovém systému, jehoz hranice jsou
nastaveny pomoci parametru této funkce.

e Pii vypoctech vzdalenosti tunelt uvazuji Fuklidovskou vzdalenostni metriku [29].
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e Funkce prevadi realné souradnice tunelu na diskrétni, které odpovidaji ¢iselnému ozna-
¢eni kose.

e Tunely jsou hashovdny vice hashovacimi funkcemi, které vytvarim prostfednictvim
posunu (zménou offsetu) poc¢atku souradnicového systému, viz obr. 5.1. Velikost po-
sunu, tj. offsetu, je ndhodné zvolena z rozmezi souradnicového systému dané hashovaci
funkce. Zménou offsetu hashovacich funkci se méni pohled na souradnice tunelt. Ci-
lem je, aby tunely, které si jsou blizké, mély co nejvétsi pocet shod ve stejnych kosich,
jez jsou vysledkem riznych hashovacich funkci. Pocet téchto funkci je ddn soucinem
poctu a velikosti stromt. Tyto dva parametry, velikost stromu a jejich pocet, jsou
v algoritmu volitelné.

e Prislusnost bodu ke kosi vypocitam tak, ze od realné souradnice bodu odectu aktu-
alni offset souradnicového systému a toto ¢islo vydélim velikosti kose. Ziskam takto
n-dimenzionalni ¢islo odpovidajici ¢iselnému oznaceni kose, kde n je pocet dimenzi.

e Jednotlivé vysledky hashovaci funkce ukldadam vzdy na hranu mezi rodicovsky uzel
a uzel jeho prislusného potomka v datové strukture trie, viz obr. 5.3.

e Navrhla jsem celkem tii hashovaci funkce pracujici na popsaném principu. Navrzené
hashovaci funkce se lisi pouze v tom, v jakém rozsahu redukuji dimenzionalitu pro-
blému:

— Uvazujme tunel T dany vektorem soufadnic d= (do,dq, . ..,dsg). Dale uvazujme
vysledek hashovdni V dany vektorem:

1. ¥ = (vg,v1,...,v29). V tomto pripadé nedochazi k zadné redukci dimenzio-
nality. Jedna se tedy o zobrazeni, které neni prosté a zobrazuje ¢isla typu
double z 30-dimenzionalniho prostoru soutadnic tuneli St na ¢isla typu
integer z 30-dimenzionalniho prostoru souradnic kosu (vysledku hashovaci
funkce) Sy . Toto zobrazeni lze zapsat jako f : Sp — Sy. Vypocet hashovaci
funkce je nésledujici:

|d; — of fset] .
= ————"——  kdet=0, ..., 29. 1
velikost. kose’ ei=0, » 29 (5.1)
2. ¥ = (vg,v1,...,v9). V tomto pripadé dochazi k redukci dimenzionality z 30

na 10. Jedné se tedy opét o zobrazeni, které neni prosté a zobrazuje ¢isla
typu double z 30-dimenzionalniho prostoru souradnic tunelid St na ¢isla typu
integer z 10-dimenzionalniho prostoru souradnic kosu (vysledku hashovaci
funkce) Sy . Toto zobrazeni lze zapsat jako f : Sp — Sy. Vypocet hashovaci
funkce je nésledujici:

2
=3 dyivj — of fset| 1 kdei=0, ..., 9. (5.2)
J

velikost_kose 3’

|
=0

Vypocet spociva v tom, ze 30-dimenzionalni vektor tunelu 7' je rozdélen na
deset 3D bodtl. Je provedena suma vypoctu kazdé ze tii souradnic, které
tvori dany bod. Tato hodnota je zprumeérovana a vysledek je ulozen do vek-
toru .
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3. ¥ = (vg). V tomto ptipadé dochazi k nejvétsi redukei dimenzionality, a to z 30
na 1. Zobrazeni, které neni prosté a zobrazuje ¢isla typu double z 30-dimen-
zionalniho prostoru soutadnic tuneltt St na cisla typu integer z 1-dimenzio-
nalniho prostoru soufadnic kosu (vysledku hashovaci funkce) Sy, zapiSeme
jako f : S — Sy. Vypocet hashovaci funkce je nasledujici:

|d; —of fset] 1
— 5.3
Z velikost kose 30 (5.3)

Vypocet je proveden jako suma vypoc¢tu nad jednotlivymi polozkaml vektoru
d. Vypoctend hodnota je nasledné vydélena velikosti vektoru d.

U vyse popsanych hashovacich funkcei chei zkoumat, jak velky vliv ma redukce dimen-
zionality na rychlost vypoctu a na presnost reseni.
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Velikost kose Bucket (ko$)

Obréazek 5.1: Pro lepsi nazornost je obrézek zjednodusen a objasnuje problém zredukovany
do 2D prostoru, misto ptivodniho 30D. Na obrazku lze vidét zplisob generovani nového
soufadného systému. Generovani spoc¢iva v pri¢teni nadhodného ¢isla, vygenerovaného z roz-
mezi souradnicového systému dané hashovaci funkce, k pivodnimu pocatku souradnicového
systému Py. Obrazek dale objasnuje pojem kose a jeho velikost.

5.2 Vstupy a vystupy

Navrh aplikace byl vytvoren v souladu s vstupné vystupnim rozhranim programu CA-
VER [28], tudiz nasledné integrace mnou vytvoreného algoritmu do aplikacniho rozhrani
programu, by méla byt bez problému.

V souladu s rozhranim pouzitym v programu, je vstupem algoritmu textovy soubor, ob-
sahujici sekvencni ¢islo objektu, resp. tunelu, a jeho souradnice. Vystupem algoritmu jsou
nasledujici textové soubory:
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e Soubor obsahujici objekty, které byly na vstupu algoritmu a objekty vzniklé v pribéhu
procesu shlukovani. Soubor tedy obsahuje vycet vsech objekti, jez se v dobé vypoctu
nachézely v systému. Soubor dodrzuje stejny forméat jako vstupni soubor, tj. obsahuje
vzdy sekvenéni ¢islo objektu, resp. tunelu, a jeho soutadnice. Zaznamy v souboru jsou
serazeny vzestupné dle sekvenc¢niho cisla.

e Soubor s dendrogramem. Ziaznamy jsou ve forméatu

sekv_¢ _obj vzddlenost[/ﬂ sekv_ ¢ predkal sekv ¢ predka2

kde sekv_¢_obj znaci sekven¢ni ¢islo objektu, resp. tunelu, sekv ¢ predka znadci
sekvencni c¢islo predka objektu. vzddlenost je vzdalenost mezi obéma predky udana
v jednotkéch angstromi*. Objekt vznikly v procesu shlukovani mé vzdy dva predky.
Souradnice ke vSem objektiim jsou dohledatelné v prvnim souboru. Ziznamy jsou
v souboru sefazeny vzestupné, tedy tak, jak v procesu shlukovani dochézelo k jejich
vzniku.

Soubor s dendrogramem lze vytvorit ve tfech modifikacich, a to tak, ze:

— tiskne se poslednich z shluki, které v procesu shlukovani vznikly,
— tiskne se pouze prvnich z shlukl, které v procesu shlukovani vznikly,

— tisknou se vSechny shluky kromé poslednich z shlukt, které v procesu shlukovani
vznikly,

kde z vyjadruje pocet shluki, ktery je parametrem téchto funkci. Prvni modifikace
poskytuje vypis nékolika poslednich shluki, které jiz 1ze povazovat za davéryhodné.
Volba parametru x je zavisld na aplikaci a aktudlni konfiguraci algoritmu. Dalsi dvé
modifikace umoznuji zachytit vyvoj procesu shlukovani a jsou vhodné pro vizualizaci.

e Soubor s vysledky hashovdni. Jedna se o mezivysledek procesu shlukovani a slouzi
k rozboru pouzité hashovaci funkce. Zaznamy v souboru vyjadruji vyvoj procesu ha-
shovdni. Po aplikaci hashovaci funkce je zaznamenan stav, kolik vzniklo novych kosa
a jak jsou do nich data rozdélena.

5.3 Navrh datové struktury

Pti ndvrhu datové struktury jsem vychdazela z ¢lanku [11] rozebraného v kapitole 3.2.

Elementarni entitou v rdmci datové struktury jsou shluky. Shluky predstavuji jednot-
livé tunely a udrzuji se v seznamu elementt. Tento seznam obsahuje ty shluky, které byly
vstupem algoritmu a ty, které vznikly v pribéhu shlukovani. Kazdy shluk udrzuje seznam
ukazatelii na uzly, ve kterych se nachazi. Navrhu téchto shlukt odpovidaji tiidy Element a
Tunnel.

Na tdrovni uzli rozlisuji listové a nelistové uzly (rozdélujici a spojujici body). Listovym
uzlem je takovy uzel, ktery bud ukazuje pouze na jednoho uzlového potomka nebo na jeden
shluk v seznamu elementti. Nemusi se tedy nutné jednat o uzly umisténé v posledni trovni
stromu. Jedna se o oznaceni charakteru uzlu, nikoliv o jeho pozici v rdmci stromu. Rozdélu-
jicim uzlem je jakykoliv uzel, ktery ukazuje na vice jak jednoho uzlového potomka nebo na

4 Angstrom je jednotkou délky vyuzivané k vyjddieni velikosti atomi, molekul, mikroskopickych biologic-
kych struktur atd. 1d odpovida 0, 1nm.
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vice jak jeden shluk v seznamu elementt. Rozdélujici bod, ktery se nachézi nejnize v ramci
stromu, se oznacuje jako spojujici. Toto rozliSeni uzli ma sviij vyznam ve stromovych ope-
racich, zejména pri vybéru kandidatnich uzlt pro operaci shlukovani. Kazdy uzel udrzuje
ukazatel na strom, ve kterém se nachézi, a na jeho troven, tj. do seznamu rozdélujicich
bodi.

Kazdy strom se sestéva z nékolika trovni, které svym poctem odpovidaji poctu ha-
shovacich funkci, vygenerovanych pro dany strom, zvysenému o jednicku. Uzly v ramci
tohoto stromu jsou mezi irovnémi propojeny ukazateli, a to tak, ze kazdy uzel, s vyjimkou
uzli umisténych v posledni trovni stromu, uchovavd ukazatele na své potomky. Zaroven
kazdy uzel, s vyjimkou uzlu v prvni trovni stromu, uchovavd ukazatel na svého pred-
chiadce. Uzly v posledni trovni stromu, narozdil od jinych uzll, uchovavaji ukazatele do
struktury elementt na jednotlivé shluky. Strom predstavuje prefixovou strukturu. Prefix
kazdého uzlu je tvofen cestou stromem smérem od kofenového uzlu az k danému uzlu.
Tato cesta je tvorena vysledky hashovacich funkci z kazdé drovné stromu. Uvazujme tedy
rodinu hashovacich funkci H, ze které je do stromu vybrano n funkei {hi, ha, ..., hp} €
H. Uzly ui, uo, ..., uy v posledni trovni stromu, kde m odpovidd poc¢tu uzli na této
urovni, jsou tedy reprezentovany stitky s vysledky jednotlivych hashovacich funkei g(u;) =
(h1(us), ha(u;), ..., hn(u;)), kdei < m. S rostouci hloubkou stromu je rozliseni podobnosti
shluku striktnéjsi a posiluje se tedy AND-vlastnost algoritmu (viz obr. 6.2). Hierarchie
stromil pak tvori les a s rostouci velikosti lesu se posiluje OR-vlastnost algoritmu.

Kazdy strom je doprovazen datovou strukturou — seznamem rozdélujicich bodua. Tento
seznam mé stejny pocet trovni jako strom a v kazdé této drovni uchovava ukazatele na
vSechny uzly v odpovidajici Grovni stromu.

Néavrh t¥id realizujicich tuto datovou strukturu je podrobné popsan nize v podkapi-
tole 5.4.

5.4 Navrh a popis trid

V néavrhu nastinim funkénost a vyznam jednotlivych tiid. Konkrétni nédhled na celkové
rozhrani poskytuje priloha A.

Tridy Element a Tunnel Trida Flement je abstraktni a genericka. Parametrem sablony
této tridy je typovy parametr urcujici, s jakym typem objektu se bude pracovat. Trida
tvori rozhrani pro préaci s objektem na nejnizsi irovni. TFida Tunnel implementuje rozhrani
definované ttidou Element, ze které dédi. Tato t¥ida tedy tvori konkrétni implementaci pro
praci s 30-dimenziondlnimi tunely a je sestavena dle zadani.

Tridy Elements a Tunnels Trida Elements je abstraktni tridou a definuje rozhrani pro
praci s objekty na vyssi trovni. Seskupuje objekty tridy Element a pracuje s nimi jako
s celkem. Implementuje datovou strukturu shodnou se strukturou elementi na obrazku 5.2.
Trida Tunnels pak od této tiidy dédi a implementuje vSechny metody jejiho rozhrani. Je
tedy sestavena pro konkrétni aplikaci s tunely.

Tridy HashFamily a HashFunction HashFamily je abstraktni a generickou tridou.
Parametrem Sablony této tridy je datovy typ. HashFamily ve svém rozhrani definuje jesté
vnitini abstraktni t¥idu HashResult. Vnitini tfida definuje rozhrani pro préci s vysled-
kem hashovaci funkce. Trida HashFunction tvori konkrétni implementaci a implementuje
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vSechny metody nadtrazené funkce. Jeji vnitini tiida je tiida BucketID, kterd implementuje
rozhrani definované vnitini tifidou HashResult.

Tiida Node Trida Node definuje uzel stromu (viz obrézek 5.2), jeho typ a vlastnosti.
Zaroven implementuje rozhrani pro praci s timto uzlem. V pribéhu hashovaci faze jsou
jednotlivé vysledky hashovdni ukladany pravé do téchto uzll, coz predstavuje ulozeni vy-
sledku na hrany stromu mezi jednotlivé uzly (viz obrazek 5.3). Kazdy uzel, mimo jiné,
obsahuje polozku ukazatele na svého predchidce, pokud neni kofenovym uzlem, a seznam
ukazateli na své uzlové potomky, pokud néjaké ma. Kazdy uzel, ktery nemé zddné uzlové
potomky, obsahuje pole ukazateld na shluky, tj. na instance tiidy Flement, ke kterym pri-
stupuje skrze rozhrani tiidy FElements. Podle toho, kolik referenci na uzlové listy nebo na
shluky uzel obsahuje, se rozlisuje, zda se jedna o listovy uzel nebo o rozdélujici bod. Tato
informace je rovnéz ulozena jako atribut t¥idy Node.

Kazdy uzel dale obsahuje ukazatel na strom, ve kterém se vyskytuje a na konkrétni
droven tohoto stromu. Toto ma opét velky vyznam pfi stromovych operacich jako je od-
stranéni objektu ¢i operace shlukovani.

Jelikoz pii operaci shlukovani dochazi ke slucovani objektti bud na trovni elementt
nebo uzli, je nutné uchovavat informaci o tom, kolika elementy byl shluk na pocatku pred
touto operaci shlukovani tvoren. Tato informace slouzi k vidhovani dvou shlukt pii jejich
shlukovani a vypoctu jejich spojeni. Tuto informaci v sobé nese kazdy uzel a pokud je rusen
v ramci operace shlukovani, predd ji nové vzniklému uzlu.

Tiidy Trie a Trielmpl Abstraktni t¥ida Trie definuje atributy a metody rozhrani.
V ramci této tridy se definuje struktura zvand seznam rozdélujicich bodt, viz obr. 5.2.
Tato struktura sice obsahuje i listové uzly, ale ty se v procesu vybéru kandidata prehlizeji.
Trida Trielmpl dédi z Trie a implementuje vSechny jeji metody.

Trida Twister Tries Tato trida zastresuje cely algoritmus a implementuje celou jeho
logiku. Obsahuje ¢tyti stézejni funkce, které vychazeji z ¢lanku [11], a to vybér kandidatu
pro shlukovani (select()), shlukovani (merge ()), odstranéni objektu (remove()) a vlozeni
objektu do stromu a jeho zahashovdni (insert()).

Tridy ProcessInput a ProcessOutput Triida ProcessInput slouzi k rozparsovani vstup-
niho souboru a vytvoreni bazové skupiny elementtu (instance t¥idy Elements), kterd slouzi
jako vstupni parametr pro t¥idu Twister Tries. Ttida ProcessOutput naopak vyuziva bézo-
vych elementt a elementi nové vzniklych v procesu shlukovani k vygenerovani vystupnich
soubort, viz podkapitola 5.2.

5.5 Navrh procesu shlukovani

Algoritmus Twister Tries dle ¢lanku [11] pracuje ve dvou fazich:

1. Hashovaci faze. Na pocatku této faze je vytvoren les a do prvni irovné (tj. kofene)
kazdého stromu jsou vlozeny béazové elementy tvorici shluky o velikosti 1. Na tyto
shluky jsou poté postupné aplikovany hashovaci funkce. Tento proces je naznacen na
obr. 5.2 a 5.3. Na obrazcich je jasné vidét, ze se ptivodni mnozina shlukt rozdéluje
v dalsich trovnich stromu do uzli. Toto odpovida rozdélovani entit do kosi podle
vysledk hashovaci funkce h(i), kde i odpovidd trovni stromu. Shluky zakreslené
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Obréazek 5.3: Zplisob hashovdni jednotlivych uzli do stromil v algoritmu Twister Tries.
Vysledky hashovdani se ukladaji na hrany mezi uzly.

v uzlech vsak slouzi pouze k ilustraci procesu hashovdni. Samotny uzel neuchovava
ukazatele na tyto shluky, s vyjimkou uzli v posledni irovni stromu. Z kazdého uzlu je
vSak mozné zjistit, jaké shluky obsahoval v dobé, kdy na néj byla aplikovana hashovaci
funkce, a to prostfednictvim ukazatelti na jeho potomky.

2. Twisting faze. Tato faze predstavuje proces shlukovani. Shlukovani probihé od spoda
nahoru. V kazdé iteraci jsou vybrany dva uzly, které se spoji, tj. je vypocten vahovany
pramér ze souradnic obou shlukt. Takto vznikly novy shluk je poté zahashovdn zv1ast
v kazdém stromé jeho hashovacimi funkcemi a puvodni shluky jsou ze vSech stromu
odstranény. Proces shlukovani konc¢i v okamziku, kdy v systému existuje posledni
shluk.
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Kapitola 6

Implementace

P1i vyvoji aplikace jsem se rozhodla pracovat podle metodiky testy fizeného vyvoje (z angl.
test driven development — TDD). Vyvoj spo¢iva v tom, ze pro kazdy navrh t¥idy (viz ka-
pitola 5.4) nejprve napisi jednotkové testy, u kterych specifikuji ocekdvanou funkcionalitu
jednotlivych metod tiidy ve formé vstupu a ocekavanych vystupt. Az poté implementuji
samotnou tridu a jeji metody. Danou tfidu pak testuji svymi automatickymi testy pokazdé,
kdyz dojde k jakékoliv zméné v kédu. Timto pristupem se snazim zabranit situaci, ve které
by se mohla zanést chyba do kédu a k jejimu odhaleni by doslo az v prubéhu zavérecného
testovani nebo pri pouzivani samotné aplikace, coz obecné miize byt kritické zejména pro
aplikace, které zasahuji do bezpecnosti lidi.

V prubéhu vyvoje a implementace algoritmu jsem pouzivala distribuovany systém pro
spravu verzi, GIT * [9]. Pro implementaci navrhi dilé¢ich ti{d, testd a riznych oprav jsem
vytvarela piislusnd témata (z angl. issues), ve kterych jsem podrobné popsala dany pro-
blém a zpusob, jak jej fesit a implementovat. Jednotlivé zéznamy (z angl. commits) pak
byly vzdy provazany s korespondujicim tématem a ve svém popisu se odkazovaly na jeho
dil¢i ¢ast a popisovaly, v jakém stavu feseni se tento dil¢i problém aktuané nachazi.

Dle navrhu (kapitola 5) jsem aplikaci vytvorila v jazyce Java. TudiZ jsem pro implemen-
taci jednotkovych testi pouzila framework, psany v jazyce Java, JUnit [3] (viz obr. 6.1).
Aplikaci jsem vytvorila jako projekt do vyvojového prostiedi NetBeans IDE [1].

Algoritmus Twister Tries jsem implementovala dle ndvrhu v kapitole 5. Pro detailni
popis tfid a metod jsem vytvorila dokumentaci pomoci néstroje Javadoc. Hlavni logiku
algoritmu, implementovanou ve t¥idé Twister Tries, popisuje obrazek 6.3. Cést algoritmu
provadénou uvniti modrého obdélniku vyznaceného v obrazku, se oznacuje jako twisting
faze.

Vstupnimi parametry algoritmu jsou:

e Pocet stromii. S rostoucim poétem stromu se posiluje OR-vlastnost algoritmu (viz
obr. 6.2 a odstavec 3.2 ).

e Vyska stromu. S rostouci vyskou stromu se posiluje AND-vlastnost algoritmu (viz
obr. 6.2 a odstavec 3.2).

e Model hashovaci funkce. Model se pouzije pro vytvoreni kopii a rovnomérnému rozdé-
leni funkci mezi jednotlivé stromy. Pocet kopii je dan souc¢inem vysky stromu a jejich
poctem. V kazdé kopii se vygeneruje novy offset (viz podkapitola 5.1 a obrazek 5.1).

4Provozovany na serveru bitbucket.org.
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Obréazek 6.1: Ukazka pouziti jednotkového testu, vytvoreného ve vyvojovém prostiedi Net-
beans IDE [], k ovéFeni spravnosti implementace t¥idy Node. V levé ¢asti okna se zobrazuje,
kolik procent testii probéhlo spravné. V pravé ¢asti okna se zobrazuji kontrolni vypisy z tes-
tovanych metod jednotkového testu.
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Obréazek 6.2: AND-OR vlastnosti stromu a rozliseni typu uzli v datové strukture Twister

Tries.
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e Bazové elementy. Pocatecni elementy, se kterymi algoritmus zacind pracovat. Ele-
menty jsou ziskany ze vstupniho souboru, viz podkapitola 5.2.

Algoritmus Twister Tries dle diagramu pracuje nasledovné:

e Bazové elementy jsou metodou hashAllLevels() zahashovdiny nezavisle v kazdém
stromu. Po zahashovani se provede jesté tzv. zatreseni stromem (metoda shakeIt()).
Tato operace neni feSena v popisu algoritmu dle ¢ldanku [11]. Operace oSetfuje situace,
kdy jiz na zacatku doslo k zahashovdni bodua do urcitého kose a dalsi aplikace hasho-
vani by jiz tento stav nezménily. Vytvorily se tedy vétve, kdy na sebe v sérii navazuje
nékolik listovych uzlt. Operace zatreseni provede to, ze tyto vétve upravi a zkrati bez
Wjmy na spravné funkénosti (upravi ukazatele na potomky a rodi¢ovské uzly). K této
situaci vétsinou dochézi v situacich, kdy je velikost kose mala, nebo je pouzit prvni
typ hashovaci funkce (viz funkce 5.1), u kterého nedochézi k redukei dimenzionality
a do stejného kose spadnou opravdu jen velmi blizké body.

e V cyklu:

1. Vybér vhodnych kandidatt pro operaci shlukovini metodou select(). Vybér
se nejblizsi spojovaci bod. Teprve az na dané trovni v zadném stromu nejsou
zadni vhodni kandidati pro shlukovani, prejde se na vyssi troven. Touto meto-
dou jsou vybrany vzdy dva elementy nebo dva uzly, na které ukazoval vybrany
spojovaci bod. Pokud je uzlovych kandidatt vice, vyberou se ndhodné dva. Po-
kud je nalezeno vice kandidatt mezi elementy, vyberou se prvni dva v poradi.

2. 'V zévislosti na tom, jaky typ objektu byl vybran metodou select(), vola se
prislusnd modifikace metody merge (), bud pro dva elementy nebo dva uzly.
Metoda vytvori novy uzel, do kterého ulozi souradnice nové vypocteného shluku
dvou vybranych kandidatd. Zaroven vlozi nové vypocteny shluk do mnoziny

vy

VVev

nastaven{ vSech atributu nového uzlu.

3. Nyni je nutné tyto dva kandidatni objekty odstranit ze vSech stromi, k ¢emuz
slouzi metoda delete(). Podle typu mazaného objektu se vold piislusna mo-
difikace této metody. Pokud je typem objektu mazani element (shluk), dojde
k vymazani reference na tento element ze vsech listovych uzlf, které na néj uka-
zovaly a k odstranéni vsech referenci na listové uzly uvniti elementu. Element
vsak neni zrusen a v systému zustava dal ulozen mezi bazovymi elementy. Pokud
byl typem objektu uzel, musi tento uzel predat referenci na elementy, na které
ukazuje, svému predchudci. Jeho predchiidce poté ve svém atributu smaze refe-
renci na mazany uzel a uzel smaze referenci na svého predchtidce. Uzel je poté
odstranén ze stromu, konkrétné z prislusné trovné seznamu rozdéjicich bodu, ve
kterém byl umistén. Zaroven je smazan i odkaz na dany strom a jeho droven
z atributt uzlu. Takovy uzel je pak v nejblizsi dobé dealokovan pomoci Garbage
Collectoru, coz automaticky obstarava runtime jazyku Jawva.

4. Nyni dojde k otestovani ukonc¢ujici podminky, tj. ve vSech stromech se otestuje,
zda prvni Groven stromu, resp. seznamu spojujicich bodi, obsahuje pouze jeden
uzel, ktery nemd zadné potomky a neukazuje ani na zadny element. Pokud je tato
podminka splnéna, algoritmus kon¢i a vygeneruji se vystupni soubory. Pokud
vSak podminka splnéna neni, pokracuje se dalsim bodem.
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5. Metoda merge () volana v bodu 3 zajistila, ze nové vznikly element jiz v systému
zafazeny je, tj. element byl pridan mezi bazové elementy. Nyni je vSak nutné uzel
vznikly touto metodou vlozit do vSech stromil a zahashovat jej prislusnymi ha-
shovacimi funkcemi. K tomu slouzi metoda insert (), kterd uvnitt sebe vola
metodu hashNode (), ktera zabepecuje pravé ono hashovdni v rdmci stromu, né-
sledné po tomto kroku se vola metoda shakeIt (), kterd zatfese danym stromem.
Algoritmus pokracuje bodem 1.

VloZeni bazovych
elementii do systému
a jejich zahashovani
do viech stroma

Vybér kandidati pro
vytvofeni shluku - [«
select()

Y

0y
Vytvofeni nového
shiuku a jeho
zafazeni do
systému - merge ()

h
oy
Odstranéni
kandidat( ze vSech
stromil - delete()

R —

VloZeni nového bodu
do viech stromi a

jeho zahashovani -
insert()

¥

Test - konec

hashovani?

False

Obréazek 6.3: Zjednoduseny vyvojovy diagram algoritmu Twister Tries.
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Kapitola 7

Testovani

Spravnost implementace jsem ovérila pomoci jednotkovych testii. Tento zptisob testovani
jsem jiz popsala v kapitole 6. Pro kazdou tridu jsem vytvorila testovaci soubor se sadou
ruznych testl, kterymi implementace musela projit. Po kazdém zasahu do kédu jsem spus-
tila sadu vsech testil, ¢imz jsem zabezpecila spravnost implementace a zabranila zaneseni
chyby do implementace.

Schopnost algoritmu shlukovat data dle predpokladi jsem otestovala pomoci referenéni
testovaci sady 145 tuneld. Tato sada je ziskdana z 50 snimkd z 10ns simulace molekularni
dynamiky enzymu haloalkan dehalogendza DhaA [28]. Ziskala jsem ji pro ticely zavérecného
testovani a jednd se o vysledky shlukovani pomoci programu CAVER [28]. Tato testovaci
sada je oproti plné testovaci sadé pomérné mala. PIna sada obsahuje 10-100 tisic tunela [25]).
U algoritmu Twister Tries se vSak predpokladd, ze vzhledem k jeho linedrnim vlastnostem,
bude aplikovatelny se stejnymi parametry i na velkou testovaci sadu. Pravé u velké testovaci
sady se predpokladé akcelerace vypoctu, kterd na mensi sadé nemusi byt tolik znatelna.

Metodiku vyhodnocovani ziskanych vystupii s referenénim fesenim popisuji v podkapi-
tole 7.1. Poznatky tykajici se hashovaci faze popisuji v podkapitole 7.2 a poznatky dosazené
z testovani vysledki shlukovani a jejich vizualizaci popisuji v podkapitole 7.3.

7.1 Metodika vyhodnoceni vystupi

Vysledky obou algoritmu jsem porovnala pomoci Fuklidovské metriky [29], kterd se mi
pro tento problém zdala jak nejvice vhodna. Vybrala jsem ji z toho divodu, Ze porovnavam
body v prostoru a vysledky ziskané touto metrikou jsou dobfe pochopitelné a porovnatelné.
Vypocet jsem provedla pomoci vztahu [29]:

d([fl?l, L2y o vy l’n], [yla Y2, .., ?Jn]) =

Kde z,y jsou dva porovnavané tunely, n znac¢i pocet dimenzi tunelu a d je vypoctena
Euklidovskd vzdalenost mezi tunely.
Stejné jako jiné vzdalenostni metriky, musi i tato metrika spliovat axiomy:

e Axiom nezapornosti. Fuklidovskd vzdalenost vypoctend mezi dvéma body nesmi byt
zaporna, d(z,y) > 0.

e Axiom totoznosti. Body jsou identické, pokud je mezi nimi Fuklidovskd vzdélenost
nulovd, d(z,y) =0z =y.
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e Axiom symetrie. Musi tedy platit d(z,y) = d(y,x).

e Musi splnovat trojihelnikovou nerovnost. Méjme tii body x,y, z v prostoru, pak musi
platit d(z, z) < d(x,y) + d(y, 2).

Takto ziskané vysledky jsem poté vyhodnotila a vytvorila grafické vystupy v podobé
grafii. Dalsi porovnani vystupt jsem provedla na zdkladé vizualizace, kterou rovnéz provadi
i program CAVER [28], a to nasledovné:

e Tunel je vyjadren jako smérovy vektor. Pro kazdou dimenzi x, y, z se provede vypocet
prumérné hodnoty ze vsech desiti bodu, které tvori tunel. Tato primérna hodnota je
nasledné odectena od prvni souradnice tunelu.

e Prevod kartézskych souradnic smérového vektoru na sférické pomoci vztahi:

R
Y = atan2(y, x)

0 = arccos <§>

e Vyuziti balicku ggplot2 [35] pro programovaci jazyk R pro vygenerovani grafu, kde na
ose z je vynesen uhel ¢ (tihel odklonu polohového vektoru od osy z) a na ose y uhel
6 (ihel odklonu polohového vektoru od osy z).

7.2 Vybér hashovaci funkce a jejich parametra

Pri testovani jsem se rovnéz zamérila na hashovaci fazi algoritmu a jednotlivé hashovaci
funkce. Testovala jsem vliv vybéru hashovaci funkce a jejich parametri na schopnost al-
goritmu radit shluky do jednotivych kosit. Dale jsem sledovala vliv hashovacich funkci,
velikosti stromu a poc¢tu stromil na rychlost celého procesu shlukovani. VSechna svd mé-
feni jsem provedla na 5000 bézich programu a sledovala jsem zmény vypoctenych stiednich
hodnot sledovanych veli¢in. V grafech uvedenych nize neuvadim u téchto hodnot zadné jiné
statistiky, protoze cilem je ukazat pouze trendy vyvoje. Nejde o presné méreni hodnot.
Meéreni doby béhu programu jsem provedla tak, ze vzdy na zac¢atku algoritmu jsem zazna-
menala aktudlni ¢as systému v milisekundéach. Na konci algoritmu jsem opét zaznamenala
aktualni ¢as a rozdilem obou hodnot jsem dobu jednoho béhu programu — mezicas. Stejnym
zpluisobem jsem méfeni provedla pro vsech 5000 béhti a jednotlivé mezicasy jsem secetla.
Takové méreni vSak muze byt zatiZzeno urcitou nejistotou, jelikoz nijak nefiltruji zatéz proce-
soru jinymi ¢innostmi. Pokud je tedy v priabéhu méfeni procesor zaméstnan i jinou ¢innosti,
miuize odebirat prostfedky mérenému algoritmu a zkreslit tak cas jeho béhu.

Provedla jsem tato dil¢i méreni:

e Zavislost délky béhu programu na poctu stromt. Tuto zavislost vyjadiuje graf na
obr. 7.1 vpravo. Z grafu je patrno, Ze vypocetné nejnarocnéjsi se stava prvni typ
testovani na rovnost oznaceni kose (vysledek hashovani). Dale mizeme vidét, ze trend
funkei je linedrni. Kfivky v grafu se vsak nevyviji Gplné linedrné. Tato skutecnost je
zpusobena zfejmé nejistotou méfeni ¢asové délky béhu programu (viz vyse).
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e Zavislost délky béhu programu na velikosti stromd. Tuto zavislot vyjadiuje graf na
obr. 7.1 vlevo. Z grafu je opét vidét, ze vypocetné nejvic naroénym je prvni typ
hashovaci funkce (viz definice 5.1) pro stejné duvody uvedené vyse. Trend krivek je
opét linearni.

e Vliv pouzité hashovaci funkce na schopnost algoritmu rozdélovat shluky do kosa. Toto
pozorovani pro jednotlivé hashovaci funkce vyjadruji grafy na obrazcich 7.2, 7.3 a 7.4.
Z grafli na obr. 7.2 je patrno, Ze jiz od prvniho procesu hashovdni v systému vznika
velké mnozstvi kosu. Lze Tici, ze po 2-3 operacich hashovdni jsou data rozdélena
do kosti po jednom shluku. Vznika tak velmi jemné rozdéleni a nedochézi tak tplné
k naplnéni myslenky pouziti kost, tj. rozdéleni bodt mezi kose na zakladé Fuklidovy
vzdélenostni metriky [29]. Tuto skutecnost ovliviiuje nastaveni parametru hashovaci
funkce, ale hlavni vliv na tuto skutec¢nost méa vysoka dimenzionalita pouzitd v této
funkci. Resenfm je pouzit funkei s dostate¢nou velikost! kose. Z grafu vlevo je vSak
patrno, Ze proces hashovdni je i tak velmi jemny a po aplikaci dalstho hashovdni
v systému rychle vznika stejny pocet kosiu, jako je shluki.

Z grafii na obr. 7.3 vidime, Ze situace rozdélovani shlukt do kost se vyviji mnohem
vice podle nasich teoretickych predpokladu (viz podkapitola 3.2). V procesu hashovdni
vznikaji kose mnohem pozvolnéji. Pro nékteré parametry hashovaci funkce, definované
v 5.2, neni dokonce ani po Sesté operaci hashovdni v systému stejny pocet kost jako
shluki. Pravy graf vyjadruje pocet shluki, které spadaji na jeden kos, po jednotlivych
operacich shlukovdnd.

Grafy na obr. 7.4 charakterizuji tfeti hashovaci funkci ((viz definice 5.3)). Tato funkce
rozdéluje shluky do kost velmi hrubé a na jeden kos spadda mnohem vice shlukt nez
u predchozich pfipadt hashovacich funkei. Velkou vyhodou této funkee je jeji rychlost,
viz obr. 7.1.

U vsSech tfech hashovacich funkci je patrné, ze velikost offsetu nema zadny velky
prokazatelny vliv na zptisob ani rychlost hashovdni. Velikost kose je naopak dilezitym
atributem, ktery je nutné experimentalné ziskat a vhodné uréit pro kazdou aplikaci
tohoto algoritmu.

Casové narocnost referenéniho algoritmu average-linkage je podrobné popséna v ¢lan-
ku [28]. Referenéni testovaci sada, kterou jsem ziskala pro ucely testovani ziskanych vy-
sledkt1, byla vSak vygenerovana na jiném pocitaci, nez na kterém jsem své testovani prova-
déla. Tudiz nemohu dané algoritmy dostate¢né presné porovnat z hlediska ¢asové narocnosti.
Proto jsem se zamérila na testovani jevi, tj. pocet a vyska stromu a parametry hashovaci
funkce, které na c¢asovou narocnost maji vliv. Testovani bylo provedeno na pocitaci vyba-
veném procesorem Intel i5-6200U 2.30GHz° s paméti typu RAM o velikosti 8GB.

7.3 Vysledky shlukovani

Problém porovnani vysledki resim tak, ze 30dimenzionélni vektor soutadnic tunelu rozdélim
na deset bodt po 3 dimenzich. Na body ze dvou tuneli, ziskaného algoritmem Twister Tries
a referencniho, aplikuji Fuklidovskou metriku nasledujicim zptisobem:

e 7 procesu shlukovani obou algoritmu jsem vzdy vybrala poslednich pét tuneld, které
v procesu vznikly.

Shttp://ark.intel.com/products/88193/Intel-Core-i5-6200U-Processor-3M-Cache-up-to-2_
80-GHz
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vlevo vyjadiuje zavislost délky béhu programu na velikosti jednotlivych stromi. Je vidét, ze
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algoritmu rozdélovat shluky do kosu. Graf vlevo ukazuje, kolik kosu vzniklo po kazdé operaci
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15
14
13

0
) 40; 00;1000 C 82
2
S1u .40 =
K- 4,0;-20,0; 20,0 % 40 0,0:100,0
9 10 5,0;-20,0; 20,0 Q
’s = —8—4,0,-20,0; 20,0
g ° —e—35; 0,0;100,0 e
= 5,0;-20,0; 20,0
8 —8—35;-20,0; 20,0 2
S e .
7 ——25; 0,0;100,0 < 3,5 0,0;100,0
G
6 —e-25-200,200 % —8—3,5;-20,0; 200
s E —8-25; 0,0;100,0
4 z ——2,5,-20,0; 20,0
@
3 £
2
2 a

Pocet operaci hashovani Poget operaci hashovéni

Obrazek 7.4: Grafy vyjadiuji vliv volby parametri tfeti hashovaci funkce na schopnost
algoritmu rozdélovat shluky do kosi. Graf vlevo ukazuje, kolik kost vzniklo po kazdé operaci
hashovdni. Graf vpravo ukazuje, kolik shlukt praimérné spadlo do stejného kose. Legenda
vpravo u kazdého grafu charakterizuje testované parametry dané hashovaci funkce ve tvaru
velikost koSe, minimdlni hodnota offsetu, mazximdlni hodnota offsetu.
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e Vytvorila jsem kontingenc¢ni tabulku a na vsSechny dvojice tuneli jsem aplikovala
FEuklidovskou metriku. V tabulce jsem sledovala, jak jsou od sebe jednotlivé dvojice
vzdéleny.

Pro rychlejsi a srozumitelnéjsi orientaci v takto vytvorené tabulce jsem vytvorila zjedno-
duseny ukazatel vzdalenostni metriky. Pro kazdé dva tunely je vytvoren vektor obsahujici
deset hodnot, které odpovidaji vypoctené Euklidovské metrice mezi kazdymi dvéma 3D
body. Jako rychly ukazatel jsem pouzila stredni hodnotu metriky vypoctenou z tohoto vek-
toru. V tabulce jsem se vzdy zamérila na minimalni a maximalni hodnotu ukazatele. Takové
meéteni jsem provedla pro kazdy typ hashovaci funkce, u které jsem vytvorila priblizné 50
modifikaci parametr. Dosla jsem k nasledujicim zévéram:

e Pri porovnavani vysledku shlukovani na posledni drovni byly od sebe dvé trajektorie
tunelt vzdy pomérné hodné vzdélené. Na této Grovni jiz zifejmé dochdazi k velké gene-
ralizaci a shluk neni dobfe prepocitan. Pri porovnavani trajektorii tuneld na nizsich
urovnich bylo dosazeno mnohem lepsich vysledki.

e Velikost kose je vyznamnym parametrem hashovaci funkce, ktery ma vliv na kvalitu
shlukovanych dat. S volbou tohoto parametru souvisi parametry vytvoreni lesu pro
Twister Tries, tj. poCet stromil a jejich vyska. Zména offsetu hashovaci funkce méla
mensi vliv pouze u tfetiho typu hashovaci funkce (viz definice 7.4). Zména offsetu tak,
aby tésné obaloval rozsah vstupnich hodnot tuneli, nékdy pomohla ke zvyseni pres-
nosti nalezenych tuneli. Tato zména vSak nebyla nijak vyrazna. U hashovaci funkce
typu 1 (viz definice 7.2) se vSak zmény offsetu na kvalitu ziskanych dat neprojevily
viubec.

e U jednotlivych hashovacich funkci se mi podarilo dosdhnout nejlepsich vysledku pii
konfiguraci hashovaci funkce a lesu dle tabulky 7.1.

Tabulka 7.1: Optiméalni konfigurace paramatert hashovaci funkce a parametru stromu.

’ | Typ hashovaci funkce

1 2 3
Velikost kose [4] | 4,0 — 5,0 3,0—5,0 2,0-2.5
Rozsah offsetu 0—-100 | 0—100,—20—20 | 0 —100,—20 — 20
Pocet stromu 5—15 5—15 15—25
Vyska stromu 5 5—38 10 —15

Je tfeba podotknout, Ze vypoctené vysledky jsou datové zavislé na predchozich hodno-
téch, tudiz kazdy béh aplikace muze poskytovat trochu jiné vysledky. AvSak vySe uvedené

evvs

lenosti byla:
e 4,2 A pro prvni typ hashovaci funkce.
e 2,8 A pro druhy typ hashovaci funkee.

e 3,7 A pro tieti typ hashovaci funkce.
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Maximalni stfedni hodnota FEuklidovské vzdélenosti byla pro vsechny hashovaci funkce
14,0 — 15,0 A. Avsak téchto hodnot dosahovala metrika pouze p¥i porovnani trajektorii
tuneli, které byly vygenerovany jako posledni v obou algoritmech (kofen dendrogramu).
7 hlediska nalezeni nejpravdépodobnéjsiho vyskytu tunelu se jako nejslibnéjsi jevi hasho-
vact funkce typu 2 a 3. Pii jejich pouziti bylo dosazeno vysledki, které jsou v toleranci
s modelovym konceptem tunelu uvedenym v ¢lanku [28]. To ovSem neznamend, Ze vsechny
body vysledného tunelu musi nutné spadat do obalové plochy referenéniho feseni [28] (viz
obr. 7.5, 7.6 a 7.7).

Bohuzel, podobnych vysledkii lze dosdhnout i s jinymi konfiguracemi. Tudiz nasbirané
vysledky nejsou zcela prokazatelné. Predpokladanou hypotézou této prace bylo, zZe i pribliz-
nym shlukovacim algoritmem budeme schopni dosdhnout stejnych vysledki jako s exaktnim
algoritmem. Tuto hypotézu se vSak nepovedlo zcela potvrdit. Je vsak mozné, ze testovaci
sada pouze 145 tunelu byla prili§ mala na to, aby se zmény dostatecné projevily. Vétsi tes-
tovaci sadu jsem vsak neméla k dispozici, tudiz své tvrzeni nemohu potvrdit ani vyvratit.
Toto tvrzeni muze byt ovéfeno az v pripadné dalsi etapé testovani, kdy bude k dispozici
datova sada dostatecné velikosti. Dalsi moznosti vzniku nepredpokladanych vysledki muze
byt nevhodné koncipované hashovaci funkce.

Obréazek 7.5 znazornuje vztah mezi poslednimi péti vzniklymi tunely obou algoritmu
promitnuty v 3D prostoru. Z grafl lze jasné vidét, ze algoritmus Twister Tries dosel
k opravdu odlisnym vysledkim. Je vidét, ze nékteré trajektorie se vytvarely podobné jako
referenc¢ni, avsak od urcitého okamziku doslo k velkému vychyleni. Obrazek 7.6 zachycuje
referencni feseni ziskané algoritmem average-linkage. Obrazek 7.7 zachycuje graf, ktery od-
povida reseni ziskaného algoritmem Twister Tries. Grafy redukuji problém do 2D prostoru,
¢imz dochazi ke ztraté ¢asti nesené informace, a vizualizuji vyvoj shlukovani s parametrem
cut-off o hodnoté 10. Vizualizuje tedy vyvoj tohoto procesu s vyjimkou zachyceni vzniku
poslednich 10 shlukt. Po porovnani ziskanych vysledku s referenc¢nimi, lze opét vidét, ze
algoritmus Twister Tries neshlukuje data tak, jak bylo predpokladano a vysledky nejsou
shodné s vysledky ziskanymi pomoci exaktniho algoritmu.

“10 5l

Obréazek 7.5: Grafy znazornuji poslednich pét tunelt vzniklych v procesu shlukovani pomoci
20 stromid o vysce 10, ve kterém byl pouzit druhy typ hashovaci funkce s konfiguraci
— rozmezi offsetu: —20 — 20, velikost koSe: 4,5 A. Jednotlivé trajektorie tvoii deset 3D
bodu ziskanych z 30-dimenzionalnich soutadnic tuneli. Grafy zndzornuji stejnou situaci
pod jinymi pozorovacimi hly pro lepsi pochopeni. Grafy byly vytvoreny pomoci nastroje
MATLAB °®.
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Obrazek 7.6: Graf znazornuje referenéni feSeni procesu shlukovani. Barevné je rozliseno
deset poslednich shlukt, které se povedlo pomoci algoritmu najit.
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Obréazek 7.7: Graf znazornuje poslednich deset shluki, které vznikly v procesu shlukovani
algoritmem Twister Tries. Barevné je rozliSeno deset poslednich shluku, které algoritus
nasel. Shlukovani bylo provedeno pomoci 15 stromt o vysce 10 s vyuzitim druhého typu
hashovaci funkce s konfiguraci — rozmezi offsetu: —20 — 20, velikost kose: 4,5 A.

Shttp://www.mathworks.com/products/matlab/
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Kapitola 8
Zaver

V predlozené préci jsem se zabyvala vybérem vhodného shlukovaciho algoritmu pro shluko-
vani tunell v proteinovych strukturach, jeho navrhem a implementaci. Dale jsem se zabyvala
metrikami pro porovnani vicedimenzionalnich dat a jejich vizualizaci. Pfi vyvoji byla pou-
zita metodika testy fizeného vyvoje a po celou dobu vyvoje jsem pouzivala distribuovany
systém pro spravu verzi, GIT [9].

Z prostudovanych algoritmu jsem pro implementaci zvolila hierarchicky algoritmus Twis-
ter Tries [11]. Tento algoritmus pracuje ve dvou fazich. Prvni faze slouzi k predzpracovani
dat pomoci tzv. hashovacich funkci. Tyto funkce jsou sestrojeny na zakladé vzdalenostni
metriky a radi elementy do tzv. kost. V kosi se pak nachazeji takové elementy, které maji,
z hlediska pouzité metriky, od sebe vzdalenost mensi, nez je stanovend mez. Vyhodou téchto
funkci je, Ze pracuji velmi rychle. Druhou fazi je shlukovani elementt rozdélénych do kost.
V této fazi se algoritmus rozhoduje stochasticky. Diky témto vlastnostem pracuje algorit-
mus s linedrni ¢asovou i prostorovou slozitosti.

Vytvorila jsem navrh pro tento algoritmus pro programovaci jazyk Jawva, provedla jeho
implementaci a otestovani. Navrh byl vytvoren tak, aby implementaci bylo mozné integrovat
do programu CAVER [28], coz je nastroj zabyvajici se detekei titvart v ramci proteinovych
struktur. V ramci hledani takovych utvarua je vyuzivano shlukovani. Zde ma mnou navrzeny
algoritmus slouzit k akceleraci stéavajiciho algoritmu average-linkage [28]. Myslim si vsak,
ze pokud by algoritmus nemusel byt implementovan v souladu s rozhranim pro program
CAVER [28], bylo by jej vhodnéjsi implementovat v jazyce C++, coz by umoznilo dosah-
nout vyssi efektivity. Popfipadé zvazit implementaci v programovacich jazyce Python ¢i
R, jelikoz tyto jazyky jsou velmi ¢asto vyuzivany pravé védeckymi komunitami. Vstupné
vystupni rozhrani bylo rovnéz navrzeno a implementovano v souladu s koncepci programu
CAVER [28] a vyuziva se tedy vyhradné textovych soubort v nestandardnim formétu.
Myslim si, ze by bylo mnohem efektivnéjsi pouzit pro vstupné vystupni operace binarni
samoopravné soubory (napt. knihovna HDF [1]). Jejich vyhodou, ne vSak jedinou, je, Ze
umi efektivnéji pracovat s velkymi a vicedimenziondlnimi datovymi sadami. Pro praci se
soubory v téchto datovych formatech existuje velka fada knihoven pro rizné programovaci
jazyky. Déale existuji nastroje, které umi takto ulozena data primo zpracovat a zvizualizovat.

Testovani algoritmu jsem provedla na implementacni drovni a také na trovni ziskanych
vysledku ze shlukovani, pro jejichz otestovani oproti referencni sadé shlukovani (145 tunelu
nalezenych v 20 tisicich snimcich z 10ns simulace molekulové dynamiky enzymu haloal-
kan dehalogendza DhaA [28]) jsem zvolila Fuklidovskou metriku [29]. Na trovni testovani
spravnosti implementace jsem vytvorila sadu jednotkovych testi, které algoritmus spliuje
na 100%. 7 testovani vysledku shlukovani jsem dospéla k zavérum, ze algoritmus Twister
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Tries [1 1] nepracuje tak presné jako exaktni algoritmus average-linkage [28], jehoz vysledky
shlukovani byly pouzity jako referenc¢ni. Tato skute¢nost miize byt zptsobena nevhodnou
hashovaci funkci. Ve své implementaci jsem pouzila t¥i typy hashovaci funkce. Vsechny
pracuji na stejném principu a lisi se ve stupni redukce dimenzionality. Algoritmus s nimi
dosahuje podobnych vysledkt shlukovani, avsak velikost dimenzionality ma veliky vliv na
rychlost vypoctu. Z tohoto plyne, Ze pro dosazeni témér stejnych vysledki shlukovani nam
stac¢i pouzit jednodussi funkci, kterd redukuje dimenzionalitu problému.

Predpoklddanou hypotézou této prace bylo, Ze i pribliznym shlukovacim algoritmem bu-
deme schopni dosdhnout stejnych vysledku jako s exaktnim algoritmem. Tuto hypotézu se
vsak nepovedlo potvrdit. Je vSak mozné, zZe testovaci sada pouze 145 tuneld byla prilis mala
na to, aby se zmény dostateéné projevily. Dalsi moznosti je, Ze nebyla vytvorena vhodna
hashovaci funkce pro dany problém.
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Priloha A

Tridni diagram

© Trielmpl

© Twister_Tries

© ProcessOutput

+Trielmpl(HashFamiy(] hf)
© it hashLevellnt level)

o +Node hashiNode(Node merged_node}

© +void shakeTrie()

@ -Node traverseUp(Node node}

@ -Arraytist<Nodex lowerLevel(ArrayList<Nodex nodes)
© +5tring printActHashedLevel(int level, String filename)

<<abstract>>
©Trie

@ -int trie_height
% - Arraylist<ArrayList<Node>> spitmap
@ -HashFamiy(] hashFncs

o +Trie(HashFamily(] hf)
©+5tring printActHashedLevel(int level, string filename

o +Elements init_trie_with_nodes(Elements base_elements)
© wint get_trie_height()

o int get_hfiint level)

© it get_Jevellint height)

o +Arraylist<Node> get last_level()

©int get_node_from_level(int level. int index)

© it remove_node_from_level{Node node, int level)

o +int add_node_to_level(Node nade, int level)

© int get_niode_cnt(int level)

© +void hashalLevels()

© it hashLevel(int level)

© +Node hashiode(Node new_node}

© +void shakeTrie()

hashfncs

1

s, forést

@ -int b ent
@ -int trie_height

@ -int trie_cnt

@ -Arraytist=Triex forest

@& -HashFamiy(] hash functions
@ -Elements base_elemerts

1 -Elements elements
@ -Printwriter pw

& -Filewriter fw

@1 -Bufferedwriter b

© +ProcessOutput(Elements elements)
® -void

o int get hashFuncs_range(int from, int to]
@ -Trie addTrie(Trie t)
o +int getTriefint index)

f

© +int get.

o +int get_trie_height(}
o +Elements getBaseElements()
©+Node insert(Node node)

© sArraylist select()

© +Node remove(Node node)

© +Element remove(Elemert )

@ -Node traverseUp(Node node)

o +Element merge(Element eL, Elemernt e2)
© +Node merge(Node 1, Node n2)

©+void createForest()

© +Twister_Tries(int trie_cnt. int trie_height, HashFamily hf, Elements base_elems)

g filenarm

@ -void closeFile()

© +void printElements(}
+woid printDendrogram()

©+void printClustering_cutoff_uplint cut_off}

o +void printClustering_cutoff_ down{int cut_off)

@ -double euclideanDistance(Element e1, Element e2)
“void printclustering_cutofflint cut_off)

base_elements

© Node

@ -int orig_cluster_size

% -boolean bLeaf

% -Node parent

% -Arraylist<Node> children

% -Elements |_elements
-HashFamily, HashResult result

int level
% -Trie trie

& Processinput

@-File input
@ -Elements elements

+Processinput(string fiepath}
©+Elements getinputEements(}
©+File getinput()
©+void parseFile()

elerents
elements

<<abstract>>
©Elements

@1 -Arraylist<Element> elements

o sElements()

o int merge(Element clusterl, int el1_cnt. Element cluster2 int ¢l2_cnt)
wwoid clear()

o sElement add(Element e)

© +Element delete(Element e}

© +Element fil(Element el)

o sint size()

© it get(int index)

© +Elements addAll(Elements e)

o +Arrayist getall)

P

© +Node(boolean bLeaf, int level, Trie trie)

<<abstract>>

© HashFunction

& HashFamily

 ~HashFunction(HashFunction hf)
© +HashFunction(int min, int max, double dist, Random rand, int dims)
©+Elements hashit{Elements t)

1 -HashResult result

E=——

@ HashFunction2

o +int setLevelNum(int Inum)
©+Trie getTrie()

©+int getLevelNum()

o +void toLeaf()

©+void elementsToull()
©+void calcorigclustersize()
©+int setorigelustersizeint crt)

——

© Tunnels

© +Tunnels()
© +int merge(Element clusterl, int cl1_cnt, Element cluster2, int cl2_cnt)

o +int getOrigClustersize() <<abstract>> & Tunnel
© +HashFamily HashResult getResuit() & Element

: HashResult Has| -Double() tumnel

o +Elements addelements{Elements e} SJAUECTD & -ArrayList<Node> leaves
o +Element ) S-ntid

© +HashFamily(int min, int ma, double dist, Random rand)
© +HashResult getHashResult()

© +HashResult setHashResult{HashResult hr} -
© +Elements hashit{Elements t)
©+int get_min()

o +int set_minint min)

& ~HashFunction2(HashFunction2 hf)
& +HashFunction2{int min, int max, double dist, Random rand, int dims)
©+Elements hashit{Elements t)

© +Element removeElement(Element e)
© +Node addchild(Node child)

@ -Arraylist<Element> ancestors

© +Tunnel(int dims, int id)
> +Tunnel(int dimes, int id, List values)

© *Node removeChild{Node child)
o +int getchild(int index)

o +Araylist getChidren()

G +int childrencr

o +int get_max{)
o +int set_max{int max)

]

© +void childrenToNull()
© +void

©+int dims()

© +double get_dist()
© +double set_dist(double dist)

& HashFunction3

o +int get_offset() M
© +Random get_rand()

@ -void offset_gen()

& ~HashFunction3(HashFunction3 hf)
© +HashFunction3{int min, int max, double dist, Random rand, int dims)
©+Elements hashit{Elements t)

© +void transformToLeaf()
© +boolean isLeaf()

o +ode setParent(Node par_node)
©+Node getParent()

o +Elements getElements()

©+int getElement(int index)

o +int elements_size()

© +List asList()

© sElement(int dims, it id)
© vint getData(int index)

©+int setData(T data, int index)
O +List=T> fil{List<T= values)

o +Arraylist ancestors()
o Element setancestor(Element anc) [K-——
©+int getTunnelid()

© +Object addLeaf(object leaf)
o +Object removeLeaf{Object leaf)
o +Arraylist getleaves()

©sint getDatairt index)

© sList fil{List values)

5 vint setData(Object data, int index)
“List asList()

o +0bject addLeaf(Object leaf)

© +bject removeLeaf{Object leaf)
“Arraylist getLeaves)

Obrazek A.1: Ti{dni diagram navrhu algoritmu Twister Tries. Ridici t¥idou algoritmu je
trida Twister Tries, ktera zprostiedkovava stézejni stromové operace, tj. vybér kandidat-
nich uzli pro operaci shlukovani select (), operace shlukovani merge (), vymazéani uzlu ze
stromu delete() a vlozeni nového uzlu do stromu insert (). Tridy FElement a Elements,
reps. Tunnel, Tunnels, vytvateji rozhrani pro praci s entitami na nejnizsi irovni. Ttidy Node,
Trie a Trielmpl vytvareji rozhrani pro praci se stromem, jeho uzly a seznamem rozdélujicich
bodua. Tridy HashFamily a HashFunction tvori rozhrani a konkrétni implementaci vypoctu
hashovaci funkce. Tiidy HashFunction2 a HashFunction3 pouze implementuji jiné hasho-
vaci funkce. Tridy ProcessIinput a ProcessOutput zprostiedkovavaji zpracovani vstupniho
souboru pro algoritmus a vytvareji pozadované vystupy z algoritmu.
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Priloha B

Obsah CD

Tabulka B.1: Obsah pfilozeného CD.

’ Umisténi ‘ Obsah slozky
/ Soubor readme s popisem obsahu CD a navody.
/doc/pdf Text prace ve formatu PDF.
/doc/latex Zdrojovy text prace ve formatu TEX.

/src/Tuister_Tries | Zdrojové kédy algoritmu.

/src/UML_Diagrams | UML diagramy algoritmu Twister Tries.

/examples Vsechny vstupni a vystupni soubory, véetné referencnich.
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