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Abstrakt

Tato prace popisuje funkci jiz existujiciho programu pro zpracovani, porovnani a propojeni
archivnich matri¢nich zdznamu o osobach do struktury vhodné pro ulozeni do grafové da-
tabaze s vedlej$im tcinkem tvorby rodokment. Déle se vénuje jeho optimalizaci a zlepseni
presnosti vysledkt propojovani. Ukazuje nevhodné postupy a jejich alternativni feseni pro
zrychleni vypocetni doby béhu programu a rozsifuje program o dalsi funkce jako napri-
klad standardizaci jmen pro navysSeni Gispésnosti propojovani. Vysledkem téchto postupt je
dosazeni zrychleni pres 5000 %.

Abstract

This thesis is about optimalization and increasing precision of already existing program for
processing, comparing and linking archive records about people in a way to store them in
a graph database while constructing family pedigrees as a side effect. It shows where the
algorithm was approached badly and makes better alternatives for lowering the computation
time. It also presents new methods for increasing the precision of record linking like name
standardization and compares tests with the original program. Result of these changes is
accelerating the program by more than 5000 %.
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Kapitola 1

Uvod

V poslednich letech se genealogie stava mnohem c¢astéjsim konickem lidi po celém svété a
s rostoucim mnozstvim digitalizovanych matri¢nich zaznamu se otevira nové pole moznosti
pro vyvoj automatizovanych nastroju, které umozni rychlejsi a efektivnéjsi vyhledavani a
propojovani téchto zaznamu, nez jakého jsou schopni radovi odbornici.

Jeden takovy program je na FIT VUT sériové vyvijen studenty jako téma jejich zave-
re¢nych praci uz nékolik let a tématem mé prace je ve vyvoji tohoto programu pokracovat.
V této praci analyzujeme pouzité metody propojovaciho programu, identifikujeme jejich sla-
biny a zkusime navrhnout a implementovat alternativni reseni, kterd povedou k vyraznému
zkraceni vypocetni doby béhu programu, pripadné i zlepSeni Uspésnosti v porovnani za-
znamu a propojovani osob. V prvni ¢asti se sezndmime s teorii genealogie a rekapitulujeme
feSeni predeslych praci. Nésledné si strucné popiSeme predeslou implementaci a zakladni
funkénost programu, vysvétlime si, jaké postupy program pouziva na TeSeni problému se
spojovanim, a ukazeme vysledky ¢asové analyzy vykonnosti programu.

V druhé ¢asti pak postupné projdeme nejvice kritickd mista programu, nalezneme pro-
blémy v jejich aktualni implementaci a navrhneme alternativni postupy k docileni téhoz
vysledku za minimalizace vypocetni doby. Navrzené postupy implementujeme, otestujeme
a porovname s puvodni verzi, abychom si ukazali vysledky naseho snazeni.

Déle se budeme vénovat rozsiteni programu o standardizaci jmen, a to jak z hlediska
zvyseni efektivity, tak co se tyCe zrychleni v ohledu porovnavani zaznamt, poukizeme na
dalsi chyby a nedostatky v programu, které v ramci prace nebyly vyfeseny a navrhneme
dalsi postup, kterym by se vyvoj mohl ubirat.



Kapitola 2

Teorie

V této kapitole se seznamime se zakladnimi pojmy, které se tykaji genealogie, podivame
se na ruzné typy matri¢nich zdznamu a dalsich historickych prament, které program umi
zpracovat, co vSe z nich muZzeme vycist a nasledné shrneme obsahy predeslych praci, na
které tato navazuje [4, 5, 8].

2.1 Genealogie

Genealogie je historicka véda, kterd se zabyva mezilidskymi vztahy rodového ptavodu. Tedy
genetickou navaznosti lidi na sebe. Zakladnim pramenem genealogie jsou matriky. Ty se vSak
povinné zavedly az v 18. stoleti. Do té doby se musime spoléhat na ufedni listiny a knihy,
coz znamena, ze nejvice informaci je o majetnych a vyznamnych lidech, nikoliv poddanych,
kterych bylo mnohem vice. V moderni dobé se jako podpurny nastroj k tradi¢ni genealogii
pouzivaji i testy DNA. Genealogicky vyzkum zacind jedincem, od kterého pak muzeme
zkoumat jeho predky nebo jeho potomky.

2.2 Matriky a dalsi prameny

Matriky jsou ufedni seznamy jmen a pripadné dalSich iidaji, které se vazi k néjaké udalosti.
Déli se na zivé a mrtvé podle uplynulé doby od posledniho zapisu. Zatim co k zivym
matrikam se kvili ochrané osobnich idaji bézny ¢lovék nedostane, ty mrtvé jsou verejnosti
bézné dostupné. Kromé matrik k nalezeni vice informaci o konkrétnich osobiach muzeme
pouzit i jiné archivni zdznamy jako naptiklad soupisy majetku, nebo zaznamy o sc¢itani
obyvatel.

2.2.1 Kniha narozeni, rodny a krestni list

Kniha narozeni, rodné nebo pripadné krestni listy jsou zaznamy s detaily o narozeni ditéte
pripadné jeho kitu. Kromé jména a prijmeni ditéte se zde ze zdkona musi nachizet i datum
a misto narozeni, pohlavi a tdaje o rodicich, coz zahrnuje jejich jména, datum a misto
narozeni, statni prislusnost a misto trvalého pobytu. Kromé toho zde muzeme nalézt i
udaje o porodni babé, kiticim knézi, prarodic¢ich, praprarodi¢ich a kmotrech ditéte.



2.2.2 Kniha manzelstvi a oddaci list

Knihy manzelstvi a oddaci listy jsou matri¢ni zdznamy o uzavrenych snatcich. Mezi povinné
udaje v téchto zdznamech patii jména a piijmeni manzeli, jejich datum a misto narozeni,
datum a misto narozeni jejich rodici, datum uzavreni manzelského snatku a jména svédku.
Nékdy zde lze najit i misto bydlisté a datum narozeni svédki, idaje o oddavajicim knézi
a prarodic¢ich novomanzelil nebo informaci o tom, jestli néktery ze zucastnélych neni vdo-
vec/vdova.

2.2.3 Kniha amrti, dmrtni list

Knihy tmrti a amrtni listy jsou dokumenty s tidaji o zemielych osobach. Nalezneme v nich
datum a misto umrti, jméno, prijmeni, pripadné rodné prijmeni, datum a misto narozeni,
manzelsky stav, pohlavi, statni ob¢anstvi, misto trvalého bydlisté a jméno zijictho manzela
nebo manzelky. Také zde ale mohou byt informace o rodi¢ich a prarodic¢ich zemfelého,
jeho potomcich, pokud néjaké mél, tfetich osobach, které mély s imrtim néco spoleéného,
napriklad byly svédky smrtelné nehody, pe¢ovateli, nebo hrobnikovi, ktery mrtvého pohibil.

2.2.4 Scitaci operaty

Scitaci operaty, neboli popula¢ni censy, soupisy obyvatelstva, byly obecné zdznamy o lidech
slouzici hlavné k vojenskym a danovym uc¢elim. Typicky se zde nachazi idaje o obyvatelich
néjakého statku, takze vétsinou otce rodiny, ktery statek vlastni a jeho rodic¢ich, manzelce
a détech, ktefi tam s nim ziji.

2.2.5 Lanovy rejstrik a Poddanska priznavaci fase

Lanovy rejstiik neboli lanova vizitace je seznam poddanskych usedlosti a pozemku ze
17. stoleti. Prestoze lanové rejstiiky obsahuji enormni mnozstvi informaci co se ty¢e majetku
na ruznych statcich, pro nase ucely jsou pouze minimalné relevantni. Pro nas uzite¢nymi
informacemi zde jsou uidaje o majiteli pozemku, jeho Zené, pokud na ni jeho pozemek pri-
padl po jeho smrti, pfipadné jeho potomkovi, ktery pozemek zdédil. Poddanska priznavaci
fase je pak obdobny dokument z 18. stoleti, kde je sice osob uvedeno vice, ale nejsou mezi
nimi nutné stanoveny jejich vzajemné vztahy.

2.2.6 Urbar a Pozemkova kniha

Urbére a z nich nésledné vzniklé pozemkové knihy jsou soupisy majitelti panstvi pro evidenci
plati a davek jejich poddanych. Kromé dat a majitele, pfipadné majiteld, pokud jich bylo
vice, se zadné dulezité informace z urbart nedozvime. I tak jsou ale hodnotnym zdrojem,
protoze nam mohou potvrdit, kde se dané osoba v néjakém obdobi nachézela a také muzeme
lépe zamérit dobu narozeni nebo umrti, pokud nam tyto informace o dané osobé chybi.

2.3 Dosavadni implementace

V této sekci se sezndmime s fungovanim programu pro porovnavani archivnich zaznamu
a propojovani osob vyvijenym po radé studenty L. Tusimovou, A. Marhefkem a D. Po-
jezdalem. Ukézeme si strukturu vstupnich dat, hlavni tok programu, vyuzivané algoritmy
dulezité pro vyhodnocovani shod a vystupni data.



Jak lze vidét na nasledujicim diagramu (obr. 2.1), program lze rozdélit na 4 logické
celky — nacteni dat, porovnavani osob, vytvareni vztahi mezi osobami a uchovani této
reprezentace v paméti plus jeji perzistentni ulozeni do grafové databéaze.
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Obrazek 2.1: Schéma systému. Prevzato z [5], upraveno.

2.3.1 Vstupni data

Vétsina vstupnich dat je ulozena v rela¢ni MySQL databézi na fakultnim serveru do struk-
tury tabulek s na sebe navzajem se odkazujicimi prvky. Af uz se jedna o obecnou tabulku
zastiesujici vSechny vlastnosti pro kazdou archivalii, tabulku dat pro konkrétni typ matriky,
tabulku se jmény osob, nazvy statl, nebo seznam vinic, aktualné se v databazi nachazi pres
80 ruznych tabulek, takze jen demonstraé¢né popisu strukturu tri z nich.



Nazev sloupce | Datovy typ
id int
birth id int
marriage id int
burial id int
rel enum
title string
sname int
domicile int
street string
descr__num string
religion enum
birth_ date string
dead_ date string
work__place string
age float

Tabulka 2.1: Struktura tabulky person pro uklddani idaji o konkrétnich osobach

Kromé automaticky generovaného primarniho klice se v tabulce s daty osob nachazi
cizi klice na tabulku se zdznamem, kde je tato osoba vedena. Prestoze je struktura zdanlive
navrzend tak, ze by jedna osoba mohla odkazovat jak na zdznam o narozeni, snatku i tmrti,
realné je vyplnén vzdy pouze jeden z téchto sloupct, protoze osoby v tabulce Person jsou
generovany z udaju z onéch konkrétnich archivalii a propojeni stejnych osob se zaznamy
riznych typt je az jednim z vysledkd naseho programu.

Ve sloupci rel (relation) je pak typ vztahu této osoby k zaznamu. Napiiklad vztah
father k zdznamu o narozeni ditéte znamenad, ze dotyCnda osoba je otcem narozeného di-
téte. Vyctovy typ pro sloupec rel pak obsahuje jesté specidlni hodnotu main, kterd znaci
hlavni osobu neboli ,vlastnika* zdznamu. Pro onen zdznam o narozeni by to tedy byl sdm
novorozenec.

Déle se zde nachézi sloupce pro nazev ulice a ¢islo orientacni, nadbozenstvi, datum na-
rozeni a umrti, kde zase typicky zndme pouze jedno z nich, podle toho, z jakého zaznamu
osoba pochazi, vék (zemielého) a dalsi.

Nazev sloupce | Datovy typ
id int
archive id int
fond id int
signature string
inv int
type enum
langl enum
lang2 enum
lang3 enum
scan int

Tabulka 2.2: Cést tabulky register pro obecné tidaje o archivalii



V tabulce register nalezneme data, ktera jednak zastifesuji vSechny typy zaznami, ale
taktéz spojuji konkrétni redlnou pisemnost s jeji digitalizovanou verzi v databazi. Najdeme
zde odkaz na archiv, ze kterého zaznam pochazi, signaturu, konkrétni sken, jazyky zapisu
nebo jeho typ (viz 2.2)

Naézev sloupce Datovy typ
id int
register__id int
sex enum
dead int
birth date string
baptism__date string
owner int
parents_ marr__when string

Tabulka 2.3: Cést tabulky birth pro data ze zénamf o narozeni ditéte

Konkrétni adaje z matriky pak jsou tfeba v tabulce birth pro zdznamy o narozeni, kde
najdeme respektive mizeme najit pohlavi novorozence, jestli se narodil mrtvy, datum jeho
kitu, odkaz na dité jakozto osobu v tabulce person (polozka owner), ale nékdy napiiklad
i datum svatby jeho rodi¢u, coz muze byt velice uzitecné.

2.3.2 Nacteni dat

Jak uz bylo rfeceno, vstupni data pro zivou verzi programu jsou ulozena v MySQL databazi
(viz 2.3.1). K programu ovsem existuje i testovaci sada dat, kterd mé podobnou strukturu
jako data z databédze, akorat ze data v této sadé jsou ulozena v CSV souborech lokalné.
O nacitani dat se stard modul relational_database.py respektive csv_source.py v pii-
padé prace s CSV soubory a nacitani probihé po jednotlivych zaznamech. Nejdrive se zjisti,
zdali matefska archivalie zaznamu jiz v databazi existuje a potencialné se tam pridé, pak
se pro kazdou osobu vytvori instance objektu Person, kterd reprezentuje konkrétni osobu
a kromé konkrétnich tidaju dostupnych v zaznamu probiha pro kazdou osobu jesté odhad
doby jejiho narozeni a timrti podle nasledujicich predpokladii:

e Datum narozeni zemrelého je rok tmrti — jeho vék + 1 rok

« Zenich, nevésta a svédci na svatbé maji alespoi 15 let

e Matce narozeného ditéte je minimélné 15 a maximalné 45 let

¢ Otci narozeného ditéte je minimalné 15 a maximalné 60 let

o Datum narozeni / kitu a tmrti jsou od sebe maximalné 100 let

e Hrobnik, porodni baba, knéz, pecovatel a vSechny dalsi osoby vykonavajici néjaké
povolani maji minimalné 18 let

e Datum pohfbu je maximalné 1 mésic po datu umrti

e Kmotrim je minimalné 18 let



¢ Osobam uvedenym v lanovém rejstiiku bylo 18 k datu 1. ledna 1668
¢ Osobam uvedenym v poddanské priznavaci fasi bylo 18 k datu 1. ledna 1747
¢ Osobam uvedenym v urbari a pozemkové knize je minimalné 16 let

e Pokud jsou v zaznamu dalsi osoby, napiiklad rodice, jejichz vék lze z téchto pravidel
také omezit, ucini se tak

Daéle je potfeba data zpracovat do forméatu, v jakém s nimi program muze efektivné
pracovat, coz zahrnuje napriklad prevod dat do forméatu date z knihovny datetime, protoze,
jak muzeme vidét z tabulek 2.1 a 2.3, v databazi jsou data uloZena jako textovy Tretézec.
Nakonec jsou ulozeny informace o aktualné zpracoviavaném zaznamu a prechézi se do faze
porovnani.

2.3.3 Porovnani

V této fazi dostaneme seznam osob z néjakého archivniho zdznamu a jednu po druhé ji bu-
deme porovnavat se vSemi lidmi, kteri jiz v databazi ulozeni jsou. V ramci snizen{ prichodu
timto cyklem jsou lidé v databéazi rozdéleni do seznamu podle jejich pohlavi na muze, zeny
a neznamé, ¢imz se docili, ze se spolu nebudou porovnavat lidé rozdilného pohlavi. Déale se
z tohoto seznamu vyc¢leni jesté vSichni pribuzni osoby, kterd se chystd byt porovnavana, a
zbyli lidé z aktualniho zdznamu. Pfed samotnym postupem pri porovnavani vlastnosti si
jesté vysvétlime, jak se porovnavaji razné datové typy.

Slova

At uz jde o jména, prijmeni, ndzvy meést, ulic, povolani, nebo titul, vSe jsou to textové
fetézce, ve kterych se mohou vyskytovat a velice ¢asto opravdu vyskytuji chyby nebo jsou
zapsany v riznych jazycich, zdrobnéle, zkratkovité nebo neformélné. V databazi proto exis-
tuje tabulka normalizovanych jmen, kde najdeme pro rtzné varianty téhoz jména jeho
unifikovanou podobu. Tato tabulka ale ani zdaleka neobsahuje vSechna jména, se kterymi
se pri zpracovavani zaznamt setkame a z toho duvodu je potfeba néjakym zptisobem vy-
jadFit, jak moc jsou si 2 slova podobnd s vétsi pfesnosti nez pouze na SHODNA, JINA.
V programu se k tomuto osvéd¢ilo pouzivat Levenshteinovu vzdalenost. [10]

Levenshteinova vzdalenost mezi 2 slovy je definovana jako minimalni pocet znakt, které
je potieba v jednom slové pridat, zménit a odstranit, aby z néj vzniklo slovo druhé a vysledna
vzdalenost L pak je

L(wy,we) =i -w; +5-ws+d-wq

kde wy a weo jsou slova, mezi kterymi chceme vypocitat Levenshteinovu vzdélenost, i,s a
d je pocet operaci priddni znaku (insertion), zmény znaku (substitution) a smazéni znaku
(deletion), které je potfeba provést a w;, ws a wy jsou vahy téchto operaci.

Sama vzdalenost pro porovnani ale nestaci, predpokladejme, ze vSechny vahy jsou 1,
kdybychom pak méli 2 zjevné rizné osoby se jmény ,Max“ a ,Bob“, jejich vzdédlenost
by byla 3, protoze nemaji nic spole¢ného a musi se provést 3 substituce. OvSem pro jména
,Johan“ a ,Johannes“, ktera obé znaci stejné jméno a jeden ¢lovék je v prabéhu svého zivota
mohl v riznych dokumentech uzivat obé, je vzdalenost také 3, protoze se musi provést 3
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vlozeni znaku. Proto se v programu zavedlo pouzivani tzv. normalizované Levenshteinovy
vzdalenosti Ly, kterd se vypocitava jako

L(wl, ’wg)

Ly(wy,we) =1—
(o we) = 1 = e T, fwa)

Tim v nasem ptipadé dostaneme

L(Bob, Mazx) 3 3
Ly(Bob, Maz) =1 — o3 3 12y
n(Bob, Maz) mazx(|Bob|, | Max|) max(3,3) 3

L(Johan, Johannes) 1— 3 _ 1-0.375=0.625

Ly(Johan, Joh =1-
~(Johan, Johannes) maz(|Johan], | Johannes)) 8

Tedy zatim co jména ,Bob“ a ,Max“ maji skére 0, neboli jsou zcela odlisna, mezi jmény
,Johan“ a ,,Johannes* mame 62, 5% shodu.

Data (datum)

Vsechna data se porovnavaji 3 riznymi zpusoby a za kone¢ny vysledek se nasledné povazuje
nejvyssi skére z nich. Prvnim zptsobem je prevedeni data na textovou podobu a jeho
porovnani pomoci Levenshteinovy vzdalenosti (viz. 2.3.3 sekce Slova). Tim je mozné obejit
chyby v zapisu, opisu typu ,napsal 8, ale vypada to jako 6%, pripadné chyb ,,0 jednicku“,
kdyz si nékdo nepamatuje presné datum a splete se o 1 den, mésic nebo rok.

Druhym zptsobem je eliminovani raznych typu zapisu prehozenim pozice dne a mésice.
Méme-li tfeba 3. kvéten, nékde toto datum v ¢éiselné formé muze byt zapsano jako ,3/5%,
ale jinde zase jako ,,5/3“

Ttetim zptisobem je vypocet skore pomoci poméru véki osob ke dnesnimu dni, ktery se
pocita prakticky jako

A
S—F (§>

kde S je skére podobnosti, A je vék mladsiho, B je vék starsiho a F' je aktivacni funkce pro
stanoveni maximaln{ tolerance, definovana jako

z proz>0,9
Fla)=40 " |

0 jinak
To by podle [5] mélo Tesit nepfesnosti vzniklé tim, ze si lidé v minulosti pfesné nepamatovali
svij vek.
Cisla
Cisla se porovnivaji prvnim a tietim zptisobem pro datum. U tietiho zptisobu se akorat
nevypocitava vék, ale pracuje se rovnou s onim ¢islem. Viz 2.3.3 sekce Data (datum).
Souradnice

V programu je ulozen seznam mést s jejich zemépisnymi souradnicemi, abychom mohli vy-
pocitat vzdalenost mezi mésty. Vzhledem k velice omezenym zptisobim pfepravy se v mi-
nulosti lidé moc ¢asto nestéhovali a kdyz uz, tak rozhodné ne moc daleko. Proto, mizeme
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pouzit vzdalenost mezi mésty jako jeden z faktoru, ktery bude snizovat pravdépodobnost
shody osob. K tomu je vyuzivan tento vzorec

g 1— = prod <100
0 jinak

kde S je vysledné skore podobnosti a d je vzdalenost mezi mésty v kilometrech.

Osoby

Co se tyce porovnavani celych osob, program vyuziva pravdépodobnostni klasifikaci popsa-
nou Ivanem Fellegi a Alanem Sunterem v jejich praci A Theory for Record Linkage z roku
1969 [2]. Skére podobnosti dvou osob je vypocten souctem skére porovnani vsech diléich
udaji o osobach s aplikovanim predem definovanych vah na tyto udaje, které vypovidaji
o tom, jak moc by tyto tdaje mély o podobnosti osob rozhodovat. Kazda osoba ma az 25
udaju, které se mezi sebou mohou porovnat, ale vzdy se porovnavaji pouze ty, které jsou
u obou osob vyplnéné. Konecny soucet je pak normalizovan do intervalu < 0,1 > vydélenim
maximélnim moznym skére vsech porovnavanych idaju. Méjme napriklad tyto osoby

# ‘ Jméno | Pri{jmeni | Datum narozeni ’ Mésto | Titul

1 Petr Némec 3.7.1836 Ostrava | Ing
2 | Pepa | Krupicka 7.3.1836 Praha -
3 | Josef | Krupicka 3.7.1852 Praha -

Tabulka 2.4: Priklady tdajt osob

s témito vahami

Jméno ‘ Prijmeni ‘ Datum narozeni ‘ Mésto ‘ Titul
10 | 20 | 0,8 | 07 | 05

Tabulka 2.5: Priklady vah

Budeme porovnévat osobu 1 s osobou 2 a osobu 2 s osobou 3. Vysledky porovnani dil¢ich
udaju vypadaji takto:

Udaj 1 Udaj 2 | Skére Udaj 1 Udaj 2 | Skoére
Petr Pepa 0,500 Pepa Josef
Némec | Krupicka | 0,125 Krupicka | Krupicka 1
3.7.1836 | 7.3.1836 | 0,995 7.3.1836 | 3.7.1852 | 0,910
Ostrava Praha 0,429 Praha Praha 1
Ing - - - - -
Tabulka 2.6: Porovnani osob 1 a 2 Tabulka 2.7: Porovnani osob 2 a 3

Jméno a prijmeni je normalizovana Levenshteinova vzdéalenost, jak bylo vysvétleno
v 2.3.3, pro datum narozeni u osob 1 a 2 nam prvnim zpusobem porovnani dat Leven-
shteinovou vzdalenosti vyjde skére 0,75, druhym zptsobem, prehozenim dne a mésice sice
dostaneme totozné datum, ale skore po procesu prehozeni je omezeno na 0,5 a tfetim zpu-
sobem dostaneme hodnotu 0,995, ktera se zvoli, protoze je nejvyssi. U mést se taktéz voli
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nejvyssi vysledek, takze i presto, ze Praha je od Ostravy 280 kilometri vzduchem a z porov-
nani souradnic vyjde skore 0, Levenshteinovou vzdalenosti je podobnost 0,43. Titul u druhé
osoby chybi, takze se zadné porovnani neprovadi. Obdobné dojde k porovnani u osob 2 a
3, kde za zminku zase stoji datum, kterému skore Levenshteinovou vzdalenosti vyjde 0,5,
druhy zpusob se neaplikuje, protoze se nejedna o stejny rok a tietim zptsobem dostaneme
0,910.

Na prislusné skére je jesté potieba aplikovat prislusnou vahu, coz si muzeme predstavit
jako skalarni souc¢in vektoru se vsemi skére a vektoru vsech vah. Jelikoz se ne vSechny udaje
vzdy porovnaji, doplni se vektor skore nulami. Celkové skore S je pak soucet dil¢ich skore
s aplikovanymi vihami

S1 = (0.5,0.125,0.995,0.429,0) - (1,2,0.8,0.7,0.5) = 0.5 + 0.25 + 0.796 + 0.3 + 0 = 1.846

Sy =(0,1,0.91,1,0) - (1,2,0.8,0.7,0.5) = 0 + 2 + 0.728 4+ 0.7 4+ 0 = 3.428

Toto skore se ale jesté musi normalizovat vydélenim poc¢tem porovnanych atributi, coz jsou
v tomto ptipadé 4. Pravdépodobnosti shody P; pro shodu mezi prvni a druhou osobou a
P, pro shodu mezi druhou a tfeti osobou tedy jsou

S 1846

1= 1 %
So 3.428
2 =7 1 %

Toto ¢islo ale stale nemusi byt koneéné. Abychom se opravdu ujistili, Ze se jednda o jednu
osobu, pokud o nich mame tudaje, porovnaji se timto zptsobem i shodni predci obou osob
a jako findlni skore podobnosti dvou osob se pak povazuje vazeny prumér z vysledku jejich
porovnani a porovnani jejich predki.

Pred porovnanim dvou osob se ale provadi jesté rychlé predporovnani, kde se podle
téch nejvice zakladnich ddaji zjisti, zda-li osoby splnuji nutné prerekvizity a k detailnimu
porovnani vsech jejich idaji mé vibec dojit. Toto predporovnani se sklada ze dvou ¢asti —
potvrzeni spolecné doby zZivota a nalezeni spolecného tdaje.

Jelikoz se predpoklada, ze ne vsechna data jsou vzdy uplné presnd a zavedena pravidla
pro odhady dob narozeni a imrti (viz 2.3.2) nejsou vétsinou schopnd tyto udalosti konkrétné
zameérit, jak s datem narozeni, tak s datem amrti, se pracuje jako s intervaly. Pokud osoby
nemaji prinik v intervalu odhadu doby narozeni i v intervalu odhadu doby tmrti, jedna se
o ruzné osoby a zadné dalsi porovnani uz se neprovadi.
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Odhad doby Odhad
narozeni doby umrti

A
B

N i i —— -
1700 1730 1760 1790 1820

Obrazek 2.2: Priklad vypoctu spolecné doby zivota dvou osob. Osoba A se sice mohla
narodit ve stejnou dobu jako osoba B, urc¢ité vsak ve stejnou dobu neumftely.

Kdyz maji osoby spole¢nou dobu zivota, jesté se porovna jejich jméno, piijmeni, za-
méstnani a mésto, ve kterém ziji. Pokud nic z toho nepresdhne podobnost 90%, k dalsimu
porovnani také nedojde.

2.3.4 Propojeni

Poté, co je osoba z nového zaznamu porovhdna se vsemi' lidmi z databéze, prechazi se
do faze propojovani. Program vyuziva dva prahy pro rozhodovani o dalsich akcich — prah
shody a prah potencialni shody s hodnotami 0.9 respektive 0.7. Pokud pri porovnéani skére
podobnosti zadné osoby nepresdhlo prah shody, vytvori se pouze vazba potencidlni shody
se vSemi osobami, které presahly prah potencialni shody. Pokud se ale nasla alespon jedna
osoba, jejiz skore podobnosti presahlo prah shody, ze vsech takovych se vybere jedna z nej-
vyssim skoére podobnosti a dojde ke sjednoceni tidaji nové osoby s touto osobou. Jelikoz
sjednocenim Udaji dochézi vlastné k aktualizaci idaju o osobé, kterd uz v databazi je,
znovu se prepocitd skére podobnosti se vSemi osobami, které jsou s touto vedené jako po-
tencidlni shoda, aby se zjistilo, jestli se jejich podobnost nenavysila, a muze tak dojit ke
slouceni i zde, nebo nesnizila, aby se vztah potenciilni shody mohl zrusit.

2.3.5 Sjednoceni

Pri sjednoceni dvou osob se provedou prakticky jen 2 operace — kontrola potencialnich shod
a sjednoceni udaji. PTi porovnavani mohla nastat situace, Ze se osoba vyhodnotila jako
shoda s néjakou jinou osobou, ale zaroven jako potencidlni shoda napiiklad s otcem této
osoby. P1i sjednoceni tedy dochézi k odstranéni vztaht potencidlnich shod s pribuznymi.
Samotné sjednoceni tidaju je pak primocara zalezitost. Jelikoz nechceme zadné tdaje ztratit,
ukladaji se vSechny. Kdyz tedy dojde ke slouc¢eni osoby se jménem ,Pepa“ s osobou se
jménem , Petr“, je vysledkem osoba s mnozinou jmen Pepa, Petr. Jedind vyznamna véc pri
slucovani je zména intervald pro odhady dob narozeni a tmrti, které se omez{ na priniky
téchto intervall a jsou tak diky tomu presnéjsi.

Nejedné se o tiplné viechny, viz sekce Porovnan{
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2.3.6 UklAdani

Aby se pri porovnani zamezilo vytvareni extrémniho mnozstvi dotazt na grafovou databazi,
byl zvolen velice agresivni pristup nahrani a po dobu béhu programu udrzovani celé databaze
v pameéti v tzv. datové reprezentaci. Ta funguje jako abstrakce grafové databaze, ruzné typy
objektd v ni jsou ulozeny v seznamech a pro vytvareni vztahli mezi nimi se pouziva tiida
Relation, kterou lze reprezentovat orientovany vztah mezi dvéma objekty, tak jak tomu
je v grafové databazi. Jakmile se vSechna vstupni data zpracuji, objekty a vztahy z datové
reprezentace se 1 ku 1 ulozi do Neo4j grafové databéze.

Grafova databaze je typ NoSQL databéze, kde se ulozené udaje ukladaji grafickou for-
mou — pomoci vrcholl a hran. Kronkrétné v tomto projektu se vyuziva grafova databaze
Neodj, ktera pro dotazy nad svymi daty vyuziva jazyk Cypher.

2.3.7 Vystupni data

Vystupem programu je nahrani datové reprezentace na server s grafovou databazi. Tento
druh databéze uklada data do grafové struktury jako vrcholy a nasledné mezi nimi definuje
vztahy do hran spojujicich tyto vrcholy. Tento zptsob ukladani dat je pro uklddani vztahtu
mezi osobami velice vyhodny, protoze na rozdil od rela¢ni databize nemame potiebu pro
kazdy typ vztahu definovat novy sloupec, ktery tfeba u vétsiny zdznamu ani nebude vyplnén,
nebo rovnou celou spojovaci tabulku.

Aktualné se do grafové databaze ukldada 13 druht vrchola:

e Lanovy rejstitk e Scitaci operat
o Matrika e Ulice
o Meésto »
e Urbar
¢ Osoba

e, e Zaznam o kité
¢ Poddanska priznavaci fase

« Cislo popisné e Zaznam o svatbé

e Pozemkova kniha e Zaznam o tmrti

Mezi vrcholy pak existuje 40 rtznych druht hran, které je mohou propojovat. Na ob-
razku 2.3 muzeme vidét vyiez z vizualni reprezentace grafové databaze. Kdyz se zamérime
na vrchol ,,Anna“, muzeme zjistit, ze se jedna o osobu, ktera bydli na ulici Bozetéchova,
kterd se nachazi nékde ve mésté Brné, jeji manzel se jmenuje Jozef, maji spolu syna Jozefa,
oddaval je Antonin a za svédky jim byli Petr a Anezka.
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Obrézek 2.3: Piiklad grafové databaze. Pfevzato z [8].

2.3.8 Statistické metriky

Abychom mohli ovérit tispésnost propojovani, disponuje program pii praci s daty v pri-
lozenych CSV testovacich souborech, u kterych spravné vysledky propojovani zname, me-
chanismem pro zatazeni vysledku do klasifika¢nich tiid a vypocet statistickym metrik [7].
Po provedeni kazdého porovnani se tedy zkontroluje spravny vysledek a podle kombinace
programem urc¢eného a spravného vysledku se toto porovnani zaradi do jedné z kategorii

o Spréavné pozitivni (True positive) — TP — o dvou zdznamech se vyhodnotilo, ze patii

téze osobé, a byla to pravda

o Falesné pozitivni (False positive) — FP — o dvou zdznamech se vyhodnotilo, ze patii
téze osobé, ale nebyla to pravda

o Spravné negativni (True negative) — TN — o dvou zédznamech se vyhodnotilo, Ze patii

riznym osobam, a byla to pravda

o Fale$né negativni (False negative) — FN — o dvou zdznamech se vyhodnotilo, ze patii
riuznym osobam, ale nebyla to pravda

Pricemz nasim cilem je, aby se co nejvice vysledkt vyhodnotilo spravné, tedy aby co
nejvice porovnani bylo v kategori TP, nebo TN a naopak co nejméné v kategoriich FP a

FN.
Z kombinaci téchto kategorii pak lze vypocitat dalsi vykonnostni metriky pro lepsi

predstavu o kvalité vysledki vyhodnocovani. V programu jsou vyuzivany nasledujici:
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Presnost

Presnost, neboli precision, je mira spolehlivosti udavajici, jak moc se mizeme spoléhat na
to, ze pozitivni vysledek byl vyhodnocen spravné. Jde tedy o pomér spravné pozitivnich
porovnani ze vSech, ktera vysla jako pozitivni. Vyjadieno vzorcem:

TP

precision = m

Citlivost

Citlivost, neboli recall, ndm udéava, jak presné program dokaze pozitivni vysledek vyhod-
notit opravdu jako pozitivni. Jde tedy o pomér spravné pozitivnich porovnani vici vsem,
kterd méla vyjit jako pozitivni.

TP

recall = m—m

F-skoére

F-skore, F-mira, F; skore, nebo déle pouze jen F1, je metrika pro vyhodnoceni tispésnosti
testu kombinaci pfesnosti a citlivosti vypocitana jako jejich harmonicky prameér.

precision X recall

=2 —
precision + recall

Specificita

Specificita (specificity), je procento negativnich pripadu, které byli spravné vyhodnoceny.
Tedy:
TN

speczfzczty = m

Vyvazena presnost

Vyvéazena presnost, neboli Balanced accuracy, je pak metrika spolehlivosti, kterd, na rozdil
od norméalni presnosti, bere ohled na silné nevyvazené kategorie. To je v nasem pripadé
velice podstatné, protoze jen velice malo porovnani je ve skute¢nosti shoda, zatim co skoro
vSechna jsou ve skutecnosti neshoda. Vyvazend presnost BA je dana jako prameér citlivosti

a specificity.

BA— recall + Séoecificity

2.3.9 Statistiky stavu grafové databaze

Statistické metriky z predchozi sekce jsou uzitetné pro ziskdvani informaci o pribéhu po-
rovnavani, ale nedozvime se z nich, v jakém stavu je celd databaze po skonceni programu.
Abychom zjistili, kolik uzli se v databazi nachazi a jaky je jejich stav, program vypoci-
tava i dalsi sadu statistik, vytvorenych presné pro tento ucel. V testovaci sadé ma kazda
osoba preddefinovany identifikator, abychom mohli urcit, jestli je vysledek slouceni dvou
0sob spravny nebo Spatny. Pokud se slou¢i dvé osoby s rozdilnym identifikdtorem, vysledna
osoba si uchova vSechny jejich identifikatory. To umoznuje zavést ¢tyti kategorie, do kterych
osoby ve vysledné databazi muzeme klasifikovat.
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o Perfect (P) — konkrétni identifikdtor osoby je v celé databazi pouze jednou a osoba
s timto identifikatorem zadny jiny nema

o Mixed (M) — konkrétni identifikdtor osoby je v celé databézi pouze jednou, ale osoba
s timto identifikatorem m4 i néjaky dalsi

o Split (S) — konkrétni identifikdtor je v databézi vicekrat, ale vSechny osoby s timto
identifikdtorem zadny jiny nemaji

o Split_mixed (SM) — konkrétn{ identifikdtor ma vice osob a nékteré z téchto osob maji
i dalsi identifikatory

Kategorie P znamend 100% Uspé&sSnost programu pii vyhodnocovani téchto osob.

Kategorie S jsou pripady, kdy mezi sebou osoby mohou mit vztah potencidlni shody,
ale program o nich jesté nemél dost informaci, aby doslo k jejich slouceni. Osoby v této
kategorii jsou statisticky neutralni — sice nedoslo k chybé, ale ani k tispésnému propojeni.

Kategorie M a SM jsou pak chybové. V pripadé SM se lidé slucuji, jak se jim za chce,
a tato slouceni tak maji nulovou hodnotu a v pro M bud doslo ke spravnému slouceni vsech
zaznamu a stejné osobé, ale pripletla se tam i néjaka cizi, nebo se jsou to zdegenerované
zdznamy z kategorie SM o osobéach, o kterych byl v databézi pouze jeden zédznam (a tedy
jejich identifikdtor byl v databdzi pouze jednou uz od samého zacatku).
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Kapitola 3

Implementace

Vzhledem k tomu, Ze na programu uz pracovalo nékolik lidi a typicky jejich jediny zptisob
,komunikace* byly informace z programové dokumentace od jejich predchudcii, nachéazel
se program ve velice Spatném stavu. Nékteré funkce se stejnou funkcionalitou jsou defino-
vané vicekrat, mnohdy v modulech/tfidach, kam vibec nepatii. Déle program obsahoval
spoustu mrtvého kdédu a spoustu zrejmeé netestovaného kddu, ktery mozna nékdy v minulosti
fungoval, ale nyni s novymi typy archivnich zaznamu v rela¢ni databédzi generoval neose-
tfené vyjimky. Prestoze jsem vytvarenim vsSemoznych zaplat na tento déravy kod stravil
vyznamnou dobu, nebudu se jim vénovat, protoze nejsou vécné dulezité.

Hlavnim problémem programu je, Ze je velice pomaly. Testovaci sadu, ve které se nachazi
pouze 30 000 osob, je schopny zpracovat za 15 minut. KdyZ ho ale spustime nad celou
databazi, ve které se aktualné nachazi kolem 300 000 osob, rdzem doba béhu vystieli na
zhruba 110 hodin neboli 6600 minut. To je pouze 10x nérust ve velikosti vstupnich dat, ale
440x narust doby vyhodnocovani. Pokud bychom se bavili o porovnavani kazdy s kazdym,
méla by sloZitost programu byt O(n?). V nasem piipadé ale nové osoby porovnavame pouze
s lidmi, kteri uz v databazi jsou a prakticky polovinu z nich jsme schopni vyfadit rovnou
na zakladeé jejich pohlavi. Méli bychom se tak zhruba pohybovat nékde v rozmezi "—82 az "—22
Redlny casovy prubéh vsak vypada takto:

400 000
350 000 4
300 000 4
250 000 4

200 000 Program
o(n?)

Cas béhu (s)

150 000 4

100 000 -

50 000 4

0

T T T T T
0 50 000 100 000 150 000 200 000 250 000 300 000
Pocet porovnavanych osob

Obrazek 3.1: Doba béhu programu v zavislosti na poc¢tu zpracovanych osob v porovnani
s kvadratickou slozitosti
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3.1 Profilovani

Aby se dalo zjistit, kde presné se nachazi problémy, které program takto zpomaluji, musime
zmérit Cas, ktery byl v pribéhu programu straven v jednotlivych funkcich. K tomu slouzi
Profilovani. K profilovani byl pouzit nastroj lsprof pies rozhrani cProfile. Profilovani
ovsem pridava programu obii rezii, zvlast velkou kdyz je v programu velké mnozstvi volani
jednoduchych funkci. Po¢ateéni profilovani bylo tedy provedeno na nékolika mensich ¢astech
databéaze, kdy nejvétsi byla zpracovani 15 000 zadznamu z ruznych kategorii (cca 83 000
osob). Z vysledku tvodniho profilovani vyplynulo, ze vét$ina vypocetni doby programu se
travi pouze v téchto nékolika funkcich!:

Funkce Cas (s) | Cas (%)
main 6230 100
compare_record__... /<listcomp> 1650 26,5
levenshtein_distance 1550 24.9
check_ lifetime_ overlap 848 13,6
person/___eq 775 12,4
unite nodes 593 9,5
town__ distance 492 7,9
person/___hash 331 5,3
gc.collect 234 3,8

Tabulka 3.1: Casovy podil funkei na béhu programu pii spusténi nad 15 000 zdznamy

Funkce main reprezentuje cely program a je zde uvedena pouze pro prehlednost. List
comprehension ve funkci compare_record_with_graph_database se stard o vybirani osob
z databaze, se kterymi se nova osoba bude nebo nebude porovnavat. Funkce levenshtein_di-
stance vypocitava Levenshteinovu vzdalenost mezi slovy, person/__eq__ a __hash__ jsou
funkce pro porovnani dvou osob na shodu a vytvoreni hashe z objektu osoby pro praci
s hasovaci tabulkou, do které se osoby ukladaji pro jejich rychlé vyhledavani. Unite_nodes
slouzi ke spojeni tdaju dvou osob do jedné pii vyhodnoceni shody téchto osob. Funkce
town_distance slouzi k vypoctu vzdalenosti mezi dvéma mésty z jejich zemépisnych sou-
fadnic a gc.collect je volani ,Garbage Collectoru“ pro uvolnéni nevyuzivané paméti.

3.2 Vypocet vzdalenosti mést

V programu se na vypocet vzdalenosti mezi dvéma mésty vyuzival komplexni algoritmus
na vypocet presné vzdalenosti mezi dvéma body na geoidu, kterd dava sice velice presné
vysledky, ale o to narocnéjsi je jeji vypocet. Navic ona extra presnost, kterou tento algo-
ritmus poskytuje, se nejvice projevuje az na velkych vzdéalenostech. Vzhledem k tomu, ze
my pocitdme s relativné malymi vzdélenostmi (cokoliv nad 100km uz nés nezajimd) a na
extrémni presnosti by ndm také nemuselo zélezet (viz déle), je zcela zbytecné se tohoto
zpusobu vypoc¢tu vzdalenosti drzet.

Pouzitim funkce great_circle (ciz [9]) z knihovny geopy, kterd poc¢ita vzdalenost mezi
dvéma body jako vzdalenost bodd na povrchu koule s polomérem priumérného poloméru

! Jeliko# uvedeny list comprehension pracuje s objekty typu Person, je pravdépodobné, Ze &st jeho doby
mé prunik s funkcemi _ hash ~ a _ eq  tfidy Person. Totéz plati i o funkci unite_nodes. Ostatni
funkce vsak na sobé nezavislé jsou.
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Zemé, jsme schopni pouze s minimalni ztratou presnosti tento vypocet vyznamné urychlit.
Na vzdalenostech do 100km je maximélni chyba/odchylka vici puvodnimu vypoétu pouze
0.32%, coz i na maximdalni vzddlenosti déld jen 320 metrd. Mnohem zajimavéjsi je ale
rychlost vypoctu, kterd je vudi puvodni implementaci nizsi skoro o 95 %. Z puvodnich 492
sekund pri spusténi nad 15 000 zaznamy dostavame néco kolem 25 sekund.

200

182,6

175 A
150 ~
125 ~
100 -
75 4
50 A

Priméma doba vypoctu (us)

25 A 9,2

NN |

Plvodni implementace Implementace s great_circle

0_

Obrazek 3.2: Porovnani rychlosti puvodni a nové implementace vypoctu vzdalenosti

3.3 HasSovani a porovnavani objektti Person

Stejné tak jak tomu je v rela¢nich databazich, i grafové databdze potfebuji pri ukladani dat
mit u kazdého zaznamu primarni kli¢, ktery jej bude jednoznac¢né identifikovat. Za primarni
kli¢ muzeme v relacnich databézich oznacit néjakou kombinaci sloupcti, pro kterou vime,
Ze se na vice fadcich ur¢ité nebude opakovat. Béznéjsi reseni ale je mit primarni kli¢ pouze
jako 1 samostatny sloupec. Kdybychom vsSak v nasem pripadé u osob chtéli pouzit néjaky
udaj, ktery o nich jiz mame ulozeny, jako priméarni kli¢, daleko bychom nedosli, protoze
jedna z nutnych vlastnosti primarniho klice je, ze vzdy musi nabyvat néjaké hodnoty a my
u zadného tdaje nikdy nemame jistotu, ze urcité byl v zaznamu vyplnén. Druhym faktorem
je pak i to, ze jednoznac¢ny identifikdtor obcani, jako je napriklad rodné ¢islo, se na nasem
uzemi zavedl az v roce 1946 a my pracujeme typicky s mnohem starsimi zaznamy.

7 tohoto duvodu se pro kazdou nové piichozi osobu do systému vygeneruje tzv. uni-
verzalné (nebo globalné) unikétni identifikdtor, neboli UUID respektive GUID (viz [3]).
Coz by samo o sobé bylo naprosto v porddku a nemélo by skoro ani smysl se o tom zmi-
novat. Problém ovsem nastava v situaci, kdy za¢neme pracovat s haSovacimi tabulkami
nebo sekvenéné prohleddvat seznamy, kvuli ¢emuz se nad UUID objekty (podle kterych se
osoby identifikuji) musi neustale volat funkce pro porovnani a vytvoreni hashe. A i kdyz
tyto operace nepatif mezi nejdrazsi, pii miliardéch volani, kterych vzhledem k N? slozitosti
dosdhneme uz pfi relativné malo osobach, se kazdd nanosekunda projevi.

Reseni? Pretypovani a cachovani

UUID je ve své podstaté pouze 128bitova hodnota, neboli ¢islo. Pokud pracujeme pouze
s timto ¢islem a piSeme kéd ,,bezpecné® — tedy nepotiebujeme extra rezii, napriklad typo-
vou kontrolu pfi kazdém porovnani, kterou tiida UUID provadi, mizeme namisto UUID
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objektu pracovat pouze s objekty typu int. Z testi pak vychézi, ze porovnani objektt int
je az Ctyrikrat rychlejsi nez porovnani objektu UUID.

200

175 +
150 ~

134

125 ~
100 -
75 4

207 323

B

Funkce eq  dvou UUID objektd Funkce eq  dvou int objektd

25 7

Priméma doba wvypoctu (ns)

0_

Obrazek 3.3: Porovnani rychlosti porovnavani objektti UUID a int

Totéz v mensi mife plati i pro hasovani téchto datovych typu. Hasovani je samoziejmé
narocnéjsi proces nez pouhé zjisténi rovnosti, ale i tak ndm zména typu z UUID na int
poskytne 153% zrychleni tohoto procesu. To ale neni vSe. Protoze v haSovaci tabulce jsou
na vétSinu osob po ¢as prubéhu porovnavani ,kladeny dotazy“ vicekrat, identifikacni ¢islo
konkrétni osoby se od jejtho vytvoreni uz neméni a hasovaci funkce pro stejny vstup dava
vzdy tentyz vystup, neni potreba ten stejny hash vypocitavat opakované. Kazdy objekt
Person si nyni pfi vytvoreni spoleéné s ¢iselnou hodnotou svého UUID vytvori a ulozi i
jeho hash, aby v budoucnu nemusela hashovaci funkce byt volana opakované. Timto zcela
zanedbatelnym zvednutim naroku na paméf jsem tak zrychlil praci s hashovinim osob
o dalsich 203 % vuci ukladani int misto UUID objektu a celkové o 668 % oproti puvodnimu
FeSent.

39 .6

Primérna doba vypoctu (ns)

Hasowvani UUID Hasovani integeru Nacteni hodnoty

Obrazek 3.4: Porovnani hasovani identifikdtoru a nacteni predem ulozené hodnoty
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3.4 Kopirovani seznami

Nejvice vytézujici funkei v itvodnim profilovani byl list comprehension ve funkci compare_-
record_with_graph_database. Podstatou této funkce je zpracovat vSechny osoby uvedené
v jednom konkrétnim archivnim zaznamu. Kromé vytvoreni vztahti mezi osobami podle
jejich role v zaznamu, tato funkce jesté vymezuje, s jakymi osobami z databdze se noveé
prichozi bude porovnavat. To zahrnuje vytvoreni seznamu piibuznych dotyéného, vytvoreni
seznamu vsech osob z aktualniho archivniho zaznamu a nakonec vytvoreni seznamu vsech
osob z databdaze, které nejsou v ani jednom z téchto dvou seznami. K tomu se vyuziva tzv.
list comprehension, neboli zplsob zipisu vytvoreni nového seznamu na zikladé podminek
a jinych iterovatelnych objektd, v tomto pripadé dvou seznamt.

Kazdy jiz zpracovany ¢lovék v databazi se tak musi otestovat na pritomnost v seznamu
pribuznych relatives a v seznamu osob z aktudlniho zdznamu current a protoze to jsou
seznamy, tak to v praxi znamend sekven¢ni pruchod obou z nich a porovnavani kazdy
s kazdym, navic s absolutné minimalni Sanci na dspéch, protoze v jednotlivych zdznamech
nebyva vice nez 20 lidi, rodiny také nebyvaji nikterak rozsahlé a v celé databazi mohou
byt desitky az stovky tisic osob. To vse jesté korunuje fakt, Ze se tim az na par vyjimek
vyrabi kopie celého seznamu s osobami v databazi. Tento seznam sice obsahuje jen reference
na objekty, ne objekty samotné, takze v fadech desitek az stovek tisic osob se bavime
o kopirovani pouze nékolika jednotek MB. I to se ale nascita a pti zpracovani celé databaze
uz jsou to desitky GB. V pripadé, ze bychom databazi dale chtéli rozsitovat, mohl by se
z tohoto stat zavazny problém.

Elegantnim a jednoduchym feSenim je nejdiive prevést seznamy relatives a current
na mnoziny. Mnoziny jsou datové struktury na bazi hasovaci tabulky. To znamena, ze se
ze sekvenéniho prochazeni seznamu, kde vyhledani konkrétni osoby ma linearni slozitost,
O(n), dostaneme na piimy pristup k hodnoté, neboli konstantni slozitosti, O(1).

Déle jsem z téchto dvou mnozin udélal jednu mnozinu exclude, kde jsou vsichni pribuzni
i lidé z aktualniho zadznamu, ktefi maji byt vyclenéni z porovnani a redukoval tim tak pocet
nutnych testil na pritomnost v mnozinach ze dvou na jeden.

Tteti krok pak byl delegovat rozhodovani o tom, s kym se osoba bude a nebude po-
rovnavat, na funkci fidici porovnavani. Tedy misto kopirovani celého seznamu s odkazy na
vSechny osoby a vyclenéni mnoziny exclude pro vytvoreni vyfiltrovaného seznamu osob,
se kterymi se nova bude porovnavat, posilam porovnavaci funkci cely seznam vsech osob a
mnozinu exclude, af si za béhu provadi filtraci sama bez kopirovani.

Delegovanim filtrace do stadia porovnavani se na jednu stranu zvedla ¢asova naroc¢nost
porovnavani na vzorku 15 000 zdznamu o zhruba 300 sekund, ale na stranu druhou tim za-
roven zcela zaniklo onéch 1650 sekund ve funkci compare_record_with_graph_database,
takze cely program byl oproti ptivodni verzi pri ivodnim profilovani zrychlen o skoro 28 %.

3.5 Garbage Collector

Python je interpretovany jazyk, coz znamena, ze ke béhu Python programu je potieba ex-
terni program, ktery kéd naseho programu bude provadét, tzv. interpret. Jednou z vyhod
interpretu je, Ze za nas spravuje veskerou pamét, kterou nas program chce alokovat a v mo-
mentu, kdy si nas program fekne o dalsi, ale on ji od operacniho systému neni schopny
dostat, at uz z divodu celkového nedostatku paméti, nebo kvuli manualné nastavenému
omezeni, spusti sviij podprogram zvany Garbage Collector, ktery pomoci sledovaciho algo-
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ritmu zjisti, které ¢asti alokované paméti muze uvolnit. K tomu ale potfebuje, aby po cas
tohoto hledani program s paméti nepracoval, a proto ho zastavi.

Kromé toho, ze kdyz je program zastaven, logicky nemuze pracovat, je samotné prohle-
davani paméti celkem narocénd operace. Proto je zcela nevhodné volat tento proces manualné
vzdy po provedeni slou¢eni 100 osob. Pokud by to mélo byt potieba, mohl by se tento limit
zvednout alespon na 1000, nebo jinou hodnotu, pfi které dopad na celkovy vykon bude za-
nedbatelny. Kazdopadné ja jsem po zvazeni manudlni volani Garbage Collectoru odstranil
uplné, protoze, jak uz bylo receno, v pripadé potreby se spusti automaticky.

Presny vysledek této zmeény nelze jednoznac¢né urcit, protoze je zavisly na hardwarovych
podminkéch stroje, na kterém je program spustén, ale maximalni a v mém osobnim pripadeé i
realné zrychleni je 4 %, nebot disponuji dostateénym mnoZstvim paméti, aby za cely prubéh
programu nemusela byt uvolnovana.

3.6 Preventivni odstranovani pri sjednocovani

Program si pro urychleni préce vede seznamy osob konkrétniho pohlavi (muze, Zeny a ne-
zndmé), aby nové prichozi osoby nemusel porovnédvat se vemi lidmi opa¢ného pohlavi, kde
uz predem vime, ze bude vysledek negativni. To muze délat, protoze lidé v minulosti po-
hlavi béhem zZivota neménili. Bohuzel uvnitt databaze se nam zavedenim neznamé hodnoty
pohlavi ¢asem pohlavi osob ménit muze — kdyz jsme ji nasli v zdznamu, ze kterého jeji
pohlavi ziejmé nebylo, ale pak se k nam dostane dalsi zdznam o této osobé, kde jeji pohlavi
bude specifikovano.

Funkce unite_nodes fungovala tak, Zze na vstup dostala osobu z databéaze, a osobu
z nové prichoziho zdznamu, ktera se s ni méla sloucit. Osoba z databaze byla odstranéna ze
seznamu pro osoby stejného pohlavi, kterého aktualné nabyvala, pak probéhlo sjednoceni
udaja téchto osob a findln{ osoba s aktualizovanymi udaji byla zase pridana do prislusnoho
seznamu osob se stejnym pohlavim.

Vyhledat ale osobu v seznamu pro jeji odstranéni znamena sekvencéné seznam prochazet
a kazdou jeho polozku testovat, dokud se tato konkrétni osoba nenajde. To znamend celkem
narocna operace a vzhledem k tomu, ze ve vétsiné piipadi osoby své pohlavi pii slucovani
udaju neméni a byly tedy odstranény ze seznamu, kam jsou hned zase vraceny, i celkem
zbytecnda. Vyrazné lze zrychlit pribéh této funkce jen tim, ze se pocateéni pohlavi osoby
ulozi, idaje osob se spolu slouci, porovné se poc¢atecni a konecné pohlavi a az v pripadé, ze
se pohlavi osoby slou¢enim zménilo, je tato osoba z jednoho seznamu vynata a do jiného
seznamu vlozena.

Uz po aplikovani predeslych zmén se ¢as straveny v této funkci snizil z puvodnich 593
sekund na 357 sekund a pridanim této kontroly zmény pohlavi jakozto podminku pro pre-
fazeni do jiného seznamu, se z téchto 357 sekund na vzorku 15000 zdznamu stalo pouhych
137 sekund, pricemz konkrétné odstranovani ze seznamil, jehoz podil v této funkci ¢inil 270
sekund z 357, se snizilo na 52 sekund. To znamend 160% zrychleni oproti verzi po predeslych
zméndch nebo 333% zrychleni proti ¢asu z tivodniho pofilovani.

3.7 Vypocet prekryvu dob zZivota

Jedna z nejjednodussich funkci celého programu je funkce check_lifetime_overlap pro
vypocet prekryvu dob narozeni a tmrti dvou osob. Prestoze se jedna pouze o 1 logicky
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vyraz, je tato funkce jedna z nejnaroc¢néjsich, alespon co se celkové doby stravené v ni tyce,
protoze se jedna o takovou vstupni branu k porovnani dvou osob.

Kompletni porovnani dvou osob je velice ndro¢né operace, v programu je proto vyuzivan
jednoduchy test na prekryv odhadované doby narozeni a imrti téchto dvou lid{ a az v pri-
padeé, Ze se potvrdi, Ze tyto osoby zily ve stejném obdobi, porovnavaji se jejich zbylé osobni
udaje. Déle, pokazdé, co se najde shoda s jinou osobou a dojde ke slouc¢eni udaji, odhad
dob narozeni a tmrti se mize zménit, takze je nutné prekontrolovat vSechny potencidlni
shody téchto osob. To, po predeslych zménach redukujicich pocet volani funkci _ hash_
a__ eq__,deéla z této funkce nejvolanéjsi funkci v celém programu a druhou nejnaro¢né;jsi
funkci na vypocetni cas.

Nagcitani vstupnich dat v programu fesi pro kazdy druh archivélie jind funkce a ruzné
funkce vytvareli rizni lidé az v moment, kdy ve Skolni databazi pro tyto archivalie vznikly
tabulky. To mélo za dusledek, ze kazdad z téchto funkci si data nacitd viceméné jak se
autorovi zamanulo, a ta jsou tak nekonzistentni. U vétsiny idaju toto nehraje zadnou roli,
typicky fetézce se ukladaji 1 ku 1 a zadny prostor pro rozmanitost tam neni. Opravdu velky
problém je ale v ukladani datumi. Ty se nékde ukladaji do typu datetime ze stejnojmenné
knihovny datetime, ale jinde jen jako typ date z této knihovny.

Tento problém uz sice byl predeslym autortim znamy, ale z néjakého absurdniho divodu
se jej nékdo rozhodl fesit ne pfi nacitani dat, ale pravé ve funkci na vypocet prekryvu dob
zivota. Konkrétné prvni véc, co tato funkce pred samotnym vypoctem ucini, je kontrola
vSech ¢ty hodnot pro pocatek a konec intervali pro narozeni a tmrti na typ datetime, a
kdyz se o datetime jednd, transformuje ho na typ date.

Jak uz jsme si rekli driive, toto je nejvolangjsi funkce celého programu, protoze se jedna
o vstupni branu k porovnavani, ke které se minimalné dostanou kazdé dvé osoby, co se maji
porovnat. Pro 83 000 osob v 15 000 zaznamech to znamend stovky miliont prichodu touto
funkci. Jako datetime se ukladd jen minimum ze vSech nactenych dat a prevod na date
staci provést pouze jednou. To v praxi znamenalo, ze ve vice nez 99,9999 % pripadech se
v této funkci provedla Uplné zbyteé¢na kontrola datového typu Ctyi hodnot.

Predélal jsem tedy vSechny funkce pro nacitani dat tak, aby datum ukladaly jako typ
date a tuto kontrolu z vypoctu prekryvu doby zZivota oddélal. Jen zavedenim této datové
konzistence se Cas straveny v této funkci snizil na 22,7 % puvodni hodnoty. To znamena
348% zrychleni, coz neni Spatny zacatek.

Udaje o téchto datech se u kazdé osoby ukladaji do dvou rizngch slovniki, jeden pro
narozeni, druhy pro umrti, které obsahuji polozky ,od* a ,do“ s typem date. Slovnik je
sice velice efektivni struktura pro vyhledavani dat, ale v tomto pripadé uklddame vzdy
pouze 2 hodnoty, mezi kterymi nic hledat nepotfebujeme, prosté chceme bud tu prvni,
nebo druhou, ale vétSinou obé, a neustalé hasovani klica pro pristup k témto hodnotam
zbytecné zpomaluje celou funkci. Také poc¢itani s date neni zcela efektivni, kromé extra rezie
s kontrolami datovych typtu a prepoctem cCasovych zoén se datum porovnava po slozkéch.
Jen ulozenim dat jako jednoho ¢isla, kterd se celd porovnaji jednou operaci, docilime zhruba
10% zrychleni funkce pro vypocet prekryvu dob Zivota.

Toho muzeme docilit tak, ze puvodni datum z typu date pievedeme na pocet dni od
néjakého pevného bodu Ty. Za Ty jsem zvolil datum 1. ledna roku 1500, aby pocet dni
k tomuto bodu vychazel pro vSechna data v databézi jako pozitivni ¢islo, ale zaroven tato
¢isla nebyla zbytecné velkda. To znamend, ze pokud bychom méli osobu, jejiz datum narozeni
mame vytycené nékdy do obdobi mezi 5. lednem 1500 a 10. tinorem 1500, tento odhad by
se prevedl na interval ,,od*“ 4 ,do* 40.
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Navic ted v tomto stavu pouzivame jednoduchy datovy typ, konkrétné integer, a to
nam vzhledem k tomu, zZe celd funkce na porovnavani dob narozeni a imrti pouziva pouze
zakladni aritmeticko-logické operace, umoznuje tuto funkci prepsat do kompilovaného C
modulu za pomoci jazyka Cython. Tim jsem se zbavil rezie, kterou s sebou nesou Python
objekty, ¢imz jsem dosahl dalsiho 76% zrychleni.

Porad se do této funkce ale predavaji argumenty ze slovniki, které po vsech téchto
upravach maji zasadni podil na celkovém casu. To jsem vytesil prevodem téchto slovnikt
na seznamy, Cili prosta pole, u kterych se nemusi nic hasovat a C modul pfimo pristupuje
na potiebné indexy. Coz vyustilo v dalsi 100% zrychleni.

Celkové tedy bylo dosazeno vice nez 1600% zrychleni v rdmci funkce na vypocet pre-
kryvu dob zZivota, coz ¢ini 94 % tspory ¢asu a cely program byl timto zrychlen o 15 %.
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Obrazek 3.5: Srovnani délky vypoctu prekryvu zivota dvou osob po pridani jednotlivych
optimaliza¢nich prvka

3.8 Zavedeni proménné slots

V Pythonu kazda instance tiidy obsahuje slovnik, ktery uchovava jeji stav prostfednictvim
atributa. Tento pristup poskytuje vysokou flexibilitu, protoze muzeme pridavat nové atri-
buty instancim jiz definované t¥idy, ale také muze vést k nadmérné spotiebé paméti, protoze
kazda instance tfidy si musi vést vlastni slovnik, a snizeni vykonu, kvili naslednému vy-
hledavani v téchto slovnicich. V této sekci se zaméfim na vyuziti proménné _ slots_ |
kterd mtze vyznamné prispét k efektivnéjsimu vyuziti paméti a zrychlen{ programu, zvlast
pokud vytvari velké mnozstvi instanci raznych trid.

Proménnd _ slots_ je specialni tiidni proménné, kterou lze ve tfidé definovat pro
omezeni dynamického vytvareni atributt. Deklaraci _ slots_ urcujeme pevnou struk-
turu atributd, které mohou byt instancemi tiidy pritazeny a eliminuje se tak vytvareni
slovniku __ dict__ pro kazdou instanci, coz zredukuje pamétovou naroc¢nost a zrychli pri-
stup k témto atributtum, protoze nebude potieba vyhledavat klice ve slovniku.

Nevyhodou zavedeni __ slots_  je nemoznost dynamicky pridavat instancim nové pro-
meénné, coz ovsem v programu nikde neni potieba, a moznd nekompatibilita s nékterymi
knihovnimi funkcemi, ktera se ale pii aplikaci v nasem programu nikde neprojevila.
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Deklaraci _ slots_  jsem prakticky zadarmo dosdhl 6% zrychleni celého programu a
pravdépodobné byla i snizena pamétova narocnost, coz vSak méfeno nebylo.

3.9 Standardizace jmen

Protoze spousta jmen v databazi obsahuje rizné preklepy, nebo i kdyz opis z archivalie je
presny, samotny zapis se mize liSit mezi matrikami, napriklad jedna osoba je v rtznych
zaznamech vedend pod jmény ,,Joan“, ,,Joannes“, ,Johannes“, ,,Johanes®, , Johan., ,Joh*,
nebo ,Joan., je pro spravnou funkci programu potieba mezi témito slovy najit néjakou
podobnost. K tomu slouzi funkce levenshtein_distance pro vypocet normalizované Le-
venshteinovy vzdalenosti mezi dvéma slovy. Jedna nevyhoda tohoto pristupu je, ze vypocet
funkce Lehvenstainovy vzdéalenosti mezi skoro kazdymi dvéma osobami je velice zdlouhavy.
Pro pfipad s 15 000 zdznamy je to po predchozich optimalizac¢nich zménach 48 % celkové
doby béhu programu. Jelikoz se k tomuto tcelu vyuziva knihovni funkce, neni mozné ji jed-
noduse upravit a navic lze predpokladat, ze z hlediska vykonu bude navrzena spise dobre.
Jesté dalsi nevyhodou je, Ze ani vysledky tohoto vypoctu nejsou moc presné. Napriklad
pro jiz zminéné slova ,, Joh a ,Joannes® je skére podobnosti 0,29, coz nestac¢i ani na prah
potencialni shody, natoz na slouc¢eni téchto osob. V databéazi sice existuje tabulka normali-
zovanych jmen, kterd by vSechny varianty téhoz jména méla unifikovat na jedno slovo, ale
v soucasném stavu se v ni nachazi pouze 47 jmen a tim padem se normalizace vyuziva v po-
rovnani pouze u 1,46 % osob. Ve zbylych pripadech, kdy standardizované jméno dostupné
neni, vypocitaval program podobnost jmen normalizovanou Lehvenstainovou vzdalenosti.

Ja jsem standardizaci jmen rozsifil o seznam standardizovanych jmen dostupnych na
webu projektu DEMoS?, diky ¢emuz se pocéet porovnani s normalizovanymi jmény zvedl
z 1,46 % na 93 %, a Cas ve funkci levenshtein_distance se snizil o 88 %, ¢imz se cely
program zrychlil o 59 %. Aby se pfi kazdém spusténi programu nemusela jména z webu
stahovat, program nebyl na funkénosti webu zavisly a neménil vystupy zejména pii testo-
vani, v pripadech, kdy na webu dojde k aktualizaci nebo opravé jmen, byla aktudlni verze
seznamu jmen z dubna 2024 ulozena ve formatu vhodném pro nacteni do slovniku do JSON
souboru.

Bohuzel vyuziti normalizace nepfineslo pouze pozitivni vysledky, ale i néjaké negativni.
False Positive pripady u porovnavani narostly o 7,7 % a False Negative az o 29 %.

Narust False Positive pripadu se dal ocekavat, protoze normalizaci jmen se zvedla po-
dobnost osob, které maji stejné jméno, pricemz skére podobnosti ostatnich vlastnosti ztstalo
stejné, takze typicky osoby stejného jména, o kterych vime jen velice malo a jejich nenorma-
lizovana verze jmen prahu shody nedosahla, nyni néjakého z prahti podobnosti dosdhnout
mohou. To by se do néjaké miry dalo Tesit snizenim vahy pro jméno nebo vyuzitim spoleh-
livosti skore podobnosti, které udava jak moc se muzeme spolehnout na skére podobnosti
podle toho, kolik idaji se mezi osobami porovnavalo, jejiz vypocet v programu uz sice je,
ale jeho vysledky se nikde nevyuzivaji, aby jméno samotné nestacilo pro vyvolani slouceni
0s0b.

Narust False Negative pfipadt uz mi pak tak jasny neni. Jak presné ke spatnému vyhod-
noceni pozitivnich pripadt dochézi, se mi zjistit nepodafilo, ale je mozné, ze kvili tomu, ze
standardizovana forma nékterych polozek ze seznamu na webu byla vytvorena pocitacem,
se rizné formy stejného jména klasifikovaly jako riiznd jména. Kazdopadné z analyzy False
Negative pripadu jsem zjistil, Ze mnoho z nich jen tésné nedosahuje hranice pro potencialni

*http://www.genealogickadatabaze.cz/
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shodu. SniZenim této hranice z puvodnich 0,7 na 0,6 se mi povedlo docilit jesté o 30 %
nizsich pripadta False Negative nez pred normalizaci.

3.10 Druha faze profilovani

Po vSech vyse uvedenych zménach se podivame na jejich souhrnny vliv provedenim dalsiho
profilovani programu.

Funkce Cas (s) | Cas (%)

main 2203 100

unite nodes 274 14,4

get_ family_relatives 240 10,9

komunikace s databazi 241 10,9
levenshtein_distance 188 8,5
check set wvalid 117 5,3
check_ lifetime_ overlap 49 2,2
person/___hash 40 1,8

person/___eq 23 1

town__ distance 2 0,1

Tabulka 3.2: Casovy podil funkei na béhu programu pi¥i spusténi nad 15 000 zdznamy
po provedeni nékterych optimalizaci

Jak muzeme vidét, nejvice problémové funkce detekované pri tivodnim profilovani se mi
uspésné povedlo odstranit a na tomto konkrétnim vzorku byl cely program zrychlen o 185
%. Samozrejmé tento seznam obsahuje jen nepatrnou ¢ast vSech funkci, které se v programu
volaji. Uelem této tabulky je identifikovat nové naroéné funkce (s procentudlni zatézi nad 3
%) a demonstrovat rozdil ¢asu u funkei, které byly optimalizovdny. Zaroven zde nemd smysl
uvadét korenové funkce v programové hierarchii, které samy nic nepocitaji, ale provolavaji
vSechny ostatni funkce, ¢imz v nich program stravi tieba 40 % svého casu.

Nutno také podotknout, ze ve vyse uvedenych funkcich je velky ¢asovy prekryv. Zejména
u funkce get_family_relatives, kterd z 98 % prispivd svym casem k casu funkce
unite_nodes.

Nyni, kdyz je program dostateéné optimalizovan, mohu provést profilovani i vétsiho
vzorku dat. To je potieba udélat zejména kvili tomu, aby se odhalily napiiklad exponenci-
alné narocné funkce, které se na mensich vzorcich jesté nestihly dostateéné projevit. Takto
vypadaji vysledky profilovani na vzorku 30 000 zaznami, coz odpovida 153 000 lidem.

Funkce Cas (s) | Cas (%)
main 8358 100
get_ family_relatives 2288 27,4
levenshtein_distance 580 6,9
komunikace s databazi 452 5,4
check set wvalid 412 4,9

Tabulka 3.3: Vysledky profilovani pro N3ggog

Jak lze vidét, t1i z téchto funkci rostou zcela podle predpokladu, a sice komunikace s da-
tabézi, ta ma prakticky linedrni prabéh a nic s ni délat nemizeme, funkce check_set_valid
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pro kontrolu jestli mnozina neobsahuje nulové a prazdné hodnoty (dvé osoby, jejichz pri-
jmeni nezname a jsou tak obé reprezentovina prazdnym retézcem, neznamena, ze maji pri-
jmeni stejné) roste zhruba kvadraticky, coz také bylo ocekdvano, totéz plati pro
levenshtein_distance. Prekvapenim je funkce get_family_relatives, ktera se na men-
Sich vzorcich tvéarila neskodné, ale nyni pfi narustu osob o pouhych 83 % navysila svij
potfebny cas o 853 %.

Smyslem funkce get_family_relatives je pii nalezeni shody, pfed sloucenim osob,
vyhledat cely rodokmen druhé osoby, aby se odstranily vSechny potencialni shody s rodin-
nymi prislusniky této osoby. Ackoli se naro¢nost tohoto procesu na malych vzorcich zdala
zanedbatelna, s ¢im vice osobami a rodinami pracujeme, tim jsou rodiny vétsi a Sirsi a jejich
prohledavani je tak zdlouhavéjsi. Kazdy ¢lovék ma 2 rodice a ti maji také 2 rodice atd. Pro
N prohledavanych generaci, pak bude mit kazda osoba minimalné 2V pi¥ibuznych.

Tento fakt mtizeme pozorovat i na datech:
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Obrézek 3.6: Cas funkce get_family_relatives v zavislosti na poétu osob

Pocet zaznami | Pocet osob ‘ Cas (s) ‘ Cas (%)

3 000 19 000 11 4,8
6 000 36 000 45 8

15 000 83 000 240 10,5
30 000 153 000 2 288 274

Tabulka 3.4: Cas funkce get_family_relatives v zavislosti na poétu osob

Mezi prvnimi dvéma testy je narust osob pouze 1,9krat, ale ¢as straveny hledanim
pribuznych je vice nez ¢tyrnasobny. To by jesté bylo v poradku, ale ¢im vice osob program
zpracovava, tim horsi tento pomér je. Mezi prvnim a poslednim testem je sotva 8krat vice
osob, ale 208krat vice ¢asu hleddnim pribuznych.

Tento proces je sice dulezity, aby nahodou nedoslo ke slouceni s predkem a nevznikaly
tak cykly v rodokmenu, ale je zcela zbytecné vyhledavat v databazi cely rodokmen. Kazda
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novéa osoba uz mé néjaky odhad doby zivota podle toho, z jakého typu archivniho zaznamu
byla vzata. Déale program pocité se spoustou limitaci pro rizné udalosti. Naptiklad ze matka
mohla porodit nejdiive v 15 letech nebo Ze maximalni doba zivota ¢lovéka je 100 let. Diky
témto limitacim muzeme vyrazné omezit hloubku prohleddvani rodokmenu.

Origindlnimu feseni mozna také moc nepomohl zpiisob implementace pres iterativni
pruchod oboustrannou frontou s néjakou abstrakci sméru, ktery urcuje, jestli se zpracuje
prvek zepredu, zezadu, nebo z obou stran. Upiimné jsem s absenci jediného komentére
vibec nepochopil, o co se autor snazil, a ptfi hlubsi analyze jsem v kédu nasel i nékolik
mrtvych vétvi.

Rozdélil jsem tedy tuto funkci na dvé nové. Jedna pouze prochazi vztahy konkrétni
osoby a vraci seznam vsech dalsich osob, se kterymi zpracovavana osoba ma jeden ze vztahu
uvedenych v seznamu vztahti, ktery funkce bere jako vstupni argument. Druhd funkce pak
jen zavold prvni funkci nejdiive pro osobu, jejiz pribuzné chceme nalézt, ¢imz zjistime
pribuzné vzdélené o 1 generaci. Nasledné ji vola pro tyto pribuzné k nalezeni ptibuznych
vzdalenych 2 generace atd.

Vysledky s vyuzitim moji implementace dopadly néasledovné:

Pocet zéznami | Pocet osob | Cas (s) | Cas (%)
3 000 19 000 1,8 0,8
6 000 36 000 5,1 0,84
15 000 83 000 18,5 0,9
30 000 153 000 170 2,7
45 000 189 000 225 2,5

Tabulka 3.5: Rist casu get_family_relatives v zavislosti na po¢tu osob po optimalizaci
funkce

Rychlost rustu byla vyrazné omezena a pro N3pggp se mi povedlo dosdhnout zrychleni
1245 %, coz je velice dobry vysledek.
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Obrazek 3.7: Cas staré a nové implementace funkce get_family_relatives v zavislosti
na poctu osob
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Pocet zéznami | Pocet osob ‘ Cas (s) ‘ Cas (%)

3 000 19 000 11 4,8
6 000 36 000 45 8

15 000 83 000 240 10,5
30 000 153 000 2 288 274

Tabulka 3.6: Rist casu ve funkci get_family_relatives v zavislosti na poc¢tu osob

7 grafu na obrazku 3.7 muazeme vidét, nejen Ze nova funkce je o poznani rychlejsi, ale
zaroven i to, ze rychlost rustu ¢asu nové funkce se pro vyssi N snizuje. Diky omezeni hloubky
prohledavani rodokmenu totiz existuje teoretické maximum pro pocet vyhledanych osob a
bez ohledu na pocet generaci rodiny, které jsou v databazi uloZeny, funkce toto maximum
nemuze prekrocit.

3.11 Redukce vypocti Levenshteinovy vzdalenosti

Program pracuje s rtiznymi prahy pro shodu a neshodu dvou tudaji. Napriklad ve funkci
basic_check_of_two_person se za prah shody povazuje presdhnuti hodnoty 0,9. V pii-
padé porovnavani slov je skore podobnosti rovno normalizované Levenshteinové vzdalenosti
(viz 2.3.3 sekce Slova). Problém tohoto pristupu je, ze uz jen vypocitat Levenshteinovu
vzdalenost je naro¢né a néasledné se musi jesté normalizovat a porovnat s néjakou prahovou
hodnotou, typicky ve formatu ¢isla s plovouci fadovou ¢arkou. O Levenshteinové vzdale-
nosti vime, ze jde o pocet operaci pridani, odebrani nebo zmény znaku, coz ndm umoznuje
stanovit odhad minimalni vzdalenosti dvou slov na rozdil jejich délek — tento rozdil udava
pocet znaki, které se musi odebrat/ptidat, i kdyby zbytek slov byl stejny. Jestlize pak
nejdelsi jméno v databazi ma napriklad 20 znakd, mtuzeme pro prah 0,9 s jistotou Fici, ze
pokud rozdil délek dvou slov je alespon 2, Levenshteinova vzdédlenost mezi témito slovy je
také minimélné 2 a normalizovand Levenshteinova vzdalenost je pak maximéalné 0,9, coz
neni vice nez 0,9 a vysledkem je tedy neshoda. Vyhodou této metody je, ze ve spousté
pripadu vibec Levenshteinovu vzdalenost nemusime pocitat. Navic zjisténi délky Fetézce
v Pythonu mé konstantni slozitost (a pro normalizaci vzdalenosti se musi zjistovat tak
jak tak) a porovnéni celych ¢isel je zhruba o 10 % rychlejsi nez porovnani ¢isel desetin-
nych. Vyhodnoceni takového vyrazu je pak 7-10krat rychlejsi nez vypocet normalizované
vzdalenosti v zavislosti na délce porovnavanych slov. Samoziejmé ne vzdy vypocet na této
podmince skondéi a v takovych pripadech vzdalenost konvenénim zptisobem spocitat potieba
je. Primeérné zrychlen{ vypoc¢tu normalizované Levenshteinovy vzdalenosti tedy z testti nad
aktudlni databézi ¢ini pouze 290 %. Cela aplikace se pak zrychlila o 7,5 %.

3.12 Dalsi drobné zmény

V této sekci si ukazeme dalsi drobné optimaliza¢ni zmény, které na programu byly provedeny
pro zlepseni jeho vykonu. Na rozdil od ostatnich zmén, kterym byla vénovana celd sekce,
tyto zmény mély za nasledek jen minimélni zlepseni vykonu, nebo sice urychlily néjakou
funkci vyrazné, ale program této funkci nevénoval dost c¢asu, aby se tato zména vyrazné
projevila i na dobé béhu celého programu.
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3.12.1 Selektivni import funkci

V programu byl typicky vyuzivan pristup importovani celého modulu a néasledné ptistupo-
vani k potfebnym funkcim z tohoto modulu pfes referenci teckovou notaci. To ovsem pridava
extra krok, ktery interpret musi provést pri vyhledavani této funkce ve jmenném prostoru,
tedy extra potfebny c¢as. Selektivnim importem konkrétnich funkci do modulu, ze kterého
je chceme volat, se tomuto extra kroku, ktery by interpret pii kazdém volani musel provést,
muzeme vyhnout. Za normalnich okolnosti je takoviato zména prakticky nepozorovatelna,
ale v pripadé funkce control_if_compare, ktera je spolecné s check_lifetime_overlap
(sekce 3.7) nejvice volanou funkei celého programu, uz rozdil viditelny je.

Smyslem funkce control_if_compare je rozhodnout, zda ma dojit k detailnimu porov-
nani dvou osob. To provede nejdiive volanim funkce check_lifetime_overlap pro tyto dvé
osoby pro kontrolu prekryvu jejich dob Zivota a pokud tento test vyjde, zavola jesté funkci
basic_check_of_two_person, kterd provede porovnani jmen, piijmeni, bydlist a nazvu
povolani. Nasledné vraci hodnotu True, pokud obé volané funkce vratily True, jinak vraci
False. I pfesto, ze funkce samotnd tedy vlastné skoro nic nedéla, a presto v ni program pti
testu s 15 000 zaznamy travil 355 sekund. Obé volané funkce byly odkazovany pres nazvy
moduli, ve kterych se nachédzely. Po pfidani importi pro tyto funkce, zménou na jejich
piimé volani a provedeni dalsiho testu, byl cas straveny ve funkci control_if_compare
pouze 320 sekund. Zavedenim selektivniho importu funkei tak bylo docileno zhruba 11%
zrychlen{ u funkce control_if_compare.

3.12.2 Zkratové vyhodnocovani

Python, jakozto i spousta dalsich jazykt, vyhodnocuje logické vyrazy zkratové. To znamena,
ze pokud bychom méli naptiklad tyto dva logické vyrazy, které jsou vyznamové ekvivalentni

t1 AND to OR t3 (31)

t3 OR to AND t4 (32)

a porovnavali bychom postup jejich vyhodnoceni pro nasledujici hodnoty

Proménna ‘ Hodnota

t1 False
to True
t3 False

pro vyraz 3.1 by se vyhodnotila pouze proménna ti, protoze jeji hodnota je False a tim i
vysledek celého vyrazu, nehledé na to, jakych hodnot nabyvaji proménné to a t3.

Pro vyraz 3.2 by se ale musela nejdrive vyhodnotit proménné tgz, kterd ma hodnotu False
a v operaci OR nam sama nic nerekne, dale proménna to s hodnotou True, diky které je cela
leva strana vyrazu pravdiva a nasledné i proménna t1, aby cely vyraz mohl byt vyhodnocen.

To znamend, ze pouze nevhodnym poradim provadéni operaci se mize doba vyhodnoceni
tohoto vyrazu az ztrojnasobit.

Vyraz shodny s vyrazem 3.2 pouziva funkce check_date_cross, kterd porovnava podob-
nost dvou dat na zakladé prohozeni poradi dne a mésice v zapisu jednoho z nich. Hodnota
t3 je rovna shodé dnt, hodnota t9 je rovna shodé mésici a hodnota t; je pak shoda roku.
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Teoreticky, pokud jsou data v pribéhu roku zastoupena rovnomérné, je pravdépodobnost
pravdivosti vyrazu tg a tg zhruba %. Kvuli poradi operaci OR a AND se vzdy budou muset
provést alespon 2 vyhodnoceni a to konkrétné v

12 (353

2

pripadu. Ve zbylych 3,2 % se budou provadét vSechna tri vyhodnoceni. To znameni, Ze
se prumérné provede 2,03 vyhodnoceni. Pokud bychom tento vypocet prepsali do tvaru
vyrazu 3.1, nastaly by i situace, kdy se provede pouze jedno vyhodnoceni — kdyz hod-
nota t; bude False, coz z testu na aktudlnich datech z databaze nastava v 97 % pripadu.
Pravdépodobnost provedeni dvou vyhodnoceni by pak byla

12

0.03- — =0.1%

365 ’
a ve zbylych 2,9 % by se provedla vyhodnoceni tfi, coz by znamenalo primérné provedenych
1,06 vyhodnoceni, neboli zrychleni této funkce o 92 %.

3.12.3 Sekvencni prochazeni hasovaci tabulky

V programu se hojné misto obyc¢ejnych seznamt pouzivaji mnoziny pro zabranéni vkladani
duplicitnich zdznamt a zvysSeni rychlosti vyhleddavani. Mnoziny funguji na bazi hasovaci
tabulky, takze vyhleddvani v nich ma konstantni ¢asovou slozitost. Prestoze tiida set dis-
ponuje funkei intersection, jejiz prumérnda slozitost je O(min(len(s),len(t))), kde s a ¢
jsou mnoziny [6], na nékolika mistech v programu se pouziva klasicky sekvené¢ni prichod se
dvéma vnorenymi cykly, kdy se kazdy prvek z prvni mnoziny porovnava s kazdym prvkem
z druhé mnoziny. Podle po¢tu prvkia v téchto mnozinach vyuziti funkce intersection tiidy
set urychli nalezeni spole¢nych prvku dvou mnozin az o 1250 %.

3.12.4 Vektorizace aplikace vah

P1i porovnavani dvou osob se nejdrive vypocitaji diléi skére podobnosti pro vSechny udaje
o téchto osobach a nasledné se provede skalarni soucin s predem definovanym vektorem vah.
Pro tento vypocet se vyuzivaly slovniky a kazda polozka slovniku s dalsimi skére podobnosti
se vynasobila s korespondujici vahou ve slovniku s vahami. K obéma témto slovniktim jsem
vytvoril alternativu v podobé seznamu respektive pole z knihovny numpy a aplikaci vah
na toto pole jsem vektorizoval pomoci funkci z knihovny numba.
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Kapitola 4

Testovani

V této kapitole si ukazeme jaky vliv mély provedené zmény na rychlost vypoctu programu
a zaroven jak tyto zmény ovlivnily dspésnost propojovani na testovaci sadé. Dale v nékolika
bodech uvedu, ¢eho vseho jsem si pfi praci na tomto projektu vSiml a $lo by toho vyuzit
pri dalsim vyvoji.

Vsechny vysledky a udané hodnoty v této praci se vazou k tomuto referenénimu stroji:

Komponenta Specifikace

Procesor Intel Core i7-7700 @ 3.60 GHz
RAM 32GB DDR4

Operacni systém | Windows 10 verze 22H2
Python verze 3.11.9

Tabulka 4.1: Specifikace referenc¢niho stroje pro testovani optimalizace programu

4.1 Pocatecni vysledky

Abychom mohli vysledky zmén porovnat, ukazeme si nejdiive vysledky vsSech pozorova-
nych statistik, jak vypadli na zacatku prace pred provedenim jakychkoliv tprav. Vyznam
a vypocet téchto statistik je uveden v sekcich 2.3.8 a 2.3.9.

Kategorie | Pocet porovnani
TP 15672
FP 2080
TN 1171568
FN 5904
Celkem 1195224

Tabulka 4.2: Uvodni rozlozeni kategorif vysledki porovnani
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Metrika | Hodnota metriky (%)

Precision 88,28
Recall 72,63
Fiq 79,69
BA 86,23

Tabulka 4.3: Uvodni hodnoty statistickych metrik

| Celkem | P | M | S | SM
3058 | 943 | 348 [ 1132 | 635
943 | 136

Ruznéa ID

Pocet uzlu 5742 3 3474 | 1189

Tabulka 4.4: Uvodni hodnoty statistik grafové databdze

Kromé téchto statistik je pro testovani podstatny jesté graf s ¢asovym prubéhem pro-
gramu v zavislosti na poc¢tu porovnavanych osob. Ten na zac¢atku mé prace vypadal nasle-
dovné:

400 000

350 000 A
300 000
250 000 A

200 000 - Program
o(n?)

Cas béhu (s)

150 000

100 000

50 000

0

T T T T T
0 50 000 100 000 150 000 200 000 250 000 300 00O
Pocet porovnavanych osob

Obrazek 4.1: Doba béhu programu v zavislosti na poc¢tu zpracovanych osob v porovnani
s kvadratickou slozitosti

4.2 Prabézné vysledky

Jestli se v pribéhu prepracovavani programu nékde néco nepokazilo, bylo priubézné testo-
vano po kazdé zméné uvedené v kapitole 3. Samoziejmé, néjaka chyba se nékde vzdy vy-
skytne, ale vzhledem k povaze provadénych zmén az na standardizaci jmen byla po opravé
vSech chyb uspésnost propojovani stejnd jak pred implementaci této zmény. Co se tyce
dil¢ich vysledka jednotlivych zmén z hlediska sniZeni ¢asové naroc¢nosti, ty jsou uvedeny
v sekcich téchto zmén v kapitole 3.
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4.2.1 Vliv standardizace

Jak uz bylo Teceno, jedind provedend zména, ktera se dotkla tispésnosti propojovani, byla
zavedeni standardizace jmen osob (3.9). Porovnani statistik pred a po standardizaci jsou
uvedena v nasledujicich tabulkach.

Kategorie Pred Po
TP 15672 15553
FP 2080 2240
TN 1171568 | 611022
FN 5904 7624

Celkem | 1195224 | 636439

Tabulka 4.5: Hodnoty kategorii binarni klasifikace pred a po zavedeni standardizace jmen

Metrika | Pted (%) | Po (%)

Precision 88,28 87,41
Recall 72,63 67,11
Fy 79,69 75,92
BA 86,23 83,37

Tabulka 4.6: Hodnoty statistickych metrik pred a po zavedeni standardizace jmen

Jak z téchto tabulek mizeme vidét, zavedeni standardizace jmen drasticky snizilo po-
¢et TN pripadi, protoze velké mnozstvi porovnani se diky standardizaci viibec neprovadi.
Zaroven se zvedly FP piipady, coz je zapri¢inéno tim, ze se do porovnani dostaly osoby
s jinym uvedenym jménem, ale stejnym normalizovanym jménem, které jsou ovSem ruzné.
Program nemaé zadna omezeni na minimalni pocet idaju, které pro slou¢eni musi o osobéch
znat. Pokud tedy zndme dvé osoby pouze jménem, maji spolu 100% shodu a sloudi se. Zvy-
Seni pripadi FN je pravdépodobné zavinéno tim, Ze seznam standardizovanych jmen neni
dokonaly a dvé osoby stejného jména po standardizaci mohou mit jména ruzna. Propad TP
je pak zapri¢inén kombinaci predeslych divodu.

Pr1i analyze FN porovnani jsem zjistil, ze skore velkého mnozstvi téchto porovnani velmi
tésné nedosahovalo prahu potencialni shody, tehdy stanoveného na 0,7. Snizil jsem tedy
tento prah na 0,6, coz prineslo nasledujici vysledky:

Kategorie Pred Po, prah 0,7 | Po, prah 0,6
TP 15672 15553 15661
FP 2080 2240 2229
TN 1171568 611022 459513
FN 5904 7624 4168

Celkem | 1195224 632 983 481571

Tabulka 4.7: Hodnoty kategorii binarni{ klasifikace po snizeni prahu potencidlni shody
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Metrika | Pied (%) | Po, prah 0,7 (%) | Po, prah 0,6 (%)

Precision | 88,28 87,41 87,54
Recall 72,63 67,11 78,98
F 79,69 75,92 83,04
BA 86,23 83,37 89,25

Tabulka 4.8: Hodnoty statistickych metrik po snizeni prahu potencialni shody

Snizenim prahu potencidlni shody na 0,6 znovu ubylo TN porovnani, protoze misto
zamitnuti shody ve spousté pripadech vznikl vztah potencialni shody. Totéz plati i pro FN
pripady, které jsem touto zménou chtél potlacit, coz se tedy povedlo az nad ocekavani dobre.
Daéle muzeme vidét narist TP diky potencidlnim shodam, které se pti dalsich zpracovanych
osobach prehodnoti na shodu tplnou.

Co se tyce statistik, az na presnost, ktera se snizila pouze nepatrné, jsou vsechny vyrazné
lepsi a to nejen proti puvodnim po standardizaci, ale dokonce i proti tém pred zavedenim
standardizace.

4.3 Konecné vysledky

Vétsina provedenych Gprav v programu mifila na snizeni jeho ¢asové naroc¢nosti, i proto sta-
tistiky z vysledkt porovnavani nedosahuji velkych zmén. Piesnost porovnavani se nepatrné
zhorsila, ale na druhou stranu miizeme vidét mirné zlepseni co se tyce citlivosti, F-miry a
vyvazené presnosti.

Kategorie | Pocet porovnani
TP 15672
FP 2225
TN 458 222
FN 4180
Celkem 480299

Tabulka 4.9: Konecné hodnoty kategorii binarni klasifikace

Metrika | Hodnota (%)

Precision 87,56
Recall 78,94
Fq 83,03
BA 89,23

Tabulka 4.10: Koneéné hodnoty statistickych metrik

Dalsimi méfenymi hodnotami jsou kategorie definované v praci D. Pojezdéla [5]. Ani
tady jsme se zadnych drastickych zmén nedockali. Ve vysledné databazi je o 156 méné uzla
a méné osob se nam povedlo klasifikovat dokonale — tedy bud se néjaky z jejich zaznamu
sloudil s cizi osobou, nebo se néjaké zaznamy této osoby nesloucily spolu, coz ale neznamena,
ze mezi nimi nemuze existovat vztah potencidlni shody a neslouc¢i se nékdy v budoucnu.
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| Celkem | P | M | S | SM
3058 ‘903 ‘ 399 ‘ 1074’ 682
170

Ruzna ID

Pocet uzlt | 5608 | 903 | 170 | 3323 | 1212

Tabulka 4.11: Uvodn{ hodnoty statistik grafové databdze

Co je ovsem hlavnim vysledkem této prace, jsou vysledky v ramci Uspory casu pri
porovnavani. Casovy pribéh funkce na zac¢itku prace je uveden v sekei Profilovani na grafu
3.1. Po vsech tupravach z kapitoly 3 vypadd srovnani puvodniho a aktualniho programu
takto:

400 000

350 000
300 000

250 000 7 Pivodni
200 000 - program

150 000

Cas béhu (s)

100 000

50 000 - Optimalizovany

program

0 T T T T T
0 50 000 100 000 150 000 200 000 250 000 300 000
Pocet porovnavanych osob

Obrazek 4.2: Srovnani délky béhu programu pted a po vSech optimalizacich

Program pii zpracovani celé databdze dosahl zrychleni 5000 % a rychlost rustu nutného
Casu se zasadné zpomalila. Porovnani dob béhu pro rizné pocty zpracovavanych osob jsou
vidét v nasledujici tabulce:

Pocet osob | Pavodni ¢as (s) | Novy ¢as (s)

1 800 7 6

9 000 N/A 40

18 600 200 92

30 000 700 218

83 000 2 570 840

150 000 53 300 2184

300 000 396 000 7762

Tabulka 4.12: Casovy podil funkei na béhu programu pii spusténi nad 15 000 zédznamy
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Samotny pribéh konecné verze programu:

12 000
10 000 O(n2_2)

8 000 - Progra

6 000 +

4 000 O(i]

2 000 +

Cas béhu (s)

0

T T T T T
0 50 000 100 000 150 000 200 000 250 000 300 000
Pocet porovnavanych osob

Obrazek 4.3: Délka béhu optimalizovaného programu

Nejzavaznéjsi chyby byly odstranény a jak bylo p21*edpc2)vézeno v kapitole 3, program se

pohybuje v teoretickych hranicich mezi slozitostmi “g- a 7.

4.4 Dalsi vyvoj

Pred samotnym zdvérem této prace bych chtél jesté vypichnout néjaké Casti programu,
u kterych jsem si v§iml, ze by je bylo mozné vylepsit, nebo alespon by stilo za to je
v budoucnu otestovat, protoze v souc¢asném stavu to nebylo mozné.

4.4.1 Skoére podobnosti mezi mésty

Jak je detailnéji popsano v sekci 2.3.3, skore podobnosti dvou mést se vypocitava pres
vzdalenost téchto mést pomoci vzorce

o 1— == prod <100
0 jinak

Tento vzorec mé definovat funkci pro generovani skére podobnosti takovym zptisobem,
ze meésta, ktera jsou blizko u sebe, budou mit skére vysoké a toto skére pak s narustajici
vzdalenosti bude klesat k nule, az pro vSechny mésta nad 100 km od sebe bude skére vzdy
rovno 0.
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Problém této funkce ale je, Ze jeji graf vypadé takto:
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Obrazek 4.4: Skore podobnosti mést vzhledem ke vzdalenosti téchto mést od sebe

Neboli vSechna mésta do vzddlenosti 95 kilometru od sebe maji skére podobnosti 95 %
nebo vyssi, pricemz pro mésta pod 60 km jsou vzdy vyhodnocena jako zcela shodnd, protoze
jejich skore je tak blizké hodnoté 1, Ze takto maly rozdil uz 64bitova hodnota s plovouci
rfadovou ¢arkou neumdi rozlisit a skore zaokrouhli na 1.

Kromé toho se skére podobnosti mést vypocitava jako nejvétsi z normalizované Leven-
shteinovy vzdalenosti a pravé skore vzdalenosti, takze prakticky pro vSechna mésta do 98
kilometrii od sebe se normalizovand Levenshteinova vzdalenost vypocitava zcela zbytecné.
Dalsim faktem je, ze pravé kvili Levenshteinové vzdalenosti a vybérem nejvysstho skore
je toto omezeni, ze mésta mohou byt maximalné 100 kilometri od sebe zcela irelevantni,
protoze Nova ves nékde na Moraveé, sice bude mit vzdalenosti skére podobnosti rovno nule
s Novou vsi na Ustecku, ale kvili pifstupu ,nejvétsi z, dostane 100% shodu diky skére
z normalizované Levenshteinovy vzdéalenosti.

Navrhoval bych tedy vzorec zménit na nepiimou imeéru, nebo rovnou linedrni pribéh,
aby vypocet této hodnoty daval néjaky smysl a pripadné zavést i opatieni, které by vyresilo
problém se stanovenim vysledného skére jakozto ,nejvétsi z“. Tyto ndvrhy s aktudlnim
stavem testovaci databaze nelze otestovat, protoze se v ni nenachazi dostatek osob bydlicich
v dostate¢ném poctu riznych méstech v riznych vzdalenostech od sebe, aby jakakoliv zména
na této funkci méla méfitelny dopad na vysledky propojovani.

d \4
P 1- (&) prod <100
0 jinak

d
jo 1— 105 prod <100
0 jinak

40



=
[=]
i
wn

e
oo
1

F1

e
=]
1

Fa

e
ES
i

Skore podobnosti

o
(¥
i

e
o

T T T T T T T T T T T T
5 10 15 20 25 30 35 40 45 50 55 60 65 70 75 80 85 90 95 100
Vzdalenost mezi mésty (km)

=]

Obrazek 4.5: Navrhované funkce F1 a Fy pro vypocet skére podobnosti pres vzdélenost
mezi mésty

4.4.2 Minimalni tidaje pro slouceni osob

Program stale vyhodnocuje dost osob za False Positive, tedy provede jejich slouceni, pres-
toze jsou to rozdilné osoby. Z analyzy téchto FP piipadi vyplynulo, Ze velmi mnoho z nich
je slouCeno pravé z divodu nedostatku informaci. Tedy v situaci, kdy jediny, nebo jeden
z mala, 1daja, ktery se mezi osobami porovnava, je jméno. Po standardizaci se tento pro-
blém jesté zhorsil, protoze najednou existuje vice osob se stejnym jménem. To by Slo omezit
zavedenim extra vahy pro tdaje podle jejich cetnosti. Tedy pokud napriklad 5 % osob mé
jméno Jiri“, skore podobnosti pro jméno ,Jiri“ bude mit mensi vahu, nez kdyby se tyto
osoby jmenovaly ,,Ahmed“, coz je jméno, na které v Evropé narazime opravdu jen ziridka.
Druhd moznost, kterda by tento problém prakticky tplné eliminovala, by bylo zavedeni li-
mitu na pocet idaju, které osoby musi mit, aby doslo k jejich slouceni nebo alespon tpravou
vahy jména a zpusobu vypoctu findlniho skore, aby jméno samotné nestacilo pro prekroceni
prahu shody.

4.4.3 Porovnani dat vzdalenosti ke dnesnimu dni

V sekci 2.3.3 o porovnavani dat jsme si predstavili tzv. ,treti zptsob“, kdy se spocita kolik
by osobam bylo pravé dnes a pokud podil téchto hodnot spada do intervalu (0.9, 1.1), uréi
se tato hodnota jako skoére podobnosti mezi daty jejich narozeni. Tento zptisob vypoctu
skore mi prijde zcela absurdni, uz jen z duvodu, ze se vypocet vztahuje ke dnesnimu dni,
takze program zitra bude davat jiné vysledky nez jaké dava dnes. Dalsi zvlastni vlastnosti
tohoto postupu je, Zze ¢im jsou osoby dale v minulosti, tim vétsi volnost v rozdilu jejich
dat narozeni jim davame. Kdybychom naptiklad porovnavali osobu narozenou v roce 1945
s osobou z roku 1955, jejich skore podobnosti by timto vypoctem vychazelo

2024 — 1955 69
5004 1915 79 087

Tedy méné nez 0,9 a shoda by to nebyla. Pokud by se tyto osoby narodily o 200 let
dfive, uz by rozdil 10 let mezi jejich dobami narozeni problém nedélal.
2024 — 1755 269

5024 — 1745 279 ~ 00
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Naopak, osoby z 18. stoleti by od sebe mohly byt narozeny dokonce i 30 let a stéle by
takto vypocitané skére podobnosti presahovalo hodnotu 0,9. Lidé v minulosti si mozné tiplné
presné nepamatovali sviij vék, ale jak bylo zjisténo pri propojovani zaznamu ze s¢itani lidu
z 19. stoleti v Americe, 99,9 % osob si sviij vék pamatuje s odchylkou maximélné jednoho
roku a 100 % osob sviij vék uvedlo s odchylkou do dvou let [1]. Pfedpoklddat, ze se nékdo
ve svém véku splete o nékolik desitek let akorat snizuje Gspésnost propojovani.

4.4.4 Operace ,,<“ mezi osobami

Vysledkem porovnavani konkrétni osoby je seznam usporadanych dvojic, kde prvni prvek
v téchto dvojicich je skére podobnosti mezi osobami a na druhém misté je osoba, se kterou
porovnani tohoto skére nabyva. Z tohoto seznamu se nasledné vybere jedna z dvojic, jejiz
skére ma nejvyssi hodnotu (predpokladejme, Ze vice nez je prah shody). To ale neznamend,
ze se stejnym skére podobnosti v tomto seznamu neexistuje vice dvojic a tedy vice osob.
I presto se ale vybere pouze jedna, se kterou se porovnavand osoba sloudi a zbylé se zahodi,
ackoli maji uplné stejné pravo na to byt slouceny. O tom, kterd osoba z téch s nejvyssim skére
se slouci, rozhoduje vestavénd funkce max, kterd pro usporadané n-tice porovnd hodnotu
prvniho prvku a pokud se rovnaji, porovna hodnotu dalstho, tak dlouho, dokud jsou shodné.
Protoze na druhém misté v téchto dvojicich je objekt typu Person, musel pro néj byt
zaveden zcela nesmyslny operator < definovany jako Vpi,p2 : p1 < p2, kde p1 a ps jsou
osoby.

To mé za nasledek, ze vysledky porovnavani jsou zavislé na poradi porovnavani a pres-
toze prumérné by se to na statistikich nemeélo projevovat, aktualni testovaci sada je do-
statetné omezend, aby kvili tomuto pouha zména poradi vybéru osoby z osob s nejvyssim
skore podobnosti posunula hodnoty statistickych metrik az o 3 procentni body.

4.4.5 Rucné zvolené hodnoty

At uz jde o prah shody a prah potencialni shody, které jdou ménit primo z konfiguracniho
souboru, porovnavaci vahy pro ruzné atributy osob na vypocet celkového skére podobnosti,
nebo spoustu magickych konstant na rtznych mistech v kédu, vSechny tyto hodnoty byly
voleny rucné a prestoze i ru¢né kdysi mohly byt zvoleny blizko idedlni hodnoté, jejich
vyznam se v prubéhu prace na tomto projektu ¢asem méni a co byla idealni hodnota nékdy
v minulosti, nemusi byt idedln{ hodnota i v soucasnosti. Hodilo by se tedy vyvinout systém,
ktery bude minimalné mérit vliv téchto hodnot, pfipadné je i automaticky upravovat pro
zlepseni vysledkti porovnavani.

4.4.6 Dalsi standardizace

Standardizaci jmen jsme dosahli celkem uspéchu jak z hlediska tspésnosti propojovani,
tak co se tyce zrychleni doby béhu programu. Standardizovand jsou ale pouze jména osob,
dalsim krokem by mohlo byt zavedeni standardnich forem i pro pfijmeni, prfipadné mésta,
nazvy ulic, nebo jinych textovych retézcu, jako jsou tituly a nazvy povolani.
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Kapitola 5
Zaver

Hlavnim cilem této prace byla optimalizace ¢asové naroc¢nosti programu pro propojovani
osob z archivnich genealogickych zadznamt pochézejicich napiiklad z matrik, urbart nebo
lanovych rejstiiki. V prvni ¢asti byl popsan védni obor genealogie a dale byly vysvétleny
zékladni genealogické pojmy, se kterymi se v ramci prace na tomto programu mizeme
setkat. Bylo vysvétleno, jak se mezi sebou zaznamy porovnavaji, podle jakych kritérii je
program spojuje a jaké metriky pouziva k hodnoceni svych vysledki. Déle byly predstaveny
ruzné zpusoby optimalizace programového kédu, od pouhého vyuziti lepSich knihovnich
funkei az po celkové prepsani vétsich celkli programu vyhodnéjsim zpusobem nebo vyuzitim
kompilovaného modulu v rdmci interpretovaného jazyka, jakym je pravé Python, ve kterém
je program napsan. Pro vSechny tyto zmény byly provedeny radné testy a po srovnéani testu
se zaveéry predeslych praci vyplynulo, Ze nasledkem téchto provedenych zmén bylo urychleni
programu o vice nez 5000 %. Testovana byla i tispéSnost propojovani pro zjisténi vlivu
optimaliza¢nich zmén na funkcionalitu programu, a prestoze hlavnim cilem této prace nebylo
zvysit tspésnost propojovani, diky zavedeni standardizace jmen se balancovand presnost
navysila z 86,23 % na 89,25 %, F-mira ze 79,69 % na 83,04 %, citlivost ze 72,63 % na 78,98 %
a to vSe jen za cenu 0,74 procentniho bodu u presnosti, kterd z 88,28 % spadla na 87,54 %.

Béhem prace se tedy prokézalo, ze efektivni optimalizace miize vést k vyznamnému zlep-
Seni vykonu programu, coz je zcela zasadni pro vypocetni tlohy vyzadujici velké mnozstvi
zdrojt, jako je napiiklad pravé porovnavani osob.
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