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Abstrakt

Téato praca sa venuje Styrom optimalizacnym algoritmom inSpirovanych prirodou. Popi-
suje algoritmus mravéej kolénie, algoritmus parenia véiel, algoritmus vicej svorky a algo-
ritmus simulovaného zihania. Stucastou tejto prace bolo aplikovanie danych algoritmov pre
tri optimaliza¢né ilohy. Jednou z tloh bol problém obchodného cestujiceho, ktory je rie-
seny pomocou algoritmu mravcej kolonie, dalsou najdenie extrému funkcie, ktoré je riesené
algoritmom vi¢ej svorky a algoritmom simulovaného Zfhania a poslednou tlohou bol prob-
1ém spinitelnosti logickych formul, ktory bol v tejto praci riefeny algoritmom pérenia véiel.
Préaca obsahuje experimenty s danymi algoritmami a vyhodnocuje ziskané vysledky.

Abstract

This thesis deals with four optimization algorithms inspired by nature. It describes ant
colony optimization algorithm, marriage in honeybees optimization algorithm, grey wolf
optimization algorithm and simulated annealing algorithm. The main part of this thesis
is the application of these algorithms for solving three optimization problems. One of the
problems is travelling salesman problem, which is solved by ant colony optimization, next
problem is searching for extreme of function solved by grey wolf optimization and simulated
annealing algorithms and the last is boolean satisfiability problem solved by marriage in
honeybees optimization algorithm. Thesis contains experiments with these algorithms and
reviews gained results.
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Zoznam pouzitych skratiek

ACO
ACS
AS
CSp
GWO
MBO
MMAS
MVC
SA
SAT
TSP

Ant Colony Optimization

Ant Colony System

Ant System

Constraint Safisfaction Problem
Grey Wolf Optimization
Marriage in Honey-Bee Optimization
MAX-MIN Ant System
Model-View-Controller
Simulated Annealing

Boolean satisfiability problem
Travelling Salesman Problem



Kapitola 1

Uvod

Cielom tejto prace bolo vybrat si niekolko optimaliza¢nych algoritmov inspirovanych priro-
dou a nastudovat si ich problematiku. Na zaklade tejto problematiky pre algoritmy navrhnuit
a implementovat program, ktory demonstruje ich ¢innost, a pomocou neho vykonat expe-
rimenty na roéznych praktickych problémoch a zhodnotit ich vysledky.

Vybrané boli Styri algoritmy - algoritmus mravcej kolénie, algoritmus vlcej svorky, algorit-
mus parenia véiel a algoritmus simulovaného zihania. Druhé kapitola obsahuje ich podrob-
nejsi popis spolu s analégiou aka bola pouzita pri vzniku ich umelého analogického modelu.
Tento analogicky model dalej sltzil ako podklad pre ich samotni implementaciu.

V tretej kapitole st opisané riesené optimalizacné problémy. Menovite to st - problém
obchodného cestujticeho, v ktorom je hladana najkratsia cesta medzi zadanymi mestami,
problém hladania extrému funkcie, kde mé algoritmus najst globdlne optimum na danom
intervale pre funkciu o dvoch premennych a poslednym problémom je najdenie takej kom-
bindcie hodnot, pre premenné zadanej logickej formuly, aby spliiala kazdu z jej klauzul.
Nasledujica stvrta kapitola opisuje vytvoreny program pre vykonanie danych algoritmov a
problémov nimi riesenych. V kapitole je opisana struktira programu, aké technolégie boli
pre jeho tvorbu vyuzité a strucne popisuje vytvorené uzivatelské rozhranie programu.
Piata kapitola obsahuje zhrnutie vykonanych experimentov pre dané problémy a algoritmy,
ktoré tieto problémy riesili. Problém TSP bol rieseny algoritmom ACO, hladanie extrému
funkcie algoritmami GWO a SA, a splnitelnost logickych formudl bolo rieSené pomocou
algoritmu MBO. V tejto kapitole st zhrnuté vysledky algoritmov. Konkrétne vysledky jed-
notlivych testov pre experimenty st uvedené v prilohe préce.

V zavere prace st zhrnuté nadobudnuté poznatky o vybranych algoritmoch za zaklade
ziskanych vysledkov.



Kapitola 2

Optimalizacné algoritmy
insSpirované prirodou

.....

ritmov hlavne vdaka dlhému ¢asovému obdobiu jej evolicie a vylepsovania.

Algoritmy pouzité v tejto praci boli inspirované biologickymi javmi v prirode a socidlnym
spravanim zivocichov. Tieto algoritmy sa delia do nasledujtcich kategorii - algoritmy insSpi-
rované spravanim zvierat a algoritmy inSpirované fyzikalnymi a chemickymi javmi.
Algoritmy ingpirované prirodou je mozné rozdelit do dalsich skupin na - algoritmy zaloZené
na skupinovej inteligencii, algoritmy inSpirované biolégiou, algoritmy inspirované fyzikal-
nymi a chemickymi javmi a ostatné algoritmy. Tato kapitola opisuje Styri optimalizac¢né
algoritmy, z ktorych dve patria do kategoérie algoritmov zaloZenych na inteligencii skupiny
(Algoritmus mravéej kolénie - ACO, Algoritmus vi¢ej svorky - GWO), dalsf algoritmus
(Algoritmus parenia véiel - MBO) sa radi k algoritmom inSpirovanych biolégiou a Stvrty
algoritmus (Algoritmus simulovaného zihania - SA) patri do kategoérie algoritmov inSpiro-
vanych fyzikdlnymi a chemickymi javmi. [12]

Opisané algoritmy sa ¢asto popisuji ako stochastické a metaheuristické. Co znamend, 7e na-
rozdiel od deterministickych, pracuji s nahodnostou. Pre deterministicky algoritmus je cha-
rakteristické najst pri rovnakom vstupne stale rovnaky vysledok. Pri stochastickom algo-
ritme to takto nie je, pretoze pracuju s istou formou nahodnosti. Tieto algoritmy nedokézu
stale garantovat najdenie optiméalneho riesenia. Avsak ich hlavnym cielom je ndjdenie ¢o naj-
kvalitnejsieho riesenia pre problémy, ktorych zlozitost nedovoluje najst optiméalne riesenie
v redlnom case deterministickym algoritmom, alebo by vyzadovala privelké mnozstvo vy-
pocetnych zdrojov.

Pri metaheuristickych algoritmoch predpona meta- znamené vyssie alebo na vyssej tirovni.
Téato o nieco vyssia droven je dosiahnutd spojenim pouzitej ndhodnosti spolu s lokalnym
vyhladavanim ¢o dany algoritmus dokaze pri hladani riesenia vylepsit. Nahodnost vie tieto
algoritmy casto krat oslobodif od uviaznutia v lokdlnom optime a teda néjst aj globalne
optimélne riesenie. [20]

2.1 Algoritmy zalozené na inteligencii skupiny
Inteligencia skupiny (angl. Swarm Intelligence) opisuje kolektivne vyvijajice sa spréavanie

viacerych jedincov, ktori spolu interaguji na zdklade istych pravidiel. Kazdého jedinca
je mozné povazovat ako neinteligentného, no cely systém viacerych jedincov ukazuje znamky



samo-organizovaného spravania a teda javi sa ako isty druh kolektivnej inteligencie. Hlavné
vlastnosti algoritmu zalozeného na inteligencii skupiny su:

e Zdielanie informadcii medzi viacerymi agentami.
e Agenti si samo-organizovani a spolo¢ne sa vyvijaju.
e Je velmi efektivny kvoli svoju kolaborativnemu uceniu.

e Je mozné ho jednoducho paralelizovat pre praktické a real-time problémy. [12]

2.1.1 Algoritmy mravcej koldnie

Model spravania sa kolénie mravcov je jednym z najuspesnejsich modelov zaloZenych na in-
teligencii skupiny pre optimaliziciu a tento vyhladavaci algoritmus bol inspirovany sprava-
nim skutoénych mravcov v prirode. [2]

Na zéklade daného modelu vzniklo mnoho variacii algoritmov inspirovanych spravanim
mravcich kolonii. Tieto algoritmy po prvy krat predstavil Marco Dorigo a jeho tym v 90. ro-
koch. Mravce st socidlnym hmyzom a ich spravanie je zamerané na ciel prezitia celej kolénie
a nie na jedinca. [4]

Algoritmy mravcej kolénie vznikli na zdklade pozorovania spréavania sa mravcov pri spo-
sobe akym si vedia zadovazit potravu. Hlavnym zameranim tychto algoritmov je postup
akym si mravce vedia najst ¢o najkratsiu cestu medzi polohou ich mraveniska a mies-
tom, kde sa nachadza zdroj potravy. Spésob akym mravce zdroj potravy najdu je c¢asto
krat zalozeny na ndhodnom prehladavani okolia mraveniska. Pricom pri svojom pohybe
mravce na zemi zanechavaji chemicki feroménova stopu, ktord vedia ucitit nie len oni
sami, ale aj vSetky ostatné mravce. Koncentracia feromoénovej stopy zanechanej na ceste
slazi ako voditko pre mravcov akou cestou sa vydat k zdroju potravy.

Pri ndjdeni zdroja potravy mravce dany zdroj ohodnotia na zaklade jeho kvality a kvantity
a prinesi jeho spdf do mraveniska jeho cast. Po ceste do mraveniska mravce zanechavaji
feroménovu stopu podla kvality a kvantity zdroja potravy.

Toto zanechévanie feromoénovych stop sa nazyva stigmergia a slizi mravcom ako spdsob
nepriamej komunikacie medzi sebou a tiez sltzi k tomu aby mravce nasli stale najkratsiu
cestu k zdroju potravy. [8]

Umely analogicky model

Je niekolko rozdielov medzi chovanim skuto¢nych mravcov a mravcov, ktorych spravanie
je pouzité v modele ACO, dané rozdiely si nasledujice:

e Skutoc¢né mravce sa pohybuji asynchrénne, umelé synchrénne.

e Skuto¢né mravce sa pri ndvrate do mraveniska riadia feroménovymi stopami, umelé
sa v kazdom cykle vracaji do mraveniska po rovnakych cestach akymi prisli.

e Skutocné mravce vypustaju feromén neustdle, umelé len pri navrate do mraveniska.

e Chovanie mravcov je zalozené na implicitnom vyhodnocovani ciest, t.j. Ze pohyb
po kratsich cestach skutoénym mravcom kratsiu dobu, preto moézu tieto cesty opako-
vat Castejsie a tym sa feroménu na tychto cestach zvysuje. Umelé mravce vyhodnocuji
cesty explicitne, t.j. pri ndvrate do mraveniska podla kvality a diiky cesty.

e Skuto¢né mravce st prakticky slepé a bez paméte cesty, umelé mravce maji



Algoritmus

Nasledujtci algoritmus popisuje jeden zo zdkladnych postupov priebehu ACO algoritmu.
Inicializdcia hodndt parametrov - pocet mravcov, miest, iterdcii, hodnoty « a f.
Inicializdcia pozicii miest a ciest tak aby bolo spojené kazdé mesto s kazdym.
Inicializdcia hodnot Najlepsieho mravca.
for Pocet iterdcii do

foreach Mravec do
Nahodné priradenie zaciatocného mesta.

Oznacenie zaciatoéného mesta ako navstiveného.

while Fxistuje nenavstivené mesto do
Vypocet pravdepodobnosti navstivenia miest, ktoré este neboli

navstivené a s spojené s aktudlnym mestom.
Vyber a navstivenie vybraného mesta.
end

end
foreach Cesta do
foreach Mravec do

if Mravec presiel danou cestou then
| Pripocitanie mnozstva feroménu pre danu cestu.

end

end

end

Vyber najlepsieho mravca danej iteracie.

if Najlepsi mravec danej iterdcie je lepsi ako Najlepsi mravec then
| Najlepsi mravec = Najlepsi mravec danej iteracie.

end

Vygenerovanie novych mravcov.
end
Najlepsi mravec je vysledkom algoritmu.

Algoritmus 1: Vseobecny algortimus ACO
Medzi najrozsirenejsie a najpouzivanejsie variacie ACO algoritmov patria Ant System -
AS, Ant Colony System - ACS a MAX-MIN Ant System - MMAS.

Ant System

Ant System bol prvym z ACO algoritmov popisanych a publikovanych v literattre. [10]
Pre AS je charakteristické, Ze hodnoty feroménu upravuje kazdy mravec, ktory presiel
celym grafom. Celé rieSenie AS sa sklada z hrdn grafu ¢;; a hodnoty feroménu danej hrany
7i;. Zapis 7;; predstavuje hodnotu feroménu danej cesty spajajicej miesta i a j a jeho zmena
sa poCita pomocou rovnice (2.1).

m
Tij =1 —=p)- 15 + ZAT;} (2.1)
k=1

kde p € (0,1] je miera evaporizacie, m je pocet mravcov a ATZ;- je mnozstvo feroménu
nechaného na hrane (i, 7) k-tym mravcom, opisané rovnicou (2.2).

(2.2)

Ak — {le ak mravec k pouzil hranu (i,j) vo svojom rieseni
= Yo .
inak



kde Ly, je dizka cesty, ktort presiel mravec k.

Pri hladani rieseni mravce prechadzaji grafom a v kazdy uzol navstivia s istou pravdepodob-
nostou, teda v kazdom uzle musia urobit isté pravdepodobnostné rozhodnutie kam pdjdu
dalej. Pravdepodobnost p(cij]si), Ze sa mravec k presunie z miesta ¢ do mesta j je pocitana
rovnicou (2.3).

o B
T k 7 D
— ak j € N(s;)
p(clj‘si) = ZcijEN@i) Tt M (23)
0 inak

kde N (si) je mnozinou hran, ktorymi este mravec nepresiel, teda hran ktoré zatial ne-
patria do Ciasto¢ného rieSenia SZ mravca k (nepatria do mnoziny hrén, ktoré uz mravec
presiel),a a [ st parametre, ktoré urcuju relativitu délezitosti feroménu voci heuristickej
informacii n;; = %j, kde d;; je dizkou ¢asti ¢ij, teda hrany (4, 7). [7]

Ant Colony System

Ant Colony System ACS je vylepSenim algoritmu Ant System. [9] Hlavnym rozdielom ACS
od AS je spOsob akym sa mravce rozhoduju pri vybere nasledujiceho miesta pri formovani
celkového riesenia. ACS predstavuje tzv. pseudondhodné pravidlo imernosti. Toto pravidlo
hovori, ze pravdepodobnost s ktorou sa mravec presunie z miesta ¢ do miesta j zavisi na
ndhodnej premennej g, ktord mé uniformné rozdelenie na intervale [0,1] a parametru qo.
Ak je ¢ < qo potom spomedzi prijatelnych ¢asti rieSenia (hrdn) je vybrand ta cast (hrana),
ktora maximalizuje hodnotu feromoénu, inak je pouzitd rovnaka rovnica ako pri AS.
Toto viac chamtivé pravidlo, ktoré uprednostnuje vyuzitie informécie o feromoéne je vyvazené
dalSou zmenou oproti AS a to pridanim lokalnej zmeny feroménu. Lokéalnu zmenu feroménu
robi kazdy mravec po kazdom kroku. Kazdy mravec ju aplikuje len na poslednt prejdenti
hranu podla rovnice (2.4).

iy = (1 —¢) - 7ij + ¢ 70, (2.4)

kde ¢ € (0,1] je koeficient feroménového tpadku, a 79 je zaciatoénd hodnota feroménu.
Hlavnym cielom lokdlnej zmeny je obmena hladania vykonavana nasledujicimi mravcami
v jednej iteracii. Znizovanie koncentracie feroménu na hranach ich prechddzanim pocas
jednej iteracie vyzyva nasledujicich mravcov aby si zvolili iné hrany, a preto dany pristup
moze poskytovat rozliéné riesenia. Toto spGsobuje nizsiu Sancu ziskania rovnakych rieseni
niekolkymi mravcami pocas jednej iteracie. Kvoli zavedeniu lokalnej zmeny v ACS, musia
byt limitované minimalne hodnoty feromoénu.

Tak ako v AS, aj v ACS sa na konci hladania rieSenia urobi poslednd zmena feroménu.
V ACS urobi tito posledni feroménovi zmenu len najlepsi mravec. Len hrany, ktoré boli
prejdené najlepsim mravcom budid mat zmeneny feromén podla rovnice (2.5).

i = (1= p)-7ij + p- A7) (2.5)
kde Awfj‘?“ = ﬁ ak najlepsi mravec presiel hranou (i,7) v jeho ceste, ATZ’BSt = 0 inak
(Lpest je mozné nastavit bud ako dizku najlepSej cesty ndjdenej v aktuédlnej iterdcii, alebo
ako dlzku cesty rieSenia, ktoré bolo najdené néjdené od zaciatku algoritmu).

Je nutné spomentit, Ze vicSina vylepseni zavedend ACS bolo spomenutych prvy krat v
algoritme Ant-Q, ktory bol predbeznou verziou od rovnakych autorov. [7]



MAX-MIN ant system

MAX-MIN ant system (MMAS) je dalsim vylepsenim, ktoré bolo navrhnuté pre pévodnu
myslienku AS. [18]
MMAS sa od AS rozlisuje v:

e len najlepsi mravec zanechava feroménové stopy
e miniméalne a maximalne hodnoty feromoénu st explicitne limitované

Zmena feroménu je popisané rovnicou (2.6),
Tij = (1 — ,0) " Tij + ATijeSt (2.6)

kde ATf’j“t = ﬁ ak najlepsi mravec presiel hranou (i, 7) v jeho ceste, inak ATZ-I’;St =0,
kde Lpest je dizka cesty najlepsiecho mravca. Tak ako v ACS, Lp.ss mdze byt nastavend
bud ako najlepsie rieSenie pre danu iteraciu alebo najlepsie riesenie od zaciatku algo-
ritmu, ale aj ako kombinécia oboch.

Hodnoty feromoénu st obmedzené medzi 7in & Tmaz-

Tij je nastavend na Tyae ak Tij > Tmar @ DA Tyin ak 7 < Tomin. Je dolezité poznamenat,
ze rovnica pre zmenu feroménu MMAS je aplikovand, tak ako pre AS na vSetky hrany,
kym v ACS je aplikovand len na hrany, ktorymi presli najlepsi mravci.

Minimélna hodnota 7,,;, je najcastejsie zvolend experimentélne (existuje teéria navrhnutd v
praci [18] ako tito hodnotu definovat analyticky). Maximalna hodnota 7,4, moze byt vypo-
¢itand analyticky ak je zndma optimalna dlzka cesty mravca. V pripade TSP, Typer = p.%,
kde L* je dlzkou optiméalnej cesty. Ak nie je L* zndma, moze byt zadand priblizne podla
najlepsej cesty, ktora sa nasla od zaciatku algoritmu. taktiez je nutné poznamenat, ze zacia-
toc¢na hodnota stopy je nastavend na 7,4, a algoritmus je restartovany ak nie je pozorované

ziadne zlepsenie po istom pocte iteracii. [7]

2.1.2 Algoritmus vlcéej svorky

Tento algoritmus je zaloZzeny na skupinovej inteligencii vléej svorky. Bol inspirovany sposo-
bom aky vlci pouzivaji pri hladani a love svojej obete. Algoritmus GWO bol predstaveny
v ¢lanku [15] v roku 2014.
Vlk dravy (lat. Canis Lupus) je druh cicavca z ¢elade psovitych. Vici st povazovani za Spic-
kovych dracov,a zvicsa preferuji lov vo svorke. Pocet vlkov vo svorke sa pohybuje priemerne
v rozmedzi 5-12. Najzaujimavejsou vlastnostou na kazdej svorke je jej velmi striktna so-
cidlna dominantna hierarchia, ktorej symbolika je zndzornena na Obrazku 2.1.
Tato hierarchickd pyramida zobrazuje Styri stupne postavenia, aké vlk vo svorke mdze
zastavat. Kazdé z tychto postaveni mé svoje prave a povinnosti, ktoré musi dodrziavat.
Vlk v postaveni alfa (dalej spominany ako alfa) je povazovany za vodcu celej svorky.
Méze byt nim samec, ale aj samica. Alfa nemusi byt nutne fyzicky najsilnejsim vlkom
vo svorke pretoze pri volbe vodcu zohrava velkud rolu aj organizacna schopnost vlka a jeho
disciplina. Alfa udava vsetky hlavné rozhodnutia ohladom lovu, miesta na prespanie, casu
prebudzania atd. Tieto rozhodnutia stt dané pre celt svorku a kazdy vlk ich musi dodrziavat.
Vlk v postaveni beta (dalej spominany ako beta) je podriadeni alfe a poméaha pri rozho-
dovani. tiez sluzi ako prostrednik medzi svorkou a alfou, presnejsie povedané, ak potrebuje
nejaky podriadeni vlk zdelif nejaka informaciu alfe, zdeli ju bete, td ju zvazi ako prva
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Obr. 2.1: Hierarchickd pyramida postavenia vlkov. [15]

a pripadne posunie dalej alfe. Ulohou bety je tieZ udrzanie discipliny vo svorke a uiste-
nie sa, ze kazdy vlk dodrziava dané prikazy. Beta dominuje vSetkym vlkom okrem alfy
a v pripade umrtia alfy je beta najlepsim kandiddtom na poziciu alfy.

Tretim stupniom postavenia je stupen delta, do ktorého spada vicsia cast svorky. V
tomto stupni je mozné definovat dalSie delenia na:

e Skautov - strazia hranice teritoria a varuja svorku v pripade ohrozenia.

Strazcov - ochranuju svorku a garantuju jej bezpecnost.

Starsich - si to starsi, sktseni vlci zvycajne byvali alfa a beta vlci.
e Lovcov - pomahaja alfe a bete pri love a pri obstarani jedla pre svorku.
e Opatrovatelov - staraja sa o slabych, chorych a zranenych vlkov vo svorke.

Delta vlci st nazyvani tiez aj ako podriadeni pretoze dominuju jedine vlku, ktory je omegou.

vV

veni (dalej spominany len ako omega) je povazovany za obetného baranka svorky. Nedomi-
nuje ziadnemu inému vlku a mé dovolené jest ako posledny. Aj ked by sa mohlo zdat, ze tato
pozicia je zbyto¢na, po mnohych pozorovaniach sa zistilo, ze pritomnost omegy vo svorke
je velmi dolezité. Je to preto aby mali vlici moznost si na niekom vybit frustraciu a nasilie.
Ak svorka nemala omegu, boli v nej pozorované vnitorné boje a konflikty medzi vSetkymi
vlkmi a bolo néro¢né pre alfu udrzat vo svorke disciplinu. [15]

Dalsou dblezitou vlastnostou vléej svorky pre algoritmus GWO, okrem jej socidlnej
hierarchie, je skupinovy lov. Podla [16], st hlavnymi fizami lovu nasledujice body:

1. Hladanie, nahananie a priblizenie sa k obeti.
2. Sledovanie, obkltucenie a napadanie obete kym sa neprestane pohybovat.
3. Utok na obet.

Tieto kroky sa daja vidiet na Obrazku 2.2.



Obr. 2.2: Sposob lovu vlkov - (A) hladanie, prenasledovanie a priblizenie sa k obeti (B-D)
sledovanie, obklucenie a napddanie obete kym sa neprestane pohybovat (E) stabilnd pozicia
a utok. [15]

Umely analogicky model
Socialna hierarchia

Kedze umely matematicky model pracuje s troma najlepsimi vysledkami, je pocet vlkov
v kazdej pozicii upraveny.

Model pracuje s troma najlepsimi vysledkami, ktoré budd predstavovat vici alfa, beta
a delta. Ostatné vysledky budi predstavovat omega vlkov, ktorych pozicie sa budd me-
nit na zaklade pozicii alfy, bety a delty.

Vysledkom, najlepsim najdenym riesenim, celého algoritmu bude riesenie reprezentované
vlkom alfa.

ObkItiéenie obete

Ako bolo vyssie spomenuté, pocas lovu vlci svoju obet obklucia. K tomu aby sa toto spra-
vanie dalo matematicky namodelovat st pouzité rovnice (2.7) a (2.8).

D=C-X,(t)— X(t) (2.7)
X(t+1)=X,(t)—A-D (2.8)

kde t znadi stcasnu iteraciu, A a C su koeficienty, Xp je vektor pozicie obete a X je vektor
pozicie vlka. Koeficienty A a C' su pocitané podla rovnic (2.9) a (2.10).
A=2a-1—a (2.9)
C=2-19 (2.10)

kde a je linearne znizované od 2 po 0 cez sériu iteracii a r1, ro st ndhodné hodnoty z intervalu
[0,1] .

Lov

Samotny lov je zvycajne vedeny alfou pricom beta a delta vici sa mozu k lovu pridat. V re-
4lom svete vici vedia rozpoznat poziciu obete a obkIéit ju. V umelom modely, ale nie je zndma
pozicia optima (obete). K simuldcii obkltic¢enia a lovu obete sa bude predpokladat, ze riese-
nie alfa je k potencidlnej obeti (optimu) najbliZsie a beta a delta si v jeho blizkosti. Preto sa
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Obr. 2.3: Zmena pozicie agenta podla alfy, bety a delty. [15]

tieto tri doposial najlepsie riesenia ulozia a podla nich si ostatni vlci upravia svoje pozicie.
Toto sprévanie je matematicky opisané rovnicami (2.11), (2.12), (2.13) a (2.14).

Dp=0C - Xo—X X1 =X, — A - (D), (2.11)
Dy=0Cy-X5—X Xy = X3 — Ay - (Dj), (2.12)
Ds=Cs - X5—X X3 = X5 — As - (Dy) (2.13)
. X, + Xo + X.
X(t+1)= A1+ A2+ A3 (2.14)

3
Obrazok 2.3 zobrazuje sposob ako sa zmeni pozicia omega vlka podla alfy, bety a delty
v 2D priestore. Findlna zmenend pozicia bude vybrand ndhodne v kruhu, ktory je nazna-
¢eny poziciami alfy, bety a delty. Teda alfa, beta a delta odhaduji poziciu obete (optima)
a ostatni vlci menia svoje pozicie ndhodne okolo obete.

Utok na obet

Koniec lovu nastdva v momente kedy sa obef nema kam pohntut. Priblizovanie sa k obeti
(optimu) je v matematickom modely opisané znizovanim hodnoty parametru a.

Avsak so znizovanim parametru a sa taktiez meni parameter A. Inak povedané, A je na-
hodna hodnota z intervalu [—a,a] kde a je znizované od hodnoty 2 po 0 pocas celej série
iteracii. Ak st ndhodné hodnoty A v intervale [—1, 1], dalsia pozicia agenta mdze byt hocia-
kej pozicii medzi jeho sticasnou poziciou a poziciou obete. Obrazok 2.4 ukazuje, ze A < 1
urychluje vlkov k titoku na obet.

Hladanie obete

Vlci zvaésa hladaji obet (optimum) podla pozicie alfy, bety a delty. Pri hladani obete
sa snazia rozbehnut od seba a priblizuju sa k sebe ak na obet ttocia. K tomu aby sa takéto
rozbiehanie dalo matematicky modelovat, je upraveny parameter A tak, Ze s mu priradené
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Obr. 2.4: Utok na obet vs. hladanie obete. [15]

nahodné hodnoty vécsie ako 1 alebo aj mensie ako -1. Toto zdoraznuje skiimanie a dovo-
uje algortimu vyhladavat globdlne. Obrazok 2.4 taktiez ukazuje, ze A > 1 urychluje vlkov
k divergencii od obete s imyslom najst ind, lepSiu obef.

Dalsou zlozkou algoritmu, ktord podporuje skiimanie priestoru je parameter C, nadobuda
ndhodni hodnotu z intervalu [0, 2]. Tento parameter ndhodne ovplyviuje najlepsie pozicie
a tymto sa stale snazi podporif hladanie lepsieho riesenia aj v okoli najlepsieho bodu. To
pomaha algoritmu ukazat viac ndhodné spravanie v jeho priebehu, a toto nahodné sprava-
nie pomaha k vyhnutiu sa lokdlnemu optimu.

Parameter C nie je znizovany linedrne narozdiel od A. C timyselne poskytuje ndhodné hod-
noty stéle preto aby sa zdoraznilo skimanie nie len pocas zaciatocnych iterécii, ale tiez
aj v iteraciach findlnych. [15]

Algoritmus

Algoritmus 2 v kratkosti popisuje spésob akym GWO hladéd optimélne rieSenie.

Inicializdcia hodnot vstupnych parametrov - pocet vlkov, iteracii.

Inicializacia parametrov a, A a C .

Inicializécia stradnic vlkov na ndhodné pozicie.

Vypocet fitness hodnoty kazdého vlka. (Vypocet skuto¢nej hodnoty vybranej

funkcie pre dané sturadnice.)

while Cislo iterdcie nie je rovné mazimdinemu poctu iterdcii do
Vyber najlepsich vlkov - X, Xg a Xs .
foreach Vik do

Vypocet novej pozicie podla najlepsich vikov.

Vypocet fitness daného vlka. (Vypocet skutoénej hodnoty vybranej funkcie

pre dané siradnice.)

end
Pripocitanie iterdcie. Vypocet parametrov a, A a C.

end

Vysledkom algoritmu je hodnota vlka X,.

Algoritmus 2: Algoritmus GWO

Proces vyhladavania za¢ina s vytvorenim ndhodnej populécie vlkov (kandidatov na rie-
senie). Pocas série iteracii, vlci alfa, beta a delta odhaduji pravdepodobnil poziciu obete
(optima). Kazdy vlk meni svoju poziciu na zdklade najlepsich vlkov - alfy, bety a delty. Pa-
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rameter a je linedrne znizovany od hodnoty 2 k 0 preto aby na zaciatku algoritmu zdoraznil
skimanie a neskor atok na obef. A parameter C, ktorého hodnoty st nahodné sa snazi pod-
porovat skiimanie priestoru pocas celej sérii iterdcii. Algoritmus konc¢i po uplynuti vSetkych
iteracii a najlepsie rieSenie je reprezentované vlkom alfa.

2.2 Algoritmy insSpirované biolégiou

Algoritmy z tejto skupiny nevyuzivaji priamo skupinové spravanie. Do tejto kategorie patri
napriklad aj geneticky algoritmus, ktory je inspirovany prirodou ale nevyuziva skupinové
spravanie.

2.2.1 Algoritmus parenia vciel

Véely st jednym z najlepsie prestudovanych druhov hmyzu, ktory si dokaze vytvarat so-
cialne vztahy. Disponuji mnohymi vlastnostami, ktoré ich predurcujia k tomu, aby sa stali
modelovym vzorom socidlneho spravania. Tymito vlastnostami st napriklad rozdelenie
prace, individualna komunikacia ¢i komunikécia s celou koléniou a ich vzajomné spolupraca.
Tento algoritmus je inSpirovany filogenetikou' spolo¢enského Zivota Zivocichov z radu bla-
nokridlovcov, ako st véely, mravce a osy, a procesom parenia vciel medonosnych.

Véely st eusocidlnym? hmyzom, akého charakteristickymi vlastnostami si:

e Spolupriaca medzi dospelymi jedincami pri starani sa o potomkov a pri budovani
hniezda.

e V jeho kolénii sa prekryvaju aspon dve generacie.
e Medzi jedincami funguje reproduktivna delba prace.

Hmyz, ktory tieto vlastnosti nespliia sa oznacuje ako osamely a ten, ktorému chyba jedna
¢i dve z tychto vlastnosti sa nazyva pre-socialnym hmyzom. K tomu aby sa druh stal euso-
cidlnym vedie mnoho sérii hniezdenia a budovania kolénie.

Tento algoritmus je opisany modelom, kedy séria hniezdeni kolénie zac¢ina s jedinou kra-
lovnou, bez potomkov. Koldonia sa dalej postupne rozsiruje o tridov, ktori vznikni z ne-
oplodnenych vajicok a dalSie potomstvo vznika prave za pomoci procesu parenia az kym
kolénia nedosiahne pre-socidlnu droven. Vlastnosti, ktoré potvrdzuji pre-socidlnu troven
namodelovanej kolénie si1 - prekryvanie sa aspon dvoch generacii, tym ze algoritmus pracuje
v kazdej iteracii s matkou a jej potomkami a funguje v nom reproduktivna delba prace tym,
ze kralovnd sa Specializuje len na rozmnozovanie a pracovnice sa staraji o potomkov.
Socialne spravanie v¢iel medonosnych je vysledkom ich genetického potencialu, ekologického
a fyziologického prostredia, socidlnych podmienok v koldnii a réznych predoslych a sicas-
nych interakcii medzi tymito tromi faktormi. Kazda vcela ma na starosti celt sériu 1loh,
ktoré sa odvijaji podla genetiky, prostredia a socidlneho predpisu kolénie. Vysledok kazdej
ulohy sa stava sucastou prostredia a vyrazne vplyva aj na dalSie akcie samotnej vcely ale
aj na zivot celého tla. [1]

!Filogenetika - studium historického vyvoja a vztahov medzi jedincami alebo skupinami organizmov.

2 Eusocidlny - zivoéisny druh - zvyéajne hmyz, je taky druh, ktory preukazuje znaky vyssieho stupia
socidlnej organizacie. Kde jeden jedinec, pripadne jedna kasta druhu, produkuje potomstvo a jedinci, ktori
sa nepodielaji na reprodukcii sa vo vzadjomnej spolupraci staraji o dané potomstvo.
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Koloénia typicky pozostava z kralovnej, triadov, robotnic a potomkov.

e Kralovna je hlavnym reprodukénym jedincom a zameriava sa na kladenie vajicok.

e Tridy sa liahnu z neoplodnenych vajic¢ok a s teda haploidni®, kedze ich bunky maji
len poloviény pocet chromozémov. Ich dlohou je oplodnit kralovni.

e Robotnice sa liahnu z oplodnenych vajicok a ich tlohou je starat sa o potomstvo
a kralovni. [2]

Pariaci let

Proces péarenia vciel sa odohrava mimo ich hniezda. Miesto parenia sa stava zhromazdiskom
tridov, kde sa mézu vyskytovat aj triady z inych tlov. Pariaci let za¢ina s tancom kralovnej,
pocas ktorého trudy kralovnd nasleduji a paria sa s nou vo vzduchu. Typicky, sa pocas
pariaceho letu kralovna pari so siedmimi az dvadsiatimi trddmi. Po pareni trid umiera.
11)

Pri kazdom péreni sa spermie ukladaji do spermotéky”* kralovnej, kde sa hromadia. T¥mto
sa sfromuje geneticky fond kolénie”.

Pri kladeni vajicka vyberd kralovna ndhodnt zmes spermii zo svojej spermotéky a pomocou
nej vajicko oplodni.

Umely analogicky model

Pariaci let predstavuje mnozinu pareni kralovnej s tradmi, pri ktorych doslo k pridaniu
spermii trida do spermotéky kralovnej. Kralovna ma na zaciatku kazdého letu istd energiu,
rychlost a jej spermotéka ma limitovani velkost. Pocas pareni sa energia a rychlost kralovnej
znizuje a spermotéka sa napliia. To, s akym tridom sa bude kralovna périt a akého spermie
budi v spermotéke je matematicky dané istou pravdepodobnostou, ktora je definovana
rovnicou (2.15).
—dif ference

prob(Q, D) = e speed (2.15)
kde, prob(Q, D) je pravdepodobnost pridania spermii trida D do spermotéky kralovnej
@, teda je to pravdepodobnost uspesného parenia, diferrence je absolitny rozdiel medzi
fitness D a @, a speed je momentalna rychlost kralovnej ). Tato funkcia sa sprava ako
zihacia (pomaly chladne), kde pravdepodobnost parenia je vysoka bud vtedy ak je kralovna
na zaciatku jej pariaceho letu, teda jej rychlost je vysoka, alebo ak je fitness trida tak dobra
ako je fitness kralovny. Znizovanie energie a rychlosti po kazdom péareni je matematicky
opisané rovnicami (2.16) a (2.17).

speed(t + 1) = « - speed(t) (2.16)
energy(t + 1) = energy(t) — step (2.17)

kde « je faktor € [0, 1] a step je mnozstvo energie odobrané po kazdom prechode. [1]

3Haploidny - vaésina buniek je diploidné tzn. mé 2 sady chromozémov, od otca a od matky, haploidny
jedinec mé len jednu sadu chromozémov.

4Spermotéka - miesto ulozenia spermii samca.

5Geneticky fond - stibor genotypov jedincov v kolénii.
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Algoritmus

Cely algoritmus je mozné zhrnit v nasledujtcich krokoch.
Kazdy jedinec v kolonii reprezentuje mozné riesenie problému, ktory algoritmus riesi.

Inicializacia hodnét vstupnych parametrov - pocet pariacich letov, tradov,
|5 ) 7z at 7
potomkov a velkost spermotéky pre kralovna.
Inicializécia riesenia reprezentovaného kralovnou na ndhodni hodnotu.
Vylepsenie riesenia reprezentovaného kralovnej heuristikou.

for Pocet pariacich letov do
Inicializacia hodno6t energie a rychlosti kralovne;j.

Inicializdcia kroku akym sa ma znizovat energia kralovnej.

Vygenerovanie ndhodnych hodnot ako riesenia, ktoré budu reprezentované
tradmi.

Oznacenie ndhodnych génov kazdého truda pre haploidné krizenie.

while Je energia krdalovnej vicsia ako nula do
Vypocitanie pravdepodobnosti parenia sa pre kazdého trida.
if Nie je spermotéka krdlovnej pind then
Vyber trida s najviac¢sou pravdepodobnostou péarenia a pridaj jeho
spermie do spermotéky kralovnej.
end
Upravenie energie a rychlosti kralovnej.
end
Vytvorenie potomstva pomocou haploidného krizenia.
Pouzitie heuristiky pre vylepsenie potomkov.
if Najlepsi potomok lepsi ako krdlovnd then
| Nahrad chromozém kralovnej chromozémom najlepsieho potomka.
end
Zahodenie vsetkych potomkov a tradov.
end

Algoritmus 3: Algoritmus MBO

Na zaciatku celého algoritmu je kralovna, ktorej je pridelené ndhodné riesenie. Kedze kra-
lovna by mala byt stile o nieco lepsim jedincom, teda mala by niest stdle to najlepsie
rieSenie, je mozné uz na zaciatku algoritmu pouzit nejakt heuristickt funkciu, ktora riese-
nie reprezentujtice kralovnou vylepsi.

Kazdy pariaci let zac¢ina kralovnd s energiu a rychlostou, ktoré postupne klesaju podla po-
¢tu pareni v danom lete. V kazdom lete je vygenerovana novd mnozina tridov, ktorych
rieSenia su vygenerované ndhodne a bez pouzitia heuristiky. Pre kazdého z tychto triadov
je vypocitana pravdepodobnost s akou budi ich spermie pridané do spermotéky kralovne;j.
Ak este nema kralovna spermotéku plnd, vyberie sa trud s najvyssou pravdepodobnostou
pridania spermii a jeho spermie sa pridaju do spermotéky kralovej. Pridané nemusia byt
stale len spermie najlepsieho trida, je mozno definovat istd prahovia hodnotu, podla ktorej
bude vybrany nahodny trid z mnoziny triudov, ktorych pravdepodobnost parenia je vyssia
ako dand prahovd hodnota. Tato volba zavisi na implementacii algoritmu.

Ak je hodnota energie kralovnej nulovd, alebo mé kralovnd plnd spermotéku, dochédza
k tvorbe potomstva. Novy potomok vznikd haploidnym krizenim kralovnej a ndhodne vy-
branych spermii trida z jej spermotéky. Toto haploidné kriZenie je zndzornené na Obrazku
3.2 a blizsie popisané v kapitole 3.2. Pre novovytvorenych jedincov je mozné pouzit heuris-
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ticka funkciu, ktora rieSenia nimi reprezentované este vylepsi. Algoritmus MBO povazuje
dané heuristiky za robotnice, ktoré sa maji starat o potomkov. Tychto heuristik méze byt
v algoritme pouzitych aj viacero druhov kedy je mozné ich ndhodne striedat.

Ak sa najde vo vytvorenom potomstve lepSie rieSenie ako to, aké reprezentuje kralovna,
je toto riesené pridelené kralovnej a v dalSom pariacom lete reprezentuje doteraz najlepsie
najdené riesenie. Ostatni jedinci z potomstva a triady umieraju, teda ich riesenia st zaho-
dené a ak nebolo ndjdené riesenie problému pokracuje dalsi pariaci let.

Po skonceni vsetkych pariacich letov je najlepsie najdené riesenie reprezentované kralovnou.

2.3 Algoritmy insSpirované fyzikalnymi a chemickymi javmi

Algoritmy v tejto kategorii vznikli napodobnenim fyzikalnych ¢i chemickych javov. St to al-
goritmy inSpirované réznymi zakonmi zo sveta fyziky ¢i chémie, ale taktiez aj algoritmy
opisujuce javy v prirode ako napriklad systém vytvarania rie¢nych tokov a podobne. [12]

2.3.1 Algoritmus simulovaného zihania

Algoritmus simulovaného Zihania je metaheuristckym algoritmom, ktory je inSpirovany Zi-
hacim procesom v hutnictve. Zihanie je fyzikalny proces kde je pevné latka pomaly ochla-
dzovand kym jej struktira nedosiahne bodu s minimalnou energetickou konfiguraciou.
Tento fyzikalno-chemicky proces vytvara vysokokvalitné a pevné materidly. Analogicky
sa da toto ochladzovanie opisat ako druh optimalizacie a prave tak vznikla myslienka algo-
ritmu simulovaného zihania, kde fyzikalny stav latky zodpoveda rieseniam problému, energia
cene, za aki sa dané rieSenie naslo, a hodnota teploty slizi ako parameter reguldcie. [3]

Umely analogicky model

Ochladzovanie je v SA interpretované ako pomalé klesanie pravdepodobnosti prijatia aj hor-
sieho vysledku pri prehladdvani priestoru rieSeni. Algoritmus pracuje stale s jednym vy-
sledkom, ktory sa meni na zaklade istej pravdepodobnosti. Tato pravdepodobnost zavisi
na hodnote momentélnej teploty. Teda SA nemusi akceptovat len zmeny, aké vylepsuja vy-
sledok, ale moze prijat aj tie, ktoré sa nezdaju ako lepsie vodi rieSeniu s ktorym pracuje.
Pravdepodobnost prijatia horsieho vysledku je hlavne na zaciatku algoritmu, kedy je hod-
nota teploty vysokd. SA sa tymto spdésobom snazi podporif proces prehladdvania okolitého
priestoru aby hned neupadol do lokdlneho optima. [3]

Napriklad v pripade hladania minimélnej hodnoty riesenia, by neboli prijatelné vsetky
zmeny, ktoré znizuju hodnotu riesenia, tie ktoré, zvysuji hodnotu budu s pravdepodobnos-
tou p akceptované. Této pravdepodobnost je popisand rovnicou (2.18).

_AE

p=c ‘b (2.18)

kde k; je Bolzmanovou konstantou. Hodnota tejto konstanty sa pre jednoduchost uvadza
ako kg = 1. T je hodnota teploty pre kontrolovanie procesu. AF je zmenou energie, ktora
nastala. Tato pravdepodobnost pouziva Boltzmanovo rozlozenie.

Zmena energie je definovand pomocou rovnice (2.19).

AE = yAf (2.19)

kde « je redlnou konstantou. Ako bolo spomenuté v rovnici pre pravdepodobnost prijatia
zmeny (2.18), je pouzité zjednodusenie pre konstantu kg = 1 a aj pre konstantu v = 1.
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Teda rovnica pre vypocet pravdepodobnosti zmeny sa da prepisat na tvar uvedeny v rovnici
(2.20).
_Af
p(Af,T)=e T. (2.20)

To, ¢i sa bude akceptovat dand zmena sa taktiez rozhodne pomocou ndhodného ¢isla r,
ktoré bude slizit ako prahova hodnota. Ak p > r bude dana zmena akceptovand inak algo-
ritmus pracuje dalej s aktudlnym riesenim. [19]

Je velmi dolezité zvolit si spravnu zaciatocnu teplotu.
Ak mé& T privelmi vysoki hodnotu (7" — o0) pre dani zmenu Af, bude sa hodnota p
priblizovat k ¢islu 1, ¢o znamend, Ze skoro kazda zmena bude akceptovana.
Pri velmi nizkej hodnote T', (T" — 0) bude kazda zmena s hodnotou Af > 0 (teda poten-
cidlne horsie riesenie) len zriedka akceptovand, kedze hodnota p sa bude priblizovat k nule
a tymto bude limitovand rozmanitost rieSenia a kazdé vylepsenie Af bude skoro stale ak-
ceptované, ale za cenu neprehladdvania okolitého priestoru.
Specialny pripad kedy sa T priblizuje k nule zodpoveda metéde Hill climbing®, pretoze
prijaté budu len lepsie riesenia a cely algoritmus sa bude pohybovat len jedingm smerom,
bude podla zadania hladat bud iba vyssiu alebo len nizsiu hodnotu, bez moznosti precha-
dzania SirSicho okolia a teda nemusi najst globalne optimum. Ak je hodnota T vysoka,
a teda aj energia daného stavu riesenia je vysokd, bude systém pokracovat v ochladzovani
a preto sa hned nechyti do lokalneho optima, kde by bol nedostatok energie k preskiimaniu
pripadnych dalsich optim, spolo¢ne s globdlnym optimom.
Je velmi dolezité vediet ako regulovat proces ochladzovania, tak aby bol systém ochladzo-
vany postupne z vyssej teploty k teplote, kde bude v stave globalneho optima. Existuje
viacero sposobov ako regulovat ochladzovanie, teda znizovanie hodnoty teploty.
Dvoma najcastejsimi spésobmi kontroly ochladzovania st linedrny a geometricky. Linedrny
sposob regulacie ochladzovania je definovany rovnicou (2.21).

T =T, - Bt, (2.21)

GiT —T— AT, kde Ty je zaciato¢nou teplotou a t reprezentuje pseudo pocitadlo iteracii.
B je krok ochladenia. Tento krok by mal byt zvoleny tak, ze ak sa T bude priblizovat k 0
potom by sa malo ¢ blizit k ¢, ktoré reprezentuje maximélny pocet iteracii. Z toho teda
vyplyva rovnica pre vypocet kroku ochladzovania - 8 = %

Na druht stranu, geometricky sposob ochladzovania znizuje hodnotu teploty pomocou oc-
hladzovacieho faktoru a, ktory sa voli v intervale 0 < o < 1 a tak T je nahradené oT'. Toto

geometrické ochladzovanie je popisané rovnicou (2.22).
T(t) =Toa", t=1,2,... 1y, (2.22)

Vyhodou tohto sposobu je, ze situacia kedy 7' — 0 nastane ak sa t — oo a teda nie je nutné
specifikovat maximalny pocet iteracii. Kedze by mal byt proces ochladzovania pomaly, aby
sa systém lahsie stabilizoval voli sa zvycajne o = 0.7 ~ 0.99. [19]

To akym spdsobom sa systém ochladzuje rozhoduje o pocte hladani a rozhodovani o prijati
novych vysledkov. Implementovany algoritmus vyuziva ochladzovanie podobné linedrnemu
kedy je zadany krok ochladzovania ako parameter algoritmu a je mozné hned urcif pocet
iteracii.

SHill Climbing - algoritmus lokélneho prehladdvania stavového priestoru, ktory nahradzuje aktuilne
riesenie len zlepsSujicim riesenim.
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Algoritmus

Struc¢ny popis fungovania algoritmu simulovaného zihanie je zhrnuty v algoritme 4.
Inicializacia hodnot parametrov - zaciato¢na teplota, koncova teplota, krok
ochladzovania.
Inicializécia prvého bodu na nahodne vybrané stradnice z intervalu.
Priradenie hodnoty prvého bodu ako najlepsie rieSenie.

while aktudlna teplota > ako koncovd teplota do
Vyber ndhodného bodu z okolia aktualneho bodu.

Vygenerovanie ndhodného ¢isla r z intervalu [0,1].

if pravdepodobnost prijatia vybraného bodu > r then
| Novym aktudlnym bodom sa stdva novo vygenerovany bod.

end
if aktudiny bod lepsi ako najlepsi bod then
| Najlepsim bodom je aktudlny bod.
end
Podla zadaného kroku zmen hodnotu aktudlnej teploty.
end
Ukéaz najlepsi bod.

Algoritmus 4: Algoritmus simulovaného zZihania
Algoritmus stale pracuje s aktudlnym bodom od ktorého sa vyvija ¢i sa posunie niekam
dalej v jeho okoli alebo ostane pri iom. Zmena nastiva na zaklade vypoctu pravdepodob-
nosti podla hodnoty riesenia danym bodom a aktualnej teploty.
Algoritmus mé svoju pamét a paméta si dosial najlepsie najdené riesenie, no aktudlny bod
sa stidle moze posivat a menit hodnotu najlepsieho bodu a tym neupadnit do lokalneho
optima.
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Kapitola 3

Riesené optimalizacné problémy

3.1 Problém obchodného cestujiiceho

Problém obchodného cestujiceho (angl. Travelling Salesman problem TSP) je jednym z naj-
viac Studovanych problémov v oblasti kombinatorickej (diskrétnej) optimalizacie. Jeho hla-
vym cielom je najst pre obchodného cestujiceho ¢o najkratsiu cestu medzi mestami tak,
aby navstivil kazdé miesto prave raz a ukoncil svoju cestu v mieste, kde ju zacal.

Aj napriek zdanlivo jednoduchému cielu sa tento problém radi do skupiny NP - naroc-
nych (angl. NP-hard)', kedZe s po¢tom pribiidajticich miest rastie naroénost najdenia cesty
v najhorsom pripadne exponencidlne, ak je potrebné najst garantované optimalne riesenie.
Tento problém sa da matematicky opisat pomocou teérie grafov.

Nech G = (V, A) je grafom kde V' je mnozina n vrcholov (miest), A je mnozinou hran (ciest)
a nech C' = (¢;5) je maticou vzdialenosti priradenou k A.

Problém obchodného cestujiceho pozostiva z urcenia okruhu s minimalnou vzdialenostou,
ktory vsak prechadza kazdym uzlom v grafe prave raz. Takyto okruh je tiez znamy ako
Hamiltonovsky. [13]

Aplikovanie ACO na TSP

Aplikovanie ACO na problém obchodného cestujiiceho je jednoduché. Na zaciatku je vo-
pred definovany pocet miest, kedy kazdé mesto mé svoje stiradnice a vzdialenost medzi nimi
je pocitana pomocou nich.

Dalej je definovany poc¢et mravcov, ktorf budi grafom prechadzat za i¢elom néjdenia najk-
ratsej cesty medzi vSetkymi mestami. Miesto, od ktorého mravec zacne graf prehladavat
mu bude na zaciatku algoritmu pridelené ndhodne.

Mravce maji svoju istu formu paméte, teda pamétaji si miesta aké uz navstivili. Vyber
miesta kde este neboli je vypocitany na zaklade vzdialenosti a feroménu, ktory na ceste
zanechali bud oni sami alebo iné mravce.

Definovany je tiez aj pocet opakovani hladania cesty kazdého mravca pricom na konci kaz-
dej iteracie sa prepocitava mnozstvo feroménu pre kazdu cestu. Cesta, ktora bola castejsie
prechiadzana bude mat v dalSej iteracii o nieco vyssSiu pravdepodobnost vyberu podla fero-
moénu, ktory na nej pribudol ako ta, po ktorej slo menej mravcov.

Rozhodnutie mravca akou cestou sa vyberie je namodelované pomocou rulety. [14]

Co znamend, ak ma mravec na vyber viacero miest ktoré eSte nenavstivil, vypocita sa
pravdepodobnost navstivenia pre kazdé z nich, a z tychto pravdepodobnosti sa vypocita

INP-hard problémy - problémy, ktoré nie je mozné vyriesit v polynomidlnom &ase.
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0.65+0.25+0.1 0.25+0.1 0.1

1 0.35 0.1

Obr. 3.1: Priklad vypoc¢tu kumulativnej sumy pri vybere miest.
kumulativna pocetnost. Dalej sa vygeneruje nahodné &islo z intervalu [0, 1] a na zakladne
hodnoty tohto ndhodného ¢isla sa podla kumulativnej poCetnosti vyberie mesto aké mravec
navstivi ako dalsie.
Pre lepsie pochopenie opisuje vyber ruletou priklad znazorneny na Obrazku 3.1.
Mravec mé na vyber z troch miest, ktoré este nenavstivil. Na zdklade vzdialenosti a fero-
moénu su pravdepodobnosti vyberu miest nasledovné - mesto A si vyberie s pravdepodob-
nostou 65%, mesto B s pravdepodobnostou 25% a mesto C s pravedpodobnostou 10%.
Zapis pomeru (3.1) opisuje vyslednii kumulativnu pocetnost na zéklade danych pravdepo-
dobnosti pre tieto tri mestd. Spdsob akym bola ziskand je ukazany na Obrazku 3.1.

1:0,35:0,1 (3.1)

Podla ndhodne vygenerovaného ¢isla n sa rozhodne aké mesto mravec navstivi. Vyber mesta
zavisi na intervale, v ktorom sa ndhodné ¢islo nachddza podla rovnice (3.1).

035<n<1 vyber miesto A
vyber Mesta(n) =< 0,1 <n <0.35 vyber miesto B
0 <n<0.1 vyber miesto C

Po kazdej iteracii je ulozeny najlepsi vysledok, ktory sa s kazdou novou iteraciou moze
zmenit, ak v nej bola najdena kratsia cesta. Na zaciatku novej iteracie si stile vygenerované
nové mravce. V algoritme je tiez mozné nastavit vahu, akd bude pridelend pri vypocitavani
pravdepodobnosti vyberu miest pomocou premennych «, 3, kde a zvysSuje vahu feroménu
a [ vzdialenosti.

3.2 Splnitelnost booleovskych formail

Problém splnitelnosti booleovskych formil SAT, patri do skupiny problémov, ktoré maju
za ulohu najst takd skupinu hodnét pre premenné, aby vyhovovali vsetkym zadanym ob-
medzeniam, a hodnoty priradené premennym boli v definiénych oboroch danych pre ich
premenné (angl. Constraint Satisfaction Problem CSP).

Formélne je CSP zadefinovany ako trojica (X, D, C'), kde [17]
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e X =X,,...,X, je mnozinou premennych,
e D=D,...,D, je mnozina prislusnych defini¢nych oborov,
e a C=C,...,C, je mnozina obmedzeni.

Kazda premenna X; mo6ze naberat hodnoty z prislusného, neprazdneho definicného oboru
D;. Kazdé obmedzenie C; € C je zase dvojicou (t;, R;), kde t; C X je podmnozinou k
premennych a R; je k-arna reldcia, ktord priradi k premennym prislusntt podmnozinu defi-
ni¢nych oborov D;.

Ohodnotenie premennych je funkcia, ktora z priradi premennym hodnoty z prislusného defi-
ni¢ného oboru a ohodnotenie v spliia obmedzenie (tj, Rj) ak hodnoty pridelené premennym
t; spliiaju reléciu R;.

SAT je specifickym pripadom CSP, kde defini¢nym oborom kazdej premennej je bud pravda
alebo loz, ekvivalentne 1 alebo 0. Kazdy CSP moze byt interpretovany ako SAT a existuje
mnoho problémov v oblasti planovania a rozhodovania, ktoré je mozné prezentovat prave
ako SAT. [2]

Pre SAT je vstupnym parametrom logicka formula v konjunktivnej normalnej forme~ a riese-
nim problému je také ohodnotenie premennych, pre ktoré dana formula nadobtuda pravdiva
hodnotu.

2

Aplikovanie MBO na SAT

Pre aplikovanie algoritmu MBO pre riesenie SAT je potrebné si definovat sposob, akym
bude dany jedinec reprezentovat potencialne riesenie. V MBO je preto kazdy jedinec popi-
sany svojim genotypom®. Genotyp sa sklad z jednotlivych génov, ktoré v MBO predstavujii
premenné pouzité v definovanej formule. Kazdy gén dokaze niest informéciu, ktora v tomto
pripade bude ukazovat ¢i je hodnota premennej pre rieSenie popisované genotypom jedin-
com pravda alebo loz.

Napriklad formula (A V B) A (=B V C V =D) obsahuje Styri premenné. Teda genotyp kaz-
dého jedinca v koldonii bude obsahovat 4 gény. A jedinec s genotypom 0110 by reprezentoval
rieSenie pre ktoré premennd A=0, B=1,C=1a D =0.

Fitness ohodnotenie genotypu je pomer medzi poc¢tom klauzul, ktoré st danym genotypom
splnitelné a poc¢tom vsetkych klauzil formuly. Hodnota fitness jedinca opisaného v predos-
lom priklade by bola rovn4 1, kedZe jeho genotyp spliia obe z dvoch definovanych klauzl.
Kedze je trud haploidnym jedincom, gény v jeho genotype nesu aj isté oznacenie. Pri vy-
tvarani genotypu trida oznaéi oznacovacia funkcia ndhodne polovicu génov. Co znamend,
ze pri tvorbe nového potomka budt prave tieto oznacené gény nahradené génmi z genotypu
matky. Na Obrazku 3.2 st oznacené gény znazornené Cervenou farbou.

Kralovna je reprezentovana svojim genotypom, rychlostou, energiou a spermotékou. Pred
kazdym péariacim letom je inicializované rychlost a energia kralovnej na ndhodnt hodnotu
z intervalu [0.5,1] aby bolo garantované, ze prebehne aspon jedno pérenie s tridom. Po
inicializacii parametrov kralovnej sa vypocita fitness pre kazdého trida podla poctu formul
ktoré jeho genotyp spliia a s fiou aj pravdepodobnost parenia daného trida s kralovnou.
Ak este nie je spermotéka kralovnej plna, vlozi sa do dej sperma najlepsieho trida. Trud,
s ktorym prebehlo parenie nasledne umiera. Po kazdom pareni sa upravi rychlost a energia

2Konjunktivna normélna forma je konjunkciou klauzil formuly, a kazd4 klauzula formuly je disjunkciou
literdlov (premennych) alebo ich negéciou.
3Genotyp - stbor génov jedinca
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Genotyp krdfovej |0f(1|1|(0(0|0|1]|0

Genotyp potomka |1|1|1]|0|2|1|2(0

Obr. 3.2: Priklad haploidného krizenia triada s kralovnou.
kralovnej a v pripade, ze energia kralovnej nie je nulova a ani jej spermotéka nie je plna,
bude nasledovat dalsie parenie.
Po dokonceni pariaceho letu prichddza na rad oplodinovanie vajicok a tym vznik nového
potomstva. Kralovna si ndhodne vybera sperma tridov, s ktorymi sa v danom lete parila
zo svojej spermotéky a haploidnym krizenim vznikd novy potomok. [2]
Haploidné krizenie je znazornené na Obrazku 3.2. Gény, ktoré boli v genotype trida ozna-
¢ené su zndzornené Cervenou farbou a nebudu predavané do génu potomka. A namiesto
tychto génov pridu gény z genotypu kralovnej, ktoré si na obrazku znazornené oranzovym
pozadim.
Po vytvoreni urceného poc¢tu potomkov nastéava ich ohodnotenie. Algoritmus v tomto case
moze skoncit ak sa v kolonii nachadza jedinec, ktorého hodnota fitness je rovna 1, teda
riedenie, ktoré reprezentuje jeho genotyp spliia vetky kauzuly danej formule. Ak sa takyto
jedinec v kolénii nenachadza a este nebol dosiahnuty pozadovany pocet pariacich letov,
algoritmus bude pokracovat dalsim périacim letom. Avsak este pred zaciatkom dalsieho
letu, sa vyberie najlepsi potomok. Ak je fitness najlepsieho potomka lepsia, ako fitness kra-
lovnej, zmeni sa genotyp kralovnej, pre dalsi pariaci let, podla genotypu tohto potomka.
Na konci pariaceho letu vsetci tridi a potomkovia umieraji a na zaciatku dalsieho letu je
vygenerovand nova mnozina tridov s ndhodnymi genotypmi.

3.3 Hladanie extrému funkcie

Hladanim extrému funkcie sa rozumie hladanie bodu, z intervalu funkcie na ktorom je de-
finovana, a v ktorom nadobuda svoje maximum ¢i minimum. Ulohou algoritmov je najst
globalne maximum ¢ minimum pre dand funkciu.

Definicia 1. Nech mnozina M je Tubovolna podmnozina definicného oboru funkcie f.
Hovorime, ze funkcia f ma v bode a € M mazimum na mnozine M prave vtedy, ked pre
vsetky x € M plati f(z) < f(a).

Hovorime, ze funkcia f ma v bode b € M minimum na mnozine M prave vtedy, ked pre
vsetky x € M plati f(z) > f(b).

Algoritmy implementované v tejto praci pracuji s funkciou o dvoch premennych = a .
Riesenim algoritmu je bod [z;, y;], v ktorom dand funkcia nadobida Zelané optimum (mi-
nimum alebo maximum).

Existuje mnoho deleni optimaliza¢nych algoritmov, no v pripadne hladania extrémov fun-
kcie je najvhodnejsie spomenitit delenie podla spésobu vyuzitia derivacie funkcie. Toto dele-
nie deli algoritmy na tie, ktoré pri hladani pouzivaji derivaciu funkcie (angl. gradient-based)
a na algoritmy, ktoré pracuji priamo so samotnou hodnotou funkcie pre dany bod f([z;, yi])
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(angl. gradient/derivative-free).

Algoritmy GWO a SA patria do kategorie algoritmov, ktoré pouzivaji samotni hodnotu
funkcie, st to gradient-free stochastické algoritmy, teda pouzivaji urcitt formu ndhodnosti
pri hladani extrémov funkcie. Rozdiel medzi tymito algoritmami je ten, ze GWO pracuje s
viacerymi agentami, kde kazdy z agentov reprezentuje nejaky bod z intervalu, na ktorom
je funkcia definovana a SA pracuje s jednym bodom, ktory je povazovany za optimum pre
dant iterdciu a podla teploty rozhoduje o zmene tohto bodu.

Ako je spomenuté v kapitole 2, jednym z hlavnych problémov pri hladani optima funkcie
je uviaznutie v lokalnom optime. Obe tieto algoritmy by sa mali vediet tomuto uviaznutiu
pomocou istého pouzitia ndhodnosti vyhnut. To, ¢i je vysledok urcite globalnym optimom
funkcie vsak nedokazu garantovat.

Nahodnost v implementovanych algoritmoch je pouzitd na zaciatku, pri inicializacii za-
¢iatoénych bodov algoritmu, ale taktiez aj v dalSich krokoch algoritmu pri prehladédvani
priestoru, aby algoritmus neupadol do lokalneho extrému v pripade, ze ndhodne vybrany
inicializa¢ny bod bude v jeho blizkosti.

Aplikovanie GWO

Princip aplikovania GWO pre hladanie optima funkcie je podobny algoritmom ACO kedze
taktiez pracuje s agentmi, ktory prehladavaju priestor moznych rieseni. V.GWO st agen-
tami vlci a obetou je vysledné optimum. Pocet vlkov je upresneny este pred zaciatkom
algoritmu a tento pocet sa ani pocas behu algoritmu nemeni.

Kazdy vlk reprezentuje bod z intervalu, v akom sa ma hladat optimum danej funkcie. Na
zaciatku algoritmu je kazdému vlkovi prideleny bod ndhodne, no GWO pracuje s nahod-
nostou aj v dalsich krokoch. Zo vsetkych vlkov sa vyberu traja najlepsi, teda tri body, pre
si ostatni agenti upravuju svoje polohy. Kedze vlci nikdy nevedia poziciu obete (optima),
stale odhaduju, ze tito traja najlepsi vlci (tri najlepsie vysledky) k nej budd najblizsie a
preto sa k nim aj ostatni vlci chct priblizit. Po tprave poloh sa zase vyberu tri najlepsie
hodnoty a takto apravy poléh pokracuju az do poslednej iteracie.

Druhé forma nahodnosti, ktora chrani algoritmus pred upadnutim do lokalneho optima sa
skryva prave pri iprave poléh vlkov. Uprava sa sice ststred{ na tri najlepsie vysledky, no
stale pocita aj s poradim iteracie, ktory prebieha a pracuje s ndhodne generovanim ¢islom,
ktoré moze dovolit vlkovi nie len sa priblizovat k optimu, ale aj prehladat sirsie okolie. Tento
sposob dava moznost algoritmu najst aj lepsie vysledky hlavne pocas prvych iteracii.
Velkou vyhodou GWO je jeho préca s viacerymi agentami. Kedy uz aj ich prvotné ndhodné
rozdelenie vie ¢asto krat odhalit lokalne optimum od globalneho.

Aplikovanie SA

SA narozdiel od GWO a ACO nepracuje so ziadnou podobou agentov.

Algoritmus SA sa pocas celého svojho priebehu zameriava na jeden bod, ktory si uchovava
a aky podla istej pravdepodobnosti zmeni. Tento bod je povazovany za dosial najlepsi
najdeny. Na zaciatku s hodnoty pre stradnice tohto bodu vybrané nahodne z intervalu na
ktorom je pre funkciu urcené najst optimum.

Dalej SA pracuje so zadefinovanou za¢iatoénou teplotou, krokom o aky sa méa dané teplota
ochladzovat a hodnotou konecnej teploty pri akej sa mé algoritmus zastavit.

V kazdom kroku sa vyberie kandidat na novy najlepsi vysledok z okolia aktudlne najlepsieho
bodu. Pre vybraného kandiddta sa vypocita pravdepodobnost s akou by mal byt zvoleny za
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najlepsi. Tato pravdepodobnost nezavisi len od hodnoty pre funkciu, ktort kandidat mé ale
tiez aj od momentalnej teploty. Vypocitand pravdepodobnost sa dalej porovna s ndhodne
vygenerovanym c¢islom z intervalu [0, 1] a ak je pravdepodobnost vécsia, kandidat sa stava
novym najlepsim bodom. Prave teplota zohrava v algoritme SA kIcovi rolu kvéli tomu, ze
dokaze presadit ako najlepsi vysledok aj kandidata, ktory je horsi ako momentéalne najlepsi
vysledok. Pravdepodobnost tejto situicie je vyssia v zaciatoénych fazach algoritmu, kedy je
teplota vysoka. A toto presadenie pomaha algoritmu dostat sa z lokdlneho optima a hladat
globalne.
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Kapitola 4
Opis aplikacie

V tejto kapitole je opisand aplikacia, ktorda implementuje prestudované algoritmy a demon-
struje ich ¢innost na vybranych optimaliza¢nych problémoch. Prva cast kapitoly popisuje
vnutornd implementéciu aplikacie, teda v akom jazyku je napisand, aké pomocné kniznice
boli pri jej tvorbe pouzité a aké je c¢lenenie kédu, ktory ju popisuje. A v druhej cCasti je
blizsie ukdzané a popisané vytvorené uzivatelské prostredie aplikacie s pomocou ktorého by
mal uzivatel pracovat.

4.1 Aplikacia

Programovacim jazykom, aky bol vyuzity pre implementaciu aplikacie je objektovo orien-
tovany jazyk Java. Jazyk Java je vyvijany spolocnostou Oracle a jeho syntax vychidza z
jazykov C a C++. Jednou z hlavnych ¢ft tohto jazyka je, ze zdrojové programy nim na-
pisané sa nekompiluju do strojového kédu, ale do medzistupna, tzv. "byte-code", ktory nie
je zavisly od konkrétnej platformy. Tento kéd neskér vykondva a spracovava interpreter -
Java Virtual Machine.

Pre tvorbu uzivatelského prostredia bol pouzity framework' JavaFX, ktory poméha vytvo-
rit MVC $truktiru aplikdcie. Dalsimi externymi kniznicami, ktoré si pouzité v aplikécii st
commons-lang3, exp4j a jazyk MVEL.

Kniznica exp4j slizi k vyhodnocovaniu matematickych vyrazov. V aplikacii je pouzitd k
tomu, aby aplikdcia dokazala pouzivat funkciu napisanti uzivatelom nie len ako retazec
znakov, ale ako skuto¢nu funkciu, ktord bude vyhodnocovat vysledky pre dané vstupy.

MVEL je jazyk, ktory umoznuje zapis a interpretaciu vyrazov. V aplikécii sa tento jazyk
pouziva pre pomoc s vyhodnocovanim booleovskych klauzil zadanych uzivatelom.

Kniznica commons-lang3 obsahuje vécsie mnozstvo pomocnych funkcii pre pracu s ¢islami,
retazcami, vytvaranim a serializdciou objektov apod. Aplikécia tto kniznicu pouziva
pre pracu s intervalmi na ktorych je hladany extrém pre funkciu.

Struktira aplikicie je zalozend na modely MVC. Model MVC Model-View-Controller roz-
lisuje v aplikécii 3 zdkladné casti - model, pohlad (angl. view) a riadi¢(angl. controller).

'Framework - softwarové $truktira, ktord slazi ako podpora pri programovani a organizicii ingch soft-
warovych projektov.
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Model pracuje s datami a uchovava funként logiku aplikacie pred uzivatelom.

View (pohlad) poskytuje uzivatelovi zobrazenie dat z vnutra aplikdcie formou vhodnou k
interakcii.

Controller (riadi¢) reaguje na udalosti vykonané uzivatelom a zaistuje zmeny v modele ¢i
pohlade.

V implementovanej aplikacii model predstavuje fungovanie algoritmov a funkcie, ktoré ich
popisuju. Pohlad je uzivatelské okno s ktorym uzivatel pracuje a riadicom st funkcie pri-
radené jednotlivym komponentam uzivatelského prostredia. Pomocny framework JavaFX
pomaha s implementaciou tohto modelu k tomu, aby bolo mozné jednoduchsie prepojit ak-
cie uzivatela so zelanou funkcionalitou aplikdcie. Napriklad, na Obrazku B.2 je zobrazena
uvodna obrazovka aplikacie. Pre toto okno je vytvoreny samostatny fxml sibor, ktory po-
pisuje aké komponenty maji v danom okne byt a ako maji byt umiestnené. Stiibor .fxml
predstavuje pohlad. Dalej je pre dany fxml stibor vytvorend trieda, ktord predstavuje jeho
kontrolér. Kontrolér, po akcii oznacenia volby Functions zariadi, aby v moznostiach pre
nésledny vyber algoritmu bolo mozné vybrat iba algoritmy, ktoré boli napisané pre riesenie
vybraného problému. Model v tomto pripade ostdva nedotknuty a zatial ostava voci uziva-
telovi skryty. Zvycajne uzivatel ani priamo z modelovou castou pracovat nebude, pretoze
vSetky jeho akcie povedu cez kontrolér daného okna.

4.2 Uzivatelské rozhranie

Celé uzivatelské rozhranie bolo navrhnuté so zameranim na jednoduchost a na pripadné
rozsirenie dalsimi algoritmami.
Kazda z obrazoviek problémov sa deli na tri casti.

e Cast pre parametre problému.
e Cast pre parametre $pecifické pre algoritmus.
e Cast pre zobrazenie vysledku, pripadne priebehu algoritmu.

Cielom takéhoto navrhu obrazoviek bolo pripadné pridanie dalSich algoritmov. Teda v pri-
padne, ze sa niekto rozhodne zaclenif dalsi algoritmus pre riesenie daného problému nemusi
pren vytvarat samostatni obrazovku. Obrazok B.6 znazorunuje moznosti, aké sa objavia
pri rozkliknuti dalej volby. Teda pri kazdom z problémov je mozné sa vratif na zaciato¢nt
obrazovku, pripadne aplikdciu ukonc¢it. Na Obrazku B.1 je zobrazena tGvodnd obrazovka
aplikacie podla ktorej sa dalej rozhoduje o probléme, aky bude rieseny a akym algoritmom.
V Tavej Casti ivodnej obrazovky si moze uzivatel vybrat typ problému, pre ktory bude
chciet uzivatel najst riesenie a v pravej casti si bude néasledne moct zvolit algoritmus pre
dany problém. To, aké algoritmy za uzivatelovi zobrazia zalezi na zvolenom probléme, teda
nemoze nastat situdcia, ze si uzivatel bude moct zvolit algoritmus, ktory nie je naimple-
mentovany pre rieSsenie daného problému.

4.2.1 Uzivatelské prostredie pre rieSené problémy

Podla vyberu problému z tvodu sa vyberie obrazovka Specificka pre dany problém.
Pre problém obchodného cestujiceho je znazornené okno na Obrazku B.3. Vystupom tohto
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algoritmu je zobrazenie grafu v pravej ¢asti programu. Uzivatel ma moznost spustit algo-
ritmus eSte raz pre znazornené body pomocou tlacidla Run again alebo vygenerovat nové
pozicie miest pomocou tlacidla Start new.

Obréazok B.4 znazornuje okno pre problém splnitelnosti booleovskych formiil, ktoré uziva-
tel zad4 na v lTavej Casti programu. Ak bolo nijdené nejaké riesenie, bude v pravej Casti
vypisané ¢islo iterdcie v ktorom bolo najdené a pod nim riesenia, aké boli nijdené a aky
jedinec ich reprezentoval. Nie je nutné zadavat klauzuly pre formulu v konjunkivnej nor-
malnej forme, ale je to odporicané. Medzi jednotlivymi klauzulami je implicitne pouzita
logicka spojka AND a negovand hodnota je definovand ako !'a. Premennd taktiez musi byt
definovana len ako jediné pismeno a logické spojky musia byt znazornené ako && pre AND a
| | pre OR.

Pre hladanie extrému funkcie je okno aplikicie zndzornené na Obrazku B.5. Vystupom al-
goritmu je pisomny zapis suradnic bodu, ktory bol vybrany ako vysledny a jeho funkéna
hodnota pre vybrand funkciu. Uzivatel ma na vyber z preddefinovanych sStyroch funkcii
pripadne si méze zvolit vlastni funkciu.

Velkym vylepsenim tejto aplikdcie by bola moznost krokovania tychto algoritmov, no pre
casto velky pocet iteracii by musel byt vhodne zvoleny krok pripadne aj to, ¢o je pre uziva-
tela potrebné vidiet v kazdej iteracii. V takejto podobe programu, si iteracie vypisané ako
konzolovy vystup, ktory si uzivatel moze nasledne pozriet a zhodnotit.
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Kapitola 5

Experimenty a ich vysledky

V tejto kapitole st opisané vsetky experimenty a ich vysledky aké boli prevadzané na imple-
mentovanych algoritmoch pomocou aplikacie vytvorenej v tejto praci. Kazdy z algoritmov
pracuje s vlastnymi, Specidlnymi parametrami, podla ktorych dokaze nadobudat rozliéné
vysledky. Pri kazdom z experimentov st zhrnuté jeho vysledky aké dosiahol pre dani kom-
bindciu parametrov. Ucelom experimentov je ukézat silu tychto parametrov, ktord mozu
mat na celkovy vysledok algoritmu.

Kazdy z optimaliza¢nych problémov bol rieseny inym algoritmom vzhladom k ¢omu boli
upravené aj parametre algoritmu pre dany problém.

5.1 Problém obchodného cestujuceho - ACO

V pripade problému obchodného cestujiceho rieseného pomocou optimalizidcie mravcéou
kolonie je mozné nastavit hodnoty pre paf parametrov

e pocet miest, ktoré mé cestujici navstivit,
e pocet agentov, ktori buda hladat cestu v kazdej iteracii,

e pocet iteracii, pocas akych maju agenti hladat najoptimalnejsie riesenie,

parameter «, ktory udava aka vahu pri rozhodovani agenta ma mat hodnota feromoénu,

e a parameter (3, ktory udava aku vihu ma mat pri rozhodovani agenta o dalSej ceste
dlzka cesty.

Spolo¢nym parametrom pre kazdy z experimentov bol pocet miest a taktiez ich umiestne-
nie, kedze hlavnym cielom je najst ¢o najkratsiu cestu medzi mestami.

Experimenty rozdelené do troch podkategoérii podla hodnét paramterov o a 5. V prvej pod-
kategérii je hodnota parametrov o a 8 rovnaka, ¢ize vaha hodnét feroménu a diiky cesty
pri vybere nasledujiceho mesta. V druhej podkategérii je vaha parametru a o polovicu
nizia ako vdha parametru 8 a teda pri rozhodovani mé viacsiu vahu dizka danej cesty ako
hodnota feroménu na nej a v poslednej podkategdrii ma vacsiu silu parameter o kedy ma
pri rozhodovani vacsiu silu hodnota feromoénu, aky na ceste mravce zanechali.

Kazd4a podkategoéria dalej obsahuje tri druhy experimentov s parametrami pre pocet agen-
tov a poctom iteracii. V prvom experimente je pocet agentov a iteracii rovnaky, v druhom
je zvyseny pocet agentov a v trefom je zvyseny pocet iteracii.
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Pre kazdy z experimentov bolo prevedenych desat testov. Vysledok testu pozostava z hod-
noty dizky celkovej cesty, ktord bola v teste ziskand ako najkratdia a ¢isla, ktoré uréuje
poradie iteracie v akom sa tato najkratsia cesta nasla.

Kazdy test pozostava z patnéastich miest, ktorych sdradnice sii uvedené v prilohe A.1.1. A
kazdé mesto je prepojené s kazdym. NajkratSia moznd cesta ma dizku = 36.3.

Podkategoéria 1

V tejto podkategérii mali parametre o a 8 rovnakt hodnotu. Presnejsie « =1 a aj § = 1.
Konkrétne vysledky prevedenych experimentov sui opisané v prilohe A.1.2. V jednotlivych
experimentoch tejto sekcie st uvedené najlepsie, najlepsie najdené vysledky podla dizky
najdenej cesty a priemerny vysledok vsetkych testov.

Experiment 1

V tomto experiemnte bol pocet mravcov a pocet iteracii rovnaky. Obe parametre mali
hodnotu 100.

Najlepsi vysledok ‘ 37.3 Priemer vysledkov ‘ 39.82 Najhorsi vysledok ‘ 43.0
Iteracia ‘ 56 Priemer iteracii ‘ 43.5 Iteracia ‘ 93

Experiment 2

Tento experiment pracuje s vyssim poc¢tom agentov ako iterdcii. Vyuzitych bolo 300 agentov
a 100 iteracii.

Najlepsi vysledok ‘ 37.0 Priemer vysledkov ‘ 39.28 Najhorsi vysledok ‘ 41.1
Tterdcia | 28 Priemer iterdcii | 37.7 Iterdcia | 85

Experiment 3

V poslednom experimente v tejto kategorii bol zvysSeny pocet iteracii. Pocet agentov bol
100 a vykonanych bolo 300 iteracii.

Najleps{ vysledok | 37.9 Priemer vysledkov | 39.22 Najhorsf vysledok | 42.2
Itericia ‘ 140 Priemer iteracii ‘ 100.5 Iteracia ‘ 7

Zhrnutie

7 prevedenych experimentov bol najlepsi vysledok vysledok ziskany v experimente 2 kedy
bolo pre hladanie najkratsej cesty vécsie mnozstvo agentov. Najlepsi priemer vysledkov
podla dizky néjdenej cesty mal experiment 3, no priemer poétu iterdcii bol najvyssi zo
vSetkych experimentov. Bohuzial ani jeden z tychto experimentov nenasiel najkratsiu cestu,
ktorej dizka bola = 36.3.

Pokategoéria 2

V tejto podkategérii mal parameter a nizsiu hodnotu ako 5. Presnejsie a = 0,5 a aj § = 1.
Ziskané vysledky z jednotlivych testov st uvedené v prilohe A.1.3. V tejto Casti si uvedené
najlepsi, priemerny a najhorsi ziskany vysledok pre kazdy experiment.

30



Experiment 4

V tomto experimente bol pocet mravcov a pocet iterdcii rovnaky. Obe parametere mali
hodnotu 100.

Najlepsi vysledok ‘ 36.6 Priemer vysledkov ‘ 37.35 Najhorsi vysledok ‘ 38.6
Tterdcia | 29 Priemer iterdcii | 43.1 Iterdcia | 35

Experiment 5

V druhom experimente tejto podkategérie bol zvyseny pocet mravcov na 300 a pocet iteracii
ostal rovnaky, teda 100.

Najlepsi vysledok ‘ 36.6 Priemer vysledkov ‘ 36.88 Najhorsi vysledok ‘ 37.3
Itericia ‘ 19 Priemer iteracii ‘ 48.9 Tteracia ‘ 64

Experiment 6

V poslednom experimente tejto podkategoérie bol zvyseny pocet iteracii na 300 a pocet
mravcov bol 100.

Najlepsi vysledok ‘ 36.6 Priemer vysledkov ‘ 36.9 Najhorsi vysledok ‘ 37.2
Iteracia ‘ 116 Priemer iteracii ‘ 192.2 Iteracia ‘ 42

Zhrnutie

Aj v tejto podkategorii bol najlepsi vysledok z prevedenych testov ziskany v experimente 2
kedy bol zvyseny pocet agentov. V tomto experimente bol vysledok 36.6 ndjdeny tri krat,
no v jednom z nich uz pri devitnastej iteracii. Tento experiment méa aj najlepsi priemer
zo vsetkych ziskanych vysledkov, no velmi podobny priemer mé aj experiment 6, kde bol
zvyseny pocet iteracii. Tak ako v podkategérii 1, ani v tychto experimentoch nebol najdeny
Uplne najlepsi vysedok = 36.3

Podkategoéria 3

V tejto podkategérii mal parameter 8 nizsiu hodnotu ako a. Presnejsie a =1aaj 8 =0,5.
Vysledky jednotlivych testov pre experimenty si uvedené v prilohe A.1.4. V uvedenych
experimentoch st zosumarizované - najlepsi vysledok, najhorsi vysledok a priemer vsetkych
ziskanych vysledkov.

Experiment 7

V prvom experimente tejto podkategorie bol pocet mravcov 100 a pocet iteracii taktiez 100.

Najlepsi vysledok ‘ 36.7 Priemer vysledkov ‘ 37.79 Najhorsi vysledok ‘ 38.3
Tterdcia g Priemer iterdcii | 66.5 Iterdcia | 89

Experiment 8
V dalsom experimente bol pocéet mravcov zvyseny na 300 a pocet iteracii bol 100.

Najleps{ vysledok | 36.3 Priemer vysledkov | 36.95 Najhorsf vysledok | 37.8
Iteracia ‘ 38 Priemer iteracii ‘ 71.1 Tteracia ‘ 44
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Experiment 9
V poslednom z experimentov bol zvyseny pocet iterdcii na 300 a pocet mravcom bol 100.

Najlepsi vysledok ‘ 36.6 Priemer vysledkov ‘ 36.89 Najhorsi vysledok ‘ 37.5
Tterdcia | 237 Priemer iterdcii | 225.9 Tterdcia | 285

Zhrnutie

7 vykonanych experimentov bol najlepsi vysledok ziskany v experimente 8 kedy bolo pre
hladanie najkratsej cesty vicsie mnozstvo agentov, tento vysledok je naj najlepSim moznym
aky sa da pri danom rozlozeni bodov najst. Najlepsi priemer v tejto kategérii experimentov
mal experiment 9, no mal taktiez aj najvyssi priemer iteracii.

5.2 Splnitelnost logickych formul - MBO

Pri probléme spinitelnosti logickych formul je mozné pre algoritmus MBO nastavit Styri
parametre

e pocet pariacich letov kralovnej

e celkovy pocet tridov, z ktorych si kralovnd bude v pariacom lete vyberat

e pocet potomkov, ktory po pariacom lete vznikne

o velkost spermotéky kralovnej, teda maximélny pocet pareni pocas pariaceho letu

Prevedené boli tri experimenty. Prvy z experimentov hladal rieSenie pre formulu 5.1, ktora
pozostava zo Siestich klauzil s 6smimi premennymi.

F=(aVe)AN(gV-hVe)A(meVd)ND)AN(—fVeVe)A(=h)A(aVg) (5.1)

Dalsie dva experimenty pracovali s formulou definovanou (5.2). Tato formula pozostéva z
osmich klauzil, kde kazda z nich predpisuje kazdej premennej jedint mozni hodnotu. Cize
existuje len jediné riesenie tejto formuly ak sa modze premennym priradit iba hodnota 1
alebo 0.
V prvom z experimentov s formulou (5.2) st pociatoéné hodnoty volitelnych parametrov
rovnaké ako v experimente s formulou (5.1) a v druhom bol zvySeny pocet tridov a potom-
kov.

F = (@) A (=B) A (&) A (~d) A (€) A (<F) A (g) A (=) (5.2)

V kazdom z experimentov bolo prevedenych 10 testov. Pri kazdom teste je uvedené ¢islo
pariaceho letu v akom bolo ndjdené riesenie a aky jedinec dané rieSenie reprezentoval.
Oznacenie P hovori, Ze rieSenie nasiel genotyp potomka, T trida a K kralovnej.

Experiment 1

V tomto experimente bolo hladné riesenie pre formulu (5.1) a hodnoty parametrov boli
nasledovné:

Pocet pariacich letov - 15

Pocet trudov - 30
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Pocet potomkov - 10
Velkost spermotéky kralovnej - 20

Test ¢. | 1 2 3 4 5 6 7 8 9 10
Let ¢. 1 1 1 1 11 1 11 1
Jedinec | P, T,K P,T P,T,K P, T P,T T P, T P,T T PT

Experiment 2

V tomto experimente bolo hladané riesenie pre formulu (5.2) a hodnoty parametrov boli
nasledovné:

Pocet pariacich letov - 15
Pocet tridov - 30
Pocet potomkov - 10

Velkost spermotéky kralovnej - 20

Test¢. |1 2 3 4 5 6 7 8 9 10
Leté. [2 4 3 7 3 6 3 8 2 2
Jedinec [P T T P T T P, T,K T T PT

Experiment 3

V tomto experimente bolo hladané riesenie pre formulu (5.2) a oproti predoslému experi-
mentu bol zvyseny pocet tridov a potomkov.

Pocet pariacich letov - 15
Pocet triudov - 50
Pocet potomkov - 20

Velkost spermotéky kralovnej - 20

Testé. |1 2 3 4 5 6 7 8 9 10
Leté. [2 1 1 1 4 1 2 3 2 2
Jedinee (T P T T T T T P,T,K T P T

Zhrnutie

Kazdy z experimentov pracoval s formulou, ktora obsahovala osem premennych. To zna-
mend, ze vietkych moznosti pre priradenie hodnét 0 a 1 pre premenné bolo 28.
Experiment 1 pracoval s formulou, pre ktort bolo mozné najst viacero moznych rieseni. Pri
danych hodnotach parametrov sa algoritmu podarilo najst rieSenie v kazdom teste hned
v prvom pariacom lete. Z tohto doévodu nebol prevedeny ziaden dalsi experiment, ktory
by pracoval s vyssimi hodnotami parametrov. Celkovo pocas prevedenych desiatich testov
algoritmus nasiel desat roznych rieseni, ktoré vyhovuju danej formule a jedincami, ktori
najcastejsie nasli rieSenie boli potomok a trad.

Experimenty 2 a 3 hladali rieSenie pre formulu, pre ktorta zo vsetkych moznych vyhovuje
iba jedno riesenie.

33



Premenné ‘ a
Hodnota ‘ 1

b ¢ d e f g h

01 01 0 1 0

7 vysledkov tychto experimentov je vidiet, Ze dané rieSenie sa naslo v kazdom teste. Avsak
pri zvySenom pocte potomkov a tridov bolo riesenie najdené, v najhorsom pripade v tretom
pariacom lete, kde pri nizSom pocte, v najhorSom pripade az v 6smom lete. Jedincom, ktory
nasiel riesenie najcastejsie bol trid, no ¢asto krat aj potomok. Aj napriek tomu, Ze rieSenie
kralovnej je na zaciatku algoritmu vylepSované je tento zaver ocakavany, kedze potomkov
a tradom je pocet vyssi a kralovnda je len jedna. Pripadnym pridanim heuristiky aj pre

potomkov, by sa mohlo ocakavat aj castejSie najdenie rieSenia potomkom.

5.3 Hladanie extrému funkcie - GWO a SA

Hladanie extrému funkcie bolo riesené pomocou dvoch algoritmov - GWO a SA. Pre expe-
rimenty boli vybrané dve funkcie a obe algoritmy hladali ich minimum. Hladanie extrému
kazdej funkcie je rozdelené na cast pre algoritmus GWO pri ktorom je mozné zvolit hod-
noty pre pocet vlkov a pocet iterdcii, a pre SA zaciato¢nu teplotu, koncovu teplotu a krok
ochladzovania.

Pri algoritme GWO boli vykonané tri experimenty. V prvom z nich bol pocet vlkov a pocet
iteracii rovnaky. V druhom bol pocet agentov vyssi a v poslednom bol vyssi pocet iteracii.
V algoritme SA boli prevedené dva druhy experimentov, jeden s nizsimi hodnotami pre
kazdy parameter a dalsi s vyssimi.

Pre kazdy experiment bolo prevedenych desat testov. Jednotlivé vysledky pre kazdy z tes-
tov st uvedené v prilohe A.2 kde su je uvedeny bod, ktory bol v danom teste vyslednym a
aka je jeho funkénd hodnota.

V kapitolach 5.3.1 a 5.3.2 st zhrnuté vysledky kazdého z experimentov. Uvedené s - naj-
lepsi vysledok, najhorsi vysledok a priemer vSetkych ziskanych vysledkov.

5.3.1 Bealeho funkcia

Bealeho funkcia je popisana rovnicou (5.3). Jej minimum bolo hladané na intervale —4.5 <
xz,y < 4.5. V tomto intervale mé funkcia globdlne minimum v bode [3,0.5] s funkénou
hodnotou 0. Graf funkcie je zndzorneny na Obrazku 5.1.

flz,y) = (1.5 — 2 +2y)? 4+ (2.25 — z + xy*)* + (2.625 — x + 29°)? (5.3)

Algoritmus vicej svorky

V tejto sekcii st popisané vysledky algoritmu GWO pre hladanie extrému Bealeho funkcie
(5.3). Vysledky vsetkych prevedenych testov si uvedené v prilohe A.2.1.

Experiment 1

V tomto experimente pre algoritmus GWO bol pocet vlkov a pocet iteracii zvoleny na
hodnotu 50.

Najlepsi vysledok | 0.04 Priemer vysledkov | 0.578 Najhorsf vysledok |  1.23
Bod | [3.46, 0.57] Priemer bodov | [3.03, 0.43] Bod | [1.8, 0.31]
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Experiment 2

Tento experiment pracoval so zvySenym poc¢tom vlkov na 200 pocas pétdesiatich iteracii.

Najlepsf vysledok | 0.01 Priemer vysledkov | 0.072 Najhorsi vysledok | 0.21
Bod | [3.29, 0.57] Priemer bodov | [3.06, 0.49] Bod | [2.74, 0.31]

Experiment 3

V poslednom experimente pre hladanie minima Bealeho funkcie pomocou GWO bol pocet
vlkov 50 a zvyseny bol pocet iteracii na 200.

Najlepsi vysledok | 0.14 Priemer vysledkov [ 0.81 Najhor{ vysledok | 1.66
Bod | [3.74, 0.68] Priemer bodov | [2.67, 0.35] Bod | [1.62, -0.20]
Zhrnutie

Najlepsi vysledok ziskal algoritmus GWO pri hladani minima Bealeho funkcie (5.3) v expe-
rimente 2, kedy sa najviac priblizil bodu [3,0.5] v ktorom mé funkcia na danom intervale
svoje minimum. V tomto algoritme bolo pouzitych vyssie mnozstvo vlkov, ¢o mohlo poméct
k rychlejsej detekcii daného globalneho minima. Je tiez potrebné dodat, ze aj napriek tomu,
ze sa priemer bodov priblizil v dvoch z tychto experimentov k bodu [3,0.5] nie je nutné,
ze aj priemer tychto bodov sa bude z danym priemerom zhodovat. Rozhodujica je stale
funkéna hodnota a aky z experimentov sa k nej priblizil najviac.
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Algoritmus simulovaného Zihania

V tejto sekcii st popisané vysledky algoritmu SA pre hladanie extrému Bealeho funkcie.

Experiment 4

V tomto experimente je pre algoritmus SA hodnota zaciatocnej teploty 500, koncovej teploty
1 a ochladzovacieho kroku 10.

Najlepsi vysledok ‘ 0.02 Priemer vysledkov ‘ 0.49 Najhorsi vysledok ‘ 1.51
Bod | [3.16, 0.56] Priemer bodov | [2.45, 0.54] Bod | [1.88, 0.43]

Experiment 5

Pre tento experiment st zvysené hodnoty vsetkych experimentov. Zaciatocénda teplota méa
hodnotu 1000, koncova 10 a ochladzovaci krok 50.

Najlepsf vysledok |  0.01 Priemer vysledkov | 0.54 Najhorsi vysledok | 1.53
Bod | [2.91, 0.5] Priemer bodov | [2.47, 0.51] Bod | [[1.16, 1.49]
Zhrnutie

Najlepsi vysledok nasiel algoritmus SA pre Bealeho funkciu (5.3) v experimente 5, kedy boli
pouzité vyssie hodnoty parametrov avsak pocet iteracii bol nizsi kedze ochladzovaci krok
mal vyssiu hodnotu.

Porovnanie GWQO a SA pre Bealeho funkciu

Obe z tychto algoritmov dokazali detegovat a priblizit sa ku globdlnemu minimu. Ich vy-
sledky sa mo6zu lisit akurat v jednotlivych testoch a rozsahu bodov, ktoré kontrolovali, preto
priemer vysledkov nemusi odpovedat funkénej hodnote priemeru bodov.

5.3.2 Funkcia Three-hump camel

Funkcia Three-hump camel je popisand rovnicou (5.4). Jej minimum bolo hladané na in-
tervale —5 < z,y < 5. V tomto intervale mé funkcia globdlne minimum v bode [0,0] s
funkénou hodnotou 0. Graf funkcie je zndzorneny na Obrazku 5.2.

6
x
f(z,y) = 222 — 1.05z2* + N + 2y + o> (5.4)

Algoritmus vicej svorky

V tejto sekcii su popisané vysledky algoritmu GWO pre hladanie extrému funkcie Three-
hump camel.

Experiment 1

V prvom experimente je pre tento algoritmus pocet vlkov a iteracii rovnaky a to 50.

Najlepsi vysledok ‘ 0.03 Priemer vysledkov ‘ 0.21 Najhorsi vysledok ‘ 0.53
Bod | [-0.13, 0.05] Priemer bodov | [0.11, -0.008] Bod | 0.3, 0.47]
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Obr. 5.2: Graf funkcie Three-hump camel. [6]

Experiment 2

Dalsi experiment pre algoritmus pracuje s vy$$im poc¢tom vlkov - 200, no pocet iteracii je
50.

Najlepsi vysledok | 0.003 Priemer vysledkov | 0.04 Najhors{ vysledok | 0.10
Bod | [0.04, 0.004] Priemer bodov | [0.02, -0.02] Bod | [0.22, -0.24]

Experiment 3

V tomto algoritme je pre algoritmus nastaveni vyssi pocet iteracii - 200 a pocet vlkov je 50.

Najlepsi vysledok ‘ 0.04 Priemer vysledkov ‘ 0.24 Najhorsi vysledok ‘ 0.53
Bod | [0.04, 0.18] Priemer bodov | [0.02, -0.14] Bod | [-0.45, -0.24]
Zhrnutie

7, experimentov pre hladanie minima funkcie Three-hump camel s algoritmom GWO bol
néjdeny najlepsi vysledok v experimente 2, kde bol pouzity vyssi pocet vikov.
Algoritmus simulovaného Zihania

V tejto sekcii st popisané vysledky algoritmu SA pre hladanie extrému funkcie Three-hump
camel.

Experiment 4

V prvom experimente pre algoritmus SA pre funkciu Three-hump camel je zaciatocnd tep-

lota nastavena na hodnotu 500, koncova teplota je 1 a ochladzovaci krok mé hodnotu 10.
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Najlepsi vysledok ‘ 0.04 Priemer vysledkov ‘ 0.67 Najhorsi vysledok ‘ 2.81
Bod | [0.08, 0.13] Priemer bodov | [0.25, 0.05] Bod | [1.80, 0.68]

Experiment 5

V druhom experimente pre funkciu Three-hump camel s algoritmom SA je zacCiato¢nd tep-
lota nastavend na hodnotu 1000, koncova teplota je 10 a ochladzovaci krok mé hodnotu
50.

Najlepsi vysledok ‘ 0.07 Priemer vysledkov ‘ 0.75 Najhorsi vysledok ‘ 1.99
Bod | [0.009, 0.26] Priemer bodov | [0.29, -0.34] Bod [-0.61, -0.90]
Zhrnutie

V pripade riesenie hladania minima funkcie Three-hump camel algoritmom SA bol lepsi vy-
sledok ndjdeny v experimente 4, kde s sice hodnoty parametrov nizsie, no vdaka mensiemu
ochladzovacieho kroku nastalo viac iteracii.

Porovnanie GWO a SA pre funkciu Three-hump camel

Pri hladani minima funkcie Three-hump camel sa obe algoritmy priblizili ku globalnemu
minimu funkciu avsak algoritmus GWO v experimente 2 nasiel o nieco blizsi vysledok ako
algoritmus SA. V tomto pripade sa liSia aj priemery hodnét vysledkov experimentov pre
dané algoritmy. Kde priemery z experimentov s GWO maji o niec¢o nizsiu hodnotu ako v
experimentoch pri algoritme SA.
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Kapitola 6

Zaver

Uvodné kapitoly tejto prace popisuji vznik, fungovanie a umely analogicky model vybra-
nych optimalizac¢nych algoritmov inSpirovanych prirodou. Tieto, ale aj mnohé iné algoritmy
maju uplatnenie v réznych oblastiach techniky, ale aj vedy a vyskume, kedZe optimalizacia
procesov moze vyrazne usetrit ¢as a pouzité prostriedky.

V tejto praci boli dalej pomocou vytvoreného programu riesené zname optimalizac¢né prob-
lémy, ktoré vedia ukazat silu tychto algoritmov. Vybrané popisané algoritmy st metaheuris-
tické, teda nedokazu garantovat, Ze ich riesenie je najlepSim moznym riesenim problému.
Sila tychto algoritmov spociva v tom, ze dokazu néjst velmi dobré, ak nie to najlepsie, rie-
senie komplexného problému za dobu, v ktorej ho deterministické algoritmy neboli schopné
néjst.

Prvym rieSenym problémom v tejto praci bol problém obchodného cestujticeho. Riesenim
tohto problému je najdenie cesty medzi vSetkymi zadanymi mestami tak, aby cestujuici pre-
siel kazdym mestom prave jeden krat a ukoncil svoju cestu v meste, v akom ju zacal. Tento
problém bol rieSeny algoritmom mravéej kolonie. Z vysledkov vykonanych experimentov
sa ukazalo ako najvhodnejsie nastavit pre tento algoritmus vyssiu hodnotu pre parameter
poctu pouzitych mravcov, ktori prehladavali graf zadany suradnicami miest.

Druhym riesenym problémom bolo hladanie extrému funkcie. Tento problém bol rieseny
algoritmom vlcej svorky a algoritmom simulovaného zihania, ktoré hladali minimum pre
Bealeho funkciu a pre funkciu Three-hump camel. V pripade prvej funkcie obe algoritmy
dosiahli podobné vysledky, no pri funkcii Three-hump camel nasiel algoritmus vlcej svorky
lepsie riesenia o nieco castejsie. Obe algoritmy boli spustané pri rovnakych podmienkach a
aj napriek tomu, Ze na cas trvania nebol kladeny déraz je vhodné spomentf, ze testy pre
algoritmus simulovaného zihania mali kratSie trvanie ako pre algoritmus Viéej svorky. To
mohlo byt sposobené prave tym, ze algoritmus simulovaného zihania pracuje v iteracii s
jednym bodom, kdezto algoritmus vléej svorky potrebuje Cas pre prepocet polohy kazdého
vlka v iteracii.

Pri samotnom algoritme vlcej svorky, odhliadnic od porovnania s algoritmom simulova-
ného zihania, mal algoritmus najlepsie vysledky pre obe funkcie v pripade, kedy bol pre
algoritmus nastaveny vacsi pocet vlkov. Algoritmus simulovaného Zihania dosahoval lepsie
vysledky v pripade, ked boli jeho parametre zvolené tak, aby mal jeho priebeh viac iterécii.
Teda vyraznejsim faktorom bola velkost ochladzovacieho kroku.

Poslednym rieSenym problémom bolo najdenie vhodnej kombindacii hodn6t pre premenné
pouzité v booleovskej formule, tak aby kazda z jej klauzil nadobtudala pravdivi hodnotu a
tym aj bola splnena aj celd formula. Tento problém bol rieseny pomocou algoritmu péare-
nia véiel. Algoritmus bol testovany na dvoch formuldch. Pre prva formulu je mozné néjst
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viacero roznych rieseni. Pri tejto formule dokazal najst algoritmus riesenie hned vo svojej
prvej iteracii a teda nebolo nutné zvysovat hodnoty parametrov. Pri druhej formule, kedy
existovalo len jedno riesenie, nasiel algoritmus riesenie v kazdom teste, no pri vysSom pocte
potomkov a tridov ho nasiel o nieco rychlejsie. Zaujimavym zistenim je, zZe riesenie nasiel
castejsie trud, ktorého reprezentacia riesenia, je generovana nahodne v kazdej iteracii ako
rieSenie reprezentované potomkom, ktorého riesenie pozostéava z krizenia kralovnej vylepse-
nej heuristikou a najlepsieho trida v danej iterécii.
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Priloha A

Vysledky experimentov

A.1 TSP rieseny algoritmom ACO

A.1.1 Stradnice miest pouzitych pre experimenty TSP.
Mesto | [x,y]
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A.1.2 Vysledky testov podkategorie 1 pre TSP.

Rovnaky pocet mravcov a iteracii.

e Pocet mravcov = 100
e Pocet iteracii = 100

Test¢. | 1 2 3 4 5 6 7 8 9 10

Vysledok | 39.5 38.3 40.5 37.3 43.0 39.1 39.2 41.2 39.7 424
Iteracia 30 52 78 56 93 0 6 47 ) 68
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Vyssi pocet mravcov ako iteracii.
e Pocet mravcov = 300
e Pocet iteracii = 100

Testé. | 1 2 3 4 5 6 7 8 9 10

Vysledok | 41.1 38.5 40.2 37.0 39.5 40.3 39.8 394 37.7 39.3
Iteracia 85 60 85 28 4 19 30 15 18 33
Vyssi pocet iteracii ako mravcov.
e Pocet mravcov = 100
e Pocet iteracii = 300

Test¢. | 1 2 3 4 5 6 7 8 9 10

Vysledok | 40.7 37.9 40.2 38.3 38.1 422 384 38.0 38.9 39.5
Iterécia 91 140 59 237 218 7 37 44 90 82

A.1.3 Vysledky testov podkategoérie 2 pre TSP.
e a=0.5

e =1

Rovnaky pocet mravcov a iteracii.
e Pocet mravcov = 100
e Pocet iteracii = 100

Test¢. | 1 2 3 4 5 6 7 8 9 10

Vysledok | 37.4 37.8 369 372 373 38.6 374 37.6 36.6 36.7
Iteracia 10 32 o7 30 88 35 86 35 29 29

Vyssi pocet mravcov ako iteracii.
e Pocet mravcov = 300
e Pocet iteracii = 100

Testé. | 1 2 3 4 5 6 7 8 9 10

Vysledok | 36.9 36.7 36.6 36.6 372 371 369 373 369 36.6
Iteracia 59 35 o8 52 15 21 93 64 73 19

Vyssi pocet iteracii ako mravcov.
e Pocet mravcov = 100
e Pocet iteracii = 300

Test¢. | 1 2 3 4 5 6 7 8 9 10

Vysledok | 36.9 36.9 369 371 369 36.6 369 369 36.7 37.2
Iteracia | 264 234 63 260 139 116 288 219 297 42
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A.1.4 Vysledky testov podkategérie 3 pre TSP.
e a=1

e 3=0.5

Rovnaky pocet mravcov a iteracii.
e Pocet mravcov = 100
e Pocet iteracii = 100

Test¢. | 1 2 3 4 5 6 7 8 9 10

Vysledok | 37.2 37.1 37.6 383 378 399 373 382 378 36.7
Iteracia 85 48 75 89 86 23 32 71 85 71

Vyssi pocet mravcov ako iteracii.
e Pocet mravcov = 300
e Pocet iteracii = 100

Test¢. | 1 2 3 4 5 6 7 8 9 10

Vysledok | 36.3 36.9 36.7 369 372 36.3 373 369 372 37.8
Iteracia 81 59 96 93 50 38 79 79 92 44
Vyssi pocet iteracii ako mravcov.
e Pocet mravcov = 100
e Pocet iteracii = 300

Test¢. | 1 2 3 4 5 6 7 8 9 10

Vysledok | 36.9 36.7 37.0 375 369 369 36.6 369 36.6 36.9
Iteracia | 267 185 218 285 282 115 201 282 237 187

A.2 Hladanie extrému funkcie
Vsetky vysledky st zaokrihlené na dve desatinné miesta.
A.2.1 Bealeho funkcia - algoritmus GWO

Rovnaky pocet vlkov a iteracii

e Pocet vlkov = 50

e Pocet iteracii = 50

Test ¢. | Bod [x,y] Hodnota Test ¢. | Bod [x,y]  Hodnota
1 [3.04, 0.37] 0.40 6 [4.58, 0.63] 1.02
2 | [1.87,024] 084 7 | [17,-0007]  1.21
3 [3.82, 0.73] 0.47 8 [4.03, 0.64] 0.16
4 | [3.46,057  0.04 9 [1.8,031]  1.23
) [2.65, 0.37] 0.04 10 [3.35, 0.4] 0.37
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Vyssi pocet vlkov ako iteracii
e Pocet vlkov = 200

e Pocet iteracii = 50

Test ¢. | Bod [x,y] Hodnota Test ¢. | Bod [x,y] Hodnota
1 [3.71, 0.62] 0.06 6 [2.54, 0.40] 0.08
2 [4.18, 0.69] 0.08 7 [3.0, 0.52] 0.01
3 [2.77, 0.49] 0.05 8 [2.74, 0.31] 0.21
4 | [251,042]  0.13 9 | [3.29,057  0.01
5 [2.53, 0.34] 0.07 10 [3.34, 0.55] 0.02
Vyssi pocet iteracii ako vlkov
e Pocet vlkov = 50
e Pocet iteracii = 200
Test ¢. | Bod [x,y] Hodnota Test ¢. | Bod [x,y] Hodnota
1 [1.83, 0.31] 1.13 6 [3.74, 0.68] 0.14
2 [2.20, 0.15] 0.33 7 [3.94, 0.55] 0.79
3 [1.62, -0.20] 1.66 8 [1.97, 0.25] 0.63
4 [1.77, 0.06] 1.0 9 [2.97, 0.60] 0.28
5 [4.67, 0.83] 1.54 10 [1.99, 0.25] 0.58
A.2.2 Bealeho funkcia - algoritmus SA
Nizsie hodnoty parametrov
e ZaciatoCna teplota - 500
e Koncova teplota - 1
e Ochladzovaci krok - 10
Test ¢. | Bod [x,y] = Hodnota Test ¢. | Bod [x,y] Hodnota
1 [3.03, 0.42] 0.15 6 [2.42, 0.15] 0.37
2 [2.94,0.62]  0.45 7 | [418,073]  0.27
3 [-1.51, 1.45] 1.24 8 [3.16, 0.56] 0.02
4 [2.74,0.26]  0.38 9 | [1.88,043] 15
5 [2.35, 0.28] 0.15 10 [3.32, 0.46] 0.36

Vyssie hodnoty parametrov
e ZaciatoCna teplota - 1000
e Koncova teplota - 10

e Ochladzovaci krok - 50
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Test ¢. | Bod [x,y]  Hodnota Test ¢. | Bod [x,y] = Hodnota
1 [3.49, 0.42] 1.07 6 [2.47, 0.003] 1.00
2 | [1.16, 1.49]  1.52 7| 323,058  0.04
3 [2.09, 0.28] 0.44 8 [2.55, 0.42] 0.09
4 | [3.30,0.60]  0.06 9 3.36,0.39] 0,91
5 | [296,050]  0.01 10 | [241,044] 029
A.2.3 Funkcia Thee-camel hump - algoritmus GWO
Rovnaky pocet vlkov a iteracii
e Pocet vlkov = 50
e Pocet iteracii = 50
Test ¢. | Bod [x,y] Hodnota Test ¢. | Bod [x,y]  Hodnota
1 | [0.36,0.36] 024 6 | [0.31,055 031
2 | [172,-0.76] 031 7 | [0.10,-0.26]  0.11
3 [-0.2, -0.14] 0.12 8 [-0.28, -0.17] 0.22
4 |[0.14,-0.16]  0.04 9 0.28,-0.03]  0.14
5 | [0.30,047 052 10 | [0.13,-0.05]  0.03
Vyssi pocet vlkov ako iteracii
e Pocet vlkov = 200
e Pocet iteracii = 50
Test ¢. | Bod [x,y]  Hodnota Test ¢. | Bod [x,y]  Hodnota
1 0.01,021]  0.05 6 0.04,0.08] 0.0
2 [0.22, -0.24] 0.10 7 [0.04, 0.01] 0.004
3 | [0.04,0.004  0.003 8 | [0.09,-0.21]  0.05
4 [0.05, -0.27] 0.06 9 [-0.05, 0.10] 0.009
) [-0.06, 0.16] 0.01 10 [-0.10, -0.02] 0.02
Vyssi pocet iteracii ako vlkov
e Pocet vlkov = 50
e Pocet iteracii = 200
Test ¢. | Bod [x,y]  Hodnota Test ¢. | Bod [x,y]  Hodnota
1 | [0.08,-041] 0.15 6 | [0.45,-024] 053
2 | [0.04,0.18]  0.04 7 | [0.36,-0.14]  0.31
3 [-1.83, 0.73] 0.4 8 [1.80, -0.73] 0.35
4 [0.18, 0.01] 0.06 9 [0.17, -0.51] 0.23
) [0.26, -0.03] 0.12 10 [0.31, -0.24] 0.17

A.2.4 Funkcia Thee-camel hump - algoritmus SA

Nizsie hodnoty parametrov

e ZaciatoCna teplota - 500



e Koncova teplota - 1

e Ochladzovaci krok - 10

Test ¢. | Bod [x,y]  Hodnota Test ¢ Bod [x,y]  Hodnota
1 [-0.25,-0.09] 0.16 6 [0.23, -0.67] 0.40
2 [0.26,-0.6] 0.36 7 [1.35, 0.19] 1.47
3 [1.80,0.68] 2.81 8 [0.26, -0.04] 0.13
4 [-0.71,0.80] 0.83 9 [-0.06, 0.22] 0.04
5 [-0.43,-0.12] 0.41 10 [0.08, 0.13] 0.04
Vyssie hodnoty parametrov
e Zaciato¢na teplota - 1000
e Koncova teplota - 10
e Ochladzovaci krok - 50
Test ¢. | Bod [x,y]  Hodnota Test ¢. | Bod [x,y]  Hodnota
1 [0.19, 0.06] 0.08 6 [1.40, -0.01] 1.12
2 [1.50, -0.83] 0.52 7 [0.52, -0.10] 0.43
3 [-0.61, -0.90] 1.99 8 [-1.47,-0.12] 1.29
4 | [0.009,0.26]  0.07 9 [1.35,-1.12] 0.1
5 [1.79, -0.77] 0.32 10 [-1.78, 0.18] 0.80
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Priloha B

Obrazky uzivatelského prostredia

[ NON ) Optimization algorithms
Choose a problem Choose an algorithm
Discrete Continuous
Travelling Salesman @ Formulas b
Marriage in Honey-Bees
Function

Start

Obr. B.1: Uvodné obrazovka aplikicie s viberom problému a algoritmu.

[ NON | Optimization algorithms
Choose a problem Choose an algorithm
Discrete Continuous
Travelling Salesman Eormulas -
Simulated Annealing
@ Function

Grey Wolf Optimization

Start

Obr. B.2: Ukazka tvodného okna aplikicie pre popis MVC modelu.
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Options  Info about algorithm

Ant Colony Optimization

Mumber of agents:

200 |
Mumber of iterations:

30 |
Value for alpha:

A |

Value for beta:

[ |

Result: 1681.003
Found in iteration: 26

Obr. B.3: Okno aplikacie pre problém obchodného cestujiceho.

eoe  Optimizationalgortms
Options  Algorithm

Result found in iteration: 2

Results are:

[1el, 111, 191, 111, 191, 17111 found by Drone
{1el, 1, 1o1, 111, 101, 1] found by Brood
{1el, 1, 1o1, 111, 101, 1] found by Brood

- .

2]
&
l

Obr. B.4: Okno aplikacie pre problém splnitelnosti formil.
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o0 @ Optimization algorithms

Options  Info about algorithm

Simulated Annealing

Initial temperature: Minimal temperature: Cooling step:

| 2000 L 20 L0

Obr. B.5: Okno aplikacie pre hladanie extrému funkcie.

a0 ® Optimization algorithms

Info about algorithm

Simulated Annealing
Go to start screen

Close application Minimal temperature: leiﬂg step:

' 100 I 10

Obr. B.6: Vedlajsi ovlddaci prvok pre vratenie sa na zaciatoéné okno.
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